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Introduction/Contexte
L’observation à très longue portée (au-delà de 10 kilomètres) est nécessaire pour anticiper
des menaces potentielles lors de la surveillance de sites [48, 106] (détection de drones), la
planification de l’espace aérien ou maritime [60,73] (identification de débris flottants, auto-
protection de navires). La fonction d’identification, capacité d’identifier un objet, requiert
une bonne résolution télémétrique et latérale des imageurs. Les besoins opérationnels
imposent un maintien de la fonction de détection et/ou d’identification par tout temps
et quelles que soient les conditions d’éclairement (jour, nuit, éblouissement solaire). Les
techniques d’imageries dites « passives » c’est-à-dire qui n’ont pas de source d’illumination
propre, dans le visible ou l’infrarouge répondent partiellement à la fonction d’identifica-
tion [15]. Les opérateurs font états de contraintes lors du déploiement de ces imageurs,
notamment par faible visibilité ou forte variation de l’éclairement solaire dans le temps.
L’imagerie laser 3D y est moins sensible par l’emploi et la maîtrise de sa propre source
d’illumination [82,105,147], comme illustré dans la Figure 1. La télémétrie, littéralement
mesure de la distance, dans l’image apporte une dimension supplémentaire qui facilite
l’identification. En effet, en imagerie laser 3D la distance des objets est directement mesu-
rée, là où elle ne peut-être qu’estimée en imagerie passive (photogrammétrie [34, 80,87]).
De plus, bien que la photogrammétrie permette de reconstruire une scène en 3D à partir
de quelques images [80] et parfois une seule [34,87]. Elle nécessite un éclairement constant
et suffisant entre chaque image [80].

L’imageur laser à plan focal 3D, qui utilise une matrice de pixels au plan focal, est le
meilleur candidat pour l’identification à très longue portée [157]. Il met en œuvre des
détecteurs sensibles (comptage de photons) et une excellente résolution temporelle, c’est-
à-dire une forte résolution en profondeur de l’image (centimétrique). Les plans focaux 3D
disponibles sont tous limités à quelques centaines de pixels de grandes tailles (20–50 µm)
par rapport au standard en imagerie passive (4µm). Cette limitation est essentiellement
aux difficultés techniques liées à répartition de la puissance entre les pixels ainsi que
la largeur de bande de lecture des données. Dans l’état de l’art, les plans focaux 3D à
comptage de photon sont limités à 256× 256 pixels pour le visible et 128× 128 pixels pour
l’infrarouge [9]. La résolution latérale ou le champ de vue en sont fortement contraints.
Malgré leur faible résolution latérale, les caméras à comptage de photons sont de plus
en plus utilisées dans les systèmes d’acquisitions LiDAR 3D, en particulier lorsqu’il est
important d’avoir un système embarqué avec un SWaP-C (Size, Weight and Power-Cost)
faible.
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Figure 1. Comparaison entre imageur laser 3D (ou LiDAR 3D) à plan focal, à balayage
et imageur passif 2D.

Bien que les plans focaux 3D aient une meilleure résolution latérale dans le visible, nous
avons choisi de nous concentrer sur les systèmes utilisant des plans focaux dans l’infrarouge,
et plus spécifiquement sur les systèmes utilisant des capteurs dit GmAPD (Geiger-mode
Avalanche Photo-Diode). Les avantages liés à l’utilisation de caméras infrarouges, sont
notamment la sécurité oculaire à la longueur d’onde d’intérêt (1,5 µm) [167] ainsi que
la capacité à traverser certains obscurants comme par exemple le brouillard [147]. L’uti-
lisation de cette technologie de plans focaux 3D limite fortement la résolution latérale
et/ou le champ de vue. Pour permettre de répondre à la fonction d’identification, il est
primordial de les augmenter. Actuellement, une solution pour augmenter le champ de
regard est la mise en place de techniques de balayage (voir Figure 1), sans modification
de la résolution latérale intrinsèque au capteur.
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En imagerie, il est admis que les données déjà acquises sont structurées et donc compres-
sibles : cette approche est à la base des formats JPEG par exemple. L’intégration directe
de la compression dans le procédé d’acquisition des données permet d’éviter l’acquisition
de données « redondantes ». Le Compressive Sensing (acquisition comprimée en français)
adresse cette problématique [29,30,32]. C’est un cadre théorique en traitement du signal
qui permet l’acquisition d’un signal avec un nombre réduit de mesure de combinaison
linéaire d’un signal compressible. Nous généralisons dans cette thèse l’utilisation du Com-
pressive Sensing à l’imagerie laser 3D, afin d’augmenter la résolution des images tout en
limitant l’augmentation du nombre d’acquisitions en comparaison avec des techniques de
balayage. Cette approche est novatrice et très peu développée dans la littérature car elle as-
socie les techniques de Compressive Sensing à de l’imagerie laser à base de plans focaux 3D.

Pour l’imagerie LiDAR 3D, le Compressive Sensing consiste à trouver une collection de
modulations spatiales minimisant le nombre de mesures à effectuer pour reconstruire une
image. Cette collection définit un processus de mesure correspondant à un système linéaire
sous-déterminé. La reconstruction est alors obtenue en résolvant algorithmiquement un
problème d’optimisation inversant le processus de mesure en ajoutant une hypothèse de
régularité sur la parcimonie des données dans une certaine base. Le Compressive Sensing
permet ainsi d’obtenir une meilleure résolution latérale tout en limitant l’impact de la mé-
thode sur la fréquence d’acquisition. Cette technique permet de maintenir une bonne fidélité
du signal [32] et est applicable à l’imagerie active pour augmenter la résolution latérale [55].

Le Compressive Sensing a déjà été appliqué à des caméras à comptage de photons dans le
cas des caméras monopixel [55, 58, 59, 67, 74, 77, 78, 130, 142]. De même, d’autres méthodes
d’augmentation de résolution tel que l’interpolation la super-résolution ou le balayage ont
déjà été appliquées avec succès à longue ou moyenne portée [90,92,113,144]. Cependant,
les différentes méthodes de l’état de l’art ne permettent pas actuellement des acquisitions
à très longue portée (au-delà de 10 km par exemple) utilisant une matrice de capteur
GmAPD en temps d’acquisitions limité (<1 s, temps alloué pour collecter des photons
sur le capteur) avec un faible SWaP-C et un niveau de signal très faible (inférieur à un
photon par pixel en moyenne). De plus, à ce jour, l’application du Compressive Sensing à
l’observation de cibles dynamiques et son intégration sur des plateformes mobiles restent
un défi en termes de traitement du signal et d’implémentation.
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L’objectif de cette thèse est donc d’augmenter la résolution latérale de plan focaux
3D pour l’acquisition LiDAR 3D en utilisant le Compressive Sensing sous ces
contraintes avec une latence aussi faible que possible (1ms – 1 s). Pour ce faire, les travaux
réalisés dans le cadre de cette thèse sont déclinés selon 2 axes de recherche :

1. Développement d’une chaîne de traitement nommée CRISPS-3D (Com-
pressive Reconstruction of Images for Single Photon System in 3D),
permettant d’augmenter la résolution de plans focaux 3D dans le cas
statique.
Ce premier axe se concentre sur le développement d’une chaîne de traitement aug-
mentant la résolution latérale de plans focaux 3D et plus spécifiquement des GmAPD
en utilisant des méthodes de Compressive Sensing, adaptables aux spécificités du
système optronique. Dans ce premier axe, les mesures seront supposées statiques ou
quasi-statiques durant l’acquisition.

2. Développement d’une chaîne complète pour des applications en mouve-
ment.
Ce deuxième axe vise à généraliser la chaîne de traitement précédente pour prendre
en compte le mouvement des cibles et/ou la dynamique du porteur (ex. avion, drone,
véhicule terrestre).

Tout au long de ces travaux nous supposerons que les turbulences, des perturbations
du trajet optique liées à l’inhomogénéité de l’atmosphère, sont négligeables. Cependant,
cela limite les applications possibles, notamment lorsqu’on considère des acquisitions à
longue portée. L’intégration et la prise en compte des effets liées à la turbulence dans
la chaîne de traitement est un véritable challenge en soit. Cela ne sera pas développé
ici. Toutefois, il existe des contextes pratiques ou les turbulences peuvent-être négligées
comme les acquisitions réalisées depuis un point haut (quelques dizaines de mètres [140],
ex. cas de l’aéroporté ou de la prise de vue depuis un bâtiment).

Le premier chapitre de la thèse est dédié à l’introduction des différentes notions néces-
saires à la compréhension des travaux. Le principe de fonctionnement des LiDAR et des
caméras GmAPD est explicité, ainsi que le Compressive Sensing. Pour chacune de ces
notions, un état de l’art est dressé. Puis, les outils déjà disponibles à l’ONERA sont
détaillés, notamment le logiciel MATLIS permettant de simuler des acquisitions LiDAR 3D.

Le second chapitre présente la chaîne de traitement CRISPS-3D qui permet, à partir de
données brutes, d’obtenir un nuage de points 3D à plus forte résolution latérale que celle
de la caméra. Notre chaîne de traitement utilise en entrée une collection d’acquisitions
LiDAR 3D modulées spatialement et produit un nuage de points en trois dimensions. Dans
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ce chapitre, il est montré qu’un certain nombre d’algorithmes de traitement du signal
est nécessaire, afin de maximiser le gain lié au Compressive Sensing. Ces algorithmes,
adaptés au contexte d’acquisitions LiDAR 3D à comptage de photons, sont détaillés
dans cette partie. Telle que décrite dans ce chapitre, CRISPS-3D permet de reconstruire
convenablement la géométrie des objets si l’impulsion est courte temporellement par
rapport à la résolution temporelle du capteur. Le traitement de cette limitation sur la
durée des impulsions est développé au cours du troisième chapitre.

Le troisième chapitre est consacré à la prise en compte dans CRISPS-3D d’impulsions
longues temporellement par rapport à la résolution temporelle du capteur c’est-à-dire
supérieure à la durée d’un pas de temps. En effet, il est nécessaire de déconvoluer tem-
porellement le signal entrant afin de reconstruire au mieux la géométrie des objets. Cela
est démontré dans ce chapitre avant de préciser un algorithme permettant de corriger
cet effet. L’introduction d’un algorithme de déconvolution dans CRISPS-3D implique des
interactions non-triviales et spécifiques au Compressive Sensing et aux algorithmes de
traitement du signal. Ces interactions sont développées dans ce chapitre, pour définir
l’algorithme de déconvolution et donner un domaine d’application. Une fois CRISPS-3D
améliorée par l’introduction de la déconvolution temporelle, les nuages de points 3D
obtenus en fonction des méthodes utilisées sont comparés.

Dans le quatrième et dernier chapitre, les acquisitions dynamiques avec Compressive
Sensing sont abordées. Tout d’abord, comme un problème de recalage de nuage de points,
lorsque la vitesse des cibles ou du système n’est pas suffisamment importante pour impacter
une acquisition complète. Ensuite, on suppose une vitesse relative des cibles et du système
suffisante pour qu’une acquisition soit impactées. Les méthodes de recalages ne permettent
alors plus de corriger le mouvement. Dans ce cadre, une méthode pour estimer et prendre
en compte le mouvement dans une acquisition LiDAR 3D simplifiée avec Compressive
Sensing est définie.
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Chapitre 1

Notions

Points clés

• Introduction de différentes notions clefs telles que le Compressive Sensing,
les caméras single-pixel ou encore les différents principes physiques liés aux
détecteurs ou à l’acquisition de signal et d’images plus largement.

• Définition des notations utilisées pour caractériser les grandeurs physiques et
les matrices utilisées dans les chapitres suivants.

• Développement de l’équation lidar pour le Compressive Sensing, pour lier la
physique de l’acquisition avec le Compressive Sensing et les différentes méthodes
développées par la suite.

• Description des approches existantes dans le cadre d’acquisition d’image 3D
infrarouge, d’images infrarouges longue portée et des caméras single-pixel.
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1.1 Systèmes imageurs LiDAR 3D

1.1.1 Introduction à l’imagerie laser

L’objectif de la thèse est d’augmenter la résolution spatiale de systèmes imageurs laser pour
de l’observation à très longue portée en appliquant une méthode d’acquisition spécifique
et un traitement du signal adapté. Cette méthode doit être compatible d’une utilisation
dans un contexte opérationnel c’est-à-dire répondre au déploiement du système complet
sur un théâtre d’opération et correspondre aux besoins exprimés par les utilisateurs finaux.
Ces termes font référence aux besoins de l’opérateur au sens usuel du terme : l’utilisateur
final est potentiellement formé à l’utilisation du système imageur mais est non spécialiste
des algorithmes de traitement du signal et de l’information abordés dans ce manuscrit.
Les besoins opérationnels sont définis à partir des retours opérateurs effectués dans le
cadre de projets ONERA en amont des travaux de cette thèse.
Dans notre démarche, nous développons et appliquons des méthodes de télédétection pour
collecter des informations physiques d’une cible à distance sans aucun contact [99]. La
géométrie précise des objets et l’intensité qui dépend d’un certain nombre de paramètres
physiques des surfaces observées sont directement accessibles (voir Section 1.1.2).
Il est possible de distinguer la télédétection dite « passive » de la télédétection « active ».
La première approche nécessite un éclairement naturel ou considère l’émission propre
des objets [43]. Une information radiométrique est collectée à distance sur le capteur
puis, après étalonnage de l’instrument, l’information physique de la surface observée est
déduite. Dans le cadre des applications visées, les techniques d’imagerie passive souffrent
de quelques inconvénients liés notamment à la non-maîtrise de l’environnement et à son
influence directe sur le signal utile [14]. La seconde approche dite télédétection « active »
est complémentaire. Elle considère un éclairement laser de la scène à partir d’une source
colocalisée avec le détecteur [24]. Elle s’affranchit des problématiques de maîtrise de
l’éclairement naturel et autorise des acquisitions par faible visibilité, de jour comme de
nuit [105]. La télémétrie par temps de vol [156] ou par d’autres méthodes d’acquisition [157]
est native et n’implique pas de calculs complémentaires comme en imagerie passive (cas
de la stéréovision ou de la photogrammétrie passive).

Il existe plusieurs types de technologies de télédétection active pour mesurer une distance
et imager une scène en trois dimensions tout en donnant accès à des propriétés physiques
des objets (ex. radiométrie). Nous pouvons citer :

• Les systèmes SONAR (Sound Navigation And Ranging) qui utilisent des ondes
sonores [4]. Ces instruments sont limités en distance et dépendent fortement de
l’environnement. Ainsi, leur efficacité a tendance à diminuer en milieux urbains. Ils
sont privilégiés pour des applications sous-marines par exemples.

• Les systèmes RADAR (RAdio Detection And Ranging) qui utilisent des micro-
ondes ou des ondes radio [122]. Ces instruments permettent des propagations à
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longue distance à travers une atmosphère dégradée. Cependant, les longueurs d’onde
radio sont peu favorable à des images en haute résolution spatiale sans calculs
complémentaires coûteux en consommation mémoire et temps de calcul.

• Les systèmes LiDAR (Light Detection And Ranging) qui utilisent des lasers (Light
Amplification by Stimulated Emission of Radiation) émettant principalement dans
le visible ou l’infrarouge (plus rarement dans l’ultraviolet) [99].

Ces trois technologies ont des similitudes. Elles sont toutes basées sur la détection d’une
onde se propageant entre un émetteur, une cible d’intérêt et un détecteur. Dans le
cas des systèmes SONAR, les ondes sonores ou acoustiques sont des ondes mécaniques
nécessitant un support pour se propager de proche en proche. Dans les autres cas, nous
pouvons considérer la propagation d’ondes électromagnétiques voire lumineuses dans le
domaine optique dont les différentes longueurs d’ondes permettent d’exploiter les propriétés
physiques d’une cible en couvrant un large spectre (voir Figure 1.1). Chacune de ces
technologies a des avantages et des inconvénients. Il est intéressant d’identifier leurs limites
et domaines d’utilisation pour les rendre complémentaire lorsqu’elles sont associées sur le
même théâtre d’opération [125] . Ce manuscrit se concentre sur l’exploitation de systèmes
LiDAR 3D.
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Figure 1.1. Spectre du rayonnement éléctromagnétique pour situer les différents
domaine en fonction de leur longueur d’onde.

Fonctions de détection, reconnaissance et identification

Les applications de sécurité et de surveillance mettent souvent en œuvre des imageurs
actifs pour permettre une observation par tout temps et par faible visibilité [14]. Des
critères de Détection, Reconnaissance et Identification ou DRI sont alors considérés pour
évaluer les performances de ces imageurs.

La fonction d’identification est définie comme étant la capacité à identifier un objet.
Cette capacité peut être évaluée avec un critère dit d’identification. Le critère de Johnson
[85] est un critère d’identification standard couramment utilisé dans l’industrie de la
défense pour évaluer les performances d’un système d’imagerie en termes de probabilité
d’interprétation par un opérateur. Il est défini sur les trois niveaux d’interprétation :
détection, reconnaissance et identification (voir Figure 1.2). La détection fait référence
à la capacité du système à détecter la présence d’une cible, la reconnaissance consiste à
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classer un objet dans une catégorie générale et l’identification consiste à pouvoir spécifier
l’appartenance à une classe plus précise.

Figure 1.2. Exemple d’application du critère de Johnson ; (a) détection : « il y a
quelque chose » ; (b) Reconnaissance : « c’est un humain » ; (c) identification : « c’est
une archéologue célèbre ».

Le critère de Johnson est un outil mathématique relié à la perception humaine afin
d’évaluer la performance d’un système de formation d’images pour les trois niveaux
d’interprétation précédemment cités. Le critère de Johnson n’a pas d’équivalent una-
nime pour des informations tridimensionnelles comme les nuages de points issus d’un
LiDAR 3D. Les nuages de points sont des ensembles de données où chaque élément a
une coordonnée dans l’espace et éventuellement d’autres informations, comme l’intensité
dans notre cas. Notons que quelques méthodes existent dans la littérature mais qu’elles
ne font pas consensus dans la communauté et qu’aucune norme n’est adoptée et validée. [51]

Bien qu’il n’y ait pas de consensus sur la métrique à utiliser avec des données 3D pour
quantifier la fonction de DRI, il reste important d’évaluer les performances des imageurs
par tout temps, quelles que soient les conditions d’éclairement et d’environnement (ex. jour,
nuit, éblouissement solaire). Les utilisateurs font état de contraintes lors du déploiement
d’imageurs passifs en présence de telles conditions expérimentales. C’est particulièrement
prégnant lorsque la visibilité est faible ou par forte variation de l’éclairement solaire.
L’usage d’imageurs optroniques actifs leur est parfois préféré. Ils sont souvent déployés
en complément pour augmenter l’opérabilité des systèmes. Les LiDAR 3D permettent de
limiter l’impact des variations environnementales extérieures au système d’acquisition par
l’emploi et la maîtrise de sa propre source d’illumination [82,105,147]. Dans cette thèse,
l’impact de ces variations sur la qualité de la reconstruction ne sera pas évalué.
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Systèmes LiDAR 3D

Les systèmes LiDAR 3D sont utilisés dans de nombreuses applications, pour créer des
cartes topographiques à haute résolution de la surface de la Terre, ainsi que pour mesurer
des distances précises ou des volumes (ex. exploitations minières et arpentages). Il est
possible de retrouver ces instruments embarqués sur des plateformes mobiles telles que
des véhicules autonomes ou des systèmes navigants dans un environnement inconnu ini-
tialement (cas de la robotique). Ils sont également déployés sur drones ou avions pour
des applications d’aide à la navigation voire à de la navigation autonome, de collecte
d’information en milieux difficilement accessibles (ex. après un tremblement de terre) ou
en archéologie pour créer des modèles 3D de structures anciennes recouvertes par une
végétation dense.

Il est possible de décomposer un système LiDAR en deux parties instrumentales essentielles
pour réaliser la mesure. La première correspond au bloc « émission » généralement consti-
tuée par une source laser et la mise en forme du faisceau. La seconde est associée au bloc
« réception » qui permet la collecte des photons sur un capteur ainsi que le prétraitement
du signal utile. Les choix de la source laser et du capteur dépendent de l’application finale
du système. Pour la partie émission, la grande variété de sources laser permet d’évaluer
un grand nombre de paramètres instrumentaux comme la masse globale du système et sa
compacité, la forme et la puissance crête de l’impulsion, le domaine spectral d’émission. . .
Pour la partie détection, les familles de capteurs sont également nombreuses et dépendent
de leur résolution, de leur sensibilité mais aussi de leur encombrement qu’il faut associer
aux optiques de collection (ex. lentilles, télescopes). La multitude de paramètres rend
impossible de tester l’ensemble des possibilités sur le terrain. L’ONERA a développé un
logiciel de simulation des performances de LiDAR 3D. Nous présentons cet outil numérique
dans la Section 1.4. Nous limitons notre étude en considérant un nombre de systèmes
restreints et à un nombre de paramètres variables raisonnables. Une première restriction
est de considérer dans cette thèse des systèmes embarquables à terme.

Notons qu’il existe deux catégories de systèmes LiDAR 3D : les systèmes continus
FMCW ou AMCW (respectivement Frequency-Modulated Continuous-Wave ou Amplitude-
Modulated Continuous-Wave) et les systèmes impulsionnels qui mesurent le temps de vol
des photons.
Les systèmes FMCW fonctionnent en émettant un faisceau laser continu à une fréquence
modulée. Le faisceau laser est divisé en deux parties : le premier faisceau est dirigé vers la
cible, tandis que l’autre est considéré comme étant la référence. Le faisceau réfléchi par la
cible est ensuite détecté par l’instrument avant d’être comparé au signal de référence. La
différence de fréquences entre les deux signaux permet de retrouver la distance à la cible
[157].
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Les systèmes AMCW fonctionnent en modulant l’amplitude du faisceau plutôt que sa
fréquence. Ils émettent périodiquement des impulsions d’amplitude variable. Les impulsions
réfléchies par la cible sont détectées puis analysées pour déterminer la distance en fonction
de la modulation d’amplitude.
Bien que les systèmes LiDAR continus semblent être intéressants pour réaliser des mesures
précises de distance, nous avons choisi de ne pas utiliser les LiDAR 3D FMCW ou AMCW
car ces techniques sont limitées à des portées sub-kilométriques (voir Figure 1.3). Nous
privilégions les systèmes impulsionnels dans la suite de nos travaux.

Figure 1.3. Résolution en profondeur de systèmes LiDAR-3D par rapport à la portée
totale. Comparaison entre les systèmes impulsionnels, AMCW et FMCW pour des
systèmes commercialement disponibles en 2021 [157].

À l’inverse des systèmes continus, les systèmes impulsionnels fonctionnent en émettant
une impulsion laser puis en mesurant le temps de vol des photons, c’est-à-dire le temps
mis par l’impulsion entre son émission, sa réflexion sur la cible et sa détection. Le temps
de parcours est ensuite relié à la distance de la cible. Chaque maximum local de l’intensité
reçue sur le capteur pour une même impulsion émise est associé à un écho temporel et à
un point de l’espace dont les coordonnées spatiales (x,y,z) sont relatives à la position du
LiDAR 3D. Une image 3D précise et un nuage de points 3D associés à la géométrie de la
cible est finalement obtenu (voir Figure 1.4).

Figure 1.4. Une détection pour un pixel obtenu avec le temps de vol.
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Imagerie laser 3D embarquée sur plateformes mobiles

Un « système embarqué » est un système qui est intégré dans un dispositif plus grand
et mobile pour contrôler, surveiller ou assister le fonctionnement du dispositif tout en
maintenant la mission qui lui est confiée. Les systèmes LiDAR sont souvent embarqués
sur des véhicules roulants (ex. aide à la conduite [119], conduite autonome [63]), sur
des avions (ex. cartographie tactique [127], archéologie [38]) et plus récemment sur des
drones (ex. gestion de crises comme dans le projet européen INACHUS [125]). Certains
systèmes LiDAR ont aussi été embarqués sur des satellites (ex. ICESat [134], SRTM [149]),
bien que pour l’instant la résolution latérale de tels système reste très limitée (>30m
pour SRTM). L’une des principales contraintes de conception des systèmes embarqués est
la nécessité de minimiser leur taille, leur masse et la puissance consommée du système
tout en garantissant sa fonction de manière fiable et efficace [86,128]. On parle alors de
SWaP-C qui est l’acronyme de Size, Weight, Power-Cost. Maintenir un faible SWaP-C est
primordial pour la conception et le déploiement de systèmes LiDAR-3D embarqués [27,133]
vis-à-vis de nos applications.

La source laser déployée dans le bloc « émission » influence le SWaP-C des systèmes
embarqués. Le type de source et la puissance du laser sont des paramètres essentiels pour
maintenir la fonction de DRI. Son choix est un consensus avec la sélection d’un détecteur
plus ou moins sensible. Seuls les systèmes utilisant des sources laser impulsionnelles sont
considérés dans notre étude car ils permettent de mesurer facilement le temps de vol des
photons et d’accéder à une puissance crête plus importante que les lasers dits continus.

Les caractéristiques d’une impulsion laser se résument à trois paramètres : la longueur
d’onde d’émission ou le domaine spectral d’émission, la forme spatiale de l’impulsion et sa
forme temporelle (voir Figure 1.5). Chaque paramètre peut être associé à la façon dont
l’énergie est répartie selon trois domaines :

• une distribution spectrale le plus souvent symétrique et centrée autour d’une longueur
d’onde avec potentiellement des modes supplémentaires proches de cette longueur
d’onde. Ces derniers sont négligés (voir Figure 1.5a en échelle logarithmique).

• une distribution spatiale le plus souvent gaussienne centrée par rapport au centre de
l’impulsion. D’autres distributions sont possibles comme le profil « top-hat » (voir
Figure 1.5b) qui permet un éclairement carré de la cible. Modifier la distribution
spatiale d’une impulsion laser peut se révéler complexe, d’autant que cette forme
évolue lors de sa propagation dans l’atmosphère.

• une distribution temporelle, le plus souvent gaussienne (voir la Section 1.1.2) résumée
par sa puissance crête et sa largeur à mi-hauteur. La génération réelle du profil de
l’impulsion peut s’écarter d’une représentation idéale gaussienne comme illustré sur
la Figure 1.5c.
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(a)

(b)

(c)

Figure 1.5. Exemples de distributions pour une source laser : (a) distribution spec-
trale centrée à 1,55µm, distribution spatiale dite « top-hat » [112] et (c) distribution
temporelle réelle mesurée.

L’observation à longue portée (au-delà du kilomètre) constitue l’un des objectifs de nos
travaux tout en maintenant un faible SWaP-C. Cette condition influence le choix des
trois paramètres décrits précédemment ainsi que de l’énergie totale par impulsion. Ils sont
supposés variables indépendamment les uns des autres lors de l’analyse de performances.
En pratique, ses trois paramètres sont dépendants de la technologie laser utilisée.
La puissance crête est maximisée afin d’obtenir un rapport signal sur bruit ou SNR
(Signal-Noise Ratio) le plus important possible tout en considérant une énergie totale par
impulsion fixe (limitée par le SWaP-C). Ainsi, l’utilisation d’une impulsion temporelle la
plus courte possible est favorisée. Un gradient important sur les premiers pas temporel
est privilégié. Cela permet de mieux différencier les échos de deux objets projetés donc
d’augmenter la résolution temporelle du système. Nous reviendrons sur cette spécificité
dans la suite de nos travaux.
Le choix de la longueur d’onde principale (et de sa distribution) influence la réponse
globale du système. En effet, les propriétés de diffusion et d’absorption des matériaux
de la cible ou des particules en présence dans l’atmosphère sont dépendantes de la
longueur d’onde d’éclairement. En particulier le domaine spectral SWIR (Short-Wave
InfraRed) compris entre 1 et 2,5 µm permet de garantir une certaine sécurité oculaire
(voir Figure 1.6) du système tout en limitant l’impact de la contribution solaire (bruit
d’éclairement) comme l’illustre la Figure 1.7. De plus, ce domaine limite aussi l’impact des
mauvaises conditions météorologiques (bruit de l’environnement lié aux multidiffusions
par les aérosols et hydrométéores, bien que cela ne soit pas évalué dans la thèse [15]. Nous
privilégions le choix de LiDAR 3D fonctionnant dans cette gamme spectrale car il existe
des capteurs associés et optimisés autour de 1,5 µm. Ces capteurs photodiodes à avalanche
dits « APD » (Avalanche PhotoDiode) ou « InP/InGaAs GmAPD » (Geiger Mode APD)
sont principalement des matrices de pixels carrées, rectangulaires ou ronds.
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Figure 1.6. (a) Spectres de transmission des composants de l’œil [167] corrélés
positivement avec le risque de dégâts (qui peut varier en fonction de la densité d’énergie,
la longueur d’onde et la durée d’exposition ; (b) Exposition maximum permise à 1,55 µm
pour plusieur durée d’impulsions [2] d’aprés la norme IEC60825.

L’énergie reçue doit uniformément être répartie sur le plan image pour favoriser une
augmentation de la résolution spatiale latérale d’un imageur laser 3D, comme nous le
verrons dans la Section 1.1.2. Il est préférable de mettre en œuvre un éclairement laser
ayant un profil identique à celui du plan focal du capteur [151]. Nous restreindrons par la
suite nos travaux à l’utilisation de sources laser dont le faisceau est mis en forme de type
« top-hat » carré (section carrée où l’énergie est uniformément répartie).

(a) (b)

Figure 1.7. (a) Éclairement après avoir traversé l’atmosphère qui est corrélé positive-
ment avec le bruit reçu par le système [62] ; (b) Zoom sur la zone 1,4µm à 1,6 µm avec
l’éclairement et la transmission dans l’atmosphère [62].
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Le choix du capteur et des optiques de collection dans le bloc « réception » est à réaliser
en parallèle de la sélection de la source laser. Les plans focaux 3D basés sur des éléments
APD sont les meilleurs candidats pour des missions de DRI à longue portée. La sensibilité
et la résolution temporelle [81] de ces capteurs sont tous les deux compatibles avec des
systèmes LiDAR 3D à faible SWaP-C [27, 133]. Les imageurs à plans focaux 3D sont
des « caméras » composées par une matrice de pixels située au plan focal de l’optique
d’imagerie. Ils sont parfois opposés aux caméras dites « single-pixel » que nous décrivons
dans la Section 1.2. On parle de trois dimensions car on ajoute à la résolution latérale
2D du plan focal, la profondeur de détection ou télémétrie (dimension temporelle qui est
décrite dans la Section 1.1.1).

Le fonctionnement des détecteurs APD peut être résumé de la manière suivante [81].
Un photon incident sur le détecteur est absorbé puis converti en photoélectron dans les
couches supérieures du détecteur (voir Figure 1.8). Le photoélectron est ensuite accéléré
et son énergie déclenche un phénomène dit « d’avalanche » dans le semi-conducteur. Il
s’agit d’un effet multiplicateur du courant électrique à l’intérieur de matériaux qui sont
de bons isolants jusqu’au déclenchement du phénomène. Le nombre de photoélectrons est
multiplié exponentiellement et crée un courant électrique qui va déclencher une détection.

Pour maximiser la conversion d’un photon incident en photoélectron et le déclenchement
d’un effet d’avalanche, les premières couches du capteur sont portées à une tension élec-
trique proche du seuil à laquelle ce phénomène se produit [81]. Lorsque la tension appliquée
est en-dessous du seuil, le composant est dit en régime linéaire (voir Figure 1.9). Les APD
en régime linéaire permettent d’obtenir un gain de 102 au plus. L’électronique de détection
associée à cette catégorie de capteurs permet d’évaluer le flux de lumière à chaque pas de
temps en continu. Il est possible d’appliquer une tension légèrement au-dessus du seuil
d’avalanche : on parle alors de mode Geiger. Dans ce cas la détection n’est plus linéaire.
Cette technique particulière, induit deux effets collatéraux au détecteur. Tout d’abord un
bruit supplémentaire qui est appelé DCR pour Dark Count Rate et représente le taux
de déclenchements du détecteur sans photon incident. Il est lié à l’énergie des couches
supérieures qui est trop proche du seuil [82]. Le temps nécessaire pour réarmer le détecteur
en vue d’une nouvelle acquisition limite l’acquisition d’une seule détection et ce, sans
pouvoir discerner le nombre de photons ayant déclenché l’effet d’avalanche [81]. On perd
ainsi la notion de linéarité et d’étalonnage de la conversion photon-photoélectron-courant :
la radiométrie est nativement inaccessible. Ces détecteurs sont optimisés autour d’une
longueur d’onde donnée. Traditionnellement, ils sont nommés différemment en fonction de
la valeur de cette longueur d’onde : UV-APD dans l’ultraviolet [139], SPAD (Single-Photon
Avalanche Diodes) dans le visible [46] et GmAPD (Geiger-mode Avalanche PhotoDiodes)
dans l’infrarouge [81]. Pour résumer, les APD sont des détecteurs très sensibles permettant
de détecter statistiquement jusqu’à un seul photon. Cependant, ils ne peuvent enregistrer
que la première détection lorsque plusieurs événements interviennent dans des temps très
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Figure 1.8. Coupe transversale schématique d’un détécteur GmAPD, d’aprés [81].

courts. A l’inverse, les systèmes linéaires dits « classiques » sont beaucoup moins sensibles
mais donnent une information radiométriquement étalonnée sur le signal.
L’image obtenue in fine correspond à un nuage de points en trois dimensions. Le proces-

Figure 1.9. Gain en fonction de la tension dans les APD en mode Geiger ou linéaire,
extrait des travaux de Williams et al. [163].

sus d’obtention des trois dimensions spatiales diffère en fonction du cas considéré : nous
distinguons le traitement des deux dimensions spatiales latérales (x, y) de la profondeur
(z) obtenue par télémétrie temporelle. Le temps de vol aller-retour des photons correspond
à un nombre de pas de temps et est corrélé à la distance parcourue. En détection, la
résolution temporelle de l’imageur est reliée à la taille d’un pas de temps élémentaire
que l’on appelle bin et pas de temps en français. Sa valeur est définie par la fréquence
de l’horloge interne de la caméra synchronisée avec l’émission de l’impulsion laser. La
résolution latérale projetée à une certaine distance, est quant à elle reliée au nombre de
pixels du plan focal 3D. Cependant, cette résolution dépend aussi du champ de vue ou
FOV (Field Of View). En effet, le FOV est une mesure de l’étendue du champ observable
par une caméra lors de la capture d’une seule image. Il est le plus souvent donné sous la
forme d’une mesure angulaire exprimée en radian. En fonction de la distance d’observation,
il est souvent converti en une distance exprimée en mètres. Ainsi, lorsque le FOV est fixé,
augmenter le nombre de pixels de la caméra revient à augmenter la résolution latérale et
inversement. Même s’il est nécessaire de traiter différemment les résolutions latérales et
temporelles, leurs interprétations restent identiques : elles expriment la capacité du système
à discerner deux objets proches dans la scène. Elles sont d’ailleurs souvent exprimées en
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termes de distance minimale entre deux objets qui peuvent être résolus indépendamment
l’un de l’autre.
Actuellement, les plans focaux à comptage de photons sont tous limités à quelques centaines
de pixels de grande taille individuelle par rapport au standard disponible en imagerie
passive. Dans l’état-de-l’art, les plans focaux 3D à comptage de photons sont limités à
256× 256 pixels dans le visible et l’ultraviolet et à 128× 128 pixels dans l’infrarouge [9].
Ainsi, la résolution latérale ou le FOV sont fortement contraints en imagerie laser 3D.
Comme la fonction de DRI requiert une bonne résolution télémétrique et latérale des
imageurs, il est nécessaire d’identifier des outils numériques ou des astuces instrumentales
qui permettent d’augmenter virtuellement la résolution latérale et maintenir une fonction
de DRI longue portée avec un LiDAR 3D.

Dans notre étude, nous faisons le choix d’un système LiDAR 3D entièrement paramétrable
d’un point de vue capteur et source laser (distributions spatiale, temporelle et spectrale du
laser) tout en restant compatible de systèmes embarquables. Nous privilégions un système
LiDAR 3D composé d’un faisceau « top-hat » carré, une émission à 1,5 µm et une impulsion
piquée comme celle représentée sur la Figure 1.5 Un plan focal à comptage de photons de
type InP/InGaAs GmAPD est utilisé. Au-delà de l’instrument, nous devons également
considérer l’environnement de travail. Une hypothèse forte est faite puisque nous négligeons
les effets de la turbulence sur la propagation du faisceau laser et la formation des images
tridimensionnelles. La turbulence atmosphérique est due à un mouvement chaotique des
particules dans l’air et à la non-homogénéité de l’indice de réfraction sur l’ensemble du
parcours optique. Les masses d’air en mouvement vont induire des variations locales de
l’indice de réfraction de l’air, introduire des surfaces d’onde locales non planes et perturber
la propagation des ondes éléctromagnétiquesélectromagnétiques de la lumière en modifiant
l’orientation locale du vecteur d’onde. La caractérisation et la mesure des phénomènes de
turbulence ne sont pas triviales. Il en résulte un « flou » et une certaine « distorsion » des
images au niveau du plan focal si elles ne sont pas modifiées par post-traitement.

Concepts de l’imagerie LiDAR 3D à comptage de photons

Les caméras à comptage de photons sont de plus en plus utilisées dans les systèmes de
détection de type LiDAR 3D, notamment dans les systèmes à faible SWaP-C. Nous nous
concentrons dans notre étude sur les systèmes utilisant des capteurs GmAPD [66] car leurs
performances intrinsèques sont intéressantes pour nos applications. Comme nous l’avons
déjà évoqué, les capteurs GmAPD sont limités à quelques pixels de grande taille (jusqu’à
128× 128 pixels) [9,21], ce qui peut entraîner une résolution insuffisante pour des fonctions
de DRI à longue portée. L’augmentation du nombre de pixels de la matrice d’acquisition
impose ses propres contraintes telles que la taille du plan image et les capacités de l’élec-
tronique proche capteur à collecter et traiter le signal de tous les pixels d’une même matrice.
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À ce jour, il n’existe pas de méthode dans l’état-de-l’art permettant d’augmenter la
résolution spatiale d’un LiDAR 3D en prenant en compte les contraintes suivantes :

• Acquisitions à longue portée (supérieure au kilomètre) en haute résolution ;

• Utilisation de matrices de capteur de type GmAPD ;

• Court temps d’acquisition, de l’ordre de la milliseconde pour la navigation ou de la
seconde dans le cadre d’acquisition avec post-traitement ;

• Compatible de systèmes embarqués avec un faible SWaP-C ;

• Faible niveau de signal (statistiquement inférieur à un photon en moyenne).

Dans nos travaux, nous proposons une méthode originale d’acquisition comprimée inspirée
de l’application du Compressive Sensing (CS) aux caméras single-pixel. Cette approche ré-
pond à la plupart des contraintes citées précédemment. Par exemple, Gordon et al. [69] ont
réalisé des images à longue portée (9 km) en utilisant un plan focal muni de 32× 32 pixels

de type GmAPD avec une résolution latérale constante ne permettant pas d’améliorer la
fonction de DRI lorsque la distance d’observation croît. D’autres approches augmentent
la résolution latérale en présence de contraintes différentes en imagerie LiDAR 3D : en
2016, Shin et al. [138] ont démontré la reconstruction efficace d’images à l’aide de SPAD
en balayant des scènes statiques avec un système motorisé deux axes.
Des acquisitions ont été réalisées avec une portée de 10 km [113] en 2017 et de 45 km en
2020 [90,92] en utilisant un système à balayage. En 2019, Tachella et al. [144] ont démontré
une application en temps réel à courte portée (de l’ordre de 300m) avec une résolution
latérale améliorée par super- résolution. Dans ce cas, le principe de la méthode utilisé est
de répartir l’information localement a posteriori, une fois l’image 3D acquise chaque est
divisée en 3 pixels× 3 pixels. Ensuite, l’algorithme qu’ils ont développé est utilisé sur ces
données augmentées pour affiner la reconstruction (débruitage, estimation de la profondeur
et de l’intensité). En utilisant des systèmes à balayage, la période pour une trame est com-
patible avec des applications statiques mais inadaptée pour des objets en mouvement dans
un contexte opérationnel. Les matrices de plans focaux offrent des fréquences d’acquisition
plus élevées que les systèmes à balayage [157]. En outre, le Compressive Sensing a permis
d’obtenir des résultats équivalents en utilisant seulement 10% du nombre d’acquisitions
requises par les systèmes à balayage classique [55]. Les méthodes de super-résolution
sont inadaptées pour résoudre des objets sub-pixels. Sun et al. [143] ont montré que la
super-résolution tend à être plus floue que la reconstruction par Compressive Sensing. Les
méthodes basées sur le Compressive Sensing sont moins vulnérables à ces problématiques et
c’est essentiellement pour cette raison que notre approche intègre cette technique [29,30,32].

Depuis 2008, le Compressive Sensing est utilisé par la communauté LiDAR 3D pour
augmenter la résolution latérale de caméras single-pixel [55,58,59,67,74,77,78,130,142].
Dans la plupart des cas, ces travaux utilisent les algorithmes d’Orthogonal Matching
Pursuit (OMP) [148] ou de Total Variation (TV) [89]. En 2008, Duarte et al. [55]
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introduisent le concept de caméras single-pixel en utilisant le Compressive Sensing pour
reconstruire une image à partir d’un unique pixel en modulant le signal. Dans ces travaux
ils démontrent aussi la faisabilité de la méthode en construisant un système utilisant une
caméra single-pixel. En 2013, Howland et al. [78] ont démontré un système LiDAR à
comptage de photon utilisant une caméra single-pixel permettant de reconstruire une
carte de profondeur. En 2017, Edgar et al. [58] ont réalisé une acquisition en temps réel
en utilisant une approche de Compressive Sensing avec une portée métrique et un capteur
mono-pixel. Pour les caméra single-pixel, en plus des différents systèmes, les bases de
mesure utilisées dans le Compressive Sensing pour le single-pixel a fait l’objet d’un certain
nombre d’étude afin de diminuer le nombre d’acquisition nécessaire en particulier sur les
bases de mesures orthogonales, tel que : les bases d’Hadarmard [142], d’Ondelettes [131]
ou de Fourier [166]. Notre apport par rapport à l’état de l’art actuel porte sur l’utilisation
du Compressive Sensing pour les caméras infrarouges et sur le traitement du signal.
Les traitements en amont du Compressive Sensing pour des capteurs de type GmAPD
ainsi que sa généralisation à des plan-focaux plutôt que des caméras single-pixel sont
compatibles d’une implémentation à très faible latence pour des applications embarquées.
La théorie et les outils de Compressive Sensing seront détaillés dans la Section 1.4.

1.1.2 L’équation lidar

Le début de ce chapitre présente comment construire une image en trois dimensions avec
un système LiDAR 3D embarqué en évaluant l’intensité voire la puissance reçue au cours
du temps par rapport à celle émise (cas des détecteurs linéaires) ou à évaluer le temps de
vol des photons à l’aide de détecteurs à comptage de photons. Il est possible de modéliser
théoriquement le courant généré au niveau des capteurs en tenant compte des phénomènes
physiques mis en jeu lors de la propagation des photons dans l’atmosphère, leur interaction
avec une cible et leur détection via un modèle physique du capteur. Dans notre étude,
nous supposons les hypothèses suivantes pour obtenir l’équation lidar adaptée :

• La longueur d’onde laser est unique. Le faisceau laser est émis sur une bande spectrale
très étroite de l’ordre de quelques nanomètres. Le bloc « détection » inclut un filtre
spectral étroit qui limite efficacement le spectre reçu autour de cette même longueur
d’onde.

• La forme de l’impulsion est connue avec une durée courte de l’ordre de la nanoseconde
pour privilégier une forte puissance crête.

• Le profil du faisceau laser est connu. On choisit une distribution spatiale uniforme et
dont le profil est carré pour correspondre à la forme des capteurs de type GmAPD.
Notons que ce choix est motivé par la simplification de l’utilisation de modulations
spatiales en Compressive Sensing et la minimisation du nombre d’acquisitions à
réaliser.

22



• Les premières centaines de mètre ne contiennent pas d’objet, ce sont les acquisitions
longue portée (>10 km) qui sont considérées. Cette hypothèse permet la simplification
du terme de transmission atmosphérique de l’Équation (1.1) et n’est pas strictement
nécessaire. Afin de prendre en compte ces premières centaines de mètre il suffirait de
garder la dépendance à la distance de ce paramètre, tout au long des développements.

• Les turbulences atmosphériques sont négligeables et le milieu dans lequel le faisceau
laser se propage est homogène. Ces conditions sont vérifiées lorsqu’on considère des
scénarii où l’imageur n’est pas proche du sol. L’ONERA a déjà démontré l’influence
des échanges thermiques entre le sol et la basse atmosphère pour des applications
en imagerie active [140,150]. Ici, nous considérons que le système est embarqué sur
une plateforme à plusieurs mètres du sol. En négligeant cette contribution, nous
souhaitons consacrer principalement notre étude à la compréhension des algorithmes
de formation d’images 3D hautement résolues par une approche de Compressive
Sensing.

• Les effets de Speckle de cible ne sont pas considérés dans notre étude. L’ONERA a
mis en évidence lors de précédents travaux [126] que cette contribution est négligeable
pour l’observation de la plupart des matériaux présents sur une scène urbaine ou
naturelle. Nous distinguerons uniquement les matériaux dits « Lambertiens » des
matériaux spéculaires.

L’équation générale dite « équation lidar » qui régit la puissance collectée P (λ, t) sur un
capteur [100] est définie par :

P (λ, t) = A0 ξ(λ)

∫ ct
2

0

1

R2
β(λL, λ, R) Ca(λ,R)

∫
supp(A)

O(R, r) I(R, r) dA(R, r)dR (1.1)

Avec :

• A0 Aire de la lentille (m2)

• λL Longueur d’onde émise par le laser (m)

• ξ(λ) Transmission spectrale du système (sans dimension)

• c Célérité de la lumière (m · s−1)

• R Distance entre un élément de la scène et l’instrument optique (m)

• β(λL, λ, R) Coefficient de rétrodiffusion du milieu (m−1 · sr−1)

• Ca(λ,R) Facteur d’atténuation à la transmission atmosphérique (sans dimension)

• supp(A) Support de la section du laser à la distance R (m2)
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• r Position dans supp(A) dans un plan parallèle au plan de la caméra
à la distance R

• O(R, r)
Facteur lié à la géométrie et à la radiométrie des objets de la scène
(sans dimension)

• I(R, r) Éclairement (W ·m−2)

• dA(R, r) Mesure liée à la distribution latérale et temporelle du laser (m−2)

Le support d’une fonction est défini au sens mathématique comme l’ensemble des points
où la fonction ne s’annule pas. Ainsi le support de A(R, ·) est défini comme suit :

supp(A(R, ·)) = {r ∈ IR2, tel que A(R, r) ̸= 0} (1.2)

Dans le cas des imageurs LiDAR 3D, on s’intéresse au problème inverse qui consiste
à retrouver le facteur lié à la géométrie et à la radiométrie des objets O(R, r) à partir
de la puissance mesurée P (λ, t). Le facteur O(R, r) représente la probabilité qu’une
radiation provenant du point r à la distance R atteint le détecteur en ne prenant en
compte que les propriétés géométrique et radiométrique de la scène (champ de regard,
géométrie et radiométrie des objets. Expérimentalement, nous faisons l’hypothèse que
le filtre spectral placé en réception est suffisamment étroit pour qu’une seule longueur
d’onde correspondante à l’émission soit détectée. Cela limite également l’influence d’un
bruit qui serait généré par l’environnement ou une source de lumière extérieure. La
dispersion spectrale est négligeable dans l’équation lidar de telle sorte que la longueur
d’onde d’acquisition λ peut être remplacée par celle du laser λL. Comme on suppose que P

ne dépend plus que du temps (λL étant une constante), nous modifions les notations pour
plus de clarté. De plus, la transmission atmosphérique est approchée par un coefficient
Ca, en effet comme Ca = e−Ra [33] (avec a un coefficient d’extinction) après quelques
centaines de mètres dans un milieu homogène Ca est quasiment constant. On obtient ainsi
l’équation suivante :

P (t) = A0 Caξλl

∫ ct
2

0

1

R2
βλL

(R)

∫
supp(A)

O(R, r) I(R, r) dA(R, r)dR (1.3)

En supposant que le milieu est homogène, on peut approcher βλL
(R) par 1.

P (t) = A0 Caξλl

∫ ct
2

0

1

R2

∫
supp(A)

O(R, r) I(R, r) dA(R, r)dR (1.4)

En supposant que le profil du faisceau laser a une distribution spatiale uniforme et de
forme carrée, l’éclairement ne dépend que du temps.
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P (t) = A0 Caξλl

∫ ct
2

0

I(R)

R2

∫
supp(A)

O(R, r) dA(R, r)dR (1.5)

On note Ω(R) la surface représentant la tâche carrée du laser à une distance R. Cette
surface est équivalente à la surface projetée du plan focal à la même distance. Ainsi, on note
Ωi,j les sous-éléments surfaciques uniformes de Ω(R) tels que Ωi,j , {i, j} ∈ [0, Np]× [0, Np]

correspondent à la partie du signal reçu par le pixel i, j (N2
p étant le nombre de pixels de

la caméra). En utilisant la relation de Chasles sur l’équation précédente, on obtient :

P (t) = A0 Caξλl

∫ ct
2

0

I(R)

R2

Np∑
i,j=0

∫
Ωi,j(R)

O(R,ω) dωdR (1.6)

On explicite maintenant l’éclairement I(R) =
PE(t− 2R

c
)

AL(R)
d’après [100], où PE(t) corres-

pond à l’énergie émise au temps t et AL(R) correspond à l’aire de Ω(R). Dans le cas où la
distribution temporelle de l’impulsion laser n’est pas disponible, on modélise la puissance
émise par la source laser à un instant donné en suivant les travaux de Carlsson [33].

PE(t) =

(
3.5

lfhwm

t

)2

e
− 3.5
lfhwm

t
(1.7)

où t ≥ 0 et lfhwm est la largeur à mi-hauteur du LASER.

On a donc :

P (t) = A0 Caξλl

∫ ct
2

0

PE(t− 2R
c
)

AL(R)R2

Np∑
i,j=0

Oi,j(R)dR (1.8)

On pose le changement de variable suivant, T = 2R
c

:

P (t) =
2A0 Caξλl

c

∫ t

0

PE(t− T )

Np∑
i,j=0

Oi,j(
cT
2
)

AL(
cT
2
)T 2

dT (1.9)

De plus, la fonction sous le signe de l’intégrale est mesurable car les fonctions sous le
signe de l’intégrale sont toutes continues ou continues par morceaux ∀t > 0 (en supposant
que Oi,j est au moins continu par morceaux, condition généralement vraie dans un cadre
opérationnel). On peut ainsi appliquer le théorème de Fubini-Tonelli et intervertir les
signes somme et intégrale tel que :

P (t) =

Np∑
i,j=0

2A0 Caξλl

c

∫ t

0

PE(t− T )
Oi,j(

cT
2
)

AL(
cT
2
)T 2

dT (1.10)
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On pose alors, Pi,j(t) la puissance reçue au temps t et correspondante à un pixel (i, j) de
la caméra :

Pi,j(t) =
2A0 Caξλl

c

∫ t

0

PE(t− T )
Oi,j(

cT
2
)

AL(
cT
2
)T 2

dT (1.11)

Ce que l’on peut réécrire comme :

Pi,j(t) =
2A0 Caξλl

c
× (PE ∗ f)(t) (1.12)

avec f(t) =
Oi,j(

ct
2
)

AL(
ct
2
)t2

Pour résumer, la puissance équivalente et reçue en chaque pixel du plan focal est considérée
comme étant indépendante de la puissance reçue par les autres pixels du détecteur matriciel.
La puissance en chaque pixel est donc calculée à partir de l’équation lidar précédente pour
chaque pixel du plan focal sans tenir compte d’une quelconque influence des pixels voisins.
En mesurant Pi,j(t), on peut retrouver des informations sur la scène aux constantes et
à une convolution près. On s’intéressera dans un premier temps (voir Chapitre 2) au
cas où X ≈ OA, c’est-à-dire lorsque l’impulsion est temporellement plus courte que δt.
Dans un second temps, nous aborderons la déconvolution du signal reçu (voir Chapitre 3),
c’est-à-dire lorsque l’impulsion est temporellement plus longue que δt.

1.2 La caméra single-pixel

1.2.1 Principe de fonctionnement

À partir de 2008, le développement des caméras dites single-pixel a suivi celui du Com-
pressive Sensing [55]. Afin d’imager une scène avec un capteur monopixel, on intègre
au système optronique un élément permettant de moduler spatialement le signal. Nous
décrirons dans cette partie les différentes possibilités de génération de « schémas de modu-
lation » c’est-à-dire comment générer une modulation spatiale à l’aide de motifs définis et
permettant de reconstruire numériquement une image en trois dimensions. La Figure 1.10
présente les éléments essentiels qui constituent l’instrument LiDAR 3D avec modulation
spatiale du signal détecté et quelques motifs de modulation. Les motifs utilisés pour
la modulation sont généralement obtenus à partir d’une transformée discrète comme la
transformée de Fourier discrète ou la transformée en cosinus discrète, où une ligne de la
matrice correspond à un motif. Dans un premier temps, un signal est acquis pour chaque
motif du schéma de modulation. Dans un second temps, il est alors nécessaire d’inverser
numériquement le processus. L’inversion peut être simple, dans le cas des transformées
orthogonales il suffit d’appliquer numériquement cette même transformée.
L’intérêt du Compressive Sensing dans ce cadre est de réduire le nombre de motifs
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(a)

(b)

Figure 1.10. (a) Schéma simplifié d’un système LiDAR 3D incluant une matrice de
micro-miroirs (DMD) pour moduler spatialement le signal reçu, (b) Exemples de motifs
de modulation spatiale.

nécessaires pour reconstruire une image à partir des N acquisitions. Notons que cette
reconstruction est considérée comme étant exacte lorsqu’il n’y a pas de bruit associé à la
mesure. La motivation majeure des travaux actuels qui mettent en œuvre des approches
de Compressive Sensing et des caméras monocapteur réside dans l’utilisation d’éléments
optroniques à prix modéré et avec des propriétés potentiellement indisponibles pour des
caméras composées de nombreux pixels. La résolution latérale équivalente reste conservée.
En revanche, le principe d’acquisition est modifié sur deux points : il faut ajouter un
élément de modulation spatiale dans le montage optique et utiliser un algorithme de
reconstruction spécifique.

1.2.2 Élément de modulation spatiale du signal détecté

On s’intéresse maintenant à l’ajout au système LiDAR 3D d’un élément de modulation
spatiale soit dans le bloc « émission », soit dans le bloc « détection » :

• Illumination structurée (Figure 1.11a) : La modulation se fait en émission en sortie
de la source laser où le faisceau sortant est modulé spatialement. La scène est éclairée
directement avec un profil de faisceau structuré. Les méthodes sont nombreuses et
correspondent souvent au Computional Ghost Imaging. Cette approche est le plus
souvent adaptée pour imager à travers des milieux obscurants [67] et est appliquée
par exemple pour de la vision sous-marine dans de l’eau turbide.

• Détection structurée (Figure 1.11b) : La modulation se fait en réception en amont
du capteur où le signal optique est modulé spatialement. La scène est éclairée par un
faisceau uniforme et les photons réfléchis sont collectés via le bloc « réception » du
LiDAR 3D. Le signal est ensuite structuré spatialement juste avant la détection. Les
méthodes utilisant ce type de structuration sont communément nommées single-pixel
imaging [67].
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En comparaison avec la détection structurée, l’illumination structurée permet de générer
plus de schémas de modulation différents mais est limitée à l’imagerie active par nature.
A l’inverse, la détection structurée permet moins de schémas de modulation mais est
compatible de l’imagerie active et de l’imagerie passive [143]. Il existe de nombreux
éléments pour réaliser la modulation spatiale. Dans le cas des systèmes utilisant des
capteurs mono-pixel on trouve essentiellement [67] :

• Les sources de lumière pseudo-thermiques qui permettent de moduler aléatoirement
le faisceau laser en passant à travers une plaque de verre dépolie en rotation.

• Les Liquid Crystal Spatial Light Modulators ou LC-SLM. Dans ce cas, un cristal
liquide permet de modifier la phase et/ou l’amplitude d’un faisceau laser en fonction
d’un courant électrique variable.

• Les matrices de type LED programmables qui permettent par nature uniquement
des modulations binaires en illumination structurée.

• Les Digital Micro-mirror Device ou DMD constitués par une matrice de miroirs
orientables et qui permettent uniquement des modulations binaires.

(a) Illumination structurée (b) Détection structurée

Figure 1.11. Deux façons d’ajouter un DMD à un système imageur mono-pixel,
schémas extraits de [67]

Dans notre cas, nous cherchons à imager des cibles dures en réflexion. Le choix le plus
commun pour ce type d’applications est le DMD en détection structurée [67]. Le rôle du
DMD est de « compresser » le signal pendant l’acquisition et d’augmenter la résolution
latérale d’un imageur lorsque le nombre de pixels d’un plan focal est limité. Cette approche
s’inspire du principe du single-pixel imaging. Augmenter la résolution latérale par cette
technique augmente le nombre d’acquisitions nécessaires. Cependant, le temps d’acquisition
peut être limité grâce à des méthodes de Compressive Sensing que nous décrivons dans la
section suivante. Les DMD possèdent de nombreuses propriétés intéressantes [79, 143]. En
particulier, le taux de rafraichissement est adapté aux applications envisagées (ex. DRI et
objets en mouvement) par rapport à d’autres éléments de modulation spatiale. D’autre
part, les micro-miroirs constituant la surface d’un DMD ont un coefficient de réflexion
élevé et proche de 1 pour des longueurs d’onde visibles ou proche-infrarouges. Le niveau
de signal est considéré comme non modifié après réflexion. La détection structurée est
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programmable donc adaptable en fonction de la scène observée. Nous verrons un peu plus
loin dans le manuscrit qu’il est possible de limiter le nombre d’acquisitions nécessaires à
la reconstitution d’une image car la base de motifs est fortement corrélée à la structure
des objets observés.

En détail, un DMD est une matrice de micro-miroirs orientables individuellement à haute
cadence [83] tels que :

• Configuration dite « on » avec un angle de renvoi du signal égal à +θ. Le miroir
local est orienté de manière à renvoyer le signal vers le capteur.

• Configuration dite « off » avec un angle de renvoi du signal égal à −θ. Le miroir
local est orienté de telle sorte que le signal soit renvoyé dans une direction opposée
à celle du capteur.

Notons que l’angle θ dépend du type de DMD mais qu’il varie généralement entre 10◦ et
12◦ en fonction des modèles.

(a) (b)

Figure 1.12. (a) Schéma d’un DMD avec 2 pixels orientés dans des directions opposées
(configurations « on » et « off ») (b) Photo d’un DMD avec une patte de fourmi comme
échelle. [54]

1.3 Méthodes de Compressive Sensing

Depuis le milieu du siècle précédent, le théorème de Shanon-Nyquist [110,135] est cou-
ramment utilisé pour l’acquisition de signaux et d’images. Ce théorème précise que si
la fréquence d’acquisition est au minimum deux fois supérieure à la fréquence maximale
de l’image, elle est retrouvée exactement. Dans le cas d’une image discrétisée, le critère
de Nyquist revient à dire qu’il faut acquérir chaque pixel d’une image pour retrouver
l’intégralité de ladite image, ce qui équivaut à une acquisition en scannant chaque pixel
l’un après l’autre. Pour améliorer la résolution latérale des images, nous mettons en œuvre
une approche par Compressive Sensing [96] qui permet de retrouver exactement une image
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avec un nombre de mesures inférieur au critère de Nyquist à condition que le signal soit
suffisamment parcimonieux dans une certaine base (structurée).

On sait qu’en utilisant des hypothèses de régularité spatiale [115], une part importante
des données acquises n’apporte pas ou peu d’informations : cette approche est à la base
des formats de compression JPEG par exemple. Ainsi, certaines données peuvent être
supprimées sans perte significative sur la qualité de l’image c’est-à-dire que l’on peut
approcher efficacement un signal en prenant ses plus grandes composantes dans une base
correctement choisie.
Soient N2 > 0, x1 ∈ IRN2

et εK > 0, l’erreur de compression. On dit que x1 est « com-
pressible » si on peut trouver une base Ψ telle que :

x1 = sΨ et ||x1 − x2||2 ≤ εK (1.13)

avec x2 ∈ IRN2

les K plus grandes composantes de s et εK << ||x1||2, pour des images
naturelles εK est le plus souvent faible [115].

Le Compressive Sensing tire notamment parti d’une notion connexe, la parcimonie. En
science, la parcimonie peut-être utilisée tel le rasoir d’Ockham [57] comme un principe
consistant à n’utiliser que le minimum de causes élémentaires pour expliquer un phéno-
mène [17]. Pour récupérer de l’information, on définit la parcimonie d’un vecteur de la
façon suivante :

X ∈ IRN2

K-sparse ⇔ ||X||l0 = #{Xi ̸= 0, i ∈ IRN2} ≤ K (1.14)

L’idée est d’intégrer une modulation linéaire (combinaison linéaire) et non-adaptative
à l’acquisition (qui ne change pas avec les données). On note donc, N2 >> M > 0

respectivement le nombre de mesures et la dimension de l’image, Y ∈ IRM le vecteur des
mesures (modulées), X ∈ IRN2

l’image vectorisée que l’on cherche à obtenir et Φ ∈ IRM×N2

la matrice de mesure (ou la base de mesure parfois dite de « compression ») qui est connue.
On a ainsi :

Y = ΦX , X K-sparse (1.15)

Une fois Y acquis, il faut décompresser le signal. Cela revient à résoudre le problème
suivant : 

min
X∈ IRN2

||X||l0

s.c. ||Y − ΦX||22 ≤ ε, ε ≥ 0

(1.16)

On sait que trouver une solution exacte à ce problème avec un algorithme itératif qui donne
un minimum global est NP -complexe [107]. Certains algorithmes itératifs dits « gloutons »
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(ex. Matching Pursuit, OMP...) arrivent à une solution approchée qui correspond souvent
à un minimum local. De plus, l0 n’est ni convexe, ni coercif, ni différentiable, ce qui
rend complexe l’utilisation d’algorithmes d’optimisation [36]. Il est donc utile de définir
un problème plus général qui permettrait de s’affranchir de cette difficulté. On pose le
problème approché suivant [96] :

min
X∈ IRN2

g(X)

s.c. ||Y − ΦX||22 ≤ ε, ε ≥ 0

(1.17)

avec g une application mesurant la parcimonie (ex. la norme l0, la norme l1 ou bien la
variation totale). Le problème relaxé suivant peut aussi être considéré [96] :

min
X∈ IRN2

g(X) + λ
2
||Y − ΦX||22 (1.18)

avec λ > 0.
Dans certains cas, X n’est pas parcimonieux dans la base canonique mais l’est dans
une autre base Ψ. Dans ce cas précis, il est possible de minimiser la parcimonie de la
représentation s de X dans la base Ψ. X est ensuite retrouvé en ramenant s dans la base
canonique (X = Ψs). Cela donne le problème d’optimisation suivant :

min
s∈ IRN2

g(s)

s.c. ||Y − ΦΨs||22 ≤ ε, ε ≥ 0

(1.19)

Avant de s’intéresser à sa résolution, on identifie que le problème n’est pas forcément bien
posé en fonction de Φ. Par exemple, si Φ n’engendre pas IRN2

, il peut ne pas exister de
solution. On peut aussi remarquer que dans un cas général, si Φ engendre IRN2

la solution
ne sera pas unique (N2 >> M).

Certaines propriétés sont définies sur Φ pour que le problème soit bien posé [96]. La
première propriété impose de ne pas nécessairement retrouver tout l’espace IRN2

mais
uniquement l’ensemble des vecteurs K-sparse de IRN2

. C’est la condition d’espace nul NSP
(Null Space Property) [96]. Dans le cas de mesures non bruitées, la NSP est nécessaire et
suffisante pour garantir une erreur de l’ordre de :

||X̂ −X|| ≤ C1
εK√
K

(1.20)
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où X̂ est la reconstruction de X par un algorithme resolvant l’Équation (1.19) et g la
norme l1

Dans le cas où X est exactement parcimonieux et que la mesure n’est pas bruitée, cela
permet d’obtenir une reconstitution exacte. Le problème de cette propriété (et de la norme
l0) est qu’elle est particulièrement sensible aux bruits.

T. Tao et E. Candés ont introduit une nouvelle propriété en 2006 [30] permettant d’obtenir
un Φ plus robuste au bruit sous certaines conditions liées à la parcimonie des données. On
dit que Φ suit la propriété d’isométrie restreinte de niveau K (K-RIP, Restricted Isometry
Property) si pour K < N , ∃δK ∈ [0, 1[, tel que :

(1− δK)||X||2 ≤ ||ΦKX||2 ≤ (1 + δK)||X||2 (1.21)

et ce pour toute matrice ΦK composée de K colonnes extraites de Φ.

La K-RIP permet d’avoir Φ qui respecte la NSP en plus d’être robuste au bruit [31] de la
façon suivante :

||X̂ −X|| ≤ C1
εK√
K

+ C2||b|| (1.22)

où b correspond au bruit ajouté aux mesures.

Il existe d’autres propriétés comme la NSP ou la RIP appliquées au Compressive Sensing.
Dans les travaux de Donoho [52, 53], nous identifions une approche basée sur des diction-
naires de bases, là où E. Candés, T. Tao et J. Romberg étudient plutôt des bases spécifiques
(Fourier, Gaussienne, Bernoulli) avant de généraliser l’approche à d’autres bases. Dans
ses travaux Donoho [52] présente la propriété dite de spark d’une base qui, sous certaines
conditions, permet la résolution de problèmes de Basis Pursuit. Cette propriété est plus
faible que la Restricted Isometry Property. En effet, le spark permet d’assurer l’existence
et unicité d’une solution K-sparse alors que la 2K-RIP permet en plus d’avoir l’équivalent
avec la norme l0 et la norme l1 [146]. Dans [53], Donoho revient sur une partie de ses
travaux et de ceux développés par Candés, Tao et Romberg : il donne une approximation
du nombre de mesures nécessaires pour reconstruire une image d’une certaine parcimonie,
ainsi qu’une boule de faible rayon autour de la mesure dans laquelle la solution reste valide.

Dans leurs travaux, E. Candés, T. Tao et J. Romberg [29, 30, 32] présentent plusieurs
bases de mesures aléatoires suivant la K-RIP, notamment les matrices Gaussienne ou de
Bernoulli, où chacun des coefficients sont tirés aléatoirement en suivant la loi de probabilité
associée. Dans ces mêmes travaux, ils présentent aussi des bases déterministes mais en
échantillonnant aléatoirement leurs lignes comme par exemple la transformée de Fourier
discréte ou les bases orthogonales comme les ondelettes. Davenport et al. [96] prouve que

32



toute matrice sub-gaussienne d’espérance nulle et de variance 1
M

suit la K-RIP pour un
certain δK , presque surement. Dans un premier temps, l’utilisation d’une base dont les
composantes suivent une loi de Bernoulli est choisie. L’avantage de cette base, en plus
de respecter la K-RIP presque sûrement est, qu’en étant définie sur deux valeurs, elle
peut être encodée simplement sur un DMD. Nous reviendrons sur cette possibilité dans la
Section 2.3.

1.3.1 Algorithmes classiques de résolution

Maintenant que l’on a posé le problème et le cadre du Compressive Sensing, on s’intéresse
aux algorithmes permettant de résoudre une des formulations du problème d’optimisation
(voir Équations (1.16), (1.18) et (1.19)). Pour cela, il existe de nombreux algorithmes avec
différents avantages et inconvénients. On peut les regrouper en trois catégories [8, 97] :

• Les algorithmes dits « gloutons » [20]

• Les algorithmes d’optimisation non-convexe [10]

• Les algorithmes basés sur des algorithmes de relaxation convexe [28]

Bien qu’il existe différentes possibilités d’algorithmes dans la littérature, nous limitons
notre étude à trois algorithmes pour chacune de ces catégories. Les algorithmes sélectionnés
sont présentés sur la Figure 1.13 car ils répondent à nos attentes en termes de résolution
du problème d’optimisation. Chaque algorithme est détaillé dans le paragraphe suivant et
leurs performances sont intercomparées.

Algorithme de 
reconstruction
 parcimonieuse

Glouton

Relaxation 
convexe

Optimisation 
non-convexe

CoSaMP

IHT

OMP

BCS

IRLS

BP

TVAL3

GraDes

Figure 1.13. Classification des algorithmes de reconstruction parcimonieuse.
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Les différents algorithmes « gloutons » existants résolvent les problèmes de Compres-
sive Sensing en cherchant une solution de manière itérative. Ils optimisent la solution pour
un minimum local à chaque pas d’itération en attendant trouver un minimum global en
fin de processus [97]. Trois algorithmes ont été identifiés comme répondant à nos exigences :

Orthogonal Matching Pursuit ou OMP [148], Compressive Sampling Matching Pursuit ou
CoSaMP [108] et Iterative Hard Thresholding ou IHT [18]. La majorité des algorithmes
« gloutons » sont basés sur le diagramme de la Figure 1.14 pour résoudre le problème de
Compressive Sensing de manière itérative.

Initialisation des
paramètres

Selection d’un 
sous-ensemble

Projection

Calcul du résidu

Fusion des 
Supports

Estimation du 
signal

Critère 
d'arrêt

?

Début

Fin

non

oui

Figure 1.14. Diagramme des algorithmes « gloutons » [97].

L’OMP (Orthogonal Matching Pursuit) [148] est une amélioration de l’algorithme
de Matching Pursuit qui utilise des projections orthogonales. L’idée est de partir d’un
signal défini sur un support vide puis d’ajouter à chaque itération une composante du
support du signal jusqu’à retrouver le signal en K itérations. Pour ce faire, on définit
un résidu permettant d’évaluer la quantité restante du signal à retrouver. À chaque
itération, on cherche la plus grande composante du produit scalaire entre le résidu et les
colonnes de la base de mesure. Cette opération permet de trouver l’élément de la base
le plus corrélé avec le résidu qui représente la partie restante du signal à reconstruire.
Ensuite, une fois la composante sélectionnée, on obtient la nouvelle solution approchée en
calculant la projection orthogonale sur l’espace formé par l’union du support à l’itération
précédente et la nouvelle composante sélectionnée. Enfin, on met à jour le résidu. Outre
ses bonnes performances qui sont détaillées dans la Section 1.3.1 de comparaison, l’OMP
a l’avantage par rapport aux autres algorithmes d’avoir été beaucoup étudié [97]. Il est
largement utilisé dans le cadre du traitement de signaux LiDAR mono-pixel en donnant
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de bonnes reconstructions. Le cadre de son utilisation est donc clairement défini. Par
exemple, certaines conditions portant sur la magnitude des composantes non-nulles nous
permettent d’obtenir le support exact du signal en prenant en compte du bruit [161].
Notons enfin que l’OMP est particulièrement optimisé en temps de calcul.

Le CoSaMP (Compressive Sampling Matching Pursuit) [108] est un algorithme
qui est approprié à notre problématique car il est conçu pour résoudre des problèmes de
Compressive Sampling (autre nom du Compressive Sensing). L’algorithme est basé sur
l’OMP décrit précédemment et s’inspire de la K-RIP pour améliorer ses performances
dans le cadre du Compressive Sensing. Les différences majeures entre les deux algorithmes
viennent de la façon de retrouver le support du signal. Dans CoSaMP, au lieu de chercher
la composante la plus importante du produit scalaire entre les colonnes de la base de
mesure et le résidu, on cherche les 2K plus grandes composantes du produit scalaire. Une
fois le signal reconstruit, on ne garde que les K plus grandes composantes pour obtenir
la nouvelle estimation du signal. Ainsi, on a une estimation du signal K-sparse pour
chaque pas d’itérations de CoSaMP. Notons, qu’en plus de définir cet algorithme, Needle
et Tropp [108] bornent l’erreur de la méthode pour différents critères d’arrêt liés au résidu
dans le cadre d’acquisitions bruitées.

L’IHT (Iterative Hard Thresholding) est considéré comme un algorithme « glou-
ton » [97] bien que l’on ne puisse pas le formuler sous la forme de la Figure 1.14. Le
fonctionnement de l’IHT est assez proche de celui de CoSaMP. Ici, on part du signal puis
on réduit son support en utilisant des troncatures successives de la façon suivante :

X̂k+1 = HK

(
X̂k + ΦT (Y − ΦX̂k)

)
(1.23)

où HK est l’opérateur non-linéaire qui garde uniquement les K plus grandes magnitudes.
Tel que défini à l’origine, l’IHT nécessite que ||Φ||2 < 1 et ∀i, ||Φi||2 > 0 pour assurer de
bonnes propriétés de convergence [18]. Dans une autre de leurs publications, Blumen-
sath et Davies [19] complètent les propriétés de l’IHT en ajoutant des conditions d’arrêt
permettant de borner l’erreur en cas de mesures bruitées. Ils donnent aussi de nouvelles
conditions sur Φ dans le cadre du Compressive Sensing. Ils montrent expérimentalement
que les résultats de l’IHT sont proches de ceux obtenues par CoSaMP.

Les différentes approches d’optimisation non-convexe regroupent les algorithmes n’ap-
partenant pas aux deux premières catégories. Deux algorithmes sont abordés : Bayesian
Compressive Sensing (BCS) et Iterative Reweighted Least Square (IRLS). Ces algorithmes
peuvent être classés dans sous-catégories : le BCS appartient à une catégorie d’algo-
rithmes développées dans un cadre « bayésien », l’IRLS utilise une version approchée
d’une fonction de coût non-convexe. Ces algorithmes pourraient être classés dans diffé-
rentes catégories, le BCS appartient à une catégorie d’algorithmes développés dans le
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cadre bayésien là où IRLS utilise une version approchée d’une fonction de coût non-convexe.

Dans le BCS (Bayesian Compressive Sensing), il est nécessaire de modifier le
problème que l’on souhaite résoudre pour se placer dans un cadre bayésien. On introduit
les lois conditionnelles suivantes [10] :

(i) p(X|λ) =
(
λ
2

)N
e−λ

∑N
i=1 |Xi|, avec λ

(ii) p(Y |X, σ2) = N (ΦX, σ2)

La loi conditionnelle (i) est appelée la densité de Laplace et permet de favoriser la
parcimonie. En utilisant le maximum a posteriori (on ne garde que les K plus grandes
valeurs), on peut ainsi retrouver un signal K-sparse. Ici, λ est un facteur lié à la parcimonie
des données X. La loi conditionnelle (ii) est équivalente à la contrainte du problème
d’optimisation représentée par l’équation Équation (1.16) et permet de retrouver Y = ΦX.
Notons que cette loi permet aussi de prendre en compte l’ajout d’un bruit qui est supposé
gaussien centré de variance σ2 [10]. Le principe des algorithmes de BCS est de partir d’une
distribution a priori de X et Y puis de raffiner ces distributions en prenant peu à peu en
compte les mesures [10]. Les contraintes et les hypothèses du problème d’optimisation
équivalent sont formulées sous la forme de probabilités. Les hyper-paramètres λ et σ2

sont aussi mis à jour dans l’algorithme (s’ils ne sont pas connus initialement). Certains
algorithmes utilisent cette propriété pour estimer la probabilité d’erreur de chaque pic
de X ou encore pour estimer le niveau de bruit [10,84]. Des exemples d’algorithmes de
reconstruction bayésiens, tels que Fast Laplace ou « Lap » et Relevance Vector Machine
ou RVM (voire BCS) sont décrits dans la littérature et ne seront pas repris dans ce
manuscript [8].

Le principe de l’IRLS (Iterative Reweighted Least Square) [37] est de résoudre un
problème non-convexe proche de la formulation classique du Compressive Sensing comme
décrit dans l’équation Équation (1.16). La fonction de coût est approchée par la norme
quadratique pondérée par des poids calculés à chaque itération. Le problème que l’on
souhaite résoudre ici est le problème décrit dans l’équation Équation (1.19) avec g la
norme lp et 0 ≥ p < 1. Ici, on s’intéresse à une version approchée du problème telle que :

min
X∈ IRN2

N2∑
i=1

wiX
2
i

s.c. Y = ΦX

(1.24)

où les wi sont des poids recalculés à chaque itération de l’algorithme. A la k-iéme itération,
on a :

wi =
(
(X

(k−1)
i )2 + εk

)p
2
−1

(1.25)
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avec εk > 0 un facteur d’amortissement permettant d’éviter les cas où wi n’est pas défini
lorsque X

(k−1)
i = 0 et εk = 0. Chartrand [37] démontre que si la suite εk −→

k→∞
0, que X est

K-sparse et que Φ suit la 2K-RIP alors la solution du problème approché par l’équation
Équation (1.24) tend vers le signal que l’on souhaite reconstruire.

Pour la famille des algorithmes d’optimisation convexe, différents algorithmes de re-
laxation convexe existants sont abordés pour résoudre des problèmes de Compressive
Sensing : Basic Pursuit (BP) [40], Gradient Descent with Sparsification (GraDeS) [65],
Total Variation minimization by Augmented Lagrangian and ALternating direction ALgo-
rithms (TVAL3) [88].

Parler de BP (Basis Pursuit) comme d’un algorithme est un abus de langage courant
dans la littérature concernant le Compressive Sensing [40]. En réalité, le BP est le nom
donné au problème représenté par l’équation Équation (1.19) avec g la norme l1. On
devrait plutôt parler de BP-simplex ou BP-interior (algorithme respectivement du simplex
ou des points intérieurs pour le Basis Pursuit) [40]. Donoho et Chen ont aussi décrit une
version adaptée à la prise en compte du bruit nommé BPDN-simplex, en utilisant une
version pénalisée du problème [40]. Bien que théoriquement utilisable dans le cadre de
l’imagerie par Compressive Sensing, le BP est limité lorsque les dimensions du problème
d’optimisation deviennent grandes, ce qui est courant en imagerie. Pour pallier ce problème,
il existe une solution classique en programmation linéaire comme la résolution du problème
dual définit dans [101].

Le GraDeS (Gradient Descent with Sparsification) est une amélioration de l’IHT.
En rajoutant un facteur de pénalisation γ à chaque itération, on obtient un algorithme
moins exigeant sur Φ comme nous le verrons dans la Section 1.3.1 dédié à la comparaison
des différentes méthodes. Il converge vers un minimum global [65] (pour un γ bien choisi).
Ainsi la mise à jour de l’estimation devient :

X̂k+1 = HK

(
X̂k +

1
γ
ΦT (Y − ΦX̂k)

)
(1.26)

avec γ > 1. Il est possible de borner l’erreur pour le cas où γ = 1 + δ2K (δ2K est défini
dans l’équation Équation (1.21)) [65].

Le TVAL3 (Total Variation minimization by Augmented Lagrangian and AL-
ternating direction ALgorithms) [88] est un algorithme de variation totale adapté au
Compressive Sensing. Il est utilisé dans de nombreux algorithmes de Compressive Sensing
qui minimisent la variation totale pour les LiDAR mono-pixel. La variation totale est
intéressante comme norme dans le cadre du Compressive Sensing pour l’imagerie car, en
plus d’être une bonne alternative à la norme l0, il permet de minimiser la variation totale
en supprimer les artefacts et conserve les bords des différents objets de la scène. L’idée est
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de minimiser le problème décrit par l’équation Équation (1.17) avec la variation totale en
introduisant le Lagrangien. Au lieu d’optimiser directement ce Lagrangien, c’est la version
pénalisée du Lagrangien qui est minimisée. La méthode de Barzilai et Borwein est ensuite
utilisée pour choisir les paramètres du pas de plus profonde descente [11]. La méthode
des directions alternées de Peaceman [114] permet enfin d’accélérer la minimisation du
Lagrangien.

Comparaison des algorithmes

Pour comparer les performances théoriques et expérimentales des huit algorithmes intro-
duits précédemment, nous appuyons notre étude sur trois articles [8,64,97] qui obtiennent
des résultats similaires. La Figure 1.15 présente une comparaison des performances pour
différents cas.

(a) (b)

(c) (d)

Figure 1.15. Comparaisons expérimentales des performances des différents algorithmes
issues de [8], avec : (a) l’erreur par rapport à la dimension des mesures ; (b) le temps
d’exécution par rapport à la dimension des mesures ; (c) le temps d’exécution par
rapport à la parcimonie des données ; (d) Erreur par rapport à la parcimonie des
données.
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TVAL3 n’est pas présent dans la Figure 1.15 mais à titre de comparaison, on retrouve une
comparaison numérique de quatre de ces algorithmes dans la littérature [64]. TVAL3 a un
taux d’erreur inférieur aux autres algorithmes présentés mais des temps de reconstruction
importants quand le taux de compression augmente. Notons que les temps de reconstruction
sont faibles quand le taux de compression diminue mais qu’ils demeurent toujours supérieurs
au temps de calcul de l’OMP. Les algorithmes de reconstruction les plus communs en
imagerie LiDAR sont TVAL3 ainsi que l’OMP. De plus, comme déjà évoqué en introduction,
on cherche à garder aussi faible que possible la latence. Pour ces deux raisons, l’utilisation de
l’OMP sera préférée dans la suite de nos travaux. TVAL3 reste une très bonne alternative
dans un cadre où la faible latence n’est pas une nécessité car cette approche limite
l’apparition d’artefacts liés à la reconstruction. D’autres algorithmes moins conventionnels
en imagerie LiDAR 3D pourraient aussi être étudiés : par exemple, dans le cas où l’on
souhaite prendre en compte des a priori sur les formes à reconstruire, il pourrait être
intéressant de considérer les algorithmes bayésiens.

1.3.2 Le Compressive Sensing et l’équation lidar

Le DMD nous permet d’encoder physiquement des masques binaires à partir de motifs pré-
définis (base de mesure/compression) et donc de compresser le signal pendant l’acquisition
des données (voir Section 1.2.2). De la même façon que dans l’équation Équation (1.5), la
contribution de chaque pixel de la caméra et de chaque sous-pixel correspondant au DMD
peut être explicitée pour mettre en évidence le problème de Compressive Sensing.

Nous distinguons le terme de « pixels » qui correspond aux éléments de surface du plan
focal de la caméra de celui de « sous-pixels » qui correspond aux différents micro-miroirs
constituant le DMD. On note Ω(R) la surface carrée éclairée par un faisceau laser à
une distance R et Ωi,j,k le sous-maillage uniforme de Ω(R) tel que Ωi,j,k , {i, j, k} ∈
[0, Np]× [0, Np]× [0, NDMD] qui correspond au signal reçu sur le pixel i, j et le sous-pixel k
(N2

p étant le nombre de pixels de la caméra et NDMD le nombre de micro-miroirs du DMD
par pixel de la caméra). En utilisant la relation de Chasles dans l’équation précédente, on
obtient :

P (t) = A0 Caξλl

∫ ct
2

0

I(R)

R2

Np∑
i,j=0

NDMD∑
k=0

∫
Ωi,j,k(R)

O(R,ω) dωdR (1.27)

On ajoute le terme correspondant au DMD dans l’équation et pour simplifier son écriture,
nous imposons Oi,i,k(R) =

∫
Ωi,j,k(R)

O(R,ω) dω :

Pm(t) = A0 Caξλl

∫ ct
2

0

I(R)

R2

Np∑
i,j=0

NDMD∑
k=0

(Φi,j)m,kOi,j,k(R)dR (1.28)
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avec (Φi,j)m,k


1 si le sous-pixel i, j, k du DMD renvoi les photons vers le capteur

pour le motif m

0 sinon
et m ∈ [0,M ] où M est le nombre total de mesures.

On explicite maintenant l’éclairement I(R) =
PE(t− 2R

c
)

AL(R)
d’après [100], où PE(t) corres-

pond à l’énergie émise au temps t et AL(R) est l’aire de Ω(R). On a donc :

Pm(t) = A0 Caξλl

∫ ct
2

0

PE(t− 2R
c
)

AL(R)R2

Np∑
i,j=0

NDMD∑
k=0

(Φi,j)m,kOi,j,k(R)dR (1.29)

On pose le changement de variables suivant, T = 2R
c

:

Pm(t) =
2A0 Caξλl

c

∫ t

0

PE(t− T )

Np∑
i,j=0

NDMD∑
k=0

(Φi,j)m,k

Oi,j,k(
cT
2
)

AL(
cT
2
)T 2

dT (1.30)

Comme les fonctions sous le signe de l’intégrale sont toutes continues ou continues par
morceaux ∀t > 0 (en supposant que Oi,j,k est au moins continue par morceaux comme cela
est le cas dans la pratique), la fonction sous le signe de l’intégrale est mesurable. On peut
donc appliquer le théorème de Fubini-Tonelli et intervertir les signes somme et intégrale :

Pm(t) =

Np∑
i,j=0

2A0 Caξλl

c

∫ t

0

PE(t− T )

NDMD∑
k=0

(Φi,j)m,k

Oi,j,k(
cT
2
)

AL(
cT
2
)T 2

dT (1.31)

En suivant la même logique pour la deuxième somme, on obtient :

Pm(t) =

Np∑
i,j=0

NDMD∑
k=0

(Φi,j)m,k
2A0 Caξλl

c

∫ t

0

PE(t− T )
Oi,j,k(

cT
2
)

AL(
cT
2
)T 2

dT (1.32)

On pose alors, Pi,j(t) la puissance reçue au temps t sur le pixel (i, j) du plan focal de la
caméra :

Pm
i,j(t) =

NDMD∑
k=0

(Φi,j)m,k
2A0 Caξλl

c

∫ t

0

PE(t− T )
Oi,j,k(

cT
2
)

AL(
cT
2
)T 2

dT (1.33)

On définit Pi,j,n(t) la puissance cumulée reçue au n-ème bin (pas de temps de taille δt)
sur le pixel (i, j) du plan focal de la caméra pour la modulation m :

Pm
i,j,n =

∫ δt

0

Pm
i,j(nδt + t)dt (1.34)
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Pm
i,j,n =

∫ δt

0

NDMD∑
k=0

(Φi,j)m,k
2A0 Caξλl

c

∫ t

0

PE(nδt + t− T )
Oi,j,k(

cT
2
)

AL(
cT
2
)T 2

dTdt (1.35)

Comme PE(t− T ) = 0, ∀T > t on peut écrire :

Pm
i,j,n =

∫ δt

0

NDMD∑
k=0

(Φi,j)m,k
2A0 Caξλl

c

∫ ∞

0

PE(nδt + t− T )
Oi,j,k(

cT
2
)

AL(
cT
2
)T 2

dTdt (1.36)

Toujours en appliquant le théorème de Fubini-Tonelli, on a :

Pm
i,j,n =

NDMD∑
k=0

(Φi,j)m,k
2A0 Caξλl

c

∫ ∞

0

∫ δt

0

PE(nδt + t− T )dt
Oi,j,k(

cT
2
)

AL(
cT
2
)T 2

dT (1.37)

Pour faire ressortir la convolution, on pose :

f(T ) =
2A0 Caξλl

c

∫ (n+1)∗δt

n∗δt
PE(T + t)dt et OA

i,j,k(T ) =
Oi,j,k(

cT
2
)

AL(
cT
2
)T 2

(1.38)

Ici OA représente une information : la géométrie des objets de la scène discrétisée en
suivant les pixels du DMD pour chaque pixel du plan focal de la caméra est atténué en
fonction de la distance de l’objet à la caméra. En remplaçant f et OA dans l’équation
précédente, on obtient :

Pm
i,j,n =

NDMD∑
k=0

(Φi,j)m,k

∫ ∞

0

f(nδt − T )×OA
i,j,k(T )dT (1.39)

Pm
i,j,n =

NDMD∑
k=0

(Φi,j)m,k(f ∗OA
i,j,k)(nδt) (1.40)

Ainsi, en considérant (Yi,j,n)m = Pm
i,j,n, et (Xi,j,n)k = (f ∗ OA

i,j,k)(nδt), on retrouve un
problème de Compressive Sensing :

Yi,j,n = Φi,jXi,j,n (1.41)

Donc, le problème de Compressive Sensing est résolu pour chaque pas de temps et en
chaque pixel du plan focal de la caméra afin de retrouver l’information latérale souhaitée
OA, à une convolution près.
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1.4 Logiciel MATLIS : simulations de signaux issus de
LiDAR 3D

1.4.1 Utilisation et propriétés

Développé par l’ONERA depuis 2006, le logiciel MATLIS [7] permet de simuler des signaux
issus de systèmes d’imagerie active. Sa raison d’être est triple. Tout d’abord la simulation
à des fins de dimensionnement de systèmes optroniques en faisant varier in-silico les
différents paramètres du système et environnementaux pour évaluer leurs impacts sur
les performances. Ensuite, il est utilisé pour prototyper, évaluer et implémenter des algo-
rithmes de traitement de signal LiDAR. Enfin une utilisation pour la fermeture de boucle
de la co-conception, capteur-traitement vise à dimensionner et évaluer conjointement les
performances du système (au sens matériel + logiciel de traitement de signal).

La simulation physique implémentée dans MATLIS modélise le processus d’imagerie active
en utilisant des modèles physiquement réalistes développés et validés à partir de résultats
de laboratoire et de mesures réalisées en environnement maitrisé sur le terrain.

La boucle de calcul du logiciel se décompose suivant :

• Construction de l’impulsion laser, que ce soit dans la dimension temporelle (longueur
et forme de l’impulsion) et dans la dimension latérale (divergence, forme du faisceau).

• Propagation aller de l’impulsion dans l’atmosphère. Cette propagation inclut notam-
ment l’interaction avec les aérosols et l’impact de la turbulence atmosphérique sur
la répartition latérale de l’énergie.

• Construction de la réponse temporelle de la cible, en fonction de la géométrie et des
propriétés optiques des matériaux.

• Propagation retour de l’impulsion prenant en compte la turbulence et les aérosols.

• Modèle capteur.

Construction de l’impulsions laser

Dans le cadre de ces travaux, l’impulsion laser est définie dans la simulation par l’Équa-
tion (1.7).
La répartition spatiale du faisceau laser est considérée comme uniforme dans tout le champ
de vue de l’imageur (hypothèse d’un faisceau mis en forme), la divergence est considérée
comme égale au champ de vue du détecteur.

Propagation atmosphérique (aller et retour)

Durant la propagation atmosphérique, deux phénomènes co-existent. Les aérosols (pous-
sières, gouttelettes de liquide), qui produisent un signal lié à la diffusion de la lumière
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et l’absorption. La turbulence optique, qui est due aux variations d’indice optique sur la
ligne de visée introduit une inhomogénéité latérale de l’intensité. Dans le cadre de ces
travaux, l’effet des aérosols est réduit à de l’absorption le long de la ligne de visée. La
turbulence est négligée (cas d’un détecteur positionné à quelques mètres de la surface du
sol).

Interactions avec la scène

Dans le logiciel MATLIS, la scène est définie par la combinaison d’une géométrie 3D, de
matériaux, et de mouvements. Lors de l’interaction de l’impulsion laser avec la scène,
celle-ci est figée (les temps d’interaction avec la scène étant largement plus faible que
l’échelle des mouvements des objets décrits).
La construction de la réponse de la scène avec l’impulsion laser est obtenue par convolution
de l’impulsion laser décrite précédemment avec une somme d’impulsions de Dirac. Cette
méthode permet, par échantillonnage latéral de reconstruire la réponse de surfaces pouvant
être inclinées par rapport à la normale à la direction de propagation de l’impulsion laser
sans avoir à recourir à un produit de convolution couteux en temps de calcul.

Modèle capteur

Le logiciel MATLIS dispose de plusieurs modèles capteurs permettant de simuler une
grande partie des détecteurs disponibles sur le marché. Dans le cadre de ces travaux, le
modèle capteur utilisé est le modèle GmAPD. Ce modèle prend en compte les effets du
bruit et de la non-linéarité du capteur qui seront présentés plus loin.

Dans le cadre de nos travaux, l’utilisation d’un logiciel de permet d’avoir un contrôle total
sur les paramètres de simulation. Cette liberté de choix des paramètres permet d’évaluer
rapidement de nombreux cas de figure. De plus l’utilisation de la simulation permet l’accès
à des informations qui ne sont pas disponibles dans la réalité, comme par exemple le
nombre de photons reçus par le capteur GmAPD ou la nature de l’évènement détecté
(signal ou bruit).
La grande liberté offerte par la simulation dans le choix des paramètres implique une
attention particulière dans la sélection des valeurs pour rester dans les contraintes de la
physique et des possibilités technologiques actuelles.

1.4.2 Définition des cas tests

De par sa nature, la chaîne de traitement CRISPS-3D développée dans le Chapitre 2
est sensible à la géométrie de la scène observée. Pour tester la robustesse de la chaîne
algorithmique, plusieurs scènes, illustrées ci-dessous, ont été évaluées.
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La scène décrite sur la Figure 1.16a fournit plusieurs types de surfaces planes, y compris
des pentes. A partir de celles-ci, nous évaluons la fréquence spatiale, les résolutions latérales
et temporelles et les résultats de notre chaîne d’acquisition.

La scène Figure 1.16b fournit des détails plus fins, avec une distribution plus large du
contenu en fréquence spatiale. La devise française et le buste de Marianne sont utilisés
pour illustrer les qualités et les limites de notre processus.

Toutes les simulations effectuées dans cette thèse visent à améliorer la résolution d’un
facteur soixante-quatre.

(a) Scène synthétique (b) Scène ONERA

Figure 1.16. Scènes sélectionnées pour les tests de simulation. (a) Une scène syn-
thétique à 13 km du capteur avec un champ de vue de 0,8mrad dans les directions
horizontale et verticale équivalent à une résolution de 4 cm à 13 km. (b) La devise
française, un buste de la Marianne française et des lettres « ONERA » de 1m de large
à 13 km du système LiDAR 3D avec un champ de vue carré de 0,4mrad équivalent à
une résolution de 2 cm à 13 km.

Les objets utilisés sont définis comme ayant une réflectance hémisphérique lambertienne
de 10% afin d’obtenir une réponse uniforme de tous les pixels du capteur. La caméra
est simulée à une hauteur suffisante pour négliger l’effet de la turbulence atmosphérique.
Nous présentons des spécifications dans la Tableau 1.2 compatibles avec un LiDAR 3D à
comptage de photons utilisant des composants disponibles dans le commerce. En particulier,
l’état-de-l’art des sources LASER fibrées robustes compatibles avec les systèmes à faible
SWaP-C utilisant une énergie suffisante (≈100 µJ) et une longueur d’impulsion de l’ordre
de la nanoseconde est d’environ 20 kHz [26] à 1,55 µm. Les caméras GmAPD disponibles
dans le commerce peuvent atteindre des fréquences d’images de 186 kHz [81].

44



LASER

Largeur d’impulsion 0,25 ns

Energie de l’impulsion 100µJ à 150µJ

Fréquence de répétition d’impulsion 20 kHz

Longueur d’onde 1550 nm

Capteur

Fréquence d’acquisition du GmAPD 186 kHz

Fréquence de rafraichissement du DMD 5 kHz

Longueur de Bin 0,25 ns

DCR 1MHz

Efficacité quantique 0,4

Table 1.2. Spécifications du système LiDAR 3D.

1.5 Synthèse

Dans ce chapitre nous avons introduit les différentes notions nécessaires à la compréhension
des travaux sur le Compressive Sensing pour les LiDAR 3D. Nous avons aussi évoqué
les différentes techniques et méthodes d’acquisition et de reconstruction. Les approches
sélectionnées pour nos travaux ont été présentées en expliquant chacun de nos choix.
Nous avons pu voir comment l’ajout de la modulation spatiale permet d’augmenter la
résolution dans le cas des caméras mono-pixel puis comment le Compressive Sensing
permet de réduire drastiquement le nombre d’acquisitions. Enfin avec le logiciel MATLIS
de l’ONERA, nous avons introduits les moyens disponibles pour évaluer et valider nos
différentes méthodes sur des scènes représentatives. Cela nous permettra dans le prochain
chapitre d’expliquer et de valider le fonctionnement de notre chaîne de traitement nommée
CRISPS-3D (Compressive Reconstruction of Images for Single Photon System in 3D) [154].
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Chapitre 2

CRISPS-3D : une chaîne de traitement
générale pour le Compressive Sensing
appliquée aux matrices de photodiodes
à avalanches en mode Geiger

Points clefs

• Il n’existe pas de systèmes d’imageurs 3D dans le SWIR à forte résolution
latérale (≥256 pixels× 256 pixels) permettant des acquisitions à longue portée
(>10 km) en temps d’acquisitions limité (<0,05 s/motif) avec une faible latence
pouvant être embarqués (faible SWaP-C).

• Il est nécessaire de bien appréhender la physique des systèmes et des scènes
pour reconstruire efficacement une image plus résolue. Certaines altérations
comme les effets liés aux temps morts sont limitants pour l’imagerie 3D.

• Il est possible de réaliser un tel système sous un certain nombre de contraintes,
ce qui a été démontré numériquement. D’autres approches d’intérêt permettant
l’amélioration de CRISPS-3D sont discutées.

Contributions principales

• Définition d’une nouvelle stratégie de débruitage exploitant les spécificités du
système LiDAR : en particulier, la différence entre la fréquence d’impulsion de
la source laser et la fréquence d’acquisition de la caméra. Cette différence de
fréquences permet l’acquisition d’images passives (sans impulsion laser) entre
deux images actives pour accéder au bruit. Notre stratégie est d’utiliser ces
deux types d’images pour différencier statistiquement le bruit du signal.

• Extension des travaux de Liu et al. [91] sur l’application du Compressive Sensing
à des données LiDAR dans un régime à haut flux, i.e. soumis aux effets de
temps morts.

• Développement de CRISPS-3D [154], une chaîne de traitement optimisée pour
augmenter la résolution latérale de matrices de GmAPD en utilisant du Com-
pressive Sensing. Validation de CRISPS-3D avec des données simulées par le
logiciel ONERA MATLIS. CRISPS-3D permet des acquisitions au moins 64
fois plus résolues latéralement que les caméras commercialement disponibles
dans le cadre spécifique des caméras à comptage de photons en mode Geiger.

47



L’objectif de ce chapitre est de développer une méthode pour reconstruire numériquement
des nuages de points en 3D avec une meilleure résolution latérale en utilisant du Compres-
sive Sensing sous les contraintes imposées : (i) très longue portée utilisant une matrice de
capteurs GmAPD en temps d’acquisitions limités (<0,05 s/motif) avec un faible SWaP-C
et (ii) très faible niveau de signal (<1 photon en moyenne) avec une résolution temporelle
suffisante.

2.1 Présentation et motivations de CRISPS-3D

Afin de reconstruire une image 3D, la chaîne de traitement CRISPS-3D utilise le Com-
pressive Sensing. Un certain nombre d’algorithmes de traitements du signal sont définis.
Chacun de ces algorithmes est représenté schématiquement sur la Figure 2.1 et inclut les
étapes suivantes.

Backscattered signal
Y

Yacq

Pattern definition

0 N
( k)k [1, N 1]

Hk

Dk supp(Y)

Yk

(iv) Compressive Sensing

Solve ( CS)
for each bins

Final 3D-image
X = × s

(i) Compressed acquisition

(ii) Return-times histogram

(iii) Waveform (iii) Support

(iii) Merge

Figure 2.1. Illustration de la chaîne de traitement CRISPS-3D et des notations
associées en considérant un exemple de reconstruction pour un pixel.
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(i) Acquisition compressée
Afin d’appliquer le Compressive Sensing pour reconstruire une image, le signal
supposé compressible est d’abord modulé physiquement par une base de mesures. A
ce stade, le signal n’est toujours pas détecté.

(ii) Histogramme des temps de retours
La détection se fait en utilisant des capteurs à comptage de photons comme les
GmAPD. Ces capteurs ont une dynamique de 1 (0 dB). Ceci rend complexe l’acqui-
sition d’images. Du fait de l’utilisation de matrices GmAPD, on ne détecte que le
premier photoélectron sans information sur le nombre de photons incidents (voir
Section 1.1.1). Ici, nous considérons une méthode pour augmenter la dynamique de
la caméra. Dans la plupart des cas, les signaux acquis à l’aide d’un capteur GmAPD
sont reconstruits en utilisant une méthode dite de Time-Correlated Single Photon
Counting (TCSPC) [12] décrite sur la Figure 2.2. Cette méthode utilise le fait que
la probabilité de détecter un photon au cours d’une période suffisamment courte
(ci-après dénommée « pas de temps temporel ») est très inférieure à l’unité lorsque
l’intensité lumineuse est faible. Cette condition se manifeste par exemple lors d’ac-
quisitions à longue portée avec des détecteurs de type GmAPD. Il suffit de considérer
la détection d’un photon comme un évènement statistique à enregistrer. Ainsi, en
mesurant le temps de chaque détection par rapport à une référence commune, un
histogramme des temps de retour des photons peut être construit. L’onde complète
est statistiquement reconstruite. La forme de l’onde complète permet de remonter à
la géométrie de la scène.

Figure 2.2. Principe général de la méthode TCSPC extrait des travaux de Becker et
al. [12]
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(iii) Reconstruction de l’onde complète (correction du Dead-Time Effect)
Lorsque le niveau de signal est suffisamment faible par rapport à l’unité, il n’est
pas nécessaire d’avoir la possibilité de détecter plusieurs photons au cours d’une
période de signal [159]. En effet, pour des niveaux de signal inférieurs à 0,1 photon,
il est assez peu probable que de multiples échos soient détectés par le capteur pour
une même impulsion. Cependant, pour maintenir la dynamique obtenue grâce à
l’histogramme de l’onde complète reconstruite tout en limitant d’autant le niveau de
signal, il est nécessaire d’augmenter proportionnellement le nombre d’acquisitions.
De plus, bien qu’il soit possible de diminuer le signal reçu pour un contexte donné, le
bruit ne diminue pas (notamment le DCR, voir le Chapitre 1) donc le SNR diminue
nécessairement. Un certain nombre de travaux s’intéressent aux acquisitions au-delà
de cette limite en corrigeant cet effet que nous nommons Dead-Time Effect (DTE).
Dans la littérature, il est parfois appelé pile-up [71, 120].
Une diminution du SNR ou de la dynamique peut fortement limiter la capacité
d’identification du système [5]. De plus, nous verrons que le DTE peut entrainer
une plus forte dégradation de la reconstruction dans le cas de l’augmentation de la
résolution latérale par une méthode de Compressive Sensing [91]. Ce phénomène est
explicité dans la Section 2.2.1 puis illustré dans la Figure 2.10 et la Figure 2.11.
Pour conserver une fréquence d’acquisition et un SNR élevés, nous proposons l’ajout
d’un algorithme de correction du DTE.

(iv) Estimation du support (pour débruiter le signal)
Pour la même raison, un algorithme permettant de supprimer le bruit est nécessaire
pour garder un SNR suffisant. Pour cela, nous proposons une nouvelle stratégie
exploitant la différence de fréquences « image » entre le détecteur et la source laser
(c.f. Tableau 1.2). Cette différence permet l’acquisition d’images sans illumination
laser pendant le temps mort de la source. Ces acquisitions supplémentaires sont
exploitées pour débruiter le signal en estimant son support. L’idée est d’effectuer un
test statistique sur chaque intervalle de temps, pour chaque pixel, afin de séparer le
signal du bruit et d’estimer directement son support.

(v) Fusion des informations
Le signal estimé avant Compressive Sensing est obtenu grâce à une multiplication
point à point entre le support estimé et le signal corrigé.

(vi) Compressive Sensing
Une fois le signal traité et pour chaque pixel de la matrice du capteur, on applique un
solveur de Compressive Sensing classique à chaque pas de temps afin de reconstruire
l’image 3D finale. L’ensemble du processus est regroupé dans la chaîne de traitement
CRISPS-3D.
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2.2 Algorithmes de pré-traitement

2.2.1 Reconstruction de l’onde complète

Le DTE se produit lorsque le capteur reçoit un signal avec de multiples échos et suffisam-
ment d’intensité (niveau de signal >0,1 photon en moyenne). Le coefficient d’un motif
est défini comme étant le signal acquis pour un pas de temps (discret, souvent appelé
« bin » dans la littérature) et un motif donné. Considérons deux acquisitions avec deux
motifs différents mais une section efficace identique. Dans ce cas, leurs coefficients de motif
doivent être égaux indépendamment des détections aux instants précédents. En effet, le
coefficient d’un motif correspond à une mesure notée Y . Dans le cadre du Compresive
Sensing, des erreurs sur la mesure introduisent nécessairement des erreurs lors de la
reconstruction de l’image en trois dimensions. Ces erreurs se manifestent principalement
sous la forme d’artefacts sur le nuage de points reconstruit. La Figure 2.3 illustre les
corrélations temporelles. Deux motifs sont sélectionnés : (i) le motif Φ1 ne cache qu’un
seul objet et (ii) les deux objets sont visibles en appliquant le motif Φ2. Dans le premier
cas (Φ1), le signal atteint une hauteur de pic deux fois plus élevée que dans le second cas.
Le signal récupéré pour Φ2 devrait présenter une hauteur de pic identique pour l’objet
« triangle » car ils ont une section efficace identique. Cet exemple illustre bien l’impact de
la combinaison entre le DTE et le motif sur le signal reconstruit. Le même effet se produit
pour une pente (signal retour élargi) ou toute combinaison de cibles produisant des échos
multiples.

Scene depthmap

Distance
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OFF

OFF

OFF

ON

1

2 acquisition

acquisition

0.5 photons

0.25 photons

 Poor reconstruction

Distance
Triangle
position

Sphere
center

position

Figure 2.3. Illustration d’un cas où la corrélation temporelle est particulièrement
forte, ce qui conduit à une image 3D imprécise.
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État-de-l’art sur le DTE

Pour traiter le DTE, deux méthodes sont couramment utilisées et permettent de :

• Diminuer le niveau du signal pour atteindre le domaine où les GmAPD ont un
comportement statistiquement linéaire, typiquement 0,01 photon en moyenne [159].
C’est l’approche la plus commune.

• Définir un processus pour corriger le DTE induisant la corrélation temporelle [44,
45,71,91,121].

Dans les avancées récentes sur la correction du DTE, une méthode inverse basée sur
la méthode bayésienne a été utilisée en démontrant une précision temporelle inférieure
à la picoseconde pour des images 3D et une longueur d’impulsion de 50 ps [71]. Une
autre approche récente proposée par Rapp et al. [121] définit un modèle de correction
probabiliste utilisant des chaînes de Markov en considérant un flux de lumière élevé dans
le cadre du comptage de photons avec des APD. Cette méthode a été pensée pour des
capteurs APD spécifiques (non parallélisables et asynchrones) et permet des mesures
avec une plage dynamique plus importante. En effet, Rapp et al. [121] montre qu’il faut
100 fois plus d’acquisitions en régime linéaire (<0,01 photon) pour obtenir des résultats
équivalents à des acquisitions allant jusqu’à 5 photons avec leur méthode de correction
sinon, seuls les flux de lumière les plus important sont détectés. Ainsi, en considérant
un temps d’acquisition limité ne permettant pas d’augmenter suffisamment le nombre
d’acquisitions et une détection, cette méthode permet d’imager avec une plage dynamique
plus importantes (dépendant de l’efficacité de la détection).
Nous définissons dans la Section 2.2.1 un estimateur de signal qui fonctionne lorsque
le rapport entre la longueur de l’impulsion et le pas de temps est faible (généralement
inférieur ou égal à l’unité). Pour utiliser des impulsions plus longues, il faut envisager une
autre stratégie algorithmique [71,121], plus précise dans ces conditions, au détriment de
la vitesse de calcul et donc de la latence totale.

Correction du DTE dans CRISPS-3D

Les capteurs GmAPD sont conçus pour détecter des événements au niveau du photon
unique. Ils ont une dynamique unitaire puisqu’ils ne peuvent détecter qu’un événement
sans information sur le nombre de photons. Dans ce cadre, O’Brien et Fouche [111] ont
défini et validé le modèle suivant :

IP(p; t1; t2) =
1

p!
[Y (t1, t2)]

p e−Y (t1,t2) (2.1)

où P(p; t1; t2) est la probabilité, pour un modèle donné, qu’une quantité p d’événements
se produise entre les temps t1 et t2 et Y (t1, t2) est la fonction de taux du processus [111]
qui varie avec le bruit, la scène (y compris les propriétés optiques et géométriques) et la
configuration optique.
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Compte-tenu de l’état de l’art des caméras, nous ne considérons que des pas de temps
de taille égale. Comme les capteurs GmAPD ne peuvent que mesurer que « au moins un
photon a été détecté », nous définissons deux probabilités pour chaque pas de temps : IP(pk = 0) = IP(0; tk; tk+1) = e−Y (tk,tk+1)

IP(pk > 0) = 1− IP(0; tk; tk+1) = 1− e−Y (tk,tk+1)
(2.2)

où pk est le nombre d’événements qui se produisent entre tk et tk+1. Cette probabilité
suppose que toutes les acquisitions sont indépendantes à chaque pas de temps et que seul
le premier retour est détecté. Ainsi, nous définissons la probabilité Dk qu’une détection
soit faite au pas de temps k en Équations (2.3) et (2.4) en tenant compte de la dépendance
temporelle :

Dk = IP(pk > 0)
k−1∏
j=0

IP(pj = 0) (2.3)

⇒ Dk =
(
1− e−Yk

) k−1∏
j=0

e−Yj (2.4)

où Yk = Y (tk, tk+1) est la fonction de taux du processus entre les temps tk et tk+1. Ainsi,
pour retrouver la forme d’onde correcte, nous devons approcher la fonction de taux Yk

pour chaque pas de temps k. Le signal est récupéré à partir de l’histogramme des temps
de retour. Soit Hk l’histogramme normalisé au pas de temps k, tel que :

Hk =
1
N

N−1∑
j=0

1zj=k (2.5)

où N est le nombre d’acquisitions par motif utilisé, et zj correspond à la case où le signal
est détecté pendant l’acquisition j. D’après la loi des grands nombres, Hk converge vers la
probabilité Dk de détection à la case k.

Hk −→
N→∞

IE [1z=k] = IP(z = k) = Dk (2.6)

En ce sens, Hk est une approximation asymptotique de Dk. Nous utilisons l’Équation (2.6)
pour en déduire une approximation de tous les (Yk)k∈[0,K−1], ce qui est le but de cette
étape. Si Dk ∈]0, 1], alors nous déduisons de l’Équation (2.4) que :

e−Yk = 1−Dk ×

(
k−1∏
j=0

Yj

)−1

∈]0, 1] (2.7)

Nous avons Hk ∈]0, 1] par définition. En utilisant le logarithme de l’Équation (2.7) et
en approximant Dk par Hk, on définit Ŷk un estimateur de Yk par récurrence dans
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Équation (2.8).
Ŷk = −ln

(
1− e

∑k−1
j=0 Ŷj ×Hk

)
(2.8)

En résumé, l’Équation (2.8) permet d’estimer le signal à l’aide d’histogrammes. Cette
méthode est inspirée du processus de correction du DTE de Coates [44,45] et de Liu et
al. [91] qui est une version étendue pour des capteurs GmAPD asynchrones dans une
configuration Compressive Sensing. On a pu montrer par la suite que cet estimateur, celui
de Coates ou l’estimateur obtenu par minimisation de la vraisemblance sont tous égaux
(c.f. Annexe A).
Ainsi, comme décrit dans la Section 2.1, une fois le signal corrigé, il doit être débruité.
Pour cela, il est nécessaire d’estimer le support de la fonction.

2.2.2 Estimation du support de la fonction

Nous introduisons une nouvelle méthode pour débruiter un signal en utilisant les caracté-
ristiques de la configuration définie précédemment (Section 1.4.2) à notre avantage. Le
bruit est presque invariant dans le temps pour chaque pixel, mais variable entre les pixels
de la matrice GmAPD [82]. Comme mentionné précédemment, il est possible d’acquérir
quelques images passives (au moins une) qui correspond à une acquisition sans signal
utile (identifiable au bruit) entre chaque image active (i.e. avec une illumination laser
concomitante). Nous comparons statistiquement l’ensemble des coefficients de motifs
disponibles pour un pas de temps k donné avec (H1

k) et sans (H0
k) illumination laser

concomitante. Ainsi, nous déterminons le support signal directement à partir de la forme
d’onde, avec une probabilité fixée α. Pour tous les modèles, nous calculons le support du
signal et de la forme d’onde corrigée. Ensuite, nous multiplions les deux comme illustré
sur la Figure 2.1, étape (iii).

Nous testons statistiquement chaque ensemble de pas de temps avec un signal potentiel
H1

k contre ceux sans signal concomitant H0
k pour définir quelle population est la plus

grande. Le support de la fonction est ensuite construit à partir des pas de temps où H1
k

est stochastiquement plus grand.

Nous définissons l’hypothèse nulle comme suit : « les distributions des deux populations
sont identiques ». Le plus souvent, un test de Student est utilisé pour tester cette hypothèse
statistique [16]. Dans notre cas, les distributions de H1

k et H0
k ne sont pas normales. De

fait, l’utilisation de tests non-paramétriques, sans hypothèse supplémentaire sur le bruit
ou la distribution des données, est préférable. Nous choisissons parmi eux le test de rang
de Mann-Whitney [95]. Il est défini par l’Équation (2.10) et illustré dans la Figure 2.4. Ici,
nous testons la forme d’onde entière pour chaque pixel, en considérant chaque coefficient
de motif par pas de temps comme un élément de la population.
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En pratique, nous concaténons H1
k et H0

k pour former une population globale. Ensuite, la
liste résultante est triée par nombre de détections au pas de temps. La statistique U est
définie comme étant le nombre de fois où H0

k précède H1
k comme dans l’Équation (2.9).

Enfin, U est utilisé pour comparer le rang des éléments des deux populations :

U =
M∑

m=1

Npulse∑
l1=1

Nnoise∑
l2=1

1(H1
k)m,l1

>(H0
k)m,l2

+ 0.51(H1
k)m,l1

=(H0
k)m,l2

(2.9)

où M est le nombre de motifs, (·)m,l les acquisitions de coefficient l du motif m, Npulse

et Nnoise sont respectivement le nombre d’acquisitions avec et sans illumination laser
concomitante.

P (U ≤ U) ≤ α, sous l’hypothèse nulle

⇒ l’hypothèse de distribution identique est rejetée
(2.10)

Ainsi, nous considérons le test comme significatif avec le niveau α si la probabilité que U

soit inférieure ou égale à Ū sous l’hypothèse nulle, c’est-à-dire si les distributions étaient
identiques. Sous l’hypothèse nulle, les deux distributions sont égales et les rangs sont donc
uniformément aléatoires. Le paramètre α détermine le niveau de tolérance auquel nous
pouvons affirmer qu’une case est dans le support en rejetant l’hypothèse nulle.

En pratique, la probabilité P (U ≤ U) n’est jamais calculée dans CRISPS-3D. En effet,
il est possible en connaissant α, Nnoise et Npulse de calculer Ucrit identifiée comme étant
une valeur critique de U à partir de laquelle cette probabilité sera inférieure à α. Le
calcul de Ucrit est fait en amont de la chaîne de traitement. Lors de l’exécution, seule une
comparaison entre U et Ucrit est réalisée. Ucrit est déterminée par récurrence en suivant la
formule définie dans [25].
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Figure 2.4. Illustration du test de rang de Mann-Whitney [95] dans CRISPS-3D
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2.3 Algorithme de Compressive Sensing

Après la reconstruction par les deux premières étapes (Sections 2.2.1 et 2.2.2), chaque
pas de temps est indépendant des autres et le bruit n’est présent que là où le signal est
détecté. Comme expliqué dans la Section 1.3.2, on reconstruit la résolution latérale en
résolvant un problème de Compressive Sensing à chaque pas de temps pour chaque pixel.
En pratique, nous simulons un ensemble de pixels DMD imagés par un des pixels GmAPD
du plan focal. La reconstruction est effectuée en considérant chaque pixel de la matrice
GmAPD et le sous-ensemble de pixels DMD associé comme une configuration de caméra à
un seul pixel. Pour chaque pixel de la caméra, nous résolvons un problème de Compressive
Sensing pour chaque pas de temps temporel afin de reconstruire des images 2D locales
que nous concaténons pour obtenir une image 3D globale.
Plus formellement, soit Xk l’image reconstruite vectorisée au pixel (i, j) et au pas de
temps k, et Yk la mesure correspondante. Soit Φ la base de mesure. En raison de la nature
binaire du DMD, il existe une transformation linéaire permettant de convertir cette base
en {0, 1} binaire. Soit Ψ la base où Xk est K-parcimonieux (i.e. seules K composantes
de Xk sont non nulles). Soit N le nombre de pixels DMD dans un groupe correspondant
à la dimension de Xk. Nous pouvons exprimer le problème d’optimisation Compressive
Sensing comme suit :

(PCS)


min
s∈IRN

||s||l0

s.t. ||Y − ΦΨs||22 ≤ ε, ε ≥ 0

(2.11)

où sk = ΨXk et ε est un terme d’erreur. Pour récupérer avec précision sk à partir de Yk

puis de Xk, il est établi [29,32] que Φ doit suivre la 2K-RIP (Restricted Isometry Property).
Cela signifie que sk peut être déduit de Yk, à condition que sk soit K-sparse et Ψ soit
hautement incohérent avec Φ. En pratique, la résolution exacte du problème avec la norme
l0 est connue pour être NP-difficile [107]. Par conséquent, l’utilisation d’une approche
différente est nécessaire. Le problème d’optimisation peut être relaxé en utilisant la norme
l1. Une autre approche consiste à approcher la solution avec un algorithme « glouton » [148].
Ici, nous choisissons cette dernière option avec l’OMP car elle fournit le meilleur rapport
précision/performance (voir Section 1.3.1). Dans ce chapitre, le processus de mesure Φ est
défini comme une transformée de Hadamard sous-échantillonnée et la base de parcimonie
Ψ comme la transformée de Haar 2D. Ce choix est motivé par les nombreux exemples
d’utilisation de matrices d’Hadamard avec succès dans la littérature single-pixel [55,67,78].
De même, le choix d’une base de Haar 2D est motivé par la forte parcimonie des images
« naturelles » dans cette base [141] ainsi que sa forte incohérence asymptotique avec la
base d’Hadamard [129]. Cependant, d’autres bases de mesure (e.g. Bernoulli(1

2
) [96]) ou

de parcimonie (e.g. TV [89]) donnent de bons résultats. Notons qu’aucune comparaison
rigoureuse de ces différentes métriques n’est volontairement présentée dans ce manuscrit.

57



2.3.1 Version optimisée : Orthogonal Matching Pursuit (OMP)
utilisant l’approximation de Cholesky

L’Algorithme 1 suivant est une manière efficace d’implémenter l’OMP tel que défini
dans [148].

Algorithm 1 Orthogonal Matching Pursuit
1: procedure OMP(N × d measurement matrix Φ, N − dim measurement vector

Y ,N ×N Sparsifying matrix Ψ)
2: r ← Y

3: Λ← ∅
4: while halting criterion not True do

5: Λ← Λ ∪
{

argmax
j=1,...,d

|⟨r, (ΦΨ)j⟩|
}

6: S ← argmin
s
||Y − (ΦΨ)|Λs||2

7: r ← Y − (ΦΨ)|ΛS|Λ
8: end while
9: return ΨS

10: end procedure

Nous pouvons résoudre le problème de minimisation l2 évalué à chaque étape de la
boucle « while » de l’Algorithme 1 par la projection orthogonale (ΦT

|ΛΦ|Λ)
−1ΦT

|Λ . Le calcul
de la projection est accéléré par l’approximation de la matrice inverse en utilisant la
décomposition QR ou de Cholesky. Cette stratégie a été proposée par Davis et al. ainsi que
Rubinsten et al. [50, 132]. Cette implémentation est efficace lorsque la taille de la matrice
est suffisamment faible (< 102, d’après Rubinstein et al. [132]). Dans le cas contraire des
tailles de matrices plus importantes, une approximation de la projection doit être faite
avec une méthode similaire comme l’algorithme Batch-OMP [132]. Nous avons obtenu une
réduction du temps d’exécution de deux ordres de grandeur avec cette implémentation.
Le problème se prête bien à une mise en œuvre parallèle, par exemple sur GPU, puisque nous
exécutons notre algorithme indépendamment pour chaque pixel. Les capteurs disponibles
dans le commerce ont une taille de matrices de 32 pixels × 32 pixels voire 32 pixels ×
128 pixels, ce qui est compatible avec le nombre de blocs de la génération actuelle de GPU
(Quadro RTX 6000 dans notre cas). Avec la version Cholesky de l’OMP, nous réduisons
également la mémoire nécessaire par bloc par rapport à l’OMP classique. Ceci permet le
calcul de la chaîne complète pour tous les pixels simultanément. On remarque que cette
version de l’OMP est presque uniquement une multiplication vectorielle qui peut être
optimisée pour travailler en parallèle en utilisant les différents threads dans chaque bloc.
Lorsque l’on exécute notre chaîne de traitement CRISPS-3D uniquement en cuda/C++
sur GPU (Quadro RTX 6000 dans notre cas), on gagne encore deux ordres de grandeur
en termes de temps d’exécution par rapport à la version Python sur CPU (Intel Xeon
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W-2125). Un temps de traitement court permet une reconstruction à faible latence, ce
qui est un avantage important pour nos applications futures, e.g. pour les applications de
surveillance nécessitant d’être proche du temps réel pour le traitement de l’information et
la détection d’anomalies.

2.4 Validation de la méthode sur des signaux simulés

La chaîne de détection complète est appliquée à plusieurs scènes simulées par le logiciel
MATLIS disponible à l’ONERA [7,47,48] pour valider notre approche. Afin de couvrir
la plupart des types d’objets réels imagés par un LiDAR 3D, nous sélectionnons quatre
catégories représentatives : (i) les objets répartis sur les 2 dimensions latérales (surfaces
planes à grandes sections transversales), (ii) les objets produisant des échos multiples
dans un seul pixel, (iii) les objets répartis sur la dimension temporelle (surfaces inclinées)
et (iv) les objets sous-pixel.

2.4.1 Reconstruction de l’onde compléte

Les résultats obtenus après l’étape de repondération (voir Section 2.2.1) sont représentés
sur les Figures 2.5 et 2.6. Les résultats de l’estimation du support et leurs comparaisons
avec la vérité de base (voir Section 2.2.2) sont représentés sur la Figure 2.7 et résumés dans
Tableau 2.1. Dans les Figures 2.5 à 2.7, Yk et son support sont obtenus à partir de données
artificiellement disponibles grâce à la simulation. Ces données ne sont pas accessibles à
l’algorithme, car ces variables sont juste considérées pour les simulations directes dans
le logiciel MATLIS. Néanmoins, nous stockons ces valeurs pour une exploitation future
notamment pour comparer la vérité terrain avec les nuages de points reconstruits. D̂k est la
forme d’onde reconstruite, décorrélée dans le temps, telle que définie dans la Section 2.2.1.
Hk est l’histogramme des temps de retour. Nous utilisons le rapport signal-bruit de pointe
(PSNR défini par l’Équation (2.12)) pour évaluer la qualité de l’estimation de la forme
d’onde (voir Figure 2.6).

PSNRYk
(Ŷk) = 20log10


maxY√√√√ 1

N

N∑
i=0

∣∣∣∣∣∣Yk,i − Ŷk,i

∣∣∣∣∣∣2
2

 (2.12)

Nous traitons 100 signaux pour mieux représenter les tendances de l’estimation. Nous
calculons ensuite la moyenne du signal et un intervalle de confiance estimé à 95% pour
chaque pas.
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Nous sélectionnons quatre pixels d’intérêt pour illustrer les résultats sur différentes situa-
tions spécifiques :

(A) Surface plane perpendiculaire à l’axe optique de la caméra, dont la taille est supérieure
à celle d’un pixel de la caméra.

(B) Surface plane perpendiculaire à l’axe optique de la caméra, d’une taille inférieure à
un pixel DMD projeté.

(C) Deux plans perpendiculaires à l’axe optique de la caméra, à deux distances différentes,
chacun remplissant environ la moitié du champ de vision d’un pixel du capteur.

(D) Une pente de 75◦ par rapport à l’axe optique de la caméra, remplissant tous les
pixels.

Alors que le PSNR moyen de l’histogramme est de 64,6 avec une variance de 180,4, celui
de l’estimation est de 71,3 avec une variance de 2,6. Ces deux PSNR sont calculés sur la
scène synthétique (Section 1.4.2). L’erreur de forme d’onde estimée est moins sensible à
la distribution spatiale des objets et au niveau du signal (voir Figure 2.5). Les erreurs
d’estimation de la forme d’onde à haut (6× 10−1) et bas (6× 10−3) comptage de photons
sont plus stables à l’erreur d’estimation à bas (6× 10−3) comptage de photons que pour
l’histogramme. Cette méthode est sensible à la saturation : si le capteur sature (le nombre
moyen de photons est proche de l’unité) alors l’estimation tend à être instable en raison
du terme exponentiel de la formule de reconstruction. Si une mesure du nombre moyen de
photons proche de l’unité est nécessaire, alors une méthode plus complexe et exigeante en
calcul comme celle définie par Heide et al. [71] ou Rapp et al. [121] doit être utilisée pour
remplacer cette étape.

La forme d’onde estimée est moins corrélée dans le temps, ce qui est l’objectif principal
de cette étape. Cet objectif est atteint dans la plupart des cas, sauf dans le second où les
niveaux de signal sont trop faibles pour observer l’effet du temps mort. L’erreur augmente
avec le temps alors que le signal diminue. Cet effet est illustré dans le cas (D). Si le niveau
du signal est suffisamment faible, les pas de temps suivants ne seront pas fortement affectés,
comme dans le cas (B). La réponse temporelle est corrélée à la longueur de l’impulsion. Des
impulsions longues par rapport à la longueur du pas de temps provoqueront une distorsion
temporelle. Dans ce cas, l’ajout d’une étape de déconvolution utilisant les connaissances
disponibles sur l’impulsion doit être envisagé. Ici, nous ne considérons que les impulsions
courtes, dont la largeur à mi-hauteur est inférieure à la moitié de la taille du pas de temps
temporel où cet effet peut être négligé.
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Figure 2.5. Comparaison de l’histogramme moyen et de la forme d’onde moyenne
reconstruite (Section 2.2.1) à partir de 100 signaux simulés. Chaque sous-image corres-
pond à un pixel différent de la caméra GmAPD. Le bleu représente la vérité terrain des
signaux, le rouge la moyenne des histogrammes et son intervalle de confiance à 95% et
le vert la moyenne des signaux estimés et son intervalle de confiance à 95%. La porte
distance commence à 13 km de la caméra.
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Figure 2.6. Illustration de l’effet du bruit sur un signal à longue portée. Les courbes
bleue, rouge et verte représentent respectivement la forme d’onde réelle Yk, le signal
estimé D̂k tel que défini dans la Section 2.2.1 et l’histogramme Hk. La porte temporelle
commence à 10 km de la caméra.

Un nouveau cas avec des cibles multiples le long de la ligne de visée et une longueur de
porte accrue est considéré pour illustrer l’effet du bruit sur l’estimation du support. La
Figure 2.6 met en évidence un inconvénient de notre méthode : le bruit augmente le long
de la porte. Dans ce cas, il est particulièrement difficile de distinguer le signal du bruit.
Par exemple, le signal à 23m est au même niveau que le bruit à 40m. L’utilisation d’un
simple seuil est insuffisante pour assurer à la fois un faible taux de fausses alarmes et un
bon taux de détection.
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2.4.2 Estimation de la fonction du support

Le support de fonction estimé est comparé à la vérité terrain et à la méthode basée sur
l’histogramme dans la Figure 2.7 pour les cas (B), (C) et (D).

0.1

0.3

0.5

0.7

0.9 True Yk

Yk

Hk

support

0.1

0.3

0.5

0.7

0.9

0 1 2 3 4

0.1

0.3

0.5

0.7

0.9

0 1 2 3 4 0 1 2 3 4

Distance (m)

No
rm

al
ize

d 
in

te
ns

ity
 (a

.u
.)

Figure 2.7. De haut en bas : la « vérité terrain » Yk, l’histogramme brut Hk et Ŷk le
support estimé à l’aide du test défini dans la Section 2.2.2 appliqué à la forme d’onde
estimée D̂k. Les pas de temps remplis se trouvent dans le support de la fonction. Chaque
colonne représente le signal traité pour différents pixels GmAPD. De gauche à droite :
cas (B), (C) et (D). La normalisation Min-Max, par colonne, est appliquée aux trois
signaux. La porte temporelle commence à 13 km de la caméra.

Chaque point de la forme d’onde estimée est considéré comme une observation statistique,
étiquetée « in » ou « out » par rapport à la vérité terrain. Ainsi, nous construisons la
matrice de confusion (voir Tableau 2.1) pour évaluer la qualité de l’estimation. Dans
la plupart des cas, le support est correctement reconstruit avec une légère tendance à
l’élargissement autour des pics.

L’estimation du support par cette méthode augmente le nombre de vrais positifs/négatifs
et diminue le nombre de faux positifs/négatifs. Aucun seuil absolu n’est nécessaire. Seul un
niveau de signification pour le test doit être fixé. Arbitrairement, nous l’avons fixé à 0,1%.
Notre méthode fournit une meilleure estimation du support que la méthode classique de
l’histogramme, avec un nombre plus élevé de vrais positifs et plus faible de faux négatifs.
Les statistiques dans la Tableau 2.1 sont faites pour tous les pixels, tous les pas de temps et
tous les motifs. Notre méthode offre une plus grande confiance statistique que l’évaluation
du support pour chaque motif considéré séparément les uns des autres.

62



True
Predicted out in

out 216464 53181

in 393 1322

(a)

True
Predicted out in

out 263652 5992

in 565 1151

(b)

True
Predicted out in

out 269274 371

in 164 1551

(c)
Table 2.1. Comparaison des matrices de confusion, (a) est la matrice de confu-
sion de support(Hk) par rapport à support(Yk) ; (b) est la matrice de confusion de
support(Hk) utilisant un seuil par rapport à support(Yk) et (c) est la matrice de confu-
sion de support(Ŷk) par rapport à support(Yk). La teinte verte correspond aux vrais
positifs/négatifs et la rouge aux faux positifs/négatifs. La saturation diminue avec la
qualité de l’estimation.

Nous appliquons cette étape au cas présenté dans la Figure 2.6. La Figure 2.8 illustre que
notre approche fonctionne bien même avec un rapport signal/bruit faible. Ici, les supports
à 23m et 40m sont correctement évalués.

0.1
0.3
0.5
0.7
0.9 True Yk

Yk

Hk

support

0.1
0.3
0.5
0.7
0.9

0 10 20 30 40 50

0.1
0.3
0.5
0.7
0.9

distance from gate start (m)

no
rm

al
ize

d 
in

te
ns

ity
 (a

.u
.)

Figure 2.8. De haut en bas : « vérité terrain » Yk, forme d’onde estimée D̂k avec
seuillage, puis support estimé Ŷk appliqué à la forme d’onde estimée D̂k. Les pas de
temps remplies sont dans le support de la fonction. Le signal est normalisé avec la
normalisation Min-Max. La porte temporelle commence à 10 km de la caméra.

2.4.3 Chaîne de traitement complète

Les résultats de la châine de traitement complète ont été présentés dans plusieurs confé-
rence [153,155]. Comme le montre la Figure 2.9, CRISPS-3D permet de reconstruire de
nombreux détails de la scène par rapport aux données brutes en augmentant le nombre
de points. Il est néanmoins possible de remarquer des artefacts de reconstruction (trous,
points fantômes) provenant de la résolution du problème d’optimisation du Compressive
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Sensing. Les fréquences spatiales les plus élevées (mire éventail) et les surfaces planes
dont la section transversale est inférieure à la taille d’un pixel projeté du DMD ne sont
pas récupérées (scène synthétique). Notre méthode présente de nets avantages pour la
récupération des détails en reconstruisant des bords mieux définis comme dans les cas
(A), (C) et (D) (voir Figures 2.9a et 2.9b) ou les lettres « ONERA » (voir Figures 2.9c
et 2.9d). Un autre avantage concerne les objets à haute fréquence spatiale (voir devise
française) et avec des variations de profondeur (voir buste de Marianne). Ces objets sont
identifiables dans les Figures 2.9b et 2.9d alors qu’ils ne l’étaient pas dans les Figures 2.9a
et 2.9c. La résolution latérale est augmentée d’un facteur 8 pour chaque direction latérale
(Figure 2.9), la résolution en profondeur reste inchangée.

(a) Synthetic raw data (b) Synthetic data from pipeline

(c) Marianne/ONERA raw data (d) Marianne/ONERA data from pipeline

Figure 2.9. Résultats obtenus après : (a) et (c) une acquisition LiDAR avec seulement
les points labélisés comme provenant d’une impulsion laser ; (b) et (d) une acquisition
Compressive Sensing avec tous les motifs, traitée avec CRISPS-3D, sans aucun post-
traitement supplémentaire. L’échelle de gris représente l’intensité normalisée de la
chaîne de traitement complète.
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Figure 2.10. De haut en bas, résultats obtenus après : suppression de l’étape de
reconstruction de la forme d’onde, remplacement de l’étape d’estimation du support par
un seuil choisi pour éviter plus de pertes pour la reconstruction du signal et, utilisation
de CRISPS-3D. De gauche à droite, résultats en utilisant : la scène synthétique avec
16, 32, 48 mesures de motifs. L’échelle de gris représente l’intensité normalisée par la
chaîne de traitement complète pour une scène donnée.
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Figure 2.11. De haut en bas, résultat obtenu après : (a) suppression de l’étape
de reconstruction de la forme d’onde, (b) remplacement de l’étape d’estimation du
support par un seuil choisi pour éviter plus de pertes pour la récupération du signal et,
(c) utilisation de l’ensemble de la chaîne de traitement. De gauche à droite, résultat
utilisant la scène ONERA avec 16, 32, 48 mesures de motifs. L’échelle de gris représente
l’intensité normalisée par le pipeline pour une scène donnée.

Dans les Figures 2.10 et 2.11, nous étudions la variation de la qualité du processus de
reconstruction en supprimant différentes étapes de CRISPS-3D sur les différentes scènes
et différents nombres de mesures de motifs. Sans la reconstruction de la forme d’onde,
l’intensité globale diminue et des artefacts supplémentaires apparaissent. Ces artefacts
dépendent de la parcimonie et de la base de mesure. Dans la deuxième ligne, un seuil
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optimal a été défini pour limiter la perte de signal avant la reconstruction par Compressive
Sensing et ne permet pas de supprimer toutes les acquisitions dues aux bruits. Comme
l’algorithme Compressive Sensing classique, notre algorithme permet une acquisition
d’images 3D avec une résolution latérale accrue en utilisant seulement quelques mesures
compressées. On peut remarquer que la qualité diminue plus rapidement par rapport
au taux de compression que les autres algorithmes classiques de CS [55]. La diminution
de la qualité avec le taux de compression ne diminue pas linéairement avec la taille
de l’image [129]. Cependant, pour souligner l’intérêt de notre méthode, il suffit de 16
mesures de formes d’ondes complètes avec un réseau GmAPD de 32 pixels× 32 pixels pour
reconstruire une image 3D ayant une résolution latérale de 256 pixels × 256 pixels. De
plus, l’utilisation de CRISPS-3D permet de limiter les artefacts indésirables issus de la
récupération de Compressive Sensing tout en effectuant un débruitage efficace.

2.5 Synthèse

Ce chapitre décrit la chaîne de traitement complète CRISPS-3D qui permet d’augmenter
la résolution latérale des systèmes LiDAR 3D à base de capteurs GmAPD en utilisant
une approche de Compressive Sensing. CRISPS-3D tient compte de la nature du système
en utilisant une approche statistique pour débruiter et estimer la forme d’onde corrigée
avant de résoudre le problème d’optimisation Compressive Sensing. La faisabilité de notre
méthode est démontrée numériquement sur des données simulées. CRISPS-3D a été validé
uniquement sur des cibles statiques. Dans notre cas, la résolution latérale est augmentée
par un facteur 64 tout en préservant la résolution en profondeur et en minimisant les
artefacts. Cette chaîne de traitement complète est adaptée pour des acquisitions de
jour (également de nuit) à très longue portée et potentiellement embarquée. Cependant,
CRISPS-3D ne permet pas la reconstruction du signal obtenu avec une impulsion dont la
largeur temporelle est supérieure à la taille d’un pas de temps. On verra dans le chapitre
suivant comment étendre cette limite.
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Chapitre 3

Prise en compte dans CRISPS-3D
d’impulsions dont la longueur
temporelle est supérieure à la taille d’un
pas de temps

Points clefs

• Tel que formulé dans le chapitre 2, notre algorithme CRISPS-3D est défini
pour des impulsions laser courtes (lfhwm << δt) et des niveaux de signal allant
jusqu’à 0,8 photon par image et par pixel en moyenne.

• Sans modification de la distance d’acquisition (10 km à 20 km) et de l’énergie
par impulsion laser, CRISPS-3D permet en déconvoluant le signal de prendre
en compte des impulsions plus longues (jusqu’à 2 ns).

• La limite sur la longueur de l’impulsion n’est pas induite par la déconvolution
en elle-même mais par la méthode de correction du DTE.

Contributions principales

• Identification du domaine de validité de CRISPS-3D, explication des limitations
actuelles et potentiel de la chaîne de traitement après déconvolution.

• Définition d’un algorithme d’estimation de profondeur exploitant la forte parci-
monie des acquisitions LiDAR par déconvolution. L’algorithme est spécifique-
ment adapté à notre chaîne de traitement CRISPS-3D.

• Proposition d’amélioration de l’algorithme de déconvolution pour l’estimation
de profondeur par régularisation temporelle.
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L’objectif de ce chapitre est de développer une méthode pour prendre en compte des
impulsions dont la largeur temporelle est supérieure à la durée d’un pas de temps. En effet,
cette limitation combinée avec les autres contraintes (c.f. Section 1.1.1) peut fortement
réduire le nombre de sources laser admissibles pour l’acquisition, en particulier vis-à-vis de
contraintes d’embarquabilités. Le plus souvent, il est difficile de maintenir un faible SWaP-
C, une énergie d’impulsion et une fréquence de répétition constantes tout en diminuant la
largeur temporelle d’une impulsion à des durées sub-nanosecondes.

3.1 Utilisation d’impulsions larges avec déconvolution

Dans cette section on cherche à lever la limitation sur la largeur des impulsions utilisées.

3.1.1 Motivation et contexte

Dans un système LiDAR 3D, en mesurant le temps de retour d’une impulsion, la distance
de l’objet au capteur peut être déduite (voir Section 1.1). Par nature les LiDAR 3D
permettent d’acquérir des surfaces représentées par des nuages de points (discrets) en 3D,
parfois assimilées à des 2D-manifolds (variétés 2D) dans un espace 3D. De ce fait, il est
souhaitable que le nuage de points reconstruit représente un ensemble de surfaces et ne
soit pas dense. Cependant, du fait de la convolution entre l’impulsion et les surfaces dans
la scène, plus une impulsion est longue plus les surfaces sont « épaisses » (voir Figure 3.1).
Malgré une bonne résolution temporelle des capteurs GmAPD, une impulsion trop longue
ne permet pas toujours de distinguer deux objets pour des pas de temps voisins. Ainsi,
l’intérêt principal de l’estimation de la profondeur est de maintenir la résolution temporelle
du système en gardant une bonne de fidélité à la scène de par les mesures.

70



Figure 3.1. Exemples de reconstruction d’un quart de mire de Siemens avec deux
largeurs d’impulsions différentes (de haut en bas lfhwm << δt puis lfhwm >> δt). Les
intensités sont normalisées sur chaque scène, avec à gauche une vue de dessus et une
vue oblique à droite, l’orientation des axes est donnée en haut à gauche de chaque point
de vue. Les courbes représentent la distribution des intensités au cours du temps pour
le pixel coloré en rouge.

3.1.2 Définition du problème de déconvolution avec Compressive
Sensing

Dans cette section, il est supposé que le DTE peut-être efficacement compensé. Avant
de s’intéresser à la façon de résoudre ce problème d’estimation de profondeur, il faut le
définir rigoureusement. Pour cela, le problème à résoudre est décliné de l’équation lidar
abordée dans la Section 1.1.2. La puissance collectée sur le capteur (i, j) pour le motif m
au pas de temps n, est défini par :

Pm
i,j,n =

NDMD∑
k=0

(Φi,j)m,k
2A0 Caξλl

c

∫ ∞

0

∫ δt

0

PE(nδt + t− T )dt
Oi,j,k(

cT
2
)

AL(
cT
2
)T 2

dT
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L’information Oi,j,k souhaitée sur la scène est convoluée temporellement à l’impulsion
laser. Afin de résoudre le problème de déconvolution, certaines hypothèses sont faites :

• La forme de l’impulsion laser PE est connue par étalonnage.

• Par nature de l’acquisition LiDAR 3D, Oi,j,k est fortement parcimonieuse en profon-
deur.

Cela nous permet d’inverser la convolution entre l’impulsion et les objets pour récupérer
des informations en profondeur plus précises. Nous posons le problème d’estimation de
profondeur de la façon suivante :

Xi,j,·,k(n) =

Nbin∑
l=0

2A0 Caξλl

c

∫ (n+1)δt

nδt

PE(t− lδt)dt O
A
i,j,k(lδt)

On approxime
∫ (n−l+1)δt
(n−l)δt

PE(t)dt par Ptothn,l = PE ((n− l)δt) ≈
∫ (n−l+1)δt
(n−l)δt

PE(t)dt

où
∑

n hn,l = 1, Ptot =
∫
PE(t)dt et δt ≪ lfhmw, ainsi :

Xi,j,·,k(n) =
2A0 Caξλl

Ptot

c

Nbin∑
l=0

hn,l ×OA
i,j,k(lδt) (3.1)

Xi,j,·,k(n) ∝
Nbin∑
l=0

hn,l ×OA
i,j,k(lδt) (3.2)

Xi,j,·,k ∝ h×OA
i,j,k (3.3)

Où Xi,j,·,k ∈ IRNbin représente la reconstruction par Compressive Sensing à chaque pas
de temps sur le pixel du DMD numéro k et du pixel (i, j) du plan focal, h ∈ IRNbin×Nbin

représente la forme de l’impulsion laser émise, normalisée et décalée d’un pas de temps
entre chaque colonne et OA

i,j,k ∈ IRNbin la variable d’intérêt.

3.1.3 Solutions existantes au problème de déconvolution parcimo-
nieuse dans le cadre d’acquisitions LiDAR 3D

Il n’existe pas de solutions dans la littérature explicitant comment déconvoluer un signal
provenant d’une acquisition LiDAR 3D avec Compressive Sensing et prenant en compte
le DTE. Cependant, certaines méthodes peuvent-être extrapolées en modifiant leur cadre
d’application.

Dans le cas où le Compressive Sensing n’est pas considéré et que le DTE peut être ignoré,
il existe un certain nombre de méthodes traitant d’ores et déjà du sujet pour les LiDAR à
retour d’onde complète.
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Dans le cadre de la déconvolution en traitement d’image, deux algorithmes sont utilisés
en majorité, le Filtre de Wiener [162] et l’algorithme de Richardson-Lucy [123]. Le filtre
de Wiener déconvolue un signal en estimant un filtre prenant en compte l’impact du bruit
sur le signal, l’idée étant de déconvoluer le signal en divisant la transformée de Fourier du
signal par celle du filtre sur les fréquences où le SNR est bon. Cette méthode est efficace
si le bruit et le signal sont indépendants (e.g. bruit gaussien additif). L’algorithme de
Richardson-Lucy construit un algorithme itératif basé sur une interprétation probabiliste
de la convolution, où le filtre donne la distribution que suit le signal d’origine pour obtenir
celui d’arrivé.

Matched filtering est un des algorithmes les plus utilisés pour estimer la distance tout en
débruitant le signal. Le principe étant d’évaluer la corrélation croisée entre le signal reçu
et la forme de l’impulsion ou son logarithme pour garder soit uniquement le maximum
soit l’ensemble des pas de temps au-dessus d’un certain seuil. Cette méthode est assez
populaire [6, 98] du fait de sa faible complexité algorithmique O(Nbinlog(Nbin)).

En supposant que la forme de l’impulsion soit une loi normale dont les paramètres sont
connus, Mallet etal. [94] ont identifié trois méthodes dans leur état-de-l’art en 2009 : (i)
Moindres carrées non-linéaires avec l’algorithme de Levenberg–Marquardt [75], (ii) Esti-
mateur du maximum de vraisemblance avec l’algorithme d’expectation-maximisation [116]
et (iii) la méthode de Reversible Jump Monte Carlo Markov Chain (RJMCMC) [39,72]
(voir [94] pour plus de détails).

La méthode de RJMCMC n’est pas limitée aux formes d’impulsions gaussiennes. Cette
approche a notamment été utilisée pour estimer l’intensité et la profondeur d’acquisi-
tions de systèmes LiDAR dotés de caméras à comptage de photons [6, 70, 145]. Cette
extension des méthodes dites de Monte Carlo Markov Chain (MCMC), basée sur le
formalisme bayésien, permet d’inférer les paramètres (positions et intensités des points
du nuages) dans un espace de dimension variable (nombres de points reconstruits variables).

Le problème de déconvolution est mal-conditionné. De faibles modifications de la mesure
entrainent de fortes modifications sur la reconstruction [23]. Une idée pour pallier le mauvais
conditionnement du problème de déconvolution (Équation (3.1)) est de le régulariser pour
accroître la stabilité de la solution [56]. Les acquisitions LiDAR étant assimilables à des
surfaces (2D-manifolds) en 3D, OA est particulièrement parcimonieux. Prendre en compte
l’hypothèse de parcimonie sur Oi,j,k dans l’Équation (3.1) permet de retrouver un problème
de Matching Pursuit (MP) :
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
min

O∈ IRNbin

||O||l0

s.c. ||Xi,j,·,k − hO||22 ≤ ε, ε ≥ 0

(3.4)

Cette idée de prendre en compte la parcimonie a déjà été exploitée dans plusieurs travaux,
notamment dans Manipop [145], RT3D [144] et par Shin et al. [137].
Dans Manipop, un modèle Bayésien est défini en prenant en compte les corrélations
spatiales avec des points et en favorisant la parcimonie. Ensuite le Maximum A Posteriori
(MAP) est estimé en utilisant une méthode de RJMCMC modifiée spécifiquement pour le
modèle.
Suite à Manipop, une version optimisée nommée RT3D a été développée [144]. Elle est
basée sur un algorithme de plug-and-play [152] utilisant des algorithmes de débruitage
pour régulariser l’optimisation. RT3D obtient des résultats similaires à Manipop mais en
gagnant 2 à 3 ordres de grandeur sur le temps de calcul. La solution du problème de MP
sert d’initialisation à l’algorithme de débruitage en profondeur. La distance est ensuite
débruitée en utilisant un a priori local de régularité spatiale sur la profondeur. Pour cela,
des sphères algébriques sont ajustées localement et les points du nuage sont recalés sur
ces sphères (APSS [103,144]).

De manière similaire, Shin et al. [137] utilisent cette méthode mais avec du Non-Negative
Orthogonal Matching Pursuit (NNOMP) afin de détecter des regroupements d’objets en
profondeur dans des nuages de points 3D avant de minimiser la TV localement pour
débruiter la reconstruction. Ces méthodes exploitant la parcimonie utilisent aussi des APD
mais n’augmentent pas la résolution en utilisant du Compressive Sensing et ne prennent
pas en compte le DTE.

Bien que les méthodes présentées dans cette section fonctionnent, il nous faut maintenant
prendre en compte l’application du Compressive Sensing ainsi que la correction du DTE.
Certains algorithmes [71,121] présentés dans la Section 2.2.1 permettent de prendre en
compte le DTE et d’estimer la position en profondeur mais n’appliquent pas de Compres-
sive Sensing et n’augmentent pas la résolution latérale du capteur.

3.1.4 Limitation des durées d’impulsions possibles due au DTE

Lorsque les impulsions deviennent trop longues, la correction du DTE présentée dans le
chapitre 2 n’est plus suffisante et entraîne trop d’erreurs pour pouvoir reconstruire correc-
tement le nuage de points. En pratique, nous avons pu vérifier que si la somme cumulée
de l’histogramme sur une colonne est trop proche de 1, cela empêche de reconstruire le
signal complet (voir Figure 3.2).
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Lorsque la somme cumulée approche 1, la réduction du signal due à l’effet du DTE est
telle que plus aucun autre signal ou presque n’est détecté. En utilisant des impulsions plus
longues, le capteur peut ne plus détecter la fin de la queue d’une impulsion réfléchie. Cette
impulsion tronquée induit de fortes erreurs dans les algorithmes de déconvolution qui uti-
lisent une correspondance avec la forme complète de l’impulsion pour estimer la profondeur.

Figure 3.2. Exemple de cas dans lequel la correction du DTE n’est plus suffisante,
l’Oracle correspond au signal détectable par la caméra pour le motif avec tous les
miroirs tournés vers la caméra.

En reprenant l’équation utilisée pour corriger le DTE (voir ANNEXE A), l’instabilité de
la reconstruction est prévisible lorsque la somme cumulée de l’histogramme approche 1.
En effet, lorsque cette somme tend vers 1, l’estimateur du signal tend vers 0 et il n’est
plus défini lorsque la somme cumulée atteint 1 (division par 0).

De plus, du fait de la différence entre le nombre de pixels du DMD en position « on » sur
la première modulation et les autres (2 fois plus), le signal est tronqué plus tôt (différence
entre l’oracle et le signal estimé sur la Figure 3.2). Ce décalage induit des erreurs de
reconstruction dès l’étape du Compressive Sensing pour tous les pas de temps après que
le signal estimé soit tronqué.

Le domaine d’application de cette méthode est limité par l’énergie totale par impulsion.
Dans notre cas, en conservant le même niveau d’énergie et la même distance, le nuage de
points peut être reconstruit sans perte avec des durées d’impulsions allant jusqu’à 2 ns
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(empiriquement) contre 0,25 ns dans le chapitre 2. Ainsi, la limitation sur la longueur de
l’impulsion induite par le DTE dépend de l’énergie totale reçue par impulsion. Cette éner-
gie varie en fonction des paramètres du système d’acquisitions considéré, et des propriétés
de la scène comme défini dans l’équation LiDAR, chapitre 1.

De ce fait, l’estimation de profondeur par déconvolution parcimonieuse permet d’étendre
le domaine d’application de notre algorithme CRISPS-3D à des impulsions plus longues
mais reste limité par le DTE. Pour aller plus loin, et étendre le domaine d’application
de CRISPS-3D à des formes d’impulsions plus longues que 2 ns, il faut considérer des
algorithmes avec plus d’a priori comme ceux mis en place par Rapp et al. ou Heide et
al. [71, 121] et corriger le DTE tout en utilisant la forme de l’impulsion (potentiellement
tronquée de par la nature du capteur).
Maintenant que le domaine d’application de CRISPS-3D pour la longueur des impulsions
est identifié, nous définissons un algorithme pour déconvoluer le signal.

3.2 Définition d’un algorithme de déconvolution pour
CRISPS-3D

3.2.1 Déconvolution via une approximation parcimonieuse

Application de l’estimation de profondeur dans CRISPS-3D

L’objectif du chapitre est d’utiliser la connaissance sur la forme de l’impulsion pour estimer
la profondeur avec du Compressive Sensing dans CRISPS-3D. Pour cela plusieurs stratégies
ont été envisagées. Elles dépendent notamment de la position de l’étape d’estimation de
la profondeur dans CRISPS-3D par rapport à celle du Compressive Sensing.

Avant Compressive Sensing

L’avantage majeur de déconvoluer le signal avant le Compressive Sensing est que le support
temporel du signal peut être réduit fortement pour chaque motif. Une réduction du support
implique une diminution du nombre d’images 2D à reconstruire avec le Compressive Sensing
pour former l’image 3D finale. En revanche, en raison de la parcimonie de OA en profondeur
et du fait que le Compressive Sensing soit appliqué à chaque pas de temps, une faible
erreur de position pour un motif donné peut engendrer de fortes instabilités lors de la
reconstruction.
Les méthodes existantes qui permettent d’estimer la position sont soit trop imprécises
(corrélation croisée [98]) soit trop lentes (en même temps que le DTE [121]) pour notre
application. En revanche, le nombre d’itérations de l’algorithme est réduit au nombre de
pixels de la caméra multiplié par le nombre de motifs.
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Pendant Compressive Sensing

L’idée ici est inspirée des travaux de Chen et al. [41] et Bogdan et al. [129] qui ont intégré
avec succès une fonction d’étalement du point ou Point Spread Function (PSF) dans
l’algorithme de CS. Dans notre cas, l’idée est que l’impulsion laser se comporte comme un
filtre convolué au signal et donc par analogie comme une PSF. Pour reconstruire le signal,
le problème de déconvolution peut être formulé comme un problème de reconstruction
directement en 3D avec une PSF spécifique s’appliquant uniquement dans la profondeur.
Actuellement, c’est la solution qui semble est la plus stable numériquement. Résoudre
le problème de CS directement en 3D n’a pas été effectué jusque-là. Cependant les
temps d’exécution de cette classe d’algorithmes peuvent-être élevés. En effet, les temps
d’exécutions augmentent avec le nombre de voxels à évaluer et diminuent avec la parcimonie.
Cependant la parcimonie étant plus importante en profondeur, la vitesse d’exécution est
incertaine. De plus, l’utilisation de la PSF ne garantit pas nécessairement le maintien de
l’incohérence entre la base de parcimonie et la base de mesure. Comme expliqué dans
la Section 1.3, avoir une forte incohérence est nécessaire pour assurer la reconstruction
exacte d’un signal s’il est non bruité et à minima borné par la norme du bruit sinon.

Après Compressive Sensing

L’estimation de la profondeur des objets de la scène a posteriori est intéressante no-
tamment car elle permet l’application de méthodes déjà existantes (Section 3.1.3). En
revanche, elle a deux limitations principales : (i) elle nécessite d’être appliquée une fois
pour chaque pixel de la caméra et (ii) la qualité de l’estimation varie en fonction de la
qualité de la reconstruction du Compressive Sensing. Cependant, le nombre d’itérations
nécessaires pour cette méthode est notamment compensé par la plus forte parcimonie
qui peut être utilisée pour accélérer certains algorithmes (c.f. Section 1.3.1). De plus,
dans ce cas, nous nous ramenons au cadre classique de l’estimation de la profondeur de
données LiDAR 3D (ici les intensités étant localement obtenues avec du Compressive
Sensing). Bien que dépendante de la qualité de la reconstruction par Compressive Sensing,
la méthode est plus stable que l’utilisation « avant Compressive Sensing ». L’erreur sur la
résolution latérale n’est plus dépendante de l’estimation de la distance contrairement à
l’application « avant Compressive Sensing ».

Dans les cas de l’estimation de la position « avant » ou « pendant le Compressive Sensing »,
plusieurs solutions sont possibles. Une première est de ne plus raisonner sur le Compressive
Sensing en 2D uniquement pour augmenter la résolution latérale, mais plutôt de résoudre
le problème en 3D directement. Cependant pour cela, il faut être capable de moduler le
signal temporellement afin de lui appliquer la base de mesure 3D. Une idée pour moduler
le signal temporellement est de recomposer une base d’Hadamard en 3D à partir des
acquisitions de base d’Hadamard en 2D sur l’ensemble des pas de temps [165]. Le problème
est ensuite résolu directement dans un espace 3D.
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Une seconde solution consiste à s’inspirer des travaux de Tachella et al. sur Manipop [145]
pour mettre en place une méthode d’estimation bayésienne qui englobe les différents
problèmes. Il faut alors ajouter la modélisation du DTE, par exemple comme défini par
Rapp [121], ainsi que le Compressive Sensing par exemple avec le BCS [10] qui suivent
un paradigme similaire. Ces méthodes ont des temps d’exécution variant de quelques
secondes à plusieurs heures pour une seule image, ce qui est limitant pour des applications
nécessitant un temps de reconstruction rapide. Dans le cadre d’acquisitions LiDAR 3D
avec des contraintes différentes, Tachella et al. [144] ont proposé un algorithme rapide basé
sur l’architecture plug-and-play [152] pour optimiser Manipop, en remplaçant les distribu-
tions a priori par des outils de débruitage. Une approche similaire pourrait permettre de
développer cette méthode avec des temps de traitement raisonnables et compatibles des ap-
plications temps réel. C’est une piste intéressante nécessitant beaucoup de modifications de
redéfinir une nouvelle chaîne de traitement ainsi que des outils de débruitages en position et
en intensité pour le Compressive Sensing et le DTE qui n’existe pas actuellement. Cette ap-
proche ne sera pas plus développée dans cette thèse mais reste une perspective prometteuse.

Du fait de garanties théoriques existantes et d’une bonne stabilité avec les méthodes
de déconvolution [123], nous avons choisi de nous concentrer sur l’utilisation de la
déconvolution « après » le Compressive Sensing dans CRISPS-3D. Les avantages et
inconvénients des différentes approches sont résumées dans la Tableau 3.1.

Avant Compressive Sensing
Pendant Compressive
Sensing

Après Compressive Sensing

% Modification de l’algorithme
de Compressive Sensing dans
CRISPS-3D ou une précision
trop importante

% Les méthodes existantes ne
sont pas assez précises ou très
lentes

✓ Réduction du temps de calcul
à l’étape du Compressive Sen-
sing

✓ Nécessite peu d’itérations de
l’algorithme

% Modification de l’algorithme
de Compressive Sensing dans
CRISPS-3D

% Perte d’assurance de recons-
truction (potentiel diminution
de l’incohérence entre Φ et Ψ

% Temps de calcul incertain

✓ Algorithme potentiellement
plus stable numériquement

% Dépend fortement de la qua-
lité de reconstruction du Com-
pressive Sensing

% Nécessite beaucoup d’itéra-
tions de l’algorithme

✓ Compatible à l’application de
méthodes de déconvolution de
l’état de l’art

✓ Meilleure parcimonie en pro-
fondeur

Solution[Perspective] Solution

Développement d’algorithmes de Compressive Sensing appliqués
directement sur des images 3D / Formulation bayésienne global
permettant de prendre en compte la déconvolution d’a priori.

Définition / sélection d’une mé-
thode rapide et efficace tirant
parti de la parcimonie

Table 3.1. Choix du positionnement de l’estimation de la profondeur dans CRISPS-3D
par rapport au Compressive Sensing
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3.2.2 Amélioration de la méthode de déconvolution

Une fois ramené au problème de MP (Équation (3.1)), nous ajoutons une contrainte
supplémentaire pour améliorer la qualité de la reconstruction [137]. Par définition OA

i,j,k

ne peut pas être négatif. Nous souhaitons résoudre le problème suivant :


min

O∈ IRNbin

||O||l0

s.c. ||Xi,j,·,k − hO||22 ≤ ε, ε ≥ 0

O ≥ 0

(3.5)

Pour cela, le Fast Non-Negative Orthogonal Matching Pursuit (FNNOMP) [164] est sélec-
tionné pour être intégré à notre chaîne de traitement CRISPS-3D. Le FNNOMP est une
version accélérée du NNOMP utilisée par Shin [137] et qui assure aussi la non-négativité
de l’estimateur. En pratique X est entaché d’une erreur de reconstruction, d’une erreur
de mesure et de bruits (bruit solaire et DCR principalement, c.f. Section 1.1.1). Cela tend
à rendre le problème de déconvolution plus instable comme illustré dans la littérature [162].

Une façon de limiter l’impact des erreurs et du bruit est de s’intéresser à la forme tempo-
relle de l’impulsion. Elle est souvent régulière pour δt << lfhmw en raison du processus
physique qui la génère. Elle est le plus souvent approximée par une gaussienne ou une
gaussienne déformée (c.f. Section 1.1.1). Comme PE est régulière et que Xi,j,·,k est une
convolution de PE avec une autre fonction, Xi,j,·,k doit être aussi régulier [22].
De plus, comme la fonction attendue hO est particulièrement régulière, Xi,j,·,k peut être
régularisé afin de diminuer l’impact des erreurs de reconstruction sur la déconvolution.
Pour gagner en régularité sur Xi,j,·,k, le signal est filtré en profondeur par un noyau
gaussien [160]. Ainsi, nous nous ramenons au problème suivant :


min

O∈ IRNbin

||O||l0

s.c. ||Kσ ∗Xi,j,·,k − hO||22 ≤ ε, ε ≥ 0

O ≥ 0

(3.6)

avec Kσ un noyau gaussien de variance σ2 à définir. Le paramètre σ est défini de manière
inversement proportionnelle à la confiance pour la reconstruction Xi,j,·,k, un σ plus faible
implique une plus forte confiance en Xi,j,·,k.

Régulariser la fonction par un noyau gaussien peut cependant introduire un biais, en
particulier dans les zones de plus fort gradient de Xi,j,·,k. Ce biais sera plutôt négatif
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autour des maxima et positif proche du front montant de la fonction. L’introduction d’un
biais sur la reconstruction dépend aussi fortement de σ par nature du noyau gaussien.
Ainsi, dans le cas où les impulsions sont courtes (δt < lfhmw), il faut choisir un σ faible
(e.g. ≈0,5 pour lfhmw/δt=3) et lorsque que δt << lfhmw un σ plus élevé (e.g. ≈1 pour
lfhmw/δt=10).

3.2.3 Validation de la méthode sur des signaux simulés

Dans cette section, nous montrons quelques exemples de déconvolution sur des données
simulées après reconstructions avec le Compressive Sensing. Sur la Figure 3.3, nous
utilisons l’algorithme de Richardson-Lucy qui estime les paramètres de la transformée
de Fourier du signal divisée par celle du filtre en considérant un bruit de Poisson. Pour
Richardson-Lucy, comme le signal est assez mal conditionné, beaucoup de points se
retrouvent avec des valeurs très faibles mais le SNR est similaire à celui obtenu avec
FNNOMP. Sur la Figure 3.4, nous nous concentrons sur l’utilisation de la méthode décrite
dans la Section 3.2.2 avec FNNOMP et un filtre gaussien, en considérant les cas où 1,
2 ou 3 surfaces par colonne sont reconstruites. Dans la Figure 3.4 pour (e) et (f), le
« 3+ » indique que l’algorithme ne donne pas de résultat différent avec Kmax > 3 et
Kmax le nombre de surfaces maximum reconstruites avec FNNOMP. En effet, dans ce cas
l’algorithme s’arrête soit parce que le résidu est trop faible soit car aucun point ne peut
être ajouté dans le support sans donner un résultat négatif.
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Figure 3.3. Comparaison des résultats de la déconvolution a posteriori en fonction
des différents algorithmes utilisés. Chaque ligne représente le même nuage de points
avec des points de vue différents par colonne (vue de dessus à gauche, de côté à droite).
Les valeurs sont normalisées entre les nuages de points.
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Figure 3.4. Comparaison des résultats de la déconvolution a posteriori en fonction
des différents algorithmes utilisés. Chaque ligne représente le même nuage de points
avec des points de vue différents par colonne (vue de dessus à gauche, de côté à droite).
Les valeurs sont normalisées entre les nuages de points.
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Afin de comparer uniquement les résultats en profondeur, les valeurs du nuage de points
intégrés sur l’axe y sont représentées en suivant le plan de coupe en rouge illustré sur la
Figure 3.5.

L’algorithme de Richardson-Lucy tend à produire beaucoup de points en profondeur
par rapport au MP (reconstruction peu parcimonieuse) comme illustré sur la Figure 3.6.
Cependant, il est plus précis en intensité (une ligne ressort principalement). L’algorithme
FNNOMP quant à lui produit des nuages de points parcimonieux en profondeur et donc
plus fidèles à des acquisitions LiDAR. Cependant, prendre en compte plusieurs surfaces
sur une même colonne (en profondeur, Kmax > 1), comme c’est le cas au bord des marches,
introduit de fortes erreurs de reconstruction (ainsi que beaucoup de points non-désirables).
Dans la Figure 3.6, nous illustrons empiriquement que l’utilisation de noyaux gaussiens
pour améliorer la régularité affecte peu les résultats, même si elle permet de mieux recons-
truire le signal dans certains cas (c.f. Figure 3.7).

Figure 3.5. Scéne avec le plan de coupe en rouge, les résultats seront ensuite intégrés
selon l’axe y et uniquement sur les « marches »
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Figure 3.6. Résultats intégrés selon l’axe y en suivant le plan de coupe Figure 3.5
puis normalisé de haut en bas : CRISPS-3D seul ; Algorithme de Richardson-Lucy ;
FNNOMP sans noyau gaussien et Kmax = 2 ; FNNOMP sans noyau gaussien et
Kmax = 1 ; FNNOMP avec noyau gaussien et Kmax = 1
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Figure 3.7. Comparaison d’une onde complète reconstruite sur une colonne sans (a) et
avec (b) ajout de la convolution pour lisser les mesures dans un cas où une amélioration
est notable.

Utiliser cette méthode permet de prendre en compte l’utilisation d’impulsions plus longues
que la durée d’un pas de temps. Cette approche permet de reconstruire correctement la
scène dans le cas où une seule surface par pixel détecteur est suffisante (après Compressive
Sensing), mais nécessite un débruitage en profondeur pour les scènes comprenant un plus
grand nombre de surfaces.

3.3 Ajout d’hypothèses sur la régularité spatiale pour
améliorer les résultats

Une fois le signal déconvolué, la distance estimée manque toujours de précision en profon-
deur. En effet, un même plan est défini dans plusieurs voxels (voir Figure 3.6).
Les méthodes de l’état-de-l’art qui estiment la profondeur réelle à partir d’acquisitions
en 3D, considèrent souvent [71, 137, 144] une méthode de débruitage sur la position en
profondeur pour obtenir de meilleurs résultats. En suivant ce principe, l’ajout d’une
méthode de débruitage sur la profondeur pourrait permettre de meilleurs résultats.
En pratique, une méthode de débruitage est obtenue en formulant une hypothèse sur la
régularité du nuage de points. Le problème de débruitage peut alors être résolu en utilisant
différents algorithmes de régularisation spatiale : APSS [103], TV [35] ...
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Dans la littérature et pour une application à des LiDAR 3D, nous identifions en particulier
les travaux de :

• [144] Tachella et al. avec l’APSS

• [137] Shin et al. avec la TV en profondeur

• [71] Heide et al. avec la TV en profondeur et en réflectance

Bien que l’intérêt d’introduire une étape de débruitage exploitant la régularité spatiale
de la scène a été identifiée, pour l’instant cette étape n’est pas implémentée dans notre
chaîne de traitement CRISPS-3D. Il sera intéressant dans de futurs travaux de recherche
d’évaluer la pertinence de cette stratégie et de l’intégrer à CRISPS-3D pour en améliorer
la précision en profondeur.

3.4 Synthèse

L’utilisation d’impulsions plus longues dans CRISPS-3D par rapport à sa première version
tout en limitant l’erreur sur la reconstruction finale est possible en ajoutant un algorithme
d’estimation de la profondeur. Pour cela, notre chaîne de traitement CRISPS-3D met en
place un algorithme de déconvolution inspiré par le Matching Pursuit. Cet algorithme
est défini en exploitant la connaissance de la forme de l’impulsion. D’autre part, les
acquisitions LiDAR 3D sont par nature positives et particulièrement parcimonieuses en
profondeur. Cette idée bien que déjà présente dans la littérature a été complétée par une
version optimisée des algorithmes proposés. En suivant l’idée que la forme d’impulsion
initiale est très régulière, une méthode a été proposée pour améliorer la déconvolution mais
sans amélioration globales des résultats. La limite du domaine d’application, notamment
induite par le DTE, a été définie. Cette limite sur la longueur d’impulsion est définie
par rapport à l’énergie reçue qui dépend de nombreux paramètres (énergie d’impulsions,
distance de la scène, taille de pupille, transmission atmosphérique, etc. . .) de sorte que le
capteur ne soit pas saturé au cours du temps durant l’acquisition.
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Chapitre 4

Compressive Sensing et mouvement

Points clefs

• Mouvement des cibles ou du porteur non pris en compte. Nécessité de le
considérer pour se rapprocher de cas opérationnels.

• Le mouvement peut être estimé a posteriori avec des algorithmes disponibles
dans la littérature avec pour hypothèse le déplacement lent des objets dans la
scène.

• Lorsque la vitesse est trop importante par rapport à la fréquence d’acquisition,
les objets sont déformés au cours de l’acquisition des motifs entrainant des
erreurs importantes à la reconstruction.

Contributions principales

• Modélisation du problème de Compressive Sensing avec du mouvement poten-
tiellement entre chaque acquisition d’un motif.

• Définition d’une méthode permettant de reconstruire une image, tout en esti-
mant la déformation induite par le mouvement subit durant l’acquisition avec
modulation pour le Compressive Sensing. Cette méthode de reconstruction
s’inspire de différentes propriétés de la reconstruction par Compressive Sensing
et suppose une déformation régulière.
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4.1 Estimation du mouvement a posteriori

Cette section présente les travaux sur l’estimation de mouvement entre des nuages de
points réalisés conjointement avec A. Goldwurm lors de son stage de Master 2 à l’ONERA
dont j’étais l’encadrant.

Une première façon d’aborder la dynamique sur des nuages de points 3D avec du Compres-
sive Sensing, est de considérer un mouvement suffisamment lent par rapport à l’acquisition
pour pouvoir considérer les acquisitions des motifs pour une reconstruction donnée par
Compressive Sensing comme statiques.
L’intérêt de considérer les acquisitions comme statiques au cours du Compressive Sensing
est de pouvoir obtenir une estimation du mouvement entre 2 images sans artefact dû à
la reconstruction (voir Section 4.2). De plus, des bibliothèques de calcul existent dans
l’état-de-l’art pour estimer un déplacement.

Il s’agit d’un problème de scene flow, c’est-à-dire d’estimation de mouvement en trois
dimensions entre des nuages de points 3D ou des structures 3D de façon plus générale.
Il existe un certain nombre de méthodes dans la littérature [76, 93] traitant du sujet.
Récemment, des approches de scene flow fondées sur le transport optimal dans l’espace
des caractéristiques [61,118,136] ont été définies.

Cependant, ces méthodes sont sensibles aux occlusions et aux acquisitions partielles [136].
D’autres méthodes existent notamment dans la communauté computer graphics [102],
permettant de gérer les occlusions et acquisitions partielles mais ne permettent pas de
prendre en compte de fortes déformations des objets comme le permet le transport optimal.

4.1.1 Méthodes de recalage utilisant le transport optimal pour
l’estimation de mouvement 3D

Feydy et al. [61] proposent une approche du problème de recalage entre deux nuages de
points fondée sur le transport optimal en utilisant comme termes d’attache aux données
la distance de Wasserstein. Cette distance consiste à déterminer un plan de transport
entre deux mesures. Un plan de transport entre deux mesures p et q est une bijection
mesurable d’un espace de mesure vers un autre qui lorsqu’elle est appliqué à p est égale
à q et inversement. L’algorithme a été testé sur des nuages de points 3D acquis avec un
LiDAR, la méthode utilise des plans 2D sur plusieurs profondeurs plutôt que de considérer
le nuage de points dans son ensemble [68].

La méthode de FLOT proposée par Puy et al. [118] est fondée sur le transport optimal
ainsi que sur des réseaux de neurones utilisés pour extraire des caractéristiques de la scène
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(features). Cette méthode correspond à une implémentation dont l’exécution est rapide
et parallélisable pour accélérer la vitesse de calcul. De plus, Puy et al. [118] fournissent
les poids du réseau de neurones pré-entraînés ainsi qu’une base de données de nuage de
points 3D permettant d’entraîner le modèle de réseau de neurones.

Shen et al. [136] ont proposé une méthode qui semblait également adaptée pour ce type
de problème de scene flow. Elle repose sur une combinaison entre réseaux de neurones
et modèles de déformation pour estimer le mouvement. Elle introduit en plus une étape
de pré-alignement via une transformation affine pour faciliter la prédiction et une étape
postérieure de recalage pour affiner l’estimation.

Finalement, nous avons choisi FLOT pour le recalage de points a posteriori d’acquisi-
tions LiDAR 3D, notamment de par sa rapidité d’exécution et la disponibilité de poids
du réseau de neurones pré-entrainés. Dans la suite de la section, cette méthode est dé-
taillée puis quelques résultats obtenus sur des acquisitions LiDAR 3D simulées sont donnés .

FLOT est défini pour des nuages de points sans intensité, en utilisant uniquement des
coordonnées spatiales en entrée. Dans notre implémentation, nous changeons cependant
légèrement la formulation en considérant que chaque point est défini par ses coordonnées
spatiales en 3D ainsi qu’une intensité (ou une masse au sens du transport optimal). Cette
méthode a pour bloc principal un module de transport optimal permettant de trouver la
correspondance entre des points dans l’espace. Ce bloc peut être utilisé seul, en prenant
en entrée directement les nuages de points p et q, donnant une correspondance directe
entre les points permettant d’obtenir une estimation du mouvement entre ces nuages de
points. Cependant, de meilleurs résultats sont obtenus lorsqu’elle est décomposée en trois
étapes successives, comme précisée sur la Figure 4.1.

Deux nuages de points p, q ∈ IRn×3, sont considérés comme représentant tous deux la
même scène à deux instants t et t + 1, et ayant les intensités a, b ∈ IRn. Un premier
bloc de réseaux de neurones convolutif prenant en entrée les deux nuages de points p

et q permet l’extraction de caractéristiques pour chacun de ces nuages de points. En
traitement d’images et en apprentissage machine, les caractéristiques sont des informations
sur le contenu d’une image, comme par exemple la structure d’une certaine région. Ici, les
caractéristiques peuvent être des structures spécifiques dans l’image telles que des points,
des bords ou des objets dépendant notamment de la profondeur du réseau [1]. Ce module
extrait donc des caractéristiques et les utilise pour le calcul du coût pour le transport
optimal entre les deux nuages de points. Le deuxième bloc est celui du transport optimal
prenant en entrée les deux nuages de points ainsi que les caractéristiques extraites. Il
en ressort la correspondance entre les nuages de points avec la matrice de coût calculée
grâce aux caractéristiques. C’est pourquoi ce module peut également être utilisé seul,
en prenant une matrice de coût plus commune comme par exemple celle des distances
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Figure 4.1. Illustration du fonctionnement de FLOT pour résoudre le problème de
scene flow [118]

euclidiennes. Finalement, la dernière étape correspond à l’estimation du mouvement à
partir de la correspondance, affinée avec un réseau de neurones résiduel. Dans le cas de
FLOT, le réseau de neurones est un réseau ajoutant des « raccourcis ». Le nuage de points
est réutilisé à différentes couches du réseau pour calculer non plus des caractéristiques
mais des résidus afin d’affiner l’estimation du mouvement, de sorte que fest = f̃ + h(f̃)

(voir Figure 4.1).

Étape du calcul du plan de transport avec transport optimal

Le but de FLOT est donc de déterminer, à partir de deux nuages de points p, q ∈ IRn×3,
le champ de vecteurs f ∈ IRn×3 qui représente les déplacements de chaque point entre les
deux images. Ainsi, appliquer f au premier nuage de points doit permettre de retrouver
le second. Le champ de vecteurs est défini tel que p + f = Pq, avec P ∈ {0, 1}n×n une
matrice de permutation. Donc pour chaque point pi ayant une masse ai, chaque qj ayant
une masse bj, reçoit la masse ai de pi si pi + fi = qj, soit si Pi,j = 1. Pour trouver ce
champ de vecteurs le plan de transport entre p et q est calculé, soit la matrice T ∈ IRn×n

+

qui doit satisfaire :

T = argmin
U∈ IRn×n

+

n∑
i,j

Ui,jCi,j (4.1)

où U est admissible, c’est-à-dire que la conservation des masses est respectée donc que
UIm = a et UT In = b.

90



Cependant, tel que défini dans l’Équation (4.1) le problème de transport optimal est un
problème de programmation linéaire dans un espace potentiellement grand (nuage de points
3D). Afin d’obtenir de meilleures propriétés de convergence M. Cuturi [49] introduit une
régularisation entropique dans le problème de transport qui est repris dans la formulation
de Puy et al. [118]. Cela permet en particulier d’obtenir un problème strictement convexe
et permet l’utilisation de l’algorithme de Sinkhorn qui est particulièrement efficace [49].
De plus, dû à la nature des acquisitions et du mouvement, il peut arriver que des objets
disparaissent ou apparaissent dans la scène entre acquisitions. Ces variations entrainent
une violation de la contrainte de conservation de la masse. C’est pourquoi Puy et al. [118]
proposent, afin de contourner ce problème, l’ajout de termes de divergence permettant
de relâcher la contrainte de conservation de masse. En reprenant la formulation de Puy
et al. [118] en introduisant les intensités des nuages de points, le problème de transport
optimal régularisé et relaxé est donc :

T = argmin
U∈ IRn×n

+

n∑
i,j

[Ui,jCi,j + εUi,j(log(Ui,j)− 1)] + λKL(U1, a) + λKL(UT1, b) (4.2)

Le terme désigné par KL est la divergence de Kullback-Leibler qui est, en théorie des
probabilités et de l’information, une fonction de mesure de dissimilarités entre deux
distributions de probabilités. Elle est définie, pour deux probabilités discrètes P et Q,
par KL(P,Q) =

∑
i Pilog(

Pi

Qi
). Il s’agit d’une formulation connue dans le domaine du

transport optimal entre deux mesures de masses éventuellement différentes avec au plus n
composants, où les contraintes marginales du transport optimal standard sont assouplies
via la divergence de Kullback-Leibler [109], le Unbalanced Optimal Transport (UOT).
Un algorithme de Sinkhorn modifié permet de résoudre ce type de problème de l’UOT
régularisé par entropie [42,117]. La matrice de coût C dans la formulation du transport
peut être définie de plusieurs manières. Pour cela, la distance euclidienne entre chaque
point Ci,j = ||pi − qj||2 est considérée [158]. Cependant, de meilleurs résultats sont obser-
vés en prenant une matrice de coût définie à partir des caractéristiques extraites dans
FLOT [118]. On reprend donc le réseau g : IRn×3 → IRn×c prenant en entrée les nuages de
points, les caractéristiques se notent donc g(p)i et g(q)j. La matrice de coût est définie,
d’après [118] par :

Ci,j =

(
1− g(p)Ti g(q)j
||g(p)i||2||g(q)j||2

)
× i||·||2≤dmax(pi − qj) (4.3)

avec i||·||2≤dmax(pi − qj) =

 1 si ||(pi − qj)||2 ≤ dmax

+∞ else
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Autrement dit, i||·||2≤dmax(pi − qj) est une indicatrice permettant de retenir un coût entre
pi et qj seulement si la distance euclidienne entre ces deux points est inférieure à dmax

qui est fixée par rapport à l’échelle des distances des nuages de points de nos données.
L’indicatrice empêche donc la correspondance entre des points trop éloignés. L’autre partie
du terme du coût détermine une similarité entre les caractéristiques.

Explication plus détaillée des paramètres de la méthode

Dans cette méthode, deux paramètres importants sont présents. Tout d’abord, un pa-
ramètre de régularisation du transport ε > 0 qui permet la mise en place d’un schéma
numérique. Plus ce terme ε est faible, plus précis sera le transport et plus instable sera le
schéma numérique. Ensuite, le paramètre λ contrôle la régularisation de la masse. En effet,
il permet de contrôler à quel point la masse transportée d’une distribution à l’autre varie.
Lorsque ce paramètre est très élevé, on peut considérer qu’il impose une conservation de
masse stricte. De plus, dans l’algorithme de Sinkhorn, la régularisation est contrôlée par
le facteur λ/(λ+ ε). Et lorsque λ est très grand par rapport à ε, ce facteur tend vers 1.
C’est pourquoi il est difficile de trouver un équilibre entre ces deux paramètres. Puy et
al. [118], ont entraînés ces paramètres en même temps que les poids du réseau de neurones.
Comme les modèles de réseaux de neurones avec des poids pré-entraînés sont utilisés, les
paramètres pré-entraînés seront également réutilisés. L’implémentation de l’algorithme de
FLOT avec des intensités ayant été réalisée par A. Goldwurm [68], elle ne sera pas plus
détaillée dans cette thèse.

4.1.2 Application de méthode de FLOT avec intensités sur des
acquisitions LiDAR 3D simulées

Un jeu de données est d’abord défini à partir de la scène présentée sur la Figure 4.2. Cette
scène représente un cube disposé à côté du buste de la Marianne, le cube fait 1m de
côté et est espacé de 1m par rapport au buste de la Marianne. Dans la scène, le cube est
composé de 12 facettes de l’ordre du mètre-carré et Marianne d’environ 105 facettes de
l’ordre du centimètre-carré voir du millimètre-carré.

Un ensemble de 90 nuages de points est défini à partir de cette scène. Entre chaque nuage
de points, une rotation de la scène centrée sur le centre du cube est appliquée. Cette
rotation correspond à une rotation du cube sur lui-même et une rotation du buste autour
du cube. La rotation entre 2 nuages de points est de 1◦, les déplacements entre les images
sont donc faibles. Ceci, permet de tester graduellement l’algorithme de FLOT sur des
déplacements afin d’identifier les limites de la méthode.

Un premier test de recalage (voir Figure 4.3) est réalisé entre le premier et le dixième
nuage de points, ce qui correspond à une rotation totale de 9◦.
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Figure 4.2. Scène simplifiée représentant deux objets en trois dimensions : un buste
de la Marianne et un cube

Figure 4.3. Recalage des nuages de points 1 et 10, le nuage de points en bleu
correspondant à l’image recalée et le nuage de points en rouge l’image d’origine

Le premier nuage de points en bleu est correctement recalé par rapport au second nuage
de points qui est initialement décalé de 9◦. La Figure 4.4 illustre les erreurs commises avec
l’algorithme de Sinkhorn. La convergence est atteinte en quelques itérations (<10).

Figure 4.4. Erreur dans l’algorithme Sinkhorn pour les nuages de points 1 et 10
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Figure 4.5. Recalage des nuages de points 80 et 90

Pour une rotation de 10◦ entre 80◦ et 90◦, le nuage de points bleu se déplace correctement
par rapport au nuage de points rouge. Le nuage de points initial (en bleu) recouvre correc-
tement le nuage de points déplacé (en rouge) après application de l’estimation du champ
de vecteurs de déplacement. Les erreurs correspondantes et commises avec l’algorithme
de Sinkhorn (Figure 4.6) ont une convergence légèrement différente et notamment sur
∥P1˘a∥.

Figure 4.6. Erreur dans l’algorithme Sinkhorn pour les nuages de points 80◦ et 90◦

Pour aller plus loin, le jeu de données avec des déplacements plus importants peut être
testé comme par exemple entre la première et la 15ème image. La rotation globale est de
14◦. La Figure 4.7 illustre les résultats obtenus avant et après recalage via notre algorithme.
Des points « fantômes » de correspondance erronée entre les deux formes sont visibles.
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Figure 4.7. Recalage des nuages de points correspondant à 1◦ et 15◦

Dans FLOT [118], le terme dmax est identifié comme le paramètre qui permet à l’indicatrice
d’empêcher de trouver la correspondance entre des points trop éloignés. En effet, ce terme
dmax doit être initialement fixé à une échelle qui correspond à l’espacement maximal entre
les points sur un même objet.

Dans le cas de ce jeu de données (cube + buste), la distance entre les deux objets
est d’environ 1m. Le paramètre dmax doit donc être fixé comme tel. En reprenant les
simulations avec le paramètre dmax modifié et en représentant sur la Figure 4.8 le résultat
du recalage pour les nuages de points issus de la première et de la 30ème image. La rotation
globale équivalente est fixée à 29◦.

Figure 4.8. Recalage des nuages de points correspondant à 1◦ et 30◦

La précision est meilleure avec une convergence rapide en quelques itérations via notre
algorithme de Sinkhorn. Ainsi les erreurs de correspondances sont diminuées même si des
déplacements plus importants sont considérés (voir Figure 4.9).

Après quelques itérations l’erreur reste relativement constante, et l’algorithme de Sinkhorn
a convergé. La solution trouvée est donc proche de la solution optimale.

L’estimation du mouvement et de la scène sur des données modulées pour le Compressive
Sensing est un sujet novateur et très peu traité dans la littérature. La suite du chapitre
s’attèle à définir et résoudre cette problématique.
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Figure 4.9. Erreur dans l’algorithme Sinkhorn pour les nuages de points à 1◦ et 30◦

4.2 Compressive sensing et mouvement entre l’acqui-
sition des motifs

Cette section est consacrée à l’étude du mouvement relatif des cibles ou du porteur dans
le cadre du Compressive Sensing. Afin de simplifier le problème de reconstruction et de
se concentrer sur la prise en compte du mouvement durant l’acquisition des motifs, le
problème est ramené à un problème à deux dimensions. Cette simplification est équivalente
à une acquisition en trois dimensions avec une déformation latérale, uniquement dans le
plan.

4.2.1 Modélisation du problème de Compressive Sensing simplifié
prenant en compte le mouvement

Tout d’abord, afin de modéliser le problème mathématique et d’observer les effets liés aux
mouvements, un certain nombre d’hypothèses sont faites :

i Les déplacements sont inférieurs à la taille d’un pixel du DMD projeté à la distance
d’observation pour la durée d’acquisition et pour un motif.

ii Il n’y a pas de bruit et les turbulences sont toujours ignorées afin que les erreurs et
les artefacts liés à la reconstruction ne soient causés que par le Compressive Sensing
et/ou le mouvement.

iii Le mouvement (des cibles et/ou du porteur) n’est pas trop erratique de sorte qu’une
approximation affine locale n’introduise pas trop d’erreurs.

iv Un seul pixel est considéré et un objet ne sort pas ou n’entre pas dans le champ de vue.
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En outre, les contraintes en termes de temps d’intégration, de temps d’exécution ou encore
d’embarquabilité ne seront plus considérées.

Le problème de Compressive Sensing « classique » est repris comme point de départ :

Y = ΦX, et X = Ψs avec s K − sparse (4.4)

Le mouvement est introduit comme :

Xt = X0 ◦ ϕ−1
t = ϕt.X0 (4.5)

Avec ϕt la transformation représentant le mouvement de X0 vers Xt.
Ainsi en ajoutant la variable de temps à la mesure, nous obtenons :

Yt = ΦtXt, et Xt = Ψst avec st K − sparse (4.6)

Dans cette section, t est utilisé pour représenter le temps discrétisé via l’indice des motifs
acquis. En remplaçant Xt dans l’Équation (4.6) :

Yt = ΦtDtX0, et X0 = Ψs0 avec s0 K − sparse (4.7)

où Dt est une matrice de taille N ×N , appliquant le mouvement ϕt à X0 (Dt ≈ X0 ◦ϕ−1
t ),

en approchant la valeur grâce à une interpolation si ϕt ne déplace pas X0 exactement sur
la grille.

Ainsi, si Dt est connue pour tout t et que ϕtDt suit la RIP, le problème redevient un
problème de Compressive Sensing « classique ». Actuellement, nous n’avons pas pu dé-
terminer de conditions sur ϕt pour assurer que ϕtDt suit cette propriété. L’étude de ces
conditions est laissée en perspectives et sera nécessaire au déploiement d’algorithmes basés
sur cette modélisation. Cependant, un exemple de reconstruction par Compressive Sensing
avec et sans correction grâce à Dt est donnée sur la Figure 4.10 pour illustrer le potentiel
de cette approche.

L’estimation obtenue en résolvant le problème de Compressive Sensing avec ϕtDt tend
à être bruitée par des artefacts à haute fréquente spatiale. L’estimation peut alors être
débruitée en la régularisant avec la TV [35]. Ceci est illustré Figure 4.10.
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Figure 4.10. Comparaison entre les résultats de différentes reconstructions par Com-
pressive Sensing (taux de compression à 25%) avec et sans information sur le mouvement.
De gauche à droite et de haut en bas : la reconstruction avec Compressive Sensing s’il
n’y avait pas de mouvement ; la reconstruction sans Dt et après régularisation avec la
TV pour retirer les artefacts ; le Compressive Sensing seul sans Dt ; la vérité terrain ;
la reconstruction avec Dt et après régularisation avec la TV ; le Compressive Sensing
seul avec Dt.

4.2.2 Définition d’une stratégie de reconstruction d’image en uti-
lisant l’approche Large Deformation Diffeomorphic Metric
Mapping

Le problème de base étant posé, une méthode spécifique doit être définie afin de le résoudre
sans information sur Dt. Pour cela, certaines spécificités du Compressive Sensing avec
des bases Hadamard peuvent être utilisées à notre avantage. En utilisant uniquement les
premiers éléments les moins résolus de la base, cela permet de reconstruire une image avec
moins de motifs [3, 142]. En exploitant cette idée avec (iii) Section 4.2.1, un maillage est
défini sur le mouvement afin de l’approcher sur l’ensemble des acquisitions localement, le
pas du maillage correspond à un nombre m de motifs.

98



Les motifs acquis sont définis comme suit :
Soit t ∈ [0;M ] avec M le nombre de motifs acquis et t0 = 0, . . ., tn = M −m, n mailles et
m << M

n+1
, tel que :

Φ̃t =

 Φti−t, si t ∈ [ti, ti +m]∀i

Φt−i×m, , si t ∈ [ti +m, ti+1]∀i
(4.8)

L’idée étant de reconstruire une image moins résolue à chaque maille en utilisant m motifs
(voir Figure 4.11), puis d’estimer ϕ−1

ti de proche en proche. Une fois ϕ−1
t estimé, le Dt est

calculé pour tous les t /∈ [ti, ti +m] avec i > 0. Enfin la reconstruction est obtenue en
utilisant le Compressive Sensing avec la base déformée.

Figure 4.11. Illustration de la stratégie de maillage du mouvement. Le mouvement
d’un objet est représenté en bleu et les points à partir desquels le mouvement est estimé,
en orange.

Localement, l’estimation du mouvement entre deux points du maillage est réalisée dans
notre cas à partir de l’algorithme LDDMM (Large Deformation Diffeomorphic Metric
Mapping) [13].

Définition de LDDMM

Pour deux images Xt1 et Xt2 , le principe de LDDMM est de chercher une transformation
(mapping) ϕt dans l’espace des difféomorphismes, telle que Xt2 = Xt1 ◦ ϕ−1

1 et ϕ0 = Id,
sans hypothèse de faible déformation.
Un difféomorphisme est une application bijective, différentiable sur son ensemble de
départ et dont la réciproque est différentiable d’arrivé [104]. En reconstruisant un ϕt
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difféomorphique, une transformation régulière et inversible est obtenue et son inverse est
régulière produisant des transformations préservant les courbes et les surfaces [13]. Une
façon de conceptualiser ces transformations est d’imaginer la grille représentant l’image
comme un tissu élastique (voir Figure 4.12).

Figure 4.12. Exemple de transformation obtenue avec LDDMM [13]

Dans LDDMM, la transformation ϕ−1
1 est obtenue en résolvant un problème d’optimisation

(voir l’Équation (4.9)). Pour cela, ϕ1 est défini comme le flux d’un champ de vitesses vt
(à t = 1), dépendant du temps [13], le temps étant défini sur l’intervalle [0; 1] de l’image
initiale à l’image déformée. Le lien entre vt et ϕ est défini par l’équation différentielle
ϕ′
t = vt(ϕt) dans l’espace des transformations. Ainsi, ϕ1 peut être obtenu par la relation

ϕ1 = ϕ0 +
∫
vt(ϕt)dt.

Dans les travaux de Beg et al. [13], le problème d’optimisation est formulé d’un point de
vue variationel par rapport à l’espace Riemannien V des champs de vitesses réguliers afin
de retrouver une transformation elle aussi régulière. En ajoutant un terme d’attache aux
données dans L2 et la norme de v dans V intégrée sur l’ensemble des temps, le problème
d’optimisation devient alors :

ṽt = argmin
v:ϕ′

t=vt(ϕt)

(∫ 1

0

||vt||2V dt+ 1
σ2 ||Xti ◦ ϕ−1

1 −Xti+1
||2L2

)
(4.9)

La définition de V peut varier et changer les propriétés de l’algorithme, ainsi que de la
transformation estimée. Comme démontré par Risser et al. [124], le niveau de régularité
contraint l’espace de Hilbert V , il peut s’exprimer à travers un noyau de convolution des
déformations K. En un temps t, la norme ||vt||2V peut alors être calculée comme égale à
< F (vt)F (K)−1, F (vt) >L2 où F (.) est une transformée de Fourier.

Une implémentation numérique est proposée par Beg et al. [13] pour résoudre le problème
(Équation (4.9)) en utilisant une descente de gradients avec un pas de plus profond de
descente. Dans ce cadre, le problème est discrétisé sur le temps et l’espace. En particulier,
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le champ de vecteurs de vitesses vt est calculé sur une grille spatialement homogène des
points, qui correspond généralement aux pixels de l’image. Le temps t est aussi discrétisé
sur une grille de temps homogène ti = i∆t, i ∈ [0, T ] avec ∆t =

1
T
. Pour chaque temps ti,

le calcul du gradient de l’Équation (4.9) par rapport aux champs de vitesses discrétisés vi
nécessite de calculer une transformation forward (X0 ◦ ϕ−1

ti = Xti) et une transformation
backward (X1 ◦ ϕti = Xti). Les détails du calcul sont définis dans les travaux de Beg
et al. [13]. Ces transformations sont utilisées pour estimer la déformation à des temps
intermédiaires. Elles sont respectivement calculées en intégrant v du temps 0 au temps ti,
et en intégrant −v du temps 1 au temps ti.

Stratégie expérimentale de reconstruction de mouvement avec Compressive
Sensing

En reprenant LDDMM tel que défini par Beg et al., les transformations forward (ϕ−1
t ) et

backward (ϕt) sont estimées pour tout t entre deux images. Un algorithme est défini pour
estimer le mouvement et l’image de la façon suivante :

(1) Calcul d’une approximation grossière de X à chaque temps ti avec Compressive Sensing
(sans Dt). Les m premiers motifs après ti (voir Figure 4.11) sont utilisés afin d’estimer Xti

avec du Compressive Sensing pour chaque ti. A cette étape, la présence de mouvement
est ignorée. Comme les premiers motifs favorisent les reconstructions moins détaillées [3],
une version peu résolue des objets peut être estimée.

(2) Xti est régularisé en utilisant le débruitage par TV [35]. Bien que Xti soit plus précis
en estimant le mouvement, cette méthode tend à créer de nombreux artefacts. En suivant
cette observation, Xti est régularisé par TV.

(3) Estimation de la déformation entre Xti et Xti+1
calculée grâce à LDDMM. Ce calcul

nous renseigne sur une transformation forward et une transformation backward qui re-
présentent ϕt . LDDMM est calculé avec une discrétisation temporelle de ti+1 − ti pour
chaque pas de temps ti, permettant ensuite de définir un Dt par rapport à l’ensemble des
patterns (pour chaque ti).

(4) Définition de la déformation Dt pour chaque ti en composant (appliquant de manière)
les opérateurs backward pour les temps inférieurs à i et forward pour les temps supérieurs
à i. (voir Figure 4.13)
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Figure 4.13. Exemple de composition des déformations pour une maille ti et deux
temps tj1 , tj2 . Pour le tj1 la déformation en ti est donc D−1

ti−3,tj1
◦D−1

ti−2,0
◦D−1

ti−1,0
et

pout tj2 , Dti,1 ◦Dti+1,tj2
.

(5) Une estimation de Xti est calculée pour chaque temps ti avec Compressive Sensing en
utilisant le Dt correspondant, en reprenant l’idée qu’une déformation peut être appliquée
à la base de mesure pour reconstruire Xti plus précisément.

(6) Xti est régularisé en utilisant le débruitage par TV [35]. De même que pour (2), les
Xti sont régularisés par TV.

(7) Tant que le critère d’arrêt n’est pas valide, il faut revenir à (2) sinon aller à (8). Pour
l’instant, tant que la notion de convergence n’est pas bien établie pour cet algorithme, le
critère d’arrêt correspond à un nombre d’itérations.

(8) Renvoyer Xti et Dt. Pour finir, l’algorithme renvoie Xti pour chaque i ainsi que Dt.

Comme cet algorithme ne corrige pas juste le mouvement au cours de l’acquisition mais
donne une estimation de Xti et Dt, en prenant le meilleur des Xti a posteriori et en lui
appliquant la déformation Dt correspondante, une approximation de X pour tous les t est
donnée.

Ainsi, dans l’état actuel des travaux, cet algorithme est à considérer comme étant une
ouverture nouvelle vers un projet de recherche et non comme étant une solution en soit.
Pour l’instant, son efficacité n’est démontrée que sur un cas particulier simplifié. Pour
généraliser son utilisation, il faudrait justifier théoriquement et à minima : une garantie
de convergence globale de l’algorithme ; une forme de garantie sur le Compressive Sensing
avec une base modifiée pour prendre en compte les déformations ; borner l’erreur de
reconstruction éventuellement avec et sans bruit. D’un point de vue pratique, il serait
aussi intéressant d’évaluer le comportement de l’algorithme en fonction des déformations
appliquées, des différents niveaux de bruits ainsi que la sensibilité des différents des
paramètres.

102



4.2.3 Résultats dans le cas 2D

En restant dans le cas d’images 2D, quelques résultats sont présentés sur les différentes
étapes de l’algorithme. L’algorithme est appliqué sur l’image définie dans la Figure 4.10
et déplacée en diagonale jusqu’à l’angle supérieur droit après quoi, le disque longe le bord
droit de l’image. Nous avons choisi d’utiliser m = 64 motifs avec 5 mailles, ce qui donne
expérimentalement de bons résultats en appliquant (1) et (2) (voir Figure 4.14) ainsi que
(3) (voir Figure 4.15).

Figure 4.14. Estimation de la scène en ignorant le mouvement (1) et (2) pour 5 temps
qui augmentent de gauche à droite.

Figure 4.15. Estimation du mouvement entre ti et ti+1 à la sortie de LDDMM

Dans la Figure 4.15, la déformation est bien retrouvée à chaque pas de temps avec une
translation vers l’angle supérieur droit sur les trois premières déformations évaluées et
vers le bas uniquement ensuite.

En appliquant la déformation à la base de mesure puis en estimant Xti , on obtient des
résultats entachés d’une forte erreur avec de nombreux artefacts (voir Figure 4.16).
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Figure 4.16. Estimation de Xt0 après estimation du mouvement avec Dt

Après 15 itérations de la boucle (2)-(7), l’algorithme est stoppé. Certaines propriétés des
reconstructions sont notables. En particulier, de meilleurs résultats sont obtenus sur les
premiers maillages (voir Figure 4.17) et les temps comportant des objets proches des bords
sont moins bien résolus que les autres temps. Cette observation est également identifiée
sur la carte d’erreur (voir Figure 4.17). L’algorithme tend à reconstruire des intensités
non présentes proches des bords de l’image. En effet aux temps 0, 4 et 5 lorsque les objets
sont proches des bords, les intensités entre le bord et l’image augmentent. Cet algorithme
semble globalement sous-estimer la valeur des intensités. Cela est dû au décalage régularisé
et parfois imprécis. Les frontières des objets sont plus susceptibles d’introduire des erreurs.

Figure 4.17. Résultat de l’algorithme de Compressive Sensing en mouvement dans
un cas simple. Première ligne : Image reconstruite après 15 itérations de l’algorithme.
Seconde ligne : Erreur de reconstruction (image estimée – vérité terrain), les valeurs
négatives resp. positives correspondent aux zones ou l’intensité de l’image estimée est
inférieure resp. supérieure à l’image reconstruite.
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4.3 Synthèse

Lorsqu’un mouvement est suffisamment lent par rapport à la vitesse d’acquisition, il
existe déjà un certain nombre de méthodes à l’état-de-l’art permettant de l’estimer
correctement. Dans le cas contraire, le Compressive Sensing ne peut plus être appliqué sans
modification supplémentaire. Afin d’y remédier, une méthode d’estimation du mouvement
a été développée. Elle est fondée sur l’algorithme LDDMM, l’ajout de régularisations
ainsi que l’incohérence imparfaite entre la base de mesure et la base parcimonieuse
conduisant à une répartition inégale de l’information. La méthode, nécessitant tout de
même des garanties théoriques, donne de nombreuses perspectives intéressantes pour le
développement de méthodes de Compressive Sensing en mouvement. Elle sera mise en
œuvre et testée dans la perspective de prochains travaux de recherche appliquée en interne
ONERA.
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Conclusion
Tout le long de ce manuscrit, nous avons démontré qu’il est possible d’augmenter la résolu-
tion latérale de plans focaux 3D pour l’acquisition LiDAR 3D en utilisant le Compressive
Sensing avec une latence aussi faible que possible sous un ensemble de contraintes. Les
acquisitions sont à très longue portée (supérieure à 10 km). Le système met en œuvre une
matrice de capteurs GmAPD en temps limité avec un faible SWaP-C et un niveau de
signal très faible (inférieur à un photon en moyenne). Les travaux réalisés sont déclinés
selon 2 axes de recherche principaux :

1. Développement de la chaîne de traitement CRISPS-3D (Compressive Re-
construction of Images for Single Photon System in 3D) pour augmenter
la résolution de plans focaux 3D dans le cas statique.
(Chapitre 2 et 3)

2. Généralisation à la chaîne complète de traitement pour des applications
en mouvement (porteur et cibles).
(Chapitre 4)

Afin de réaliser notre objectif, un certain nombre d’outils et de modules sont développés
pour la chaîne CRISPS-3D. Tout d’abord une extension des travaux de Liu et al. [91]
permet de compenser l’effet du temps mort lorsque le capteur n’est pas saturé dans le
temps. La compensation de ces effets permet de considérer une gamme dynamique plus
élevée et de minimiser l’effet des artefacts qui sont liés à la reconstruction du Compressive
Sensing à chaque pas de temps.
Ensuite, une nouvelle stratégie de débruitage est définie en exploitant les spécificités d’un
système LiDAR 3D : en particulier, la différence entre la fréquence d’impulsion de la
source laser et la fréquence d’acquisition de la caméra. En comparant statistiquement avec
un test non-paramétrique ces acquisitions, le support de l’onde complète est estimé. En ne
gardant que les pas de temps dans le support, le bruit s’en retrouve fortement diminué.
Dans CRISPS-3D, une implémentation relativement standard du Compressive Sensing a
été implémentée dans une version optimisée.
Enfin, un algorithme de déconvolution est introduit dans la chaîne CRISPS-3D afin
d’inverser la convolution de la réponse impulsionnelle avec la scène. Pour tirer parti de
la forte parcimonie en profondeur, le problème de déconvolution est formulé comme un
problème de matching pursuit. La nouveauté dans ce cadre n’est pas l’utilisation du
matching pursuit pour la déconvolution mais plutôt le questionnement sur son intégration
dans la chaîne CRISPS-3D avec du Compressive Sensing. Fondée sur l’idée que le retour
obtenu devrait être régulier, une amélioration de cet algorithme est proposée en régularisant
le signal. Cependant, bien que cela améliore la reconstruction de certains points, l’effet
sur l’ensemble du nuage de points est faible.
Dans une deuxième partie plus expérimentale, l’estimation du mouvement 3D entre deux
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nuages de points est défini via le prisme d’algorithmes de type scene flow basés sur le
transport optimal. Afin d’intégrer cette idée dans notre chaîne de traitement CRISPS-3D,
il faut considérer des mouvements de cibles et/ou du porteur faibles par rapport à la
fréquence d’acquisition.
L’estimation et la correction de la dynamique dans CRISPS-3 avec des mouvements
suffisamment importants pour que la scène soit modifiée entre l’acquisition de deux
éléments de la base de mesure est un challenge. En ajoutant des hypothèses pour simplifier
le problème, un algorithme d’estimation de la dynamique est défini. Cette méthode nécessite
toutefois le développement d’un cadre théorique pour être justifiée mais elle ouvre la voie
à l’application du Compressive Sensing sur des scènes se déformant rapidement au cours
du temps, plus rapidement que la fréquence d’acquisition. On se rapproche ainsi d’un
cadre opérationnel qu’il conviendra de valider dans de prochains travaux à court terme.

Perspectives

Les travaux conduits dans cette thèse nous ont permis d’identifier plusieurs pistes d’amé-
lioration des outils développés. Il est évident que l’introduction du Compressive Sensing
pour l’étude de signaux LiDAR 3D est un bénéfice pour améliorer la résolution latérale de
ces imageurs tout en maintenant une bonne résolution en profondeur. L’état-de-l’art sur la
technologie des capteurs impose d’introduire des traitements spécifiques qui devront être
implémentés dans les futures générations de systèmes LiDAR 3D. Ils devront notamment
permettre un traitement proche du temps réel. Des expériences à plus ou moins longs
termes permettront de valider les outils développés dans cette thèse. Nos travaux ouvrent
les portes vers de nombreuses perspectives qui peuvent être résumées comme suit :

• Au cours de cette thèse, un ensemble de méthodes et d’algorithmes ont été définis
et développés. L’ensemble des tests ont été réalisés sur des données simulées, une
première perspective à court terme est de valider l’ensemble des travaux sur des
données dites « terrains » en développant un imageur 3D intégrant une acquisition
par Compressive Sensing. Cet instrument est en cours de développement à l’ONERA
et fournira bientôt les premières images expérimentales.

• Plusieurs éléments ont été négligés pour définir notre chaîne de traitement CRISPS-
3D. En particulier, les effets liés aux turbulences atmosphériques ou aux aérosols
présents sur la ligne de visée dont la prise en compte numérique est un véritable
challenge en soit. De même, une étude précise de l’effet des bruits tels que l’afterpulse
et le cross-talk serait pertinente.

• Dans le chapitre 3, le choix a été fait de déconvoluer le signal a posteriori de la
résolution du Compressive Sensing. Cependant, déconvoluer le signal en même temps
que le DTE en amont du Compressive Sensing ou après le DTE et en même temps
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que le Compressive Sensing sont deux méthodes prometteuses. Elles nécessitent de
développer une approche très différente basée par exemple sur une modélisation
Bayésienne impliquant ses propres défis en termes de gestion de la mémoire et des
temps d’exécution ou des apports théoriques supplémentaires pour appliquer le
Compressive Sensing directement en 3D avec des bases de mesures modifiées.

• Dans le cadre Bayésien, il est intéressant d’unifier les différentes modélisations déve-
loppées sur le DTE sur le Compressive Sensing avec BCS et sur la reconstruction
de nuages de points 3D d’acquisition par des capteurs GmAPD afin d’obtenir un
modèle qui permettrait de résoudre l’ensemble de la reconstruction obtenue avec
CRISPS-3D. Une implémentation spécifique est probablement nécessaire à la façon
de RT3D, un algorithme plug-and-play développé pour Manipop.

• Pour la mise en œuvre du Compressive Sensing en mouvement, notre approche
donne des résultats prometteurs mais nécessite d’être validée théoriquement sur
plusieurs points dont notamment sur la garantie de reconstruction avec des bases
déformées ainsi que sur la convergence de l’algorithme global avec éventuellement
une erreur bornée.

• Du fait d’un manque de métriques adaptées à l’identification (voir Section 1.1.1),
nous avons évalué quantitativement les étapes de la chaîne de traitement CRISPS-
3D et qualitativement les nuages de points. La définition d’une nouvelle métrique
équivalente au critère de Johnson est nécessaire. Il faudra l’adapter aux nuages de
points provenant d’acquisitions LiDAR 3D (2D-manifolds dans un espace 3D, voir
Section 3.1.1). Une fois définie, la métrique permettra une évaluation quantitative
des résultats obtenus pour mieux se comparer aux méthodes de l’état de l’art. En
suivant, cette logique, nous pourrons aussi réaliser une analyse de sensibilité, notam-
ment vis-à-vis des paramètres.

• À plus longs termes, nous identifions des travaux complémentaires. Nous avons fait
d’autres hypothèses dans nos travaux, notamment sur l’absence d’occlusions ou de
rotations ainsi que sur l’utilisation de deux dimensions plutôt que trois. Étendre la
méthode à ces cas est nécessaire pour un usage proche de conditions opérationnelles.

• Un dernier point qui n’a été que très peu abordé dans ce manuscrit concerne
l’usage des d’algorithmes d’apprentissage de type machine learning. En particulier,
l’apprentissage profond est de plus en plus fréquent associé au Compressive Sensing.
Il est important d’évaluer son apport sur le sujet de la reconstruction 3D avec et
sans mouvement.
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Annexe A

Équivalence des corrections du DTE

Dans cette annexe, l’objectif est de démontrer que la correction du DTE définit dans
Section 2.2.1 est équivalente au minimum de vraisemblance ainsi qu’à la formulation de
Coates [44,45]. Pour commencer, la vraisemblance est calculée :

lnL(Y0, ..., YNbins
| z0, ..., zNacq) =

Nacq∑
l=0

ln (IP(z = zl))

=

Nacq∑
l=0

ln

(
(1− e−Yzl )

zl−1∏
j=0

e−Yj

)

=

Nbins∑
l=0

Hl

[
ln

(
(1− e−Yl)

l−1∏
j=0

e−Yj

)]

=

Nbins∑
l=0

Hl

[
ln(1− e−Yl) +

l−1∑
j=0

ln(e−Yj)

]

=

Nbins∑
l=0

Hl

[
ln(1− e−Yl)−

l−1∑
j=0

Yj

]

Ensuite, la vraisemblance est maximisée par rapport au paramètre Y , donc son gradient
est calculé :

∂lnL(Y0, ..., YNbins
| z0, ..., zNacq)

∂Yk

= ∂
∂Yk

(
Nbins∑
l=0

Hl

[
ln(1− e−Yl)−

l−1∑
j=0

Yj

])

=

Nbins∑
l=0

Hl
∂

∂Yk

[
ln(1− e−Yl)−

l−1∑
j=0

Yj

]

=

Nbins∑
l=0

Hl

[
∂

∂Yk

(
ln(1− e−Yl)

)
−

l−1∑
j=0

∂
∂Yk

(Yj)

]

=

Nbins∑
l=0

Hl

[
e−Yl

1− e−Yl
1k=l −

l−1∑
j=0

1j=k

]

=
Hke

−Yk

1− e−Yk
−

Nbins∑
l=0

Hl

l−1∑
j=0

1j=k
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=
Hk

eYk − 1
−

Nbins∑
l=0

Hl1l>k

=
Hk

eYk − 1
−

Nbins∑
l=k+1

Hl

=
Hk

eYk − 1
−

Nbins∑
l=k+1

Hl

Nous cherchons Y tel que le gradient soit nul :

∂lnL(Y0, ..., YNbins
| z0, ..., zNacq)

∂Yk

= 0

⇔ Hk

eYk − 1
−

Nbins∑
l=k+1

Hl = 0

⇔ Hk

eYk − 1
=

Nbins∑
l=k+1

Hl

⇔ eYk − 1 = Hk

[
Nbins∑
l=k+1

Hl

]−1

⇔ eYk = Hk

[
Nbins∑
l=k+1

Hl

]−1

+ 1

⇔ Yk = ln

1 +Hk

[
Nbins∑
l=k+1

Hl

]−1


⇔ Yk = ln

1 +Hk

[
1−

k∑
l=0

Hl

]−1


Le résultat est bien un maximum :

∂lnL(Y0, ..., YNbins
| z0, ..., zNacq)

∂2Yk

= ∂
∂Yk

(
Hk

eYk − 1
−

Nbins∑
l=k+1

Hl

)

= ∂
∂Yk

(
Hk

eYk − 1

)
= − Hke

Yk

(eYk − 1)2
≤ 0

Ainsi, en reprenant le maximum de vraisemblance, l’estimateur de Coates [44, 45] et
l’estimateur définit dans la Section 2.2.1 :
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Y MLE
k = ln

(
1 +Hk

[
1−

∑k
l=0 Hl

]−1
)

Y Coates
k = −ln

(
1−Hk

[
1−

∑k−1
l=0 Hl

]−1
)

Ŷk = −ln
(
1−Hke

∑k−1
j=0 Ŷj

)

Tous ces estimateurs sont strictement équivalents, on montre d’abord que Ŷk = Y Coates
k :

Ŷk = −ln
(
1−Hk

[
e−

∑k−1
j=0 Ŷj

]−1
)

= −ln

1−Hk

[
e−

∑k−1
j=0 Ŷj +

k−2∑
l=0

e−
∑l

j=0 Ŷj −
k−2∑
l=0

e−
∑l

j=0 Ŷj

]−1


= −ln

1−Hk

[
k−1∑
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e−
∑l

j=0 Ŷj −
k−1∑
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e−
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j=0 Ŷj

]−1


= −ln

1−Hk

[
e−Ŷ0 +

k−1∑
l=1

(
e−

∑l
j=0 Ŷj − e−
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j=0 Ŷj

)]−1


= −ln

1−Hk

[
e−Ŷ0 +

k−1∑
l=1

(
e−

∑l
j=0 Ŷj − e−
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j=0 Ŷj
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= −ln

1−Hk

[
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Hl
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= Y Coates
k

Enfin on montre que Y MLE
k = Y Coates

k :
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Y MLE
k = ln

(
1 +Hk

[
1−

∑k
l=0Hl

]−1
)

= ln

([
1−

∑k
l=0Hl +Hk

] [
1−

∑k
l=0Hl

]−1
)

= −ln
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1−
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1−

∑k
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= −ln
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1−
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1−
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= −ln

(
1−Hk

[
1−
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= Y Coates
k

D’où Y MLE
k = Y Coates

k = Ŷk
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