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Abstract

In recent years, the development of robotics has enabled the use of robots in
active assisted living (AAL). They are used at various levels to help vulnerable
individuals, due to age, illness, or disability, achieve a certain level of autonomy.
They can be used, for example, to assist with daily tasks or to alert caregivers or
family members in case of dangerous or abnormal situations. Falls or immobility
on the floor are important examples of such dangerous or abnormal situations.

Our thesis falls within the field of computer vision, and in particular that of
human action recognition, which could be deployed in the context of home assis-
tance robotics. We propose an approach for human action recognition based on
semantic segmentation of human body parts, with a focus on the human body
to address partial or slow movements and immobility. Indeed, in the context of
home assistance robotics, it is essential to consider the movements of individuals,
periods of immobility, as well as camera movements caused by the robot’s motion.
The literature pays little attention to immobility and camera movements.

As part of validating our approach, many datasets for human action recognition
are available, covering a wide range of general or daily activities, but they provide
less coverage for abnormal situations. When specific actions are available, they
are often not adapted to the context of home assistance robotics. To validate our
approach, we also propose a new dataset that covers specific situations useful in
the context of home assistance.

In our thesis, we investigate the optimal pairing of input modalities and archi-
tectures for human action recognition in the context of home assistance robotics.
Our study resembles an optimization problem, where each architecture is associa-
ted with a subset of input modalities. Our goal is to maximize the accuracy of
the action recognition system. Optimization is based on an objective function that
evaluates the performance of each modality-architecture combination in terms of



accuracy. In this process, we take into account the specificities of different archi-
tectures. Our experimental study will allow us to determine the best modality-
architecture combinations, thus contributing to the development of a robust and
efficient solution for home assistance robotics.





Résumé

Ces dernières années, le développement de la robotique a permis l’utilisation de
robots dans l’assistance au maintien à domicile (AAD). Ils sont utilisés à différents
niveaux pour permettre aux personnes vulnérables, en raison de leur âge, d’une
maladie ou d’un handicap, d’acquérir un certain niveau d’autonomie. Ils peuvent
être utilisés, par exemple, pour aider à accomplir des tâches quotidiennes ou pour
alerter les soignants ou les membres de la famille en cas de situation dangereuse
ou anormale. La chute ou l’immobilité sur le sol sont des exemples importants de
ces situations dangereuses ou anormales.

Notre thèse s’inscrit dans le domaine de la vision par ordinateur, et en parti-
culier dans celui de la reconnaissance des actions humaines qui serait déployé à
terme dans le contexte de la robotique d’assistance au maintien à domicile. Nous
proposons une approche pour la reconnaissance des actions humaines basée sur la
segmentation sémantique des parties du corps humain, afin de se concentrer sur le
corps humain et de traiter les mouvements partiels ou lents ainsi que l’immobilité.
En effet, dans le contexte de la robotique d’assistance au maintien à domicile, il est
essentiel de considérer les mouvements des personnes, les périodes d’immobilité,
ainsi que les mouvements de la caméra provoqués par le déplacement du robot.
La littérature accorde peu d’attention aux immobilisations et aux mouvements de
caméra.

Dans le cadre de la validation de notre approche, de nombreux ensembles de
données destinés à la reconnaissance des actions humaines sont disponibles et
couvrent un large éventail d’activités générales ou quotidiennes, mais ils couvrent
moins le cas des situations anormales. Lorsque des actions spécifiques sont dispo-
nibles, elles ne sont souvent pas adaptées au contexte de la robotique d’assistance.
Pour valider notre approche, nous proposons également un nouveau jeu de données
qui couvre certaines situations spécifiques utiles dans le contexte de l’assistance
au maintien à domicile.



Dans notre thèse, nous étudions le meilleur couplage entre les modalités d’en-
trée et les architectures de reconnaissance d’actions humaines pour une application
dans un robot d’assistance au maintien à domicile. Notre étude s’apparente à un
problème d’optimisation, où chaque architecture est associée à un sous-ensemble
de modalités d’entrée. Notre objectif est de maximiser la précision du système
de reconnaissance d’actions. L’optimisation repose sur une fonction objectif éva-
luant les performances de chaque combinaison modalité-architecture en termes de
précision. Dans ce processus, nous prenons en considération les spécificités des dif-
férentes architectures. Notre étude expérimentale nous permettra de déterminer les
meilleures associations modalité-architecture, contribuant ainsi à la création d’une
solution robuste et efficace pour la robotique d’assistance au maintien à domicile.
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Chapitre 1

Introduction

1.1 Motivations générales
En 2050, les personnes de plus de 65 ans représenteront 1/3 de la population

française [2]. 90% d’entre elles estiment qu’il est préférable de vivre à domicile
pour bien vieillir [3]. Cependant l’isolement social, qui concerne aujourd’hui plus
de 8,5 millions de personnes, engendre des phénomènes de dépression, de perte
d’autonomie et de repli sur soi [4] sans oublier le manque grandissant de personnel
de soins et d’aidants.

D’un autre côté, on dénombre 2 millions de chutes chaque année chez les plus de
65 ans. Leurs conséquences peuvent être graves. Elles entraînent plus de 130 000
hospitalisations et 12 000 décès. Une chute sur deux a lieu à domicile lors d’activités
quotidiennes. Aussi, 40% des personnes hospitalisées après une chute ne peuvent
plus retourner vivre chez elles, occasionnant une éventuelle institutionnalisation
[5][6][7].

1.1.1 Aide au maintien à domicile

La technologie permet de contribuer à une meilleure qualité de vie pour les
bénéficiaires tout en apportant un soutien technique aux professionnels de santé et
aux aidants familiaux. Les solutions technologiques d’aide au maintien à domicile
et d’assistance à la personne sont en cours de développement. Elles permettent de
couvrir de nombreux besoins pour les personnes en perte d’autonomie. Il existe

8
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aujourd’hui de nombreuses solutions adaptées à chaque besoin suivant le degré de
dépendance et les pathologies. Parmi ces technologies d’aide au maintien à domi-
cile déployées actuellement, nous pouvons citer :

— les solutions de téléassistance ou de téléalarme qui permettent de sécuriser
le logement et les habitants, tout en favorisant la communication avec les
proches, les aidants ou les secours ;

— les solutions de détection d’anomalies ou les bracelets connectés qui per-
mettent de lancer des alertes en cas de chutes ou d’accidents domestiques.
Ces solutions permettent aussi de réaliser un suivi de certaines constantes
de santé des utilisateurs.

Pour beaucoup de produits commercialisés les fonctionnalités sont limitées, en
particulier lorsqu’elles sont appliquées aux personnes fragilisées par l’âge, la mala-
die ou le handicap [8] [9]. Ainsi les systèmes basés sur des accéléromètres peuvent
se déclencher lors d’un mouvement brusque ou se déclencher de manière inappro-
priée lors d’une chute lente. Nous pouvons aussi citer l’exemple des systèmes basés
sur les boutons d’appel qui peuvent être déclenchés malencontreusement, ou à l’in-
verse, la personne en danger peut ne pas être dans la capacité d’appuyer sur le
bouton après une chute.

1.1.2 La robotique d’assistance

Certaines solutions technologiques pour l’aide au maintien à domicile se basent
sur la robotique d’assistance.

La robotique d’assistance permet aux personnes vulnérables d’acquérir un cer-
tain niveau d’autonomie tout en offrant une présence rassurante qui permet de ré-
duire leur sentiment de solitude [10]. Certains robots d’assistance sont déjà utilisés
dans les maisons de retraite et les hôpitaux pour soutenir le personnel médical.Par
exemple, le robot ROMEO peut aider à la mobilité en fournissant un support
physique lors des déplacements ou en aidant à réaliser des gestes quotidiens. Le
robot PARO, quant à lui, est un robot de compagnie thérapeutique en forme de
phoque, capable de réagir aux caresses et aux paroles. Il apporte du réconfort aux
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personnes âgées.

La smart surveillance, intégrée à la robotique d’assistance peut renforcer l’effi-
cacité des dispositifs d’aide au maintien à domicile. Grâce à des capteurs avancés
et des algorithmes intelligents, ces robots peuvent analyser l’environnement et
détecter les comportements inhabituels ou les situations anormales. Lorsque des
comportements ou des situations inattendus sont détectés, les robots d’assistance
peuvent lancer des alertes instantanées aux aidants ou aux services médicaux ap-
propriés. Ces alertes permettent une intervention rapide et efficace, réduisant ainsi
les risques pour la sécurité et la santé des personnes âgées.

Ainsi, la robotique d’assistance au maintien à domicile répond aux enjeux so-
ciaux et sociétaux en offrant une assistance complète et une surveillance proactive.
Elle devient un véritable assistant de vie, contribuant à améliorer la qualité de vie
et la sécurité des personnes âgées.

1.1.3 Les contraintes des robots d’assistance à la personne

Les systèmes robotiques pour l’assistance au maintien à domicile doivent ré-
pondre à plusieurs contraintes. Ils doivent, dans un premier temps, être facilement
acceptés par les utilisateurs [11]. Ils doivent aussi être dans la capacité d’évoluer
au sein de leur espace de fonctionnement tout en récoltant des informations. En
ce qui concerne la partie interaction avec leurs utilisateurs, ils doivent avoir des
fonctionnalités attractives, et être rassurants pour être plus facilement adoptés.
Le respect de la vie privée des utilisateurs est donc essentiel. Il permet la bonne
acceptation du système robotique, et la protection des données utilisateurs [12].

Dans ce contexte, le traitement en local des données permet de réduire les
risques de divulgation de données personnelles suite aux transferts et aux sto-
ckages externes. Ce traitement des données en local impose les contraintes liées
aux systèmes embarqués. En effet, les systèmes robotiques ont des ressources ma-
térielles et énergétiques limitées. Si les données sont traitées au sein du robot, les
traitements ne doivent pas être coûteux (mémoire, calculs) au risque de limiter



CHAPITRE 1. INTRODUCTION 11

fortement la durée de fonctionnement du système robotique.

Un autre aspect concerne les précisions des systèmes. Les systèmes robotiques
pour l’aide à l’assistance à domicile devraient être capables de détecter et de lancer
une alerte en présence d’une situation anormale requérant une assistance. Cepen-
dant, ils ne devraient pas pour autant lancer des alertes lorsque cela n’est pas
nécessaire. Il est donc très important de réduire le nombre de fausses alertes tout
en évitant de manquer une réelle situation dangereuse.

Pour pouvoir comprendre, interpréter et détecter les situations à risque, les ro-
bots doivent être capable de modéliser l’environnement qui les entoure et suivre
son évolution, tout en prenant en compte la présence et le comportement humain.

1.1.4 Contexte industriel

Cette thèse a été cofinancée par l’entreprise CareClever et le Fonds européen
de développement régional (FEDER).

L’entreprise CareClever développe un robot d’assistance pour les personnes
âgées et celles ayant des besoins particuliers.

Ce robot nommé Cutii, est un robot mobile et autonome permettant d’améliorer
la qualité de vie de ses utilisateurs en fournissant une assistance aux personnes
fragilisées. Il a pour but d’empêcher l’isolement social et de renforcer la sécurité
de ses utilisateurs.

Ainsi, ce robot compagnon est capable de fournir une assistance quotidienne, de
stimuler la communication sociale et de promouvoir le bien-être émotionnel. Grâce
à sa polyvalence, Cutii peut aider les utilisateurs à accomplir diverses tâches, telles
que la gestion des rendez-vous médicaux, la diffusion de vidéos éducatives, le main-
tien des fonctions cognitives via des exercices, la communication avec la famille
via des appels vidéos, et même encourager des activités physiques pour maintenir
la santé.
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Il est déployé dans des maisons de retraite, des établissements de santé et des
domiciles de personnes fragilisées par l’âge, la maladie ou le handicap.

L’objectif de cette thèse dans ce contexte industriel est de permettre à Cutii
d’effectuer de la surveillance intelligente pour assurer la sécurité de ses utilisa-
teurs. La tâche principale est la conception et l’intégration dans le robot Cutii
d’une IA avancée permettant au robot, via ses caméras, de détecter les situations
anormales qui pourraient survenir, telles que les chutes, les malaises ou les situa-
tions d’urgence médicale. Cette intégration est cruciale pour assurer la sécurité et
la tranquillité d’esprit des utilisateurs et de leurs familles.

La thèse a donc été réalisée en étroite collaboration avec l’entreprise pour dé-
terminer les situations à risque, concevoir un jeu de données répondant à leurs
attentes, effectuer un benchmark sur les cartes conçues pour embarquer de l’IA
dans des systèmes robotiques, concevoir et entraîner une IA capable de fonctionner
au sein de leur robot et l’intégrer dans le robot.

1.2 La compréhension des actions humaines
La compréhension des actions humaines est un domaine de recherche en in-

telligence artificielle qui vise à développer des systèmes capables de reconnaître
et d’interpréter les actions humaines à partir de données vidéos. Elle permet aux
systèmes numériques de voir et de comprendre ce qui les entourent de la même
manière qu’un être humain.
Cela peut être utile dans de nombreux contextes, comme la surveillance des lieux
publics, la reconnaissance de mouvements pour les jeux vidéo ou encore la robo-
tique d’assistance.

Le problème de la compréhension des actions humaines peut être divisé en deux
sous-domaines : la segmentation des actions et la reconnaissance des actions (voir
la figure 1.1).

La segmentation des actions est un problème en traitement d’image qui consiste
à diviser une vidéo en segments correspondant à des actions distinctes. Plutôt que
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Action : Marcher Action : Se pencher Action : Se relever

a)

b)

Figure 1.1 – Les deux sous-domaines de la compréhension des actions : la segmentation des
actions (a) et la reconnaissance des actions (b).

de simplement identifier l’action globale, la segmentation des actions permet de
localiser précisément les instants où une action commence et se termine dans la
séquence. Par exemple, dans le contexte de l’aide au maintien à domicile, la seg-
mentation des actions pourrait être utilisée pour détecter les moments précis où
une personne commence à préparer un repas et le moment où elle termine cette
tâche, en fournissant une délimitation temporelle précise pour chacune des actions.
Cela peut être utile pour identifier les différentes actions qui se produisent dans
une vidéo et pour les classer en différentes catégories. La segmentation des actions
peut être difficile en raison de la complexité des scènes et des mouvements des
personnes. Il peut être difficile de distinguer les différentes actions dans la vidéo
et de les séparer en segments cohérents.

La reconnaissance d’actions humaines (RAH) consiste, à partir de vidéos et
donc de séquences d’images, à décrire, suivre, analyser et reconnaître les activités
et les mouvements effectués par une ou plusieurs personnes dans les segments.

Elle trouve de nombreuses applications. Par exemple, dans le domaine de la
surveillance intelligente, elle permet la détection des comportements suspects dans
un environnement et peut être utilisée pour prévenir les intrusions ou les incidents
indésirables.

Elle peut également être utilisée pour l’indexation de contenu dans des vidéos,
permettant une recherche et une récupération facile de séquences spécifiques en
fonction des actions humaines qu’elles contiennent.

Dans le domaine de la sécurité, elle permet de détecter des comportements
suspects ou anormaux, tels que l’errance dans des zones restreintes ou des mou-
vements brusques. Cela peut contribuer à renforcer la sécurité dans les aéroports,
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Situation

Action

Ex : marcher

Evénement

Ex : tomber

Figure 1.2 – Distinction entre une action, un événement et une situation.

les bâtiments gouvernementaux ou les installations sensibles.
Dans le contexte de l’aide au maintien à domicile, la reconnaissance d’actions

humaines pourrait détecter et classifier des activités telles que se lever d’une chaise,
préparer un repas, prendre des médicaments, etc.

Pour simplifier, on peut considérer qu’il existe une distinction claire entre les
statuts d’événement et d’action comme cela est illustré sur la figure 1.2.

Événement : L’événement est un phénomène se produisant dans la nature sous
l’effet d’une cause. Par exemple, une personne qui fait un malaise soudainement
est un événement qui peut être causé par des facteurs tels que des problèmes de
santé, la chaleur excessive ou le stress.

Action : L’action est la conduite d’un humain (ou d’une entité anthropomor-
phisée) doté d’une raison d’agir (motif) et d’une intention. Les actions peuvent
être physiques, telles que marcher, parler ou écrire, ou mentales, telles que réflé-
chir, décider ou planifier.

On conclut de cette dichotomie que l’événement peut être expliqué par des lois
alors que l’action humaine ne peut être que comprise, c’est-à-dire interprétée.

La compréhension de l’action humaine est cependant moins transparente qu’on
ne pourrait le penser et résulte toujours d’un processus interprétatif complexe. À
ce propos, deux éléments doivent être pris en compte.

Toute conduite humaine n’est pas forcément totalement intentionnelle et il
existe des degrés de motivation et de responsabilité de l’agent humain.

L’action humaine n’est pas la production d’un acteur solitaire, mais s’inscrit
toujours dans un contexte historique, social et culturel régi par des normes.
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Situation : Une situation est un état ou une condition spécifique dans lequel
une personne ou un groupe se trouve. Elle peut être liée à l’environnement phy-
sique, aux circonstances sociales, aux émotions ou aux relations entre les individus.
Les situations peuvent être positives, négatives ou neutres, et elles peuvent varier
en termes de complexité et de dynamisme. Les situations peuvent également être
influencées par des facteurs internes et externes, par des événements et des actions
passées ou en cours.

Une situation peut évoluer avec le temps, les actions effectuées et les événe-
ments en cours. Elle regroupe à la fois les événements et les actions.

Dans cette thèse, nous prenons en considération les situations. Nous considérons
donc à la fois les actions et les événements.

1.3 Les défis
Dans cette thèse nous nous sommes concentrés sur le problème de la reconnais-

sance d’actions humaines pour une application dans un système robotique pour
l’assistance au maintien à domicile.

La robotique d’assistance au maintien à domicile se développe, avec des fonc-
tionnalités de support et d’assistance permettant aux personnes fragilisées d’ac-
quérir un meilleur niveau de vie et de vivre dans un environnement plus sécurisant.
L’un des enjeux de ces robots d’assistance est de pouvoir alerter les soignants ou
les membres de la famille en cas de situations dangereuses ou anormales. Les chutes
ou l’immobilité sont des exemples de ces situations rares mais importantes.

Les robots mobiles d’assistance au maintien à domicile intègrent une ou plu-
sieurs caméras pour la localisation, l’évitement des obstacles et l’interaction avec
l’utilisateur. Ces capteurs sont de plus en plus utilisés pour comprendre le com-
portement de l’utilisateur. Cependant, certaines contraintes de la robotique mobile
rendent cette tâche plus compliquée. Comme illustré sur la figure 1.3, le mouve-
ment du robot entraîne des changements de rotation (figure 1.3-a), de translation
(figure 1.3-b) ou des deux en même temps (figure 1.3-c) dans le flux vidéo.
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a) Rotation

c) Rotation et translation

b) Translation

Figure 1.3 – Présentation des différents mouvements du robot qui induisent des déplacements
de la caméra dans le flux vidéo. Les images sont espacées d’une seconde.

Un autre défi est la prise en compte des situations statiques, comme dormir,
être assis ou être allongé sur le sol, qui ne génèrent aucun mouvement de la part
des humains. Ces situations compliquent le processus de reconnaissance d’actions
humaines et montrent les limites des approches par flux optique, qui sont actuel-
lement les plus répandues dans l’état de l’art. De plus, les modèles sont souvent
intégrés dans des dispositifs contraints (mémoire, puissance de calcul et énergie
limitées), ce qui réduit considérablement leurs ressources.

Il existe un grand nombre de jeux de données disponibles pour former et tester
les modèles de reconnaissance d’actions humaines. Certains de ces jeux de données
couvrent un large éventail d’actions liées aux gestes quotidiens. D’autres jeux de
données permettent la détection de chute. Cependant, malgré cette grande quan-
tité de données existantes, la plupart des ensembles de données ne présentent pas
de situations rares et anormales autres que les chutes. Sur les centaines de milliers
de vidéos disponibles correspondant à des milliers d’actions, il y a un manque de
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données pour les événements rares tels que les évanouissements, les immobilités ou
les postures anormales et dangereuses. Il existe très peu de classes qui pourraient
être exploitées pour l’assistance au maintien à domicile (AAD). Ce problème et
cette thématique ont été soulevés dans le workshop AVA (Accessibility, Vision,
and Autonomy Meet) de CVPRW 2023 (Computer Vision and Pattern Recogni-
tion workshop).

1.4 Les contributions de la thèse
Notre thèse s’inscrit dans le domaine de la vision par ordinateur et en particulier

le domaine de la reconnaissance des actions humaines. La problématique abordée
dans cette thèse porte sur la reconnaissance de situations normales et anormales
dans le domaine spécifique de la robotique d’assistance au maintien à domicile.
L’objectif est de répondre aux contraintes propres à la robotique et aux exigences
de l’aide au maintien à domicile des personnes fragilisées.

L’enjeu principal consiste à explorer et à expérimenter des approches novatrices
de reconnaissance d’actions humaines afin de détecter des situations dangereuses
pouvant survenir à domicile, telles que les chutes, les attaques cardiaques ou encore
les immobilités.

Cette thèse aborde le problème d’optimisation qui consiste à trouver le meilleur
couple entre une ou plusieurs modalités d’entrée et une architecture de reconnais-
sance d’actions humaines. Elle s’attache à réaliser une comparaison approfondie des
diverses modalités existantes pour la reconnaissance d’actions humaines, notam-
ment l’analyse des mouvements, l’exploitation des postures et différentes segmen-
tations sémantiques. Dans le contexte de la robotique d’assistance au maintien
à domicile, cette étude examine les performances de chaque modalité en utili-
sant différentes architectures de classification afin de déterminer le meilleur couple
modalité-architecture.

Les résultats de cette recherche mettent en évidence que l’utilisation de la seg-
mentation sémantique des parties du corps humain fusionnée avec l’image RGB
offre les meilleures performances parmi les diverses modalités de reconnaissance
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étudiées. La segmentation sémantique des parties du corps humain permet d’iden-
tifier de manière précise les différentes parties du corps humain et d’assigner des
étiquettes sémantiques à chaque région, ce qui facilite grandement la reconnais-
sance des actions. L’image RGB permet de garder le contexte. Cette approche se
révèle particulièrement efficace dans le contexte spécifique de la robotique d’as-
sistance au maintien à domicile, où la prise en compte des immobilités et des
mouvements du robot revêt une importance cruciale.

Notre première contribution, par rapport à l’état de l’art, est donc l’utilisa-
tion de la segmentation sémantique des parties du corps humain fusionné avec les
images RGB pour la reconnaissance d’actions humaines.

Notre deuxième contribution, par rapport à l’état de l’art, est la création d’un
jeu de données spécifiquement dédié à la robotique d’assistance au maintien à
domicile. Ce jeu de données comprend des données cruciales pour la détection de
situations dangereuses, telles que des chutes, des attaques cardiaques ou encore des
immobilités avec des mouvements de caméra induit par les mouvements du robot.
Ce nouveau jeu de données permettra la reconnaissance d’un ensemble prédéfini
de situations dangereuses dans le cadre de la robotique d’assistance au maintien à
domicile et permettra d’enrichir les données disponibles pour la recherche dans ce
domaine.

1.5 Plan du manuscrit
Dans le chapitre suivant, nous allons présenter un état de l’art sur les diffé-

rentes modalités existantes pour la reconnaissance d’actions humaines à partir de
données vidéos. Nous explorerons ainsi les modalités basées sur le mouvement et
sur l’humain. Nous discuterons ensuite des limites des modalités existantes dans
le contexte de notre application.

Puis nous explorerons dans le chapitre 3 les différentes architectures existantes
pour la reconnaissance d’actions humaines.

Dans le chapitre 4, nous proposerons notre approche. Pour cela nous allons
montrer les différentes modalités et les différentes architectures que nous avons
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expérimentées. Ensuite nous exposerons notre approche de résolution du problème
d’optimisation qui permet de déterminer le meilleur couple entre les modalités
d’entrée et les architectures prises en compte.

Dans le chapitre 5, nous présenterons un nouveau jeu de données. Pour cela,
nous passerons en revue les différents jeux de données de la littérature. Nous
commencerons par explorer les jeux de données génériques pour la reconnaissance
d’actions humaines. Après avoir présenté leurs limites, nous présenterons les jeux
de données dédiés aux situations anormales et ceux dédiés à la détection de chutes.

Puis nous présenterons un nouveau jeu de données pour la reconnaissance d’ac-
tions humaines dans le cadre de la robotique d’assistance au maintien à domicile.
Dans ce jeu de données, nous nous concentrerons sur trois aspects :

— le premier est la capture des vidéos du point de vue du robot d’assistance
(en déplaçant et en faisant tourner les caméras pour certaines vidéos) ;

— le second correspond à des situations anormales comme la chute ou l’al-
longement au sol, et des actions qui pourraient être confondues avec elles
en générant de fausses alertes (être allongé dans un lit est différent d’être
allongé à terre) ;

— enfin, le dernier correspond à l’aspect dynamique ou statique des situations
et du robot. Ainsi certaines vidéos présentent des sujets statiques avec une
caméra en mouvement ou immobile, et d’autres vidéos présentent des sujets
en mouvement avec une caméra en mouvement ou immobile.

Dans le chapitre 6, nous expérimenterons les différentes approches. Après avoir
expérimenté les différentes modalités sur différentes architectures, nous montre-
rons que l’utilisation de la segmentation partielle ou totale pour la reconnaissance
d’actions humaines, qui n’est pas largement considérée dans la littérature, présente
de meilleurs résultats que les méthodes basées sur le mouvement dans le contexte
de la robotique d’assistance au maintien à domicile.

Enfin nous conclurons dans le dernier chapitre.
La liste des contributions est visible dans le chapitre 8.



Chapitre 2

Différentes modalités d’entrée
pour la reconnaissance d’actions
humaines

La reconnaissance des actions humaines (RAH) est une tâche fondamentale en
vision par ordinateur. Elle vise à analyser une vidéo pour pouvoir identifier et
définir le type d’actions effectuées par une ou plusieurs personnes. Elle trouve de
nombreuses applications telles que les interactions homme-machine, la sécurité ou
encore la prévention.

La reconnaissance d’actions humaines se base sur des séquences d’images for-
mant une vidéo.

Les premiers travaux se sont concentrés sur l’utilisation de vidéos RGB comme
entrée pour la reconnaissance d’actions humaines, en raison de sa popularité et
de sa facilité d’accès. Avec le développement de différents types de capteurs et
l’augmentation des puissances de calcul, il existe différents types de modalités
d’entrée [13].

Dans le cadre de cette thèse, nous nous concentrons uniquement sur les moda-
lités liées à la vision par ordinateur. Les derniers travaux, basés sur la vision par
ordinateur, utilisent différentes modalités d’entrée en pré-traitant les séquences
d’images.

Ainsi, dans la littérature, beaucoup de méthodes d’apprentissage pour la recon-
naissance d’actions humaines se basent sur des séquences d’images pré-traitées.

20



CHAPITRE 2. LA RECONNAISSANCE D’ACTIONS HUMAINES 21
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Figure 2.1 – Différents types de modalités d’entrée pour la reconnaissance d’actions humaines.

Il existe différentes modalités d’entrée comme illustré sur la figure 2.1. Il existe
la modalité RGB et la segmentation sémantique de la scène. Il existe également
des modalités basées sur le mouvement comme la soustraction de l’arrière-plan ou
l’estimation de flux optique et des modalités basées sur l’humain comme la dé-
tection de l’humain ou l’estimation de la pose humaine ou encore la segmentation
sémantique des parties du corps humain.

Ces différentes modalités sont présentées dans ce chapitre.

2.1 RGB
Les images RGB sont généralement les plus faciles à collecter puisqu’elles font

référence aux images ou aux vidéos capturées par les caméras RGB. Elles sont très
proches de ce que voient les yeux humains. Elles contiennent beaucoup d’infor-
mations sur l’environnement et le contexte de la scène d’action. Cependant, cette
richesse rend la reconnaissance d’actions humaines à partir de données RGB dif-
ficiles. En effet, les données RGB contiennent souvent beaucoup de variations de
l’arrière-plan, des points de vue, d’échelles et des conditions d’éclairage. De plus,
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les séquences d’images RGB ont généralement une grande taille de données due à
la masse d’informations capturées. Cela entraîne des coûts de calcul élevés lors de
la modélisation de l’image spatio-temporelle.

D’autres approches peuvent également être utilisées, comme la reconnaissance
d’actions humaines à partir de données de profondeur, qui utilisent des capteurs
de profondeur pour fournir des informations sur la distance des objets à la caméra.
Ces approches peuvent être moins sensibles aux variations de l’arrière-plan et
des points de vue, mais elles peuvent être moins précises que la reconnaissance
d’actions humaines à partir de données RGB.

2.2 Segmentation sémantique de la scène
La segmentation sémantique de la scène est une tâche de vision par ordinateur

qui consiste à diviser une image en régions sémantiques cohérentes. Elle permet
d’attribuer à chaque pixel une étiquette de classe. Comme la prédiction se fait pour
chaque pixel de l’image, cette tâche est communément appelée prédiction dense.

0 : Sol
1 : Plafond
2 : Canapé

5 : Télévision
6 : Meuble télé
7 : Table basse

1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1

3 3 3 3 1 1 1 1 1 1 1 1 1 1 1 1 1 3 3

3 3 3 3 3 3 3 3 3 3 3 3 3 3 3 3 3 3 3

3 3 4 4 4 3 3 3 4 4 4 3 3 3 3 3 3 3 3

3 3 4 4 5 5 5 5 5 4 4 3 3 3 3 3 3 3 3

3 3 4 4 5 5 5 5 5 4 4 3 9 9 3 3 3 3 3

3 3 4 4 6 6 6 6 6 4 4 8 8 9 9 3 3 2 2

8 3 3 6 7 7 7 7 7 7 7 9 9 9 9 0 2 2 2

8 8 0 0 0 0 0 0 0 0 0 2 2 2 2 2 2 2 2

0 8 0 0 0 2 2 2 2 2 2 2 2 2 2 2 2 2 2

3 : Mur
4 : Fenêtre

8 : Fauteuil
9 : Personne

a) Image d’origine b) Classification des pixels de l’image d’origine c) Image de sortie segmentée

Figure 2.2 – Présentation de la segmentation sémantique de la scène. Elle consiste à classer
chaque pixel de l’image d’entrée dans des classes définies.

Les réseaux de neurones convolutionnels (CNN) ont été les premiers modèles
d’apprentissage profond à être utilisés pour la segmentation sémantique. En 2014,
Long et al. ont proposé un réseau de neurones convolutionnels appelé FCN pour
Fully Convolutional Network [14] pour la segmentation sémantique de la scène de
l’image. FCN présente certaines limites, comme l’absence de contexte global et le
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fait qu’il ne peut pas être utilisé en temps réel.
Depuis lors, de nombreuses variantes de FCN ont été proposées comme ParseNet

[15] qui améliore le FCN en prenant en compte le contexte global. Cette architec-
ture utilise des cartes de caractéristiques globales normalisées et dégroupées pour
améliorer les résultats de la segmentation sémantique.

Les architectures codeur-décodeur ont également été largement utilisées pour
la segmentation sémantique. Par exemple, le Learning Deconvolution Network for
Semantic Segmentation [16] utilise un encodeur basé sur un réseau convolution-
nel pour générer des cartes de caractéristiques, tandis que le décodeur utilise des
architectures de déconvolution pour produire une carte de segmentation pixel par
pixel. Cette approche permet d’étendre la carte des caractéristiques sans perdre
d’informations importantes.

SegNet [17] est un autre modèle basé sur une architecture codeur-décodeur. Il
stocke des informations sur les indices de mise en commun lors de l’étape de mise
en commun maximale et les utilise pour l’échantillonnage ascendant, améliorant
ainsi la précision de la segmentation.

Les modèles multi-échelles et basés sur les réseaux pyramidaux ont également
contribué aux progrès de la segmentation sémantique. Le Feature Pyramid Network
(FPN) [18] utilise une voie ascendante pour créer des cartes de caractéristiques à
plusieurs échelles, une voie descendante pour suréchantillonner et des connexions
latérales pour fusionner les informations. PSPNet [19] utilise un module de re-
groupement pyramidal pour capturer les informations contextuelles à différentes
échelles.

Les architectures basées sur R-CNN, comme PANet [20], ont également été
utilisées pour la segmentation d’instances. Ces modèles étendent l’architecture R-
CNN en introduisant une branche de sortie de segmentation binaire et en utilisant
des couches de mise en commun adaptatives pour améliorer la précision.

Les architectures de DeepLab comme le DeepLabV3 [21], ont également contri-
bué de manière significative à la segmentation sémantique. Ces modèles utilisent
des stratégies telles que l’Atrous Spatial Pyramid Pooling (ASPP) [22] pour mainte-
nir une grande résolution sans augmenter le nombre de paramètres, et des modules
en cascade pour capturer les objets à différentes échelles.

Plus récemment, les Transformers ont également été utilisés pour la segmenta-
tion sémantique. Parmi eux, le modèle Vision Transformer (ViT) [23] a montré
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des performances prometteuses.

2.3 Modalités basées sur le mouvement
La principale différence entre les vidéos et les images est que les vidéos ont

une structure temporelle en plus de la structure spatiale que l’on trouve dans les
images. Cela signifie que les informations contenues dans une vidéo sont codées
non seulement dans l’espace (c’est-à-dire dans les objets ou les personnes présentes
dans la vidéo), mais aussi de manière séquentielle et dans un ordre spécifique.

Les méthodes basées sur les images RGB apprennent les caractéristiques ba-
sées sur le contexte de l’image et non sur l’action inhérente. Cela signifie qu’ils
n’utilisent pas la représentation du mouvement comme caractéristique de classifi-
cation, mais qu’ils apprennent à utiliser des indices spatiaux pour comprendre les
informations temporelles contenues dans la vidéo.

D’autres modalités permettent de donner la priorité au mouvement en tant
que caractéristique clé de la classification. C’est le cas des méthodes basées sur la
soustraction de l’arrière-plan ou de l’estimation de flux optique.

2.3.1 Soustraction de l’arrière-plan

Certaines méthodes de reconnaissance d’actions humaines se basent sur la sous-
traction de l’arrière-plan [24]. La soustraction de l’arrière-plan permet d’extraire
le premier plan (objet en mouvement) et l’arrière-plan (objet fixe) de l’image en
vue d’un traitement ultérieur. Cela permet de concentrer l’apprentissage sur les
objets en mouvement, donc sur l’humain effectuant l’action, tout en éliminant les
autres informations.

Les premières méthodes de soustraction de l’arrière-plan calculaient la diffé-
rence entre l’image actuelle et une image d’arrière-plan de référence. Les pixels qui
ont des valeurs différentes entre l’image de référence et l’image en cours d’acquisi-
tion sont considérés comme des objets en mouvement. Ces méthodes sont simples
à mettre en place mais elles sont sensibles aux variations d’éclairage et aux objets
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Image actuelle

Arrière-plan de référence

Résultat de la soustraction de 
l’arrière-plan

Soustraction de 
l’arrière-plan

Figure 2.3 – Présentation de la soustraction de l’arrière-plan. C’est la différence entre une image
actuelle et une image d’arrière-plan de référence.

en mouvement rapide. Ces méthodes supposent que l’arrière-plan est toujours sta-
tique. Elles ne peuvent être utilisées que dans des scénarios d’environnement fixe
et de caméra fixe.

Pour pouvoir utiliser la soustraction de l’arrière-plan dans des contextes réels
(variations d’éclairage, des mouvements de l’arrière-plan ou de la caméra, etc), les
modèles d’apprentissage automatique se sont développés ces dernières années.

Différents modèles d’apprentissage automatique ont été utilisés pour la modé-
lisation de l’arrière-plan et la détection du premier plan comme les modèles SVM
(Support Vector Machine) [25], les modèles d’apprentissage flou [26] , et les modèles
d’apprentissage subspatial [27].

Le déploiement des réseaux neuronaux convolutifs (Convolutional Neural Net-
work (CNN)) et des réseaux neuronaux profonds (Deep Neural Network (DNN))
[28] ont permis d’améliorer considérablement les performances de la soustraction
de l’arrière-plan. Les méthodes d’apprentissage profond basées sur les réseaux neu-
ronaux profonds (DNN) et les réseaux neuronaux convolutifs (CNN) ont la capa-
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cité de pallier les inconvénients du paramétrage inhérent aux réseaux neuronaux
classiques. Les DNN ont permis l’intégration des techniques de détection des chan-
gements [29].

La soustraction de l’arrière-plan permet d’obtenir des informations sur les objets
en mouvement tels que les silhouettes et les contours humains.

Cependant, elle est essentiellement utilisée dans un contexte de caméra fixe
car il est difficile d’obtenir des silhouettes et des contours précis dans le cas de
scènes complexes et de mouvements de caméra dus à la nécessité d’avoir une image
d’arrière-plan de référence. Les méthodes de soustraction de l’arrière-plan basées
sur l’apprentissage profond sont généralement plus complexes à mettre en place et
à adapter à des applications réelles en raison de la complexité du calcul. Elles ont
également une certaine sensibilité aux bruits dans les images ou les vidéos, ce qui
peut entraîner des erreurs de détection.

2.3.2 Flux optique

Une autre méthode permettant de mettre en évidence les mouvements dans une
vidéo est l’estimation de flux optique. L’estimation de flux optique est une tech-
nique couramment utilisée en traitement d’image pour suivre les mouvements des
objets dans une vidéo. L’objectif est d’estimer les vecteurs de déplacement entre
deux images, montrant comment les pixels d’un objet dans la première image
peuvent être déplacés pour former le même objet dans la seconde image. Il s’agit
d’une sorte d’apprentissage par correspondance, car si les pixels correspondants
d’un objet sont connus, le champ de flux optique peut être estimé.

Pour estimer le flux optique, les méthodes supposent une constance de la lumi-
nosité. Elles essaient d’estimer comment la luminosité des pixels se déplace au fil
du temps.

Le problème du flux optique peut être exprimé de la manière suivante :

I(x, y, t) = I(x + dx, y + dy, t + dt) (2.1)

où I est l’intensité du pixel à la position x, y au temps t.
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(x,y)

(x+dx, y+dy)

t t+1

Figure 2.4 – Principe du flux optique. Les deux images successives illustrent le déplacement du
point noir de (dx, dy).

Les caractéristiques du pixel au moment t sont les mêmes que celles du pixel
au moment dt, mais à un endroit différent (désigné par dx et dy). C’est ce chan-
gement d’emplacement, illustré sur la Figure 2.4 qui est prédit par l’estimation de
flux optique.

t+1

t a) Flux optique éparse

b) Flux optique dense

Calcul du 
flux optique

Séquence d’images d’origine

Figure 2.5 – Différents types d’estimation de flux optique. En a) le flux optique épars donne les
vecteurs de flux des caractéristiques intéressantes. En b) le flux optique dense donne les vecteurs
de flux de l’ensemble des pixels de l’image.

Il existe différents types de flux optique comme illustré sur la figure 2.5.
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Le flux optique épars donne les vecteurs de flux de certaines caractéristiques
intéressantes comme par exemple certains pixels représentant les bords ou les coins
d’un objet. Le flux optique épars permet alors de suivre ces vecteurs et de modéliser
le mouvement. Les caractéristiques extraites sont transmises à la fonction de flux
optique d’une image à l’autre pour s’assurer que les mêmes points sont suivis. Il
existe plusieurs implémentations du flux optique épars, notamment la méthode
Lucas-Kanade [30] ou la méthode Horn-Schunck [31].

Le flux optique dense donne les vecteurs de flux de l’image entière, c’est-à-dire
de l’ensemble des pixels. Il tente d’estimer le vecteur de flux optique pour chaque
pixel de chaque image. Bien qu’une telle estimation puisse être plus lente, le flux
optique dense donne un résultat plus précis et plus dense. Il existe plusieurs im-
plémentations du flux optique dense. L’implémentation la plus populaire est celle
de Farneback [32].

Si le problème du flux optique est historiquement un problème d’optimisation,
des approches récentes utilisant l’apprentissage profond ont donné des résultats
impressionnants. Ces approches prennent deux images successives de la séquence
vidéo en entrée pour produire le flux optique dense (image codée en couleur), qui
peut être exprimé comme suit :

(u, v) = f(It−1, It) (2.2)

Où u est le mouvement dans la direction x, v est le mouvement dans la direction
y, et f est le réseau neuronal qui prend en entrée deux images consécutives It−1

(image au temps t − 1) et It (image au temps t).

Il existe de nombreuses méthodes de résolution des problèmes de flux optique
par l’apprentissage profond.

DeepFlow [33] combine des techniques d’apprentissage en profondeur avec des
méthodes classiques de vision par ordinateur pour estimer le flux optique.

FlowNet [34] est une architecture de réseau de neurones convolutifs profonds
spécialement conçue pour l’estimation du flux optique.

RAFT [35] utilise une approche itérative et récursive pour affiner le flux optique,
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en exploitant des blocs de neurones pour modéliser les relations spatiales entre les
pixels.

FlowFormer [36] est une méthode récente qui adopte une architecture basée sur
des Transformers et utilisant les flux optiques pour estimer le mouvement entre
les images.

GMFlow [37] repose sur une combinaison de modèles graphiques et de réseaux
neuronaux, exploitant des représentations denses pour estimer le flux optique.

Il est à noter que la récupération de flux optique peut se faire via un capteur de
vision dynamique (DVS). Une caméra DVS permet de capturer les changements
d’intensité lumineuse. Ces changements d’intensité peuvent ensuite être représen-
tés sous forme de vecteur de déplacement comme dans l’estimation de flux optique.

L’estimation de flux optique peut être utile pour la reconnaissance d’actions
humaines, car elle permet de mettre en évidence les parties en mouvement dans
une vidéo [38]. Seules les parties en mouvement sont visibles.

Cependant l’apprentissage est basé essentiellement sur le mouvement des per-
sonnes. En se concentrant uniquement sur le mouvement des personnes, il peut
ignorer d’autres informations importantes de la scène, comme la posture géné-
rale et la position des personnes. Pour cette raison, il peut être utile de combiner
l’estimation de flux optique avec d’autres modalités pour obtenir une meilleure
reconnaissance d’actions humaines.

2.4 Modalités basées sur l’humain
Les méthodes basées sur le flux optique ou la soustraction de l’arrière-plan se

focalisent essentiellement sur le mouvement des objets dans la scène, sans tenir
compte de l’humain en tant qu’objet distinct. Elles font de la reconnaissance d’ac-
tions humaines sans prendre en compte l’humain. Cela peut limiter leur capacité
à reconnaître les actions humaines dans des contextes complexes avec la présence
de mouvement lent et partiel ou encore la présence d’immobilité.

Depuis quelques années se sont développées des approches qui utilisent des re-
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présentations du corps humain pour la reconnaissance d’actions humaines. Ces
approches peuvent utiliser des techniques de détection de personnes pour repérer
les personnes dans la scène, ou utiliser la modélisation du squelette humain pour
suivre les mouvements des membres et de la tête des personnes. Ces approches
peuvent fournir des informations plus précises sur la position et la posture des
personnes dans la scène, ce qui peut améliorer la reconnaissance d’actions hu-
maines.

2.4.1 Détection de l’humain

Les méthodes de détection de l’humain sont des approches utilisées en traite-
ment d’image qui vise à détecter et à suivre les humains dans des images ou des
vidéos. Ces approches peuvent utiliser des algorithmes de reconnaissance d’objets
pour détecter les personnes dans la scène.

L’objectif est de déterminer l’emplacement des humains dans les images. Les
premières méthodes utilisent des boîtes d’ancrage. Pour sélectionner les zones d’in-
térêt, on utilisait une fenêtre coulissante qui se déplaçait sur l’image. Cette fenêtre
avait une taille et une forme fixes. À chaque position, elle extrayait des caractéris-
tiques pour déterminer la présence ou l’absence d’une personne.

Cependant, les personnes peuvent avoir différentes apparences et tailles. De
plus, la taille de l’image affecte également la taille effective de la fenêtre. Si on
utilise un réseau de neurones convolutif (CNN) ou un réseau de neurones profonds
(DNN) pour classifier les images à chaque position, ce processus devient extrême-
ment lent.

Dans FasterR-CNN [39] (basé sur FastR-CNN [40] et sur R-CNN [41]), au lieu
de fournir les propositions de régions au CNN, c’est l’image d’entrée qui est fournie
au CNN pour générer une carte de caractéristiques. Puis un réseau séparé est uti-
lisé pour prédire les propositions de régions. Les propositions de régions prédites
sont ensuite remodelées à l’aide d’une couche de mise en commun RoI (Region of
Interest), qui est ensuite utilisée pour classer l’image dans la région proposée et
prédire les valeurs de décalage pour les boîtes de délimitation.
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Tous les algorithmes de détection d’objets précédents utilisent des régions pour
localiser l’objet dans l’image. Le réseau ne regarde pas l’image complète. Il examine
plutôt les parties de l’image qui ont de fortes probabilités de contenir l’objet.

YOLO [42] est un algorithme de détection d’objets très différent des algorithmes
basés sur les régions. Un seul réseau convolutif prédit les boîtes englobantes et
les probabilités de classe pour ces boîtes. Il commence par diviser l’image en une
grille SxS. Dans chacune des cases de la grille, sont prises m boîtes de délimitation.
Pour chaque boîte de délimitation, le réseau produit une probabilité de classe et des
valeurs de décalage pour la boîte de délimitation. Les boîtes de délimitation dont la
probabilité de classe est supérieure à une valeur seuil sont sélectionnées et utilisées
pour localiser l’objet dans l’image. Cette technique améliore considérablement les
temps de calcul.

D’autres méthodes permettent de détecter les objets sans utiliser les boîtes
englobantes.

Le modèle CornerNet[43] prédit les coins supérieurs gauches et inférieurs droits
des boîtes englobantes pour chaque pixel, ainsi qu’un encastrement. Les encastre-
ments de chaque coin sont comparés pour déterminer à quel objet ils appartiennent.
Une fois tous les points mis en correspondance, il est facile de récupérer la boîte
englobante.

ExtremeNet [44] est basée sur CornerNet [43], mais au lieu de prédire les coins,
elle prédit le centre des objets ainsi que les points les plus éloignés à gauche, à
droite, en haut et en bas. Ces "points extrêmes" sont ensuite mis en correspondance
sur la base de leur géométrie, ce qui permet de les faire correspondre ensemble et
de récupérer la boîte englobante.

Quelle que soit la méthode utilisée, la détection de l’humain permet de situer
l’humain dans la vidéo pour concentrer l’apprentissage sur l’humain et ainsi faire
abstraction du reste [45]. Cependant, ces approches peuvent également avoir des
limitations, comme la difficulté à détecter les personnes dans des scènes complexes
ou lorsque les personnes sont occultées.
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2.4.2 Détection du squelette humain

La détection du squelette ou l’estimation de la pose humaine [46] consiste, à
partir d’images, à localiser les articulations humaines.

Cela permet de modéliser le squelette sous forme de graphe. Chaque nœud du
graphe correspond à une articulation (coude, genou, poignet, etc), et chaque arête
du graphe correspond à un membre du corps humain (bras, torse, cou, etc).

Les données de squelette peuvent être collectées à l’aide de systèmes de capture
de mouvement ou être calculées sur des données vidéos. En général, l’estimation
de la pose humaine est sensible aux variations du point de vue. En revanche, les
systèmes de capture de mouvement qui sont insensibles à la vue et à l’éclairage
peuvent fournir des données de squelette fiables.

Cependant, dans de nombreuses applications, il n’est pas pratique de déployer
des systèmes de capture de mouvement. Ainsi, de nombreux travaux récents sur la
reconnaissance d’actions humaines ont utilisé des données de squelette obtenues à
partir de cartes de profondeur, [47] ou de vidéos RGB [48].

Les premiers travaux se sont concentrés sur l’extraction de caractéristiques spa-
tiales et temporelles créées à la main à partir de séquences de squelettes pour la
reconnaissance d’actions humaines. Les méthodes basées sur des caractéristiques
créées à la main peuvent être divisées en deux catégories : les méthodes basées
sur les articulations [49] et les méthodes basées sur les parties du corps [50], en
fonction des techniques d’extraction de caractéristiques utilisées.

Les méthodes classiques ont leurs limites et l’estimation de la pose a été consi-
dérablement remodelée par les CNN. Avec l’introduction de DeepPose [51], la re-
cherche sur l’estimation de la pose humaine est passée des approches classiques à
l’apprentissage profond.

Il existe deux approches concurrentes illustrées dans la figure 2.6.
L’approche simple consiste à intégrer d’abord un détecteur de personnes, puis

à calculer les parties et enfin à calculer la pose de chaque personne. Cette méthode
est connue sous le nom d’approche descendante.

Une autre approche consiste à détecter toutes les parties de l’image (c’est-à-
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Figure 2.6 – Différentes approches pour la détection de squelette humain. a) Approche ascen-
dante : Elle consiste à d’abord détecter les personnes présentes, puis pour chaque personne à
détecter les articulations pour construire le squelette. b) Approche descendante : Elle consiste à
d’abord détecter l’ensemble des articulations puis à détecter à quelle personne elles appartiennent
pour finir par construire les différents squelettes.

dire les parties de chaque personne), puis à associer les parties appartenant à des
personnes distinctes. Cette méthode est connue sous le nom d’approche ascendante.

OpenPose [46] est l’une des approches ascendantes les plus populaires pour
l’estimation de la pose humaine multi-personnes. Comme pour de nombreuses ap-
proches ascendantes, elle détecte d’abord les parties (points clés) appartenant à
chaque personne dans l’image. Pour cela elle utilise des cartes de confiance des
parties du corps (Part Confidence Maps) et un champ d’affinité des parties (Part
Affinity fields (PAF)), qui est un ensemble de champs vectoriels 2D. Le PAF code
le degré d’association entre les parties détectées dans les cartes de confiance. Les
cartes de confiance et les champs d’affinité des parties sont ensuite traités par un
algorithme glouton pour obtenir les poses de chaque personne dans l’image.

AlphaPose [52] est une méthode descendante populaire d’estimation de la pose.
Les auteurs affirment que les méthodes descendantes dépendent généralement de
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la précision du détecteur de personnes, car l’estimation de la pose est effectuée sur
la région où se trouve la personne. Par conséquent, les erreurs de localisation et les
prédictions de boîte de délimitation en double peuvent entraîner une performance
sous-optimale de l’algorithme d’extraction de pose.

L’utilisation de données de squelette pour la reconnaissance d’actions présente
de nombreux avantages en raison de la structure du corps et des informations de
pose qu’elles fournissent, de leur représentation simple et informative, de leur inva-
riance d’échelle et de leur robustesse face aux variations des textures des vêtements
et des arrière-plans.

Les changements des points d’articulation humaine entre chaque image sont
utilisés pour décrire l’action, y compris les changements de position et d’apparence
des points d’articulation [53]. Cependant, la performance de ces méthodes dépend
des résultats de l’estimation de la pose humaine. Lorsqu’une occlusion se produit
dans la scène, l’estimation des points communs est manquante ou incorrecte, ce
qui affecte les résultats de la reconnaissance d’actions humaines.

2.4.3 Segmentation sémantique des parties du corps hu-
main

Les méthodes de segmentation sémantique des parties du corps humain totale
ou partielle se sont développées ces dernières années [54] sans arriver au niveau
sémantique des actions.

Elles visent à identifier les différentes zones du corps humain en regroupant
les pixels d’une image en zones sémantiques. On peut ainsi regrouper les pixels
représentant une partie du corps donnée comme les jambes, les bras, la tête, etc,
et ceux n’appartenant à aucune partie du corps comme l’arrière-plan, les objets,
etc. La segmentation sémantique des parties du corps humain est illustrée dans la
figure 2.7.

Le corps humain a une hiérarchie naturelle. A-AOG [55] est un modèle qui
représente la décomposition et l’articulation des parties du corps humain. Les
réseaux basés sur les graphes utilisent la convolution des graphes pour capturer les
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Figure 2.7 – Résultat de la segmentation sémantique des parties du corps humain sur une
image.

relations sémantiques entre les parties du corps. Graphonomy [56] est un réseau
d’analyse syntaxique humaine basé sur les graphes qui utilise la convolution des
graphes pour capturer les informations globales et la cohérence sémantique.

Certains réseaux utilisent des cellules de mémoire LSTM pour retenir les infor-
mations importantes. LG-LSTM [57] combine les dépendances spatiales à courte
et longue distance pour exploiter les contextes locaux et globaux.

D’autres approches combinent des informations auxiliaires telles que l’estima-
tion de la pose humaine [58]. Ces informations sont utilisées pour guider la seg-
mentation et améliorer la reconnaissance des modèles.

D’autres travaux utilisent un modèle de segmentation sémantique comme co-
deur d’image, et entraînent leur modèle à partir de ces poids initiaux. Cette mé-
thode accélère la convergence du réseau.

Les méthodes de segmentation sémantique s’appuient sur les réseaux entière-
ment convolutifs comme FCN [14], les modèles basés sur le codeur-décodeur comme
SegNet[17], les réseaux multi-échelles comme FPN [18] et la famille DeepLab [21].

Cependant, les méthodes existantes présentent des limites dans les scènes com-
plexes en présence de plusieurs personnes ou d’occlusion.
Une autre limitation est le besoin de grandes quantités de données annotées, qui
peuvent être coûteuses et longues à obtenir. Les données annotées sont essentielles
pour l’apprentissage des méthodes basées sur l’apprentissage profond, mais l’obten-
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tion d’annotations pour plusieurs individus dans la même scène peut être difficile,
en particulier lorsque les individus ont des poses complexes ou se cachent les uns
les autres.

2.5 Analyse critique
Il est important de noter que les limitations que nous décrivons dans cette

section sont liées aux applications de reconnaissance d’actions humaines dans le
contexte de l’AAD et de la robotique d’assistance. L’analyse de la prise en compte
des contraintes liées à la robotique d’assistance au maintien à domicile des diffé-
rents prétraitements présentés est visible dans le tableau 2.1.

La reconnaissance d’actions humaines est un domaine riche. La diversité des
modalités d’entrée rend difficile l’identification d’architectures efficaces.

Malgré plusieurs modalités de reconnaissance d’actions humaines, nous remar-
quons que l’accent est mis sur l’analyse de l’image entière et sur la considération
du mouvement plus que sur la considération de l’humain.

La reconnaissance d’actions humaines dans un contexte de l’assistance de l’au-
tonomie à domicile (AAD) doit prendre en compte les immobilités, c’est-à-dire des
situations sans mouvement de la part des personnes en plus des situations avec du
mouvement.

Les méthodes pour la reconnaissance d’actions humaines présentes dans la litté-
rature traitent principalement des actions en présence de mouvements. Toutes les
méthodes de la littérature basées sur la détection des mouvements ne peuvent pas
être utilisées dans le contexte de l’AAD. Elles ne permettent pas de se focaliser sur
la personne mais uniquement sur les mouvements. Ces méthodes sont inutiles en
cas d’immobilité et ont de mauvais résultats pour les mouvements partiels. Enfin,
cette modalité n’est pas adaptée à la robotique d’assistance en raison du mouve-
ment du robot qui entraîne un mouvement de caméra. Ces mouvements de caméra
génèrent un flux optique supplémentaire sur l’arrière-plan et les objets de la scène
et peuvent rendre le mouvement de la personne illisible.
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Nous considérons qu’il est nécessaire de détecter l’humain dans l’étape de pré-
traitement et d’extraire une représentation plus riche et plus cohérente avec la
compréhension du comportement humain.

Certaines des méthodes sont basées sur l’humain. C’est le cas de la détection de
squelette humain. Mais en présence d’occlusion, ces méthodes présentent de mau-
vais résultats dus à la grande perte des informations sur la position des membres
des personnes.

La segmentation sémantique de la scène ou la segmentation sémantique des
parties du corps humain peut être une bonne solution pour notre problématique
même si elles sont très peu utilisées pour la reconnaissance d’actions humaines.

Modalités Immobilité de
la personne

Mouvement
de la personne

Arrière-plan
dynamique

Vue partielle
de la personne

RGB Oui Oui Oui Oui
Flux optique Non Oui Non Oui
Soustraction
de l’arrière-
plan

Non Oui Oui/Non Oui

Détection de
l’humain Non Oui Oui Oui/Non

Détection du
squelette Non Oui Oui Oui/Non

Segmentation
sémantique
de la scène

Oui Oui Oui Oui

Segmentation
sémantique
des parties du
corps humain

Oui Oui Oui Oui

Table 2.1 – Tableau récapitulatif de la prise en compte ou non des contraintes liées à la robotique
d’assistance au maintien à domicile pour chaque modalité.



Chapitre 3

Architectures d’apprentissage
profond pour la reconnaissance
d’actions humaines

Les architectures pour la reconnaissance d’actions humaines ont pour objectif
d’extraire les caractéristiques des données d’entrée afin de les classifier parmi des
classes d’actions prédéfinies.

Les données vidéos contiennent des informations spatiales comme l’emplace-
ment des personnes, leurs positions, les objets, etc. Elles contiennent également
des informations temporelles c’est-à-dire le mouvement. Le mouvement est la dif-
férence entre deux images successives d’une vidéo. Ainsi les architectures en ap-
prentissage profond pour la reconnaissance d’actions humaines se basent sur des
données spatio-temporelles et doivent apprendre à la fois les caractéristiques spa-
tiales et temporelles.

Les caractéristiques peuvent être apprises suivant différents degrés de granu-
larité. Certains travaux modélisent les informations dans leur ensemble, c’est no-
tamment le cas des approches basées sur le RGB. D’autres auteurs se basent sur
des informations plus détaillées comme le squelette.

Beaucoup d’approches se basent essentiellement sur les données temporelles.
Le mouvement peut définir à lui seul l’action. C’est une des informations les plus

38
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importantes en reconnaissance d’actions humaines. Il existe différentes manières
de modéliser le mouvement. Certains travaux se basent sur le flux optique quand
d’autres travaux utilisent les trajectoires définies par la différence d’emplacement
des articulations. D’autres utilisent des réseaux permettant de modéliser le mouve-
ment comme les réseaux neuronaux récurrents (Recurrent Neural Network (RNN)).

Aujourd’hui, il existe plusieurs architectures différentes pour la reconnaissance
d’actions humaines. Cependant, il n’existe pas de référence standard pour la re-
cherche d’architecture. Le choix de l’architecture varie en fonction de l’application
et des besoins spécifiques de chaque situation.

Dans ce chapitre nous verrons le fonctionnement des architectures d’appren-
tissage profond puis nous détaillerons les principales architectures d’apprentissage
profond pour la reconnaissance d’actions humaines. Elles peuvent être résumées
comme suit : les architectures basées sur la mémoire à long terme (LSTM) [59], les
architectures basées sur les réseaux convolutionnels 3D [60], celles basées sur les
réseaux convolutionnels à deux flux [61], celles basées sur les mécanismes d’atten-
tion [62] qui deviennent majoritaires dans la littérature. Nous étudierons également
les méthodes de description des images appliquées à la reconnaissance d’actions
humaines.

3.1 Réseaux de neurones convolutifs
Les architectures pour la reconnaissance d’actions humaines peuvent se baser

sur des réseaux de neurones convolutifs (CNN pour Convolutional Neural Net-
work).

L’élément de base d’un CNN est la couche convolutive [63]. Cette couche ap-
prend et applique un ensemble de filtre à l’image d’entrée afin d’en extraire les
caractéristiques. Chaque filtre glisse sur l’image et produit une carte de caracté-
ristiques qui met en évidence la présence de certains motifs visuels dans l’image.

La sortie de la couche convolutive passe ensuite par une fonction d’activation
non linéaire, telle que la fonction ReLU (unité linéaire rectifiée), qui introduit la
non-linéarité dans le réseau et lui permet de modéliser des relations plus complexes
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entre les caractéristiques [64].

Après plusieurs couches convolutives, le réseau comprend généralement une ou
plusieurs couches de mise en commun (pooling en anglais). Les couches de mise en
commun permettent de réduire la dimension spatiale des cartes de caractéristiques
tout en conservant les caractéristiques importantes.

Diverses méthodes peuvent être utilisées dans les couches de mise en commun
pour réduire l’échantillonnage des cartes de caractéristiques [65]. Une des méthodes
consiste à ne garder que les valeurs maximales de chaque fenêtre. Une autre mé-
thode consiste à ne garder que les valeurs moyennes de chaque fenêtre.

Les dernières couches d’un CNN sont généralement des couches entièrement
connectées, qui mettent en correspondance la sortie des couches convolutives avec
les classes ou les étiquettes de sortie. Ces couches sont entraînées à l’aide de tech-
niques de rétropropagation standard afin d’optimiser les paramètres du réseau pour
la tâche donnée.

Convolution Pooling Convolution Pooling    Fully Connected

Figure 3.1 – Exemple d’un réseau de neurones convolutifs.

Les CNN permettent d’apprendre les caractéristiques spatiales des données
d’entrée. Afin d’apprendre également les caractéristiques temporelles, il est né-
cessaire d’ajouter dans le réseau le traitement de la dimension temporelle.

Il existe plusieurs manières de prendre en compte cette dimension temporelle
dans l’apprentissage. Un des premières solutions est d’ajouter une mémoire sur
les caractéristiques spatiales apprises sur les données d’entrée successive. Cette
approche est connue sous le nom de réseaux de neurones récurrents (Recurrent
Neural Network (RNN)). Une autre solution est de mesurer les corrélations entre
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les images successives dans le temps et dans l’espace. C’est l’approche apportée
par la convolution 3D (3D-CNN). Enfin, il est possible de combiner différents flux
de réseaux pour apprendre en parallèle les informations spatiales et temporelles
avec des réseaux à deux flux (Two-Stream).

Figure 3.2 – Différentes architectures basées sur la convolution pour la reconnaissance d’actions
humaines à partir de données vidéos. K est le nombre total d’images dans la vidéo et N représente
un sous-ensemble d’images dans la vidéo.

3.1.1 Convolution 2D et RNN

La convolution 2D est une technique utilisée en traitement d’image pour extraire
des caractéristiques ou des informations utiles à partir d’une image en appliquant
de petites matrices de nombres, appelées filtres ou noyaux.

L’objectif des convolutions 2D et de transformer l’image d’entrée en carte de
caractéristiques en fonction des valeurs du filtre via une fonction mathématique
de convolution défini par :

G(m, n) = (I ∗ K)(i, j) =
∑
m

∑
n

I(m, n)K(i − m, j − n) (3.1)

Où G est la carte de caractéristiques résultante de l’opération de convolution, I est
l’image d’entrée ou une couche de caractéristiques, K est le filtre (ou noyau) utilisé
pour effectuer la convolution, i et j sont les indices de la sortie de la convolution
et m, n sont les indices de l’entrée.
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Image d’entrée I

Filtre K

Carte de caractéristiques G

Figure 3.3 – Schéma d’une convolution 2D. Elle donne en sortie une carte de caractéristiques
G obtenue par la convolution du filtre K sur l’entrée I.

Les filtres ou noyaux se déplacent sur l’image en utilisant une fenêtre glissante
comme illustré sur la figure 3.3. A chaque pixel de l’image, l’opération de convo-
lution est appliquée. Les résultats de ces opérations de convolution sont combinés
pour créer une nouvelle image appelée carte de caractéristiques. Ces couches de
convolution sont souvent combinées avec des couches de mise en commun pour
réduire la dimension des caractéristiques, et avec des couches entièrement connec-
tées (Fully Connected) pour la classification.

La convolution 2D sur les images est l’une des opérations de base dans les
réseaux de neurones profonds. Il est donc facile d’utiliser la convolution 2D sur
les séquences d’images pour en extraire les caractéristiques spatiales. Cependant,
la convolution 2D ne modélise pas de manière inhérente les caractéristiques tem-
porelles et nécessite une agrégation ou une modélisation supplémentaire de ces
informations.

Pour pouvoir modéliser les caractéristiques à long terme, une couche récurrente
telle qu’une cellule LSTM (Long Short-Time Memory) est ajoutée au modèle [59].
Cette architecture est illustrée sur la figure 3.2-a.

Le LSTM [66] est une cellule d’architecture de réseau neuronal récurrent (RNN)
bien adaptée à la modélisation de données séquentielles, telles que les séries chro-
nologiques ou le langage naturel. Les LSTM ont été inventés pour résoudre le
problème de la disparition du gradient. Ce problème donne l’incapacité au réseau
de propager les informations utiles du gradient d’un bout à l’autre du réseau. Le
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modèle a alors du mal à apprendre à partir de longues séquences de données. Ce
problème commun aux RNN traditionnels a été résolu par les LSTM. Les LSTM
utilisent une cellule de mémoire spéciale qui peut maintenir son état sur de longues
périodes de temps. Cette cellule de mémoire permet au réseau d’apprendre des dé-
pendances à long terme dans les données.

Ainsi, la plupart des méthodes existantes ont adopté des architectures RNN à
portes (Gated-RNN), telles que les mémoires à long et court terme comme AR-Net
(LSTM) [67]. Cela permet de modéliser la dynamique temporelle à long terme des
séquences vidéos.

Dans un réseau, chaque cellule LSTM possède trois composants principaux :
une porte d’entrée, une porte de sortie et une porte d’oubli. Ces portes contrôlent
le flux d’informations entrant et sortant de la cellule. Elles permettent au LSTM
d’apprendre les informations à mémoriser ou d’oublier les informations inutiles.
La porte d’entrée détermine les valeurs de la séquence d’entrée qui doivent être
transmises à la cellule. La porte de sortie détermine les valeurs de la cellule qui
doivent être transmises à la sortie. La porte d’oubli détermine les valeurs de la
cellule qui doivent être réinitialisées ou écartées (figure 3.4). Les cellules LSTM
fonctionnent avec les équations suivantes :

it = σ(Wix ∗ xt + Wih ∗ ht−1 + bi)
ft = σ(Wfx ∗ xt + Wfh ∗ ht−1 + bf )
ot = σ(Wox ∗ xt + Woh ∗ ht−1 + bo)

gt = tanh(Wgx ∗ xt + Wgh ∗ ht−1 + bg)
ct = ft ∗ ct−1 + it ∗ gt

ht = ot tanh(ct)

(3.2)

Où xt est l’entrée à l’étape t.
ht−1 est la sortie cachée à l’étape t − 1.
ct−1 est la mémoire cellulaire à l’étape t − 1.
it, ft, ot et gt sont respectivement les sorties des portes d’entrée, d’oubli, de

sortie et de mémoire cellulaire.
Wix, Wfx, Wox, Wgx, Wih, Wfh, Woh, Wgh sont respectivement les poids cachés
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pour les portes d’entrée, d’oubli, de sortie et de mémoire cellulaire.
bi, bf , bo, bg sont respectivement les biais pour les portes d’entrée, d’oubli, de

sortie et de mémoire cellulaire.

X +

X

tanh
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ℎ𝑡

X



ǁ𝑐𝑡 𝑜𝑡𝑖𝑡𝑓𝑡

𝑐𝑡

ℎ𝑡−1

𝑥𝑡

ℎ𝑡

Figure 3.4 – Schéma d’une cellule LSTM. Elle prend au temps t une entrée xt, la sortie cachée
ht−1 de l’étape t−1 et la mémoire cellulaire ct−1 de l’étape t−1. Elle possède une porte d’entrée
it, une porte d’oubli ft, une porte de sortie ot. Elle donne en sortie, la mémoire cellulaire ct et
la sortie cachée ht qui seront données en entrée de la prochaine cellules LSTM.

Dans LRCN [59], les auteurs ont introduit le réseau convolutif récurrent à long
terme (LRCN pour Long-term Recurrent Convolutional). Ce réseau contient
un CNN 2D pour extraire les caractéristiques RGB au niveau de l’image. Ce CNN
2D est suivi de LSTM pour prendre en compte les caractéristiques temporelles
dans la classification de l’action.

Dans [68] les caractéristiques RGB sont extraites au niveau de l’image et les
caractéristiques de flux optique à partir d’un CNN 2D pré-entraîné. Ces caracté-
ristiques sont ensuite transmises à un cadre LSTM empilé.

D’autres travaux comme [69] ont adopté le LSTM bi-directionnel, qui consiste
en deux LSTM indépendants pour apprendre les informations temporelles en avant
et en arrière, pour la reconnaissance d’actions humaines.

L’ajout de couches LSTM au-dessus de convolution 2D, permet au réseau d’ap-
prendre les caractéristiques spatio-temporelles directement dans un environnement
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de formation de bout en bout. Mais cela augmente les besoins en ressources de cal-
culs.

Il est également plus complexe à paramétrer et à entraîner que les architectures
plus simples.

3.1.2 Convolution 3D

De nombreuses recherches ont étendu les réseaux de convolution 2D à des ré-
seaux de convolution 3D afin de modéliser simultanément les informations spatiales
et temporelles dans les vidéos qui sont cruciales pour la reconnaissance d’actions
humaines.

Filtre K

Image d’entrée I Carte de caractéristiques G

Figure 3.5 – Schéma d’une convolution 3D. Elle donne en sortie une carte de caractéristiques
G obtenue par la convolution du filtre K sur l’image d’entrée I.

La convolution 3D est un type d’opération de convolution qui s’applique à des
données d’entrée tridimensionnelles, telles qu’une image 3D ou une vidéo comme
illustrée sur la figure 3.2-b. Comme la convolution 2D, la convolution 3D applique
un ensemble de filtres sur les données d’entrée pour produire une série de cartes de
caractéristiques. Les cartes de caractéristiques représentent les différentes informa-
tions des données d’entrée. La figure 3.5 illustre le fonctionnement des convolutions
3D. Les cartes de caractéristiques sont obtenues via la fonction mathématique de
convolution 3D suivantes :

G(m, n, o)(I ∗ K)(i, j, k) =
∑
m

∑
n

∑
O

I(m, n, o) ∗ G(i − m, j − n, k − o) (3.3)
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Où G est la carte de caractéristique résultante de l’opération de convolution.
I est l’image d’entrée (ou une carte de caractéristique). K est le filtre (ou noyau)
utilisé pour effectuer la convolution. i, j et k sont les indices de la sortie de la
convolution. m, n, o sont les indices de l’entrée.

Dans C3D [70], un modèle CNN 3D a été introduit pour apprendre les ca-
ractéristiques spatio-temporelles des vidéos brutes dans un cadre d’apprentissage
de bout en bout. Cependant, ces réseaux sont principalement utilisés pour l’ap-
prentissage avec des clips au lieu d’apprendre à partir de vidéos complètes. Les
dépendances spatio-temporelles à longue portée dans les vidéos sont donc igno-
rées. Par conséquent, plusieurs approches se sont concentrées sur la modélisation
des dépendances spatio-temporelles à longue portée dans les vidéos.

Dans T3D [71], un modèle DenseNet [72] a été étendu avec des filtres 3D et des
noyaux de mise en commun pour créer un CNN 3D temporel (T3D). La couche
de transition temporelle peut alors modéliser des profondeurs de noyau de convo-
lution temporelle variables. Le T3D peut capturer de manière dense et efficace
l’apparence et les informations temporelles à court, moyen et long terme.

D’autres travaux ont combiné des CNN 2D et des CNN 3D. Par exemple, l’archi-
tecture ECO [73] utilise des CNN 2D pour extraire des caractéristiques spatiales,
qui sont empilées puis transmises à des CNN 3D pour modéliser les dépendances
à long terme.

Les convolutions 3D permettent aux réseaux neuronaux d’apprendre les carac-
téristiques spatiales et temporelles des données d’entrée. Cela leur permet de mieux
comprendre le contexte et la signification des données 3D [70].

Les convolutions 3D sont plus difficiles à former que celles basées sur la convo-
lution 2D en raison de la dimension supplémentaire qui complexifie les calculs et
le paramétrage du réseau. Elles ont donc besoin de plus de puissance de calcul et
de données que les convolutions 2D.
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3.1.3 Réseaux convolutionnels à deux flux

A. Zisserman a permis la généralisation des réseaux convolutionnels à deux flux
[61] [74].

Un réseau à deux flux pour la reconnaissance d’actions humaines est un type de
modèle de reconnaissance d’actions humaines qui utilise deux flux de données pour
reconnaître les actions humaines dans des vidéos. Le premier flux de données est
généralement composé d’une image RGB, tandis que le deuxième flux de données
est généralement une séquence d’informations temporelles associées à l’image RGB
du premier flux. Cela peut être les mouvements des articulations du corps humain
ou l’estimation de flux optique.

Dans ce type d’architecture, les deux flux apprennent les caractéristiques des
données d’entrée. Le premier flux apprend les caractéristiques spatiales tandis que
le deuxième flux apprend les données temporelles. Ces deux flux sont ensuite fu-
sionnés dans les dernières couches de classification comme illustré sur la figure 3.2-c.

Il existe plusieurs méthodes de fusion des deux flux.
Dans [75], plusieurs stratégies de fusion ont été étudiées comme illustré sur la

figure 3.6. On peut distinguer la fusion tardive, la fusion précoce et la fusion lente.

Figure 3.6 – Les différentes méthodes de fusion expérimentées dans [75]. Les cases rouges, vertes
et bleues indiquent respectivement les couches de convolution, de normalisation et de pooling.

Pour déterminer la meilleure méthode de fusion de deux flux, les différentes mé-
thodes de fusion ont été comparées à une architecture de référence nommée single
frame. Cette architecture est essentiellement un réseau de classification d’images
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sans caractéristiques temporelles. Elle réunit les prédictions sur les images succes-
sives pour en reconnaître les actions.

La méthode de fusion tardive permet d’extraire les caractéristiques de chaque
modalité d’entrée séparément, puis elle les fusionne après la classification. Cette
méthode est efficace mais ne permet pas de capturer les informations spatio-
temporelles fines.

La fusion précoce fusionne les caractéristiques extraites de chaque image vidéo
en un seul vecteur de caractéristiques avant de l’introduire dans la couche de clas-
sification. Cette méthode est coûteuse en termes de calcul, mais elle permet de
capturer des informations spatio-temporelles fines.

Enfin, la fusion lente fusionne les caractéristiques de manière hiérarchique à par-
tir d’une pile d’images, de sorte qu’au fur et à mesure que le réseau s’approfondit,
davantage de caractéristiques temporelles sont apprises.

Les différentes expérimentations, réalisées dans [75], montrent qu’il est efficace
de fusionner les réseaux spatiaux et temporels au niveau de la dernière couche de
convolution. Cela réduit le nombre de paramètres tout en conservant la précision.

Bien que les architectures à deux flux aient été couronnées de succès dans de
nombreuses applications, elle souffre de certaines limitations. Tout d’abord, elle
est coûteuse en termes de calcul, ce qui la rend difficile à mettre à l’échelle pour
les applications en temps réel. Deuxièmement, elle dépend de la disponibilité du
flux optique, qui peut être difficile à estimer avec précision et inefficace en cas
d’immobilité de la personne.

Pour remédier à ces limitations, de nouvelles architectures ont été proposées.
Ainsi de nombreuses méthodes utilisent un CNN 3D pour exploiter les informations
spatio-temporelles et un flux pour exploiter les informations de mouvement [76].
Le réseau à deux flux obtient une précision de pointe en utilisant des images RGB
et de flux optique en entrée. Cependant, chaque flux est généralement entraîné
individuellement ce qui augmente les besoins en ressources de calculs. Certaines
approches tentent de construire un réseau à deux flux de manière plus efficace.
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Dans D3D [77] est introduit le réseau Distilled 3D Network (D3D). Il a obtenu
de hautes performances sans calcul de flux optique pendant l’inférence. D3D com-
bine les informations de mouvement du flux temporel dans le flux spatial, ce qui
conduit le flux spatial à se comporter comme le flux temporel. D3D entraîne deux
réseaux, dont un réseau enseignant et un réseau élève. Le réseau enseignant est un
flux temporel appris d’un réseau à deux flux. Le réseau élève est un flux spatial.
La connaissance du réseau de l’enseignant est distillée dans le réseau de l’étudiant
pendant la phase d’entraînement.

Une amélioration des réseaux convolutionnels à deux flux est de les fusionner
par un filtre 3D, comme illustré sur la figure 3.2-d. La convolution 3D permet d’ap-
prendre les correspondances entre les caractéristiques spatiales et temporelles du
flux. Elle permet un meilleur apprentissage des caractéristiques spatio-temporelles.

Dans [76], les convolutions 2D de l’architecture à double flux de [61] sont éten-
dues en 3D. L’entrée du flux spatial est alors constituée des séquences d’images
de la vidéo au lieu d’une seule image comme dans les architectures à deux flux
de base. Cette approche a donné des résultats prometteurs, atteignant des perfor-
mances de pointe sur plusieurs points de référence. Cependant, elle souffre encore
de certaines limitations, telles que la nécessité d’une grande quantité de données
pour un entraînement efficace et un coût de calcul élevé.

L’utilisation de deux flux de données permet de mieux comprendre les actions
humaines dans des vidéos, en utilisant à la fois des informations visuelles et tem-
porelles.

Ce type de réseau permet une modélisation temporelle à long terme et une
augmentation des performances sans augmentation significative de la taille des
paramètres.

3.2 ConvLSTM
Les méthodes de reconnaissance d’actions doivent apprendre des caractéris-

tiques spatio-temporelles. Les convLSTMs proposés par Shi et al. dans [78] sont
des cellules adaptées aux données spatio-temporelles. Les convLSTMs sont une
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variante des cellules LSTM visibles dans la figure 3.7.
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Figure 3.7 – Schéma d’une cellule de convLSTM. Elle prend au temps t une entrée xt, la sortie
cachée ht−1 de l’étape t − 1 et la mémoire cellulaire ct−1 de l’étape t − 1. Elle possède une porte
d’entrée it, une porte d’oubli ft, une porte de sortie ot. Elle donne en sortie, la mémoire cellulaire
ct et la sortie cachée ht qui seront données en entrée de la prochaine cellule.

Les équations clés des cellules convLSTM sont présentées ci-dessous, où "∗"
désigne l’opération de convolution et "◦" désigne le produit Hadamard.

it = σ(Wxi ∗ Xt + Whi ∗ Ht−1 + Wci ◦ Ct−1 + bi)
ft = σ(Wxf ∗ Xt + Whf ∗ Ht−1 + Wcf ◦ Ct−1 + bf )

Ct = ft ◦ Ct−1 + it ◦ tanh(Wxc ∗ Xt + Whc ∗ Ht−1 + bc)
ot = σ(Wxo ∗ Xt + Who ∗ Ht−1 + Wco ◦ Ct + bo)

Ht = ot tanh(Ct)

(3.4)

La cellule de convLSTM se distingue d’une cellule de LSTM par la présence
d’une convolution à l’intérieur de la cellule LSTM. Dans une cellule de convL-
STM, la multiplication matricielle entre les matrices de poids W et les entrées X

est remplacée par une opération de convolution. Même changement pour la multi-
plication matricielle entre les matrices de poids W et l’état caché au pas de temps
précédent Ht−1. Les convLSTM ont une structure convolutive dans les transitions
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état-état et entrée-état.
Avec la convolution à l’intérieur du LSTM, l’entrée x, l’activation cellulaire c,

la porte d’entrée i, les états cachés h, la porte d’oubli f et la porte de sortie o sont
des tenseurs 3D dont la première dimension est le nombre de canaux. Les deux
dernières dimensions sont les dimensions spatiales capables de retenir toutes les
informations spatiales.

Les cellules convLSTM peuvent capturer les caractéristiques spatiales et tempo-
relles en même temps. Elles sont donc efficaces pour les données spatio-temporelles
telles que les vidéos.

3.3 Mécanismes d’attention
Le Transformer est un modèle de séquence à séquence basé sur les mécanismes

d’attention. Les mécanismes d’attention [79] proviennent du domaine du traite-
ment du langage naturel. Ils ont été conçus pour traiter des séquences entières.
Les mécanismes d’attention peuvent paralléliser certaines opérations contraire-
ment aux RNN, qui sont de nature séquentielle. Les mécanismes d’attention ont
ensuite été appliqués au traitement des images [23] avant d’être utilisés dans le
traitement des vidéos [62]. Comme les mécanismes d’attention sont conçus pour
modéliser des séquences, il est nécessaire de transformer les vidéos d’entrée en
un ensemble de séquences, où chaque élément est appelé un token. Ce processus
s’appelle la tokenisation. Il existe différents types de tokenisation (fig. 3.8), la to-
kenisation des patchs 2D ou 3D, des images et des clips.

La plupart des architectures basées sur les mécanismes d’attention pour le trai-
tement vidéo, utilisent une tokenisation de patch 2D. Elle consiste à diviser les
images vidéos d’entrée en régions de taille fixe h ∗ w. D’autres architectes utilisent
plutôt une tokenisation de patch 3D. Elle permet de prendre en compte la dimen-
sion temporelle en divisant les vidéos d’entrée en régions de taille fixe t ∗ h ∗ w.

Dans le cas de la tokenisation par frame, des architectures de base (backbones)
apprennent, pour chaque image, les caractéristiques spatiales locales. Cela permet
aux mécanismes d’attention de se concentrer sur la modélisation des caractéris-
tiques temporelles. La tokenisation par frame permet de modéliser des vidéos plus
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longues.
Dans le cas de la tokenisation par clips, les informations de plusieurs images

vidéos (ce qui forme un clip) sont condensées dans chaque token individuel pour
réduire la dimension temporelle. Le mécanisme d’attention utilisera plus d’images
pour couvrir des étendues temporelles plus longues. La tokenisation des clips est
efficace pour les tâches de modélisation à long terme. Mais suivant la taille des
clips, les informations à grain fin, comme l’emplacement des objets, peuvent être
perdues ou mélangées.

La tokenisation a un impact sur le niveau auquel l’information est modélisée. La
tokenisation basée sur les images ou les clips permet une modélisation temporelle
plus longue. La tokenisation des patchs 2D ou 3D permet une modélisation spatio-
temporelle plus fine. La tokenisation impacte la longueur de la séquence d’entrée
et par conséquent, la complexité de la mémoire du modèle. La tokenisation par
les patchs 2D ou 3D avec une conception efficace ou la tokenisation sur les images
donnent les meilleurs compromis entre la performance et la complexité.

Les tokens sont ensuite intégrés. Le type d’intégration des tokens dépend du
type de tokenisation. L’objectif de l’intégration des tokens est de pouvoir donner
en entrée du réseau des tokens représentant de plus petites portions de la vidéo
d’entrée sous forme de vecteur. Pour une tokenisation par patch 2D ou 3D, il est
possible d’effectuer une projection linéaire. Pour une tokenisation par patch 2D
ou par images, des convolutions 2D peuvent être effectuées. Pour une tokenisation
par patch 3D ou par clip, des convolutions 3D peuvent être effectuées. Pour allé-
ger l’apprentissage, des architectures de base (backbones) peuvent également être
utilisés.

Les mécanismes d’attention, prenant en entrée des tokens, sont invariants par
permutation. Pour pouvoir prendre en compte le biais structurel, c’est-à-dire l’em-
placement de chaque token dans la vidéo d’origine, un codage des positions est
ajouté aux tokens. Ce codage des positions permet de prendre en compte le posi-
tionnement des tokens dans la séquence d’entrée.

Il prend en entrée la séquence d’entrée X ∈ RT (X)×dm et la séquence de sortie
ou la séquence sur laquelle l’attention est appliquée M ∈ RT (M)×dm où T (.) est la
taille de la séquence et dm la dimension de chaque élément de la séquence, donc
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de chaque token.
Dans chaque couche des mécanismes d’attention, X est mis en correspondance

avec un ensemble de requêtes Q ∈ RT (X)×dk tandis que M est mis en correspon-
dance avec un ensemble de paires de clés K ∈ RT (M)×dk et de valeurs V ∈ RT (M)×dk ,
où dk = dm/h et h est le nombre d’en-têtes. Ainsi, la requête Q représente une
caractéristique intéressante, l’ensemble de paires de clés K représente les caracté-
ristiques qui peuvent être pertinentes par rapport à la requête Q et la valeur V

représente les caractéristiques d’origine.

Dans ce type de réseau, les cellules d’attention remplacent les cellules de convo-
lution. Dans les problèmes de classification, l’attention permet d’apprendre les ca-
ractéristiques des classes. L’attention est définie comme une fonction à 3 variables
qui sont Q, K et V .

Dans cette fonction, l’affinité dans l’opération non-locale est instanciée en tant
que produit scalaire entre Q et K. Il en résulte une matrice qui est ensuite utilisée
pour peser combien chaque valeur contribue à la représentation de sortie de cha-
cune des autres valeurs. Ce produit scalaire permet de déterminer les pertinences
de chaque valeur par rapport à une requête donnée et de pondérer en conséquence
les interactions entre les valeurs. Pour cela, le produit scalaire est mis à l’échelle
par un facteur de normalisation dk correspondant à la dimension du vecteur k. Ce
produit scalaire normalisé est converti en probabilités par la fonction softMax. Les
probabilités résultantes sont ensuite utilisées pour mettre à jour les caractéristiques
d’entrée V . Le modèle mathématique est le suivant :

Att(Q, K, V ) = softMax(QKT

√
dk

)V (3.5)

Similaire aux filtres multiples dans une couche convolutive, le Multi-Head-Attention
(MHA) a été proposé dans Attention Is All You Need [79], où X et M sont mis en
correspondance avec différentes représentations, c’est-à-dire différents ensembles
de Q, K et V , afin d’effectuer différentes opérations d’attention simultanément.
La sortie de chaque tête est concaténée et mappée dans un espace commun à dm

dimensions par une une transformation linéaire W (O) ∈ Rh.dk×dm :
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MHA(X, M) = Concat(head1, ....headh)W (O),

où headi = Att(XW
(Q)
i , XW

(K)
i , XW

(V )
i ),

et W
(.)
i ∈ Rdm×dk

(3.6)

Afin de réduire les temps d’entraînement et stabiliser l’apprentissage, une couche
complète de Transformer est composée de deux sous-couches ou plus, suivies d’une
connexion résiduelle et d’une couche de normalisation [80].

En pratique, chaque couche du Transformer contient au moins une sous-couche
Multi-Head-Attention (MHA) et se termine par une sous-couche (Feed-Forward
Network) finale chargée de transformer les représentations des données.

La sortie du Transformer est donnée à un perceptron multicouche (MLP) qui
donne en sortie la classe d’action de la donnée d’entrée.

Bien que les mécanismes d’attention aient obtenu des résultats prometteurs, ils
ont besoin de mémoire et de puissance de calcul.

Certains travaux ont permis de réduire la complexité des calculs comme dans
SCT [81].
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Figure 3.8 – Architecture basée sur les mécanismes d’attention pour la reconnaissance d’actions
humaines.
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3.4 L’apprentissage de la correspondance image-
texte

L’apprentissage de la correspondance image-texte est un sujet de recherche qui
fait le lien entre les domaines de la vision par ordinateur (CV) et le traitement
du langage naturel (NLP). L’objectif est d’apprendre conjointement les représen-
tations du texte et des images pour ensuite pouvoir décrire les images en langage
naturel.

L’état de l’art actuel dans ce domaine est dominé par des modèles tels que CLIP
(Contrastive Language-Image Pre-Training) [82] et XCLIP [83].

CLIP [82] se concentre sur l’apprentissage de modèles visuels en utilisant une
supervision en langage naturel. Cette approche exploite des ensembles de données
contenant des images et leurs descriptions textuelles associées. Grâce à l’appren-
tissage contrastif, le modèle apprend à associer des caractéristiques visuelles et
textuelles similaires tout en distinguant les paires dissemblables. Lors de l’infé-
rence, une nouvelle image est donnée au modèle. Le modèle va alors chercher la ou
les descriptions textuelles les plus proches de l’image. Le modèle attribue ensuite
à l’image la classe associée à la ou aux descriptions les plus proches.

En se basant sur la supervision du langage naturel, le modèle peut généraliser
ses connaissances à de nouvelles tâches visuelles sans avoir besoin d’annotations
explicites.

XCLIP [83] étend CLIP pour traiter des tâches de reconnaissance sur des vi-
déos. Il introduit des informations temporelles dans les modèles pré-entraînés afin
de comprendre et reconnaître des actions, des événements et des dynamiques dans
les vidéos. Les images vidéos sont transformées en un format séquentiel et enco-
dées avec les descriptions textuelles correspondantes. Le modèle apprend ensuite
à saisir les relations temporelles entre les images et le contexte linguistique.

ActionCLIP [84] propose un paradigme pour la reconnaissance d’actions hu-
maines en intégrant l’apprentissage contrastif et le pré-apprentissage sur un en-
semble de données vidéos à l’aide d’invités en langage naturel. Au lieu d’utiliser
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des annotations explicites, il utilise des invités dérivés des sous-titres des vidéos
pour guider l’apprentissage des représentations vidéos. ActionCLIP se concentre
sur la capture des relations entre les segments vidéos et leurs descriptions textuelles
associées, afin d’apprendre des représentations d’actions efficaces.

Ces modèles permettent de décrire les séquences d’images vidéos à l’aide du
langage naturel. Ils peuvent être adaptés à différentes situations, car ils n’exigent
pas une connaissance préalable de toutes les classes d’actions. C’est un algorithme
qui permet ensuite de classifier les descriptions obtenues dans les différentes classes
d’actions.

Cependant, ces modèles nécessitent des ressources de calcul importantes pour
fonctionner correctement. Ils ouvrent la voie à diverses applications, de la compré-
hension d’images et de vidéos au traitement du langage naturel et à l’intelligence
artificielle multimodale.

3.5 Analyse critique

Architecture Année Modalités Accuracy
LRCN [59] 2015 RGB 82.90
C3D [70] 2015 RGB 85.20

Beyond Short-Snippets [68] 2015 RGB, flux optique 88.6
Two-stream [61] 2014 RGB, flux optique 88.00
3D-Fused [74] 2016 RGB, flux optique 92.50

T3D+TSN [71] 2017 RGB 93.2
ECO [73] 2018 RGB 93.30
I3D [76] 2017 RGB, flux optique 98.00

PERF-Net [85] 2020 RGB, squelette, flux optique 98.60
D3D [77] 2020 RGB 97.00

actionCLIP [84] 2021 RGB 97.10
DB-LSTM [69] 2021 RGB, flux optique 97.30

SCT-L [81] 2022 RGB 98.7

Table 3.1 – Résultats obtenus sur le jeu de données UCF101 pour chacune des architectures
citées.

La reconnaissance d’actions humaines est un domaine de la vision par ordi-
nateur qui se développe rapidement. Il existe de nombreuses architectures pour
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la reconnaissance d’actions humaines. Les résultats obtenus sur le jeu de données
UCF101 [86] par les méthodes citées précédemment dans cette section sont visibles
dans le tableau 3.1.

D’une part, la méthode idéale et optimale serait de prendre en compte toutes
les caractéristiques des différents prétraitements et des différentes architectures
ensemble.

D’autre part, malgré plusieurs architectures de reconnaissance d’actions hu-
maines, nous constatons que l’accent est mis sur l’analyse de l’image entière et sur
la prise en compte du mouvement plus que sur la prise en compte de l’humain.

Il est important de noter que la meilleure architecture pour la reconnaissance
d’actions humaines dépend de nombreux facteurs, tels que les données disponibles,
les exigences en matière de précision et de temps de calcul, et les besoins spécifiques
de l’application.

Dans le cadre des applications de HAR dans le contexte de l’AAD et de la
robotique d’assistance, l’accent doit être mis sur la précision. Toutes les situations
à risque doivent être détectées pour pouvoir lancer des alertes dans les temps. Ce-
pendant, aucune alerte ne doit être déclenchée en l’absence de situation à risque.
Les temps de calcul et les ressources énergétiques doivent également être pris en
compte pour que l’application puisse fonctionner en temps réel au sein d’un robot
mobile d’assistance.

Malgré les nombreuses solutions de reconnaissance d’actions humaines exis-
tantes, les contraintes liées au contexte de l’AAD et de la robotique d’assistance
sont très peu prises en compte dans la littérature.



Chapitre 4

Notre approche

Il existe une grande diversité de modalités et d’architectures pour la reconnais-
sance d’actions humaines. Le meilleur choix de la modalité d’entrée, couplée à une
architecture, dépend de nombreux facteurs.

Dans notre contexte de la robotique d’assistance au maintien à domicile, il est
important de prendre en compte les mouvements des personnes, les périodes d’im-
mobilité des personnes, ainsi que les mouvements de caméra dus au déplacement
du robot. Mais dans la littérature, les immobilités et les mouvements de caméra
dans le cadre de la reconnaissance d’actions humaines sont peu pris en compte.
Il est donc nécessaire de déterminer quel couplage entre une ou plusieurs modali-
tés d’entrée et une architecture de reconnaissance d’actions humaines convient le
mieux pour une application dans un robot d’assistance au maintien à domicile.

Pour cela nous allons expérimenter plusieurs couplages entre différentes moda-
lités d’entrée et différentes architectures.

Dans ce chapitre, nous commencerons par vous présenter les différentes moda-
lités d’entrée et les différentes architectures prises en compte dans nos expérimen-
tations.

Enfin nous montrerons la problématique d’optimisation du couplage entre une
ou plusieurs modalités et une architecture.

58



CHAPITRE 4. NOTRE APPROCHE 59

4.1 Modalités d’entrée
Il existe différentes modalités d’entrée pour la reconnaissance d’actions hu-

maines, chacune ayant ses avantages et ses inconvénients.

L’objectif est d’expérimenter différentes modalités d’entrée, notamment la seg-
mentation sémantique de la scène et la segmentation sémantique des parties du
corps humain, qui sont peu utilisées pour la reconnaissance d’actions humaines.
Nous souhaitons déterminer la modalité la plus adaptée à la reconnaissance d’ac-
tions humaines en présence d’immobilité et de mouvement de caméra, dans le
contexte de la robotique d’assistance au maintien à domicile. Ainsi nous allons
expérimenter le RGB, l’estimation de flux optique, la détection du squelette, la
segmentation sémantique de la scène et la segmentation sémantique des parties du
corps humain.

4.1.1 RGB

Le canal RGB capture l’ensemble des informations visuelles de la scène, incluant
la couleur, la texture, la luminosité, etc. Cela permet de fournir une représentation
visuellement riche des différentes scènes.

4.1.2 Flux optique

Le flux optique est une technique couramment utilisée dans l’analyse des mou-
vements dans les vidéos, y compris dans le contexte de la reconnaissance d’actions
humaines. Cette technique repose sur le calcul des variations locales d’intensité
lumineuse entre les images successives d’une séquence vidéo, ce qui permet de mo-
déliser le mouvement. Seuls les mouvements dans la scène sont visibles.

Pour estimer le flux optique, nous utilisons la méthode algorithmique d’estima-
tion de flux optique dense de Gunnar Farneback [32].

La méthode de Farneback utilise une approche pyramidale pour traiter les
images à différentes résolutions. Cela implique la construction de pyramides d’images
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en réduisant progressivement leur résolution à chaque niveau. Cette approche per-
met de gérer les mouvements de grands déplacements et les changements d’échelle
dans les images, ce qui améliore la robustesse de l’estimation du flux optique.

Ensuite, pour estimer le flux optique dense, la méthode approche les fenêtres
locales des images par des polynômes quadratiques par le biais de la transformation
d’expansion polynomiale. Cette approximation par des polynômes quadratiques
permet de capturer les variations locales du mouvement dans la fenêtre et facilite
le calcul des déplacements des pixels.

Après avoir approché les fenêtres locales par des polynômes, la méthode observe
comment ces polynômes se transforment sous l’effet de la translation (mouvement)
entre les deux images successives. En analysant ces transformations, la méthode
définit une approche pour estimer les champs de déplacement à partir des coef-
ficients d’expansion polynomiale. Cela permet de calculer une estimation initiale
du flux optique dense pour certains pixels.

Enfin, pour obtenir une estimation plus précise du flux optique dense, la mé-
thode de Farneback effectue une série de raffinements itératifs. Ce processus permet
d’améliorer progressivement l’estimation du déplacement en prenant en compte les
informations des pixels voisins. En utilisant ce raffinement itératif, le flux optique
dense final est calculé avec une précision accrue.

L’avantage de cette méthode est qu’elle est robuste aux variations de contraste
et de luminosité entre deux images successives et qu’elle est efficace en temps réel.

4.1.3 Détection du squelette

La reconnaissance d’actions humaines basée sur la détection du squelette est
une approche couramment utilisée dans la vision par ordinateur pour analyser et
comprendre les mouvements humains dans une vidéo. Cette méthode repose sur
l’idée que les informations les plus importantes pour comprendre une action se
trouvent dans la structure du corps humain, représentée par un graphe.

Pour pouvoir détecter le squelette humain sur les séquences d’images, nous nous
sommes appuyés sur le modèle Bottom-Up Human Pose Estimation Via Disentan-
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gled Keypoint Regression appelé DEKR [87]. Ce modèle permet de détecter et de
modéliser le squelette humain de toutes les personnes présentes dans la scène par
une méthode ascendante. Elle commence donc par la détection des articulations
individuelles, suivie de leur connexion pour former les poses complètes. La mé-
thode introduit la régression démêlée des articulations, qui permet de prédire les
coordonnées des articulations de manière indépendante, tout en prenant en compte
les relations spatiales entre les articulations voisines.

La régression démêlée des articulations est réalisée en utilisant un réseau de neu-
rones profonds qui apprend à prédire les coordonnées des articulations à partir des
caractéristiques de l’image en entrée. Le réseau est formé de manière à minimiser
une fonction de perte qui mesure l’écart entre les prédictions des articulations et
leurs coordonnées réelles. En utilisant cette approche, les articulations peuvent être
estimées avec précision, tout en résolvant le problème de la dépendance mutuelle
entre les articulations. Cette solution contient également une méthode efficace pour
la détection initiale des articulations, en utilisant des modèles de détection d’ob-
jets pré-entrainés. Ces modèles permettent d’obtenir rapidement une estimation
approximative des articulations, qui est ensuite raffinée par la régression démêlée.

Cette méthode se distingue par sa rapidité en termes de temps de calcul avec
une précision améliorée par rapport aux autres méthodes.

La détection du squelette se fait directement sur l’image RGB comme cela se
fait dans la littérature.

4.1.4 Segmentation sémantique de la scène

La segmentation sémantique de la scène est une technique de vision par ordi-
nateur qui vise à attribuer des étiquettes sémantiques à chaque pixel d’une image
ou d’une vidéo. Elle permet de comprendre et de différencier les différentes régions
ou objets présents dans la scène.

Dans le contexte de la reconnaissance d’actions humaines, la segmentation sé-
mantique de la scène peut être utilisée pour enrichir l’analyse de la scène en four-
nissant des informations sur l’humain, l’environnement ou les objets avec lesquels
les personnes interagissent.
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Pour pouvoir pré-traiter nos données avec la segmentation sémantique de la
scène, nous nous sommes appuyés sur le modèle existant de Vision Transformer
Adapter For Dense Predictions [88].

Ce modèle est une adaptation de Vision Transformer (ViT) pour les prédictions
denses comme la segmentation sémantique de la scène.

Cette approche utilise un ViT ordinaire [23] avec une tokenisation par patch.
Ensuite, le ViT ordinaire est couplé avec un module d’antériorité spatiale conçu
pour capturer les caractéristiques spatiales locales des images d’entrée, tout en
maintenant l’architecture originale de ViT.

Ensuite, ces caractéristiques sont injectées dans le ViT pour y introduire les
priorités spatiales. Enfin, un extracteur de caractéristiques multi-échelles permet
d’extraire les caractéristiques hiérarchiques des données obtenues à partir du ViT.
Les caractéristiques multi-échelles de granularité fine, nécessaires pour les prédic-
tions denses, sont ainsi reconstruites.

Cette architecture permet de combler l’écart de performance entre le ViT ordi-
naire et les Transformers spécifiques à la vision pour les tâches de prédiction dense
comme la segmentation sémantique de la scène.

4.1.5 Segmentation sémantique des parties du corps hu-
main

La segmentation sémantique des parties du corps humain est une tâche spéci-
fique de la segmentation sémantique qui vise à attribuer des étiquettes sémantiques
à chaque pixel correspondant à une partie spécifique du corps humain, telle que la
tête, les bras, les jambes, le torse, etc. Cette segmentation fine permet d’obtenir
une représentation plus détaillée des mouvements et des interactions entre les dif-
férentes parties du corps.

Pour pouvoir pré-traiter nos données avec la segmentation sémantique des par-
ties du corps humain, nous nous sommes appuyés sur le modèle existant de Cross-
Domain Complementary Learning Using Pose for Multi-Person Part Segmentation
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[1].
L’approche de Cross-Domain Complementary Learning Using Pose for Multi-

Person Part Segmentation [1] utilise la complémentarité des données réelles et
synthétiques, c’est-à-dire des variations riches et réalistes des données réelles et
les étiquettes faciles à obtenir des données synthétiques, de manière efficace. Cette
méthode permet d’apprendre la segmentation sémantique des parties du corps
humain sur des images réelles sans aucune étiquette annotée par l’homme.

Pour cela, les informations complémentaires obtenues par deux domaines dif-
férents sont considérées : la détection du squelette humain sur les données réelles
et synthétiques et la segmentation sémantique des parties du corps humain sur les
données synthétiques pour améliorer les performances de segmentation.

L’approche proposée utilise une architecture de réseau à deux flux qui traite
séparément les données synthétiques et réelles (voir la figure 4.1). Pour les deux
flux, l’image d’entrée passe par une architecture de base (backbones) provenant
de ResNet101 [89] pour extraire les caractéristiques. Puis les caractéristiques sont
utilisées pour détecter le squelette humain. Le modèle de détection du squelette
s’appuie sur OpenPose [46]. OpenPose est une approche ascendante basée sur des
champs d’affinité (Part Affinity fields (PAF)) et des cartes de point-clés.

Le premier flux apprend la segmentation des parties du corps humain sur les
données synthétiques en se basant sur la détection du squelette humain.

Le deuxième flux utilise les données réelles qui ne sont pas annotées pour la
segmentation sémantique des parties du corps humain. Il détecte le squelette hu-
main sur les données réelles et apprend à corréler la segmentation sémantique des
parties du corps humain avec la détection de squelette humain. Pour cela, lors de
l’apprentissage, les deux flux sont combinés à l’aide d’une méthode d’apprentissage
complémentaire inter-domaine. Cette méthode utilise une fonction de perte com-
plémentaire qui encourage les deux flux à apprendre des représentations complé-
mentaires. Ainsi les paramètres du réseau et les informations apprises par l’un des
flux sont partagés avec l’autre flux, ce qui leur permet d’apprendre mutuellement.
Cette approche permet au réseau d’exploiter des informations complémentaires et
d’améliorer la précision de la segmentation.

L’avantage de cette approche est qu’elle est robuste aux variations des données
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Figure 4.1 – Approche de CDCL [1] composée de deux flux. Le premier est l’apprentissage
de la segmentation sémantique des parties du corps humain sur les données synthétiques basée
sur la détection du squelette humain. Le deuxième est l’entraînement des données réelles via la
détection du squelette humain. Les paramètres de l’architecture de base (backbones), des cartes
des points clés et des cartes des champs d’affinité sont partagés avec le premier flux.

d’entrée telles que les changements de pose, d’éclairage et d’arrière-plan. Elle est
aussi capable de segmenter avec précision les parties individuelles du corps dans
des scènes complexes avec des occlusions et des parties du corps qui se chevauchent,
ce qui constitue un défi pour les méthodes existantes.

4.2 Architectures
Notre objectif est de pouvoir comparer les différentes modalités d’entrée sur

différents types d’architecture.
Pour cela, nous avons choisi d’expérimenter quatre architectures. La première

architecture utilisée est basée sur les convLSTM et ne prend qu’une modalité en
entrée. La seconde est basée sur les convLSTM et prend deux modalités en entrée.
La troisième est basée sur les mécanismes d’attention et ne prend qu’une modalité
en entrée. La dernière est basée sur la description texte des images et ne prend
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qu’une modalité en entrée.

4.2.1 Architecture à un flux basée sur les convLSTM

Les cellules de convLSTM intègrent des capacités de mémoire à long terme
en plus des convolutions. Elles sont capables de capturer à la fois l’information
spatiale (via les opérations de convolution) et l’information temporelle (via les
opérations de récurrence). L’utilisation de cellules de convLSTM permet donc de
capturer les caractéristiques spatio-temporelles importantes des actions humaines.

Notre première architecture est donc basée sur les cellules de convLSTM. Elle
comporte un seul flux qui est composé de cellules convLSTM comme illustré dans
la figure 4.2. Elle ne prend en entrée qu’une seule modalité.

Cette architecture va nous permettre de comparer les modalités une à une et
de tester les convLSTM pour la reconnaissance d’actions humaines.

Figure 4.2 – Architecture à un flux pour la reconnaissance d’actions humaines basée sur les
cellules convLSTM.



CHAPITRE 4. NOTRE APPROCHE 66

4.2.2 Architecture à deux flux basée sur les convLSTM

Les architectures à deux flux sont largement utilisées dans la littérature. L’un
des deux flux apprend les données spatiales et l’autre les données temporelles.

Nous avons expérimenté comment l’ajout d’une nouvelle modalité pouvait mo-
difier les résultats obtenus. Son architecture est présentée dans la figure 4.3.

Ainsi une seule image, souvent RGB, est transmise au premier flux. Ce flux
permet ainsi d’apprendre les caractéristiques spatiales. L’ensemble des séquences
d’images pré-traitées sont transmises au second flux. Il permet d’apprendre les
caractéristiques temporelles. Chaque flux forme alors une prédiction et le score de
classe est déterminé par leur fusion (figure 4.3).

Figure 4.3 – Schéma de notre architecture à deux flux basée sur les convLSTM.

4.2.3 Architecture basée sur les mécanismes d’attention

Les mécanismes d’attention permettent au modèle de se concentrer sur les par-
ties spécifiques de l’entrée qui sont les plus pertinentes pour la tâche de reconnais-
sance d’actions humaines. Cela permet de mettre l’accent sur les parties du corps
humain les plus significatives pour l’action en cours, en ignorant les parties moins
importantes ou perturbantes. Ainsi, l’attention permet de mieux représenter les
caractéristiques discriminantes des actions.

Dans cette architecture, un modèle basé sur le mécanisme d’attention est utilisé
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pour classifier les résultats de la modalité d’entrée. Des couches d’auto-attention à
têtes multiples sont utilisées pour classifier la séquence de tokens obtenue par incor-
poration. Plusieurs stratégies d’incorporation sont disponibles, telles que l’échan-
tillonnage de trame uniforme et l’incorporation de tubelets. La méthode Tubelet
embedding permet de mettre en correspondance une séquence d’images avec une
séquence de tokens qui alimente les couches de transformation. Il s’agit d’une ex-
tension de l’incorporation de Vision Transformer (ViT) [23] à la 3D. C’est une
représentation intermédiaire linéaire qui conserve l’information spatio-temporelle.
Alors que l’incorporation de ViT vise à remplacer les convolutions 2D, l’incorpora-
tion de tubelets vise à être l’équivalent des convolutions 3D. Un patch est défini par
sa largeur, sa hauteur et par le nombre d’images. Chaque patch est projeté et trans-
formé en un jeton. Ces volumes sont ensuite aplatis pour construire la séquence
de tokens. La figure 4.4 explique ce processus de tokenisation. Les dimensions de
tubelets plus petites entraînent un nombre croissant de tokens, ce qui augmente le
temps de calcul. Lorsque les informations temporelles de différentes trames sont
fusionnées par le Transformer dans le cas d’un échantillonnage de trame uniforme,
cette information est maintenue dans le cas de l’intégration des tubelets en raison
de la nature volumétrique des patchs.

Figure 4.4 – Exemple de l’incorporation de tubelets dans une séquence d’images segmentées.
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4.2.4 Architecture basée sur la correspondance image-texte

La correspondance image-texte nécessite un apprentissage permettant au mo-
dèle d’acquérir la capacité de faire correspondre les images à différents textes. Le
modèle apprend à décrire les images.

Nous nous sommes appuyés sur le modèle CLIP [82]. CLIP est affiné sur un
ensemble de données spécifiques, telles que Kinetics [76] ou UCF101[86], en utili-
sant une tête de classification linéaire pour prédire l’étiquette de l’action à partir
des caractéristiques visuelles et textuelles. Les caractéristiques visuelles sont ob-
tenues en faisant passer les images d’une vidéo à travers un réseau de neurones
convolutifs pré-entraîné, tandis que les caractéristiques textuelles sont obtenues en
transmettant l’étiquette de l’action sous forme de texte en langage naturel à l’en-
codeur linguistique du modèle CLIP. Le modèle génère ensuite une représentation
conjointe des caractéristiques visuelles et textuelles, qui est utilisée pour prédire
l’étiquette de l’action.

4.3 Problème d’optimisation
Notre recherche de la meilleure approche peut être vue comme un problème

d’optimisation qui consiste à trouver le meilleur couple entre une ou plusieurs mo-
dalités d’entrée et une architecture de reconnaissance d’actions humaines.

Ce problème d’optimisation peut être modélisé de la manière suivante :
Soit M l’ensemble des modalités d’entrée, et A l’ensemble des architectures de

reconnaissance d’actions humaines. Chaque architecture a dans A est associée à
un sous-ensemble Ma ⊆ M .

Afin de maintenir une solution finale suffisamment légère en termes de ressources
de calcul pour être utilisée dans un robot d’assistance, chaque sous-ensemble Ma

de M contient une ou deux modalités. Dans le cas où un sous-ensemble contient
deux modalités, l’une des deux modalités sera le RGB, afin d’éviter d’effectuer
deux prétraitements simultanément.

Définissons la fonction objectif f : M × A → R qui évalue les performances
du système de reconnaissance d’action pour chaque couple (m, a) où m appartient
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Figure 4.5 – L’ensemble des couples (m, a) pris en compte pour un jeu de données.
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à Ma pour une architecture a donnée. Cette fonction objectif attribue le score
d’exactitude, représentant la précision obtenue avec le couple de modalité d’entrée
m et d’architecture de reconnaissance d’actions humaines a.

Le problème d’optimisation consiste à trouver les couples (m∗, a∗) tels que m∗

appartienne à Ma∗ pour chaque a∗ dans A, maximisant la fonction objectif f :
(m∗, a∗) = arg maxm∈Ma,a∈A f(m, a)

L’ensemble des couples (m, a) est visible dans la figure 4.5.
L’architecture Clip est basée sur l’apprentissage de la description textuelle des

images d’entrée. Cette description textuelle des images est entraînée uniquement à
partir d’images RGB. Par conséquent, notre architecture Clip ne peut accepter que
des images RGB en entrée. L’architecture à deux flux, basée sur les convLSTM,
prend forcément deux modalités différentes en entrée. L’une de ces modalités est
le RGB, afin de ne pas alourdir le modèle final. Le squelette étant modélisé direc-
tement sur le RGB, l’ajout du RGB n’aura que peu d’incidence sur les résultats
obtenus. Il ne sera donc pas pris en compte pour l’architecture à deux flux. Pour
l’architecture à un flux, basée sur les convLSTM, et celle basée sur les mécanismes
d’attention, toutes les modalités seront expérimentées.

4.4 Synthèse
La reconnaissance d’actions humaines implique une variété de modalités et d’ar-

chitectures et le choix optimal dépend de plusieurs facteurs. Dans le contexte de
la robotique d’assistance au maintien à domicile, il est essentiel de considérer les
mouvements des personnes, les périodes d’immobilité, ainsi que les mouvements
de la caméra provoqués par le déplacement du robot. Cependant, la littérature
accorde peu d’attention aux immobilisations et aux mouvements de caméra.

Par conséquent, il est nécessaire de déterminer le meilleur couplage entre les
modalités d’entrée et les architectures de reconnaissance d’actions humaines pour
une application dans un robot d’assistance au maintien à domicile.

Cette démarche s’apparente à un problème d’optimisation, où chaque archi-
tecture est associée à un sous-ensemble de modalités d’entrée, et l’objectif est de
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maximiser la précision du système de reconnaissance d’actions. Cette optimisation
repose sur une fonction d’objectif évaluant les performances de chaque combinaison
modalité-architecture en termes de précision.

Dans ce processus, nous prenons en considération les spécificités des différentes
architectures, telles que la nécessité d’utiliser des images RGB pour certaines
d’entre elles. Notre démarche expérimentale nous permettra de déterminer les
meilleures associations modalité-architecture, contribuant ainsi à la création d’une
solution robuste et efficace pour la robotique d’assistance au maintien à domicile.



Chapitre 5

Nouveau jeu de données JARD

Les méthodes actuelles de reconnaissance d’actions humaines sont basées sur
l’apprentissage profond. Cependant l’entraînement d’un modèle d’apprentissage
profond nécessite un grand nombre de données. Il existe dans la littérature un
grand nombre de jeux de données non contrôlés pour la reconnaissance d’actions
humaines.

Dans nos recherches, nous avons distingué deux principales catégories de jeux de
données. La première concerne les jeux de données génériques. La seconde concerne
les jeux de données dédiés aux anomalies et aux situations anormales, telles que
les chutes.

Dans ce chapitre nous allons présenter différents jeux de données de la littéra-
ture. Nous allons commencer par présenter les jeux de données génériques conçus
pour faire de la reconnaissance d’actions humaines génériques. Puis nous allons
présenter les jeux de données dédiés aux situations anormales (détection d’événe-
ments anormaux et détection de chutes). Après une analyse des jeux de données
existants, nous présenterons notre nouveau jeu de données pour la reconnaissance
d’actions humaines et la détection d’événements anormaux dans le contexte de la
robotique d’assistance au maintien à domicile.

72
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5.1 Jeux de données génériques
Ci-dessous nous décrivons les jeux de données vidéos non contrôlés pour la

reconnaissance d’actions humaines présents dans le tableau 5.1.

Jeux de don-
nées

Année Nb de vi-
déos

Nb
d’ac-
tions

Nb de
cita-
tions

Types d’actions

Sports-1M [75] 2014 1,133,158 487 6,037 Sport
UCF101 [86] 2012 13,320 101 3,716 Sport, interaction humaine,

pratique d’un instrument,
soin personnel, action quoti-
dienne

HMDB51 [90] 2011 6.766 51 2,883 Sport, interaction humaine,
activité quotidienne

Kinetics [76] 2017 650,000 700 1,709 Sport, interaction humaine,
pratique d’un instrument,
soin personnel, activité quo-
tidienne

Activitynet [91] 2015 28,000 200 1,428 Sport, pratique d’un instru-
ment, soin personnel, action
quotidienne

Hollywood2
[92]

2009 3,669 12 806 Action quotidienne, interac-
tion humaine

20BN-
something-
something [93]

2017 108,499 174 780 interaction humaine

Youtube-8M
[94]

2019 8,000,000 4,800 650

HowTo100M
[95]

2019 136,000,000 23,000 550 sport, soin personnel, acti-
vité quotidienne

Charades [96] 2016 9,848 157 313 activité quotidienne
HACS (SLAC)
[97]

2017 520,000 200 164 sport, pratique d’un instru-
ment, activité quoitidienne

Table 5.1 – Liste des principaux jeux de données vidéos non contrôlés pour la reconnaissance
d’actions humaines.

Sport-1M : Le jeu de données Sport-1M [75] contient 1,133,158 de vidéos ré-
parties dans 487 classes d’actions. Les données vidéos de l’ensemble de Sport-1M
ont été collectées sur YouTube. Il couvre les actions liées aux sports. L’annotation
a été faite via l’API des sujets YouTube. Les vidéos contiennent des mouvements
de caméra et différents points de vue, des arrière-plans encombrés et des variations
dans l’apparence des objets et dans les conditions d’éclairage.
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UCF-101 : Le jeu de données UCF-101 [86] contient 13,320 vidéos réparties
dans 101 classes d’actions. Les données vidéos de l’ensemble de UCF101 ont été
collectées sur YouTube. Il couvre des actions liées aux sports, aux interactions
humaines, à la pratique d’un instrument de musique, aux soins personnels et aux
actions quotidiennes telles que des actions liées à la cuisine. Les vidéos contiennent
des mouvements de caméra et différents points de vue, des arrière-plans encom-
brés et des variations dans l’apparence des objets et dans les conditions d’éclairage.

HMDB : Le jeu de données HMDB [90] contient 6,766 vidéos réparties dans
51 classes d’actions. Les vidéos proviennent de différentes sources comme les films
ou les plateformes publiques tels que YouTube. Les données vidéos de HMDB51
contiennent, en plus de l’étiquette de la catégorie d’action, une méta-étiquette dé-
crivant les propriétés du clip comme les parties visibles du corps, le mouvement de
la caméra, le point de vue de la caméra, le nombre de personnes impliquées dans
l’action et la qualité de la vidéo. Il couvre des actions liées aux sports, aux inter-
actions humaines, et aux actions quotidiennes telles que manger, boire et fumer.

Kinetics : Le jeu de données kinetics [76] contient 650,000 vidéos réparties
dans 700 classes d’actions. Les données vidéos ont été collectées sur YouTube.
Il couvre des actions liées aux sports, aux interactions humaines, à la pratique
d’un instrument de musique, aux soins personnels et aux actions quotidiennes.
Les vidéos contiennent des mouvements de caméra et différents points de vue, des
arrière-plans encombrés et des variations dans l’apparence des objets, leur échelle
et dans les conditions d’éclairage.

ActivityNet : Le jeu de données ActivityNet [91] contient 28,000 vidéos répar-
ties dans 200 classes d’actions. Les données vidéos de l’ensemble de ActivityNet
ont été collectées sur YouTube. Il couvre des actions liées aux sports, aux soins
personnels, aux activités ménagères, à la pratique d’un instrument de musique et
aux actions quotidiennes. Les vidéos contiennent des mouvements de caméra et
différents points de vue, des arrière-plans encombrés et des variations dans l’appa-
rence des objets, leur échelle et dans les conditions d’éclairage.
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Hollywood2 : Le jeu de données Hoolywood2 [92] contient 3,669 vidéos ré-
parties dans 12 classes d’actions dans 10 scènes différentes. Les données vidéos
ont été collectées à partir de films hollywoodiens. Les arrière-plans des vidéos sont
encombrés et les vidéos peuvent contenir des mouvements de caméra et des plans
de coupe.

20BN-something-something : Le jeu de données 20BN-something-something
[93] contient 108,499 vidéos réparties dans 174 classes d’actions. Les données vi-
déos se concentrent sur l’interaction humaine avec des objets quotidiens. Les vidéos
sont à la première personne.

Youtube-8M : Il s’agit d’un ensemble de données pour la classification gé-
nérale des vidéos multi-labels dont la classification des actions [94]. Les vidéos
contiennent des mouvements de caméra et différents points de vue, des arrière-
plans encombrés et des variations dans l’apparence des objets, leur échelle et leurs
conditions d’éclairage.

HowTo100M : Le jeu de données HowTo100M [95] contient 136M vidéos ré-
parties dans 23k classes d’actions. Les données vidéos de l’ensemble de HowTo100M
ont été collectées sur YouTube. Il couvre des actions liées aux sports, aux soins per-
sonnels, aux activités ménagères et aux activités quotidiennes. Les vidéos contiennent
des mouvements de caméra et différents points de vue, des arrière-plans encombrés
et des variations dans l’apparence des objets, leur échelle et dans les conditions
d’éclairage.

Charades : Le jeu de données Charades [96] contient 9,848 vidéos réparties
dans 157 classes d’actions. Les données vidéos ont été collectées par Amazon me-
chanical turk. Il couvre les actions liées aux activités quotidiennes à l’intérieur
telles que la cuisine ou le ménage.

HACS (SLAC) : Le jeu de données HACS [97] contient 520,000 vidéos ré-
parties dans 200 classes d’actions. HACS, qui est une extension au jeu de données
SLAC, permet la reconnaissance et la localisation temporelle des actions. Cet en-
semble de données couvre des actions liées aux sports, à la pratique d’un instrument
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de musique et aux activités ménagères.

5.2 Limitation des jeux de données génériques
La plupart des vidéos de ces jeux de données de reconnaissance d’actions hu-

maines non contrôlés proviennent de vidéos collectées sur internet ou sur des films.
Malgré la grande quantité de données existantes pour la reconnaissance des actions
humaines, des données manquent pour des actions et des situations importantes
correspondant à des événements anormaux rares tels que les chutes, les malaises
et les postures anormales et dangereuses.

Pour pouvoir faire de la détection d’événements anormaux, des jeux de données
ont été créés.

5.3 Jeux de données dédiés aux événements anor-
maux

Il existe très peu de jeux de données permettant de reconnaître des situations
anormales comme les chutes ou les malaises. Certains jeux de données de la lit-
térature traitent des situations anormales tandis que d’autres jeux de données se
concentrent exclusivement sur la détection de chutes.

Dans cette section nous décrivons les principaux jeux de données dédiés aux
situations anormales. La première partie détaille certains jeux de données pour
la détection de situations anormales comme les événements ou les comportements
anormaux. La deuxième partie décrit certains jeux de données pour la détection
de chutes.

5.3.1 Situations anormales

La détection de situations anormales est un domaine qui concerne l’identifica-
tion d’événements ou de comportements qui sont différents de ce qui est considéré
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comme normal ou habituel dans un système ou un environnement donné.
Dans de nombreux domaines, tels que la sécurité, la santé et la surveillance

de l’environnement, il est important de pouvoir détecter rapidement les situations
anormales afin de pouvoir prendre des mesures appropriées pour prévenir des pro-
blèmes plus graves comme déclencher une alarme et une intervention humaine
immédiate.

Il existe différents jeux de données pour la détection de situation anormale.
Nous allons détailler ceux présents dans le tableau 5.2.

Jeux de données Année Nb de vidéos Nb Actions Nb citations
UCF-Crime [98] 2018 1900 13 anomalies 1110

Avenue [99] 2013 37 - 1036
UCSD Anomaly Detection [100] 2013 98 - 9

Table 5.2 – Liste des principaux jeux de données vidéos pour la détection de situations anor-
males.

UCF-Crime : Le jeu de données UCF-Crime [98] est composé de 1900 vidéos
de surveillance du monde réel, longues et non tronquées, avec 13 anomalies réa-
listes, dont les suivantes : abus, arrestation, incendie criminel, agression, accident
de la route, cambriolage, explosion, bagarre, vol, fusillade, vol à l’étalage et van-
dalisme.

Avenue : Le jeu de données Avenue [99] contient des vidéos capturées dans
l’avenue du campus CUHK. Il a été créé dans le but de détecter des événements
anormaux comme une action étrange (exemple : courir), un objet anormal dans
la scène (exemple : vélo) ou une personne marchant dans une direction inattendue.

UCSD Anomaly Detection : Le jeu de données UCSD Anomaly Detection
[100] a été créé dans le but de détecter la circulation d’entités non piétonnes dans
des allées piétonnes et des schémas anormaux de mouvement des piétons. Les ano-
malies les plus courantes sont les cyclistes, les patineurs, les petits chariots et les
personnes marchant sur une allée ou sur l’herbe qui l’entoure. Quelques cas de
personnes en fauteuil roulant ont également été enregistrés.
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5.3.2 Jeux de données pour la détection de chutes

La détection de chutes est un sous-domaine de la reconnaissance d’actions hu-
maines. Elle vise à détecter les chutes en temps réel. Cette détection permet alors
de lancer des alertes afin de réduire le temps nécessaire au patient pour recevoir
des soins médicaux. Cela permet de réduire les conséquences négatives liées aux
chutes [101].

Pour pouvoir détecter les chutes, des jeux de données pour la détection de chutes
existent dans la littérature. Nous allons détailler ceux présents dans le tableau 5.3.

Jeux de données Année Nb de vidéos Nb d’actions Nb de
citations

UR Fall Detection [102] 2014 70 - 467
SDU Fall [103] 2014 - 6 275
UP-Fall [104] 2019 33 11 196

Le2i [105] 2012 250 9 123
Multiple cameras fall [106] 2011 24 scénarios*8 caméras 10 156

HQFSD [107] 2016 72 37 43
CAUCAFALL [108] 2022 100 10 -

Table 5.3 – Liste des principaux jeux de données vidéos pour la détection de chutes.

UR Fall Detection : Le jeu de données UR Fall Detection [102] contient 70
vidéos. 40 vidéos contiennent des activités de la vie quotidienne et 30 contiennent
des chutes. Les chutes sont enregistrées avec deux caméras Microsoft Kinect (RGB
et profondeur) et les données accélérométriques correspondantes. Les activités de
la vie quotidienne sont enregistrées avec une seule caméra et un accéléromètre. Des
exemples sont donnés dans la figure 5.1-a.

SDU Fall : Le jeu de données SDU Fall [103] contient 6 actions (tomber, se
pencher, s’accroupir, s’asseoir, se coucher et marcher) effectuées par dix sujets.
Chaque sujet effectue 30 fois les six actions. A chaque fois, les conditions suivantes
sont changées aléatoirement : porter ou ne pas porter un gros objet, allumer ou
éteindre la lumière, changer la disposition de la pièce, changer de direction et de
position par rapport à la caméra.
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a) UR Fall detection b) UP-Fall

c) Le2i d) Mutiple cameras fall

e) HQFSD f) CAUCAFALL

Figure 5.1 – Exemples de chutes provenant des jeux de données de la littérature pour la
détection de chutes.

UP-Fall : Le jeu de données UP-Fall Detection [104] comprend 11 activités et
3 vidéos par activité. Les 17 sujets ont effectué six activités humaines quotidiennes
simples (marcher, se tenir debout, ramasser un objet, s’asseoir, sauter et s’allonger)
ainsi que cinq types de chutes (tomber en avant avec les mains, tomber en avant
avec les genoux, tomber en arrière, tomber assis sur une chaise vide et tomber sur
le côté). Ces données ont été recueillies à l’aide d’une approche multimodale, c’est-
à-dire des capteurs portables, des capteurs ambiants et des dispositifs de vision.
Des exemples sont présentées dans la figure 5.1-b.

Le2i : Le jeu de données Le2i [105] contient 250 séquences vidéos dans 4 en-
droits différents ( une maison, un café, un bureau et une salle de lecture). 192 vidéos
contiennent des chutes (chutes vers l’avant, chutes en position assise inappropriée,
perte d’équilibre) et 57 vidéos contiennent plusieurs activités normales (marcher
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dans différentes directions, s’asseoir, se lever, s’accroupir, faire le ménage, déplacer
une chaise). Il comprend également des variations afin de fournir des exemples des
principaux problèmes : variations d’illumination, occlusions, arrière-plans encom-
brés et texturés. Dans la figure 5.1-c, des exemples de Le2i sont fournis.

Multiple cameras fall : Le jeu de données "Multiple camera fall" [106] contient
24 scénarios enregistrés par 8 caméras. Les scénarios sont réalisés par un seul su-
jet. Les 22 premiers scénarios contiennent une chute et des activités quotidiennes
normales comme marcher ou faire le ménage et des activités pouvant être confon-
dues avec une chute comme s’asseoir ou s’accroupir. Les 2 derniers ne contiennent
que des activités quotidiennes normales pouvant ou non être confondues avec une
chute. Les vidéos contiennent des occultations ou des objets en mouvement. La
figure 5.1-d comporte des exemples de ce jeu de données.

HQFSD : Le jeu de données HQFSD, pour High quality fall simulation data
[107], contient 72 vidéos avec 10 sujets différents. 55 vidéos contiennent des chutes
et 17 vidéos contiennent des actions de la vie quotidienne comme marcher avec et
sans aide à la marche, s’asseoir et se lever, manger et boire, se mettre au lit et
en sortir, dormir, changer de vêtements, enlever et mettre des chaussures, lire, se
transférer du fauteuil roulant au fauteuil et vice versa, faire le lit, tousser et éter-
nuer violemment, ramasser quelque chose sur le sol. Dans les scénarios de chutes,
des défis supplémentaires ont été incorporés, tels que des occlusions, une chute
partielle ou totale hors du champ de vision de la caméra, et dans un scénario, plus
d’une personne se trouvait dans le champ de vision de la caméra. Dans le cadre des
activités normales, les mêmes défis ont été incorporés, ainsi que des changements
d’éclairage. Des exemples sont présentés dans la figure 5.1-e.

CAUCAFALL : Le jeu de données CAUCAFALL [108] contient les vidéos de
10 sujets effectuant 5 activités quotidiennes qui sont marcher, sauter, ramasser un
objet, s’asseoir et s’agenouiller et 5 types de chutes différentes qui sont les chutes
vers l’avant, les chutes vers l’arrière, les chutes latérales à gauche, les chutes laté-
rales à droite et les chutes survenant en position assise. Les vidéos contiennent des
occultations ou des objets en mouvement, des changements d’éclairage (naturel,
artificiel et nocturne). Vous pouvez voir des exemples de CAUCAFALL dans la
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figure 5.1-f.

5.4 Analyse critique
L’ensemble des jeux de données diffèrent les uns des autres par le nombre de vi-

déos et de classes d’actions, le nombre de sujets dans les vidéos, le fond des vidéos,
l’apparence et les variations des actions, le mouvement de la caméra, la qualité de
la vidéo, etc.

Les jeux de données non contrôlés pour la reconnaissance d’actions humaines
restent limités en taille et en diversité. De nombreux jeux de données utilisés dans
la littérature traitent d’actions similaires. Par exemple, de nombreux jeux de don-
nées traitent d’actions liées au sport, à l’interaction entre plusieurs personnes ou
à l’interaction d’une personne avec un objet. Peu de ces jeux de données traitent
de situations anormales liées au contexte de l’assistance à l’autonomie à domicile.

Des jeux de données pour la détection de situations anormales ont été créés
ces dernières années. Ces situations anormales sont souvent des situations rencon-
trées en extérieur ou dans des lieux publics et non dans le cadre d’une personne
à son domicile. D’autres jeux de données ont été créés pour faire de la détection
de chutes. Ces jeux de données contiennent en général des actions de la vie quoti-
dienne et des actions de chutes. Toutes les actions sont basées sur le mouvement.
De plus, ces jeux de données conçus pour la détection de chutes ne prennent en
compte que les chutes comme situations anormales. La chute doit donc pouvoir
être captée par la caméra. Lors de l’utilisation d’un robot d’assistance, il se peut
que le robot arrive après la chute et n’ait pas pu voir la personne chuter. Peu de
jeux de données prennent en compte l’immobilité de la personne due à certaines
situations comme une personne inconsciente étendue à terre dont la chute n’a pas
pu être captée par la caméra.

Sur plus de 150 millions de vidéos, correspondant à plus d’une centaine de
milliers d’actions, il existe peu de données adaptées pour former des modèles per-
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tinents dans le domaine de la robotique d’assistance au maintien à domicile. Cer-
taines situations spécifiques, liées à l’immobilité de la personne et aux mouvements
de la caméra dus au déplacement du robot, sont particulièrement sous-représentées
dans les jeux de données disponibles. Cela souligne l’importance de développer des
jeux de données adaptés à ce contexte spécifique de la robotique d’assistance à
domicile.

5.5 Création du jeu de données JARD
Pour surmonter le défi du manque de données en matière de reconnaissance

de situations anormales dans le domaine de la robotique d’assistance au maintien
à domicile, nous avons créé un nouveau jeu de données pour entraîner, tester et
valider des modèles de reconnaissance de situations normales et anormales dans le
contexte de la robotique d’assistance au maintien à domicile, nommé JARD.

5.5.1 Paramètre de collecte des données

Ce jeu de données est conçu pour la reconnaissance d’action dans un contexte de
robotique d’assistance au maintien à domicile, où l’utilisation se fait principalement
au sein d’une habitation.

Ce nouveau jeu de données a été enregistré dans un appartement expérimen-
tal avec différentes pièces (cuisine, salon, bureau, chambre, salle de bain, salle à
manger). Le panel d’utilisateurs est composé d’une quinzaine de personnes pour la
première version du jeu de données. Les utilisateurs ont effectué différentes actions
et simulé différents événements. Des exemples sont visibles dans la figure 5.2.

Les capteurs de la caméra ont été montés sur un robot mobile à deux hauteurs
différentes, à 30 cm et à 1 mètre 50 du sol. Cette configuration offre une variété
d’options pour les positions des caméras et les arrière-plans. De plus, elle permet
de déplacer et de faire pivoter les caméras pendant la capture des actions. Ainsi,
certaines vidéos présentent des arrière-plans statiques, tandis que d’autres affichent
des arrière-plans dynamiques dus aux mouvements du robot (translation, rotation,



CHAPITRE 5. NOUVEAU JEU DE DONNÉES JARD 83

Figure 5.2 – Exemples de situations anormales dans le contexte de la robotique d’assistance à
l’autonomie à domicile provenant de notre jeu de données JARD.

ou les deux).

5.5.2 Contenu du jeu de données JARD

Table 5.4 – Liste des classes du jeu de données JARD.

Action Mouvement Anormale Nb de vidéos Classe similaire
Tomber Oui Oui 184 Se pencher

Attaque cardiaque Oui Oui 106 -
Se pencher Oui Non 102 Tomber
S’asseoir Oui Non 134 Se pencher et Tomber
Être assis Non Non 78 -

Être allongé Non Non 134 Être allongé à terre
Être allongé à terre Non Oui 161 Être allongé sur un lit
Se mettre debout Oui Non 106 Se lever

Se lever Oui Non 182 Se mettre debout
Marcher Oui Non 177 -

La première version du jeu de données contient 10 classes détaillées dans le ta-
bleau 5.4. Ces classes ont été choisies pour être adaptées au contexte de l’assistance
à l’autonomie à domicile.
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Situations dangereuses Situations normales mais similaires à des situations dangereuses

Tomber Se pencher S’asseoir
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Figure 5.3 – Exemples d’événements du jeu de données JARD.

Certaines actions représentent des activités et des événements quotidiens nor-
maux, comme s’asseoir, marcher, être assis et être allongé.

Un autre sous-ensemble de données contient des événements et des actions anor-
males, tels que tomber ou encore être allongé sur le sol. Le jeu de données contient
également des situations normales présentant une grande similitude avec les situa-
tions anormales afin que le robot puisse les distinguer. Ainsi les classes "tomber"
et "se pencher" peuvent être confondues. Dans les deux cas, la personne a un
mouvement vers le bas.

Certaines situations présentent des postures similaires, mais le contexte les rend
différentes. Par exemple, être allongé sur un lit est différent d’être allongé sur le
sol. La première situation est une situation normale de la vie quotidienne alors que
la seconde est une situation anormale pour laquelle une alerte doit être lancée.

Apprendre les deux situations permettra de réduire les fausses alarmes liées à
la confusion de ces situations.

Dans les classes "être allongé", "être allongé à terre", "être assis" les sujets
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peuvent être immobiles. Les classes "être allongé" et "être assis" sont des classes
de situation normale de la vie quotidienne. La classe "être allongé à terre" est une
classe de situation anormale pour laquelle une alerte doit être lancée. Dans l’en-
semble de ces classes, la personne peut être immobile ou en mouvement. Ce sont des
classes d’événement. Les sujets ne font pas une action mais sont dans une posture
où ils peuvent être mobiles (présence de mouvements), peu mobiles (mouvements
très lents, ou très petits) ou complètement immobiles (sans mouvement).

Ainsi une personne allongée dans un lit peut être en train de dormir (présence
d’immobilité), en train de lire (peu de mouvements) ou en train de bouger (pré-
sence de mouvements). De même qu’une personne allongée à terre peut être dans
un état comateux (présence d’immobilité), abasourdi (présence de petits mouve-
ments lents) ou en train de bouger (présence de mouvements). Des exemples d’ac-
tions normales ou dangereuses, statiques ou mobiles sont visibles dans la figure 5.3.

Se pencher Tomber Etre allongé
à terre

Etre assis S’asseoir MarcherSe lever

Classe d’action

Se mettre 
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Figure 5.4 – Distribution de la durée des actions dans notre jeu de données JARD.

Chaque situation est représentée par plus d’une centaine de vidéos sauf la classe
"être assis" qui n’en contient que 78.

Les vidéos ont des durées différentes selon la nature de l’action. Dans la fig 5.4,
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nous pouvons voir que la durée des vidéos va de 2 secondes jusqu’à 36 secondes.
L’action "marcher" à une grande variation dans la durée des vidéos, comprise entre
2 et 36 secondes. Cela est dû au fait que les personnes peuvent marcher longtemps
avec des variations dans leur direction. C’est le cas lorsqu’elles traversent la pièce
ou lorsque le robot les suit. Elles peuvent également passer rapidement devant
le robot, ce qui donne des vidéos plus courtes. Les actions "s’asseoir", "se mettre
debout", et "tomber" sont des actions rapides et brèves. Les vidéos sont donc plus
courtes (entre 2 et 15 secondes) et avec une moins grande variation dans la durée.
Les actions "être allongé" "être allongé à terre", "être assis" et "se lever" ont des du-
rées et des variations plus grandes. Certaines vidéos des actions "être allongé", "être
allongé à terre" et "être assis" contiennent des immobilités avec des mouvements du
robot. Les durées sont donc plus importantes. D’autres vidéos contiennent des im-
mobilités avec aucun mouvement du robot, les durées sont donc moins importantes.

Pour être au plus proche de la réalité, l’ensemble des classes d’actions contiennent
différentes variations. Il peut y avoir un changement de rythme de la personne réa-
lisant les actions, une différence de lieu et d’arrière-plan au sein d’une même classe
d’action, et des différences notables dans la manière de réaliser les actions. Ainsi
dans les vidéos de la classe d’action "être allongé", les personnes peuvent être sous
les couvertures, sur les couvertures ou dans le fauteuil. Elles peuvent lire, regarder
la télé ou encore dormir.

Dans l’ensemble des classes des défis supplémentaires ont été incorporés comme
des occultations ou plusieurs personnes présentes dans la scène. Pour les vidéos de
chutes, les chutes peuvent être partielles ou totales hors du champ de vision de la
caméra. Ainsi la chute peut être visible en totalité ou partiellement sur la vidéo.

5.6 Synthèse
Dans la littérature, de nombreux jeux de données sont présents, mais la plupart

se concentrent sur la reconnaissance de situations normales. Certains abordent les
situations anormales, mais souvent dans des contextes extérieurs ou publics, plutôt
que dans le cadre spécifique de l’assistance au maintien à domicile. De plus, les
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jeux de données conçus pour la détection de chutes se limitent généralement aux
activités quotidiennes et aux chutes, excluant des situations comme l’immobilité
due à des circonstances telles qu’une personne inconsciente allongée au sol, sans
qu’une chute soit visible par la caméra.

En fin de compte, malgré la quantité de jeux de données disponibles, il y a un
manque de données adaptées pour former des modèles pertinents dans le domaine
de la robotique d’assistance au maintien à domicile. Des scénarios spécifiques, im-
pliquant l’immobilité des personnes et les mouvements de la caméra causés par
les déplacements du robot, sont particulièrement sous-représentés dans les jeux de
données existants. Cela met en évidence l’importance du développement de jeux
de données adaptés à ce contexte spécifique de la robotique d’assistance à domicile.

Pour relever ce défi de l’insuffisance de données dans la reconnaissance de si-
tuations anormales en robotique d’assistance, nous avons créé un nouveau jeu de
données appelé JARD. Il a été spécialement conçu pour se concentrer sur la recon-
naissance de situations anormales dans le contexte de la robotique d’assistance,
une caractéristique cruciale pour assurer la sécurité et le bien-être des personnes
qui dépendent de l’assistance à domicile.

Il permet de distinguer des situations anormales et des situations normales qui
pourraient être confondues, évitant ainsi de générer de fausses alertes (par exemple,
il différencie être allongé dans un lit de se trouver allongé sur le sol). De plus, il
améliore la capacité à détecter les actions humaines et les situations anormales,
même lorsque des mouvements de caméra sont provoqués par les déplacements du
robot, qu’il s’agisse de rotations ou de translations.

Les vidéos ont été capturées du point de vue d’un robot d’assistance, ce qui
rend ce jeu de données particulièrement adapté à la robotique d’assistance.

Il est important de noter que ce nouveau jeu de données JARD peut être utilisé
de manière autonome pour l’apprentissage d’une IA ou en complément de jeux de
données existants.



Chapitre 6

Expérimentation

Notre principal objectif est de développer une intelligence artificielle capable de
discerner les situations normales des situations anormales dans le contexte de la
robotique d’assistance au maintien à domicile.

Dans la littérature, il existe plusieurs modalités d’entrée et plusieurs architec-
tures de classification.

Notre démarche vise à identifier le couplage optimal entre une modalité d’en-
trée et une architecture qui convient le mieux à notre contexte spécifique. Pour
atteindre cet objectif, nous avons mené des expérimentations portant sur différents
couples (m, a), comme illustré dans la figure 4.5.

Dans ce chapitre nous commençons par présenter le choix et la préparation des
jeux de données utilisés dans nos expérimentations.

Puis nous montrerons le résultat des différentes modalités appliquées sur les
jeux de données.

Après avoir introduit les métriques d’évaluations, nous présenterons et nous
discuterons des résultats obtenus.

6.1 Préparation des jeux de données
Cette recherche de la solution optimale doit se faire sur notre jeu de données

dédié à la robotique d’assistance au maintien à domicile.
Il est également intéressant de l’effectuer sur jeu de la littérature. En évaluant

nos différentes expérimentations sur un jeu de données de la littérature nous pour-

88



CHAPITRE 6. EXPÉRIMENTATION 89

rons vérifier la robustesse et la capacité de généralisation de notre approche.
En utilisant plusieurs jeux de données, nous pourrons obtenir une évaluation

plus complète de notre solution de reconnaissance d’actions et vérifier qu’elle peut
être adaptable à différentes conditions et contextes. En effet, chaque jeu de don-
nées peut mettre l’accent sur des aspects spécifiques. Ainsi, notre jeu de données
met l’accent sur les périodes d’immobilité et sur les mouvements de la caméra,
tandis que les jeux de données de la littérature mettent davantage l’accent sur la
gestuelle et les mouvements des humains

Nous avons décidé d’effectuer les expérimentations sur le jeu de données UCF101
[86]. Ce jeu de données est intéressant car il contient de nombreux types d’actions
génériques que nous pouvons retrouver dans la littérature comme les actions liées
au sport, aux interactions humaines, à la pratique d’un instrument de musique,
aux soins personnels et aux actions quotidiennes.

Cette diversité dans les types d’actions entraîne une diversité dans les scènes,
les postures et les mouvements des sujets. Il va nous permettre de tester la généra-
lisation de notre approche sur l’ensemble de ces types d’actions et de mouvements.

Nous utilisons deux jeux de données pour nos expérimentations, notre jeu de
données JARD et le jeu de données UCF101 [86].

60% des vidéos de chaque jeu de données (UCF101 et JARD) sont utilisées pour
l’entraînement, 20% pour les tests lors de l’apprentissage et les 20% restants pour
la validation du modèle.

Du fait que la longueur des vidéos varie, le nombre d’images diffère d’une vidéo
à l’autre, et l’action peut se produire à divers moments au sein de chaque vidéo.
Les enregistrements vidéo sont capturés à un rythme de 25 images par seconde.
Pour saisir le mouvement de manière adéquate, nous considérons une séquence de
8 images, en les sélectionnant à intervalles de 16 images. Le point de départ de
cette sous-séquence de 8 images est choisi de manière aléatoire.

Cela permet au modèle d’apprendre à reconnaître l’action indépendamment de
sa position spécifique dans la vidéo. En exposant le modèle à différentes positions
de départ, il est exposé à une plus grande diversité d’exemples. Il devient plus
robuste et généralisable.

Pour réduire le temps de calcul lors de l’inférence et ainsi permettre une utilisa-
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tion en temps réel dans un système robotique, l’ensemble des séquences d’images
vidéo est redimensionné à 256px par 256px.

6.2 Modalités d’entrée
Notre objectif est d’évaluer chaque couple entre une modalité d’entrée et une

architecture pour la reconnaissance d’actions. Pour cela nous avons pré-traité nos
données avec les différentes modalités d’entrée pour ensuite les comparer sur nos
différentes architectures.

6.2.1 RGB

La modalité d’entrée la plus simple est le RGB. Il n’y a pas de prétraitement à
effectuer. Ce sont dans notre cas les séquences d’images vidéo d’origine.

Nous l’avons utilisée en entrée de l’ensemble des architectures à un flux que
nous expérimentons (celle basée sur les ConvLSTM, celle basée sur les mécanismes
d’attention et celle basée sur CLIP).

6.2.2 Détection du squelette humain

Pour détecter le squelette humain nous nous sommes appuyés sur le modèle
Bottom-Up Human Pose Estimation Via Disentangled Keypoint Regression appelé
DEKR [87].

Des exemples du résultat du prétraitement sur notre jeu de données JARD sont
visibles dans la figure 6.1.

Nous pouvons voir que dans certains cas, la détection du squelette humain per-
met d’identifier facilement la position de la personne. Sur la figure 6.1-a, malgré le
mouvement de chute de la personne, nous observons que la détection du squelette
humain permet de voir correctement ce mouvement de chute de la personne. Sur
la figure 6.1-b où la personne est assise, nous observons que la personne est immo-
bile et que le robot est en mouvement de rotation lent. Malgré cette immobilité
de la personne et ce mouvement du robot, le squelette et donc la posture de la
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personne reste parfaitement visible. Dans d’autre cas la détection et la modélisa-
tion du squelette est plus approximative comme sur la figure 6.1-c où la personne
est allongée à terre. Cela est dû notamment à la position de la personne et aux
éventuelles occultations dues à cette position allongée. Sur la figure 6.1-d où la
personne est allongée sur un lit, les articulations de la personne ne sont pas détec-
tées. Le squelette n’est donc pas visible. La personne est dans une position trop
complexe et trop éloignée de la caméra pour pouvoir avoir une détection correcte
du squelette humain. L’apprentissage se base alors sur les données RGB.
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Figure 6.1 – Exemples de la détection du squelette humain appliquée sur notre jeu de données
JARD.

Nous avons utilisé cette modalité en entrée de notre architecture à un flux basée
sur les ConvLSTM et de notre architecture basée sur les mécanismes d’attention.
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6.2.3 Flux optique

Nous avons utilisé l’estimation de flux optique dense en entrée de notre architec-
ture à un flux basée sur les convLSTM et celle basée sur les mécanismes d’attention.

Des exemples de l’estimation de flux optique dense sur notre jeu de données
sont visibles dans la figure 6.2. Dans certaines vidéos de notre jeu de données, le
robot est immobile. Le mouvement de la personne est alors bien visible. C’est le
cas pour la vidéo de la classe "tomber" illustrée sur la figure 6.2-a.

Mais si la personne est immobile et le robot aussi, comme c’est le cas pour
la classe "être allongé" illustrée sur la figure 6.2-c, il est impossible de classifier
correctement l’action. L’estimation de flux optique retourne une image noire.

Dans d’autres vidéos, le mouvement du robot bruite l’image. Dans certains cas,
l’action reste visible. Sur la figure 6.2-b qui correspond à l’action "se pencher",
le mouvement de la personne reste visible malgré le bruitage de l’arrière-plan dû
au mouvement du robot. Mais sur la figure 6.2-c qui correspond à une vidéo de
l’action "Marcher", le mouvement du robot rend difficile la reconnaissance de la
personne et donc de l’action réalisée.

6.2.4 Segmentation sémantique de la scène

Pour effectuer la segmentation sémantique de la scène, nous nous sommes ap-
puyés sur le ViT-Adapter [88].

Nous avons utilisé l’entraînement existant sur le jeu de données ADE20K [109].
Ce jeu de données permet de classer chaque pixel de l’image en 150 classes dis-
tinctes. Certaines classes correspondent à l’extérieur (sky, building, sidewalk, etc),
d’autres correspondent à l’intérieur (table, sofa, bed, desk, toilet, etc) et une classe
correspond à une personne.

Des exemples de cette segmentation sémantique de la scène sur notre jeu de
données sont visibles dans la figure 6.3. Avec la détection du squelette, la personne
reste visible, qu’elle soit en mouvement, comme illustré sur la figure 6.3-a, ou
immobile, comme illustré sur les figures 6.3-b et c. Cette segmentation sémantique
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Figure 6.2 – Exemples de l’estimation de flux optique dense appliquée sur notre jeu de données
JARD.

de la scène nous donne l’emplacement de la personne au sein de son environnement.
Ainsi sur la figure 6.3-b, nous voyons que la personne est allongée sur son lit. Sur la
figure 6.3-c, nous voyons que la personne est allongée sur le sol. Nous pouvons ainsi
déduire facilement l’emplacement de la personne au sein de son environnement.

La segmentation sémantique de la scène cherche à classer l’ensemble des pixels
d’une image. Il peut y avoir des erreurs de classification. Ainsi dans la figure 6.3-d,
la personne n’est pas reconnue par le modèle et n’a pas été correctement classée.

Nous avons utilisé cette modalité en entrée de notre architecture à un flux basée
sur les ConvLSTM et de notre architecture basée sur les mécanismes d’attention.
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Figure 6.3 – Exemples de la segmentation sémantique de la scène appliquée sur notre jeu de
données JARD.

6.2.5 Segmentation sémantique des parties du corps hu-
main

Pour effectuer la segmentation sémantique des parties du corps humain, nous
nous sommes appuyés sur des modèles d’apprentissage profond existants et en par-
ticulier sur Cross-Domain Complementary Learning Using Pose for Multi-Person
Part Segmentation [1].

Des exemples de la segmentation sémantique des parties du corps humain sur
notre jeu de données sont visibles dans la figure 6.4. La segmentation sémantique
des parties du corps humain permet de distinguer l’emplacement et la position de
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chaque partie du corps visible.
Il arrive dans certains cas que la segmentation sémantique des parties du corps

humain ne soit pas complète. C’est le cas dans l’exemple illustré sur la figure 6.4-
c. Nous voyons qu’il y a un mouvement de la personne, mais nous n’avons pas
les détails de son mouvement. L’ensemble des pixels de la personne n’a pas été
reconnu par le modèle. Il est alors difficile de voir si la personne tombe ou si elle
se penche.

Dans d’autres cas, aucune partie de la personne n’est reconnue. C’est le cas sur
la figure 6.4-d. L’image de sortie est alors une image noire dépourvue d’information.
Il est alors impossible de reconnaître l’action.

Les seules informations obtenues par cette modalité sont liées à la position du
corps de la personne. Il y a une perte de l’ensemble des informations liées au
contexte. Ainsi sur la figure 6.4-b, nous voyons que la personne est allongée. Mais
il est impossible de savoir si elle est allongée sur un lit, un fauteuil ou à terre.

Nous avons utilisé cette modalité en entrée de notre architecture à un flux basée
sur les ConvLSTM et de notre architecture basée sur les mécanismes d’attention.

6.3 Utilisation de plusieurs modalités d’entrée
Chacune des modalités précédentes ont leurs avantages et leurs inconvénients. Il

peut être intéressant d’utiliser plusieurs modalités, afin de combiner leurs avantages
et/ou de combler leurs inconvénients.

Certaines modalités peuvent être fusionnées en une seule image. Cette fusion
permet d’avoir les informations pertinentes des deux modalités et de continuer à
utiliser un réseau à un flux. Il est aussi possible d’utiliser un réseau à deux flux où
chaque flux va prendre une modalité différente en entrée.

Dans cette section, nous allons étudier l’influence de l’utilisation de plusieurs
modalités sur les résultats. Certaines modalités seront fusionnées sur une seule
image quand d’autres seront utilisées sur notre architecture à deux flux.

6.3.1 RGB et flux optique

Dans la littérature, le flux optique est généralement utilisé avec une image RGB.
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Figure 6.4 – Exemples de la segmentation sémantique des parties du corps humain appliquée
sur notre jeu de données JARD.

Le flux optique permet d’avoir toutes les informations temporelles des différents
mouvements mais perd beaucoup d’informations spatiales. Les séquences d’images
RGB ont l’avantage d’être facilement utilisables. Elles conservent toutes les infor-
mations d’origine mais peuvent être bruitées.

L’idée est d’utiliser ces deux modalités complémentaires. Nous allons utiliser
notre architecture à deux flux. Ainsi le premier flux prend en entrée une image
RGB pour modéliser les informations spatiales et donc le contexte. Le second flux
prend en entrée la séquence de flux optique correspondante pour modéliser les
informations temporelles et ainsi avoir des informations sur les différents mouve-
ments de la scène.
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6.3.2 RGB et segmentation sémantique de la scène

Les séquences d’images RGB ont l’avantage d’être facilement utilisables. Elles
conservent toutes les informations d’origine mais peuvent être bruitées.

La segmentation sémantique de la scène à l’avantage de mettre en avant tous
les différents objets présents dans la scène. Dans l’architecture à deux flux, nous
avons donné en entrée au premier flux une seule image RGB et au second flux une
séquence d’images segmentées.

Certains objets ont peu d’intérêt dans notre contexte de reconnaissance de situa-
tion anormale. Nous avons donc gardé que la classification des objets importants
sur notre jeu de données. Nous avons conservé 7 classes : les lits, les sofas, les fau-
teuils, les chaises, les murs, le sol et les personnes. Nous avons ensuite superposé
ces 7 classes sur nos données RGB comme illustré sur la figure 6.5.

Cette fusion permet de mettre en avant les objets importants de la scène avec la
segmentation sémantique de la scène tout en gardant les informations RGB. Ainsi
s’il y a une mauvaise segmentation, les informations restent visibles avec le RGB.

Nous avons ensuite donné ces données en entrée à notre architecture à un flux
basée sur les convLSTM et à notre architecture basée sur les mécanismes d’atten-
tion.

6.3.3 RGB et segmentation sémantique des parties du corps
humain

La segmentation des parties du corps humain permet d’avoir une bonne vision
de l’humain, mais elle génère une perte d’informations liée au contexte et à l’en-
vironnement. Afin de compenser cette perte d’informations et ainsi améliorer les
résultats, nous l’avons utilisé avec les données RGB. Ainsi, sur notre architecture
à deux flux, le premier flux prend en entrée une image RGB et notre second flux
la séquence d’images segmentées correspondante.

Pour l’architecture à un flux basée sur les convLSTM et celle basée sur les méca-
nismes d’attention, les images RGB ont été fusionnées avec les images segmentées
comme illustré sur la figure 6.6.
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RGB et segmentation sémantique de la scène

Figure 6.5 – Exemples de la fusion du RGB et de la segmentation sémantique de la scène
appliquée sur notre jeu de données.

Cette fusion comble le déficit d’informations résultant de la segmentation sé-
mantique des parties du corps humain tout en mettant en évidence la position
de la personne dans la scène. Par exemple, sur la figure 6.6-b nous voyons que la
personne est allongée sur un lit et non à terre.

Les informations perdues en raison de la mauvaise classification des pixels de
l’image sont compensées par les données provenant des images RGB. Par exemple,
sur la figure 6.6-d, la personne n’a pas été reconnue par le modèle de segmentation
sémantique du corps humain mais elle reste visible sur l’image RGB.
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Figure 6.6 – Exemples de la fusion du RGB et de la segmentation sémantique des parties du
corps humain appliquée sur notre jeu de données.

6.4 Métriques d’évaluation
Pour comparer les différentes approches de la reconnaissance d’actions hu-

maines, il est nécessaire d’utiliser des métriques d’évaluation communes. La mé-
trique d’évaluation des approches de reconnaissance d’actions humaines la plus
utilisée est l’exactitude. L’exactitude peut être définie comme le rapport entre le
nombre de prédictions correctes et le nombre total d’échantillons en entrée.

Son calcul se base sur la matrice de confusion, un tableau croisé entre les valeurs
réelles et les valeurs prédites. Cette matrice est généralement construite à partir
d’un ensemble de données de test, où chaque échantillon est associé à une étiquette
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connue.

Prédiction

Positif Négatif

Positif Vrai Positif (VP) Faux Négatif (FN)

Négatif Faux Positif (FP) Vrai Négatif (VN)V
é
ri
té

Figure 6.7 – Matrice de confusion.

Cette matrice de confusion, visible sur la figure 6.7, est composée de 4 valeurs.
- Vrai positif (VP) : C’est le nombre d’actions correctement prédites comme

appartenant à une classe d’action spécifique.
- Faux positif (FP) : C’est le nombre d’actions incorrectement prédites comme

appartenant à une classe d’action spécifique.
- Vrai négatif (VN) : C’est le nombre d’actions correctement prédites comme

n’appartenant pas à une classe d’action spécifique.
- Faux négatif (FN) : C’est le nombre d’actions incorrectement prédites comme

n’appartenant à une classe d’action spécifique.
L’exactitude se calcule à l’aide de la formule suivante :

V P + V N

V P + V N + FP + FN
(6.1)

6.5 Discussion
Dans cette section, nous allons discuter de notre jeu de données et des résultats

obtenus dans nos différentes expérimentations.

Les résultats obtenus sur notre jeu de données sont visibles dans le tableau 6.1 et
les résultats obtenus sur le jeu de données UCF101 sont visibles dans le tableau 6.2.
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Table 6.1 – Résultats obtenus sur notre jeu de données.

Architecture Modalité Score
ConvLSTM (un flux) RGB 75.81
ConvLSTM (un flux) Détection du squelette 73.63
ConvLSTM (un flux) Flux optique dense 52.66
ConvLSTM (un flux) segmentation sémantique de la scène 74.93
ConvLSTM (un flux) segmentation sémantique des parties du corps humain 65.82
ConvLSTM (un flux) RGB et segmentation sémantique de la scène 75.52

ConvLSTM (un flux) RGB et segmentation sémantique des parties du corps hu-
main 78.31

Mécanisme d’attention RGB 79.03
Mécanisme d’attention Détection du squelette 79.03
Mécanisme d’attention Flux optique dense 69.76
Mécanisme d’attention segmentation sémantique de la scène 75.81
Mécanisme d’attention segmentation sémantique des parties du corps humain 66.13
Mécanisme d’attention RGB et segmentation sémantique de la scène 77.42

Mécanisme d’attention RGB et segmentation sémantique des parties du corps hu-
main 80.24

ConvLSTM (deux flux) RGB + Flux optique 76.13
ConvLSTM (deux flux) RGB et segmentation sémantique de la scène 77.42

ConvLSTM (deux flux) RGB et segmentation sémantique des parties du corps hu-
main 79.96

CLIP RGB 55.45

6.5.1 Jeu de données

Nous avons expérimenté différentes approches sur notre jeu de données et sur
UCF101.

Sur les différents tableaux de résultats (6.1, 6.2), nous pouvons nous apercevoir
que les résultats obtenus sur notre jeu de données sont moins bons que ceux obtenus
sur le jeu de données d’UCF101.

Notre jeu de données est plus difficile que le jeu de données UCF101. Afin
d’enrichir la diversité des actions capturées, rendant l’apprentissage plus réaliste
et pertinent pour des situations réelles, certaines vidéos ont été filmées dans de
petits espaces de pièces d’habitation. Ainsi, dans certaines vidéos, la distance entre
la caméra et les personnes est très faible. La personne se retrouve très près de la
caméra et est difficilement distinguable. Dans d’autres vidéos, il n’y a qu’une vue
partielle des actions ou de la personne.
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Table 6.2 – Résultats obtenus sur le jeu de données UCF101.

Architecture Modalité Score
ConvLSTM (un flux) RGB 87.55
ConvLSTM (un flux) Détection du squelette 83.84
ConvLSTM (un flux) Flux optique dense 74.68
ConvLSTM (un flux) segmentation sémantique de la scène 64.43
ConvLSTM (un flux) segmentation sémantique des parties du corps humain 55.75

ConvLSTM (un flux) RGB et segmentation sémantique des parties du corps hu-
main 88.16

Mécanisme d’attention RGB 97.71
Mécanisme d’attention Détection du squelette 97.71
Mécanisme d’attention Flux optique dense 85.55
Mécanisme d’attention segmentation sémantique de la scène 76.87
Mécanisme d’attention segmentation sémantique des parties du corps humain 58.71

Mécanisme d’attention RGB et segmentation sémantique des parties du corps hu-
main 97.50

ConvLSTM (deux flux) RGB + Flux optique 86.16
ConvLSTM (deux flux) RGB et segmentation sémantique de la scène 93.19

ConvLSTM (deux flux) RGB et segmentation sémantique des parties du corps hu-
main 94.25

CLIP RGB 73.80

Le mouvement du robot peut également bruiter les vidéos en ajoutant des mou-
vements sur les objets, les personnes et l’arrière-plan. Ces mouvements bruités
peuvent rendre plus difficile l’apprentissage des caractéristiques temporelles.

Une autre contrainte est liée à la position des caméras. Les données sont enre-
gistrées à partir de deux positions de caméra différentes, dont l’une est positionnée
près du sol. La même action est donc filmée depuis deux points de vue différents.
Une même action n’est pas représentée de la même manière selon la position de la
caméra. Ainsi, certaines données ne contiennent que la partie inférieure du corps
et d’autres ne contiennent que la partie supérieure du corps.

La similitude entre les différentes classes complexifie la reconnaissance d’actions
humaines sur notre jeu de données. Malgré cette similitude, la distinction des dif-
férentes classes est nécessaire pour le contexte de l’aide à domicile des personnes
fragilisées. L’action "se mettre debout" peut facilement être confondue avec l’action
"se lever". L’action "tomber" peut facilement être confondue avec l’action "se pen-
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cher". La première nécessite une alerte, tandis que la deuxième n’en nécessite pas.
L’action "être allongé" peut facilement être confondue avec l’action "être allongé
à terre". La première ne nécessite pas forcément d’alerte tandis que la deuxième
nécessite une alerte surtout si la personne est immobile ou si elle n’arrive pas à se
relever.

Malgré les difficultés supplémentaires de notre jeu de données, il offre une pré-
cieuse ressource pour l’apprentissage de la reconnaissance d’actions humaines dans
le contexte de la robotique d’assistance au maintien à domicile des personnes fra-
gilisées.

6.5.2 Modalités d’entrée

Nous avons expérimenté différentes modalités d’entrée.
Des exemples des différentes modalités d’entrée utilisées sont visibles dans la

figure 6.8.
Chaque modalité d’entrée a ses avantages et ses inconvénients. La modalité

RGB est facile à obtenir. Elle a l’avantage de conserver toutes les informations
visibles à l’œil nu. Mais elle peut être facilement bruitée, notamment avec les va-
riations d’éclairage.

La détection du squelette humain permet de voir l’emplacement des articula-
tions et des membres des personnes présentes dans la scène. Elle permet de concen-
trer l’apprentissage sur la personne. Nous pouvons voir dans les tableaux 6.1 et 6.2
que pour certaines architectures, la détection du squelette nous donne des résul-
tats similaires à ceux obtenus avec le RGB. La méthode de détection du squelette
n’arrive pas toujours à détecter les articulations pour pouvoir reconstituer le sque-
lette. C’est notamment le cas lorsqu’il y a des occlusions ou lorsque les personnes
sont dans des positions trop complexes pour ces modèles de détection du squelette.
Ainsi lorsque la personne est allongée, il arrive fréquemment que des articulations
ne soient pas détectées. Le squelette étant modélisé sur les images RGB, l’appren-
tissage se focalise alors sur le RGB plutôt que sur le squelette.
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Figure 6.8 – Exemples des différentes modalités d’entrée expérimentées sur notre jeu de données
JARD.
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La segmentation sémantique des parties du corps humain, telle que la détection
du squelette, permet de mettre en avant la position des différents membres des
personnes présentes dans la scène. Cependant, lorsqu’elle est utilisée seule, elle
donne de moins bons résultats que d’autres modalités. Cela est principalement dû
à la perte du contexte car seul la personne est visible.

La segmentation sémantique des parties du corps humain peut être fusionnée
avec le RGB. L’ajout du RGB apporte des données contextuelles essentielles, géné-
rant ainsi de meilleurs résultats par rapport à la simple segmentation sémantique
des parties du corps humain.

Sur notre jeu de données, la segmentation sémantique des parties du corps hu-
main fusionnée avec le RGB donne les meilleurs résultats. La segmentation permet
d’avoir les informations sur la position des personnes, qu’elles soient immobiles ou
en mouvement et que la caméra soit immobile ou en mouvement. Le RGB permet
de différencier les actions liées au contexte comme différencier quelqu’un qui est
allongé à terre ou dans un lit.

Sur le jeu de données UCF101, avec certaines architectures, la segmentation sé-
mantique des parties du corps humain fusionnées avec le RGB donne les meilleurs
résultats. Sur l’architecture avec les mécanismes d’attention, la segmentation sé-
mantique des parties du corps humain donne un résultat légèrement en dessous du
RGB et de la détection du squelette (97,50% contre 97,71%).

La segmentation sémantique de la scène permet de classer l’ensemble des pixels
dans différentes catégories. Il peut y avoir des erreurs de classification des pixels.
Les informations liées au contexte sont alors faussées ce qui entraîne de moins bon
résultat.

L’estimation de flux optique dense permet de modéliser les mouvements mais
perd toutes les informations liées au contexte. Utilisé seul sur UCF101, il donne de
moins bon résultat que le RGB, la détection de squelette ou encore la segmentation
sémantique des parties du corps fusionné avec le RGB.

Dans certaines de nos classes d’action, les personnes et la caméra sont immo-
biles. Il n’y a donc aucune information sur la séquence d’images pré-traitées. Dans
d’autres séquences d’images, le mouvement des caméras bruite les données pré-
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traitées. Sur notre jeu de données, c’est donc la modalité qui donne les moins bons
résultats. L’estimation de flux optique n’est pas adaptée à notre problématique.

b) Modalité basée sur l’humaina) Modalité basée sur le mouvement

Figure 6.9 – Matrices de confusion obtenues sur notre jeu de données.

Sur les matrices de confusion de la figure 6.9, les matrices de confusion révèlent
les classes qui sont confondues les unes avec les autres. Dans les situations où
l’arrière-plan n’est pas visible, comme dans le flux optique dense, les classes "être
allongé" et "être allongé à terre" peuvent être confondues entre elles, ainsi qu’avec
la classe "se lever". En effet, dans la classe "se lever", la personne est initialement
allongée et se met accroupie ou debout à la fin de la vidéo.

L’action "s’asseoir" présente un mouvement vers le bas similaire à la classe
"tomber", ce qui peut entraîner certaines confusions. Dans certaines vidéos de la
classe "tomber", la personne marche avant de chuter, ce qui peut également prêter
à confusion pour le modèle.

Dans les situations où l’arrière-plan est visible et que l’attention est davantage
portée sur la personne, comme dans la segmentation sémantique des parties du
corps humain fusionnée avec le RGB, ce sont les classes avec des positions simi-
laires de la personne qui sont le plus souvent confondues. Ainsi, les classes "tomber"
et "se lever" sont les plus confondues par le modèle. Dans l’action "tomber", la per-
sonne passe souvent de la position debout à la position allongée, tandis que dans
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la classe "se lever", c’est l’inverse : la personne passe de la position allongée à la po-
sition debout. La même observation s’applique aux classes "s’asseoir" et "se mettre
debout".

Ces modalités axées sur l’humain se concentrent davantage sur la position de la
personne dans l’espace que sur les caractéristiques temporelles. Elles sont intéres-
santes pour la reconnaissance d’actions humaines dans le contexte de la robotique
d’assistance au maintien à domicile.

6.5.3 Architectures

Nous avons expérimenté nos modalités sur différentes architectures.

CLIP s’appuie sur les caractéristiques spatiales des images pour les décrire tex-
tuellement. Le texte obtenu est ensuite utilisé pour prédire la classe de l’action. La
classification des actions se fait uniquement sur les données spatiales. Les données
temporelles ne sont donc pas prises en compte. Notre architecture de CLIP est
donc moins adaptée à notre problématique.

Les mécanismes d’attention et les convLSTM sont deux approches populaires
pour les tâches de reconnaissance d’actions humaines. Nous avons expérimenté les
deux architectures sur notre jeu de données et sur UCF101. Dans l’ensemble de
nos expérimentations, nous pouvons observer que les mécanismes d’attention sont
plus performants que les convLSTM.

L’une des raisons possibles de cette différence de performance est la capacité
des mécanismes d’attention à se concentrer de manière sélective sur les informa-
tions pertinentes d’une séquence vidéo. En se concentrant sur certaines régions ou
images, les mécanismes d’attention peuvent mieux capturer la dynamique essen-
tielle de l’action en cours et ainsi mieux la classer. L’architecture composée des
convLSTM traitent l’ensemble de la séquence vidéo de manière uniforme, ce qui
peut conduire le modèle à être distrait par des informations non pertinentes ou
redondantes.

Un autre avantage des mécanismes d’attention est leur capacité à gérer les dé-
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pendances à long terme dans une séquence vidéo. Les ConvLSTM sont conçus pour
capturer les dépendances spatio-temporelles en étendant les capacités de la LSTM
traditionnelle au traitement spatial. Cependant, dans les séquences plus longues,
la ConvLSTM peut souffrir de gradients qui s’évanouissent, ce qui rend difficile
l’apprentissage des dépendances à long terme par le modèle. Les mécanismes d’at-
tention, quant à eux, peuvent se concentrer sur des images ou des régions impor-
tantes de la séquence vidéo, ce qui les rend mieux adaptés à la modélisation de
séquences plus longues.

Les mécanismes d’attention sont également moins coûteux en termes de calcul
que les convLSTM, car ils ne nécessitent pas autant de paramètres. Cela peut
rendre les mécanismes d’attention plus pratiques pour les applications en temps
réel ou lorsqu’il s’agit de grands ensembles de données.

Les mécanismes d’attention sont plus performants que les convLSTM dans les
tâches de reconnaissance d’actions humaines en raison de leur capacité à s’inté-
resser de manière sélective aux informations pertinentes et à apprendre les dépen-
dances à long terme. Ils sont également plus adaptés aux applications en temps
réel comme le nécessite notre contexte de la robotique d’assistance au maintien à
domicile.

6.6 Synthèse
Notre jeu de données permet d’apprendre la reconnaissance de situations nor-

males et anormales à un système robotique pour l’assistance au maintien à domi-
cile.

Les différentes expérimentations permettent de mettre en avant que la segmen-
tation sémantique des parties du corps humain fusionnée avec le RGB donne les
meilleurs résultats sur l’ensemble des architectures pour notre jeu de données.

C’est cette modalité couplée à notre architecture basée sur les mécanismes d’at-
tention qui est la solution optimale sur notre jeu de données.



CHAPITRE 6. EXPÉRIMENTATION 109

Sur le jeu de données de la littérature UCF101, cette solution arrive après la
modalité RGB et la modalité de la détection du squelette, couplées avec cette
même architecture.

Notre solution reste néanmoins généralisable aux données généralistes de la
littérature.



Chapitre 7

Conclusion

A travers cette thèse, nous avons abordé la problématique de la reconnaissance
d’actions humaines dans un contexte d’assistance robotique pour l’aide au maintien
à domicile des personnes fragilisées par l’âge, la maladie ou le handicap. L’objectif
est de permettre à un robot de reconnaître les différentes situations dangereuses
comme les accidents domestiques, les chutes et les malaises pour pouvoir qu’il
puisse lancer des alertes. Dans le cadre de notre projet, cette reconnaissance se
fait à l’aide d’une caméra RGB embarquée sur un robot d’assistance.

7.1 Contributions
Le travail réalisé dans le cadre de cette thèse nous a permis d’apporter deux

principales contributions. La première est la proposition d’une méthode de recon-
naissance de situations normales et anormales basée sur l’utilisation de la segmen-
tation sémantique des parties du corps humain. La seconde concerne la création
d’un jeu de données pour la reconnaissance de situations anormales dangereuses
dans le contexte de l’assistance robotique pour l’aide au maintien à domicile des
personnes fragilisées.
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7.1.1 Reconnaissance d’actions humaines basée sur la seg-
mentation sémantique des parties du corps humain

Notre problématique se rapproche de la reconnaissance d’actions humaines. Elle
permet de reconnaître les actions effectuées par un humain.

La détection de chutes est aussi une partie de notre problématique. Elle permet
de détecter la chute par le mouvement qu’effectue l’humain lors de la chute.

Dans les domaines de la reconnaissance d’actions humaines et de la détection
de chutes, l’accent est généralement mis sur le mouvement pour reconnaître les
situations.

Ces solutions basées sur le mouvement ne permettent pas de reconnaître les si-
tuations statiques. La détection et la reconnaissance de situation ne peuvent plus
se baser sur le mouvement mais uniquement sur le contexte. Ce sont la détection,
la position, et l’emplacement de la personne qui permettent de définir la situation.
Quelques travaux ont fondé leur apprentissage sur l’humain. Sur ces méthodes,
l’occultation est une limite importante. Il en résulte une perte importante d’infor-
mations qui peut empêcher la bonne reconnaissance de la situation.

Dans cette thèse nous avons comparé différentes modalités d’entrée sur diffé-
rentes architectures afin de déterminer le meilleur couple entre une ou deux moda-
lités d’entrée et une architecture de reconnaissance d’actions humaines pour faire
de la reconnaissance de situations normales et anormales dans le contexte de la
robotique d’assistance.

Nous avons montré que la segmentation sémantique des parties du corps hu-
main, qui est peu prise en compte dans la littérature, fusionnée avec le RGB permet
de prendre en compte les mouvements et les immobilités des personnes, ainsi que
les mouvements de la caméra dus aux déplacements du robot d’assistance. Cela
permet d’améliorer les résultats (80,24% sur notre jeu de données) par rapport
aux modalités basées sur le mouvement comme le flux optique (69,76% sur notre
jeu de données).
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7.1.2 Nouveau jeu de données

Les jeux de données actuels pour la reconnaissance d’actions humaines com-
prennent essentiellement des actions de la vie quotidienne ou liées au sport. Les
jeux de données pour la détection de chutes comprennent des actions de chutes et
des actions de la vie courante. Peu de jeux de données publics tiennent compte des
situations statiques et dangereuses pour l’aide au maintien à domicile des personnes
fragilisées. Aucun ne permet de détecter des situations anormales et dangereuses
comme une personne inconsciente.

Dans cette thèse, nous avons créé un jeu de données pour la reconnaissance
de situations anormales et dangereuses dans un contexte d’assistance robotique
pour l’aide au maintien à domicile. Ce nouveau jeu de données a été enregistré par
des robots mobiles ayant effectué ou non des mouvements lors de l’enregistrement
(rotation, translation ou les deux). Ce jeu de données comporte plus de 1250 vidéos
réparties sur 10 classes d’actions effectuées par une vingtaine de personnes. Il peut
aider la communauté scientifique à progresser dans le domaine de la robotique
d’assistance et faciliter la prise en charge des personnes fragilisées.

7.2 Perspectives
Les travaux de cette thèse ouvrent sur divers axes de recherche pour amélio-

rer la reconnaissance d’actions humaines dans le contexte de la robotique d’as-
sistance au maintien à domicile des personnes fragilisées. Les différents axes de
recherche concernent l’amélioration des modèles d’apprentissage pour leur per-
mettre de mieux comprendre le contexte, l’allégement des modèles d’apprentissage
pour les rendre plus facilement utilisables dans un système robotique en temps réel
et l’enrichissement de notre jeu de données.

7.2.1 Mieux inclure le contexte

La connaissance du contexte fait référence à la capacité du robot à comprendre
l’environnement dans lequel il opère. Elle est importante pour reconnaître les si-
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tuations dangereuses et y réagir, car la gravité de la situation peut dépendre du
contexte spécifique de l’environnement. Par exemple, si le robot détecte une per-
sonne allongée dans un fauteuil, il doit être capable de déterminer si la personne
dort ou s’il s’agit d’une urgence médicale nécessitant une assistance immédiate.

La connaissance du contexte peut également être améliorée en incorporant des
indices contextuels tels que le lieu, l’heure de la journée ou les habitudes de la
personne. Par exemple, si le robot détecte une personne allongée dans un fauteuil
à l’heure habituelle de sa sieste, il peut reconnaître le contexte et tendre plus
facilement vers une action normale.

En comprenant mieux le contexte de l’environnement dans lequel il évolue, le
robot peut prendre des décisions plus précises et plus efficaces pour devenir un
assistant à la sécurité et au bien-être des personnes.

7.2.2 Alléger les modèles

La robotique d’assistance au maintien à domicile est soumise aux contraintes
des systèmes embarqués. Le fonctionnement sur batterie, les limites de places et
de poids impliquent une réduction de la puissance de calcul par rapport à d’autres
systèmes.

Les futurs travaux devront prendre en compte ses contraintes de puissance de
calcul et d’énergie pour pouvoir avoir une solution fiable et efficace fonctionnant
en local sur le robot.

Une des premières perspectives est de réduire le poids du modèle en supprimant
les neurones non nécessaires (pruning) et en optimisant au mieux les algorithmes.

Une autre perspective est de développer des protocoles de communication plus
efficaces entre le robot et les systèmes externes, tels que les centres de contrôle à
distance ou les installations médicales. En optimisant les protocoles de communi-
cation et en minimisant la quantité de données à transmettre, il est possible de
réduire les besoins en calcul et en énergie du robot, tout en maintenant un niveau
élevé de fonctionnalité et de fiabilité.
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Une autre perspective à considérer est l’utilisation de techniques d’apprentissage
automatique, telles que l’apprentissage par transfert, pour former des modèles qui
peuvent fonctionner efficacement sur des systèmes embarqués. En transférant les
connaissances de systèmes plus grands et plus puissants vers des systèmes embar-
qués, il est possible d’atteindre des niveaux élevés de précision et de performance,
tout en respectant les contraintes des systèmes embarqués.

Enfin une dernière perspective est l’apprentissage à faible consommation éner-
gétique basé sur une approche bio-inspirée et en particulier sur les réseaux de
neurones à impulsion. Les réseaux de neurones à impulsion sont conçus pour si-
muler le comportement des neurones biologiques. Chaque neurone accumule les
impulsions entrantes au fil du temps et, lorsqu’un seuil est atteint, il génère une
impulsion de sortie qui est transmise aux neurones connectés.

Les réseaux de neurones à impulsion sont souvent considérés comme plus éco-
nomes en énergie que les réseaux de neurones traditionnels, car ils ne nécessitent
pas de calculs intensifs à chaque itération. Cela permet de réduire la consomma-
tion d’énergie par rapport aux réseaux de neurones traditionnels. Les réseaux de
neurones à impulsion répondent aux contraintes des systèmes embarqués et sont
donc facilement utilisables dans des systèmes robotiques.

7.2.3 Enrichir le jeu de données

Pour notre jeu de données, plusieurs perspectives sont à explorer. La première
est d’enregistrer de nouvelles données sur les classes existantes. Le but est d’enri-
chir l’ensemble de données existant avec une plus grande diversité d’échantillons.
Il faut pour cela collecter des données représentant différents profils ou types de
personnes, comme celles qui marchent avec une canne, utilisent un déambulateur
ou se déplacent en fauteuil roulant.

Une autre perspective est d’inclure d’autres situations dangereuses qui peuvent
se produire, comme des convulsions, des accidents vasculaires cérébraux, des étouf-
fements, etc. L’idée est de collecter des données qui représentent ces situations dans
des environnements réels afin de garantir une représentation précise des scénarios
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dans lesquels le modèle pourrait être déployé.
Cependant, certaines des actions ou des événements qui doivent être saisis

peuvent être difficiles à simuler ou à collecter. Par exemple, il peut être difficile de
reproduire un accident vasculaire cérébral ou des convulsions dans un environne-
ment contrôlé. Par conséquent, une solution potentielle pour ces données complexes
consiste à explorer la création de données synthétiques imitant les caractéristiques
des données réelles.



Chapitre 8

Diffusion des travaux

8.1 Publications
— C. Huyghe, N. Ihaddadene, T. Haessle , C. Djeraba : Reconnaissance d’ac-

tions basée sur des modèles de segmentation. 2020 Plate-Forme de l’Intelli-
gence Artificielle (PFIA)

— C. Huyghe, N. Ihaddadene, T. Haessle , C. Djeraba : Human Action Recog-
nition Based on Body Segmentation Models. 2021 International Conference
on Content-based Multimedia Indexing. 1-4.

— C. Huyghe, N. Ihaddadene : A dataset of human actions for abnormal event
recognition in assistive robotic environments. 2023 Accessibility, Vision, and
Autonomy Meet, IEEE/CVF Conference on Computer Vision and Pattern
Recognition Workshops (CVPRW).

8.2 Conférence sans comité
— Catherine Huyghe, Atelier "Reconnaissance d’actions humaines dans un en-

vironnement robotique d’assistance à la personne" au Forum des Sciences
Cognitives de Lille 2022 (fsc-lille.com).
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