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Résumé
Analyse de Réseaux Sociaux : Détection et Qualification de communautés

by Cécile BOTHOREL

Le travail présenté en vue de mon HDR offre un panorama des activités de recherche
menées au cours des douze dernières années. Mon parcours scientifique, depuis
mon doctorat, en passant par la R&D chez Orange Labs, a été varié et a abordé des
problématiques différentes. Il apparaît rétrospectivement que toutes mes recherches
s’articulent en réalité autour des trois concepts clés que sont la détection de com-
munautés dans les réseaux sociaux, l’utilisabilité d’algorithmes par un décideur et
l’interdisciplinarité.

Les médias sociaux offrent un terrain de recherche riche. De part l’accessibilité
des données et leur nature intrinsèquement complexe, de nombreux défis théoriques
et algorithmiques restent à relever. Ces dernières années, je me suis intéressée à la
structuration en communautés des grands graphes réels (Complex Networks). La
plupart des méthodes de clustering de graphes disponibles alors, ne prenaient que
très peu en compte les métadonnées caractérisant les individus. J’ai proposé des
algorithmes pour graphes avec attributs, tenant compte à la fois de la topologie des
relations mais également des profils des nœuds, pour découvrir des communautés
à la fois denses et homogènes.

Le deuxième verrou que j’ai adressé est celui du manque d’utilisabilité des mé-
thodes de détection de communautés. Alors que le concept même de communauté
ne fait pas consensus, et que les algorithmes développés pour les expliciter sont
basés chacun sur leurs propres hypothèses, j’ai cherché à caractériser les partitions
obtenues. J’ai proposé des méthodes, des métriques et une étude exhaustive d’une
douzaine d’algorithmes sur plus d’une centaine de jeux de données réels. J’ai ainsi
pu dégager des familles d’algorithmes, mais également apporter un éclairage sur les
différences et points communs des différents types de réseaux sociaux étudiés, selon
la nature de leur organisation communautaire.

Enfin, au-delà de la comparaison des algorithmes eux-mêmes, se pose la ques-
tion du choix de l’algorithme à utiliser. J’ai travaillé avec des chercheurs en Sciences
Humaines Sociales et proposé une méthodologie de sélection d’algorithme. Grâce à
ce travail, je peux affirmer que l’interdisciplinarité n’est pas une fin en soi. Il ne s’agit
pas de fournir des modèles et outils d’une disciplinaire à l’autre, mais les échanges
entre disciplines se nourrissent mutuellement et deviennent un moyen de créer de
la synergie et d’adresser de nouveaux challenges scientifiques et techniques.
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Introduction

L’analyse de réseaux sociaux est historiquement une approche en Sciences So-
ciales où les acteurs et leurs relations sociales sont modélisés par des réseaux. Mo-
reno a probablement été le premier en 1934 à utiliser un graphe, le sociogramme, pour
étudier les affinités de 506 jeunes filles d’un même pensionnat, et ainsi analysé le
fonctionnement de groupes sociaux, non pas en tant que somme d’individus, mais
comme une organisation régie par des relations inter-personnelles (Moreno, 1934).
Le simple fait de modéliser les relations par un graphe permet d’en analyser la struc-
ture. La forme du réseau renseigne sur son efficience d’un point de vue global, mais
aussi, selon la position des acteurs qui la composent, détermine leurs opportunités
ou leurs contraintes. Par exemple, selon la théorie bien connue de la force des liens
faibles (Granovetter, 1973), un réseau offrant des zones de densité faible entre des
zones plus denses (les cercles de Mark Granovetter) permet une certaine ouverture et
par exemple une richesse d’information pour les acteurs situés aux frontières de ces
zones, qui en plus de leur relations « fortes », ont aussi de simples « connaissances »
qui apportent de la diversité. L’analyse structurale accorde beaucoup d’importance à
la qualification de positions-clé et associe la notion de pouvoir par exemple à des ac-
teurs centraux dans un réseau. Parmi les autres travaux emblématiques, on peut citer
l’expérience de Stanley Milgram à l’origine du concept de réseaux petit monde (Mil-
gram, 1967) ou encore les notions de trous structuraux et de capital social introduites
par Ronald Burt (Burt, 1992).L’objectif de l’analyse structurale est double : il s’agit,
pour Michel Forsé de « comprendre en quel sens une structure sociale contraint for-
mellement des comportements, tout en résultant des interactions entre les éléments
qui la constituent » (Forsé, 2008).

Avec l’accès à des grands jeux de données, l’analyse des grands graphes terrains
ou réseaux complexes (en anglais, Complex Networks) est devenue une discipline à
part entière depuis le tout début des années 2000, à la croisée de l’Informatique et
de la Physique. Tandis que 1 les physiciens recherchent les lois régissant ces réseaux
complexes et proposent des modèles de génération de graphes ou encore des bench-
marks basés sur ces modèles génératifs ; citons par exemple les travaux d’Albert et
Barabási définissant statistiquement les réseaux aléatoires, petit monde ou encore
scale-free (Albert, Jeong et Barabási, 1999 ; Barabási et Albert, 1999). Les informati-
ciens proposent quant à eux des algorithmes pour calculer sur ces grands jeux de
données des positions ou des zones remarquables, respectivement des centralités et
des communautés, ou encore ils cherchent à prédire l’apparition de liens dans un ré-
seau ou inférer des nœuds manquants dans des collectes partielles de données ; des
ingénieurs, travaillant pour un moteur de recherche, inventent la mesure de centra-
lité du PageRank (Page et al., 1999) qui a fait la fortune de Google ; Girvan et Newman
mettent en évidence la structuration en communautés, communes aux grands graphes

1. Dichotomie un peu abusive, j’en conviens. Bien sûr les frontières sont poreuses et deviennent
probablement moins nettes au fil du temps.
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réels, et proposent alors un algorithme (Edge Betweenness) pour les détecter (Girvan
et Newman, 2002).

De leur côté, les chercheurs en marketing utilisent ces outils pour détecter des ac-
teurs influents, conçoivent des modèles de diffusion et procèdent à des simulations
sur des réseaux synthétiques générés selon les modèles de graphes complexes ci-
dessus. Des sociologues (Traud, Mucha et Porter, 2012) ou des biologistes (Enright,
Van Dongen et Ouzounis, 2002) utilisent la détection de communautés pour mieux
comprendre la structure des objets qu’ils étudient. En management, c’est l’aspect or-
ganisationnel des équipes qui est étudié, et par exemple leur efficacité ou encore la
qualité de leur production. Gerald C. Kane et Sam Ransbotham ont montré que cer-
taines organisations mises en œuvre par les contributeurs de Wikipédia conduisent
à des articles de qualité. Ces mêmes auteurs ont également analysé la centralité des
articles modélisés par un réseau et montré que la position d’un article est corrélée
avec sa qualité (Kane et Ransbotham, 2012 ; Kane et Ransbotham, 2016).

Sans aller jusqu’à faire une exhaustive étude historique (voire sociologique, an-
thropologique, philosophique, etc.) de l’analyse de réseaux au sein de différentes
disciplines, il me semble que l’on passe d’une relation « outil-domaine d’applica-
tion » ou « question de recherche-outils » à une relation plus symétrique, moins uti-
litaire.

La fertilisation croisée entre disciplines, en particulier l’intelligence artificielle et
les humanités est bien une tendance actuelle. Plus qu’une rupture scientifique, le
succès actuel de l’intelligence artificielle est lié à un développement spectaculaire
des masses de données et des moyens de calcul, et plus généralement, comme le
souligne Cédric Villani, à une « mise en données du monde (datafication) ». L’in-
terdisplinarité est un des axes majeurs pour une « recherche agile et diffusante »,
attractive en cerveaux et fédératrice de travaux réunissant acteurs académiques et
industriels. 2.

Ainsi de nombreux projets interdisciplinaires sont encouragés par les financeurs,
notamment français, mais également à l’échelle internationale. Des numéros spé-
ciaux de revues dédiées à l’intelligence artificielle ou en informatique, mais aussi
en Sciences Humaines et Sociales mettent en avant ces collaborations. Il en est de
même au niveau des conférences, workshops, écoles d’été où la diversité des disci-
plines est encouragée. L’objectif reste bien sûr d’apporter des terrains applicatifs aux
algorithmes mis en place, mais l’enjeu, me semble-t’il, est également d’identifier de
nouvelles problématiques, mettre en place de nouvelles méthodologies et d’enrichir
mutuellement les travaux traditionnellement mono-disciplinaires.

Comme l’expliquent Loet Leydesdorff et Inga Ivanova, l’interdisciplinarité n’est
pas un objectif en soi, mais un moyen de créer de la synergie. Synergie signifie que le
tout offre plus de possibilités que la somme de ses parties (Leydesdorff et Ivanova,
2020). Le travail décrit dans ce mémoire s’inscrit indubitablement et résolument dans
cette tendance.

Nous avons constaté que les techniques de détection de communautés, pourtant
un sujet mature dans le domaine des réseaux complexes, ne sont à l’heure actuelle
pas encore si démocratisées en Sciences Humaines et Sociales. Les humanités se sont
emparées des métriques locales et manipulent les différents type de centralités cou-
ramment pour détecter différents rôles ; elles utilisent également les métriques glo-
bales pour quantifier le diamètre, la densité ou encore le coefficient de clustering et
en déduire des caractéristiques globales de cohésion par exemple. Mais la détection

2. Villani, C., Schoenauer, M., Bonnet, Y., Berthet, C., Cornut, A. C., Levin, F., & Rondepierre, B.
(2018). Donner un sens à l’intelligence artificielle
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de structures à un niveau intermédiaire, dit meso, est sous-exploitée. L’objectif de la
détection de communautés est la détection de ces structures. Il n’y a pas de consensus
sur la définition de ce qu’est une communauté. Il est cependant communément ad-
mis qu’il s’agit d’une partie dense d’un réseau (Fortunato, 2010). Il existe bien sûr
des applications réelles, telles que la recherche d’organisations criminelles (Yang et
al., 2012), la détection de spam (Cao et al., 2012), ou encore pour étudier comment
l’homophilie structure un réseau tel que Facebook en sociologie (Traud, Mucha et
Porter, 2012). Mais en général, une seule méthode est utilisée sans vraiment s’inter-
roger sur la philosophie régissant son principe de résolution, et sans se demander si
elle est la plus adaptée au besoin et à la nature des regroupements d’acteurs visés.

Au cours de ces dernières années, j’ai travaillé principalement sur ces deux axes
et contribué à résoudre deux verrous scientifiques qui peuvent se résumer ainsi :

— Le manque d’expressivité des graphes exploités par les méthodes de détec-
tion de communautés

— Le manque d’utilisabilité des méthodes de détection de communautés
Détecter des zones denses revient, dans la plupart des méthodes, à ne s’intéresser

qu’à la structure, à la topologie des relations. Or de nombreuses questions cherchent,
comme c’est le cas des applications d’apprentissage non supervisé, à trouver des ac-
teurs proches mais similaires, que l’on peut décrire et des groupes homogènes que
l’on peut interpréter. Dans un premier temps, je focaliserai mon propos sur la dé-
tection de communautés socio-sémantiques, ou encore la détection de communautés
dans des graphes avec attributs (attributed networks en anglais). J’illustrerai avec une
étude marketing de la blogosphère culinaire et montrerai la pertinence de l’utilisa-
tion conjointe de relations sociales et d’attributs pour cibler des influenceurs sen-
sibles à une thématique donnée. J’ai pu appliquer également cette association de
données complémentaires dans le cadre de la recommendation de contenus.

Du fait de la variété des contextes d’analyse, les définitions des communautés
sont multiples. Creusefond, 2017 donne l’exemple d’une entreprise cherchant à dif-
fuser un message publicitaire dans certaines communautés, et pointe le fait qu’alors,
les communautés devront être définies par les facteurs facilitant la transmission. Si
l’on reprend la problématique de la détection de spam, il s’agit plutôt de se baser sur
des critères de cohésion interne, où les membres d’une communauté doivent avoir
des caractéristiques proches (Largillier, Peyronnet et Peyronnet, 2010).

Mais alors, quel algorithme appliquer pour quel type de communautés recher-
chées? Comment définir ce qu’est une communauté? Comment utiliser les algo-
rithmes et comparer leurs résultats? C’est ce que j’aborderai dans un second temps.
Je balaierai les différentes mesures de qualité des communautés, et au-delà de leur
propre interprétation, je proposerai à travers un exemple appliqué à une plate-forme
de financement participatif, comment choisir une méthode et utiliser le résultat d’une
analyse bivariée pour faire ce choix éclairé de méthodes.

Le décideur est bien au cœur de mes préoccuppations. A l’ère de la démocra-
tisation de l’intelligence artificielle, il reste encore beaucoup de chemin à parcourir
pour rendre nos travaux accessibles. Que ce soit nos méthodes, algorithmes ou résul-
tats, tant dans notre propre domaine scientifique que pour répondre à des questions
diverses et variées. Evidemment, je ne cherche pas à produire des méthodes univer-
selles ; en jetant mon dévolu sur les terrains en Sciences Sociales, j’ai conscience de
l’ampleur de la tâche, mais j’affiche néanmoins l’ambition, en collaboration avec mes
collèges, de paver la discipline des Sciences Sociales Computationnelles.
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Chapitre 1

Réseaux sociaux avec attributs

1.1 Les composantes d’un réseau social augmenté. . . . . . . . . . . . . 6
1.2 Détection de communautés dans les graphes avec attributs . . . . . . . . 9
1.3 Visualisation de graphes de communautés . . . . . . . . . . . . . . 15
1.4 Application à l’étude de la blogosphère de la cuisine . . . . . . . . . . 21
1.5 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . 25

Un réseau social est l’ensemble des relations sociales entre les membres d’un
groupe. Il est communément défini par des connexions entre acteurs ; les acteurs
peuvent être des personnes ou des organisations, les liens peuvent être de plusieurs
types : amitié, affiliation, dépendance ou encore communication. L’analyse de ré-
seaux sociaux considère ces relations comme des graphes, où les acteurs sont repré-
sentés par des nœuds et les relations par des arêtes. Le médecin psychiatre Jacob
L. Moreno a introduit le sociogramme en 1933. Représenter un réseau social par un
graphe objective les relations interpersonnelles d’un groupement social, ce qui per-
met d’en étudier la structure des relations : les liens d’influence, les individus en
position de pouvoir, la dynamique du groupe, etc.

Toutefois, à l’heure actuelle, les jeux de données décrivant des réseaux sociaux
contiennent également des données décrivant chaque acteur, par exemple ses préfé-
rences de lecture, son âge, son emplacement géographique, ou par exemple d’autres
informations relatives au contexte du réseau (en ligne ou hors ligne). Ces informa-
tions additionnelles, non structurelles, sont souvent sous-exploitées. Les réseaux so-
ciaux enrichis de la sorte seront appelés dans la suite de ce document réseaux sociaux
augmentés, ou réseaux sociaux avec attributs (attributed graphs en anglais), pour les dif-
férentier des réseaux sociaux purement structurels modélisés par des sociogrammes.

Ce travail présente un cadre général pour faciliter l’intégration des différents
types d’information présents dans un réseau social. Notre proposition est de combi-
ner la composante structurelle avec des données décrivant les acteurs, puis exécuter
différentes analyses sur ces réseaux sociaux augmentés. Au-delà de la formalisation
d’un modèle de réseau social avec attributs, et de la méthode d’intégration des diffé-
rents types de données, cette proposition inclut également un modèle visuel centré
sur l’interaction entre communautés, permettant d’analyser finement les rôles des
individus clés y participant.
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1.1 Les composantes d’un réseau social augmenté

La typologie des réseaux sociaux proposée par Wasserman structure notre ré-
flexion concernant l’analyse de réseaux sociaux augmentés (Wasserman et Faust,
1994). Ceux-ci peuvent être décrits à travers trois variables : (1) la variable structurelle
qui contient l’information des liens entre les acteurs, (2) la variable de composition,
qui décrit chaque acteur, par exemple avec un profil, et (3) la variable d’affiliation,
utilisée pour décrire les nœuds selon leur affectation à différents groupes, événe-
ments ou division d’une entreprise.

Dans la Figure 1.1 est présenté un exemple de réseau social d’entreprise. Cet
exemple corporatif est simple, et surtout de petite taille, mais il aide à présenter les
variables introduites : la variable structurelle décrit les collaborations entre les em-
ployés, elle est représentée par les arêtes ; la variable de composition contient le nom,
ainsi que la localisation du poste occuppé, voire éventuellement des informations
sur l’expertise, l’âge, l’ancienneté, etc. ; la variable d’affiliation est ici dérivée de l’af-
fectation de chaque acteur à l’une des deux agences de l’entreprise et est représentée
par la forme des nœuds : les nœuds carrés représentent des personnes de New York
tandis que les nœuds ronds représentent des personnes du bureau de Boston

FIGURE 1.1 – Exemple d’un réseau social corporatif basique

A noter que la terminologie de variable introduite par Wasserman en 1994 in-
troduit du flou dans un contexte de data science appliquée aux graphes (notre do-
maine), où une variable a une granularité plus faible. Nous préférerons ici la notion
de composante à variable.

L’analyse des réseaux sociaux cherche à extraire de nouvelles connaissances de
chacune des trois composantes présentées ci-dessus. Toutefois ce traitement n’utilise
qu’un seul type d’information à la fois en général. Par exemple, en n’utilisant que
la composante structurelle, il est possible d’identifier des nœuds centraux ou effec-
tuer d’autres mesures sur la topologie du graphe. En revanche, avec la composante
de composition, les chercheurs peuvent appliquer des techniques de fouille sur les
données décrivant les individus, et analyser une partition, des motifs et des règles
d’association par exemple.
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La composante d’affiliation peut nourrir l’étude de l’appartenance (ou la co-
appartenance) des acteurs à certains groupes ou associations. Cette composante a
cette particularité qu’elle peut être aussi générée à partir de l’une ou l’autre des deux
autres composantes. L’affectation à un groupement social peut résulter d’un pro-
cessus de détection de communautés qui produit une partition du graphe et classe
les nœuds dans des groupes découverts par un algorithme. La variable d’affiliation
n’est autre qu’une représentation d’un graphe biparti (Wasserman et Faust, 1994).

1.1.1 Approche centrée décideur

Dans ces quelques exemples d’analyse cités ci-dessus, chaque composante est
traitée séparément, rejetant une portion de l’information au détriment d’analyses
plus complètes, tenant compte de l’ensemble de la richesse des données disponibles.

Une des questions à prendre en compte avant d’analyser les données de com-
position, est la diversité des valeurs qu’elle peut contenir. Par exemple cette compo-
sante contient l’information du genre, de l’âge, de la taille et d’autres caractéristiques
de l’acteur, comme les préférences personnelles en termes de sports, livres, art, tout
ceci pouvant être décrits par des mots clés relatifs à des publications. Malgré le fait
que cette variété permet de bien décrire chaque acteur, elle engendre des difficultés
pour analyser les acteurs comme un ensemble. Ce phénomène est bien connu sous
le nom de malédiction de la dimension (Bellman, 1961). A mesure que le nombre de di-
mensions augmente, les données deviennent très vite très éparses dans l’espace, ce
qui met les modèles d’apprentissage en difficulté ; de plus, utiliser toutes les carac-
téristiques qui décrivent un acteur peut introduire du bruit pour certaines applica-
tions, et tout simplement ne pas être pertinent pour l’analyste qui cherche, au final,
à étudier l’impact de certaines caractéristiques bien choisies sur la structuration du
réseau social.

Une approche pour éviter ce phénomène est de réduire la dimension. Plutôt que
de la réduire de manière automatique (on sort du cadre de ce travail précis, et on
y reviendra dans les perspectives, avec la notion de plongement), nous proposons
de confier ici cette tâche à l’analyste du réseau social. En fonction du but recherché,
il sera amené à diviser le profil des acteurs en des sous-ensembles qui ont un sens
pour lui : l’idée est d’imaginer ici une méthode générique d’analyse de réseau exploitant
la sélection, opérée par un décideur, d’un sous-profil pertinent dans le contexte d’une ana-
lyse. On pourra ainsi par exemple analyser un réseau social en ne considérant que
les loisirs ou bien en ne considérant que les compétences académiques des acteurs.

L’analyse de réseau social augmenté proposée ici porte principalement sur la dé-
tection de communautés pour laquelle on souhaite classer, au sein d’un même groupe,
les acteurs à la fois proches dans la structure du graphe et proches du point de vue de leur
profil. Cette analyse automatique s’accompagne d’une analyse visuelle avec la pro-
position d’une visualisation adaptée.

L’idée est à terme de pouvoir approfondir l’étude d’un réseau social en montrant
l’impact de données décrivant les acteurs sur la structuration du réseau. L’un des
premiers cas d’usage proposés est de comparer les différents regroupements obte-
nus par la sélection de différents sous-ensemble de données, appelés ici sous-profils.
Nous parlerons ici de “point de vue” pour désigner la sélection d’un sous-profil
(Cruz Gomez, Bothorel et Poulet, 2011c). Ce sous-profil conditionnera l’ensemble
du processus d’analyse, et peut être vu alors comme un paramètre de l’analyse. A
noter que le “point de vue” prend tout son sens dans un outil interactif d’analyse
visuelle où le décideur est amené à dérouler plusieurs scénarios. Ce “point de vue”
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peut également être “vide” si l’on ne le considère pas du tout, et dans ce cas on se
ramène à l’analyse de la composante structurelle seule.

Nous définissons ci-après la notion de point de vue et la manière dont nous mo-
délisons les réseaux sociaux, en augmentant le graphe social par des variables de
composition (variables prises ici dans le sens de la data science).

1.1.2 Définitions

L’analyse d’un réseau social intégrant l’ensemble des données qui le composent
n’est pas un processus simple. Cette intégration exige d’établir des relations entre
elles, mais aussi de créer un mécanisme exploitant leur unification afin d’extraire
de nouvelles connaissances, en complément des mécanismes d’analyse basés sur
chacune d’elles prise séparément.

Le problème peut être divisé en deux sous problèmes (Figure 1.2). D’abord, com-
ment représenter les composantes de telle façon qu’elles puissent être utilisées et
analysées de façon holistique, et par quelle méthode? Ensuite, comment utiliser un
modèle de visualisation pour représenter l’intégration des trois composantes concer-
nées?

Structurelle

Composition

Réseau Social

Intégration
des Variables

Structurelle

Affiliation

Composition

Réseau Social
Augmenté

Visualisation
et Exploration

FIGURE 1.2 – Exemple d’un réseau social corporatif basique

Pour faire cela nous introduisons ici les définitions des différentes composantes et
de graphe augmenté, ainsi que la notion de point de vue. Soit G (V, E) un graphe non
orienté représentant la structure du réseau social, où V est l’ensemble des nœuds
et E est l’ensemble des arêtes ; ce graphe contient uniquement l’information concer-
nant les connections des nœuds, c’est-à-dire la composante structurelle. La compo-
sante de composition de ce réseau peut être définie comme un vecteur F∗i modé-
lisant les variables de chaque acteur i : ce vecteur peut être défini dans un espace
d−dimensionnel où d peut varier selon la nature du profil décrivant les acteurs.

La composante structurelle représente l’ensemble des relations entre les acteurs,
soit le graphe social G. La composante compositionnelle représente les variables
(features en anglais) F∗ qui décrivent chaque acteur de façon individuelle selon d
dimensions, par exemple les profils des acteurs. Enfin, la composante d’affiliationA
représente l’appartenance des acteurs à des sous-ensembles, par exemple des clubs
ou des communautés. La composante d’affiliation peut être dérivée soit à partir de la
composante structurelle, soit à partir de la composante compositionnelle, soit d’une
combinaison des deux telle que proposée dans ce travail.

Étant donné F un sous-ensemble de f caractéristiques compositionnelles pris
dans F∗, un point de vue PoVF = { f1, ..., fn}T ∈ Rnx f , avec f ≤ d, décrit les n
nœuds du graphe G.

Ainsi, nous pouvons définir un réseau social augmenté S+. Etant donné un ré-
seau social S (G, PoVF) où G est un graphe représentant la composante structurelle
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et PoVF représentant la composante de composition sous la forme d’un point de vue,
le réseau social augmenté est défini par S+ (G, PoVF,A), où A est la composante
d’affiliation dérivée des autres deux composantes.

Grâce au point de vue, le réseau social augmenté peut être décrit par des perspec-
tives différentes qui permettent de réaliser une analyse pour chaque perspective. Par
exemple, les nœuds peuvent être groupés de plusieurs manières : une par point de
vue, en rendant possible les contrastes selon les caractéristiques sélectionnées dans
F (Cruz Gomez, Bothorel et Poulet, 2010 ; Cruz Gomez, Bothorel et Poulet, 2011c).

1.2 Détection de communautés dans les graphes avec attri-
buts

L’une des hypothèses de ce travail est de considérer que la détection de commu-
nautés constitue un type d’analyse permettant de mettre en œuvre les trois compo-
santes décrites précédemment. Nous ambitionnons de classer, au sein d’un même
groupe, les acteurs à la fois proches dans la structure du graphe et proches du point
de vue de leur profil.

1.2.1 Détection de communautés

L’analyse des réseaux sociaux est en général dédiée à la composante structurelle.
On trouve par exemple l’identification des nœuds importants ou des relations non
triviales. Les différentes métriques d’analyse sont en général calculées sur le graphe
pris comme un tout, avec la notion structurante de chemin. La détection de commu-
nauté est l’une de ces analyses désormais clé lorsque l’on traite de grands (voire très
grands) graphes réels. Elle permet de trouver de manière automatique des zones
denses, topologiquement parlant, dans le graphe social.

Il s’agit d’un processus de clustering basé sur une distance entre les nœuds dé-
finie par les chemins du graphe. Il tient compte du nombre important d’arêtes tis-
sant le réseau d’un sous-ensemble de nœuds en comparaison avec le réseau global.
L’idée de base est de trouver des partitions dont le nombre d’arêtes à l’intérieur des
groupes est supérieur au nombre d’arêtes en dehors des groupes. Par conséquent,
chaque groupe ainsi identifié possède une forte connectivité à l’intérieur et une faible
connectivité avec les autres groupes.

Des revues de littérature inventorient et proposent des typologies des (très) nom-
breuses méthodes de détection de communautés existantes (Fortunato, 2010 ; Fortu-
nato et Hric, 2016), y compris pour les méthodes produisant des communautés avec
recouvrement où un nœud peut appartenir à plusieurs groupes (Chen et Wei, 2019).
Nous avons nous-mêmes étudié de manière approfondie une douzaine d’entre elles
parmi les méthodes bien connues (Dao, Bothorel et Lenca, 2020), le Chapitre 3.5 dé-
taillera ces travaux.

Mais les méthodes pointées par ces états de l’art n’utilisent que la composante
structurelle du réseau social. La communauté scientifique n’a abordé ce type d’ana-
lyse sur les graphes avec attributs que dans les débuts des années 2010. Nous avons
assez tôt proposé une revue de littérature sur ce type de réseaux (Bothorel et al.,
2015). Depuis lors, nous pouvons citer (Chunaev, 2020), dans laquelle trois types
d’approches sont proposées par la communauté scientifique :

1. le pré-traitement préalable des attributs, qui modifie le réseau pour encoder les
différentes composantes dans les arêtes, permet ensuite d’appliquer des al-
gorithmes de détection de communautés classiques ;
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2. une intégration en post-traitement, qui à partir de deux clusterings de nœuds,
l’un structurel, l’autre compositionnel, fusionne les résultats pour produire
une seule partition hybride ;

3. sans pré- ni post-traitement, la fusion des composantes se fait de manière simul-
tanée lors de la découverte des communautés dans le réseau.

Nous avons contribué à ces trois approches. La section 1.2.2 détaille notre mé-
thode avec pré-traitement, qui enchaîne un clustering d’attributs (grâce ici à la mé-
thode d’apprentissage non supervisé des cartes de Kohonen) puis la détection de
communautés par l’algorithme de Louvain dans un graphe dont les arêtes encodent
la simlarité de profil des noeuds (Cruz Gomez, Bothorel et Poulet, 2011c ; Cruz Go-
mez, Bothorel et Poulet, 2013a ; Cruz Gomez, Bothorel et Poulet, 2014).

Concernant la deuxième approche (section 1.2.3), le clustering des deux compo-
santes structurelle et compositionnelle sont traitées en parallèle, puis l’intégration
des composantes se fait en post-traitement (Cruz Gomez, Bothorel et Poulet, 2013b ;
Cruz Gomez et Bothorel, 2013).

La section 1.2.4 expose quant à elle l’intégration simultanée des composantes
dans une variante de l’algorithme de Louvain optimisant, à chaque itération, non
seulement la modularité, mais également l’entropie relative aux attributs des nœuds
(Cruz Gomez, Bothorel et Poulet, 2011a). Cette méthode, très simple à comprendre,
implémenter, et rapide à exécuter, est régulièrement utilisée comme baseline pour
de nombreux travaux.

1.2.2 Intégration des composantes dans des réseaux sociaux augmentés :
une méthode avec pré-traitement

L’intégration des composantes structurelles et de composition permet de guider
le processus d’identification des communautés en ajoutant la similarité (composi-
tionnelle) de chaque nœud aux critères de la structure utilisés pendant l’identifi-
cation des communautés. Pour ce faire, selon l’approche avec pré-traitement, nous
divisons le processus de détection de communautés en deux phases : d’abord, un
clustering de nœuds selon leur similarité de profil, puis, après avoir modifié les
poids des arêtes du graphe pour refléter une distance composite des noœuds, un
algorithme de clustering structurel influencé de telle manière à ce que les groupes
contiennent des nœuds similaires et connectés (Cruz Gomez, Bothorel et Poulet,
2011c ; Cruz Gomez, Bothorel et Poulet, 2013a ; Cruz Gomez, Bothorel et Poulet,
2014).

Première phase : clustering de composition

Étant donné un point de vue dérivé d’un ensemble PoVF, chaque nœud peut
être caractérisé par son vecteur d’attributs ou une instance u du point de vue. Il
est possible d’utiliser ces vecteurs en entrée d’un algorithme de classification non
supervisée comme les cartes auto-organisatrices ((Kohonen, 1997)). Cela permet de
créer des groupes de nœuds suivant la similarité de leurs attributs, c’est-à-dire les
instances de u sont les données en entrée de l’algorithme. L’avantage de cet algo-
rithme est que, à la différence des approches comme les k−means, l’utilisateur n’a
pas besoin de fixer a priori le nombre final de groupes.

L’algorithme de cartes de Kohonen utilisé a un réseau N basé sur une grille rec-
tangulaire de taille de f × f neurones, avec f = |PoVF|, le nombre d’attributs utilisés
dans le point de vue. Les valeurs initiales des poids sont tirées aléatoirement. Les
poids des neurones sont ajustés selon leur proximité au neurone gagnant. Un taux
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d’apprentissage η est utilisé pour éviter les maxima locaux et des convergences pré-
maturées. Après chaque itération, le taux d’apprentissage est réduit par un facteur
ε, 0 < ε < 1. Le voisinage est calculé avec une taille t et le neurone gagnant est de
centre c.

La sortie est alors une partition CSOM formée par des groupes de nœuds simi-
laires en termes du point de vue choisi. Pour mesurer la qualité de la partition nous
utilisons la distance moyenne entre les points de chaque groupe, laquelle a été mise
à l’échelle pour avoir des valeurs entre 0 et 1.

Deuxième phase : influence de la composition sur le clustering structurel

Une fois que la partition compositionnelle CSOM a été calculée, on peut alors
entrer dans la seconde phase de la méthode. Dans cette étape, on utilise un algo-
rithme classique de détection de communautés, l’algorithme Fast Unfolding, connu
aussi sous le nom d’algorithme de Louvain, proposé par (Blondel et al., 2008). Cet
algorithme utilise un processus de Monte-Carlo pour optimiser la modularité Q,
présentée par (Newman et Girvan, 2004).

Avant l’exécution de la méthode de Louvain, on inclut les informations obtenues
lors de la première phase. Cela est effectué par la modification des poids des arêtes
en fonction de la partition obtenue CSOM. Pour chaque paire de sommets vi, vj ∈ V,
∀vi ̸= vj, le poids de l’arête e

(
vi, vj

)
est modifié par la distance euclidienne des

instances du point de vue correspondant à chaque nœud :

wij = 1 + α(1− d(Nij))δij (1.1)

avec α ≥ 1 une constante, d
(
Nij
)

la distance entre les neurones i et j, et δij = 1 si vi
et vj appartiennent au même cluster dans CSOM et 0 sinon.

Une fois que les poids sont modifiés selon l’équation 1.1, une partition, CSOM−FU
est calculée en utilisant le Fast Unfolding (FU).En modifiant les poids du graphe
avec l’équation 1, le graphe devient pondéré et les arêtes avec un poids plus grand
ont une probabilité plus élevée d’être affectées à la même communauté.

La composante d’affiliation AS+ résultante reflète l’ensemble des communautés
avec des groupes de nœuds similaires et connectés, qui intègrent l’information de la
structure et des attributs.

1.2.3 Intégration des composantes dans des réseaux sociaux augmentés :
une méthode avec post-traitement

Dans ce travail, nous présentons une méthode qui intègre les composantes en
post-traitement. L’idée est de combiner, après coup, des partitions structurelles et
compositionnelles existantes, de bonne qualité car obtenues sans compromis de ma-
nière indépendante.

La motivation est double. Premièrement, il s’agit d’utiliser des techniques spé-
cialisées pour chaque type de composante, ce qui produit des clusters de bonne
qualité, des communautés topologiques bien nettes d’une part, et des groupes de
nœuds homogènes du point de vue de leurs attributs d’autre part. Deuxièmement,
une méthode offrant la réutilisation des partitions calculées au préalable, peut s’avé-
rer précieuse en termes de complexité de calcul, lorsque l’on manipule des grands
réseaux.

Nous nous appuyons sur une matrice de contingence avec les groupes structu-
rels en lignes et les groupes compositionnels en colonnes (Cruz Gomez, Bothorel et



12 Chapitre 1. Réseaux sociaux avec attributs

Poulet, 2013b ; Cruz Gomez et Bothorel, 2013). Le problème revient alors à manipu-
ler les lignes et les colonnes de la matrice pour obtenir une nouvelle partition qui
maintienne un bon compromis entre les deux dimensions.

La matrice de contingence telle que présentée dans le tableau 1.1, est une matrice
où chaque entrée nij représente le nombre de nœuds communs entre les clusters
ui ∈ CG et vj ∈ CF∗ .

Partition CF∗

Class v1 v2 . . . vr Somme
u1 n11 n12 . . . n1r n1·
u2 n21 n22 . . . n2r n2·

Partition CG
...

...
...

. . .
...

...
um nm1 nm2 . . . nmr nm·

Somme n·1 n·2 . . . n·r n

TABLE 1.1 – Matrice de contingence de deux partitions : CG, obtenue
à partir de la composante structurelle et CF∗ , obtenue à partir des

attributs

Le principe de notre algorithme est de manipuler la configuration des lignes afin
de décomposer la partition structurelle CG en fonction de la partition composition-
nelle CF∗ en colonne.

La division de chaque ligne peut être effectuée selon différents critères dépen-
dant uniquement de la configuration de la matrice de contingence, en particulier
des colonnes de la matrice. Nous proposons deux stratégies pour contrôler la com-
binaison :

— Naïve : pour chaque ligne i, si nij > 0 alors les nœuds appartenant au groupe
structurel ui et au groupe de composition vj formeront une communauté,
c’est-à-dire que pour chaque entrée supérieure à 0 dans la matrice de contin-
gence il y aura une communauté dans la partition finale combinée.

— Basée sur la variance : pour chaque ligne i, si (nij−µi)
σi

≥ 1, cet ensemble nij
constituera une nouvelle communauté. Ici, µi et σi sont respectivement la
moyenne et l’écart-type de la ligne i. Ainsi, les communautés structurelles
sont réparties en fonction de la représentativité des catégories de composi-
tion, c’est-à-dire celles qui présentent une variance positive plus importante.

Ces deux stratégies nous permettent d’évaluer les groupes structurels à la lu-
mière des groupes compositionnels et de les décomposer si la condition est remplie.

Pour illustrer notre proposition, nous utilisons un petit réseau social composé
de 24 nœuds et de 63 arêtes. Ce réseau a été divisé en quatre groupes structurels et
trois groupes de composition, qui pourraient refléter 3 classes d’âge ou toute autre
clusters pré-calculés à partir de profils plus élaborés. La première étape consiste donc
à construire la matrice de contingence, présentée dans le tableau 1.2.

L’étape suivante est le traitement de chaque ligne de la matrice de contingence
C. Le critère utilisé dans cet exemple est le critère naïf. La nouvelle partition C∗Naïve
est composée de 9 groupes comme présenté dans le tableau 1.3. Enfin, il s’agit de
reconstruire la matrice d’affiliation.

Le tableau 1.4 présente un résumé des résultats pour cet exemple de base. Nous
utilisons trois mesures pour comparer les résultats finaux. Premièrement, nous utili-
sons l’ARI pour mesurer la similarité entre les partitions, deuxièmement, la densité,
qui mesure la partition du point de vue de la partition structurelle et enfin, l’entro-
pie, qui mesure l’ordre, c’est-à-dire l’homogénéité des groupes du point de vue des
attributs dans la partition finale.
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CF∗

3 3 0
CG 2 3 1

3 2 1
0 0 6

TABLE 1.2 – Matrice de contingence C pour notre exemple jouet de
réseau social

L’ARI entre la nouvelle partition et la partition de composition originale montre
que la distance entre elles a été réduite, ce qui signifie que les nouveaux groupes sont
davantage alignés avec la variable de composition que les groupes découverts sur
la seule base de la structure des relations. Ceci est également observé sur la valeur
de l’entropie, qui tombe à 0 indiquant que chaque nouveau groupe est composé de
nœuds ayant des attributs similaires ; cependant, le coût de la réduction de l’entropie
est la perte de la densité, ce qui implique une réduction de la qualité de la partition
en termes structurels.

CF∗

u0 3 0 0
0 3 0
2 0 0

u1 0 3 0
CG 0 0 1

3 0 0
u2 0 2 0

0 0 1
u3 0 0 6

TABLE 1.3 – Matrice de contingence résultant du processus de sépa-
ration des communautés structurelles. Les 4 groupes structurels ini-

tiaux ui ont été subdivisés en 9 nouveaux groupes.

Partition Groupes ARI (w.r.t CF∗) Densité Entropie
CG 4 0.1998 0.9365 4.9467

C∗Naïve 9 0.4232 0.4444 0
C∗Variance 6 0.3229 0.6508 2.6593

TABLE 1.4 – Summary of results of the algorithm for the example
social network

Lorsque le critère de variance est utilisé, la densité de la partition est supérieure
à celle du cas naïf, ce qui fait que les nœuds forment des communautés topologi-
quement mieux formées. Les groupes sont également plus similaires que dans la
partition structurelle pure (comme attendu), ce qui permet d’obtenir l’effet souhaité.

Les partitions unifiées présentent ainsi des propriétés intéressantes, telles que
des groupes d’acteurs cohérents et homogènes. La méthode offre un contrôle précis



14 Chapitre 1. Réseaux sociaux avec attributs

du processus de combinaison, donnant de nouvelles possibilités d’exploration aux
analystes sans avoir à recalculer les partitions orignales.

1.2.4 Intégration des variables dans des réseaux sociaux augmentés : fu-
sion simultanée des variables

La troisième approche pour intégrer structure et attributs est de fusionner ces
deux composantes dans un processus unifié. Contrairement aux deux catégories pré-
cédentes qui utilisent des algotithmes classiques de détection de communautés en
fin ou au début du processus, la fusion simultanée, au contraire, nécessite des méca-
nismes bien souvent différents.

Dans sa revue de littérature, Petr Chunaev recense une bonne trentaine de mé-
thodes dans cette catégorie (Chunaev, 2020). Nous trouvons des méthodes basées
sur :

— la factorisation matricielle non négative et un processus d’optimisation où
l’objectif est de trouver une matrice d’appartenance à des communautés en
minimisant une fonction qui contraint les nœuds similaires et fortement connec-
tés à converger vers les mêmes communautés.

— les modèles probabilistes génératifs, par exemple des modèles génératifs bayé-
siens ou modèles de bloc stochastique : il s’agit de déduire statistiquement
un modèle du réseau attribué en supposant que la topologie et la sémantique
sont générées en fonction de certaines distributions paramétriques.

— la modification des fonctions objectif d’algorithmes connus de détection de
communautés (par exemple Louvain, Normalised Cut) ou de clustering tels
k-means, k-medoids ou kNN.

— des méta-heuristiques et des algorithmes génétiques cherchant l’optimisation
multi-objectif (e.g. modularité et similartité d’attributs).

Pour notre part, nous avons adapté la méthode de Louvain (Blondel et al., 2008)
pour optimiser, à chaque itération de l’algorithme, non seulement la modularité lo-
cale, mais également l’entropie, garantissant ainsi un compromis entre la qualité
structurelle de la partition et l’homogénéité des attributs au sein des communau-
tés agrégées au terme de chaque étape (Cruz Gomez, Bothorel et Poulet, 2011a).

Algorithm 1 Augmented Graph Clustering Algorithm

Require: ε, imax, PoVF
1: i← 0
2: Qactual ←modularityCalc()
3: Qi ←modularityOptimizationStep()
4: CH ←entropyOptimization ( Ci )
5: C0 ← CH
6: while Qactual −Qi > ε and i < imax do
7: communityAggregation( Ci )
8: Qactual ← Qi
9: i← i + 1

10: Ci ←modularityOptimizationStep()
11: Qi ←modularityCalc()
12: end while
13: return C

Le processus s’arrête, comme la méthode originale, lorsque la modularité ne peut
être augmentée. Nous avons introduit un nombre d’itérations maximum imax dans
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les cas où la modularité ne convergerait pas. En effet, lors d’une itération (lignes 6-
12 dans l’algorithme 1), l’optimisation de l’entropie se fait après l’optimisation de
modularité, dégradant ainsi plus ou moins la qualité de la partition courante. Si les
données ne répondent pas au principe « Qui se ressemblent s’assemblent », un compro-
mis en similarité d’attributs et modularité peut ne pas être trouvé. Mais cela signifie
que ni notre méthode, ni aucune autre technique, ne pourra trouver de communau-
tés à la fois homogènes et denses !

1.3 Visualisation de graphes de communautés

Un graphe de communautés est un type de graphe hiérarchique dont la distance
entre deux nœuds de l’arbre d’inclusion est au maximum égale à un (Eades et Feng,
1997).

La Figure 1.3a présente un exemple de graphe de communautés et la Figure 1.3b
présente l’arbre d’inclusion de la partition. Cet arbre est utilisé pour visualiser la
structure hiérarchique des différents niveaux qui représentent les groupes.

(A)
(B)

Level 3

Level 2

Level 1

Level 0

λ = 1

FIGURE 1.3 – Exemple d’un graphe de communautés et son arbre
d’inclusion associé

En général les méthodes de visualisation de graphes de communautés ont été
conçues pour mettre en évidence les différences entre chaque groupe, ce qui im-
plique de présenter chaque groupe éloigné des autres (par exemple (Tamassia, 1987 ;
Bourqui, Auber et Mary, 2007 ; Giacomo et al., 2007)). A contrario (Santamaría et
Therón, 2008) proposent une méthode pour dessiner des communautés non dis-
jointes. Mais ces algorithmes n’utilisent que la structure du graphe pour placer les
nœuds et il n’est pas facile de leur ajouter d’autres critères, comme la similarité entre
nœuds, pour trouver la position de chacun des nœuds.

Nous avons proposé à travers une dizaine de publications (dont les principales
sont (Cruz Gomez, Bothorel et Poulet, 2011b ; Cruz Gomez, Bothorel et Poulet, 2012 ;
Cruz Gomez, Bothorel et Poulet, 2013a ; Cruz Gomez, Bothorel et Poulet, 2014 ; Cruz
Gomez, Bothorel et Poulet, 2013c)) :

— Un modèle pour visualiser les communautés d’une partition décrite par la
composante d’affiliationA dérivée, soit de la composante structurelle, soit de
la composante de composition, soit de notre processus d’intégration de ces
deux composantes ;

— Ce modèle de visualisation, en plus d’exhiber classiquement les groupes, pré-
serve la similarité des nœuds, quelle soit purement structurelle ou issue de
l’intégration des composantes ;
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— Ce modèle de visualisation propose de manière originale de focaliser l’ana-
lyse sur les interactions entre communautés ;

— De part un calcul de rôles d’interactions, le modèle facilite l’analyse des in-
teractions entre communautés.

1.3.1 Modèle de visualisation de communautés

Le modèle présenté est conçu pour mettre en évidence les interactions entre les
communautés et pour révéler des rôles importants de nœuds impliqués dans ces
interactions. Ces rôles sont définis selon la partition et la structure locale de chaque
nœud et le modèle visuel est utilisé pour aider à leur identification.

La première étape consiste à trouver les nœuds en charge de la connexion des
groupes, c’est-à-dire, les nœuds qui sont connectés avec des nœuds d’autres groupes ;
ces nœuds peuvent être vus comme des ponts entre les communautés. Pour ce faire
l’ensemble des nœuds est divisé en deux catégories, comme le montre la Figure 1.4 :
les nœuds dont les liens commencent et finissent dans leur propre communauté, dits
nœuds intérieurs, et les nœuds avec au moins un lien qui commence ou finit dans une
autre communauté, appelés nœuds frontières.

Les nœuds seront placés selon une mesure de similarité avec laquelle deux nœuds
avec des voisinages similaires seront proches l’un de l’autre. Cette mesure de simi-
larité utilise la proportion de voisins commun entre les deux nœuds, i.e. ces nœuds
sont similaires si ses voisins sont similaires.

En utilisant une partition de k communautés, la division des nœuds produit k+ 1
sous-ensembles : un avec les nœuds frontières provenant de toutes les communau-
tés et k avec les nœuds intérieurs provenant de chaque communauté. L’algorithme
calcule une matrice de similarité pour chacun des k + 1 sous-ensembles et à partir
de chacune de ces matrices la position de chaque nœud est établie. Les Figure 1.4a
et 1.4b présentent des exemples de chaque type de nœud dans un réseau avec deux
groupes.

(A) Exemple de nœuds frontières (B) Exemple de nœuds intérieurs

FIGURE 1.4 – Exemple de la localisation de chacun des types des
nœuds dans un réseau social. Chacune des couleurs représente un

groupe de la partition

1.3.2 Algorithme de placement des nœuds

L’objectif de l’algorithme est de placer les nœuds de façon telle que leur proxi-
mité indique la similarité existant entre eux. L’algorithme de tracé (layout en anglais)
proposé est divisé en deux étapes : d’abord, placer les nœuds frontières, puis, dans
un deuxième temps, placer les nœuds intérieurs (Cruz Gomez, Bothorel et Poulet,
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2013c ; Cruz Gomez, Bothorel et Poulet, 2013a). Ainsi l’analyste pourra axer son ex-
ploration du graphe sur les nœuds intervenant dans les relations inter-communautés
d’une part, et en se focalisant sur une zone, frontière ou intérieure, aura la garantie
que les nœuds proches le sont du fait d’une similarité combinant attributs et rela-
tions sociales.

Pour calculer le placement des nœuds frontière dans une zone d’interaction, nous
utilisons la technique du multi-dimensional scaling (MDS) dédiée à la représentation
visuelle des objets en fonction de leur similarité ou de leur dissemblance, et son im-
plémentation, l’algorithme SMACOF (Scaling by MAjorizing a COmplicated Func-
tion) (Ingram, Munzner et Olano, 2009).

Les nœuds frontières sont placés dans un cercle. Comme la dissemblance entre
nœuds est calculée selon leur voisinage, les positions proches permettent de voir
leur proximité structurelle dans le graphe G. Ainsi des nœuds proches dans cette
zone auront des rôles similaires de médiation par exemple.

Les nœuds intérieurs quant à eux sont regroupés par communauté. Chacun de
ces sous-ensembles doit être placé près de leurs nœuds frontières déjà placés, qui
appartiennent à la même communauté. Pour ce faire, nous définissons le centre de
chaque communauté, et de la même façon que précédemment, utilisons SMACOF
pour que les nœuds intérieurs de chaque communauté sont placés selon leur res-
semblance de voisinage et face aux nœuds frontières de leur communauté.

(A) Localisation des éléments du modèle
de dessin

Border Nodes

Inner Nodes

10.5

Interaction Zone

-1

(B) Localisation des nœuds intérieurs se-
lon la position des nœuds frontières

FIGURE 1.5 – Localisation des éléments et exemple du modèle de vi-
sualisation

La Figure 1.5a présente la disposition visuelle des différents éléments du mo-
dèle et la Figure 1.5b montre un exemple de la localisation finale des nœuds avec
l’algorithme décrit.

La complexité de l’algorithme complet est en O
(
2 · n2), où n est le nombre d’élé-

ments de l’ensemble. Nous avons réalisé quelques expérience de passage à l’échelle
mais également, nous avons voulu tester (visuellement) sa capacité à séparer des
nœuds impliqués dans les interactions de ceux qui n’y participent pas.

Le Tableau 1.5 présente les graphes utilisés pour l’évaluation de l’algorithme de
layout. La dernière colonne du tableau est le temps d’exécution de l’algorithme pour
placer les nœuds de chaque réseau.

La Figure 1.6a présente le résultat du layout du réseau d’interactions en utili-
sant l’algorithme Fruchterman & Reingold. Dans ce cas les nœuds sont placées avec
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Graphe Nœuds Arêtes Nb. Comm Q Temps(s)
Réseau d’interac-
tion de protéines

19928 82406 56 0,6493 1021

Réseau DBLP 10000 65734 843 0,8324 346
Réseau Twitter 5389 46440 12 0,5728 89
Réseau Facebook 334 5394 6 0,7728 36

TABLE 1.5 – Description des jeux de donnés utilisés pour tester l’al-
gorithme de layout

(A) Layout du réseau d’interactions avec
Fruchterman & Reingold

(B) Layout du réseau d’interactions avec
notre algorithme

FIGURE 1.6 – Comparaison des résultats du layout pour le réseau
d’interaction de protéines

une approche basée sur les forces. L’information communautaire n’est pas prise en
compte, du moins pas de manière explicite. L’idée est en effet de minimiser les croise-
ments d’arêtes tout en occuppant au maximum l’espace disponible. Cela pour consé-
quence de répartir au mieux les zones denses dans l’espace 2D. Lorsque le graphe
est par nature constitué de zones denses bien nettes, cela a pour effet indirect de
bien mettre en évidence les communautés. Mais dans la plupart des graphes réels,
les nœuds frontières sont nombreux et ne permettent pas à l’algorithme basé sur
les forces de rendre les groupes bien séparés. Cela fait que les communautés sont
« mélangées », et que le graphe entier a tendance à être dessiné dans une zone d’in-
teraction géante qui occuppe une grande partie de l’espace disponible. Il est difficile
d’identifier tous les nœuds avec un rôle spécifique (et de manière générale la confor-
mation en communautés). La Figure 1.6b présente le layout du même réseau avec
notre algorithme, qui lui, a pour objectif de dessiner de manière nette les commu-
nautés. Nous pouvons y voir facilement les différences de taille entre groupes. Les
nœuds frontières impliqués dans les interactions sont également clairement identi-
fiables, et via la zone d’interaction, nous pouvons aussi avoir une idée de la part
de chaque communautés dans les échanges avec l’extérieur. La taille des noeuds
(taille du carré) reflète leur degré (ce n’est pas la même échelle d’une représentation
à l’autre) et la couleur la communauté d’appartenance.

La Figure 1.7a présente le résultat du layout pour le réseau Twitter avec l’algo-
rithme de Fruchterman & Reingold. Ce dessin montre les nœuds distribués partout
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(A) Layout du réseau Twitter avec Fruch-
terman & Reingold

(B) Layout du réseau Twitter avec notre
algorithme

FIGURE 1.7 – Comparaison des résultats du layout pour le réseau
Twitter

dans l’espace ; le nœud le plus gros (rouge) a un nombre élevé de connexions, tou-
tefois la localisation ne donne pas beaucoup d’information en ce qui concerne ses
liens : sont-ils externes ou internes à sa communauté d’appartenance? Ce même
nœud dans la Figure 1.7b, est placé dans la zone d’interaction, ce qui nous renseigne
sur le fait qu’il s’agit d’un nœud frontière. Cette visualisation nous permet d’aller
plus loin dans l’analyse : ce nœud est placé à côté d’autres nœuds rouges à fort de-
gré, ce qui rend la communauté rouge moins vulnérable s’il venait à disparaître :
ses voisins pourraient assurer la médiation entre la communauté rouge et les autres
ommunautés.

1.3.3 Rôles dans les réseaux de communautés

Un aspect important de l’analyse des réseaux sociaux est la mesure de l’impor-
tance de certains acteurs du réseau. Cette importance peut être la capacité de certains
nœuds pour déconnecter deux ou plusieurs groupes dans le réseau, ou pour concen-
trer le flux de messages entre différentes équipes de travail dans une entreprise. Cet
aspect a été étudié dans des espaces académiques autant qu’industriels comme pré-
senté par (Aldrich et Herker, 1977), par (Guimera et Amaral, 2005) et par (Cross et
Parker, 2004). Le Tableau 1.6 présente un résumé comparatif des rôles trouvés dans
les réseaux de communautés.

La dernière colonne spécifie le type de nœud qui peut être trouvé dans le rôle (I
pour des nœuds intérieurs, F pour des nœuds frontières). Les rôles variés de Gui-
merà et Amaral offrent un large potentiel pour différencier les nœuds (Cruz Gomez,
Bothorel et Poulet, 2013c ; Cruz Gomez, Bothorel et Poulet, 2013a), mais parfois, la
typologie proposée par Cross et Parker est suffisante et plus facile à intuiter.

Avant de détailler un cas d’application explicitant l’utilisation de nos méthodes
dans la section suivante, nous avons mené des expériences qualitatives pour voir
l’influence des points de vue sur les partitions et les rôles détectés.
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Aldrich and
Herker

Cross and Parker Guimerà and Amaral Type

N/D

Personnes
périphériques

Nœuds ultra périphériques I
Nœuds périphériques F

N/D Nœuds connecteurs non centraux F
N/D Nœuds sans proches non centraux F

Nœuds
d’ouverture
types I et II

Nœuds centraux Nœuds centraux provinciaux I, F
Nœuds d’ouverture Nœuds connecteurs centraux F

Nœuds
d’intermédiation

Nœuds sans proches centraux F

TABLE 1.6 – Résumé comparatif des définitions des rôles dans les ré-
seaux de communautés et leur utilisation potentielle pour nos deux
types de nœuds (I pour les nœuds intérieurs, F pour les nœuds fron-

tières)

1.3.4 Illustration de la méthode de visualisation pour comparer deux points
de vue

Nous utilisons ici le réseau Facebook déjà utilisé précédemment (Table 1.5) et les
rôles de Cross et Parker. Pour cette expérimentation (Cruz Gomez, Bothorel et Pou-
let, 2012), le jeu de donnés représente un réseau social personnel récolté avec Name-
GenWeb (Hogan, 2011) et inclut des personnes proches de son propriétaire : famille,
amis, collègues et anciens collègues. Au total le réseau a 334 nœuds et 5 394 arêtes.
Avec ce graphe nous avons défini deux points de vue. Un sans attributs, PoVNULL,
qui reflète une analyse classique de réseau social, et un autre point de vue, PoVCOMP,
qui décrit les compétences de chaque acteur. Les compétences sont au nombre de 7 :
1. Math & Science, 2. Business Administration, 3. Law, 4. Social Sciences, 5. Software
engineering, 6. Other fields, 7. Arts.

PoV Groupes Modularité Distance (±écart type)
NULL 6 0,7728 Par rapport à PoVCOMP : 0,4689 (±0,0201)
COMP 10 0,8138 0,2820 (±0,0431)

TABLE 1.7 – Partitions issues des 2 points de vue NULL et COMP.
La modularité mesure la qualité de la partition en termes de connec-
tivité. La distance, calculée sur la composante compositionnelle, est
la distance moyenne, normalisée, entre les points de chaque groupe

dans la carte de Kohonen, cf. Section 1.2.2.

Concernant le point de vue PoVCOMP, la valeur de modularité est supérieure à
celle du PoVNULL. La qualité de la partition au sens strictement structurel s’est dété-
riorée lorsqu’on a modifié les poids des arêtes pour intégrer la similarité de compé-
tences entre nœuds. Inversement, la distance entre les profils de compétences intra
communautaires a baissé, proposant des groupes un peu moins « nets » en termes de
modularité, mais plus homogènes concernant les attributs, ce qui est confirmé par la
distribution des compétences par communauté (cf Figure 1.8).

Dans (Cruz Gomez, Bothorel et Poulet, 2012), nous explorons les différents types
de nœuds classés selon les rôles de Cross et Parker. Si l’on fait simplement ici un fo-
cus sur les nœuds dits d’intermédiation, nous pouvons voir sur la Figure 1.9 que le
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(A) PoVNULL (B) PoVCOMP

FIGURE 1.8 – Effet des points de vue sur la distribution des catégo-
ries (ici compétences) dans les communautés calculées sur le réseau

Facebook

(A) PoVNULL (B) PoVCOMP

FIGURE 1.9 – Comparaison des points de vue du layout de notre al-
gorithme pour le réseau Facebook

point de vue modifie la classification des nœuds clés. Les nœuds possédant ce rôle
connectent différentes communautés dans la zone d’interaction, c’est-à-dire qu’ils
établissent un pont entre deux communautés ou plus. La partition NULL contient
uniquement deux nœuds d’intermédiation, qui connectent les différents groupes
du graphe, tandis que dans la partition COMP, il existe 10 nœuds de ce type dont
deux sont les mêmes que dans la partition NULL et 8 sont nouveaux. Croiser re-
lations sociales et compétences permet ainsi de détecter des intermédiaires inter-
communautés de manière plus fine, et contextuelle au partage d’expertise.

1.4 Application à l’étude de la blogosphère de la cuisine

Pour ce cas d’application, nous utilisons à nouveau la méthode de détection de
communautés avec pré-traitement (Section 1.2.2). L’objectif est de cartographier la
blogosphère Française de l’univers de la cuisine. Nous analysons d’abord les blogs,
(i) en considérant leur caractéristiques en nombre de publications, les partages vers
les plateformes de réseaux sociaux et leurs thématiques, et (ii) la structure du réseau
lui-même, les nœuds étant ici les blogs, et les arêtes, les liens inter-blogs. Ensuite,
nous recherchons une partition composite pour regrouper les blogs en communau-
tés densément connectées et homogènes du point de vue de leurs caractéristiques.
Enfin, nous visualisons la partition pour mettre en évidence les interactions entre les
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communautés, et nous identifions les blogs ayant des rôles et des positions clés dans
l’écosystème de la cuisine virtuelle.

Ce travail, réalisé en 2014 dans le cadre de la Chaire Réseaux Sociaux de l’IMT 1,
a un objectif marketing. L’idée est de proposer une nouvelle segmentation des com-
munautés virtuelles de l’univers culinaire ouvrant ainsi des perspectives en termes
d’outils de gestion de la relation client (ciblage, ou gestion de communautés par
exemple) et plus généralement de contribuer à de nouvelles méthodes d’études mar-
keting à partir des données de réseaux sociaux.

1.4.1 Jeu de données

Nous avons travaillé sur le dataset Cuisineblog 2 qui rassemble un ensemble de
blogs relatifs à des recettes de cuisine, mais aussi d’autres sites tels que des pages
Facebook ou des sites dédiés à l’achat d’ingrédients. Le graphe, notre composante
structurelle, est constitué des liens hypertextes entre sites, et le poids des arêtes re-
présente le nombre d’interactions : les différents posts en effet se mentionnent les
uns les autres très régulièrement. Les caractéristiques des sites, notre composante
de composition, concernent 5 variables : le nombre de likes Facebooks et le nombre
d’événements mentionnant le blog sur Twitter, reflétant l’activité sociale autour des
blogs ; le type du site (nos Blogs, mais aussi des sites de ressources, ou encore des
sites « hors base » que la collecte nous a amenés car pointés par les blogs) ; le nombre
de posts reflétant l’activité éditoriale ; et enfin la thématique du blog. La thématique
est un vecteur de dimension 7, il est défini par le nombre de posts classifiés dans
chaque thème parmi :

1. Corps gras alimentaire

2. Céréale et produit céréalier

3. Sucre et produit sucré

4. Produit de pêche

5. Viande

6. Produit laitier

7. Légume et fruit

Catégories
Site web 1 2 3 4 5 6 7

http ://academiedesvinsanciens.org/ 31 1 42 100 103 61 124
http ://cookiesdelice.canalblog.com/ 95 48 70 63 60 60 125

TABLE 1.8 – Exemple de distribution des catégories pour deux sites
web

La Table 1.8 présente deux exemples de sites web et leurs catégories. A noter
qu’un message peut contribuer à différentes catégories. Le premier site est principa-
lement consacré à l’appréciation et à l’évaluation des vins. Cela se reflète dans le fait
que les catégories Fruits et légumes, Poisson et Viande (7, 4 et 5) ont des valeurs les
plus élevées. Le deuxième site web est principalement consacré aux desserts, la pâ-
tisserie et la boulangerie avec des préoccupations liées aux Corps gras alimentaires

1. https://chairereseaux.wp.imt.fr/

2. Dataset issu du projet Open Food System, financé par l’état français dans le cadre du programme
des investissements du futur, www.openfoodsystem.fr

https://chairereseaux.wp.imt.fr/
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et aux Fruits et légumes (1 et 7). Cependant, d’autres types de recettes peuvent être
trouvées, c’est pourquoi toutes les catégories sont représentées.

Si l’on considère tous les types de sites, nous obtenons un graphe de 11390 nœuds
et 45594 arêtes. Après une analyse préliminaire des attributs des nœuds, nous avons
constaté qu’environ 93% des sites web sont extérieurs à la blogosphère culinaire
(type HORS BASE) et sont rarement liés à l’alimentation ou à la cuisine. Cela rend
de ce fait les catégories caduques et nous a conduit à ne garder que les sites de
types BLOG que nous avions initialement ciblés. Nous obtenons un graphe composé
uniquement de 661 nœuds et 6844 arêtes.

1.4.2 Détection de communautés dans le graphe avec attributs

Nous avons mis en œuvre la méthode avec pré-traitement décrite dans la Sec-
tion 1.2.2 dans le cadre de cette étude applicative. En raison de la petite taille de
notre dataset et la faible dimensionalité des attributs, nous avons utlisé l’algorithme
k-means pour produire les clusters compositionnels de nos blogs. L’analyse de la sil-
houette nous a conduit à rechercher 9 clusters. Parmi ceux-ci, 2 groupes concentrent
53% et 23% des blogs : le premier (G5) est dédié aux produits céréaliers et sucrés
et recueillent beaucoup de likes sur Facebook (présence très faible sur Twitter) ; le
deuxième groupe (G7) concerne les mêmes thématiques, avec un focus non négli-
geable sur les matières grasses également, mais, à l’inverse, ne suscite que très peu
d’activités sur les réseaux sociaux. Les 7 autres groupes sont de taille réduite et ne
contiennent qu’entre 0.15 et 12% des blogs.

Après modification des poids des arêtes, l’algorithme de Louvain détecte 5 com-
munautés. S’il on regarde la distribution des groupes sur les communautés, Table
1.9, nous remarquons qu’ils sont pour la plupart répartis sur plusieurs communau-
tés, sauf les plus petits groupes (G4, G6 et G9). Et inversement, les communautés hé-
bergent une grande variété de blogs. Seule la communauté 3 se distingue car elle n’a
regroupé que des blogs liés au produits céréaliers, au sucre et aux matières grasses,
mais à l’activité sociale variable. On obtient globalement des communautés pour les-
quelles la motivation des membres n’est pas la spécialisation thématique. Les blogs
font preuve d’ouverture thématique dans leurs référencements mutuels.

Si l’on regarde la modularité de la partition (Table 1.10), nous constatons que
celle-ci est vraiment très faible, indiquant un découpage structurel peu efficace. La
densité confirme cela : 2/3 des arêtes sont internes aux communautés, ce qui signifie
qu’1/3 d’entre elles relient les communautés. La Figure 1.10a nous confirme visuelle-
ment que la zone d’interaction est très conséquente. Les communautés ne sont donc
pas nettes d’un point de vue topologique non plus. D’ailleurs, pour mieux com-
prendre à quel point notre combinaison de variables dégrade la modularité, nous
avons réalisé la détection de communautés sur le graphe d’origine. La partition ob-
tenue avant modification des arêtes, sur le graphe d’origine, présente elle-même une
modularité extrêmement faible. Nous avons en parallèle observé que distribution
des degrés des nœuds n’est pas en loi de puissance : notre réseau n’est pas de type
scale-free, ce qui peut expliquer la nature non communautaire de notre graphe.

1.4.3 Détection de rôles

Le sentiment d’appartenance communautaire est l’un des moteurs qui incite les
internautes à partager sur les réseaux sociaux (Beaudouin, Legon et Pasquier, 2016 ;
Helme-Guizon, Magnoni et al., 2013 ; Richardson, 2015). Le graphe des blogs étudié
ici, représente en lui-même une communauté à part entière de blogueurs culinaires.
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TABLE 1.9 – Distribution des groupes sur les communautés

G1 G2 G3 G4 G5 G6 G7 G8 G9
Comm. 1 1.6 1.2 12.0 0.2 54.2 - 25.7 4.9 0.2
Comm. 2 2.0 1.0 12.1 - 67.7 - 16.2 1.0 -
Comm. 3 - - 50.0 - - - 50.0 - -
Comm. 4 1.1 1.1 7.5 - 63.4 1.1 25.8 - -
Comm. 5 - 4.0 20.0 - 56.0 - 12.0 8.0 -

(A) Communautés
(B) Provincial et kinless hubs

FIGURE 1.10 – Visualisation du réseau de blogs culinaires

Nous venons de voir que les blogueurs n’avaient que peu tendance à s’enfermer
dans une thématique, et au contraire, à se montrer ouverts à l’ensemble des do-
maines liés à la cuisine. En se référençant mutuellement, ils démontrent à la fois de
cette ouverture thématique mais également d’un sentiment d’appartenir à la même
communauté.

D’un point vue marketing, pour trouver les influenceurs culinaires, nous pour-
rions en tant qu’analyste de réseaux, trouver les nœuds présentant les centralités les
plus fortes. Pour trouver les experts sur une thématique, nous pourrions caractériser
ces nœuds par des mots-clés, i.e. nos catégories. Comment faire la sélection de ces
nœuds? Devons-nous faire un classement des plus centraux puis filtrer par thème?
Quitte à prendre de nœuds peu centraux au final mais « experts »? Devons-nous plu-
tôt relâcher la contrainte de l’expertise et privilégier les plus centraux? Si l’on ajoute
une autre information, qui est la popularité du nœud, i.e. l’activité sociale que ses
posts engendrent sur Facebook et Twitter, cela complexifie d’avantage le choix de la
stratégie.

Avec nos travaux, l’intégration des composantes structurelles et topologiques
nous permet d’obtenir un graphe tel que les individus centraux le seront dans un
modèle où les distances reflètent, via un compromis, l’ensemble des dimensions
considérées, i.e. la topologie, les thèmes et la popularité. Il est alors possible de re-
chercher « facilement » les nœuds qui influencent les plus grandes communautés
sensibles à telles ou telles thématiques et dont les membres suscitent le plus d’acti-
vité sur les réseaux sociaux visés par la campagne marketing que nous cherchons à
mettre en place.

Au-delà des mesures de centralités classiques (intermédiarité, degré, PageRank,
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TABLE 1.10 – Results of the community detection algorithm for the
blogs social network

Communautés Q Densité Entropie
Partition structurelle 8 0.3718 0.5662 9.4883× 10−3

Partition combinée 5 0.1021 0.6619 5.8121× 10−3

proximité, valeurs propres), nous avons voulu tester la détection de rôles telle que
proposée par Guimera et Amaral (Guimera et Amaral, 2005) sur notre graphe de
communautés socio-thématico-populaires.

Nous n’allons pas lister ici toutes les caractéristiques de toutes les communautés
ni tous les rôles détectés. Parmi les rôles importants pour le marketing, nous pou-
vons citer les provincial hubs qui sont représentatifs de leur communauté avec un
degré interne important, mais ils ont aussi un index de participation superieur à 0,
signifiant qu’ils touchent potentiellement d’autres communautés. Ils appartiennent
en majorité à la communauté 4 qui contient 14% des nœuds. Ils ne sont pas très
spécialisés ni très actifs sur les réseaux sociaux, mais sont très ancrés dans leur
communauté. Ils agissent en tant que hubs et peuvent ainsi potentiellement tou-
cher beaucoup d’autre blogs sur d’autres thématiques. Les kinless hubs sont, quant
à eux, moins implantés dans leur propre communauté (degré interne faible) mais
participent d’avantage aux relations inter-communutés : plus de la moitié de leurs
relations sont externes. Ils sont encore moins spécialisés, mais propablement plus
populaires au sein de la sphère culinaire car encore plus fortement connectés à des
communautés de blogs très variés en terme de thématiques. Certains d’entre eux
sont également très relayés sur les réseaux sociaux, tel que le nœud 1 (laviede- chou-
pette.calnalblog.com) représenté sur la Figure 1.10b. Le nœud 2 (christelle56.over-
blog.com) est aussi un kinless hub. Il placé près du nœud 1 dans notre visualisation,
cela signifie qu’ils partagent des voisins communs, bien qu’ils appartiennent à des
communautés différentes et aient un profil d’activité sociale et thématique égale-
ment différent. Solliciter le nœud 1 peut permettre de toucher à la fois les acteurs
de référence, aux expertises variées, de la blogosphère de cuisine, via d’autres hubs,
mais cela permet également de générer des partages sur Facebook et Twitter, tou-
chant ainsi les amateurs et le grand public.

1.5 Conclusion

Les travaux présentés dans ce chapitre proposent un cadre et des méthodes d’ana-
lyse de communautés dans des réseaux sociaux augmentés (avec attributs sur les
nœuds), exploitant de manière combinée l’information provenant à la fois des com-
posantes structurelle et de composition présentes dans un réseau social.

Les contributions réalisées dans ce travail interviennent selon 5 axes principaux :
— Une méthode centrée décideur qui définit, via la notion de point de vue, le

sous-ensemble des variables décrivant les acteurs, en lien avec son étude ou
analyse ;

— Trois variantes d’algorithmes de détection de communautés qui permettent
d’intégrer les composantes structurelle et de composition pour trouver des
communautés de nœuds à la fois fortement connectés et similaires du point
de vue de leurs attributs ;
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— Un algorithme générique de visualisation de communautés qui exploite la
variable d’affiliation : celle-ci peut être fournie a priori dans les données, ou
issue de mécanismes de détection de communautés ;

— La visualisation proposée est centrée sur l’interaction entre les communautés,
produisant ce que nous avons appelé la zone d’interaction d’une part, et les
regroupements de nœuds intérieurs en périphérie du modèle de dessin ;

— Le plongement des nœuds dans l’espace 2D respectant la similarité de leur
voisinage, permet, notamment, via la détection de rôles, d’identifier la loca-
lisation des individus clés et de mieux comprendre lesquels participent aux
interactions entre groupes, en lien avec leur profil si la variable d’affiliation
provient de nos approches intégrant les composantes structurelle et compo-
sitionnelle des réseaux.

Dans ce travail, le point de vue est défini a priori, par exemple par un décideur
qui souhaiterait explorer l’impact de tels ou tels attributs sur la configuration des
communautés sociales en fonction de la question métier qu’il cherche à résoudre.
Mais le point de vue pourrait également être généré de manière automatique, en
ne gardant que les attributs maximisant des critères de qualité qu’il faudrait alors
définir. Une fouille de données en amont, via une ACP par exemple, permettrait de
chercher les attributs les plus discriminants par exemple. Concernant les techniques
de détection de communautés, la tendance actuelle est de se tourner vers les tech-
niques classiques de Machine Learning qui permettent un passage à l’échelle d’une
part, et une généralisation des modèles d’autre part, permettant ainsi de prendre
en compte la dynamique des réseaux et en particulier la classification de nouveaux
nœuds, voire de nouveaux graphes à partir de modèles pré-entraînés (Transfer Lear-
ning) (Chunaev, 2020).

Ainsi l’approche maintenant populaire est de construire une représentation la-
tente du graphe sous forme de matrice de similarité entre nœuds puis d’y appliquer
une méthode de classification telle que les k-means, les cartes auto-organisatrices ou
encore le clustering spectral. En général, le clustering spectral appliqué sur cette ma-
trice de similarité est la méthode la plus répandue et celle qui obtient les meilleures
performances.

Tout le challenge réside dans la constitution de cette matrice de similarité. Cer-
tains travaux utilisent des métriques ad hoc pour calculer la distance entre chaque
paire de nœuds. Cette distance est souvent une combinaison linéaire entre une dis-
tance structurelle (longueur du plus court chemin par exemple) et une distance entre
les vecteurs d’attributs (distance de Jaccard ou euclidienne) (Combe et al., 2012 ; Ol-
teanu, Villa-Vialaneix et Cierco-Ayrolles, 2013 ; Falih et al., 2018). Cependant ces tech-
niques ne reflètent pas nécessairement fidèlement les relations complexes du graphe
d’origine et conduisent à un clustering sous-optimal (Shi et al., 2019).

C’est pourquoi la tendance actuelle est d’apprendre la similarité entre nœuds à
partir des données de telle sorte à refléter la structure complexe du graphe d’origine
(revue de l’état de l’art sur les embeddings de nœuds (Cui et al., 2019)).

Nous indiquons ici les deux types d’approches majeures, les approches »pro-
fondes » et d’autres approches dites « superficielles » (shallow) en anglais.

Méthodes profondes (Deep learning) Le deep learning ou apprentissage profond
est appliqué à de nombreux domaines scientifiques (pour ne pas dire tous ;-)). Les
réseaux complexes ne font pas exception. La promesse est d’adresser des gros vo-
lumes de données, et de produire des modèles prenant en compte des examples de
graphes de taille et de topologie variées, et dont la nature discrète et complexe en-
gendre des complexités algorithmiques pour des méthodes exhaustives classiques.
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Les réseaux de neurones récursifs ont été introduits dans les années 90 pour traiter
des structures d’arbre et ont été généralisés par les Graph Neural Networks (GNN)
récurrents et les Graph Convolutional Networks (GCN) à propagation avant (feed-
forward) pour manipuler tout types de graphes, avec ou sans cycles, dirigés ou non
(cf. revue de l’état de l’art sur les graph neural networks (Wu et al., 2020) ou le deep
learning appliqué au problème de la détection de communautés (Su et al., 2022)).

En matière de détection de communautés, les approches les plus courantes sont
celles basées sur les autoencoders (GAE). L’encoder produisant une représentation
latente du graphe est un GNN, de 2 ou 3 couches en général. Le principe est de voir
le graphe comme une grille et de « dézoomer » à chaque couche, élargissant au fil
des convolutions, le voisinage des nœuds (parallèle avec les pixels dans les images).
En dézoomant, on compresse l’information (relation de voisinage mais aussi attri-
buts) jusqu’à obtenir une représentation compacte à faible dimension synthétisant le
graphe. Le GNN est couplé avec un decoder, en général un produit scalaire, pour
reconstruire la matrice d’adjacence du graphe et ainsi, de façon auto-supervisée,
construire le modèle neuronal (Cao et al., 2018). Différentes variantes existent : « va-
riational graph autoencoder » (VGAE) (Kipf et Welling, 2016), « marginalized graph
networks » (MGAE) (Wang et al., 2017). En particulier, avec les approches « adversa-
rially regularized graph autoencoder » (ARGE) et « variational graph autoencoder »
(ARVGE) (Pan et al., 2018), des données bruitées sont introduites pour rendre le pou-
voir prédictif plus robuste. Il s’agit de générer des probabiltés de connexion entre
nœuds puis dans la partie discrimative, étant données ces probabilités, retrouver les
structures du départ. Ces méthodes sont souvent utilisées pour générer des graphes
synthétiques plutôt réalistes, mais elles ne peuvent cependant que capturer les voi-
sins de chaque nœud à deux ou trois sauts de distance et ne parviennent ainsi pas à
bien saisir la structure globale des communautés de grands graphes. On peut égale-
ment citer les architectures « attention networks » qui ont été introduites récemment
(largement utilisées en traduction automatique) pour caractériser l’importance des
voisins (Veličković et al., 2017).

Les méthodes citées ci-dessous n’opèrent pas le clustering, puisque l’idée est de
générer des représentations latentes agnostiques de la tâche de data mining envisa-
gée. Le clustering est alors appliqué en une deuxième phase à partir de la réprésen-
tation latente profonde (couche cachée issue de l’encoder). La méthode « deep atten-
tional embedded graph clustering » (DAEGC) est quant à elle dédiée au clustering,
et propose de réaliser le plongement du graphe et le clustering de manière unifiée
(Wang et al., 2019). Les caractéristiques des nœuds et les informations sur la structure
topologique d’ordre 2 sont encodées dans la représentation latente via un graph at-
tentional encoder. Des « soft labels » issus de l’embedding du graphe lui-même sont
générés (k-means) pour auto-superviser le processus de clustering. Embedding et
clustering auto-supervisé sont ensuite optimisés de manière conjointe pour intégrer
structure et attributs et ainsi tirer profit de toutes les composantes pour produire des
communautés pendant la phase d’entraînement du réseau de neurones.

D’une manière générale, il est bien connu que les modèles profonds demande un
temps d’entraînement long, qu’ils ont un nombre important d’hyper-paramètres à
ajuster et qu’ils ont donc une tendance à sur-apprendre, prenant ainsi mal en compte
la dynamique des réseaux et en particulier la classification de nouveaux nœuds.

Mais il y a aussi des problèmes spécifiques aux graphes, comme le « phénomène
d’over-smoothing », phénomène qui tend à faire converger les attributs qualifiant
les nœuds vers un même vecteur après de multiples convolutions (les attributs sont
considérés comme des signaux sur graphe et les convolutions agissent comme des
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filtres passe-bas lissant les particularités). Même s’il existe des astuces pour contre-
carrer ce phénomène, à l’heure actuelle, la profondeur n’apparaît pas comme un
atout et bien au contraire, l’ultra-profondeur (centaine de couches) dégrade parfois
sévèrement les performances obtenues comme par exemple pour la tâche de classi-
fication de noeuds (Rusch, Bronstein et Mishra, 2023).

Il reste des challenges pour bien comprendre ces phénomènes : pourquoi cela est-
il efficace sur une image qui est une grid, donc un graphe particulier? Est-ce parce
que les graphes complexes sont de forme petit monde (faible diamètre) ce qui fait
qu’en peu de convolutions tout le graphe est couvert? La notion de voisinage n’est
pas la même non plus. Reconnaître un objet sur une image se fait en analysant l’objet
et l’ensemble de son contexte. Mais pour les réseaux complexes, comme les réseaux
sociaux, un voisinage à faible distance (2 voire 3) n’a-t’il pas bien souvent plus de
« sens » que de considérer l’ensemble du graphe? Aussi, les GNN peu profonds,
non seulement sur-apprennent moins mais procurent des résultats très bons avec
seulement 2 couches (Zhou et al., 2020).

Méthodes non profondes (Shallow methods) L’idée est de se tourner vers des
techniques dites « shallow », non ou très peu profondes, pour trouver les plonge-
ments de nœuds. On peut citer la factorisation de matrice (Yang et al., 2018 ; Shen
et al., 2018) ou des méthodes basées sur les marches aléatoires (Perozzi, Al-Rfou et
Skiena, 2014 ; Grover et Leskovec, 2016), ou encore l’utilisation simple de convolu-
tions sur le graphe (une seule couche d’un GNN) combinées à du clustering spectral
(Kang et al., 2022).

Toutes ces nouvelles approches basées sur l’apprentissage de représentation per-
mettent de dépasser les limitations bien connues des algorithmes traitant directe-
ment les graphes, à savoir leur complexité, leur faible parallélisation et elles per-
mettent d’appliquer des méthodes d’apprentissage classiques. Notons cependant
que les clusters obtenus en fin de processus peuvent regrouper des nœuds initia-
lement déconnectés dans le graphe d’origine.

Le paysage de la détection de communauté sur les réseaux avec attributs évolue
très vite, et j’invite le lecteur à consulter les récentes revues de littérature. En parti-
culier une synthèse centrée sur l’apprentissage de représentation quelles soient pro-
fondes, ou basées sur des modèles probabilistes, plus anciens comme les stochastic
block models (Jin et al., 2021). Chunaev propose quant à lui une synthèse plus large,
qui décrit une très grande variété de méthodes dont la plupart de celles décrites dans
ce chapitre (Chunaev, 2020).

Le benchmark Open Graph Benchmark (Hu et al., 2020) va fortement contribuer
à l’enrichissement des connaissances en la matière, notamment en mettant à dispo-
sition de nombreux datasets complexes qui vont permettre de mettre en évidence le
phénomène de sur-apprentissage et ainsi déclasser probablement des méthodes qui,
en apparence, parce qu’évaluées sur des petits jeux de données simples, ont montré
de bonnes performances au moment de leur publication.

Il est à espérer que pour la tâche de détection de communautés, qui maintenant
a tendance à s’appeler « clustering » — vocabulaire du machine learning — dans ce
nouveau paysage, de nouveaux jeux de données soient mis à disposition (ils sont
encore trop peu à l’heure actuelle proposant une vérité terrain).
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La pertinence de méthodes de détection de communautés, comme en apprentis-
sage non supervisé plus généralement, demande une vérité terrain pour confronter
la partition détectée avec une classification connue a priori. Les données réelles sont
souvent accompagnées de méta-données : par exemple, pour le réseau de produits
achetés ensemble sur Amazon, les méta-données sont les catégories des produits ;
pour le réseau de co-publication DBLP, les méta-données sont les conférences. Clas-
siquement, les auteurs des méthodes calculent la précision, le rappel, le F1-score ou
encore des mesures de validation telles que le Rand index ou l’information mutuelle,
et évaluent alors la capacité de leur méthode à retrouver la répartition des nœuds en
lien avec leurs méta-données. Cependant, en cohérence avec d’autres travaux (Hric,
Darst et Fortunato, 2014 ; Peel, Larremore et Clauset, 2017), nous avons démontré
qu’il n’est pas souhaitable d’utiliser les méta-données comme vérité terrain (ground-
truth en anglais). En effet il y a une différence substantielle entre les communautés
structurelles et les regroupements formés à partir des métadonnées. Nous trouvons
de faibles scores de similarité entre ces deux types de regroupement, avec des taux
de rappel et de précision très faibles. Les communautés détectées ont en effet un
faible chevauchement avec les groupes de métadonnées, et vice versa. De plus, nous
avons montré que les méthodes automatiques produisent de bien meilleures parti-
tions si l’on considère des mesures telles que la modularité, la densité, la séparabilité,
etc. (Dao, Bothorel et Lenca, 2017a)

En l’absence de vérité terrain, évaluer l’efficacité des méthodes de détection de
communautés en terme de précision reste une question ouverte, comme c’est le cas
dans la plupart des situations du monde réel (Nerurkar, Chandane et Bhirud, 2019).

Dans ce chapitre, nous abordons l’évaluation sous un autre angle. Notre objectif
n’est pas de tester si tel ou tel algorithme découvre les "bonnes" communautés. Notre
but est plutôt d’accompagner les décideurs ou les analystes de données dans leur
choix d’une ou plusieurs méthodes parmi celles qui leur sont proposées dans les
outils tels que Gephi ou autre librairie R ou Python. En effet, pour analyser un réseau
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donné, l’analyste n’a pour l’instant pas d’autres possibilités que de se documenter
sur le mécanisme intrinsèque implémenté par les méthodes mises à sa disposition,
ou bien de les tester. Et bien souvent, en pratique, il réutilise celle(s) qu’il connaît
déjà. Lorsqu’il en actionne plusieurs, il obtient plusieurs partitions, et se trouve alors
démuni pour sélectionner celle ou celles qu’il va exploiter.

Notre parti pris est donc, non pas de comprendre la philosophie des techniques
employées, i.e. quelle fonction objectif les différentes méthodes cherchent à optimiser,
mais plutôt de comprendre la nature des partitions produites, d’un point de vue qua-
litatif et de fournir des outils descriptifs de ces partitions pour que l’analyste puisse
opérer une sélection en connaissance de cause.

Nous étudions ici les résultats produits par 16 algorithmes populaires 1, obtenus
sur plus d’une centaine de réseaux réels.

Nous procédons à une comparaison exhaustive de ces méthodes de façon à com-
prendre si elles produisent des résultats équivalents. Nous comparons bien sûr leur
temps d’exécution, mais surtout, nous évaluons leur similarité en terme de mesures
de validation telles que l’information mutuelle, leur co-performance en terme de
modularité, ainsi que leur similarité en se basant sur la taille des clusters produits.

Sur la base de cette étude systématique, par une évaluation objective sur un
nombre important de graphes réels et de nature variée, nous proposons une clas-
sification des méthodes elles-mêmes, débouchant sur un guide destiné à l’analyste
lui permettant de faire un choix.

2.1 Méthodologie

2.1.1 Méthodes de partionnement

Nous présentons, dans cette section, quelques méthodes populaires de détec-
tion de communautés qui ont été largement utilisées et discutées dans la littérature.
Notez que ces dernières années, un grand nombre de nouvelles méthodes ont été
proposées, cependant, une analyse empirique et exhaustive de toutes les méthodes
serait irréalisable. Nous avons sélectionné des méthodes importantes, parmi les plus
représentatives et dont la version logicielle est disponible.

Il existe de nombreuses taxonomies possibles pour les méthodes de détection de
communautés. Par exemple, on pourrait les classer en fonction des fonctions objec-
tifs qu’elles optimisent, sur la base des hypothèses concernant la structure à trouver,
les mesures de qualité attendues, le modèle théorique employé, etc. Il n’existe pas de
consensus sur la façon dont les différentes méthodes sont similaires ni sur la façon
dont elles peuvent être classées. Porter et al. utilise une classification basée sur des
critères hétérogènes, comme le fait que les techniques soient locales, qu’elles soient
basées sur la centralité, qu’elles optimisent la modularité 2 ou utilisent le clustering
spectral (Porter, Onnela et Mucha, 2009). Dans (Fortunato, 2010 ; Fortunato et Hric,
2016), les auteurs regroupent les méthodes de détection de communautés en mé-
thodes traditionnelles de clustering, méthodes basées sur la modularité, algorithmes
spectraux, algorithmes dynamiques et méthodes basées sur l’inférence statistique.
Coscia et al. classent la découverte de communautés en fonction de la distance entre
nœuds, de la densité interne des clusters, de la détection des "ponts" (bridges), de

1. Nous nous plaçons dans le cadre de graphes sans attributs et restreignons l’étude aux méthodes
bien connues, disponibles, qui produisent des partitions, i.e des clusters sans recouvrement.

2. Pour la première fois introduite par (Newman et Girvan, 2004) pour évaluer les niveaux de re-
groupement hiérarchique d’un algorithme de détection de communautés, la modularité est devenue la
fonction objectif la plus populaire dans le contexte de la détection de communautés.
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processus de diffusion, de modèle structurel, de regroupement des liens et de méta
clustering (Coscia, Giannotti et Pedreschi, 2011). Dans le contexte des médias so-
ciaux, Papadopulos et al. comparent des méthodes de détection de sous-structures,
de regroupement de sommets, d’optimisation de la qualité des communautés, d’ap-
proches par division et d’approches basées sur des modèles (Papadopoulos et al.,
2011). Bohlin et al. regroupent différentes approches en trois classes principales re-
présentant différents modèles de réseau : modèles nuls, modèles de blocs et modèles
de flux (Bohlin et al., 2014). Schaub et al. classifient les méthodes en quatre perspec-
tives : basée sur la coupe, basée sur la densité interne de regroupement, basée sur
l’équivalence stochastique et basée sur la dynamique montrant quatre facettes diffé-
rentes de la structure de la communauté (Schaub et al., 2017). Enfin, Ghasemian et
al. adoptent une classification expérimentale (Ghasemian, Hosseinmardi et Clauset,
2018) : les auteurs regroupent les méthodes de détection de communautés en fa-
milles distinctes, en fonction des résultats expérimentaux obtenus sur de nombreux
réseaux du monde réel en utilisant une métrique de validation (un sujet que nous
aborderons dans la section 2.4.2).

En ce qui nous concerne, nous avons choisi de classer les méthodes de détection
des communautés en fonction de différentes approches théoriques, notamment la
suppression d’arêtes clés, l’optimisation de la modularité, le processus dynamique
et l’inférence statistique, à la manière de (Fortunato, 2010 ; Fortunato et Hric, 2016).
Bien que toute taxonomie théorique puisse être discutable, cette catégorisation a
pour but de soutenir nos analyses empiriques : nous cherchons à vérifier si la proxi-
mité théorique et conceptuelle peut engendrer, en pratique, une proximité des par-
titions produites. La Table 2.1 liste les méthodes que nous avons utilisées et indique
l’implémentation utilisée.

— Edge removal : Dans cette approche, les arêtes inter-communautés d’un ré-
seau sont progressivement supprimées afin de déconnecter les groupes den-
sément connectés. Le problème de la détection des communautés se traduit
par l’identification de candidats pour les arêtes inter-communautés sur la
base de leurs positions topologiques. Parmi les techniques populaires, citons
Edge Betweenness (GN dans le tableau 2.1) ou Edge Clustering Coefficient
Coefficient, qui peut être basée sur des modèles triangulaires (RCCLP-3) ou
quadrangulaires (RCCLP-4).

— Modularity optimization : Les méthodes de cette approche utilisent une fonc-
tion objectif commune appelée modularité (Newman et Girvan, 2004), mais ont
des stratégies d’optimisation différentes. Appartiennent à cette catégorie les
célèbres méthodes Louvain, Greedy optimzation (CNM) ou encore Spectral
Method (SN).

— Dynamic process : Les méthodes de ce groupe n’utilisent pas directement les
informations topologiques. Elles exploitent plutôt les informations stochas-
tiques issues de divers modèles dynamiques régulés par la structure du ré-
seau, afin de déduire la structure communautaire. On y trouve des méthodes
basées sur les marches aléatoires (Walktrap) ou d’autres méthodes exploitant
la théorie de l’information (Infomod et Infomap).

— Statistical inference : Cette approche prend en compte la signification sta-
tistique de la structure des communautés sur la base de différents modèles
théoriques de réseau. Les méthodes optimisent généralement les fonctions
de vraisemblance pour trouver la meilleure configuration correspondant aux
hypothèses en utilisant différentes stratégies de recherche. On y trouve la cé-
lèbre méthode Stochastic Block Model (SBM), ou encore Oslom, qui mesure
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Approche Publication Label Complexité Code

Edge
removal

(Girvan et Newman, 2002) GN O(nm2) igraph a

(Radicchi et al., 2004) RCCLP O(m4/n2) Authors b

Modularity
optimization

(Clauset, Newman et Moore, 2004) CNM O(m log2(n)) igraph
(Blondel et al., 2008) Louvain O(n log(n)) Authors c

(Newman, 2006) SN O(nm log(n)) igraph

Dynamic
process

(Pons et Latapy, 2005) Walktrap O(n) igraph
(Rosvall et Bergstrom, 2007) Infomod NA Authors d

(Rosvall, Axelsson et Bergstrom, 2009) Infomap O(m) Authors e

Statistical
inference

(Lancichinetti et al., 2011) Oslom O(n2) Authors f

(Riolo et al., 2017) (DC)SBM Parametric Authors g

Other
methods

(Reichardt et Bornholdt, 2006) RB O(n2log(n)) igraph
(Raghavan, Albert et Kumara, 2007) LPA O(m) igraph
(Xie et Szymanski, 2012) SLPA O(m) Authors h

(Meo et al., 2014) Conclude O(n + m) Authors i

a. Published at http://igraph.org/
b. Published at http://homes.sice.indiana.edu/filiradi/resources.html
c. Published at https://sourceforge.net/projects/louvain/
d. Published at http://www.tp.umu.se/~rosvall/code.html
e. Published at http://www.mapequation.org/
f. Published at http://www.oslom.org/
g. Published at http://www-personal.umich.edu/~mejn/
h. Published at https://sites.google.com/site/communitydetectionslpa/
i. Published at http://www.emilio.ferrara.name/code/conclude/

TABLE 2.1 – Les méthodes de détection de communautés utilisées
dans cette étude.

le niveau d’importance statistique d’une communauté en calculant la proba-
bilité de trouver une communauté similaire dans un modèle nul.

— Other methods : Certaines approches définissent implicitement ou explicite-
ment des exigences concernant la structure de la communauté ou mélangent
différentes approches pour tirer parti des avantages de chacune d’entre elles.
Pour simplifier la taxonomie théorique, nous les présentons dans un groupe
à part. On y trouve LPA et SLPA, deux variantes basées sur la propagation
de labels (mécanisme épidémiologique), Spin Glass model (RB) qui utilise un
principe de physique théorique, les verres de spin, ou encore Conclude, qui
combine marches aléatoires et optimisation de modularité.

Afin de maintenir la contrôlabilité de nos expériences et d’assurer la reproduc-
tibilité de l’analyse, toutes les méthodes présentées ci-dessus sont étudiées avec les
paramètres par défaut déterminés par les auteurs.

2.1.2 Dataset experimental

Dans cette étude, nous considérons 108 réseaux différents, ce qui est relativement
important. En référence, citons Orman et al. qui utilisent 6 réseaux pour évaluer la

http://igraph.org/
http://homes.sice.indiana.edu/filiradi/resources.html
https://sourceforge.net/projects/louvain/
http://www.tp.umu.se/~rosvall/code.html
http://www.mapequation.org/
http://www.oslom.org/
http://www-personal.umich.edu/~mejn/
https://sites.google.com/site/communitydetectionslpa/
http://www.emilio.ferrara.name/code/conclude/
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Category Size Nodes Edges Notable networks
Biological 7 1860 10763 Yeast, brain, protein-protein interactions
Communication 9 39595 195032 Email, forums, message exchanges
Information 25 38358 159812 Amazon, DBLP, citation & education webs
Social 37 6888 49666 Facebook, Youtube, Google Plus networks
Technological 19 18431 48494 Internet, AS Caida, Gnutella P2P networks
Miscellaneous 11 4298 49033 Ecology, power-grid, synthetic networks
Total∗ 108

TABLE 2.2 – Vue synthétique des réseaux utilisés dans notre analyse
où “Size” est le nombre de réseaux utilisés dans catégorie. “Nodes”
et “Edges” indiquent le nombre moyen de nœuds et d’arêtes pré-
sents dans les réseaux de chaque catégorie. ∗La dernière ligne montre
le nombre total de graphes. Les données ont été collectées à partir
de différentes sources, dont : http://networkrepository.com (Rossi
et Ahmed, 2015), http://konect.uni-koblenz.de (Jerome, 2013),

http://snap.stanford.edu (Leskovec et Krevl, 2014)
.

structure des communautés découvertes par plusieurs techniques de détection (Or-
man, Labatut et Cherifi, 2012), Lancichinetti et al. qui utilisent 15 réseaux pour ca-
ractériser les communautés structurelles (Lancichinetti et al., 2010) ; Hric et al. qui
utilisent 16 réseaux pour révéler les différences entre les communautés structurelles
et la vérité terrain (Hric, Darst et Fortunato, 2014) ; Leskovec et al. qui utilisent autour
de 100 réseaux pour analyser le profil des communautés (Leskovec et al., 2008) et 230
réseaux pour évaluer la qualité des communautés de la vérité terrain dans les ré-
seaux sociaux. Parmi les 230, 225 sont vraiment similaires, car issus de la plateforme
de réseautage Ning 3 (Yang et Leskovec, 2015). Mentionnons enfin le travail connexe
de Ghasemian et al. qui a introduit le grand corpus CommunityFitNet 4 contenant
572 réseaux du monde réel. La Table 2.2 résume la composition des réseaux que
nous avons analysés, et la Figure 2.1 leurs propriétés structurelles.

2.2 Performances en temps de calcul

De manière assez classique, et parce que le temps de calcul est un critère de choix
d’algorithme, nous avons comparé les méthodes selon leur performances compu-
tationnelles. Nous avons mesuré le temps pris pour calculer chaque partition sur
chaque réseau (configuration par défaut des méthodes). Les calculs ont été effectués
sur une machine équipée d’un processeur Intel Xeon CPU E5-2650 avec 32 cœurs
2.60 GHz et une capacité mémoire de 100 Go. En raison de la grande complexité de
certaines méthodes, seuls les processus qui se terminent dans un délai raisonnable
(moins de 4 heures) sont pris en compte. A titre de référence, nous avons laissé cer-
tains calculs plus longs se poursuivre. Par exemple, la méthode Conclude a mis en-
viron 9 jours pour identifier les structures communautaires sur un réseau de 300
000 sommets et 1 million d’arêtes ; la méthode GN n’a pas terminé son calcul pour
les réseaux de plus de 4 000 nœuds et 40 000 arêtes en 2 jours. Par conséquent, les
expériences qui nécessitent théoriquement trop de temps sont négligées dans nos ré-
sultats. Il convient également de noter que les calculs des communautés sur les très

3. https ://www.ning.com/
4. https ://github.com/AGhasemian/CommunityFitNet

http://networkrepository.com
http://konect.uni-koblenz.de
http://snap.stanford.edu
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FIGURE 2.1 – De gauche à droite, de haut en bas, nous illustrons les
caractéristiques structurelles des 108 réseaux : (a) Nombre d’arêtes
en fonction du nombre de nœuds, (b) Degré moyen ⟨k⟩ en fonction
du nombre de nœuds, (c) Coefficient de clustering en fonction du
nombre de nœuds, (d) Densité en fonction du nombre de nœuds. La
zone colorée correspond aux intervalles de confiance de 95% des re-
lations entre variables estimées grâce à une régression linéaire pour

chaque catégorie.
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grands réseaux sont parfois limités par une mémoire restreinte. Ainsi, les calculs qui
devraient être terminés en 4 heures mais qui nécessitent trop de mémoire ne peuvent
pas non plus être présentés ici. Nous répétons les calculs 5 fois pour chaque paire
graphe/méthode afin de réduire l’impact des fluctuations. En éliminant tous les cas
qui ne satisfont pas à nos exigences, le taux de réussite final (nombre de partitions
identifiées sur le nombre de tests possibles) s’établit à environ 44,72%, principale-
ment en raison d’un dépassement de temps/mémoire.
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FIGURE 2.2 – Le temps d’exécution nécessaire à chaque méthode pour
identifier les structures communautaires, estimé avec un modèle de
régression local. Les méthodes de la même famille théorique sont re-

présentées par des couleurs similaires.

Comme le montre la figure 2.2, à l’exception de GN, le temps d’exécution né-
cessaire pour toutes les autres méthodes est limité dans une plage qui augmente de
façon polynomiale avec la taille du réseau, ce qui reflète les estimations théoriques
(2.1). Cette plage est délimitée en haut par Conclude/Oslom et en bas par LPA, cor-
respondant respectivement à la pire et à la meilleure méthode testée. Un autre fait
important qui peut être déduit de cette figure est que, pour la plupart des réseaux
du monde réel d’une taille inférieure à 1 million d’arêtes, choisir une méthode de
détection rapide pourrait économiser 103 à 105 fois l’effort de calcul.

Nous montrons dans le tableau 2.3 le classement de ces méthodes selon nos tests.
La première constatation est qu’au sein d’une même approche théorique, différents
comportements cohabitent. Des méthodes passent à l’échelle, d’autres non, selon la
fonction objectif, la mise en œuvre algorithmique ou encore l’implémentation dont
elles font l’objet. Les approches par retrait d’arêtes (edge removal) que nous avons
testées semblent toutefois peu efficaces : GN et RCCLP-4 ne figurent même pas dans
notre classement du fait de leur dépassement de temps de calcul pour les grands
graphes.

Nous montrons à la fois les classements selon la moyenne et la médiane du
temps. Le classement selon le temps moyen est fortement affecté par les mesures
sur les grands graphes, il permet ainsi de départager les méthodes qui passent à
l’échelle : Louvain, LPA, SN puis Walktrap sont à privilégier pour les grands graphes ;
si le graphe dépasse les 10000 nœuds et 100000 arêtes, Walktrap est à éviter cepen-
dant. Le classement médian, quant à lui, reflète davantage la performance relative
sur les petits et moyens graphes qui sont les plus nombreux.
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TABLE 2.3 – Classement des méthodes en fonction du temps
consommé. Les lignes sont regroupées selon notre taxonomie.

Méthode Rang moyen Rang médian Passage à l’échelle
GN - - -
RCCLP-3 9 8 Low
RCCLP-4 - - -

CNM 5 3 Medium
Louvain 1 2 High
SN 3 5 High

Walktrap 4 4 High
Infomod 12 9 Low
Infomap 6 7 Medium

Oslom 11 14 Low
DCSBM 8 12 Low

RB 10 13 Low
LPA 2 1 High
SLPA 7 6 Medium
Concude 13 11 Low

2.3 Taille des communautés

Après ces considérations de performance, nous nous concentrons sur la nature
des résultats produits, c’est-à-dire les communautés elles-mêmes. Le nombre de
communautés latentes qui devraient être induites à partir d’un réseau donné est
l’une des questions majeures dans le contexte de la détection de communautés (For-
tunato et Hric, 2016), (Riolo et al., 2017). Elle est équivalente au sujet du nombre at-
tendu de clusters dans un problème classique de clustering. L’observation du nombre
de communautés révèle des informations utiles sur la structure mésoscopique d’un
réseau. La variation du nombre de communautés dans un réseau implique diffé-
rents niveaux de résolution. Une façon analogue de décrire le concept de résolu-
tion est la distance d’observation d’un objet dans une scène : plus on se rapproche,
plus on peut percevoir les détails de ses microstructures alors que, dans le même
temps, les informations sur l’organisation globale tendent à être moins claires. Bien
que plusieurs approches multi-résolution (Lambiotte, 2010 ; Pons et Latapy, 2011)
incorporent des paramètres de résolution dans leurs solutions, fournissant des mé-
canismes plus flexibles et différentes échelles modulaires de réseaux, il n’est pas tou-
jours évident de réguler ces paramètres de manière appropriée, ils sont à déterminer
de façon ad hoc au contexte de l’étude. L’inclusion de paramètres multi-résolution
élargit bien sûr la possibilité de comprendre les réseaux, mais au détriment de la
commodité de l’automatisation, qui est parfois requise dans les problèmes de clus-
tering.
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2.3.1 Nombre des communautés produites

Nous avons calculé, pour toutes les méthodes, sur l’ensemble des communau-
tés provenant des 108 partitions produites, le nombre moyen de communautés par
partition. Si l’on utilise le nombre théorique k de communautés attendu dans le mo-
dèle k-planted partition model (Ames, 2013)), k tend vers O(

√
n), n étant le nombre

de nœuds. On peut alors classifier les méthodes selon leur tendance à sur- ou sous-
estimer ce nombre k. Le tableau 2.4 compile cette tendance. Il y a ici une certaine ho-
mogénéité parmi les approches théoriques : elles partagent des définitions proches
de ce que doit refléter une communauté. Ce constat a également été fait par (Ghase-
mian, Hosseinmardi et Clauset, 2018).

TABLE 2.4 – Classement des méthodes selon leur nombre moyen de
communautés détectées comparé avec le k-planted model. Une mé-
thode sur-estime (over-fit) ce nombre si elle produit asymptotique-
ment plus que

√
n clusters, et sous-estime (under-fit) dans le cas

contraire.

Méthode Nombre de communautés Sur- ou sous-estimation
GN Bigger Over-fit
RCCLP-3 Bigger Over-fit
RCCLP-4 Bigger Over-fit

CNM Close Over-fit
Louvain Close Under-fit
SN Smaller Under-fit

Walktrap Bigger Over-fit
Infomod Close Under-fit
Infomap Bigger Over-fit

Oslom Smaller Under-fit
SBM Smaller Under-fit
DCSBM Smaller Under-fit

RB Smaller Under-fit
LPA Bigger Over-fit
SLPA Bigger Over-fit
Concude Bigger Over-fit

Cependant, bien qu’utile pour aider les praticiens à présumer du nombre at-
tendu de clusters qu’une méthode détecterait par rapport à l’expérience théorique,
il est toujours très difficile de décider quelle méthode utiliser, puisque la référence
elle-même est basée sur les hypothèses du modèle sous-jacent, i.e k-planted partition
model dans notre cas. Cela signifie également que si nous changeons la référence, le
nombre attendu de communautés sera différent, et notre classification ne sera plus
pertinente. C’est pourquoi, dans la section suivante, nous proposons une nouvelle
technique permettant de comparer les méthodes, non pas sur le nombre de commu-
nautés produites, mais un critère corrélé, et tout aussi intuitif pour un décideur, la
taille de celles-ci.
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2.3.2 Comparaison des méthodes selon la taille des communautés pro-
duites

En tant qu’analyste, l’un des premiers critères intuitif et facile à appréhender
est la taille des communautés produites. Selon l’étude, et la taille du réseau, il sera
pertinent de minimiser le nombre de clusters, quitte à en augmenter la taille, ou
au contraire, analyser finement des sous-groupes de taille raisonnable pour bien en
comprendre la structure et focaliser sur des sous-ensembles de nœuds que l’on sou-
haite détailler.

Dans (Dao, Bothorel et Lenca, 2018), nous proposons une méthode de calcul de si-
milarité entre méthodes selon la taille des communautés produites. Deux méthodes
sont dites similaires si leurs distributions de densité exposent une grande zone d’in-
tersection, comme le montre la Figure 2.3(a). En utilisant un estimateur de densité
par noyau (lignes pleines de la Figure 2.3(b)), nous approximons la fraction com-
mune des communautés de même taille par la zone de chevauchement de deux dis-
tributions continues correspondantes. Le principe de cette estimation est que deux
méthodes similaires ne produisent pas toujours une grande partie des communau-
tés de même taille exacte, mais plutôt une grande partie des communautés de taille
comparable.
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FIGURE 2.3 – La distribution des tailles des communautés détectées
par deux méthodes différentes. À gauche (a) chevauchement à l’aide
d’un histogramme, à droite (b) lorsque les tailles des communautés
s’entrecroisent, la similarité est mieux estimée à l’aide d’un estima-

teur de densité par noyau.

La Figure 2.4 représente l’estimation des densités de taille de communautés, cal-
culées en agrégeant l’ensemble des communautés obtenues sur les 108 partitions
méthode par méthode. Comme nous pouvons le voir, il y a de nettes différences,
ce qui démontre une diversité de stratégies de partitionnement. Toutefois, au sein
d’une même famille théorique (comme indiqué dans le Tableau 2.1), nous pouvons
constater une certaine homogénéité.

— Les méthodes de type Edge removal produisent plutôt de très petites commu-
nautés.

— Les méthodes optimisant la modularité génèrent quant à elles de très grandes
communautés. Ce phénomène est bien connu, il s’agit d’un problème de li-
mite de résolution de la modularité qui a tendance à agréger des petites com-
munautés même bien dessinées en de plus grandes communautés (Fortunato
et Barthelemy, 2006). Ces méthodes génèrent néanmoins des petites commu-
nautés d’une dizaine de personnes lorsque les réseaux sont de petite taille.

— Le groupe Dynamic process est le plus disparate, avec par exemple Walktrap et
Infomap assez proche de la première famille et Infomod de la deuxième.
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— Les méthodes du groupe Statistical inference, SBM et DCSBM, utilisent un
processus d’échantillonnage de Monte Carlo, qui prend beaucoup de temps,
afin de balayer l’espace des solutions. Ceci rend la méthode irréalisable, si le
nombre maximum de clusters n’est pas limité. Et en effet, dans la version par
défaut, le nombre maximum de communautés est limité à 25, ce qui signifie
que les méthodes (DC)SBM trouvent de très grandes communautés dans les
grands réseaux.

— Dans la dernière famille, enfin, on trouve principalement des petites commu-
nautés, sauf pour RB qui produit de très grandes communautés.
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FIGURE 2.4 – Distributions de la taille des communautés, pour toutes
les communautés des partitions détectées sur tous les réseaux. Les
distributions sont lissées en utilisant un estimateur par noyau gaus-
sien. La couleur du gradient est utilisée uniquement pour faciliter

l’observation.

La Figure 2.5 montre le résultat du calcul de similarité de chaque couple de mé-
thodes sur la base de notre métrique. Les méthodes peuvent être classées dans dif-
férentes classes de stratégie de partitionnement. Les séparations sont claires :

1. Petites à très grandes - RB, DCSBM, SBM, Infomod, SN, Louvain : Les mé-
thodes de ce groupe découvrent des communautés dont les tailles varient
dans une large gamme de spectres, de très petites à très grandes communau-
tés. La distribution des tailles des communautés caractérisées est assez plate,
ce qui signifie que toutes les tailles sont presque également prises en compte.

2. Très petites - GN and RCCLP-3 : Ces deux méthodes identifient un grand
nombre de très petites communautés, y compris des singletons, quelle que
soit la taille du réseau. Par conséquent, il y a peu de diversité de taille de
communautés.

3. Petites - les autres : Ces méthodes produisent des communautés dont la taille
se rapproche d’une distribution en forme de cloche, avec des communautés
de petites tailles, autour d’une dizaine de membres.

Cette caractérisation nous aide à identifier des groupes de méthodes de détection
de communautés en fonction de la taille des communautés. Elle permet également
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FIGURE 2.5 – Similarité des méthodes selon la taille des commmu-
nautés produites. Deux méthodes sont proches si elles partagent une
grande fraction de communautés de taille similaire, selon notre mé-
thode (Dao, Bothorel et Lenca, 2018). Les lignes et les colonnes sont
ordonnées selon une méthode de clustering hiérarchique (Joe H.
Ward, 1963). Le dendogramme reflète la structure hiérarchique des

clusters. Plus le bleu est foncé, et plus la similarité est grande.

d’éviter les tentatives de calcul coûteux, voire impossible, en proposant des solutions
de substitution. Ainsi, en combinant avec l’analyse précédente relative au temps de
calcul dans la section 2.2, on pourrait également choisir un groupe de méthodes cor-
respondant à des critères de distinction de taille et ensuite sélectionner la méthode la
plus rapide qui mène au résultat souhaité. Ou inversement, selon la taille du réseau
à analyser, le critère de scalabilité pourra être prioritaire ; en cas de grand graphe, le
choix se fera parmi les quatre méthodes qui passent à l’échelle. Si l’on souhaite privi-
légier les petites communautés, l’usage de LPA ou Walktrap est à privilégier ; Louvain
et SN pourront être utilisées pour limiter le nombre de communautés à analyser qui
seront alors plus grandes en termes de nombre d’individus (Table 2.5).

La taille des communautés (ou leur nombre) n’est qu’une dimension de qualité
possible, bien qu’elle soit probablement l’une des informations les plus intuitives
et les plus importantes lors du choix d’une méthode de clustering. Dans la partie
suivante, nous mobilisons d’autres techniques qui peuvent être utilisées pour définir
d’autres aspects de la similarité entre méthodes.

2.4 Stratégies de partitionnement

Dans cette section, nous nous intéressons à la manière de former les communau-
tés. En effet, même si deux méthodes produisent des regroupements équivalents en
terme de taille, il se peut que la stratégie de partitionnement diffère.
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TABLE 2.5 – Classement récapitulatif des méthodes selon leur faculté
à passer à l’échelle et la taille des communautés produites.

Méthode Scalability Size
Walktrap high small
LPA high small
Louvain high small to large
SN high small to large

Infomap medium small
SLPA medium small
CNM medium small

RCCLP-4 low small
Conclude low small
Oslom low small
Infomod low small to large
SBM low small to large
DCSBM low small to large
RB low small to large
GN low very small
RCCLP-3 low very small

2.4.1 Métriques de qualité et co-performance

Pour comprendre et comparer les méthodes de détection de communautés selon
leur stratégie de partionnement, nous nous sommes intéressés au comportement
qu’elles adoptent face aux fonctions objectifs bien connues telles que la modula-
rité et ses variantes (D-modularité, Z-modularité...), la surprise ou encore la signifi-
cance. Ces métriques sont appelées mesures de qualité, parfois "goodness metrics"
ou "community scoring functions".

Notre approche, présentée dans (Dao, Bothorel et Lenca, 2020), se base sur l’ana-
lyse de co-performance. Nous définissons un indice de co-performance relatif à deux mé-
thodes A et B sur un dataset G, par leur capacité mutuelle à découvrir des structures
communautaires présentant une qualité particulière Q. En d’autres termes, nous at-
tribuons à chaque couple de méthodes un indice élevé en fonction d’une qualité Q,
si la connaissance de la performance d’une méthode révèle de manière significative
l’information sur la performance de l’autre. Une solution simple pour définir l’in-
dice consiste à utiliser la corrélation de Pearson. Elle reflète en effet la covariance
d’un score de qualité sur deux ensembles de partitions détectés par deux méthodes,
indiquant si deux méthodes sont en accord ou non avec un critère de qualité dans le
contexte donné d’un ensemble de réseaux.

Nous trouvons des indices de co-performance élevés entre les méthodes CNM,
Conclude, Oslom, Walktrap, LPA, SLPA et Infomap dans la plupart des cas des six fonc-
tions de qualité testées. Ces méthodes se retrouvaient également dans le cluster des
méthodes associées aux communautés de petites tailles.

Cependant, il est difficile d’utiliser cet indice. Un analyste vraiment averti pourra
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bien sûr chercher à optimiser via son clustering, par exemple, la modularité Erdős-
Rényi plutôt que la modularité la plus connue, celle de Newman-Girvan. S’il constate
que Louvain a de bonnes performances sur son ou ses réseau(x), il pourra être en
confiance en utilisant des méthodes alternatives à fort indice de co-performance,
comme par exemple Walktrap (Figure 2.6).

La difficulté de compréhension des mesures de qualité d’une part, et de l’indice
de co-performance d’autre part, nous conduisent à proposer une autre approche,
basée cette fois sur la répartition des nœuds dans les communautés.
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FIGURE 2.6 – Matrices de co-performance des 16 méthodes. Le "+" in-
dique des p-valeurs supérieures à 0.05, donc la corrélation n’est pas
avérée. (a) Newman-Girvan modularity, (b) Erdős-Rényi modularity,

(c) Density modularity and (d) Z modularity.

2.4.2 Métriques de validation et constitution des clusters

Cette section est consacrée à l’utilisation de métriques de validation de cluste-
ring populaires issues de la littérature du clustering traditionnel (et également lar-
gement utilisées dans le contexte de la détection des communautés). Il s’agit de me-
surer directement la similarité des partitions en utilisant leurs tables de contingence
(Table 2.6). Ces mesures ne prennent pas en compte les informations structurelles
des communautés comme la modularité peut le faire en comptant les arêtes inter-
communautaires, mais elles utilisent uniquement le nombre commun de nœuds qui
sont partagés par les paires de communautés dans deux partitions.

En comparant de manière exhaustive, sur l’ensemble de nos 108 graphes, à quelle
point chaque méthode est en accord (ou pas) avec chacune des autres sur leur répar-
tition des individus, nous aurons une sorte d’équivalence entre méthodes d’un point
de vue ensembliste.

Les métriques de validation sont souvent utilisées dans le contexte de l’évalua-
tion de la détection de communautés pour mesurer la différence entre la partition
identifiée par une méthode et une partition attendue du réseau considéré (vérité
terrain ou groundtruth). Plus la partition découverte est similaire à la vérité terrain,
meilleure est la performance de la méthode. Cependant, dans cette étude, les mé-
triques de validation sont exploitées comme un outil pour comparer les structures
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TABLE 2.6 – Table de contingence de deux partitions P1 et P2 obtenues
sur le même graphe.

Partition P1

Partition P2

c(2)1 c(2)2 · · · c(2)S ∑
c(1)1 n11 n12 · · · n1S n1·

c(1)2 n21 n22 · · · n2S n2·
...

...
...

. . .
...

...
c(1)R nR1 nR2 · · · nRS nR·
∑ n·1 n·2 · · · n·S n

de communautés de différentes méthodes. Elles estiment ainsi la proximité empi-
rique des différents algorithmes à travers les partitions détectées.

La Table 2.7 résume les métriques utilisées dans notre étude : Rand Index (RI)
(Rand, 1971) et sa variante Adjusted Rand Index (ARI) (Hubert et Arabie, 1985),
Normalized Mutual Information (NMI) (Danon et al., 2005 ; Chakraborty et al., 2017)
et sa variante Adjust Mutual Information (AMI) (Vinh, Epps et Bailey, 2010).

TABLE 2.7 – Les métriques de validation utilisées pour comparer les
stratégies de partionnement des méthodes de façon empirique

Mesure Intervalle Description
RI [0, 1] Fraction de sommets groupés et séparés en commun

dans deux partitions.
ARI [0, 1] Rand Index moins sensible aux différences de taille des

communautés.
NMI [0, 1] Basé sur la théorie de l’information, quantifie la quan-

tité d’information d’une partition permettant de deviner
l’autre.

AMI [0, 1] Variante robuste de NMI, moins sensible au hasard.

Le processus expérimental est le même que celui des sections précédentes. À
partir des partitions détectées par les 16 méthodes sur l’ensemble du jeu de données,
nous calculons les scores pour chaque paire de partitions par graphe, soit C16

2 = 120
mesures pour chacun de nos 108 graphes. La Figure 2.7 illustre les scores moyens
obtenus par paire de méthodes 5.

En observant les dendogrammes de la Figure 2.7, nous notons que RI ne devrait
pas être utilisée comme métrique de validation pour évaluer la performance de par-
titionnement. Puisque ses valeurs moyennes varient généralement sur une petite
plage (0.9 à 1.0), il est difficile de différentier les partitions. D’autre part, NMI et
AMI donnent des valeurs entre 0.5 et 1.0, ce qui revient à dire que globalement l’en-
semble des méthodes sont plutôt en accord. Enfin, même si ARI semble amplifier les
différences entre les méthodes, il n’y a pas de différence majeure dans l’évaluation
de la similarité par rapport aux autres métriques.

On peut voir que les 4 métriques classent les méthodes en deux groupes prin-
cipaux de manière assez similaire aux matrices de co-performance exposées dans
la section précédente. Le groupe de méthodes LPA, SLPA, Oslom, Conclude, Infomap,

5. Quand les méthodes correspondantes sont capables de finir leur traitement en un temps raison-
nable ou ne saturent pas la mémoire comme mentionné dans les expériences précédentes.



44 Chapitre 2. Qualité des communautés

TABLE 2.8 – Classement des méthodes selon leur stratégie de parti-
tionnement (selon la mesure ARI)

Méthode Approche Cluster
Walktrap Dynamic process 1
GN Edge Removal 1
CNM Modularity optimization 1
Louvain Modularity optimization 1
SN Modularity optimization 1
RB Others 1
Infomap Dynamic process 2
Conclude Others 2
LPA Others 2
SLPA Others 2
Oslom Statistical Inference 2
Infomod Dynamic process 3
DCSBM Statistical Inference 3
SBM Statistical Inference 3
RCCLP-3 Edge Removal 4
RCCLP-4 Edge Removal 4

déjà identifié dans section précédente, montre également de très fortes similitudes
dans cette expérience. LPA et SLPA, en particulier, étant basées sur le mécanisme
de propagation d’étiquettes, proposent des résultats presque identiques dans de
nombreux cas. En outre, on peut discerner un autre groupe comprenant Louvain,
CNM, SN, basées sur la modularité, ainsi que GN, Walktrap et RB, qui présentent une
grande cohérence en général. Les autres méthodes présentent des scores plus faibles,
mais se répartissent dans deux autres groupes : SBM, DCSBM et Infomod, d’une part,
et les deux variantes de RCCLP qui se singularisent. Globalement, il semble que les
méthodes ayant un même fondement théorique ont tendance à fournir des résultats
assez similaires (Table 2.8).

2.5 Conclusion

Notre étude empirique, systématique, sur un ensemble varié de 108 réseaux que
nous supposons représentatif des situtations réelles, nous enseigne que l’ensemble
des 16 méthodes testées sont relativement interchangeables pour explorer des ré-
seaux. Les partitionnements qu’elles offrent ne présentent pas de grandes différentes
majeures en terme de stratégie de partitionnement comme le montrent les mesures
de validation, puisque leurs partitions conduisent à des scores de NMI (ou AMI)
plutôt élevés quelque soit la paire ((methodei, graphek), (methodej, graphek)) choisie.
La première conclusion est qu’un analyste peut en confiance choisir l’une ou l’autre
de ces méthodes : le hasard pourra déjà être un choix en tant que tel !

Une autre conclusion est que les algorithmes de détection de communautés “laissent
leur empreinte digitale sur les communautés qu’ils renvoient”, comme me l’a dit très jus-
tement Aaron Clauset au cours d’un de nos échanges. Autrement dit, ce qu’un algo-
rithme trouve dans un réseau... dépend fortement de ce qu’il cherche ! Les approches
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théoriques sont en effet plutôt homogènes dans nos classifications, notamment en
termes de stratégie de partitionement : elles regroupent les nœuds de façon relative-
ment similaire (même si ce constat ne soit pas systématique).

Mais cette étude nous permet d’aller un peu plus loin que ces grands principes,
et nous permet d’ébaucher un guide de choix d’algorithme.

2.5.1 Vers une aide à la décision

Les fondements théoriques implémentés dans les algorithmes ne sont pas tou-
jours simples à appréhender. Certains parmi nous seront familiers de l’optimisation
de la modularité, d’autres de la théorie de l’information, quelques rares détiendront
les connaissances en physique théorique pour maîtriser le modèle des verres de spin,
mais globalement, je peux avancer sans risque que comprendre les algorithmes n’est
qu’un critère parmi d’autres, et rarement celui qui est appliqué.

En pratique, ce sont d’avantage des critères de mise en œuvre qui sont utilisés,
comme la disponibilité de l’implémentation dans un langage de programmation,
facilité d’utilisation via un outil tel que Gephi...

Notre ambition est d’élargir ces critères par une cartographie simple, impliquant
3 dimensions faciles à comprendre et adopter (Figure 2.8) : la scalabilité (tenue en
charge), la taille des communautés produites et une équivalence des méthodes en
termes de stratégie de partionnement. Via notre calcul de similarité et notre classi-
fication, nous nous affranchissons de la compréhension fine des mécanismes implé-
mentés tout en en tenant compte.

FIGURE 2.8 – Cartographie des méthodes de détection de commu-
nautés selon leur scalablité et la taille des communautés produites. La
couleur correspond aux clusters de stratégie de partionnement (clus-

ters de la Table 2.8 obtenus via la métrique de validation ARI).

Il s’agit d’un premier pas vers l’aide à la décision, permettant de sélectionner 2,
3, 4 méthodes parmi l’ensemble de la boîte à outils. Dans le chapitre suivant, nous
proposons une méthode plus qualitative permettant au décideur ou l’analyste de
finaliser son choix de méthodes pour n’en garder qu’une.
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Un analyste peut être amené à utiliser plusieurs algorithmes avant de faire
un choix final. Voici différentes possibilités de sélection.

— Pour des petits réseaux pour lesquels la complexité en temps n’est
pas rédhibitoire, il pourra utiliser 3 méthodes, qui a priori, répartissent
les nœuds de manière équivalente mais avec des niveaux de résolu-
tion/échelles différentes : GN plus connu sous le nom de Edge Betweenness
(très petites communautés), Walktrap (petites communautés), ainsi que Lou-
vain (grandes communautés).

— Pour un petit réseau toujours, on pourraît conseiller au contraire de varier
les stratégies de partionnement, et de choisir 4 méthodes, l’une dans cha-
cun des clusters, en variant les tailles de communautés : une combinaison
possible est : RCCLP-3, Walktrap, Infomap et Infomod.

— Si l’on souhaite réaliser l’étude du point précédent exclusivement sous
igraph en R ou Python, seuls les 2 grands clusters de méthodes sont dis-
ponibles : une combinaison possible devient alors GN, Walktrap, Infomap et
Louvain.

— Si le réseau est grand (plus de 10 000 nœuds et 100 000 arêtes), LPA est tout
indiqué pour offrir des petites communautés, et Louvain des communautés
plus grandes.

— Si l’objectif est de synthétiser un grand réseau, SN pourraît être utilisée
conjointement avec Louvain : elles produisent toutes les deux plutôt des
grandes commmunautés, donc un nombre "raisonnable" de communautés
à étudier ; mais on peut s’attendre à ce que leurs regroupements soient si-
milaires puisqu’appartenant au même cluster et toutes deux basées sur la
modularité.

2.5.2 De nombreux travaux connexes

Orman et al. ont publié une évaluation comparative de huit algorithmes de détec-
tion de communautés (Orman, Labatut et Cherifi, 2012), dont la plupart sont égale-
ment étudiés dans ce travail. Différentes métriques de validation sont utilisées pour
évaluer l’accord entre les partitions découvertes et les structures de communautés de
référence (groundtruths). Comme dans notre travail, ils constatent que ces métriques
(RI, ARI, NMI) “s’accordent entre elles avec de petites différences”, comme illustré dans
la section 2.4.2. En outre, les auteurs se concentrent également sur l’analyse de nom-
breux aspects topologiques de la structure des communautés, notamment la transiti-
vité, la densité, la taille des communautés, etc. Ces qualités topologiques sont ensuite
utilisées pour inspecter les structures de communauté détectées par différents algo-
rithmes. Les analyses permettent aux auteurs de conclure que ces deux approches
(métriques topologiques et métriques de validation), utilisées pour évaluer les struc-
tures de communautés, sont “complémentaires et nécessaires pour effectuer une analyse
pertinente et complète des résultats de détection de communautés”, ce que nous aborde-
rons également dans le chapitre suivant. Ils notent également que "l’approche tradi-
tionnelle (RI, ARI, NMI) est beaucoup plus rapide et facile à appliquer", et conseillent
donc d’utiliser ces métriques en premier. Cependant, en pratique, les vérités terrain
ne sont généralement pas disponibles. Dans le contexte où un nouvel algorithme est
inventé, on utilise normalement des réseaux dont les structures de communauté sont
bien connues afin de valider la méthode proposée. En réalité, comme la détection
de communautés est souvent employée pour découvrir les structures de nouveaux
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réseaux, il est donc peu probable que des structures communautaires de référence
existent. Par conséquent, à partir des observations ci-dessus, nos analyses pourraient
constituer un support important, en fournissant des informations supplémentaires
sur la proximité entre les méthodes, tant sur l’aspect topologique que sur l’aspect
partitionnel.

Agreste et al. évaluent également différents algorithmes de détection de commu-
nautés dans une approche empirique et comparative, notamment dans le contexte de
l’analyse des données web (Agreste et al., 2017). Les auteurs constatent que la com-
plexité temporelle est un facteur crucial dans la sélection d’un algorithme de détec-
tion de communautés et que la méthode de propagation d’étiquettes (LPA) présente
des performances exceptionnelles en terme de scalabilité sur des graphes artificiels
et réels, ce qui est également en accord avec notre analyse dans la section 2.2 qui
fournit des prédictions sur le temps nécessaire pour chaque méthode, en fonction
de la taille du réseau. Ils concluent également que "L’algorithme Infomap a présenté le
meilleur compromis entre la précision et les performances de calcul" sur la base du score
NMI. Une telle conclusion est valable là encore dans certains cas spécifiques où la
structure de la communauté de la vérité terrain est bien connue bien sûr. A noter que
des analyses supplémentaires devraient être effectuées pour déterminer si les vérités
terrain correspondent à l’objectif final des algorithmes de détection de communau-
tés (Peel, Larremore et Clauset, 2017). En effet, les informations de métadonnées
des nœuds sont souvent utilisées dans la pratique comme groundtruth, alors qu’il a
été constaté que les communautés issues de ces métadonnées sont parfois peu perti-
nentes, comme nous l’avons nous-mêmes constaté (Dao, Bothorel et Lenca, 2017b). Il
convient donc d’être prudent en matière de généralisation. Les algorithmes peuvent
avoir des difficultés à s’accorder avec certaines références basées sur des métadon-
nées, mais il ne faut pas supposer ce niveau de performance sur d’autres ensembles
de données.

Ghasemian et al. présentent une évaluation de l’overfitting et de l’underfitting
d’une quinzaine de méthodes de détection de communautés (Ghasemian, Hossein-
mardi et Clauset, 2018). Les auteurs étudient le nombre de communautés détectées
en pratique par de nombreuses méthodes, et le nombre maximal de clusters détec-
tables, selon un modèle théorique, comme on l’a fait dans la section 2.3. Cette étude
aide à choisir une méthode appropriée en fonction de la qualité de l’ajustement.
Les méthodes de détection de communautés sont également regroupées en familles
distinctes, sur la base de leurs résultats sur plus de 400 réseaux du monde réel (de
manière similaire à notre analyse dans la section 2.4.2) en utilisant la métrique AMI.
Les auteurs constatent également que "ce qu’un algorithme trouve dans un réseau dé-
pend fortement des hypothèses qu’il fait sur ce qu’il faut chercher", ce qui est aligné sur
nos résultats à travers plusieurs analyses.

Jebabli et al. proposent également un cadre pour évaluer la performance des al-
gorithmes de détection de communautés, en se basant sur les caractéristiques to-
pologiques des graphes de communautés résultants (Jebabli et al., 2018). Dans leur
article, les auteurs limitent leur attention aux réseaux avec des structures de com-
munautés chevauchantes, alors que notre évaluation comparative concerne le clus-
tering simple, sans chevauchement. Ils présentent et évaluent une méthodologie
alternative efficace, comparée aux mesures classiques de qualité et de clustering.
Comme dans notre travail, les algorithmes sont comparés dans un schéma de prise
de décision. Ils fournissent différents classements des algorithmes, en fonction de
différentes propriétés topologiques. Ils introduisent également une stratégie d’aide
multi-critères à la décision afin de trouver le meilleur compromis entre ces différents
classements. Un seul classement est produit. Une telle stratégie de prise de décision
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est donc une approche très intéressante. La conversion des recommandations en un
processus de décision est l’une de nos perspectives d’étude.

Cependant, Ghasemian et al. relativise ce genre d’étude empirique, exhaustive,
qui tend à catégoriser les méthodes sur un comportement moyen basé sur leurs ré-
sultats obtenus sur un très grand nombre de réseaux très différents (sociaux, bio-
logiques, etc). Cela cache bien évidemment des disparités. Chacune des méthodes
peut potentiellement être "la meilleure" dans un contexte particulier : un type de
graphe à étudier, une question de recherche, des hypothèses à vérifier, un outillage
disponible, un temps de calcul à respecter, etc.

Dans le chapitre suivant, nous proposons une analyse qualitative des commu-
nautés, complémentaire à ce travail quantitatif, et nous proposons une méthodologie
de choix d’une partition (d’une méthode), qui comme nous le verrons, est contex-
tuelle à une étude donnée, encadrée par des hypothèses et une ou plusieurs ques-
tions de recherche.
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FIGURE 2.7 – Similarité entre méthodes de détection de communau-
tés quantifiée par différentes métriques de validation, basée sur les
partitions découvertes sur l’ensemble du jeu de données. Les lignes
et les colonnes sont ordonnées selon une méthode de clustering hié-
rarchique (Joe H. Ward, 1963). Dans l’ordre, le score moyen de (a)

NMI, (b) AMI, (c) RI, (d) ARI.
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3.1 Introduction

Dans ce chapitre, nous abordons la problématique du choix de méthode de dé-
tection de communauté du point de vue de l’analyste, l’utilisateur final qui cherche
à analyser un réseau pour répondre à une question de recherche. Nous ciblons plus
spécifiquement les chercheurs en Sciences Humaines et Sociales (SHS).

Nous avons vu précédemment que les algorithmes à disposition sont nombreux
et variés, et leurs fondements théoriques parfois complexes à appréhender. Et quand
bien même serait-ils simples à comprendre, cela n’aide pas nécessairement à entre-
voir a priori la nature des communautés détectées.

Or un analyste s’intéresse bien à la forme des communautés, à leur structure,
pour en dégager des modes d’organisation, et souvent rapprocher ces organisations
types d’autres critères comme l’efficacité du travail collaboratif, le caractère inno-
vant d’une équipe, la viralité marketing, la prédiction d’achat, etc. (Mercanti-Guérin,
2010). Nous nous intéressons donc ici aux mesures qualitatives qui vont renseigner
l’analyste sur la topologie des clusters découverts.

D’un point de vue méthodologique, utiliser la détection de communautés en SHS
requiert de :

— Pouvoir décrire la topologie des communautés,
— Permettre d’explorer des topologies variées pour mettre en lumière tout type

d’organisation.
En ce qui concerne le premier point, nous proposons une approche basée sur des

cartes bivariées, permettant de décrire les partitions avec des métriques intuitives
décrivant l’organisation interne et externe des communautés ; cette technique nous
permet de décrire les communautés d’une part, mais plus généralement, appliquée
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sur l’ensemble de notre jeu de données, cela nous permet également de dégager des
familles de réseaux réels.

Pour adresser le deuxième point, nous proposons une méthodologie de choix de
méthode permettant d’offrir le plus large éventail possible de communautés.

3.2 L’analyse de réseaux sociaux en Sciences Humaines et So-
ciales

Au sein de toute organisation, les collaborateurs interagissent et forment des
groupes, avec leurs coutumes, leurs tâches, leurs devoirs. Ces réseaux sont pour la
plupart implicites et non décrits formellement dans l’organisation. Des chercheurs,
de plus en plus nombreux, notamment en Sciences de Gestion, se sont intéressés
à ces réseaux informels. Il peut en coexister plusieurs : le réseau d’information re-
flétant l’échange d’informations, le réseau représentant l’accessibilité aux connais-
sances, le réseau d’échange de connaissances entre collègues qualifiés ou experts
et les autres, le réseau de conseil résultant de l’entraide dans la résolution de pro-
blèmes, le réseau d’amitié, etc.

La question principale de ces études est de comprendre l’impact des pratiques in-
formelles sur l’organisation globale, l’objectif étant de fournir des suggestions pour
améliorer les processus : par exemple améliorer les flux de partage des connaissances
pour augmenter la coopération ou, aligner les processus organisationnels formels
sur les processus informels efficaces.

L’analyse de réseaux sociaux peut faire partie de la boîte à outils utilisée pour éta-
blir un diagnostic. (Toni et Nonino, 2010) proposent un cadre d’une telle analyse. Ils
ont collecté trois réseaux par le biais de questionnaires auprès des employés d’une
entreprise italienne : le réseau de connaissance, le réseau de conseil, le réseau d’ac-
cès. Dans un premier temps, pour chaque réseau, ils analysent les relations au sein
et entre les départements et identifient les rôles clés. Ils utilisent des mesures de cen-
tralité du réseau et la détection des communautés. Ils identifient les rôles informels
clés, à savoir : les leaders d’opinion, les connecteurs centraux, les goulots d’étranglement,
les experts, les consultants, ou les personnes utiles, et les caractérisent. Par exemple, les
collègues qui sont considérés comme des experts (degré de centralité le plus élevé
dans le réseau de connaissances) se trouvent être les responsables de différentes
unités commerciales. Mais les personnes ayant les degrés les plus faibles ne sont
pas nécessairement les moins qualifiées, peut-être leurs collègues ignorent-ils leurs
compétences et les considèrent-ils comme non qualifiés. Dans un deuxième temps,
ils ont construit un réseau conjoint en multipliant les trois matrices d’adjacence. Ils
ont alors trouvé un nouveau rôle, appelé pilus prior (premier lanceur) qui cumule les
caractéristiques de résolution de problèmes, d’expertise et d’accessibilité. Le cadre
est synthétisé dans la figure 3.1.

Une fois la structure décrite, des recommandations peuvent être faites pour for-
maliser les pratiques informelles et remodeler l’organisation officielle. Bien sûr, chaque
entreprise, chaque contexte est différent et toute intervention doit être étudiée au cas
par cas. Par exemple, si nous considérons le cas de collaborateurs qui se trouvent
dans des positions isolées. Les raisons de cette situation peuvent être diverses : l’un
d’entre eux peut rencontrer des difficultés à s’intégrer sur le lieu de travail ; l’élar-
gissement de son équipe, par exemple en l’impliquant dans différents projets, peut
l’aider à créer des liens avec d’autres acteurs. Ses compétences sont peut-être mé-
connues, et la création d’une base de données de profils de compétences permettrait
de promouvoir cette personne en tant qu’expert, en délestant les activités d’expertise
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FIGURE 3.1 – Cadre d’analyse des réseaux informels et d’identifica-
tion des rôles informels clés. Figure reproduite de (Toni et Nonino,

2010) avec la permission des auteurs.

d’un expert reconnu confronté à de trop nombreuses demandes (identifié comme un
goulot d’étranglement).

Cette section ne constitue pas une étude exhaustive de la manière dont les cher-
cheurs en sciences sociales utilisent les outils de l’analyse de réeaux sociaux. Mais la
plupart des études de cas ne considèrent que les positions individuelles. Elles iden-
tifient les acteurs et qualifient leur(s) rôle(s). Selon le contexte de recherche (groupes
de discussion, plateforme d’apprentissage, communautés épistémiques comme Wi-
kipédia, communautés de marque, etc.), ils proposent des typologies ad hoc de types
de membres, dont un exemple de catalogue a été fait par (Benamar, Balagué et Ghas-
sany, 2017).
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D’autres études se concentrent sur la perspective globale et utilisent des me-
sures telles que la distribution du degré, le diamètre ou la centralisation du réseau
pour décrire une connectivité globale. Par exemple une configuration en étoile peut
conduire à des structures fragiles, avec un manque de partage du pouvoir. Autre
exemple, identifier les trous structuraux dans le réseau là où l’on s’attendrait à des
relations peut refléter un manque de cohésion entre équipes (Krackhardt et Hanson,
1993). Un conseil aux managers pourrait être d’organiser des réunions périodiques
inter-équipes afin de mieux partager informations et ressources.

Mais le niveau intermédiaire "méso" n’est pas si souvent considéré. Qu’apportent
les communautés dans l’analyse? Dans (Toni et Nonino, 2010) les auteurs soulèvent
le problème de l’identification de groupes informels homogènes pour analyser les
relations au sein et entre les groupes dans l’entreprise qu’ils étudient. Ils affirment
que "l’identification de groupes homogènes peut être très importante, surtout lorsque l’en-
treprise est confrontée à des changements". Mais ils n’utilisent pas vraiment le concept
de "groupes informels homogènes" dans leur diagnostic, pas plus que celui annoncé
d’"analyse en clusters". Le concept reste ambigu, et fait parfois référence à des dé-
partements, à différentes filiales/divisions (formelles) d’une entreprise, mais égale-
ment, parfois, à des zones plus informelles dans un réseau connecté par un nœud de
courtage ; dans ce cas, bien souvent, l’accent est mis sur le nœud et non sur les zones
qu’il/elle connecte.

Pourquoi la structure méso, entre la position/le rôle de l’acteur et l’image glo-
bale, est-elle si difficile à mobiliser? Dans ce chapitre, nous proposons des mesures
et une méthodologie pour identifier et caractériser ce type de structure. Nous four-
nissons des outils pour décrire une communauté comme une organisation. Nous
aidons à identifier quelles sont les dimensions structurelles qui pourraient se rap-
porter à un groupe organisé avec des règles, un but, une efficacité ou toute autre
capacité d’émergence.

3.3 Les métriques de qualité de partitions

Caractériser les communautés dans un réseau permet aux analystes de discerner
les différents types de structures qui le sous-tendent. Ceci dans le but de décrire et
comprendre l’organisation communautaire d’un réseau, ou bien de s’appuyer sur
celle-ci pour agir. Par exemple, dans un article récent, les chercheurs montrent que
l’immunisation et le contrôle des épidémies sont plus efficaces lorsqu’ils exploitent
les propriétés topologiques des communautés. Calculer des mesures de centralités
globales sur l’ensemble du réseau est moins efficace que de détecter les hubs qui,
s’ils sont infectés vont contaminer leur communauté ; si en plus ces nœuds sont des
passerelles vers d’autres communautés, denses, ils peuvent propager très rapide-
ment l’épidémie. Les auteurs tiennent compte du nombres de communautés poten-
tiellement accessibles, leur densité et leur taille pour calculer l’influence des nœuds
(Ghalmane, El Hassouni et Cherifi, 2019).

La définition d’une communauté ne faisant pas consensus, on peut imaginer
de la même façon que la notion de structure communautaire varie d’un contexte
à l’autre. On ne s’attend pas à ce qu’un ensemble fini de caractéristiques (le terme
de "goodness metrics" est parfois employé en anglais) puisse correspondre à chaque
intuition de ce qu’est une "bonne" communauté, ou une communauté "efficace". De
plus le choix d’un ensemble de métriques serait controversé à moins qu’un contexte
spécifique ne soit clairement défini. Parallèlement, selon le contexte, il arrive que l’on
conçoive des métriques de manière ad hoc. Par conséquent, afin de rendre l’analyse
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aussi générique que possible, nous restreignons notre liste de métriques de qualité
en appliquant les critères suivants, de la plus haute à la plus basse priorité :

— Puisque nous caractérisons les communautés dans différents types de ré-
seaux, sans contexte particulier, nous ne nous intéressons qu’aux métriques
qui décrivent les communautés elles-mêmes, et non relativement à la struc-
ture globale des réseaux où elles se trouvent (comme le Cut ratio (Yang et
Leskovec, 2015), la Modularity (Newman et Girvan, 2004) ou la Description
Length (Rosvall et Bergstrom, 2008)) même si leur efficacité ne peut être igno-
rée.

— Les métriques doivent être relativement peu corrélées les unes aux autres afin
d’illustrer des aspects différenciant des structures communautaires.

— Une métrique doit refléter la structure interne d’une communauté.
— Une métrique dont les concepts peuvent être représentés intuitivement et vi-

suellement est préférable à une métrique qui reflète des idées statistiques dif-
ficiles à représenter.

Selon Yang et Leskovec, 2015, on peut distinguer les métriques de qualité ("sco-
ring functions") qui définissent le profil interne et externe d’une communauté, et
celles qui impliquent le profil de nœuds particuliers, tels que les connecteurs qui
partagent des relations au sein et en dehors de la communauté.

Comme nous chercherons dans la suite à comparer des communautés issues de
différentes méthodes de détection et de différents réseaux, nous privilégions les mé-
triques relatives, telle que la fraction des arêtes/nœuds particuliers par rapport à
l’ensemble des arêtes/nœuds appartenant à une communauté. Les mesures abso-
lues, telles que le degré moyen des arêtes internes, ne permettent en effet pas de dif-
férencier les communautés, car on peut en trouver de toutes tailles dans une seule
partition.

FIGURE 3.2 – 4 groupes de mesures de qualités basées sur leur corre-
lation (Yang et Leskovec, 2015). Les scores de ces 13 métriques ont été
calculés sur chacune des 10 millions de communautés provenant de la
groudtruth de 230 réseaux sociaux réels, tels que LiveJournal, Friend-
ster, Amazon ou DBLP. Deux métriques sont connectées si elles sont
corrélées. En bleu sont sélectionnées des représentants de ces clusters.

La Table 3.1 décrit quelques mesures de qualité, dont celles présentées dans la
Figure 3.2. Pour un graphe G = (V , E) composé de n = |V| nœuds et m = |E |
arêtes, nous considérons une communauté C de nC nœuds comme un sous-graphe
de G dans une partition P. Soit mC le nombre d’arêtes internes à la communauté C,
mC = |(i, j) ∈ E : i ∈ C, j ∈ C|, lC le nombre d’arêtes externes qui connectent C à
des nœuds extérieurs à C, lC = |(i, j) ∈ E : i ∈ C, j ̸∈ C|. d(i) est le degré de i, dint(i)
son degré interne. Enfin, pour calculer le coefficient de clustering, nous notons ∆C le
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nombre de triangles dans la communauté C et TC indique le nombre de cliques de
tailles 3 possibles dans C.

Type Nom Formule Description

Ext Conductance lC
2mC+lC

Proportion des arêtes de
C qui pointent vers l’exté-
rieur

MaxODF maxi∈C
|{(i,j)∈lC |

d(i) Maximum Out Degree
Fraction : valeur maxi-
male de proportion de
degré externe atteinte par
un membre de C

Cut Ratio lC
nC(n−nC)

Densité externe (à opposer
à densité interne à la com-
munauté)

Expansion lC
nC

Degré sortant relatif de C
par rapport à sa taille

Int FOMD |i:i∈C,|{(i,j)∈mC}|>dm|
nC

Fraction Over Median
Degree : proportion de
nœuds de C dont le degré
interne est supérieur au
degré médian du graphe
G

CCF 3∆C
TC

Coefficient de clustering :
probabilité que deux voi-
sins d’un membre de C
soient deux membres eux-
mêmes connectés.

sc_den 2mC
nC−1 Scaled density : densité

d’arêtes internes normali-
sée, relativement à la taille
de C, permettant de com-
parer petites et grandes
commmunautés

hub_dom maxi∈Cdint(i)
nC−1 Hub Dominance : niveau

de centralisation de la
communauté C

TABLE 3.1 – Mesures de qualité décrivant différents aspects de struc-
turation de communautés

Il existe de nombreuses métriques caractérisant la connectivité interne, ou ex-
terne, en plus de celles qui sont présentées ci-dessus. Vinh Loc Dao en présente une
quinzaine dans sa thèse, Chapitre 4 (Dao, 2018). Dans (Dao, Bothorel et Lenca, 2021),
nous menons une analyse empirique voisine de celle présentée par (Yang et Lesko-
vec, 2015), sur les partitions présentées dans le Chapitre précédent issues de la quin-
zaine d’algorithmes de détection de communautés appliquées sur notre centaine de
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FIGURE 3.3 – Les corrélations de Pearson entre métriques commu-
nautaires. Ces corrélations sont calculées sur la base des scores des
métriques mesurées sur les communautés qui contiennent au moins
3 nœuds. Les corrélations des métriques sont analysées par type de
réseaux. Les métriques de qualité sont présentées dans les 6 sous-
figures dans le même ordre pour une observation comparative. Les
scores de corrélation dont le niveau de signification estimé est faible

(p− value > 0, 01) sont reproduits sur un fond blanc.

Comme nous pouvons le voir sur la Figure 3.3, il existe deux groupes où les
métriques sont systématiquement corrélées les unes aux autres. Le premier groupe
comprend maxODF, meanODF et conductance qui représentent la connexion externe
de la communauté avec des coefficients de corrélation très élevés (sauf pour maxODF
et meanODF dans les réseaux d’information avec une relation relativement faible de
0, 51). En outre, la métrique expansion appartient également à ce groupe dans les
réseaux technologiques, d’information et biologiques avec des scores de corrélation
élevés et de manière moins marquée dans les autres types de réseaux. Le deuxième
groupe se compose de TPR et CCF qui exposent des structures triadiques étroite-
ment liées avec des scores de corrélation très élevés dans chaque catégorie de réseau.
Le score de corrélation le plus faible entre TPR et CCF est de 0, 81 dans les réseaux
d’information et d’environ 0, 90 dans tous les autres cas. Sans perdre la généralité,
dans notre analyse, ces 2 groupes de métriques pourraient être réduits à deux mé-
triques paragon représentatives de ces deux propriétés structurelles.

La hub dominance hub_dom est la seule métrique qui est tout à fait indépendante
de toutes les métriques des deux groupes précédents dans chaque catégorie de ré-
seau. Le score de corrélation le plus élevé entre hub_dom et ces métriques est de 0, 42
avec maxODF dans les réseaux sociaux, ce qui reste une corrélation relativement
faible. Cette dernière, cependant, est généralement corrélée avec density sauf dans
le cas des réseaux de communication où elles sont tout à fait orthogonales. En re-
vanche, la densité normalisée sc_den présente une association hétérogène avec les
autres métriques dans toutes les catégories de réseaux étudiées. Elle est proche de
CCF et TPR dans les réseaux biologiques mais se rapproche de expansion dans les
réseaux sociaux.
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Metrics Common concept

maxODF,meanODF,conductance External activeness

expansion External connectivity

hub_dom Centralized connectivity

density Internal edge density

sc_den Average internal density

CCF, TPR Internal triadic closure

TABLE 3.2 – Groupes de mesures de qualité qui reflètent différents
aspects de la structuration des communautés. Deux métriques appar-
tiennent à une même catégorie si elles présentent une corrélation éle-
vée sur les ensembles de communautés de notre jeu de données. La
colonne Common concept précise les caractéristiques structurelles com-

munes.

Sur la base de cette analyse, les mesures de qualité des communautés ci-dessus
peuvent être regroupées en 6 classes présentées dans le tableau 3.2 en fonction de
leurs corrélations sur l’ensemble des communautés étudiées.

Nous proposons dans la suite de ce travail de décrire la structure d’une commu-
nauté en utilisant une combinaison de deux métriques. Une combinaison croisée de
métriques issues de différents clusters peut être particulièrement riche. En particu-
lier, les structures internes et externes des communautés ne sont généralement pas
corrélées, reflétant des facettes différentes des structures communautaires.

3.4 Cartes bivariées pour caractériser l’anatomie des commu-
nautés

L’association de métriques de qualité nous permet de comparer différents ré-
seaux selon la nature de leurs communautés, et cela de manière à ce que les infor-
mations structurelles soient exposées de manière inuitive aux analystes.

Dans la Table 3.3, nous présentons un exemple d’association de métriques qui
permet de décrire des types de communautés. En prenant des paires de métriques
non corrélées, comme FOMD et conductance (d’après Yang et Leskovec, 2015, Figure
3.2), nous décrivons des dimensions différentes et complémentaires de la nature or-
ganisationnelle. Lorsque la conductance est faible, les communautés sont assez iso-
lées. Une FOMD élevée implique que la majorité des membres d’une communauté
sont fortment connectés entre eux, ce qui peut signifier une bonne cohésion ou une
forte activité. Un groupe qui présente une faible FOMD et une forte conductance
doit être plutôt rare. En effet, une connectivité interne faible mais externe forte ne
devrait pas être proposée par un algorithme de détection de communautés.

Nous verrons dans la suite que ce principe d’association de métriques nous per-
met d’une part de caractériser des réseaux et de les comparer, mais également, au
sein d’un réseau, de comparer différentes partitions obtenues grâce à des algorithmes.
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Faible FOMD Forte FOMD

Forte conductance

Communauté inactive
mais très tournée vers
l’extérieure (forme dégé-
nérée?)

Forme active et ouverte

Faible conductance
Communauté inactive et
repliée sur elle-même

Communauté active et in-
dépendante

TABLE 3.3 – Exemple de composition de mesures de qualité. Les
paires associent des clusters différents tels que présentés par Yang

et Leskovec, 2015

Réseau N E C S O µ̄ Groundtruth
Livejournal 4.0M 34.7M 664414 10.79 6.24 0.95 User-defined com-

munities
Youtube 1.13M 3.0M 16386 7.89 2.45 0.91 User-defined

groups
DBLP 0.32M 1.05M 13477 53.41 2.76 0.62 Publication venues
Amazon 0.33M 0.93M 75149 30.22 7.16 0.58 Product categories

TABLE 3.4 – Description des réseaux : N nombre de nœuds, E
d’arêtes, C nombre de communautés groundtruth, S taille moyenne
des communautés, O nombre de communautés par nœud, µ̄ conduc-
tance moyenne (Yang et Leskovec, 2015) des communautés. http:

//snap.stanford.edu/data/

3.4.1 Structures organisationnelles dans les vérités terrain

Dans ce premier travail, nous prenons des réseaux pour lesquels une vérité ter-
rain est disponible, i.e. nous n’appliquons pas d’algorithme de détection de commu-
nautés, mais nous analysons la partition groundtruth.

La Table 3.4 liste les 4 réseaux que nous prenons en exemple. Si nous nous in-
téressons à une mesure de qualité conventionnelle, comme la conductance µ̄, nous
pouvons décrire une partition de manière globale. Ici, la conductance indique qu’il y
a plus de 90% d’arêtes dans Livejournal et Youtube qui traversent des communautés,
tandis que ces chiffres sont d’environ 60% dans les réseaux DBLP et Amazon. Cette
métrique est en soi informative, mais elle ne permet pas de distinguer finement les
différences entre réseaux d’une part, et d’autre part, entre communautés.

En reprenant l’exemple de composition de mesures de la Table 3.3, appliquée à
ces 4 réseaux bien connus, nous obtenons les cartes de chaleur de la Figure 3.4 où
nous voyons clairement qu’Amazon et DBLP sont relativement similaires, comme
la conductance l’indiquait. Mais nous voyons également en quoi ils sont similaires :
ils contiennent des communautés variées appartenant aux 4 types attendus. Il est
intéressant de noter qu’Amazon contient des formes de communautés "contre na-
ture", i.e. faiblement connectées en interne et parfois connectées vers l’extérieur. Il
est donc probable qu’utiliser des algorithmes sur ce réseau (et dans une moindre
mesure sur DBLP) ne permettra pas de retrouver ces formes de regroupements "dé-
générés", et qu’alors, utiliser la groundtruth pour valider ces algorithmes conduira
à une évaluation mitigée sur ces 2 datasets (nous avons d’ailleurs démontré que les

http://snap.stanford.edu/data/
http://snap.stanford.edu/data/
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partitions groundtruths ne sont pas "bien formées" selon les métriques de qualité de
partitionnement (Dao, Bothorel et Lenca, 2017a)).

Livejournal et Youtube, également similaires du point de vue de la conductance,
ne présentent quasi exclusivement que des communautés actives isolées. La faible
variation de conductance (0.04 points) cache cependant la présence de communautés
un peu plus isolées pour Youtube, communautés qu’il peut être intéressant à étudier
car elles sont fermées et reflètent des groupes qui ne partagent que peu de membres.
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FIGURE 3.4 – Les partitions YouTube et Livejournal montrent des
communautés actives qui sont très bien connectées aux autres com-
munautés. Nous pouvons trouver différents types de communau-
tés dans les vérités terrain d’Amazon et de DBLP : beaucoup de
communautés actives avec une FOMD assez élevée, bien connec-
tées à d’autres sujets/domaines (conductance élevée), mais nous en
trouvons aussi quelques-unes plus indépendantes (conductance plus
faible) qui montrent une large gamme de valeurs de FOMD, c’est-à-

dire qu’elles sont plus ou moins bien inter-connectées.

Dans la même veine, nous proposons une méthodologie pour décrire les com-
munautés par le biais de liens intra-cluster et inter-cluster (Dao, Bothorel et Lenca,
2017b). Nos résultats montrent que la composition des communautés dans les ré-
seaux du monde réel, là encore, expose une diversité de modèles structurels d’une
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part, et que les communautés présentent des variations parfois inattendues autour
de la définition d’une communauté type que l’on cherche à détecter via les algo-
rithmes, i.e. des groupes avec une grande majorité de liens internes et seulement
quelques liens externes.

Nous mobilisons ici une combinaison de deux mesures basées sur ODF (Out
Degree Fraction) que nous calculons sur l’ensemble des communautés de chaque
réseau.

Le out degree fraction d’un noœud i de la communauté C est mesuré par le ratio
entre liens externes lC impliquant i et son degré :

ODFC(i) =
|{(i, j) ∈ lC|

d(i)

Pour qualifier une communauté, il est intéressant de décrire la fraction moyenne
des degrés sortants de cette communauté d’une part, mais aussi comment ceux-ci
sont distribués sur les nœuds. Nous calculons donc la moyenne et l’écart type des
valeurs de ODF des nœuds d’une communauté :

meanODF(C) = ∑i∈C ODFC(i)
nC

sdODF(C) =

(
∑i∈C [ODFC(i)−meanODF(C)]2

nC − 1

)1/2

Un meanODF faible implique que les membres de la communauté se connectent
principalement entre eux, alors qu’une valeur élevée de meanODF signifie que les
nœuds se connectent de préférence aux nœuds d’autres communautés. Un meanODF
faible reflète une structure (assortative en anglais) et un meanODF élevé (disassorta-
tive). Une valeur moyenne de meanODF dans ce cas-ci signifie une structure hybride
de la communauté comme le montre la Figure 3.5.

L’écart-type d’une variable nous aide à comprendre la fluctuation de ses valeurs.
Une faible valeur sdODF implique que les degrés sortants de la communauté sont
distribués de façon homogène entre les nœuds. En revanche, une valeur sdODF
élevée démontre une diversité des modèles de connexion externe des nœuds. En
d’autres termes, en se basant sur la valeur sdODF d’une communauté, on peut dé-
terminer s’il existe une répartition claire des rôles (Guimera et Amaral, 2005) diffé-
rentiant les nœuds de la communauté ou, au contraire, si les nœuds sont équivalents
dans leur fonction d’ouverture vers l’extérieur.

Après le choix de seuil pour distinguer différents niveaux des deux métriques,
nous pouvons répartir les communautés dans les catégories suivantes :

— Conventionnal communities (S1 - faibles meanODF et sdODF) : Cette structure
correspond à la définition traditionnelle de la communauté où la majorité
des arêtes se situent à l’intérieur des communautés. La plupart des méthodes
actuelles de méthodes de détection de communautés sont basées sur cette no-
tion. De plus, les degrés sortants de la communauté sont répartis de manière
homogène sur ses nœuds.

— Casual communities (S2 - meanODF moyenne et faible sdODF) : La structure
modulaire n’est pas très claire dans ce type de communauté "lâche" puisqu’il
n’y a pas une propension claire à la connexion interne.

— Extrovert communities (S3 - forte meanODF et faible sdODF) : Les membres de
ces communautés sont dans l’ensemble fortement connectés vers l’exterieur.
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FIGURE 3.5 – Six structures communautaires représentatives
mesurées par la fraction de degrés sortants (meanODF and
sdODF). Les arêtes bleues représentent les connexions intra-
communautaires et les rouges les relations extra-communautaires (ou
inter-communautaires) . Les zones bleu foncé illustrent un arrange-

ment core-periphery dans les structures S4, S5, S6.

— Full-core communities (S4 - faible meanODF and forte sdODF) : Ce groupe de
communautés présente une similitude avec celles de structure S1 puisque
toutes deux possèdent des connexions internes relativement denses. La seule
distinction entre les structures S1 et S4 est que S4 contient un petit nombre
de nœuds frontière qui attirent la plupart des liens externes. Ces connecteurs
forment une zone périphérique, tandis que la majorité des membres consti-
tuent un noyau dense.

— Half-core communities (S5 - meanODF moyenne et forte sdODF) : Ces commu-
nautés présentent également une structure core-periphery, mais il n’y a plus
de domination quantitative des nœuds du noyau sur les nœuds de la péri-
phérie, comme c’est le cas en S4.

— Seed-core communities (S6 - fortes meanODF et sdODF) : La structure core-
periphery est ici plus ou moins effacée car les nœuds frontière dominent en
nombre. Cette structure présente de nombreuses similitudes avec les struc-
tures S3 et S5 et peut être considérée comme un état intermédiaire entre S3 et
S5.

Nous obtenons une cartographie de ces réseaux sur la Figure 3.6 et la répartition
des communautés par type de structure dans la Table 3.5.

Dans cette nouvelle expérience, nous voyons apparaître également une grande
diversité d’anatomies de réseaux. Contrairement à l’intuition, les vérités terrain n’ont
pas toutes le même genre d’organisation, ce qui nous permet de dire à nouveau
qu’un algorithme ne pourra pas détecter de manière universelle toute vérité terrain,
et nous conforte dans l’idée que notre travail exposé dans le Chapitre 3.5 est utile : à
chaque jeu de données, il s’agit de trouver l’algorithme adéquat.

De plus, là encore de manière non intuitive, les structures de type core-periphery
ne sont pas toujours présentes. Alors que dans Livejournal et Youtube, la majorité
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FIGURE 3.6 – Densité des communautés de la groundtruth dans un
espace défini par meanODF et sdODF. Les lignes en pointillés repré-
sentent les seuils entre les structures S1 à S6 (cf. Figure 3.5) : 0.3 et 0.7

pour meanODF et 0.2 pour sdODF

Network S1 S2 S3 S4 S5 S6
Livejournal 0.29 0.74 90.17 0.31 3.88 4.61
Youtube 0.08 2.36 65.36 1.37 17.55 13.28
DBLP 6.28 2.07 4.87 23.44 57.86 5.48
Amazon 8.33 31.13 23.57 9.13 26.63 1.21

TABLE 3.5 – Répartition des communautés de la vérité terrain (en
pourcentage) dans un espace défini par meanODF et sdODF. Seuils
entre les structures S1 à S6 : 0.3 et 0.7 pour meanODF et 0.2 pour

sdODF
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des communautés sont concentrées dans un même type de structure, celles des ré-
seaux DBLP et Amazon sont beaucoup plus variées. Nous constatons que la struc-
ture S3 occupe environ 90% et 65% des communautés dans les réseaux Livejournal
et Youtube respectivement. Cela implique que la plupart des utilisateurs de ces ré-
seaux ont généralement des amitiés en dehors de leurs communautés plutôt qu’à
l’intérieur. En outre, certains groupes sont centrés autour d’un cœur actif et interne
(S5 et S6 dans une moindre mesure).

Dans les réseaux DBLP et Amazon, bien qu’il y ait toujours une dominance de
certaines structures, nous remarquons une répartition plus équilibrée. Dans le cas
de DBLP, près de 60% des lieux de publication (S5) attirent différents types d’au-
teurs en termes de profil de coopération : les conférences en effet rassemblent à la
fois des auteurs reconnus de la communauté scientifique, mais également des nou-
veaux venus, ou des chercheurs pluridisciplinaires. En même temps, environ 23.44%
des conférences attirent principalement des spécialistes du domaine et très peu de
chercheurs ayant des liens vers d’autres domaines (S4). Sur le réseau Amazon, la
forte présence des structures S2 et S3 explique que les produits sont plus souvent
co-achetés avec ceux d’autres catégories. Mais il existe également de nombreuses
catégories de produits qui conduisent à des achats dans les mêmes catégories (S1,
S4, S5). Bien sûr, sans une analyse fine des conférences ou des produits dont il est
question, nous ne pouvons en dire davantage ici, mais cette démarche représente
une étape intéressante pour explorer les données.

3.4.2 Les familles de réseaux

La même démarche peut être appliquée sur les partitions résultant d’algorithmes
de détection de communauté. Nous avons focalisé cette fois notre étude sur l’orga-
nisation interne des communautés. Dans ce travail, nous avons utilisé l’ensemble
des communautés détectées par notre quinzaine d’algorithmes sur notre centaine de
réseaux, comme décrit dans le chapitre précédent (Dao, Bothorel et Lenca, 2021).

Nous avons sélectionné deux métriques internes non corrélées, hub_dom et CCF.
Le coefficient de clustering (parfois appelé transitivity) est une métrique bien connue
qui est généralement utilisée pour évaluer la structure modulaire des réseaux. Elle
est basée sur le concept selon lequel les paires de nœuds ayant des voisins communs
sont plus susceptibles d’être connectés (Barrat et al., 2004). La hub dominance quant
à elle qualifie la centralisation de la communauté autour d’un nœud. Les arêtes in-
ternes d’une communauté peuvent en effet être distribuées de différentes manières
autour de ses nœuds, soit en se concentrant autour d’un petit nombre de nœuds
fortement centralisés, soit en se répartissant uniformément autour de chaque nœud.
Plus la hub dominance est élevée, plus il est probable que la communauté présente
une structure de type hub (Lancichinetti et al., 2010 ; Labatut et Orman, 2017).

La Table 3.6 et la Figure 3.7 illustrent les structures que ces deux métriques per-
mettent de mettre en lumière en séparant l’espace en 4 quadrants. Les frontières
entre les différentes topologies ne sont généralement pas évidentes et doivent être
définies en fonction du contexte. La taille de la communauté caractéristique doit être
prise en considération lors de la définition des seuils, car plus la taille de la commu-
nauté est grande, plus il est probable que les hubs et les cliques deviennent moins
importants, ce qui signifie que des seuils plus bas seront à privilégier.

Il est parfois difficile de nommer les types d’organisation trouvés dans nos cartes
bivariées (cf. nos 6 structures dans l’espace meanODF et maxODF de la Figure 3.5).
Dans cette étude, nous avons cherché à rapprocher les organisations internes de mo-
dèles bien connus de la littérature des réseaux complexes :
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Transitivity Hub dominance Topology
Low Low String-based
High Low Grid-based
Low High Star-based
High High Clique-based

TABLE 3.6 – Quatre topologies distinctes caractérisées par la
Transitivity (CCF) et la hub dominance (hub_dom).

Transi-
tivity

Hub dominance

Scale-free
BA model

Random
Erdos-Renyi model

Small-world
Watts-Strogatz model

Nearly-
completed

Grid-based 

Low

Low

High

High

String-based 

Star-based 

hub_dom = 1

hub_dom ~ 0

CCF = 1CCF = 0

Clique-based 

FIGURE 3.7 – Une catégorisation de la structure interne des commu-
nautés selon deux dimensions de propriétés structurelles : la hub
dominance et la transitivité représentées par hub_dom et CCF res-
pectivement. Quatre communautés topologiques représentatives sont

illustrées en fonction de leurs scores correspondants.

— Le modèle Erdős-Rényi (Erdős et Rényi, 1959) est l’un des premiers modèles
proposés pour décrire la génération de graphes aléatoires. Dans ce modèle,
deux paramètres sont nécessaires pour générer un graphe, à savoir un nombre
fixe de sommets n et une probabilité de connexion p entre deux sommets arbi-
traires (ou encore le nombre d’arêtes m). Chaque paire de sommets est ensuite
connectée indépendamment des autres paires avec la probabilité p, qui reflète
la propriété aléatoire du graphe résultant. Si nous fixons les paramètres n et p
du modèle de telle sorte que le modèle crée un graphe aléatoire dont le degré
moyen se rapproche des réseaux réels : ⟨k⟩ = p(n− 1) = c > 1, où c est une
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constante et c ≪ n, le graphe aura presque certainement une grande com-
posante connexe contenant une grande partie des sommets et de très petites
composantes de moins de O(log(n)) sommets. Cette configuration produit
des sommets qui ont tous environ c > 1 connexions. Ici, nous faisons réfé-
rence aux graphes aléatoires créés par cette configuration. Puisqu’un réseau
aléatoire est construit à partir d’un mécanisme stochastique homogène, il n’y
a normalement pas de hubs ni de cliques, ce qui signifie des valeurs de tran-
sitivité et de hub dominance faibles (Figure 3.7 en bas à gauche). Un graphe
aléatoire typique construit avec une petite valeur de p aura une topologie de
type chaîne (string en anglais). Dans un régime extrême, lorsque la proba-
bilité de connexion p approche 1, le graphe aléatoire associé devient presque
complet lorsque le degré moyen < k > approche n − 1, ce qui signifie que
chaque sommet est connecté avec presque tous les autres sommets comme
illustré dans la Figure 3.7 en haut à droite, correspondant à des fortes valeurs
de hub dominance et CCF.

— Le modèle Watts-Strogatz produit des réseaux ayant la propriété small-world,
ce qui signifie que toute paire de nœuds peut être connectée par un petit
nombre de nœuds intermédiaires et que la distance géodésique moyenne
croît proportionnellement au logarithme du nombre de nœuds n du réseau :
L ∝ log(n). Le modèle est construit pour caractériser l’observation selon
laquelle de nombreux réseaux du monde réel présentent cette propriété de
connectivité à faible longueur de chemin et forment des groupes denses proches
de treillis réguliers, ce qui implique une forte présence de fermetures tria-
diques (Watts et Strogatz, 1998). À partir d’un anneau avec n nœuds et k
arêtes par nœud, chaque arête est redistribuée aléatoirement avec une pro-
babilité 0 < p < 1. Les auteurs constatent qu’une petite valeur de p réduit
considérablement la longueur du chemin caractéristique d’un réseau où les
nœuds ne sont initialement que connectés localement. Cela peut s’expliquer
par le fait que les arêtes reconnectées créent des raccourcis entre les zones
éloignées du réseau et réduisent donc considérablement le diamètre. Un ré-
seau small-world typique peut être décrit à l’aide d’une valeur intermédiaire
de p, de sorte que la distance entre deux nœuds arbitraires est très faible, mais
le coefficient de clustering reste élevé puisque la perturbation aléatoire n’est
pas assez forte pour briser les structures locales des nœuds dans l’anneau du
réseau. De plus, la forme de la distribution des degrés dans le réseau est assez
similaire à celle d’un graphe aléatoire où chaque nœud a environ k de voisins
et où il n’y a normalement pas de phénomène de hub dominance. La topolo-
gie d’un réseau small-world typique est relativement homogène et ressemble
à une grille, comme illustrée dans la Figure 3.7 en bas à droite, avec un score
de CCF élevé et un score hub_dom faible.

— Le modèle Barabási-Albert (BA) (Barabási et Albert, 1999) est né de la décou-
verte de la distribution hétérogène des degrés dans de nombreux réseaux du
monde réel. Plus précisément, la connectivité des sommets suit une distri-
bution en loi de puissance, ce qui signifie que la probabilité qu’un sommet se
connecte à k voisins dans son réseau est égale à p(k) = Ck−α où la constante
C est fixée par une exigence de normalisation et α est le coefficient de loi
de puissance. Ce coefficient varie entre 2 et 3. Les réseaux possédant cette
caractéristique statistique sont appelés scale-free par Barabási et al. pour sou-
ligner la propriété d’invariance d’échelle. Cette caractéristique est expliquée
par les auteurs comme étant la conséquence de deux mécanismes principaux :
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premièrement, les réseaux s’étendent progressivement en attirant de nou-
veaux nœuds vers les nœuds existants ; deuxièmement, ces nouveaux nœuds
ont tendance à s’attacher préférentiellement aux sommets qui sont déjà bien
connectés. C’est pourquoi ce modèle est souvent appelé modèle d’attachement
préférentiel, ce qui implique que plus un sommet est connecté, plus il a de
chances de recevoir de nouvelles arêtes ("richer nodes get richer"). Ce méca-
nisme ainsi produit nativement des hubs, et donc les valeurs de hub domi-
nance sont généralement élevées. D’autre part, les coefficients de clustering
associés sont généralement faibles et se dégradent rapidement en fonction
de la taille du réseau (Klemm et Eguíluz, 2002 ; Fronczak, Fronczak et Hołyst,
2003), ce qui implique une faible transitivité. Par conséquent, les réseaux scale-
free typiques ont une structure proche de celle des topologies en étoile, et se
situent dans le coin supérieur gauche de la Figure 3.7.

0.0 0.2 0.4 0.6 0.8 1.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

CCF

hu
b_

do
m

Communication

0.0 0.2 0.4 0.6 0.8 1.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

CCF

hu
b_

do
m

Technological

0.0 0.2 0.4 0.6 0.8 1.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

CCF

hu
b_

do
m

Information

0.0 0.2 0.4 0.6 0.8 1.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

CCF

hu
b_

do
m

Biological

0.0 0.2 0.4 0.6 0.8 1.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

CCF

hu
b_

do
m

Social

0.0 0.2 0.4 0.6 0.8 1.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

CCF

hu
b_

do
m

Miscellaneous

(A) Petites communautés
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(B) Grandes communautés

FIGURE 3.8 – Distributions des communautés structurelles détec-
tées sur différentes catégories de réseaux dans un espace à deux di-
mensions caractérisé par la transitivité (CCF) et la dominance du
hub (hub_dom). Les petites communautés contiennent moins de 10
membres. De gauche à droite, de haut en bas : (a) Communication,
(b) Technologique, (c) Information, (d) Biologique, (e) Social, (f) Di-
vers : réseaux d’énergie, réseaux écologiques, réseaux artificiels, etc.

Puisqu’il a été remarqué que certaines caractéristiques structurelles pourraient
différer entre les petites communautés appelées micro-communautés et les grandes
communautés appelées macro-communautés (Lancichinetti et al., 2010), nous procé-
dons à leur analyse séparée. La Figure 3.8a montre les distributions des petites com-
munautés de 10 nœuds ou moins dans nos 6 groupes de réseaux différents (les ré-
seaux de communication, technologiques, d’information, biologiques, sociaux et di-
vers). Les distributions homologues pour les grandes communautés de plus de 10
nœuds sont représentées dans la Figure 3.8b.

À première vue, nous remarquons qu’il existe une plus grande diversité de struc-
tures dans les grandes communautés. Cela s’explique par le fait qu’il y a beaucoup
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plus de possibilités de connecter des nœuds dans une grande communauté que dans
une petite. Par conséquent, les structures des grandes communautés sont plus dif-
férentiantes et en même temps plus complexes. Plus précisément, la plupart des pe-
tites communautés se trouvent autour de deux axes où CCF = 0 ou hub_dom = 1,
surtout à leur point de croisement où CCF = 0 et hub_dom = 1. Cela signifie que les
structures en étoile et dominées par un hub sont très bien représentatives des petites
communautés de chaque catégorie de réseau. En revanche, la structure en grille est
totalement absente, ce qui est assez prévisible puisqu’il faut un grand nombre de
nœuds pour qu’une grille se forme. De plus, la longue traîne de la distribution des
degrés que l’on retrouve dans de nombreux réseaux du monde réel rend l’établisse-
ment de grilles moins probable.

Dans les réseaux d’information et divers, les communautés sont beaucoup plus
riches en structures par rapport aux autres catégories, et cela pour tout type de com-
munautés. Concrètement, outre les groupes en étoile, il existe également de nom-
breuses communautés de type clique et des structures mixtes, car les valeurs des
coefficients de clustering dans ces groupes s’étendent sur toute la gamme. Il en va
de même pour les valeurs de hub dominance de hub qui varient entre 0, 4 à 1 à petite
échelle et de 0 à 1 à grande échelle.

Bien qu’il existe des différences de topologies entre les diverses catégories de ré-
seaux, il n’est pas très évident de les distinguer à l’aide de la représentation propo-
sée. Nous avons procédé à une inspection détaillée pour les grandes communautés
(Dao, Bothorel et Lenca, 2021). En guise d’exemple, nous montrons ici le résultat
de cette étude empririque pour les macro-communautés des réseaux d’informations
dans la Figure 3.9.

Les communautés d’information contiennent des sous-réseaux dans les réseaux
de citations, les réseaux de collaboration scientifique, les réseaux de moteurs de re-
cherche, les réseaux de recommandation, etc. Globalement, les communautés d’in-
formation se distinguent des autres catégories par leur forte transitivité. Ainsi, les
cliques sont très bien représentées. De plus, de nombreuses communautés d’infor-
mation peuvent être considérées comme des mélanges des différentes topologies de
base (en étoile, en chaîne, en clique et en grille), comme la communauté de collabora-
tion du réseau Arxiv Condensed Matter illustrée sur la Figure 3.9(h). La présence de
concentrateurs dans les réseaux d’information est toujours élevée, mais ils ne sont
plus les seuls éléments qui relient les différents membres des réseaux. Par consé-
quent, les réseaux d’information sont beaucoup plus denses et mieux connectés que
d’autres types de sous-réseaux de la même taille. Il s’agit probablement de la ca-
ractéristique de connectivité la plus représentative des réseaux d’information. Des
résultats similaires liés aux structures denses et de cliques ont également été trouvés
par (Lancichinetti et al., 2010). Les Figures 3.9(a-h) décrivent d’autres communau-
tés représentatives. Alors que la structure de la Figure 3.9(d) ressemble à une to-
pologie en étoile avec une séquence de connexions périphérie-périphérie, celle de la
Figure 3.9(e) issue la collaboration Arxiv High Energy Physics, qui ressemble davan-
tage à un réseau complet avec quelques nœuds mal connectés. Les Figures 3.9(c,g)
illustrant des systèmes de recommandation et de web révèlent une structure mixte
où les hubs peuvent être bien reconnus et la présence de cliques est également re-
marquable en même temps.

La diversité organisationnelle constatée dans les réseaux d’information peut s’ex-
pliquer par la manière dont nous définissons cette catégorie. En effet, un système de
recommandation commercial s’avère être très différent des citations web ou d’un
réseau de collaboration, même s’ils sont tous considérés comme des systèmes d’in-
formation dans la communauté des sciences des réseaux. Une étude approfondie,
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(a)

(b)

(c)

(d) (e) (f)

(g)
(h)

FIGURE 3.9 – Quelques topologies représentatives détectées dans
les Réseaux d’Information avec leurs scores respectifs (CCF, hub_dom).
Les hub sont plus foncés que les nœuds périphériques. (a,b,g)
Groupes de produits Amazon recommandés - (0.40, 0.52), (0.33, 0.45)
et (0.24, 0.76) respectivement ; (c) Un groupe issu d’un système édu-
catif en ligne - (0.30, 0.43) ; (d) Un groupe de sites web sur l’Indo-
chine en 2004 - (0.05, 0.98) ; (e-f) Une communauté de collaboration
sur Arxiv High Energy Physics - (0.99, 0.97) and (0.95, 0.99) ; (h) Une
communauté de collaboration sur Arxiv Condensed Matter network

- (0.44, 0.36).
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au cas par cas, serait donc intéressante à mener afin de comprendre les mécanismes
que reflète l’organisation mésoscopique. C’est précisément l’ambition de nos tra-
vaux, proposer des outils d’exploration pour disséquer ces phénomènes complexes
qui régulent les interactions au sein d’un réseau.

3.5 Conclusion

L’objectif de ce travail est de pouvoir caractériser une partition par des critères
organisationnels et ainsi contribuer à outiller les chercheurs en Sciences Humaines
et Sociales, et plus généralement tout chercheur et décideur qui souhaite explorer
et comprendre finement un réseau, au niveau mesoscopique (communautés), mais
aussi intra-communautaires. En apportant une description des structures commu-
nautaires, nous avons montré comment comparer des réseaux, ou plus généralement
émettre des propriétés de familles de réseaux réels. Ainsi, des chercheurs citent nos
travaux, et utilisent nos résultats pour fournir un modèle de génération de réseaux
qui contrôle la hub dominance et le clustering coefficient (Yamaguchi et al., 2020).

Cette description structurelle a un intérêt en soi, nous venons de le constater,
mais qu’en est-il de l’intégrer à notre un processus de choix d’algorithmes?

Dans le Chapitre 3.5 précédent, nous avons ébauché une aide à la décision de
choix de méthodes de détection de communautés. Pour mémoire, ce choix repose
sur la disponibilité des méthodes bien sûr, mais ensuite sur leur complexité en temps
de calcul, la taille visée des communautés que l’on recherche et une équivalence des
méthodes en termes de stratégie de partitionnement. Un classement des méthodes
est proposé en relation avec ces critères.

A travers l’analyse quantitative empirique exposée dans ce chapitre, nous avons
désormais des outils complémentaires. Nous pouvons désormais proposer des cri-
tères qualitatifs relatifs à la nature même des communautés produites par les mé-
thodes, caractérisant leur organisation interne et/ou externe.

Autant la cartographie de méthodes du Chapitre est-elle générique, et comme on
l’a vu, elle permet de pré-sélectionner rapidement quelques méthodes parmi les 16,
autant le choix final d’une méthode/partition parmi cette pré-sélection ne peut se
faire que sur la base d’un choix orienté. Pourquoi préférer telles tailles de commu-
nautés par exemple?

Selon nous, et en accord avec (Smith et al., 2020), la "meilleure" méthode dépend
du contexte, de la question de recherche, c’est-à-dire de la manière dont les com-
munautés seront utilisées. Cette décision ne peut donc se prendre que de manière
contextuelle, pour un réseau donné, lorsqu’il s’agit de répondre à une probléma-
tique donnée, et dans le but d’explorer plutôt telles ou telles caractéristiques que
d’autres.
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Ainsi, nous proposons aux praticiens une méthodologie :

— L’étape 1 - niveau partition vise le choix d’un ensemble de partitions.
Comme nous n’avons pas de connaissances a priori sur les communautés
de notre réseau, nous pouvons ici sélectionner des méthodes produisant
des partitions les plus différentes possibles, offrant alors une amplitude de
diversité pour l’exploration des données à venir ; nous pouvons aussi au
contraire, faire le choix de réduire les possibles, et de sélectionner des mé-
thodes qui font consensus. Concernant le choix à proprement parler :
— Soit nous avons mobilisé tous les algorithmes à disposition, et dans ce

cas, il s’agit de comparer les partitions produites : avec des métriques
de validation comme vu en Section 2.4, telles que NMI, AMI, etc, ; grâce
aux distributions de tailles de communautés. L’idée est de reproduire
nos expérimentations du Chapitre précédent sur le réseau courant, et
ainsi d’obtenir des clusters de méthodes dans le contexte particulier de
l’étude.

— Soit nous nous basons sur l’étude exhaustive empirique réalisée dans le
Chapitre 3.5, et nous en utilisons les résultats, à savoir la cartographie
de la Figure 2.8 proposant l’équivalence de méthodes. Il s’agit alors de
pré-sélectionner des méthodes, puis de calculer les partitions avec les
méthodes sélectionnées.

— L’étape 2 - niveau communauté a pour but de caractériser les communau-
tés avec des cartes bivariées basées sur les mesures qualitatives. Comme
il existe un nombre indécent de combinaison, cela n’aurait pas de sens de
toutes les réaliser. Au contraire, c’est à ce stade que nous préconisons de sé-
lectionner la ou les combinaisons qui sont pertinentes pour le problème à traiter
sur le réseau donné. On voudra privilégier tantôt la nature des organisations
internes (avec la transitivité et la hub dominance par exemple), tantôt l’ou-
verture des communautés et les relations inter-groupes (ODF, FOMD, etc).

— Enfin, l’étape 3 - question métier consiste à sélectionner une partition (et
ses communautés) de façon à mener l’analyse de manière approfondie. Ici
encore, c’est bien la question métier que l’on cherche à résoudre qui va gui-
der le choix final.

Cette méthodologie est générique, et laisse encore beaucoup de questions ou-
vertes, notamment pour les choix stratégiques à chaque étape : privilégier la diver-
sité de partitions ou bien le consensus? Quels couples de métriques sont révélateurs
de quelles types de topologie? Le graal serait de fournir un arbre de décision, ou une
table du type de la Figure 3.1 proposée par (Toni et Nonino, 2010), par exemple, avec
un choix exhaustif et explicite des situations à étudier et les outils correspondants à
mobiliser.

En attendant, dans le Chapitre 4, à suivre, nous montrons comment nous avons
instancié cette méthodologie de sélection de méthodes. A travers l’étude de cas
d’Ulule, une plate-forme participative de financement, et une question de recherche
spécifique — quelles organisations communautaires mènent à une collecte de fonds
réussie —, nous montrons comment sélectionner la méthode la plus pertinente.
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Des travaux tendent à montrer qu’il n’existe pas de "meilleur" algorithme de ma-
nière intrinsèque. En moyenne, les méthodes ont les mêmes performances (Peel, Lar-
remore et Clauset, 2017), et de manière qualitative et complémentaire, nous avons
montré quelles produisent des partitions assez équivalentes (Chapitre 3.5). Mais
nous avons également montré que, bien qu’il n’existe pas de "meilleur" algorithme,
les méthodes sont libres de se spécialiser pour détecter certains types de structures
(tout en en ignorant d’autres). Cela signifie également qu’il n’y a pas de définition
"correcte" de la structure d’une communauté... seulement différentes perspectives.

Aussi la diversité des méthodes de détection de communautés (définition d’une
communauté, fonction objectif, partition obtenue) est-elle un atout pour détecter dif-
férentes structures dans les réseaux étudiés? Nous avons en effet contribué à dres-
ser une cartographie des communautés et des réseaux bien connus issus du monde
réel et provenant de différents domaines dans le Chapitre 3, comme ont pu le faire
d’autres études, par exemple Peel, Larremore et Clauset, 2017.

Dans ce chapitre, nous montrons comment tirer partie des particularités des mé-
thodes pour explorer un réseau particulier. Nous déroulons pour ce faire la mé-
thodologie de sélection de méthodes de détection de communautés présentée dans
le Chapitre 3, à travers un cas d’étude en économie du numérique. L’objectif y est
d’étudier les pratiques sociales de la plateforme de financement participatif Ulule, et
d’identifier comment et lesquelles de ces pratiques influencent la réussite de finan-
cement des projets.

Cette étude a donné lieu à des publications en SHS (Lyubareva et al., 2019 ; Lyu-
bareva et al., 2020 ; Bothorel, Brisson et Lyubareva, 2022), mais également en Infor-
matique (Bothorel, Brisson et Lyubareva, 2021) où nous avons décrit la méthodologie
que nous retraçons ici de manière synthétique.
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4.1 Problématique et hypothèses

L’étude des communautés en ligne occupent une place importante dans les re-
cherches socio-économiques depuis l’arrivée du web social. Cela est lié au rôle des
technologies numériques (Rheingold, 2000), qui, grâce à leurs fonctionnalités de
communication, invitent les utilisateurs à construire des formes de dialogue et d’in-
teraction en réseau du type "many-to-many", (par opposition à "one-to-one", comme
le téléphone, ou "few-to-many", comme l’imprimerie ou la radio).

Dans ce type d’étude en Sciences Humaines et Sociales, les communautés étu-
diées sont délimitées et connues a priori. Il s’agit des abonnés à un service en ligne,
des participants à un forum de discussion, les contributeurs inscrits sur une plate-
forme. Par exemple, dans le contexte des plateformes de crowdfunding, de nom-
breuses études se concentrent sur les interactions directement observables entre les
participants des projets individuels et montrent leur rôle en relation avec le succès
des campagnes de collecte de fonds (Kuppuswamy et Bayus, 2018 ; Agrawal, Cata-
lini, Goldfarb et al., 2010 ; Zheng et al., 2014).

Cependant, peu d’études empiriques s’intéressent aux structures relationnelles
qui sont non explicitement énoncées (Inbar et Barzilay, 2014). Il est pourtant intéres-
sant de se demander si les cercles relationnels peuvent aller au-delà des projets in-
dividuels, élargissant le capital social initial des porteurs de projets, pour former un
réseau social inter-projets au niveau de la plateforme.

Et si un tel réseau existe, la participation des membres à ce réseau inter-projets
garantit-elle des taux de réussite plus élevés des campagnes de crowdfunding? Cette
question a de fortes implications managériales et économiques pour les plateformes :
une telle mise en réseau pourrait-elle conduire à la formation d’un noyau dur avec
une participation intense? Les plateformes doivent-elles développer davantage les
mécanismes de mise en réseau inter-projets? Comment les porteurs de projets doivent-
ils s’entourer pour se donner toutes les chances de réussite?

Dans notre étude, nous faisons l’hypothèse qu’un tel réseau inter-projets existe et
que des communautés non directement observables de ce réseau sont un atout pour la
plateforme Ulule en termes de dynamique sociale. Cependant, comme dans de nom-
breuses études exploratoires, nous ne disposons d’aucune information préliminaire
sur leur nombre ou leurs structures. Notre objectif est 1) de découvrir ces commu-
nautés algorithmiquement, 2) de décrire leurs organisations internes, et 3) d’explo-
rer, in fine, s’il existe une relation entre leurs structures et le succès des campagnes
de collecte de fonds qu’elles portent.

La question se pose donc de choisir un algorithme de détection de communautés
approprié, adapté à notre contexte particulier.

Nous allons pré-sélectionner d’abord 3 méthodes candidates, puis qualifierons
leurs partitions résultantes par des caractéristiques topologiques. Ensuite, nous les
comparerons pour finalement sélectionner la plus pertinente par rapport à notre
question de recherche en introduisant des indicateurs métiers liés au financement
participatif.

4.2 Jeu de données Ulule

Depuis 2010, Ulule est devenu un des premiers sites européens de financement
participatif avec plus de deux millions de membres, 24000 projets financés et un taux
de succès de 63% en 2018. Les projets publiés sur la plateforme s’inscrivent dans
des catégories thématiques variées comme la vidéo, la musique, l’art, l’éducation,
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la technologie, etc. 90 jours est la période maximale durant laquelle la collecte de
fonds peut avoir lieu, et les dons peuvent commencer à partir de 5 euros. La plate-
forme accepte les projets, quel que soit le statut du porteur : particulier, organisation
marchande ou association.

Les données que nous analysons représentent les cinq premières années du fonc-
tionnement de Ulule, de janvier 2010 jusqu’à mars 2016. Après nettoyage, les don-
nées incluent 19 544 projets dont 11 900 ont été financés avec succès et 7 644 ont
échoué. Ces projets ont réuni 876 758 contributeurs, qui ont versé au total 47,75 mil-
lions d’euros.

4.2.1 Le graphe de contributeurs actifs

La plateforme Ulule ne permettant pas à ses utilisateurs de mettre en évidence
leurs liens d’amitié ou d’intérêt avec les autres utilisateurs, nous avons donc fait
le choix d’utiliser les seules traces d’interaction à notre disposition : les contribu-
tions des utilisateurs aux mêmes projets. Nous construisons ainsi un graphe de co-
contributions qui va nous permettre de vérifier si les co-contributions sont aléatoires
ou, si, comme nous en faisons l’hypothèse, il existe une dynamique communautaire
qui influe sur le succès des projets.

Nous définissons ainsi un graphe de co-contributions non-orienté, dans lequel
chaque arête signifie que les utilisateurs ont contribué à 3 mêmes projets. En choisis-
sant de ne créer des arêtes qu’entre deux individus ayant co-contribués à 3 mêmes
projets nous éliminons les co-contributions fortuites pour ne conserver que celles
qui seraient les plus susceptibles de mettre en évidence une interaction inter-projet
entre les individus.

Le graphe ainsi obtenu possède de nombreuses composantes connexes. Beau-
coup sont de très petites tailles et ne présentent donc aucun intérêt lors de la phase
d’analyse. Nous nous focalisons donc sur la plus grande, qui contient 2081 nœuds
et 4749 arêtes.

L’existence même de ce graphe met en évidence le fait qu’il existe bel et bien
un réseau social propre à la plate-forme Ulule, un réseau transverse à ses différents
projets. La densité du graphe est faible (0,002), avec une majorité de noeuds à faible
coefficient de clustering. La moyenne des coefficients de clustering est en effet de
0,26, mais un nombre significatif (25%) de noeuds sont impliqués dans des cliques
où tous leurs voisins sont eux-mêmes connectés entre eux, ce qui signifie qu’ils ont
eux aussi co-contribué à au moins 3 projets communs. Concernant le degré, nous
retrouvons une distribution des degrés en loi de puissance, classique dans les ré-
seaux sociaux en ligne (propriété scale-free des réseaux complexes réels). Le degré
moyen est de 4,56 et seuls plus de 25% ont un degré supérieur à 4, le degré maximal
étant de 199. Il existe donc des Ululers qui co-financent des projets avec beaucoup
de contributeurs différents (24 d’entre eux ont plus de 50 voisins dans le graphe).
La longueur moyenne des plus courts chemins est de 3,97, avec un diamètre de 13
(longueur du plus court chemin le plus long), faisant de ce graphe un réseau petit
monde, signature, en plus de la propriété scale-free, de l’existence d’un réseau social
classique (Barabási, 2002).

Si l’on s’intéresse à la thématique des projets, nous constatons que la réparti-
tion des catégories, selon que les projets sont financés ou non par les membres du
graphe, révèle des informations intéressantes. L’amélioration du taux de réussite des
campagnes des projets appartenant au graphe est observée pour toutes les catégories
(28,6% d’amélioration globale), en particulier pour les catégories thématiques jeux,
bande dessinée, technologie et édition. Ceci n’est pas surprenant car ces domaines ont
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Variable Définition
degree Degré : nombre d’individus ayant co-contribués à au

moins 3 même projets.
clustering coefficient Coefficient de clustering local : mesure à quel point le

voisinage d’un nœud est connecté. Plus il est grand plus
le voisinage tend vers une clique, i.e. tous les voisins
sont eux-mêmes connectés entre eux.

betweenness Centralité d’intermédiarité : nombre de fois où le nœud
figure sur le plus court chemin entre deux nœuds du
graphe.

closeness Centralité de proximité : définit à quel point un nœud
est central (c’est à dire qu’il a la distance la plus faible à
tous les autres noeuds).

TABLE 4.1 – Mesures de centralité des contributeurs du graphe social

naturellement une forte composante sociale dans la production et la consommation
de biens (Lyubareva et al., 2019). Ces résultats préliminaires confirment notre intérêt
pour l’étude des communautés d’Ululers actifs.

4.2.2 Les contributeurs actifs

Afin de caractériser les Ululers faisant partie du réseau social de la plate-forme
et susceptibles de représenter un cercle original des financeurs, nous combinons at-
tributs relationnels (Table 4.1) et socio-économiques (Table 4.2). En plus des caracté-
ristiques habituellement mobilisées dans la littérature pour décrire les contributeurs
du crowdfunding, nous créons des variables supplémentaires liées (i) à un niveau
de spécialisation thématique d’un contributeur et de ses voisins dans le graphe ; et
(ii) aux délais d’arrivée dans les projets du contributeur et de ses voisins dans le
graphe. Ces informations nous permettent d’analyser la proximité cognitive et com-
portementale entre les contributeurs et de modéliser le principe d’homophilie.

Nous constatons également que les membres de notre graphe social varient beau-
coup en termes d’activité sociale (degré des nœuds, coefficient de clustering et cen-
tralités) mais aussi de comportement de contribution (nombre de projets financés,
montant moyen des contributions, taux de spécialisation qui quantifie la variété des
catégories thématiques abordées (catégorie des projets) et leurs similarités avec les
nœuds voisins). Une analyse des correspondances multiples sur ces attributs, suivie
d’une classification ascendante hiérarchique, conduit à 5 clusters de contributeurs
actifs d’Ulule : les Précurseurs et les Suiveurs, les Spécialistes et Spécialistes collaboratifs,
ainsi que les Sponsors. Une version détaillée est disponible (Lyubareva et al., 2020),
mais pour des raisons de lisibilité, nous n’en faisons qu’un résumé dans ce docu-
ment.

Selon leur arrivée dans les projets, nous trouvons les Précurseurs (ils sont 538)
et les Suiveurs (653). Ces derniers se caractérisent par un intérêt pour des projets
d’envergure très importante. Ces deux profils sont les plus nombreux. Nous trou-
vons aussi les Spécialistes, très nombreux également (504), qui ont la particularité de
se focaliser sur certaines catégories thématiques. Les Sponsors, très peu nombreux
(18), quant à eux, sont ceux qui ont une activité sociale forte en termes du posi-
tionnement central et du nombre de liens sociaux dans le graphe (forte centralité
d’intermédiarité et de degré), et qui participent à un nombre important de différents
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Attributs économiques
project goal Moyenne en euros de l’objectif des projets financés.
contrib. amount Montant moyen des contributions.
projects contributed Nombre de projets financés.
specialization rate Taux de spécialisation thématique : ratio de projets sur la

thématique la plus financée par rapport au nombre total
de projets financés.

contribution time Avancement médian des projets lors de la contribution.
precursor rate Proportion des projets financés pour lesquels l’avance-

ment médian des projets financés est inférieur à celui de
ses voisins.

Attributs d’homophilie
neighbor specialisa-
tion rate

Moyenne du taux de spécialisation thématique de l’en-
semble des voisins du contributeur.

neighbors contribu-
tion time

Moyenne de l’avancement médian des projets lors de la
contribution des voisins.

neighbors similarity Corrélation de rangs dans le classement des catégories
thématiques financées par le contributeur et celles finan-
cées par son voisinage.

TABLE 4.2 – Attributs socio-économiques et comportementaux d’un
contributeur du graphe social

projets d’Ulule. Dans la même lignée, nous trouvons les Spécialistes collaboratifs (368),
qui se distinguent par un fort coefficient de clustering, dont l’activité sociale se tra-
duit donc par la cohésion des liens et la solidarité ; ils contribuent en moyenne à un
nombre de projets plus modeste, mais avec des montants plus importants que les
autres profils. Ce résultat met en lumière le lien entre le volume de contributions et
l’implication sociale, mais également que ce lien peut prendre des formes variées.

4.3 Etape 1 : Pré-sélection de 3 méthodes

Notre analyse porte sur la structure interne des communautés. En effet, nous
cherchons quels types d’organisations de contributeurs mènent au succès des pro-
jets : quels en sont les contributeurs, leurs thématiques, mais aussi leur interactions,
c’est-à-dire comment ils co-contribuent.

Pour faire apparaître les structures, nous cherchons à détecter des communautés
que nous pourrons observer à différents niveaux d’échelle, car nous faisons l’hypo-
thèse ici que petites, moyennes et grandes communautés ne feront pas apparaître les
mêmes topologies. Pour ce faire, nous allons privilégier 3 méthodes "équivalentes"
d’un point de vue répartition des nœuds (métrique ARI) mais qui proposent diffé-
rentes tailles de communautés. Nous nous appuyons sur notre étude exhaustive des
108x16 partitions synthétisée sur notre Figure 2.8 du Chapitre 3.5 que nous reprodui-
sons ici pour faciliter la lecture (Figure 4.1). Comme on peut le voir, Edge betweenness
(GN), Louvain et Walktrap appartiennent au même cluster de stratégie de partition-
nement et répondent à notre critère multi-échelle. De plus, ces trois méthodes étant
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bien connues, elles facilement mobilisables car largement documentées et accessibles
via les librairies R ou Python.

FIGURE 4.1 – Cartographie des méthodes de détection de commu-
nautés selon leur scalablité et la taille des communautés produites. La
couleur correspond aux clusters de stratégie de partionnement (clus-

ters de la Table 2.8 obtenus via la métrique de validation ARI).

Nous avons calculé également ces indicateurs sur notre partition Ulule, mais
comme nous allons le voir, les résultats sont tout à fait cohérents avec ceux de notre
expérimentation exhaustive. La figure 4.2b montre comment les partitions sont éton-
namment similaires du point de vue de la NMI où tous les scores sont positifs, allant
de 0,26 à 0,76, avec une grande majorité supérieure à 0,5. Huit d’entre elles affichent
des scores supérieurs à 0,6, avec un groupe très consensuel composé de quatre mé-
thodes : Edge Betweenness, SLPA, Fast greedy et Walktrap avec des scores supérieurs
à 0, 7. Louvain est également proche de Edge Betweenness et Walktrap avec des scores
supérieurs à 0, 6. Il existe trois méthodes légèrement différentes : Spectral, Label Pro-
pagation et Spin Glass qui produisent des partitions plus spécifiques, qui sont toutes
différentes les unes des autres. Si cette différence peut s’expliquer facilement par le
fait que Spectral et Spin Glass mettent en œuvre des mécanismes intrinsèquement
distincts, les résultats de Label Propagation, qui est une variante de SLPA, sont assez
surprenants.

Concernant la taille des communautés, nous retrouvons également les résultats
de notre étude exhaustive. Louvain génère des groupes d’assez grande taille en géné-
ral. Les deux autres méthodes, tout en étant complémentaires, permettent de révéler
des plus petits groupes, créant des partitions plus fines, surtout la méthode Walktrap
(Figures 4.2c et 4.2a).

Le Tableau 4.3 confirme que l’algorithme de Louvain partitionne le réseau en
moins de communautés que les deux autres méthodes. Cependant, leur grande taille
en nombre de membres influe relativement peu sur le degré, dont la moyenne est de
3, 63 pour des communautés qui rassemblent 90 membres en moyenne contre 2, 29
pour 12 membres en moyenne pour Walktrap. La centralité de proximité moyenne et
la densité moyenne restent stables quelque soit la taille des communautés et l’algo-
rithme utilisé.
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(A) Distribution de taille

(B) NMI

(C) Taille

FIGURE 4.2 – Comparaison des partitions Ulule issues de 11 algo-
rithmes : Distribution des tailles, et similarité du point de vue de la

stratégie de partitionnement NMI et de la distribution de taille

4.4 Etape 2 : Qualification de la structure interne des commu-
nautés

Afin de caractériser les schémas organisationnels au sein des communautés, ce
qui est notre objectif, nous proposons l’utilisation de mesures structurelles appli-
quées aux communautés. Comme nous l’avons vu, il en existe un nombre non négli-
geable : densité des liens internes, centralité moyenne des nœuds, degré moyen, etc,
que nous pouvons combiner dans des cartes bivariées. Par exemple, plonger les com-
munautés dans l’espace meanODF x stdODF permet d’explorer différentes situa-
tions concernant l’ouverture des communautés et la coopération entre ces groupes
d’Ululers. Cependant, la hub dominance et la transitivité sont particulièrement per-
tinentes lorsque l’on considère les organisations internes reflétant la coopération, car
leur combinaison conduit aux modèles bien connus décrits sur la figure 4.3 :

— Hub dominance : les arêtes internes d’une communauté peuvent être distri-
buées de différentes manières autour de ses nœuds, soit en se concentrant
autour de quelques nœuds fortement centralisés, soit en étant distribuées uni-
formément sur les nœuds. La métrique de la dominance des nœuds identifie
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Méthode Nb
commu-
nautés.

Nb.
membres

Degré Coeff.
cluste-

ring

Centralité in-
termédiarité

Centralité
proximité

Louvain 22 90,48 3,63 0,26 2 871,45 0,24
Edge Bet. 71 28,90 2,96 0,20 2 234,84 0,23
Walktrap 167 12,39 2,29 0,15 1 695,03 0,22

TABLE 4.3 – Communautés générées par trois méthodes de l’état de
l’art. Les indicateurs caractérisant les nœuds (4 dernièrs colonnes)
sont calculés pour chaque membre de chaque communauté, puis une
moyenne est calculée pour chaque communauté. La synthèse montre
ici les moyennes des indicateurs pour toutes les communautés par

méthode.

la propriété de centralisation. Plus cette métrique est élevée pour une commu-
nauté, plus il est probable qu’elle ait une structure de type hub. La dominance
de hub peut être considérée comme une version normalisée de la centralité
des degrés. Une forte dominance concentrée sur quelque nœuds donne lieu à
des modèles en étoile, comme le montre la figure 4.3.

— Transitivité : la transitivité reflète la probabilité que les sommets adjacents
d’un sommet soient connectés. Cette métrique est généralement employée
pour caractériser les structures en treillis (grilles) ou des cliques dans les ré-
seaux (Figure 4.3). Une transitivité élevée associée à des sphères d’intérêt (ou
d’autres attributs) similaires entre les individus indique souvent l’existence
d’une homophilie sociale.

FIGURE 4.3 – Quatre topologies représentatives projetées dans l’es-
pace (Hub dominance, Transitivity) : (a) String-based, (b) Grid-based,

(c) Star-based, (d) Clique-based.

Sur la Figure 4.4, nous pouvons remarquer que les grandes communautés sont
concentrées dans la même zone. Les méthodes responsables de ces grandes com-
munautés (par exemple Louvain) produisent en effet a priori très peu de modèles
structurels différents. Avec une faible hub dominance et une faible transitivité, la
plupart des communautés peuvent être considérées comme des structures "string-
based" (Figure 4.3a) qui ne reflètent pas vraiment de coopération entre les individus.
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FIGURE 4.4 – Les communautés Ulule plongées dans l’espace (Hub
dominance, Transitivity). Les partitions de méthodes produisant des re-

groupements de grande taille à gauche, et petites taille à droite.

Cependant, cette réalité cache probablement des zones plus denses. Afin de détec-
ter si la coopération existe ou non au sein des grandes communautés, nous pour-
rions faire un zoom pour en extraire les sous-zones denses, c’est-à-dire appliquer
à nouveau une détection de communauté à chaque communauté, puis projeter les
nouvelles petites communautés dans notre carte bivariée.

Car en effet, à l’inverse, Edge Betweenness, Walktrap et Fastgreedy qui produisent
des communautés de petite et moyenne taille semblent générer divers types d’or-
ganisations directement observables. Les points sont répartis dans 3 des 4 zones
de notre carte bivariée de la Figure 4.4 (panneau de droite). Nous trouvons sur-
tout beaucoup de groupes dans la partie supérieure de la carte. Cela signifie que
leurs membres sont organisés autour des hubs, mais de deux manières différentes.
Lorsque la transitivité est élevée, nous trouvons des organisations basées sur des
cliques (Figure 4.3d), où les Ululers contribuent (presque) tous les uns avec les autres
à des projets communs. Lorsque la transitivité est faible, au contraire, les organi-
sations imitent les structures en étoile, avec une très forte centralisation (Figure
4.3c). Les Ululers de ces groupes sont moins impliqués dans la coopération hori-
zontale, mais semblent suivre des influenceurs (Ululers avec des degrés élevés) qui
concentrent les projets communs avec beaucoup de contributeurs peu connectés.

Avec ces nouvelles perspectives, Edge Betweenness et Walktrap semblent être de
très bonnes candidates : (i) elles appartiennent au groupe consensuel des méthodes
précédemment présenté ; et (ii) elles offrent diverses formes d’organisation interne.
Louvain, sans offrir de structures topologiques diversifiées, démontre cependant des
propriétés intéressantes de forte hub dominance dans ses grandes communautés.
Pour cette raison, et par curiosité, nous proposons de conserver Louvain pour explo-
rer plus avant ses communautés.

4.5 Etape 3 : Apport de connaissances métier

Même si d’ores et déjà nous pensons que Louvain ne nous apportera pas la ri-
chesse topologique de Edge Betweenness et Walktrap, nous allons conduire une ana-
lyse complémentaire des 3 partitions conformément au principe d’alignement métier
de (Smith et al., 2020).
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4.5.1 Sélection finale de la partition

Pour rappel, nous souhaitons évaluer si les membres du réseau social de la plate-
forme Ulule forment des sous-groupes qui vont avoir une influence positive sur le
succès des projets. Le cas échéant, nous cherchons à connaître la configuration de
ces groupes, en particulier, quels types de membres est-il intéressant d’associer pour
donner toutes ses chances à une campagne de financement participatif.

Les communautés sont ici définies selon trois types de variables :
— les profils des contributeurs qui les constituent (cf. Section 4.2.2),
— leurs caractéristiques organisationnelles : coefficient de clustering et poids

des liens entre les noeuds,
— leurs caractéristiques métier en lien avec la problématique : volume de finan-

cement, nombre d’interactions via un système de commentaires mis à dispo-
sition, spécialisation thématique et taux de succès des projets.

Pour classer les communautés de nos partitions, les méthodes de clustering sui-
vantes ont été utilisées : (i) une analyse en composantes principales (2 dimensions)
suivie d’un clustering hiérarchique ascendant (distance euclidienne, méthode Ward
de minimisation de la variance), (ii) la méthode K-means et (iii) un arbre de déci-
sion. Nous identifierons ainsi différents types de communautés, et nous pourrons
procéder à une analyse comparative du succès de ces communautés vis à vis des
campagnes de levée de fonds.

L’arbre de décision produit des clusters de communautés (Familles de commu-
nautés dans la Figure 4.5) presque identiques à la méthode K-means (complétude
= 0.964 ; Adjusted Rand Index : ARI = 0.854). La proximité avec les clusters pro-
duits par l’ACP n’est pas évidente lorsque l’on considère ces mesures (complétude
= 0.513 ; ARI = 0.398), mais néanmoins, la même variété de formes communautaires
peut être observée. Elles sont au nombre de 3 :

— Famille 1 (avec les Sponsors) : très grandes communautés équilibrées compo-
sées de tous les profils. Elles ont la particularité d’avoir attiré les Sponsors et
beaucoup de Followers.

— Famille 2 (Spécialistes) : communautés très nettement dominées par les Spé-
cialistes, qu’ils soient collaboratifs ou non.

— Famille 3 (Followers, Precursors) : petites voire micro communautés plutôt
dominées par les Precursors et dans une moindre mesure les Followers.

Quelles que soient la méthode de clustering et la méthode de détection des com-
munautés, les trois familles de communautés susmentionnées sont clairement détec-
tées. Le seul élément distinctif est la proportion de chaque famille de communautés.
Edge Betweenness propose les clusters les plus équilibrés (Tableau 4.4), tandis que
Louvain produit principalement des éléments des Familles 1 et 2, et sans surprise, la
plupart des 167 (petites) communautés produites par Walktrap sont de la Famille 3.

Sur cette base, nous choisissons la partition Edge Betweenness, composée de 72
communautés de tailles diverses, avec différents types d’organisation (en étoile, treillis,
formes plus lâches, quelques pseudo-cliques) et présentant des exemples substan-
tiels de chaque Famille. La distribution exacte des profils de ses Ululers est montrée
dans la Figure 4.5.

4.5.2 Caractère collaboratif des Familles de communautés

Les trois familles de communautés présentent des différences cruciales en termes
de collaboration. Sur les plateformes de crowdfunding, elle peut prendre différentes
formes : partage de projets au sein d’une communauté (poids des liens dans le ré-
seau social Ulule), cohésion des membres d’une communauté autour des mêmes
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FIGURE 4.5 – Typologie des communautés (Edge Betweenness, arbre
de décision).

Famille Nombre
com-
mu-

nautés

Nombre
membres

moyen
par com-
munauté

Contribution
moyenne

d’un
membre

Nombre
projets

par
membre

Objectif
moyen

des
projets

Nombre
projets
moyen

par com-
munauté

1 8 161,5 41,4 14,4 8 050 469,5
2 28 19,1 47,7 13,3 8 501 124,8
3 36 7,0 41,3 13,7 9 589 42,5

TABLE 4.4 – Profil de taille et de contribution des communautés par
famille.

projets (transitivité, coefficient de clustering), ou communication via un système de
feedback (commentaires). Comme présenté dans le tableau 4.5, chaque famille de
communautés dans le cas de la plateforme Ulule privilégie une de ces formes.

La combinaison de deux aspects de la collaboration — le poids des liens dans
le graphe et le coefficient de clustering — peut nous renseigner sur l’organisation
de la communauté. Par exemple, dans la Famille 1, le fait que le nombre moyen de
projets partagés soit très élevé mais que les membres soient peu connectés entre eux
(faible coefficient de clustering) met en évidence une organisation très centralisée
autour de quelques acteurs centraux. On retrouve ici les communautés à faible tran-
sitivité mais pas nécessairement à forte hub dominance. Ces grandes communautés
se trouvent en effet au centre du réseau, et les Sponsors y jouent certes le rôle de
hub, mais les structures en étoile très marquées autour d’eux sont locales, au niveau

Famille Taille
moyenne

Nombre
projets

Projets
partagés

Nombre
commen-
taires par

projet

Coefficiant
de

clustering

1 161,5 1 642 4,3 73,2 0,25
2 19,1 781 3,7 137,3 0,32
3 7,0 547 3,4 176,0 0,15

TABLE 4.5 – Taille des communautés et leur caractère collaboratif
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FIGURE 4.6 – Coefficient de clustering moyen des communautés. Les
communautés sont triées par ordre décroissant de taille, celles conte-

nant le plus de membres se trouvant donc sur la gauche.

du cœur des communautés ; ces communautés sont grandes, plus d’une centaine
de membres, et ces hubs centraux sont entourés d’une périphérie large, peu dense,
qui fait baisser le score de hub dominance. Les contributeurs liés aux membres cen-
traux n’interagissent pas forcement entre eux (ce qui explique, au moins en partie,
le faible nombre de commentaires dans ces projets). Par conséquent, le fonctionne-
ment des communautés dans ce cas est étroitement lié à l’activité des membres cen-
traux les plus actifs. Ces communautés attirent toujours beaucoup de gens, grâce à
leur ouverture thématique, probablement aussi grâce à une meilleure visibilité sur
la plateforme Ulule (mise en avant éditoriale des projets populaires) et, très certaine-
ment grâce à d’autres propriétés des projets non observables dans notre étude (par
exemple communication hors plateforme).

Les communautés dans la Famille 2 regroupent les membres qui partagent les
mêmes centres d’intérêt. Ces groupes thématiques, fortement connectés et solidaires,
prennent collectivement leurs décisions de financement des projets et contribuent en
moyenne avec des montants plus importants que les autres communautés. Cepen-
dant leurs choix thématiques sont plus restreints que dans la Famille 1. En affichant
explicitement l’intérêt vers un thème spécifique, ces communautés attirent des finan-
ceurs intéressés par ce sujet, mais leur population est a priori plus faible que dans la
Famille 1 (orientée grand public). Le nombre de commentaires, tout en étant relati-
vement élevé, est plus faible que dans la Famille 3. Cela peut être lié à l’existence
d’autres plates-formes de communication, en plus de la plate-forme Ulule, utilisées
par les membres de ces communautés pour interagir. Une observation intéressante
concerne le fait que les communautés spécialisées, basées sur le principe de l’homo-
philie, émergent principalement dans les catégories thématiques Games, Charities,
Comics, Films and video et Publishing. En revanche, les catégories thématiques comme
Art, Crafts and Food, Fashion, Music ou Technology attirent principalement les commu-
nautés "grand public" non-spécialisées.

Finalement, dans la Famille 3, les communautés se structurent également autour
de certains thèmes, sans pour autant que leurs membres partagent tous les mêmes
centres d’intérêt ou soient intéressés par un thème spécifique. La cohésion de ces
communautés, en moyenne assez faible, varie en réalité au cas par cas (Figure 4.6).
Le nombre de projets partagés dans cette Famille est moins élevé que dans les autres
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FIGURE 4.7 – Les communautés découvertes par Edge Betweenness
plongées dans l’espace (Hub dominance, Transitivity). La couleur re-

présente le taux de succès des projets.

Familles. En revanche, les membres de ces communautés communiquent beaucoup
via le système de commentaires, probablement pour compenser le manque d’autres
formes d’interaction. Par ailleurs, la faible ouverture thématique combinée avec l’ab-
sence de spécialisation claire n’attirent pas beaucoup de monde dans ces commu-
nautés.

4.6 Quelles communautés pour quel succès?

Une fois notre partition sélectionnée, nous pouvons procéder à une analyse com-
parative du succès de ces communautés vis à vis des campagnes de levée de fonds.

Les meilleures communautés, qui portent des projets tous financés, proviennent
des Familles 2 et 3 (Table 4.6). Elles sont de petites tailles comprenant de 3 à 13
membres. Celles-ci sont assez spécialisées et financent des projets portant en moyenne
sur 4 thématiques différentes. Les projets sont très variés en objectif à atteindre (tous
les types de montants sont représentés), mais moins de 25% des projets ont une en-
vergure plus importante que la moyenne, on a donc plutôt des projets modestes.
Cependant, les communautés qui réussissent le moins appartiennent aussi aux Fa-
milles 2 et 3. Lorsque l’on regarde la Figure 4.7, il n’y a pas de zones clairement
marquées par le taux de succès. Peut-être précisément parce que finalement tous les
types de communautés trouvées et analysées dans le graphe mènent à bien leurs
campagnes? Nous remarquons cependant que les communautés les moins perfor-
mantes se situent sur la moitié gauche. En effet, et la Table 4.6 le confirme, ce qui dif-
férencie clairement les communautés à très fort taux de réussite, c’est le coefficient
du clustering et le nombre de commentaires, qui sont significativement plus élevés.
En d’autres termes, la spécialisation thématique et le principe fondateur d’homophi-
lie qui caractérisent la Famille 2 et partiellement la Famille 3, ne garantissent pas en
soi le succès des projets du crowdfunding. Ils doivent s’articuler avec une implication
sociale forte et une cohésion de ses membres pour donner lieu à des performances
économiques marquantes des campagnes de levée de fonds.



86 Chapitre 4. Le cas d’étude Ulule

Nb
pro-
jets
par-

tagés

Nb
com-
men-
taires

par
projet

Objectif
pro-
jets

Nb
de

mem-
bres

Nb
de

thèmes

Degré Centra-
lité

d’in-
termé-
diarité

Coeffi-
cient

de
cluste-

ring

Reussite 100% (13 communautés)
mean 11 517 8 826 6 4 2,84 2 126 0,39
std 6 1 120 6 132 3 3 1,06 1 356 0,35
min 3 2 2 630 3 1 1,67 777 0
25% 6 21 4 408 3 1 2,00 1 419 0
50% 9 60 7 946 4 3 2,50 1 559 0,43
75% 15 123 10 807 6 7 3,25 2 078 0,67
max 22 3 840 25 019 13 9 4,85 5 869 0,88

Reussite < 85% (9 communautés)
mean 11 234 9 126 4 4 2,06 1 796 0,09
std 10 534 6 271 2 3 0,85 721 0,17
min 5 15 2 202 2 2 1,50 693 0
25% 6 29 6 305 3 3 1,67 1 039 0
50% 6 35 7 006 3 3 1,80 2 078 0
75% 12 88 11 189 5 3 2,00 2 078 0,06
max 35 1 653 23 916 8 11 4,25 2 970 0,44

Global (72 communautés)
mean 58 393 10 832 29 6 2,96 2 235 0,20
std 122 686 5 799 78 4 1,18 1 092 0,22
min 3 2 2 202 2 1 1,50 693 0
25% 8 33 6 894 3 3 2,00 1 558 0
50% 17 78 9 053 8 5 2,93 2 077 0,15
75% 36 381 14 915 13 8 3,63 2 728 0,30
max 789 3840 27 555 579 15 6,46 5 869 0,88

TABLE 4.6 – Communautés à fort taux de réussite vs. communautés à
plus faible taux de réussite. 13 communautés ont un taux de réussite
de 100%, tous les projets ont atteint leur objectif (filtrage des com-
munautés de plus de 2 membres). 9 communautés ont un taux de
succès inférieur à 85%, la communauté la moins performante ayant
vu pourtant 75% de ses projets projets réussir. Enfin, nous rappelons
ici (sous-table Global) les différents indicateurs pour l’ensemble des
72 communautés afin de faciliter la comparaison. Les indicateurs sont

arrondis pour plus de lisibilité.
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Ainsi, contrairement à certains travaux existants, nos résultats mettent en évi-
dence que le principe d’homophilie et de proximité thématique n’est donc pas le seul
déterminant de formation des communautés en ligne et de leur succès. La diversité
thématique peut être aussi un moteur de développement des communautés en ligne
(le rôle de la diversité et les externalités du réseau dans les communautés en ligne
a été aussi démontré par (Wang et Kraut, 2012)). En revanche, la spécialisation thé-
matique, qui se trouve à l’origine du principe d’homophilie dans les communautés
en ligne, peut donner lieu à un niveau de cohésion et de solidarité particulièrement
élevés au sein des communautés et garantir, dans ce cas, la performance marquante
des projets soutenus. Nos résultats mettent aussi en évidence que dans certaines
thématiques, comme Games, Comics, Vidéo, Publishing ou Charities, ces communautés
spécialisées et solidaires ont plus de chances de se développer. Ce résultat est en lien
avec les travaux existants sur le rôle particulièrement important des communautés
dans la production et/ou la consommation des biens de ces secteurs culturels (Au-
ray et Georges, 2012 ; Proulx, 2017 ; Cohendet, Grandadam et Simon, 2008 ; Asur et
Huberman, 2010 ; Throsby, 2001 ; Pélissier et Chaudy, 2009).

4.7 Conclusion

La détection de communautés permet d’identifier des groupes très divers dans
un réseau social. Ce Chapitre instancie notre méthodologie permettant de choisir
un algorithme de détection de communauté pertinent, en relation avec une problé-
matique métier, parmi une douzaine d’algorithmes bien connus, en apportant un
éclairage différentiant sur les formes de coopération non directement observables
sur une plateforme de crowdfunding.

Le choix d’une méthode particulière n’est pas un choix facile ou neutre. Comme
nous le montrons ici, selon les méthodes de partition, les praticiens obtiennent un
éventail de types de communautés différents. Décider d’une méthode peut impac-
ter fortement les résultats finaux de leur analyse. Ce travail prouve qu’une manière
précise de choisir une méthode appropriée est une tâche complexe. En particulier
dans le contexte d’études exploratoires, il est nécessaire de combiner une série de
techniques, par exemple, dans notre cas, les similarités des partitions, les critères
qualitatifs et les indicateurs structurels.

En accord avec Smith et al., 2020, cette étude confirme que le choix d’une mé-
thode est déterminé par le contexte et la problématique de la recherche. Des tech-
niques supplémentaires, des données et des indicateurs spécifiques permettent de
réduire le champ des options disponibles. L’alignement avec la question de recherche
des praticiens joue un rôle crucial dans le choix final. Dans le cadre de l’étude de cas
présentée, le choix de la méthode Edge Betweenness résulte de l’analyse des carac-
téristiques socio-économiques et de l’exploration de la distribution des profils des
Ululers. Ainsi, nous avons identifié 3 Familles de communautés sur la plateforme ;
leurs caractéristiques distinctives, à savoir l’organisation, le nombre de participants,
l’intensité de la collaboration, la spécialisation thématique et la performance dans
les campagnes de collecte de fonds. En fonction du contexte et des données dispo-
nibles, différents indicateurs socio-économiques peuvent être mobilisés pour obtenir
la classification des communautés et une série d’autres questions orientées business
peuvent être abordées : par exemple, la distribution précise des formes de chaînes,
d’étoiles ou de cliques dans les familles de communautés, le cycle de vie et la dyna-
mique d’évolution des communautés et bien d’autres.
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D’un point de vue méthodologique, le choix des métriques utilisées dans les
cartes bivariées restent une question ouverte. Si la transitivité et la hub dominance
paraissent appropriées pour caractériser les formes de collaboration (large gamme
d’organisations plus ou moins centralisées, plus ou moins horizontales), il n’en de-
meure pas moins que cette technique à elle-seule ne permet pas de faire émerger
des structurations plus complexes. Par exemple, nous l’avons vu, les communautés
moyennes à grandes montrent des signes de centralisation locale mais reste globale-
ment proches de structures de types chaînes, peu dense en arêtes. Choisir une mé-
thode telle que Walktrap permet de réduire la taille des communautés, mais par la
même, nous prive de ces communautés core-periphery qui peut peuvent avoir un
sens, en l’occurrence dans notre cas, les Familles 1 et 2 n’étaient pas représentées. Il
y a bien un niveau d’échelle à gérer. Cela suppose-t’il d’inventer de nouvelles mé-
triques? De mener jusqu’au bout conjointement l’analyse sur des partitions consen-
suelles différentes, ce qui revient à ne pas choisir une méthode, mais plusieurs? Ex-
plorer d’autres techniques de combinaison de métriques qualitatives?

Thomas Sychterz, COO North America & CMO at Ulule, published a
comment to our study (Lyubareva et al., 2020) advertised on LinkedIn in
June 2020 :

« Funny timing ! So we just launched our very first online Pitch Pitch to-
day, supercharged by the new group of Ulule superbackers (The Jury of
Ululers).

Literally at the same time, I see an amazing 20 page deep-dive analy-
sis (completely independent !) published by Inna Lyuberava, Cécile Bothorel,
Laurent Brisson and Romain Billot in Revue Française de Gestion regarding
the power of, specifically, the Ulule community of over 3 Million members.
They’ve identified 5 types of backers in the Ulule community, with specific
types of characteristics and profiles.

Long story short : there’s a real network effect created by superbackers and
a significant potential to leverage the input of Specialist Backers, get insight
from Precursor backers, create interesting content for Follower Backers and
get the Collaborative backers involved in projects in more than just monetary
ways.

More than ever, we need help entrepreneurs and creators as much as pos-
sible to get funding, exposure and reach for their good ideas, projects and busi-
nesses. Not only does the Ulule staff offer unparalleled support and individua-
lized coaching, free of charge, but now we’re working on getting the torque of
our superbackers to help push projects even further. »
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Conclusion

Tout au long du manuscrit, j’ai déjà donné quelques conclusions relatives aux dif-
férents travaux présentés et j’ai discuté de certaines questions et perspectives immé-
diates qu’ils soulèvent. En guise de conclusion générale, je voudrais décrire quelques
axes de recherche ouverts auxquels je crois particulièrement pour le domaine des ré-
seaux complexes.

Graphes temporels et dynamique communautaire

Dans les travaux présentés dans ce document, les réseaux sont statiques, ou s’ils
ne le sont pas, nous en avons ignoré la composante temporelle. Pourtant analyser la
dynamique communautaire s’avère pertinente pour étudier les phénomènes sociaux
et en comprendre les mécanismes sous-jacents. Il s’agit de l’un des grands enjeux de
la décennie : modéliser la dynamique des réseaux pour améliorer la performance
des tâches de prédiction, de classification. Dans mon cas, c’est une approche plus
descriptive qui m’intéresse : comprendre la dynamique, et en particulier celle des
communautés.

Si nous prenons l’exemple d’un forum de discussion, le réseau temporel modé-
lisant une discussion ou un ensemble de discussions est une séquence d’arêtes da-
tées, i.e. de tuples (t, u, v). Pour analyser la dynamique communautaire, la technique
couramment utilisée est de transformer les flux de liens en séquences de graphes
statiques, appelés "snapshots". Le temps est découpé en périodes, et les interactions
de chaque période sont agrégées pour constituer un graphe statique. Sur chacun
des graphes statiques, il s’agit d’appliquer un algorithme de détection de commu-
nautés. L’objectif est ensuite d’apparier les communautés entre partitions consécu-
tives, de façon à reconstituer des communautés évolutives. Celles-ci, appelées par-
fois communautés dynamiques, sont ainsi décrites par un durée et des flucatuations
de membres au fil du temps, d’un snapshot à l’autre.

De nombreux problèmes restent à ce jour non résolus. Le premier est l’échan-
tillonnage du temps. Certains réseaux, comme ceux qui modélisent les collabora-
tions, par exemple la co-rédaction de publications scientifiques, ont une échelle de
temps naturelle (chaque article scientifique a une année de publication). Pour autant,
est-ce que la taille de la fenêtre temporelle pertinente est l’année? Si nous élargissons
à plusieurs années, nous pourrions observer des phénomènes plus lents, des ten-
dances à rapprocher des disciplines par exemple, ou au contraire à éclater une disci-
pline en sous-thèmes. Pour d’autres cas, un forum de discussion par exemple, nous
n’avons aucune intuition quant à la période adéquate à étudier. Les phénomènes
qui régissent la modification des communautés sont-ils hebdomadaires, mensuels,
annuels? Sont-ils homogènes en termes de durée d’une communauté à l’autre? Et
pour une communauté évolutive donnée, a-t’elle une rythmique régulière ou bien
la fenêtre temporelle doit-elle être réajustée en permanence au fil du temps? A ma
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connaissance, très peu de travaux abordent cette question dans le domaine des ré-
seaux complexes, et tout au plus la signalent.

Pourtant le domaine des séries temporelles proposent des solutions pour la seg-
mentation et la compression de l’information, notamment via l’identification de points
importants (PIP pour perceptually important points) dans une courbe, technique lar-
gement utilisée en finance (Fu, 2011). La segmentation pourrait passer par la détec-
tion d’événements dans le flux d’interactions. Mais alors quels types d’événements?
Des événements liés à la volumétrie des interactions, comme un pic d’interactions?
On se ramènerait alors au problème bien adressé de la segmentation de série tem-
porelle. Mais qu’en est-il d’événements à la fois structurels et temporels? Existe-t’il
une mesure d’activité, ou une combinaison de mesures, reflétant une modification
significative de la structure modulaire?

La détection d’anomalies adresse en partie ce problème, en détectant des change
points au niveau d’un nœud, d’une arête ou d’un sous-graphe. Par point de chan-
gement, on entend ici une situation différente par rapport à une situation de réfé-
rence. Une anomalie peut avoir plusieurs formes : une arête qui ne devrait pas exister
entre deux noeuds, un nœud diffèrent des autres nœuds, un sous-graphe plus dense
que le reste du graphe, ou encore un changement de voisinage. Mais ces méthodes
n’exploitent pas toute la richesse de l’analyse de séries temporelles (changement de
phases, saisonnalité) ni la richesse de l’analyse de la topologie (voisinage étendu,
motifs complexes, communautés).

Le deuxième problème lié à la détection de communautés évolutives via des sé-
ries de graphes statiques est l’instabilité de communautés entre pas de temps consé-
cutifs. En effet, les algorithmes statiques utilisés sont très souvent non déterministes,
et peuvent sur le même graphe révéler des partitions différentes ; lorsque le graphe
évolue, même très peu, cela ne fait qu’accroître le risque d’incohérences, et cela
même dans le cas de méthodes non stochastiques. Il est très difficile de savoir si
l’instabilité des partitions est due à la modification de graphe de l’instant t + 1 par
rapport à l’instant t, ou si cela résulte de l’algorithme, voire même de la segmen-
tation, qui si elle trop fine, peut générer des graphes très différents entre 2 pas de
temps, en ne mettant en avant que des artefacts furtifs par exemple.

L’enjeu est ici pourtant de découvrir des partitions stables pour en retracer une
évolution. Des mécanismes de lissage temporel existent et sont couramment utilisés,
mais le choix de la technique a des impacts forts sur le résultat (Rossetti et Cazabet,
2018). Privilégie-t’on une stratégie globale (par l’optimisation d’une métrique sur
toutes les partitions temporelles par exemple) ou une stratégie locale (recalcul des
communautés impactées par un changement entre t et t + 1)? Cela fait écho avec
la problématique du choix d’algorithme statique lui-même, comme nous l’avons
abordé dans le Chapitre 3. Le choix de l’algorithme en contexte de série temporelle
de graphes reste à traiter, mais s’ajoute à cela, entre autres le choix des snapshots et
des mécanismes de lissage.

Le troisième problème est lié à la reconstitution des communautés évolutives. Il
s’agit du mécanisme d’appariement. Comment faire le matching des communautés
statiques détectées à t et t + 1 comme étant deux stades de l’évolution de la même
communauté? Quid des fusions, scissions, qui peuvent se produire? Là encore, il
existe des solutions ensemblistes (des matching metrics) qui permettent de calculer
des scores de similarités entre ensembles. L’impact du choix de ces métriques est
très peu exploré à l’heure actuelle.

Le quatrième problème est lié à l’évaluation. Quelles métriques considérer? Nous
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n’avons pour l’heure pas de dataset avec une vérité terrain de communautés évolu-
tives. L’une des approches pour pallier ce problème, est de générer des données syn-
thétiques étiquetées. Nous travaillons sur ce point et allons délivrer dans les mois
qui viennent un benchmark de communautés évolutives. L’évaluation se fait sur
trois niveaux : 1) niveau macro où la groundtruth livre les communautés évolutives
et les événements de naissance, fusion, scission, etc. selon la méthode ICEM (Mo-
hammadmosaferi et Naderi, 2020) ; l’évaluation revient à comparer ces événements ;
2) niveau meso, celui des partitions de chaque snapshot, où les métriques classiques
de comparaison de partitions (ARI par exemple) permettent de mesurer l’écart d’af-
fectation des membres à des communautés statiques par rapport à la groundtruth ;
3) niveau micro où nous vérifions si les membres sont affectés aux bonnes commu-
nautés statiques, mais également, en terme de dynamique, s’ils transitent avec les
nœuds attendus aux snapshots suivants.

Revisiter le formalisme et la notion de communauté

Le processus de détection de communautés évolutives sur une série de graphes
temporels en lui-même est discutable. Il réside en effet sur le principe d’agrégation, qui
consiste à former le graphe de tous les liens qui se produisent pendant une fenêtre
temporelle donnée, et cela pour l’ensemble des fenêtres temporelles qui couvrent
l’ensemble de la période d’étude. Certes, la motivation est de retomber sur un for-
malisme bien connu et outillé – le graphe statique —, mais nous l’avons vu, cette
manipulation soulève autant de problèmes qu’elle n’en résout.

L’une des voies à explorer est d’adopter le formalisme du link stream ou flux
d’arêtes. Dans ce cadre, l’idée est de traiter chaque nouvelle interaction au fil de
l’eau, et donc de s’affranchir du découpage en snapshots. L’équipe Complex Net-
works du LIP6 développe de nombreux outils en lien avec ce formalisme, et redéfi-
nit la notion de densité et de clique par exemple. Étendre ces travaux à la notion de
communauté reste un problème ouvert.

Le passage aux flux d’interactions offre des perspectives de passage à l’échelle,
tant en termes de volumétrie que de temps de calcul. En maintenant un modèle dy-
namique mis à jour de manière incrémentale, des travaux commencent à voir le jour
pour maintenir à la volée des représentations latentes des nœuds (dits node embed-
dings), par exemple pour détecter des anomalies dans les échanges centrés autour
de chacun des nœuds. La problématique de mise à jour incrémentale de clustering
dynamique reste elle-aussi à explorer, à des fins de monitoring par exemple.

A noter que le formalisme du link stream offre une richesse d’outils du côté des
séries temporelles. Si l’on considère la série des tuples (t, e), il devient possible d’ana-
lyser l’évolution de chaque arête, et avec des outils de type ARIMA (et bien d’autres)
de trouver des régularités d’évolution, des périodicités ou encore des anomalies.
Des travaux comme ceux initiés par Bautista et Latapy vont plus loin : ils montrent
comment décomposer un graphe temporel selon des séries temporelles de sous-
structures, offrant ainsi un moyen d’étudier l’évolution de cliques, de triangles ou
tout autres groupes de nœuds (Bautista et Latapy, 2022). Le choix du dictionnaire des
sous-structures n’est cependant pas immédiat et relève d’un choix a priori. J’entrevois
ici un champ de recherches en dictionary learning : comment définir un catalogue de
sous-graphes qui soit représentatifs d’un graphe temporel ? Existe-t’il un tel diction-
naire, qui, à la manière des décompositions spectrales, serait la signature d’un link
stream? Si oui, existe-t’il une méthode pour les trouver?
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Plus généralement, on peut se poser la question de ce qu’est une communauté.
Comme on l’a vu notamment dans le Chapitre 3.5, la définition dans les graphes
statiques ne fait pas consensus, et au final dépend de la fonction objectif utilisée par
les méthodes de partitionnement, ou de la méthode de clustering basée sur des em-
beddings. Dans notre étude concernant les vérités terrain de communautés (Dao,
Bothorel et Lenca, 2017a), nous avons montré qu’il n’y avait pas adéquation entre
ces groupes "naturels" issus des métadonnées, étiquetés, et la structure du graphe,
et avons conclu, comme une boutade que les vérités terrain sont mal formées. Mais
si nous prenons le problème dans l’autre sens, il se peut que les groundtruths ba-
sées sur les métadonnées ne soient pas bien représentés par la densité, ou du moins
pas par cette seule mesure. D’autres caractéristiques, comme par exemple les cor-
rélations de degrés, la densité des boucles (la densité des triangles ou autres struc-
tures plus lâches), peuvent jouer un rôle (Hric, Darst et Fortunato, 2014). Hric et
al. avancent que le meilleur pari serait d’effectuer une étude détaillée des proprié-
tés topologiques de ces communautés terrain, et de rester ouvert au fait que des
composantes non-topologiques interviennent probablement dans la formation d’un
groupe. C’est ici que les travaux sur les graphes avec attributs peuvent se révéler
particulièrement intéressants, car leur pouvoir expressif permettrait de matérialiser
ce qui confère un sentiment d’appartenance à une communauté, si bien-sûr on arrive
à comprendre cette notion.

Dans le cadre dynamique, le concept de communauté est encore moins bien dé-
fini. On pourrait par exemple y voir des groupes de nœuds qui interagissent en moyenne
plus fréquemment que d’autres. Ou... faire d’autres hypothèses. Mais c’est probable-
ment en étudiant des plateformes aux "communautés" bien délimitées que nous
pourrions en comprendre la nature. Des équipes de chercheurs à Oslo se concentrent
par exemple sur la plateforme Reddit qui s’avère être une mine de données encore
facilement accessible de nos jours. Les internautes s’y regroupent autour de centres
d’intérêt. En considérant les sujets comme des communautés, le premier constat est a
priori contre nature : une communauté, lorsqu’elle évolue, renouvelle ses membres ;
et le noyau, loin d’être stable lui-même, se renouvelle également beaucoup. CE turn-
over existe dans tout groupe en réalité : les communautés de joueurs en ligne, le
personnel d’un hôpital, un club sportif, une équipe pédagogique, etc.

Une étude exhaustive de telles communautés bien délimitées serait intéressante
à mener. Le graal serait d’y trouver des lois décrivant la dynamique communau-
taire, à la manière des études qui ont permis de révéler le principe de l’attachement
préférentiel, ou la nature scale-free et petit monde des grands graphes réels à la fin des
années 90. Une alternative, plus réaliste, est de s’appuyer sur les compétences de nos
collègues chercheurs en Sciences Humaines et Sociales.

4.8 Computational Social Science

Etudier des terrains bien délimités, théoriser les comportements, proposer des
modèles sont le lot quotidien des chercheurs en Sciences Humaines et Sociales. J’ai
eu la chance d’expérimenter depuis une dizaine d’années, plusieurs collaborations
avec des chercheurs de différentes disciplines, en marketing, en économie, ou encore
management, à l’occasion de la Chaire Réseaux Sociaux (Section 1.4 du Chapitre
1), du projet ANR PIL 2018-2022 (analyse du phénomène de chambres d’écho sur
YouTube, (Bothorel, Brisson et Lyubareva, 2022)), de l’étude de la plate-forme de
financement participatif Ulule (Chapitre 3) ou encore du phénomène de promotion
dans Wikipédia (Picot Clemente, Bothorel et Jullien, 2015).
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Comme nous l’avons vu en détail avec le travail réalisé sur la plateforme Ulule,
à travers une recherche appliquée, se posent des questions techniques mais sur-
tout scientifiques. Ces questions sont profitables à toutes les disciplines impliquées.
Chaque cas d’étude est l’occasion d’expliciter des concepts (par exemple, qu’est-ce
qu’une communauté?), des modèles, de définir de nouvelles méthodologies d’ana-
lyse, mais également de lever des verrous scientifiques. Une bonne partie, si ce
n’est la totalité des pistes de travaux que j’évoque plus haut dans cette conclusion,
émane de nos réflexions communes pour analyser Ulule, YouTube ou Wikipédia.
Réciproquement, grâce à nos problématiques, méthodes, algorithmes et mesures, les
Sciences Humaines et Sociales peuvent affiner leurs modèles, en proposer de nou-
veaux, mais aussi les évaluer. Comme dit Gilles Dowek dans l’émission "La Conver-
sation Scientifique" 1, « Les réseaux d’ordinateurs sont aujourd’hui aux Sciences Humaines
et Sociales ce que la lunette de Galilée fut à l’astronomie ».

Mon implication dans ces recherches pluridisciplinaires s’est concrétisée tout
d’abord dans le partage de vues scientifiques autour d’une même problématique
et une compréhension mutuelle des méthodes et objets d’étude. Ensuite, ces colla-
borations rapprochées ont permis de travailler ensemble, de proposer de nouvelles
problématiques et les méthodologies idoines. Enfin, nous convergeons vers le déve-
loppement d’une boite à outils de détection et d’analyse des communautés et plus
récemment de leur dynamique. L’idée est d’intégrer et enrichir ces outils au sein
d’une plateforme et d’ouvrir cette plateforme à la communauté scientifique.

Mon ambition est de consolider ces recherches, et pourquoi pas de monter une
équipe pluridisciplinaire Computational Social Science. Dans la même veine que le
MediaLab de SciencePo ou encore l’observatoire OSoMe (prononcer awe•some) de
l’université de l’Indiana, une telle équipe pourrait :

— Mener des projets pluridisciplinires combinant Data & Network Science et
Sciences Humaines et Sociales s’inscrivant dans le long-terme,

— Constituer un vecteur de formation (initiale et continue),
— Développer des partenariats avec des entreprises et des administrations,
— Constituer une référence pour le débat public sur des thématiques telles que

la presse, la transition numérique et les modèles organisationnels et de gou-
vernance.

Il s’agit ici de fédérer les chercheurs en Sciences Humaines Sociales d’IMT Atlan-
tique (dans un premier temps) mais aussi d’augmenter les forces vives en informa-
tique et analyse de réseaux complexes, de sorte à constituer une équipe de recherche
dédiée à l’analyse de dynamiques communautaires.

1. Gilles Dowek, chercheur à l’Inria, et enseignant à l’Ecole Normale Supérieure de Paris-
Saclay était l’invité de l’Episode "Homo sapiens devient-il homo informaticus?", Emission
"La Conversation Scientifique" par Etienne Klein, diffusée le Samedi 15 septembre 2018
sur France Culture, https://www.franceculture.fr/emissions/la-conversation-scientifique/
homo-sapiens-devient-il-homo-informaticus

https://www.franceculture.fr/emissions/la-conversation-scientifique/homo-sapiens-devient-il-homo-informaticus
https://www.franceculture.fr/emissions/la-conversation-scientifique/homo-sapiens-devient-il-homo-informaticus
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