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Résumé

Les contributions de cette these se divisent en deux parties. Une pre-
miere partie dédiée a 1’accélération des méthodes a noyaux et une seconde a
I’optimisation sous contrainte de parcimonie.

Les méthodes a noyaux sont largement connues et utilisées en appren-
tissage automatique. Toutefois, la complexité de leur mise en ceuvre est
élevée et elles deviennent inutilisables lorsque le nombre de données est
grand. Nous proposons dans un premier temps une approximation des
Ridge Leverage Scores. Nous utilisons ensuite ces scores pour définir une dis-
tribution de probabilité pour le processus d’échantillonnage de la méthode
de Nystrom afin d’accélérer les méthodes a noyaux. Nous proposons dans
un second temps un nouveau framework basé sur les noyaux, permettant
de représenter et de comparer les distributions de probabilités discretes.
Nous exploitons ensuite le lien entre notre framework et la Maximum Mean
Discrepancy pour proposer une approximation précise et peu cotiteuse de
cette dernieére.

La deuxiéme partie de cette thése est consacrée a 1’optimisation avec
contrainte de parcimonie pour 1’optimisation de signaux et I'élagage de
foréts aléatoires. Tout d’abord, nous prouvons sous certaines conditions sur
la cohérence du dictionnaire, les propriétés de reconstruction et de conver-
gence de l'algorithme Frank-Wolfe. Ensuite, nous utilisons l'algorithme
OMP pour réduire la taille de foréts aléatoires et ainsi réduire la taille néces-
saire pour son stockage. La forét élaguée est constituée d"un sous-ensemble
d’arbres de la forét initiale sélectionnés et pondérés par OMP de maniere a
minimiser son erreur empirique de prédiction.

Mots clés: approximation de Nystrom, Ridge Leverage Scores, accélé-
ration méthodes a noyaux, Frank-Wolfe, élagage de foréts aléatoires..
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Chapitre 1

Introduction

1.1 Introduction et contexte

L’apprentissage automatique, ou le machine learning en anglais, est au-
jourd’hui omniprésent dans nos vies. Les applications dans lesquelles il
est utilisé sont diverses et variées et semblaient encore infaisables dix ans
en arriere. Certaines villes cotiéres utilisent par exemple des bouées in-
telligentes équipées de caméra, capables de détecter un déchet en mer et
d’aller le collecter. Nous pouvons aussi citer I'exemple des petits robots
intelligents qui ont été utilisés par les pompiers lors de I'incendie de I'Eglise
de Notre Dame de Paris. Ils sont capables de détecter les flammes, a I'aide
de plusieurs caméras et détecteurs thermiques, et de les éteindre. Cela avait
permis de préserver la vie de plusieurs pompiers et de leur faire gagner
de précieuses minutes. Ces applications, plus excitantes les unes que les
autres, sont devenues possibles grace a 1’apparition de grandes masses de
données ainsi que de puissantes machines de calcul. Ces grandes bases de
données sont utilisées pour entrainer des modeles d’apprentissage automatique
qui seront embarqués sur des objets tel que des téléphones ou des robots.
C’est précisément ces modeéles d’apprentissage automatique qui leur donneront
par la suite la capacité de prendre des décisions.

Avant d’aller plus loin, il est utile de préciser un peu plus ce qu’on en-
tend par le terme modeles d’apprentissage automatique. Ainsi, nous utiliserons
les termes modele d’apprentissage automatique ou fonction de décision afin de
désigner une fonction capable de prédire un résultat ou un comportement
a partir d'une entrée [Hastie et al., 2009]. Si nous reprenons notre exemple
de bouée intelligente, alors le modéle est ici la fonction qui permet de
prédire, a partir d’'une photo d"un objet, s’il correspond a un déchet ou
pas. Nous utiliserons le terme donnée afin de désigner 1’objet d’étude (ici
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I'image), et le terme étiquette afin de désigner la sortie qui lui est associée
(ici déchet/non-déchet).

De tels modéles sont entrainés a ’aide d’un ensemble de données d’en-
trailnement qui sont souvent étiquetées i.e. pour chaque donnée, la sortie
associée est connue d’avance. Une fonction de décision peut étre représen-
tée par un ensemble de parametres, et le processus d’apprentissage revient
donc a apprendre les meilleurs parametres qui permettent de bien prédire
les sorties associées aux données d’entrainement. Il sera ensuite attendu
de ces modeles d’apprentissage automatique d’étre capables de prédire la
sortie de nouvelles données non vues pendant leur entrainement.

Le processus global permettant d’obtenir un tel modele d’apprentissage
peut donc se résumer en ces quatre étapes :

— collecter et stocker les données,
— les étiqueter,
— entrainer un modele de prédiction,

— stocker ou embarquer le modéle sur 1'appareil de notre choix (bouée,
robot, téléphone portable,...).

Malheureusement, lorsque nous disposons de grandes bases de don-
nées, des difficultés peuvent surgir a chacune de ces quatre étapes. Premie-
rement, si en plus d’en avoir beaucoup, les données sont en tres grande
dimension, alors leur stockage peut rapidement devenir problématique.
De plus, l'étiquetage des données étant généralement fait par des humains,
il est souvent lent et cotiteux d’étiqueter de grandes bases de données.
L’entrainement et le stockage du modele n’échappent pas non plus a ces
difficultés. En effet, les modeles entrainés a partir de grands ensembles de
données sont souvent complexes et contiennent beaucoup de parametres a
régler. L'apprentissage peut ainsi rapidement devenir tres cotiteux en temps
et en énergie. Pour finir, le stockage de tels modeles est quasi impossible
sur de petits appareils.

En somme, bien que les grandes bases de données nous permettent d’ap-
prendre des modeles de plus en plus performants, ces derniers sont aussi
de plus en plus volumineux, gourmands et complexes. De nombreuses
recherches sont menées afin de relever tous ces défis. Nous présentons dans
la partie suivante quelques-unes des méthodes proposées dans la littéra-
ture pour résoudre les problématiques qui apparaissent dans chacune des
quatre étapes citées plus haut.

Stockage des données : Pour réduire le cott de stockage des don-
nées, il est possible de considérer une « approximation » moins vo-
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lumineuse de cette donnée. Des méthodes de compression de don-
nées [Lelewer and Hirschberg, 1987] sont par exemple utilisées pour
construire une telle approximation. Cette approximation est construite
en ne gardant que les informations « essentielles » dans la donnée d’ori-
gine. Des auto-encodeurs basés sur les réseaux de neurones convolu-
tifs ont aussi été utilisés pour construire des représentations conden-
sées des données [Ni et al., 2020]. Une autre maniere de procéder est
d’approximer la donnée par une représentation parcimonieuse dans une
base préalablement choisie. Ainsi, plus cette représentation est parci-
monieuse dans la base, plus 1’'espace nécessaire pour la stocker est
petit. Toutefois, les bases ne permettant pas de correctement approxi-
mer certains signaux réels, il est possible d’utiliser des objets moins
« restrictifs » qu’on appelle des dictionnaires [Mallat and Zhang, 1993]. Ils
peuvent étre préalablement choisis en utilisant des connaissances a
priori sur les données [Tropp, 2004, Gribonval and Vandergheynst, 2006,
Herzet et al., 2013] ou étre appris [Mairal et al., 2009]. Enfin, ils peuvent
aussi étre discrets [Tropp, 2004, Gribonval and Vandergheynst, 2006,
Herzet et al., 2013] ou continus [Elvira et al., 2021]. Néanmoins, ces
dictionnaires pouvant étre redondants, le probleme d’approxima-
tion d'une donnée par une représentation parcimonieuse est NP-
dur [Davis et al., 1997], et des méthodes d’approximations doivent étre
utilisées [Tropp, 2006, Tropp, 2004, Gribonval and Vandergheynst, 2006,
Herzet et al., 2013, Elvira et al., 2021].

Etiquetage des données : Il existe plusieurs méthodes pour réduire
I'effort d’étiquetage. Parmi elles, I'apprentissage actif qui vise a ap-
prendre des modeles moins gourmands sur les étiquettes notamment
en choisissant précieusement les données les plus pertinentes a éti-
queter [Tong and Koller, 2001, Settles, 2009]. L’apprentissage non super-
visé [Hastie et al., 2009] propose quant a lui d’apprendre des modéles sans
aucune étiquette en se basant uniquement sur les structures et potentiels
liens entre les données. Une autre maniere de réduire le cotit d’étique-
tage est 'adaptation de domaine [Germain et al., 2013, Courty et al., 2016,
Gretton et al., 2009]. Au lieu d’étiqueter le jeu de données cible, I’adapta-
tion de domaine propose d’utiliser un jeu de données différent mais déja
étiqueté, qu’on appelle les données source. Une maniere de s’assurer que
le modele appris sur ces données source ait de bonnes performances sur
les données cible, est de pondérer les données source (on dit aussi adapter)
pour qu’elles deviennent « proches » du jeu de données cible. Ces données
pondérées et étiquetées peuvent ensuite étre utilisées pour apprendre une
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fonction de décision, qui devrait avoir de bonnes performances de prédic-
tion sur les données cibles. Une maniere de construire ces poids est d"utiliser
une distance entre distributions de probabilités tel que la Maximum Mean
discrepancy (MMD) [Gretton et al., 2012, Gretton et al., 2009], ou la distance
de Wasserstein [Shen et al., 2018]. Le probleme avec ces distances est que
leur calcul devient tres difficile lorsque le nombre de données augmente. La
complexité du calcul de la MMD se fait par exemple en temps quadratique
par rapport au nombre de données.

Entrainement des modeéles : Par ailleurs, il est aussi possible de
réduire le temps d’entrainement de certains modeles d’apprentissage
tels que les réseaux de neurones profonds, les méthodes a noyaux, et
les algorithmes de clustering. Des méthodes de factorisation par des
matrices parcimonieuses ont par exemple été utilisées pour réduire le
temps de calcul des réseaux de neurones [Chandra and Sharma, 2016]
ainsi que pour accélérer l'algorithme K-means [Giffon et al., 2021]. Des
méthodes d’approximation de matrice de Gram par des matrices de rang
taibles tel que Random Fourier Features (RFF) [Rahimi and Recht, 2007],
la factorisation de Cholesky [Fine and Scheinberg, 2001], 1’échan-
tillonnage de colonnes [Kumar etal,2009a, Frieze etal.,2004], la
méthode des puissances [Gittens and Mahoney, 2016], et la méthode
de Nystrom [Williams and Seeger, 2000] ont aussi été utilisées pour
accélérer l'apprentissage de modeles a noyaux. En particulier, les
RFF et Nystrom ont par exemple été exploitées pour l'apprentis-
sage de modeles de régression a noyaux [Musco and Musco, 2017,
Alaoui and Mahoney, 2015,  Avronetal,2017], pour le  cluste-
ring [Pourkamali-Anaraki, 2020], et l’entrainement des machines a
vecteurs de supports (SVM) [Fine and Scheinberg, 2001]. Il est aussi
possible d’approximer les matrices de Gram par des matrices diagonales
par bloc pour accélérer 1’entrainement des SVM [Dong et al., 2005]. Pour
finir, des représentations parcimonieuses des données, qu’on appelle vector
quantization, ont été utilisées pour accélérer I'algorithme des k-plus proches
voisins [Gray, 1984].

Stockage des modeles : Enfin, plusieurs travaux visent a réduire le
cotit de stockage de certains modeles [Bucilua et al., 2006]. L'objectif ici
est de produire des approximations du modele considéré qui doivent
respecter deux conditions majeures : étre moins gourmandes en es-
pace de stockage que le modéle initial, tout en gardant des perfor-
mances assez « proches » de celles du modele considéré. De telles mé-
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thodes d’approximation ont été proposées par exemple pour les réseaux
de neurones profonds [Yu et al., 2017, Novikov et al., 2015] et les foréts
aléatoires [Yang et al., 2012a, Zhang and Wang, 2009, Caruana et al., 2004,
Hu et al., 2007, Fawagreh et al., 2016]. Comme expliqué plus haut, I'entrai-
nement de réseaux de neurones profonds se fait a travers 1’ajustement de
matrices, souvent de trés grandes tailles, qui contiennent les parametres
du réseaux de neurones. Pour réduire le cotit de stockage de ces matrices
de parametres, les auteurs de [Yu et al., 2017] proposent par exemple de
les approximer en utilisant des représentations parcimonieuses ainsi que
des approximations de rang faible. De telles approximations permettent
de stocker ces matrices de parametres dans un plus petit espace. La dé-
composition des tenseurs Tensor-train (TT) [Novikov et al., 2015] a aussi
été explorée pour réduire 1'espace de stockage des couches denses et des
couches de convolution de ces réseaux de neurones. D’un autre c6té, des
méthodes d’élagage de foréts aléatoires ont été utilisées pour réduire 1'es-
pace nécessaire a leur stockage. Plusieurs criteres, souvent basés sur 'erreur
empirique de la forét élaguée ou sur la diversité des arbres de décision qui
la constituent, ont été proposés [Yang et al., 2012a, Zhang and Wang, 2009,
Caruana et al., 2004, Hu et al., 2007, Fawagreh et al., 2016].

1.2 Plan du manuscrit

Nous proposons dans cette thése de nous intéresser aux problématiques
décrites précédemment. Ce manuscrit est constitué de sept chapitres dont
quatre dédiés a nos contributions. Chacun répond a une problématique qui
intervient dans l'une des quatre étapes discutées plus haut.

Nous nous intéressons a travers ces chapitres au role que jouent les
méthodes d’échantillonnage ainsi que 'optimisation avec contrainte de
parcimonie pour la réduction des différents cofits constatés lorsque le
nombre de données est grand. En particulier, nous étudions comment
I’échantillonnage dans la méthode de Nystrom permet de réduire le temps
d’entrainement des méthodes a noyaux et en particulier le calcul de la dis-
tance MMD. Nous verrons ensuite comment 1’optimisation sous contrainte
de parcimonie permet de construire des représentations parcimonieuses
des données ainsi que 1'élagage de foréts aléatoires pour réduire I'espace
nécessaire pour le stockage de ces dernieres.

La suite de ce manuscrit est organisée comme suit. Dans un premier
temps, nous rappelons dans le chapitre 2 les principales notions qui seront
utilisées dans la suite. En particulier, les notions propres aux méthodes
a noyaux et leurs approximations seront introduites en section 2.1. Les
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notions de parcimonie d"un signal, ainsi que certains algorithmes permet-
tant de construire des approximations parcimonieuses seront introduite en
section 2.2.

Nous aborderons ensuite dans le chapitre 3 I'accélération des méthodes
basées sur les fonctions noyaux. Lorsque ces méthodes sont utilisées pour
construire une fonction de prédiction, il est souvent nécessaire de construire
et surtout de manipuler la matrice de Gram. Toutefois, construire et manipu-
ler cette matrice se fait en temps quadratique (voir méme cubique pour cer-
taines opérations) par rapport au nombre de données n. Pour accélérer ces
calculs, nous nous intéressons a la méthode de Nystrom, qui propose d’ap-
proximer la matrice de Gram par une matrice de rang faible. Cette approxi-
mation est construite a partir d’un échantillon de s < n données, qu’on
appelle landmarks. Evidemment, la qualité d’une telle approximation dé-
pend du choix de ces landmarks. Méme si ce choix est souvent fait avec une
distribution uniforme [Williams and Seeger, 2000] il existe des méthodes
d’échantillonnages, comme celles basées sur les Ridge Leverage Scores (RLS),
qui permettent de meilleures approximations [Alaoui and Mahoney, 2015].
Malheureusement, le calcul de ces scores est lui méme trés cotiteux : ® (n3 )
Nous proposons dans ce chapitre une approximations des RLS dont le
calcul se fait en © (nm?) ot m est un parametre a régler par l'utilisateur.
Nous démontrons que notre approximation des RLS est théoriquement
justifiée pour la méthode de Nystrom.

Dans le chapitre 4, nous proposons deux contributions. Tout d’abord,
nous utiliserons les récents travaux sur les espaces de Hilbert a noyaux
reproduisant (RKHS) discrets [Jorgensen and Tian, 2015] afin d’introduire
un nouveau framework pour représenter et comparer des distributions de
probabilités discretes. Nous verrons comment la MMD, une distance entre
distribution bien connue, s’inscrit dans ce framework. Enfin, nous utiliserons
le lien entre notre framework et la MMD pour proposer une approximation
a cette derniere. Notre méthode permet de réduire le temps de calcul de la
MMD d’un temps quadratique a un temps linéaire en n.

Nous nous intéressons ensuite dans le chapitre 5 a 1'approximation
de signaux par une représentation parcimonieuse dans un dictionnaire
donné. Nous proposons d’utiliser 1’algorithme d’optimisation convexe
Frank-Wolfe (FW) [Frank and Wolfe, 1956] pour construire une telle ap-
proximation. Nous verrons ensuite que sous certaines hypothéses sur la
cohérence du dictionnaire ainsi que sur le signal cible, il est possible de
montrer que 'approximation construite par FW est optimale. Ces résultats
sont une extension de ceux déja connus pour les algorithmes Matching
Pursuit (MP) [Gribonval and Vandergheynst, 2006] et Orthogonal Matching
Pursuit (OMP) [Tropp, 2004].
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Pour finir, nous utiliserons dans le chapitre 6 I'algorithme Orthogonal
Matching Pursuit, afin de réduire la taille d"une forét aléatoire déja entrainée.
En particulier, nous utiliserons OMP pour sélectionner et pondérer un petit
sous-ensemble d’arbres de la forét initiale de maniere a approximer le mieux
possible le vecteur des étiquettes des données considérées. Nous verrons
expérimentalement que notre méthode permet de considérablement réduire
la taille de la forét tout en gardant des erreurs de généralisations assez
similaires a celles de la forét initiale.

Nous résumons I’ensemble des travaux présentés dans ce manuscrit et
nous proposons certaines perspectives dans le chapitre 7.
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Chapitre 2

Pré-requis et notation

Nous introduisons dans ce chapitre les différentes notations, définitions
et outils dont nous aurons besoin tout au long de ce manuscrit. En particu-
lier, nous rappelons en section 2.1 les méthodes a noyaux, I'approximation
de Nystrom et les Ridge Leverage Scores. Ces outils nous seront utiles pour
les chapitres 3 et 4. Nous aborderons les concepts de parcimonie et d’al-
gorithmes gloutons, qui nous seront utiles pour les chapitres 5 et 6, en
section 2.2.

Nous souhaitons attirer 1’attention du lecteur sur le fait que, tout au
long de ce manuscrit, certains mots en anglais décrivant des méthodes ou
algorithmes ne seront pas traduits en francais.

Enfin, nous listons dans la Table 2.1 les différentes notations que nous
utiliserons ainsi que leur signification.

2.1 Méthodes a noyaux, approximation de Nys-
trom et Ridge Leverage Scores

2.1.1 Méthodes a noyaux

En 1992 Boser et al. [Boser et al., 1992a] proposent d’apprendre les pre-
miéres machines a vecteur de support (SVM) non linéaires en utilisant les
méthodes a noyaux.

Nous illustrons en Figure 2.1 leur fonctionnement. Nous prenons pour
exemple un probleme de classification binaire, dont les données sont non
linéairement séparables (Figure 2.1a). Dans ce contexte, des séparateurs
linéaires ne sont pas d"une grande utilité puisqu’ils ne permettent pas de
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Notations Significations

R Ensemble des réels.

R Ensemble des réels positifs ou nul.
X Sous ensemble de R

Y Sous ensemble de IR.

AT Transposée de la matrice A.

A1 Inverse de la matrice A.

AT Inverse de Moore Penrose de A.
trace(A) Trace de la matrice A.

c(A) Valeur singuliére de A.

G(A) Valeur propre de A.

Omin(A), resp. 0max(A) Plus petite, resp. plus grande, valeur singuliere de A.
Gmin(A), resp. ¢max(A) Plus petite, resp. plus grande, valeur propre de A.

Ali, j] L'élément de la ligne i et colonne j de A.

Ali,:] (resp. Al:, i]) Ligne (resp. colonne) i de A.

ali] i élément du vecteur a = (a[1],...,a[d]).

| Al £ Norme de Frobenius de A : || A/ := /¥ ; Ali, j]*.

| Al Norme spectrale de A : ||A||, := Omax(A).

rang (A) Rang de la matrice A.

A=B La matrice B — A est semi-définie positive.

I Matrice identité. Sa taille est précisée si le contexte est ambigu.
lall, pseudo-norme Iy du vecteur a : ||a||, := |{i|a[i] # 0}|.
X i={x1,...,x} Ensemble de n points de X.

X:=[xf,... x]] La matrice de taille n x d des données.

Y=Ly, Yn} Ensemble d’étiquettes de X'.

vi=[y1,---,Yn) Vecteur colonne des étiquettes de X.

n] :={1,...,n} L'ensemble des entiers entre 1 et n.

0(.) Mesure de complexité.

TABLE 2.1 — Notations et leur signification.
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FIGURE 2.1 — Illustration des méthodes a noyaux sur un probleme de
classification binaire. La figure 2.1a représente un ensemble de données
dans l'espace d’entrée X (ici x,z € X). La Figure 2.1b représente les mémes
données plongées dans l'espace de représentation a 1’aide d"une fonction ¢,
ainsi que le modele de classification linéaire appris dans cet espace. La
Figure 2.1c illustre le fait que la fonction linéaire apprise dans l'espace
de représentation correspond a une fonction non linéaire dans l'espace
d’entrée.

correctement séparer nos données (ici les données représentées par des
points bleus appartiennent a une classe différente de celle des données
représentées par des croix rouges). Pour résoudre ce probleme, les données
sont plongées dans un espace de représentation, de dimension potentielle-
ment infinie, en utilisant une fonction de plongement ¢. Dans ce nouvel
espace, les données sont linéairement séparables, et une fonction de clas-
sification linéaire peut étre apprise (Figure 2.1b). Cette fonction linéaire
construite dans I'espace de représentation, correspond alors a une fonction
non linéaire dans I'espace d’entrée, comme illustré dans la Figure 2.1c.

Méme si l'espace de représentation est de dimension potentiellement
infinie et que I'expression analytique de ces plongements est tres souvent
inconnue, 'entrainement des modeles d’apprentissage a base de noyau
reste faisable. En effet, il existe une famille de fonctions, appelées les noyaux
positifs k, faciles a calculer et dont on peut montrer, grace au théoreme de
Mercer, qu’elles correspondent a un produit scalaire :

k(x,2) := (p(x), ¢(2))-

Toutefois, commencer par fixer la fonction de plongement ¢, puis cher-
cher le noyau calculable qui lui est associé, peut s’avérer complexe. En
pratique, c’est le chemin inverse qui est fait, en choisissant directement
un noyau positif. Nous avons alors une garantie qu’il correspond a un
produit scalaire dans un espace de représentation qui restera inconnu et
non explicite.

17



Avant d’aller plus loin, définissons formellement ce qu’est une fonction
noyau. Notons que dans ce manuscrit nous nous intéressons uniquement
aux fonctions noyaux a valeurs dans RR.

Définition 1 (Fonction noyau). Un noyau k est une fonction a deux variables a
valeur dans R, symétrique. C’est-a-dire :

— k: XxX—=R
— pour tout x,z € X : k(x,z) = k(z, x).

Notons ici que comme k est une fonction a deux variables, pour un
x € X fixé, la notation k(x,.), ou encore ky(.), désigne la fonction a une
variable de X vers R. Un noyau est aussi appelé fonction noyau.

Lors de l'apprentissage de modeles a base de noyaux, nous avons sou-
vent besoin d’évaluer la fonction noyau entre tous les couples d'un jeu
de données. Ces mesures sont stockées dans une matrice qu’on appelle
matrice de Gram.

Définition 2 (Matrice de Gram). Soit k un noyau, et X := {x1,...,x,} un
ensemble de n données. La matrice Ky de taille n x n définie comme :

Ky = (k(%,2)) (x ) caxx
est appelée la matrice de Gram de k sur X.

Remarque 1. Pour tout R,§ C X, nous noterons Krs :=
(k(x,2)) (x2)crxs € RRI¥IS|, Lorsque R = S nous utiliserons la notation
Kg (voir Définition 2).

Définition 3 (Matrice (semi)-définie positive). Une matrice réelle K de taille
n X n est semi-définie positive si :

n n
2 Z CiC]'K[i,j] > O,
i=1j=1
pour tout ¢; € R. La matrice K est définie positive si l'inégalité précédente est
stricte des qu'il existe i tel que c; # 0.

Maintenant que nous avons défini les fonctions noyaux ainsi que les
matrices semi-définies positives (PSD), nous pouvons nous intéresser au
noyaux définis positifs.

Définition 4 (Noyau défini positif). Soit k : X x X — R une fonction noyau.
Si pour tout ensemble X := {x1,...,x,} C X, on a que Ky est une matrice
semi-définie positive, alors k est un noyau défini positif.
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Chaque fonction noyau k est le noyau reproduisant d’un unique espace
de Hilbert, qui devient ainsi un espace de Hilbert a noyau reproduisant ou
en anglais, Reproducing Kernel Hilbert Space (RKHS).

Définition 5 (Espace de Hilbert a noyau Reproduisant (RKHS)). Soit X un
ensemble non vide et H := {f | f : X — R} un espace de Hilbert de fonctions
muni du produit scalaire (.,.)3. H est un espace de Hilbert a noyau reproduisant
s'il existe un noyau défini positif k tel que :

— Vx e X, VfeH:(f kix,.)n = f(x)
T H:m(kﬁf())xex

Comme vu plus haut, la taille de la matrice de Gram est quadratique par
rapport au nombre de données n. Ainsi, plus n est grand, plus le calcul et le
stockage de cette matrice devient difficile. De plus, apprendre des modéles
d’apprentissage automatique a base de noyaux requiert souvent le calcul
de produits matriciels impliquant la matrice de Gram, ou méme le calcul de
lI'inverse de cette matrice. Ces opérations peuvent rapidement cofiter cher.
En effet, sil’on considere un ensemble X de n données, et en supposant que
I’évaluation du noyau k se fait en ®(1), alors construire la matrice de Gram
Ky se fait en temps © (n?). Le produit de Ky par une matrice quelconque
A de taille n x m se fait en ® (n%m), tandis que l'inversion de Ky se fait en
® (n?). Tous ces calculs deviennent trés longs, voire impossibles, lorsque 7
est grand.

Plusieurs méthodes de la littérature permettent d’approximer la matrice
de Gram ou directement la fonction noyau k afin d’accélérer ces calculs,
parmi elles : Random Fourier Features (RFF) [Rahimi and Recht, 2007], mé-
thodes par sélection gloutonnes [Smola and Scholkopf, 2000], décomposi-
tion de Cholesky [Fine and Scheinberg, 2001], et la méthode de Nystrom
[Williams and Seeger, 2000]. Nous présentons plus en détail dans ce qui
suit la méthode de Nystrom. Cette derniere nous permettra par exemple
de réduire la complexité du calcul de Ky A a un temps linéaire en n.

2.1.2 Approximation de Nystrom

L’approximation de Nystrom repose sur la remarque suivante : si Ky
est de rang s < n, alors il existe B € R"** tel que : Ky = BBT. Dans ce cas,
calculer le produit Ky A se fait en © (nms) en calculant d’abord la matrice
BT A, puis en calculant son produit avec B. Aussi, stocker Ky revient a
stocker B, ce qui se fait en © (1s).

Malheureusement, la matrice K y est rarement de rang faible en pratique.
Le but de la méthode de Nystrom est d’approximer Ky par une matrice
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de rang faible K y. Cette approximation est construite a partir d"un sous-
ensemble S de s points choisis dans X'. La taille de S, qu’on note s, définit
ainsi le rang de K. Plus s est petit plus les calculs décrits ci-dessus sont
rapides. Toutefois, cette accélération est bien évidemment obtenue au prix
d’une perte d’information, qui devient importante au fur et a mesure que s
devient petit. Tout I’enjeu est alors de trouver une valeur de s permettant
d’accélérer les calculs tout en garantissant une approximation de qualité
relativement bonne.

Plus formellement, la méthode de Nystrom construit son approximation
K x en utilisant un sous ensemble S C X de taille s :

Ky := KX,SKgKﬁ,,S

ou Ks et Ky s sont définis comme dans la Remarque 1.

En plus d’accélérer les calculs dans lesquels intervient Ky, 'approxima-
tion de Nystrom nous permet de gagner du temps lors de sa construction.
En effet, la construction de Ky se fait en ® (ns? + s%), contre ® (n?) pour
la construction de Ky. Dans la suite de ce manuscrit, nous supposerons
que s < 1, et cette complexité devient alors © (ns?). De plus, le stockage
de Ky se fait en © (ns) en stockant Ky s et K& séparément.

La qualité d"une telle approximation est souvent mesurée par la norme
Frobenius ou la norme spectrale de la différence entre Ky et Ky. Ainsi,
pour deux approximations K y et K'X, on dira dans ce manuscrit que K y est
meilleure que Izi\, en norme de Frobenius si HKX — Ky HF < HKX — K’X ||F et
on dira que Ky est meilleure que K, en norme spectrale si | Ky — Ky H2 <
K~ K

Il est clair que le choix de I'ensemble S joue un role central dans la
qualité de I'approximation Ky. Beaucoup d’efforts ont été fournis afin
d’élaborer les meilleures stratégies pour choisir un tel ensemble. On parle
dans ce cas de stratégie ou méthode d’échantillonnage. Dans la version
originale de Nystrom [Williams and Seeger, 2000], les auteurs proposent de
choisir § suivant un tirage uniforme. Bien que cette méthode d’échantillon-
nage soit simple a implémenter et treés peu cofliteuse, elle ne prend pas en
compte la structure de I'ensemble des données. D’autres méthodes d’échan-
tillonnage telles que les Determinantal Point Process (DPP) [Li et al., 2016] et
les Ridge Leverage Scores (RLS) [Alaoui and Mahoney, 2015] ont été utilisées
pour la méthode de Nystrom et il a été démontré qu’elles permettent d’ob-
tenir de meilleures approximations de K y. Nous rappelons dans ce qui suit
la définition des RLS car cette notion est au coeur des travaux que nous
présentons dans le chapitre 3. Nous aborderons aussi quelques stratégies
d’échantillonnage basées sur les RLS. Enfin, nous discuterons des garanties
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théoriques qu’offrent les RLS et les DPP dans 1’approximation de Nystrom
dans le chapitre 3.

2.1.3 Ridge Leverage Scores

Les Ridge Leverage Score (RLS) ont été introduits par Alaoui et Mahoney
[Alaoui and Mahoney, 2015], dans le cadre de ’approximation de Nystrom
pour le probléeme de régression ridge a noyau. Les RLS sont une méthode
permettant de mesurer 'importance d’un point dans un ensemble. Son
importance est ici supposée proportionnelle au « niveau de son influence »
sur la prédiction de la fonction de régression (nous expliquons plus en
détail cette notion dans le paragraphe suivant).

Pour mieux illustrer le concept des RLS, supposons avoir acces a
un ensemble de n données étiquetées représenté par la matrice X ¢
R"*“ et le vecteur d’étiquettes correspondantes y € R". Soit f la fonc-
tion de régression ridge apprise sur X,y avec un noyau k. Il est connu
que f(x;), I'étiquette de x; prédite par f est définie comme : f(x;) :=
[K v Ky +AD)7? y] [i]. Soit maintenant f. la fonction de régression obte-
nue en modifiant légerement 1'étiquette associée a y; : par exemple, en

y ajoutant € > 0. Ainsi, fe(x;) = [KX (Ky +AD T (y+ eei)} [i], ot ¢;
contient des zéros partout, sauf a la i"“position ot il contient un 1. Lorsque
la valeur fe(x;) — f(x;) est grande, cela signifie que la fonction de régres-
sion a beaucoup changg lorsque y[i] a changé. Dans ce cas, le score associé

a cette donnée sera grand. En remarquant que :

felxs) = f(x) = [Ka (K + A (y +ee) | [i] = [Kae (Kae +AD) 1 y] [
= [KX (Ky + A7 eel} ] =e [KX (Kx + u)—l} li,1],

nous en déduisons le score proposé par Alaoui et Maho-
ney [Alaouiand Mahoney, 2015] afin de définir l'importance d’un
point :

Définition 6 (Ridge Leverage Scores (RLS) [Alaoui and Mahoney, 2015]).
Soit X un ensemble de n données, k une fonction noyau et Ky la matrice de Gram
de k sur X. Soit A > 0 un paramétre de réqularisation. Le Ridge Leverage Score
de x; € X est défini comme :

L= Ky Ky + AI)_l] li,1]. 2.1)
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Remarquons que les RLS dépendent du parametre A, mais que nous
avons fait le choix de ne pas expliciter cette dépendance dans notre notation
afin d’alléger cette derniere.

Nous verrons dans la suite de ce manuscrit qu’il est utile de considérer
une autre maniere d’écrire les RLS : en utilisant la décomposition en valeurs
propres de Ky. Supposons donc que Ky := UZUT, ot £ est une matrice
diagonale telle que ¥;; = ¢; (Kx) est la i valeur propre de Ky, et que U
est une matrice orthonormée contenant les vecteurs propres associés. On a
alors que:

toogi(Ky)

li::Z

j=1 Gj (KX ) +A

Pour vérifier que I’Equation (2.2) est équivalente a I’Equation (2.1),1l
suffit de se souvenir que : Ky (Ky +AD) ' = uzsuTu (z+ AUt =
UZ (Z+ AL LUT, et ensuite que le i élément de la diagonale de cette
matrice est : } MU[L 712

ufi, 12 (2.2)

Gj(Kx)+A
Dans ce cas, il est facile de remarquer aussi que :
L=1—A(Ky+AD 7 i), (2.3)
En effet :
n n
Q]( ) 12 g]'(KX)_’_/\_A )
li=) —————Uli,j]* = uli,
| ,._Zlg,-umu 1] E ST
1 uli Ul 12 uli 2 A 1 1 uli 12
—j_Z‘{ (i, ]] Z +A (6,17 = Iuli,:]llz = ng [i,]]

=1 —/\(KX+)LI) [z,z].

Enfin, notons par d.g (pour effective dimension) la somme des RLS de X’ :
n
degi= Y 1, = Tr (KX (Ky + /\I)_1> . (2.4)
i=1

Une fois les RLS calculés, ils peuvent étre utilisés de différentes ma-
niére pour I'échantillonnage. Comme les RLS sont tous positifs ou nuls,
ils peuvent par exemple étre normalisés (en divisant chaque [; par deg), et
former ainsi une loi de probabilité. Il est aussi possible de définir des loi
de probabilité plus complexes basées sur les RLS, comme nous le verrons
dans la Section 3.2.

Nous introduisons dans la section suivante quelques notions et outils
d’approximation parcimonieuse qui nous seront utiles pour les chapitres 5
et 6.
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2.2 Parcimonie et algorithmes gloutons

2.2.1 Signaux parcimonieux

Nous utiliserons dans cette section, ainsi que dans les chapitres 5 et 6, les
termes de signal et dictionnaire pour désigner respectivement un vecteur
y de R? et une collection de n vecteurs de R? : D := {vy,...,0,}. Les
éléments de D sont appelés des atomes que nous supposerons normés tout
au long de ce manuscrit, i.e. pour touti € [n] : ||vi||2 = 1.

Certains signaux peuvent étre parcimonieux dans un dictionnaire donné,
c’est-a-dire qu’ils peuvent étre exprimés a partir d"un petit sous-ensemble
d’éléments du dictionnaire. Nous formalisons cette notion dans la définition
suivante.

Définition 7 (Signal m-parcimonieux). Soit y un signal, D := {v1,...,0,}
un dictionnaire et m > 1. y est m-parcimonieux dans D s’il existe x € IR" tel
que :

— y = i afi]v;,
— llallo :==[{i € [n] | a[i] # 0} < m.

L’écriture d'un signal ¥ comme une combinaison linéaire des élé-
ments de D est appelée une décomposition de y dans D. Elle est dite
m-parcimonieuse si cette décomposition est construite a partir de m élé-
ments de D. Les éléments de D qui interviennent dans cette décomposition
sont indexés par un ensemble qu’on appelle un support de y.

Définition 8 (Support d'un signal). Soit D := {vy,...,v,} un dictionnaire,
et y un signal qui se décompose dans D de la maniere suivante : y := Y ;' ;| a[i]v;.
L’ensemble

Aly) = {i € [n] [ afi] # 0},
est appelé un support de y.

Ainsi, un support dépend du signal y, mais aussi d’'une décomposition
de ce dernier dans un dictionnaire donné.

Malheureusement, trouver une décomposition pour un signal dans un
dictionnaire quelconque n’est pas toujours facile. En effet, en notant par
D :=[vq,...,04] € R9*" 1a matrice dont les colonnes sont les atomes du
dictionnaire, alors une décomposition de y dans D peut étre retrouvée en
résolvant le probléme suivant :

Trouver &« € R” tel que : y = Da.
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Lorsque d < n, le dictionnaire D est redondant (i.e. qu'un signal peut
avoir plusieurs décomposition différentes dans D) et la matrice D n’est
pas inversible. Le probleme précédent est mal posé, et il existe dans ce cas
plusieurs solutions. Ainsi, pour un signal et un dictionnaire fixés, il existe
plusieurs décompositions (m-parcimonieuses ou pas) de y dans D.

Les signaux m-parcimonieux avec m < n et m < d ont plusieurs
avantages. En effet, il est possible de stocker efficacement y = )} ; a[i]v; en
ne gardant en mémoire que les valeurs et positions d'un tel vecteur a qui ne
sont pas nulles. De plus, les calculs dans lesquels interviennent les signaux
m-parcimonieux sont moins cotiteux que ceux dans lesquels interviennent
des vecteurs quelconques.

Pour un signal y donné, si y n’est pas m-parcimonieux, nous pouvons
souhaiter I'approximer par un signal m-parcimonieux, afin de bénéficier
des avantages décrits juste avant. Si y est déja m-parcimonieux dans D, il y
a un intérét a retrouver 1'un de ses supports.

Toutefois, trouver une décomposition m-parcimonieuse de y dans D
est un probléeme combinatoire qui est NP-dur [Davis et al., 1997]. 1l existe
cependant plusieurs méthodes permettant de construire des solutions ap-
proximées. Nous présentons dans la section suivante deux algorithmes
gloutons permettant de faire cela. Le reste des méthodes sera présenté dans
le chapitre 5.

2.2.2 Matching Pursuit et Orthogonal Matching Pursuit

Il existe plusieurs méthodes permettant d’approximer un signal
y par une décomposition parcimonieuse dans D. Il s’agit dans ce
cas de construire un nouveau signal parcimonieux dans D qui « res-
semble » le plus possible a y. Les algorithmes gloutons ont beaucoup
été utilisés dans la littérature pour construire de telles approxima-
tions [Gribonval and Vandergheynst, 2006, Tropp, 2004]. Ces méthodes
construisent de maniére itérative une approximation en choisissant a
chaque étape 1’atome qui permet de « se rapprocher » le plus possible de y.
Les algorithmes de Matching Pursuit (MP) [Mallat and Zhang, 1993] et Or-
thogonal Matching Pursuit (OMP) [Pati et al., 1993] sont deux algorithmes
gloutons permettant de construire une telle approximation.

Pour mieux comprendre le fonctionnement de ces méthodes, nous consi-
dérons un cas particulier. Supposons que D soit une base orthonormée et y
un signal m-parcimonieux dans D. Dans ce cas, y peut étre exprimé comme :

y= ) (yv)vi, avec|A(y)| = m.
ieA(y)
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Dans ce cas particulier, cette décomposition de y dans D est unique, puisque
(y,v;) = 0 pour tout i ¢ A(y).

Ainsi, pour retrouver la décomposition en m termes de y dans D, il
suffit de choisir les m atomes qui vérifient : (y, v;) # 0.

Algorithmiquement, cela peut étre fait en construisant la décomposi-
tion parcimonieuse de y itérativement. Pour toute étape k, notons par vy
I'approximation construite a cette étape, et par r, = y — y le résidu associé
(i.e. la partie de y qui reste a reconstruire). Le prochain atome a sélectionner
est le plus colinéaire avec le résidu.

Les algorithmes MP et OMP utilisent le processus décrit ci-dessus afin
de construire des approximations parcimonieuses lorsque le signal et le
dictionnaire sont quelconques. Nous résumons leur fonctionnement dans
I’ Algorithme 1.

Algorithme 1 : Algorithmes MP et OMP

1 Entrée : signal y, m > 1, dictionnaire D := {vy,...,v,} tel que
Vi:||vill, =1;

2 Sortie : une approximation m-parcimonieuse de y dans D;

3k=0;

4 Yk =0;

5 1k =Y

6 )\0 = @,’

7 Répéter

8 i € argmax;e, [ (0, 7%)| ;

9 Aky1 = MU {ix}

10 MP: yii1 = Y + (03, 1) 05, 5

1 OMP:  y4q1 = arg Ininaespan(vi)ie/\k+1 Hy - a||2 ’
12 Tkt1 =Y — Yi+1s

13 k=k+1,;
14 Renvoyer v, 1 ;

La différence entre MP et OMP réside dans l'étape de mise-a-jour de
I'approximation yj 1. L'algorithme de MP projette le résidu uniquement
sur le dernier atome sélectionné v; , tandis que OMP projette le signal y sur
I’ensemble des atomes sélectionnés lors des étapes précédentes. Ainsi, a
chaque itération k de OMP, y; est la meilleure approximation qu’on puisse
construire a partir des atomes indexés par Ay. Ici, la qualité de I’approxi-
mation dépend de la distance entre yy et y. Cette différence permet 8 OMP
de ne pas sélectionner deux fois le méme atome et de faire donc moins
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d’itérations que MP. Toutefois, comme OMP doit résoudre un probléme de
moindres carrés a chaque itération, il est plus cotiteux que MP.

Nous avons vu plus haut que lorsque D est une base orthonormée et y
est m-parcimonieux dans D, alors les algorithmes MP et OMP sont dans
une configuration qui leur permet de reconstruire exactement le signal en
m étapes.

Néanmoins, en pratique, D est rarement une base orthonormée. En
effet, en général d est tres petit par rapport a n. Le dictionnaire D est alors
redondant, et plusieurs décompositions peuvent exister. Nous avons donc
besoin d’outils nous permettant d’étudier les propriétés de MP et OMP pour
une catégorie de dictionnaires moins restrictive que les bases orthonormées.
Nous introduisons dans la suite la fonction Babel et la cohérence d'un
dictionnaire, deux outils qui nous permettront de mesurer a quel point un
dictionnaire se « rapproche » d"une base.

2.2.3 Cohérence et fonction de Babel

Pour commencer, nous définissons la cohérence d’'un diction-
naire [Mallat and Zhang, 1993, Donoho et al., 2001].

Définition 9 (Cohérence d’un dictionnaire). La cohérence d’un dictionnaire
D :={vq,...,0,} de n atomes normés est donnée par :

D) := Ui
u(D) Ig.lg\(vz,vﬁ!

Lorsque D est une base orthonormeée, alors pour tout i # j : (v;, vj> =0,
et donc y(D) = 0. Lorsque tous les atomes sont presque orthogonaux les
uns aux autres, (v;,v;) ~ 0, et donc (D) ~ 0. Nous pouvons imaginer
que dans ce cas, MP et OMP construisent une approximation de tres bonne
qualité. Nous verrons dans la section 5.1 que cette intuition est correcte.

Toutefois, la cohérence ne caractérise pas trés bien un dictionnaire puis-
qu’elle ne reflete que les corrélations les plus extrémes entre les atomes.
Lorsque la plupart des produits scalaires sont petits, mais qu’il en existe
un seul qui est tres proche de 1, alors la cohérence peut étre trompeuse car
dans ce cas elle est égale a la cohérence d'un dictionnaire dont la valeur de
tous les produits scalaires est tres proche de 1.

Pour remédier a cela, Tropp [Tropp, 2004] a introduit la fonction Babel,
qui mesure la cohérence maximale entre un atome fixé et une collection
d’autres atomes.
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Définition 10 (Fonction Babel d"un dictionnaire). Soit D := {0y, ..

., Un} un

dictionnaire de n atomes normés et m € [n|. La fonction Babel de D est donnée

par :

u1(D,m) := max max Y _ [(v;,v})].

ACn] 4 h
‘AT:[n]l ]E[H]\A iEA

Remarquons que lorsque m = 1, alors la fonction Babel devient la
cohérence, i.e. u1(D,1) = u(D).
Nous verrons dans la section 5.1, que tout comme la cohérence, plus
la fonction Babel d"un dictionnaire est petite, plus les approximations

construites par MP et OMP sont de bonne qualité.

Pour finir ce chapitre, nous résumons 1’ensemble des abréviations que

nous utiliserons dans ce manuscrit en Table 2.2.

Abréviations
DPP

RFF

RLS

SVD

RKHS
Matrice PSD
MP

OMP

FW

MMD

Significations
Determinantal Point Process
Random Fourier Features
Ridge Leverage Scores

Singular Valued Decomposition
Reproducing Kernel Hilbert Space

Matrice semi-définie positive
Matching Pursuit
Orthogonal Matching Pursuit
Algorithme Frank-Wolfe
Maximum Mean Discrepancy

Lien vers définition formelle
[Kulesza et al., 2012]
[Rahimi and Recht, 2007]
Définition 6

[Petersen et al., 2008]
Définition 5

[Petersen et al., 2008]
Algorithme 1
Algorithme 1

[Frank and Wolfe, 1956]
[Gretton et al., 2012]

TABLE 2.2 — Abréviations et leurs significations.
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Chapitre 3

Approximation des Ridge
Leverage Scores pour la méthode
de Nystrom

3.1 Introduction et état de ’art

Nous présentons dans ce chapitre notre algorithme Divide And Conquer
Ridge Leverage Score (DAC-RLS) pour 'approximation des Ridge Leverage
Scores (RLS) pour la méthode de Nystrom. La majorité des travaux présentés
dans ce chapitre ont été publiés et présentés lors de la conférence ICASSP
2022 [Farah et al., 2022].

Avant d’entamer ce chapitre, rappelons que les notions de méthodes
a noyaux, approximation de Nystrom et les RLS ont été introduites en
section 2.1.

3.1.1 Introduction

Les méthodes a noyaux [Hofmann et al., 2008,
Manton and Amblard, 2015] sont un puissant outil permettant
de généraliser les méthodes linéaires a des problemes non
linéaires. Leur attrait provient de leurs solides bases théo-
riques, et de leur efficacité a traiter des données structu-
rées [Scholkopf and Smola, 2002, Shawe-Taylor and Cristianini, 2004].
Néanmoins, ces derniéres peuvent s’avérer cotiteuses lorsque 1’ensemble
de données est grand. En effet, étant donné &', un ensemble de n points, les
méthodes a noyaux requierent le calcul et la manipulation de la matrice de
Gram Ky qui se fait souvent en temps quadratique ou méme cubique en n.
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Pour cela, un certain nombre de méthodes permettant
d’approximer Ky ont été proposées : les Random Fourier Fea-
tures (RFF) [Rahimiand Recht, 2007], la factorisation de Cho-
lesky  [Fine and Scheinberg, 2001], = l’échantillonnage = de  co-
lonnes [Kumar etal.,2009a, Frieze etal.,2004], la méthode des
puissances [Gittens and Mahoney, 2016], et la méthode de Nys-
trom [Williams and Seeger, 2000].

La méthode de Nystrom approxime Ky par une matrice de rang faible
Ky en utilisant un petit échantillon (notons le §) de X'. Traditionnellement,
cet échantillon est choisi uniformément. Néanmoins, depuis peu, il a été
démontré qu’utiliser des méthodes d’échantillonnage plus dépendantes
des données, tel que les Determinantal Point Process (DPP) [Li et al., 2016],
les RLS [Alaoui and Mahoney, 2015], ou les k-Means [Zhang et al., 2008],
permet d’avoir de meilleures approximations.

En particulier, I'utilisation des RLS pour l'approximation de Nys-
trom est théoriquement justifiée, et les expériences numériques dé-
montrent qu’ils permettent de construire de trés bonnes approxima-
tions [Alaoui and Mahoney, 2015, Musco and Musco, 2017]. Nous propo-
sons donc de nous intéresser dans ce chapitre a la méthode d’échantillon-
nage par les RLS pour I’approximation de Nystrom.

Bien que les RLS constituent une méthode d’échantillonnage intéres-
sante pour 'approximation de Nystrom, le calcul de ces scores pour I'en-
semble des données se fait en temps cubique par rapport au nombre de
données 1, ce qui est coliteux pour de grandes valeurs de n.

Nous présentons dans ce chapitre un nouvel algorithme, basé sur la
méthode diviser pour régner, permettant d’approximer les RLS en temps
@(nm?), ott m est un parametre réglable par 1'utilisateur. Nous verrons que
notre méthode permet un bon compromis entre qualité d’approximation
de la matrice de Gram et temps de calcul. De plus, notre algorithme est
intuitif et simple a implémenter.

Pour commencer, nous présentons en section 3.1.2 I’état de 1’art des
méthodes d’approximation des RLS. Nous présentons ensuite en section 3.2
notre algorithme DAC-RLS pour I"approximation des RLS, ainsi que ses
garanties théoriques. Enfin, la section 3.3 est dédiée a quelques expériences
sur des données réelles, ou nous évaluerons notre approximation des RLS
sur deux thématiques : I'approximation de la matrice de Gram, ainsi que
I'apprentissage actif pour la réduction du cotit d’étiquetage.
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3.1.2 FEtat de l’art

L’approximation de la matrice de Gram par une matrice de rang faible
est un tres vieux probléme, qui suscite aujourd’hui encore beaucoup d’in-
térét. Une telle approximation d"une matrice Ky peut étre obtenue en
résolvant le probleme suivant :

Ks ;= argmin ||[Ky — KHF, t.q rang (K) =s. 3.1)
K

Ce probléme a une solution analytique qui dépend de la décomposition
en valeurs propres de K y. Ainsi, si Ky := uxur, alors K, := U,Xs LIST ou
Y5 € IR contient les s plus grandes valeurs propres de Ky, et Us € R"*®
contient les vecteurs propres de Ky correspondants aux valeurs propres
dans X;. La matrice K est la meilleure approximation de rang s de Ky.
Néanmoins, calculer la décomposition en valeurs propres de K y se fait en
© (n?s) se qui devient infaisable lorsque le nombre de données n est grand.

Heureusement, il existe d’autres méthodes, moins cotiteuses, permet-
tant de construire des approximations de rang faible. Nous proposons
dans cette partie de commencer par faire un rapide tour sur les méthodes
d’approximation des matrices de Gram. Dans un second temps, nous nous
concentrons sur les différentes méthodes d’échantillonnage pour la mé-
thode de Nystrom. Enfin, nous présentons les méthodes d’approximation
des RLS.

Les RFF [Rahimi and Recht, 2007] sont une méthode d’approxima-
tion des fonctions noyaux invariants par translation (un noyau k est
dit invariants par translation s’il existe g tel que k(x,z) = gq(x — z)).
L’approximation du noyau k est construite en plongeant les données
dans un espace de représentation relativement petit. Cette projection est
faite de sorte que le produit scalaire entre deux données ainsi projetées
soit presque égal a I’évaluation de k sur ces deux points. Ainsi, les au-
teurs de [Rahimi and Recht, 2007] proposent d’approximer k par k tel que

k(x,2) := (p(x), $(2)), ot

P(x) := \/g(cos«x,wl,)),. .., cos(x,ws),sin({x,w1,)),...,sin(x,ws))

ou wq,...,ws sont des vecteurs aléatoires tirés suivant une distribution de
probabilité appropriée. Ils montrent ensuite que k converge avec grande
probabilité vers k lorsque s tend vers I'infini. Cette approximation de la fonc-
tion noyau k est utilisée pour construire une matrice de Gram approximée
Ky de rang faible (ici s).
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Plusieurs études sur I'impact de l'utilisation de k au lieu de k dans
les algorithmes d’apprentissage automatique ont étés faites, dont par
exemple [Sutherland and Schneider, 2015]. L’avantage des RFF est que la
fonction de projection ¢ explicitement construite est indépendante du jeux
de données et ne dépend que du noyau utilisé. Ainsi, elle peut-étre appli-
quée a n'importe quel point x € X. Néanmoins, les RFF ne sont valables
que pour les noyaux invariants par translation. Méme s'il existe certains
noyaux tres utilisés en pratique qui respectent cette condition (comme le
noyau Radial Basis Function (RBF)), cette restriction peut freiner 1"utilisation
des RFFE.

Frieze et al. [Frieze et al., 2004] proposent de directement approximer la
SVD de Ky, par cellede Ky s = UZVT ot S C X est choisi uniformément

sans remise. Les valeurs singulieres approximées de Ky sont les éléments

de la diagonale de |"§—|Z, et ses vecteurs singuliers sont les colonnes de U.

Il est trivial de voir que lorsque |S| se rapproche de 71, 1a SVD de Ky s se
rapproche de celle de Ky.

Contrairement a la méthode des RFF, cette méthode d’approximation
est valable pour toute fonction noyau. Néanmoins, elle est dépendante des
données et une nouvelle approximation doit-étre calculée lorsque le jeu de
données change.

Enfin, 'une des méthodes d’approximation les plus utilisées est
celle de Nystrom, qui a été proposée pour la premiere fois par
Williams et Seeger en 2001 [Williams and Seeger, 2000, Kumar et al., 2009b,
Gittens and Mahoney, 2016]. Dans leur papier, les auteurs démontrent em-
piriquement l'utilité de la méthode de Nystrom sur un certain nombre de
jeux de données.

La premiere étude théorique et rigoureuse de la méthode de Nystrom a
été proposée en 2005 par Drineas et Mahoney [Drineas et al., 2005]. Méme
sil’échantillonnage de S se fait traditionnellement de maniere uniforme,
les auteurs de [Drineas et al., 2005] proposent un échantillonnage non-
uniforme et dépendant des données. Ils démontrent que si Ky est une
approximation de Nystrom de Ky construite a partir d"un sous-ensemble

Ky[11] Ko [n,n] }

S échantillonné suivant la loi de probabilité { Tl T Ka i)

alors avec grande probabilité, si |S| = © <pl4>, nous avons :
HK;( — KXHZ < HKX — K”HZ +p ZK/’V[Z,Z] .
i=1

Ici K, est la meilleure approximation de rang r de Ky (solution du Pro-
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bleme (3.1)). Lorsque p est tres petit, la taille de S tend vers n, et Ky
devient une aussi bonne approximation de Ky que l'est K. De plus, dans
le cas particulier ott Ky estderang r, ona | Ky — K; ||, = 0, et donc lorsque
o est tres petit Ky converge vers K y.

Lorsque le noyau est normalisé (i.e. k(x,x) = 1 pour tout x € X),
I’échantillonnage de Drineas et Mahoney [Drineas et al., 2005] devient un
échantillonnage uniforme. Toutefois, la borne sur ||K v —Ky H , dépend
dans ce cas du nombre de données n, puisque Y, Ky[i,i]*> = n. Lorsque
n est trés grand, la borne proposée par [Drineas et al., 2005] n’est plus trés
informative.

L’échantillonnage  uniforme  ainsi que celui  proposé
par [Drineas et al.,, 2005] ne permettent cependant pas d’avoir les
meilleures approximations. Pour cela, des méthodes d’échantillonnage
plus complexes ont été développées.

Par exemple, I’échantillonnage suivant les DPP [Li et al., 2016]. Il s’agit
d’échantillonner S de taille s proportionnellement a det (Ks). L'approxima-
tion Ky obtenue dans ce cas vérifie :

Es [||Kx _KXHz] < ||IKx = Ksllo (s +1)(n —s).

ou K; est la meilleure approximation de rang s de Ky. Ainsi, lorsque s tend
vers n, 'espérance de HK x — Ky HZ tend vers zéro, ce qui veut dire que
I'approximation Ky tend vers Ky. Malheureusement cette borne dépend
du nombre de données n. Si n est tres grand, et que s est tres petit, alors le
résultat de [Li et al., 2016] ne nous permet pas de dire grand chose sur la
qualité de K y.

Une autre distribution de probabilité dépendante des données est celle
basée sur les RLS.

11 a été démontré dans [Alaoui and Mahoney, 2015,
Musco and Musco, 2017], que choisir S avec une probabilité propor-
tionnelle aux RLS (tel que définis dans la Définition 6) permet de construire
une approximation de Nystrom qui vérifie :

Ky~ Reell, <2,

deslors que |S| = O (deg), Ol degg := trace [K;( (Ky + AI)fl} est la somme
des RLS. De plus, il est aussi possible de borner I'erreur de prédiction d'un
modeéle appris avec Ky au lieu de Ky [Bach, 2013].

Remarquons que contrairement aux DPP, cette borne ne dépend pas de
n. Toutefois, rappelons que la croissance de d.¢ est inversement proportion-
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nelle a celle de A :

n
- 1] _y _Gi(Ky)
dofe = trace [KX (Kx +AI) ] - l; ¢i (Kx) + A

Ainsi, sil’on peut étre tenté de prendre A tres petit pour réduire la borne
sur ||Ky — Ky ,, alors deg devient grand, et par conséquent |S| tend vers
n.

Le probleme avec les RLS est que leur calcul cofite aussi cher que la
décomposition en valeurs propres de Ky : ©(n?). Ils ne sont donc pas
directement utilisables pour la méthode de Nystrom. Par conséquent, des
méthodes permettant d’approximer ces techniques d’échantillonnage ont
été proposées.

Alaoui et Mahoney [Alaoui and Mahoney, 2015] proposent la premiere
approximation des RLS, en remplacant la valeur de la Définition 6 par :

= [IZX (12;( +M> 1] li,1], (3.2)

ott Ky est une approximation de Nystrém de Ky construite avec un échan-
tillon de taille m choisi uniformément. Ainsi, les auteurs proposent de
construire une premiére approximation de Nystrom de Ky en utilisant un
échantillonnage uniforme, puis d’utiliser cette approximation pour estimer
les RLS. Ces scores ainsi approximés serviront ensuite de méthode d’échan-
tillonnage pour choisir S, et construire K. La matrice Ky étant PSD et
de rang m, elle peut étre décomposée comme : Ky = BBT, ott B € R™*™,
En utilisant I'identité de Woodbury [Petersen et al., 2008], nous pouvons

démontrer que : [; = B[i,:]" (BTB + AI) “Bli,:]. Ainsi le calcul de I'ap-

proximation des RLS se fait en temps © (nm?) lorsque m est trés petit par

TF(K;()
nie

rapport a n. De plus, les auteurs montrent que si m = © ( >, alors

avec grande probabilité :
-2 <[ <l

En d’autres termes, plus le rang de Ky (i.e. 1) est grand, plus I’approxima-
tion des RLS est bonne (car dans ce cas € est petit). Toutefois, plus m est
grand, plus le calcul des RLS approximés est lent. Il y a donc un compromis
naturel entre qualité d’approximation et temps de calcul.

Alaoui et Mahoney [Alaoui and Mahoney, 2015] ont aussi étudié 1'im-
pact de l'utilisation de Ky dans des algorithmes d’apprentissage. Ils
montrent en particulier, que les modeles appris avec leur approximation K y
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ont de meilleurs performances que les modéles appris avec I’approximation
Nystrom avec échantillonnage uniforme [Alaoui and Mahoney, 2015].

Plus élaboré encore, les auteurs de [Musco and Musco, 2017] pro-
posent de récursivement répéter l'algorithme de Alaoui et Maho-
ney [Alaoui and Mahoney, 2015]. A chaque itération, une approximation
[; est calculée comme dans I’Equation (3.2), mais avec Ky construite a
partir de m points choisis proportionnellement aux RLS calculés a I'étape
précédente. Les auteurs proposent ensuite de choisir S proportionnelle-
ment aux RLS récursivement approximés et de les utiliser pour construire
K. lls montrent ensuite que si |S| = O (deg1og (deg) ), alors avec grande
probabilité, leur approximation vérifie :

Ky <Ky <Ky + Al

ou encore : )
1K = Kl < A

Enfin, ils montrent que la complexité de leur algorithme est de © (nm?).
Notons que les RLS récursifs ont besoin de plus de données que les RLS
exacts (un facteur logarithmique en d¢) pour atteindre la méme qualité
d’approximation de K y.

Nous présentons dans la suite notre algorithme DAC-RLS pour l'ap-
proximation des RLS. Notre méthode se positionne entre les deux précé-
dentes : elle permet une meilleure approximation en pratique de la matrice
de Gram que celle des RLS approximés par [Alaoui and Mahoney, 2015] et
équivalente a celle des RLS récursifs de [Musco and Musco, 2017]. De plus,
notre méthode est plus rapide que celle de [Musco and Musco, 2017], mais
plus lente que celle de [Alaoui and Mahoney, 2015].

3.2 DAC-RLS pour I'approximation des RLS

Comme dit dans la section précédente, la complexité de calcul des
RLS exacts est cubique par rapport au nombre de données. C’est en fait
I'inversion de la matrice Ky + AI qui cofite le plus cher. Nous proposons
un algorithme d’approximation des RLS basé sur la méthode de diviser
pour régner. Ainsi, au lieu de construire entierement la matrice Ky, et
d’inverser ensuite une matrice de taille n x 1, nous proposons de diviser
notre ensemble de données en r petits sous-ensembles disjoints, chacun
de taille m; pour i € [r]. Nous calculons ensuite les RLS sur chacun des
sous-ensembles séparément, en n'inversant que des matrices de tailles m;.
Plus la taille des sous-ensembles (1;) est petite, plus le calcul de la matrice
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inverse sera rapide. Ainsi, la complexité du calcul des RLS approximés est
réduite de ©(n®) a ©(¥}_, m?).
Nous illustrons notre méthode dans la Figure 3.1, et résumons ces étapes
dans 1’ Algorithme 2.
Dans la suite de ce chapitre, et sans perte de généralisation, nous sup-
poserons que tous les sous-ensembles ont la méme taille : m. Dans ce cas, la

complexité de notre méthode est de : @ (nm?).

Partition X = {1’1,332, R m7l*27m‘n717$n}
de X R, R,
A;ul des RLS appro@
A Tn,Q * *
-1 |1 * -1 ~
Kr,(Kr, + Al) = [ T],---,KR,(KRHM') = 1.1 =
* 2 ~
* * I

FIGURE 3.1 —Illustration de notre algorithme DAC-RLS. Le jeu de n données
est divisé en r sous-ensembles : R := {x1,x2};...; Ry := {Xn—2, X1, Xn }.
On construit les matrices noyau correspondant a chaque sous-ensemble :
KR,,...,Kg,. Chaque matrice est ensuite utilisée pour calculer les RLS des
éléments du sous-ensemble correspondant. Notons que les petites étoiles
(*) dans les matrices correspondent a des valeurs non exploitées.

Notre algorithme DAC-RLS est simple et intuitif. Une question 1égi-
time qu’on peut se poser est alors si nous sommes capables d’avoir des
garanties théoriques sur la qualité de ces RLS approximés. Plus particu-
lierement, nous nous intéressons a 1"utilisation des RLS approximés dans
I'approximation de la matrice de Gram par la méthode de Nystrom.

Pour cela, nous utilisons l'algorithme de [Musco and Musco, 2017],
rappelé ici dans I’Algorithme 3. Cet algorithme constitue une trame a
suivre pour construire une approximation de Nystrom a partir d"une sur-
approximation des RLS. L'expression sur-approximation désigne une approxi-
mation (ii>ie[n} des RLS qui vérifie [; > I; pour tout i € [n]. Chaque donnée
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Algorithme 2 : Approximation des Ridge Leverage Scores par
DAC-RLS
1 Entrée : ensemble de données X := {x1,...,x,}, noyau k, nombre
de sous-ensembles r > 0, taille des sous-ensembles {m;}!_;
Sortie : RLS approximés : [;, Vi € [n];
Partitionner X : Soit Ry, ..., R, des sous-ensembles de X tel que :
Ril =m;, RiNR; = @, pour tout i,j € [n] et U_;R; = X ;
Calculer K, (Kg, + AI)7Y, ..., Kg,(Kg, + AI)" ou
K, = (k(x,2)) (x,2)er2
pour x; € X faire
Soit R € {Rq,...,R;} le sous-ensemble qui contient x; ;
Soit j; la position de x; dans R ;
Soit [; = [Kr (Kg + A1) [ji, jil;
fin
10 Renvoyer [; pour tout i € [1]

w» N

'~

N o »

©

x; est tirée suivant une loi de Bernoulli avec probabilité de succés propor-
tionnelle a son RLS approximé [; pour construire S. Contrairement a la
méthode de [Alaoui and Mahoney, 2015] ot le rang de Ky est connu par
avance, dans notre cas (et celui de [Musco and Musco, 2017]), la taille de S
est une variable aléatoire. Enfin, remarquons que les probabilités p; utilisées
pour échantillonner S dans I’Algorithme 3 dépendent d"un parametre p.
Nous verrons dans le Théoreme 1 que ce parametre nous permettra de
controler la qualité de notre approximation.

Algorithme 3 : Nystrom avec RLS  approxi-
més [Musco and Musco, 2017]

Entrée : X' := {x1,...,x,}, 0 €]0,1];

Sortie : Ky, une approximation de Ky ;

~

3 Calculer [y, . .., I, une sur-approximation des RLS;

Soit p; = min {1, 161; log (% Y f]> } ;

Tirer S C X, ou chaque x; est choisi avec probabilité p; ;

Calculer I'approximation Nystréom : Ky := K x,sK& K} sOuKyset
Ks sont définis dans la Remarque 1;

N =

'~

(> XN |

7 Renvoyer Ky;

Avant de pouvoir utiliser I’Algorithme 3, nous devons vérifier que
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notre approximation des RLS calculée par I’Algorithme 2, est bien une
sur-approximation des RLS exacts. Ceci est fait dans le corollaire suivant :

Corollaire 1. Soit X = {x1,...,x,} un ensemble de données et k un noyau.
Pour tout i € [n], soit I; le RLS de x; tel que défini dans la Définition 6, et soit I;
une approximation de l; calculée avec I’ Algorithme 2. On a alors :

li > 1;.
Démonstration. Voir Annexe A.1. O]

Grace au Corollaire 1, nous sommes maintenant en mesure d’utiliser les
approximations des RLS calculées par DAC-RLS dans ’Algorithme 3 afin
de construire Ky, une approximation de la matrice de Gram. En faisant
ainsi, nous sommes capables de mesurer la qualité de 'approximation Ky.

Théoréme 1. Soit X un ensemble de données et k un noyau. Soit Ky une ap-
proximation de Ky construite avec I’ Algorithme 3 en utilisant les RLS approximés
avec I’ Algorithme 2. On a alors, avec probabilité supérieure a1 — p :

Ky —AI < Ky < Ky.
De plus, |S| < 32log (17 1) y* . i
e plus, |S| < 32log p Li=1ti | Li=1ti

Démonstration. Appliquer le Théoréeme 3 de [Musco and Musco, 2017] en
utilisant le Corollaire 1. O

Notons que ce résultat implique aussi le résultat suivant sur la norme
de la différence des deux matrices :

1K = K[l = 2.

Le Théoréme 1 nous donne trois informations importantes. La premiere,
est que la distance entre Ky et Ky est bornée. Cette borne dépend du
terme de régularisation A (résultat classique qu’on retrouve dans 1'état
de l'art [Musco and Musco, 2017]), mais ne dépend pas de la taille des
sous-ensembles m. Cela nous laisse donc la liberté de prendre des sous-
ensembles de taille relativement petite, afin de réduire le temps de calcul
sans pour autant affecter la qualité de 'approximation. Attention quand
méme : si m est tres petit, [; risque d’étre grand. Dans ce cas p; = 1 (voir
Ligne 4 de I’Algorithme 3), et le rang de Ky reste le méme que celui de Ky,
et aucune approximation n’est faite.

La deuxiéme information importante est que les probabilités p; dé-
pendent d’un parametre p qui controle le niveau de certitude que nous
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avons sur la borne proposée dans le Théoréme 1. Plus p est petit, plus nous
seront stir que notre borne sur la qualité d’approximation de la matrice de
Gram est bonne. Toutefois, si p est trop petit, p; risque d’étre égalea 1, et
dans ce cas aussi, aucune approximation n’est faite.

Enfin, la troisiéme information importante que nous donne ce théoréme
est que le rang de la matrice Ky, i.e. |S|, est borné par la somme des RLS
approximés. Il est donc important de borner aussi la somme des RLS ap-
proximés avec DAC-RLS. Nous présentons ce résultat dans le Corollaire 2.

Corollaire 2. Soit X = {x1,...,x,} un ensemble de données et k un noyau.
Pour tout i € [n], soit I; le RLS de x; tel que défini dans la Définition 6, et soit I;
une approximation de l; calculée avec I Algorithme 2. On a alors :

n n n 1
Zli < Zli—l-n (1——),
i=1 i=1 :B

N _ Gmax(Kx)+A
ou = T
‘B Gmin (KX)+A

Démonstration. Voir Annexe A.2. ]

B est le conditionnement de la matrice Ky + AI. Lorsque la matrice Ky
est bien conditionnée, i.e. ¢muax (Ky) = Gmin (Ky) (c’est le cas de la matrice
identité par exemple) alors Y\ ; [ ~ Y"1 l;. Dans ce cas le Corollaire 2
nous assure que le rang de Ky construite avec les RLS de 1’ Algorithme 2
est le méme que le rang de Ky construite avec les RLS de la méthode
récursive [Musco and Musco, 2017]. Toutefois, si la matrice Ky est mal
conditionnée, i.e. Gmin (Ky) < ¢max (Kx), alors % se rapproche de zéro, et
le corollaire précédent ne nous donne aucune information sur le rang de
Ky.

La borne sur la qualité de Ky construite avec les RLS calculés par
DAC-RLS est donc similaire a celle de [Musco and Musco, 2017] lorsque
la matrice Ky est bien conditionnée, mais est plus lache lorsque Ky n’est
pas bien conditionnée. Cette perte peut étre vue comme le prix a payer
pour avoir la possibilité de controler la complexité de notre algorithme (en
prenant m petit) sans affecter notre borne.

3.3 Expériences numériques

Dans cette section nous évaluons empiriquement notre algorithme DAC-
RLS, que nous notons dans cette section DAC afin d’alléger les notations.
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Nous proposons de faire cela sur deux problématiques différentes. Premie-
rement, nous nous intéressons a 1’utilisation des RLS dans la méthode de
Nystrom pour l'approximation de la matrice de Gram. Dans un second
temps, nous nous intéressons a 1'utilisation des RLS pour la réduction du
cotit d’étiquetage.

Une implémentation Python de notre algorithme est disponible ici :
https://github.com/DAC-paper/Divide_And_Conquer_leverage_score_
approximation.

Dans toute cette section, nous considérons plusieurs jeux de données
de référence que nous résumons dans la Table 3.1. Nous utilisons un noyau
gaussien de variance o2 et un hyper-parametre de régularisation A que
nous fixons comme proposé par [Brefeld et al., 2006]. Ainsi, en notant notre
jeu de données par X' := {x1,...,x,}, nous avons :

’ 1 n n 5
02 = ﬁZszi—xj]z,
i=1j=1
et
-1
1 n
= (; Y Hxir|z> -
i=1
Jeu de données nombre de données | nombre
Covertype [R. Collobert, S. Bengio, and Y. Bengio, 2002] | 581012 54
Adult [Kohavi, 1996] 48842 15
KC1 [Sayyad Shirabad and Menzies, 2005] 2109 21
Houses [Ahmed and Moustafa, 2016] 20640 8

TABLE 3.1 — Description des jeux de données

3.3.1 DAC-RLS pour la méthode de Nystrom

Dans cette partie nous proposons d’utiliser notre Algorithme 2 afin
d’approximer les RLS. Ces scores sont ensuite normalisés (en les divisant
par leur somme) pour former des probabilités. Nous choisissons un en-
semble S de s points, ot chaque donnée est choisie avec une probabilité
proportionnelle aux RLS approximés. Enfin, nous utilisons cet ensemble de
points afin de construire ’approximation de Nystrom de la matrice Ky.

Notons que nous n’avons pas utilisé exactement I’ Algorithme 3 pour
nos expériences car dans ce cas nous n’avons pas le controle sur la taille de
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§. Or, nous souhaitons ici étudier la qualité de ’approximation en fonction
de cette taille. Ainsi, nous proposons ici de commencer par fixer la taille de
I'ensemble des landmarks, puis de tirer ces points proportionnellement aux
RLS approximés.

Nous comparons notre algorithme DAC a deux autres méthodes de
l'état de l'art dont le temps de calcul est aussi de © (nm?) : 'approximation
uniforme [Alaoui and Mahoney, 2015] (notée par uniforme RLS dans nos
figures), et 'approximation récursive [Musco and Musco, 2017] (notée par
récursive RLS). Pour la derniere, nous utilisons le code fourni par les au-
teurs et disponible ici : https://github.com/axelv/recursive-nystrom.
Nous nous comparons aussi a 1’échantillonnage uniforme, oti chaque don-
née est tirée avec probabilité 1. Dans toutes nos expériences, nous fixons
m = /7 (taille des petites matrices dans 1’algorithme DAC).

Pour comparer ces méthodes d’échantillonnage, nous calculons l'erreur
comme la norme de Frobenius de la différence entre Ky et son approxima-
tion de Nystrom Ky. Comme la plupart des jeux de données considérés
sont trés grands, nous suivons [Musco and Musco, 2017] et estimons 1’er-
reur sur 10000 données choisies aléatoirement. Notons aussi que lorsque
le nombre de données est trop grand, nous ne sommes pas en mesure de
calculer les RLS exacts. Le seul jeu de données sur lequel nous pouvons
calculer les RLS exacts est KC1.

Erreur d’approximation de la matrice de Gram

Nous tragons dans la Figure 3.2 la moyenne et la variance de la norme de
Frobenius en fonction de |S| (nombre de données utilisées dans I’approxi-
mation de Nystrom), calculées sur 10 tirages différents. Nous remarquons
que pour tous les jeux de données, notre méthode a de meilleurs résul-
tats d’approximation que les méthodes uniforme RLS et échantillonnage
uniforme, et des résultats similaires a ceux de la méthode récursive. De
plus, nous remarquons sur le jeu de donnée KC1 que lorsque |S| est tres
petit, toutes les méthodes d’approximation des RLS ont de meilleures per-
formances que les RLS exacts. Cela n’est plus vrai des que |S| > 10% de
n. Remarquons aussi que sur I’ensemble des jeux de données toutes les
méthodes ont approximativement la méme variance, sauf 1'échantillonnage
uniforme qui a une variance légerement plus grande que les autres mé-
thodes sur le jeu de données Adult. Une conclusion intermédiaire serait
déja de dire que si nous considérons de tres petites valeurs de |S|, alors il
est plus judicieux d"utiliser des RLS approximés par des méthodes tel que
uniforme RLS, DAC ou récursive plutdt que les RLS exacts.
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FIGURE 3.2 — Erreur d’approximation de la matrice de Gram en fonction de
|S|, avec m = \/n.

Temps de calcul

Afin de départager DAC et récursive, nous proposons d’étudier le
temps de calcul nécessaire pour calculer les RLS approximés par cha-
cune des méthodes considérées plus haut. Etant donné que les auteurs
de [Musco and Musco, 2017] ont aussi proposé une version accélérée de
la méthode récursive RLS, nous nous comparons aussi a cette derniere
dans cette expérience (nous la nommerons récursive RLS accélérée dans
notre figure). Ici aussi, nous utilisons le code fourni par les auteurs :
https://github.com/axelv/recursive-nystrom. Les auteurs ont montré
que la méthode récursive RLS accélérée permet d’améliorer le temps de cal-

42


https://github.com/axelv/recursive-nystrom

cul par rapport a récursive RLS, mais pas la qualité d’approximation. C’est
pour cela que nous n’avons pas considéré cette méthode dans 'expérience
précédente.

Remarquons que nous ne considérons pas le temps de calcul de la
méthode échantillonnage uniforme puisqu’elle peut étre calculée en un
temps constant.

Enfin, notons que les implémentations de récursive RLS et récursive
RLS accélérée proposées par les auteurs (https://github.com/axelv/
recursive-nystrom) ne permettent pas d’atteindre de grandes valeurs de n.
Pour cela, nous considérons deux expériences. Dans la premiere, nous com-
parons les méthodes : DAC, uniforme RLS, récursive RLS, récursive RLS
accélérée et exacts RLS pour des valeurs de n relativement petites. Nous
comparons ensuite uniquement DAC et uniforme RLS sur des valeurs de n
plus grandes.

Dans un premier temps, nous commengons par comparer les cinq mé-
thodes en considérant des valeurs de 7 relativement petites. Ainsi, nous
tracons dans la Figure 3.3, le logarithme du temps de calcul des approxima-
tions des RLS en fonction de la taille du jeu de données n. Sans surprise,
nous remarquons sur le jeu de donnée KC1 que le calcul des RLS exacts
est le plus long. La méthode uniforme RLS est la plus rapide, tandis que
récursive RLS et sa version accélérée sont plus lentes que DAC.

On en déduit que la méthode uniforme RLS est la plus rapide mais ne
bénéficie pas de la meilleure qualité d’approximation. Les méthodes DAC
et récursive RLS ont des performances d’approximation similaires mais
DAC est plus rapide.

Nous considérons maintenant des valeurs de n plus grandes pour com-
parer notre méthode DAC et uniforme RLS. Pour cela, nous considérons
nos deux plus grands jeux de données : adult et covertype, et nous tracons
les résultats dans la Figure 3.4.

Nous remarquons maintenant que pour de petites valeurs de n (n <
50000 pour covertype et n < 10000 pour adult) notre méthode DAC est
plus lente que uniforme RLS. Toutefois, en considérant de grandes valeurs
de n (i.e. plus grandes que 100000, le temps de calcul de notre méthode
DAC et celui de uniforme RLS sont les mémes. Comme nous avons montré
dans la Figure 3.2 que I’approximation de Nystrom construite avec notre
approximation des RLS (avec I'algorithme DAC) est meilleure en norme de
Frobenius que celle construite par uniforme RLS, alors il est plus intéressant
d’utiliser notre approximation lorsque le nombre de données est grand.
Lorsque n est relativement petit (i.e. n < 100000), alors 1"utilisation de
uniforme RLS est plus intéressante.
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FIGURE 3.4 — Temps de calcul en fonction de la taille du jeu de données 1,
avec m = \/n.

3.3.2 DAC-RLS pour la réduction du cofit d’étiquetage

Lorsque nous considérons de grandes masses de données, il est fréquent
que nous rencontrions des difficultés a toutes les étiqueter. Pour pallier
ce probleme, il existe plusieurs solutions, parmi elle, de sélectionner un
sous-ensemble de données a étiqueter et a utiliser lors de I’apprentissage.
Si le choix du sous-ensemble est bien fait, alors il permettra d’apprendre
un modele presque aussi bon que celui appris si nous avions eu acces a
I’ensemble des étiquettes.

Nous proposons dans cette partie dutiliser les approximations des
RLS comme méthode d’échantillonnage des données a étiqueter et a utili-
ser pendant I’entrainement. Nous comparons notre algorithme DAC avec
la méthode récursive et 'uniforme RLS. Nous considérons aussi 1’échan-
tillonnage uniforme comme méthode de référence. Comme dans la partie
précédente, ces scores sont normalisés, pour former des probabilités. L'en-
semble de données a étiqueter est choisi proportionnellement a ces scores,
et est utilisé pour apprendre un SVM ou une KRR avec un noyau gaussien.

Nous affichons dans la Figure 3.5 la performance (le taux de bonne
classification) en fonction du nombre de données étiquetées. Lorsqu’il
s’agit d'un probleme de régression (c’est le cas du jeu de données Houses),
nous affichons I'Erreur Moyenne Quadratique (EMQ).

Nous remarquons que sur KC1 et Houses, la méthode récursive permet
d’avoir les meilleures performances (juste apres les RLS exacts dans le cas
de KC1). Sur Adult, récursive RLS et DAC sont souvent équivalentes, mais
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performance

performance

DAC a de meilleures performances lorsque le nombre d’étiquettes est tres
petit. Dans ce cas, puisque nous avons montré plus haut que DAC est plus
rapide que récursive RLS, il est plus intéressant d"utiliser DAC. Néanmoins,
sur Covertype, toutes les méthodes sont équivalentes. Dans ce cas, il est
plus judicieux d’utiliser un échantillonnage uniforme étant donné qu’il est
tres facile a calculer. Remarquons aussi que sur le jeu de données Adult, la
méthode DAC est celle qui donne les meilleures performances lorsque le
nombre d’étiquettes est tres petit.
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FIGURE 3.5 — Performance d"un modele appris sur un échantillon de don-
nées choisi proportionnellement aux RLS approximés.

Nous avons vu dans ces expériences que notre algorithme permet sou-
vent d’atteindre des performances similaires a celles de la méthode récur-
sive tout en étant plus rapide. Il permet d’obtenir de meilleures perfor-
mances que la méthode uniforme RLS et la méthode d’échantillonnage
uniforme mais est légerement plus lent.

Nous en concluons que notre algorithme permet un bon compromis
entre performance et temps de calcul tout en étant intuitif et tres simple a
implémenter.
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3.4 Conclusion

Nous avons présenté dans ce chapitre un algorithme pour 1’approxi-
mation des Ridge Leverage Scores (RLS) basé sur une approche diviser pour
régner. Cet algorithme permet de réduire le temps de calcul de ces scores
d’un temps cubique par rapport au nombre de données n a un temps
©® (nm), ou m est un parametre a régler par 1'utilisateur. Nous avons théo-
riquement justifié 1'utilité de ces RLS comme méthode d’échantillonnage
pour 'approximation des matrices de Gram avec la méthode de Nystrom.
Enfin, nous avons expérimentalement montré que notre méthode propose
le meilleur compromis entre qualité d’approximation de la matrice de Gram
et temps de calcul par rapport aux méthodes de 1’état de lart.

Toutefois, ce travail souleve quelques questions que nous n’avons pas
eu le temps d’aborder et il sera intéressant de s’y pencher. En particulier,
nous avons théoriquement vu que le conditionnement de la matrice de
Gram jouait un role important dans la qualité de I'approximation et sur
le temps de calcul de I'approximation de Nystrom. Une étude empirique
sur l'effet de ce conditionnement serait intéressante. Par exemple, quel
est le conditionnement des matrices de Gram sur les jeux de données de
références avec des noyaux largement utilisés comme le noyau gaussien
ou polynomial? La question de comment choisir la bonne taille des sous-
ensembles peut aussi se poser. Nous avons dans nos expériences utilisé
m = \/n, mais d’autres valeurs peuvent peut-étre donner de meilleurs
résultats.

Une prochaine étape pourrait aussi étre I'étude de I'impact de 'approxi-
mation de la matrice de Gram a l’aide des RLS calculés avec DAC-RLS sur
des modeéles d’apprentissage.

Enfin, notre approximation des RLS pourrait étre utilisée dans d’autres
contextes d’échantillonnage comme la réduction de dimension. En effet,
ces scores peuvent étre utilisés pour définir une distribution de probabilité
qui permet de choisir les attributs « importants » lorsque la dimension des
données est trop grande.
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Chapitre 4

RKHSs discrets pour la
comparaison de distributions de

probabilités et ’approximation de
la MMD

Nous avons présenté dans le chapitre précédent une méthode d’approxi-
mation des Ridge Leverage Scores (RLS). Nous avons ensuite théoriquement
et empiriquement évalué notre approximation pour la méthode de Nys-
trom. Nous présentons maintenant un nouveau framework qui permet de
représenter et de comparer des distributions de probabilités discretes. Nous
utilisons ensuite un lien entre notre framework et la Maximum Mean Discr-
pency (MMD) pour proposer une approximation de cette derniere.

Une grande partie des travaux présentés dans ce chapitre ont été soumis
a la conférence ECML 2022.

41 Introduction

A travers les sections 2.1.1 et 3.1 nous avons abordé le concept des mé-
thodes a noyaux [Hofmann et al., 2008, Manton and Amblard, 2015]. Nous
avons vu que ces méthodes sont un puissant outil permettant de générali-
ser des méthodes linéaires a des problemes non linéaires. Cela est rendu
possible, en plongeant les données dans un espace de représentation, de
dimension potentiellement infinie, qu’on appelle un espace de Hilbert a
noyau reproduisant (RKHS).

Récemment, les auteurs de [Gretton et al., 2012] ont proposé d’étendre
les méthodes a noyaux aux distributions de probabilités, et de construire
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ainsi un framework pour représenter et comparer les distributions de proba-
bilités dans les RKHS. IIs utilisent ensuite ce framework afin de développer
un test leur permettant de vérifier si deux ensembles de données sont ti-
rés suivant la méme distribution. Ce test est basé sur une distance entre
distributions de probabilités appelée la Maximum Mean Discrepancy (MMD).

Toutefois, la majorité des travaux sur les méthodes a noyaux, y compris
sur les distributions de probabilités, ne concerne que les RKHSs continus
i.e. des RKHS sur des domaines continus. Ainsi, les méthodes a noyaux ont
été utilisées pour représenter uniquement les distributions de probabilités
continues dans des RKHSs continus.

Récemment, Jorgensen and Tian [Jorgensen and Tian, 2015] ont intro-
duit et étudié les propriétés des RKHSs discrets i.e. des RKHSs sur des
domaines discrets. Ils montrent notamment que les RKHSs discrets, contrai-
rement aux RKHSs continus, contiennent les fonctions Diracs.

Les contributions de ce chapitre sont doubles. Dans un pre-
mier temps, nous proposons de suivre [Jorgensen and Tian, 2015]
et [Gretton et al., 2012] et d’étudier le lien entre distribution de probabilité
discrétes et méthodes a noyaux sur des domaines discrets. Comme les
distributions de probabilités discretes sont des combinaisons linéaires de
fonction Diracs, et que ces derniéres sont dans le RKHS, alors les distribu-
tions de probabilités discretes sont aussi dans le RKHS discret. Nous nous
baserons sur cette remarque pour présenter un nouveau framework pour
représenter et comparer les distributions de probabilités dans les RKHSs
discrets. Cela nous permettra de proposer une famille de distances entre
distributions de probabilités. Nous verrons par la suite comment la MMD
s’inscrit dans notre framework.

Dans un second temps, nous proposons une approximation de la MMD,
dont il est connu que le calcul se fait en temps quadratique par rapport
au nombre de données n (voir [Gretton et al., 2012] et section 4.2). Notre
approximation, basée sur la méthode de Nystrom et valable pour une large
famille de fonctions noyau, permet de réduire cette complexité a @ (ns), ot
s < n est un parameétre a régler.

Le reste de ce chapitre est organisé comme suit : nous commengons
par rappeler la MMD en section 4.2. Nous ferons aussi un point sur les
différentes méthodes d’approximation de cette derniére dans cette méme
section. Nous introduisons ensuite formellement les RKHSs discrets en
section 4.3. En section 4.4, nous présentons notre framework pour la re-
présentation et la comparaison des distributions de probabilités dans les
RKHSs discrets. Enfin, nous utiliserons notre framework pour proposer une
approximation de la MMD en section 4.5, que nous évaluerons ensuite
empiriquement en section 4.6.
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4.2 Maximum Mean Discrepancy (MMD)

La Maximum Mean Discrepancy (MMD) est basée sur le plongement
de distributions de probabilités dans des RKHSs [Muandet et al., 2017,
Gretton et al., 2012]. Elle repose sur 1'idée que deux distributions sont dif-
férentes si et seulement si leurs plongements dans un RKHS le sont aussi.

Pour formellement définir la MMD, supposons avoir acces a X un
espace d’entrée, k : X x X — R un noyau continu et borné, i.e.
sup,cx k(x,x) < o0, et H le RKHS associé au noyau k.

Le plongement d’une distribution de probabilité I’ dans H (appelé aussi
mean embedding) est défini comme :

Up = /xk(x,.)ll’(x) € H.

Etant donné un ensemble de points X' := {x;...,x,} tirés de maniere
iid. selon P (i.e. pour tout i, x; ~ IP), une estimation empirique de up peut
étre calculée :

= — Z k(x (4.1)
myex

La MMD entre deux distributions P et Q est définie comme

la norme de la différence entre leurs plongements dans le RKHS
‘H [Gretton et al., 2012] :

MMDy (P, Q) = [|up — polln-

La MMD n’est pas toujours une distance. En effet, les propriétés de
positivité, de symétrie et d’inégalité triangulaire sont assurées par les pro-
priétés de la norme dans #H. Toutefois, la propriété : MMDy(IP,Q) = 0 si
seulement si P = Q n’est vérifiée que si la fonction y : P — up est injective.
Lorsque y est injective, on dira que le noyau k est caractéristique. Ainsi, la
MMD est une distance lorsque le noyau k est caractéristique.

En utilisant 'estimation empirique de up, nous pouvons en déduire
une estimation empirique de la MMD. Pour deux ensembles de données
Xi={x1...,xp} et Z:={z1...,zy} tirés respectivement suivant IP et Q,
une estimation empirique de MMDy (IP, Q) est définie comme :

. " m m 2 n m
MMD, (P, Q)? =3, ZZk Xi, xj) + ZZ zz,zj)—%zz Xi, Zj),
=1j=1 i=1j=1

i=1j=
(4.2)
ot P et Q sont les distributions empiriques de IP et Q a support dans X et
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La distance MMD a eu beaucoup de succes en apprentissage automa-
tique et a été utilisée dans plusieurs applications comme l'adaptation de do-
maine [Zhang and Wang, 2020], 'apprentissage actif [Liu et al., 2015], pour
résoudre le two sample problem [Borgwardt et al., 2006, Gretton et al., 2012],
et comme fonction de perte dans I’optimisation des réseaux de neurones
génératifs (GAN) [Dziugaite et al., 2015].

Malheureusement, le calcul de la MMD se fait en temps quadratique

par rapport au nombre de données, © ((n + m)2> , soit @ (n?) lorsque m

et n sont du méme ordre de grandeur. Notons ici que nous avons supposé
que l’évaluation de k se faiten © (1).

Plusieurs méthodes ont donc été proposées pour réduire ce temps de
calcul [Gretton et al., 2012, Zaremba et al., 2013, Zhao and Meng, 2015].

La premiere, et la plus intuitive, est celle qu’on appellera MMD Ii-
néaire [Gretton et al., 2012]. Elle a été proposée afin de résoudre le two sample
problem dont le but est, étant donné deux ensembles de points, vérifier s’ils
ont été tirés suivant la méme distribution. Cette méthode commence par
aléatoirement choisir un sous ensemble de taille /1 dans X, et un sous
ensemble de taille \/m dans Z, puis approxime la MMD entre X’ et Z par la
MMD entre ces deux sous-ensembles. Ainsi, la complexité globale de cette

méthode d’approximation est de © ((\/ﬁ + \/ﬁ)2> , qui est équivalente a

© (n) lorsque m et n sont du méme ordre de grandeur.

La méthode MMD bloc, proposée par [Zaremba et al., 2013], est une
amélioration de la méthode MMD linéaire. Au lieu de calculer la MMD
sur un unique sous-ensemble, MMD bloc choisit plusieurs sous-ensembles,
chacun de taille s, et approxime la MMD entre X et Z par la moyenne des
MMD calculées sur ces sous-ensembles de taille s. La méthode de MMD
bloc est plus cotiteuse que MMD linéaire mais reste moins cotiteuse que
la MMD exacte. En effet, en supposant que le nombre de bloc est de %,
la complexité globale de MMD bloc est de ® (%sz) = O (ns). Les auteurs
de [Zaremba et al., 2013] prouvent que leur approximation converge en
distribution vers une gaussienne centrée en la valeur de la MMD exacte :

2
MMDEee (P, Q) = A (MMDk (,Q)*, -2 ) ,
n-+m
ou o est une constante, et MMD}?IOC (]lAj,Q) est une approximation de
MMD (IP,Q) construite par la méthode MMD bloc. Ainsi, en considérant
un trés grand nombre de tirages de IP et Q, 'approximation construite par

MMD bloc converge vers la MMD exacte et cela indépendamment de la
taille des blocs s. Les auteurs de [Zaremba et al., 2013] montrent ensuite

52



expérimentalement que MMD bloc permet de résoudre le two sample problem
plus efficacement (i.e. en faisant moins d’erreurs) qu’avec MMD linéaire.
Enfin, les auteurs de [Zhao and Meng, 2015] proposent une méthode
différente des deux précédentes, en approximant directement la fonc-
tion noyau. Ainsi, ils proposent d’utiliser les Random Fourier Features
(RFF) [Rahimi and Recht, 2007] pour approximer le noyau k par k tel que

A

k(x,2) := ($(x), $(2)), ot

P(x) := \/g(cos«x, wy,)), ..., cos(x,ws),sin((x,wr,)),..., sin(x,ws)),

et ol wy, ..., ws sont des vecteurs aléatoires tirés suivant une distribution
de probabilité appropriée. Les auteurs utilisent ensuite des formules trigo-
nométriques afin d’accélérer le calcul de la MMD approximée, qui se fait
désormais en @ (ns). De plus, ils montrent que leur approximation MMD;
converge vers la MMD exacte :

Pr lsup IMMDy(IP, Q)? — MMD;(P,Q)?| > €| < © (e7%),
P/Q

ot Pr[a] est la probabilité que I'événement a se produise et oit MMD;
est la MMD calculée avec le noyau approximé par la méthode des RFF.
Ainsi, lorsque le nombre de bases s est grand, la probabilité que 1'ap-
proximation de la MMD s’éloigne d'une distance € de la MMD exacte
devient de plus en plus petite. Malheureusement, I’approximation proposée
par [Zhao and Meng, 2015] n’est valable que pour des noyaux invariants
par translation.

Nous proposons dans la section 4.5 une méthode d’accélération du cal-
cul de la MMD basée sur une approximation de la fonction noyau construite
avec la méthode de Nystrom valable pour toute fonction noyau, y compris
les noyaux sur graphes.

Il est important de noter que la difficulté majeure dans les accélérations
de la MMD basées sur une approximation de la fonction noyau avec les RFF
ou Nystrom est que la fonction qui a IP associe jip := % Yoxex k(x,.) n’est
plus injective. Dans ce cas, la MMD calculée avec de tel noyaux approximés
n’est plus une distance.

Toutefois, nous verrons dans la suite de ce chapitre comment utiliser
notre framework pour démontrer que notre approximation basée sur la
méthode de Nystrom reste une distance.
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4.3 RKHSs discrets

Nous résumons dans cette section les principaux résultats
de [Jorgensen and Tian, 2015] sur les RKHSs discrets. La Définition 12 est
la seule notion nouvelle dans cette section qui n’a pas été introduite dans
[Jorgensen and Tian, 2015] et qui fait partie de nos contributions.

Définition 11 (Noyau (semi)-défini positif sur un domaine dis-
cret [Jorgensen and Tian, 2015]). Soit V := {ay,ay, ...} un ensemble dénom-
brable et potentiellement infini, et P (V') 'ensemble de tous les sous-ensembles
finis de V. Une fonction k : V x V. — R est un noyau semi-défini positif si pour
tout F 1= {x1,...,xn} € P(V) et pour tout ensemble de coefficients {c;}ic|n,

ona:
n o n

Z Z CiC]'k(Xi, x]) > 0. (4.3)

i=1j=1
Le noyau k est défini positif si :

n n
Z Z CiC]'k(xl',x]') =0=7¢ =0,V
i=1j=1
Dans la définition suivante nous proposons une nouvelle catégorie de
fonction noyau, celle de noyau A-défini positif.

Définition 12 (Noyau A-défini positif sur un domaine discret). Soit V :=
{ay,ay,...} un ensemble dénombrable et potentiellement infini, et P (V') l'en-
semble de tous les sous-ensembles finis de V. Une fonction k : V. x V. — R est un
noyau A-défini positif si il existe un A > 0 tel que pour tout F := {x1,...,Xxp} €
P(V), pour tout ensemble de coefficients {c; };c[, ona:

n n 2
Y. ) cicik(xi, xj) > Allell3,

i=1j=1
ot ¢ := (c1,...,Cn) est le vecteur des coefficients {c; }ic -

Dans ce chapitre, nous considérons uniquement le cas ot le noyau k
est A-défini positif. Cette condition implique que le spectre de Kr (i.e.
I’ensemble de ses valeurs propres) est dans [A, +oo] pour tout F :=
{x1,..., x4} € P(V). Dans ce cas, il est assez trivial de voir que K}l [i,i] <
A~1 pour tout i € [n]. En effet :

2
Ki'lii) = el Ko = dei K'e) < il |[K5 [, = omer (K5) <27

ol ¢; est le i élément de la base canonique de R".

Nous définissons dans ce qui suit les RKHSs sur des domaines discrets.
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Définition 13 (RKHS sur des domaines dis-
crets [Jorgensen and Tian, 2015]). Soit V un ensemble dénombrable et
potentiellement infini. Un espace de Hilbert H de fonctions de V dans R est un
espace de Hilbert a noyau reproduisant (RKHS) s’il existe un noyau semi-défini
positifk : V x V. — R tel que :

— la fonction k(x,.) : V. — R est dans H pour tout x € V,
— pour toute fonction f € Hetx € V: {k(x,.), f)u = f(x).

Les Définitions 11 et 13 ne sont pas nouvelles et il est connu que la
théorie des noyaux est valide autant pour les ensembles continus que
pour les ensembles discrets. Ce qui est toutefois nouveau, c’est le résultat
suivant qui caractérise les RKHSs discrets, et qui stipule que ces derniers
contiennent les fonctions Dirac.

Définition 14 (Propriété des masses discretes [Jorgensen and Tian, 2015]).
Le RKHS H défini sur un ensemble infini et discret V est dit avoir la propriété des
masses discretes, si 6,(.) € H pour tout a € V, oit &,(.) est la masse de Dirac au

point ai.e. :
1 sia=x
0a(x) = { 0 sinon.

Lorsque H a la propriété des masses discrétes, il est alors appelé un RKHS discret.

Le théoréme suivant énonce une condition nécessaire et suffisante pour
caractériser les points de V dont les fonctions Dirac associées sont dans le
RKHS.

Théoréme 2 (condition nécessaire et suffisante pour que
da(.) € H [Jorgensen and Tian, 2015]). Soit k un noyau semi-défini po-
sitif sur un ensemble discret dénombrable et potentiellement infini V, et soit H le
RKHS associé. Soit i € N fixé, et P(V') l'ensemble de tous les sous-ensembles
finis de V. Alors, 6,,(.) € H si et seulement si :

sup K}l [ji, ji] < oo, (4.4)
FeP(V): ;e F

oit Kr := (k(x,2)), ,c 7 est la matrice de Gram de k sur F, et j; est la position de
a; dans F. Dans ce cas nous avons :

165 (M3 = sup Kz jil
FeP(V): q;eF

Lorsque ces fonctions Dirac sont dans le RKHS, il est possible de carac-
tériser leur projection orthogonale sur l'espace vectoriel engendré par les
fonctions {k(a,.)}.
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Lemme 1 (Projection  orthogonale de fonctions  Di-
rac [Jorgensen and Tian, 2015]). Soit k et H comme précédemment,
F o= {x,...,xn} € P(V), et Hr = span({k(x,.)}),cr. Soit
Pr : H — Hx la projection orthogonale sur Hr. Pour un i € [n] tel
que dy,(.) € H,ona:

n
Pr (04,() == Y Kl fIk(x;, ).
j=1
Comme dit plus haut, nous considérons ici uniquement le cas ou le
noyau k est A-défini positif. Dans ce cas, 'ensemble des valeurs propres
de Kz est dans [A, +o0] pour tout F := {x1,...,x,} € P(V), et 'Hypo-
these (4.4) du Théoreme 2 est toujours vérifiée, et toutes les fonctions Dirac
sont dans le RKHS.
Notons toutefois que cette hypothese n’est pas tres restrictive. En effet,
a partir de tout noyau k défini positif, il est possible de définir un noyau k
A-défini positif : k(x,z) = k(x,z) + Ade(z),Vx,z € V.

4.4 Comparer des distributions dans les RKHSs
discrets

Comme les fonctions Dirac sont des éléments du RKHS, cela permet
une maniere naturelle de traiter les distributions de probabilités discreétes.

En effet, en considérant une distribution discrete IP a support dans un
ensemble de données V := {ay,ay, ...}, elle peut étre exprimée comme :

P = Z pifsﬂi(-)/

icN

ot d,,(.) est la fonction Dirac associée au point 4; et p; € [0, 1] est la proba-
bilité associée.

Ainsi, puisque les fonctions Dirac sont dans le RKHS H, et puisque les
distributions de probabilités discretes IP sont des combinaisons linéaires de
fonctions Dirac, alors ces derniéres sont aussi dans le RKHS, i.e. P € H (voir
Figure 4.1). Nous pouvons donc manipuler ces distributions de probabilités
discretes a ’aide des outils des RKHSs.

Dans la suite de cette section, nous nous basons sur cette remarque pour
définir une distance entre distributions discretes.

Une premiere maniere de comparer les distributions discrétes est d uti-
liser le produit scalaire dans #. Plus formellement, soit V' un ensemble
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RKHS discret

FIGURE 4.1 — Illustration d"une Distribution discréte dans le RKHS : comme
les fonctions Dirac (représentées ici par des vecteurs en pointillés), sont des
éléments du RKHS discret H, et comme IP est une combinaison linéaire de
ces Dirac, alors IP est aussi dans le RKHS discret .

dénombrable et potentiellement infini, X' = {x;}" ; et Z = {z;}/"; deux
sous-ensembles de V, P = Y7 ; p;dy.(.) et Q = Y1, 4:6,,(.) deux distribu-
tions discretes. Ainsi, comme P € H et Q € H, nous pouvons définir la
distance entre elles comme : HP — QH,H Méme si cela semble logique, cette
valeur n’est pas explicitement calculable. En effet, comme :

1B — Q% = (P, P)5; + (Q, Q) — 2P, Q)

I
1
M =
=
S
T~
>
S
—
=7
=
=
-
+
1
=
3
=
T
NN%
gl
Nl
e
=
=
2

le calcul de H]lAj — QHH requiert alors I'évaluation du produit scalaire entre
les fonctions Dirac, qui n’est pas connu. Toutefois, le produit scalaire dans
H entre les fonctions noyaux est quant a lui connu. L'idée est alors d’intro-
duire un opérateur linéaire Oy qui projette les fonctions Dirac sur 1’espace
vectoriel généré par les fonctions noyaux : span ({k(x,.) } xev), et de définir
ensuite une distance entre IP et Q paramétrée par Oy.

Afin de définir un tel opérateur Oy ainsi qu’'une distance entre distri-
butions discretes, définissons d’abord Dy := span ({0x(.) }xev) 'espace
vectoriel généré par les fonctions Dirac associées aux éléments de V. No-
tons Null (Oy) := {v € Dy | Ox(v) = 0} le null space de 1'opérateur Oy
(nous préférons éviter I'utilisation du terme frangais « noyau » afin de ne
pas confondre avec les fonctions noyaux k).
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Définition 15 (Distance entre distributions discretes dans le RKHS discret).
Soit H un RKHS discret de fonctions défini sur un ensemble dénombrable et infini
V. Soit Oy : Dy — span ({k(x,.) }xev ) un opérateur linéaire avec Null (O) =
{0}. On définit la distance entre les distributions discretes IP et Q dans le RKHS
discret comme :

Do, (P,Q) == [P = Q|5 = [[0x (P = Q) 5, (4.5)

L'opérateur Dp, est induit par la forme bilinéaire (.,.)o, :=
(Ok (.), Ok (.))n définie sur Dy x Dy. En réalité, Do, est une distance car
la forme bilinéaire est un produit scalaire : elle est symétrique et semi-
définie positive grace a la linéarité de Oy, elle est aussi définie positive (i.e.
(u,uyo, > 0Vu, et (u,u)o, =0 = u = 0) parce que le null space de Oy
est réduit a zéro (i.e. Ox(u) =0 = u = 0).

Ainsi, I'ensemble des opérateurs linéaires Oy de null space réduit a zéro
définit une famille de distances. Une question importante se pose alors :
comment pouvons-nous choisir un tel opérateur? Dans la suite de cette
section nous présentons une famille d’opérateurs linéaires Oy basés sur
la projection orthogonale des fonctions Dirac introduite dans le Lemme 1.
Ces projections nous garantiront que les distances associées a Oy sont bien
explicitement calculables a 1’aide des fonctions noyaux. Nous verrons aussi
qu’'un cas particulier de cette famille de distance se trouve étre la MMD.
Nous laisserons toutefois I'étude des autres choix possibles de Oy pour des
travaux futurs.

Soit V := {ay,az,...} un ensemble dénombrable et potentiellement
infini comme défini plus haut. Nous proposons donc de nous intéresser a
I'opérateur Oy qui projette les éléments de Dy, qui est un sous espace de
H, dans span ({k(x,.) }xcv) en utilisant la projection orthogonale définie
dans le Lemme 1 :

Oy : Dy — span ({k(x,.) }xev)
u— Ox(u) := Z ¢iPyq,y (1) avec ¢; € R\{0}Vi, (4.6)
i€EN
ot Py (u) est la projection orthogonale de u sur k(a, .).

Avant d’aller plus loin, montrons que 1'opérateur Oy défini dans 1'Equa-
tion (4.6) est un opérateur bien défini dans Dy, c’est-a-dire que la somme
YieN CiP 4 (1) est convergente. Pour faire cela, nous allons explicitement
calculer la valeur de Ok (u).

Lemme 2. Soit V := {ay,4ay, ...}, k et H comme ci-dessus. On a :
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— pour touta,b € V :

Pipy(da(.)) = { famk(a,.) sia=b

0 sinon.

— pour tout u =Y ' ; ;jdx,(.) € Dy, ona:

2 . j;lcl 3 k(x;,.) € span ({k(a,.) }sev) -

Démonstration. Remarquons que pour tout a4,b € V, comme
(0a(.),k(b,.))3 = da(b), nous avons :

Gk, D
kG ) T kb D)

Onaalors:sia # b: d,(b) = 0, et dans ce cas Py;1(da(.)) = 0. Lorsque

P (8a(.)) =

a="b:d,(a) =Tletalors P, (da(.)) = k(;ﬂ)k(a,.), ce qui prouve le premier
point de notre théoréme.

Passons maintenant au second point. En utilisant le précédent résultat,
nous pouvons conclure que, pour tout i € [n] :

2 C]'P{aj}(éﬂi(')) = CiP{ai}(éai('))'

jeln]
Ainsi en utilisant le premier point de ce théoréeme nous avons :
Ci

O (5‘11 Z C]P{a 5“1( )) = CiP{ui}(éai(')) = k(a a.)k(air')'
jEN ir%

De la méme maniére, pour u := Y/ ; #;0,,(.) € Dy, nous avons :

&iC

P{a Zoc cIP{a (1) = k(a]-,aj)k(aj")'
On en déduit enfin que :
O(u) =Y ¢iPay(u) = i ki k(aj,.)
jeEN ! k(aj, aj)
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Pour s’assurer que Do, est une distance, il suffit maintenant de vérifier
deux choses : que Null(Oy) = {0}, et que Oy est linéaire. Faisons cela dans
le lemme suivant.

Lemme 3. Soit V, k et H comme ci-dessus, et soit Oy tel que défini dans I’Equa-
tion (4.6). On a alors que Oy, est linéaire et Null(Oy) = {0}.

Démonstration. Soit u := Y1 ; a;0,(.) € Dy. En utilisant le Lemme 2, nous
avons :

2
0 wic;  QC
||Ok HH 1 ) = = I k(x'lz )/
16%] k(x;, xz) 2 lgq] ]e%z] k(xi, x;) k(zj/Z]) v
et comme le noyau k est défini positif :
;C
Ox(u) =0= ———~ =0Vi.
=07 )

Enfin, comme c; est supposé différent de zéro pour tout i, cela implique
que «; est égal a zéro pour tout i. On en conclut ainsi que u = 0, et donc
que Null(Oy) = {0}.

Passons maintenant a la linéarité de Oy. Soit u := Y/' ; ;6,.(.), v :=
2}"21 Bjda;(.) et v € R. En utilisant la linéarité de la projection orthogonale,
et le fait que la somme infinie )¢, ¢;Py aj} (04,(.)), nest en réalité pas infinie
puisqu’elle se réduit a un seul terme, nous avons :

Ok (u+7v) =Y ciPray (u+90) = Y Py (1) +7 Y ciPyqy (0)
ie]N ieN ieIN
ici

_Ek 2 ) k(aj, . —i—’yzk( )k(a],)

:OH)+7Q()

ot la deuxiéme égalité est vraie par le Lemme 2. O

Ce résultat prouve que la famille d’opérateurs introduite dans I'Equa-
tion (4.6) définit une famille de distances Do, entre distribution de probabi-
lités discretes. Ainsi, a chaque fois qu'une nouvelle famille de parametres
strictement positifs {c; };cn est définie, cela induit une nouvelle distance.

Un autre résultat important est que la distance MMD, présentée en
section 4.2, est une instance de cette famille de distances. En effet, nous
verrons dans le théoréme suivant que pour une définition particuliere des
parametres {c; };cn, la distance Do, associée est la MMD.
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Théoréme 3. Soit V := {al,az,...},Ak, Het F = {x1,...,xn} € P(V)
comme ci-dessus, P = Y"_; pidy,(.) et Q = Y1, qi0x,(.) deux distributions de
probabilités discretes, et enfin soit :

Op:urs Yy k(a,a)P gy (u).

acV

On a alors : o o
MMD; (]P,Q) = Do, (IP,Q) .

Démonstration. Comme pour tout a € V : k(a,a) # 0, alors l'opéra-
teur Ox : u — Y,cvk(a,a)Py, (u) respecte les hypotheses de 'Equa-
tion (4.6) et il définit une distance Dop,. Il est aussi facile de voir que
Or (IP) = X0 pik(x;,.) et Ox (Q) = Y, qik(x;,.). Ainsi, Oy fait corres-
pondre une distribution I € H avec son mean embedding fip tel que défini
dans I’Equation (4.1). On a alors :

Do, (I,Q) = [|Ox (P = Q) ||, =

fip — fig |, = MMD (,Q).
0

Le Théoréme 3 prouve que la distance MMD est un cas particulier de la
famille des distances entre probabilités discretes dans les RKHSs discrets
présentée dans la Définition 15. Ce résultat justifie 1'utilisation de la MMD
avec une large famille de fonction noyau, des lors qu’ils sont A définis
positifs (voir Définition 12).

Dans la section suivante, nous présentons une approximation de la
MMD basée sur la méthode de Nystrom. Cette approximation permet de
réduire le temps de calcul de cette derniere d'un temps quadratique a un
temps linéaire par rapport au nombre de données.

4.5 Nystrom MMD

Comme déja discuté en Section 2.1.2, Nystrom est 'une des méthodes
les plus utilisées pour "approximation de matrice de Gram. Rappelons que
pour un jeu de données F := {x1,...,x,}, cette méthode construit K F,une
approximation de Kz, définie comme :

A S T
Ky := Kz sKiKE s,

ouS :={z,...,z:} C F estunéchantillon de F tiré uniformément. Rappe-

lons aussi que la matrice Kz s := (k(x,2)) e res et Ks 1= (k(%,2)) c5.2e5
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Cette approximation de la matrice de Gram est associée a un noyau
approximé ks tel que :

IA(nyS(xr ') = <§i’ny5(x)r43ny5(x/)>/

A 1

Pys (x) := [k(z1,x), ..., k(zs,x)] (KE)? € R,
Nous pouvons assez facilement vérifier que pour tout i,j € [n] :
(Puys (xi), Puys (x7)) = Krli, fl.

Dans la suite de cette section, nous proposons de construire une approxi-
mation de la MMD en utilisant la méthode de Nystrom. Nous utiliserons
ensuite notre framework de distance entre distributions afin de démontrer,
dans le Lemme 4, que cette approximation reste encore une distance.

Pour ce faire, nous considérons le noyau k obtenu en régularisant le
noyau approximé de Nystrom ks, i.e. pour tout x,z € V :

k(x,z) = knys(x,2) + Adx(2), 4.7)
ou A > 0 est un parameétre de « régularisation ».

Lemme 4. Soit V et k comme ci-dessus. Si k est défini comme dans 1'Equa-
tion (4.7), alors MMDy (., .) est une distance sur Dy.

Démonstration. La preuve de ce lemme est une application directe du Théo-
reme 3 qui s’applique car k est A-défini positif. O

Rappelons que nous avons expliqué dans la Section 4.2 que la fonction
qui a IP associe jip := %er X lAcnys(x, .) associée au noyau l%nys n’est plus
injective. Dans ce cas, il n’est pas possible de démontrer avec les outils
de [Gretton et al., 2012] que la MMD calculée avec un noyau approximé
par Nystrom est une distance. Toutefois, ce lemme nous permet de démon-
trer cela lorsque le noyau approximé est régularisé comme ci-dessus. En
particulier, ce lemme justifie 1'utilisation de I’approximation de Nystrom
régularisée avec la distance MMD. En effet, ce lemme prouve que la MMD
calculée avec un noyau approximé par la méthode de Nystrom et régularisé
comme ci-dessus reste une distance. Son utilisation est alors théoriquement
justifiée pour comparer des distributions de probabilités.

Nous montrons dans le lemme suivant qu’en plus de rester une dis-
tance, 'approximation de la MMD avec la méthode de Nystrom régularisée
permet un gain en temps de calcul considérable. En effet, nous démontrons
que calculer la distance MMD entre deux distributions de n données avec
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une approximation de Nystrom régularisée se fait en temps linéaire en 1 ce
qui est moins cotiteux que le calcul de la MMD avec le noyau exact qui se
fait en © (n?).

Lemme 5. Soit V et k comime ci-dessus. Soit F 1= {x1,...,xn} C V detaillen,
et k défini comme dans I"Equation (4.7) ott kyys est construit avec la méthode de
Nystrom en utilisant un échantillon S de s données. Enfin, soit P := Y| p;dy. ()
et Q := Y, qi6x,(.) deux distributions de probabilités discrétes. Le calcul de
MMD; (P, Q) se fait en © (ns).

Démonstration. Pour commencer, remarquons que :

n n n n n
MMD3 (P Z Y. plp]k Xi, Xj) Z ) qiqik(xi, xj) — 2 Yy piqik(xi, x;),
i=1j=1 i=1j=1 i=1j=1
n n
= Z szp] xlrxj) +[7iq]k(xzrx]) szq]k(xz,x])

~
—_
~.
—_

Il
M: ]
1=

N
Il
—
~.
Il
—_

(pi — 9i) k(xi, x;) (pj — q7) -

I
™=
=

~
Il
—_
—.
Il
[ey

(pi —qi) <]A<nys(xir xj) + )\5xi(xj)> (Pj - q,-)

I
™=

N
I
—
~.
Il
—_

(pi — q:) <Kf,sK§KJT:,s + M) i, 7] (pj — 9))

Il
S
H
/N

KrsKEKE s+ A1)

2
= 0TK sKEKE 50+ A [[0]3.

ouv:=(p1—4qi,...,Pn—qn) € R™

La création de Kr s et le calcul de vK £ s se font en ® (ns), tandis que la
création de K se fait en © (s%), et enfin le calcul de ||v||§ se faiten © (n).
La complexité globale est alors en © (ns + s°), ce qui se réduit a © (ns)
lorsque s < n, ou lorsque les matrices Kr s et KE sont préalablement
construites. O

Maintenant que nous savons que le calcul de la MMD avec un noyau
approximé par Nystrom est rapide, et que son utilisation est théoriquement
fondée, une question naturelle se pose : a quel point cette approximation
est loin de la MMD exacte ? Pour répondre a cette question, nous utiliserons
des résultats récents sur la qualité des approximations de matrices de Gram
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construites avec des algorithmes aléatoires [Gittens and Mahoney, 2016].
Lorsque l’'approximation de la matrice de Gram est construite avec un
échantillonnage uniforme, des hypotheses sur la cohérence de la matrice
de Gram sont nécessaires. Pour définir cette notion, soit Kr := UZUT la
diagonalisation de Kr. La cohérence de la matrice Kx d’ordre r € [n] est
calculée comme :

n 112
er (Kp) = Zmax Ui,z

ou U, € R™™" contient les r vecteurs propres associés aux r plus grandes
valeur propres de Kr (en d’autres termes, U, contient les r premieres
colonnes de U).

Avant d’énoncer ce résultat, nous attirons l’attention du lecteur que
la cohérence d’une matrice définie ci-dessus est une notion différente de la
cohérence d’un dictionnaire définie en Section 2.2.3.

Lemme 6. Soit V, k, et ¢, (Kz) comme ci-dessus. Soit F := {x1,...,x,} CV,
k défini comme dans I'Equation (4.7) oit I%nys est construit avec la méthode
de Nystrom en utilisant un échantillon S de s données. Soit p €]0,1] une
probabilité d’échec, et € €]0,1[ un parametre de précision. Enfin, soit P :=
Y1 pidy, () et Q := Y1, qi6x.(.) deux distributions de probabilités discrétes.
Sis > 2¢c, (Kr)e 2rln (ﬁ)’ alors avec probabilité supérieure a 1 — 3p, nous
avons :

2v/2

IMMD; (I, Q) — MMD? (I, )y<<2\/_+ g,

) |Kr = K|, +24,

ot K, est la meilleure approximation de rang r de Kgr, et oit ||A|,
trace (\/ ATA> est la norme nucléaire de la matrice A.

Démonstration. Notons v := (p1 —q1,...,Pn — qn) € R", et rappelons que
MMD% (If’, Q) = vKrov! (voirla preuve du Lemme 5). Ainsi, en utilisant les

propriétés de la trace : MMDZ (P, Q) = trace (vKzoT) = trace (KxvT0).
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En faisant de méme avec MMD% (IP, Q) nous obtenons :
IMMD? (115 Q) - MMD2 (P,Q)| = |trace <K;vv ) — trace ((Kf + AI) UUT>|

) — trace ((K]:,SK";K;,S + /\I> UUT) |

Ky — Kr sK3 K]_-S> va> — Atrace (?)Z)T>|

(
(K; Kr sK3 Kf5> Vv )| + Altrace (UUT>|

<
e

s 2
) (2+ =g ) Kz =Kl ol + 2 o1,

ou I'inégalité (a) est vraie grace a I'inégalité de Holder [Bhatia, 1997], et
l'inégalité (b) grace au Lemme 8 de [Gittens and Mahoney, 2016]. Enfin,
comme) ! ;pi=Y1,4i=1o0na ||v\|§ < 2, ce qui termine notre preuve.

[

4.6 Expériences numériques

Nous proposons maintenant d’évaluer empiriquement notre approxi-
mation de la MMD basée sur la méthode de Nystrom, que nous notons ici :
MMD Nystrom. Pour cela, nous considérons le three sample problem sur des
données réelles et synthétiques.

Avant de présenter nos résultats, rappelons en quoi consiste ce pro-
bleme : étant données trois ensembles de points X := {xy,...,x, },
Z ={z1,...,zn,} et W = {wq,...,wy, } tel que X et Z sont générés
suivant deux distributions de probabilités différentes IP y et IP z, décider si
W est généré suivant IP y ou IP z. Nous supposerons évidemment que WV est
généré suivant I'une des deux distributions de probabilités. Ce probleme
peut étre résolu en utilisant une distance entre distributions discrétes D.
En effet, si D (X, W) < D (Z,WW) , alors nous décidons que W est généré
suivant P y, sinon nous décidons que W est généré suivant IP z. Contrai-
rement au two sample problem, dont le but est de décider si deux jeux de
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Jeu de données Nombre de données | Structur
Covertype[R. Collobert, S. Bengio, and Y. Bengio, 2002] | 581012 vectorie
MNIST [Yann et al., 1998] 70000 vectorie
N(0,1) — N (0,1.001) 2 x 10° vectorie
MUTAG [Debnath et al., 1991] 188 graphe

TABLE 4.1 — Description des jeux de données

données sont tirés suivant la méme distribution, dans ce probleme nous
n’avons pas besoin de définir un seuil pour prendre la décision.

4.6.1 Dispositif expérimental

Nous considérons deux structures de données : vectorielles et graphes,
que nous résumons dans le Tableau 4.1. Pour les données vectorielles,
nous utilisons le noyau RBF (Radial basis function) avec un parameétre ¢ :=

-1
(% Y xjeF | xi — x; Hi) tel que proposé dans [Brefeld et al., 2006], tandis
que nous utiliserons le noyau ShortestPath [Borgwardt and Kriegel, 2005]
pour les données graphes.

Nous considérons dans la suite uniquement le cas ou X, Z et WV ont
le méme nombre de données que nous notons par #n, mais nos résultats
restent valides lorsqu’ils ont des tailles différentes.

Nous comparons notre approximation basée sur la méthode de Nys-
trom avec trois autres méthodes d’approximation de la MMD que nous
avons introduits en section 4.2 : MMD linéaire [Gretton et al., 2012], MMD
bloc [Zaremba et al., 2013], et enfin I’approximation basée sur les Random
Fourier Features (MMD RFF) [Zhao and Meng, 2015]. Lorsque le nombre
de données n’est pas tres grand, nous calculons aussi la valeur de la MMD
exacte telle que définie dans I’Equation 4.2).

Rappelons que la complexité de la méthode MMD linéaire est de © (n),
que celle de MMD bloc, MMD Nystrom et MMD RFF sont de © (ns), et enfin
que le calcul de la valeur exacte de la MMD se fait en © (n?).

Afin de comparer des méthodes de complexités équivalentes, nous
fixons s = log(n) pour les méthodes MMD bloc, MMD Nystrom et MMD
RFF.

Nous nous intéressons a l’erreur commise par chacune des méthodes
dans la résolution du three sample problem. L'erreur est définie comme le
ratio entre le nombre de jeux de données mal classées et le nombre total de
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jeux de données :

1 m

erreur := — Y 1(D (X, W;) > D (Z,WV)),
i=1

tel que Vi - Wi = {wil,. ..,win} ~ ]P/y,.)(i = {xil,. . .,x,'n} ~ ]P)(,Zi =
{zi,,...,zi,} ~ Pz sont des ensembles de points, et ol 1 est le nombre de
tirages qui sera spécifié plus tard. Nous calculons aussi le temps de calcul
ainsi que la distance entre les valeurs de MMD approximées et la valeur
exacte de la MMD :

AX,Z = ‘MMDIA( (X,Z) - MMDk (X,Z)|,

ou MMD;, est calculée en utilisant 1'une des méthodes d’approximation :
MMD linéaire, MMD bloc, MMD RFF ou MMD Nystrom. Nous appelle-
rons aussi Ay z la vitesse de convergence de la méthode d’approximation
utilisée vers la MMD exacte.

Toutes les expériences sont répétées sur plusieurs tirages, et nous affi-
chons la moyennes sur ces différents tirages.

Nous considérons quatre expériences différentes : une sur des données
vectorielles synthétiques, deux sur des données vectorielles réelles, et une
sur des données graphes. La premiere expérience nous permet de vali-
der les complexités de calculs théoriques ainsi que 1'utilité des méthodes
d’approximation de la MMD pour le three sample problem. Les données
vectorielles réelles serviront a illustrer la robustesse de ces méthodes d’ap-
proximation sur des jeux de données réels. Enfin, la derniére expérience
permet d’illustrer la possibilité d utiliser notre méthode avec des noyaux
sur graphes.

4.6.2 Résultats
Données vectorielles

Nous commengons par un jeu de données synthétique constitué de 10°
données avec Py = N (0,1) et Pz = N(0,1.001). Ces deux distributions
sont trés proches, et il faudra considérer un nombre de données n tres
grand pour arriver a les discriminer. Cette expérience nous permet donc de
voir la limite de la MMD qui ne sera pas calculable au dela d"une certaine
valeur de n. Cette expérience nous permet aussi de valider les complexités
de temps de calcul annoncées plus haut.

Pour ce jeu de données, nous considérons 200 tirages d’ensembles X', Z
et WV différents. Comme nous pouvons le voir dans la Figure 4.2a, les mé-
thodes MMD Nystrom et MMD RFF ont une erreur équivalente, tandis que
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MMD linéaire et MMD bloc semblent incapables de discriminer ces deux
gaussiennes. Pour de petite valeur de 1, nous remarquons que la MMD
exacte fait autant d’erreur que MMD Nystrom et MMD RFF. Cette figure
montre l'intérét de telles approximations : ces deux gaussiennes sont tres
similaires, et il faut donc tirer un tres grand nombre de données avant de
pouvoir les discriminer. La MMD exacte n’est pas calculable pour des va-
leurs de n aussi grandes, tandis que les méthodes d’approximation le sont
ce qui leur permet au final de discriminer ces deux gaussiennes. En compa-
rant la distance entre I'approximation et la MMD exacte (Figure 4.2b), nous
pouvons faire le méme constat : MMD Nystrom et MMD RFF convergent
vers la valeur exacte de la MMD a la méme vitesse, tandis que MMD linéaire
et MMD bloc prennent plus de temps. Toutefois, la méthode MMD linéaire
est la plus rapide comme prévu et comme nous pouvons le constater dans
la Figure 4.2¢c. Les méthodes MMD Nystrom et MMD RFF ont un temps de
calcul similaire lorsque n est grand et sont toutes deux plus rapides que
MMD bloc. Enfin, la MMD exacte a un temps de calcul qui explose et ne
peux méme plus étre calculée lorsque n est trés grand. Notons que la plus
grande valeur de n considérée dans la Figure 4.2b est de 10* car le calcul de
Ay z nécessite le calcul de la MMD exacte qui devient trop lent au-dela de
cette valeur.

Nous avons vu dans la Figure 4.2 que sur un jeu de données synthétique,
les méthodes d’approximation de la MMD permettaient de relativement
bien (selon la méthode considérée) résoudre le three sample problem. Nous
proposons maintenant de regarder comment ces méthodes se comportent
sur des jeux de données réels. Commengons par le jeu de données MNIST,
dont les données sont divisées en 10 classes. Sur ce jeu de données, la
distribution IP y est représentée par les données étiquetées par les classes
entre 0 et 4, alors que IP z est représentée par les données étiquetées par les
classes entre 5 et 9. Nous faisons les mémes expériences que précédemment,
que nous répétons cette fois-ci 500 fois, et affichons les résultats dans la
Figure 4.3. Cette fois ci, nous constatons que lorsque 7 est petit (i.e. n <
5000), alors MMD RFF fait moins d’erreur que toutes les autres méthodes
d’approximation. Toutefois, lorsque n > 5000, notre approximation MMD
Nystrom est la méthode d’approximation qui fait le moins d’erreurs. De
plus, a partir de n ~ 10000, notre méthode ne fait aucune erreur (tout
comme la MMD exacte), tout en étant plus rapide que la MMD exacte.
Notons que sur ce jeu de données, la MMD exacte ne fait aucune erreur
méme pour de tres petites valeurs de n. Sur la Figure 4.3b, nous constatons
que MMD RFF converge plus vite vers la valeur exacte de la MMD que les
autres méthodes d’approximation. MMD Nystrom et MMD bloc convergent
a la méme vitesse vers la valeur exacte de la MMD, tandis que MMD linéaire
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FIGURE 4.2 — Erreur dans le three sample problem, convergence vers la MMD
exacte et temps de calcul avec Py = N (0,1) et Pz = N (0,1.001).
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FIGURE 4.3 — Erreur dans le three sample problem, convergence vers la MMD
exacte et temps de calcul sur le jeu de données MNIST.

est plus lente. Enfin, sur la Figure 4.3c nous constatons les mémes résultats
que précédemment, la MMD linéaire est la plus rapide, suivi par MMD RFF
et MMD Nystrom qui ont un temps de calcul similaire, suivi par MMD bloc
et enfin par MMD exacte.

Enfin, considérons notre dernier jeu de données vectoriel réel de clas-
sification binaire : Covertype, qui contient encore plus de données que
MNIST. Ce jeu de données nous permet de comparer les temps de calcul
des différentes méthodes d’approximation pour de plus grandes valeurs de
n que celles considérées dans MNIST. Ici, la distribution IP - est représentée
par les données étiquetées par la classe 0, alors que IPz est représentée
par les données étiquetées par la classe 1. Nous répétons les expériences
500 fois, et affichons les résultats dans la Figure 4.4. Cette fois ci, nous
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FIGURE 4.4 — Erreur dans le three sample problem, convergence vers la MMD
exacte et temps de calcul sur le jeu de données Covertype.

temps de calcul

constatons que la MMD exacte est celle qui fait le moins d’erreurs, suivie
juste apres par MMD Nystrom. Sur la Figure 4.4b, nous constatons que notre
approximation MMD Nystrom et MMD RFF convergent presque a la méme
vitesse vers la valeur exacte de la MMD.

Données graphes

Passons maintenant aux données graphes. Nous tragons les résultats
obtenus sur le jeu de données MUTAG dans la Figure 4.5. Notons que la
méthode MMD RFF ne peut pas étre utilisée pour ce jeu de données de
graphe. Comme attendu, la MMD exacte est celle qui fait le moins d’erreur,
suivi juste apres par notre méthode MMD Nystrom, puis par MMD bloc et
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linéaire. En terme de convergence vers la valeur exacte de la MMD, nous
remarquons que MMD Nystrom est la méthode qui converge le plus vite
vers la valeur optimale. Enfin, et sans surprise aussi, MMD exacte mise de
coté, la méthode MMD linéaire est la plus rapide, tandis que MMD bloc est
la plus lente.

Nous concluons de ces expériences que notre approximation MMD
Nystrom permet un bon compromis entre erreurs et temps de calcul dans
la résolution du three sample problem. En effet, nous avons vu que notre
méthode d’approximation de la MMD basée sur la méthode de Nystrom
fait souvent moins d’erreurs que MMD linéaire et que MMD bloc. En terme
de temps de calcul, notre méthode est plus rapide a calculer que MMD bloc
mais plus lente que MMD linéaire. Ce gain en temps de calcul nous permet
de discriminer des distributions de probabilités trés similaire (comme nous
I'avons vu avec les deux gaussiennes) en considérant des ensembles de
données de tres grande taille. De plus, contrairement a MMD RFF notre
méthode d’approximation est valide pour une large famille de noyaux,
parmi lesquels les noyaux sur graphes.

4.7 Conclusion

Nous avons dans ce chapitre présenté une nouvelle connexion entre
les distributions de probabilités et les RKHSs sur des domaines discrets.
Nous avons utilisé cette connexion afin de proposer un framework pour
représenter et comparer les distributions de probabilités.

Dans un second temps, nous avons montré comment la MMD, une
célebre distance entre distributions de probabilités, s’integre dans notre
framework. Nous avons ensuite utilisé cette connexion pour proposer une
nouvelle approximation de la MMD, basée sur la méthode de Nystrom.
Notre approximation est théoriquement justifiée pour une large gamme de
fonctions noyaux y compris les noyaux sur graphes.

Enfin, nous avons empiriquement évalué notre méthode, et nous avons
vu qu’elle présentait un bon compromis entre erreur et temps de calcul
dans le cadre du three sample problem.

Il serait intéressant d’étudier dans les travaux futurs le comportement
de notre approximation de la MMD dans d’autres problémes tel que le two
sample problem, 1’apprentissage actif ou ’adaptation de domaine. Il serait
aussi intéressant d’étudier empiriquement l'utilisation d’autres noyaux
avec notre méthode d’approximation. Enfin, comment d’autres distances
telles que la distance de Wasserstein s’inscrivent dans notre framework est
aussi une question intéressante.
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Chapitre 5

Frank-Wolfe pour I’'approximation
parcimonieuse de signaux

Nous nous sommes consacrés dans les chapitres 3 et 4 a ’accélération
de méthodes basées sur les noyaux.

Nous proposons dans les deux chapitres suivants de nous intéresser
a l'optimisation avec contrainte de parcimonie. Nous étudions dans le
chapitre 5 les propriétés de reconstruction et de convergence de l'algorithme
Frank-Wolfe (FW) dans 'approximation de signaux par des représentations
parcimonieuses. Nous étudions ensuite dans le chapitre 6 1'élagage de
foréts aléatoires avec l’algorithme Orthogonal Matching Pursuit (OMP).

5.1 Introduction et état de ’art

Nous présentons dans ce chapitre nos résultats sur les propriétés de
l'algorithme de Frank-Wolfe dans la reconstruction de signaux parcimo-
nieux. Ces travaux ont été publiés dans le journal IEEE Transaction and
Information Theory (TIT) 2019 [Cherfaoui et al., 2019], et présentés dans
les conférences GRETSI 2019 et iTWIST 2018.

5.1.1 Introduction

Pour un signal y € R? et un dictionnaire D := {vy,...,v,}, le probléeme
d’approximation parcimonieuse a pour but de trouver une approximation
m-parcimonieuse de y dans D. Cela revient a construire une combinaison
linéaire de m éléments de D qui se « rapproche » le plus possible de v.
La qualité de cette approximation peut étre par exemple mesurée par la
norme euclidienne de la différence entre y et son approximation. Plus
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formellement, ce probléeme peut étre posé comme :

2

tel que ||a||, < m. (5.1)
2

y— Y alilo

i=1

N = arg min —
acR" 2

Minimiser ||y — Y_/'; a[i]v; ||§ permet de trouver le vecteur des poids « as-
socié a la meilleure approximation de y, tandis que la condition ||a||, < m
permet de s’assurer qu’au plus m atomes sont utilisés dans la construction
de cette approximation.

Malheureusement, le Probleme (5.1) est NP-dur [Davis et al., 1997]. Plu-
sieurs méthodes permettant de construire des approximations de a* ont été
alors proposées.

La majorité des méthodes d’approximation peuvent étre classées
dans deux catégories : les méthodes gloutonnes [Mallat and Zhang, 1993,
Pati et al., 1993, Adler, 2015], et les relaxations convexes [Chen et al., 2001,
Tibshirani, 1996]. Les méthodes gloutonnes construisent de maniere itéra-
tive une approximation de y en sélectionnant a chaque itération 1'élément
de D qui leur permet de mieux approximer y. Comme un seul élément est
sélectionné a chaque itération, ces méthodes permettent un total controle
sur la parcimonie de leur approximation. En effet, au bout de k mises-a-jour,
I'approximation de a* construite par les méthodes gloutonnes contient au

plus k éléments non nuls. Toutefois, comme la quantité ||y — Y1 ; a[i]v; ||§
n’est pas explicitement minimisée, les méthodes gloutonnes risquent de
construire des approximations, certes m-parcimonieuses, mais pas forcé-
ment trés « proches » de y. Néanmoins, lorsque y et D ont des formes
particulieres, la distance entre y et 'approximation construite par les mé-
thodes gloutonnes peut étre bornée [Gribonval and Vandergheynst, 2006,
Tropp, 2004, Gilbert et al., 2003, Candes and Tao, 2005].

Les méthodes de relaxation convexe quant a elles partent de la remarque
que la difficulté majeure du Probléme (5.1) est la contrainte sur la quasi-
norme ly. Le Probléeme (5.1) est alors relaxé en remplagant la contrainte /
par une contrainte sur une norme convexe comme la norme /1 :

2
tel que ||af[; < B. (5.2)
2

n

y =) alilo

i=1

x1 = arg min
a€R"

Ce probleme d’optimisation relaxé est convexe et peut étre résolu en temps
polynomial. Toutefois, contrairement aux méthodes gloutonnes, les mé-
thodes de relaxation ne permettent pas toujours de connaitre a chaque
itération le nombre d’atomes qui interviennent dans la décomposition de
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leur approximation. Il existe cependant certaines conditions sur y et D sous
lesquelles cela est possible [Tropp, 2006, Chen et al., 2001, Tibshirani, 1996].

Nous nous intéressons dans ce chapitre a la relaxation /; décrite dans
'Equation (5.2). Nous proposons de résoudre ce probléme avec un algo-
rithme d’optimisation convexe : Frank-Wolfe (FW) [Frank and Wolfe, 1956].
Plus particulierement, nous étudions les conditions sous lesquelles la solu-
tion du Probleme (5.1) et celle du Probleme (5.2) construite par FW coin-
cident.

5.1.2 Ftat de 'art

Il sera question dans cette partie de convergence, et plus préciseraient
de vitesse de convergence, de certains algorithmes. Nous commencerons
donc par définir ces notions. Soit { fx} une suite. On dira que cette suite
converge exponentiellement vite vers f* s'il existe 8 €]0, 1] tel que pour
tout k :

I ferr = fI <O fi = FIl-

On dira qu’elle converge linéairement vers f* si pour tout k :
. 1
- <o ().

Revenons maintenant a notre état de l'art.

Comme discuté en section 2.2.2, lorsque D est une base orthonormée, et
que y est m-parcimonieux dans D, la solution du Probleme (5.1) peut étre
trouvée en temps linéaire par rapport au nombre d’atomes. En effet, il suffit
dans ce cas de projeter indépendamment le signal sur chacun des atomes, et
de sélectionner ensuite les m atomes qui sont le plus corrélés avec le signal.
Toutefois, lorsque D n’est pas une base orthonormée, le Probléme (5.1) est
NP-dur [Davis et al., 1997], et des méthodes d’approximation doivent étre
utilisées.

Matching Pursuit (MP) [Mallat and Zhang, 1993] et Orthogonal Mat-
ching Pursuit (OMP) [Pati et al., 1993] sont deux algorithmes gloutons per-
mettant de construire une solution approximée pour le Probleme (5.1). Ils
sont largement connus et utilisés dans les communautés de traitement du
signal et d’apprentissage automatique. En plus d’étre simples a comprendre
et faciles a implémenter, ils sont théoriquement justifiés. Nous avons déja
vu que, lorsque D est une base orthonormée et que y est m-parcimonieux
dans D, alors OMP et MP retrouvent la solution optimale en exactement m
itérations.
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Malheureusement, beaucoup de signaux ne peuvent pas étre correc-
tement exprimés, ou méme approximés, dans une base orthonormée. Il
nous faut donc considérer des dictionnaires moins restrictifs que les bases
orthonormées, mais avec suffisamment de structure afin de pouvoir espérer
des garanties théoriques sur nos approximations. Pour cela, les notions
de cohérence et de fonction Babel d'un dictionnaire D ont étés introduites.
Rappelons que la cohérence de D est définie comme :

D) := max |(v;,v:)|,
(D) = max| (o,

et que sa fonction Babel est donnée par :

D = i 0i) |
ui(D,m) max . max, iEZA |(vi, ;)]
Ces outils permettent de mesurer a quel point un dictionnaire est proche
d’une base orthonormée. En effet, lorsque D est une base orthonormée,
alors u(D) = u1(D,m) = 0 pour tout m. Lorsque tous les atomes sont
presque orthogonaux les uns aux autres, i.e. (v;,v;) ~ 0, alors (D) ~ 0
et u1(D, m) ~ 0. Intuitivement, en considérant des dictionnaires de petite
cohérence ou de petite fonction Babel, MP et OMP seront plus capables de
reconstruire la solution optimale, ou du moins s’en approcher en un temps
raisonnable. La cohérence d'un dictionnaire a été proposée par Mallat et
Zhang en 1993 [Mallat and Zhang, 1993], et la fonction Babel par Tropp
en 2004 [Tropp, 2004]. Ces outils permettent 1’établissement de garanties
théoriques pour différentes méthodes d’approximation du Probleme (5.1).
Nous présentons dans la suite certains de ces travaux.

Avant de commencer, nous introduisons quelques notations. Nous utili-
serons l'expression de signal m-parcimonieux bruité dans D pour désigner
les signaux qui s’écrivent comme : y = yop¢ + v, O V est un vecteur de bruit
inconnu, et yopt 1= }i—; &*[i]v; avec a* une solution du Probleme (5.1).

Les auteurs de [Gilbert et al., 2003] montrent que pour tout signal y
m-parcimonieux bruité dans D, si m < @ (u(D) 1), alors yoump, l'approxi-
mation construite par OMD, vérifie :

1y — yompll, < 8V ||y — yopt|,, (5.3)

Ainsi, plus la cohérence est petite, plus les valeurs de parcimonie m
que nous pouvons considérer sont grandes. Si u(D) ~ 0, alors m
tend vers l'infini, et dans ce cas les garanties théoriques présentées
par [Gilbert et al., 2003] sont vérifiées pour tout signal y. Inversement, si
1(D) est tres grande, alors m tend vers zéro, et nous ne serons capables
d’approximer aucun signal.

78



Tropp [Tropp, 2004] généralise le résultat de [Gilbert et al., 2003] en in-
troduisant des conditions impliquant la fonction de Babel. Il énonce une
condition suffisante pour que OMP reconstruise exactement tout signal
m-parcimonieux. Cette condition, connue sous le nom d’ERC (pour Exact
Recovery Condition), est vérifiée lorsque p1(D,m) < % Ainsi, lorsque
i (D,m) < %, OMP reconstruit exactement tout signal m-parcimonieux
au bout de m itérations. Il démontre ensuite que pour tout signal y m-
parcimonieux bruité, sim < @ (u(D)™!), alors :

Iy — yomplla < V1+6m |y —yopt |, - (5.4)

Remarquons que, pour des valeurs de cohérence et de parcimonie
fixées, la borne de [Tropp, 2004] (Equation (5.4)) est plus serrée que celle
de [Gilbert et al., 2003] (Equation (5.3)), puisque 1+ 6m < 8y/m.

En 2006, Gribonval et Vandergheynst [Gribonval and Vandergheynst, 2006]
ont étendu les résultats de Tropp a l’algorithme MP. IIs montrent que si y est
m-parcimonieux et si la condition ERC est vérifiée, alors I’approximation
construite par MP converge exponentiellement vite vers la solution
optimale. Ils étudient aussi le cas out y est m-parcimonieux bruité, et
montrent que si I'ERC est vérifiée, il existe une itération a partir de
laquelle :

Iy = yaplly < VI+4m [y = yope -

Notons que Gribonval et Vandergheynst ont décidé de renommer la condi-
tion ERC par «la condition de stabilité », puisqu’il n’est pas correct de
parler de reconstruction exacte avec MP contrairement a OMP.

L’algorithme OMP a aussi été étudié sous une autre condition : RIP (Res-
tricted Isometry Property) [Candes and Tao, 2005]. Cette condition permet
de caractériser les dictionnaires qui se comportent « presque » comme une
base, mais uniquement sur les signaux parcimonieux.

Les auteurs de [Davenport and Wakin, 2010] montrent que sous cer-
taines conditions sur la constante RIP, OMP reconstruit exactement tout
signal m-parcimonieux. Ils montrent aussi expérimentalement qu’il existe
des dictionnaires qui satisfont les conditions sur la cohérence mais ne satis-
font pas celles sur RIP, et vice versa. Il faut donc voir les conditions sur la
constante RIP et celles sur la cohérence comme des conditions complémen-
taires. La reconstruction de signaux m-parcimonieux bruité sous condition
RIP a aussi été étudiée [Zhang, 2011].

Plus récemment, une revisite de OMP, appelée CAMP (pour Covariance
Assisted Matching Pursuit), a été proposée dans [Adler, 2015]. Dans cet
algorithme les auteurs supposent que les coefficients du support de y sont
tirés suivant une distribution de probabilité gaussienne de moyenne et de
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variance connue. Ils utilisent ensuite ces deux informations lors de 1’étape
de mise-a-jour du signal approximé, ce qui leur permet de prendre en
compte les potentielles dépendances statistiques entre les coefficients. Il
a été démontré que CAMP a de meilleurs résultats d’approximation que
OMP en pratique [Adler, 2015]. De plus, des garanties théoriques sur la
reconstruction exacte ont été démontrées sous certaines conditions dérivées
des conditions RIP [Ge et al., 2019].

Tournons nous maintenant vers les méthodes de relaxation convexe. Le
principe de Basis Pursuit (BP) [Chen et al., 2001] par exemple, propose de
remplacer le Probleme (5.1) par :

n
app = argmin |[a||; tel que Y _afi]v; =y.
x€R" i=1
Les auteurs utilisent ensuite un algorithme basé sur la méthode des points
intérieurs pour le résoudre. Sous certaines conditions sur la cohérence,
ou lorsque I'ERC est vérifiée, BP reconstruit exactement tout signal m-
parcimonieux [Donoho et al., 2001, Tropp, 2004].
D'un  autre c6té, Tibshirani  propose la  relaxation
LASSO [Tibshirani, 1996] pour la régression :

2
n

y— Y alio;

i=1

tel que [lall; < p.
2

X ASSO = argmin
a€R”

La relaxation LASSO est moins restrictive que celle de BP, puisqu’elle
ne contient pas de contrainte sur une reconstruction exacte. Elle a ensuite
été légerement modifiée pour étre étudiée pour I'approximation parcimo-

nieuse :
2

+llaly -
2
L’auteur de [Tropp, 2006] montre que si y est m-parcimonieux bruité et
sim < © (u(D)~1), alors pour un choix approprié de 7, le support de
YLASSO = Y_i1 &LAsso[i]v; est inclus dans le support de y [Tropp, 2006]. De
plus, sous ces mémes conditions, la distance entre ay asso et a* peut étre
controlée [Tropp, 2006].

D’un autre c6té, Frank-Wolfe (FW) [Frank and Wolfe, 1956] est un al-
gorithme itératif, proposé en 1956 par Marguerite Frank et Philip Wolfe
pour la résolution de problémes d’optimisation convexes contraints. FW
converge exponentiellement vite lorsque la fonction objective est fortement
convexe [Guélat and Marcotte, 1986], mais linéairement lorsqu’elle est sim-
plement convexe [Frank and Wolfe, 1956]. De plus, la convergence devient

n

y— Y aliv;

i=1

'&LASSO = arg min
xeR"
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encore plus lente lorsque la solution se situe sur les bords du polytope des
contraintes. En effet, dans ce cas les itérés commencent un zig-zag entre
les différents sommets du polytope [Lacoste-Julien and Jaggi, 2015]. Des
variantes de l'algorithme de FW ont été proposées afin d’accélérer sa conver-
gence en cassant ces zig-zag [Wolfe, 1970, Guélat and Marcotte, 1986,
Lacoste-Julien and Jaggi, 2015]. L'essentiel de I'idée proposée par ces mé-
thodes est de faire un « pas » en plus pour s’éloigner de I’approximation
actuelle qui cause ces zig-zag.

Des propriétés de convergence de FW dans le cas de fonctions objectives
non convexes existent aussi [Lacoste-Julien, 2016].

Au premier abord, on ne soupgonne pas forcément de liens entre FW et
MP. Pourtant, nous verrons dans la section 5.3, que FW et MP ont beaucoup
de similarités et de points communs. Ces similarités ont inspirés Jaggi
et al. [Locatello et al., 2017] pour exploiter les outils traditionnellement
utilisés pour I'analyse de FW afin d’analyser MP dans le cas de dictionnaires
génériques.

Nous proposons dans ce chapitre de faire le chemin inverse.
Nous utilisons les outils traditionnellement utilisés pour l’analyse
de MP et OMP afin d’analyser l’algorithme de FW. Nous éten-
dons les résultats de Tropp [Tropp,2004], Gribonval et Vander-
gheynst [Gribonval and Vandergheynst, 2006] a 1'algorithme de Frank-
Wolfe (FW) pour la résolution du Probleme (5.2), lorsque le signal y est
m-parcimonieux. Nous étudions ensuite ses propriétés de reconstruction et
de convergence sous la condition ERC.

En particulier, nous montrons que tout comme MP et OMP, l'algorithme
FW choisit a chaque itération un élément du support de y. De plus, il
converge exponentiellement vite vers la solution optimale.

La suite de ce chapitre est organisée comme suit : en section 5.2 nous
rappelons 1'algorithme Frank-Wolfe, que nous instancierons ensuite pour
le probleme d’approximation parcimonieuse. Nous étudions ses proprié-
tés lorsque y est m-parcimonieux en section 5.3. Enfin, nous évaluerons
empiriquement FW sur des données simulées en section 5.4.

5.2 Frank-Wolfe pour l'approximation parcimo-
nieuse
Avant de commencer cette section, fixons quelques notations que nous

utiliserons dans la suite. Pour tout dictionnaire D, nous notons par D :=
[01,...,0,] € R¥" la matrice dont les colonnes sont les éléments de D.
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Pour tout ensemble A C [n], la matrice D5 € R?*IA| contient les colonnes
de D indexées par A, et pour tout vecteur a € R”, le vecteur ay € RIA|
contient les éléments de a aux positions indexées par A.

5.2.1 L’algorithme Frank-Wolfe

Frank-Wolfe (FW) [Frank and Wolfe, 1956] est un algorithme itératif
proposé par Marguerite Frank et Philip Wolfe pour résoudre des problémes
d’optimisation convexes de la forme :

min f(«) (5.5)
ou f est une fonction convexe et continuement dérivable, et ot C est un
ensemble compact et convexe.

A chaque itération, l’algorithme Frank-Wolfe considére une approxima-
tion linéaire de f, puis minimise cette approximation dans C pour trouver
la direction de descente. Ces étapes sont résumées dans 1’Algorithme 4.
Ainsi, a chaque itération k, nous cherchons s le minimiseur de 1’approxi-
mation de Taylor d’ordre 1 de f au tour de aj. La prochaine approxi-
mation «ay 1 est ensuite construite comme une combinaison convexe de
i et sg. Cette combinaison convexe dépend du parametre 7, qui défi-
nit la proportion de contribution de chacun. Dans le papier original de
Frank et Wolfe [Frank and Wolfe, 1956], le parametre -y est calculé comme :
Y o= ﬁ Néanmoins, des méthodes plus avancées peuvent étre utili-
sés sans affecter les propriétés de convergence de Frank-Wolfe. Il est par
exemple possible de choisir v tel que f(aj, 1) soit la plus petite possible :

Yk = argmin f(ay 1) = argmin f (45 + (1 — 7)) .
1€[0,1] 71€[0,1]

Pour plus de détails sur les possibles définitions de 7y, nous invitons le
lecteur a voir les travaux de [Locatello et al., 2017] et [Jaggi, 2013].

5.2.2 Frank-Wolfe pour I’approximation parcimonieuse

Nous instancions dans cette section 'Equation (5.5), pour le probleme
de reconstruction de signaux parcimonieux relaxé. Rappelons que cette
relaxation s’écrit comme :

n

y— Z“[i]vi

i=1

K1 = argmin
x€R"

tel que [jall; < B, (5.2)
2
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Algorithme 4 : Algorithme Frank-Wolfe (FW)

1 Entrée : une fonction convexe f, un ensemble C convexe.;
2 Sortie: « € C, solution du Probleme (5.5) ;

3 choisir ag € C ;

1 k=0;

5 Répéter {

6 sy = argmin, (s, Vf(ay)) ;

7 choisir v € [0,1] :

8 variante 1: v, := H%;
9 variante 2 : vy = argmin, o q) f (v5k + (1 — 7))
0 e = Yesk+ (1 ra;

1 k=k+1;
12 }

13 Renvoyer aj1 ;

avec B un parametre a régler. Le Probléeme (5.2) est alors une instance du
Probleme (5.5), avec :

n

fa) = 3lly = }_elivillz = 3]y — Dall3,
i=1

et

C=Bi(p) := {a € RY; [lafl; < B}

Ici B1(B) estla boule /1 de rayon B. Elle peut étre écrite comme 1’ensemble

des combinaisons convexes de £fe; ou e; est le i élément de la base
canonique de R" :

B1(B) = conv{=£pe; | i € [n]}.

La fonction f et ’ensemble C ainsi définis sont tous deux convexes. Nous
pouvons dans ce cas instancier I’Algorithme 4 pour notre probléme.

Comme Vf(a;) = DT(Day —y), I'étape de sélection de s de 'algo-
rithme de FW devient :

Sk = arg min (s, DT(Day — v)).
seconv{+pe; | i€[n]}

Comme ce probléme d’optimisation est linéaire et que B(B) est fermé
et borné, il existe toujours une solution qui est de plus un extremum
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de B1(B) [Boyd and Vandenberghe, 2004]. Ainsi, 1’équation précédente de-
vient :
sg = argmin (s, DT (Day —y)).
se{tpe; | i€[n]}
En utilisant la propriété de (u, Av) = (ATu,v) pour tout vecteur u,v et
matrice A nous obtenons :

sy = argmin (Ds,(Dag—y)).
se{+pe; | ic[n]}

Comme s = £fe;, alors Ds = £v;. Nous en concluons que l'étape de
sélection de s dans l’algorithme de FW pour le Probleme (5.2) est :

I = argmaxc, |(vi,y — Day, |)
sk = signe((vj,, y — Day))Be;,.

En notant ry = y — Day le résidu, nous remarquons que 1’étape de
sélection de FW est exactement la méme que celle de MP et OMP décrite
dans 1’ Algorithme 1.

Pour finir, il ne nous reste plus qu’a définir l'initialisation ap = 0 €
B1(B). Nous résumons ces étapes dans 1’ Algorithme 5.

Algorithme 5 : Algorithme Frank-Wolfe pour le Probleme (5.2)

1 Entrée : un dictionnaire D = {vy,...,v,}, unsignaly, € R
2 Sortie: « € C, solution du Probleme (5.2) ;

3 g = 0,'

1 k=0;

5 Répéter {

6 i = argmax;cp, [(v;,y — Dag);

7 se = signe ((vi,,y — D)) Be, ;

8 choisir 7 € [0,1] :

9 variante 1 : v := k% ;

10 variante 2 : 7y = argmin, ¢ | 3y — D (g + (s — ax)) 1%;
o g = o+ vk (S — )

12 k=k+1;
13}

14 Renvoyer a1 ;

Bien que nous ayons dit dans l'introduction de ce chapitre que les
méthodes de relaxation ne permettent pas toujours de connaitre a chaque
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itération le nombre d’atomes qui interviennent dans la décomposition de
leur approximation, cela n’est pas vrai pour l'algorithme FW. En effet, a
chaque itération de I’Algorithme 5, au plus un seul nouvel atome est choisi.
Ainsi, a chaque itération k, 'approximation Daj est k-parcimonieuse dans
D.

Nous présentons dans la section suivante les propriétés de reconstruc-
tion et de convergence de I’Algorithme 5 sous la condition m < %( ul+1).
Cette condition implique que tout sous-ensemble de m atomes est li-
néairement indépendant. Aussi, sous cette condition, pour tout signal m-
parcimonieux, le vecteur de coefficients a* qui vérifie y = Da* et ||a*||p < m
est unique [Tropp, 2004]. Dans ce cas, a* est I'unique solution du Pro-
bléme (5.1) mais pas toujours solution du probleme relaxé (5.2). En effet,
nous avons toujours f(a*) = 0, mais si ||a*||; > B, alors a* ¢ Bi(B), et
donc a* n’est pas solution de (5.2). Lorsque ||a*||; < B, alors a* € B1(p), et
a* est bien solution du Probleme (5.2).

5.3 Propriétés de reconstruction et de conver-
gence

Nous présentons dans cette section nos principaux résultats. Nous
démontrons dans le Théoréme 4 que l'algorithme FW choisit uniquement
des atomes du support de y. Nous verrons ensuite dans les Théoremes 5
et 6 qu’il converge exponentiellement vite vers la solution optimale.

5.3.1 Condition de reconstruction

Afin d’étudier les hypotheses sous lesquelles FW reconstruit un signal
parcimonieux, nous utiliserons les outils de cohérence [Donoho et al., 2001]
et fonction Babel [Tropp, 2004] introduites par Donoho, Huo et Tropp
et rappelés ici en section 2.2.3. Nous utiliserons aussi la condition
ERC [Tropp, 2004]. Pour tout signal y de support A(y), 'ERC est vérifiée
si:

+ )
il EA() HDA(y)vl

<1 (5.6)

ot Dy € R4 IAWI est 1a matrice qui contient les atomes indexés par
A(y) dans ses colonnes.

L’ERC est une condition suffisante pour que OMP reconstruise exac-
tement tout signal m-parcimonieux en exactement m étapes [Tropp, 2004],
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et pour que MP converge exponentiellement vite vers la solution opti-
male [Gribonval and Vandergheynst, 2006]. Nous verrons dans les pro-
chains théorémes que c’est aussi une condition nécessaire pour que FW
converge exponentiellement vite vers la solution optimale.

Cependant, cette condition dépend du support du signal, qui est in-
connu. Elle ne peut donc pas étre vérifiée en pratique. Néanmoins, il a été
démontré [Tropp, 2004] qu’une condition suffisante pour (I:[ue I'ERC soit
vérifiée pour tous les signaux m-parcimonieux est que : m < 3(u(D) "1 +1).
Cette derniere condition est quant a elle plus facile a vérifier puisqu’elle ne
dépend que de quantités connues et calculables.

La preuve des résultats de convergence de MP et OMP réside dans le
fait qu’a chaque itération, I’atome sélectionné appartient au support du
signal. Nous étendons ce résultat a I'algorithme de FW dans le théoreme
suivant.

Théoréme 4. Soit D := {v4,...,v,} un dictionnaire, (D) sa cohérence, et
y = Da* un signal m-parcimonieux de support A(y) tel que ||a*||; < B. Si

<1,

+ .
max HDA(y)UZ

iZA(y) 1

ou plus généralement si :
m < 3(u(D)" +1),

alors a chaque itération k, I’Algorithme 5 choisit un atome correct, i.e. un atome
qui appartient au support de y :

Vk, i € A(y)

Démonstration. La preuve de ce théoréme est exactement la méme que
celle du Théoreme 3.1 de [Tropp, 2004] en appliquant le Corollaire 3.6
de [Tropp, 2004].

Nous présentons toutefois quelques éléments de la preuve, pour per-
mettre au lecteur d’avoir une idée de son fonctionnement.

Afin d’alléger les notation, notons par A = A(y). Notons aussi par
A = [n]\A le complémentaire de A dans [n].

La preuve de ce théoreme est une démonstration par récurrence. Nous
supposons qu’a l'itération k de I’Algorithme 5 : iy € A. Nous souhaitons
trouver une condition suffisante pour que le prochain atome sélectionné
soit aussi dans le support, i.e. ix11 € A. Observons que le vecteur D7y
liste I'ensemble des produits scalaires entre 1y et les atomes indexés par A.
Ainsi, ||[Darg||., donne la plus grande valeur de ces produits scalaires, ot
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ici la norme infinie d’un vecteur a € R? est définie comme le maximum
de la valeur absolue de ses éléments : [|a||,, := max;c|y |a[i]|. De maniére
similaire, || D7k o, donne la plus grande valeur des produits scalaires entre
1 et les atomes de D non indexés par A. Ainsi, iy, € A, si et seulement si :

”Dl_\rkHoo

—= 2 < 1.
DAk

En utilisant ensuite des bornes usuelles sur les normes vectorielles,
et en remarquant que 7 := y — Day € span (v;);c 5, car par hypothese
Yx = Day € span (v;);-,, on peut montrer que :

D_
IDATllo o oy HDX o
IDATklloo ~ igagy) I AW)

.

On en déduit qu'il suffit que max;¢ () H DX i

< 1, pour que 441 € A.

On conclut cette preuve en utilisant le Théoréme 3.5 et le Corollaire
3.6 de [Tropp, 2004] qui démontrent que si m < 3(u(D)~! + 1) alors

maX;¢ A (y) HDX(F/)Ui . <1 [

Ce théoréme nous dit que 1’algorithme de FW choisit uniquement des
éléments de D qui sont dans le support de y. Cependant, il ne nous dit rien
sur la convergence vers la solution optimale. Ce résultat est énoncé dans le
corollaire suivant.

Corollaire 3. Soit D := {v4,...,v,} un dictionnaire, 11(D) sa cohérence, B €
RY, et y := Y a*[i]v; un signal m-parcimonieux de support A(y) tel que
le*]ly < B. Si
max ||Df, v
iZA(y) H Aly)™?

<1,
1
ou plus généralement si :
m < L(u(D)" +1),
alors la séquence de wy produite par I’ Algorithme 5 converge vers a*.

Avant de pouvoir démontrer ce corollaire, nous avons besoin d’intro-
duire une remarque.

Remarque 2. Soit A € R¥*" une matrice, » € R™ un vecteur tel que ||a|, = m,
et A := {i | a[i] # 0}. Soit la décomposition en valeurs singuliéres (SVD) de
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Ap € R¥*IA - A = UZVT oi U € RV € RIMXIAL 3 e RIXIAL of tel
que X[i,i] = 0; (Ap) est la i valeur singuliere de Ax. On a alors :

| Aally > Cmin (An)* |2l (5.7)
En effet :

2 2
|Aa|? = || A3 = HuszaAuz @ szTaAHZ

n n
=Y (V. an)’c; (AA)? > Omin (Ap)? Y (Vi ap)?
(5.8)
b
= Gmin (An) [ Vata | 2 Gonin (A0)? [laa |2
= Umin (AA)2 ||“||§

oit les égalités (a) et (b) sont vraies car U et V sont des matrices orthogonales, et
préservent donc les normes.

Passons maintenant a la preuve du Corollaire 3.

Démonstration. Puisque |a*||; < B, alors a* est aussi solution du Pro-
bleme (5.2). D’un autre co6té, il est connu que les valeurs de la fonction
objective construites par 'algorithme FW, f (ay), convergent vers la valeur
optimale f («*). Nous démontrons ici que les itérés a; convergent eux aussi
vers a*.

Avant de commencer, introduisons quelques notations. Tout d’abord,
afin d’alléger les notations, notons le support de y par A au lieu de A(y).
Le vecteur (ax), = (ak[f])jen € R (respectivement a’, = (a* Djen €
RIAN est le vecteur qui contient les valeurs de ay (respectivement de a*)
uniquement aux positions indexées par A. Enfin, notons par Dy € R**/Al
la matrice contenant dans ses colonnes les éléments de D indexés par A.

Ainsi, nous avons :

|f () = f(a")] = | f () = O] = 3lly — Dag13

2
3 | Da” — Day 5

(a) 2 2
= 3 IDaa;y — D (ai) ll3 = 3 |Da (24 — (a) 4) 13

|
(Qmin (DA))Z H“* - “k”%/

ot I’égalité (a) est vraie pour deux raisons. La premiére est que, comme
y est m-parcimonieux alors, Da* = Daa’\. La seconde raison est de au

DL N1

>
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Théoreme 4, qui nous dit que pour toute itération k, iy € A. Ainsi, ay
ne contient que des zéros dans les positions non indexées par A, et nous
avons donc que : Dag = Dj (ag) . Enfin, la derniére inégalité est vraie
pour deux raisons aussi. Premiérement, on a grace a la Remarque 2 que
|IDAlls2 = Gmin (D). Ensuite, comme a* (respectivement ay) contient les
mémes valeurs que acj\ (respectivement que (ag) A), avec des zéros en plus,
qui n’ont pas d’influence sur la valeur de la norme. Ainsi : ||a* — a3 =
s — (@) |12
A k) ll2:
Enfin, comme |f(a;) — f(a*)| converge vers 0, nous avons que ||a* —
ax||3 aussi qui converge vers 0. O

Ainsi, lorsque la solution optimale a* est dans la boule B; (B), et sous
condition ERC, alors I’approximation produite par FW converge vers a*.
Notons ici qu’on ne parle pas de reconstruction exacte du signal comme
pour OMP, mais plutot de convergence vers la solution optimale comme pour
MP (i.e. ||y — Day||, tend vers zéro lorsque k est grand). Cette différence
entre FW et OMP est due au fait qu’a chaque itération k de OMP, le résidu ry
est orthogonal a tous les atomes précédemment sélectionnés. Ainsi, chaque
atome n’est sélectionné qu’une seule fois. Si la condition ERC est vérifiée,
OMP ne sélectionne que des atomes du support [Tropp, 2004]. Le support
étant de taille m, OMP converge alors au bout de m itérations.

Le résidu de FW n’est quant a lui orthogonal qu’au dernier atome
sélectionné, et non pas a tous ceux sélectionnés aux itérations précédentes.
FW a donc probablement besoin de sélectionner un méme atome plusieurs
fois. Méme si la taille du support est finie, et que FW ne sélectionne que des
atomes du support, il risque de faire plusieurs itérations avant de retrouver
la solution optimale.

Nous verrons toutefois dans la section suivante, que si la condition ERC
est vérifiée, FW converge exponentiellement vite vers la solution optimale.

5.3.2 Vitesse de convergence

Lorsque l'algorithme FW est utilisé pour des problemes d’op-
timisation génériques comme le Probleme (5.5), ses propriétés de
convergence sont connues. Il converge exponentiellement vite vers
la solution optimale lorsque la fonction objective f est fortement
convexe [Guélat and Marcotte, 1986] (en particulier elle admet un unique
minimum), et linéairement dans les autres cas [Frank and Wolfe, 1956].

Dans notre cas, comme f (¢) = 3 ||y — Dckag, et comme D est redon-
dant, alors f admet plusieurs minimas. La fonction objective n’est donc
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pas fortement convexe, et la convergence de FW devrait étre linéaire. Tou-
tefois, nous démontrons dans le théoreme ci-dessous que si la condition
ERC est vérifiée, alors FW converge exponentiellement vite vers la solution
optimale.

En réalité, la condition ERC nous permet de nous assurer qu’a chaque
itération k : A(yx) € A(y), et donc Day = Dy (ak) A (y)- Rappelons que
les notations D5y et (ax) o (y) sont introduites au début de la section 5.2, et
désignent respectivement la matrice dont les colonnes sont les éléments de
D indexés par A(y) et le vecteur contenant les éléments de «y indexés par
A(y).On a alors :

1 , 1 2
f () = 5 Iy = Daxll3 = 5 |y = Dagyy (@),
Ainsi, grace a ’ERC la fonction f agit comme une fonction fortement
convexe sur I’ensemble des vecteurs « dont les positions non nulles sont
indexées par A(y). Cela nous permettra de démontrer la convergence
exponentielle. Nous formalisons ce résultat dans le théoreme suivant.

Théoréeme 5. Soit D := {vy,...,v,} un dictionnaire, u(D) sa cohérence, B €

R*,y:= Y1 | a*[i]v; un signal m-parcimonieux tel que ||a*||; < B, et u1(D, m)
la fonction de Babel de D . Si

m < 3(u(D)~ +1),

et que pour chaque itération k, le parametre yy est défini suivant la variante 2,
alors il existe j > 1 tel que pour toute itération k > j, I’Algorithme 5 vérifie :

ly = yallz < ly = well2(1 - 0)

_ _ * 2
ot yg 1= Ll alifoy et 0 = f (DD (1 - Dl )

Afin de démontrer ce théoréme, nous avons besoin d’introduire un
résultat intermédiaire qui nous donne la solution analytique de <.

Lemme 7. Soit D := {vy,...,v,} un dictionnaire, B > 0, et y un signal m-
parcimonieux tel que ||y|l, < B. Pour toute itération k de I’Algorithme 5, si le
parametre vy est défini suivant la variante 2, et si 7y # 0, alors :

e = Dk = &), i)
ID(sx — )13
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Démonstration. Rappelons d’abord que :

vx = argmin ||y — D (ax + y(sx — “k))”%'
v€[0,1]

et définissons :

vy = argmin ||y — D(ay + (s — “k)“%'
YR

Ce probléme d’optimisation étant quadratique et non contraint, sa solution
peut facilement étre calculée :

(D(sk — ax), k)
5

ID (s — ae) I

Nous souhaitons ici montrer que 7 = ;.

Comme 7 est la solution du méme probléme que 7y}, mais restreinte a
[0, 1], nous avons trois cas de figures possibles :

Vi =

— v; =2 1, etdans ce cas 7 = 1.

— 0 <97 <1, etdans ce cas 7 = ;.

— 7 <0, et dans ce cas 7, = 0.
Comme nous supposons que ¥, 7 0, alors la troisieme possibilité est
éliminée. Il suffit maintenant de montrer que la premieére possibilité n’est
pas possible aussi, afin de terminer notre preuve. Pour cela, considérons
ces deux cas :

— k= 0:comme ay = Oetrg = y, et comme pour tout j € [n]: ||oj||, =1,

nous avons :
(Dso,y) _ (£Bvi,y) < vl

Yo = = <
" IDsol}  ||xpoy | T B

Or, comme ||y||, < B, alors 75 < 1.

— k # 0: Démontrons par I'absurde que 7 # 1. Supposons que v = 1.
Nous avons ainsi que aj1 = sk. Par construction de l'algorithme de
FW, nous obtenons :

farin) = f () < flag) <--- < faa) = £ (705)-

Comme nous avons déja démontré que ¢ # 1, alors nous avons

fla1) = f(ao +v0(s0 — @0)) = f(7050) < f(0)-
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Cela implique que f (s¢) < f (s0), c’est-a-dire :
ly = Dsll3 < lly = Dsollz.

ou encore :
(y, Dso)3 < (y, Dsy)3,
cela est clairement wune contradiction puisque s =
argmax,p ) |(Ds,y)|. Ainsi, 7, # 1 et donc 0 < 7 < 1
pour toute itération k. On en conclut que 7y, = y* = %
2
[

Démonstration du Théoreme 5. Nous donnons ici des éléments de la preuve.
La démonstration complete est disponible dans I’Annexe B.1.

Soit k une itération de I’Algorithme 5. Comme v, € [0, 1], nous pouvons
découper cette plage de valeurs en deux parties :

— 79, = 0:dans ce cas, oy 1 = ay, et ainsi pour toute itération > k nous
aurons : f (ax) = f (#;). Comme les valeurs de la fonction objective
convergent vers f (a*) = 0, nous en déduisons que f (¢;) = f (a*) =
0. Par définition de f, nous avons donc : ||rxy1||3 = ||7¢]|3 = 0. Ainsi,
le Théoreme 5 est vrai.

— 0 < 7¢ < 1:en utilisant la définition du résidu, ainsi que le Lemme 7,
nous avons :

(D(s — ag), c)?
ID(sk — )13

Nous devons maintenant trouver une borne inférieure a
(D(s; — ax), )%, et une borne supérieure a ||D(s; — ak)||§. Pour

2 2
sl = llrella — (5.9)

borner ||D(sx — ax) ||§, nous utilisons le fait que pour tout vecteur a :
|Da||, < ||a]|; et le fait que sy et a; sont dans la boule B;(B) :

ID(sk — ) |[5 < [[s — ael|] < 4B% (5.10)

Trouvons maintenant une borne inférieure a (D (s — ay), 1)%. D’apres
le Corrolaire 3, les itérés aj convergent vers a*. Il existe alors une
itération [ a partir de laquelle pour tout k > I : |lag —a*||; < € :=
B—llaly

L.
En utilisant le Théoreme 4, la Remarque 2, et le Lemme 2.3
de [Tropp, 2004], nous pouvons montrer que :

1—w(D,m—1)
m

(D(sg — ag), 1x) > e\/
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Enfin, il suffit d’insérer les Equations (5.10) et (5.11) dans 1’Equa-
tion (5.9), pour obtenir :

(D(s — ag), c)?

2 2
et |l = llrell” —

ID(sic = )|
2(1 — w1 (D, m — 1))
< 2 1— € ( H1 ’
< InlP ( o
1y (Dm—1 1)
<[l l1? (1 ~ L ( #1(mm )) <1 _ Hﬂﬁﬁ\h) ) )
ou la derniére égalité est vraie car : % = & <1 - H'X;Hl) ce qui

termine notre preuve.

Afin de démontrer la convergence exponentielle, il suffit maintenant de
montrer que 0 < # < 1. Nous faisons cela dans le lemme suivant :

Lemme 8. Soit D := {vy,...,v,} un dictionnaire, 11(D) sa cohérence, B € RT,

y = Y1, a*[i]v; un signal m-parcimonieux tel que ||a*|; < B, et u1(D, m) la
fonction de Babel de D. On a alors :

0< L (1—m<um—1>> (1 _ |a;|1)2 <1

m

Démonstration. comme p1(D,m —1) < u(D)(m — 1) [Tropp, 2004], et que
m < 2(u(D)~1 +1) celaimplique que 0 < 1 (D, m — 1) < 1. Enfin, comme

* 2
o]y < Bonadone0 < & (1 - (D,m—1)) (1-151) <1 0

Ainsi, Théoréme 5 prouve que FW converge exponentiellement vite
vers la solution optimale a partir d"une certaine itération.

Contrairement au Théoreme 4 et au Corollaire 3, qui ne dépendent pas
de comment le parametre y; de 1’Algorithme 5 est défini, le Théoréeme 5
n’est valide que pour une seule variante de calcul de 7. Il n’est toutefois
pas dit que d’autres variantes de 7 ne permettent pas un tel résultat. Cette
question pourrait d’ailleurs faire 1’objet d'une étude dans un prochain
travail.

Au vu de ces résultats de convergence, une question naturelle peut
surgir : est-il possible de garantir une convergence exponentielle des la
premiére itération ? Nous montrons dans le théoréme suivant que c’est le
cas, lorsque B est assez grand.
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En effet, la preuve du Théoreme 5 repose sur le fait que lorsque les
approximations &y construites par I’Algorithme 5 sont a une distance € :=
% de a*, alors FW converge exponentiellement vite vers la solution
optimale. Comme les itérés a; convergent vers a*, on sait qu’il existe une
itération [ a partir de laquelle ay sera a une distance € de a* pour tout
k > 1. Ainsi, plus € est grand, plus cela arrivera tot (i.e. plus [ sera petit). En
particulier, pour une valeur de € assez grande, ay sera a une distance € de a*
dés la premiére itération. Il y aura dans ce cas, convergence exponentielle
de I’Algorithme FW des la premiere itération. Pour que € soit assez grand,
il suffit de prendre p assez grand.

Nous formalisons cette idée dans le Théoréeme 6.

Théoréeme 6. Soit D := {vy,...,v,} un dictionnaire, u(D) sa cohérence, B €
RY, y := Y1, a*[i]v; un signal m-parcimonieux, et yy(D, m) la fonction de
Babelde D . Sim < (u(D)~' +1), et que

m
IB > 2”3/H2 1—y1(D,m—1)’
alors I’ Algorithme 5 converge exponentiellement vite dés la premiere itération.

Avant de présenter la preuve du Théoréme 6, nous avons besoin d’intro-
duire un nouveau résultat qui nous permet de borner la norme des itérés
K.

Lemme 9. Soit D un dictionnaire de cohérence y (D) et uy (D, m) sa fonction

Babel, y un signal m-parcimonieux dans D. Si m < 3(u (D) +1), alors a
chaque itération k de I’Algorithme 5 :

lawlly < 2Mlyll2 /=Dy

Démonstration. Par le Lemme 2.3 de [Tropp, 2004], nous avons que :

2
Amin (D A(y)> >1—u1(D,m —1). Ainsi, en utilisant la Remarque 2, nous
avons :

IDel; = Amin (D)) el = /1= pr (D,m = 1) .

Or, d’apres le Théoréme 4, aj contient au plus m valeurs non nulles, nous
avons donc : ||ag||; < /m ||agl|,, et alors :

leklly < /7= o=ty 1Pk 2 -
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Il ne nous reste maintenant plus qu’a borner || Day||, :

[Dal[y < [|Dag = yll, + [yl

</ 2f (ax) + lyll2
</ 2f (a0) + [lyll2

< [lylly +llylly < 21yl

ou la troisieme inégalité est vraie car par construction de l’algorithme
de FW, la suite {f(ax)} est décroissante. On conclut alors que [jak||; <

m
2|yl T (D,m—1) Pour tout k. =
Nous pouvons maintenant nous consacrer a la preuve du Théoréme 6.

Démonstration du Théoréme 6. Par la Remarque 3, nous savons que si >

20yl 4 /W, alors > ||a*||;. Nous somme donc sous les hypo-

theses du Théoréme 5, et nous pouvons alors ré-utiliser une partie de sa
preuve. Ainsi, nous avions démontré que :

(D(sg — ax), ri)?
ID(sx —ap)l3 °

2 2
Ires1ll2 = [lrell2 — (5.9)

et que:
ID (st — i) 15 < llsic — el < 48 (5.10)

Nous proposons ici de borner différemment (D (s; — ay), r1)2. Par définition
de si, nous avons :

(Dsi,7¢) = pmax| (23,71,

et

(Dag, 1) = <0‘k/DT”k>:Z(“k)[i](DTrk)[i]

< oy max [ (DT ]

= lllly max (i, 7).

On en conclut que :
(D(sk — ), 1x) = (Dsg, i) — (Do, 1)

> prmax| (o)) (1- 100).
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Par le Lemme 2 de [Gribonval and Vandergheynst, 2006] :

1—u1(D,m—1)

mlax\(vi,VkH > {7kl m

Ainsi :

(D(st — ax), i) > BlIrell, /2= L (Dm-1) < HakHl)- (5.12)

Il nous reste a démontrer que 1 — H E”l est inférieurement borné par 0.

En utilisant le Lemme 9, nous obtenons :
el 2 [|y[l i
1=t 2 1= = e (5.13)
Par hypothése, nous avons 1 — 2"/%”2 - (g ni=1) > 0, etnous en dédui-
sons que :
D(sk — ax),7e) > B l|re 1= @m=1) (1 7y >,
2 m
avec:
T = 2[lyll m
p 1=p1 (Dm—1)"

En utilisant ce résultat ainsi que 'Equation (5.10) dans I'Equation (5.9) nous
obtenons :

||rkH . <D(Sk - le),Tk>2
2 |ID(sx —ag) |2
1—wm(D,m—1)
4m

2
74112

(1—1)2.

2 2
< lrallz = llrellz
On en conclut que pour tout k :

U@ 1) ),

4dm

2 2
sl < Il (1 -

avec 0 < (1 — Uz @Dml) (g 7)2) < 1 ce qui prouve la convergence
exponentielle dés la premiere itération. O

Remarquons que le Théoréeme 6 ne requiert pas explicitement que
€ By ([3) En réalité, nous pouvons démontrer que lorsque g >

2|lyll2 m alors : ||a*||; < B, etdonc a* € By (B).
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Remarque 3. En utilisant la Remarque 2, nous avons :

Iyl = IDa* |l = | Dagy@igy |, = Amin (Pagy ) 211

(b)
> /1= (D,m—1) "],

oir I'inégalité (b) est vraie par le Lemme 2.3 de [Tropp, 2004]. Or, comme y est
m-parcimonieux, on en conclut que :

ol = [[ (@) ag |, < v || (€ )ag ||, = v llalz

m
< Wl \ T b=
1
<3B<B

Par ailleurs, notons que la condition B > 2||y||2

m
T (D) est plus

facile a vérifier en pratique que ||a*||; < B, puisqu’elle ne dépend pas du
vecteur inconnu «*.

Enfin, nous terminons ce chapitre par montrer que les itérées {ay }
convergent aussi exponentiellement vite vers a™.

Théoréme 7. Soit D un dictionnaire, u(D) sa cohérence, p € R, y := Da* un
signal m-parcimonieux dans D tel que ||a*|; < B . Si

m < 3(u(D) ™ +1),
alors il existe une itération k a partir de laquelle FW vérifie :

%112 ”yH% k
N — < —2= (1-6
” k HZ — Tmin (DA)( )

01§ = & (M) (1 . %)2 €0, 1].

m

Démonstration. Commencons par utiliser la définition de la fonctionnelle
f(a) = 3|ly — Day||3 ainsi que le fait que y est m-parcimonieux dans D :

|f(a) = f(@)] = |f(ax) = O] = 3]y — Deel3

2
= 3 ||Da* — Daylf3
2
= 3 IDaa; — D (a) oI5
> % (Umin (DA))Z ”0‘* - “k”%/

Comme ||a*||; < B, alors a* est solution possible de notre probleme. Enfin,
en utilisant le Théoréme 5, nous obtenons le résultat souhaité. O
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5.4 Expériences numériques

Le Théoreme 5 montre que 1"’Algorithme 5 converge exponentiellement
vite lorsque m est relativement petit (m < 3(u(D) ! +1)) et que f est assez
grand (i.e. B > |a*||y).

Le but de cette section est de vérifier empiriquement si ces conditions
ainsi que la borne du Théoréme 5 sont serrées i.e. si elles sont optimales ou
si elles peuvent encore étre améliorées.

Nous proposons pour cela deux expériences. Une premiere que nous
réaliserons sous les hypotheses du Théoreme 5. Cette expérience nous
permettra de vérifier si la borne sur la vitesse de convergence est optimale
ou si elle peut encore étre améliorée. La deuxieme expérience sera réalisée
en dehors des hypothéses du Théoréme 5, afin de voir si la convergence
exponentielle est encore constatée.

Nous proposons d’effectuer ces expériences sur des données synthé-
tiques. Nous générons des signaux de dimension d = 10000 qui sont
parcimonieux dans des dictionnaires de n = 20000 atomes. Les dic-
tionnaires sont générés aléatoirement suivant une loi normale. La co-
hérence moyenne de ces dictionnaires est de (D) = 5.8 x 1072, et
mt = [% (#(D)~1 —1)] = 8 est la plus grande valeur permettant de
vérifier les conditions du Théoreme 5.

Les signaux sont aussi créés aléatoirement. Le support de taille m est
choisi uniformément tandis que les coefficients correspondants sont tirés
suivant une loi normale.

Pour toutes nos expériences, 1I’Algorithme 5 est lancé sur 2000 tirages
différents de dictionnaires et de signaux.

La convergence exponentielle est constatée dans le Théoreme 5 par la
relation :

2 2
I7ellz < llre-allz (1= 6),
ol ry := y — Day pour tout k. Cette relation est équivalente a :

2 2 k
I7ellz < llyllz (1 —6)",

puisque g := y — Dag = v.
En appliquant maintenant la fonction logarithmique sur les deux cotés
de I'inégalité nous obtenons :

k
log ([[rell) < log (lly[l») + 5 log (1 —6).

Pour nos deux expériences, nous tragons la quantité log (||7«||,) en fonc-
tion des itérations k. Lorsque cette courbe peut étre supérieurement bornée

98



par une droite de pente négative, on dira que I’Algorithme 5 converge
exponentiellement vite. Plus cette pente est raide, plus la convergence est

rapide.
Nous commengons par nous placer dans les hypotheses du Théo-
reme 5. Nous prenons f = 8|ja*||;, m = m*, et nous tragons dans

la Figure 5.1a le maximum et la moyenne de log(||r¢||,) en fonc-
tion de k. Nous comparons ces résultats a la borne du Théoréme 5.
Nous tragons aussi la borne théorique de l'algorithme MP proposée
dans [Gribonval and Vandergheynst, 2006].

5
ol = ——— D T .
_____ N
]
= x5
= = T
= = -10 ~.
D -154 Ee)
L L _15] === m=20m"
borne Th.4 *
-20 - m=5m
—e— borne MP *
—— maximum . =209 T m=2n:
251 == moyenne s — m=m
0 20 ) 60 80 0 20 40 60 80
k k
(@) m = m* (b) Différentes valeurs de m
FIGURE 5.1 — Norme du résidu en fonction des itérations k, avec f =
*
8[| ];.-

Sans surprise, nous remarquons que la fonction log (||r¢||,) peut faci-
lement étre bornée par une droite de pente négative, ce qui atteste de
la convergence exponentielle. Nous remarquons aussi, qu’en pratique, le
maximum et la moyenne de log (||7¢||,) sont tous deux inférieurs a la borne
théorique. Cela suggere que la borne du Théoreme 5 est sujette a amé-
lioration. Notons que la droite de la borne du Théoréeme 5 semble plate.
Toutefois, ce n’est pas le cas, elle a juste une pente de —0.002, qui est donc
trés proche de 0 par rapport aux autres.

Pour notre deuxieme expérience, nous souhaitons voir si la convergence
exponentielle est toujours possible avec des valeurs de parcimonie m plus
grandes que celles prédites par le Théoreme 5. Ainsi, nous considérons les
valeurs de m suivantes : m = 2m*, m = 5m*, et m = 20m*.

Nous observons dans la Figure 5.1b que la convergence demeure expo-
nentielle pour m = 2m* et m = 5m*. Cependant, c’est moins le cas pour
m = 20m*. Cette expérience suggere qu’en pratique FW peut reconstruire
tres rapidement un ensemble de signaux plus grand que ceux prédits par
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le Théoréme 5. Il y a donc peut-étre une possibilité d’améliorer 1’hypo-
these sur m pour que le Théoreme 5 soit aussi valide pour des valeurs de
m > m*.

5.5 Conclusion

Dans ce chapitre, nous avons étudié les propriétés de l’algorithme Frank-
Wolfe dans le cas de la reconstruction de signaux parcimonieux. Nous avons
démontré que tout comme les algorithmes MP et OMP, lorsque le signal
est de parcimonie assez faible par rapport a la cohérence du dictionnaire,
alors l'algorithme de Frank-Wolfe sélectionne uniquement des éléments
du support. Nous avons aussi démontré que sous les mémes conditions, il
converge exponentiellement vite. Enfin, nous avons empiriquement éva-
lué 'algorithme Frank-Wolfe dans le cas de la reconstruction de signaux
parcimonieux. Nous avons observé que nos hypotheses sur la parcimonie
des signaux est sujette a amélioration, et que la borne sur la vitesse de
convergence n’est en pratique pas serrée.

Des travaux futurs pourraient inclure 1’étude de la vitesse de conver-
gence de Frank-Wolfe lorsque -, est calculé suivant la variante 1. En effet,
cette variante étant moins cotiteuse que la variante 2, elle pourrait permettre
une baisse du cotit de calcul. Etendre ces travaux au cas de signaux non
parcimonieux est aussi une prochaine étape naturelle. Enfin, il peut aussi
étre intéressant d’étudier les propriétés de 'algorithme de Frank-Wolfe
dans la reconstruction de signaux parcimonieux, sous des hypotheses RIP,
ou encore dans le cas de dictionnaire cohérent. En d’autres termes, est-il
possible d’avoir des résultats de convergence et de reconstructions simi-
laires a ceux obtenus dans ce chapitre en s’affranchissant de I'hypothese
sur la cohérence du dictionnaire ?

Sur un plan expérimental, une étude impliquant des dictionnaires et
signaux générés différemment que suivant une loi normale permettrait de
nous conforter sur l'optimalité de nos hypotheses et bornes. Aussi, il serait
intéressant de comparer la qualité des signaux approximés construits par
Frank-Wolfe avec ceux construits par MP et OMP.
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Chapitre 6

Flagage de foréts aléatoires avec
OMP

Nous avons étudié dans le chapitre 5 les propriétés de reconstruction et
de convergence de I'algorithme Frank-Wolfe (FW) dans 'approximation de
signaux par des représentations parcimonieuses. Nous étudions dans ce
qui suit 'élagage de foréts aléatoires avec 1’algorithme Orthogonal Matching
Pursuit (OMP).

6.1 Introduction et état de ’art

Les travaux que nous présentons dans ce chapitre sont légerement diffé-
rents des autres. Méme si nous utilisons des outils et des méthodes vus dans
les chapitres précédents, les résultats présentés ici sont purement expéri-
mentaux. Il nous parait pertinent de souligner que ces travaux s’inscrivent
dans un projet qui a été initié et mené par un groupe constitué uniquement
de doctorants et post doctorants de 1’équipe Qarma du LIS, et qu’ils ont été
publiés et présentés a la conférence CAP 2020 [Giffon et al., 2020].

6.1.1 Introduction

Une forét aléatoire [Breiman, 2001] est un modele d’apprentissage auto-
matique pour la classification supervisée ou la régression. Elle est constituée
de plusieurs arbres de décision, dont les sorties sont « combinées » pour
former la décision de la forét aléatoire. Dans son papier fondateur, Brei-
man [Breiman, 2001] explique que I'augmentation de la taille de la forét,
donc du nombre d’arbres qui la constitue, ne cause pas de sur-apprentissage.
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Mieux encore, il montre que I’erreur de généralisation de la forét aléatoire
décroit a mesure que sa taille augmente.

Une conséquence de ce résultat est 'apparition de foréts aléatoires de
plus en plus grandes, et de fait, de moins en moins interprétables. De plus,
ces foréts de grandes tailles sont volumineuses et donc difficiles a stocker
sur des appareils de petites mémoires tel que les téléphones.

Une approche permettant de réduire la taille des foréts aléatoires est
'utilisation de méthodes d’élagage [Kulkarni and Sinha, 2012]. Ces mé-
thodes construisent une forét aléatoire en choisissant m arbres a partir
d’une forét initiale de taille [ > m.

Les auteurs de [Kulkarni and Sinha, 2012] proposent de classer les mé-
thodes d’élagage en deux catégories : les méthodes dynamiques et les
méthodes statiques.

Les méthodes dynamiques construisent les foréts aléatoires élaguées
de maniére itérative. A chaque itération, un nouvel arbre est entrainé et
ajouté a la forét s’il satisfait un certain critere [Kulkarni and Sinha, 2012,
Bernard et al., 2012]. Ainsi, la forét aléatoire initiale de taille I n’a pas be-
soin d’étre créée et stockée au préalable. Méme si les méthodes d’élagage
dynamique atteignent 1’objectif final de création de foréts aléatoires de
tailles réduites, elles ne sont pas basées sur un sous échantillonnage de la
forét initiale. De ce fait, nous estimons qu’elles s’éloignent 1égerement du
sujet de ce chapitre, et nous n’aborderons donc pas plus ces méthodes dans
la suite.

D’un autre c6té, les méthodes d’élagage statique sont basées sur le
paradigme de surproduction et choix. Elles commencent par créer une forét
aléatoire initiale de I arbres, puis construisent itérativement la forét élaguée
de taille m < I, en optimisant un certain critere. Ces méthodes sont dites
forward si la forét élaguée est construite en partant de I'ensemble vide, et en
ajoutant un nouvel arbre a chaque itération. Elles sont dites backward si la
forét élaguée est construite en supprimant des arbres en partant de la forét
initiale.

Nous présentons dans ce chapitre une méthode d’élagage de foréts
aléatoires statique et forward, basée sur 1’algorithme Orthogonal Matching
Pursuit (OMP). Notre méthode est statique car la forét élaguée est construite
en échantillonnant un sous-ensemble d’arbres de la forét initiale. Elle est
forward car nous utilisons OMP pour choisir, a chaque itération, un nouvel
arbre a ajouter a la forét élaguée.

Avant de présenter notre méthode, nous faisons un état de 1’art des
méthodes d’élagage statique dans la section suivante.
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6.1.2 Etat de I'art

Nous présentons dans cette partie quelques méthodes d’élagage exis-
tantes. Pour un rappel de l’algorithme d’OMP ainsi qu'un état de 'art de
ce dernier, nous invitons le lecteur a voir les sections 2.2 et 5.1.

Comme décrit ci-dessus, les méthodes statiques sont des algorithmes
itératifs qui se basent sur certains criteres pour choisir ’arbre a ajouter ou
a supprimer de la forét élaguée. La différence entre toutes ces méthodes
réside dans le critére de sélection ou de suppression des arbres.

Les auteurs de [Yangetal, 2012a] et [Zhang and Wang, 2009] pro-
posent des méthodes backward. Dans [Yang et al., 2012a] le critére de sup-
pression d’arbres est basé sur la confiance de la forét dans sa prédiction,
tandis que dans [Zhang and Wang, 2009] le critere est basé sur son erreur
empirique.

Les auteurs de [Caruana et al., 2004], proposent une version forward de
la méthode de [Zhang and Wang, 2009], en sélectionnant a chaque itéra-
tion 'arbre de décision qui permet la plus grande réduction de l'erreur
empirique de la forét élaguée.

Le critére proposé par les auteurs de [Zhang and Wang, 2009] est quant
a lui basé sur la diversité de la forét. Ainsi, a chaque itération, ’arbre qui
maximise la corrélation moyenne entre lui et les autres arbres de la forét est
retiré. Cette méthode supprime donc les arbres qui semblent redondants,
et favorise ainsi la diversité dans la forét élaguée.

Toutefois, on pourrait souhaiter avoir des criteres qui combinent di-
versité et bonnes prédictions, pour avoir le meilleur des deux mondes.
C’est 'approche proposée par [Hu et al., 2007] et [Fawagreh et al., 2016].
Les auteurs de [Hu et al., 2007] proposent une méthode en deux phases.
Une premiere étape forward construit une forét intermédiaire en sélection-
nant un ensemble de plus de m arbres qui minimisent 1’erreur de cette
forét. Une deuxieme étape backward permet de supprimer les arbres redon-
dants n’ayant pas d’impact sur les performances de la forét intermédiaire.
Dans [Fawagreh et al., 2016], la diversité est assurée grace a une étape de
clustering des arbres. Ainsi, les arbres redondants se retrouvent dans les
mémes clusters, et il suffit ensuite de sélectionner ’arbre avec les meilleures
performances dans chaque cluster.

Nous proposons dans ce chapitre de suivre [Huetal., 2007]
et [Fawagreh etal, 2016] en proposant une méthode permettant de
construire une forét élaguée avec de bonnes performances de prédic-
tion et constituée d’arbres décorrélés les uns des autres. Notre méthode
d’élagage est basée sur l'algorithme d’Orthogonal Matching Pursuit
(OMP) [Pati et al., 1993], et se résume en deux étapes : premiérement, un
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dictionnaire est construit a partir des prédictions de chacun des arbres
de la forét initiale (nous expliquerons plus tard comment cette forét a été
apprise). L’algorithme d’OMP est ensuite utilisé afin de sélectionner un
sous-ensemble de m arbres qui permettent de mieux approximer le vecteur
des vraies étiquettes de ’ensemble de données considéré.

En plus de sélectionner m arbres, notre algorithme associe aussi un
poids a chacun d’entre eux. Nous verrons en section 6.3 que ces poids ont
un role tres important sur les performances de généralisation de la forét
aléatoire. De plus, par construction de OMP, les arbres sélectionnés sont
naturellement décorrélés les uns avec les autres.

La suite de ce chapitre est organisée comme suit. Nous présentons notre
algorithme de OMP pour I'élagage de foréts aléatoires en section 6.2. Nous
évaluerons ensuite empiriquement ses performances dans la section 6.3.

6.2 Foréts OMP

6.2.1 Notation

Soit X := {x1,...,x,} un ensemble de n données de X, et y € Y" les
étiquettes associées.

Un arbre de décision t € T := {t |t : X — Y} est une fonction qui
associe a toute donnée x € X une étiquette ¢(x) :

t() : X —- Y
x = t(x).

Une forét aléatoire est une collection de [ arbres : t; := {t1(+),..., (")}
L’étiquette prédite d"une donnée est calculée en combinant les prédictions
de chacun de ces arbres. Dans le cas d"un probleme de classification binaire
(i.e. Y = {—1,+1}), un vote de majorité entre les prédictions des arbres est
appliqué : signe <Z£:1 ti(x)> , alors que dans le cas d’un probleme de ré-
gression (i.e. Y = IR) c’est une moyenne de ces prédictions qui est calculée :
% 25:1 ti(x). Il est aussi possible d’associer un poids a chacun des arbres

de la forét afin de lui donner plus ou moins d’importance. Ainsi, une forét
aléatoire est aussi une fonction que I’'on peut noter comme :

fl('/tl/“) : X - Y
(x,t, ) — g(Zlew[i]ti(x)>/

ou g : R — Y est égale a la fonction identité dans le cas de la régression, et
a la fonction signe dans le cas de la classification binaire.
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Dans ce chapitre nous ferons un abus des notations, et représenterons
un arbre et une forét par leurs prédictions sur I'ensemble &X'. Ainsi, un arbre
t sera représenté par le vecteur :

t(X) = (E(x1),...,t(xy)) € Y
tandis qu'une forét sera représentée par le vecteur Ty, ot
Ty := [t (X),....t; (X)] € Y,

est la matrice dont les colonnes sont les prédictions des I arbres sur 'en-
semble des données X

Nous attirons I'attention du lecteur sur le fait que la matrice Ty dépend
aussi de t;. Toutefois, nous avons fait le choix de ne pas le faire apparaitre
dans notre notation afin d’alléger cette derniere.

6.2.2 OMP pour 1’élagage de forét

Etant donné un ensemble de [ arbres, le probléme d’élagage de cette
forét peut étre exprimé comme : trouver un sous-ensemble de m arbres
pondérés tel que les prédictions de cette forét de m arbres soient « bonnes ».
La qualité des prédictions de cette forét élaguée peut étre mesurée en
les comparant aux prédictions de la forét initiale, ou méme aux vraies
étiquettes.

En utilisant les notations introduites plus haut, nous pouvons écrire le
probleme d’élagage d’une forét comme :

1
o = argmin = || Tyva — |3 t.q. [|lall, < m. (6.1)
a€R! 2

Minimiser la quantité || Tya — y||% permet de construire un vecteur de
poids a tel que la forét Tya ait la plus petite erreur de prédiction sur
I'ensemble X. De plus, la contrainte sur la quasi-norme [y permet de choisir
au plus m arbres, puisque ||«||, compte le nombre de valeur non nulles
dans a. Ainsi, la solution du Probleme (6.1) permet de construire une
forét élaguée Tya* d’au plus m arbres qui fait le moins d’erreur sur les
prédictions de I'ensemble X'

Comme vu dans le chapitre 5, le Probléme (6.1) est NP-
dur [Davis et al., 1997]. Malgré cela, il a suscité beaucoup d’intérét en trai-
tement du signal, et plusieurs algorithmes permettant de construire des
approximations de a* ont été proposés. Parmi eux, les algorithmes de

105



Matching Pursuit (MP) [Davis et al., 1997] et Orthogonal Matching Pursuit
(OMP) [Pati et al., 1993].

Nous proposons dans ce chapitre d"utiliser OMP [Pati et al., 1993] pour
construire une approximation de la solution du Probleme (6.1). Nous ver-
rons qu’en plus de construire des foréts avec une faible erreur de prédiction,
notre méthode hérite de la propriété d’orthogonalité d’'OMP, et sélectionne
donc naturellement des arbres décorrélés.

Comme dans la section 2.2, nous utiliserons le terme dictionnaire pour
désigner I'ensemble des colonnes de Ty :

D= {t; (X)}_y,

et le terme atome pour désigner les éléments du dictionnaire. Nous suppo-
serons aussi que les atomes sont normalisés i.e. ||t; (X')||, = 1. Remarquons
que cette hypothese n’est pas tres restrictive, puisqu’il il suffit de diviser
chacun des vecteurs t; (X') par sa norme.

OMP est un algorithme itératif, qui construit a chaque itération k une
forét élaguée approximée Ty a,. Notons par 1, = y — Tyay le résidu associé,
c’est-a-dire la partie des étiquettes qui reste a approximer. A chaque itéra-
tion k, OMP sélectionne l'arbre le plus corrélé avec le résidu, et 'ajoute a la
forét approximée. Une mise-a-jour de la forét élaguée est alors construite
en cherchant les poids a associer a chaque arbre sélectionné qui permettent
la plus petite erreur de prédiction. Nous résumons ces étapes dans 1’Algo-
rithme 6.

Remarquons que par construction de OMP, au plus un seul nouvel arbre
est ajouté a chaque itération de I’Algorithme 6. Ainsi, a chaque itération k,
la forét élaguée Ty way contient au plus k arbres pondérés par le vecteur a.

Pour résumer, notre méthode d’élagage de forét aléatoire présentée
dans 1’Algorithme 6 répond a deux attentes : taille réduite, et diversité des
arbres sélectionnés.

Toutefois, il reste une question primordiale a laquelle nous n’avons pas
répondu : qu’en est-il des performances de prédiction de la forét élaguée?

Cette question n’est pas si simple, et nous n’allons pas y répondre inté-
gralement dans ce manuscrit. Toutefois, nous présentons dans ce qui suit
des pistes qui permettront dans de futurs travaux d’y répondre. Nous utili-
serons dans la Remarque 4 ci-dessous les garanties théoriques de OMP afin
d’étudier les performances de prédiction de la forét élaguée sur I'ensemble
d’entrainement X'. Nous utiliserons ensuite en section 6.2.3 un lien entre
OMP et Gradient Boosting afin d’étudier ses performances de prédiction
en généralisation.
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Algorithme 6 : OMP pour 'élagage de foréts aléatoires

1 Entrée : ensemble de données X, étiquettes y, dictionnaire
D= {t;(X)}_, m>1;
Sortie : a; une approximation de la solution du Probleme (6.1);
k=0;
ap = 0;
Tk =Y,
AN =0;
tant que critere d’arrét non vérifié faire
ix = argmaxy |(ti (X), 1) ;
9 | Ak =AU {ik};
10 Xk41 = argmin

@ N S U oks W N

“Ec/\k—kl ||]/ o TXD‘HZ ot

Chpyy = {a € RN Vi & Agyq ¢ afi] =0} ;
1| T =Y — Taweg;

12 k=k+1;

13 fin

14 Renvoyer oy ;

Remarque 4. Nous avons vu en chapitre 5 que sous certaines conditions sur
le dictionnaire D = {t;(X)}._, et sury, il est possible d’avoir des garanties
théoriques sur la qualité de I'approximation du Probleme (6.1). La condition sur le
dictionnaire implique sa cohérence y (D) qui est définie comme :

(D) = max|((X), (X)) .

Rappelons que la cohérence mesure a quel point un dictionnaire se rapproche d’une
base orthonormée. Lorsque D est presque une base orthonormeée, alors pour tout
i,j:(ti(X),t;(X)) =0, et donc u (D) =~ 0.

Nous pouvons maintenant énoncer I'un des résultats théoriques sur la qualité
de l'approximation de OMP [Tropp, 2004] : si y est m-parcimonieux dans D, i.e.

s'il existe a* € R, tel que ||a||y < mety = Tya*, etsim < ® (;4 (D)_1>,
alors Ty oy, = Yy ol ayy est la solution construite par OMP au bout de m itérations.
Regardons ce résultat de plus prés. La condition y est m-parcimonieux dans D

se traduit par : il existe un sous-ensemble de m arbres de la forét initiale, tel qu’il
est possible de les pondérer de maniére a ce que leur prédictions sur X soient égales

aux vraies étiquettes y. La condition m < © <y (D)”) implique que : si D se

rapproche d'une base orthonormée (i.e. y (D) ~ 0), alors OMP peut reconstruire
toute forét m-parcimonieuse pour une large plage de valeur de m.

107



Malheureusement, ces résultats ne portent que sur 'erreur de prédiction
pour les données d’entrainement, et ne permettent pas d’en déduire des
garanties sur l’erreur de généralisation.

Nous proposons dans ce qui suit une piste, qui nous permettrait dans le
futur de proposer des garanties théoriques sur 'erreur de généralisation de
la forét élaguée par OMP.

I est aussi possible d’avoir des garanties dans le cas o1 y n’est pas
exactement m-parcimonieux dans D [Tropp, 2004]. En effet, siy = Tya™ +¢,

etsim < ©® (y (D)fl) alors :

ly — Txagll, < V1+mlly — Tya™|,,

ot . est I’approximation construite par 1’Algorithme 6 a 1’étape k, et a* est
la solution du Probleme (6.1).

6.2.3 OMP et Gradient Boosting

Le Boosting [Schapire, 1999] est un ensemble de méthodes permettant
de combiner plusieurs classifieurs faibles pour construire un classifieur fi-
nal performant. Ces classifieurs faibles sont des modeles prédictifs qu’on
suppose au moins aussi performants que le hasard.

Il existe plusieurs méthodes permettant de construire de telles combi-
naisons de classifieurs faibles, comme par exemple la méthode de Gradient
Boosting (GB) [Natekin and Knoll, 2013]. GB est un algorithme itératif, qui
effectue a chaque itération une descente de gradient sur un espace de
fonctions préalablement défini.

Comme un arbre de décision peut étre vu comme un classifieur faible,
le lien entre foréts aléatoires et Boosting est tres clair. De méme, le lien
entre GB et MP est connu depuis longtemps. En effet, comme nous
le verrons ci dessous, les auteurs de [Friedman, 2001] démontrent que
GB revient a appliquer MP sur un dictionnaire soigneusement choisi.
Le lien entre GB et OMP est quant a lui moins clair, et doit encore
étre étudié. Toutefois, dans certains cas, les algorithmes MP et OMP
sont équivalents (i.e. qu’ils construisent la méme solution) [Tropp, 2004,
Gribonval and Vandergheynst, 2006]. Ainsi sous ces mémes conditions, ap-
pliquer OMP revient a appliquer la procédure de GB. Cette équivalence
nous permet de définir des conditions sous lesquelles notre méthode d’éla-
gage basée sur OMP hérite des nombreuses garanties théoriques sur les
performances en généralisation de GB [Natekin and Knoll, 2013].

Nous présentons dans ce qui suit un bref rappel de GB afin de montrer
son équivalence avec MP, et ensuite avec OMP.
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Soit 7 := {t |t : X — Y} un ensemble de classifieurs faibles, et
soit lin(T) := {f € T |telque f = Y e ait; ay € R} 'ensemble des
combinaisons linéaires des éléments de 7. Enfin, soit loss : Y x Y — R
une fonction de perte. Le but de GB est de résoudre le probleme suivant :

fr=argminEy,) p.p, [loss (y, f(x))],
felin(T)
ou Py, Py sont deux distributions de probabilité. Ces deux distributions sont
souvent inconnues, mais peuvent étre observées a travers un échantillon de
points X := {xq,...,x,} ety :={y1,...,yn} o x; ~ Px ety; ~ Py. Ainsi,
f* peut-étre approximée en résolvant le probleme suivant :

f = argmin i loss (yi, f(x;)) .

felin(T) i=1
Nous supposerons dans ce chapitre que la fonction de perte est I’erreur
quadratique, ainsi :
.1 2
f=argmin Iy~ f(X)[3,
felin(T)

ol par abus de notation f(X) := (f(x1),..., f(xn)) désigne le vecteur des
prédictions de f sur l'ensemble X
A chaque itération k, I'approximation f; est mise a jour comme :

fir1(X) = fi(X) + apti (X),

ol ty est 'élément de 7 qui est le plus corrélé avec la direction de descente
donnée par le gradient de la fonction de perte :

<f(X), 9L, loss <yz~,fk<xi)>>‘.

ty := arg max

teT afk(X)

et ou ]
g 2= argmin 5 [ly — (i () + ate ()3
x€R
En développant les calculs des deux équations précédentes nous obte-
nons :

1 1
e 1= argmin | (y — f () + ke ()3 = argmin o [|re — ati (X)|
a€R a€R

1 1
= argmin 5 7kl13 = alre, b (X)) + szz = (r, t (X))

aeR
(6.2)
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ol la troisieme égalité est vraie car ||, (X')||, = 1. Enfin, en remarquant
que:

n , , 1, 2
DLty i) _ a1 ||;gfk{§(<)x>||2 A —

nous obtenons enfin :

ty == argmax |(t(X), rg)].
teT

En résumé, GB répete a chaque itération k ces deux instructions :
— sélection d’atome :

te(.) == argmax [(t(X), r¢)|. (6.3)
t.)eT

— mise-a-jour de I'approximation :
Ser1(X) = fi(X) + {re b (X)) B (). (6:4)

L’étape de sélection des atomes de GB (Equations (6.3) ), ainsi que
I'étape de mise a jour de 'approximation (Equations (6.4)), sont exactement
les mémes que celles de MP (Algorithme 1 en section 2.2).

Cette équivalence entre GB et MP est tres importante pour notre mé-
thode d’élagage. En définissant I’espace fonctionnel 7 comme 1'ensemble
des arbres de la forét aléatoire initiale, et la fonction d’erreur comme 1’er-
reur quadratique moyenne, alors appliquer GB est équivalent a appliquer
MP avec comme dictionnaire I’ensemble des arbres de la forét initiale.

Dans le cas général, il n'y a pas d’équivalence entre MP et OMP qui
nous permettrait d’avoir une équivalence entre OMP et GB. Toutefois,
il existe un cas particulier dans lequel cette équivalence est vérifiée. En
effet, comme discuté en section 5.1, lorsque I'Hypothese 1 est vérifiée,
alors les solutions construites par MP et OMP coincident. Ainsi, lorsque
I'Hypothese 1 est vérifiée, il y a une équivalence entre la solution construite
par notre méthode (Algorithme 6) est celle construite par GB.

Hypothese 1. Soit D := {t; (X)}'_, un dictionnaire de | arbres de cohérence
1 (D), et soit Ty = [t1 (X),..., 4 (X)] € Y™, les prédictions des | arbres
sur X. Alors, il existe & € R tel que :

— [laflp < m

—_— y = Tth

—m<0(uD)")

Remarquons que I’'Hypothese 1 est la méme que celle discutée dans la
Remarque 4.
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6.3 Expériences numériques

Nous présentons dans cette section quelques expériences afin d’évaluer
notre méthode d’élagage de foréts aléatoires, présentée dans 1’ Algorithme 6.
Nous commengons par décrire en section 6.3.1 le cadre expérimental ainsi
que les jeux de données considérés, puis nous discuterons en section 6.3.2
des performances de notre méthode.

6.3.1 Cadre expérimental

Nos expériences ont été faites sur 11 jeux de données de régression et
de classification binaire. Nous résumons les caractéristiques de ces jeux de
données dans la Table 6.1. Nous indiquons aussi la taille de la forét initiale
de chaque jeu de données (nous expliquerons comment cette forét a été
construite et comment sa taille a été fixée dans le paragraphe suivant).

Nom Acronyme n d Téache

California [Pace and Barry, 1997] C.H. 20640 8 Régression

Kin8nm [Corke, 1996] Kin. 8192 8 Régression

Diamonds [Dia, | Diam. 53 940 9 Régression

Diabetes [Efron et al., 2004] Diab. 442 10 Régression

Boston house [Belsley et al., 1980] Bos. 506 13 Régression
Gamma [Bock et al., 2004] Gam. 19020 11  Classification
Breast Cancer [Mangasarian et al., 1995] B.C. 569 30  Classification
Steel Plates [Buscema, 1998] St. P 1941 33  Classification
King-Rook [Shapiro, 1987] KR-KP 3196 36  Classification
Spambase [Cranor and LaMacchia, 1998] Sp. B. 4601 57 Classification
LFW pairs [Huang et al., 2008] LFW 13233 5828 Classification

TABLE 6.1 — Description des jeux de données, et de la taille de la forét initiale
pour chaque ensemble de données. Ici n est le nombre de données, d la
dimension de chacune des données, et « tache » est la tache d’apprentissage
(i.e. régression ou classification binaire) .

Toutes nos expériences ont été faites en utilisant la bibliotheque scikit-
learn [Buitinck et al., 2013] pour les algorithmes OMP et forét aléatoire.
Nous avons utilisé un découpage des données de 60-20-20% pour les en-
sembles d’entrainement, de test et de validation. Les foréts initiales sont
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entrainées sur I'ensemble de données d’entrainement. Les meilleurs pa-
rametres de chacune (comme par exemple leur taille indiquées dans la
Table 6.1) ont été définis en utilisant le jeu de données de validation. L'en-
semble de données d’entrainement et de validation sont ensuite fusionnés
pour 'élagage de la forét et 'apprentissage des poids de chaque arbre.
Cela peut sembler contre-intuitif de ne pas utiliser uniquement 1’ensemble
de validation, mais nos expériences ont démontré que fusionner ces deux
ensembles permet d’avoir les meilleures performances de généralisation, et
cela pour toutes les méthodes d’élagage que nous considérons ici.

Une fois la forét élaguée construite, ses performances en généralisation
sont mesurées sur I’ensemble test en calculant la MSE (Mean Square Error)
pour les problémes de régression, et en calculant le pourcentage normalisé
de précision (i.e. pourcentage de bonne classification divisé par 100) dans
le cas de classification binaire. Toutes nos expériences ont été répétées 10
fois, et nous affichons la moyenne et la variance des performances pour
chaque méthode d’élagage considérée.

Nous comparons notre méthode a plusieurs autres mé-
thodes de l'état de l'art pour l'élagage de forét aléatoire
la  méthode  Ensemble [Caruanaetal., 2004], Zhang  Predic-
tions [Wang and Zhang, 2009], Zhang Similarity [Wang and Zhang, 2009] et
enfin Kmeans [Fawagreh et al., 2016]. Nous comparons aussi notre méthode
a un échantillonnage uniforme, qui consiste a choisir les m arbres de
maniere uniforme (nous noterons cette méthode par Random).

6.3.2 Résultats

Nous décrivons dans cette section nos résultats expérimentaux. Dans
un premier temps, nous proposons d’utiliser la forét élaguée construite par
OMP comme décrit dans 1’Algorithme 6. Nous appellerons cette méthode
OMP. Nous considérons aussi la forét élaguée qui contient les arbres sé-
lectionnés par OMP, mais sans leurs poids associés (i.e. que tous les arbres
ont un poids égale a 1). Nous appellerons cette méthode OMP w/o weights
(pour OMP without weights).

Nous verrons que la méthode OMP permet d’excellents résultats dans
certains cas, mais souffre de sur-apprentissage dans d’autres. Ces résultats
nous permettront de mettre en lumiére un lien entre les poids négatifs de
OMP et les mauvaises performances de la forét élaguée. Cela a motivé
I'introduction d"une contrainte de non négativité sur les poids de OMPD, et
d’introduire deux nouvelles méthodes : NN-OMP et NN-OMP w/o weights.
Nous verrons dans un second temps, qu’en plus de permettre de meilleures
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performances de généralisation par rapport a la version standard de OMP,
cette heuristique fournit un critere d’arrét précoce sur la taille de la forét
élaguée.

OMP pour I'élagage

Nous commengons par comparer les performances de généralisation
sur I’ensemble test de notre méthode avec les méthodes de l'état de 1’art.
Comme nous considérons plusieurs jeux de données, pour des soucis de
place nous proposons de les séparer en trois figures : Figure 6.1, Figure 6.2
et Figure 6.3.

Nous remarquons dans la Figure 6.1 que sur les jeux de données Kin8nm,
California, KR-VS-KP et Steel Plates 1a méthode d’élagage avec OMP a de
meilleures performances en généralisation que les autres méthodes d’éla-
gage. Notre méthode atteint méme sur certains points de meilleures per-
formances que la forét initiale. Sur ces jeux de données, nous remarquons
aussi l'intérét des poids appris par OMP puisque la méthode OMP a de
meilleures performances de généralisation que sa version non pondérée
(méthode OMP w/o weights). La méthode Ensemble montre aussi d’excellents
résultats sur la régression, comme sur le jeu de données California. Nous
remarquons que cette méthode est autorisée a prendre plusieurs fois le
méme arbre dans la forét, ce qui est équivalent a lui donner un poids plus
important que les autres. Cela souligne a nouveau l'intérét d"utiliser des
poids pour les arbres dans la forét élaguée. Toutefois, la méthode Ensemble a
de trés mauvaises performances sur des problemes de classification binaire
par rapport a OMP. Bien que les méthodes Zhang et Kmeans soient stables
dans I’ensemble, elles ont méme du mal a étre aussi performantes que la
sélection aléatoire des arbres (méthode Random). Elles sont aussi moins
performantes que la méthode d’élagage OMP.

Sur les jeux de données Diamonds, LFW pairs, Gamma, Spambase de la
Figure 6.2, la version non pondérée de notre méthode donne toujours des
résultats au moins aussi bons que les méthodes de I'état de l'art.

Toutefois sur les jeux de données Diabetes, Boston et Breast Cancer de la
Figure 6.3, les poids semblent avoir un effet néfaste sur les performances.
Nous remarquons d’abord que dans ces cas, aucune méthode d’élagage
n’arrive a battre la sélection uniforme des arbres. Nous remarquons aussi
que ces trois jeux de données sont vraiment petits ce qui les rend tres
vulnérables au sur-apprentissage des poids. Pour vérifier cette théorie, nous
affichons en Figure 6.4, les performances sur le jeu de données de validation
qui a servi lors de I'apprentissage des poids. Nous remarquons sur cette
figure que les performances de notre méthode sont tres bonnes. Ainsi, nous
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Plates.
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pouvons affirmer que dans le cas des jeux de données Boston, Diabetes et
Breast Cancer, il y a eu un sur-apprentissage des poids puisque la méthode
OMP a de trés bonnes performances sur I'ensemble de données qui a servi
a l’apprentissage des poids, mais de tres mauvaises performances sur les
données de test.

OMP avec contrainte de non négativité

Bien que la technique d’élagage basée sur 'OMP ait souvent d’excel-
lentes performances lors de la sélection d"un petit nombre d’arbres, ces per-
formances se dégradent lorsque le nombre d’arbres sélectionnés augmente.
Ceci est extrémement problématique car aucune indication particuliere
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FIGURE 6.4 — Performance sur les données de validation en fonction de la
taille de la forét élaguée sur les jeux de données : Diabetes, Boston et Breast

Cancer.

n’est donnée pendant la phase de sélection des arbres qui permettrait de
concevoir un critere d’arrét précoce pour fixer la taille maximale de la forét
élaguée. En effet, nous avons constaté en Figure 6.4, que les performances
sur les données de validation de la méthode OMP ne semblent pas atteindre

un plateau.

Encouragé par les performances assez bonnes de la version non pon-
dérée de OMP, c’est tout naturellement que nous nous sommes intéressés
aux poids associés aux arbres sélectionnés par OMP, afin d’expliquer les
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mauvais comportements de notre méthode. Nous avons remarqué que
la proportion d’arbres avec un poids négatif augmente avec le nombre
d’arbres sélectionnés, comme illustré dans la Figure 6.5b. Dans cette fi-
gure, les performances mesurées sont I'inverse de la MSE dans le cas de la
régression. Ainsi, une grande valeur signifie de bonnes performances. Re-
marquons aussi que nous n’affichons pas les résultats sur le jeu de données
Gamma, car il ne contient aucun poids négatif.

Le comportement mis en évidence par la Figure 6.5b a certainement un
lien avec les mauvaises performances de la forét élaguée avec OMP. Nous
expliquons ce lien dans le cadre de la classification binaire, mais il peut
étre facilement transférable au cas de la régression : il est tout a fait raison-
nable de penser que chacun des arbres de la forét initiale devrait avoir des
performances au moins aussi bonnes que celle d"un classifieur qui répond
aléatoirement. Cela veut dire que la précision de chacun des arbres devrait
étre au moins supérieure a 0.5 (i.e. 50% d’erreur). Cependant, affecter un
poids négatif a un arbre, revient a inverser sa prédiction dans le cas de la
classification binaire, et de 1'utiliser ensuite dans la prédiction de la forét
élaguée. Ce comportement qui semble contre intuitif peut s’expliquer par le
fait que OMP affecte des poids négatifs a certains arbres pour parfaitement
reconstruire le vecteur des étiquettes des données d’entrainement. Cette
analyse est validée par la Figure 6.5a, ott nous pouvons clairement voir
que les performances en généralisation ont tendances a décroitre lorsque la
proportion de poids négatifs augmente. On remarque toutefois que cette
tendance n’est pas vérifiée pour les jeux de données Kin8nm, Diamonds
et Steel Plates. Notez que seules les foréts de taille supérieure a 10% de la
taille de la forét initiale sont considérées. Nous avons décidé de considérer
uniquement ces foréts la, puisque celles avec des tailles plus petites ont
naturellement de mauvaises performances.

Cette analyse nous a conduit a la conclusion suivante : l'utilisa-
tion d'une version d’'OMP avec contrainte de non négativité (NN-
OMP) [Bruckstein et al., 2008] permettrait d’éviter le sur-apprentissage et
donc de donner de meilleures performances. La méthode d’élagage avec
le NN-OMP n’est pas tres différente de I’ Algorithme 6. Seules deux lignes
changent : premiérement, uniquement les arbres positivement corrélés avec
le résidu sont sélectionnés, et deuxiemement, seules les poids positifs sont
admis pour la construction de la forét élaguée. Nous résumons ces étapes
dans I’Algorithme 7

Les résultats de la méthode NN-OMP ainsi que sa version non pon-
dérée NN-OMP w/o weights sont tracés dans la Figure 6.6. Notons que
la Figure 6.6 reprend les courbes des Figures 6.1, 6.2 et 6.3 auxquelles
s’ajoutent les courbent correspondantes aux méthodes NN-OMP et NN-

118



Performance standardisée

o
oo

o

X
fs standardisé

o
o

o
o

o
~

o
=~

o
)
o
[N)

o
E
E 5

% de poids négati

6 0:2 0:4 0.6 0:8 1 0 0:2 0:4 0:6 08 1
% de poids négatifs standardisé % d'Arbres selectionnés
(a) Effet des poids négatifs sur les (b) Proportion de poids négatifs par
performances. rapport au nombre d’arbre.

Diabetes
KR-VS-KP
LFW Pairs
Kin8nm
Boston
Breast Cancer
Steel Plates
California Housing
Spambase

— Diamonds

(c) Légende jeux de données.

FIGURE 6.5 — Relation entre la taille de la forét élaguée, performances
de cette forét, et le nombre de poids négatifs affectés par OMP. Dans la
Figure 6.5a seules les foréts élaguées d'une taille supérieure a 10% de la
taille de la forét initiale sont représentées. Les performances mesurées sont
I'inverse de la MSE dans le cas de la régression. Les valeurs de performances
et le pourcentage de poids négatifs sont normalisés afin d’étre comprises
entre 0 et 1 et simplifier la comparaison entre les différents jeux de données.
Les courbes ont été ajoutées afin de faciliter la lecture et ont été créée en
entrainant un SVM avec noyau RBF a partir des observations originales
(représentées ici par les points).

OMP w/o weights. Nous remarquons clairement qu’en plus de permettre de
tres bonnes performances de généralisation, la méthode NN-OMP permet

119



de naturellement définir la taille optimale de la forét aléatoire élaguée.
En effet, une fois qu’il n’est plus possible pour NN-OMP d’améliorer son
approximation du vecteur des étiquettes sans utiliser de poids négatifs,
'algorithme s’arréte. Ce point d’arrét est marqué par une étoile rouge dans
la Figure 6.6.

Algorithme 7 : NN-OMP pour I'élagage de foréts aléatoires

1 Entrée : ensemble de données X, étiquettes i, ensemble de I arbres
{ti (X) %:1/ m>1;

2 Sortie : a; une approximation de la solution du Probleme 6.1;

3k=0;

4le:0;
5Tk =Y,
6)\0:®;

7 tant que critére d’arrét non vérifié faire

8 | i =argmax;cp(ti (X),7i) ;
o | si (t; (X),rr) <O0alors
10 | Renvoyer ay ;
1 fin
12 sinon
13 M1 = M Uik}
14 A1 = arg r1r1i1r1aecA+k+1 |y — Txa|,, oit
Cy. =1{ne (R | Vi & Mgy @ afi] =0} ;
15 "err =Y — Tay;
16 k=k+1;
17 fin
18 fin

19 Renvoyer a1 ;

Nous concluons de ces expériences que notre méthode d’élagage de
foréts aléatoires basée sur OMP et NN-OMP permet de créer des foréts avec
peu d’arbres, tout en gardant des performances de généralisation « assez
proches » de celles de la forét initiale.

6.4 Conclusion

Nous avons présenté dans ce chapitre une méthode originale pour la
réduction de la taille de foréts aléatoires. Notre méthode utilise I’algorithme
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glouton Orthogonal Matching Pursuit (OMP) afin de construire une forét
élaguée dont les prédictions « ressemblent » le plus possible aux vraies
étiquettes.

En plus de sélectionner un sous-ensemble d’arbres de la forét initiale,
notre méthode associe a chacun un coefficient. Les prédictions de la forét
élaguée sont alors construites comme une combinaison linéaire des prédic-
tions de ces arbres. Les coefficients sont choisis de sorte que les prédictions
de la forét élaguée approximent le mieux les vraies étiquettes.

Nous avons expérimentalement vu que 1'utilisation de OMP pour 'éla-
gage de foréts aléatoires donne de tres bons résultats dans certains cas.
Toutefois, elle peut également conduire a un sur-apprentissage dans cer-
tains scénarios, en particulier, sur des jeux de données de petite taille. Pour
pallier ce probleme, nous avons proposé I'utilisation d"une contrainte de
non-négativité sur les coefficients construits par OMP. Nous avons expéri-
mentalement observé que cette méthode permettait de construire des foréts
élaguées avec d’excellents résultats sur 'ensemble de données de test par
rapport a I'état de Iart.

Enfin, nous avons exploité un lien tres fin entre OMP et Gradient Boos-
ting pour donner une piste qui permettrait, dans des travaux futurs, de
théoriquement justifier notre méthode.

Ce travail ouvre la porte a plusieurs directions de recherche intéres-
santes. Sur I'aspect théorique, il serait intéressant d’exploiter le lien entre
OMP et Gradient Boosting afin de dériver des garanties sur les perfor-
mances en généralisation de la forét élaguée avec notre méthode. Il serait
utile d’étendre notre méthode d’élagage avec OMP aux problemes de clas-
sification multi-classes. Enfin, il serait aussi intéressant de quantifier le gain
en interprétabilité de la forét élaguée construite par OMP et sa version non
négative.
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Chapitre 7

Conclusion et perspectives

Nous avons dans ce manuscrit présenté des contributions sur 1’accéléra-
tion des méthodes a noyaux et ’optimisation sous contrainte de parcimonie.

Dans ce cadre, nous avons présenté dans le chapitre 3 notre algorithme
DAC pour l'approximation des Ridge Leverage Scores (RLS), basé sur
la méthode « diviser pour régner ». Nous avons théoriquement justifié
l"utilisation de notre algorithme pour 'approximation de matrices de Gram
par la méthode de Nystrom. Enfin, nous avons empiriquement évalué notre
méthode sur deux applications : la méthode de Nystrom et 'apprentissage
actif. Nous avons montré qu’elle présente un bon compromis entre erreur
d’approximation et temps de calcul par rapport aux méthodes de I'état de
l'art.

Ce travail a ouvert la porte a un ensemble de questions qui pourront
faire 1’objet de travaux futurs. Premierement, il est essentiel d’étudier I'im-
pact de l'utilisation de matrices de Gram approximées comme proposé
dans le chapitre 3 sur 'erreur de généralisation des modéles entrainés avec
de telles matrices. Une maniére d’atteindre cet objectif est d’utiliser les
résultats de [Cortes et al., 2010], ot les auteurs proposent une borne sur
I'erreur d’'un SVM et d’une régression ridge a noyau appris avec une ma-
trice de Gram approximée. Cette borne dépend de la norme de la différence
entre la matrice de Gram et son approximation. L'idée est alors de combi-
ner ce résultat avec le Théoréme 1 du chapitre 3, qui propose justement
de borner cette norme. Dans la méme veine de recherche, des bornes sur
I'erreur des modeles entrainés uniquement sur les données sélectionnées
suivant nos RLS approximés (apprentissage actif) peuvent étre proposées.
Les auteurs de [Imberg et al., 2020] ont déja théoriquement étudié 1"utili-
sation des RLS exacts dans I'apprentissage actif. Nous pourrions nous en
inspirer afin d’étudier 1'utilisation de nos RLS approximés avec DAC dans
I'apprentissage actif.
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Un objectif plus optimiste serait de s’intéresser aux propriétés de 1'en-
semble des données tirés suivant notre approximation des RLS. En effet,
méme s’il est clair que les RLS approximés ne sont pas égaux aux RLS
exacts, nous pouvons espérer que 1'ensemble S; des données tirées suivant
les RLS approximés par DAC soit « proche » de I'ensemble S, des données
échantillonnées suivant les RLS exacts. Pouvons-nous par exemple dire
que l'intersection entre S; et S contient une proportion importante de
I'ensemble de toutes les données considérées? Est-il possible de borner
cette proportion? Un tel résultat nous permettrait de justifier 1'utilisation
de notre méthode DAC dans I'échantillonnage online. Ce type d’échantillon-
nage est utilisé lorsque le nombre de données est infini et qu’elles arrivent
par petit blocs. A chaque nouveau blog, il faut alors décider quelles données
garder et quelles données rejeter, avec la contrainte que 1’échantillon final
soit tiré suivant une distribution de probabilité basée sur les RLS. Comme
notre algorithme DAC ne nécessite pas 1'acces a 'ensemble des données, il
pourrait étre utilisé dans ce contexte d’échantillonnage online. Ainsi, si l’en-
semble des données tiré suivant les RLS approximés par DAC est « proche »
de ’ensemble des données échantillonné suivant les RLS exacts, alors nous
pourrons justifier 1'utilisation de DAC dans ’échantillonnage online.

Dans le chapitre 4, nous avons proposé un nouveau framework pour
représenter les distributions de probabilités dans les RKHSs discrets. Nous
avons ensuite proposé une famille de distances, paramétrées par un opéra-
teur Oy permettant de comparer les distributions de probabilités discreétes.
Nous avons vu que la distance Maximum Mean Discrepancy (MMD) était
un cas particulier de cette famille de distances. Cela nous a permis de propo-
ser une approximation de la MMD basée sur la méthode de Nystrom. L'uti-
lisation de cette approximation est théoriquement justifiée avec une large
famille de fonctions noyaux parmi lesquels les noyaux sur graphes. Cette
théorie repose sur I'hypothese que les noyaux considérés sont A-positifs
définis (une notion que nous avons introduite dans ce méme chapitre). Dans
le cas de la MMD, cette hypothese vient alors remplacer celle de Gretton
and al. [Gretton et al., 2012] qui nécessite que le noyau soit caractéristique
pour que la théorie de la MMD soit valide. Toutefois, nous avons abordé ces
deux familles de fonctions noyaux sans forcément faire le lien entre elles.
Ainsi, une perspective tres importante a ces travaux serait d’étudier les
possibles liens entre ces deux hypotheses. En particulier, un noyau A-positif
défini n’est-il pas automatiquement caractéristique? Peut-on affirmer que
I"'une de ces deux hypotheses soit vérifiée par un nombre plus grand de
fonctions noyaux? Dans ce cas, ce travail permettrait peut-étre de justifier
l"utilisation de la MMD dans le cas discret avec de nouvelles fonctions
noyaux.
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D’un point de vue expérimental, nous avons évalué notre méthode sur le
three sample problem sur des jeux de données vectorielles et de graphes, pour
lesquels nous avons utilisé respectivement les noyaux RBF et ShortestPath.
Une perspective naturelle serait d'utiliser d’autres fonctions noyaux tel que
le noyau polynomial pour les données vectorielles et le RandomWalk pour
les graphes. Notons aussi qu’il serait intéressant de considérer plus de jeux
de données de graphes, et en particulier plus grands que celui considéré
ici.

Une autre perspective de ce travail est d’étudier les propriétés de nou-
veaux opérateurs Oy. Rappelons que dans le chapitre 4, I'opérateur Oy, était
défini comme :

Ok = span ({dx(.) }xev) — span ({k(x, ) }xev)
ur— Ok(u) = Z c,-P{xl,}(u) (46)

XiEV

ot Py, 1 (u) est la projection orthogonale de u sur k(x;, .). Quelle distance
est associée a un opérateur qui projette 1, non plus sur une seule fonction
noyau, mais sur 1’espace vectoriel engendré par un nombre fini de fonctions
noyaux indexées par S : Pygy(u)? Est-il par exemple possible de faire le
lien entre une telle distance et la MMD calculée sur un noyau approximé
par Nystrom ot S est ’ensemble de ses landmarks ?

Une autre perspective intéressante est 1"utilisation de notre MMD ap-
proximée pour l'adaptation de domaine. Dans ce scénario, les données
d’entrainement X' := {x;}!' ; et les données de test Z := {z;}", ne sont
pas tirées suivant la méme distribution. Dans ce cas, un modele naive-
ment appris sur X, risque d’avoir de trés mauvaises performances sur
Z. Une méthode connue pour résoudre ce probléme est le Kernel Mean
Matching (KMM) [Gretton et al., 2009]. Le but de cette méthode est d’ap-
prendre un vecteur de poids B* tel que la distribution empirique pondérée
Ly B*[i]ox,(.) «ressemble » le plus possible a la distribution empirique
Ly, 5,,(.). Les données d’entrainement ainsi pondérés serviront a 'ap-
prentissage d’un modele qui devrait maintenant avoir de bonnes perfor-
mances sur les données de test. Dans la méthode KMM, le vecteur des poids
est construit en minimisant la distance MMD entre les deux distributions
empiriques. Cela donne lieu a un probleme d’optimisation quadratique qui
peut étre résolu avec la méthode des points intérieurs en © (1n®). L'idée est
alors de remplacer 'utilisation de la MMD exacte par notre approximation
de la MMD proposée dans le chapitre 4. La structure de rang faible de la
matrice de Gram approximée par la méthode de Nystrom nous permet de
réduire cette complexité a un temps © (ns?) [Fine and Scheinberg, 2001].
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Enfin, une derniere perspective serait d'utiliser les RLS approximés
par notre algorithme DAC dans la méthode de Nystrom pour 1’approxi-
mation de la MMD. Comme nous avons démontré dans le chapitre 3 que
"utilisation des RLS permet une meilleure approximation de la matrice
de Gram que l'échantillonnage uniforme, cette méthode permettrait donc
une vitesse de convergence vers la valeur de la MMD exacte meilleure que
celle présentée dans le Lemme 6 du chapitre 4. De plus, cela permettrait
de borner la distance entre la MMD approximée et la MMD exacte sans
hypothese sur la cohérence de la matrice de Gram.

Le chapitre 5 présentait, quant a lui, des travaux légerement différents
des deux précédents. En effet, nous nous sommes intéressés a un probleme
largement connu dans la communauté de traitement du signal : ’approxi-
mation de signaux par des représentations parcimonieuses. Ce probleme
a souvent été résolu a 'aide d’algorithmes gloutons tel que Matching Pur-
suit (MP) et Orthogonal Matching Pursuit (OMP). L'utilisation massive de
ces deux algorithmes a été motivée par une large littérature qui justifie
théoriquement leur utilisation pour la résolution de ce probleme. Nous
avons dans ce chapitre étendu une partie de ces résultats a I'algorithme
Frank-Wolfe (FW). En particulier, nous avons démontré que si le signal
cible est m-parcimonieux dans un dictionnaire de cohérence relativement
petite par rapport a m, alors tout comme MP et OMP, I'algorithme FW
reconstruit exactement le signal cible. De plus, la solution produite par FW
converge exponentiellement vite vers la solution optimale.

Une perspective naturelle serait d’étendre ces travaux aux signaux cibles
bruités (et donc non m-parcimonieux dans un dictionnaire donné). Pour
cela, il est possible de s’inspirer des travaux qui ont été faits pour les al-
gorithmes MP et OMP [Tropp, 2004, Gribonval and Vandergheynst, 2006].
Sur le plan expérimental, nous avons démontré que nos hypotheses, notam-
ment sur le degré de parcimonie du signal et sur la cohérence du dictionnaire,
ne semblaient pas optimales sur les données synthétiques considérées. Des
travaux futurs devraient soit permettre 1’exhibition de signaux pour les-
quels nos hypotheses sont optimales, soit des conditions moins restrictives
sous lesquelles nos résultats restent valides.

Enfin, dans le chapitre 6 nous avons travaillé a l'intersection entre
I'apprentissage automatique et le traitement du signal. Nous avons ainsi
proposé d’utiliser I’algorithme Orthogonal Matching Pursuit (OMP) ainsi
que OMP avec coefficients positifs (NN-OMP), pour la réduction de la
taille de foréts aléatoires. Nous avons ensuite empiriquement évalué notre
méthode sur plusieurs jeux de données réels de référence. Nous avons vu
que notre méthode permettait de réduire la taille des foréts aléatoires tout
en gardant de bonnes performances en généralisation. Nous avons enfin
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esquissé une piste pour proposer des garanties théoriques en se basant sur
les liens entre OMP et Gradient Boosting. Il serait aussi intéressant d’étudier
l'utilisation de 'algorithme FW pour I'élagage de foréts aléatoires. Comme
nous avons vu dans le chapitre 5 que FW avait de bonnes propriétés pour
la reconstruction parcimonieuse, il constituerait peut-étre un solide outil
pour I'élagage de foréts aléatoires.

Pour conclure, nous avons présenté a travers les différents chapitres de
ce manuscrit un ensemble de méthodes permettant de réduire les temps de
calculs de certains algorithmes, ainsi que le cofit de stockage de certains
modeles et certaines données. Nous avons vu que ces approximations per-
mettent trés souvent un grand gain en temps de calcul, tout en conservant
des performances compétitives.

Le but de cette derniere partie est de donner quelques exemples de
grands projets motivants que je souhaite voir émerger dans les prochaines
années et dans lesquels j’aimerais m’impliquer.

Le premier concerne la santé. Il existe déja un certains nombre de tra-
vaux a l'intersection entre I'intelligence artificielle (IA) et la santé, mais des
freins subsistent encore. Il est par exemple crucial que les modeéles utilisés
soient interprétables afin de pouvoir justifier a un patient ou au médecin
la décision prise par I'[A. De plus, il est important que I'IA fournisse sa
réponse dans un temps relativement court tout en offrant de solides garan-
ties sur sa prédiction. En effet, nous pouvons imaginer que des médecins
décident d"utiliser une IA afin de calibrer la durée optimale d"un traitement
lourd. L’enjeu dans ce cas est de trouver la durée idéale qui permet le
rétablissement du patient sans trop le fatiguer en lui infligeant le traitement
sur une trop longue période. Les médecins pourraient dans ce cas souhaiter
prédire I'état du patient apres différentes durées de traitement et choisir
'option optimale. Pour cela, des méthodes d’accélération théoriquement
justifiées telles que présentées dans ce manuscrit pourraient étre exploitées
pour réduire le temps de réponse des modeles d’'IA. Cette perspective re-
présente pour moi un axe de recherche intéressant dans lequel je souhaite
m’engager. Il est toutefois primordial pour moi de souligner I'importance
de garder les médecins au centre des pratiques médicales. L'intérét de I'TA
est avant tout d’assister le praticien, de conforter son premier avis ou au
contraire le faire douter et le pousser a effectuer des examens supplémen-
taires et non de le remplacer.

Le deuxiéme volet qui me parait important est I’environnement. Il de-
vient urgent de réfléchir a comment cette riche littérature d’apprentissage
automatique peut étre utilisée pour considérablement ralentir le réchauffe-
ment climatique. Cela pourrait prendre, par exemple, la forme de réseaux
de transports intelligents dont la fréquence de passage serait adaptative
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a la demande. L'TA pourrait aussi étre utilisée pour une meilleure prédic-
tion de la météo, permettant ainsi aux agriculteurs de mieux gérer leurs
ressources en eau. Enfin, I'IA pourrait aussi étre utilisée pour prédire les
émissions de carbone des entreprises afin d’orienter les investissements
vers celles qui polluent le moins, et pousser ainsi les autres a réduire leur
empreinte écologique. Toutes ces méthodes doivent évidemment rester peu
cotiteuses pour que leur utilisation ne devienne pas tout aussi polluante que
la tache qu’elle essaient de « dépolluer ». Ainsi, les pratiques d’accélération
et d’approximation de modeles doivent continuer a étre encouragées.
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Annexe A

Preuves du Chapitre 3

A.1 Preuve du Corollaire 1

Corollaire. 1 Soit X = {x1,...,x,} un ensemble de données et k un noyau.
Pour tout i € [n], soit I; le RLS de x; tel que défini dans la Définition 6, et soit I;
une approximation de l; calculée avec I Algorithme 2. On a alors :

I > 1.

Démonstration. Soit Ry, ..., R, une partition de X tel que définie dans
I’Algorithme 2. Pour tout R € {Ry,..., R}, soit R le complement de R
dans X, cest-a-dire : R := X \ R, et soit K la matrice de Gram sur les
données de R : K = (k(X,2)) e 2er-

Dans cette preuve nous allons utiliser la définition des RLS décrite dans
I'Equation 2.3 : [; := 1 — A (Ky + AI) 1[4, 1].

Considérons maintenant un x; fixé. Soit R le sous-ensemble qui contient
x;, et soit j; la position de x; dans R. Ainsi, nous avons : i = 1-
A (Kg + AI)"'[j;, ji] Sans perte de généralité, supposons que Ky est triée
de sorte que les éléments de R apparaissent dans le premier block :

Kr Krpz

Tk K

01\1 K,R,,ﬁ = (k(x/ Z))XGR,Zeﬁ et KR = (k('x’ Z))XER,ZGR'
En utilisant 1'une des définitions du complément de Shur d"une matrice
par block [Petersen et al., 2008], nous avons :

(Ky + A1) = [(KR + At czcT *]
*

*
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C=(Kg+Al) 'Kpx

et
~1
Z = (Kg+ M= Kjy (K +AI) ' K )

Ainsi, pour tout x; € R nous avons :

(K +AD) " [jiji] = (Kg +AD " i ji] + [CZCT)[ji, 7.
et donc :

(K +AD) " iy il = (K +AD ™ [jiyjil = [CZCT[ji, -

Puisque la matrice CZCT est PSD, et que les éléments de la diagonale d"une
matrice PSD sont tous positifs ou nuls, nous avons : [CZCT][j;,j;] > 0.
Ainsi :

(K +AD ™" [jr jil = (K +AD ™" [jr ji

Enfin, comme A > 0, on en déduit que :
1— A (Kg + A1) i jil > 1= A Ky + A1) i jil.

On en conclut que : lAji > 1. O

A.2 Preuve du Corollaire 2

Corollaire. 2 Soit X = {x1,...,x,} un ensemble de données et k un noyau.
Pour tout i € [n], soit I; le RLS de x; tel que défini dans la Définition 6, et soit I;
une approximation de l; calculée avec I’ Algorithme 2. On a alors :

n " n 1

WESHETICEEE

. . B
oil ,B - anax(KX)+/\

o Smin (KX)+A ’

Démonstration. Comme dans la preuve du Corollaire 1, nous allons uti-
liser la définition des RLS décrite dans 'Equation 23 : [; = 1 —
A (Ky + AL Vi, i]. Aussi, pour tout R € {Ry,...,R,}, soit R le com-
plement de R dans X, c’est-a-dire : R := X \ R, et soit K la matrice de
Gram sur les données de R : K = (k(x,2)),cr ,er- Enfin, pour tout x; tel
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que x; € R, soit j; sa position dans R tel que défini dans I’Algorithme 2.
On a alors :

Yhi=n—A Y Y (Kp+ADT [ijil (A1)

i=1 RE{R1,... R} xER

Pour commencer, fixons R et bornons : Y, .« (Kg + Al )" i i
Sans perte de généralité, supposons que Ky est triée de sorte que les
éléments de R apparaissent dans le premier block :

Kr Kpz

Tk Kx

ott Ky 7z 1= (k(x,2)) g 7 En utilisant I'une des définitions du comple-
ment de Shur [Petersen et al., 2008], on a :

L 3

(Ky +A1)7! {A *} ,

-1
ot A i= (Kp + Al — Kg (K + A1) "'KE )
L'ingrédient principal de notre preuve est le Théoréme 3.6.1
de [Bhatia, 2009] :
A=<u(Kp+AD)"",
(SumintGmax+21)

4(gmin+tA) (Gmax+A)”
(respectivement la plus grande) valeur propre de Ky. Appliquons mainte-

nant la trace a I'inégalité précédente :

ouwn =

et olt Gy (respectivement ¢,4x) est la plus petite

trace ((KR + AI)_1> > o trace (A).

En utilisant le fait que la trace d"une matrice est la somme des éléments de
sa diagonale, et le fait que A soit un block de (Ky + AI) ~!, nous obtenons :

Yo (K +AD) i jil = a™t Y (K +AD ™ i, ji]-
x,-ER XiER

On prend maintenant la somme sur tous les sous-ensembles R pour arriver
a borner I'Equation A.1 :

Z Z (KR‘f“)\I ]1/]1 = 12 Z KX"_)\I ]1:]1]

R x€R R x;i€R
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Nous utilisons ce résultat pour borner la partie droite de 'Equation A.1, et
nous obtenons :

n
Zli <n-— Aa! Z Z (Ky +)\I)_1Ui,ji].
i=1 R xi€R

Rappelons maintenant que les sous-ensembles ‘R sont disjoints et que leur
union forme X. Ainsi, nous obtenons :

i=1 i=1
Puisque (Ky + AI)71[i,i] = 1%1", ona:
ilA <n—/\a*1i1_ll
R = A
i=1 i=1
n n
<n—a 'Y 1427} (A2)
i=1 i=1

(- +a

= emxtA - Afin d’arriver a notre résultat final, il reste a

Notons par f := Z=7.

démontrer que : % < o~ < 1. Tout d’abord, nous avons :

4(§min + )\)(gmax + )\) - (gmin + Gmax + 2/\)2
(Gmin + Gmax + 2A)?
4 (GminGmax + AGmin + AGmax) — G%ﬂ'n - Q;zmx — 4AGmax — 2GminGmax — 4AGmin

v l—1=

(Qmin + Gmax + 2/\)2

_ —Gfm-n - Q%mx + 2Qmin§max _ - (Qmin - Gmax)z <0
(Qmin + Cmax + 2A)2 (gmin + Cmax + 2/\)2 o

mais aussi :

“—1 _ 4(Qmin + /\) (Qmax + /\) >

(Qmin + Cmax + 2)\)2
> M — l

S B

Pour finir, nous utilisons le fait que % < a~! <1 dans I'Equation A.2 pour

4(gmin + )\) (Qmax + )\)
(gmax + Cmax + 2/\)2

obtenir :
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Annexe B

Preuves du Chapitre 5

Dans cette annexe, afin d’alléger les notations, nous notons le support
de y par A au lieu de A(y). Nous notons aussi par D la matrice dont les
colonnes sont les atomes de D, et par D, € Rl la matrice dont les
colonnes sont les atomes indexés par A.

B.1 Preuve du Théoréme 5

Théoréeme. 5 Soit D := {vy,...,v,} un dictionnaire, u(D) sa cohérence,
y = Y1, a*[i]v; un signal m-parcimonieux tel que ||a*|; < B, et u1(D, m) la
fonction de Babel de D . Si

m < 3(u(D)~ +1),

et que pour chaque itération k, le parametre yy est défini suivant la variante 2,
alors il existe j > 1 tel que pour toute itération k > j de I’ Algorithme 5 vérifie :

ly = yiall3 < ly — well2(1 — ©)

it Y = YL ay[i]v; et

6:%(%};1—1)) (1_@>2'

Démonstration du Théoréme 5. Soit k une itération de 1’Algorithme 5.
Comme 7, € [0,1], nous pouvons découper cette plage de valeur en deux
parties :

— 7% = 0:dans ce cas, oy 1 = ay, et ainsi pour toute itération > k nous
aurons : f (ax) = f (a;). Comme les valeurs de la fonction objective
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convergent vers f (a*) = 0, nous en déduisons que f (¢;) = f (a*) =
0. Par définition de f, nous avons donc : ||rx41|5 = ||7¢]|3 = 0. Ainsi,
le Théoreme 5 est vrai.

0 < ¢ < 1: Par définition du résidu, nous avons :
Ires1ll2 = |y — Dasalz = |7k + Dag — Dagya 3
= |lre — Dvi(se — )5 (B.1)
2
= [I7kll2 = 27D sk = &), 7i) + 77 1D (s — o) 13

Comme pour tout vecteur a € R" : ||Da||, < ||a||; puisque les v; sont
. 2 0o AT

normés (|| Dally = 3y alilalfl(vi,v;) < Xijq lalilllaljl] = lla[D.

Alors nous avons :

lylly = 1Da”l < fla"[l; <.
Nous pouvons donc utiliser le résultat du Lemme 7, qui nous dit :

_(D(sx =), 1)
ID(sic — ) I3

En remplacant la valeur de ; dans I'Equation (B.1), nous obtenons :

(D(sx — ag), 7i)?
[D(se— a3 (52

Nous devons maintenant trouver une borne inférieure a
(D(s; — ax), )%, et une borne supérieure a ||D(s; — ock)Hg. Pour

2 2
17l = [lrellz =

borner ||D(s; — a;)||3, nous utilisons le fait que ||Dal|, < ||, et le
fait que sy et a; sont dans la boule B (B) :

ID(s — ) [[5 < [[s — ael|] < 4B% (B.3)

Pour borner (D(s — ay), ¢)?, nous fixons € = w > 0. Comme
prouver dans le Corollaire 3, les itérés a; convergent vers a*. Ainsi,
il existe une itération I > 0, tel que pour tout itération k > [ :
||lax — a*||; < e. Définissons u € R", tel que :

(DXrp)[i] siie A

sinon.

uli] = { V|| Dxrill2
0

On peut montrer que &y + u est dans la boule 51 (). En effet :
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ok el < [l — 04*||1 + ||06*||1 + [Jully

En remarquant que ||DI7||, < /m ||DLry||, (parce que DLri € RIAl et
|A| < m), nous obtenons :

ok + ully < 2e+[la”][; = B.

On conclut que : ap + u est dans la boule Bi(f). Comme sz =
argmin,. g (g (s, Vf(ax)), alors :

(s, Vfag)) < (ax+u, Vf(ag)),

et donc:
(sk — i, Vf(aw)) < (u, V f(xi)).
Par définition de f : Vf(a;) = —D'ry, ainsi :

(sx —ax, DTri) > (u,DTry),

et donc:
(D(sk — ax), 7%y > (u, DTry).
Nous allons maintenant borner (u, DTrk>. Or, comme :

(u,DTr) = 2 — (D)% = € ||D3;rkH2
, i€A \/_HD il A vm o
on a alors :
(D(sk — ag), 15y > % HD};rkHZ. (B.4)

Par le Théoréme 4, nous savons que 7, est dans le span(D A), et comme
les atomes indexés par A sont linéairement indépendants, nous avons que
Amin (Dp) > 0. Aussi, par la remarque 2, nous avons :

HD/T\rkHZ > Amin (Da) HrkHZ

Par le Lemme 2.3 de [Tropp, 2004], Ay (DA)* > 1 — (D, m — 1).
Ainsi, I’Equation (B.4) devient :

(D(sp — o), 1) > e\/l _”1fnm_1) 17l (B.5)
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En utilisant les Equations (B.3) et (B.5) dans I’Equation (B.2), on obtient :

(D (s — o), 1)*

2 2
7l = [l7ell™ =

ID(sy — ) ||
2
2 2 € (1—],11(111—1))
Il < ll? (1= ==L
ai N2
Il < P (1 3 (i) (1 - B
ot la derniere égalité est vraie car : % = % (1 _ H“;M)' En effet, par la

_ *
définition de € = %, ona:

2 2
e 1 (1 _ ||a*r|1) 4’ — o] - B2+ 2, B

4p2 16 B 162
2
(B Dl I~ B2, B
16p2 ’
ce qui termine notre preuve. [
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