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sein du laboratoire ETIS. Mes chaleureux remerciements à mon garant Dominique
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Résumé

L’étude des réseaux complexes nommés aussi graphes de terrain est un domaine
de recherche scientifique jeune et actif, largement inspiré des découvertes empiriques
sur les réseaux réels tels que les réseaux informatiques, les réseaux biologiques, les
réseaux technologiques et les réseaux sociaux.

Un réseau complexe est un graphe (réseau) avec des caractéristiques topologiques
non triviales, des caractéristiques qui n’apparaissent pas dans des réseaux simples
tels que des treillis ou des graphes aléatoires, mais qui se produisent souvent dans
des réseaux représentant des systèmes réels.

Les études ont montré que les réseaux complexes réels présentent des propriétés
intéressantes, nous citons : la distribution des degrés en loi de puissance, la propriété
du petit monde, l’existence de nœuds jouant des rôles centraux ainsi que l’existence
de structures modulaires.

Cependant, les systèmes du monde réel seront mieux représentés par un ensemble
de réseaux ou de couches en interaction. Ces réseaux multicouches ont été récemment
étudiés par les chercheurs du domaine des réseaux complexes.

Nous nous intéressons dans ce mémoire à l’analyse des réseaux complexes mo-
délisés par des graphes non orientés et plus particulièrement à : a) l’exploration
des réseaux complexes pour la recommandation b) la détection des communautés
chevauchantes et c) l’analyse des réseaux multicouches.

Exploration des réseaux complexes pour la recommandation : nous pro-
posons une approche fondée sur la combinaison des informations topologiques
et nodales extraites à partir du réseau complexe. Cette approche a été appli-
quée aux systèmes de recommandation explorant les réseaux bibliographiques
et les graphes des co-achats en e-commerce.

Détection des communautés chevauchantes : une méthode de détection
des communautés chevauchante à partir de communautés disjointes pré-calculées
est proposée. L’algorithme sélectionne les nœuds candidats pour le chevau-
chement et utilise des fonctions d’appartenance pour décider de l’affectation
ou non d’un nœud candidat à chacune de ses communautés voisines. Ces
fonctions d’appartenance sont fondées sur des mesures topologiques extraites
du réseau.

Analyse des réseaux multicouches : le but de cette étude est de proposer
aux experts des mesures et des méthodes leur permettant de comprendre,
d’évaluer ou de compléter leurs données privées en les confrontant avec des
données ouvertes lorsque les deux sont modélisées par des réseaux multi-
couches ; nous proposons une extension des algorithmes et des métriques des
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réseaux complexes aux réseaux multicouches. L’étude réalisée sur des réseaux
biologiques composés de trois couches (protéines, gènes et métabolites), a
mené à une proposition d’un cadre générique pour l’exploration et la fouille
de graphes multicouches.
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2.2.4 Application : réseau de co-citations bibliographiques . . . . . . 18

2.3 Recommendation d’items avec taxonomie du domaine . . . . . . . . . 21

2.3.1 Extraction d’information topologique . . . . . . . . . . . . . . 21

2.3.2 Extraction d’information sémantique . . . . . . . . . . . . . . 24

2.3.3 Les algorithmes d’exploration . . . . . . . . . . . . . . . . . . 27

2.3.4 Etude expérimentale . . . . . . . . . . . . . . . . . . . . . . . 29
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3.5.1 Propagation de labels avec détection de cœurs (CDLP) . . . . 57
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nées KEGG . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85
4.4.6 Discussion des résultats . . . . . . . . . . . . . . . . . . . . . 87
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Chapitre 1

Introduction

L’étude des réseaux complexes nommés aussi graphes de terrain est un domaine
de recherche scientifique jeune et actif depuis 2000 (Barabási et Bonabeau [13],
Newman [103]), largement inspiré des découvertes empiriques sur les réseaux réels
tels que les réseaux informatiques, les réseaux biologiques, les réseaux technologiques
et les réseaux sociaux.

Un réseau complexe est un graphe (réseau) avec des caractéristiques topologiques
non triviales, des caractéristiques qui n’apparaissent pas dans des réseaux simples
tels que des treillis ou des graphes aléatoires, mais qui se produisent souvent dans
des réseaux représentant des systèmes réels.

Les études ont montré que les réseaux complexes réels présentent des propriétés
intéressantes, nous citons : la distribution des degrés en loi de puissance, la propriété
du petit monde, l’existence de nœuds jouant des rôles centraux ainsi que l’existence
de structures modulaires (Newman [105]).

Cependant, les systèmes du monde réel seront mieux représentés par un ensemble
de réseaux ou de couches en interaction. Ces réseaux multicouches ont été récem-
ment étudiés par les chercheurs du domaine des réseaux complexes.

Nous nous intéressons dans ce mémoire à l’analyse des réseaux complexes mo-
délisés par des graphes non orientés et plus particulièrement à : a) l’exploration
des réseaux complexes pour la recommandation b) la détection des communautés
chevauchantes et c) l’analyse des réseaux multicouches.

Exploration des réseaux complexes pour la recommandation : nous pro-
posons une approche fondée sur la combinaison des informations topologiques
et nodales extraites à partir du réseau complexe. Cette approche a été appli-
quée aux systèmes de recommandation explorant les réseaux bibliographiques
et les graphes des co-achats en e-commerce.

Détection des communautés chevauchantes : une méthode de détection
des communautés chevauchante à partir de communautés disjointes pré-calculées
est proposée. L’algorithme sélectionne les nœuds candidats pour le chevau-
chement et utilise des fonctions d’appartenance pour décider de l’affectation
ou non d’un nœud candidat à chacune de ses communautés voisines. Ces
fonctions d’appartenance sont fondées sur des mesures topologiques extraites
du réseau.

1



2 CHAPITRE 1. INTRODUCTION

Analyse des réseaux multicouches : le but de cette étude est de proposer
aux experts des mesures et des méthodes leur permettant de comprendre,
d’évaluer ou de compléter leurs données privées en les confrontant avec des
données ouvertes lorsque les deux sont modélisées par des réseaux multi-
couches ; nous proposons une extension des algorithmes et des métriques des
réseaux complexes aux réseaux multicouches. L’étude réalisée sur des réseaux
biologiques composés de trois couches (protéines, gènes et métabolites), a
mené à une proposition d’un cadre générique pour l’exploration et la fouille
de graphes multicouches.

La suite de ce chapitre est organisé comme suit.
Nous présentons dans la suite les notions et notations relatives aux graphes non

orientés et plus particulièrement les notions de centralités qui jouent un rôle princi-
pal dans l’analyse des réseaux complexes. Les caractéristiques des réseaux complexes
ainsi que les différents types de réseaux complexes sont présentés ensuite, nous dé-
crivons plus particulièrement les types de réseaux traités dans ce mémoire à savoir
les réseaux d’affiliation, les réseaux projetés ainsi que les réseaux multi-couches.

1.1 Graphes : notions, notations et mesures de

centralité

Nous présentons dans cette section les notions et les notations usuelles utilisées
pour modéliser les graphes de terrain. Nous nous intéressons plus particulièrement
aux graphes non orientés.

— Un graphe G est défini par un couple (V,E), avec V = {v1, ..., vn} étant
l’ensemble des sommets (ou nœuds) et E est l’ensemble des arêtes (ou liens)
E = {e1, ..., em}. Une arête ek ∈ E reliant les sommets vi à vj peut être
représenté par un couple de sommets (vi, vj). La notation usuelle pour définir
un graphe G est G = (V,E). Nous notons |V | = n le nombre de sommets du
graphe et |E| = m le nombre d’arêtes.

— Deux sommets u, v ∈ V sont dits voisins (ou adjacents) s’ils sont reliés par
une arête.

— Un graphe peut également être pondéré ou valué, lorsqu’il existe une fonction
W : E → R qui associe à chaque lien une valeur réelle. On note le graphe
pondéré par G = (V,E,W ).

— On note N(u) le voisinage du nœud u, où N(u) = {u ∈ V, (u, v) ∈ E}. Le
cardinal du voisinage d’un sommet est son degré (ou degré d’incidence) que
l’on note d(u), on note également ku le nombre de liens qui est égal au nombre
de liens qui lui sont incidents (Freeman [46]) .

— Le degré moyen d’un graphe noté λG est la moyenne des degrés des nœuds
du graphe : λG = 1

n

∑
u∈V d(u).

— Etant donné un ensemble V ′ ⊆ V , le sous-graphe de G engendré (ou induit)
par V ′ est le graphe G′ = (V ′, E ′), où E ′ = {(u, v) ∈ E : u, v ∈ V ′}

— Un graphe partiel de G est un graphe G′ = (V,E ′) qui a le même ensemble
de sommets mais pour lequel certaines arêtes ont été éliminées.

— On appelle graphe complet, un graphe dans lequel tous les sommets sont
adjacents, c’est-à-dire si tout couple de sommets distincts est lié par une
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arête. Pour tout entier naturel n, on note Kn le graphe complet d’ordre n. Le
nombre d’arêtes du graphe complet Kn est égal à n(n−1)

2 . On appelle clique
un sous-graphe complet de G.

— Une châıne 1 reliant le sommet s au sommet t dans un graphe G est une suite
v0, v1, ..., vk de sommets telle que v0 = s, vk = t, (vi−1, vi) ∈ E, pour tout
1 ≤ i ≤ k. k est la longueur de la châıne. Un graphe non orienté est dit
connexe ssi deux sommets quelconques sont reliés par une châıne.

— La distance géodésique entre deux sommets dans un graphe est définie par la
longueur d’un plus court chemin entre ces deux sommets.

— La densité d’un graphe non orienté, noté ρG (ou dG) est donnée par : ρG =
2m

n(n−1) . La densité d’un graphe complet est égale à 1.

Mesures de centralité Il existe plusieurs mesures pour caractériser la topologie
d’un graphe et révéler l’importance d’un nœud. Nous rappelons les mesures les plus
utilisées en analyse des réseaux complexes.

La centralité de degré pour un nœud u est définie par CDu = d(u)
n−1 , d(u) étant

le degré du nœud u.

Elle permet d’exprimer l’importance qu’a le nœud u vis-à-vis de son degré au
sein du graphe.

Cependant, il est intéressant d’examiner la variation de la centralité de de-
gré des nœuds du graphe pour en étudier la distribution. En 1978, Free-
man [46] a ainsi proposé le degré de centralisation du graphe G comme étant

CD =
∑n

i=1[d(u∗)−d(i)]
[(n−1)(n−2)] où d(u∗) est le degré du nœud maximal du réseau. Ce

nombre varie entre 0 et 1. La valeur 1 est atteinte pour le graphe en forme
d’étoile, c’est-à-dire un nœud connecté à tous les autres, tous de degré 1. La
valeur 0 est atteinte pour une clique.

Le cœfficient de clustering (CC) est une mesure de regroupement des nœuds
dans un réseau. Il mesure à quel point le voisinage d’un sommet est connecté,
et calcule plus exactement la probabilité que deux nœuds liés à un autre nœud
soient également liés. Le CC a une forme locale qui concerne un nœud donné
et une forme globale qui concerne le graphe entier. Soit G = (V,E) un graphe
quelconque, pour un nœud u ∈ V , le CC est défini par :

CCu = nombre de triangles contenant le nœud u

nombre de triplets contenant le nœud u
(1.1)

Les triplets contenant le nœud u correspondent aux paires de voisins du
sommet u. Le cœfficient de clustering global pour le graphe G est calculé
en utilisant la valeur locale CCu,∀u ∈ V

CC(G) = 1
n

∑
u∈G

CCu (1.2)

Par définition, ∀u ∈ V , 0 ≤ CCu ≤ 1 et 0 ≤ CC(G) ≤ 1. Pour un nœud u,
plus grand est son coefficient de clustering, plus la probabilité que ses voisins

1. Le terme chemin est utilisé pour les graphes orientés
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soient liés est élevée.

La centralité d’intermédiarité (node betweenness centrality) correspond au
ratio des plus courts chemins du graphe passant par chaque sommet pour
toutes paires de nœuds s et t d’un graphe G, elle est définie par :

CI(v) =
∑

s6=v,t6=v,s6=t

σst(v)
σst

(1.3)

avec σst le nombre de plus courts chemins entre s et t et σst(v) le nombre de
plus courts chemins entre s et t passant par v.

La centralité d’intermédiarité des arêtes : étant donné une arête e ∈ E, la
centralité d’intermédiarité de e correspond au ratio de plus courts chemins
qui passent par e, et défine par :

CI(e) =
∑

s,t∈V,s 6=t

σst(e)
σst

(1.4)

σst(e) représentant le nombre de plus courts chemins entre les sommets s à
et t et passant par e et σst étant le nombre de plus courts chemins entre les
sommets s et t.

La complexité du calcul de la centralité d’intermédiarité est enO(n3) (Brandes
[26]). Cependant, les travaux de Brandes [26], Bader et al. [11] et Geisberger
et al. [47] portant sur l’approximation de cette mesure ont pu réduire la com-
plexité en O(nm).

1.2 Analyse des réseaux complexes

Les réseaux complexes constituent aujourd’hui un outil important permettant de
décrire et d’analyser des systèmes complexes qui sont représentés par des graphes. Il
existe de nombreuses applications qui illustrent cette utilisation comme les sciences
sociales, biologiques, physiques, de l’information et de l’ingénierie (Gosak et al. [51],
Kivelä et al. [72], Newman [105]).

De nombreuses études, notamment celles de Barabási et Albert [12], de Newman
[105] et de Clauset et al. [33] se sont intéressées à trouver les caractéristiques liées
aux réseaux complexes. Elles ont montré des caractéristiques communes concernant
la loi de la distribution des degrés des nœuds, un faible nombre de nœuds ayant
une forte centralité de degré (les hubs), un nombre de triangles important, une
distance moyenne assez faible entre chaque paire de sommets ainsi que l’existence
de groupes de nœuds fortement connectés ensemble et faiblement avec le reste du
graphe, appelés communautés.

Distribution des degrés De nombreuses études telles que Albert et al. [5], Ba-
rabási et Albert [12] et Clauset et al. [34] ont constaté que la majorité des graphes de
terrain possèdent une distribution des degrés non uniforme, qui est approximée par
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une distribution en loi de puissance de type P (k) = Ck−γ, P (k) étant la proportion
de nœuds de degré k et γ appelé exposant d’invariance d’échelle, un réel strictement
positif, avec 2 ≤ γ ≤ 3. Ce type de graphe est qualifié de réseau invariant d’échelle
(scale-free network). Autrement dit, les nœuds se connectent de manière non uni-
forme. Certains nœuds (une minorité) attirent les nouveaux nœuds en formant de
nouvelles connexions. Ces nœuds que l’on pourrait qualifier d’attracteurs, caractéri-
sés par une forte centralité de degré, sont appelés hubs et sont typiques des graphes
de terrains.

Effet petit-monde L’effet du petit monde est une expérience menée en 1967
par les psychologues Travers et Milgram [133] qui met en exergue l’hypothèse que
la longueur de la châıne des connaissances sociales requise pour lier une personne
arbitrairement choisie à n’importe quelle autre sur terre est généralement courte.

En 2011, le site social Facebook publie une analyse de sa topologie et indiquant
qu’il y a en moyenne cinq degrés de séparation entre ses membres (quatre, si l’on se
réfère uniquement aux Etats-Unis). Ces expériences montrent qu’un petit nombre
d’intermédiaires est suffisant pour connecter n’importe quelle personne à une autre.

Densité faible et cœfficient de clustering élevé Dans un réseau complexe,
chaque nœud est connecté à un certain nombre de sommets mais rarement à tous
les sommets. Le degré moyen des graphes de terrains est très faible et indépendant
du nombre de sommets du graphe (Albert et al. [5]). Les graphes de terrain ont
un cœfficient de clustering élevé. C’est-à-dire que deux sommets voisins d’un nœud
auront tendance à être liés. Ainsi, des nœuds dans certaines régions denses du graphe
seront connectés à de nombreux triangles. Cependant, Melançon [98] montre que la
densité d’un graphe varie en fonction du domaine d’application en donnant des
exemples réels.

Structures communautaires En 2002, Girvan et Newman [50] ont montré que
la présence au sein des réseaux complexes de groupes de nœuds fortement connectés
entre eux et faiblement avec le reste du graphe est une caractéristique des réseaux
complexes, ils donnent le nom de communautés à ces groupes de nœuds fortement
connectés.

Considérons un réseau complexe représenté par un graphe G = (V,E), la problé-
matique de la détection de communautés dans sa forme générale consiste à trouver
une partition P = (C1, ..Ck) de l’ensemble des sommets V en k classes, de telle
sorte que les sommets dans une communauté soient fortement connectés entre eux
et faiblement avec le reste du graphe.

Nous nous intéressons dans ce mémoire plus particulièrement aux algorithmes
de détection de communautés chevauchantes ainsi qu’à l’utilisation des propriétés
caractéristiques des réseaux complexes pour la détection du chevauchement.

D’un autre côté, il existe une grande diversité de réseaux complexes et cela
rend leur classification selon leurs propriétés communes difficiles, mais nous pouvons
retenir quatre groupes principaux : les réseaux sociaux, les réseaux d’informations,
les réseaux technologiques, et les réseaux biologiques. Nous présentons dans la suite
les types de réseaux complexes que nous avons traités dans ce mémoire.
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1.2.1 Les réseaux sociaux

L’analyse des réseaux sociaux est définie comme étant l’étude des entités sociales
(les personnes dans les organisations qu’on appelle acteurs) ainsi que leurs interac-
tions et leurs relations. Ces interactions et relations peuvent être représentées par un
graphe ou un réseau, dans lequel chaque nœud représente un acteur et chaque lien
est une relation. Ces interactions peuvent être très variées, comme des liens d’amitié
ou de parenté, des activités professionnelles ou personnelles communes, ou encore le
partage des mêmes opinions.

Nous pouvons étudier la position, le rôle et le prestige de chaque acteur so-
cial. Nous pouvons rechercher aussi les différents types de sous-graphes comme par
exemple les communautés formées par des groupes d’acteurs ayant des intérêts com-
muns, en isolant le groupe d’individus ayant une densité élevée.

Le réseau social peut être aussi une source permettant l’élaboration de recom-
mandations : trouver un expert dans un domaine donné, suggérer des produits à
vendre, proposer un ami, etc. Cette élaboration peut être fondée sur des algorithmes
d’exploration de chemins, d’analyse de degrés, etc.

D’un autre côté, la compréhension des mécanismes propagation des discours, des
opinions, des rumeurs dans les réseaux sociaux devient un enjeu de société. L’ana-
lyse de sentiment (opinion mining) s’appuie sur diverses techniques telles que le
traitement du langage naturel, la recherche d’informations et l’exploration de don-
nées structurées et non structurées. Des chercheurs d’horizons différents ont présenté
plusieurs modèles pour étudier la formation, la propagation et l’agrégation des opi-
nions selon différents points de vue (Mohammadinejad et al. [100]).

Nous explorons dans nos travaux actuels la combinaison de méthodes classiques
d’exploration d’opinion avec l’analyse des réseaux complexes et son impact sur la for-
mation et la propagation d’opinion afin de construire un modèle d’opinion cohérent
(Folly et al. [43]).

1.2.2 Les réseaux d’affiliation et les réseaux de collaboration

Les réseaux d’affiliation sont une classe particulière de réseaux complexes, dont
les nœuds sont divisés en deux ensembles X et Y, et seules les connexions entre deux
nœuds dans des ensembles différents sont autorisées.

De nombreux réseaux complexes du monde réel peuvent être modélisés naturel-
lement par un graphe bipartite. Citons pour exemple a) le réseau acteurs-films, où
chaque acteur est lié aux films dans lesquels il/elle a joué, b) les réseaux d’affiliation
bibliographique où les auteurs sont liés aux articles qu’ils ont signés. Ces réseaux
sont souvent appelés réseaux d’affiliation ou réseaux à deux modes.

Les réseaux d’affiliation peuvent généralement être compressés par projection à
un ensemble. Cela signifie que le réseau qui en résulte contient des nœuds uniquement
de l’un des deux ensembles, une paire de nœuds X (ou, alternativement, Y) est
connectée seulement si les deux nœuds ont au moins un nœud Y comme voisin
commun (voir figure 4.15). Par exemple, le réseau acteurs-films se transforme en sa
projection sur l’ensemble des acteurs où deux acteurs sont liés ensemble s’ils ont agi
ensemble dans au moins un film. Ce réseau projeté est pondéré, le poids d’un un lien
entre deux nœuds correspond au nombre de leurs voisins communs dans le graphe
bipartite.



1.3. CONTENU DU MÉMOIRE 7

Figure 1.1 – Illustration de la projection d’un réseau d’affiliation (source : Zhou
et al. [152]).

Les réseaux projetés sont souvent appelés réseaux de collaboration et sont consi-
dérés par plusieurs chercheurs comme étant des graphes de similarité pondérés car
ils expriment des comportements similaires extraits du réseau d’affiliation.

Nous avons évalué certains de nos algorithmes sur des réseaux projetés à partir
de certains réseaux d’affiliation. Par exemple, notre approche de recommandation
décrite dans le deuxième chapitre a été évaluée sur des réseaux de co-citation et de
couplage bibliographique extraits à partir des réseaux de citation bibliographique
ainsi que sur des réseaux de co-achats extraits des données d’achats (utilisteurs-
items).

1.2.3 Les réseaux multicouches et les systèmes réels

Comme nous venons de l’évoquer ci-dessus, les réseaux sont souvent modélisés,
analysés comme étant des graphes de terrains ayant des propriétés connues. Ce-
pendant, les systèmes du monde réel seront mieux représentés par un ensemble de
réseaux ou de couches en interaction. Ces réseaux multicouches ont été récemment
étudiés par les chercheurs du domaine des réseaux complexes (Kivelä et al., 2014). De
même, les chercheurs de divers domaines d’application étudient ces systèmes ; nous
citons la biologie, les sciences humaines numériques, la sociologie, l’analyse finan-
cière, la géographie et le journalisme. Nous proposons dans la troisième chapitre de
ce mémoire une extension des algorithmes et métriques des réseaux complexes aux
réseaux multicouches. Cette étude appliquée initialement aux réseaux biologiques
composés de trois couches (protéines, gènes et métabolites), a mené à une propo-
sition d’un cadre générique ainsi que de nouveaux algorithmes d’exploration et de
fouille de graphes multicouches. Le but de cette étude est proposer aux experts des
domaines des mesures et des méthodes leur permettant de comprendre, d’évaluer
ou de compléter leurs données privées en les confrontant avec des données ouvertes
lorsque les deux sont modélisées par des réseaux multicouches (Malek et al. [91])).

1.3 Contenu du mémoire

Ce mémoire est composé d’une introduction de trois chapitres et d’une conclu-
sion. Le deuxième chapitre intitulé exploration des réseaux complexes pour
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la recommandation traite la problématique de recommandation dans les réseaux
complexes avec une approche fondée sur la combinaison des informations topolo-
giques et nodales qui explore et combine trois types d’information extraits à partir
d’un réseau complexe. Le premier type concerne l’information stockée au niveau de
chaque nœud comme par exemple le profil utilisateur et/ou ses préférences et qui
peut être adossée à une ontologie de domaine. Le deuxième type d’information est
celle présente dans la structure même du réseau ; nous utilisons par exemple des mé-
thodes permettant d’explorer l’arbre couvrant ainsi que des algorithmes de parcours
en largeur ou en profondeur associés à des heuristiques. Le troisième type d’informa-
tion concerne les propriétés du réseau et consiste à utiliser les mesures locales comme
la centralité de degré, l’intermédiarité et le prestige pour guider les algorithmes de
navigation dans le graphe.

Le troisième chapitre est intitulé détection des communautés disjointes et
chevauchantes. Nous discutons dans ce chapitre la notion de la structure commu-
nautaire dans les graphes de terrain ainsi que les critères permettant de qualifier
les communautés. Nous présentons également les différentes approches de détection
de communautés disjointes dans un graphe de terrain ainsi que les mesures d’éva-
luation internes et externes proposées dans la littérature. Ensuite, les différentes
approches de detection de communautés chevauchantes sont présentées ainsi que les
mesures d’évaluation internes et externes qui sont obtenues par adaptation des me-
sures proposée pour les communautés disjointes. Enfin, une méthode de détection
des communautés chevauchante à partir de communautés disjointes pré-calculées en
utilisant une version stable de propagation des labels, nommé core detection label
propagation(CDLP) et décrit dans Attal et Malek [8], est présentée. L’approche pro-
posée donne des résultats relativement bons et compétitifs en terme de qualité mais
dépendent de la topologie du réseau.

Dans le quatrième chapitre intitulé analyse des réseaux multicouches pour
des données ouvertes et privées, nous présentons une méthodologie d’analyse
de réseau multicouche afin de fournir aux experts des mesures et des méthodes
pour comprendre, évaluer et compléter leurs données privées en les comparant et/ou
combinant avec des données ouvertes lorsque les deux sont modélisés par des réseaux
multicouches.

Les principales contributions sont (Malek et al. [91]) :

1. Proposition d’un nouveau formalisme de réseau multicouche qui permet de
réaliser une analyse fine en considérant deux niveaux : le niveau intra-couche
et celui inter-couche.

2. Définition du réseau multicouche privé qui correspond au graphe induit éla-
boré à partir des données privées, ce réseau sera analysé et comparé à l’en-
semble du réseau.

3. Définition de la notion du réseau égocentrique privé : la notion de réseau
égocentrique qui se définit autour d’un nœud égo proposé dans (Djemili et al.
[40], Marsden [94]) est étendue à un réseau égocentrique autour d’un réseau
privé multicouche. Le réseau égocentrique privé peut être utilisé pour évaluer
la force de connectivité des données privées par rapport à l’ensemble du réseau
à travers les différentes couches. Le réseau égocentrique privé peut également
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aider à centrer l’étude du réseau privé dans l’espace de ses voisins et à travers
les couches notamment dans le cadre de réseaux ouverts à très grande échelle.

4. Définition des métriques d’accessibilité inter-couches d’un sous-réseau donné :
cette mesure est basée sur le réseau égocentrique privé et permet d’apprécier
la force de connectivité des données privées à travers les couches.

Nous illustrons notre méthodologie à travers une application biologique. Le réseau
multicouche ouvert est construit à partir de bases de données ouvertes constituées
des interactions pondérées entre des molecules. Ces interaction peuvent être de
types : protéines-protéines, métabolites-métabolites ou protéines-métabolites. Ce
travail a été réalisé dans la cadre du projet ANR BLIZAAR : https://anr.fr/
Projet-ANR-15-CE23-0002.

Et finalement, nous terminons le mémoire avec une conclusion et des perspec-
tives.

https://anr.fr/Projet-ANR-15-CE23-0002
https://anr.fr/Projet-ANR-15-CE23-0002
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Chapitre 2

Exploration des réseaux complexes
pour la recommandation
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2.1 Introduction

Un réseau complexe peut être une source permettant l’élaboration de recomman-
dations comme par exemple : trouver un expert dans un domaine donné, suggérer
des produits à vendre, proposer un ami, etc. Cette élaboration peut être fondée
sur des algorithmes d’exploration de graphe comme par exemple : l’exploration de
chemins et d’analyse de degrés,etc.

Nous abordons la problématique de recommandation dans les réseaux complexes
avec une approche fondée sur la combinaison des informations topologiques et no-
dales qui explore et combine trois types d’information extraits à partir d’un réseau
complexe. Le premier type concerne l’information stockée au niveau de chaque nœud
comme par exemple le profil utilisateur et/ou ses préférences et qui peut être adossée
à une ontologie de domaine. Le deuxième type d’information est celle présente dans
la structure même du réseau ; nous utilisons par exemple des méthodes permettant
d’explorer l’arbre couvrant ainsi que des algorithmes de parcours en largeur ou en
profondeur associés à des heuristiques. Le troisième type d’information concerne les

11



12 CHAPITRE 2. EXPLORATION DES RÉSEAUX

propriétés du réseau et consiste à utiliser les mesures locales comme la centralité de
degré, l’intermédiarité et le prestige pour guider les algorithmes de navigation dans
le graphe.

La suite de ce chapitre est organisée ainsi : nous décrivons dans la première
partie les approches de recommandation d’expert par exploration de graphes et de
réseaux sociaux, nous détaillons notre approche avec une proposition d’un algorithme
exhaustif et d’un algorithme guidé par une heuristique (Kadima et Malek [65]) et
nous présentons une application dans le domaine des réseaux bibliographiques de
co-citations entre auteurs. La deuxième partie du chapitre concerne une approche
de recommandation d’items qui intègre une ontologie de domaine. La construction
du réseau de collaboration entre utilisateurs à partir d’un graphe bipartite les reliant
aux items est présentée. Les algorithmes de recommandation fondés sur les parcours
en largeur et profondeur avec utilisation d’heuristiques sont détaillés (Sulieman [128],
Sulieman et al. [129]), une étude expérimentale est ensuite effectuée sur deux réseaux
(benchmarks) de collaboration qui sont MovieLens et Amazon.

2.2 Recommandation d’expert par exploration de

graphes et de réseaux sociaux

Étant donné une tâche particulière et un ensemble d’experts, le problème de
l’identification des experts consiste à trouver un ensemble d’experts compétents.
Nous considérons le cas lorsque des experts sont organisés en réseaux qui corres-
pondent aux réseaux sociaux ou aux structures organisées d’entreprise où le réseau
peut capturer les organisations hiérarchiques. Dans une communauté de recherche,
le réseau capture la collaboration antérieure entre scientifiques. L’identification de
l’expert peut s’effectuer avec la propagation des scores qui est définie ainsi (Aggar-
wal [3]) : Étant donné une requête Q qui consiste en une liste de compétences et
un graphe social G, il s’agit d’identifier un sous-ensemble de candidats qui ont la
compétence spécifiée par la requête et ceci en utilisant le graphe pour propager des
scores en vue de proposition de classement des experts.

2.2.1 Travaux reliés

L’expertise d’un candidat peut être déduite des compétences d’autres acteurs
avec qui il est connecté. Certains algorithmes populaires conçus initialement pour
le tri des pages web tels que PageRank (Brin et Page [27]) et Hits (Kleinberg [73])
peuvent être utilisés pour le problème de localisation des experts. Dans Campbell
et al. [30], les auteurs ont proposé d’utiliser le réseau de communication par email
pour affiner l’identification des experts. Dans ce réseau, les personnes qui ont reçu de
nombreuses demandes par courrier sont définies comme les autorités et les experts et
les gens qui sont en mesure de transmettre des questions à de nombreux experts sont
définis comme centres (hubs). Dans Zhang et al. [149] et Lu et al. [86], les auteurs ont
utilisé pageRank et Hits sur des réseaux communautaires de réponse aux questions ;
un utilisateur A qui a répondu à la question d’un autre utilisateur B signifie souvent
que A a plus connaissances sur le sujet que B, etc.

De nombreux systèmes ont utilisé les connexions entre individus pour identifier
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les experts. Nous citons le système ArnetMiner développé par Tang et al. [132] pour
la recherche universitaire. Étant donné une requête, le système renvoie une liste
adéquate d’experts, le système suggère également les meilleures conférences et com-
munications liées à la requête. Nous mentionnons également d’autres exemples de
systèmes sociaux comme le Spree par Metze et al. [99] et l’expert recommender par
McDonald et Ackerman [96].

D’un autre côté, les algorithmes de recherche dans les graphes ont été utilisés pour
la recommandation d’experts dans les réseaux sociaux. Nous citons les stratégies
suivantes (Zhang et Ackerman [148]) :

Exploration en largeur qui diffuse la requête à chaque acteur dans le réseau
social en suivant une exploration en largeur.

Recherche aléatoire qui choisit au hasard un voisin le long duwuel se propager
la requête.

Recherche de meilleure connexion proposé par Adamic et al. [1] et qui uti-
lise la distribution des degrés au sein du réseau social.

Les algorithme de faibles et de forts liens qui sont fondés sur le fait que
les liens entre les deux individus peuvent avoir différentes degrés de forces.
La force du lien varie et n’est pas toujours symétrique.

La recherche fondée sur la distance de Hamming qui choisit parmi les voi-
sins ceux qui ont les moindre d’amis en commun avec l’acteur actuel.

La recherche fondée sur l’information qui choisit l’acteur ayant le profil le
plus similaire à la requête.

Les stratégies de recherche dans un graphe ont été appliquées et évaluées sur
les données des mails (Campbell et al. [30]) et plus particulièrement sur la base de
Enron (Zhang et Ackerman [148]). Parmi les critères d’évaluation nous citons : le
nombre de personnes trouvées par requête, la profondeur de la châıne de recherche,
etc. Les expériences ont montré que la recherche fondée sur l’information n’est pas
plus performante que les stratégies fondées sur les liens sortants comme le parcours
en largeur ou bien la distance de Hamming. Les stratégies de liens faibles peuvent
parfois être très utiles pour trouver les nouvelles informations.

Dans Zhang et al. [149], la recommandation est formalisée comme étant un pro-
blème de tri dans un réseau social hétérogène. La recherche aléatoire est utilisée
pour naviguer dans ce type de réseau.

D’un autre côté, le problème particulier lié à l’expertise scientifique à travers
l’analyse de la bibliographie a été étudié dans la littérature. Newman [104] a traité
le thème de la collaboration scientifique et a étudié les relation entre les auteurs. Il
a également étudié les caractéristiques de ce réseau ainsi que sa structure.

Dans Grossman [55], les auteurs ont étudié la structure du réseau social constitué
des papiers publiés dans le domaine des mathématiques. les nœuds de ce réseau
représentent les auteurs. Un lien entre deux nœuds-auteurs correspond à un papier
co-écrit pas les deux auteurs. L’évolution de ce type de réseau a été également
analysée.
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La figure 2.1 montre un réseau de citations concernant les auteurs principaux
des publications extraites de l’ensemble de données de InfoVis contest (Weimao Ke
et al. [138]).

Figure 2.1 – Réseau de citations des auteurs des papiers principaux publiés avant
2004, extraits de l’ensemble de données InfoVis contest (Weimao Ke et al. [138]).

2.2.2 Approche de recommandation d’experts

Nous présentons une approche de recommandation d’experts dans un réseau
complexe (social, professionnel, ou de collaboration) (Kadima et Malek [65], Malek
et Sulieman [89]). Le réseau est composé d’un ensemble de personnes ayant des
interactions entre elles. Ces interactions peuvent être sociales professionnelles ou
bien des interactions de collaboration. Notre but est de proposer un algorithme
de recommandation efficace. L’application d’une telle approche peut être dans la
recherche d’une expertise ou bien d’une collaboration scientifique ou professionnel.
Selon la demande d’un acteur d’origine X, le système doit proposer (recommander)
un ou plusieurs acteurs {Z1, Z2, .., Zn} répondant le mieux possible aux critères
demandés (exemple : recherche d’une personne ayant des compétences données pour
un poste, etc. ). Nous proposons un algorithme/approche de recommandation qui
utilise les trois types d’information suivants :

— L’information stockée sur la personne (l’acteur ou le nœud du graphe) d’une
façon décentralisée au niveau de chaque nœud. Cette connaissance peut être
représentée en utilisant une ontologie décrivant les profils utilisateurs.

— L’information décrite par la structure du réseau même. Autrement dit, en ex-
plorant les liens partants de l’acteur origine x et en utilisant des algorithmes
d’exploration de graphe comme les chemins les moins coûteux, nous pouvons
délimiter le champ de recherche de l’ensemble {Z1, Z2, .., Zn}. Notre contri-
bution consiste à utiliser l’arbre couvrant du graphe.

— L’information explicitée par les mesures liées aux acteurs intermédiaires pas-
sant par les chemins retenus. Cette heuristique donne plus d’importance aux
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chemins ayant des acteurs plus prestigieux.

Nous décrivons dans la suite notre système de recommandation, nous propo-
sons ensuite une réalisation du système pour la recommandation d’auteurs dans le
domaine de la bibliographie scientifique. Nous exposons ensuite les résultats.

2.2.3 Système de recommandation d’experts

Le principe du système est de proposer (recommander) un ou plusieurs acteurs
répondant au mieux aux critères demandés à partir d’une requête posée par un
utilisateur X qui est lui même acteur dans le réseau social.

Idée de l’algorithme

Comme mentionné ci-dessous, l’idée étant de proposer un algorithme de recherche
qui combine la sémantique, la structure & les propriétés des réseaux sociaux (Kadima
et Malek [65]) :

La partie sémantique La partie sémantique consiste à calculer la mesure de
pertinence entre la requête posée par l’acteur X et le profil stocké dans un nœud
donné :

— RX est la requête posée par le sommet X sous forme d’un ensemble de termes
Ti : RX = {T1, T2.., Tn}. Ti étant un terme donné, Pi le poids associé.

— ProZ est le profil associé à un sommet donné Z donné également par un
ensemble de termes pondérés : ProZ = {(T1, P1), (T2, P2).., (Tm, Pm)}.
Nous utilisons dans la suite l’opérateur . pour accéder aux termes ou au profils
de la manière suivante : ProZ .Tk = Tk et ProZ .Pk = Pk

— Nous définissons la pertinence (relevance en anglais) entre la requête RX et
le profil du sommet ProZ par :

rel(RX , P roZ) =

∑
j∈inter(RX ,P roZ)

ProZ .Pj

m∑
j=1

ProZ .Pj + |RX \ ProZ |

.
avec : inter(RX , P roZ) = {k ∈ {1, ..m}, P roZ .Tk ∈ RX}
la fonction inter calcule les termes en commun entre la requête et le profil.
La fonction \ correspond à la différence ensembliste. Cette mesure est une
adaptation de la mesure de similarité de Jaccard dans un contexte de termes
pondérés.

La partie topologique Il s’agit de trouver l’arbre couvrant maximum à partir
d’un graphe valué en utilisant une version adaptée de l’algorithme de Kruskal Kruskal
[76].

Le but est d’améliorer la recherche en effectuant une navigation optimisée dans
l’arbre couvrant au lieu d’explorer le graphe ou une partie du graphe. L’arbre cou-
vrant maximum sera l’arbre couvrant le plus représentatif dans le graphe.
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Intermédiarités des nœuds Soient deux nœuds non adjacents k et j ayant au
moins un chemin les reliant, si le nœud i se trouve sur un ou plusieurs des chemins
les plus courts qui les relient alors i est un acteur intermédiaire. Nous calculons
l’intermédiairé de l’acteur i selon la formule :

CB(i) =
∑
j<k

pjk(i)
pjk

pjk étant le nombre des chemins les plus court entre j et k, et pjk(i) le nombre des
chemins les plus court entre j et k passant par i.

L’utilisation de la mesure de l’intermédiarité va nous permettre de privilégier
certains chemins de recherche par rapport à d’autres.

L’algorithme de recommandation

Nous proposons un algorithme avec l’entrée et la sortie suivantes :

Entrée : une requête posée par l’acteur X formulée par une suite de mots clés
(termes).

Sortie : une suite pondérée d’auteurs {(Z1, P1), (Z2, P2).., (Zn, Pn)} correspon-
dant au mieux à la requête ainsi que : la châıne sémantique reliant les deux
acteurs (X,Zi) : une châıne sémantique reliant deux acteurs X,Zi est consti-
tuée de la liste de mots clefs (termes) se trouvant dans la suite des sommets
reliant X à Zi.

Etapes de l’algorithme

1. Calculer et stocker les intermédiarités des nœuds.

2. Trouver l’arbre couvrant maximum selon les poids des arêtes.

3. Extraire de l’arbre couvrant une liste de sommets triée à recommander en
utilisant l’algorithme exhaustif ou l’algorithme guidé détaillés par la suite.

Algorithme exhaustif pour la recherche de toutes les solutions

1. Recherche dans A (l’arbre couvrant) des sommets Zi à recommander à X à
partir de sa requête (voir figure 2.2), et ceci en effectuant un parcours en lar-
geur dans A : trouver un ensemble {Z1, Z2, .., Zn} tel que rel(RX , P roZi) >=
seuil.

2. Nous associons à chaque Zi proposé un poids qui exprime l’importance de la
recommandation et qui permet par la suite de trier les sommets (rating) ; ce
poids dépend de la valeur de pertinence entre la requête et le profil de Zi ainsi
que de l’intermédiarité des nœuds se trouvant sur le chemin de la solution :
Soient [Y1, Y2, .., Yl] la liste des sommets se trouvant sur la châıne reliant X à
Zi.

Pi étant le poids à associer au sommet Zi, Pi est calculé par :

Pi = rel(RX , P roZi) ∗
∑l

j=1 (CB(j)
l

si l > 1

Pi = rel(RX , P roZi) sinon
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Exemple du déroulement de l’algorithme exhaustif La figure 2.2 montre un
exemple du déroulement de l’algorithme de recommandation dans un arbre couvrant.
X étant l’auteur qui soumet la requête et qui correspond à la racine de l’arbre. Le
résultat final sera une liste d’auteurs triée selon leurs poids. leurs distance de la
racine X est également calculée (voir tableau 2.1).

Figure 2.2 – Exemple du déroulement de l’algorithme de recommandation dans un
arbre couvrant : X étant l’auteur qui soumet la requête ; une recherche des sommets
pertinents est effectuée, soient [Z4, Z3, Z1, Z2] cette liste : un poids qui dépend de la
mesure d’intermédiartié des acteurs sur le chemin (X,Zi) est affecté à chaque sommet
retenu ; la liste de sommets à recommander est [(Z4, P4), (Z3, P3), (Z1, P1), (Z2, P2)]
(Kadima et Malek [65]).

Auteur Poid Distance

Z4 P4 3
Z3 P3 3
Z1 P1 2
Z2 P2 2

Tableau 2.1 – Résultat du déroulement de l’algorithme sur l’exemple illustré dans
la figure (2.2), la liste des auteurs à recommander est triée selon leurs poids. leurs
distances de la racine de l’arbre est également calculée

Algorithme guidé pour la recherche d’une solution Nous proposons une
deuxième version moins coûteuse permettant de trouver une solution permettant
de trouver plus rapidement le chemin de la recherche dans l’arbre couvrant au lieu
d’effectuer un parcours en largeur.

Nous utilisons une heuristique permettant de choisir le sommet à visiter parmi
un ensemble de sommets candidats et nous appliquons ensuite un algorithme de type
A*, permettant de passer à chaque étape par le sommet Y minimisant l’heuristique :

h(Y ) = (seuil − rel(RX , P roY )) ∗ (1− CB(Y ))
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jusqu’à ce qu’on arrive à un sommet Z à recommander pour lequel nous avons :

rel(X,Z) >= seuil.

Nous démontrons théoriquement que notre heuristique est monotone, nous démon-
trons également qu’elle reconnâıt la solution, car elle prend la valeur nulle pour la
solution.

D’un autre côté, nous montrons par l’expérimentation que cette version converge
plus rapidement vers la solution et permet d’explorer de 11 à 49 % de l’arbre couvrant
en comparaison avec la version exhaustive.

2.2.4 Application : réseau de co-citations bibliographiques

Nous montrons dans cette section l’application de notre approche sur un réseau
d’experts composé d’un ensemble d’auteurs de références bibliographiques. Le réseau
est un graphe de similarité dont les nœuds sont les auteurs. Un lien est créé entre
deux auteurs s’ils sont similaires par rapport à leur citation. Deux auteurs sont
similaires s’ils citent un certain nombre d’articles en commun et/ou s’ils sont cités par
un certain nombre d’articles. Nous analysons le site de références bibliographiques
libra.msra.cn : communauté datamining.

Nous procédons tout d’abord par l’extraction du graphe de citations entre auteurs
qui est un graphe orienté, le graphe de similarité entre auteurs (graphe non orienté)
est ensuite construit à partir du graphe de citations (Malek et Sulieman [89]).

Graphe de citations

Par simplification, nous nous sommes limités à l’ensemble des publications ef-
fectuées à partir de l’année 2005. A partir de l’analyse des citations, le graphe de
citations est extrait.

Le graphe de citations entre auteurs est un graphe dirigé dans lequel : les nœuds
sont les auteurs et les liens dirigés sont les citations entre auteurs pondérées par leur
nombre.

Nous stockons au niveau de chaque acteur-auteur un vecteur pondéré de mots
clefs qui constituera le profil utilisateur. Ce vecteur est extrait en effectuant une
analyse simplifiée du texte constituant les titres des articles.

Extraction du graphe de similarité entre auteurs

Le graphe de similarité est un graphe non dirigé extrait à partir du graphe de
citations précédent : les nœuds de ce graphe sont les auteurs. Une arête entre deux
auteurs exprime la similarité entre deux auteurs.

Nous rappelons que deux auteurs sont similaires s’ils citent un certain nombre
d’articles en commun et/ou s’ils sont cités par une certain nombre d’articles. Le
graphe de similarité est construit à partir de deux mesures qui sont : le couplage
bibliographique ainsi que la co-citation détaillés à la suite.
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Les mesures de citations bibliographiques

Nous traitons dans cette partie les mesures de citation bibliographiques. Une
publication sous n’importe quelle forme contient une partie de citations de références
bibliographiques. Quand un papier i cite une autre papier j, un lien dirigé est créé
entre les deux papiers dans le sens i vers j. Ce lien peut donner une indication de
relations entre auteurs, papiers, etc. Les citations sont modélisées par une matrice
L appelée la matrice de citation ; le terme Lij vaut 1 si i cite j, sinon il vaut 0. Nous
présentons deux mesures de citations : la co-citation et le couplage bibliographique.

La co-citation La co-citation est une mesure de similarité entre deux documents
qui exprime le fait que si les papiers i et j sont cités par le papier k alors ils sont liés.
De même, si les papiers i et j sont cités par plusieurs papiers alors ils sont similaires.
Nous pouvons extraire la matrice de co-citation à partir de la matrice de citations
L mentionnée la dessous. La co-citation est donc une mesure qui est définie par :

Cij =
n∑
k=1

LkiLkj

Remarquer bien que la mesure de co-citation est symétrique.

Le couplage bibliographique Le couplage bibliographique est une mesure de
similarité entre deux documents qui exprime le fait que si les papiers i et j citent
le papier k alors ils sont liés. De même, si les papiers i et j citent plusieurs papiers
alors ils sont similaires. Nous pouvons extraire la matrice du couplage bibliogra-
phique à partir de la matrice de citations L mentionnée la dessous. Le couplage
bibliographique est donc une mesure qui est définie par :

Bij =
n∑
k=1

LikLjk

Remarquer bien que la mesure du couplage bibliographique est symétrique.

Le graphe de similarité entre auteurs Nous définissons le graphe de similarité
à partir de la somme des deux matrices C et B qui représentent simultanément la
co-citation et le couplage bibliographique. Si Ai est un des auteurs du papier i et Aj
un des auteurs du papier j, un lien de similarité est créé entre les deux auteurs Ai
et Aj ssi [B + C]ij >= seuil (voir figure 4.4).

Expérimentations

La figure 2.4 montre quelques résultats visuels du graphe et de l’arbre couvrant
obtenu, le tableau 2.2 montre les caractéristiques de graphe de similarité.

Nous présentons un exemple d’une requête : nous supposons que l’auteur ”Fran-
cesco Masulli ” soumet une requête composée des trois termes : <T1= Ranking, T2=
Clustering, T3= Data mining> : en appliquant l’algorithme exhaustif, les résultats
mentionnés dans le tableau 2.3 montrent une liste d’auteurs recommandés triés selon
leurs poids avec leur distance (nombre de liens) par rapport à l’auteur racine.
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Figure 2.3 – Le graphe de citations (liens orientés bleus) et le graphe de similarité
(lien non orientés rouges).

Nombre de nœuds 7065
Nombre de liens 1 009 940
Densité 0.04

Tableau 2.2 – Caractéristiques du graphe de similarité entre auteurs.

Figure 2.4 – Deux versions du graphe de similarité extraits du site microsoft, avec
deux seuils différents (Kadima et Malek [65]).

Nous avons évalué la version guidée par rapport à la version exhaustive en procé-
dant ainsi sur dix expériences : nous avons élaboré un ensemble de requêtes à tester
par un auteur X (qui devient la racine de l’arbre couvrant) en utilisant les termes
trouvés dans la communauté. Ensuite, pour chaque requête nous avons appliqué les
deux versions de l’algorithme et relevé les mesures suivantes :

Le rang de l’auteur trouvé par l’algorithme guidé par rapport à l’algo-
rithme exhaustif. Nous rappelons que la version exhaustive propose pour la
même requête une liste triée d’auteurs à recommander.

Le nombre de sommets parcourus par l’algorithme guidé.
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Auteur Distance

Mikolaj Morzy 2
Steven Warner 2
Bob Garcia 2
Wendy Gersten 3
Manuel Lozano 2
Matthias Schonlau 2
Lyane T Watson 2
Carl Wunsch 2
Yang Seok Kim 2
David W Aha 2

Tableau 2.3 – Résultats de la requête <T1= Ranking, T2= Clustering, T3= Data
mining> : auteurs à recommander triés par leurs poids, la distance séparant chaque
auteur recommandé de l’auteur racine est aussi calculée (Malek et Sulieman [89]).

Nous avons trouvé que pour 8 expériences sur 10 le rang numéro 1 a été trouvé par
la version guidée tandis que pour les 2 expériences restantes le rang numéro 2 a été
trouvé (voir tableau 2.4). L’arbre couvrant n’a pas été recherché en totalité par la
version guidée, l’espace de recherche a été réduit de 11% à 49%.

2.3 Recommendation d’items avec taxonomie du

domaine

L’approche de recommandation fondée sur la structure et le contenu a été généra-
lisée dans Sulieman [128] en intégrant une taxonomie du domaine. Nous considérons
un ensemble de données constitué d’un ensemble d’utilisateurs, un ensemble d’items
ainsi que les interactions entre eux, ces interactions sont modélisées par un graphe
bipartite.

L’objectif est de proposer des algorithmes de recommandation d’items à des
utilisateurs en utilisant un réseau de collaboration entre utilisateurs. Ce réseau sera
extrait à partir du réseau d’interaction (le graphe bipartite).

Ces algorithmes prennent en compte des informations topologiques extraites du
graphe combinées avec des informations sémantiques extraites de la taxonomie du
domaine (Sulieman et al. [129]).

Cette approche a été appliquée et validée sur deux domaines d’applications :

1. recommendation des livres sur Amazon,

2. recommendation de films (Movie lens dataset)

2.3.1 Extraction d’information topologique

Etant donnés deux ensembles : un ensemble d’utilisateurs U et un ensemble
d’items I. Les éléments de U sont connectés aux éléments de I constituant un graphe
bipartite GUI , un lien entre l’utilisateur u et l’élément i signifie que l’utilisateur u a
acheté et/ou évalué l’item i (le poids du lien étant la note en cas de notation). GUI

est un graphe bipartite (Cormen et al. [36]) défini sur l’ensemble des nœuds U ∪ I
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Requête Algorithme exhaustif
Auteurs à recommander

1 Andrew Emili
2 G V Belle
3 Hans A Kestler
4 Jimin Pei
5 John F Canny
6 C Wang
7 J Michael Brady
8 Peter G Neumann
9 Peter Eades
10 Liang Chen

Requête Algorithme guidé
Auteur à recommander Graphe exploré

1 Andrew Emili (1) 39.25%
2 G V Belle (1) 21.13%
3 Yuichi Asahiro (2) 13.86%
4 Jimin Pei (1) 20.02%
5 John F Canny (1) 11.77%
6 C Wang (1) 49.13%
7 J Michael Brady (1) 41.14%
8 Elizabeth J O neil (2) 24.88%
9 Peter Eades (1) 30.95%
10 Liang Chen (1) 16.67%

Tableau 2.4 – Comparaison entre la recherche en largeur et l’algorithme A* : chaque
ligne est le résultat d’une requête envoyée par l’auteur racine. Les auteurs recom-
mandés par A* sont indiqués avec leurs rangs trouvés par l’algorithme exhaustif.
Nous remarquons que pour 8 requêtes sur 10 l’auteur trouvé par A* est celui ayant
eu le rang numéro 1 par l’algorithme exhaustif (Malek et Sulieman [89]).

avec U ∩ I = ∅. Pour chaque élément u dans U , on note I(u) l’ensemble de tous les
éléments de I tel que (u, i) est dans E(GUI). Intuitivement, I(u) est l’ensemble de
tous les articles achetés et/ou notés par u.

Un graphe de collaboration entre utilisateurs (users collaboration network) est
ensuite calculé à partir du graphe GUI en effectuant une projection sur U .

Definition 1 (Graphe projeté) Le graphe projeté sur U : G = (V (G), E(G))
défini à partir d’un graphe bipartite GUI = (U, I, E(GUI)) est un graphe non dirigé
pondéré (Sulieman et al. [129]) :

— V (G) = U ,
— (u, u′) est une arête de E(G) ssi I(u) ∩ I(u′) 6= ∅,
— w(u, u′) est le poids de (u, u′), est déterminé à partir du nombre et/ou ou des

notations des items inclus dans I(u) ∩ I(u′).

Example 1 La figure 2.5(a) montre un graphe bipartite utilisateurs-items GUI =
(U, I, E(GUI)),dans lequel VUI = U ∪ I où U = {A,B,C,D,E} et I = {1, 2, 3, 4}
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sont respectivement l’ensemble des utilisateurs et l’ensemble d’items. La figures 2.5(a)
et (b) montrent respectivement les projections utilisateurs et items associée à GUI .
Noter que dans le graphe projeté sur U, le poids de chaque arête (u, u′) noté wU(u, u′)
est le nombre d’items achetés et/ou évalué par u et u′.

De même, dans le graphe projeté sur I, le poids de chaque arête(i, i′), noté wI(i, i′)
correspond au nombre d’utilisateurs qui ont acheté et/ou évalué i et i′.

Figure 2.5 – (a) Exemple d’un graphe bipartit utilisteurs-items, (b) Graphe de
collaboration entre utilisateurs, (c) graphe de projection sur les items (Sulieman
et al. [129]).

Trois mesures de centralité sont utilisées dans les algorithmes de recommanda-
tion proposés à savoir la centralité du degré, la centralité de proximité et la centralité
d’ntermédiarité, la combinaison de la centralité du degré avec la centralité de l’in-
termédiarité sera également étudiée.

En fait, étant donné l’une de ces mesures de centralité γ et un nombre positif n,
les n sommets ayant les valeurs γ les plus élevées dans G sont considérés. Ces n top
sommets constituent les sommets par lesquels sera débuté l’exploration du réseau
pour effectuer la recommandation.

D’un autre côté, la fonction de pondération des arêtes du graphe projeté G est
définie comme suit.

Definition 2 Pour chaque arête (u, u′) in E(G), le poids de (u, u′), noté w(u, u′)
est défini par (Sulieman et al. [129]) :

w(u, u′) = 1
|I(u) ∩ I(u′)|

∑
i∈I(u)∩I(u′)

(r(u, i) + r(u′, i)).

Intuitivement, la définition 2 signifie que plus il y a d’items achetés et/ou notés
par les deux utilisateurs u et u′, plus ces deux utilisateurs sont connectés (plus le
poids de l’arête (u, u′) est élevé).
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2.3.2 Extraction d’information sémantique

Les informations concernant les utilisateurs et les items sont définies à l’aide
d’une taxonomie de domaine. Cette taxonomie est donnée sous forme d’arbre per-
mettant au système de recommandation d’utiliser les informations relatives aux éti-
quettes et aux niveaux des nœuds (Sulieman et al. [129]).

Definition 3 (Taxonomie) Soit T un arbre dans lequel les nœuds sont les termes
du domaine, et les arêtes représentent la hiérarchie entre ces termes. On note P (T )
l’ensemble de toutes les paires de la forme (τ, λ), où τ est un terme de T et λ
le niveau de τ en T . Si T a n niveaux, le terme de niveau 0 est le terme le plus
général, tandis que les termes de niveau n − 1 sont les termes les plus spécifiques
du domaine. De plus, nous supposons que chaque élément traité dans le système de
recommandation est associé à une feuille unique de T .

Example 2 La figure 2.6 représente partiellement une taxonomie définie pour les
livres. Selon la définition 3 cette taxonomie est formalisée par :

P (T ) = {(Thing, 0), (Book, 1), (HumanScience, 2),
(Philosophy, 3), (JavaScript, 5), . . .}.

Figure 2.6 – Petit extrait de la taxonomie livre.

La taxonomie T et son ensemble de paires associé P (T ) sont utilisés pour associer
des éléments et des utilisateurs à des ensembles de paires, appelés profils et définis
comme suit.

Definition 4 (Profil d’item) Soit T une taxonomie et P (T ) son ensemble de
paires associé. Le profil d’élément d’un élément i, noté IP (i) est l’ensemble des
paires (λ, τ) dans P (T ) qui sont associées aux nœuds dans T qui constituent le
chemin depuis la racine de T jusqu’à l’unique feuille de T associée à i.
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Example 3 Dans le contexte de l’exemple 2, la figure 2.7 montre le chemin dans
la taxonomie T concernant le livre i ‘Java Script’. Selon la definition 4, IP (x) est
spécifié ainsi :

IP (x) = {(Thing, 0), (Book, 1), (ComputerScience, 2),
(Programming, 3), (WebProgramming, 4),
(JavaScript, 5)}.

Figure 2.7 – Exemple du profil du livre Java Script (Sulieman et al. [129]).

De la même manière, chaque utilisateur peut être associé à un profil défini à
l’aide de la taxonomie T et de son ensemble de paires associé P (T ). En supposant
que chaque utilisateur u est associé à un ensemble d’items I(u) (représentant les
items que u a achetés ou évalués), la notion de profil utilisateur est définie ci-dessous.

Definition 5 (Profil d’utilisteur) Soit T une taxonomie et P (T ) son ensemble
de paires associé. Le profil utilisateur d’un utilisateur u, noté UP (u), est l’union
des profils d’élément de tous les éléments de I(u), soit : UP (u) = ⋃

x∈I(u) IP (x).

Example 4 Revenant à l’exemple 2, la figure 2.8 montre un exemple de profil utili-
sateur. On peut voir sur cette figure que l’utilisateur u a acheté ou noté trois articles
(livres) appelés Booki (i = 1, 2, 3) et dont les chemins correspondants dans T sont
également illustrés dans la figure 2.8. Donc, en supposant que les profils de Booki
(i = 1, 2, 3) ont été calculés, selon la définition 5, UP (u) est donné par :

UP (u) = IP (Book1) ∪ IP (Book2) ∪ IP (Book3)

Sur la base des définitions précédentes, nous proposons une mesure de pertinence
sémantique item-utilisateur pour estimer la proximité de l’item à recommander par
rapport à un utilisateur donné. Pour ce faire, nous introduisons une mesure de
similarité σ entre deux sous-ensembles P1 et P2 de P (T ) comme suit :

σ(P1, P2) = 1
µ

 ∑
(τ,λ)∈P1∩P2

λ


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Figure 2.8 – Exemple d’un profil utilisateur (Sulieman et al. [129]).

avec µ = min
(∑

(τ,λ)∈P1 λ,
∑

(τ,λ)∈P2 λ
)
. En utilisant σ, nous définissons maintenant

la pertinence entre un utilisateur u et un élément i par la similitude entre leurs
profils.

Definition 6 Soit u un utilisateur et i un élément. La mesure de pertinence de
l’élément utilisateur entre u et i, notée sim(u, i), est définie comme suit :

sim(u, i) = σ(UP (u), IP (i))

Comme on peut le voir dans la définition 6, sim(u, x) n’est pas une mesure de
similarité standard car elle s’applique à deux arguments de types différents (à savoir
un utilisateur et un item). En fait, sim(u, i) quantifie le fait que des items similaires
à i peuvent être trouvés dans UP (u). Notez à cet égard que si u a acheté ou noté
i, alors IP (i) est un sous-ensemble de UP (u), auquel cas sim(u, i) est maximal,
c’est-à-dire, égal à 1.

Example 5 Concernant l’exemple 4 la figure 2.8 montre un exemple d’un utilisateur
u qui a acheté ou évalué les items Book1, Book2 and Book3.

Soit l’item i ayant le profil :

IP (i) = {(Books, 0), (ComputerScience, 1),
(Programming, 2), (ObjectOriented, 3)}

nous avons :

1. UP (u) ∩ IP (i) = {(Books, 0), (ComputerScience, 1), (Programming, 2)}
2.
∑

(τ,λ)∈UP (u)∩IP (x) λ = 3
3.
∑

(τ,λ)∈UP (u) λ = 38
4.
∑

(τ,λ)∈IP (i) λ = 6
Le résultat est : sim(u, i) = 3/6 = 0.5.
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2.3.3 Les algorithmes d’exploration

Dans cette section, deux algorithmes principaux qui explorent le réseau de colla-
boration des utilisateurs G, l’un en profondeur d’abord et l’autre en largeur d’abord
(Cormen et al. [36]) sont décrits ; ces algorithmes sont appelés respectivement social-
sémantique depth-first search (SSDFS) et social-semantic width-first search (SSBFS)
(Sulieman et al. [129]).

L’objectif étant de ne pas explorer entièrement le graphe, des heuristiques basées
sur les deux types d’informations suivants sont intégrés dans les algorithmes :

1. L’information topologique (appelée information sociale par Sulieman [128]),
calculées sur le réseau de collaboration des utilisateurs (voir Définition 1), et
constituée de :

(a) La centralité de l’utilisateur, qui peut être la centralité de degré, la cen-
tralité de proximité ou la centralité d’intermédiarité.

(b) Les liens de collaboration (ou liens sociaux) présentés par les poids des
arêtes (voir Définition 2), notés e.weight dans les algorithmes, pour
chaque arête e dans E(G).

2. L’information sémantique extraite de la taxonomie du domaine :

(a) le profil de l’item (voir Definition 4),

(b) le profil d’utilisateur (voir Definition 5),

(c) la mesure de pertinence sémantique item-utilisteur (voir Definition 6).

Les algorithmes SSDFS et SSBFS sont détaillés dans Algorithm 1 et Algorithm 3,
respectivement Ces deux algorithmes prennent comme paramètres d’entrée :

(i) le profil IP (i) de l’item i à recommander,
(ii) un entier positif n qui correspond au nombre de sommets de départ de

l’algorithme d’exploration.
(iii) un seuil de pertinence item-utilisateur δ,
(iv) un seuil de poids d’arête θ.

La sortie de chaque algorithme est une liste d’utilisateurs auxquels l’item i est à
recommander.

Les algorithmes 1 et 3 suivent les étapes suivantes :

1. Chaque sommet est d’abord étiqueté à non visité et le la liste d’utilisateurs
est initialisée à la liste vide.

2. La centralité de chaque sommet dans V (G) est calculée et le vecteur ayant
les N valeurs de centralité les plus élevées est construit.

3. Le graphe G est exploré en profondeur d’abord selon l’algorithme 1 et en
largeur d’abord selon l’algorithme 3, en partant des top N sommets et en ar-
rêtant de visiter les sommets dans un chemin lorsque soit le poids de l’arête est
inférieur à θ ou la pertinence rentre le sommet courant (utilisateur courant)
et l’élément i est inférieure à δ.

4. La liste des utilisateurs à recommander est retournée (variable user list).

Rappelant que plusieurs mesures de centralité sont considérées, la centralité men-
tionnée dans l’algorithme 1 et l’algorithme 3 peut être soit la centralité de degré soit
la centralité de la proximité soit la centralité de l’intermédiarité.
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Algorithm 1 Algorithm SSDFS (Sulieman et al. [129]).

Input
(i) Item profile IP (i)
(ii) A positive integer n
(iii) A user-item similarity threshold θ
(iv) An edge weight threshold δ

1: for all vertices v in V (G) do
2: v.label = unvisited
3: end for
4: user list = empty list
5: Compute the centrality of every vertex in V (G)
6: Assign the vector N to the n vertices of V (G) with the highest centrality
7: for all v in N do
8: Call Vertex-edge-based-visit(G, v)
9: end for

10: Return (user list)

Algorithm 2 SSDFS-visit

1: if v.label = unvisited then
2: v.label = visited
3: if sim(v, i) > δ then
4: Add v to the current value of user list
5: for all e = (v, v′) or e = (v′, v) in E(G) do
6: if e.weight > θ then
7: Call Vertex-edge-based-visit(G, v′)
8: end if
9: end for

10: end if
11: end if
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Algorithm 3 Algorithm SSBFS (Sulieman et al. [129])

Input
(i) An item i having IP (i)
(ii) A positive integer n
(iii) A user-item similarity threshold δ
(iv) An edge weight threshold θ

1: for all vertices v in V (G) do
2: v.label = unvisited
3: end for
4: user list = empty list
5: Compute the centrality of every vertex in V (G)
6: Assign the vector N to the n vertices of V (G) with the highest centrality
7: Q = empty queue
8: for all v in N do
9: Enqueue(Q, v)

10: end for
11: while Q 6= ∅ do
12: v = Dequeue(Q)
13: for all e = (v, v′) or e = (v′, v) in E(G) do
14: if v′.label = unvisited then
15: v′.label = visited
16: if sim(v′, i) > δ then
17: if e.weight > θ then
18: Add v′ to the current value of user list
19: Enqueue(Q, v′)
20: end if
21: end if
22: end if
23: end for
24: end while
25: Return (user list)

De plus, une mesure de centralité hybride basée sur les centralités de degré et
d’intermédiarité a été utilisée également. Dans ce cas, un nouveau seuil σ est intro-
duit et les algorithmes sont modifiés comme suit :

— Les N sommets sont insérés selon l’ordre décroissant de leur degré de centra-
lité ;

— Lors du test du poids d’une arête, une condition impliquant la mesure d’in-
termédiarité et son seuil associé σ est ajoutée. Plus précisément, la condition
de l’algorithme 2 et 3 est changée en :
if e.weight > θ et v′.betweenness > σ then .

2.3.4 Etude expérimentale

Dans cette section, nous rapportons les expériences menées afin de valider cette
approche. Nous donnons d’abord les caractéristiques des ensembles de données sur
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lesquels les algorithmes ont été testés et comparés avec les algorithmes classiques de
la littérature à savoir l’algorithme collaboratif par item (Linden et al. [84], Sarwar
et al. [121, 122]) et l’algorithme de recommandation hybride (Burke [28, 29]). Nous
terminons la section avec des commentaires sur les résultats.

Les données

Deux ensembles de données pour tester cette approche sont utilisés : MovieLens 1

et Amazon.com 2.

collaboration Network |V (G)| |E(G)| Dia D CC
MovieLens 999 46, 689 4 0.094 0.436

Amazon.com 51, 220 6, 893, 029 17 0.002 0.878

Figure 2.9 – Les caractéristiques des deux réseaux de collaboration : MovieLens
et Amazon.com. |V (G)| est le nombre de sommets, |E(G)| est le nombre d’arêtes,
Dia est le diamètre du réseau, D est la densité du réseau et CC est le coefficient du
clustering.

Concernant les données MovieLens, le graphe bipartite utilisateur-film GUI est
composé de deux ensembles disjoints de sommets : l’ensemble des utilisateurs U et
l’ensemble des films M (ce qui signifie que dans ce cas, les items sont des films). Un
lien (u,m) connecte un utilisateur u de U avec un film u de M si u a évalué m.

Le réseau de collaboration des utilisateurs G est le réseau projeté sur les utili-
sateurs à partir du graphe GUI . La figure 2.10 montre le réseau G (obtenu à l’aide
du logiciel Gephi), la première ligne de tableau 2.9 donne les caractéristiques du
réseau. La figure 2.11 montre la distribution en degrés de ce réseau.

La taxonomie des films basée sur les genres est celle proposée dans Schickel-Zuber
[123]. Dans cette taxonomie T , les genres de films sont organisés selon une hiérarchie
allant du niveau 1 (le concept le plus général décrivant les genres de films), jusqu’au
niveau 4 (contenant les concepts les plus spécifiques décrivant les genres de films).
La taxonomie T est représentée sur la figure 2.12.

Le deuxième ensemble de données est celui d’Amazon disponibles sur la page
Web de l’Université de Stanford 3 :

Les sommets du graphe bipartite utilisateur-item GUI sont divisés en deux en-
sembles disjoints, l’ensemble des utilisateurs U et l’ensemble des éléments I, une
arête connecte un utilisateur u dans U avec un article i de I si u a acheté i. Ainsi,
dans ce cas, nous ne considérons pas les notations.

Le réseau de collaboration (ou de co-achat) est le graphe projeté sur l’ensemble
des utilisateurs extrait à partir du graphe. Les caractéristiques de ce réseau sont
données dans la deuxième ligne du tableau 2.9.

La taxonomie des items est celle proposée avec l’ensemble des données Amazon.

1. http ://movielens.org
2. http ://snap.stanford.edu/data/amazon-meta.html
3. http ://snap.stanford.edu/data/amazon-meta.html
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Figure 2.10 – Le réseau de collaboration MoviesLens extrait du graphe biparti
utilisateur-film (Sulieman et al. [129]).

Evaluation des algorithme et métriques

Nous comparons notre approche avec deux algorithmes standards de la littérature
à savoir l’algorithme de filtrage collaboratif centré sur les items et l ’algorithme de
recommandation hybride (Adomavicius et Tuzhilin [2], Burke [28], Sarwar et al.
[122]).

La mesure de similarité cosinus telle que définie ci-dessous est utilisée pour éva-
luer la similitude entre les items :

Cosine(u, u′) =
∑
i∈I r(u, i).r(u′, i)√∑

i∈I r(u, i)2.
∑
i∈I r(u′, i)2

(2.1)

u et u′ sont deux utilisateurs et r(u, i) (respectivement r(u′, i)) est l’évaluation de u
(respectivement u′) de l’item i.

Figure 2.11 – Distribution des degrés du réseau de collaboration MovieLens (Su-
lieman et al. [129]).
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Figure 2.12 – Arborescence de la taxonomie Film.

Noter que concernant l’ensemble de données d’Amazon, comme les notes ne sont
pas explicitement prises en compte, pour chaque u dans U et chaque i dans I, nous
définissons r(u, i) = 1 si u acheté i et r(u, i) = 0 sinon.

L’approche est également comparée avec le système de recommandation hybride
pondéré (Bennett et Lanning [20]). Il s’agit d’appliquer successivement l’algorithme
de filtrage collaboratif basé sur les items avec l’utilisation de la similarité cosinus,
et l’algorithme basé sur le contenu avec la mesure de pertinence sémantique item-
utilisateur comme indiqué dans la definition 6 pour calculer la pertinence entre les
utilisateurs et l’item d’entrée.

Des mesures d’évaluation standards comme la precision, le rappel et la F -measure
(Herlocker et al. [57] sont aussi utilisées.

Cependant, afin de clarifier la signification de ces mesures dans le contexte des
algorithmes de recommandation, nous rappelons la définition des notions standards
de vrais et faux positifs ainsi que de celles de vrais et faux négatifs comme suit :
considérant un ensemble de données ∆ contenant un ensemble d’utilisateurs U et un
ensemble d’éléments I, soit R une liste d’utilisateurs recommandés pour l’élément i
(sortie d’algorithmes).

— Un utilisateur u dans ∆ est dit vrai positif s’il a acheté et/ou noté i, et si u
est dans R.

— Un utilisateur u dans ∆ est dit faux positif s’il n’a pas acheté et/ou noté i,
et si u est dans R.

— Un utilisateur u dans ∆ est dit vrai négatif s’il n’a pas acheté et/ou noté i,
et si u n’est pas dans R.

— Un utilisateur u dans ∆ est dit faux négatif s’il a acheté et/ou noté i, et si u
n’est pas dans R.

En notant TP (respectivement FP ) le nombre de vrais (respectivement faux)
positifs dans R et de même TN le nombre de vrais négatifs dans R, la précision, le
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rappel et la F-mesure sont définis comme suit :

Precision = TP
TP+FP

Recall = TP
TP+FN

F -Measure = 2× Precision×Recall
Precision+Recall

Afin d’évaluer les performances de calcul de l’approche nous considérons la Cou-
verture des données qui correspond au pourcentage des sommets du graphe qui ont
été visités pendant le calcul.

Résultats expérimentaux

Figure 2.13 – Résultats des algorithmes algorithmes SSDFS, SSBFS sur les données
de MovieLens : precision, rappel et F -score vs. mesures de centralité (Sulieman et al.
[129]).

54 articles différents et 100 films ont été choisis respectivement dans le deux
ensembles de données Amazon.com et MovieLens, les valeurs des paramètres : δ, θ,
N ont été fixés pour chaque jeu de données après application des deux algorithmes
SSDFS et SSBFS de façon à maximiser les mesures F tout en minimisant les cou-
vertures des graphes projetés sur les utilisateurs.

La figure 2.13 montre les valeurs moyennes de la précision, du rappel et de F -
measure pour les 100 requêtes soumises à la fois aux algorithmes SSDFS et SSBFS
avec les mesures de centralité évoquées précédemment. On peut voir sur cette fi-
gure que l’algorithme SSDFS avec la centralité d’intermédiarité donne la meilleure
valeur de précision, de même, l’algorithme SSDFS avec les centralités de degré et
d’intermédiarité donne la meilleure valeur de rappel.
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Figure 2.14 – Résultats des algorithmes SSDFS, SSBFS, Filtrage collaborative cen-
tré sur les items et algorithmes hybrides sur les données de Amazon.com : precision,
rappel et F -score vs. mesures de centralité(Sulieman et al. [129]).

Concernant la mesure F , l’algorithme SSDFS avec la centralité combinée de
degré et d’intermédiarité donne le meilleur résultat.

Concernant l’algorithme SSBFS, la figure 2.13, nous permet d’affirmer que des
remarques similaires à celles de l’algorithme SSDFS sont valables concernant le
rappel et la mesure F . Cependant, dans ce cas, la centralité de proximité donne la
meilleure valeur de précision.

La figure 2.14 affiche les valeurs moyennes de précision, de rappel et de mesure
F pour les 54 requêtes soumises aux algorithmes SSDFS, SSBFS, le filtrage collabo-
ratif centré sur les items et l’algorithme hybride. Concernant l’algorithme SSDFS,
l’utilisation des centralités de degré et d’intermédiarité donne la meilleure valeur de
précision, de même, la centralité de degré donne la meilleure valeur de rappel. Nous
soulignons également que l’algorithme SSDFS avec différentes centralités donne tou-
jours une meilleure précision et des meilleures valeurs de mesure F que l’algorithme
SSBFS et les algorithmes de recommandation centrés sur les items et l’algorithme
hybride.

En ce qui concerne l’algorithme SSBFS, l’utilisation des centralités de degré
et d’intermédiarité donne la meilleure précision, la meilleure centralité de degré et
les meilleures valeurs de rappel et de F -measure. D’un autre côté, l’algorithme de
recommandation hybride donne la meilleure valeur de rappel mais pourtant SSDFS
a la meilleure mesure F .

En considérant maintenant les métriques de couverture du graphe, la figure
2.15 montre que, pour l’ensemble de données MovieLens, les algorithmes SSDFS
et SSBFS explorent une petite partie du graphe, par rapport à l’algorithme de fil-
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trage collaboratif centré sur les items et l’algorithme hybride. En effet :
— Concernant l’algorithme SSDFS, le rapport des sommets visités est compris

entre 16% dans le cas de centralité d’intermédiarité et 53% dans le cas des
centralités de degré et d’intermédiarités.

— Concernant l’algorithme SSBFS, ce rapport est de 86% dans le cas des cen-
tralités de degré et d’intermédiarité et de 92 % dans le cas de la centralité de
degré.

Il est important de noter à cet égard que le filtrage collaboratif centré sur les items
ainsi que les algorithmes de recommandation hybrides recherchent tout l’ensemble
de données.

Des résultats similaires ont été également observés pour l’ensemble de données
Amazon.com.

Figure 2.15 – Taux de couverture des données MovieLens.

Pour résumer les résultats expérimentaux, les points suivants sont à souligner :

1. Les quatre algorithmes affichent des valeurs de précision assez similaires, bien
que le filtrage collaboratif centré sur les items et les algorithmes hybrides
aient les meilleures valeurs de rappel (car ils visitent le graphe entier) et
l’algorithme SSDFS donne les meilleures valeurs de mesure F .

2. Par rapport au filtrage collaboratif centré sur les items et aux algorithmes
hybrides, les algorithmes SSDFS et SSBFS affichent des performances nette-
ment meilleures en termes de temps d’exécution.

3. En général, SSDFS fonctionne mieux que SSBFS en termes de précision et
d’efficacité.

2.4 Synthèse du chapitre

Nous avons présenté dans la première partie de ce chapitre un système de recom-
mandation d’experts dans un réseau social professionnel. Notre réseau est composé
d’un ensemble de personnes ayant des liens professionnels. Selon la demande d’un
acteur d’origine X, le système doit proposer (recommander) un ou plusieurs acteurs
{Z1, Z2, .., Zn} répondant au mieux que possible aux critères demandés. Nous avons
appliqué notre algorithme sur la recommandation d’auteurs de papiers scientifiques
dans un graphe de similarités entre auteurs.
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La recommandation dépend d’un côté, de la valeur de pertinence entre les profils
des auteurs et la requête soumise et d’un autre côte de l’intermédiarité des nœuds-
auteurs se trouvant sur les chemins de la solution. Pour effectuer une recherche dans
le graphe, l’arbre couvrant le plus représentatif est extrait et ensuite il est exploré.

Le premier algorithme est exhaustif, il est fondé sur la recherche en largeur dans
l’arbre couvrant, jusqu’à ce qu’on trouve un auteur à recommander. Le deuxième al-
gorithme utilise l’approche A* pour explorer l’arbre couvrant. Nous définissons une
heuristique admissible qui dépend de la pertinence entre un profil et la requête ainsi
de l’intermédiarité des nœuds-auteurs. Les expériences ont montré que la version
guidée trouve souvent la meilleure recommandation tout en améliorant les perfor-
mances de l’exploration. En comparant les deux algorithmes nous remarquons que
l’arbre couvrant n’a pas été recherché en totalité par la version guidée, l’espace de
recherche a été réduit de 11% à 49%.

Suite à cette première proposition, nous avons envisagé l’idée de l’intégration de
l’ontologie de domaine dans le processus de la recommandation, le but étant d’utiliser
cette ontologie dans l’élaboration des requêtes posées afin d’aider l’utilisateur à re-
formuler sa requête ou à la compléter ainsi que dans la représentation ontologique du
profil utilisateur ou des ses préférences (Malek et al. [90]). Par conséquent, la mesure
de pertinence entre la requête et le profil utilisateur doit intégrer les concepts ainsi
que la structure de l’ontologie ce qui permettra d’avoir des recommandations plus
précises.

Les travaux de thèse de Sulieman [128] ont traité ce sujet par la proposition d’une
nouvelle approche de système de recommandation appliquée sur les réseaux de col-
laboration. Dans ce système, appelé système de recommandation social-sémantique,
deux types d’information sont pris en compte : les informations extraites de la to-
pologie du réseau comme les mesures de centralité et les poids des liens ainsi que
les informations sémantiques qui sont définies à l’aide d’une taxonomie de domaine
sur les items et qui ont permis de proposer une mesure de pertinence fine et précise
entre élément et utilisateur.

Deux algorithmes principaux de recommandation fondés respectivement sur la re-
cherche en profondeur et la recherche en largeur ont été proposés. Différentes mesures
de centralité (degré, proximité, intermédiarité et hybride) ont été utilisées pendant
l’exploration du graphe afin d’éviter de parcourir complètement le graphe (Sulieman
et al. [129]). Ces algorithmes ont été comparés à deux algorithmes classiques de re-
commandation (filtrage collaboratif centré sur les items et recommandation hybride)
en terme de précision (précision, rappel et mesure F) et d’efficacité (couverture du
graphe et temps d’exécution). Les expériences montrent que les algorithmes pro-
posés présentent des valeurs de précision similaires à celles des deux algorithmes
standards, tout en les surpassant en termes d’efficacité puisqu’une partie restreinte
du réseau est visitée.
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3.1 Introduction

La plupart des réseaux représentant des systèmes complexes contiennent des
communautés. Une communauté est un groupe de nœuds fortement interconnectés
entre eux mais faiblement liés au reste du graphe.

D’un point de vue général, les méthodes de clustering visent à synthétiser et
résumer des observations (ou objets) en les regroupant de telle sorte que les objets
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d’un même groupe (appelé cluster) soient plus similaires (dans un certain sens) les
uns aux autres qu’à ceux d’autres groupes (ou clusters) (Jain et al. [61]). Plusieurs
mesures de similarité (ou dissemblance) ont été proposées dans la littérature afin de
tester la qualité d’une partition. Les techniques de clustering sont très diverses et
elles ont été continuellement développées pendant plus d’un demi-siècle en se basant
souvent sur les techniques d’optimisation. Ces algorithmes sont généralement clas-
sés en deux catégories principales : le clustering par partitionnement et le clustering
hiérarchique.

Lorsque des objets sont connectés via un réseau représenté par un graphe, nous
parlons des communautés. Une structure de communauté se compose de plusieurs
nœuds qui montrent des connexions internes denses par rapport au reste du réseau.
L’identification des communautés cachées dans la structure d’un grand réseau est
un problème difficile qui a suscité un intérêt considérable.

Malgré l’ambigüıté de la définition de communauté, de nombreuses méthodes de
detection de communautés ont été proposées. Des revues sur la détection de commu-
nautés disjointes sont présentées dans Danon et al. [38], Fortunato [44], Fortunato
et Lancichinetti [45], Yang et Leskovec [145].

Cependant, certains nœuds peuvent appartenir à plusieurs communautés en
même temps. Par exemple, une personne a généralement des liens avec plusieurs
groupes sociaux comme la famille, les amis et les collègues ; un chercheur peut être
actif dans plusieurs domaines. La problématique de détection de communauté che-
vauchante consiste à trouver donc un ensemble des communautés (Lancichinetti
et al. [78]), dans lequel un nœud peut appartenir à plus d’une communauté.

Nous nous intéressons dans ce chapitre à la problématique de la détection de com-
munautés disjointes et chevauchantes dans les réseaux complexes. Nous discutons
dans la première partie la notion de la structure communautaire dans les graphes de
terrain ainsi que les critères permettant de qualifier les communautés.

Nous présentons par la suite les différentes approches de détection de communau-
tés disjointes dans un graphe de terrain ainsi que les mesures d’évaluation internes
et externes proposées dans la littérature. Les mesures externes sont fondées sur la
comparaison entre une partition réelle (observée et évaluée par des experts) et la
partition trouvée par l’algorithme. Les mesures internes reposent sur des mesures
permettant une estimation intrinsèque de la qualité de la partition.

Dans la troisième partie de ce chapitre, les différentes approches de detection
de communautés chevauchantes sont présentées ainsi que les mesures d’évaluation
internes et externes qui sont obtenues par adaptation des mesures proposées pour
les communautés disjointes.

Dans la dernière partie, une méthode de détection des communautés chevau-
chante à partir de communautés disjointes pré-calculées en utilisant une version
stable de propagation des labels (appelée core detection label propagation(CDLP) et
décrite dans Attal et Malek [8]) est présentée. L’algorithme sélectionne les nœuds
candidats pour le chevauchement et utilise des fonctions d’appartenance pour dé-
cider de l’affectation ou non d’un nœud candidat à chacune de ses communautés
voisines. Ces fonctions d’appartenance sont soit fondées sur des mesures globales
qui sont la densité et le coefficient de clustering (Attal et al. [9]) ou sur les moyennes
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des mesures locales qui sont les centralités d’intermédiarité et de proximité. Nous
comparons notre algorithme avec les algorithmes les plus utilisés en détection de com-
munautés chevauchantes et qui sont considérés comme des algorithmes de référence
pour leurs catégories (Attal et al. [10]). L’approche proposée donne des résultats
relativement bons et compétitifs en terme de qualité mais dépendent de la topologie
du réseau.

3.2 La structure communautaire

En 2002, Girvan et Newman [50] ont montré que la présence au sein de graphes
sociaux de groupes de nœuds fortement connectés entre eux et faiblement avec le
reste du graphe est une caractéristique des réseaux complexes, le nom de commu-
nautés a été donné à ces groupes de nœuds fortement connectés.

La structure communautaire est présente dans plusieurs systèmes de réseaux et
plusieurs domaines comme la biologie, l’informatique, l’économie, la politique, etc.

Figure 3.1 – Exemple d’une structure de communautés dans un graphe simple.

Les domaines d’application de la détection de communautés sont très variés
(Benno Schwikowski1 et Fields [21, 22], Jeong et Al. [62], JF et Al. [63]). Par exemple,
une interaction protéine-protéine nait lorsque deux ou plusieurs protéines se lient
entre elles, le plus souvent pour mener à bien leurs fonctions biologiques. La détec-
tion de communautés peut ainsi aider à comprendre certains dysfonctionnements
dans l’organisme.

De même, en sciences humaines, et plus particulièrement en sociologie et en
anthropologie (branche des sciences qui étudie l’être humain sous tous ses aspects), la
détection de communautés peut servir pour comprendre le comportement de groupes
d’individus et la structure d’une société (Law et Hassard [82], Urry [134]).

Il existe également un lien important entre les communautés et la nature des
nœuds. Les nœuds centraux des communautés partageant un nombre important de
liens avec d’autres et ont ainsi une fonction importante de contrôle et de stabilité.
Par ailleurs, les nœuds se trouvant aux frontières de ces communautés jouent un rôle
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important pour la communication et l’échange d’information au sein du réseau.

La détection de communautés peut être très utile en calcul parallèle également.
Elle permet de déterminer une meilleure façon de distribuer les charges sur les uni-
tés de calculs de telle sorte à ce que la communication soit minimale, le but étant
d’améliorer la performance des calculs.

3.2.1 Notion de communauté dans un graphe

Selon Fortunato [44], il n’y a pas de définition précise de ce que l’on appelle une
communauté. Intuitivement, une idée serait d’obtenir un sous-graphe d’un graphe
initial tel que les sommets soient plus densément connectés qu’avec le reste du
graphe.

Formulation du problème de détection de communautés disjointes

Considérons un réseau complexe représenté par un graphe G = (V,E), la problé-
matique de la détection de communautés dans sa forme générale consiste à trouver
une partition P = (c1, .., ck) de l’ensemble des sommets V en k classes, de telle sorte
que les sommets dans une communautés soient fortement connectés et faiblement
avec le reste du graphe. Dans son article sur la détection de communautés, Fortunato
(2010) propose une formulation de la problématique de la détection de communau-
tés fondée sur la mesure de Mancoridis et al. [92] reposant sur la difference entre les
ratios de connections internes et externes des groupes.

Ainsi, la problématique de la détection de communautés peut être vue comme
une fonction à optimiser. En considérant un partition C = (c1.., ck) en k parties de
sommets disjoints, la mesure de Mancoridis est définie comme suit :

MQ = 1
k

∑
i

s(ci, ci)−
1

k(k − 1)∑i,j 6=i s(ci, cj)
(3.1)

avec s(ci, cj) = |E(ci,cj)|
|ci||cj | , E(ci, cj) étant l’ensemble des liens présents à la fois dans la

communauté ci et cj.

En posant ∆Int(C) = 1
k

∑
i s(ci, ci) et ∆Ext(C) = 1

k(k−1)
∑

i,j 6=i s(ci,cj)
, nous obte-

nons MQ = ∆Int(C)−∆Ext(C).

∆Int(C) représente la cohésion interne des groupes c1, ..., ck (ou intra-classe) alors
que ∆Ext(C) représente la cohésion externe des groupes (ou inter-classes). Il s’agit
de maximiser la somme de ratios sur l’ensemble des classes.

Fortunato [44] propose également des critères permettant de qualifier les com-
munautés de bonnes qualités :

la réciprocité complète : les voisins de deux nœuds au sein d’une même com-
munauté sont sensiblement les mêmes,

la joingnabilité : deux nœuds d’une même communauté doivent pouvoir être
proches topologiquement l’un de l’autre,
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le degré de sommet : les communautés doivent contenir des nœuds ayant un
degré moyen important,

un fort coefficient de clustering au sein des communautés : une commu-
nauté doit contenir des triangles et des triades,

3.2.2 La modularité

La modularité est une mesure de qualité de partitionnement pour la détection
de communauté créée par Newman et Girvan [108].

En considérant une partition P de l’ensemble des nœuds d’un graphe G =
(V,E), la modularité est une fonction prenant comme paramètre une partition
P = {c1, ..., ck} de communautés : Q : P → [−1, 1] définie par

Q(P ) = 1
2m

∑
i

(Aij −
kikj
2m )δ(li, lj)

avec Aij la matrice d’adjacence, ki le degré du nœud i, m le nombre de liens dans le
graphe, li l’identifiant de la communauté à laquelle appartient le nœud i, lj l’identi-
fiant de la communauté à laquelle appartient le nœud j, et δ(li, lj) = 1 ssi les nœuds
i et j sont dans la même communauté, sinon δ(li, lj) = 0.

Cette mesure est la somme, sur toutes les communautés des différences entre
la proportion de liens à l’intérieur d’une communauté (ce qui équivaut à Aij

2m ) et la

proportion de liens (soit (kikj2m )) que devrait avoir une communauté dans un graphe
aléatoire dont la distribution de degrés est la même que celui du graphe originel.
Un tel graphe aléatoire est nommé le modèle nul. La modularité prend une valeur
entre −1 et 1. On peut considérer qu’un graphe a une structure de communautés
significative quand une partition obtient un score de modularité supérieur à 0.3. L’in-
convénient de la modularité est sa limite de résolution. En effet, si l’on est confronté
à des communautés de tailles différentes à l’intérieur d’un même graphe, certaines
communautés, même bien définies, pourront ne pas être distinguées dans la parti-
tion de modularité optimale. On ne pourra pas détecter des communautés ayant une
taille inférieure à

√
m, m étant le nombre d’arêtes.

De nombreux algorithmes de détection de communautés visent à maximiser cette
métrique.

3.3 Detection des communautés disjointes

3.3.1 Approches de detection des communautés disjointes

Nous présentons les approches principales de la detection des communautés selon
la littérature (Attal [7]) :
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Approches divisives

Les approches divisives consistent à considérer la topologie entière du graphe et
à effectuer une coupe pour obtenir un partitionnement. Une coupe d’un graphe est
une partition des sommets en deux sous-ensembles. Les coupes ont lieu sur des liens
connectant des régions denses du graphe. La méthode la plus connue est celle de
la bissection (Fiedler [42] et Pothen et al. [112]) qui coupe le graphe en deux, puis
opère de manière itérative sur les sous-graphes résultants.

Nous présentations dans la suite l’approche spectrale ainsi que l’approche utili-
sant la centralité d’intermédiarité.

Approche spectrale La méthode spectrale, issue de l’algèbre linéaire, établit
notamment l’existence d’une base orthonormale de vecteurs propres pour tout en-
domorphisme symétrique sur un espace vectoriel complexe de dimension finie. Elle
consiste en l’étude de matrices particulières, portant notamment sur les vecteurs
propres de matrices définies positives.

Cela induit certaines propriétés comme la positivité des valeurs propres, que l’on
peut ordonner de la manière suivante λ1 = 0 ≤ λ2 ≤ ... ≤ λn. On peut également par
des méthodes algébriques ou numériques, calculer les valeurs et les vecteurs propres
(Lanczos [81]). Une étude théorique de la méthode spectrale a été traitée par Chung
[31] et Von Luxburg [136].

Dans l’analyse spectrale des réseaux, la matrice Laplacienne est calculée ainsi :

L = D − A (3.2)

où D est la matrice diagonale des degrés et A est la matrice d’adjacence.
La matrice Laplacienne permet l’obtention d’information sur la topologie du

graphe ainsi que d’affirmer la possibilité d’effectuer une partition P = {P1, P2} du
graphe G selon un réel r. L’une des premières méthodes exploitant ce champ a été
la méthode de Barnes et Hoffman [16] suivi d’autres études, nous citons : Pothen
et al. [112] Barnard et Simon [15] Barnard [14].

Shi et Malik [127] et Ng et al. [109] ont eu l’idée d’utiliser l’information stockée
dans d’autres vecteurs propres pour améliorer la qualité de partitionnement. L’idée
consistait à utiliser l’algorithme k-means dans l’espace propre afin de trouver k
clusters et par transposition sur le graphe, k communautés.

Donetti et Muñoz [41] ont proposé d’utiliser les vecteurs propres associés aux
K plus petites valeurs propres non-nulles, K étant un entier ne pouvant excéder le
nombre de valeurs propres. A chaque itération de l’algorithme, K est incrémenté de
un et un algorithme de clustering hiérarchique est appliqué. Le meilleur partition-
nement du dendrogramme est celui qui a la plus grande modularité.

Dans Newman [106] et Newman [107], la matrice de modularité a été considérée
pour y appliquer la méthode spectrale, tout en effectuant des méthodes de raffinage
(où des nœuds changent dynamiquement de communautés).

Approche par centralité d’intermédiarité L’un des premiers algorithmes mo-
dernes pour la détection de communautés fut proposé par Girvan et Newman [50].
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Girvan et Newman étendent le calcul de la centralité d’intermédiarité (pondéré)
aux arêtes d’un graphe. Si un lien se trouve fréquemment sur les plus courts che-
mins entre les nœuds du graphe, alors il est naturel de penser qu’il ne fait pas partie
d’une communauté mais plutôt qu’il relie des communautés distinctes. En retirant
progressivement le lien qui a la plus forte centralité d’intermédiarité, on obtient un
découpage en blocs du réseau, les composantes connexes restantes sont les commu-
nautés on obtient ainsi une décomposition hiérarchique du réseau.

Approches agglomératives et multi-niveaux

Il s’agit des approches ascendantes qui considère initialement chaque noeud
unique comme une communauté, une méthodes itérative est appliquée par la suite
pour fusionner les communautés selon un critère de qualité.

En 2008, Blondel et al. [24] proposent de fusionner localement un nœud avec le
voisin dont le résultat augmentera le plus une fonction de qualité, en l’occurence la
modularité. Le processus (cf Algorithme 4) se poursuit de manière récursive sur le
graphe résultant à chaque nouvelle fusion jusqu’à ce qu’il n’y ait plus d’augmentation
de la modularité. Il s’agit de la version locale de la méthode de Clauset et al. [32].

Algorithm 4 L’algorithme de Louvain.

Entrée : Un graphe G = (V,E)
1: A répéter jusqu’à l’obtention d’un score local optimal
2: Phase 1 : partitionnement du réseau de manière gloutonne en utilisant la mo-

dularité
3: 1) Assigner à chaque nœud une communauté spécifique
4: 2) Pour chaque nœud i du réseau

— Pour chaque voisin j de i, choisir le voisin pour lequel l’assignation du nœud
i dans une communauté augmenterait le plus la modularité

— Répéter le processus jusqu’à ce qu’il n’y ait plus d’amélioration de modularité
5: Phase 2 : agglomération des sous-graphes en nouveaux nœuds
6: 1) Chaque communauté Ci est considéré comme un nouveau nœud i
7: 2) Les arêtes entre les nouveaux nœuds i et j sont la réunion des arêtes entre

les nœuds appartenant respectivement à Ci et Cj au sein du graphe précédent

La méthode permet de produire des communautés de bonne qualité sur de petits
réseaux ainsi que l’obtention de dendrogrammes. Cependant, pour de grands graphes
(de plusieurs millions de nœuds et d’arêtes), l’optimisation d’une mesure globale
conduit à une propagation d’erreur.

De ce fait, la qualité risque de se détériorer en fonction de la taille des réseaux.
L’algorithme agissant localement, la méthode est instable, ne produisant jamais le
même résultat d’un lancement à l’autre. Il a été montré que l’ordre jouait un rôle im-
portant sur la qualité des communautés détectées. La figure 3.2 montre un exemple
de fonctionnement de la méthode de Louvain.
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Figure 3.2 – Exemple d’application de la méthode de Louvain sur un graphe à 16
sommets (Extrait de Blondel et al. [24]).

Approches fondées sur la détection de leaders

Dans un réseau, certains nœuds peuvent être considérés plus importants que
d’autres. Cela peut s’exprimer par une mesure de centralité ou un cœfficient de
clustering plus fort pour certains nœuds du graphe par rapport à d’autres. C’est
une des caractéristiques des graphes de terrains avec des nœuds situés au centre
de structures communautaires et d’autres nœuds qui leur sont liés. De nombreux
algorithmes ont ainsi proposé de détecter les nœuds les plus importants que l’on
peut qualifier de leaders et d’attribuer les autres nœuds à ces derniers pour former
des communautés (Shah et Zaman [125] Kanawati [66]).

Approches fondées sur la perturbation du réseau

Les méthodes de perturbation des réseaux ont été créées pour l’amélioration
d’algorithmes déterministes. En effectuant une modification topologique du graphe,
certaines structures communautaires peuvent être plus facilement détectées.

Gfeller et al. [48] proposent de construire une suite de graphes G1,G2,...,Gn en
modifiant la pondération des arêtes pour chaque couple de nœuds (x, y) via une
loi de distribution uniforme. L’idée est que si des communautés existent au sein
d’un graphe, une faible modification topologique du graphe en utilisant une nou-
velle pondération des arêtes ne devrait pas modifier la structure des communautés
détectées.

Karrer et al. [69] ont proposé un algorithme perturbatif qui enlève une certaine
portion d’arêtes α et qui la remet entre certaines paires de sommets (x, y) avec une

probabilité d(x)d(y)
2m , que l’on retrouve dans le modèle nul. L’objectif est de conserver

la distribution des degrés des nœuds au sein du réseau.
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Rosvall et Bergstrom [118] ont proposé Infomod. Il s’agit d’une méthode fondée
sur la théorie de l’information, plus exactement sur la quantité d’information qu’une
partition a vis-à-vis du graphe originel.

Rosvall et Bergstrom [119] ont proposé l’algorithme Infomap. Il s’agit d’une mé-
thode fondée sur la théorie de l’information avec un processus d’encodage et sur la
marche aléatoire. Le procédé d’Infomap consiste à trouver des structures commu-
nautaires en étudiant la marche aléatoire et la ressemblance de motifs.

De Meo et al. [39] ont proposé CONCLUDE (pour Complex Network Cluster
Detection). L’algorithme utilise à la fois l’importance des arêtes du graphe et un
algorithme de clustering qui est appliquée suite à une projection des nœuds dans un
espace euclidien pour trouver les communautés.

Approche par propagation de labels

La méthode de propagation de labels (Raghavan et al. [113]), notée LPA, est
basée sur la transmission d’un label d’un nœud à ses voisins. Un état d’équilibre est
atteint lorsque chaque nœud a son label égal à celui de la majorité de ses voisins.

A chaque étape, chaque nœud met à jour son label selon les labels de ses voisins,
en utilisant un vote. Le label du nœud u prendra le label majoritaire de ses voisins.
En notant cu le label du nœud u, et par N l(u) l’ensemble du voisinage du nœud u
avec le label l, l’affectation d’un label au nœud u est donnée par la formule suivante :

cu = arg max
l
|N l(u)| (3.3)

A la fin du processus, les nœuds ayant le même label représentent une commu-
nauté. Cette méthode peut être effectuée de manière synchrone ou asynchrone. La
méthode asynchrone signifie que la mise à jour d’un label d’un nœud est connue
par tous les autres nœuds du graphe immédiatement. Son label est transmis pour la
mise à jour des labels des autres nœuds. Ce n’est pas le cas du mode synchrone, où
la mise à jour des labels utilise les labels des nœuds à la précédente propagation. La
complexité de cet algorithme que cela soit en mode synchrone ou asynchrone est en
O(k× (n+m)), où k ∈ N représente le nombre d’itérations de l’algorithme, spécifié
par l’utilisateur, n étant le nombre de nœuds et m celui des arêtes.

Cependant, l’algorithme de propagation de labels présente l’inconvénient d’être
instable, ne donnant que rarement le même résultat après plusieurs lancements. Il
est aussi caractérisé par un problème intrinsèque conduisant dans certains cas à de
très grandes communautés (monstres) (Attal [7]).

Figure 3.3 – Exemples de propagation de labels ( Attal [7]).

L’algorithme est non déterministe et souffre d’une forte instabilité. En considé-
rant l’exemple du club de Karaté (Zachary [146]), on peut s’apercevoir sur la Figure
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3.4 que le nombre de communautés change selon les différentes propagations de
labels.

Figure 3.4 – La propagation de labels est un algorithme non déterministe et instable
(Attal [7]). Application sur le graphe de Karaté (Zachary [146]).

Pour résoudre le problème de l’équidistribution des labels majoritaires pour le
processus de vote, Xie et Szymanski [143] ont proposé une propagation de labels avec
opérateurs afin de stabiliser et de rendre déterministe l’algorithme de propagation
de labels (LPA) tout en améliorant la qualité de partitionnement. Cela consiste à
stocker, propager et trier les labels de chaque nœud en utilisant quatre opérateurs qui
sont la propagation, l’inflation, la coupure et une phase de mise à jour de stabilisation
du LPA.

Zhang et al. [147] ont proposé une version modifiée du LPA avec la capacité à la
prédiction de transition de percolation (LPAp). Les effets de la phase de prédiction
au sein du LPA permettent de retarder la formation de communautés géantes.

3.3.2 Mesures externes et internes pour l’évaluation des com-
munautés disjointes

Pour apprécier la qualité de partitionnement obtenu par les algorithmes de dé-
tection de communautés, nous utilisons deux types de mesures : les mesures externes
et internes (Attal [7]).

1. Les mesures externes sont fondées sur la comparaison entre une partition
réelle (observée et évaluée par des experts) et la partition trouvée par l’algo-
rithme.

2. Les mesures internes permettent d’avoir une estimation de la qualité de par-
titionnement. Ces mesures sont principalement basées sur les densités et les
liens entre communautés.
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Mesures externes pour la détection de communautés disjointes

Nous présentons trois mesures : l’indice de Rand (et sa version ajustée), l’infor-
mation mutuelle normalisée et la pureté.

L’indice de Rand et la version ajustée (Rand [114])
Considérons deux partitions P1 et P2 d’un même ensemble S ⊆ V . Pour évaluer la
ressemblance entre deux partitions nous mesurons le taux de bonnes assignations
de ces paires d’observations. Pour chaque couple d’observations, on peut compter
quatre types d’assignations possibles :

— N11 le nombre de paires de nœuds classées ensemble selon P1 et P2
— N10 le nombre de paires de nœuds classées ensemble selon P1 et séparées selon

P2
— N01 le nombre de paires de nœuds séparées selon P1 et classées ensemble selon

P2
— N00 le nombre de paires de nœuds séparées à la fois dans P1 et dans P2

L’indice de Rand est donné par la formule suivante :

Rand(P1, P2) = N11 +N00

N11 +N10 +N01 +N00
(3.4)

Cette mesure varie entre 0 et 1 et prend la valeur maximale en cas de parfaite
correspondance. L’indice de Rand ajusté (ARI) (Hubert et Arabie [59]) a été pro-
posé dans l’objectif d’avoir une espérance nulle lorsque les partitions sont tirées
aléatoirement :

ARI(P1, P2) = 2(N11N00 −N01N10)
(N01 +N00)(N11 +N01) + (N00 +N10)(N10 +N11) (3.5)

(3.6)

Sa valeur est comprise entre 0 et 1. Elle prend la valeur 1 lorsque les deux partitions
sont identiques. Si la valeur est proche de 0, les deux partitions sont très différentes.

La pureté (Manning et al. [93]) La mesure de la pureté d’une communauté
ci ∈ P1, avec P1 = {c1, ..., cm}, par rapport à une partition donnée P2 (avec P2 =
{c′1, ..., c′n}) est définie par :

purete(ci, P2) = max
1≤j≤n

|ci ∩ c′j|
|ci|

(3.7)

Cette fonction calcule le taux de recouvrement maximal entre la communauté
ci et les communautés se trouvant dans la partition P2. On définit la pureté de la
partition P1 par rapport à la partition P2 par la somme pondérée de la pureté des
communautés de P1 par rapport à P2 :

purete(P1, P2) =
m∑
i=1

wci × purete(ci, P2) (3.8)
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où wci = |ci|∑m

i=1 |ci|

L’information mutuelle normalisée (NMI) (Kullback [77]) : est une mesure
qui permet de représenter le degré de dépendance entre deux partitions P1 et P2.
Elle est basée sur la théorie de l’information. La probabilité qu’un nœud choisi au
hasard dans une partition P1 appartienne à la communauté k est P (k) = nk

n
où

nk est le nombre de nœuds dans la communauté k et n est le nombre total de
nœuds. L’entropie de Shannon est définie comme : H(P1) = −∑|P1|

k=1
nk
n
log2

nk
n

, où
|P1| est le nombre de communautés dans la partition P1. L’entropie de Shannon de
la partition P1 représente la quantité d’information fournie par cette même partition
sur la topologie du graphe en termes de communautés.

L’information mutuelle I(P1, P2) évalue le niveau d’inter-dépendance entre deux
partitions d’un graphe. L’information mutuelle est I(P1, P2) = ∑P1

i=1
∑P2
j=1

nij
n
log2( nij

ninj
)

où ni est le nombre de nœuds de la communauté i de la partition P1, nj est le nombre
de nœuds de la communauté j de la partition P2 et nij est le nombre des nœuds en
commun entre les deux communautés i et j. La variation de l’information V (P1, P2)
est V (P1, P2) = H(P1) +H(P2)− 2I(P1, P2). L’information mutuelle normalisée est

définie par : NMI(P1, P2) = I(P1,P2)√
H(P1)+H(P2)

. Sa valeur peut varier entre 0 et 1. Plus

la valeur est proche de 1, plus les deux partitions sont identiques.

Le score F1 (van Rijsbergen [135]), couramment utilisé dans la recherche
d’information, peut être vu comme une mesure d’exactitude de la précision et du
rappel entre deux partitions. En considérant deux communautés c et c′, le score F1
est définit par :

F1(c, c′) = 2 |c ∩ c
′|

|c|+ |c′| (3.9)

Plus les communautés c et c′ partagent de nœuds en commun, plus le score F1 est
proche de 1. Un score nul signifie que les deux communautés ne partagent aucun
nœud en commun. Cette méthode est fondée sur la combinaison de la précision
(precision(c, c′) = |c∩c′|

|c| ) et du rappel (rappel(c, c′) = |c1∩c′|
|c′| ).

Mesures internes pour la détection de communautés disjointes

Les mesures internes permettent d’avoir une estimation de la qualité intrinsèque
de partitionnement sans prendre en compte les véritables partitions. Ces mesures
sont soit basées sur des structures aléatoires respectant la topologie du graphe initial,
soit basées sur les densités et les liens entre communautés. Nous citons la modularité,
la mesure de Mancoridis et al. [92] (voir sections 3.2.1, 3.2.2) et la conductance.

La conductance (Kannan et al. [68]) est fondée sur la densité des communautés
et le nombre de liens sortant de celles-ci. Une structure communautaire est supposée
avoir beaucoup de liens en son sein et un nombre faible de liens sortants.

Soit c une communauté d’un graphe G, la conductance de cette communauté
est définie par ϕ(c,G) = lcout

[2lcint+l
c
out]

, lcout étant le nombre de liens et lcint celui de liens

intérieurs à la communauté c.
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En considérant une partition P = {c1, ..., ck} en k parties de nœuds disjoints, la
conductance de G se définit comme suit :

ΦG = 1
k

[
k∑
c=1

ϕ(c,G)] (3.10)

= 1
k

[
k∑
c=1

lcout
[2lcint + lcout]

] (3.11)

La conductance peut avoir une valeur comprise entre 0 et 1.

3.4 Détection de communautés chevauchantes

Il est possible que certains nœuds appartiennent à plusieurs communautés.
En considérant un graphe G = (V,E), la détection de communautés chevau-

chantes consiste à trouver des groupes de nœuds fortement connectés entre eux et
faiblement avec le reste du graphe, avec des nœuds pouvant appartenir à plusieurs
communautés. Plus formellement, il s’agit de trouver une couverture (Lancichinetti
et al. [79]) C = {c1, ..., ck}, k n’étant pas à spécifier avec ci

⋂
cj = ∅ ou ci

⋂
cj 6= ∅,

et ∪ki=1ci = V .

De nombreuses études précédentes (Gregory [53], Kelley [70], Lancichinetti et al.
[79], Lee et al. [83], Reichardt et Bornholdt [116], Sales-Pardo et al. [120], Wang
et al. [137], Xie et al. [142], Hajiabadi et al. [56], Huang et al. [58]) ont montré que
le chevauchement est une caractéristique importante dans des nombreux réseaux
complexes du monde réel.

3.4.1 Approches de détection de communautés chevauchantes

Xie et al. [142] classent les algorithmes de détection des communautés en cinq
classes selon la façon dont les communautés sont identifiées à savoir : les algorithmes
de clique de percolation, le partitionnement des liens, l’expansion et l’optimisation
locales, la détection floue et les algorithmes dynamiques et fondés sur les agents
(Attal [7], Attal et al. [10]).

Les algorithmes de percolation de cliques

Les algorithmes de percolation de cliques (CPM) sont basés sur l’hypothèse
qu’une communauté consiste en des ensembles de sous-graphes entièrement connec-
tés qui se chevauchent. La détection des communautés se fait donc en cherchant
des cliques adjacentes. Tout d’abord, toutes les cliques de taille k sont identifiées.
Ensuite, un nouveau graphe est construit de telle sorte que chaque nœud représente
l’une de ces k-cliques. Les algorithmes CPM sont adaptés pour les réseaux qui ont
des parties connectées denses.

Palla et al. [111] ont proposé Cfinder, le premier algorithme pour la détection de
communautés chevauchantes fondé sur la recherche de motifs locaux par percolation
de cliques (CPM : Clique Percolation Method). Les auteurs observent qu’une com-
munauté peut-être définie comme une châıne de k-cliques adjacentes. Cette méthode
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permet la détection de communautés couvrantes où un sommet peut appartenir à
plusieurs k-cliques.

Les expérimentations menées pas Palla et al. [111] ont montré que la valeur k = 4
donnait les résultats en termes de qualité de partitionnement les plus probants.
Selon la paramétrisation de k, Cette méthode peut être appliquée à des graphes de
plusieurs centaines de milliers d’arêtes. La Figure 3.5 montre un exemple extrait du
site de Palla et al. [111].

Figure 3.5 – Exemple d’application de la méthode CFinder (Extrait du site de
Palla et al. [111]).

Shen et al. [126] proposent EAGLE (agglomerativE hierarchicAl clusterinG based
on maximaL cliquE). EAGLE est une méthode agglomérative fondée sur la détection
de cliques maximales et l’optimisation locale d’une fonction de qualité permettant
l’élaboration d’un dendrogramme. L’algorithme opère en deux étapes sur le graphe.
Premièrement, les cliques maximales sont trouvées pour former les premières com-
munautés. La seconde étape consiste à fusionner les communautés ayant la plus
grande similarité selon la mesures de la modularité de Newman.

Partitionnement de liens

Cette catégorie d’algorithmes est fondée sur le principe de regrouper des liens
au lieu de nœuds. Un nœud du graphe est appelé chevauchant si les liens connec-
tés à celui-ci appartiennent à plusieurs clusters. Dans Ahn et al. [4] les liens sont
partitionnés en appliquant un regroupement hiérarchique qui utilise une similarité
entre les liens calculée avec l’indice de Jaccard. Bien que l’idée de partitionnement
des liens pour la détection de chevauchement semble être intuitive, l’obtention de
la qualité n’est pas bien argumentée (Lancichinetti et al. [80]) car ces algorithmes
utilisent une définition ambiguë de la communauté.
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Expansion locale et Optimisation

Ces algorithmes utilisent le principe de l’expansion locale et de l’optimisation de
la croissance d’une communauté naturelle ou partielle Lancichinetti et al. [78]. Une
fonction de bénéfice local qui évalue la qualité d’un groupe de nœuds densément
connectés est défine.

Baumes et al. [19] a proposé un processus en deux étapes. Premièrement, l’algo-
rithme RankRemoval est utilisé pour classer les nœuds selon un critère. Ensuite, le
processus supprime de manière itérative les nœuds hautement classés jusqu’à l’ob-
tention de petits cœurs de cluster disjoints. Ces noyaux sont utilisés comme commu-
nautés de graines pour la deuxième étape du processus, appelée scan itératif (IS).
Dans cette étape, les cœurs sont étendus en ajoutant ou en supprimant des nœuds
jusqu’à ce qu’une fonction de densité locale ne puisse pas être améliorée.

Lancichinetti et al. [78] proposent la méthode LFM qui élargit une communauté
à partir d’un nœud de graine aléatoire pour former une communauté en utilisant une
fonction de fitness basée sur le degré interne et externe de la communauté ainsi qu’un
paramètre de résolution contrôlant la taille des communautés. Après avoir trouvé
une communauté, LFM sélectionne au hasard un autre nœud qui n’est pas encore
affecté à une communauté pour étendre une nouvelle communauté. Les résultats de
LFM dépendent du paramètre de résolution. La complexité dans le pire des cas est
O(n2).

Lee et al. [83] ont proposé GCE (Greedy Clique Expansion). Cet algorithme est
très similaire à EAGLE. Il identifie dans un premier temps les cliques comme des
graines au sein du graphe. Ces graines, qui sont des cœurs de communautés s’agran-
dissent par optimisation d’une fonction de qualité locale. Les auteurs choisissent la
fonction de fitness de Lancichinetti et al. [79], à savoir pour une communauté S,

FS = kSin
(kSin+kSout)α

où α est un paramètre ajustable, kSin (nombre d’arêtes internes dans

S) et kSout (nombre d’arêtes ayant une extrémité hors de S). Cette mesure privilégie
une expansion vers des nœuds maximisant les liens internes et minimisant les liens
externes.

Lancichinetti et al. [80] ont proposé OSLOM (Order Statistics Local Optimiza-
tion Method). Il s’agit d’une méthode de raffinage agissant sur une partition déjà
fournie. OSLOM utilise les algorithmes de Louvain ou d’Infomap pour créer une
première partition. Des nœuds sont ensuite ajoutés ou retirés pour arriver à un état
stable où il n’est plus intéressant de modifier la structure topologique des communau-
tés. Le principe consiste à comparer les structures communautaires entre le modèle
nul et la partition réelle en se fondant sur le nombre de liens dans les communautés
et sur le degré du nœud étudié. La complexité la plus défavorable est O(n2).

Cette stratégie est basée sur des observations réelles sur la formation de clus-
ters autour de sommets de haut degré dans des réseaux du monde réel avec une
distribution de degrés en loi de puissance. L’algorithme utilisé pour développer un
ensemble de graines est une version de clustering personnalisé de l’algorithme Page-
Rank (PPR) et est nommé NISE (Neighbourhood-Inflated Seed Expansion). Les ré-
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sultats expérimentaux semblent trouver les bonnes communautés qui se chevauchent
dans les réseaux du monde réel. Les auteurs montrent que l’algorithme NISE sur-
passe les autres méthodes de détection communautaire qui se chevauchent.

Détection de communautés floue

Les algorithmes de détection de communautés floue utilisent les poids des liens
entre toutes les paires de nœuds et les communautés. Dans ces algorithmes, un
vecteur d’appartenance (Gregory [54]) est calculé pour chaque nœud. Un des incon-
vénients de ces algorithmes est la nécessité de déterminer la dimension k du vecteur
d’appartenance. Cette valeur peut être spécifiée en tant que paramètre d’entrée à
l’algorithme ou calculée à partir des données. Wang et al. [137] ont combiné des
méthodes de détection disjointes avec des algorithmes d’optimisation locaux. Tout
d’abord, une partition est obtenue à partir d’un algorithme de détection de com-
munauté disjointe. Les communautés tentent ensuite d’ajouter ou de supprimer des
nœuds. L’algorithme utilise la différence calculée (appelée variance) de deux scores
de fitness sur une communauté, soit pour inclure un nœud, soit pour le supprimer.

Zhang et al. [151] proposent un algorithme spectral pour la détection de com-
munautés chevauchantes. Le principe est de calculer un certain nombre de vecteurs
propres liés à la matrice Laplacienne représentant le graphe, puis d’appliquer sur
cet espace propre un algorithme flou de clustering : le Fuzzy C means (FCM) et de
retranscrire les résultats sur le graphe pour obtenir les recouvrements. La méthode
nécessite de spécifier le nombre de recouvrements et nécessite le calcul des valeurs
et des vecteurs propres.

Algorithmes dynamiques et basés sur les agents

Cette famille d’algorithmes concerne les algorithmes de propagation de labels
(Raghavan et al. [113], Xie et al. [142]), dans lesquels les nœuds avec le même label
forment une communauté, ont été étendus à la détection de communauté chevau-
chantes en permettant à un nœud d’avoir plusieurs labels.

La première méthode connue utilisant la propagation de labels a été proposée
par Gregory [53], à savoir COPRA. Les auteurs proposent d’utiliser un vecteur pour
maintenir les labels les plus courants en utilisant un seuil de probabilité. Le résultat
est qu’un nœud peut appartenir à une ou plusieurs communautés.
Dans COPRA (Gregory [53]), chaque nœud met à jour ses coefficients d’apparte-
nance en faisant la moyenne des coefficients de tous ses voisins à chaque pas de
temps de manière synchrone. Un paramètre v est utilisé pour contrôler le nombre
maximum de communautés auxquelles un nœud peut s’associer. La complexité tem-
porelle est O(v ∗m ∗ log(v ∗m/n)) par itération, n est le nombre de nœuds et m est
le nombre d’arêtes.

SLPA (Xie et al. [142]) est un processus général de propagation d’information
basé sur le principe speaker-listener. Il répartit les labels entre les nœuds selon des
règles d’interaction par paire. Contrairement à Gregory [53], Raghavan et al. [113],
où un nœud oublie les connaissances acquises lors des itérations précédentes, SLPA
fournit à chaque nœud une mémoire pour stocker les informations reçues (c’est-à-
dire des labels). Le degré d’appartenance est interprété comme étant la probabilité
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d’observer un label dans la mémoire d’un nœud. L’un des avantages du SLPA est
qu’il ne nécessite aucune connaissance du nombre de communautés. La complexité
temporelle est O (t ∗ m), linéaire avec le nombre d’arêtes m, où t est un nombre
maximum prédéfini d’itérations.

De nombreuses techniques utilisant la propagation de labels ont ensuite été dé-
finies, telles que SPAEM (propagation de labels dynamique) dans Ren et al. [117],
BMLPA (algorithme de propagation multi-labels équilibré) dans Wu et al. [141],
MLPA (algorithme de propagation multi-labels) dans Dai et al. [37], etc.

Dans Wu et Zhang [140], les auteurs soulignent que le degré de connexion peut re-
fléter la possibilité d’appartenance pour un nœud à ses communautés voisines, ils ont
donc proposé un COPRA basé sur la connexion nommé COPRA-CD. Dans COPRA-
CD, tous les nœuds sont initialisés avec un identifiant de communauté unique et un
coefficient d’appartenance réglé à 1, chaque nœud met à jour son identifiant de
communauté par l’union des labels de ses voisins, le coefficient d’appartenance cor-
respondant est obtenu en normalisant la somme des coefficients d’appartenance des
communautés sur tous les voisins. Après plusieurs itérations, les communautés qui
sont totalement contenues par d’autres sont supprimées et les communautés décon-
nectées sont divisées. Les résultats expérimentaux montrent des améliorations de la
qualité et une meilleure stabilité pour les réseaux flous.

Autres méthodes pour la détection de communautés chevauchantes

Il existe d’autres méthodes pour la détection de communautés chevauchantes,
fondées sur la topologie du graphe et le nombre de connexions qu’un nœud a vis-à-
vis des communautés avoisinantes.

Nepusz et al. [102] ont modélisé la détection de la communautés chevauchantes
par un problème d’optimisation non linéaire qui peut être résolu par la méthode du
recuit simulé.

Gregory [52] étend l’algorithme de clustering divisive de Girvan et Newman [50]en
permettant à un nœud de se diviser en plusieurs copies avec CONGA.

Kovács et al. [74] a proposé une approche fondée sur la centralité ainsi que les
fonctions d’influence.

D’autres méthodes ont été développées pour lier la détection communautaire à
une méthode de factorisation matricielle non négative dans Jin et al. [64]. Des al-
gorithmes évolutifs ont été utilisés pour trouver une partition avec chevauchement
dans Wen et al. [139] et Zhang et al. [150].
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3.4.2 Mesures externes et internes pour l’évaluation des com-
munautés chevauchantes

Certaines mesures utilisées dans l’évaluation des communautés disjointes ont été
revues pour le cas du chevauchement (Attal [7]).

Mesures externes pour l’évaluation des communautés chevauchantes

L’information mutuelle normalisée pour le chevauchement a été proposée
par Lancichinetti et al. [79] . Considérons deux couvertures C et C ′ de V . C =
{c1, ..., ck}, et C ′ = {c1, ..., c

′
k}, La probabilité de tirer un élément et qu’il appartienne

à un élément (communauté) (ci) de la couverture C est
nci
n

, où nci est le nombre
d’éléments dans ci. L’entropie de Shanon de la partition C est ainsi définie par :

H(C) = −
∑
ci∈C

nci
n
log2

nci
n

(3.12)

Lancichinetti et al. [79] ont proposé une version du NMI pour la comparaison de
couvertures C et C ′ comme étant :

NMILFK = 1− 1
2(H(C|C ′)

C
+ H(C|C ′)

C ′
) (3.13)

avec H(C|C ′) étant l’entropie conditionnelle. Cette quantité mesure l’entropie res-
tante provenant de la couverture C, si l’on connait parfaitement la seconde couver-
ture C ′. H(C|C ′) = 0 si et seulement si la couverture C est complètement déterminée
par la couverture C ′. La valeur de NMILFK est comprise entre 0 et 1. Plus cette
valeur est proche de 1, plus les deux couvertures sont identiques.

McDaid et al. [95] ont proposé une extension du NMI en ajoutant une pénalité
si les deux couvertures sont trop différentes.

L’indice d’Omega (Collins et Dent [35]) est fondé sur des paires de nœuds qui
sont dans les mêmes communautés selon les deux couvertures.

Considérons deux couvertures C et C ′, l’indice d’omega est défini de la manière
suivante :

Ω(C,C ′) = ou(C,C ′)− oe(C,C ′)
1− oe(C,C ′)

(3.14)

où ou(C,C ′) représente la fraction de paires de nœuds qui apparaissent ensemble
dans les mêmes communautés à la fois dans C et C ′.
ou(C,C ′) = 2

n(n−1)
∑
j |tj(C) ∩ tj(C ′)| où tj(C) est l’ensemble des paires de nœuds

qui apparaissent dans exactement j communautés dans la couverture C. n(n−1)
2 est

Le nombre de paires de nœuds. Le terme oe(C,C ′) est la valeur espérée de cette
fraction dans le modèle nul.

oe(C,C ′) = 4
n2(n− 1)2

∑
j

|tj(C)||tj(C ′)| (3.15)

L’indice d’Omega prend sa valeur entre 0 et 1. Une valeur proche de 1 signifie que
les deux couvertures sont identiques.
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Mesures internes pour l’évaluation des communautés chevauchantes

Plusieurs extensions de la modularité ont été proposées pour le cas du chevau-
chement (Nepusz et al. [102], Nicosia et al. [110], Shen et al. [126], Zhang et al.
[151]).

Elles se basent toutes sur un cœfficient d’appartenance d’un nœud i à une commu-
nauté c, que l’on note ai,c. On considère par la suite une couverture de communautés
chevauchantes C = {c1, ..., c|C|} et un vecteur d’appartenance pour un nœud i à cha-
cune des communautés (ai,c1 , ..., ai,c|C|). Le cœfficient d’appartenance d’un nœud i
vérifie deux contraintes qui sont 0 ≤ ai,c ≤ 1,∀i ∈ V, ∀c ∈ C et par

∑
c∈C ai,c = 1.

Nicosia et al. [110] ont proposé une extension à la modularité pour le cas du che-
vauchement entre communautés. Les auteurs la définissent de la manière suivante :

QNi
Ov = 1

m

∑
c

∑
i,j∈V

[βij,cAij − βoutij,cβ
in
ij,c

kouti kinj
m

] (3.16)

où βij,c est le cœfficient d’appartenance du lien ij à la communauté c, βoutij,c est le
cœfficient d’appartenance espéré de tous les liens possibles ij du nœud i au nœud j à
l’intérieur de la communauté c et βinij,c est le cœfficient d’appartenance de n’importe
quel lien ij pointant vers un nœud j dans la communauté c. Les termes kouti et kini
sont respectivement le degré sortant et entrant du nœud i. Il est à noter que βij,c
est une fonction de la forme βij,c = F (ai,c, aj,c) avec ai,c cœfficient d’appartenance
du nœud i par rapport à la communauté c. F (ai,c, aj,c) = 1

(1+e−f(ai,c))(1+e−f(aj,c))
où

f(ai,c) est une fonction linéaire échelonnable du type f(x) = 2px − p, p ∈ R. Les
auteurs ont proposé d’utiliser la fonction f(x) = 60x − 30 pour le paramétrage de
la modularité chevauchante car elle donnait des résultats très encourageants.

La valeur de la modularité de Nicosia varie entre 0 et 1. Une valeur proche de
0 implique que l’algorithme n’a détecté qu’une seule communauté (le graphe en lui
même) alors qu’une valeur proche de 1 signifie la présence de structures communau-
taires possiblement chevauchantes.

3.4.3 Petite Discussion

Les méthodes chevauchantes présentent des complexités plus élevées que les mé-
thodes disjointes ; une partie des algorithmes chevauchants repose sur le fait de lancer
plusieurs fois un algorithme disjoint et d’observer pour un nœud les communautés
auxquelles il appartient le plus (comme COPRA). Ces algorithmes demandent un
espace de stockage élevé.

Les méthodes chevauchantes requièrent également un degré de paramétrage plus
élevé. De nombreux algorithmes nécessitent par exemple de fournir un nombre de
communautés auxquelles un nœud pourrait appartenir.

Une grande partie des algorithmes de détection de communautés chevauchantes
sont instables car ils sont fondés sur des algorithmes non déterministes disjoints.
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Cependant, les méthodes par propagation de labels ont été l’objet de nombreuses
études et constituent, pour l’étude des grands graphes, l’option à privilégier.

3.5 Détection de communautés chevauchantes en

utilisant des fonctions d’appartenance

Nous proposons une méthode de détection des communautés chevauchante à
partir de communautés disjointes pré-calculées en utilisant une version stable de
propagation des labels : core detection label propagation(CDLP) décrite dans Attal
et Malek [8]. L’algorithme sélectionne les nœuds candidats pour le chevauchement et
utilise des fonctions d’appartenance pour décider de l’affectation ou non d’un nœud
candidat à chacune de ses communautés voisines. Ces fonctions d’appartenance sont
soit basées sur des mesures globales qui sont la densité et le coefficient de clustering
(Attal et al. [9]) ou sur les moyennes des mesures locales qui sont les centralités d’in-
termédiarité et de proximité. La figure 3.6 montre le diagramme de notre méthode
(Attal et al. [10]).

Même si notre algorithme est basé sur une approche de propagation de labels,
nous ne pouvons pas le classer dans la catégorie des Algorithmes dynamiques et basés
sur les agents (voir la section 3.4.1) car le processus d’identification des communautés
qui se chevauchent ne se fait pas simultanément avec le propagation des labels. Il est
fondé sur l’utilisation des fonctions d’appartenance proposées appliquées aux nœuds
candidats qui sont situés dans les limites de communautés disjointes. Ces nœuds
candidats pourraient faire se chevaucher des communautés disjointes.

Figure 3.6 – Diagramme représentant notre approche de détection de communautés
chevauchantes en utilisant des fonctions d’appartenance (Attal et al. [10]).
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3.5.1 Propagation de labels avec détection de cœurs (CDLP)

Les algorithmes de détection des communautés chevauchantes décrits dans cette
section reposent sur l’algorithme de propagation de labels (LPA). Cet algorithme
présente l’avantage d’avoir une complexité assez faible et est adapté aux grands
graphes. Il a néanmoins les inconvénients suivants (voir section 3.3.1) :

— une mauvaise propagation qui peut mener à de trop grandes communautés
(le problème des communautés géantes),

— une instabilité,
— de mauvaises propagations qui peuvent donner des communautés ayant le

même label.
Une façon de stabiliser l’algorithme consiste à appliquer plusieurs fois le LPA

et à observer les nœuds qui apparaissent souvent ensemble. Dans Attal et Malek
[8], nous avons proposé une méthode pour stabiliser la propagation des labels. La
méthode consiste à lancerN fois l’algorithme non déterministe et à créer une matrice
PNij = [pij]Nn×n telle que pij représente la fréquence d’apparition des nœuds i et j
dans les mêmes communautés. Un cœur de communautés est l’ensemble des nœuds
se trouvant fréquemment ensemble dans une même communauté après plusieurs
lancements d’un algorithme non déterministe. Un nouveau graphe G′ = (V,E ′) est
alors créé en utilisant un seuil α ∈ [0, 1]. Les paires de noeuds de la matrice PNij ayant
un poids plus petit que α sont exclues de l’ensemble des arêtes de G′. Les composants
connectés créés dans le graphe G′ sont les communautés. La figure 3.7 montre un
exemple simple d’obtention du graphe G′ = (V,E ′) avec N = 4 et α = 0.5. Le
choix de α est fait en prenant le score de modularité le plus élevé. Cet algorithme
est appelé propagation de labels avec détection de cœurs (CDLP). Un des avantages
du CDLP est qu’en variant α, la hiérarchie des communautés peut être trouvée et
sera représentée par un dendrogramme. Les expérimentations effectuées par Attal
et Malek [8] ont montré que les faibles valeurs de α implique une augmentation
de la taille des communautés et les valeurs élevées de α génèrent de très petites
communautés.

La méthode de stabilisation matricielle a été également empiriquement appliquée
sur l’algorithme de Louvain (Blondel et al. [24]) dans Seifi et al. [124] qui est une
méthode agglomérative utilisant une optimisation locale de la modularité.

3.5.2 Détection des communautés chevauchantes en utili-
sant des fonctions d’appartenance

Une nouvelle méthode pour détecter des communautés chevauchantes à partir de
communautés disjointes pré-calculées obtenues en utilisant la propagation de labels
avec détection du cœur (CDLP) (Attal et Malek [8]) a été proposée initialement dans
Attal et al. [9] et complétée dans Attal et al. [10] . L’algorithme sélectionne les nœuds
candidats au chevauchement et utilise les fonctions d’appartenance pour décider
l’affectation ou non d’un nœud candidat à chacune de ses communautés voisines.
Ces fonctions d’appartenance sont définies en utilisant des mesures globales telles
que la densité et le coefficient de clustering (Attal et al. [9]) ou bien sur les moyennes
de certaines mesures locales (des nœuds) comme les centralité d’intermédiarité et de
proximité.
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Figure 3.7 – Exemple des résultats obtenus en appliquant l’algorithme CDLP :
communautés obtenues avec N = 4 et α = 0.5.

Nous illustrons cette méthode sur un petit graphe G = (V,E), avec

V = {v1, v2, v3, v4, v5, v6, v7, v8, v9, v10, x}

et E, l’ensemble des arêtes, (voir Figure 3.8). La notation c est utilisée pour dési-
gner une communauté et C pour désigner un ensemble de communautés. Les poids
sur les connexions sont extraits de la matrice PNij après avoir calculé 100 propaga-
tions de labels. En choisissant α > 0, 5 (qui correspond au score de modularité le
plus élevé), nous obtenons trois communautés, cx1 = {v1, v2, v3, v4}, cx2 = {v9, v10},
cx3 = {v5, v6, v7, v8} avec le nœud x dont l’appartenance à différentes communautés
est étudiée. Nous nous concentrons sur le nœud x, qui est le plus susceptible de
chevaucher différentes communautés.

Figure 3.8 – Un graphe avec 3 communautés évidentes et un nœud (x) dont l’ap-
partenance à une communauté spécifique est discutable.

Considérons l’ensemble {cx1 , ..., cxK} des communautés voisines du nœud x, c’est-
à-dire toutes les communautés qui ont un lien avec x.

Pour générer toutes les combinaisons de chevauchement possibles entre le nœud x
et sesK communautés voisines, nous définissons une fonction gen−candidate({cx1 , ..., cxK}, j)→
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Cj, où Cj est un ensemble de communautés représentant toutes les combinaisons pos-
sibles de j communautés, parmi les K communautés voisines de x. La cardinalité de
Cj est

(
k
j

)
.

On obtient les combinaisons suivantes à partir du graphe G (Fig. 3.8) :

C1 = [cx1 , cx2 , cx3 ] = [{v1, v2, v3, v4}, {v9, v10}, {v5, v6, v7, v8}] avec
(

3
1

)
= 3 possibilités

C2 = [{cx1 , cx2}, {cx1 , cx3}, {cx2 , cx3}]
= [{{v1, v2, v3, v4}, {v9, v10}}, {{v1, v2, v3, v4}, {v5, v6, v7, v8}}, {{v9, v10}, {v5, v6, v7, v8}}]

avec
(

3
2

)
= 3 possibilités

C3 = [{cx1 , cx2 , cx3}] = [{{v1, v2, v3, v4}, {v9, v10}, {v5, v6, v7, v8}}] avec
(

3
3

)
= 1 pos-

sibilité de 1 .

La fonction gen−candidate et les résultats des différentes combinaisons possibles
est utilisée par la suite pour la définition des fonctions d’appartenance.

Première fonction d’appartenance fondée sur la densité

L’idée est de proposer une fonction d’appartenance basée sur l’intuition suivante :
un nœud connecté à un ensemble de communautés ayant des densités élevées pour-
rait les chevaucher.

La densité d’une communauté c est donnée par d : c 7−→ [0, 1], avec d(c) =
2∗|E|

|V |∗(|V |−1) , |V | étant le nombre des sommets de la communauté et |E| est le nombre
des arêtes reliant les paires de V .

Dans la figure 3.8 les communautés cx1 = {v1, v2, v3, v4}, cx2 = {v9, v10} et cx3 =
{v5, v6, v7, v8} ont une densité élevée : d(cx1) = 1, d(cx2) = 1 and d(cx3) = 0.83.

Nous considérons la densité des communautés associées au poids des arêtes qui les
lient au nœud x pour trouver les communautés qui se chevauchent (Attal et al. [9]).
Nous définissons une fonction d’appartenance qui permet de trouver les combinaisons
qui maximisent la quantité obtenue en multipliant les densités de communautés par
les poids extraits de la matrice de stabilisation (PNij ), la fonction d’appartenance
basée sur la densité est : fd{x,C} 7−→ R+ :

fd(x,C) = 1
|C|

∑
c∈C

wc,x × d(c) (3.17)

wc,x représente les poids extraits de la matrice de stabilisation (PNij ) des liens reliant
le nœud x aux différentes communautés c dans C, C étant une combinaison dans
Cj, d(c) étant la densité de la communauté c.

En utilisant les informations contenues dans la matrice de stabilisation, un nœud
lié à un ensemble de communautés à haute densité avec un poids important a plus
de chance de se dupliquer dans ces communautés qu’un nœud lié à un ensemble
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de communautés de faible densité avec un faible poids selon la formule ci-dessus.
Le chevauchement peut également être refusé. Cela pourrait être le cas si les liens
reliant le nœud x aux autres communautés ont un poids faible ou si fd est faible,
avec une faible densité. Nous proposons donc que le chevauchement se fasse si et
seulement si fd(x,C) ≥ 1

|C∗|
∑
S∈C∗ d(S), avec

C∗ = argmaxC∈Cj∧j∈{1,...,K}(fd(x,C))

et d(S) étant la densité du sous-graphe S (une communauté dans C∗).
Il est également possible de contrôler le nombre de communautés qui se che-

vauchent. Par exemple, si nous souhaitons augmenter le nombre minimum des com-
munautés qui se chevauchent de 1 à L, le domaine des variations de j est modifié
à j ∈ {L, ...,K} au lieu de j ∈ {1, ..., K}). Cela force le nœud x à appartenir
simultanément à au moins L communautés.

Les autres fonctions d’appartenance

Trois autres fonctions d’appartenance ont été également proposées :
— Une fonction fondée sur les coefficient de clustering des communautés :

fcc(x,C) = 1
|C|

∑
c∈C

wc,x × CC(c) (3.18)

wc,x étant le poids du lien entre le nœud x et la communauté c. CC(c) étant
le coefficient de clustering de la communauté c.

— Une fonction fondée sur la moyenne des centralités d’intermédiarité dans les
différentes communautés :

fb(x,C) = 1
|C|

∑
c∈C

wc,x × [|c| − g(c)] (3.19)

g(c) étant la somme des centralités d’intermédiarité dans la communauté c,
|c| étant le nombre de nœuds dans c. C est l’ensemble des communautés
disjointes pré-calculées et wc,x est le poids du lien entre le nœud x et la
communauté c.

— Une fonction fondée sur la moyenne des centralités de proximité dans les
différentes communautés :

fcl(x,C) = 1
|C|

∑
c∈C

wc,x × [|c| − cl(c)] (3.20)

cl(c) étant la somme des centralités de proximité dans la communauté c,
|c| étant le nombre de nœuds dans c. C est l’ensemble des communautés
disjointes pré-calculées et wc,x est le poids du lien entre le nœud x et la
communauté c.

La figure 3.9 montre un exemple d’utilisation de ces quatre fonctions d’apparte-
nance. Cette illustration prend en compte l’ensemble des communautés résultant de
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la propagation de labels de base avec l’algorithme (CDLP) qui utilise la matrice de
fréquence, le but étant de savoir si x peut appartenir à plusieurs communautés.

La meilleure configuration pour obtenir une détection de communauté se che-
vauchant sur x est donné en gras pour chaque fonction d’appartenance.

Figure 3.9 – Soit les trois communautés disjointes suivantes :cx1 = {v1, v2, v3, v4},
cx2 = {v9, v10}, cx3 = {v5, v6, v7, v8}. Les fonctions fd, fcc,fb et fcl sont calculées pour
le nœud x, x peut appartenir à plusieurs communautés selon la fonction d’apparte-
nance. les résultats en gras montrent son affectation aux différentes communautés.

3.5.3 Résultats expérimentaux

Pour évaluer nos algorithmes, nous utilisations certaines mesures internes et ex-
ternes définies pour le problème de détection de communauté chevauchantes. La
version chevauchante de la modularité( Nicosia et al. [110]) décrite dans 3.4.2 est
utilisée comme mesure interne. Comme mesures externes, les version étendues de l’
information mutuelle normalisées, l’indice de Rand ajusté ainsi que le F1 score sont
utilisées (voir section 3.4.2).

Le tableau 3.1 montre les caractéristiques des réseaux (benchmarks) utilisés pour
les expérimentations : le réseau du club de karaté de Zachary (Zac)(Zachary [146]),
le réseau du club de football (Foot) (Girvan et Newman [49]), le réseau du livre
politique (Pol) (Krebs [75]), le réseau des dauphins (Dol) (Lusseau et al. [87]) et un
réseau de collocation scientifique (co-authoring network : NS) (Newman [106]) .

Nous montrons dans cette section les résultats obtenus sur le réseau du club de
karate de Zachary (les autres résultats sont détaillés dans Attal et al. [10]).

Figures 3.10, 3.11, 3.12 et 3.13 montrent les résultats expérimentaux obtenus
selon les différentes fonctions d’appartenance. L’algorithme CDLP détecte 2 com-
munautés lorsque α ≥ 0.6 et 4 communautés lorsque α ≥ 0.7 et α ≥ 0.8. Figures
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caractéristiques des réseaux d’évaluation
Réseaux |V | et |E| Densité Diamètre Transitivité

Zachary 34 \ 78 0.139 5.0 0.256
Foot 115 \ 615 0.094 4.0 0.407
Dol 62 \ 159 0.084 8.0 0.309
Pol 105 \ 441 0.081 7.0 0.348

Tableau 3.1 – Caractéristiques des réseaux d’évaluation.

Figure 3.10 – Réseau de Zachary avec la fonction fd, a) α ≥ 0.6, b) α ≥ 0.7 c)
α ≥ 0.8.

Figure 3.11 – Réseau de Zachary avec la fonction fcc, a) α ≥ 0.6, b) α ≥ 0.7 c)
α ≥ 0.8.

Figure 3.12 – Réseau de Zachary avec la fonction fb, a) α ≥ 0.6, b) α ≥ 0.7 c)
α ≥ 0.8.

Figure 3.13 – Réseau de Zachary avec la fonction fcl, a) α ≥ 0.6, b) α ≥ 0.7 c)
α ≥ 0.8.

3.10 et 3.11, montrent que le nœud 10 appartient à deux communautés quand on
utilise fd. Quand α ≥ 0.8, le nœud 10 devient chevauchant selon la fonction fcc.

Lorsque α ≥ 0.8, le nœud 3 qui est connu pour être dans des communautés qui
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se chevauchent dans la littérature, est répliqué dans deux communautés : c3 et c4,
selon fd, mais seulement dans c4 selon fcc.

Le nœud 3 est également détecté par fb et fcl mais avec une valeur α élevée. Le
nœud 1 est répliqué dans une communauté dans c2 avec fd et fcc. Le tableau 3.2
montre que plus α est grand plus le nombre des candidats au chevauchement est
élevé. La qualité des résultats est meilleure pour fd que fcc. La plus grande valeur
de modularité est obtenue pour α ≥ 0.7 pour toutes les fonctions. Le constat est le
même en ce qui concerne la valeur la plus élevée du NMI et de l’indice Ω.

En ce qui concerne la fonction d’appartenance utilisant la centralité de proximité,
la valeur la plus élevée de modularité est obtenue pour un nombre de communautés
égal à trois.

Réseau du club de Karaté Zachary : résultats en utilisant les fonctions fd, fcc, fcl and fb
Cand EBC

α ≥ 0.6 47.058% 17.95%
α ≥ 0.7 41.17% 16.0%
α ≥ 0.8 55.88% 26.92%
α ≥ 0.9 55.88% 26.92%
fd CandOv QNicOv Ω F1 NMI #
α ≥ 0.6 2.94% (1) 0.399 0.064 0.65 0.2365 2
α ≥ 0.7 8.8235% (3) 0.621 0.711 0.86 0.518 4
α ≥ 0.8 32.352% (11) 0.42 0.4923 0.75 0.3488 5
α ≥ 0.9 32.352% (11) 0.42 0.4923 0.75 0.3488 5

fcc CandOv QNicOv Ω F1 NMI #
α ≥ 0.6 2.941% (1) 0.3986 0.064 0.65 0.2365 2
α ≥ 0.7 8.823% (3) 0.6210 0.711 0.86 0.518 3
α ≥ 0.8 32.353% (11) 0.42 0.4923 0.75 0.3488 5
α ≥ 0.9 32.353% (11) 0.42 0.4923 0.75 0.3488 5

fb CandOv QNicOv Ω F1 NMI #
α ≥ 0.6 2.941% (1) 0.064 0.0645 0.65 0.2365 2
α ≥ 0.7 5.882% (2) 0.68 0.66 0.86 0.44 5
α ≥ 0.8 11.76% (4) 0.62 0.49 0.75 0.31 6
α ≥ 0.9 11.76% (4) 0.62 0.49 0.75 0.31 6

fcl CandOv QNicOv Ω F1 NMI #
α ≥ 0.6 2.94%b (1) 0.384 0.25 0.13 0.26 3
α ≥ 0.7 5.88% (2) 0.73 0.66 0.86 0.45 3
α ≥ 0.8 14.70% (5) 0.68 0.549 0.85 0.36 4
α ≥ 0.9 14.70% (5) 0.59 0.55 0.75 0.35 5

Tableau 3.2 – Cand : pourcentage des candidats potentiels pour le chevauchement,
EBC : pourcentage des liens entre communautés, CandOv : pourcentage des nœuds
qui se chevauchent, QNic

Ov : modularité de Nicosia, Ω : indice d’omega, F1 : F1-score,
NMI : information mutuelle normalisée, # : nombre de communautés.

Observations générales

Les fonctions basées sur la densité et le coefficient de clustering sont calculées sur
des sous-graphes connectés représentant des communautés disjointes pré-calculées
tandis que les centralités de l’intermédiarité et de proximité sont calculées sur les
nœuds regroupés dans ces communautés.

Les résultats expérimentaux montrent que les performances des fonctions d’ap-
partenance dépendaient de la topologie des communautés. Les fonctions fd et fcc
sont plus adaptées quand les communautés ont des densités élevées pour lesquels
le taux d’attribution à différentes communautés pour un de nœud candidat au che-
vauchement est important. Les fonctions fb et fcl semblent plus performants pour
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des graphes représentant des communautés ayant des faibles densités, où certains
chevauchements sont difficiles à détecter.

3.5.4 Etude comparative

Nous comparons notre algorithme avec les algorithmes les plus utilisés en détec-
tion de communautés chevauchantes qui sont considérés comme des algorithmes de
référence pour leurs catégories (Attal et al. [10]). Ces catégories (ou classes) ont été
décrites dans la section 3.4. Ces algorithmes sont :

— CFinder (Palla et al. [111]) : représentant de la catégorie cliques de percola-
tion,

— Oslom (Lancichinetti et al. [80]) : appartenant à la classe expansion locale et
optimisation,

— COPRA (ν = 2 and ν = 3), ν étant le nombre des communautés auxquelles
les nœuds pourraient appartenir (Gregory [53]) et SLPA (Xie et al. [144]) qui
sont deux algorithmes basés sur la propagation des labels, appartenant à la
classe algorithmes dynamiques et basés sur les agents,

— CONGA (Gregory [52]) : une extension de l’algorithme de Girvan and New-
man’s qui est un algorithme divisive.

Le tableau 3.3 montre les résultats obtenus avec les paramètres qui ont permis
d’obtenir le score interne le plus élevé (QNic

Ov : modularité de Nicosia). L’approche
proposée donne des résultats relativement bons et compétitifs en terme de qualité
mais dépendent de la topologie du réseau. Pour le réseau des dauphins, les diffé-
rentes fonctions donnent des mesures NMI égales à 1. Lorsque les graphes ont des
densités communautaires élevées, les fonctions utilisant le coefficient de clustering
ou la densité donnent de meilleurs résultats que ceux utilisant la centralité d’inter-
médiarté ou de proximité, ce que l’on peut observer pour le réseau du football. La
performance de notre approche dépasse COPRA et nous constatons une meilleure
stabilisation pour les réseaux de Zachary, Dolphin et les livres politiques. D’un autre
côté, les algorithmes basés sur la propagation des labels impliquent un nombre plus
élevé de communautés, l’algorithme CDLP avec utilisation des fonctions fd and fcc
permet de réduire ce nombre de communautés grâce à l’utilisation de la matrice de
fréquences qui permet de stabiliser la propagation des labels.

3.6 Synthèse du chapitre

Nous avons présenté dans ce chapitre les différentes approches de détection de
communautés disjointes et chevauchantes dans un graphe de terrain ainsi que les
mesures d’évaluation internes et externes proposées dans la littérature et leur adap-
tation au contexte du chevauchement.

Nous avons proposé ensuite une méthode pour la detection des communautés
chevauchantes à partir de communautés disjointes pré-calculées obtenues en utili-
sant la méthode du core detection label propagation (CDLP) décrite dans (Attal et
Malek [8]). L’algorithme sélectionne les nœuds candidats pour le chevauchement et
utilise des fonctions d’appartenance pour décider de l’affectation ou non d’un nœud
candidat à chacune de ses communautés voisines. Nous avons proposé plusieurs
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Analyse comparative

Networks F1 Ω NMI QNicOv # %
Zac #2

CFinder 0.48 0.35 0.18 0.52 3 5.88%
OSLOM 0.86 0.84 0.80 0.748 2 2.94%
CONGA 0.65 0.113 0.274 0.441 2 2.94%
COPRA2* 0.281 0.266 0.228 0.414 11.3 5.58%
COPRA3* 0.684 0.359 0.347 0.452 6.4 12.64%
SLPA* 0.86 0.633 0.564 0.608 2.12 2.20%
CDLPOV fd* 0.852 0.711 0.518 0.621 4 8.82%
CDLPOV fcc* 0.852 0.711 0.518 0.621 4 8.82%
CDLPOV fb* 0.857 0.65 0.44 0.68 5 2.94%
CDLPOV fcl* 0.86 0.66 0.45 0.68 3 5.88%
Dol #2

CFinder 0.57 0.35 0.26 0.66 4 3.72%
OSLOM 1.0 0.914 0.852 0.742 2 1.61%
CONGA 0.85 0.892 0.821 0.746 2 3.22%
COPRA2* 0.933 0.788 0.751 0.693 10.8 0.52%
COPRA3* 0.893 0.767 0.701 0.677 3.7 7.73%
SLPA* 0.56 0.754 0.632 0.742 3.44 2.00%
CDLPOV fd* 1.0 1.0 1.0 0.796 2 0.0%
CDLPOV fcc* 1.0 1.0 1.0 0.796 2 0.0%
CDLPOV fb* 0.9 0.93 0.89 0.7 2 3.22%
CDLPOV fcl* 1 1 1 0.7 2 3.22%
Foot #12

CFinder 0.701 0.64 0.55 0.51 13 6.9%
OSLOM 0.814 0.704 0.55 0.847 2 1.90%
CONGA 0.823 0.321 0.423 0.451 11 60.0%
COPRA2* 0.933 0.788 0.705 0.693 10.8 0.52%
COPRA3* 0.944 0.747 0.712 0.668 11.2 2.52%
SLPA* 0.748 0.684 0.612 0.715 10.30 1.69%
CDLPOV fd* 0.854 0.865 0.751 0.699 11 0.0%
CDLPOV fcc* 0.854 0.865 0.685 0.699 11 0%
CDLPOV fb* 0.86 0.37 0.39 0.565 11 9.56%
CDLPOV fcl* 0.86 0.37 0.39 0.565 11 9.56%
Pol #4

CFinder 0.855 0.740 0.79 0.884 4 (9)
OSLOM 0.954 0.802 0.759 0.696 12 0.0%
CONGA 0.688 0.651 0.49 0.779 4 4.16%
COPRA2* 0.687 0.637 0.385 0.825 3 1.05%
COPRA3* 0.702 0.649 0.416 0.827 2.8 6.47%
SLPA* 0.755 0.648 0.497 0.83 3.40 12.5%
CDLPOV fd* 0.784 0.654 0.495 0.844 3 1.90%
CDLPOV fcc* 0.5788 0.667 0.504 0.834 2 0%
CDLPOV fb* 0.8 0.63 0.47 0.82 2 1.9%
CDLPOV fcl* 0.8 0.65 0.49 0.83 2 0.952%

Tableau 3.3 – (*) algorithmes fondés sur la propagation des labels, F1 : F1-score,
Ω :indice d’omega, NMI : information mutuelle normalisée, QNic

Ov : modularité de
Nicosia, # : nombre de communautés et % : pourcentage du chevauchement.

fonctions d’appartenance (Attal et al. [10]) qui sont soit basées sur des mesures to-
pologiques globales comme la densité et le coefficient de clustering (fd et fcc) soit sur
les moyennes des mesures de centralités d’intermédiarité et de proximité des nœuds
constituant les communautés pré-calculées (fb et fcl ).

Les résultats expérimentaux sont relativement bons et compétitifs en comparai-
son avec d’autres méthodes de détection de communautés chevauchantes en terme
de qualité mais dépendent bien de la topologie du graphe. La performance de notre
approche dépasse COPRA et nous constatons une meilleure stabilisation pour les
réseaux de Zachary, Dolphin et les livres politiques. D’un autre côté, les algorithmes
basés sur la propagation des labels impliquent un nombre plus élevé de communau-
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tés, l’algorithme CDLP avec utilisation des fonctions fd and fcc permet de réduire ce
nombre de communautés grâce à l’utilisation de la matrice de fréquences qui permet
de stabiliser la propagation des labels.
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4.1 Introduction

Les réseaux complexes constituent aujourd’hui un outil important permettant
de décrire et d’analyser des systèmes complexes qui peuvent être représentés sous
forme de graphes mathématiques. Il existe de nombreuses applications qui illustrent
cette utilisation comme les sciences sociales, biologiques, physiques, de l’information
et de l’ingénierie (Gosak et al. [51], Kivelä et al. [72], Newman [105]).

Les études ont montré que les réseaux complexes réels présentent des propriétés
intéressantes nous citons : la distribution des degrés en loi de puissance, la propriété
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du petit monde, l’existence de nœuds jouant des rôles centraux et/ou l’existence de
structures modulaires (Newman [105]).

Récemment, de plus en plus de travaux étudient les réseaux avec plusieurs types
de liens aussi appelés réseaux de réseaux. Des variantes de ces systèmes ont été exa-
minées il y a des décennies dans des disciplines telles que la sociologie et l’ingénierie,
mais ce n’est que récemment qu’elles ont été unifiées, avec d’autres nomenclatures,
dans le cadre de réseaux multicouches définis par Kivelä et al. [71].

Parallèlement, de nombreux aspects des systèmes réels sont de plus en plus régu-
lièrement détectés, mesurés et décrits, ce qui donne lieu à de nombreux ensembles de
données privés mais aussi ouvertes. Par données privées, nous entendons les données
collectées en interne dans une entreprise ou une institution. D’un autre côté, les don-
nées ouvertes font référence à l’idée que certaines données devraient être librement
accessibles à tous pour être utilisées et re-publiées à volonté, sans restrictions de
droit d’auteur, de brevets ou d’autres mécanismes de contrôle.

Dans de nombreux domaines, les référentiels publics d’ensembles de données ou-
verts constituent une excellente opportunité pour les experts pour contextualiser
leurs données générées de manière privée par rapport aux données disponibles pu-
bliquement dans leur domaine.

Dans ce chapitre, nous présentons une méthodologie d’analyse de réseau multi-
couche afin de fournir aux experts des mesures et des méthodes pour comprendre,
évaluer et compléter leurs données privées en les comparant et/ou combinant avec
des données ouvertes lorsque les deux sont modélisés par des réseaux multicouches.

Les principales contributions sont (Malek et al. [91]) :

1. Proposition d’un nouveau formalisme de réseau multicouche qui permet de
réaliser une analyse fine en considérant deux niveaux : le niveau intra-couche
et celui inter-couche.

2. Définition du réseau multicouche privé qui correspond au graphe induit éla-
boré à partir des données privées, ce réseau sera analysé et comparé à l’en-
semble du réseau.

3. Définition de la notion du réseau égocentrique privé : la notion de réseau
égocentrique qui se définit autour d’un nœud égo proposé dans (Djemili et al.
[40], Marsden [94]) est étendue à un réseau égocentrique autour d’un réseau
privé multicouche. Le réseau égocentrique privé peut être utilisé pour évaluer
la force de connectivité des données privées par rapport à l’ensemble du réseau
à travers les différentes couches. Le réseau égocentrique privé peut également
aider à centrer l’étude du réseau privé dans l’espace de ses voisins et à travers
les couches notamment dans le cadre de réseaux ouverts à très grande échelle.

4. Définition des métriques d’accessibilité inter-couches d’un sous-réseau donné :
ces mesures sont basées sur le réseau égocentrique privé et permettent d’ap-
précier la force de connectivité des données privées à travers ces couches.

Nous illustrons notre méthodologie via une application biologique. Le réseau mul-
ticouche ouvert est construit à partir de bases de données ouvertes constituées des
interactions pondérées entre des molecules. Ces interaction peuvent être de types :
protéines-protéines, métabolites-métabolites ou protéines-métabolites. Les données
privées correspondent à un ensemble de protéines et de métabolites collectés ex-
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périmentalement 1 et sont identiques à un sous-ensemble de nœuds dans le réseau
multicouche ouvert.

En appliquant cette méthodologie aux données biologiques, nous montrons com-
ment elle peut aider les biologistes à compléter, évaluer et interpréter leurs données
privées en utilisant le réseau ouvert : des interactions pondérées entre les molécules
collectées privées sont ajoutées en utilisant le réseau ouvert. Le réseau égocentrique
privé est analysé et les métriques d’accessibilité des couches sont calculées et discu-
tées. La connectivité entre les molécules inter-couches et entre les couches est calculée
et la distribution des molécules identifiées dans le réseau ouvert est observée et in-
terprétée, les accessibilités entre les couches sont calculées en plus les chemins les
plus courts qui sont biologiquement significatifs sont également analysés et classés.

Ce travail a été réalisé dans la cadre du projet ANR BLIZAAR : https://

anr.fr/Projet-ANR-15-CE23-0002 ; un prototype a été développé pour illustrer et
expérimenter cette méthodologie en collaboration avec des chercheurs du laboratoire
LIST, les résultats obtenus ont été publiés dans le journal Applied Network Science
(Malek et al. [91]).

4.2 Elements d’analyse des réseaux multicouches

Nous présentons tout d’abord un nouveau formalisme de réseau multicouche ainsi
que des exemples montrant comment nous étendons les définissions des mesures glo-
bales et locales des réseaux multicouches. Nous proposons également une définition
formelle d’un (réseau égocentrique multicouche, du réseau privé multicouche et du
ıréseau égocentrique privé. Nous montrons ensuite comment nous pouvons utiliser
ces notions pour définir les accessibilités entre couches et au niveau inter-couche
(Malek et al. [91]).

4.2.1 Notations, Propriétés et métrique

Nous représentons un réseau multicouche par un tuple qui contient un ensemble
de sommets, un ensemble d’arêtes intra-couches et un ensemble d’arêtes inter-couches.

Soit N = (V,E,C) un graphe contenant l couches (voir figure 4.1)

1. V = {V1, .., Vi, ..Vl} est l’ensemble de sommets contenus dans les couches,

l étant le nombre de couches l > 1, Vi est l’ensemble des nœuds de la couche
numéro i, Vi = {vi1, ..vini}, ni =| Vi |

2. E = {E1, .., Ei, ..El} est l’ensemble des liens intra-couche : Ei est l’ensemble
de liens dans la couche i, avec | Ei |=mi. Ei = {(vij, vik) | vij ∈ Vi, vik ∈ Vi} 2

3. C = {Ci1j1 , ..Cibjb | ik 6= jk} est l’ensemble des liens inter-couche, b étant le
nombre des composantes biparties. Cij = {(vik, v

j
k′) | vik ∈ Vi, v

j
k′ ∈ Vj}, avec

| Cij |= cij.

1. Ces données ont été rendues disponibles par des chercheurs en biologie au laboratoire LIST
dans le cadre du projet ANR BlIZAAR : https://anr.fr/Projet-ANR-15-CE23-0002

2. un lien est noté (v, u) si le graphe est orienté sinon il est noté {v, u} si le graphe n’est pas
orienté

https://anr.fr/Projet-ANR-15-CE23-0002
https://anr.fr/Projet-ANR-15-CE23-0002
https://anr.fr/Projet-ANR-15-CE23-0002
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Figure 4.1 – Exemple d’un réseau à 2 couches.

Cette représentation permet de proposer une adaptation des métriques globales et
locales en prenant en compte les deux types de composantes : intra-couches et inter-
couches. Nous pouvons ensuite agréger ces métriques afin de proposer une métrique
pour l’ensemble du réseau. Par exemple, nous proposons la métrique suivante pour
la densité :

— Densité intra-couche pour la couche i : Di = mi
ni∗(ni−1)

2
— Densité inter-couche pour la composante bipartie Cij :

Dij = cij
ni∗nj

— La densité globale est : D =
∑

Cij∈C
cij+

∑
l∈{1..l}ml∑

Cij∈C
ni∗nj+

∑
l∈{1..l}

ni∗(ni−1)
2

De même, la centralité de degré peut être généralisée au niveau inter-couche et à
l’ensemble du réseau. La centralité de degré ainsi que la connectivité d’un sommetvij
appartenant à a couche Vi sont données par :

— Centralité de degré intra-couche : CD(vij) = degi(vij)
ni−1 avec ni =| Vi | et degi(vij)

est le degré of vik dans la couche i.
— Connectivité d’un sommet inter-couche : nous définissons la connectivité d’un

sommet dans une composante bipartie Cik par CNk(vij) = degCik (vik)
nk

avec

nk =| Vk | et degCik(vik) étant le degré de vik dans Cik
— Connectivité globale : nous proposons de généraliser la définition de la connec-

tivité d’un sommet au réseau multicouche ainsi : CN(vij) = degi(vij)+
∑

k
CNk(vij)

ni−1+
∑

k
nk

4.2.2 Réseaux égocentriques multicouches

Dans un réseau complexe (et plus particulièrement un réseau social en ligne), le
réseau égocentrique se définit autour d’un nœud égo u est un sous-réseau contenant
l’ego u et les altères (les voisins) ainsi que l’ensemble des liens du réseau égo. Dans
la littérature, deux cas de réseaux personnels en ligne sont identifiés en fonction de
la distance du altère de l’ego : niveau 1 et niveau k. Soit G = (V,E) un graphe
représentant un réseau et u un sommet, le réseau égocentrique à 1 niveau de u :
Gu = (V u, Eu) est défini par le graphe (voir figure 4.2) :

— V u = {x ∈ V | (u, x) ∈ E} ∪ {u}
— Eu = {(x, y) ∈ E | x ∈ V u ∧ y ∈ V u}
Nous proposons une extension de cette définition aux réseaux multicouches qui

permet d’accéder aux altères situés dans la même couche ainsi qu’à ceux appartenant
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Figure 4.2 – Réseau égocentrique à 1 et 2 niveaux (Malek et al. [91]).

aux couches connectées à celle de l’ego (voir figure 4.3).
u ∈ Vi, Nu = G(V u, Eu)
— V u = {x ∈ Vi | (u, x) ∈ E} ∪ {u} ∪k {y ∈ Vk | (u, y) ∈ Cik}
— Eu = {(x, y) ∈ Ei | x ∈ V u ∧ y ∈ V u} ∪k {(u, y) ∈ Cik}

Figure 4.3 – Exemple d’un réseau égocentrique à 2 couches (Malek et al. [91]).

4.2.3 Réseau multicouche et réseaux égocentrique privé

Comme mentionné précédemment, le but de cette étude est de fournir aux ex-
perts d’un domaine donné des mesures et des méthodes pour comprendre, évaluer et
compléter leurs données privées en les comparant et/ou en les combinant avec des
données ouvertes lorsque les deux sont modélisées par des réseaux multicouches.

Dans notre cas, les données privées sont un sous-ensemble de nœuds qui sont
identifiés dans le réseau ouvert. Les interactions entre ces nœuds privés sont extraites
du réseau ouvert.

Nous proposons donc d’étudier le graphe induit élaboré à partir des données pri-
vées. Celui-ci doit être construit, analysé et comparé à l’ensemble du réseau (ouvert)
(voir figure 4.4).

Soit N un réseau multicouche (extrait des données ouvertes) : N = (V,E,C)
contenant l couches. Soit PV un ensemble de sommets PV = {PV1, ..PVz} tel
que : PVi ⊂ Vi (données privées). Nous définissons le réseau multicouche privé
par N[PV ] = (PV,PE,PC) avec

1. PE = {PE1, ..PEi, ..PEz} est l’ensemble des liens intra-couche :

PEi étant l’ensemble des liens appartenant à la couche numéro i et donné
par : PEi = {(pvij, pvik) ∈ Ei | pvij ∈ PVi, pvik ∈ PVi}

2. PC = {PCi1j1 , ..PCibjb | ik 6= jk} est l’ensemble des liens inter-couche :

PCij = {(pvik, pv
j
k′) ∈ Cij | pvik ∈ PVi, pv

j
k′ ∈ PVj}.
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Dans la figure 4.4, le graphe représente le réseau multicouche N extrait des
données ouvertes, les sommets rouges représentent les données privées et le
graphe rouge illustre le réseau multicouche privé N[PV ].

Figure 4.4 – Réseau multicouche et données privées : le graphe représente le réseau
ouvert, les sommets rouges (à gauche) sont des données privées. Le graphe rouge (à
droite) représente le réseau privé (Malek et al. [91]).

Nous étendons maintenant la définition du réseau égocentrique (qui est défini
autour d’un nœud égo donné (Marsden [94], Djemili et al. [40]) à un réseau égocen-
trique autour d’un réseau privé multicouche.

Nous définissons le réseau égocentrique privé comme suit : Soit N[PV ] = (PV,PE,PC)
un réseau multicouche privé : nous définissons le réseau égocentrique privé : NPV =
G(V PV , EPV )

— V PV = ⋃
u∈PV {x ∈ Vi | (u, x) ∈ Ei}

⋃{u}⋃k{y ∈ Vk | (u, y) ∈ Cik | Cik ∈ C}
— EPV = ⋃

u∈PV {(x, y) ∈ Ei | x ∈ V u ∧ y ∈ V u}⋃k{(u, y) ∈ Cik | Cik ∈ C}
Dans la figure 4.5, les nœuds rouges représentent les données privées et le graphe

contenant les nœuds et les arêtes rouges et jaunes illustre le réseau égocentrique
privé NPV

Figure 4.5 – Réseau complexe multicouche : le réseau égocentrique privé est repré-
senté par les nœuds et les arêtes rouges et jaunes (Malek et al. [91]).

4.2.4 Accessibilité de couche et inter-couche d’un sous-réseau

Nous définissons l’accessibilité d’un graphe pour une couche donnée comme suit.
Soit N = (V,E,C) un réseau multicouche contenant l couches, G = (V,E) est

un sous graphe de N et i est une couche donnée.
— Reachability(G,i) est donnée par le sous graphe Gi = (V ′i , E ′i) tel que :
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— V ′i = {v′ij ∈ V ∩ Vi}
— E ′i = {(v′ij , v′ik ) ∈ E ∩ Ei}

Afin d’apprécier la force de connexion entre les nœuds privés à travers la couche,
nous appliquons l’accessibilité sur le réseau égocentrique privé calculé pour une
couche donnée i vers une autre couche j. Soit NPVi = G(V PVi , EPVI ) le réseau privé
égocentrique calculé à partir de la couche i, Reachability(NPVi , j) est l’accessibilité
à partir du graphe privé de la couche i vers une autre couche j et est donné par
le graphe N′PVij . Soit V ′j l’ensemble des nœuds de N′PVij , nous pouvons maintenant
apprécier le ratio de nœuds privés accessibles sur la couche j en calculant la précision
et le rappel comme suit (voir figures 4.6 and 4.7) :

precisionR(i, j) = |
V ′j ∩ PVi

V ′j
|

recallR(i, j) = |
V ′j ∩ PVi
PVi

|

precisionR(i, j) donne le rapport des nœuds privés appartenant à la couche j qui
sont accessibles depuis la couche i à tous les nœuds accessibles de la couche j.
recallR(i, j) est le rapport des nœuds privés de la couche j accessibles depuis la
couche i à tous les nœuds privés appartenant à la couche j.

Nous définissons également un graphe d’accessibilité inter-couche pour une partie
bipartite donnée comme suit.

Soit N = (V,E,C) un réseau multicouche contenant l couches, G = (V,E) est
un sous graphe de N and Cij est une composant bipartie

— InterReachability(G,Cij) est donné par le sous-graphe Gij = (V ′ij, E ′ij)
— V ′ij = {v′ik ∈ V ∩ Vi} ∪ {v′ik′ ∈ V ∩ Vj}
— E ′ij = {(v′ik , v

′j
k′) ∈ E ∩ Cij}

Pour une composante bipartie donnée Cij, nous pouvons appliquer l’accessibilité
inter-couche à partir du réseau multicouche induit privé ou du réseau égocentrique
privé.

Par exemple, soit N[PV ] un réseau multicouche privé, InterReachability(N[PV ], Cij)
étant le graphe C ′ij on peut évaluer les arêtes bipartites atteignables en calculant le

rapport
c′ij
cij

where c′ij =| C ′ij | and cij =| Cij |

4.3 Travaux reliés

Plusieurs travaux se sont récemment intéressés aux réseaux ayant plusieurs types
de liens aussi appelés réseaux de réseaux. Des variantes de ces systèmes ont été exa-
minées il y a des décennies dans des disciplines telles que la sociologie et l’ingénierie,
mais ce n’est que récemment qu’elles ont été unifiées, avec d’autres nomenclatures,
dans le cadre de réseaux multicouches définis par Kivelä et al. [71].

Dans Kivelä et al. [71], une revue complète du domaine des réseaux multicouches
est présentée : les types de réseaux, les caractéristiques des nœuds et des couches,
la notion d’aspect ainsi que la nature du couplage entre couches sont détaillés.

De nombreuses études abordent actuellement des thèmes liés aux réseaux mul-
ticouches (Interdonato et al. [60]) comme la structure et la dynamique des réseaux
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Figure 4.6 – Accessibilité de la couche i à la couche j : les nœuds rouges sont privés,
les nœuds jaunes et verts sont des nœuds accessibles calculés à partir de la couche
i, les nœuds verts sont les nœuds accessibles qui appartiennent au réseau privé de
la couche j, precisionR (i, j) = 1 et rappelR (i, j) = 0.4 : cela signifie que tous les
nœuds accessibles depuis la couche i sont des nœuds privés mais seulement 40 % des
nœuds privés de la couche j sont accessibles depuis la couche i (Malek et al. [91]).

Figure 4.7 – Accessibilité de la couche j à la couche i : les nœuds rouges sont privés,
les nœuds jaunes et verts sont des nœuds accessibles calculés à partir de la couche
j, les nœuds verts sont les nœuds accessibles qui appartiennent au réseau privé de
la couche i, precisionR (j, i) = 0.5 et rappelR (j, i) = 1 : cela signifie que 50% des
nœuds accessibles depuis la couche j sont des nœuds privés mais tous les nœuds
privés de la couche i sont accessibles depuis la couche j (Malek et al. [91]).

multicouches (Boccaletti et al. [25] Magnani et Rossi [88], Aleta et Moreno [6]) ainsi
que la détection de communautés dans les réseaux multicouches (Liu et al. [85]) et
leur visualisation (McGee et al. [97]).

De nombreux travaux montrent également que des experts dans de multiples
domaines comme les humanités numériques (McGee et al. [97]), la biologie (Gosak
et al. [51]), la techno-anthropologie, etc. présentent leurs données à l’aide des réseaux
multicouches et sont conscients de la forte nécessité de disposer d’outils d’analyse
de leur données (Kivelä et al. [72]).

Dans Kivelä et al. [71], un formalisme général du type le plus général de réseau
multicouche a été proposé, un graphe sous-jacent qui représente ce réseau multi-
couche est défini, où un nœud est représenté par un tuple contenant trois identi-
fiants : celui du nœud même, celui la couche à laquelle appartient ce et celui de
l’aspect. De plus, deux types d’arêtes sont proposées : les arêtes intra-couches et les
arêtes inter-couches.

Notre formalisme des réseaux multicouches permet de réaliser une analyse fine en
considérant deux niveaux : le niveau intra-couche et celui inter-couche. Nous avons
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montré ci-dessus des exemples de la manière dont nous pouvons étendre la définition
des mesures globales et locales comme la densité et les centralités au niveau inter-
couches. Les mesures pour l’ensemble des réseaux sont ensuite calculées en agrégeant
les mesures inter et intra couches.

Dans d’autres travaux (Battiston et al. [18]), un réseau monoplex est construit
en agrégeant les données des différentes couches d’un réseau multicouche, la défini-
tion classique du degré de nœud est alors appliquée au réseau monoplex résultant.
Cependant, l’agrégation du réseau entrâıne une perte d’informations. Dans d’autres
travaux, la distinction des couches est maintenue et le degré de nœud est représenté
par un vecteur. Il est également possible de définir le degré et le voisinage en termes
de nœud focal par rapport à un sous-ensemble du couches (Berlingerio et al. [23]).

D’autre part, nous avons défini des métriques d’accessibilité des couches et inter-
couches d’un sous-réseau donné. Cette mesure est basée sur le réseau égocentrique
privé et aide à apprécier la force de connectivité des données privées entre les couches.

Dans Kivelä et al. [71], la mesure de l’interdépendance des nœuds est définie
comme étant le rapport du nombre des chemins les plus courts dans lesquels deux
couches ou plus sont utilisées pour le nombre total de chemins les plus courts. Cette
mesure permet de quantifier la valeur ajoutée par la multiplexicité à l’accessibilité
des nœuds. L’interdépendance d’un réseau multicouche est calculée comme l’inter-
dépendance moyenne des nœuds.

4.4 Application biologique

Le but de cette application est d’étudier certains ensembles de données biolo-
giques collectées dans des échantillons expérimentalement (des échantillons de can-
nabis). Les molécules identifiées (protéines et métabolites) sont mesurées à partir
des données biologiques collectées dans différentes expériences omiques : transcrip-
tomique, protéomique et métabolomique. Dans leurs expériences, les biologistes me-
suraient à plusieurs moments, des contigs : chacun quantifie des gènes, des spots :
chacun quantifie une ou plusieurs protéines, et métabolites. Chaque gène produit
généralement une protéine mais parfois plusieurs protéines 3.

À ce stade, nous n’avons que des nœuds (mais pas d’arêtes), correspondant aux
molécules mesurées dans les expériences. Pour obtenir des relations, les biologistes
utilisent en général la base de données ouverte STRING (outil de recherche pour la
récupération des gènes/protéines avec leurs interactions) (Szklarczyk et al. [130]), qui
est la principale base de données d’interactions protéine-protéine (et aussi gène-gène)
ainsi que la base de données STITCH (outil de recherche pour les interactions de pro-
duits chimiques). STITCH (Szklarczyk et al. [131]) est une base de données jumelle
incluant les liens entre les métabolites ainsi qu’entre les protéines et les métabolites
(voir figure 4.8). Chaque interaction dans les deux bases de données est basée sur la
présence d’une co-expression expérimentale (comportement similaire dans plusieurs
expériences publiques disponibles), d’une co-ocuurence textuelle (co-occurence dans
la même phrase), d’un chemin biologique (participant au même réseau biologique
connu), etc. Un score combiné agrégeant tous ces types d’interactions dont la valeur

3. Ces données ont été rendues disponibles par des chercheurs en biologie au laboratoire LIST
dans le cadre du projet ANR BlIZAAR : https://anr.fr/Projet-ANR-15-CE23-0002

https://anr.fr/Projet-ANR-15-CE23-0002
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est comprise entre 0 et 1000 est ajouté aux deux bases de données (voir tableaux
4.1, 4.2 et 4.3).

Le réseau multicouche ouvert est construit à partir des bases de données ou-
vertes STRING et STITCH (voir figure 4.8). Des interactions pondérées (liens) entre
protéines-protéines, métabolites-métabolites et protéines-métabolites sont créées en
fonction de la valeur du score combiné. Les données privées sont l’ensemble des pro-
téines et métabolites identifiés collectés expérimentalement en laboratoire par les
biologistes comme mentionné ci-dessus et correspondent à un ensemble de nœuds
dans l’ensemble des données ouvertes comme expliqué dans la figure 4.4.

Une fois le réseau de régulation est construit, il sera analysé. La complexité du
réseau doit être réduite, en sélectionnant des interactions significatives. Les biolo-
gistes doivent identifier les chemins les plus courts des nœuds clés (molécules), les
trier via des mesures de centralité entre deux molecules (nœuds) données et suivre
le chemin d’un récepteur vers les facteurs de transcription et vice versa.

D’un point de vue biologique, nous rappelons que :

1. Les biologistes sont souvent intéressés par trouver des voisins de molécules
(et plus particulièrement des protéines), d’où la nécessité d’analyser le réseau
égocentrique privé.

2. Les biologistes doivent extraire et analyser la transduction du signal et les
voies métaboliques du réseau Le chemin le plus court est biologiquement
significatif car il est énergétiquement le plus favorable pour détecter les in-
teractions de transduction du signal ainsi que les voies métaboliques.

La transduction du signal représente une série d’interactions entre différentes
entités biologiques telles que des protéines, des produits chimiques ou des
macromolécules afin d’étudier comment la transmission du signal est effectuée
soit de l’extérieur vers l’intérieur de la cellule, soit à l’intérieur de la cellule.

De même, les voies métaboliques sont liées à une série de réactions chimiques
se produisant dans une cellule à différents moments, contenant des informa-
tions sur une série d’événements biochimiques et la manière dont ils sont
corrélés que nous considérons.

protein1 protein2 coexpression experimental database textmining combined score
AT1G01010.1 AT1G02220.1 102 0 0 222 298
AT1G01010.1 AT1G02230.1 291 0 0 176 415
AT1G01010.1 AT1G02250.1 0 0 0 202 202

Tableau 4.1 – Exemples d’interactions entre proteins extraits de la base de données
ouverte STRING utilisée pour construire la couche de protéines.

Pour analyser le réseau biologique, nous procédons comme suit (Malek et al.
[91]) :

1. Analyse de chaque couche (couches protéines et métabolites)

(a) Le réseau est construit à partir de la base de données ouverte (STRING et
STITCH). Le réseau privé est également construit à partir de l’ensemble
des molécules identifiées (protéines et métabolites) collectés à partir de
l’expérience sur les échantillons de cannabis où les données biologiques
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chemical1 chemical2 similarity experimental database textmining combined score
CIDm00024759 CIDs00024759 0 0 900 0 900
CIDs91758695 CIDs00107694 0 0 0 230 230
CIDs91758695 CIDs11013287 0 0 0 230 230

Tableau 4.2 – Exemples d’interactions entre métabolites extraits de la base de don-
nées ouverte STITCH utilisée pour construire la couche de métabolites.

chemical protein experimental prediction database textmining combined score

CIDs91758425 AT1G09340.1 0 0 0 250 250
CIDs91758425 AT2G42600.1 0 0 0 300 300
CIDs91758423 AT1G04070.1 0 0 0 153 153

Tableau 4.3 – Exemples extraits de la base de données ouverte STITCH utilisée pour
construire des interactions métabolites-protéines .

Figure 4.8 – Construction du réseau à partir des bases de données ouvertes : les
interactions protéine-protéine sont extraites de la base de données STRING. Les
métabolites-métabolites et métabolites-protéines sont extraites de la base de données
STITCH (Malek et al. [91]).

sont collectées dans différentes expériences ”omiques” : transcriptomique,
protéomique et métabolomique.

(b) Les mesures globales et locales sont comparées et discutées pour les ré-
seaux ouverts et privés, nous appliquons l’algorithme de Louvain (Blondel
et al. [24]) afin de détecter les communautés, la distribution des molécules
privées (identifiées par l’expérience) est étudiée en fonction des commu-
nautés détectées.

2. Analyse de réseau multicouche :

(a) Le composant bipartite contenant les interactions protéines-métabolites
est construit à partir de la base de données ouverte STITCH. le réseau
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multicouche correspondant aux donnée ouvertes, le réseau privé multi-
couche ainsi que le réseaux égocentrique privé sont également construits.

(b) Les mesures globales et locales de ces réseaux sont comparées et discutées.

(c) Les accessibilités des couches des métabolites aux protéines et des pro-
téines aux métabolites sont calculées et discutées.

(d) Les chemins les plus courts entre paires de protéines privées sont ensuite
analysés et classés en fonction de leur emplacement dans le réseau ou-
vert (privé, égocentrique ou extra-égocentrique). L’ensemble de données
ouvertes KEGG [67] est également utilisé pour décrire les chemins.

Les bases de données biologiques ouvertes sont très volumineuses par rapport à
l’expérience biologique. Dans notre cas, les protéines de l’expérience ne représentent
que 0,58% à 0,74% du nombre total de protéines dans le réseau entier. De même,
les métabolites de l’expérience représentent moins de 0,05% du nombre total de
métabolites dans tout le réseau.

4.4.1 Analyse de la couche de protéines

Le tableau 4.4 montre la distribution des valeurs de l’attribut combined score.
Les scores combinés sont les poids des interactions entre deux protéines selon la base
de données ouverte STRING.

Min 1 Qu Median Mean 3 Qu Max
150.0 184.0 238.0 325.1 377.0 999.0

Tableau 4.4 – La distribution du score combiné selon la base de données STRING.

Figure 4.9 – La distribution du score combiné extrait de la base de données ouverte
STRING.

La figure 4.9 montre que la distribution des valeurs du scores combiné est similaire
au comportement de réseau invariant d’échelle (scale free network).
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1. Construction du réseau

Nous construisons la couche de protéines en considérant le score combiné
comme seuil : si nous prenons le score minimal (150) toutes les interactions
sont considérées sinon une partie du réseau est considérée selon le percentile
choisi. Lorsque la valeur du score combinée est incrémentée, certains nœuds
seront déconnectés. Ces nœuds sont supprimés du réseau. Le réseau privé est
construit également.

Les protéines identifiées dans l’expérience ne forment que 0,58% à 0,74% du
nombre total de protéines dans le réseau ouvert (voir tableau 4.5).

Les expériences montrent que la variation de densité entre réseaux ouvert
et privé est minime, ce qui signifie que les protéines identifiées (dans l’expé-
rience) sont réparties d’une façon presque équilibrée dans le réseau ouvert.

2. Distribution de degrés :

Figure 4.10 – Réseaux privés de protéines : celui de gauche correspond au score
combiné minimal (150), celui de droite correspond à des valeurs de score supérieures
à 500. Les couleurs chaudes des nœuds indiquent des centralités de haut degré. Les
couleurs chaudes des liens indiquent des poids élevés (Malek et al. [91]).

Les résultats montrent que les valeurs moyennes des degrés des protéines
identifiées ne varient pas beaucoup par rapport aux autres protéines. Ceci
est cohérent avec l’observation sur les densités de réseaux comme mentionné
ci-dessus (voir tableau 4.5)

3. Détection de communautés : Nous appliquons l’algorithme de Louvain à
la couche des proteins 4 [67]. Huit communautés sont détectées pour le score
combiné minimal. On remarque que les valeurs de la précision ne varient pas
beaucoup selon les communautés. Cela signifie que les protéines identifiées
sont presque distribuées de manière équilibrée dans les communautés.

Le tableau 4.5 présente un résumé des résultats et des observations concernant
l’analyse de la couche des protéines.

4. nous considérons la composante principale connectée du réseau
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Réseau ouvert Protéines
identifiées

Réseau
privé

Observations

Nœuds# 24283 142 142 les protéines
identifiées dans
l’expérience ne
présentent que 0,58
% de l’ensemble
des protéines

Densité(moy) 0.018 0.019 Les réseaux ou-
verts et privés ont
presque la même
densité

Degrés(moy) 438.0 423.60 2.6 Les valeurs de
degré des protéines
identifiées ne va-
rient pas beaucoup
par rapport aux
autres protéines

Communautés 8 communitiés precision ∈
[0, 48%; 0, 77%]

Les protéines
identifiées sont
presque distribuées
de manière équi-
librée dans les
communautés.

Tableau 4.5 – Analyse de la couche de protéines : résumé des résultats pour le score
combiné minimal.

4.4.2 Analyse de la couche des métabolites

Le tableau 4.6 montre la distribution des valeurs du score combiné pour les
métabolites. Les scores combinés expriment les poids des interactions entre deux
métabolites selon la base de données ouverte STITCH.

Min 1 Qu Median Mean 3 Qu Max
2.0 175.0 231.0 299.8 354.0 999.0

Tableau 4.6 – La distribution du score combiné selon la base de données STITCH.

La figure 4.11 montre que la distribution des valeurs du score combinée est simi-
laire au comportement d’un réseau à échelle invariant.

1. Construction du réseau

Comme pour la couche des protéines, nous construisons la couche métabolites
en considérant le score combiné comme seuil, si nous prenons le score minimal
(2) l’ensemble du réseau complet est considéré sinon une partie du réseau est
considérée selon le percentile choisi.

Nous remarquons que les métabolites identifiés dans l’expérience présentent
moins de 0,05% du nombre total de métabolites dans le réseau entier.
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Figure 4.11 – La distribution du score combiné extrait de la base de données ouverte
STITCH.

Cependant, les réseaux privés de métabolites extraits de l’expérience pré-
sentent une densité élevée par rapport aux réseaux ouverts, ce qui signifie
que les métabolites de l’expérience sont fortement connectés par paires (voir
tableau 4.7).

2. La distribution des degrés :

Les résultats montrent que les métabolites identifiés ont des centralités de
degré très élevés. Cela signifie qu’ils sont fortement connectés connectés par
paires selon la base de données ouverte STITCH (voir tableau 4.7).

Figure 4.12 – Réseaux privés de métabolites : celui de gauche correspond au score
combiné minimal (2), celui de droite correspond aux scores supérieurs à 500. Les
couleurs chaudes des nœuds indiquent des centralités de haut degré. Les couleurs
chaudes des liens indiquent des poids élevés (Malek et al. [91]).
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3. Détection de communautés :

On applique l’algorithme de Louvain à la couche de métabolites (Blondel et al.
[24]), on obtient une modularité de 0,46. 39 communautés sont détectées à
partir de la composante principale connectée pour le score combiné minimal :

— 22 ont leurs cardinalités entre 3 et 28
— 11 ont leurs cardinalités entre 1000 et 10000
— 6 ont leurs cardinalités entre 15000 et 30000

On constate qu’une majorité des métabolites sont présents dans seulement
deux communautés. Ces résultats sont corrélés avec la valeur de densité élevée
du réseau privé de métabolites et signifient que les métabolites sont fortement
connectés et forment principalement deux sous-réseaux hautement connectés.

Le tableau 4.7 présente un résumé des résultats et des observations concernant
l’analyse de la couche de métabolites.

Réseau ouvert Métabolites
identifiés

Réseau
privé

Observations

Nœuds# 205398 97 97 Les métabolites
identifiés dans l’ex-
périence présentent
moins de 0,05%
de l’ensemble des
métabilites

Densité(moy) 0.00023 0.26009 Le réseau privé a
une densité élevée
par rapport au ré-
seau ouvert.

Degrés(moy) 47.06 776.8 24.97 Les métabolites
identifiés ont des
centralité de de-
grés élevées. Cela
signifie qu’ils sont
fortement connec-
tés à d’autres
métabolites

Communautés 39 communities 80%
appar-
tiennent à
2 commu-
nautés

Une majorité
des métabolites
identifiés sont for-
tement connectés
et forment deux
sous-réseaux hau-
tement connectés

Tableau 4.7 – Analyse de la couche de métabolites : résumé des résultats pour le
score combiné minimal.
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4.4.3 Analyse du réseau multicouche métabolites-proteines

La figure 4.13 montre que la distribution des valeurs des scores combinés ex-
traits de la base de données STITCH concernant la partie bipartite est similaire au
comportement de réseau à échelle invariant.

Figure 4.13 – La distribution du score combiné extrait de la base de données ouverte
STITCH.

1. Construction de réseaux : nous construisons la partie bipartite protéine-
métabolite en considérant le score combiné comme seuil, si nous prenons le
score minimum, le réseau entier est construit sinon une partie du réseau est
considérée selon le percentile choisi. Le réseau à 2 couches est ensuite construit
en considérant les deux couches de protéines et de métabolites. Le réseau privé
à 2 couches extrait de l’expérience ainsi que le réseau égocentrique privé sont
également construits.

Les résultats montrent que :
— Le ratio de molécules identifiées (protéines et métabolites) dans l’expé-

rience est de 0,1% par rapport aux réseaux ouverts à 2 couches mais
diminue à [0,9 %, 1,42 %] dans le réseau égocentrique privé.

— la densité des réseaux privés obtenue à partir de l’expérience est 100 à
165 plus grande que celle du réseau ouvert mais elle n’est que 1,65 plus
grande que celle du réseau égocentrique.

2. Mesures d’accessibilités aux protéines et métabolites :

Le tableau 4.8 montre que les réseaux privés égocentriques des métabolites
atteignent (voir section 4.2.4) un ensemble de protéines contenant de 51% à
67% des protéines identifiées malgré une très faible précision.

De même, le tableau 4.9 montre que les réseaux privés égocentriques de
protéines atteignent (voir la section 4.2.4) un ensemble de métabolites qui
contient 53% à 84% des métabolites identifiés malgré une très faible préci-
sion.

Ces résultats montrent qu’une majorité des métabolites identifiés (dans l’ex-
périence) sont accessibles à partir de toutes les protéines identifiées et vice-
versa. Cela aidera le biologiste à classer les molécules en molécules voisines
et distantes.
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Percentiles precision recall
min 0.0064 0.67

median 0.006 0.59
mean 0.006 0.51

Tableau 4.8 – L’accessibilité des protéines identifiés à partir des réseaux privés égo-
centriques des métabolites selon les percentiles de score combinés.

Percentiles precision recall
min 0.0056 0.84,

median 0.007 0.71
mean 0.007 0.53

Tableau 4.9 – L’accessibilité des métabolites identifiés à partir des réseaux privés
égocentriques des proteins selon les percentiles de score combinés.

Nous présentons dans les sections suivantes deux méthodes d’analyse des voies
biologiques entre les pairs des protéines : la première est basée sur l’analyse des
chemins les plus courts entre des paires de protéines privées et la seconde est basée
sur l’utilisation du réseau d’affiliation extrait de la base de données ouverte KEGG
(Kanehisa et Goto [67]).

4.4.4 Analyse des chemins les plus courts entre protéines

Le chemin le plus court est biologiquement significatif car énergétiquement le
plus favorable. Le réseau privé de protéines est composé de 142 protéines (voir le
tableau 4.5), les chemins les plus courts sont calculés entre 20164 paires de protéines.
Le tableau 4.10 montre le nombre et le pourcentage de chemins les plus courts classés
selon leur longueur

Longueur du chemin 0 1 2 3 4 5
Nombre 142 374 13790 5178 664 16

Pourcentage de paires 0,7 % 1,85 % 68,39% 25,78% 3,29 % 0,08 %

Tableau 4.10 – Nombre et longueur des chemins les plus courts entre les paires de
protéines privées.

On peut ainsi proposer une classification des chemins les plus courts obtenus en
trois classes en fonction de leur localisation dans l’ensemble des réseaux de protéines :

1. Chemins les plus courts dont les longueurs sont inférieures ou égales à un :
ces chemins appartiennent au réseau protéique privé.

2. Chemins les plus courts dont les longueurs sont inférieures ou égales à trois :
ceux-ci peuvent soit atteindre les réseaux égocentriques, soit appartenir com-
plètement au réseau privé.

3. Les chemins les plus courts dont la longueur est supérieure à quatre : ceux-ci
peuvent soit atteindre les réseaux ouverts, soit appartenir complètement à
l’égocentrique ou au privé
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Nous remarquons que la majorité des chemins les plus courts trouvés appar-
tiennent au réseau égocentrique (ou privé) donc ils sont dans les voisins des nœuds
du réseau privé. Seuls quelques-uns d’entre eux (3,37% des paires) peuvent être en
dehors des réseaux égocentriques. Ces quelques longs chemins les plus courts peuvent
être isolés et étudiés par des biologistes afin de comprendre les interactions molé-
culaires dans ces chemins. Le tableau 4.11 montre deux chemins des plus courts de
longueur 5 composés de protéines et de métabolites : l’un a des nœuds en dehors du
réseau égocentrique et l’autre est complètement à l’intérieur du réseau égocentrique
et l’autre.

Nœuds du chemin Chemin1 Chemin 2
1 ”AT1G05450.2” ”private” ”AT1G05450.2” ”private”
2 ”AT1G17030.1” ”ego” ”AT1G17030.1” ”ego”
3 CIDs70789281” ”open” ” ”CIDs00119211” ”ego”
4 AT4G12920.1” ”ego” CIDs06435808” ”ego”
5 ”AT1G67290.1” ”ego” ”AT3G07450.1” ”ego”
6 ”AT1G04540.1” ”private” ”AT1G03390.1” ”private”

Tableau 4.11 – Deux chemins les plus courts de longueur 5 : le premier contient
des nœuds qui atteignent la zone non égocentrique et le second est complètement à
l’intérieur du réseau égocentrique. Les molécules dont les noms commencent par AT
sont des protéines et celles dont les noms commencent par CID sont des métabolites.

4.4.5 Analyse des chemins des protéines à l’aide de la base
de données KEGG

KEGG (Kyoto Encyclopedia of Genes and Genomes) est une base de données
ouverte qui intègre des informations génomiques, chimiques et systémiques fonction-
nelles. En particulier, les catalogues de gènes concernant des génomes complètement
séquencés sont liés aux fonctions systémiques de niveau supérieur de la cellule, de
l’organisme et de l’écosystème (Kanehisa et Goto [67]).

Des efforts importants ont été entrepris pour créer manuellement une base de
connaissances pour ces fonctions systémiques en capturant et en organisant les
connaissances expérimentales sous des formes calculables ; à savoir, sous la forme
de réseaux moléculaires appelés cartes de voies KEGG.

De l’ensemble de données KEGG, nous extrayons 4692 protéines qui sont as-
sociées à des identificateurs de chemin. Chaque identifiant est également lié à un
nom de chemin qui caractérise les molécules (voir tableau 4.12 et 4.13). Il y a 238
chemins.

KEGGPathway ID TAIRNoIso
1 KEGG :00190 AT1G01050
2 KEGG :04712 AT1G01060
3 KEGG :04712 AT1G01060

Tableau 4.12 – Exemples de paires d’identificateurs de chemins et de protéines ex-
traites de la base de données KEGG.
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Identificateur du chemin Nom du chemin
1 KEGG :00010 Glycolysis / Gluconeogenesis
2 KEGG :00020 Citrate cycle (TCA cycle)
3 KEGG :00030 Pentose phosphate pathway

Tableau 4.13 – Exemples de descriptions des chemin extraites de la base de données
KEGG.

Notre objectif est d’utiliser cet ensemble de données afin de caractériser l’en-
semble des protéines privées extraites de l’expérience. Nous représentons l’affiliation
de protéines privées par un réseau d’affiliation extrait de la base de données KEGG et
modélisé par un graphe bipartite contenant l’ensemble des protéines privées connec-
tées à des identifiants de chemins (see figure 4.14). Les réseaux bipartites sont une
classe particulière de réseaux complexes, dont les nœuds sont divisés en deux en-
sembles X et Y, et seules les connexions entre deux nœuds dans des ensembles diffé-
rents sont autorisées. Les réseaux bipartites peuvent généralement être compressés
par projection à un ensemble. Cela signifie que le réseau qui en résulte contient des
nœuds uniquement de l’un des deux ensembles, une paire de nœuds X (ou, alterna-
tivement, Y) est connectée seulement si les deux nœuds ont au moins un nœud Y
comme voisin commun (voir figure 4.15).

Figure 4.14 – Le réseau d’affiliation privé extrait de la base de données KEGG :
des protéines privées connectées à des identifiants de chemins (Malek et al. [91]).

Nous considérons les réseaux de chemins obtenus par projection sur l’ensemble
des chemins. Le tableau 4.14 montre les caractéristiques de ce réseau.

Nodes# Edges# Density
127 561 0.07

Tableau 4.14 – Le réseau projeté sur l’ensemble de chemins obtenu à partir du réseau
d’affiliation privé.

Afin de caractériser l’ensemble des protéines privées, nous procédons comme suit :
nous appliquons tout d’abord l’algorithme de Louvain (Blondel et al. [24]) au réseau
projeté sur les chemins pour détecter les communautés. Les chemins appartenant à
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Figure 4.15 – Illustration de la projection d’un réseau bipartite (source : Zhou et al.
[152]).

la même communauté sont similaires dans le sens où ils sont associés à des protéines
en commun.

Nous analysons ensuite les chemins de l’ensemble des protéines privées pour
chaque communauté. Soit PathE l’ensemble de chemins concernant les protéines
privées. Soit PathCi l’ensemble de chemins inclus dans la communauté numéro i.
Pour chaque communauté i nous calculons :

1. La précision de l’expérience donnée par PathCi∩PathE
PathCi

: mesure le taux de voies
de protéines privées parmi les voies incluses dans la communauté.

2. Le rappel de l’expérience donné par PathCi∩PathE
PathE

: mesure le taux de voies de
protéines privées parmi toutes les voies de protéines privées.

3. L’indice de jaccard donné par PathCi∩PathE
PathCi∪PathCi : mesure le taux de protéines

privées incluses dans cette communauté et ayant une affiliation.

Le tableau 4.15 montre des résultats concernant les communautés trouvées, cer-
taines d’entre elles correspondent à des chemins isolés (de cardinalité un) qui n’ont
pas d’affiliation à des protéines privées (la précision de l’expérience est égale à 0) ou
qui ont une affiliation isolée (la précision de l’expérience est de 1).

Chaque communauté peut être décrite par un ensemble de noms de chemin (voir
le tableau 4.13). La communauté 9 a le meilleur indice de jaccard sur l’ensemble des
protéines privées.

Les chemins constituant cette communauté ont comme description la liste de
molecules suivante : [”Oxidative phosphorylation”, ”N-Glycan biosynthesis” , ”Por-
phyrin and chlorophyll metabolism” ,”Ribosome biogenesis in eukaryotes”, ”RNA
transport” ,”RNA degradation” ”Spliceosome” ,”Ubiquitin mediated proteolysis” ,
”Protein processing in endoplasmic reticulum”,”Circadian rhythm”]

Nous souhaitons dans l’avenir étudier ces chemins afin de montrer si la liste des
métabolites et protéines retrouvés sur les chemins est biologiquement significative.
Nous souhaitons également les comparer aux chemins les plus courts et à leurs
relations avec le réseau égocentrique privé.

4.4.6 Discussion des résultats

Nous discutons dans cette section les résultats obtenus suite à l’application de
notre méthodologie sur les réseaux biologiques. Nous présentons les observations et



88 CHAPITRE 4. ANALYSE DES RÉSEAUX MULTICOUCHES

CommunityNb Cardinality ExperimentPrecision ExpermientRecall jaccardInd
1 1 1.00 0.04 0.04
2 14 0.21 0.11 0.08
3 1 1.00 0.04 0.04
4 1 1.00 0.04 0.04
5 17 0.29 0.18 0.12
6 1 0.00 0.00 0.00
7 17 0.18 0.11 0.07
8 1 0.00 0.00 0.00
9 18 0.56 0.36 0.28

10 30 0.13 0.14 0.07
11 4 0.00 0.00 0.00
12 1 0.00 0.00 0.00
13 1 0.00 0.00 0.00
14 16 0.00 0.00 0.00
15 1 0.00 0.00 0.00
16 1 0.00 0.00 0.00
17 1 0.00 0.00 0.00
18 1 0.00 0.00 0.00

Tableau 4.15 – Détection de communautés avec l’algorithme de Louvain appliqué au
réseau projeté aux chemins, la modularité est de 0,57.

les résultats liés à une couche et ceux obtenus pour l’ensemble du réseau.

Observations et résultats obtenus à partir de l’analyse d’une couche

— Dans un premier temps, le taux des molécules identifiées est calculé par rap-
port au réseau ouvert. Cela aide les biologistes à positionner les molécules
identifiées par rapport aux données ouvertes. Dans notre cas, les bases de
données biologiques ouvertes est très volumineuse par rapport à l’expérience
biologique.
Les protéines de l’expérience ne représentent que 0,58% à 0,74% du nombre
total de protéines dans tout le réseau. Les métabolites de l’expérience repré-
sentent moins de 0,05% du nombre total de métabolites dans tout le réseau.

— Les mesures de densité des réseaux ouverts et privés sont calculées et compa-
rées, ce qui donne une indication sur les forces des connexions dans l’ensemble
des molécules identifiées par rapport aux données ouvertes. Dans notre cas,
nous remarquons que les réseaux de protéines ouverts et privés ont presque
la même densité, par contre, le réseau de métabolites privés a une densité
élevée par rapport au réseau ouvert (voir tableau 4.5 et 4.7).

— Afin d’avoir une idée de la distribution des molécules identifiées dans le ré-
seau, nous appliquons l’algorithme de Louvain (Blondel et al. [24]) pour dé-
tecter des communautés, la distribution des molécules privées (identifiées à
partir de l’expérience) est étudiée en fonction des communautés détectées.
Dans notre cas, huit communautés sont détectées pour la couche protéique.
Le taux de distribution des protéines identifiées dans ces communautés est
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dans l’intervalle [0, 48%; 0, 77%], cela signifie que les protéines identifiées sont
presque distribuées de manière équilibrée dans les communautés. Notez que
ces taux sont comparables au taux global de protéines identifiées dans le ré-
seau. D’autre part, 39 communautés sont détectées pour la couche de métabo-
lites. 80% des métabolites identifiés n’appartiennent qu’à 2 communautés, ce
qui signifie qu’une majorité des métabolites identifiés sont fortement connec-
tés et forment deux sous-réseaux hautement connectés. Les biologistes ont
confirmé ces résultats en identifiant deux catégories connues de métabolites
(voir les tableaux 4.5 et 4.7).

Observations et résultats obtenus à partir de l’analyse deux couches

— Le calcul de l’accessibilité des couches des métabolites aux protéines et des
protéines aux métabolites permet d’apprécier le rapport des interactions im-
médiates entre molécules privées (identifiées dans leur expérience) en compa-
raison avec les données ouvertes. Le tableau 4.8 montre que les réseaux privés
de métabolites égocentriques atteignent (voir section 4.2.4) un ensemble de
protéines contenant 51% à 67 % des protéines identifiées malgré une très
faible précision (0,6 % à 0,64 %).
De même, le tableau 4.9 montre que les réseaux privés de protéines égocen-
triques atteignent (voir section 4.2.4) un ensemble de métabolites contenant
53 % à 84% des métabolites identifiés malgré une très faible précision (0,56%
à 0,7%).

— L’analyse des chemins les plus courts qui sont biologiquement significatifs
reliant des paires de protéines privées pourrait être très utile pour les biolo-
gistes. Nous proposons de les classer en fonction de leur emplacement dans
le réseau ouvert (privé, égocentrique ou extra-égocentrique). Dans notre cas,
nous remarquons que la majorité des chemins les plus courts trouvés appar-
tiennent au réseau égocentrique (ou privé) donc ils sont dans les voisins des
nœuds du réseau privé.
Seuls quelques-uns d’entre eux (3,37 % des paires de protéines ) peuvent
être en dehors des réseaux égocentriques. Ces quelques longs chemins les
plus courts peuvent être isolés et étudiés afin de comprendre les interactions
moléculaires dans ces chemins.

— En utilisant la base de données KEGG (Kanehisa et Goto [67]), nous avons
proposé de caractériser l’ensemble des protéines privées identifiées à partir de
l’expérience par la description des chemins présentée sous forme de liste de
noms de molecules. Nous souhaitons par la suite étudier ces chemins afin de
montrer si la liste des métabolites et protéines retrouvés sur les chemin est
biologiquement significative. Nous souhaitons également les comparer pour
trouver les chemins les plus courts et leurs relations avec le réseau égocen-
trique privé.

4.5 Synthèse du chapitre et perspectives

Nous avons présenté une méthodologie comprenant des mesures et des méthodes
qui aident les experts d’un domaine donné à comprendre, évaluer et compléter leurs
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données privées en les comparant et/ou en les combinant avec des données ouvertes,
lorsque les deux sont modélisées par des réseaux multicouches (Malek et al. [91]).

Nous avons proposé un nouveau formalisme pour les réseaux multicouches qui
permet de réaliser une analyse fine en considérant deux niveaux : le niveau intra-
couche et celui inter-couche.

Nous avons introduit les notions de réseau privé multicouche et de réseau égocen-
trique privé qui se définit autour du réseau privé multicouche. Le réseau égocentrique
privé est utilisé pour évaluer la force de connectivité entre les différentes couches de
données privées par rapport au réseau ouvert. Nous avons montré comment nous
pouvons utiliser ces notions pour définir les métriques d’accessibilité de couche et
inter-couche d’un sous-réseau donné.

Nous avons illustré notre méthodologie à travers une application biologique où
les interactions entre molécules (protéines et métabolites) sont extraites à partir
de bases de données ouvertes. Les données privées correspondent à un ensemble de
protéines et de métabolites collectés expérimentalement et correspondent à un sous-
ensemble de nœuds dans le réseau multicouche. Les résultats expérimentaux actuels
sont pertinents du point de vue biologique et permet aux biologistes de comparer et
d’évaluer les molécules identifiées et les réseaux privés dans le contexte des réseaux
ouverts.

Ce travail a été réalisé dans la cadre du projet ANR BLIZAAR : https://anr.
fr/Projet-ANR-15-CE23-0002 ; un prototype a été développé pour illustrer et ex-
périmenter cette méthodologie en collaboration avec des chercheurs du laboratoire
LIS (Malek et al. [91]).

Dans notre méthodologie, deux types de calculs et de traitement sont proposés
et étudiés : des calculs et des traitements intra-couches et d’autres qui agrègent les
mesures et les traitements inter et intra-couches pour explorer la globalité du réseau.
Par exemple, calculer les mesures des réseaux ouverts et privés pour les différentes
couches comme les densités et les degrés permet d’apprécier la force des connexions
internes entre les données privées et de comparer avec celle des connexions à d’autres
données ainsi qu’aux mesures globales. De même, l’application d’algorithmes de dé-
tection de communautés dans les différentes couches permet d’apprécier la distribu-
tion des nœuds privés dans le réseau ouvert. Le calcul des accessibilités à travers les
couches permet également d’apprécier le rapport des interactions immédiates entre
les molécules privées ainsi que l’ensemble des données (nœuds) ouvertes accessibles
à partir des noeuds identifiées.

Ces travaux nous ouvrent les perspectives liées à la problématique de la détection
des communautés (Fortunato [44] ) dans un réseau multicouche et plus particuliè-
rement à l’utilisation des métriques d’accessibilité des couches et inter-couches afin
de proposer des algorithmes permettant les comparaisons et la caractérisation des
communautés des différentes couches. Nous souhaitons étudier cette approche plus
particulièrement pour les algorithmes de détection des communautés chevauchantes
que nous avons proposés dans le chapitre précédent.

https://anr.fr/Projet-ANR-15-CE23-0002
https://anr.fr/Projet-ANR-15-CE23-0002


Chapitre 5

Conclusion et Perspectives

5.1 Conclusion

Nous nous sommes intéressés dans ce mémoire à l’analyse des réseaux complexes
modélisés par des graphes non orientés et plus particulièrement à : a) l’exploration
des réseaux complexes pour la recommandation b) la détection des communautés
chevauchantes et c) l’analyse des réseaux multicouches pour des données ouvertes et
privées.

5.1.1 Exploration des réseaux complexes pour la recomman-
dation

Nous avons présenté dans un premier temps, un système de recommandation
d’experts dans un réseau social professionnel. Notre réseau est composé d’un en-
semble de personnes ayant des liens professionnels. Selon la demande d’un ac-
teur d’origine X, le système doit proposer (recommander) un ou plusieurs acteurs
{Z1, Z2, .., Zn} répondant au mieux que possible aux critères demandés. Nous avons
appliqué notre algorithme sur la recommandation d’auteurs de papiers scientifiques
dans un graphe de similarités entre auteurs.

La recommandation dépend d’un côté, de la valeur de pertinence entre les profils
des auteurs et la requête soumise et d’un autre côte de l’intermédiarité des nœuds-
auteurs se trouvant sur les chemins de la solution. Pour effectuer une recherche dans
le graphe, l’arbre couvrant le plus représentatif est extrait et ensuite il est exploré.

Le premier algorithme est exhaustif, il est fondé sur la recherche en largeur dans
l’arbre couvrant, jusqu’à ce qu’on trouve un auteur à recommander. Le deuxième al-
gorithme utilise l’approche A* pour explorer l’arbre couvrant. Nous définissons une
heuristique admissible qui dépend de la pertinence entre un profil et la requête ainsi
de l’intermédiarité des nœuds-auteurs. Les expériences ont montré que la version
guidée trouve souvent la meilleure recommandation tout en améliorant les perfor-
mances de l’exploration. En comparant les deux algorithmes nous remarquons que
l’arbre couvrant n’a pas été recherché en totalité par la version guidée, l’espace de
recherche a été réduit de 11% à 49%.

Suite à cette première proposition, nous avons envisagé l’idée de l’intégration de
l’ontologie de domaine dans le processus de la recommandation, le but étant d’utiliser
cette ontologie dans l’élaboration des requêtes posées afin d’aider l’utilisateur à re-

91
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formuler sa requête ou à la compléter ainsi que dans la représentation ontologique du
profil utilisateur ou des ses préférences (Malek et al. [90]). Par conséquent, la mesure
de pertinence entre la requête et le profil utilisateur doit intégrer les concepts ainsi
que la structure de l’ontologie ce qui permettra d’avoir des recommandations plus
précises.

Les travaux de thèse de Sulieman [128] ont traité ce sujet par la proposition d’une
nouvelle approche de système de recommandation appliquée sur les réseaux de col-
laboration. Dans ce système, appelé système de recommandation social-sémantique,
deux types d’information sont pris en compte : les informations extraites de la to-
pologie du réseau comme les mesures de centralité et les poids des liens ainsi que
les informations sémantiques qui sont définies à l’aide d’une taxonomie de domaine
sur les items et qui ont permis de proposer une mesure de pertinence fine et précise
entre élément et utilisateur.

Deux algorithmes principaux de recommandation fondés respectivement sur la re-
cherche en profondeur et la recherche en largeur ont été proposés. Différentes mesures
de centralité (degré, proximité, intermédiarité et hybride) ont été utilisées pendant
l’exploration du graphe afin d’éviter de parcourir complètement le graphe (Sulieman
et al. [129]). Ces algorithmes ont été comparés à deux algorithmes classiques de re-
commandation (filtrage collaboratif centré sur les items et recommandation hybride)
en terme de précision (précision, rappel et mesure F) et d’efficacité (couverture du
graphe et temps d’exécution). Les expériences montrent que les algorithmes pro-
posés présentent des valeurs de précision similaires à celles des deux algorithmes
standards, tout en les surpassant en termes d’efficacité puisqu’une partie restreinte
du réseau est visitée.

5.1.2 Détection des communautés chevauchantes

Nous avons présenté les différentes approches de détection de communautés dis-
jointes et chevauchantes dans un graphe de terrain ainsi que les mesures d’évaluation
internes et externes proposées dans la littérature et leur adaptation au contexte du
chevauchement.

Nous avons proposé ensuite une méthode pour la detection des communautés
chevauchantes à partir de communautés disjointes pré-calculées obtenues en utili-
sant la méthode du core detection label propagation (CDLP) décrite dans (Attal et
Malek [8]). L’algorithme sélectionne les nœuds candidats pour le chevauchement et
utilise des fonctions d’appartenance pour décider de l’affectation ou non d’un nœud
candidat à chacune de ses communautés voisines. Nous avons proposé plusieurs
fonctions d’appartenance (Attal et al. [10]) qui sont soit basées sur des mesures to-
pologiques globales comme la densité et le coefficient de clustering (fd et fcc) soit sur
les moyennes des mesures de centralités d’intermédiarité et de proximité des nœuds
constituant les communautés pré-calculées (fb et fcl ).

Les résultats expérimentaux sont relativement bons et compétitifs en comparai-
son avec d’autres méthodes de détection de communautés chevauchantes en terme
de qualité mais dépendent bien de la topologie du graphe.
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5.1.3 Analyse des Réseaux multicouches pour des données
ouvertes et privées

Nous avons présenté une méthodologie comprenant des mesures et des méthodes
qui aident les experts d’un domaine donné à comprendre, évaluer et compléter leurs
données privées en les comparant et/ou en les combinant avec des données ouvertes,
lorsque les deux sont modélisées par des réseaux multicouches (Malek et al. [91]).

Nous avons proposé un nouveau formalisme pour les réseaux multicouches qui
permet de réaliser une analyse fine en considérant deux niveaux : le niveau intra-
couche et celui inter-couche.

Nous avons introduit les notions de réseau privé multicouche et de réseau égocen-
trique privé qui se définit autour du réseau privé multicouche. Le réseau égocentrique
privé est utilisé pour évaluer la force de connectivité entre les différentes couches de
données privées par rapport au réseau ouvert. Nous avons montré comment nous
pouvons utiliser ces notions pour définir les métriques d’accessibilité de couche et
inter-couche d’un sous-réseau donné.

Nous avons illustré notre méthodologie à travers une application biologique où
les interactions entre molécules (protéines et métabolites) sont extraites à partir
de bases de données ouvertes. Les données privées correspondent à un ensemble
de protéines et de métabolites collectés expérimentalement et sont identiques à un
sous-ensemble de nœuds dans le réseau multicouche. Les résultats expérimentaux
actuels sont pertinents du point de vue biologique et permet aux biologistes de
comparer et d’évaluer les molécules identifiées et les réseaux privés avec les ré-
seaux ouverts. Ce travail a été réalisé dans la cadre du projet ANR BLIZAAR :
https://anr.fr/Projet-ANR-15-CE23-0002.

Dans notre méthodologie, deux types de calculs et de traitements sont proposés
et étudiés : des calculs et des traitement intra-couches et d’autres qui agrègent les
mesures et les traitements inter et intra-couches pour explorer la globalité du réseau.
Par exemple, calculer les mesures des réseaux ouverts et privés pour les différentes
couches comme les densités et les degrés permet d’apprécier la force des connexions
internes entre les données privées et de comparer avec celle des connexions à d’autres
données ainsi qu’aux mesures globales. De même, l’application d’algorithmes de dé-
tection de communautés dans les différentes couches permet d’apprécier la distribu-
tion des nœuds privés dans le réseau ouvert. Le calcul des accessibilités à travers les
couches permet également d’apprécier le rapport des interactions immédiates entre
les molécules privées ainsi que l’ensemble des données (nœuds) ouvertes accessibles
à partir des noeuds identifiées.

Ces travaux nous ouvrent les perspectives liées à la problématique de la détection
des communautés (Fortunato [44]) dans un réseau multicouche et plus particulière-
ment à l’utilisation des métriques d’accessibilité des couches et inter-couches afin
de proposer des algorithmes permettant les comparaisons et la caractérisation des
communautés des différentes couches.

https://anr.fr/Projet-ANR-15-CE23-0002
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5.2 Perspectives

5.2.1 Travaux actuels : analyse des sentiments dans les mé-
dias sociaux

L’analyse de sentiment (opinion mining) s’appuie sur diverses techniques telles
que le traitement du langage naturel, la recherche d’informations et l’exploration
de données structurées et non structurées. Le processus d’exploration d’opinion im-
plique trois étapes principales qui sont la récupération d’opinion, la classification
d’opinion et la synthèse d’opinion (Ravi et Ravi [115]). Des chercheurs d’horizons
différents ont présenté plusieurs modèles pour étudier la formation, la propagation
et l’agrégation des opinions selon différents points de vue (Mohammadinejad et al.
[100]).

Nous explorons dans nos travaux actuels la combinaison de méthodes classiques
d’exploration d’opinion avec l’analyse des réseaux complexes et son impact sur la
formation et la propagation d’opinion afin de construire un modèle d’opinion cohé-
rent.

Afin d’étudier l’impact des utilisateurs influents (nœuds influents) sur la forma-
tion et la propagation de l’opinion, nous intégrons dans un premier temps plusieurs
facteurs d’influence extraits du réseau dans le processus d’exploration d’opinion.
Ces facteurs sont généralement calculés en utilisant différentes mesures de centralité
comme le degré, la proximité, l’intermédiarité, la centralité PageRank, etc.

De plus et afin de comprendre comment les opinions interagissent et sont in-
fluencées les unes par les autres à travers la structure et comment les propriétés du
réseau complexe contribuent à ce processus, nous proposons une méthode d’agré-
gation des opinions afin de converger vers un modèle d’opinion cohérent pour des
groupes d’utilisateurs/acteurs appartenant à des types particuliers de sous-réseaux.
Ces sous-réseaux sont soit des réseaux égocentriques autour d’influenceurs, soit des
communautés obtenues en appliquant des algorithmes de détection de communauté
disjointes et chevauchantes (Folly et al. [43]).

Nous définissons et étudions ensuite la notion de la stabilité d’opinion au sein
de ces réseaux égocentriques autour des influenceurs et au sein des communautés,
notre objectif étant de détecter la modification d’opinion pour les deux types de sous-
réseaux. La stabilité d’opinion peut s’exprimer par le fait de partager une majorité de
préférences communes concernant un sujet donné au sein d’un groupe d’utilisateurs.
Les premières expérimentations ont comme objectif d’observer comment l’opinion
peut être stable dans les réseaux égocentriques et quels sont les facteurs qui aident
à détecter une modification de l’opinion. Nous étudions ainsi la variation d’opinion
selon plusieurs mesures nodales et topologiques comme les centralités des influen-
ceurs (egos), les poids des liens et la distance géodésique de l’influenceur, etc. De
même, nous étudions la stabilité de l’opinion dans les communautés en fonction de
plusieurs mesures globales et locales comme la densité, le coefficient de clustering et
la moyenne des centralités, etc. Nous observons la modification de l’opinion spécia-
lement pour les nœuds frontières entre les communautés. Cela nous aide à apprécier
l’apport de la structure communautaire du réseau et sa contribution à étendre ou à
limiter la propagation de l’opinion.
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Nous avons choisi le thème vaccination COVID pour nos premières expérimen-
tations. Après avoir déterminer deux influenceurs ayant des opinions opposées sur
le sujet, nous avons construit le réseau de propagation des opinions positives et né-
gatives à partir des réseaux égocentriques autour de ces deux influenceurs. Nous
sommes en trains d’étudier les facteurs influant la modification et la stabilité de
l’opinion au sein de ce réseau.

5.2.2 Travaux à venir : explicabilité et réseaux complexes

Les racines de l’IA remontent à plusieurs décennies, il existe un consensus clair
sur l’importance primordiale des systèmes intelligents dotés d’apprentissage, de rai-
sonnement et de capacité d’adaptation. Les méthodes d’apprentissage automatique
atteignent aujourd’hui des niveaux de performance élevées permettant de résoudre
des tâches de plus en plus complexes. Il existe aujourd’hui un besoin émergent de
comprendre comment ces décisions sont rendues par des méthodes d’IA lorsque les
décisions de tels systèmes affectent la vie des humains. Les paradigmes sous-jacents
à ce problème révèlent du domaine dit de l’IA explicable (XAI) reconnu comme
une caractéristique cruciale pour le déploiement pratique des modèles d’IA (Barredo
Arrieta et al. [17]). L’explicabilité a pour objectif de faciliter la compréhension de
divers aspects d’un modèle conduisant à des informations qui peuvent être utilisées
par plusieurs acteurs tels que : le data scientiste, le manager, l’expert du domaine,
l’utilisateur du modèle, etc. L’explicatibilité peut être considérée comme une carac-
téristique active d’un modèle, désignant toute action prise par un modèle dans le
but de clarifier ou de détailler ses fonctions internes (Barredo Arrieta et al. [17], Mo-
richetta et al. [101]) De même, l’interprétabilité est la capacité d’expliquer ou de
donner le sens de manière compréhensible à un humain. Les méthodes XAI sont
classées selon divers critères (Barredo Arrieta et al. [17]) : i) intrinsèque ou post-hoc
méthodologique, ii) objectif de la méthode d’interprétation, iii) modèle spécifique ou
agnostique, iv) interprétation locale ou globale.

i Les modèles intrinsèques signifient que le modèle est interprétable à sa base
comme les modèles linéaires et les arbres de décisions. Post-hoc fait référence
à l’application de méthode d’interprétations au moment du test après avoir
le modèle d’apprentissage (comme pour l’apprentissage profond, les modèles
SVM et les forets aléatoires, etc.).

ii Différentes approches peuvent être utilisées pour interpréter les résultats comme :
le résumé des caractéristiques statistiques, l’importance des caractéristiques,
la visualisation ou bien la simplification en utilisant des arbres de décisions,
en recherchant des prototypes, etc.

iii La méthode d’interprétabilité peut être spécifique au modèle si elle ne s’ap-
plique qu’à un modèle particulier, ou indépendant du modèle. Généralement
l’interprétabilité post-hoc est indépendante du modèle.

iv L’interprétabilité est dite globale si elle peut expliquer le comportement global
du modèle ou locale si elle explique un aspect particulier. L’interprétabilié
globale est souvent très difficile à réaliser.

Notre objectif est d’étendre la méthodologie d’explicabilité au domaine de l’ana-
lyse des réseaux complexes afin de produire des explications émergeantes à partir



96 CHAPITRE 5. CONCLUSION ET PERSPECTIVES

des informations topologiques extraites de la structure du graphe comme les mesures
topologiques globales (densité, coefficient de clustering, diamètre) et les mesures lo-
cales (différents types de centralités : degrés, intermédiarités, pageRnak, etc.). Cette
méthodologie s’avère très nécessaire lorsque l’analyse du réseau complexe fait partie
d’un système de décision qui permet de réaliser une tâche particulière comme par
exemple les systèmes de recommandation, l’analyse des sentiments ou la prédiction
des liens. Ceci peut être bien utile également pour la compréhension des structures
communautaires détectées dans le réseau.

Dans la plupart des méthodes d’apprentissage automatique les entités traitées
dans une méthode d’interprétabilité sont liées aux caractéristiques (attributs), aux
données, aux prototypes extraits ainsi qu’à des connaissances simples extraites ayant
souvent la forme de règles ou d’arbre décision. Lorsqu’il s’agit des réseaux complexes,
des nouvelles entités doivent être prises en compte comme la nature des liens dans
le graphe (lien social, lien de collaboration ou d’interaction, etc.) ainsi que les in-
formations topologiques extraites à partir du graphe. Ces informations peuvent être
combinées également avec les informations nodales afin de proposer des actions expli-
catives complètes qui intègrent des informations topologiques avec des informations
sémantiques sur les acteurs.

Pour illustrer cette idée, nous nous basons sur notre travail actuel (Folly et al.
[43]) : nous construisons un réseau de propagation de tweets, de retweets et de
réponses qui correspond à l’union de deux réseaux égocentriques autour de deux
influenceurs ayant deux avis opposés sur un sujet donné. Nous proposons par la suite
un système d’analyse de sentiments qui intègre les éléments d’analyse du réseau de
propagation. Nous souhaitons analyser les communautés obtenues et comprendre
les opinions émergeantes à partir de ces communautés non seulement en fonction
des profils utilisateurs mais aussi en fonction d’éléments topologiques extraits du
graphe de propagation des opinions opposée des deux influenceurs. Nous souhaitons
détecter également des indicateurs concernant la stabilité des opinions ainsi que
ceux liés à leurs changements dans le réseau des utilisateurs apparentant aux deux
réseaux égocentriques d’opinions opposées.

En intégrant une méthodologie d’expliacabilité adéquate, nous souhaitons rendre
plus compréhensibles également les résultats concernant la polarité de l’opinion trou-
vée au niveau des utilisateurs et au niveau des groupe (les communautés). De même
le modèle doit être capable d’expliquer les changements d’opinion détectés en lien
avec les informations extraites du réseau de propagation et les séquences d’actions
entreprises (tweets, retweets, réponses) menant à ce changement.
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Gardeñes, M. Romance, I. Sendiña-Nadal, Z. Wang et M. Zanin : The
structure and dynamics of multilayer networks. Physics Reports, 544(1):1–122,
Nov 2014. ISSN 0370-1573. URL http://dx.doi.org/10.1016/j.physrep.

2014.07.001.

[26] Ulrik Brandes : A faster algorithm for betweenness centrality*. Journal of
mathematical sociology, 25(2):163–177, 2001.

[27] Sergey Brin et Larry Page : The anatomy of a large-scale hypertextual web
serach engine. In 7th international conference on World Wide Web, AUS-
TRIA, 1998.

[28] Robin Burke : Hybrid recommender systems : Survey and experiments. User
Modeling and User-Adapted Interaction, 12(4):331–370, novembre 2002. ISSN
0924-1868.

[29] Robin Burke : Hybrid Web Recommender Systems The Adaptive Web. In
Peter Brusilovsky, Alfred Kobsa et Wolfgang Nejdl, éditeurs : The Adap-
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