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CHAPITRE 1. PARCOURS ACADÉMIQUE ET SCIENTIFIQUE

1.1 Curriculum vitae

1.1.1 Identification

Nom : Pustelnik
Prénom : Nelly
Date et lieu de Naissance : 12-11-1984 à Sarlat-la-canéda
Nationalité : Française
Statut actuel : Chargée de recherche classe normale au CNRS.
Laboratoire de rattachement : Laboratoire de Physique à l’Ens de Lyon (LPENSL),

46, allée d’Italie, 68007 Lyon, FRANCE.
Section CNRS : 7

1.1.2 Parcours académique et professionnel

Nov. 2011 – (en cours) Chargée de recherche classe normale au CNRS
Laboratoire de Physique, UMR CNRS 5672, Ens de Lyon, France
Equipe SiSyPhe : Signaux, Systèmes et Physique

Oct. 2019 – (en cours) Professeure visiteuse
SST/ICT/INMA UCLouvain, Belgique

Sept. 2019 Professeure invitée
SST/ICT/INMA UCLouvain, Belgique

2010 – 2011 Chercheure post-doctorale
Laboratoire IMS, UMR CNRS 5218, Université Bordeaux, France
Equipe : Traitement du signal et des images

2007 – 2010 Doctorat
LIGM, UMR CNRS 8049, Université Paris-Est, France
Equipe : Signal et Communication
Directeurs : J.-C. Pesquet et C. Chaux
Sujet : Méthodes proximales pour la résolution de problèmes inverses.
Application à la tomographie par émission de positrons.
Jury : Mohamed Najim (Président), Laure Blanc-Féraud (Rapportrice),
Jalal Fadili (Rapporteur), Claude Comtat (Examinateur),
Michel Defrise (Examinateur).
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CHAPITRE 1. PARCOURS ACADÉMIQUE ET SCIENTIFIQUE

1.2 Responsabilités d’encadrement

Depuis mon recrutement au CNRS, j’ai eu la possibilité d’encadrer et continue d’encadrer des
étudiant.e.s en thèse, chercheur.e.s en séjour post-doctoral, agrégé préparateur et également des
stagiaires de divers niveaux.

1.2.1 Doctorants

— 2012-2015 : G. Chierchia, Télécom ParisTech.

Co-encadrement 40% en collaboration avec Béatrice Pesquet-Popescu (Télécom ParisTech)
et Jean-Christophe Pesquet (LIGM, Univ. Paris-Est).

Sa thèse s’intitule “Epigraphical decomposition to deal with non-linear convex constraints.
Application to image reconstruction, supervised classification, and anomaly detection" et fut
financée par la fondation Mines-Telecom. Ses travaux ont conduit à 2 publications dans des
journaux internationaux (IEEE TIP, SIVP), 4 conférences internationales (IEEE ICASSP (x3),
SPARS), 1 toolbox MATLAB.

Giovanni Chierchia a reçu le Prix de thèse Fondation Télécom.

Giovanni Chierchia est actuellement Maître de Conférence à l’ESIEE à Marne-la-Vallée.

— 2013-2016 : Jordan Frécon, LPENSL.

Co-encadrement 50% en collaboration avec P. Abry (LPENSL).

Sa thèse s’intitule “Apport des méthodes d’optimisation dans l’estimation des paramètres de
régularité locale pour des signaux multivariés" et fut financée par l’Ecole doctorale PHAST
de l’Université de Lyon. Ses travaux ont conduit à 4 publications dans des journaux inter-
nationaux (3 IEEE TSP et 1 Biomedical Physics & Engineering Express), 5 conférences in-
ternationales (IEEE ICIP, IEEE ICASSP, IEEE EBMC(x2), EUSIPCO), 1 conférence nationale
(GRETSI) et plusieurs toolbox MATLAB.

Jordan Frécon est actuellement Chercheur postdoctoral dans le groupe LITOS à l’INSA Rouen.

— 2017 - 2020 : Barbara Pascal, LPENSL.

Co-encadrement 50% en collaboration avec P. Abry (LPENSL).

Sa thèse s’intitule "Estimation régularisée d’attributs fractals par minimisation convexe pour
la segmentation de textures" et fut financée sur un Contrat Doctoral Spécifique Normalien
(CDSN). Ses travaux ont conduit à 3 publications dans des journaux internationaux (JMIV,
ACHA, Annals. Telecom), 5 conférences internationales dont 3 avec actes (EUSIPCO, IEEE
ICIP, IEEE ICASSP, SIAM-IS, Curves and Surfaces), 1 conférence nationale (GRETSI) ainsi
que deux toolbox Matlab

Barbara Pascal est actuellement Chercheure postdoctorale au Laboratoire CRIStAL à Lille.

— 2017 - 2020 : Laurence Denneulin, CRAL, Observatoire de Lyon/LPENSL.

Co-encadrement 20% en collaboration avec M. Langlois and E. Thiébaut (CRAL, Observa-
toire de Lyon).

Sa thèse s’intitule “Approche inverse pour la reconstruction des environnements circumstel-
laires en polarimétrie avec l’instrument d’imagerie directe ESO/VLT SPHERE IRDIS" et fut fi-
nancée par l’école doctorale ED PHAST de l’Université de Lyon. Ses travaux ont conduit à
1 publication dans un journal international (A&A), 1 conférence internationale avec acte
(SPIE), 1 conférence nationale (GRETSI).
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CHAPITRE 1. PARCOURS ACADÉMIQUE ET SCIENTIFIQUE

Laurence Denneulin est actuellement Chercheure postdoctorale au Laboratoire Hubert Cu-
rien à Saint-Etienne.

— Sept. 2020 - (en cours) : Hoang Trieu Ve LE, LPENSL.

Co-encadrement 50% en collaboration avec M. Foare (LPENSL).

Sa thèse est financée par l’ANR JCJC Multisc-In dont je suis PI. Le sujet de sa thèse est “Ana-
lyse multi-échelle et détection d’interfaces dans des images de très grandes tailles". Les pre-
miers résultats obtenus ont été présentés au workshop DGDVC.

1.2.2 Encadrement post-doctoral et Agrégé Préparateur

— Agrégé préparateur (2012-2015) : Jérémy Schmitt, LPENSL.

Jérémy Schmitt a travaillé sur une formulation de la décomposition modale empirique en
2D et son application à l’analyse des ondes internes. Ses travaux ont conduit à 2 articles de
journaux (IEEE TIP et Experiments in Fluids), 2 conférences internationales (ICASSP 2014,
EUSIPCO 2015) et 1 Toolbox MATLAB.

Jérémy Schmitt est actuellement Professeur agrégé de physique en BTS systèmes numé-
riques au Lycée Marcel Sembat à Vénissieux.

— Chercheur post-doctoral (Fév. 2016 - Fév. 2017) : Mingyuan Jiu, LPENSL / TOTAL.

Mingyuan Jiu a été recruté dans le cadre d’un financement TOTAL SA afin de travailler sur
des problèmes de classification parcimonieuse dans le contexte de fabrication de carburants
spéciaux. Ses travaux ont conduit à un article de journal (IEEE J. Signal Proc. Systems), 2
conférences internationales (IEEE MLSP) et 1 prototype MATLAB pour TOTAL.

Mingyuan Jiu est actuellement Assistant professor à Zhengzhou University en Chine.

— Chercheure post-doctorale (Sept. 2017 - Août. 2018) : M. Foare, LPENSL.

Marion Foare a été recrutée dans le cadre d’un financement du LPENSL. Son sujet de re-
cherche était l’implémentation numérique du modèle de Mumford-Shah discret par des al-
gorithmes proximaux. Ses travaux ont conduit à un article de journal (IEEE TIP), 2 confé-
rences internationales (IEEE ICIP, SIAM IS) et 1 Toolbox MATLAB.

Marion Foare est actuellement Maître de Conférence à CPE Lyon et rattachée au LIP à l’ENS
de Lyon.

1.2.3 Encadrements de stages et Projets de fin d’étude

— 2009 – Adji Néné DIAO,Baptiste MAZIN(Supélec) ont effectué leur stage de M1, d’une du-
rée de 4 mois, au LIGM, sur le sujet “Implémentation parallèle d’algorithmes proximaux
pour la restauration d’image”. Il s’agissait d’un co-encadrement avec Caroline Chaux et Jean-
Christophe Pesquet.

— 2011 – Daniela-Ecaterina CRISTEA (ENSEIRB-MATMECA) a effectué son stage de M2, d’une
durée de 4 mois, à l’IMS sur le sujet “Algorithmes pour la résolution de problèmes de recons-
truction tomographique à faible nombre de vues. Implantation et comparaison”. Il s’agissait
d’un co-encadrement avec Yannick Berthoumieu (IMS).

— 2012 Lahlou Lamiae, Liebert Lise, Lotigier Rémi, Tajouri Slim ont effectué leur Projet d’In-
génierie (Télécom St-Etienne) sur le sujet “Détection de personnes dans une foule”. Il s’agis-
sait d’un co-encadrement avec Denis Bartolo.
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— 2015 – Noura Baouan (Supélec) a effectué son stage de M1, d’une durée de 4 mois, chez
TOTAL SA sur le sujet “Création d’une base de données avec la répartition moléculaire et
les propriétés physico-chimiques”. Il s’agissait d’un co-encadrement avec Mériam Chebre
(TOTAL SA).

— 2017 – Barbara Pascal (M2 Sciences de la matière, ENS de Lyon) a effectué son stage de
M2, d’une durée de 5 mois, au LPENSL sur le sujet “Segmentation de textures par méthodes
proximales”. Il s’agissait d’un co-encadrement avec Patrice Abry. Son stage a donné suite à
un article de conférence (IEEE ICASSP). Barbara Pascal a poursuivi son stage par une thèse
sur le même sujet.

— 2017 – Jules Colas (L3 Sciences de la matière, ENS de Lyon) a effectué son stage de L3, d’une
durée de 4 mois, au LPENSL sur le sujet “Débruitage de signaux de stick-slip”. Il s’agissait
d’un co-encadrement avec Valérie Vidal. Son stage a donné suite à un article de journal (Phy-
sical Review E).

— 2018 – Yacouba Kaloga (M2 Systèmes Complexes, ENS de Lyon) a effectué son stage de M2,
d’une durée de 5 mois, au LPENSL sur le sujet “Modèle de Mumford-Shah discret sur graphe.
Application à l’estimation des matrices de transfert entre deux élections”. Il s’agissait d’un
co-encadrement avec Marion Foare et Pablo Jensen. Son stage a donné suite à un article de
journal (IEEE SPL).

— 2019 – Vincent Paparlado (M2 Maths en action, Univ. Lyon 1) a effectué son stage de M2,
d’une durée de 5 mois, au LPENSL sur le sujet “Estimer le transfert des votes entre deux élec-
tions grâce à l’optimisaton sur graphe”. Il s’agissait d’un co-encadrement avec Pablo Jensen.

— 2019 – Loris Helmlinger (Ecole d’Ingénieur Denis Diderot, Paris) a effectué son stage de L3,
d’une durée de 3 mois au LPENSL sur le sujet “Apprentissage profond pour la segmentation
de textures. Application à l’étude des écoulements multiphasiques.” Il s’agissait d’un co-
encadrement avec Barbara Pascal et Valérie Vidal.

— 2020 – Mamadou Ngom (M2 Modélisation mathématique pour l’image et le signal, Bor-
deaux) a effectué son stage de M2, d’une durée de 6 mois, dans le département SST/ICT/INMA
de l’UCLouvain (hybride présentiel/distanciel) sur le sujet “Minimisation du modèle d’Ambrosio-
Tortorelli discret avec les outils proximaux”. Il s’agissait d’un co-encadrement avec Marion
Foare (LIP).

— 2020 - 2021 – Baptiste Pirlot (UCLouvain, Belgique) a effectué son Projet de Fin d’Etudes
entre septembre 2020 et juin 2021 (en distanciel) sur le sujet “Quantification d’incertitudes
pour le traitement d’images par problèmes inverses”. Il s’agissait sur co-supervision avec
Laurent Jacques.

— 2021 – Hugo Artigas (Ecole Polytechnique) effectue son stage de L3, d’une durée de 4 mois
à IMT (hybride présentiel/distanciel) sur le sujet “Intervalle de confiance à partir de l’échan-
tillonnage de trajectoire pour le facteur de reproduction Covid-19”. Il s’agit d’un co-encadrement
avec Gersende Fort, Barbara Pascal et Patrice Abry.

— 2021 – Benjamin Tibi (ENSTA) effectue son stage de L3, d’une durée 3 mois, au LPENSL
(hybride présentiel/distanciel) sur le sujet “Analyser le transport de charriage fluvial par mi-
nimisation `1”. Il s’agit d’un co-encadrement avec Pierre Borgnat et Mathieu Cassel (EVS,
Lyon).

— 2021 – Assia Chahidi (M2 International Master of Biometrics and Intelligent Vision, Paris
Est Creteil Univ.) effectue son stage de M2, d’une durée de 6 mois au CRAL- Observatoire de
Lyon (hybride présentiel/distanciel) sur le sujet “Apprentissage profond pour la reconstruc-
tion d’environnements circumstellaires”. Il s’agit d’un co-encadrement avec Maud Langlois
(CRAL- Observatoire de Lyon).

— 2021 – Baptiste Desnos (Ecole Centrale Nantes) effectue son stage de M2, d’une durée de
5 mois au LPENSL (distanciel) sur le sujet “Algorithmes déroulés pour la segmentation de
texture”. Il s’agit d’un co-encadrement avec Barbara Pascal et Patrice Abry.
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1.3 Expertise scientifique

Cette section présente l’ensemble des séminaires nationaux et internationaux dans lesquels
j’ai eu l’occasion de présenter mes travaux, les écoles doctorales dans lesquelles je présente les
principaux travaux de l’état-de-l’art en optimisation pour la restauration d’images et plus récem-
ment en apprentissage machine. J’indique également mes responsabilités en tant qu’Editrice as-
sociée et en tant que relectrice. Enfin j’indique les jurys de thèse dans lesquels j’ai participé en tant
qu’examinatrice.

1.3.1 Séminaires invités

— 2009 : GdR MOA Mathématiques de l’Optimisation et Applications, (Paris, France).

— 2009 : SCAM Séminaire Cristolien d’Analyse Multifractale, (Univ. de Créteil Paris-Est, France).

— 2010 : CEA – Service Hospitalier Frédéric Joliot, (Orsay, France).

— 2012 : MIA, (Paris, France).

— 2012 : Séminaire Signal-Apprentissage du L2M, (Marseille, France)

— 2012 : Journées Bordelaises d’Analyse Mathématique des Images, (Bordeaux, France).

— 2013 : Worshop at Intitute for Pure & Applied Mathematics, (Los Angeles, U.S.A).

— 2013 : Groupe de travail image de l’ Institut Mathématiques de Toulouse, (France).

— 2013 : Mathias 2013, Workshop TOTAL, (La Défense, France).

— 2013 : Colloque GDR Multifractale, (Porquerolles, France).

— 2014 : Séminaire d’équipe du LM2S, (Troyes, France).

— 2014 : Convegno Italo-Francese, (Sestri-Levante, Italie).

— 2014 : Mathias 2014, Workshop TOTAL, (La Défense, France).

— 2014 : CNES workshop, Institut Aéronautique et Spatial, (Toulouse, France).

— 2015 : SMILE workshop (Paris, France).

— 2016 : Mathias 2016, Workshop TOTAL, (Paris, France).

— 2016 : Séminaire d’équipe au LBBE (Lyon, France),

— 2017 : Mathias 2017, Workshop TOTAL, (Paris, France).

— 2017 : GdR Phenix/LIA MSD (LPENSL, France)

— 2018 : GdR MASCOT-NUM (Nantes, France).

— 2018 : Séminaire Parisien de Mathématiques Appliquées à l’Imagerie - IHP (Paris, France)

— 2018 : GdR MIA, Sparsity meeting (Bordeaux, France)

— 2019 : Statlearn (Grenoble, France)

— 2019 : Workshop "Graph signals : learning and optimization" (Montpellier, France).

— 2019 : Séminaire à l’Atelier MLima (Nice, France).

— 2019 : Séminaire au Dept. of Mathematical Engineering (UCLouvain, Belgique).

— May 2021 : One World IMAGing and INvErse problems (IMAGINE) (virtuel).

— May 2021 : Séminaire Français d’Optimisation (virtuel).

— July 2021 : 17ème colloque de la Société Française de Microscopie, (virtuel).
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1.3.2 Ecoles doctorales

En 2013, nous avons construit un cours avec Jean-Christophe Pesquet (Centrale-Supelec) pour
l’école d’été Peyresq sur le thème “Opérateurs maximaux monotones et algorithmes de recherche
de zéro, applications en optimisation convexe”. Nous avons continué de faire évoluer ce cours
dans le cadre d’un Tutoriel IEEE ICASSP 2014. Dans les dernières versions de ce cours, initialement
orienté problèmes inverses, j’y intègre désormais les critères rencontrés en apprentissage machine
supervisé, les algorithmes stochastiques, et encore plus récemment le principe des algorithmes
déroulés.

— Cours Peyresq 2013 – Il s’agissait d’une école d’été organisée par le GRETSI et le GdR ISIS sur
le théme « Les nouvelles techniques d’optimisation : applications en signal, images et télé-
communications ». Nous avons partagé 6h de cours avec Jean-Christophe Pesquet (Centrale-
Supelec) sur le thème “ Opérateurs maximaux monotones et algorithmes de recherche de
zéro, applications en optimisation convexe”.

— Tutoriel IEEE ICASSP 2014, Florence, Italie – Ce tutoriel d’une durée de 3h a été effectué
en collaboration avec Jean-Christophe Pesquet (Centrale-Supelec) sur le thème “Monotone
operators theory for signal and image processing”.

— Ecole d’été Big Optim, Grenoble, France, Juin 2015 – Site web – Ce cours s’inscrivait dans
le cadre d’une école intitulée “Optimisation en grande dimension”. J’y ai donné 3h de cours
sur le thème “Opérateurs maximaux monotones et algorithmes proximaux”.

— Ecole d’été GRAPHSIP, Aussois, France, Juin 2018 – Ce cours s’inscrivait dans le cadre d’une
école intitulée “Signaux sur graphes.”. J’y ai donné 6h de cours sur le thème “Optimisation
et réseaux”.

— Ecole doctorale MUSICS, UCLouvain, Belgique, Sept. 2019 – Site web – Cette école doctorale
organise tout au long de l’année des cours à destination des étudiants en Master, des étu-
diants en thèse, chercheurs et industriels. j’ai eu la possibilité de donner 10h de cours sur le
thème “Optimisation en grande dimension en imagerie. Des méthodes de régularisation à
l’apprentissage.”

— Ecole doctorale CIRM, (hybride Marseille/distanciel), Jan. 2021 – Site web – Cette école
avait pour thème : Mathématiques, traitement du signal et apprentissage. J’y ai donné 6h
de cours/TP sur le thème ‘Òptimisation”.

— Ecole doctorale Cimpa, Essaouira, Maroc, Oct. 2021 – Site web – Cette école a pour thème
“Transport optimal, EDP et optimisation : applications en sciences des données”. Je suis en
charge de la partie “Introduction au traitement d’image, données et graphes”. Dans ce cours
il sera très peu question d’optimisation, cette partie étant assurée par Jalal Fadili.

— Mini-cours SMAI -MODE / GdR MOA, Limoges, France, Juin. 2022 – Nous partagerons avec
Audrey Repetti un cours sur le thème “Optimisation pour le traitement d’images”.

1.3.3 Activités éditoriales

Entre 2016 et 2020, je fus Editrice associée (AE) pour IEEE Signal Processing Letters. Depuis je
suis Editrice associée senior (SAE) qui consiste à identifier des articles devant être rejetés immé-
diatement et à motiver ce choix ou bien le soumettre au processus de review en indiquant un AE
dont les thèmes sont en adéquation avec l’article.

Depuis début 2021, je suis également Editrice associée (AE) pour IEEE TIP.

1.3.4 Activités de relecture

Je participe régulièrement à des expertises, principalement pour les journaux internationaux :
IEEE Trans. on Image processing, IEEE Trans. on Signal Processing, SIAM Journal on Imaging
Sciences, Inverse problems, de l’ordre de 5 reviews par an.
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Je participe également à des expertises pour des conférences nationales et internationales :
GRETSI (depuis 2012), EUSIPCO (depuis 2012), SPARS (2013, 2019), IEEE ICASSP (depuis 2013),
IEEE ICIP (depuis 2014), IEEE MLSP (depuis 2015), NIPS (2016-2018). Ceci représente une charge
d’environ 20 articles par an.

Je suis également sollicitée par l’ANR pour l’évaluation de projets JCJC (4 projets expertisés en
2016, 2017, 2019, 2021).

J’ai également été sollicitée pour l’évaluation d’une Bourse de thèse de l’Université de Caen.

1.3.5 Jurys de thèse

Depuis 2016, je suis régulièrement invitée pour faire partie de jurys de thèse en tant qu’exami-
natrice.

— 2016 – Odyssée Merveille (ESIEE, Paris), RORPO : A morphological framework for curvilinear
structure analysis. Application to the filtering and segmentation of blood vessels. Directeur
de thèse : Hugues Talbot (Centrale-Supelec).

— 2017 – Yosra Marnissi (LIGM, Paris), Bayesian methods for inverse problems in signal and
image. Directeurs de thèse : Jean-Christophe Pesquet (Centrale-Supelec) et Emilie Chouze-
noux (INRIA, Centrale-Supelec).

— 2017 – Federico Pierucci (LJK, Grenoble), Nonsmooth Optimization for Statistical Learning
with Structured Matrix Regularization. Directeurs de thèse : Anatoli Iouditski (LJK), Zaid
Harchaoui (Univ. Washington), Jérôme Malick (CNRS, LJK)

— 2018 – Eric Woillez (ENS Lyon), Stochastic description of rare events for complex dynamics
in the solar system. Directeur de thèse : Freddy Bouchet (CNRS, LPENSL)

— 2020 – Daniel Martins Antunes (Univ. Savoie), Contraintes géométriques et approches va-
riationnelles pour l’analyse d’image. Directeur de thèse : Jacques-Olivier Lachaud (Univ. Sa-
voie)

— 2021 – Stéphanie Guérit (UCLouvain), Regularized inverse problems in biomedical imaging.

— 2021 – Quentin Klopfenstein (IMB, Dijon), Non-smooth optimization for the estimation of
cellular immune components in a tumoral environment. Directeur de thèse : Samuel Vaiter
(CNRS, Institut de Mathématiques de Bourgogne).

— 2021 – I. El Bouchairi (GREYC, Caen). Directeur de thèse : Jalal Fadili.

1.4 Animation de la recherche

Je participe à l’animation de la recherche au niveau régional, national et international. Je dé-
taille ci-dessous chacune d’entre elles.

1.4.1 En France

• 2011-2013 : SIERRA (Signal et Images En Région Rhônes Alpes) :

— Montage du dossier auprès de l’ARC6 (financement régional) pour organiser pendant
deux ans des séminaires itinérants en région Rhônes-Alpes.

— Webmaster du site web de ces journées.

— Organisation d’une journée à l’ENS de Lyon en Mars 2013 sur la thématique « Avancées
récentes autour de l’extraction de modes ».

• 2013-2014 : GdR ISIS : Co-responsable de l’Action Optimisation avec Saïd Moussaoui.

Journées organisées :

— Sep 2013 : Optimisation convexe sous contraintes, Paris

— Mar. 2014 : Optimisation non-convexe, Paris
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— Oct. 2014 : Optimisation non-convexe, Paris

— Nov. 2014 :Optimisation géométrique sur les variétés, Paris (journée conjointe GdR MIA).

• 2015 : GRETSI : Comité d’organisation. Application mobile.

• 2017 : Journées SMAI MODE : Comité d’organisation. Sponsors industriels.

1.4.2 A l’étranger

• IEEE ICIP 2014 : J’ai pris part au comité d’organisation en tant que « IEEE Student Activities
Chair » :

— Sélection des étudiants ayants droit à une bourse IEEE pour leur déplacement à ICIP.
Expertise de 40 dossiers dont 20 acceptés.

— Sélection des 46 volontaires s’occupant de l’accueil des participants, de l’orientation,
de l’installation et la désinstallation du matériel dans les salles et du bon déroulement
de chaque session. Création des emplois du temps pour les 46 participants. Création
du document décrivant précisément chaque tâche.

— Organisation de la rencontre entre professionnels et étudiants (« student-get-together
meeting"). Industriels intervenants : Microsoft research, Google, NASA, Technicolor,
DxO.

• STATOS 2016 : Je faisais partie du Comité de programme. Ma tâche a principalement consisté
à identifier des intervenants et à inviter certains d’entre eux.

— IEEE IVMSP 2016 : J’ai pris part au comité d’organisation en tant que “Publication Chair”.
J’étais en charge de proposer des templates compatibles au consignes IEEE puis de vérifier
leur viabilité après soumission.

• Présidente d’une session sur l’apprentissage à IEEE ICASSP 2017.

• IEEE MLSP 2018 (Aalborg, Denmark) : J’ai pris part au comité d’organisation en tant que
“Program chair” en collaboration avec Zhanyu Ma (BUPT-Beijing). Nos responsabilités étaient
les suivantes :

— Répartition des articles soumis aux reviewers.

— Sélectionner les articles acceptés sur base des expertises des reviewers et devant tenir
compte de contraintes IEEE sur le nombre d’articles acceptés.

— Identifier les thèmes des sessions et proposer le planning associé.

• AIP 2019 (Grenoble, France) : Minisymposium sur le thème“Variational methods for inverse
problems in image processing” co-organisé avec L. Condat (Gipsa-Lab).

• LearnGraph 2022 (CIRM, Marseille, France) : Participation à l’organisation du Workshop
sur le thème “Machine Learning and Signal Processing on Graphs” porté par Samuel Vaiter
(CNRS, IMB, Dijon).

• JDS 2022 (Lyon, France : Participation au comité scientifique. Proposition d’orateurs plé-
niers et relecture d’une vingtaine de communications.

• IEEE ICIP 2022 (Bordeaux, France) : Organizing committee as “Tutorial chair”.

1.5 Administration de la recherche

Cette section fait état de mes participations dans des comités de sélection mais également ma
participation active au sein du comité de direction du GdR ISIS et d’autres comités nationaux ou
internationaux.
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1.5.1 En France

• Comités de sélection poste de Maître de Conférence et Agrégé Préparateur

— 2013 McF : LJK Grenoble, profil Optimisation (26).

— 2014 McF : ENSEEIHT Toulouse, profil Traitement du signal et des images (61).

— 2014 McF : L2S Orsay, profil Traitement d’images astrophysique (61).

— 2015 McF : INSA de Rouen, profil Apprentissage statistique et science des données
(61).

— 2016 McF : Université de Bourgogne, profil Contrôle, Optimisation et Transport (26).

— 2018 Agrégé préparateur : LPENSL.

— 2018 McF : Université de Bordeaux, profil Optimisation et traitement d’images (26).

— 2019 McF : Ensimag, profil Traitement d’images (61)

— 2020 McF : FIMI-CREATIS, profil Problèmes inverses (26, 27).

— 2020 McF en tenure track : CentraleSupélec, profil Problèmes inverses (26, 61).

— 2021 McF : SeaTech, profil Signal, image, vision, data, apprentissage (61).

— 2021 McF : Université de Savoie Mont-Blanc, profil Traitement et analyse d’images
(26).

• Depuis 2015, je suis membre du Comité de direction du GdR ISIS et responsable des rela-
tions Inter-GdR, internationales, et ouverture vers l’extérieur. Mes missions sont :

— d’échanger avec les autres GdRs qui souhaiteraient organiser des journées communes.

— la participation à l’évaluation des projets du GdR ISIS avec les autres membres du
Comité de direction.

— la gestion de la gazette du GdR ISIS. Lorsque Laure Blanc-Féraud (CNRS, I3S) était à
la direction nous avons fait revivre la Gazette du GdR ISIS, sous forme electronique.
Celle-ci est envoyée tous les 4-5 mois. Elle contient un Edito et annonce les actualités
du GdR ISIS, des sociétés savantes et associations qui l’entourent (Club EEA, AMIES,
GRETSI), de l’Académie des sciences, du club des partenaires. Elles récapitule les in-
formations contenues dans le kiosque. Cette gazette est crée en collaboration avec
Michel Jordan (ENSEA) et la direction du GdR ISIS.

— la cartographie des compétences du GdR ISIS. Lors de l’AG de 2017, une cartogra-
phie des compétences avait été effectuée grace à une analyse par graphe sur la base
de données des membres du GdR ISIS. Nous avions regardé comment avaient évolué
les compétences au cours du temps entre 1988 et 2016. Les affiches créées sont dis-
ponibles sur ce lien. En 2021, suite à une demande du CNRS, en collaboration avec J.
Idier (CNRS, Ecole Centrale Nantes), nous avons identifié un nombre de mots-clés dis-
cutés puis validés auprès du comité de direction, du club des partenaires et de l’INSII.
La prochaine étape concerne la représentation des statistiques associées par exemple
sous forme de carte sur le site du GdR ISIS.

• Depuis Juin 2021 : Secrétaire du Comité de liaison du groupe SMAI-MODE.

1.5.2 A l’étranger

• Depuis 2016 : Membre du comité technique IEEE MLSP. J’ai participé au sous-comité “Vi-
sibilité” puis “Award”.

• 2015-2018 : Membre du comité EURASIP SAT Signal and Data Analytics for Machine Lear-
ning.
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1.6 Contrats et projets de recherche

1.6.1 PI

— 2019-2024 – Projet ANR JCJC Multisc-In portant sur l’estimation multi-échelle et la détec-
tion d’interfaces. Le financement est de 182ke. Les chercheurs partenaires à ce projet sont
M. Foare (CPE Lyon, ENS de Lyon), Luis Briceño-Arias (Chili), L. Condat (GIPSA-lab puis
KAUST). Hoang Trieu Vy Le (doctorant) a rejoint le projet dans le cadre d’une thèse.

— 2017-2019 – Défi CNRS Imag’In SIROCCO portant sur la segmentation de série d’images
d’un financement de 15ke. Les chercheurs partenaires à ce projet étaient L.Condat (KAUST),
H. Wendt (IRIT), V. Vidal, P. Abry, J.-C. Géminard.

— Avril-Juillet 2018 – Equipe conseil pour la société AZOTH SYSTEMS sur le thème Appren-
tissage supervisé au service de la prévention des accidents de décompression en plongée.
Budget : 6 keuros. En collaboration avec Patrick Flandrin.

— 2016-2017 – Financement industriel TOTAL protant sur l’Optimisation pour l’apprentissage
supervisé parcimonieux. Budget : 100ke (financement d’un an post-doctorat + environne-
ment). Prototype transmis dans l’antenne TACS de TOTAL.

— 2014-2015– JCJC GdR ISIS GALILEO sur le thème Segmentation de signaux et images par
analyse d’invariance d’échelle, régularité locale et optimisation convexe non-lisse. Il s’agis-
sait d’un financement de 5ke. Les chercheurs partenaires à ce projet étaient H. Wendt (IRIT),
N. Dobigeon (IRIT) et P. Abry (LPENSL).

1.6.2 Membre

— 2007-2010 – ANR OPTIMED dont le sujet est “Algorithmes d’optimisation décomposés pour
les problèmes d’imagerie médicale de grande taille.” Les laboratoires impliqués étaient le
LIGM (PI : J.-C. Pesquet), le LS2N, le CEA SHFJ, et le CEA Neurospin.

— 2012-2013 – PEPS Bio-Maths-Info PROMIS dont le sujet est “Proximal algorithms for Struc-
tured Illumation Microscopy”. Les participants étaient J. Boulanger –PI– (Institut Curie, Pa-
ris) et L. Condat (Gipsa-lab, Grenoble).

— 2014-2017 – ANR ASTRES dont le sujet est “Analyse, Synthèse et Transformations par Réal-
location, EMD et Synchrosqueezing ”. Les laboratoires impliqués étaient le LPENSL (PI : P.
Flandrin), le LJK, le Gipsa-lab et l’IREENA.

— 2014 - 2017 – ANR GRAPHSIP dont le sujet est “Traitement de signaux sur graphes”. Les la-
boratoires impliqués étaient UNICAEN (PI : O. Lezoray), le GIPSA-lab, le LIGM, et le LPENSL.

— 2015 - 2016 – Défi Imag’In OPTIMISTE dont le sujet est “Optimisation stochastique en ima-
gerie hyperspectrale”. Les laboratoires impliqués étaient le LIGM (PI : J.C. Pesquet), le LJLL,
le LPENSL, l’INT, l’I2M, et l’IRIT.

— 2015 - 2016 – Défi InFIniTI CNRS OptMatGeo dont le sujet est “Optimisation non lisse
des matrices de transfert pour la géographie électorale”. Les laboratoires impliqués sont le
LPENSL (PI : P. Jensen) et Sciences Po Paris.

— 2017-2019 – Projet Mastondons AGADIR dont le sujet est “Adaptation et Graphes dyna-
miques pour l’Apprentissage DIstribué sur les grands Réseaux”. Les laboratoires impliqués
étaient les Laboratoire Joseph-Louis Lagrange (PI : C. Richard), CVN, GIPSAlab, LPENSL,
L2S.

— 2017-2021 – ANR MULTIFRACS dont le sujet est “Théorie et méthodes multifractales pour
les systèmes multivariés de grande taille - Applications à l’analyse libre à l’échelle de l’ana-
lyse de la dynamique cérébrale”. Les laboratoires impliqués sont le LPENSL (PI : P. Abry), le
CEA/DRF/NEUROSPIN, l’IRIT et le LAMA.
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— 2018-2021 – SBI ACADEMICS dont le sujet est “Apprentissage machine et science des don-
nées pour les modèles complexes et dynamiques”. Les laboratoires impliqués sont le LPENSL
(PI : P. Borgnat), l’ICJ, le LIP, le LIRIS et le Laboratoire Hubert Curien.

— 2019-2021 – Pack Ambition Recherche GREENDAM dont le sujet est “Évaluation de la trans-
parence sédimentaire des ouvrages hydro-électriques, éléments opérationnels pour pro-
mouvoir une énergie hydraulique vertueuse”. Les laboratoires impliqués sont EVS (PI : H.
Piégay) et le LPENSL.

— 2019-2023 – ANR NanoPoRep dont le sujet est “Profilage génomique haute performance
de la réplication de l’ADN par séquençage nanopore”. Les laboratoires impliqués sont le
LPENSL (PI :B. Audit) et l’IBENS.

1.7 Enseignement

Je mentionne ici uniquement les enseignements effectués après ma thèse. Entre 2012 et 2015,
j’ai régulièrement été sollicitée pour participer à des enseignements en traitement du signal, pro-
blèmes inverses et optimisation : cours de traitement du signal à l’ENS de Lyon au niveau M1
Science de la Matière (18h de cours), cours d’optimisation dans le M2 Maths en Action de l’Univ.
Lyon1 (6h de cours), cours d’optimisation de 12h à CPE Lyon, cours d’optimisation sur graphes
aux étudiants de l’ENS de Lyon dans le Master Systèmes Complexes (10h). Je rapporte régulière-
ment des rapports de stage dans les différentes formations au sein de l’ENS de Lyon. Je participe
également à des jurys de soutenance de stage. Plus d’informations pour chacun de ces cours sont
données ci-dessous :

— Traitement du signal dans le M1 Science de la Matière à l’ENSL (Cours partagé avec P. Bor-
gnat). Il s’agit de 12h de cours et 6h de TP. J’ai effectué ce cours tous les ans entre 2013 et
2016 au 2nd semestre. Le contenu du cours était le suivant : Filtrage, estimation spectrale
non-paramétrique/paramétrique, temps-fréquence, ondelettes. TP sur le signal analytique,
TP sur l’estimation spectrale, TP sur les ondelettes.

— Optimisation pour la statistique en grande dimension appliquée à la génomique (Cours
partagé avec F. Picard (CNRS, LBBE), V. Viallon (CNRS, ICJ), L. Jacob (CNRS, LBBE)) dans le
M2 Maths en Action de l’Université Lyon 1. Il s’agissait initiallement de 4h de cours et de
2h de TP mais depuis 2 ans il est composé de 6h de cours et 4h de TP. J’enseigne ce cours
tous les ans depuis 2014, au 2ème semestre. Le contenu du cours est le suivant : Optimisa-
tion convexe différentiable, sous-différentielle, conjuguée, opérateur proximal, algorithme
forward-backward. TP sur l’implémentation des méthodes proximales pour un problème de
détection de changements et de sélection de variables en génomique. Plus récemment j’ai
ajouté à ce cours les algorithmes stochastiques et les algorithmes déroulés.

— Optimisation sur graphes (Cours partagé avec P. Borgnat) dans le M2 Systèmes Complexes
de l’ENSL. Il s’agissait de 6h de cours, 4h de TP. J’ai enseigné ce cours du 1er semestre entre
2014 et 2019. Son intitulé et contenu a évolué chaque année. Le contenu du cours est le sui-
vant : Optimisation convexe différentiable, sous-différentielle, conjuguée, opérateur proxi-
mal, algorithme forward-backward, algorithme Douglas-Rachford, algorithme primaux-duaux
dont ADMM. TP sur l’implémentation des méthodes proximales pour des problémes de dé-
bruitage de maillage 3D.

— Introduction à l’optimisation convexe pour les 4ème année ETI de CPE Lyon. Il s’agissait de
4h de cours sur la période 2015-2018. Le contenu du cours était le suivant : optimisation dif-
férentiable, optimisation non-différentiable. TP de restauration d’images (inversion directe,
Tikhonov, restauration TV).

— Problèmes inverses (Cours partagé avec L. Condat) dans le M2 SIGMA, Grenoble-INP. Il
s’agissait de 4h de cours sur la période 2015-2018. Le contenu du cours était le suivant :
introduction aux problèmes inverses, exemples, critères rencontrés, algorithmes proximaux
(forward-backward, algorithme primaux-duaux dont ADMM). TP de restauration d’images.
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— Apprentissage machine (Cours partagé avec P. Borgnat, P. Abry et F. Picard) dans le M2 Sys-
tèmes Complexes de l’ENSL. Il s’agit de 6h de cours. Il s’agit d’un cours du 1er semestre
débuté en 2020. Le contenu du cours est le suivant : Introduction aux critères rencontrés en
machine learning, optimisation convexe différentiable, sous-différentielle, conjuguée, opé-
rateur proximal, algorithme forward-backward, algorithme primaux-duaux dont ADMM, al-
gorithmes stochastiques, algorithmes déroulés.

— Fondements mathématiques de l’apprentissage profond (Cours partagé avec R. Gribonval
(INRIA, LIP) et A. Garivier(UMPA)) dans le M2R Maths de l’ENSL. Il s’agit de 6h de cours. Il
s’agit d’un cours du 2nd semestre débuté en 2020. Le contenu du cours est le suivant : Intro-
duction générale à l’optimisation et aux schémas proximaux, classe des fonctions convexes
s.c.i. et propres, coercivité, existence et unicité, sous-différentielle, conjuguée, opérateur
proximal, convergence faible/forte, opérateur Lipschitz continu, Théorème de Banach-Picard,
opérateurs moyennés, Théorème convergence faible pour opérateurs moyennés. Conver-
gence faible de gradient et du point proximal, puis de forward-backward par composition
d’opérateurs alpha-moyennés, taux de convergence pour FB dans le cas fortement convexe,
worst-case complexity, descente de gradient/forward-backward stochastique, algorithmes
déroulés : forward-backward déroulé, LISTA, lien entre prox et fonctions d’activations, ro-
bustesse de réseau.

1.8 Responsabilités administratives

— 2021 : Recensement des thèmes de recherche en IA au sein du LPENSL.

— 2021 : Création du site web l’ANR JCJC MULTISC-IN.

— Depuis 2020 : Gestion du site web des séminaires MLSP de l’ENSL.

— Depuis 2020 : Gestion du site web de l’Equipe SiSyPhe du LPENSL.

— 2020 : Présentation orale devant le comité d’évaluation HCERES 2020 en collaboration avec
V. Vidal sur le projet SIROCCO (collaboration physique/traitement du signal).

— 2015-2019 : Membre nommée du Conseil de Laboratoire du LPENSL.

— 2013-2019 : Correspondante bibliothèque (gestion d’un budget de 8 ke pour les ouvrages et
20 ke pour les périodiques)

— 2015 : Présentation orale devant le comité d’évaluation HCERES 2015.

— 2015 : En charge de la rédaction du chapitre "Instrumentation et imagerie" du rapport HCERES
2015 en collaboration avec Romain Volk (LabPhy ENSL).

— 2012-2015 : Création et gestion du site web l’ANR ASTRES.

— 2008-2010 : Responsable du site web de l’ANR OPTIMED.

1.9 Vulgarisation scientifique

— Article dans HIGHLIGHTS 2015, LPENSL.

— Article dans Wiley Encyclopedia of Electrical and Electronics Engineering, Feb. 2016, Wavelet-
based Image Deconvolution and Reconstruction.

— Couverture HIGHLIGHTS 2020, LPENSL avec une image obtenue dans la collaboration du
Defi Imag’In SIROCCO.

— Accueil de collégiens.
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1.10 Publications

Journaux internationaux acceptés :
[R1] L. Denneulin, M. Langlois, E. Thiebaut, and N. Pustelnik “RHAPSODIE : Reconstruction of

High-contrAst Polarized SOurces and Deconvolution for cIrcumstellar Environments,” accep-
ted to A&A, 2021.

[R2] B. Pascal, S. Vaiter, N. Pustelnik, and P. Abry, “Automated data-driven selection of the hyper-
parameters for Total-Variation based texture segmentation,” accepted to Journal of Mathe-
matical Imaging and Vision, 2021.

[R3] M. Jiu and N. Pustelnik, “A deep primal-dual proximal network for image restoration,” IEEE
JSTSP Special Issue on Deep Learning for Image/Video Restoration and Compression, vol.
5, no. 2, pp. 190–203, 2021.

[R4] E. Horne, J. Schmitt, N. Pustelnik, S. Joubaud. P. Odier “Variational Mode Decomposition for
estimating critical reflected internal wave in stratified fluid,” Experiments in Fluids vol. 62,
no. 5, pp. 1–13, 2021.

[R5] B. Pascal, N. Pustelnik, and P. Abry, “Strongly Convex Optimization for Joint Fractal Feature
Estimation and Texture Segmentation,” Applied and Computational Harmonic Analysis,
vol. 54, pp 303-322, 2021.

[R6] P. Abry, N. Pustelnik, S. Roux, P. Jensen, P. Flandrin, R. Gribonval, C.-G. Lucas, E. Guichard,
P. Borgnat, N. Garnier, B. Audit, “Spatial and temporal regularization to estimate COVID-19
Reproduction Number R(t) : Promoting piecewise smoothness via convex optimization,” PLoS
One, vol. 15, no. 8, Aug. 2020.

[R7] B. Pascal, N. Pustelnik, P. Abry, J.-C. Géminard, V. Vidal, “Parameter-free and fast non-linear
piecewise filtering. Application to experimental physics,” Annals of Telecommunications,
vol. 75, pp. 655-671, Oct. 2020.

[R8] M. Foare, N. Pustelnik, and L. Condat, “Semi-linearized proximal alternating minimization
for a discrete Mumford-Shah model,” IEEE Trans. on Image Processing, vol. 29, pp 2176-
2189, Oct. 2019.

[R9] Y. Kaloga, M. Foare, N. Pustelnik, and P. Jensen, “Discrete Mumford-Shah on graph for mixing
matrix estimation," IEEE Signal Processing Letters, vol. 26, no. 9, pp. 1275-1279, Sept. 2019.

[R10] J. Colas, N. Pustelnik, C. Oliver, J.-C. Géminard, V. Vidal, “Nonlinear denoising for solid fric-
tion dynamics characterization," Physical Review E, 100, 032803, Sept. 2019.

[R11] M. Jiu, N. Pustelnik, S. Janaqi, M. Chebre, P. Ricoux, “Sparse hierarchical interaction learning
with epigraphical projection," Journal of Signal Processing Systems, vol. 92, pp. 637–654,
2019.

[R12] J. Boulanger, N. Pustelnik, L. Condat, T. Piolot, L. Sengmanivong, “Nonsmooth convex opti-
mization for Structured Illumination Microscopy image reconstruction," Inverse problems,
vol. 34, no. 9, 22 pp., July 2018.

[R13] P. Abry, J. Spilka, R. Leonarduzzi, V. Chudacek, N. Pustelnik, M. Doret, “Sparse learning for
Intrapartum fetal heart rate analysis," Biomedical Physics & Engineering Express, vol. 4,
no. 3, pp. 034002, 2018.

[R14] N. Pustelnik, L. Condat, “Proximity Operator of a Sum of Functions ; Application to Depth
Map Estimation,” IEEE Signal Processing Letters, vol. 24, no. 12, pp. 1827 - 1831, Dec. 2017.

[R15] J. Frecon, N. Pustelnik, N. Dobigeon, H. Wendt, and P. Abry, “Bayesian selection for the re-
gularization parameter in TVl0 denoising problems,” IEEE Trans. on Signal Processing, vol.
65, no. 25, pp. 5215 - 5224, Jun. 2017.

[R16] J. Spilka, J. Frecon, R. Leonarduzzi, N. Pustelnik, P. Abry, M. Doret, “Sparse Support Vector
Machine for Intrapartum Fetal Heart Rate Classification,” IEEE Journal of Biomedical and
Health Informatics, vol. 21, no. 3, pp. 664 - 671, May 2017.

[R17] G. Michau, N. Pustelnik, P. Borgnat, P. Abry, A. Nantes, A. Bhaskar, E. Chung, “A primal-dual
algorithm for link dependent origin destination matrix estimation,” IEEE Transactions on
Signal and Information Processing over Networks, vol. 3, no. 1, pp. 104 - 113, Mar. 2017.

[R18] N. Pustelnik, H. Wendt, P. Abry, N. Dobigeon, “Local regularity, wavelet leaders and total va-
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riation based procedures for texture segmentation,” accepted to IEEE Trans. on Computatio-
nal Imaging, vol. 2, no. 4, pp. 468–479, Dec. 2016.

[R19] J. Frecon, G. Didier, N. Pustelnik, and P. Abry, “Non-Linear Wavelet Regression and Branch
and Bound Optimization for the Full Identification of Bivariate Operator Fractional Brow-
nian Motion,” accepted to IEEE Trans. on Signal Processing, vol. 64, no. 15, pp. 4040–4049,
Aug. 2016.

[R20] J. Frecon, N. Pustelnik, P. Abry, and L. Condat, “Fast and On-the-fly Approximation of Multi-
variate Total Variation Minimization,” IEEE Trans. on Signal Processing, vol. 64, no. 9, pp.
2355–2364, May 2016.

[R21] N. Pustelnik, A. Benazza-Benhayia, Y. Zheng, J.-C. Pesquet, “Wavelet-based Image Deconvo-
lution and Reconstruction,” accepted to Wiley Encyclopedia of Electrical and Electronics
Engineering, 2016. Tutorial paper.

[R22] G. Chierchia, N. Pustelnik, J.-C. Pesquet, B. Pesquet-Popescu, “Epigraphical splitting for sol-
ving constrained convex formulations of inverse problems with proximal tools,” Signal, Image
and Video Processing, vol.9, no. 8, pp.1737–1749, Nov. 2015.

[R23] G. Chierchia, N. Pustelnik, B. Pesquet-Popescu, J.-C. Pesquet, “A Non-Local Structure Tensor
Based Approach for Multicomponent Image Recovery Problems,” IEEE Trans. Image proces-
sing, Vol. 23, no. 12, pp. 5233–5248, Oct. 2014.

[R24] J. Schmitt, N. Pustelnik, P. Borgnat, P. Flandrin, and L. Condat, “A 2-D Prony-Huang Trans-
form : A New Tool for 2-D Spectral Analysis,” IEEE Trans. Image processing, Vol. 23, no. 12,
pp. 5531–5544, Oct. 2014.

[R25] C.R. Johnson, P. Messier, W.A. Sethares, A.G. Klein, C. Brown, A.H. Do, P. Klausmeyer, P. Abry,
S. Jaffard, H. Wendt, S. Roux, N. Pustelnik, N. van Noord, L. van der Maaten, E. Potsma, J.
Coddington, L.A. Daffner, H. Murata, H. Wilhelm, S. Wood, M. Messier, “Pursuing automated
classification of historic photographic papers from raking light photomicrographs," Journal
of the American Institute for Conservation, vol. 53, no. 3, pp. 159–170, 2014.

[R26] N. Pustelnik, P. Borgnat, P. Flandrin “Empirical Mode Decomposition revisited by multicom-
ponent non smooth convex optimization,” Signal Processing, vol. 102, pp. 313–331, Sept.
2014.

[R27] Y. Berthoumieu, Ch. Dossal, N. Pustelnik, F. Turcu et Ph. Ricoux, “An evaluation of the spar-
sity degree for sparse recovery with deterministic measurement matrices,” Journal of Mathe-
matical Imaging and Vision, vol. 48, pp. 266–278, 2013.

[R28] J.-C. Pesquet and N. Pustelnik, “A Parallel Inertial Proximal Optimization Method,” Pacific
Journal of Optimization, vol. 8, no. 2, pp. 273–305, Apr. 2012.

[R29] N. Pustelnik, J.-C. Pesquet, and C. Chaux, “Relaxing Tight Frame Condition in Parallel Proxi-
mal Methods for Signal Restoration,” IEEE Transactions on Signal Processing, vol. 60, no. 2,
pp. 968–973, Feb. 2012.

[R30] N. Pustelnik, C. Chaux, and J.-C. Pesquet, “Parallel ProXimal Algorithm for image restora-
tion using hybrid regularization,” IEEE Transactions on Image Processing, vol. 20, no. 9,
pp. 2450-2462, Sep. 2011.

[R31] L. M. Briceño-Arias, P. L. Combettes, J.-C. Pesquet, and N. Pustelnik, “Proximal algorithms
for multicomponent image processing,” Journal of Mathematical Imaging and Vision, vol.
41, no. 1, pp. 3-22, Sep. 2011.

Journaux nationaux :

[R1] L. Chaari, E. Chouzenoux, N. Pustelnik, C. Chaux et S. Moussaoui, “OPTIMED : Optimisation
itérative pour la résolution de problèmes inverses de grande taille,” Traitement du signal, Vol.
28, No. 3-4, pp. 329-374, 2011.

Conférences internationales :

[C1] B. Pascal, V. Mauduit, N. Pustelnik, P. Abry “Scale-free Texture Segmentation : Expert Feature-
based versus Deep Learning strategies," EUSIPCO 2020, Amsterdam, Pays-Bas, Jan. 18-21,
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2021.
[C2] L. Denneulin, M. Langlois, N. Pustelnik, I. Loris, E. Thibaut “Primal-dual splitting scheme

with backtracking for handling with epigraphic constraint and sparse analysis regulariza-
tion," iTwist, Nantes, France, Dec. 2-4, 2020.

[C3] B. Pascal, N. Pustelnik, P. Abry, M. Serres, V. Vidal “Joint estimation of local variance and local
regularity for texture segmentation. Application to multiphase flow characterization," IEEE
ICIP, Athens, Greece, Oct. 7-10, 2018.

[C4] M. Jiu, N. Pustelnik, L. Qi “Multiclass SVM With Hierarchical Interaction : Application To Face
Classification," IEEE MLSP, Aalborg, Danemark, Sept. 17-20, 2018.

[C5] N. Pustelnik, L. Condat, “Proximity operator of a sum of functions : Application to image
segmentation," SIAM Conference on Imaging Science, Bologna, Italy June, 5-8 2018.

[C6] B. Pascal, N. Pustelnik, P. Abry, “Combining Local Regularity Estimation and Total Variation
Optimization for Scale-Free Texture Segmentation," SIAM Conference on Imaging Science,
Bologna, Italy June, 5-8 2018.

[C7] M. Foare, N. Pustelnik, L. Condat, “Semi-Linearized Proximal Alternating Minimization for a
Discrete Mumford-Shah Model," SIAM Conference on Imaging Science, Bologna, Italy June,
5-8 2018.

[C8] M. Foare, N. Pustelnik, L. Condat “A new proximal method for joint image restoration and
edge detection with the Mumford-Shah model," IEEE ICASSP, Calgary, Alberta, Canada, Apr.
15-20, 2018.

[C9] B. Pascal, N. Pustelnik, P. Abry, J.-C. Pesquet “Block-coordinate proximal algorithms for scale-
free texture segmentation," IEEE ICASSP, Calgary, Alberta, Canada, Apr. 15-20, 2018.

[C10] J. Frecon, N. Pustelnik, N. Dobigeon, H. Wendt, and P. Abry “Bayesian-driven criterion to
automatically select the regularization parameter in the l1-Potts model," IEEE ICASSP, New-
Orleans, USA, May, 5-9 2017.

[C11] G. Chierchia, N. Pustelnik, J.-C. Pesquet “Random primal-dual proximal iterations for sparse
multiclass SVM," IEEE MLSP, Vietri sul Mare, Salerno, Italy, Sep. 13-16, 2016

[C12] M. Jiu, N. Pustelnik, M. Chebre, S. Janaqi, P. Ricoux “Multiclass SVM with graph path coding
regularization for face classification," IEEE MLSP, Vietri sul Mare, Salerno, Italy, Sep. 13-16,
2016.

[C13] J. Frecon, N. Pustelnik, H. Wendt, L. Condat, and P. Abry “Multifractal-based texture segmen-
tation using variational procedure," IEEE IVMSP, Bordeaux, France, Jul., 11-12 2016.

[C14] J. Frecon, R. Fontugne, G. Didier, N. Pustelnik, K. Fukuda, and P. Abry “Non-linear regres-
sion for bivariate self-similarity identification - Application to anomaly detection in Internet
traffic based on a joint scaling analysis of packet and byte counts," IEEE ICASSP, Shanghai,
China, Mar, 20-25 2016.

[C15] P. Flandrin, N. Pustelnik, P. Borgnat, “On Wigner-based sparse time-frequency distributions,”
IEEE CAMSAP, Cancun, Mexico, Dec. 13-16 2015.

[C16] J. Frecon, N. Pustelnik, H. Wendt, and P. Abry “Multivariate optimization for multifractal-
based texture segmentation," IEEE ICIP, Quebec City, Canada, Sept, 27-30 2015.

[C17] J. Schmitt, E. Horne, N. Pustelnik, S. Joubaud, P. Odier “An improved variational mode de-
composition method for internal waves separation," EUSIPCO, Nice, France, Aug. 31- Sep. 4
2015.

[C18] J. Spilka, J. Frecon, R.F. Leonarduzzi, N. Pustelnik, P. Abry, M. Doret “Intrapartum Fetal Heart
Rate classification from Trajectory in Sparse SVM feature space," IEEE EMBC, Milan, Italy,
Aug. 25-29 2015.

[C19] R.F. Leonarduzzi, J. Spilka, J. Frecon, H. Wendt, N. Pustelnik, S. Jaffard, P. Abry, M. Doret “P-
leader multifractal analysis and sparse SVM for intrapartum fetal acidosis detection,” IEEE
EMBC, Milan, Italy, Aug. 25-29 2015.

[C20] G. Chierchia, N. Pustelnik, J.-C. Pesquet, and B. Pesquet-Popescu, “An Epigraphic Splitting
Technique for Sparse Multiclass SVM," SPARS, Cambridge, UK, July 6-9, 2015.

[C21] G. Michau, P. Borgnat, N. Pustelnik, P. Abry, A. Nantes, E. Chung, “Estimating link-dependen
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origin-destination matrices from sample trajectories and traffic counts,” IEEE ICASSP, Bris-
bane, Australia, April 19-24, 2015

[C22] N. Pustelnik, P. Abry, H. Wendt, and N. Dobigeon, “Inverse problem formulation for regularity
estimation in images,” IEEE ICIP, La Défense, Paris, France, October 27-30, 2014. Top 10%
papers.

[C23] J. Frecon, N. Pustelnik, N. Dobigeon, H. Wendt, and P. Abry, “Hybrid Bayesian variational
scheme to handle parameter selection in total variation signal denoising,” EUSIPCO, Lisbon,
Portugal, Sept, 1-5 2014.

[C24] J. Schmitt, N. Pustelnik, P. Borgnat, and P. Flandrin, “2D Hilbert-Huang Transform,” IEEE
ICASSP, Florence, Italy, May 4-9, 2014

[C25] G. Cherchia, N. Pustelnik, J.-C. Pesquet, and B. Pesquet-Popescu, “Epigraphic proximal pro-
jection for sparse Multiclass SVM,” IEEE ICASSP, Florence, Italy, May 4-9, 2014.

[C26] J. Boulanger, N. Pustelnik, L. Condat, “Non-smooth convex optimization for an efficient re-
construction in structured illumination microscopy,” IEEE ISBI, Beijing, China, April 28-May
2, 2014.

[C27] L. Condat, J. Boulanger, N. Pustelnik, S. Sahnoun, L. Sengmanivong “A 2-D spectral analysis
method to estimate the modulation parameters in structured illumination microscopy,” IEEE
ISBI, Beijing, China, April 28-May 2, 2014.

[C28] N. Saulig, N. Pustelnik, P. Borgnat, P. Flandrin, and V. Sucic, “Instantaneous counting of com-
ponents in nonstationary signals," EUSIPCO, Marrakech, Morocco, Sept. 9-13, 2013. Invited
paper.

[C29] N. Pustelnik, H. Wendt, and P. Abry, “Local regularity for texture segmentation : combining
wavelet leaders and proximal minimization,” IEEE ICASSP, Vancouver, Canada, May 26-31,
2013.

[C30] G. Cherchia, N. Pustelnik, J.-C. Pesquet, and B. Pesquet-Popescu, “An epigraphical convex
optimization approach for multicomponent image restoration using non-local structure ten-
sor,” IEEE ICASSP, Vancouver, Canada, May 26-31, 2013

[C31] N. Pustelnik, P. Borgnat, and P. Flandrin, “A multicomponent proximal algorithm for Empi-
rical Mode Decomposition,” EUSIPCO, Bucharest, Romania, August, 27-31, 2012.

[C32] N. Pustelnik, C. Dossal, F. Turcu, Y. Berthoumieu, and Ph. Ricoux, “A greedy algorithm to
extract sparsity degree for l1/l0-equivalence in a deterministic context,” EUSIPCO, Bucharest,
Romania, August, 27-31, 2012.

[C33] G. Cherchia, N. Pustelnik, J.-C. Pesquet, and B. Pesquet-Popescu, “A proximal approach for
constrained cosparse modelling,” IEEE ICASSP, Kyoto, Japan, March 25-30, 2012.

[C34] C. Chaux, C. Comtat, J.-C. Pesquet, and N. Pustelnik, “Dynamic PET Reconstruction using Pa-
rallel ProXimal Algorithm," SIAM Conference on Optimization, Darmstadt, Germany, May
16-19, 2011. Invited paper.

[C35] N. Pustelnik, C. Chaux, J.-C. Pesquet, and C. Comtat, “Parallel Algorithm and Hybrid Regu-
larization for Dynamic PET Reconstruction,” IEEE MIC , Knoxville, Tennessee, Oct. 30 - Nov.
6 2010.

[C36] L. M. Briceño-Arias, P. L. Combettes, J.-C. Pesquet, and N. Pustelnik, “Proximal method for
geometry and texture image decomposition,” IEEE ICIP, Honk Kong, 26-29 Septembre 2010.

[C37] N. Pustelnik, J.-C. Pesquet, and C. Chaux, “Proximal methods for image restoration using a
class of non-tight frame representations,” EUSIPCO, Aalborg, Danmark, 23-27 August 2010.

[C38] C. Chaux, J.-C. Pesquet, and N. Pustelnik, “Frame-based proximal algorithms for Poisson
data recovery," SIAM Conference on Imaging Science, Chicago, Illinois, April 12-14 2010.
Invited paper.

[C39] N. Pustelnik, C. Chaux, J.-C. Pesquet, F. C. Sureau, E. Dusch, and C. Comtat, “Adapted Convex
Optimization Algorithm for Wavelet-Based Dynamic PET Reconstruction,” Fully3D , Beijing,
China, September 5-10, 2009.

[C40] L. Chaari, N. Pustelnik, C. Chaux, and J.-C. Pesquet, “Solving inverse problems with over-
complete transforms and convex optimization techniques," SPIE, San Diego, California, USA
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, August 2-6, 2009. (Invited)
[C41] N. Pustelnik, C. Chaux, and J.-C. Pesquet, “A wavelet-based quadratic extension method for

image deconvolution in the presence of Poisson noise,” IEEE ICASSP, Taipei, Taiwan , April
19-24, 2009.

[C42] N. Pustelnik, C. Chaux, and J.-C. Pesquet, “A constrained forward-backward algorithm for
image recovery problems,” EUSIPCO, Lausanne, Switzerland, August 25-29, 2008.

Conférences nationales :
[C1] L. Denneulin, M. Langlois, N. Pustelnik, E. Thiébaut “Reconstruction polarimétrique d’en-

vironnements circumstellaires à partir des données ESO/VLT-SPHERE IRDIS," GRETSI, Lille,
France, Aug. 26-29, 2019.

[C2] B. Pascal, T. Busser, N. Pustelnik, P. Abry and V. Vidal “Segmentation d’images texturées en
grande dimension. Application à l’analyse d’écoulements," GRETSI, Lille, France, Aug. 26-29,
2019.

[C3] J. Frecon, N. Pustelnik, N. Dobigeon, H. Wendt, and P. Abry, “Sélection du paramètre de régu-
larisation dans le problème l2-Potts ," GRETSI, Juan-les-Pins, France, September 5-8, 2017.

[C4] L. Condat, N. Pustelnik, “Segmentation d’image par optimisation proximale," GRETSI, Lyon,
France, September 8-11, 2015.

[C5] J. Frecon, N. Pustelnik, H. Wendt, and P. Abry, “Variation totale multivariée pour la détection
de changement du spectre multifractal," GRETSI, Lyon, France, September 8-11, 2015.

[C6] G. Michau, P. Borgnat, N. Pustelnik, P. Abry, A. Nantes, E. Chung “Estimating link-dependent
origin-destination matrices from sample trajectories and traffic counts," GRETSI, Lyon, France,
September 8-11, 2015.

[C7] N. Pustelnik, H. Wendt, and P. Abry, “Régularité locale pour l’analyse de texture : le mariage
des coefficients dominants et de la minimisation proximale,” GRETSI, Brest, France, Septem-
ber 3-6, 2013.

[C8] N. Pustelnik, J.-C. Pesquet, and C. Chaux, “Bancs de filtres et méthodes proximales pour la
restauration d’images,” GRETSI, Bordeaux, France, September 5-8, 2011.

[C9] N. Pustelnik, C. Chaux, and J.-C. Pesquet, “Extension des algorithmes imbriqués pour la réso-
lution de problm̀es d’optimisation convexe en imagerie,” GRETSI, Dijon, France, September
8-11, 2009.

18



Chapitre 2

Synthèse des activités de recherches

Sommaire
2.1 Du modèle direct à la formulation régularisée . . . . . . . . . . . . . . . . . . . . . 20

2.1.1 Reconstruction d’images . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

2.1.2 Détection de changements/segmentation . . . . . . . . . . . . . . . . . . . . 24

2.1.3 Apprentissage machine . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26

2.1.4 Algorithmes proximaux . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

2.1.5 Résumé des travaux de thèse . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34

2.2 La projection épigraphique, un outil clé dans la gestion de contraintes non li-
néaires . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

2.2.1 Motivations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

2.2.2 Nouvelles formes explicites de projections épigraphiques . . . . . . . . . . . 35

2.2.3 Contraintes épigraphiques pour la gestion de contraintes non-linéaires en
traitement du signal et des images . . . . . . . . . . . . . . . . . . . . . . . . . 38

2.2.4 Contraintes épigraphiques dans l’étude des environnements circumstellaires 47

2.2.5 Contraintes épigraphiques et apprentissage machine . . . . . . . . . . . . . 52

2.3 Algorithmes proximaux et grand volume de données . . . . . . . . . . . . . . . . . 58

2.3.1 Motivations et enjeux . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 58

2.3.2 Splitting or not splitting . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 59

2.3.3 Forte convexité en traitement du signal et des images. Le cas de la segmen-
tation de texture par attributs invariants d’échelles . . . . . . . . . . . . . . . 67

2.3.4 Opérateur proximal versus gradient, que choisir ? Quelques éléments de ré-
ponse. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74

2.4 Sélection des hyperparamètres . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80

2.4.1 Motivations et état-de-l’art . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80

2.4.2 Approche bayésienne hiérarchique . . . . . . . . . . . . . . . . . . . . . . . . 81

2.4.3 SURE . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86

2.4.4 Algorithmes déroulés . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 93

2.5 Applications variées des algorithmes proximaux sur des données réelles. . . . . . 96

2.6 Conclusions et perspectives . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 99

2.7 Références . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102

19



CHAPITRE 2. SYNTHÈSE DES ACTIVITÉS DE RECHERCHES

2.1 Du modèle direct à la formulation régularisée

Mes travaux visent à développer des outils numériques pour le traitement et l’analyse de don-
nées structurées (signaux, images, graphes). L’ensemble de mes travaux s’articule autour d’un ob-
jet mathématique simple qui se formule comme la minimisation d’une énergie de la forme :

x̂ ∈ Argmin
x∈H

ψ(x;z)+λϕ(x) (2.1)

où z ∈ RN modélise les données structurées de taille N que l’on souhaite analyser, x̂ ∈ H modé-
lise la quantité que l’on souhaite estimer où H est un espace d’Hilbert réel de dimension finie,
ψ : H →]−∞,+∞] est une fonction d’attache aux données qui permet d’assurer une adéquation
entre z et l’information d’intérêt,ϕ : H →]−∞,+∞] est une fonction qui intègre des a priori rela-
tifs à l’information recherchée et λ> 0 est un paramètre de régularisation permettant d’ajuster le
poids du terme d’attache aux données et le terme d’a priori.

Parmi les problèmes communément modélisés par (2.1) on peut citer la résolution de pro-
blèmes inverses par pénalisation parcimonieuse [DDDM04; PBBZP16], la segmentation de Chan-
Vese [CV01], le débruitage par variation totale [ROF92], le codage parcimonieux [OF97; JMOB11],
ou encore les problèmes d’apprentissage machine supervisés comme la classification par SVM [CV95],
ou la régression ridge/lasso [HK70; Tib96].

Les avancées sur les modalités d’acquisitions de données combinées à celles relatives aux mé-
thodes d’optimisation et également aux techniques d’extraction d’information (e.g. échantillon-
nage comprimé, algorithmes proximaux, deep-learning) ont conduit à de nouveaux cas particu-
liers de (2.1). Malgré la simplicité apparente de (2.1), cette formulation présente toujours de nom-
breuses questions fondamentales auxquelles les spécialistes en analyse de données doivent être
en mesure de répondre.

Il est par exemple indispensable d’identifier l’information x̂ souhaitée par le spécialiste (phy-
sicien, biologiste, sociologue, écologiste, . . . ) et d’identifier comment choisir ψ et ϕ de façon à
construire un problème de minimisation qui permettra d’extraire au mieux la quantité d’intérêt
mais qui aura également de bonnes propriétés en terme d’unicité et d’algorithmie. De plus, il faut
noter que de nombreuses analyses reposent sur une succession de traitements (débruitage, dé-
convolution, extraction de descripteurs, segmentation, . . . ) qui peuvent prendre la forme (2.1),
chacun d’entre eux nécessitant des choix ad hoc de paramètres et où une partie de l’information
se perd d’une étape à l’autre. Il est donc important, lorsque cela est possible, de réduire le nombre
d’étapes en les combinant comme cela est maintenant usuel entre débruitage et déconvolution.

D’autre part, la littérature en optimisation est prolifique et pour un problème de minimisa-
tion donné de nombreuses stratégies algorithmiques peuvent être employées. Il est donc néces-
saire d’identifier la plus adaptée pour un problème donné en fonction des garanties souhaitées
(convergence des itérées, convergence linéaire, temps de calcul de chaque itération, facilité d’im-
plémentation, . . . ).

Enfin, une question extrêment importante est le choix du paramètre λ, en effet celui-ci est
souvent laissé au libre arbitre de l’utilisateur mais sa valeur impacte considérablement la qualité
de l’estimation et les conclusions ou le diagnostic qui sera fait. Il est donc indispensable de savoir
estimer précisément ce paramètre.

Toutes ces questions sont au cœur de mes travaux de recherche avec des contributions en
modélisation dans des problèmes très variés, sur l’obtention de nouvelles formes explicites d’opé-
rateurs proximaux indispensables au design d’algorithmes proximaux rapides, sur la construction
et l’analyse d’algorithmes proximaux permettant de gérer de gros volumes de données, et sur le
développement de méthodes permettant le réglage de l’hyperparamètre λ.

Comme cela apparaît déjà dans cette introduction, la majorité des travaux mentionnés ne
parlent pas d’apprentissage profond. Il s’agit cependant d’un champ d’étude qui ne peut être
ignoré au vu des performances obtenues dans des nombreux domaines tels que la classification
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ou la segmentation, et même récemment en restauration d’image. J’ai donc commencé à m’inté-
resser à la construction d’algorithmes déroulés qui permettent de mettre à profit tout le savoir faire
acquis depuis des années en résolution de problèmes inverses dans le design de réseaux profonds.
Cette contribution sera présentée dans la sous-section 2.4.4 dédiée à l’estimation des paramètres.

Dans ce document, j’ai choisi de regrouper les contributions qui ont suivi ma thèse en quatre
parties :

— la section 2.2 sera dédiée aux contraintes épigraphiques qui jouent un rôle clé dans de nom-
breux problèmes de traitement de signaux et d’images mais également en apprentissage
machine. Cette section sera l’occasion de présenter les nouveaux résultats de projections
épigraphiques que nous avions obtenus dans le cadre de la thèse de Giovanni Chierchia et
également leur intérêt dans des problèmes de restauration d’images formulés sous forme
contrainte, pour la décomposition modale de signaux, pour l’analyse des environnements
circumstellaires dont les développements proviennent de la thèse de Laurence Denneulin
et enfin dans des problèmes d’apprentissage (régression ou classification) avec a priori de
parcimonie de diverses formes.

— la section 2.3 propose ensuite d’analyser différentes pistes d’accélérations dans les algo-
rithmes proximaux : d’une part à travers de nouvelles formes explicites d’opérateurs proxi-
maux associés à une somme de deux fonctions permettant d’éviter des stratégies d’éclate-
ment (splitting), puis à travers la construction d’une fonction fortement convexe dans un
contexte de segmentation de texture permettant de combiner les étapes d’estimation de
descripteurs locaux et de segmentation (résultats obtenus dans le cadre de la thèse de Bar-
bara Pascal). Je conclurai cette section par une analyse théorique de plusieurs algorithmes
proximaux de premier ordre autour de la question faut-il préférer des pas proximaux ou des
pas de descente dans un contexte où les deux stratégies sont envisageables.

— la section 2.4 se concentre sur la question du choix de/des paramètre(s) de régularisation
à travers une première contribution dans le contexte d’une formulation bayésienne hiérar-
chique menée dans le cadre de la thèse de Jordan Frécon, puis grâce au principe de SURE
(Stein Unbiased riesk estimator) étudié dans le cadre de la thèse de Barbara Pascal et enfin
à travers la construction d’un schéma d’apprentissage profond reposant sur le principe des
algorithmes déroulés.

— la section 2.5 présentera brièvement l’intérêt d’une formulation (2.1) combinée à l’usage
d’algorithmes proximaux pour diverses analyses de données réelles : en microscopie par
illumination structurée, pour l’analyse du rythme cardiaque fœtal, pour l’estimation des
matrices origine-destination dans l’étude du trafic, pour l’analyse des ondes internes et en-
fin dans l’estimation du facteur de reproduction de l’épidémie Covid19.

L’ensemble de ces résultats repose sur des notions de base en reconstruction d’image, en détection
de changement/d’interfaces et segmentation, en apprentissage machine et sur les algorithmes
proximaux que je propose de rappeler brièvement dans les sous sections 2.1.1, 2.1.2, 2.1.3 et 2.1.4.
Je ferai également un bref rappel de mes travaux de thèse dans la section 2.1.5.

2.1.1 Reconstruction d’images

Mon cœur d’expertise étant la résolution de problèmes inverses, je vais naturellement com-
mencer par introduire cette problématique.

Pour de nombreuses modalités en imagerie le modèle d’observation peut s’écrire sous la forme :

z =D(Aŭ) (2.2)

où l’objet d’étude ŭ = (ŭn)n∈Ω que l’on souhaite estimer est défini dans RN. Par exemple, un signal
1-D de taille N ou un graphe composé de N nœuds correspondent à Ω= {1, . . . ,N}. Les images 2-D
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de taille N1 ×N2 correspondent à Ω = {1, . . . ,N1}× {1, . . . ,N2}, avec n = (n1,n2) un indice 2-D. No-
tons que les images seront toujours représentées sous forme vectorisée. La dégradation linéaire

A: RN → RN relie la quantité à estimer et les données et peut prendre la forme d’un opérateur de
flou permettant de modéliser un mouvement entre la scène et la caméra, la défocalisation d’un
système d’imagerie optique, les imperfections de la lentille ou des turbulences atmosphériques.
Le flou peut être invariant spatialement, dans ce cas le produit Aŭ peut être exprimé comme une
convolution entre ŭ et la réponse impulsionnelle spatiale (PSF) [CNR03; PBBZP16] ou, comme
dans de nombreux problèmes réels, le flou peut varier spatialement à cause de distortions op-
tiques des miroirs [BW99], de turbulences atmosphériques [NPPT97] ou encore l’utilisation d’op-
tiques adaptatives [NPPT05]. Parmi les opérateurs fréquemments rencontrés on peut également
citer les opérateurs de projection de tomographie produisant des données qui sont représentées
en 2D sous forme d’un sinogramme et également les opérateurs linéaires associés à un processus
d’acquisition IRM [CPCBB10; BCC+16]. Dans de nombreuses modalités interviennent les opéra-
teurs permettant de modéliser une information manquante, par exemple provenant d’une acqui-
tion à faible résolution (i.e. super-résolution), ou d’un processus d’occultation (i.e. inpainting).
Depuis les travaux fondateurs de Candès and Tao [CRT06] en échantillonnage comprimé, il existe
également un axe de recherche qui s’attèle à construire des techniques d’acquisitions où A mo-
délise une matrice aléatoire avec N ¿ N. On peut se référer à [BCC+16; MW11; GSL+21] pour des
exemples d’intégration de ces concepts en IRM, en radio-astronomie et en endoscopie sans len-
tille.

Concernant les dégradations aléatoires D, la plus communément rencontrée est la dégrada-
tion par un bruit additif. Le modèle de dégradation se formule z = Aŭ+ε où ε est alors un vecteur
de réalisations d’un bruit de moyenne nulle et de variance σ2 ou covariance Σ, qui suit souvent
une loi gausienne. Dans les techniques d’imagerie à faible nombre de photons, il est standard de
modéliser la dégradation par un processus de Poisson puisque ce dernier est un procédé de comp-
tage apte à exprimer la distribution du nombre de photons reçus par le capteur dans un interval de
temps donné. Dans ce cas, chaque observation scalaire z j avec j ∈ {1, . . . ,N} peut être vue comme
une réalisation d’une variable aléatoire de Poisson d’intensité α(Aŭ) j où A et ŭ sont supposées
avoir des composantes positives. La variance de z j est alors égale à α(Aŭ) j et par conséquent dé-
pend de l’intensité de (Aŭ) j . On peut également avoir recours à des modèles de bruit plus réalistes
comme les modèles probabilistes Poisson-Gauss [LT05; PKDH08; CJPT15; Son09] qui reflètent à la
fois le comptage des photons et la modélisation du bruit thermique induit par l’électronique du
système d’imagerie.

Formulation régularisée En reconstruction d’image, l’objectif est de trouver une estimée û de
l’image originale ŭ à partir des mesures z. La solution est considérée comme supervisée quand A
et la statistique du bruit sont connues, sinon on parle de mode non-supervisé ou aveugle. Dans
une telle situation, l’identification des caractéristiques de dégradation doit être effectuée avant
ou simultanément à la procédure de reconstruction [LBB90; KH96]. L’ensemble de mes travaux se
concentre sur une approche supervisée.

Le modèle de dégradation fait générallement intervenir un opérateur pouvant être non-inversible
ou mal conditionné. Par conséquent, des estimateurs de la forme û = A−1z ou û ∈ Argminu‖Au−
z‖2

2 = (A∗A)−1A∗z ne sont pas envisageables ou conduisent à un estimateur irrégulier provenant
de l’amplification du bruit de mesure. Il est donc nécessaire de proposer une régularisation de la
solution.

Afin d’intuiter la formulation générique (2.1), il peut être opportun de faire appel à la formula-
tion bayésienne. Pour cela, nous supposons que u et z sont des réalisations de vecteurs aléatoires
U et Z et l’estimation peut alors être atteinte par une stratégie du Maximum A Posteriori (MAP).
L’objectif est alors d’estimer û qui maximise la distribution a posteriori µU|Z=z qui peut être refor-
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mulée par the théorème de Bayes puis par monotonie du logarithme comme :

û ∈ Argmin
u∈RN

(− log µZ|U=u(z)︸ ︷︷ ︸
vraisemblance

− logµU(u)︸ ︷︷ ︸
a priori

)
. (2.3)

Le premier terme de (2.3) quantifie la fidélité aux observations z et dépend du modèle de forma-
tion des données (2.2). A titre d’exemple, lorsque D modélise un bruit blanc Gaussien de variance
σ2, la vraisemblance prend la forme :

µZ|U=u(z) = 1

(2πσ2)
N
2

e−
‖Au−z‖2

2σ2

conduisant à

ψ(Au;z) = 1

2σ2 ‖Au−z‖2.

Ce même raisonnement permet de motiver une attache aux données de type divergence de Kullback-
Leibler lorsque le modèle d’acquisition des données est un processus de Poisson (cf. Section 2.1.5
relative à mes travaux de thèse) ou une attache aux données Huber pour des données qui suivent
une loi gaussienne pour des intensité au dessous d’un certain seuil et une loi laplacienne pour des
intensités supérieures à ce seuil [PCJ21].

Le second terme est relié à l’information a priori sur l’image originale conduisant à

ϕ(u) =− logµU(u).

Si la littérature en restauration d’image s’appuie fortement sur le modèle bayesien pour justifier le
choix de l’attache aux données, les modèles de pénalisation ont quant à eux plutôt emergé du côté
de la littérature dédiée aux ondelettes, à la parcimonie ou aux modèles variationnels continus. La
régularisation la plus connue est certainement la pénalisation par variation totale, proposée par
Rudin, Osher, et Fatemi (ROF) [ROF92]. dont la définition originale fut donnée dans une formu-
lation continue. En dimension finie, plusieurs definitions de la variation totale sont possibles et
dépendent essentiellement du choix de l’opérateur de discrétisation. La plus utilisée est la varia-
tion totale isotrope proposée par Chambolle [Cha04]. Pour la définir, on s’appuie sur l’opérateur
D: RN → R|E| avec E un sous-ensemble de Ω2, constitué de paires d’indices, qui peuvent être vues
comme les arêtes d’un graphe. La formulation usuelle de la variation totale isotrope s’exprime :

(∀u ∈RN), ϕ(u) = TV(u) = ‖Du‖2,1 =
N1∑

n1=1

N2∑
n2=1

√(
(D1 u)n1,n2

)2 + (
(D2 u)n1,n2

)2 (2.4)

avec

(D1 u)n1,n2 =
{

un1+1,n2 −un1,n2 si n1 < N1,

0 si n1 = N1,
(2.5)

et

(D2 u)n1,n2 =
{

un1,n2+1 −un1,n2 si n2 < N2,

0 si n2 = N2.
(2.6)

La pénalisation par variation totale permet d’obtenir de très bonnes performances en débruitage,
surtout si l’image contient de larges régions uniformes. Cependant, pour des images naturelles,
cette méthode laisse apparaître un effet de staircasing [Lou08] que les utilisateurs préfèrent éviter,
par exemple en astronomie où une version lissée de la variation totale est souvent utilisée. Il s’agit
de la pénalisation par variation totale hyperbolique [CBFAB97] qui s’exprime :

ϕ(u) =∑
n

√
‖(Du)n‖2

2 +ν (2.7)

faisant apparaître un paramètre supplémentaire ν> 0 à ajuster. Elle possède cependant l’avantage
de lisser l’effet constant par morceaux et de fournir une transition plus lisse qui peut apparaître
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plus réaliste dans certaines modalités d’imagerie. D’autres pénalisations avancées ont été propo-
sées dans la littérature. Par exemple les pénalisations favorisant la parcimonie dans une base ou
une trame d’ondelettes [JDCP11; PBBZP16] et dont la pénalisation prend une forme similaire à la
pénalisation par variation totale :

ϕ(u) = ‖Du‖•
où D modélise dans ce cas l’opérateur associé à la base ou trame d’ondelettes et où ‖ · ‖• est une
pénalisation favorisant la parcimonie pouvant prendre la forme d’une norme `1 ou d’une norme
mixte `1,2 [KT09] comme définie dans (2.4) offrant une flexibilité dans le choix de D et des groupes
de coefficients considérés. On peut se référer à [JMOB11; BJMO12] pour des choix de groupes
judicieux. Il existe également des formes avancées de pénalisation par variation totale comme la
variation totale généralisée (TGV) [BKP10]. On peut également noter l’utilisation de pénalisations
non-convexes [Nik05; NNZC08; CPR14], qui cependant introduisent des difficultés associées à la
minimisation.

La modélisation de ϕ comme la composition d’une fonction avec un opérateur linéaire nous
permet de modéliser la plupart des pénalisations standards convexes lisses telles que Tikhonov
[Tik63] ou la pénalisation TV hyperbolique [CBFAB97], mais également la variation totale [ROF92],
ou ses généralisations basées sur le principe de non-localité [BCM05; GO07; GO09], les pénalisa-
tions reposant sur des ondelettes ou trames dans leur formulation à l’analyse [EMR07; CPCP09],
les pénalisations basées sur des modèles de mélanges gaussiens (GMM) telles que EPLL [ZW11]
ou BM3D [DFKE07; DKE12]. On pourra également se référer à [PBBZP16; CP16] pour un aperçu
détaillé et des comparaisons de ces pénalisations. Le choix de la pénalisation est très dépendant
de l’application considérée, du temps de traitement attendu et de la structure des données qui
peut varier considérablement d’une application à l’autre.

2.1.2 Détection de changements/segmentation

Lors de mon arrivée au Laboratoire de Physique, il me tenait à coeur de m’intégrer aux théma-
tiques de l’équipe et plus généralement à celles du laboratoire. Mes travaux menés jusqu’alors (cf.
section 2.1.5) étaient essentiellement centrés sur la restauration d’images qui en tant que tels ont
trouvé assez peu d’écho au sein du laboratoire. Cependant, à travers des échanges avec Patrice
Abry, Valérie Vidal et Jean-Christophe Géminard, il est apparu que des méthodes de traitement
de données bien plus utiles dans leurs expériences étaient des méthodes de détection de chan-
gement dans des signaux, de débruitage de signaux linéaires par morceaux, de segmentation, ou
encore de détection d’interfaces afin d’étudier par exemple des signaux de collé-glissé (Stick-slip)
ou des données d’écoulements multiphases (cf. Figure 1).

La détection de changements dans des signaux est étroitement liée à la question de débrui-
tage de signaux constants par morceaux. Cette question a été largement étudiée dans la littéra-
ture et des solutions diverses existent telles que les procédures Cusum [BN93], le cadre d’infé-
rence bayésienne hiérarchique [DTS05; DTS07] ou les formulations d’optimisation fonctionnelle,
impliquant soit la norme `1 ou une pénalisation `0 sur les premières différences du signal (`2-
Potts)[Pot52; SWD14]. Cette dernière classe est celle qui nous intéresse ici car elle nous permet de
formuler dans un cadre unifié la question de détection de changement des signaux et la détec-
tion de contours dans des images, tous deux se ramenant à un problème de minimisation de la
forme (2.1).

Formellement, dans cette section on s’intéresse à la question d’estimer le signal (ou image/graphe)
ŭ et ses points de changements (resp. interfaces) ĕ à partir de données bruitées (cf. Figure 2) :{

z = ŭ+ε
ĕ = Interfaces(ŭ).
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(a)Stick-slip (b) Ecoulements multiphases

Figure 1 Illustrations associées à deux expériences menées au Laboratoire de Physique de
l’ENS de Lyon. (a) Signal de collé-glissé représentant la force adimensionnée en fonction du
temps [PPA+20] , (b) Image d’un écoulement multiphase liquide-gaz observé dans un milieu
poreux [PPA+20].

Figure 2 Illustrations représentant la notion d’interfaces dans une image composée de 9
pixels.

Entre les années 1980 et 2000, un effort de recherche important fut dédié à la construction de
modèles permettant d’effectuer des tâches de traitement d’images et en particulier des modèles
permettant de faire de la détection d’interfaces (ou des modèles de segmentation) conjointement
à une tâche de débruitage. Une façon intuitive d’introduire ces différents modèles s’appuie sur le
modèle de Mumford-Shah (MS) [MS89] qui consiste (dans une formulation continue) à estimer
conjointement û ∈ W1,2(Ω) 1, une approximation lisse par morceaux des observations z ∈ L∞(Ω),
et l’ensemble des discontinuités K ⊂Ω, telles que la paire (û,K) est une solution optimale de :

minimiser
u,K

∫
Ω

(z −u)2d y1d y2 +β
∫
Ω\K

|∇u|2d y1d y2 +χ|K|. (2.8)

Le premier terme agit comme un terme d’attache aux données et force l’approximation u à être
proche de z, le second terme autorise des petites variations sur u, excepté à la position des dis-
continuités K, et |K| correspond à la longueur totale des arcs de discontinuités K. Par conséquent,
la minimisation de ce terme permet de contrôler la longueur de |K|. Les paramètres β> 0 et χ> 0
correspondent aux paramètres de régularisation qui contrôlent le caractère lisse de l’estimée et la
longueur de K. On retrouve un modèle similaire formulé sous forme bayésienne et dans un cadre
discret dans Geman et Geman [GG84] prenant la forme du problème de minimisation suivant :

minimiser
u∈RN,e∈{0,1}|E|

1

2
‖u−z‖2

2 +β
|E|∑

i=1
|(Du)i |2(1−ei )+χ

|E|∑
i=1

ei . (2.9)

Un autre modèle permettant de favoriser ce comportement lisse par morceaux est celui de l’éner-
gie à membrane lâche (weak membrane) suggérée par Blake et Zisserman [BZ87]. Ce modèle se ra-
mène au problème standard (2.1) d’une somme d’une terme d’attache aux données et d’un terme

1. W1,2(Ω) = {
u ∈ L2(Ω) : ∂u ∈ L2(Ω)

}
où ∂ correspond à l’opérateur de dérivée faible)
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de pénalisation prenant la forme d’une quadratique tronquée :

minimiser
u∈RN

1

2
‖u−z‖2

2 +λ
∑

i
min

(
|(Du)i |2, χ̃

)
(2.10)

avec λ > 0 et χ̃ > 0. Les interfaces sont ensuite obtenues par seuillage. Plus de détails sur les liens
entre (2.13) et le modèle de Mumford-Shah et (2.9) sont présentés dans [GY95; CBFAB97].

La restriction aux fonctions constantes par morceaux du problème de Mumford-Shah conduit
au problème de segmentation pouvant être formulé via la fonctionnelle de Chan-Vese ou celle de
Potts. Dans la littérature [CEN06; CCP12], il apparaît qu’une relaxation convexe et discrète effi-
cace de la fonctionnelle de Chan-Vese continue, dont l’objectif est de segmenter en Q régions une
image z, se formule :

Θ̂ ∈ Argmin
Θ∈R(Q+1)×N

Q−1∑
q=1

〈α(q),θ(q)〉+λ
Q∑

q=1
‖DTqΘ‖2,1 + ιC(Θ), (2.11)

où 
α(q) = η(q+1) −η(q),

Tq : R(Q+1)×N →RΩ : Θ 7→ θ(q−1) −θ(q),

C = {Θ ∈R(Q+1)×N : 1 ≡ θ(0) ≥ θ(1) ≥ . . . ≥ θ(Q−1) ≥ θ(Q) ≡ 0}.

où η(q)
n correspond au coût d’assigner le pixel n dans la régionΩ(q) telle queΩ=∪qΩ

(q) et∩qΩ
(q) =

;. Dans un contexte de segmentation, le choix le plus standard est η(q) = 1
2σ2

q
(z− cq )2oùcq et σ2

q

désignent la moyenne et la variance au sein de la régionΩ(q). Le paramètre λ> 0 permet d’agir sur
la régularité des interfaces entre les régions. On obtient une estimée composée de Q régions via
û =∑Q

q=1 cq (θ̂q−1 − θ̂q ) et les interfaces sont obtenues par les points de discontinuités de Dû.
La fonctionnelle de Potts quant à elle s’écrit simplement à l’aide de la fonction de comptage

‖ ·‖0 :

minimiser
u∈RN

1

2
‖u−z‖2

2 +λ
∑

i
‖(Du)i‖0 (2.12)

et dont une approximation convexe conduit à la minimisation par variation totale :

minimize
u∈RN

1

2
‖u−z‖2

2 +λ
∑

i
‖(Du)i‖1 (2.13)

pour lesquels des liens avec la fonctionnelle de Mumford-Shah sont faits dans [CS13] à l’aide d’une
stratégie de seuillage itératif, la méthode résultante est nommée T-ROF.

Parmi les contributions récentes sur ce sujet, on peut se référer au travail de Strekalovskiy et
al. [SC14] ainsi qu’aux travaux de Storath, Weimann et collaborateurs proposant des algorithmes
efficaces pour résoudre la formulation Blake-Zisserman (2.13) [SWD14; SWFU15; KSW20] mais
également le problème de Potts (2.12). On peut également citer les travaux de Foare et collabo-
rateurs qui proposent une nouvelle formulation de la fonctionnelle d’Ambrosio-Tortorelli dans le
cadre du Calcul Discret [FLT16] que nous redétaillerons dans la section 2.3.2.

2.1.3 Apprentissage machine

L’apprentissage machine est au cœur de nombreuses analyses de données. Il peut être super-
visé comme c’est le cas dans des tâches de régression/classification ou non supervisé permettant
alors d’identifier des structures sous-jacentes des données. Depuis 2015 j’ai commencé à m’in-
téresser à ces questions d’apprentissage supervisé à travers tout d’abord le concept de projec-
tion épigraphique, puis par la mise en œuvre sur divers problèmes réels (Contrat TOTAL, contrat
AZOTH SYSTEMS, classification de signaux FETUSES en collaboration avec Patrice Abry) et en-
core plus récemment dans le contexte des algorithmes déroulés permettant la construction d’ar-
chitectures de type réseaux profonds dans un contexte de restauration d’images. L’apprentissage
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machine supervisé prend également la forme d’un problème de minimisation (2.1) que nous pro-
posons de détailler dans le contexte de la classification SVM.

Je présente ici la construction du modèle de classification SVM multiclasse sous forme (2.1)
sur lequel plusieurs contributions s’appuieront.

Un classifieur multiclasse repose sur Q fonctions de discrimination d(q)
x : RN 7→ R, pour tout

q ∈ {1, . . . ,Q}, construites à partir d’un ensemble de paires d’entrée-sortie 2 :

S = {
(zs , ŭs) ∈RN × {1, . . . ,Q} | s = {1, . . . ,S}

}
.

Dans un contexte d’apprentissage standard, ces fonctions sont supposées linéaires dans un cer-

tain espace de représentation des entrées et sont obtenues par une transformation F : RN → RM

[Cov65], modélisant par exemple des coefficients temps-fréquence [Fla99], des coefficients de
scattering [BM13] ou des coefficients de CNN [LBH15], avec N ¿ M. conduisant à la forme sui-
vante des fonctions de discrimination :

d(q)
x (z) =F (z)>θ(q) +b(q), (2.14)

où, pour tout q ∈ {1, . . . ,Q}, (θ(q),b(q)) ∈ RM ×R correspondent aux paramètres à estimer. Dans la

suite nous concaténons ces paramètres dans un unique vecteur x ∈R(M+1)Q

x =



θ(1)

b(1)

...

θ(Q)

b(Q)



}
x(1)

}
x(Q)

et nous définissons la fonction F̃ : RN →RM+1 comme

F̃ (z) = [
F (z)> 1

]>
,

Par conséquent (2.14) peut-être simplifié sous la forme d(q)
x (z) = F̃ (z)>x(q).

L’objectif de l’apprentissage est de trouver un vecteur x qui propose un compromis entre com-
plexité du modèle et attache aux données, et qui consiste à prédire correctement les paires (zs , ŭs) ∈
S pour tout s ∈ {1, . . . ,S}, c’est à dire :

ŭs = argmax
q∈{1,...,Q}

F̃ (zs)>x(q).

Par définition de l’argmax,

(∀s ∈ {1, ...,S}) max
q 6=ŭs

F̃ (zs)>(x(q) −x(ŭs )) < 0,

et de manière équivalente

(∀s ∈ {1, ...,S}) max
q 6=ŭs

F̃ (zs)>(x(q) −x(ŭs )) ≤−νs , (2.15)

où, pour tout s ∈ {1, . . . ,S}, νs est un scalaire positif. Malheureusement cette contrainte n’a pas d’in-
térêt pratique étant donné qu’elle devient non faisable quand F̃ ne conduit pas à une séparation
linéaire de l’ensemble d’apprentissage. Les SVMs multiclasses surmontent ce problème en intro-
duisant la notion de marges douces (soft margins), qui consiste à ajouter un vecteur de variable de
marges (slack variables) ζ= (ζs)1≤s≤S dans (2.15) :(∀s ∈ {1, ...,S}) max

q 6=ŭs

F̃ (zs)>(x(q) −x(ŭs )) ≤ ζs −νs ,

(∀s ∈ {1, ...,S}) ζs ≥ 0,
(2.16)

2. Dans un contexte de régression, S = {
(zs , ŭs ) ∈RN ×RN | s = {1, . . . ,S}

}
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Le problème d’apprentissage SVM multiclasse est obtenu en ajoutant une régularisation quadra-
tique [CS01], conduisant à 3

minimiser
(x,ζ)∈R(M+1)Q×RS

Q∑
q=1

‖x(q)‖2
2 +α

S∑
s=1

ζs s.c.

(∀s ∈ {1, ...,S}) max
q 6=ŭs

F̃ (zs)>(x(q) −x(ŭs )) ≤ ζs −νs ,

(∀s ∈ {1, ...,S}) ζs ≥ 0,
(2.17)

où α ∈ ]0,+∞[. La pénalisation linéaire sur les variables de marge permet de minimiser la viola-
tion à la contrainte (2.15). En utilisant des arguments d’analyse convexe [BV04], le problème de
minimisation ci-dessus peut alors être reformulé sans variable de marge comme :

minimiser
x∈R(M+1)Q

S∑
s=1

max
{
0,νs +max

q 6=ŭs

F̃ (zs)>(x(q) −x(ŭs ))
}+λ‖x‖2

2. (2.18)

où λ= α−1. On reconnaît bien ici un problème de la forme (2.1). Dans le cas où νs ≡ 1, la fonction
de coût est la fonction hinge, souvent approchée par la fonction logistique qui est une fonction
différentiable et de gradient Lipschitz [BSU13]. Les variations autour de ce critère seront détaillées
dans la section 2.2.5.

2.1.4 Algorithmes proximaux

Dans les sections précédentes, j’ai introduit les principaux critères de la forme (2.1) sur les-
quels s’articulent mes contributions. Cependant une étape clé dans la résolution repose sur l’al-
gorithme mis en oeuvre pour estimer un (voire le) minimiseur de cette fonction.

Dans la majorité de mes travaux, ce critère, bien que convexe, implique soit une pénalisa-
tion non-lisse, soit des contraintes non triviales (cf. contraintes épigraphiques présentées dans la
section 2.2), soit des fonctions différentiables mais n’étant pas de gradient Lipschitz, et dans ces
nombreuses configurations les méthodes standards de descente de gradient ne peuvent être mises
en œuvre. Il est alors usuel d’avoir recours aux méthodes d’optimisation dites méthodes proxi-
males [BC17; CP11b; BJMO12; PB14]. Ces méthodes sont présentées comme une alternative aux
méthodes de gradient dans le cas de la minimisation de fonctions convexes non-lisses. Rappelons
que si le problème considéré est de la forme minx∈H f (x) avec f une fonction convexe non-lisse,
les itérations de l’algorithme de sous-gradient [Sho85] sont les suivantes :

x[k+1] = x[k] −τk g[k] avec g[k] ∈ ∂ f (x[k])

où τk > 0 et ∂ f (x) = {
w ∈ H | (∀y ∈ H ) 〈y− x,w〉 + f (x) ≤ f (y)

}
désigne la sous-différentielle de

Moreau [Mor65] qui se réduit au gradient lorsque la fonction est différentiable (i.e. ∂ f = {∇ f }).
Cette stratégie est cependant rarement utilisée à cause de conditions restrictives liées au choix du
pas τk > 0 devant vérifier

∑+∞
k=0τ

2
k < +∞ et

∑+∞
k=0τk = +∞ afin de garantir la convergence vers un

minimiseur de f , noté x̂.
Une solution proposée dans les années 80 pour améliorer ce comportement numérique consiste

à procéder à des itérations implicites prenant la forme :

x[k+1] = x[k] −τk g[k] avec g[k] ∈ ∂ f (x[k+1]) (2.19)

⇔ x[k+1] = proxτk f x[k] (2.20)

où, pour tout τk > 0, proxτk f désigne l’opérateur proximal associé à une fonction f [Mor65] tel que

(∀x ∈H ) proxτk f x = argmin
y∈H

‖y−x‖2
2 +τk f (y). (2.21)

La convergence est assurée lorsque
∑+∞

k=0τk = +∞. L’opérateur proximal est une généralisation
de la projection sur un ensemble convexe fermé non vide C de H , notée PC, en remarquant que

3. Il est à noter que la régularisation n’implique pas (b(q))1≤q≤Q.
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proxιC = PC avec ιC la fonction indicatrice associée à l’ensemble C telle que, pour tout x ∈ H ,
ιC(x) = 0 si x ∈ C et +∞ sinon.

L’efficacité des itérations proximales est conditionnée à la connaissance sous forme explicite
de l’opérateur proximal. De nombreuses formes explicites ont été proposées dans la littérature et
sont répertoriées pour la plupart sur le site web Prox-Repository. Une difficulté supplémentaire
intervient lorsqu’il s’agit de calculer l’opérateur proximal associé à une somme de deux fonctions
(i.e. f = f1 + f2) comme c’est le cas dans (2.1). Dans ce cas, très peu de formes explicites existent
(cf. section 2.3.2.1 pour plus de détails). Il est alors nécessaire d’avoir recours à des algorithmes
proximaux d’éclatement (splitting) qui sont des variations autour de ces itérations de façon à mi-
nimiser une somme de fonctions convexes pouvant être non-lisses, typiquement pour estimer la
solution du Problème (2.1).

2.1.4.1 Algorithmes proximaux du premier ordre

Nous commencons par rappeler les grandes classes d’algorithmes adaptées à un problème de
minimisation de la forme :

minimiser
x∈H

f1(x)+ f2(x), (2.22)

où f1 et f2 sont des fonctions propres, semi-continues inférieurement et convexes de H dans
]−∞,+∞] (i.e dans Γ0(H )). Les algorithmes présentés génèrent une suite récursive de la forme :

(∀k ∈N) x[k+1] =Φx[k], (2.23)

où x[0] ∈H etΦ : H →H est un opérateur contractant reposant soit sur le gradient soit sur l’opé-
rateur proximal des fonctions f1 et f2 et tel que nous pouvons retrouver une solution de (2.22) à
partir de ses points fixes. Les principaux algorithmes rencontrés dans la littérature sont :

— l’algorithme explicite (EA) ou algorithme de descente de gradient [Cau47; Cur44] qui peut-
être mis en oeuvre lorsque f1 et f2 sont différentiables

Φ= Gτ(∇ f1+∇ f2) = Id−τ(∇ f1 +∇ f2), (2.24)

pour τ> 0. De plus, il est direct que Fix Gτ(∇f1+∇f2) = zer (∇f1 +∇f2).

— l’algorithme du point proximal (PPA) repose sur un choix d’opérateur de la forme

Φ= Jτ(∂ f1+∂ f2) = proxτ( f1+ f2) (2.25)

pour τ > 0. Cependant, le calcul de proxτ( f1+ f2) peut être difficile, et d’autres méthodes de
fractionnement comme FBS, PRS et DRS (décrite ci-dessous) peuvent être considérées afin
de réduire le temps de calcul par itération. De plus, il est direct que Fix Jτ(∂f1+∂f2) = zer (∂f1 +
∂f2).

— l’algorithme explicite-implicite (FBS pour Forward-backward splitting) aussi connu sous
le nom d’algorithme du gradient proximal requiert que la fonction f1 soit différentiable. Ce
schéma alterne une étape de descente de gradient sur la fonction différentiable et une étape
proximale sur la fonction non différentiable :

Φ= Tτ∂ f2,τ∇ f1 = proxτ f2
◦ (Id−τ∇ f1), (2.26)

pour τ > 0. Cette approche est une version généralisée de la méthode du gradient projeté
[LP66] (qui correspond au choix f2 = ιC pour un ensemble convexe C). De plus, en suivant
[BC17, Proposition 26.1(iv)(a)], on montre que Fix Tτ∂f2,τ∇f1 = zer (∇f1 +∂f2).

— l’algorithme de Peaceman-Rachford (PRS) – Cet algorithme est obtenu est choisissant :

Φ= Rτ∂ f2,τ∂ f1 = (2proxτ f2
− Id)◦ (2proxτ f1

− Id), (2.27)

pour τ > 0. De plus, proxτ f1
(Fix Rτ∂f2,τ∂f1 ) = zer (∂f1 + ∂f2) en suivant [BC17, Proposition

26.1(iii)(b)].
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— l’algorithme de Douglas-Rachford (DRS) – Il s’agit d’un schéma moyenné entre Id et Rτ∂ f2,τ∂ f1

conduisant à :

ΦDR = Sτ∂ f2,τ∂ f1 =
Id+Rτ∂ f2,τ∂ f1

2
= proxτ f2

(2proxτ f1
− Id)+ Id−proxτ f1

, (2.28)

pour τ > 0. De plus, proxτ f1
(Fix Rτ∂f2,τ∂f1 ) = zer (∂f1 + ∂f2) en suivant [BC17, Proposition

26.1(iii)(b)].

Convergence – Les principaux résultats de convergence des suites générées par (2.23) dans les
configurations mentionnées précédemment reposent sur deux résultats généraux de la littérature,
à savoir le théorème de convergence de Banach-Picard dans le cas d’opérateurs Lipschitz continus
et le théorème invoquant des opérateur moyennés.

Commencons par rappeler qu’un opérateur Φ : H → H est ω−Lipschitz continu avec ω ∈
[0,+∞[ si

(∀x1 ∈H )(∀x2 ∈H ) ‖Φx1 −Φx2‖ ≤ω‖x1 −x2‖, (2.29)

Si l’opérateur est 1−Lipschitz continu alors on parle d’opérateur contractant. Le résultat de conver-
gence suivant, extrait de [BC17, Théorème 1.50], est connu sous le nom du Théorème de Banach-
Picard et prouve la convergence forte 4 et linéaire des itérations générées en appliquant à plusieurs
reprises un opérateur continu ω−Lipschitz quand ω ∈ [0,1[.

Proposition 1 Soitω ∈ [0,1[, soitΦ : H →H un opérateurω−Lipschitz continu, et soit x[0] ∈
H . Si

(∀k ∈N) x[k+1] =Φx[k]. (2.30)

Alors, FixΦ= {x̂} avec x̂ ∈H et

(∀k ∈N) ‖x[k] − x̂‖ ≤ωk‖x[0] − x̂‖. (2.31)

De plus, (x[k])k∈N converge fortement et linéairement vers x̂ avec un taux de convergence ω.

Dans le cas où ω= 1, la Proposition 1 n’est plus valide. On peut alors avoir recours à un théo-
rème de convergence reposant sur la propriété d’opérateur moyenné. Rappelons qu’un opérateur
Φ : H →H est α−moyenné avec α ∈ ]0,1] si, pour tout x1 ∈H and x2 ∈H ,

‖Φx1 −Φx2‖2 ≤ ‖x1 −x2‖2 −
(

1−α
α

)
‖(Id−Φ)x1 − (Id−Φ)x2‖2, (2.32)

etΦ est fermement contractant s’il est 1/2−moyenné. De plus, nous observons queΦ est contrac-
tant si et seulement siΦ est 1−moyenné. Le résultat présenté ci-dessous est extrait de [BC17, Pro-
position 5.16] et garantit la convergence faible 5 dans un contexte α-moyenné.

Proposition 2 Soit α ∈ ]0,1[, soit Φ : H →H un opérateur α−moyenné tel que FixΦ 6=∅, et
soit x[0] ∈H . Soit

(∀k ∈N) x[k+1] =Φx[k]. (2.33)

Alors (x[k])k∈N converge faiblement vers FixΦ.

Afin de montrer la convergence des algorithmes mentionnés précédemment (EA, FBS, PRS,
DRS), il sera parfois nécessaire d’ajouter une hypothèse sur f1 et/ou f2, qui est l’appartenance

4. Soit (x[k])k∈N une suite d’éléments de H et soit x̂ ∈H . (x[k])k∈N converge fortement vers x̂ si lim
k→+∞

‖x[k]− x̂‖ = 0.

5. Soit (x[k])k∈N une suite d’éléments de H et soit x̂ ∈ H . (x[k])k∈N converge faiblement vers x̂ si pour tout y ∈ H ,
lim

k→+∞
〈y|x[k] − x̂〉 = 0.
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à la classe C1,1
β

(H ) avec β > 0 qui correspond à la classe des fonctions Gâteaux differentiables

dans H 6 avec ∇ f : H → H est β-Lipschitz continu. De plus, les résultats de convergence liés à
la Proposition 1 nécessitent une hypothèse de forte convexité. On rappelle qu’une fonction f est
ρ−fortement convexe, pour tout ρ ∈ ]0,+∞[, si f − ρ

2‖ ·‖2
2 est convexe.

Les principaux résultats de la littérature sont les suivants :

— EA – Si f1+ f2 ∈ C1,1
β

(H ) etτ ∈
]

0, 2
β

[
alors Gτ(∇ f1+∇ f2) est τβ2 -moyenné [BC17, Proposition 4.39]

et, par conséquent, EA converge faiblement vers x̂ en vue de la Proposition 2. Si de plus f1+ f2

est fortement convexe, Gτ(∇ f1+∇ f2) est Lipschitz continu avec constante dans ]0,1[ [RHY19,
Fact 7] et EA atteint une convergence linéaire en vue de la Proposition 1.

— PPA – Pour tout τ > 0, proxτ( f1+ f2) est fermement non expansif [BC17, Proposition 23.8], ce
qui permet de prouver la convergence faible de PPA vers x̂. Si nous supposons en plus la forte
convexité de f = f1+ f2, on obtient que proxτ f est Lipschitz continu avec une constante dans
]0,1[ et PPA converge linéairement [BC17, Proposition 23.13].

— FBS – La convergence faible des itérations générées par (2.23) avec Φ = Tτ∂ f2,τ∇ f1 est ga-

rantie si f1 ∈ C1,1
β

(H ) et τ ∈
]

0, 2
β

[
[BC17, Théorème 26.14]. Ceci est une conséquence de la

composition d’un opérateur τβ
2 -moyenné et d’un opérateur fermement contractant [BC17,

Proposition 26.1(iv)(d)]. Si de plus on suppose la forte convexité de f1 ou f2, la convergence
linéaire de FBS est garantie [BC17, Théorème 26.16].

— PRS et DRS – Sans hypothèse supplémentaire sur f1 et f2 autre que l’appartenance à la classe
Γ0(H ) définie après l’équation (2.22), 2prox f1

− Id et 2prox f2
− Id sont simplement contrac-

tants, et la convergence de PRS n’est pas garantie. Ce constat a motivé le schéma moyenné
DRS qui conduit à un opérateur moyenné et ainsi à la convergence faible vers une x̂. Avec
l’hypothèse supplémentaire f1 ∈ C1,1

β
(H ), la convergence faible de PRS est garantie [LM79,

Corollaire 1& Remarque 2(2)]. Si de plus on suppose la forte convexité de f1, la réflexion
2prox f1

−Id est Lipschitz continue avec une constante dans ]0,1[ [Gis17] et, par conséquent,
PRS converge linéairement et fortement vers une solution. Cette propriété est également
valable pour DRS, mais avec un taux de convergence moins bon [RHY19; DY17; THG18;
GB17a].

En résumé, sans aucune hypothèse de différentiabilité sur le problème (2.22) la seule méthode
convergente disponible est DRS, si les opérateurs proximaux sont faciles à calculer.

L’ensemble de ces résultats sont généralement présentés dans la littérature dans le contexte
des opérateurs maximaux montones. L’hypothèse f ∈ C1,1

β
(H ) est quant à elle formulée dans le

cadre d’opérateurs cocoercive (en notant le lien entre f ∈ C1,1
β

(H ) et ∇ f qui est β−1-cocoercif) et
la notion de forte convexité est formulée dans le contexte de forte monotonie.

Vers la dualité Comme mentionné dans les sections précédentes, il est commun d’être confronté
à une fonction objectif où f2 = h2(H·) conduisant à un problème de minimisation de la forme :

minimize
x∈H

f1(x)+h2(Hx), (2.34)

avec f1 ∈ Γ0(H ), H: H → G et h2 ∈ Γ0(G ). Or dans ce cas, si h2 n’est pas différentiable il est né-
cessaire de calculer proxh2◦H. Les principaux résultats de la littérature conduisant à une forme
explicite de cet opérateur proximal sont les suivants :

— Norme euclidienne composée avec un opérateur linéaire – Pour tout w ∈ G , h2(w) = ‖w−
z‖2

2 avec z ∈G , alors

(∀x ∈H ) proxh2◦H(x) = (H∗H+ I)−1(H∗z+x).

6. pour tout x ∈ H il existe un opérateur linéaire borné Dh(x) : H → R tel que, pour tout d ∈ H , Dh(x)d =
limt↓0

h(x+td)−h(x)
t = 〈∇h(x) | d〉 , où nous notons ∇h(x) ∈H le représentant de Riesz-Fréchet.
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— Composition d’une fonction convexe avec un opérateur linéaire – Ce résultat extrait de
[CP07a, Proposition 11] propose une forme explicite de proxh2◦H lorsque HH∗ = νId avec
ν> 0 prenant la forme :

(∀x ∈H ) proxh2◦Hx = x+ν−1H∗(
proxνh2

(Hx)−Hx
)
. (2.35)

— Composition d’une fonction convexe avec un opérateur linéaire (fonction séparable) – Le
résultat précédent est étendu dans [PCP11] dans le contexte de fonctions séparables avec
H = RX et G = RY où X ∈N∗, Y ∈N∗, et soit (o j )1≤ j≤Y une base orthonormale de RY. Soit h2

une fonction telle que (∀w ∈RY)
h2(w) =

Y∑
j=1

h2, j
(〈w,o j 〉

)
(2.36)

où (h2, j )1≤ j≤Y sont des fonctions de Γ0(R). Soit H une matrice dans RY×X telle que

HH>︸ ︷︷ ︸
Λ

=
Y∑

j=1
ν j o j o>

j (2.37)

où (ν j )1≤ j≤Y est une suite de réels positifs. Alors h2 ◦H ∈ Γ0(RX) et, pour tout x ∈RX

(∀x ∈RX) proxh2◦Hx = x+H>Λ−1(proxΛh2
(Hx)−Hx

)
(2.38)

où Λh2 est la fonction définie par

(∀w ∈RY)
Λh2(w) =

Y∑
j=1

ν j h2, j
(〈w,o j 〉

)
. (2.39)

En dehors de ces hypothèses sur h2 et H, nous ne pouvons obtenir une forme explicite proxh2◦H

et devons avoir recours à des sous-itérations. Bien que les algorithmes proximaux soient robustes
aux erreurs numériques dans les calculs de gradient et d’opérateurs proximaux, effectuer des sous-
itérations conduit à des problèmes comme identifier le nombre de sous itérations permettant
d’assurer que les erreurs soient sommables et un coût numérique plus important de chaque ité-
rations. Lorsque cela est possible il est donc préférable de les éviter. Une alternative peut être de
reformuler le problème de minimisation (2.34) dans le dual conduisant à :

minimiser
w∈G

f ∗
1 (−H∗w)+h∗

2 (w), (2.40)

faisant intervenir les fonctions conjuguées f ∗
1 et f ∗

2 de f1 et f2, puis d’exploiter les relations exis-
tantes entre solution primale et solution duale (i.e. H∗ŵ ∈ ∂ f1(x̂) et Hx̂ ∈ ∂h∗

2 (ŵ). Cette formulation
duale est souvent considérée dans le contexte d’une minimisation où f1 est un terme quadratique,
sa conjuguée étant également quadratique, on déplace alors la gestion de l’opérateur linéaire au
niveau de la fonction différentiable permettant alors d’employer une technique de type FBS sur le
dual [ACP+17; PPAP18].

Algorithmes proximaux primaux duaux La résolution par FBS sur le dual est fréquemment em-
ployée dans des configurations simples. Cependant, dans un contexte plus général, par exemple
lorsque le critère implique plus de deux fonctions, ou si f1 ne s’exprime pas facilement dans le dual
ou n’a pas de bonnes propriétés dans le dual, il est nécessaire d’avoir recours à d’autres schémas
algorithmiques.

Parmi les plus connus on peut citer GFB (Generalized Forward-Backward) basé sur des itéra-
tions proximales FBS [RFP13] et PPXA [CP11b] reposant sur DRS. Ces deux schémas permettent
de minimiser une somme finie de fonctions de Γ0(H ).

Dans un contexte où des opérateurs linéaires sont impliqués il est usuel de s’orienter vers les
méthodes du type ADMM (Alternating Direction methods of Multipliers) ou SDMM (sa version pa-
rallélisée [BSS17]), pouvant être intéprétées comme une procédure Douglas-Rachford dans le dual

32



CHAPITRE 2. SYNTHÈSE DES ACTIVITÉS DE RECHERCHES

[Set09], et PPXA+ [PP12] une version étendue de PPXA dont les itérations se rapprochent de celles
d’ADMM et les algorithmes proximaux primaux-duaux [CKCH19]. Ces schémas ont pour objectif
de réduire la complexité du calcul de l’opérateur proximal lié à la composition d’une fonction non
lisse avec un opérateur linéaire en séparant leur activation dans les étapes algorithmiques. La pre-
mière nécessite de calculer (Id+H∗H)−1, tandis que la seconde approche ne nécessite que l’activa-
tion de H et H∗. L’inversion nécessite une procédure itérative qui est peut-être coûteuse en temps
de calcul. Je me contente ici de présenter les itérations de l’algorithme Condat-Vũ [Con13b; Vũ13]
(ou PDHG pour Primal dual hybrid gradient) qui est le schéma le plus utilisé dans mes différents
travaux. On se place dans le contexte de minimisation suivant :

x̂ ∈ Argmin
x∈H

f1(x)+ f2(x)+h2(Hx), (2.41)

où H: H → G désigne un opérateur linéaire borné, H et G étant deux espaces de Hilbert de di-
mension finie, f1 : H →]−∞,+∞], f2 : H →]−∞,+∞] et h2 : G →]−∞,+∞] désignent les fonc-
tions convexes, semi-continues inférieurement et propres. De plus f1 ∈ C1,1

β
(H ). La suite (x[k])k∈N

générée par l’algorithme de Condat-Vũ est présentée dans l’Algorithme 1 et converge vers x̂ définie
dans (2.41).

Algorithm 1 Algorithme de Condat-Vũ

Choix des paramètres : Soit τ> 0, γ> 0, tel que 1
τ −γ‖H‖2 > β

2
Initialisation : (w[0],x[0]) ∈H ×G

Pour k = 0,1, . . . ⌊
w[k+1] = proxτ f2

(
w[k] −τ∇ f1(w[k])−τH∗x[k]

)
x[k+1] = proxγh∗

2

(
x[k] +γH(2w[k+1] −w[k])

)

Ce schéma est particulièrement intéressant car pour certains choix de f1, f2 et h2, on peut re-
trouver les itérations de l’algorithme Chambolle-Pock [CP11a] (avec f1 = 0), un algorithme primal-
dual reposant uniquement sur des activations proximales, mais également FBS ou DRS. Il faut éga-
lement noter que dans le cas spécifique de l’algorithme Chambolle-Pock, les pas τ et γ peuvent
être mis à jour de façon à prendre en compte la constante de forte convexité du critère est ainsi
conduire à un algorithme avec un meilleur taux de convergence.

Ce schéma algorithmique peut être étendu au contexte d’une somme de plus de trois fonctions
en définissant h2(Hx) =∑

`h2,`(H`x) impliquant le calcul de proxγh∗
2,`

.

Les preuves de convergence des algorithmes primaux-duaux reposent principalement sur les
résultats associés au FBS et DRS dans le contexte des opérateurs maximaux monotones.
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2.1.5 Résumé des travaux de thèse

Ma thèse était intitulée “Méthodes proximales pour la résolution de problèmes inverses. Ap-
plication à la Tomographie par Emission de Positrons.” L’objectif était de proposer des méthodes
fiables, efficaces et rapides pour minimiser des critères convexes apparaissant dans la résolution
de problèmes inverses en imagerie. Plus précisément, je m’étais intéressée à des problèmes de res-
tauration/reconstruction lorsque les données sont dégradées par un opérateur linéaire et un bruit
de Poisson.

En s’appuyant sur le raisonnement mené dans la section 2.1.1 dédiée à la construction du
terme d’attache aux données, on remarque que dans le contexte d’un modèle de bruit de Poisson
de paramètre d’échelle α, la vraisemblance est donnée par

µZ|U=u(u) =
N∏

j=1

exp
(−α(Au) j

)
z j !

(α(Au) j )z j . (2.42)

où z = (z j )1≤ j≤N sont des valeurs entières non négatives. Cette vraisemblance conduit à un terme
d’attache aux données relié à la divergence généralisée discrète de Kullback-Leibler [Tit87; CP07a]
notée DGKL :

− logµZ|U=u(u) ∝ ∑
j=1

−z j log
(
α(Au) j

)+α(Au) j ∝ DGKL(z,αAu). (2.43)

Ce terme d’attache aux données s’avérait beaucoup plus difficile à prendre en compte que celui
du contexte de statistiques gaussiennes présenté dans la section 2.1.1 car d’une part il n’est pas
fini pour toutes valeurs de u, mais seulement lorsque (Au) j > 0. De plus, ce terme est différentiable
mais n’est pas de gradient Lispchitz, ce qui limitait le choix des méthodes permettant de minimiser
le critère (2.1) car lors de ma thèse (soutenue en 2010) les algorithmes proximaux primaux-duaux
n’avaient pas encore été proposés.

La fiabilité de la méthode fut assurée par l’utilisation d’algorithmes proximaux dont la conver-
gence est garantie lorsqu’il s’agit de minimiser des critères convexes. Les solutions algorithmes
développées reposaient essentiellement sur l’algorithme PPXA qui permettait d’avoir recours uni-
quement à des activations proximales et qui nécessitait un jeu subtil de découpe de l’opérateur
linéaire impliqué afin de pouvoir appliquer la propriété (2.38). Nous avons également exploré des
des approximation quadratiques du terme d’attache aux données afin de retrouver le caractère
Lipschitz du gradient.

La quête d’efficacité a impliqué le choix d’un critère adapté aux caractéristiques du bruit, à
l’opérateur linéaire et au type d’image à reconstruire. En particulier, nous avons utilisé des termes
de régularisation basés sur la variation totale et/ou favorisant la parcimonie des coefficients du si-
gnal recherché dans une trame. L’utilisation de trames nous a amené à considérer deux approches :
une formulation du critère à l’analyse et une formulation du critère à la synthèse. De plus, nous
avons étendu les algorithmes proximaux et leurs preuves de convergence aux cas de problèmes
inverses multicomposantes.

La recherche de la rapidité de traitement s’est traduite par l’utilisation d’algorithmes proxi-
maux parallélisables.

Les résultats théoriques obtenus ont été illustrés sur différents types de problèmes inverses
de grandes tailles comme la restauration d’images mais aussi la stéréoscopie, l’imagerie multis-
pectrale, la décomposition en composantes de texture et de géométrie. Une application avait plus
particulièrement attiré notre attention; il s’agissait de la reconstruction de l’activité dynamique
en Tomographie par Emission de Positrons (TEP) qui constitue un problème inverse difficile met-
tant en jeu un opérateur de projection et un bruit de Poisson dégradant fortement les données
observées. Pour optimiser la qualité de reconstruction, nous avons exploité les caractéristiques
spatio-temporelles de l’activité dans les tissus.
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2.2 La projection épigraphique, un outil clé dans la gestion de contraintes
non linéaires

2.2.1 Motivations

Pour analyser des données, il est commun de gérer des contraintes sur la dynamique ou des
contraintes de support. Il existe cependant une classe de contraintes moins connues, les contraintes
épigraphiques, qui jouent pourtant un rôle clé dans de nombreux problèmes de traitement du si-
gnal et des images mais également en apprentissage machine. On peut par exemple faire face à
des contraintes épigraphiques par construction afin de gérer des contraintes non-linéaires de la
forme f (x) ≤ η avec η> 0 comme cela sera introduit dans la section 2.2.3. On peut également ren-
contrer des contraintes épigraphiques par la formulation du problème comme cela apparaît en
astronomie (cf. section 2.2.4) ou en apprentissage machine (cf. section 2.2.5) .

Dans cette section, je présente l’ensemble de mes travaux relatifs à des problèmes d’optimisa-
tion impliquant une contrainte épigraphique, c’est à dire pouvant se formuler comme :

E = epi f = {(x,ζ) ∈H ×R | f (x) ≤ ζ}.

Dans la section suivante, nous présentons plusieurs nouvelles formes explicites de projection Pepi f

dont les résultats sont le cœur du travail de thèse de Giovanni Chierchia et qui seront ensuite
utilisés tout au long de cette section 2.2.

2.2.2 Nouvelles formes explicites de projections épigraphiques

Formellement, l’épigraphe d’une fonction f convexe, s.c.i., propre de H dans ]−∞,+∞] est
l’ensemble convexe fermé non-vide de H ×R défini par epi f = {(x,ζ) ∈H ×R | f (x) ≤ ζ}.

Dans un premier temps nous présentons un résultat obtenu dans [CPPPP15] qui montre que
l’opérateur proximal, pour un fonction f bien choisie, la fonction ζ→ 1

2 (max{ f − ζ,0})2 joue un
rôle important dans le calcul de la projection sur epi f .

Proposition 3 [CPPPP15, Proposition 3.2] Soit H un espace d’Hilbert réel et soit H ×Rmuni
de la norme d’espace produit standard. Soit f une fonction dans Γ0(H ) telle que dom f est
ouvert. La projection épigraphique est donnée par : pour tout (x,ζ) ∈H ×R,

Pepi f (x,ζ) = (
p,θ

)
, (2.44)

où {
p = prox 1

2 (max{ f −ζ,0})2 (x),

θ= max{ϕ(p),ζ}.
(2.45)

Nous fournissons maintenant plusieurs exemples de fonctions f pour lesquelles Pepi f admet une
forme simple.

Proposition 4 [CPPPP15, Proposition 3.3] Soit γ> 0. On suppose que

(∀x ∈R) f (x) = γ|x|. (2.46)

Pour tout (x,ζ) ∈R×R, Pepi f (x,ζ) = (p,θ) est donnée par

p =
x, si γ|x| ≤ ζ,

sign(x)
1+γ2 max{|x|+γζ,0}, sinon.

(2.47)

et θ= max{γ|p|,ζ}.
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Le résultat ci-dessus découle du fait que 1
2 (max{γ|x|− ζ,0})2 = (γ2/2) x2 −γζ|x|+ ζ2/2 si γ|x| > ζ et

0 sinon, pour lequel l’opérateur proximal est connu [CCPW07, Example 4.6]. Cet exemple montre
clairement que la Proposition 3 permet de valoriser les résultats sur les opérateurs proximaux déjà
connus dans la littérature. La proposition suivante considère le cas où la valeur absolue est élevée
par une puissance positive.

Proposition 5 [CPPPP15, Proposition 3.3] Soit r ∈ ]1,+∞[ and γ> 0. On suppose que

(∀x ∈R) f (x) = γ|x|r . (2.48)

Pour tout (x,ζ) ∈R×R, Pepi f (x,ζ) = (p,θ) est donnée par

p =


sign(x)χ0, si ζ≤ 0,

y, si ζ> 0 et γ|x|r ≤ ζ,

sign(x)χζ, sinon,

(2.49)

et θ= max{γ|p|r ,ζ}, où χ·est l’unique solution sur [(·/γ)1/r ,+∞[ de l’équation suivante :

rγ2χ2r−1 − rγζχr−1 +χ= |x|. (2.50)

Il est à noter que lorsque r est un nombre rationnel, (2.50) équivaut à une équation polynomiale
pour laquelle soit des solutions avec une forme explicite existent soit des solutions numériques
standards peuvent être mises en œuvre.

Les propositions précédentes nous permettent d’établir un résultat concernant la fonction de
distance à un ensemble convexe.

Proposition 6 [CPPPP15, Proposition 3.4] Soit C un sous-ensemble convexe non vide de H .
Soit r ∈ [1,+∞[, γ> 0, et ζ ∈R. Supposons que

(∀x ∈H ) f (x) = γd r
C(x) = γ‖x−PC(x)‖r . (2.51)

Pour tout (x,ζ) ∈H ×R, Pepi f (x,ζ) = (p,θ) est donnée par

p =
{

x, si x ∈ C,

αx+ (1−α)PC(x), sinon,
(2.52)

et θ= max{γd r
C(p),ζ}, où

α=
prox 1

2 (max{γ|·|r −ζ,0})2

(
dC(x)

)
dC(x)

(2.53)

et l’expression ci-dessus est donnée par les Propositions 4–5.

Dans le cas où r = 1 et C = {v} pour v ∈ H , le précédent résultat peut être particularisé par
dC(x) = ‖x− v‖ and PC(x) = v. Ce faisant, nous obtenons un corollaire sur la norme euclidienne,
pour laquelle l’épigraphe correspondant est appelé le cône de Lorentz et la projection épigraphique
associée est connue dans la littérature (cf. e.g. [PB14, Section 6.3.2]).

36



CHAPITRE 2. SYNTHÈSE DES ACTIVITÉS DE RECHERCHES

Corollaire 1 [CPPPP15, Corollaire 3.5] Soit γ> 0, ζ ∈R et v ∈H . Nous supposons que

(∀x ∈H ) f (x) = γ‖x−v‖. (2.54)

Pour tout (x,ζ) ∈H ×R, Pepi f (x,ζ) = (p,θ) est donné par

p =


v, si x = v,

x, si γ‖x−v‖ ≤ ζ,

αx+ (1−α)v, sinon,

(2.55)

et θ= max{γ‖p−v‖,ζ}, où

α= 1

1+γ2 max
{

1+ γζ

‖x−v‖ ,0
}

. (2.56)

Nous concluons la section avec un résultat sur le maximum pondéré des valeurs absolues.
Lorsque les poids sont tous égaux, cette fonction se ramène à la norme `∞ standard, pour laquelle
l’expression de la projection épigraphique est donnée dans [DST12]. La Proposition suivante four-
nit un résultat légèrement plus général 7.

Proposition 7 [CPPPP15, Proposition 3.6] Soit (γm)1≤m≤M ∈]0,+∞[M. Nous supposons que

(∀x = (xm)1≤m≤M ∈RM) f (x) = max
1≤m≤M

γm |xm |, (2.57)

où les valeurs (νm = γm |xm |)1≤m≤M sont triées par ordre croissant. Alors, pour tout (x,ζ) ∈
RM ×R, Pepi f (x,ζ) = (p,θ) est donnée par

p =
(

sign(xm) min
{

xm ,θ/γm

})
1≤m≤M

et

θ= max


ζ+

M∑
m=m

νm(γm)−2

1+
M∑

m=m

(γm)−2

,0

 , (2.58)

où m est l’unique entier dans {1, . . . ,M+1} tel que

νm−1 <
ζ+

M∑
m=m

νm(γm)−2

1+
M∑

m=m

(γm)−2

≤ νm

(avec les conventions
∑0

m=1 · =
∑M

m=M+1 · = 0, ν0 =−∞ et νM+1 =+∞).

7. Il est à noter que ces résultats font intervenir une étape de tri. L’opération de tri coûteuse peut être évitée en
utilisant une structure de données en tas [CLR90], qui conserve une séquence partiellement triée de sorte que le premier
élément soit le plus grand. Cette approche a été utilisée, par exemple, par van den Berg et al. [VDBF08, Algorithm 2] afin
d’implémenter la projection sur la boule `1.
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2.2.3 Contraintes épigraphiques pour la gestion de contraintes non-linéaires en trai-
tement du signal et des images

Si la formulation régularisée (2.1) est la plus commune en problèmes inverses, il est souvent
opportun de préférer une approche contrainte pouvant se formuler comme :

û ∈ Argmin
u∈H

ψ(u;z) s.t. ϕ(u) ≤ ηϕ (2.59)

ou

û ∈ Argmin
u∈H

ϕ(u) s.t. ψ(u;z) ≤ ηψ. (2.60)

Ces formulations sont généralement motivées par un choix plus facile des paramètres ηϕ > 0 ou
ηψ > 0. En effet, ηϕ dans (2.59) peut plus aisémement être relié à des propriétés physiques de l’ob-
jet d’étude. Quant à la borne ηψ dans (2.60), par exemple dans le cas d’un bruit additif gaussien
de moyenne nulle et de variance σ2, elle peut être calculée analytiquement en s’appuyant sur des
arguments de concentration de la mesure et des propriétés de la distribution χ2 [RPW19]. Des ar-
guments similaires existent dans le cas d’un bruit de Poisson [BPBT+10].

2.2.3.1 Fractionnement épigraphique

Si le choix du paramètre apparaît plus aisé, la difficulté est alors déplacée dans la résolution
du problème variationnel. En effet, on remarque que (2.59) et (2.60) sont des cas particulier de
problèmes de minimisation plus génériques tels que (2.22) ou (2.41) pour lesquels des solutions
algorithmiques existent sous la condition d’être en mesure de calculer en forme explicite la pro-
jection sur les contraintes C = {u ∈H |ϕ(u) ≤ ηϕ} ou C = {u ∈H |ψ(u;z) ≤ ηψ}. Hors, rares sont les
formes explicites. Une exception réside pour une contrainte de la forme C = {u ∈ H |‖u− z‖ ≤ η}
[TSY11].

Dans le cadre de la thèse de Giovanni Chierchia, nous nous sommes intéressés aux contraintes
non linéaires décomposables par blocs de la forme :

C =
{(∀x ∈RL)

, f (x) ≤ η
}

(2.61)

=
{(∀x = [ x(1)︸︷︷︸

Taille : L1

, . . . , x(B)︸︷︷︸
Taille : LB

] ∈RL)
,

B∑
b=1

fb(x(b)) ≤ η
}

(2.62)

avec L =∑B
b=1 Lb , η> 0 et où les fonctions ( fb)1≤b≤B vérifient les hypothèses classiques d’optimisa-

tion convexe à savoir convexes, semi-continues inférieurement et propres de RLb dans ]−∞,+∞].

Dans le cas où l’opérateur de projection sur l’ensemble convexe C ne posséde pas une forme
explicite, nous proposons de déplacer la difficulté en fractionnant cette contrainte en autant d’épi-
graphes que de fonctions impliquées dans la somme. Une contrainte de demi-espace fermé est
également appliquée, afin de limiter la somme des variables épigraphiques introduites à la limite
supérieure η. La contrainte se reformule :

B∑
b=1

fb(x(b)) ≤ η ⇔
{∑B

b=1 ζb ≤ η,

(∀b ∈ {1, . . . ,B}) (x(b),ζb) ∈ epi fb .
(2.63)

2.2.3.2 Formes explicites utiles en restauration d’images

Le point clé du découpage que nous proposons est l’introduction d’épigraphes dans la pro-
cédure de minimisation. Les formes explicites de Pepi fb pour divers exemples de fb rencontrés en
traitement du signal et des images sont listées ci-dessous.
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• La norme `r à la puissance r dont les cas particuliers ‖ · ‖1 et ‖ · ‖2
2 sont largement utilisés

tant pour modéliser une attache aux données qu’une régularisation en combinaison avec
un opérateur linéaire. Formellement, soit r ∈ [1,+∞[, (γb)1≤b≤B ∈]0,+∞[B, et

(∀x ∈RB) f (x) =
B∑

b=1
γb |xb |r . (2.64)

Alors, f peut être reformulée comme (2.63), avec pour tout b ∈ {1, . . . ,B},

(∀xb ∈R) fb(xb) = γb |xb |r . (2.65)

La projection épigraphique Pepi fb est donnée par la Proposition 4 pour r = 1 et la Proposi-
tion 5 pour r > 1.

• La fonction de distance est particulièrement intéressante lorsqu’il s’agit de relâcher une
contrainte de support ou de dynamique [CP08]. Formellement, soit B ∈N∗, (γb)1≤B ∈]0,+∞[B,
(rb)1≤b≤B ∈ [1,+∞[B et, pour tout b ∈ {1, . . . ,B}, soit Cb un sous-ensemble convexe fermé non
vide de RLb , et

(∀x ∈RL) f (x) =
B∑

b=1
γb d rb

Cb
(x(b)). (2.66)

Alors, f peut être reformulée comme (2.63) avec, pour tout b ∈ {1, . . . ,B},

(∀x(b) ∈RLb ) fb(x(b)) = γb d rb
Cb

(x(b)). (2.67)

La projection épigraphique Pepi fb associée est donnée par la Proposition 6.

• La norme `1,2 est largement utilisée dans de nombreux problèmes favorisant une parci-
monie multivariée [WLJ+11; ROF92].Soit B ∈N∗, (γb)1≤b≤B ∈]0,+∞[B, et

(∀x ∈RL) f (x) =
B∑

b=1
γb ‖x(b)‖2. (2.68)

Alors, f peut être reformulée comme (2.63) avec, pour tout b ∈ {1, . . . ,B},

(∀x(b) ∈RLb ) fb(x(b)) = γb ‖x(b)‖2. (2.69)

La projection épigraphique Pepi fb associée est donnée par le Corollaire 1.

• La norme `1,∞ a également suscité beaucoup d’intérêt à des fins de régularisation [TVW05;
QCCD09; CH12; SGYB15]. Soit B ∈N∗ et, pour tout b ∈ {1, . . . ,B}, soit (γb,m)1≤m≤Lb ∈]0,+∞[Lb .
Nous supposons que :

(∀x ∈RL) f (x) =
B∑

b=1
max

1≤m≤Xb

γb,m |x(b)
m |. (2.70)

Alors, la fonction ci-dessus peut être modélisée comme dans (2.63) avec, pour tout b ∈
{1, . . . ,B},

(∀x(b) ∈RLb ) fb(x(b)) = max
1≤m≤Xb

γb,m |x(b)
m |. (2.71)

La projection épigraphique Pepi fb associée est donnée par la Proposition 7. Quand γb,m ≡ 1,
la fonction impliquée dans (2.71) se réduit à la norme `∞ standard ‖ · ‖∞, dont l’intérêt en
terme de régularisation est discuté dans [TVW05; QCCD09; CH12; SGYB15].

2.2.3.3 Application à la restauration d’images

Modèle direct Dans [CPPPP15], nous avons proposé d’évaluer les performances d’une stratégie

de découpe épigraphique dans un cadre de restauration d’image, où z ∈ RN est un vecteur d’ob-
servation tel que :

z = TAŭ+ε. (2.72)

où ŭ ∈ RN représente l’image originale, A : RN → RN est un opérateur de flou, T : RN → RN est un

opérateur de décimation, et ε ∈RN est une réalisation d’un buit blanc gaussien de moyenne nulle.
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Approche variationnelle Dans cette étude nous proposons de résoudre le problème de minimi-
sation suivant :

minimiser
u∈[0,255]N

‖TAu−z‖2
2 h(Du) ≤ η, (2.73)

où η ≥ 0 et D : RN → R|E| est un opérateur linéaire associé à une transformation d’analyse par
exemple l’opérateur TV-non-local, défini par

Du =

D1u
...

DNu

=


(
ω1,n(u1 −un)

)
n∈N1

...(
ωN,n(uN −un

)
n∈NN

 , (2.74)

et h = ‖ · ‖r
q une norme `q,r où, pour tout i ∈ {1, . . . ,N}, Ni ⊂ {1, . . . ,N} \ {i } modélise le voisinage

du pixel i et (ωi ,n)n∈N`
sont des poids positifs. Dans le cas où Ni contient uniquement les plus

proches gradients horizontaux et verticaux de i et ωi ,n ≡ 1, (2.74) se réduit à l’opérateur classique
de gradient (cf. (2.4)). Des méthodes pour construire Ni et choisir les poids sont décrites dans
[BCM05; GO07; FB12]. Dans nos simulations, nous choisissons une régularisation `2,1-TV pour
obtenir une première estimée de û, à partir de laquelle nous calculons les poids par une mesure
d’auto-similarité proposée dans [FB12]. Nous considérons

(∀w ∈R|E|) h(w) =
B∑

b=1
‖w(b)‖r

q , (2.75)

où q ≥ 1, r ≥ 1 et w est décomposé en blocs comme présenté dans (2.62).

Reformulation épigraphique Comme mentionné dans la section 2.1.4, les algorithmes proxi-
maux peuvent efficacement résoudre le Problème (2.73) tant que les opérateurs proximaux des
fonctions non-lisses impliquées peuvent être calculés efficacement. Malheureusement, la projec-
tion sur h(w) ≤ η avec h défini par (2.75) n’a pas de forme explicite. Il est alors possible de contour-
ner ce problème en utilisant le fractionnement épigraphique proposé dans la Section 2.2.3.1. En
effet, le problème (2.73) peut être écrit comme :

minimiser
u∈[0,255]N,ζ∈RL

‖TAu−z‖2
2

{
(Du,ζ) ∈ E,

ζ ∈ V,
(2.76)

où

E = {(x,ζ) ∈R|E|×RB | (∀b ∈ {1, . . . ,B}) (x(b),ζb) ∈ epi‖·‖r
q

}, (2.77)

V = {
ζ ∈RB | 1>B ζ≤ η

}
, (2.78)

avec 1B = (1, . . . ,1)> ∈RB.

Algorithmes Afin de minimiser (2.76), nous avons considéré deux algorithmes proximaux : l’al-
gorithme proximal primal-dual Monotone+Lipschitz Forward Backward Forward (M+LFBF) [CP12],
et l’algorithme proximal Simultaneous-Direction Method of Multipliers (SDMM) [CP11b]. Notons
que M+LFBF et l’algorithme Condat-Vũ sont tous deux deux algorithmes primaux-duaux et re-
posent sur des itérations proches. En s’appuyant sur les résultats généraux de convergence de ces
algorithmes (cf. [CP12, Theorem 4.2] et [BC17]), les suites

(
x[k]

)
k∈N générées par M+LFBF et SDMM

convergent vers un minimiseur du Problème (2.76).
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Résultats expérimentaux Plusieurs types de normes `q,r peuvent être employées pour pénaliser
des gradients non-locaux. Le cas q = r = 2 peut être vu comme une extension de NonLocal Means
[BCM05], alors que le cas q = r = 1 conduit à NonLocal Medians [LO09]. Le cas r = 1 et q ∈ {2,+∞}
(i.e. la norme `q,1) est préférée en imagerie couleur [BC08b; MS12].

Dans la Figure 3, extraite de [CPPPP15], nous affichons ‖x[k] − x[∞]‖ pour M+LFBF et SDMM,
lorsque ces algorithmes sont employés pour minimiser (2.76) ou la version équivalente régularisée

minimiser
u∈[0,255]N

‖TAu−z‖2
2 +λh(Du). (2.79)

Cette figure est obtenue pour une réalisation de l’image couleur dégradée présentée Figure 5 et
dont les paramètres de dégradation sont précisés dans la légende.

Le fractionnement épigraphique est plus efficace numériquement que la résolution par une
approche régularisée, et cela pour différents choix de q , r , et poids ω j ,n . Plus de résultats, en par-
ticulier, la sensibilité au choix des paramètres η et λ sont présentés dans [CPPPP15].

Dans la Figure 5 (2ème et 3ème ligne) extraite de [CPPPP14b], nous présentons les résultats
visuels pour différents choix de TV non-locale `q,r pour différentes valeurs de q et r .
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Figure 3 Evolution de ‖x[k]−x[∞]‖ en fonction du temps d’exécution comparant le résolution
de l’approche contrainte résolute par décomposition épigraphique et l’approche régularisée
implémentées toutes deux avec M+LFBF et SDMM.

2.2.3.4 Projection épigraphique et pénalisation tensorielle

Dans [CPPPP14b], nous avons étendu les travaux présentés dans la section précédente au
contexte de la restauration d’images multicomposantes pour lequel il est d’une importance pri-
mordiale d’exploiter les corrélations intrinsèques le long des dimensions spatiales et spectrales.
Pour cela, nous adoptons une approche variationnelle basée sur l’introduction d’une régularisa-
tion par tenseur de structure de variation totale non locale (ST-NLTV) et nous montrons comment
la mettre en oeuvre en pratique avec des techniques d’optimisation convexe et de découpe épi-
graphique afin de bénéficier des gains en temps de calculs observés précédemment. Ce travail est
une extension des résultats présentés dans [CPPPP15] dans le contexte de régularisations basées
sur les normes nucléaires, Frobenius et spectrales. De plus nous proposons une comparaison aux
deux méthodes de pointe en imagerie spectroscopique [YZS12; CSZL14].
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Approche variationnelle Le modèle de dégradation est de la forme (2.72) dans un contexte où

ŭ ∈ (RN)M et z ∈ (RN)M
. Nous proposons de résoudre la formulation contrainte suivante

minimiser
u∈(RN)M

‖TAu−z‖2
2 s.t.

N∑
`=1

‖D`H`u‖q ≤ η (2.80)

où TA désigne la matrice système associée à une convolution décimée. ‖ · ‖q modélise une norme
Schatten, c’est à dire la norme usuelle appliquée sur les valeurs singulières de D`H`u avec H` : (RN)M →
RQ̃2×M qui sélectionne Q̃×Q̃ blocs de chaque composante (incluant le pixel `) et qui le ré-organise
dans une matrice de taille Q̃2 ×M, et où D` : RQ̃2×M → R|E`|×M est une matrice qui rend parcimo-
nieux H`u avec |E`| ≤ Q̃2. Une illustration pour M = 3 canaux est présentée Figure 4.

Cette régularisation apparaît comme une extension de la variation totale non-locale aux images
multicomposantes en se basant sur la notion de tenseur de structure. Le terme de régularisation
développé permet alors de pénaliser des variations non-locales de façon conjointes à travers les
différentes composantes. La solution algorithmique mise en œuvre fait appel à la projection épi-
graphique présentée dans la Section 2.2.

Figure 4 Schéma présentant la réorganisation des pixels de chaque composante dans le vec-
teur X(l ) = Hl x. Crédit : Giovanni Chierchia.

Reformulation épigraphique – Le Problème (2.80) peut s’écrire de façon équivalente sous la
forme :

minimiser
u∈(RN)M

‖TAu−z‖2
2 s.t. Φu ∈ C (2.81)

où

Φ : u 7→ X =


D1H1u

...

DNHNu


} X(1)

} X(N)

(2.82)

avec X ∈RM×R et M = M1 +·· ·+MN, alors que C est l’ensemble convexe fermé défini par

C = {
X ∈RM×R |

N∑
`=1

γ`‖X(`)‖q ≤ η}. (2.83)

La projection sur C n’ayant pas de forme explicite, nous avons proposé une technique de fraction-
nement épigraphique similaire à celle présentée dans la section précédente. Différentes solutions
de fractionnement doivent être proposées en fonction de la norme q-Schatten impliquée :

— dans le cas q = 1,

X ∈ C ⇔
N∑
`=1

M̃∑̀
m=1

γ`

∣∣∣σ(m)
X(`)

∣∣∣≤ η, (2.84)
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— dans le cas q > 1,

X ∈ C ⇔
N∑
`=1

γ`
∥∥σX(`)

∥∥
q ≤ η, (2.85)

Le résultat suivant permet de relier la projection sur l’épigraphe associée à une norme matri-
cielle à partir de la projection épigraphique sur la norme vectorielle.

Proposition 8 Pour tout ` ∈ {1, . . . ,N}, soit

X(`) = U(`)S(`)(V(`))> (2.86)

la décomposition en valeurs singulières de X(`) ∈RM`×R, où

— (U(`))>U(`) = IdM`
,

—
(
V(`)

)>V(`) = IdM`
,

— S(`) = diag(s(`)), avec s(`) = (σ(m)
X(`) )1≤m≤M`

.

Alors, la projection sur E = {
(X,ζ) ∈RM×R × RN | (∀` ∈ {1, . . . ,N}) (σX(`) ,ζ(`)) ∈ epi‖ ·‖q

}
, est :

PE(X,ζ) =
(
U(`)T(`)(V(`))>, θ(`)

)
1≤`≤N

, (2.87)

où T(`) = (t(`)) et ,

• dans le cas q = 1, pour tout m ∈ {1, . . . ,M`}

(t(`,m), θ(`,m)) = Pepi |·|(s(`)m ,ζ(`)m ), (2.88)

• dans le cas q > 1,
(t(`), θ(`)) = Pepi‖·‖q (s(`),ζ(`)). (2.89)

Imagerie couleur Dans cette section, nous évaluons les performances de la pénalisation par ré-
gularisation ST-NLTV proposée et décrite précédemment et nous la comparons avec une pénali-
sation standard canal par canal (CC) présentée dans la section 2.2.3.3.

La première expérience est centrée sur l’imagerie couleur, c’est-à-dire le cas R = S = 3. Les
observations bruitées sont obtenues avec le modèle de dégradation dans (2.72).

Dans l’exemple de la Figure. 5, nous regroupons les résultats obtenues avec les pénalisations
`q -CC-TV [ABM06], `q -CC-NLTV (cf. Section 2.2.3.3), `q -ST-TV [BC08b; GSC12] et la pénalisation
`q -ST-NLTV for q ∈ {1,2,+∞} décrite dans cette section. Toutes ces méthodes ont été implémen-
tées avec l’algorithme M+LFBF.

Les résultats présentés Figure. 5 démontrent d’une part l’intérêt de la variation total non locale
par rapport à la variation totale standard (cf. lignes 2 et 3 sans couplage entre les canaux et lignes 4
et 5 avec couplage). D’autre part, l’intérêt de considérer des mesures de tenseur de structures non
locales est visible sur la comparaison entre les lignes 1 et 3 (TV) et 2 et 4 (NLTV). `1 -ST-NLTV étant
la régularisation la plus efficace. En effet, la régularisation ST-NLTV combine les avantages de ST
et NLTV, comme une meilleure préservation des détails et une réduction des traînées de couleur.

Imagerie hyperspectrale Dans cette section, nous comparons la méthode proposée `1-ST-NLTV
avec des méthodes de l’état-de-l’art en imagerie spectrale : Hyperspectral TV (H-TV) [YZS12] et
Multichannel NLTV (M-NLTV) [CSZL14]. Nous présentons Figure 6, les résultats obtenus dans le
contexte d’un scénario d’échantillonnage comprimé. À des fins de reproductibilité, nous avons
utilisé des images multispectrales et hyperspectrales accessibles au public. 8. Des tests approfon-

8. https ://engineering.purdue.edu/∼biehl/MultiSpec/hyperspectral.html
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dis ont été réalisés sur plusieurs images de différentes tailles et sont disponibles dans [CPPPP14b].

Originale ŭ Dégradée z Zoom

`1-CC-TV [ABM06] : 16.15 dB `2-CC-TV [ABM06] : 16.32 dB `∞-CC-TV [ABM06] : 16.05 dB

`1-CC-NLTV : 16.87 dB `2-CC-NLTV : 17.20 dB `∞-CC-NLTV : 17.22 dB

`1-ST-TV : 17.08 dB `2-ST-TV [BC08b] : 16.84 dB `∞-ST-TV [GSC12] : 16.43 dB

`1-ST-NLTV : 18.20 dB. `2-ST-NLTV : 17.46 dB `∞-ST-NLTV : 16.67 dB

Figure 5 Comparaison visuelle d’une image couleur de dynamique [0,255] reconstruite avec
différentes constraintes non-linéaires. Dégradation : bruit Gaussien additif de moyenne nulle
avec un écart type de 10, un flou uniforme de taille 3×3, et 80% de décimation (N = 154401,
M = 3 et N = 30880).

Les résultats présentés Figure 6 confirment l’intérêt de combiner le principe de non-localité
avec des mesures de lissage structure-tenseur. En effet, `1 -ST-NLTV s’avère ici encore être la régu-
larisation la plus efficace avec des gains de SNR (jusqu’à 1.4 dB) par rapport à M-NLTV, qui à son
tour est comparable à `1 -ST-TV (approche composante par composante).
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Composante 81 H-TV : 11.78 dB `1-ST-TV : 12.98 dB

Noisy M-NLTV : 12.76 dB `1-ST-NLTV : 14.36 dB

Figure 6 Comparaisons visuelles et quantitatives de reconstructions de l’image hydice de
dynamique [0,255] avec H-TV [YZS12], `1-ST-TV (cf. Section 2.2.3.3), M-NLTV [CSZL14] et
`1-ST-NLTV. Dégradation : scénario d’échantillonnage comprimé et un bruit additif gaussien
d’écart type 5 et une décimation de 90% (N = 65536, R = 191, N = 6553).

2.2.3.5 Forme approchée en traitement d’images

Dans [CPPPP12], nous avons considéré le cas où la projection sur epi fb défini dans (2.62) n’a
pas de forme explicite. Nous avons proposé d’approcher inférieurement fb par une fonction affine
par morceaux de la forme(∀x(b) ∈RLb

)
f̂b(x(b)) = max

{
fb(a(b)

m )+ (δ(b)
m )>(x(b) −a(b)

m ) | 1 ≤ m ≤ Mb

}
, (2.90)

où, pour tout m ∈ {1, . . . ,Mb}, a(b)
m ∈RLb et δ(b)

m ∈ ∂ fb(a(b)
m ). Une illustration de la fonction approchée

est présentée Figure 7. La résolution passe ensuite par le calcul de la projection épigraphique asso-
ciée à la fonction maximum, mentionnée précédemment, pour laquelle nous avons proposé une
forme explicite. Cette question a été regardée de façon plus spécifique dans [CPPPP12] lorsque fb

modélise la divergence de Kullback-Leibler.

Figure 7 Approximation inférieure affine par morceaux pour Mb ≡ 3 (gauche) et Mb ≡ 5
(droite)
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2.2.3.6 Projection épigraphique et décomposition modale empirique

Dans [PBF14], nous avons appliqué le principe de la découpe épigraphique au contexte de
l’analyse de signaux par décomposition modale empirique.

De nombreux signaux qui proviennent de phénomènes naturels ou de systèmes fabriqués par
l’homme, tels que la météorologie, l’océanographie, la biologie, font apparaître des comporte-
ments non-linéaires et/ou non-statonnaires. Une manière de modéliser une telle classe de signaux
est l’écriture sous forme d’une somme de signaux AM-FM

(∀t ∈R) z(t ) =
M∑

m=1
αm(t )cosθm(t ) (2.91)

où αm(t ) est supposé positif et plus lisse que cosθm(t ). Le challenge associé à ce modéle est
double : d’une part, il faut extraire chaque composante vm(t ) = αm(t )cosθm(t ) à partir de u(t )
et, d’autre part, évaluer la fréquence instantanée ωm(t ) (déduite de θm(t )) et l’amplitude instan-
tanée αm(t ). Si M = 1, l’amplitude et la fréquence instantanée peuvent être facilement obtenues
grâce au concept de signal analytique mais si M > 1 cela n’est plus possible. Plusieurs solutions
ont été proposées telles que les méthodes de réallocation, du synchrosqueezing ou de la décom-
position modale empirique. Ces méthodes peuvent se découper en deux classes. Une première
classe regroupe les techniques de réallocation et de synchrosqueezing [DLW11; MOM12; TW11],
qui permettent de rendre plus localisée l’information contenue dans une représentation temps-
fréquence. La difficulté de mise en œuvre de ces méthodes réside dans une étape nécessitant une
supervision pour extraire chacune des composantes. La décomposition modale empirique (EMD)
[RFGL07] appartient quant à elle à la deuxième classe de méthodes. Elle permet d’extraire chaque
composante de façon non supervisée mais fait face à la difficulté de ne pas avoir de définition
mathématique claire.

Notre première contribution fut de proposer une alternative à l’EMD basée sur une approche
variationnelle permettant d’avoir des garanties de convergence, d’extraire des tendances pouvant
avoir une forme constante par morceaux, de gérer des signaux ayant des portions nulles, et qui est
robuste aux effets d’échantillonnage [PBF14]. Dans ce travail, on suppose que le signal à analyser
peut s’écrire sous la forme

z =
M∑

m=1
vm +aM (2.92)

où vm sont des modes oscillants autour de zéro ayant des enveloppes supérieures et inférieures
symétriques et où aM modélise une tendance. La solution proposée consiste à extraire successive-
ment le mode et la tendance d’ordre m à partir de la tendance d’ordre m −1, sachant que a0 = z.
Le critére considéré est le suivant :

(am ,vm) ∈ Argmin
a∈RN, v∈RN

‖am−1 −v−a‖2
2 s.c.


‖Ha‖r

r ≤ ηm ,

‖Dmv‖q
q ≤ εm ,

(∀ j ∈ {0, . . . ,m −1}), |〈v,v j 〉| ≤ ηm, j ,

(2.93)

où le terme quadratique permet d’assurer que la somme des am et vm estimés est proche de am−1.
La première contrainte ‖Ha‖r

r permet d’imposer à la tendance un comportement lisse ou constant
par morceaux suivant la valeur de r choisie. On considère généralement un opérateur linéaire de
type gradient. La contrainte ‖Dmv‖q

q permet de modéliser le comportement d’un mode, c’est-à-
dire oscillant autour de zéro. La dernière contrainte permet d’assurer la quasi-orthogonalité entre
les modes. Un exemple de décomposition sur des données réelles est illustré Figure 2.1. La gestion
des contraintes non-linéaires dans le cas r = 1 repose sur la technique de projection épigraphique
présentée dans les sections précédentes.

Une seconde contribution fut d’étendre ce formalisme à la décomposition d’images [SPB+14].
Cette version 2-D se rapproche fortement des méthodes de décomposition en texture et géomé-
trie avec une part d’adaptativité supplémentaire. Dans cette étude, nous avons également proposé
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une nouvelle méthode d’estimation de l’amplitude, de la fréquence et de l’orientation instantanée
basée sur une version améliorée de l’algorithme de Cadzow. Nous avons conduits de nombreux
tests pour vérifier la stabilité de notre méthode et le gain obtenu par rapport aux méthodes de
l’état-de-l’art que ce soit au niveau de l’étape de séparation ou d’estimation spectrale.
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FIGURE 2.1 – Décomposition de données réelles où l’on compare la méthode usuelle de décomposition
(EMD) avec la méthode proposée (Seq-EMD). La méthode proposée, en plus de proposer un formalisme
théorique plus rigoureux, permet d’éviter la création d’oscillations supplémentaires en gérant convenable-
ment les zones constantes. Ces bonnes performances sont liées au choix r = 1 dans le critère proposé.

2.2.3.7 Conclusions

Cette section a montré l’intérêt des contraintes épigraphiques comme outil de gestion de contraintes
non-linéaires. De nouvelles formes explicites de projections épigraphiques associées à des fonc-
tions usuellement rencontrées en traitement du signal et des images ont été présentées. Ces formes
explicites sont indispensables à une mise en œuvre efficace dans les algorithmes proximaux. Ces
nouvelles formes explicites ont été considérées en restauration d’images, potentiellement multi-
composantes, où des pénalisations avancées telles que la TV non locale avec structure de tenseur
(ST-NLTV) ont été proposées et dont une mise en œuvre sur de grands volumes de données a
été rendue possible grâce à l’efficacité d’une approche inverse formulée sous forme contrainte et
gérée par la combinaison d’algorithmes proximaux et de découpe épigraphique. Plusieurs algo-
rithmes ont été implémentés et des comparaisons entre l’approche contrainte proposée et son
équivalent sous forme régularisée illustrent le gain systématique en temps de calcul d’une formu-
lation contrainte.

Une approximation permettant de gérer des contraintes non linéaires dont la projection épi-
graphique ne possède pas de forme explicite, par exemple lorsque f correspond à la divergence de
Kullback-Leibler, a été proposée. Cette approximation repose sur l’évaluation du sous-gradient de
fb en un nombre fini de points dont une étude approfondie du nombre et de la position mériterait
d’être menée. Il serait par exemple intéressant d’exploiter le formalisme des méthodes à faisceaux
[HUL01] pour guider ces choix.

Enfin, cette découpe épigraphique a été mis en œuvre pour proposer une formulation varia-
tionnelle de la décomposition modale empirique (EMD) robuste aux effets d’échantillonnage et
permettant de gérer des signaux contenant des informations manquantes. Ces travaux étaient un
premier pas vers une formulation variationnelle de l’EMD mais mériteraient d’être repensés par
des approches de type Prony locales [SPB+14] ou par décomposition tensorielles.
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2.2.4 Contraintes épigraphiques dans l’étude des environnements circumstellaires

L’étude des environnements circumstellaires fut le cœur de la thèse de Laurence Denneulin.
Ses principales contributions furent de modéliser le problème direct à la fois via le formalisme de
Jones puis via formalisme de Stokes conduisant alors à un modèle linéaire. Plusieurs critères de la
forme (2.1) ont été proposés dans sa thèse. Dans cette section, nous concentrons notre attention
sur l’une des formulations variationnelles convexes proposées, qui par la physique du problème,
conduit à une contrainte épigraphique.

L’imagerie polarimétrique est l’une des techniques les plus efficaces pour l’imagerie à haut
contraste et la caractérisation des environnements circumstellaires. Ces environnements peuvent
être caractérisés par polarimétrie en imagerie directe aux longueurs d’ondes proches infrarouge.
L’instrument Spectro-Polarimetric High Contrast Exoplanet REsearch (SPHERE)/IRDIS installé sur
le VLT (Very Large Telescope) dans son mode d’imagerie polarimétrique à double faisceau (DPI),
offre la possibilité d’acquérir des images polarimétriques à haut contraste et à haute résolution
angulaire. Cependant, un traitement d’image dédié est nécessaire pour éliminer les dégradations
par la lumière stellaire, les effets de polarisation instrumentale, et les dégradations optiques.

Linéarisation : Du formalisme de Jones au paramètres de Stokes Les principaux paramètres
d’intérêt sont l’intensité de la lumière polarisée linéairement Ip et l’angle de polarisation θ qui est
causé par la réflexion de la lumière stellaire sur la poussière circumstellaire. En modulant l’orien-
tation de la polarisation instrumentale, ces paramètres peuvent être dissociés de l’intensité Iu de
la lumière non polarisée reçue de l’étoile et de son environnement. Le modèle qui relie les pa-
ramètres d’intérêts à l’intensité à l’entrée du détecteur s’exprime par la relation non-linéaire sui-
vante :

(∀ j ∈ {1,2})(∀k ∈ {1, . . . ,K}) Idet
j ,k = 1

2
(Iu

étoile + Iu
disque︸ ︷︷ ︸

Iu

)+ Ip cos2(θ−2αk −ψ j ) (2.94)

oùψ j désigne l’angle d’orientation du polariseur gauche/droit etαk correspond à l’angle de plaque
demi-onde (HWP) pour les K acquisitions. Lors d’une séquence d’observations avec SPHERE / IR-
DIS en mode DPI, le HWP est tourné plusieurs fois le long d’un cycle donné d’anglesα ∈ {0◦,45◦,22.5◦,67.5◦}.
L’ensemble de données consiste en K trames composées de deux, gauche et droite, sous-images,
chacune avec une position différente du HWP. L’ordre de grandeur typique de K varie de 32 à plus
de 512 selon la cible observée. Les valeurs typiques de αk et ψ j sont listées dans le Tableau 2.1
(1ère et 2ème colonnes).

Afin de simplifier la résolution du problème, nous avons proposé de reformuler l’intensité du
détecteur à l’aide des paramètres de Stokes qui représentent la lumière totale I, la lumière polari-
sée linéairement dans deux directions à 45◦ l’une de l’autre, notée Q et U :

I = Iu + Ip

Q = Ip cos(2θ)

U = Ip sin(2θ)

(2.95)

Le quatrième paramètre de Stokes caractérisant la lumière polarisée circulairement ne peut pas
être mesuré avec un instrument tel que SPHERE / IRDIS (une modulation par une plaque quart
d’onde aurait été nécessaire). Pour la plupart des cibles astronomiques d’intérêt, la lumière polari-
sée circulairement est négligeable, donc cette limitation n’est pas un problème en pratique. Dans
la suite, on néglige donc la lumière polarisée circulairement.

En combinant (2.94) et (2.95), puis par relations usuelles de trigonométrie nous obtenons une
expression linéaire de l’intensité Idet

k, j en fonction des paramètres de Stokes :

Idet
j ,k = 1

2
I+ 1

2
cos

(
4αk +2ψ j

)
Q+ 1

2
sin

(
4αk +2ψ j

)
U , (2.96)
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ou de façon équivalente :
Idet

j ,k = ν j ,k,1 I+ν j ,k,2 Q+ν j ,k,3 U (2.97)

où la Table 2.1 liste les valeurs des coefficients (ν j ,k,m)1≤m≤3 pour des choix usuels d’angle d’orien-
tation du polariseur et d’angle de plaque demi-onde.

αk (HWP) ψ j (Analyzer) ν j ,k,1 ν j ,k,2 ν j ,k,3

0◦ 0◦ (left : j = 1) 0.5 0.5 0
0◦ 90◦ (right : j = 2) 0.5 −0.5 0
45◦ 0◦ (left : j = 1) 0.5 −0.5 0
45◦ 90◦ (right : j = 2) 0.5 0.5 0
22.5◦ 0◦ (left : j = 1) 0.5 0 0.5
22.5◦ 90◦ (right : j = 2) 0.5 0 −0.5
77.5◦ 0◦ (left : j = 1) 0.5 0 −0.5
77.5◦ 90◦ (right : j = 2) 0.5 0 0.5

TABLEAU 2.1 – Ce tableau liste les positions du HWP αk et les orientations du polariseur ψ j ainsi que les
valeurs correspondantes des coefficients ν j ,k,` calculés par Eq. (2.97) en supposant qu’il n’y a pas de polari-
sation instrumentale et en ignorant le champ de rotation.

Il est ensuite possible de reconstruire les paramètres d’intérêt Iu , Ip , et θ à partir d’une combi-
naison des paramètres Stokes grâce aux relations suivantes :

Ip =
√

Q2 +U2

θ= (1/2)arctan(U/Q) mod π

Iu = I−
√

Q2 +U2.

Figure 8 Représentation schématique de l’instrument ESO/VLT-SPHERE IRDIS montrant les
différentes parties optiques pouvant introduire des effects de polarisation.

Modèle de dégradation En imagerie polarimétrique, chaque paramètre polarimétrique est une
fonction du champ de vue bidimensionnel. On considère que les paramètres de Stokes sont repré-
sentés par des images de N pixels chacun et nous notons Sm,n la valeur du n-ième pixel pour la
m-ième composante de Stokes (i.e. S1 = I, S2 = Q et S3 = U).

Sous condition que les effets de polarisation s’appliquent uniformément sur l’ensemble du
champ de vue et que la réponse impulsionnelle spatiale (PSF) ne dépend pas de la polarisation
de la lumière, tous les paramètres de Stokes d’une source spatialement incohérente sont indé-
pendamment et identiquement affectés par la PSF spatiale [BRW18]. Comme les effets de la PSF
spatiale sont linéaires, nous pouvons écrire :

z j ,k =
3∑

m=1
ν j ,k,m T j ,k ASm +ε j ,k , (2.98)
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où A: RN → RN modélise un flou invariant par translation et T j ,k : RN → RN j modélise une trans-
formation géométrique du j -ième polariseur de l’analyseur durant l’acquisition k. ε j ,k modélise
une perturbation aléatoire inconnue dûe au bruit. Ce bruit peut être supposé centré et indépen-
dant entre pixels ou images et de variance Σ j ,k = Var(z j ,k ) estimé lors de l’étape d’étalonnage. Il
est à noter que puisque le modèle proposé n’est pas valide dans le voisinage du masque corono-
graphique, les pixels de cette région ne peuvent être pris en compte. De plus, le détecteur contient
des pixels défectueux (e.g. des pixels morts, des pixels saturés) qui ne doivent également pas être
pris en compte. Ces pixels peuvent être gérés en supposant que leur variance est infinie.

La Figure 8 fournie une représentation de l’instrument.

RHAPSODIE : approche inverse et contrainte épigraphique Imposer la positivité des intensités
restaurées a montré son efficacité en imagerie astronomique étant donné qu’une grande partie
de l’image correspond à des pixels du fond où les valeurs devraient être nulles. Quelque soit la
paramétrisation (Iu , Ip ,θ) ou (I,Q,U), les intensités I, Iu , et Ip doivent toutes être positives. Dans le
domaine des paramètres de Stokes = (I,Q,U), la positivité conduit à une contrainte épigraphique :

E =
{

(I,Q,U) ∈RN×3 |∀n ∈ {1, . . . ,N}, In ≥
√

Q2
n +U2

n

}
. (2.99)

Une telle contrainte a précédemment été employée dans un contexte d’interférométrie dans [BRW18],
mais n’avait encore jamais été mise en œuvre en imagerie polarimétrique haut contraste. Cette
contrainte est intégrée à un formalisme usuel de la forme (2.1) où le terme d’attache aux données
est motivé par [Tar05] et prend la forme d’une distance au carré de Mahalanobis ‖ ·‖2

Σ−1 = 〈·,Σ−1·〉.
Afin de régulariser les estimées nous proposons de regarder l’impact de différentes pénalisations
ϕ (TV, TGV, Schatten, TV-l1). Le critère que nous proposons de minimiser prend la forme :

û ∈ Argmin
u=(I,Q,U)∈E

2∑
j=1

K∑
k=1

∥∥∥z j ,k −T j ,k A
(
ν j ,k,1I+ν j ,k,2Q+ν j ,k,3U

) ∥∥∥2

Σ−1
j ,k

+λϕ(u), (2.100)

Algorithme La minimisation de (2.100) est effectuée par l’algorithme primal-dual Condat-Vũ et
la projection sur la contrainte épigraphique E est donnée par le Corollaire 1.

Résultats numériques Nous avons simulé des données associées à un taux de polarisationτdisque =
Ip /(Iu

disque + Ip ) donné. Ce taux n’est pas estimable en pratique car Iu
disque est intégrée dans Iu . Les

jeux de données sont simulés avec τdisque = {10%,7%,3%}, correspondant respectivement à un cas
simple, intermédiaire et difficile, une intensité polarisée faible étant plus facilement noyée dans
le bruit de photons. Les données sont composées de trois anneaux notés A1, A2, et A3, de mêmes
intensités mais de tailles différentes. Deux points sources sont ajoutés dans Iu . Les images simu-
lées sont ensuite combinées d’après (2.98) et altérées par l’ajout de 10% de pixels non valides pris
aléatoirement. Chaque jeu de données est constitué de 64 réalisations du bruit.

La Figure 9, montre que les cartes de Ip estimées en régularisant par Shatten apparaissent plus
précises pour les cas difficiles. Cette figure montre également l’efficacité de TV+ `1 par rapport
aux autres régularisations pour la reconstruction des points sources. Le Tableau 2.2 permet de
confirmer cela. On voit également que les méthodes de l’état-de-l’art ont tendance à surestimer le
taux de polarisation dans les cas les plus simples.
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TABLEAU 2.2 – SNR moyens de chaque anneaux entre les quantités Ip /(Ip + Iu) estimées et réelles avec les
différentes régularisations, la méthode non linéaire et les méthodes de l’état de l’art.

Figure 9 Comparaison des cartes de Ip obtenues pour les différentes régularisations en fonc-
tion de τdisque. Sur la dernière ligne, comparaison de la restitution des points sources.

2.2.4.1 Conclusions

La travail de thèse de Laurence Denneulin fut dédié à la modélisation du système d’acquisi-
tion des données issues de l’instrument Spectro-Polarimetric High Contrast Exoplanet REsearch
(SPHERE)/IRDIS et a permis de proposer un modèle direct linéaire permettant de prendre en
compte l’ensemble des transformations subies par le signal d’intérêt (i.e. Iu ,θ) lors de l’acquisi-
tion des données telles que les transformations géométriques, les dégradations optiques, le bruit
de mesure, les pixels morts et une paramétrisation adéquate. Muni de ce modèle direct, une for-
mulation variationnelle de la forme (2.1) et sa mise en œuvre sur données synthétiques et sur
données réelles a pu être envisagée.

Sur des données synthétiques, nous avons pu illustrer l’intérêt de pénalisations avancées de
type Schatten. Cependant, à ce stade, la résolution sous forme régularisée non-lisse ne nous a pas
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permis d’obtenir des algorithmes suffisamment rapides, malgré une implémentation avec stra-
tégie de préconditionnement ou backtracting, pour être envisagés pour la gestion de données
réelles.

Pour la gestion de données réelles, nous nous sommes limités à une pénalisation de type TV
hyperbolique (cf. (2.7)) conduisant à un critère différentiable pouvant être minimisé par des al-
gorithmes de type VMLMB (BFGS à mémoire limité [Noc80]) dont une forme étendue permet de
gérer des contraintes simples séparables de type positivité [Thi02].

Au vu de ces conclusions et des résultats présentés dans la section précédente 2.2.3, un axe
prometteur afin d’accélérer les algorithmes et de simplifier le choix des hyperparamètres, serait
d’envisager une résolution sous forme contrainte puis d’avoir recours à une découpe épigraphique.
Une telle formulation conduirait à des contraintes épigraphiques présentes à la fois au niveau de la
gestion du terme de pénalisation ou d’attache aux données et également au niveau de la contrainte
permettant d’assurer la positivité des intensités (cf. (2.99)).

2.2.5 Contraintes épigraphiques et apprentissage machine

Une troisième classe de problèmes sur lesquels j’ai travaillé et dans lesquels les contraintes
épigraphiques jouent un rôle important sont les problèmes d’apprentissage machine qui ont conduit
aux contributions [CPPPP16; JPJ+19].

2.2.5.1 SVM multiclasses

Dans la section introductive aux SVM (cf. section 2.1.3) une contrainte épigraphique a été in-
troduite sans la nommer dans l’eq. (2.17).

Rappelons qu’un problème de classification permet de prédire la classe q ∈ {1, . . . ,Q} à laquelle

appartient une observation z ∈RN (e.g. un signal, une image ou un graphe). Ce problème consiste
à estimer des vecteurs de discriminations (x(q))1≤q≤Q à partir d’un ensemble de S paires entrées-
sorties

S = {
(zs , ŭs) ∈RN × {1, . . . ,Q} | s = {1, . . . ,S}

}
.

L’estimation de x = (x(q))1≤q≤Q passe par la résolution du problème de minimisation de la forme
(2.17), généralisé dans cette section afin de prendre en compte une plus grande classe de pénali-
sationϕ sur x (cf. [BJMO12]) :

minimiser
(x,ζ)∈R(M+1)Q×[0,+∞[S

ϕ(x)+α
S∑

s=1
ζs s.t. max

{
0,νs +max

q 6=ŭs

F̃ (zs)>(x(q) −x(ŭs ))
}≤ ζs , (2.101)

et dont la formulation régularisée prend la forme :

minimiser
x∈R(M+1)Q

ϕ(x)+α
S∑

s=1
max

{
0,νs +max

q 6=ŭs

ϕ(zs)>(x(k) −x(ŭs ))
}
, (2.102)

Ces deux problèmes peuvent être reformulés sous forme synthétique comme :

minimiser
(x,ζ)∈R(M+1)Q×[0,+∞[S

ϕ(x)+α
S∑

s=1
ζs s.t.

(∀s ∈ {1, . . . ,S}
)
ψs(Ts x) ≤ ζs , (2.103)

et

minimiser
x∈R(M+1)Q

ϕ(x)+α
S∑

s=1
ψs(Ts x), (2.104)

où pour tout s ∈ {1, . . . ,S}, l’opérateur linéaire Ts : R(M+1)Q 7→RQ est défini comme :

(∀x ∈R(M+1)Q)
Ts x = [

F̃ (zs)>(x(q) −x(ŭs ))
]

1≤q≤Q,
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et le vecteur cs = (c(k)
s )1≤q≤Q ∈RQ est défini par :

(∀q ∈ {1, . . . ,Q}) c(q)
s =

{
0, si q = ŭs ,

νs , sinon,

et la fonctionψs : RQ 7→R est définie, pour tout w = (wq )1≤q≤Q ∈RQ, par

ψs(w) = max
1≤q≤Q

wq + c(q)
s , (2.105)

Algorithme Les problèmes de minimisation (2.103) et (2.104) font tous deux intervenir un terme
d’attache aux données (potentiellement sous forme contrainte) et une pénalisation non-lisse. Par
conséquent, nous proposons une résolution basée sur l’algorithme Condat-Vũ.

La projection sur epiψs
possède une forme explicite dérivée de la Proposition 7 alors que

proxψs
peut être calculé via la projection sur le simplex.

La formulation sous forme de contrainte épigraphique (2.103) conduit à deux avantages po-
tentiels. Premièrement, la projection Pepiψs

est calculée sur un sous ensemble convexe de plus
faible dimension epiψs dans RQ ×R, dont la dimension est fixée par le nombre Q de classes.
Deuxièmement, ces projections peuvent être calculées en parallèles, puisqu’elles sont définies sur
des blocs disjoints dont le nombre est donné par la cardinalité S de l’entraînement (cf. [GCPP12]
pour un exemple d’implémentation en parallèle sur GP-GPUs).

Dans les simulations présentées dans le paragraphe suivant hinge (Alg.1) (resp. hinge (Alg.2))
fera référence à la minimisation de (2.104) (resp. (2.103)) par l’algorithme Condat-Vũ décrit précé-
demment.

Résultats numériques Dans [CPPPP14a; CPPPP16], nous avons évalué les erreurs de classifica-
tion obtenues avec les SVM multiclasses et a priori de parcimonie formulés dans (2.103) et (2.104)
et nous les avons comparé à des approches de l’état-de l’art :

— Square – SVM multiclasse proposé dans [BSU13] résolue avec FISTA.

minimiser
x∈R(M+1)Q

ϕ(x)+α
S∑

s=1

∑
q 6=ŭs

(
max

{
0,νs +F̃ (zs)>(x(q) −x(ŭs ))

})2
, (2.106)

— Logit – la régression logistique multinomiale (e.g., [KCFH05]) résolue avec FBS.

minimiser
x∈R(M+1)Q

ϕ(x)+α
S∑

s=1
log

(
1+ ∑

q 6=ŭs

exp
{
νs +F̃ (zs)>(x(q) −x(ŭs ))

})
. (2.107)

— One-vs-all – le SVM binaire [LFC+14] basé sur une stratégie one-vs-all, qui pour tout q ∈
{1, . . . ,Q}, se formule

minimiser
x(q)∈R(M+1)Q

ϕ(x)+α
S∑

s=1

(
max

{
0,νs + z̃` F̃ (zs)>x(s)})2

, (2.108)

avec z̃s égal à 1 si ŭs = q , et −1 sinon. On peut noter que (2.108) peut être vu comme un cas
particulier de (2.106).

La Figure 10 compare les temps d’exécution (moyennés entre 10 différents ensembles d’ap-
prentissage) obtenus avec les algorithmes mentionnés précédemment pour différentes valeurs
de α et η sur la base de données MNIST dans le cas où S ∈ {3Q,5Q,10Q}. Une implémentation
avec l’algorithme Condat-Vũ du Problème (2.103) reformulé sous forme de contraintes linéaires
est également proposée. Cette approche est conceptuellement similaire aux méthodes de pro-
grammation linéaire proposées par [WS07] et [ZLWZ08] pour des SVM régularisés `1- ou `+∞,1.
Ces résultats démontrent que l’algorithme proposé reposant sur la minimisation de (2.104) est
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comparable en termes de temps d’exécution aux autres approches, alors que l’algorithme proposé
reposant sur la découpe épigraphique (2.103) est plus rapide.

La Figure 11 (1ère ligne) affiche les erreurs de classification en fonction de l’hyperparamètre de
régularisation. Ces résultats ont été obtenus avec une régularisation `1,∞, car elle conduisait aux
meilleurs résultats dans toutes nos expériences sur cette base de données. Les erreurs de classifi-
cation indiquent que l’approche hinge est comparable aux autres. D’autre part, la Figure 11 (2ème
ligne) reporte le pourcentage de coefficients nuls dans les vecteurs x̂ en fonction de α. Les gra-
phiques montrent que l’approche hinge donne des solutions aussi parcimonieuses que les autres.
Seul le résultat obtenu avec l’approche contrainte (i.e hinge (Alg2) ) est présenté.

S/Q = 3 (average time vs α) S/Q = 5 (average time vs α) S/Q = 10 (average time vs α)

Figure 10 Temps de calcul en fonction de α. Résultats sur la base de données MNIST obtenus
avec S ∈ {3Q,5Q,10Q} et une norme `1,∞.

S/Q = 3 (erreur vs α) S/Q = 5 (erreur vs α) S/Q = 10 (erreur vs α)

S/Q = 3 (parcimonie vs α) S/Q = 5 (parcimonie vs α) S/Q = 10 (parcimonie vs α)

Figure 11 Résultats sur la base de données MNIST obtenus avec S ∈ {3Q,5Q,10Q} et une
pénalisation par norme `1,∞. (1ère ligne) : erreurs de classification en fonction de α. (2ème
ligne) : pourcentage de coefficients non nuls dans le vecteur x̂ en fonction de α.

2.2.5.2 Intéractions quadratiques pour la régression et la classification

Les travaux précédents ont attiré l’attention de TOTAL SA qui a souhaité initier une collabo-
ration autour de cette thématique et plus exactement sur l’estimation conjointe des caractéris-
tiques discriminantes parmi les caractéristiques F (z) et l’identification des interactions significa-
tives entre ces caractéristiques dans le contexte de la régression et de la classification. Dans le cas
de la régression, de nombreux travaux avaient déjà abordé ce sujet. Nous avons proposé un cadre
unificateur que nous détaillons dans cette section dans le contexte de la régression. L’ensemble

d’apprentissage de régression est noté S = {
(zs , ŭs) ∈RN ×RN | s = {1, . . . ,S}

}
.
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Le problème qui nous intéresse est de la forme :

(x̂,Θ̂) ∈ Argmin
x∈RM

Θ∈RM×M

1

2

S∑
s=1

(
ŭs −F (zs)>x−F (zs)>ΘF (zs)

)2 +λϕ(x,Θ) (2.109)

où la pénalisation ϕ est définie pour tout vecteur de poids de régression x = (
xi

)
1≤i≤M et toute

matrice d’interaction Θ= (
Θi , j

)
1≤i≤M,1≤ j≤M,

ϕ(x,Θ) = 1

2
‖Θ‖1 +

M∑
i=1

‖(xi , g
(
Θi ,·

))‖q + ιC(Θ) (2.110)

avec g : RM → R, 1 ≤ q ≤ +∞, et ιC correspond à la fonction indicatrice d’un ensemble convexe

fermé C ⊂RM×M.

Choix de la contrainte C : Hiérarchie faible et forte La pénalisation ϕ crée une relation entre
x et Θ, comme illlustré sur la Fig. 12. Deux types de contraintes de hiérarchie sont définies dans
“hierNet" [BTT13] : (i) la hiérarchie faible où les interactions se produisent (i.e.,Θi , j 6= 0) seulement
si l’un des descripteurs associé dans x est non-nul (i.e., xi 6= 0 ou x j 6= 0) et (ii) la hiérarchie forte
lorsque les deux caractéristiques associées sont différentes de zéro. Ces deux types de hiérarchies

sont imposées au moyen de l’ensemble convexe fermé C ⊂ RM×M. La hiérarchie faible est obte-

nue avec C =RM×M et une hiérarchie forte en imposant une structure symétrique pour la matrice
d’interactions utilisant

C = F = {Θ ∈RM×M |Θ=Θ>}. (2.111)

Figure 12 Illustration de la notion de hiérarchie. La première ligne représente les M descrip-
teurs et la seconde ligne les intéractions entre les paires de descripteurs.

Différentes formes de pénalisation (2.110) rencontrées dans la littérature La plupart des péna-
lisations de l’état-de-l’art peuvent être interprétées comme un cas spécifique du problème 2.109
avecϕ défini par (2.110), par exemple :

— [JMOB11] : g (·) = (·)>, q = {2,+∞},

— [BTT13; HWS14] : g (·) = ‖·‖1 and q =+∞,

— [SJ16] : g (·) = (·)> and q = {2}.

Nous pouvons remarquer que [JMOB11] se concentre sur une hiérarchie faible en utilisant C =
RM×M. [BTT13] se rencontre sous le nom de «hierNet» , alors que [HWS14] est appelée “FAMILY"
et [SJ16] est nommée “Type-A GRESH". La formulation du lasso latent de groupe superposé de
[BTT13] est connue sous le nom de “glinternet" [LH15].

La résolution du problème (2.109) avec ϕ définie par (2.110) est difficile, car elle implique des
fonctions convexes non lisses et des contraintes de symétrie. Dans [JMOB11], les auteurs pro-
posent un schéma algorithmique reposant sur FISTA et sont limités au contexte de la hiérarchie
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faible. Dans un contexte de hiérarchie forte, leur schéma nécessite des sous-itérations basées sur
l’algorithme de Dykstra qui ralentissent considérablement la convergence [CPP09]. Dans [BTT13],
les auteurs reformulent le problème (2.109) lorsque g (·) = ‖·‖1 sous une formulation épigraphique
qui représente le problème comme un ensemble de contraintes dures. Cette reformulation aide à
l’interprétation ainsi qu’à la conception d’un schéma algorithmique reposant sur ADMM. Dans la
suite nous généralisons cette reformulation épigraphique.

Reformulation épigraphique Notre contribution fut de fournir un cadre unifié et une stratégie
algorithmique efficace basée sur une reformulation épigraphique et l’usage d’algorithmes proxi-

maux primaux-duaux pour résoudre une formulation relaxée de (2.110) quand C =RM×M ou C = F
(cf (2.111)), g (·) = ‖·‖r avec r = {1,+∞} et q =+∞.

Le problème (2.109) avec ϕ définie par (2.110) à l’aide de contraintes épigraphiques se for-
mule :

minimiser
(x+,x−,Θ)∈O×O×C

1

2

S∑
s=1

(
us −F (zs)>(x+−x−)−F (zs)>ΘF (zs)

)2

+ λ

2
‖Θ‖1 +λ1>(x++x−)+

M∑
i=1

ιEr

(
x+

i , x−
i ,Θi ,·

)
(2.112)

où O désigne l’orthant positif, x = x+ − x− et Er = {(ω+,ω−,u) ∈ R×R×RM |‖u‖r ≤ ω+ +ω−} la
contrainte épigraphique avec r > 1. Nous avons pu obtenir une forme explicite de la projection
sur Er lorsque r = {1,+∞}. La projection sur E∞ est obtenue à partir d’arguments similaires à ceux
permettant de dériver le résultat de la Proposition 7. Quant à la projection sur sur E1, elle se dé-

duit de la projection sur E+
1 = {(ω+,ω−,u) ∈ R×R×RM | ‖u‖1 = ω+ +ω−,u ≥ 0} proposée dans

[DS09][Lemma 3]. L’algorithme de Condat-Vũ peut alors être considéré pour minimiser (2.112).
Une suite ((x+)[k], (x−)[k],Θ[k])k∈N est alors construite avec garantie de convergence vers un mini-
miseur de (2.112)

Résultats numériques Je présente ici des résultats extraits de [JPJ+19] dans lesquels nous com-
parons les résultats obtenus par combinaison de l’algorithme Condat-Vu et formulation épigra-

phique dans le cas Weak-PD-`1 (r = 1 et C = RM×M), Strong-PD-`1 (r = 1 et C = F), Weak-PD-

`∞ (r = +∞ et C = RM×M), et Strong-PD-`∞ (r = +∞ et C = F) avec deux méthodes de l’état de
l’art : “hierNet” [BTT13] et le travail de Jenatton et ses collaborateurs [JMOB11]. Les méthodes
sont comparées dans un contexte de régression, nous présentons dans ce manuscrit les résultats
sur des données simulées mais des résultats sur données réelles sont également disponibles dans
[JPJ+19].

Les données synthétiques sont générées selon la procédure décrite dans [HWS14]. Il est com-
posé de M caractéristiques principales et de M(M−1)/2 interactions (dûes à la symétrie). La vérité

terrain (x,Θ) ∈RM ×RM×M est générée afin de vérifier une hiérarchie forte.
Les performances algorithmiques sont évaluées sur deux jeux de données simulés. Le premier

est composé de caractéristiques N = 30, les 10 premières caractéristiques principales sont non
nulles et le rapport d’interaction est ρ = 3.45% (Dataset30-345). Le deuxième jeu de données est
de taille N = 100, les 30 premières entités ne sont pas des zéros et le rapport d’interaction est
ρ= 0.30% (Dataset100-030). 9

Les performances moyennes en EQM pour différents modèles d’interaction avec différentes
valeurs de λ sur l’ensemble de validation sont présentées dans la Figure 13. On observe que Weak-
PD-`∞ et Weak-FISTA-`∞ ont des performances quasiment identiques pour différentes valeurs de
λ sur les deux jeux de données de simulation. Pour le Dataset30-345, Strong-ADMM-`1 a des per-
formances similaires à Strong-PD-`1. Pour le Dataset100-030, il existe des écarts pour différents

9. Le rapport d’interaction est calculé comme le nombre d’interactions non nul divisé par le nombre d’interactions
possibles dansΘ (c’est-à-dire N(N−1)/2).
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λ entre Strong-ADMM-`1 et Strong-PD-`1 . La méthode basée sur ADMM devient sensible pour
de grandes valeurs de λ. Le bon comportement de la contrainte de hiérarchie forte apparaît clai-
rement pour les deux ensembles de données. En effet, nous rappelons que les données ont été
créées avec une structure hiérarchique forte et nous pouvons clairement observer que pour les
deux jeux de données les performances avec la contrainte de hiérarchie forte conduisaient tou-
jours aux meilleurs résultats que ce soit pour r = 1 ou r =+∞. Dans l’ensemble de nos simulations,
la régularisation avec r = 1 conduit toujours à de meilleures performances comparé à r =+∞.

Formulation similaire pour la classification Des travaux similaires ont été menés dans le contexte
de la classification multiclasse [JPJ+19].

Figure 13 Performances en erreur quadratique moyenne (MSE) sur l’ensemble de validation
obtenu avec les 6 méthodes (“Weak-FISTA-`∞”, “Weak-PD-`∞”, “Strong-PD-`∞, “Weak-PD-
`1”,“Strong-ADMM-`1 et “Strong-PD-`1) permettant de comparer les différentes configura-
tions de régularisation et choix algorithmiques. (left) Dataset30-345 (right) Dataset100-030).

2.2.5.3 Conclusions

Dans cette section nous avons proposé de considérer l’algorithme Condat-Vũ combiné à de
nouvelles formes explicites de projections épigraphiques afin de construire, d’une part, des al-
gorithmes plus rapides que les algorithmes de l’état-de-l’art (basés sur FBS ou FISTA) dans le
contexte de classification multiclasses avec a priori de parcimonie et, d’autre part, permettant
une plus grande flexibilité et robustesse des solutions proposées dans le contexte de la régression
ou classification multiclasse avec a priori de parcimonie sur les descripteurs et prise en compte
d’interactions quadratiques entre les descripteurs.

A l’ère de l’apprentissage profond, ce genre d’approches peut paraître obsolète cependant elles
peuvent être un outil d’analyse préliminaire ou complémentaire à une étude reposant sur des
stratégies d’appentissage profond.
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2.3 Algorithmes proximaux et grand volume de données

2.3.1 Motivations et enjeux

Dans de nombreuses applications sur données réelles sur lesquelles j’ai eu l’occasion de tra-
vailler, allant de la restauration d’images satellitaires, à l’analyse des écoulements multiphasiques
ou encore la prédiction de matrice de transfert entre deux élections, le volume de données à trai-
ter est de l’ordre du milliard de pixels dans une image (ou de noeuds d’un graphe). De plus, lors
de la mise en œuvre d’une approche variationnelle de la forme (2.1), une recherche exhaustive du
paramètre optimal λ est faite et nécessite de faire tourner plusieurs fois un même algorithme pour
différentes valeurs de λ. Il est donc indispensable d’avoir recours à des algorithmes rapides.

Une première piste d’accélération a été évoquée dans la section précédente à travers la formu-
lation sous contrainte et par décomposition épigraphique. Dans cette section nous considérons
des solutions alternatives dans le contexte régularisé (2.1).

Les développements autour des algorithmes proximaux introduits dans la Section 2.1.4 ont
permis d’envisager la minimisation de critères convexes, potentiellement non-lisses, de plus en
plus complexes. Cette flexibilité provient du concept d’éclatement (e.g. splitting) permettant d’ac-
tiver séparément les fonctions à travers un pas de gradient ou un pas proximal. En effet, si l’on
considère le problème général suivant :

minimiser
x∈H

f1(x)+ f2(x)+ f3(x) (2.113)

où les fonctions f1, f2 et f3 appartiennent à Γ0(H ) et sont potentiellement non-lisses, sachant que
l’opérateur proximal d’une somme de fonctions a rarement une forme explicite, il est préférable
d’activer les opérateurs proximaux séparément plutôt que d’avoir recours à des sous-itérations. La
flexibilité des algorithmes de splitting permet d’envisager une telle stratégie. Cependant, l’intui-
tion vise à penser que plus le problème est éclaté, plus la convergence sera lente. La section 2.3.2.1,
vise à donner quelques éléments de réponses à cette intuition. Dans un premier temps, nous rap-
pelerons les principaux résultats de la littérature dans lesquels

prox f1+ f2
= prox f2

◦prox f1
, (2.114)

où ◦ modélise l’opération de composition. Puis nous illustrerons l’intérêt d’éviter l’éclatement
lorsque cela est possible sur un exemple d’estimation de disparité et un exemple de détection d’in-
terfaces. Dans chacun de ces problèmes, de nouvelles formes explicites d’opérateurs proximaux
d’une somme de deux fonctions seront données.

Une source d’accélération importante provient de la formulation sous forme d’un critère for-
tement convexe. Cependant peu d’algorithmes proximaux permettent d’exploiter une telle pro-
priété. Une des raisons pourrait être que le dévelopement des algorithmes proximaux fut forte-
ment lié aux développements en restauration d’images, contexte dans lequel la forte convexité
du critère est rarement envisageable. Notons qu’à ma connaissance seul l’algorithme Chambolle-
Pock peut intégrer cette hypothèse. La section 2.3.3 est dédiée à la question de la segmentation de
texture. Dans ce contexte, un critère fortement convexe est proposé. Dans cette section, nous com-
mencerons par discuter l’impact de la forte convexité par rapport à des approches par blocs dans
le cas spécifique de la résolution du modèle ROF. Nous présenterons ensuite comment construire
un critère fortement convexe dans le cadre de la segmentation de texture par des attributs multi-
échelles. Enfin nous mettrons en avant sur cet exemple l’intérêt de la prise en compte de la forte
convexité dans les algorithmes proximaux.

Les résultats numériques effectués en segmentation de texture mais également en détection
d’interfaces nous amèneront à nous poser la question suivante : faut-il préférer faire un pas proxi-
mal ou un pas de gradient? Il s’agit d’une question bien connue mais pour laquelle nous avons
quand même proposé dans [BAP20] quelques pistes de réflexions supplémentaires permettant
de comparer théoriquement et numériquement les algorithmes de premier ordre en utilisant et
développant de nouveaux résultats fins sur les taux de convergence (cf. section 2.3.4).
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2.3.2 Splitting or not splitting

2.3.2.1 Opérateur proximal d’une somme de deux fonctions

Plusieurs travaux ont été consacrés au calcul de l’opérateur proximal d’une somme de deux
fonctions. Par exemple, nous pouvons nous référer à [Cha04; BC08a; CDuCVu09] pour des solu-
tions itératives et à [CPP09; MAB12] pour les garanties de convergence lorsque l’opérateur proxi-
mal est calculé de façon inexact par exemple lorsque des sous-itérations sont nécessaires.

Nous rappelons maintenant les principaux résultats de l’état-de-l’art pour lesquels (2.114) est
vérifiée. Par exemple, si C est réduit à un singleton ou un sous-ensemble non vide deR, la propriété
(2.114) est vérifiée, avec f2 = ιC et tout f1 ∈ Γ0(R). Ce résultat se généralise lorsque C et f1 sont
séparables dans la même base de H [CPP09]. Lorsque H = R, avec f1 la fonction de support
σC d’un sous-ensemble fermé, convexe, non vide C de H [BC17], et f2 différentiable en 0 avec
f ′

2(0) = 0, l’égalité (2.114) est également valable [CP07b, Proposition 3.6]. Une condition suffisante
plus générale est ∂ f1(x) ⊂ ∂ f1(prox f2

(x)), pour tout x ∈H [Yu13].

2.3.2.2 Nouvelle forme explicite et son intérêt pour l’estimation de disparité et la segmenta-
tion.

Dans cette section, nous considérons x = (xn)n∈Ω ∈ RN comme un graphe avec des valeurs xn

sur ses sommets et soit E un sous-ensemble de Ω2, constitué de paires d’indices, qui peuvent être
vues comme les arêtes du graphe.

Dans [PC17], nous considérons des hypothèses sur f1 et f2 différentes de celles mentionnées
dans la section 2.3.2.1 et permettant d’obtenir une expression de la forme (2.114). Ce résultat est
rappelé dans la Proposition 9.

Proposition 9 [PC17] Soient f1 et f2 deux fonctions de Γ0(RN), qui pénalisent les arêtes et les
sommets d’un graphe, telles que :

(i) f2 est séparable avec (∀x = (xn)n∈Ω ∈RN)
f2(x) = ∑

n∈Ω
h(xn), (2.115)

pour une fonction h ∈ Γ0(R).
(ii) f1 est de la forme :(∀x = (xn)n∈Ω ∈RN)

f1(x) = ∑
(m,m′)∈E

σCm,m′ (xm′ −xm), (2.116)

où σCm,m′ : t ∈R 7→ sup {t p, p ∈ Cm,m′} est la fonction support d’un intervalle réel fermé
Cm,m′ , tel que infCm,m′ = am,m′ et supCm,m′ = bm,m′ , pour am,m′ ∈R∪ {−∞} et bm,m′ ∈
R∪ {+∞}, avec am,m′ ≤ bm,m′ . Alors nous avons

(∀t ∈R) σCm,m′ (t ) =


am,m′ t si t < 0,

0 si t = 0,

bm,m′ t si t > 0,

(2.117)

avec la convention (−∞)t =+∞ et (+∞)t =+∞.
Alors,

prox f1+ f2
= prox f2

◦prox f1
. (2.118)

Voici quelques exemples où cette proposition possède un intérêt pratique :

— Dans le cas 1D, oùΩ= {1, . . . ,N} et E= {(1,2), (2,3), . . . , (N−1,N)}, la pénalisation par variation
totale pondérée de x coïncide avec notre formulation lorsque bn,n+1 = −an,n+1 =ωn ≥ 0 tel
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que : (∀x ∈RN)
f1(x) =

N−1∑
n=1

ωn |xn+1 −xn |. (2.119)

Il existe des algorithmes très efficaces pour calculer l’opérateur proximal de cette fonction
spécifique [DK01; Con13a]. Son extension aux images 2D est connue sous le nom de varia-
tion totale anisotrope et son opérateur proximal peut être calculé efficacement en utilisant
un algorithme de coupure de graphes [CD12]. Le Lasso fusionné (Fused Lasso) [TSR+05] cor-
respond au cas où f1 est définie par (2.119) et f2 est une norme `1 ; c’est-à-dire dans (2.115),
h = λ| · |, avec λ> 0. L’opérateur proximal du Lasso fusionné est obtenu en appliquant l’opé-
rateur proximal de la variation totale, suivi d’un seuillage doux, qui est l’opérateur proximal
de la norme `1. Ce cas particulier de la Proposition 9 était déjà connu [FHHT07].

— Dans le cas 1D, avec Ω = {1, . . . ,N} et E = {(1,2), (2,3), . . . , (N−1,N)}, la régression isotonique
correspond à

f1(x) = ιC(x) avec C = {x ∈RN : x1 ≥ . . . ≥ xN}. (2.120)

Il s’agit également d’un cas particulier du contexte d’étude de la Proposition 9 avec an,n+1 =
0 et bn,n+1 = +∞. L’algorithme PAVA (Pool Adjacent Violators Algorithm) [ABE+95] permet
de calculer l’opérateur proximal de f1 avec une complexité O(N). De plus, quand h = ι[0,1],
le résultat de la Proposition 9 était déjà connu dans [GW84]. L’extension de ce résultat dans
un contexte où la structure des données n’est plus une chaîne mais un arbre est présentée
dans [CS15].

Dans [PC17], nous avons proposé d’évaluer l’intérêt de la Proposition 9 dans un contexte d’es-
timation de disparité en stéréovision et de segmentation d’images. Ces deux questions prennent
la forme d’un problème de minimisation décrit par (2.11) et que nous rappelons ici :

Θ̂ ∈ Argmin
Θ

Q−1∑
q=1

〈α(q),θ(q)〉+λ
Q∑

q=1
‖DTqΘ‖2,1 + ι[0,1](Q−1)×N (Θ)+ ιC(Θ), (2.121)

où 
α(q) = η(q+1) −η(q),

Tq : R(Q+1)×N →RN : Θ 7→ θ(q−1) −θ(q),

C =
{
Θ ∈R(Q−1)×N : θ(1) ≥ . . . ≥ θ(Q−1)

}
.

avec θ(Q) ≡ 0 et θ(0) ≡ 1 et où (η(q))1≤q≤Q sont choisis différemment pour un problème d’estimation
de disparité ou de segmentation.

Estimation de la disparité Dans le cas de l’estimation de la carte de disparité en stéréovision [MPP09],
les données sont une paire d’images zL ∈ RN×M et zR ∈ RN×M qui correspondent aux vues de la
même scène par les yeux gauche et droit. M = 3 dans le cas des images couleurs. Le principe uti-
lisé pour l’estimation de la profondeur est que les valeurs de pixels zL

(n1,n2) et zR
(n1,n′

2)
ont tendance

à être similaires. La profondeur de l’objet imagé étant inversement proportionnelle à n2 −n′
2. Par

conséquent, nous fixons l’ensemble des valeurs possibles de n2 − n′
2 comme la plage d’entiers

q = {1, . . . ,Q} , conduisant à :(∀n = (n1,n2) ∈Ω)
η

(q)
n =

M∑
m=1

|zL
(n1,n2),m − zR

(n1,n2−q+1),m |r , (2.122)

où le choix usuel de r est 1 ou 2. Enfin, la carte de disparité estimée est obtenue à partir de Θ̂ =(
θ(q)

)
1≤q≤Q avec :

M̂ =
Q∑

q=1
(q −1)

(
θ̂(q−1) − θ̂(q)). (2.123)

Pour la minimisation de (2.11), nous proposons dans [PC17] trois solutions algorithmes, re-
posant toutes sur le même algorithme à savoir l’algorithme de Condat-Vũ mais pour différents
niveaux de spitting :
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— Full splitting – La contrainte C est décomposée en deux contraintes C1 et C2 qui sont définies
afin d’éviter le chevauchement des variables : C1 = {Θ ∈ R(Q−1)×N : θ(1) ≥ θ(2), θ(3) ≥ θ(4), . . .}
et C2 = {Θ ∈R(Q−1)×N : θ(2) ≥ θ(3), θ(4) ≥ θ(5), . . .}. Notons que C = C1 ∩C2 et que ιC = ιC1 + ιC2 .
PC1 et PC2 ont alors des formes explicites.

— Intermediate splitting – La projection sur C est calculée par l’algorithme PAVA mentionné
précédemment. PC et P[0,1](Q−1)×N sont calculées séparemment.

— Minimal splitting – Nous considérons le résultat de la Proposition 9 avec f2 = ι[0,1](Q−1)×N et
f1 = ιC nous permettant de calculer P[0,1](Q−1)×N ◦PC.

Figure 14 (gauche) «Teddy» de taille N1×N2×M = 375×450×3. (droite) «Corridor» de taille
N1 ×N2 ×M = 128× 128× 1.Estimation de la carte de disparité (image constante par mor-
ceaux) de l’image “Teddy" provenant de la base de donnée Middleburry. (1ère ligne) Données
z, (2ème ligne) Carte de disparité estimée M̂ définie par (2.123). (3ème ligne) Evolution du
critère f (Θ[k])− f (Θ[+∞]) en fonction du temps par les trois approches.

Dans [PC17], nous avons appliqué la procédure d’estimation décrite précédemment à deux
paires d’images «Teddy» et «Corridor» de la base de données classique de 2003 Middleburry. Les
images originales ont été corrompues par un bruit blanc additif Gaussien d’écart type 10. Les
images gauche et droite sont montrées dans la Figure 14 (1ère ligne). Nous fixons Q = 50 (resp. Q =
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20), λ = 150 (resp. λ = 50), car ces valeurs conduisent aux meilleurs résultats. Notez que la valeur
de Q peut être déduite de la traduction des éléments de premier plan sur les données bruitées. Les
résultats sont présentés Figure 14 (2ème ligne) ainsi que l’évolution du critère Ψ(Θ[k])−Ψ(Θ[+∞])
en fonction dy temps. La comparaison en temps de calcul des trois différentes stratégies illustre
que plus le problème est découplé, plus la procédure d’estimation est lente. Nous avons donc tout
intérêt quand cela est possible de calculer l’opérateur proximal d’une somme de fonctions plutôt
que de les gérer séparément.

Segmentation d’images Des conclusions similaires ont été obtenues dans [CP15] dans le contexte
de segmentation d’images où η(q) = 1

2σ2
q

(z− cq )2 où cq et σ2
q désignent la moyenne et la variance

au sein de la région Ω(q) = θ(q) −θ(q).

2.3.2.3 Nouvelle forme explicite et son intérêt pour la détection d’interfaces par le modèle de
Mumford-Shah discret

Cette section, associée aux résultats présentés dans [FPC19; FPC18], présente une nouvelle
forme explicite de l’opérateur proximal d’une somme de deux fonctions et nous illustrons son in-
térêt dans le contexte de la minimisation de la fonctionnelle de Mumford-Shah discrète. Notons
qu’une première contribution de [FPC19] fut de proposer une reformulation discrète des fonc-
tionnelles de Mumford-Shah (cf. (2.8)) et de Geman et Geman (cf. (2.9)). Cette fonctionnelle sera
désignée par D-MS. Une seconde contribution fut de proposer un nouveau schéma proximal al-
terné. Ce dernier repose sur le calcul de l’opérateur proximal d’une somme de deux fonctions qui
possède une forme explicite dans ce cadre d’étude et qui conduit à des gains significatifs en temps
de calculs.

Modèle D-MS La généralisation de la formulation discrète de la fonctionnelle de Mumford-Shah
que nous avons proposée dans [FPC19] prend la forme :

minimiser
u∈RN M,e∈R|E|

ψ(u;z)+β∑
m

‖(1−e)¯Dum‖2
2︸ ︷︷ ︸

ϕ1(u,e)

+χϕ2(e). (2.124)

où z ∈ RN M sont des données dégradées par le modèle (2.2) et où D est défini par (2.4). On consi-
dère un terme d’attache aux données générique ψ(·,z) : RNM →]−∞,+∞] pouvant par exemple
modéliser une distance euclidienne ou une divergence de Kullback-Leibler (cf. Section 2.1.1) et
ϕ2 : R|E| →]−∞,+∞] est un terme de régularisation qui favorise la parcimonie et agit comme un
terme de longueur de contours, toutes deux sont supposées propres et semi-continues inférieu-
remement.ϕ1 : RN M ×R|E| →R est un terme de couplage qui pénalise les fortes variations excepté
au niveau des contours.
Cette fonctionnelle permet :

• de donner plus de flexibilité dans le terme d’attache aux données, permettant de gérer des
termes d’attaches aux données n’étant pas limités à la norme euclidienne comme dans la fonc-
tionnelle originale de Mumford-Shah et permettant de gérer des opérateurs linéaires.

• de considérer un large choix de termes de régularisation ϕ2. L’un des choix le plus rencon-
tré dans la littérature fut proposé par Ambrosio et Tortorelli (AT) [AT90; AT92] et se formule
ϕ2 = ε‖D̃e‖2

2 + 1
4ε‖e‖2

2 , avec ε > 0 et D̃ étant un opérateur de différence sur les arêtes. Une telle
pénalisation de contour Γ-converge vers la fonctionnelle de Mumford-Shah quand ε tend vers 0
[FLT16]. Notons que de grandes valeurs de ε conduisent à des contours épais mais aident à dé-
tecter l’ensemble des discontinuités et lorsque ε tend vers 0, la pénalisation de ‖e‖2

2 augmente
et permet ainsi à e de devenir de plus en plus parcimonieux, et donc à des contours de plus en
plus fins. Le choix ϕ2 = ‖ · ‖1 permet de se rapprocher de (2.9) mais possède de moins bonnes
propriétés théoriques que la pénalisation AT.
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Le choix du terme de couplage dans (2.124) est motivé par (2.8) et [FLT16]. Cependant, dans
[Sha96], Shah propose de remplacer la norme `2 par un terme de couplage impliquant la norme
`1 tel que ϕ1(u,e) = ∑

m ‖(1−e)¯ (1−e)¯Dum‖1, combiné avec une régularisation AT. Alicandro
et al. [ABS99] ont prouvé la Γ-convergence de cette fonctionnelle particulière vers une variante de
la fonctionnelle de Mumford-Shah. Des expériences montrent que ce terme de couplage de type
ROF est plus robuste aux gradients d’image, mais élimine le contenu haute fréquence. Dans le cri-
tère de Geman et Geman introduit (2.9), le terme de couplage prend la forme

∑
i (Du)2

i (1− ei ) qui
nécessite l’ajout d’une contrainte sur la dynamique de e afin d’assurer que ei appartienne à [0,1].
Plus récemment, Li et al. [LMZ17] ont suggéré de choisir ei = {ei , j } j∈Ni , où Ni modélise un effet de
voisinage autour du pixel i . La fonction de régularisation est donc une fonctionnelle ROF non lo-

cale (NL-ROF) de la forme ϕ1(u,e) = ∑
m

∑N
i=1

√∑
j∈Ni

ei , j (um,i −um, j )2. Dans cette approche, les

contours ne sont pas obtenus à partir de e mais par un seuillage de u, conduisant à une estimation
moins précise.

On peut remarquer que, lorsqu’il s’agit d’images multivariées, les contours peuvent être définis
soit comme des arêtes similaires à travers toutes les composants, soit comme des arêtes distinctes,
conduisant à des contours qui peuvent être différents pour toutes les composantes. Afin de faci-
liter la compréhension et la lecture, nous avons choisir de formuler le Problème (2.124) dans le
contexte d’arêtes similaires mais l’analyse qui suit peut être dérivée de manière similaire pour des
arêtes distinctes en considérant e ∈R|E|×M. Quand M = 1, les deux formalismes sont équivalents.

Algorithme Afin de résoudre le Problème (2.124), nous considérons deux algorithmes proxi-
maux alternés. Le premier est l’algorithme PALM (Proximal Alternating Linearized Minimization)
[ABRS10], particularisé dans l’Algorithme 2 pour la résolution spécifique du Problème (2.124). Le
second est l’algorithme SL-PAM (Semi-Linearized Proximal Alternating Minimization), que nous
avons proposé dans [FPC19], qui correspond à une version partiellement linéarisée de PALM mais
qui requiert le calcul de l’opérateur proximal deϕ1(u, ·)+ϕ2. Cet algorithme spécifié à la résolution
du Problème (2.124) est présenté dans l’Algorithme 3.

Algorithm 2 PALM pour résoudre D-MS (2.124)

Soit u[0] ∈RNM et e[0] ∈R|E|.
Pour k ∈NÌÌÌÌÌÌÌÌÊ

Soit γ> 1 et ck = γβ∇ϕ1(·,e[k]).

u[k+1] ∈ prox 1
ck
ψ(·,z)

(
u[k] − 1

ck
∇uϕ1

(
u[k],e[k]

))
Soit δ> 1 et dk = δβ∇ϕ1(u[k+1]·).
e[k+1] ∈ prox 1

dk
χϕ2

(
e[k] − 1

dk
∇eϕ1

(
u[k+1],e[k]

))

Algorithm 3 SL-PAM pour résoudre D-MS (2.124)

Soit u[0] ∈RNM et e[0] ∈R|E|.
Pour k ∈NÌÌÌÌÌÌÌÌÊ

Soit γ> 1 et ck = γβ∇ϕ1(·,e[k]).

u[k+1] ∈ prox 1
ck
ψ(·,z)

(
u[k] − 1

ck
∇uϕ1

(
u[k],e[k]

))
Soit dk > 0.
e[k+1] ∈ prox 1

dk

(
βϕ1(u[k+1],·)+χϕ2

)(e[k]
)

La convergence de ces deux algorithmes est assurée par un ensemble d’hypothèses telles que
les hypothèses KL (Kurdyka-Łojasiewicz) de ψ et ϕ2, les fonctions doivent être bornées inférieu-
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rement, ∇uϕ1 doit être Lipschitz continue par rapport à chaque variable pour PALM et seulement
par rapport à u pour SL-PAM et enfin les étapes de mises à jour de u[k+1] et e[k+1] doivent avoir
une forme explicite. Si la suite {u[k],e[k]}k∈N est bornée, alors la suite converge vers un point cri-
tique de la fonction que l’on minimise dans (2.124). La convergence de PALM a été démontrée
dans [ABRS10] et nous avons proposé celle de SL-PAM dans [FPC19] en suivant un raisonnement
similaire. Il est cependant important de noter que les pas de mise à jour de la variable e[k] dans
l’algorithme SL-PAM ne sont pas bornés, permettant ainsi une plus grande flexibilité dans le choix
des pas de descente proximale.

Afin d’assurer la convergence, il est important que prox 1
dk

(
βϕ1(u[k+1],·)+χϕ2

) possède une forme

explicite dans SL-PAM. Dans [FPC19], nous remarquons que sous l’hypothèse d’une pénalisation
séparable, une telle forme explicite existe et est donnée par la Proposition 10.

Proposition 10 Soit D: R|E|×N. Pour tout (u,e) ∈ RNM ×R|E|, nous supposons que ϕ1(u,e) =
‖(1−e)¯Du‖2

2 et queϕ2 est une fonction séparable telle que

(∀e=(ei )1≤i≤|E|) ϕ2(e) =
|E|∑

i=1
gi (ei ), (2.125)

où gi :R|E|→]−∞;+∞], et possède un opérateur proximal s’exprimant sous forme explicite.
A chaque itération k ∈ N, avec dk > 0, β > 0 and χ > 0, l’étape de mise à jour de e[k+1] dans
l’Algorithme 3 s’exprime : pour tout i ∈ {1, ..., |E|},

e[k+1]
i ∈ prox χ

2β(Du[k+1])2
i
+dk

gi

β(Du[k+1]
)2

i +
dk e[k]

i
2

β
(
Du[k+1])2

i +
dk
2

 . (2.126)

Résultats numériques Dans [FPC19], nous avons proposé une série d’expérience pour évaluer
les performances de SL-PAM pour la résolution de D-MS (2.124). Nous avons comparé les perfor-
mances pour différents choix de ϕ2 séparables : norme `1, pénalisation `0, et fonction de BerHu
(Huber inversée) définie par

ϕ2(e) =
|E|∑

i=1
max

{
|ei |, |ei |2

4ε

}
, (2.127)

qui sont toutes des fonctions séparables, KL, bornées inférieurement et dont l’opérateur proxi-
mal possède une forme explicite. La pénalisation de BerHu a pour objectif de reproduire le com-
portement quadratique de la pénalisation AT : 1

4ε‖ · ‖2
2 pour de faibles valeurs de ε et d’assurer la

parcimonie. Son opérateur proximal s’exprime pour tout η ∈R,

prox
τmax

{
|.|, |.|24ε

}(η) = sign(η) max
{
0,min

[
|η|−τ,max

(
4ε,

|η|
τ
2ε +1

)]}
. (2.128)

La première série d’expériences numériques a été menée dans le cas du débruitage gaussien
et il apparaît que les pénalisation `1 et BerHu conduisent aux meilleurs résultats numériques tant
en SNR, SSIM et indice de Jaccard mais qu’une pénalisation `0 conduit à des algorithmes plus ra-
pides. D’autre part, comme illustré Figure 16, SL-PAM et systématiquement plus rapide que PALM.
Ce résultat s’explique par une plus grande flexibilité dans le choix du pas sur la mise à jour de la
variable de contours. Remarquons que pour un même choix de dk , le comportement algorith-
mique est équivalent. Cependant, en bénéficiant de la flexibilité offerte par SL-PAM dans le choix
de dk , on obtient un gain d’au minimum un facteur 100 suivant les configurations considérées.
Nous avons également mis en avant la robustesse à l’initialisation et avons montré de bons résul-
tats dans le contexte de débruitage Poisson (attache aux donnée DKL). Nous présentons Figure 15,
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les résultats obtenus avec différentes méthodes de l’état-de-l’art et notre méthode pour une pé-
nalisation de BerHu dans le contexte d’une image dégradée par un bruit additif gaussien. Il ap-
paraît que la stratégie proposée permet d’obtenir des performances au moins équivalentes voire
meilleures en termes de reconstruction. Le même constat est fait concernant la qualité d’estima-
tion des interfaces de changement. Enfin, comparé aux méthodes de l’état-de-l’art permettant
d’extraire conjointement l’image et ses contours, notre méthode possède le double intérét d’avoir
des garanties de convergences et d’avoir des temps de calculs très faibles. De nombreux résultats
numériques complémentaires sont disponibles dans [FPC19; FPC18].

Image originale ŭ Données z T-ROF T-NL-ROF

Discrete AT MS relaxation D-MS (proposée)

Figure 15 Comparaison visuelles sur un exemple de débruitage et de détection de contours,
impliquant un bruit blanc Gaussien avec un écart typeσ= 0.05 pour des images normalisées
entre 0 et 1, entre les méthodes de l’état-de-l’art : T-ROF [CS13], T-NL-ROF [LMZ17], Discrete
AT [FLT16], MS relaxation [SC14], et la méthode proposée.
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Figure 16 Evolution de la fonction objectif ψ(u[k];z)+βϕ1(u[k],e[k])+χϕ2(e[k]) en fonction
des itérations pour différentes valeurs de dk et pour une valeur de ck choisie de façon iden-
tique dans les deux algorithmes. Les figures de gauche et droite correspondent à deux niveaux
de bruit différents.

2.3.2.4 Conclusions

Dans cette section, nous avons illustré à travers deux exemples (estimation de disparité et dé-
tection de contours), le bénéfice de calculer l’opérateur proximal d’une somme de deux fonctions
plutôt que d’activer l’opérateur proximal de chaque fonction indépendamment. Ce résultat pour-
rait apparaître contradictoire avec les conclusions de la découpe épigraphique présentée dans la
section 2.2.3 mais il faut noter qu’une différence majeure réside entre ces deux approches. Dans le
premier cas, il est nécessaire de doubler l’espace d’étude (généralement N) sur lequel on travaille
pour gérer une minimisation impliquant une somme de plus de deux fonctions alors que dans le
contexte des projections épigraphiques, on augmente seulement la dimension via l’introduction
du vecteur ζ qui est de la taille du nombre de blocs B ¿ N.

La fonctionnelle D-MS combinée à SL-PAM ouvre quant à elle de nombreuses pistes de re-
cherches au cœur de mon ANR JCJC Multisc’In, telles que la prise en charge d’une pénalisation
de type AT, non séparable et par conséquent qui ne s’inscrit pas de le cadre présenté ci-dessus, et
également des développements théoriques supplémentaires dans le cas où A 6= Id afin d’avoir des
garanties de convergence. Il est également important d’être en mesure de caractériser les mini-
miseurs de D-MS obtenus avec SL-PAM, par exemple en s’appuyant sur des techniques de lifting
[ZH17].
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2.3.3 Forte convexité en traitement du signal et des images. Le cas de la segmentation
de texture par attributs invariants d’échelles

Depuis 2013 via le projet JCJC GALILEO du GdR ISIS puis le Defi Imag’IN SIROCCO du CNRS,
une part importante de mes travaux de recherche fut dédiée à la segmentation de texture. Cette
thématique a été renforcée par la thèse de Barbara Pascal (2017-2020).

Segmenter des textures est un problème bien connu en traitement d’images [CRD07]. De nom-
breux outils particulièrement efficaces ont été proposés dans le contexte de textures géométriques.
Pour les textures stochastiques, la segmentation reste un défi car la géométrie est plus difficile à
capturer, s’appuyant essentiellement sur les statistiques des caractéristiques de texture. Il est com-
mun d’avoir recours à des approches en deux étapes : extraction de descripteurs puis segmenta-
tion. Cependant, les approches d’apprentissage profond ont fortement contribué à revisiter cette
approche en deux étapes en combinant l’estimation des descripteurs et la segmentation de ces
derniers (cf. e.g. [AW17]). Cependant, leur utilisation reste principalement conçue pour le contexte
spécifique de la segmentation supervisée : un ensemble de données d’entraînement (générale-
ment volumineux) doit être disponible, ainsi que de grandes puissances de calcul et de stockage.
Souvent, ces bases de données ne sont pas disponibles car les annotations d’experts peuvent être
trop coûteuses (en temps et en argent) à mettre en œuvre ou techniquement hors de portée. -On
peut également regretter le manque d’interprétabilité voire d’identification des caractéristiques
sur lesquelles reposent les décisions : Les médecins par exemple pourraient légitimement rester
réticents à fonder le diagnostic sur des caractéristiques non identifiées. Par conséquent, malgré
le potentiel de l’apprentissage en profondeur, dans des contextes d’absence de base de données
documentée, d’importance de la précision dans les limites estimées et d’un besoin de compré-
hension, les stratégies de segmentation non supervisées restent d’une importance critique.

Dans [PWAD16; PPA21], nous avons proposé de revisiter les techniques de segmentation de
textures stochastiques en proposant une approche non-supervisée combinant estimation des des-
cripteurs et segmentation formulé comme un cas particulier de (2.1). Notre étude se concentre sur
des modèles de textures autosimilaires (ou fractales). Ces modèles sont largement utilisés pour
décrire des textures du monde réel de natures très différentes allant de la classification de photos
historiques aux diagnotics dans les mammographies [ADR99; BPL+01; AJW13; GAR+14].

Modèle fractal et régularité locale L’autosimilarité est caractérisée par la notion de régularité
locale, quantité mathématique estimée par régression sur des quantités multiéchelles (e.g. loga-
rithme des coefficients d’ondelettes). Formellement, si on note z = (zn)1≤n≤N ∈ RN l’image que
l’on cherche à analyser. La régularité locale autour de la position n est mesurée par l’exposant dit
de Hölder hn tel que si hn est proche de 0, l’image est localement très irrégulière et inversement,
une grande valeur de hn conduit à un champ localement lisse. Si on note L j ,n une quantité multi-
échelle associée à l’image z définie pour l’échelle j ∈ {1, . . . , J} et la position n,la régularité locale
est reliée à cette quantité par la relation suivante :

L j ,n ' ηn2 j hn , (2.129)

quand 2 j → 0. L’estimation locale de hn peut être obtenue par régression linéaire à travers les
échelles :

ĥ(RL)
n =∑

j
w j ,n log2 L j ,n (2.130)

où (w j ,n) j ,n modélisent les poids de régression à l’échelle j et position n. On parle d’estimation
non-biaisée lorsque

(∀n ∈ {1, . . . ,N})
∑

j
w j ,n ≡ 0 et

∑
j

j w j ,n ≡ 1, (2.131)

Dans les études dédiées à l’estimation de la régularité locale, il est usuel de considérer un
champ homogène, par conséquent, s’il s’agit de caractériser une texture uniforme sur une image,
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l’estimation se fait en moyennant les valeurs des estimées obtenues en chaque position n de
l’image. La question se complique lorsqu’il s’agit de segmenter l’image de texture à partir de ces
estimées locales, c’est-à-dire d’identifier des changements de régularité locale sur une image (cf.
Figure 17-a et b). En effet, l’estimation de la régularité locale montre une grande variabilité qui
nuit à la détection des changements (cf. Figure 17-c), tandis que lisser les estimées (même sur un
petit voisinage) empêche de localiser les changements correctement (cf. Figure 17-d).
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(RL)

lissé (e) ĥ
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Figure 17 Illustration de la méthode de segmentation de texture proposée dans [PWAD16].
Premiére ligne : (a) Image de texture à segmenter. L’objectif est d’identifier les deux zones noire
et blanche présentées en (b) ainsi que d’estimer correctement la régularité locale de chacune
des zones (hn ≡ 0.5 et hn ≡ 0.7). L’image en (a) est une réalisation d’un champ aléatoire syn-
thétique de telle sorte que la régularité locale suive celle du masque représentée en (b). (c)
Estimation obtenue à partir de (2.130) avec des poids de régression choisis de façon à obte-
nir un estimateur non biaisé ; (d) Lissage des estimées présentées en (c) ; (e) Segmentation par
variation totale (2.134) : estimation et segmentation disjointe ; (f) Estimation obtenue par
minimisation de (2.135) : estimation et segmentation conjointe.

Dans [FPWA15], nous avons étudié les performances de l’estimation de la régularité locale
pour différentes quantités multi-échelles, à savoir les coefficients en ondelettes

L j ,n = 1

3

3∑
m=1

|(Dz)(m)
j ,n | (2.132)

où D représente une transformée en ondelettes, m désigne les coefficients horizontaux, verticaux,
diagonaux, et les coefficients dominants,

L j ,n = sup
m={1,2,3}

( j ′,n′)∈N ( j ,n)

|(Dz)(m)
j ′,n′ | (2.133)

où N ( j ,n) représente un voisinage à travers les échelles les plus fines et les positions voisines
comme illustré Figure 18. Quelque soit le choix de L j ,n , un compromis biais-variance relatif à la
taille des fenêtres d’analyse apparaît clairement.
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Figure 18 Représentation des coefficients dominants. Crédit : Herwig Wendt.

Dans un premier temps, nous avons proposé d’extraire les zones de régularité homogène en
effectuant une segmentation des estimées de régularité locale par segmentation Chan-Vese (cf.
(2.11)) [FPWA15]. Ce travail préliminaire a montré l’efficacité d’une telle approche pour identifier
des zones ayant une régularité locale qui varie spatialement. Nous avons également considéré une
segmentation via T-ROF [CS13] reposant sur le seuillage de ĥ obtenu par :

ĥ
(TV) = argmin

1

2

∥∥∥h− ĥ
(RL)

∥∥∥2

2
+λTV(h) (2.134)

dont le résultat est illustré Figure 17-e. Notons que des schémas de minimisation par blocs avaient
été envisagés dans [PPAP18]. Il s’agit d’une implémentation par blocs de FBS sur le dual pour mini-
miser (2.134). Nous y avions remarqué que la construction des blocs avait une importance cruciale
dans ces approches dans un but de réduire la constante de Lipschitz par bloc. Aux résultats extraits
de [PPAP18], nous avons ajouté une implémentation de l’algorithme de Chambolle-Pock prenant
en compte la forte convexité [CP11a, Algorithme 2]. Les comparaisons sont présentées Figure 19.
Il y apparaît clairement le bénéfice que l’on peut retirer d’une stratégie algorithmique pouvant
prendre en compte une telle hypothèse de forte convexité.

Figure 19 Gap de dualité en fonction du temps de calcul. Comparaison entre des itérations
classiques de l’algorithme de Chambolle-Pock [CP11a, Algorithme 1] (en noir), une stratégie
par blocs FBS sur le dual [PPAP18] (en bleu), des itérations de l’algorithme de Chambolle-
Pock intégrant la forte convexité [CP11a, Algorithme 2] (en rouge). Crédit : Barbara Pascal.

Estimation et segmentation jointe : 1ère formulation Afin d’améliorer les performances d’esti-
mation, nous avons proposé une solution algorithmique permettant de considérer conjointement
estimation de la régularité locale et segmentation plutôt que de découpler ces deux étapes comme
mentionné précédemment et comme il est usuellement proposé en segmentation de textures (cf.
Figure 17-e). Nous avons montré qu’il était possible de formuler cette question comme un pro-
blème d’optimisation convexe non lisse pour lequel un algorithme efficace d’optimisation a été
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développé [PWAD16]. Le critère prend la forme

(
ĥ

(TV)
, ŵ

) ∈ Argmin
h,w

j2∑
j= j1

N∑
n=1

(w j ,n log2 L j ,n −hn)2+λTV(h)+χ1

N∑
n=1

dC1 (wn)+χ2

N∑
n=1

dC2 (wn) (2.135)

où wn = (w j1,n , . . . , w j2,n) avec 1≤ j1 < j2 ≤ J et oùλ,η1 etη2 sont des quantités positives. Le premier
terme assure que la solution respecte (2.131). dC1 et dC2 modélisent les distances aux ensembles

convexes C1 = {(ω j1 , . . . ,ω j2 ) ∈R×. . .×R | ∑ j2

j= j1
ω j = 0} et C2 = {(ω j1 , . . . ,ω j2 ) ∈R×. . .×R | ∑ j2

j= j1
jω j =

1}. Ces distances permettent d’assurer une certaine flexibilité, principalement au niveau des zones
de changement de régularité pour lesquelles le choix d’un estimateur non-biaisé est moins perti-
nent. Enfin le terme de pénalisation sur h, qui correspond à la pénalisation TV, permet de détecter
les changements de régularité locale en imposant une solution de variation totale minimale. Une
illustration des résultats obtenus est présentée Figure 17-f. Plus de résultats sont disponibles dans
[PWAD16] incluant des comparaisons avec des méthodes de l’état-de-l’art et des résultats sur don-
nées réelles.

Cette étude a permis de mesurer le bénéfice d’utiliser des critères combinant estimation et
segmentation comme illustré Figure 17. La principale limitation de cette approche variationnelle
est le coût de calcul élevé lorsqu’il s’agit d’analyser de grands volumes de données, indispensable
dans ce cadre de travail multiéchelle. La contribution suivante est dédiée à cette question.

Estimation et segmentation jointe : 2ème formulation Nous poursuivons ici notre effort d’esti-
mation et segmentation jointe de textures fractales par morceaux en proposant un critère convexe
alternatif à (2.135), visant à favoriser le caractère constant par morceaux de la régularité locale
(comme dans la contribution précédente) mais également d’une quantité liée à la variance lo-
cale (notée ηn dans (2.129)), qui sont les deux paramètres qui caractérisent les textures fractales.
L’énergie que nous proposons de minimiser dans [PPA21] s’écrit cette fois-ci encore comme un
cas particulier de (2.1) qui prend la forme :(

v̂, ĥ
)= argmin

h,v

1

2

∑
j

∥∥v+ j h− log2 L j
∥∥2

Fro +λ‖
[
Dv;αDh

]>‖2,1, (2.136)

où v = log2(η).
Ce critère est particulièrement intéressant car l’attache aux données est fortement convexe,

son opérateur proximal et sa fonction conjuguée possèdent une forme explicite. Ces éléments
apparaissent clairement lorsque que l’on ré-écrit le terme d’attache aux données sous cette forme :

ψ(v,h;L ) = 1

2

∑
n

∑
j

(vn + j hn − log2 L j ,n)2 (2.137)

= 1

2

∑
n

∥∥∥∥A

(
vn

hn

)
− log2 L n

∥∥∥∥2

2

où A =
(

1 j1
.
.
.

.

.

.
1 j2

)
. (2.138)

La forme explicite de l’opérateur proximal provient de calculs standards des opérateurs proxi-
maux : (

pn

qn

)
= prox 1

2 ‖A·− log2 L n‖2
2

(
vn

hn

)
= (A∗A+ Id)−1

(
A∗ log2 L n +

(
vn

hn

))
où 

A∗A =
(

R0 R1

R1 R2

)
avec Ri =∑

j j i

A∗ log2 L n =
(
Sn

Tn

)
=

( ∑
j log2 L j ,n∑

j j log2 L j ,n

)
conduisant à la forme explicite explicitée dans la Proposition 11.
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Proposition 11 [PPA21] Pour tout (v,h) ∈RN ×RN, soit
(
p,q

)= proxψ(v,h) ∈RN ×RN alors p = (1+R2)(S +v)−R1(T +h)
(1+R0)(1+R2)−R2

1
,

q = (1+R0)(T +h)−R1(S +v)
(1+R0)(1+R2)−R2

1
.

où Ri =∑
j j i , Sn =∑

j log2 L j ,n , et Tn =∑
j j log2 L j ,n .

Le second résultat extrait de [PPA21], concerne la forte convexité de ψ dont la constante de
forte convexité dépend des échelles sur lesquelles est effectuée la régression. Les valeurs de constantes
de forte convexité sont présentées Figure 20. On voit en particulier que la constante de forte
convexité croît avec le nombre d’échelles considérées. Ce constat est particulièrement intéressant
lorsqu’il s’agit de considérer des images de très grande taille car malgré le plus grand volume de
données, la structure du problème de minimisation permet d’assurer une plus grande accéléra-
tion.

Proposition 12 [PPA21] La fonction ψ(v,h;L ) est ρ-fortement convexe par rapport aux va-
riables (v,h), où ρ > 0 est la plus petite valeur propre de la matrice définie symétrique et

positive A∗A =
(
R0 R1

R1 R2

)
où Ri =∑

j j i .

Figure 20 Constante de forte convexité en fonction de la dynamique des échelles sur la-
quelle est effectuée la régression.

Dans [PPA21], nous avons également proposé une forme explicite de la fonction conjuguée de
ψ dont l’expression est détaillée dans la Proposition 13. L’intérêt de calculer la fonction conjuguée
est de pouvoir mettre en oeuvre un FBS sur le dual pour minimisier (2.136) ou une version accélé-
rer FISTA sur le dual.
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Proposition 13 [PPA21] Soit ψ définie par (2.137), sa fonction conjuguée ψ∗ prend la
forme :

ψ∗(v,h;L ) = 1

2
〈(v,h)>, (A∗A)−1(v,h)>〉+〈(S ,T )>, (A∗A)−1(v,h)>〉+C ,

où 

C = 1
2 〈(S ,T )>,J−1(S ,T )>〉− 1

2

∑
j (log2 L j )2.

S =∑
j log2 L j

T =∑
j j log2 L j

A∗A =
(

R0 R1

R1 R2

)
et Rm =∑

j j m ,

Deux catégories d’algorithmes proximaux sont mis en oeuvre pour minimiser (2.136). Nous
considérons d’une part une version de l’algorithme FBS sur le dual [PPAP18] ainsi qu’une version
accélérée de la forme FISTA également sur le dual. Cette formulation est rendue possible grâce à
la forme explicite de la fonction conjuguée de ψ∗ présentée dans la Proposition 13. La seconde
classe d’algorithmes repose sur l’algorithme de Chambolle-Pock pour lequel il existe une version
accélérée dans le cas fortement convexe. Une description précise de ces algorithmes (DFB, FISTA,
PD et AcPD) est disponible dans [PPA21]. Les différentes stratégies algorithmiques sont compa-
rées dans un contexte de textures simulées de taille 256× 256. Les résultats sont présentés dans
le Tableau 2.3. Il apparaît clairement que la prise en compte d’algorithmes inertiels de type FISTA
ou reposant sur la forte convexité est nécessaire pour envisager d’employer ces approches sur de
grands volumes de données.

Dans [PPA21], nous comparons les résultats obtenu par estimation et segmentation disjointe
reposant sur (2.134) avec les résultats obtenus par la minimisation de (2.136) pour différents choix
de pénalisation de type TV permettant soit de pénaliser simultanément les contours de h et v soit
de les pénaliser séparemment. Il apparaît qu’une approche couplée améliore les performances au
prix d’un coût de calcul plus important comme illustré dans le Tableau 2.3. Plus de résultats sont
disponibles dans [PPA21].

Configuration I Configuration III

T-ROF T-joint T-couplé T-ROF T-joint T-couplé

It
er

at
io

n
s

(1
03

it
.)

DFB 96±48 > 250 > 250 241±18 > 250 > 250
FISTA 1.7±0.4 50.2±21.0 231±37 3.7±0.7 48.1±3.4 > 250

PD 31.8±17.0 > 250 > 250 201±69 > 250 > 250
AcPD 1.5±0.4 31.4±4.6 125±67 45.2±43 40.5±2.8 121±42

Te
m

p
s

(s
) DFB 1,090±520 4,840±15 4,210±76 2,010±73 4,810±215 4,200±76

FISTA 16±4 1,030±410 4,800±560 30±5 989±64 5,110±340
PD 297±150 4,180±69 4,110±43 1,580±490 4,150±18 4,100±15

AcPD 15±4 619±96 2,420±1,300 349±330 785±59 2,320±790

TABLEAU 2.3 – Nombre d’itérations et temps de calcul nécessaire pour atteindre une condition d’arrêt basée
sur le gap de dualité pour les différents algorithmes proposés, dans le cadre de deux configurations (∆H = 0.2,
∆Σ2 = 0.1) et III (∆H = 0.1,∆Σ2 = 0.1). DFB : FBS sur le dual, FISTA : accélération inertielle de FBS sur le dual,
PD : Chambolle-Pock, AcPD : acceleration de Chambolle-Pock reposant sur la forte convexité.

Muni d’un critère fortement convexe permettant d’effectuer estimation et segmentation jointe
puis d’un algorithme exploitant la forte convexité, il devient alors possible d’analyser un grand
volume de données tel que les données d’écoulements multiphases acquises au Laboratoire de
Physique. Les résultats obtenus avec notre procédure PLOVER sont présentés sur la Figure 21,
extraite de [PPA+18], et comparés à des méthodes de l’état-de-l’art en segmentation de texture.
La méthode proposée permet d’extraire bien plus précisemment les structures à petite échelle.
Remarquons que le passage à l’échelle des algorithmes fut un point crucial pour l’analyse de ces
données. Sans la forte convexité, la mise en oeuvre sur les données d’écoulements n’aurait été pos-
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sible. En effet, dans le contexte des données d’écoulements chaque image à analyser est composée
de plusieurs millions de pixels. Le traitement doit ensuite être effectué pour plusieurs dynamiques
d’écoulements afin de construire un diagramme de phase. Sans une accélération notable, ces ana-
lyses avancées de traitement d’images n’auraient pu être mis en oeuvre.

0

0.5

1

1.5

2

[Arbelaez et al. 2011] [Yuan et al. 2015] T-ROF PLOVER

Figure 21 Résultats sur données d’écoulements multiphasiques menées au Laboratoire de
Physique de l’Ens de Lyon. Comparaison entre plusieurs méthodes de l’état-de-l’art et notre
approche PLOVER.

2.3.3.1 Conclusions

La segmentation de textures est une question largement étudiée dans la littérature de traite-
ment d’images que nous avons proposé de revisiter à l’aide de descripteurs fractals. Notre contri-
bution principale fut de montrer que la combinaison de l’estimation des descripteurs et leur seg-
mentation pouvait être formulée comme un critère intelligible de la forme (2.1) fortement convexe.
L’intelligibilité de notre formulation est à comparer aux approches usuelles échaînant les étapes
de prétraitement des données, extraction de descripteurs et segmentation, chacune nécessitant
des réglages de paramètres ad hoc. D’autre part, en exploitant la forte convexité, nous proposons
un algorithme rapide permettant de gérer un grand volume de données contrairement à certaines
méthodes de l’état-de-l’art où il est parfois nécessaire d’effectuer le traitement sur des patches de
l’image plutôt que globablement.

Dans des travaux futurs, nous souhaiterions intégrer des descripteurs d’orientation, de cou-
leurs et d’analyse multifractale, afin d’obtenir une méthode efficace sur une plus grande gamme
de données texturées.

Les réseaux de neurones profonds étant particulièrement adaptés pour une tâche de segmen-
tation, une analyse comparative a été menée dans [PMPPA21] et motive nos travaux actuels sur
le développements d’algorithmes déroulés dans le contexte de la segmentation de texture sur les-
quels je reviendrai en conclusion générale.

73



CHAPITRE 2. SYNTHÈSE DES ACTIVITÉS DE RECHERCHES

2.3.4 Opérateur proximal versus gradient, que choisir? Quelques éléments de réponse.

Dans les sections 2.3.2.3 et 2.3.3, les accélérations sont respectivement dûes à l’expression
d’une forme explicite de l’opérateur proximal d’une somme de deux fonctions et à la mise en
œuvre de stratégies d’accélération (inertie ou forte convexité). Cependant, dans ces deux approches,
il existe une autre interrogation, à savoir, faut-il mieux considérer un pas proximal ou un pas de
gradient lorsque les deux sont envisageables. Par exemple, dans la minimisation du modèle dis-
cret de Mumford-Shah, nous pouvons soit considérer une linéarisation impliquant une descente
de gradient suivi d’un pas proximal (PALM) ou effectuer un pas proximal d’une somme de deux
fonctions (SL-PAM). Dans ce premier exemple, la solution reposant sur un pas proximal apparaît
numériquement la plus efficace et nous l’avons argumenté par le fait que nous évitions un split-
ting mais la différence majeure réside aussi dans le choix du pas qui n’est alors plus contraint par
une constante de Lipschitz locale. Dans le contexte de la segmentation de texture, nous avons
également comparé une méthode combinant étape de gradient et une étape proximal (FBS ou sa
version acélérée FISTA) et une méthode reposant uniquement sur des pas proximaux (l’algorithme
de Chambolle-Pock et sa version accélérée avec forte convexité). Dans le Tableau 2.3, il apparaît
que l’approche reposant uniquement sur des pas proximaux est la plus rapide. Des remarques si-
milaires sont faites dans [CG19] où il a été montrer numériquement qu’activer des fonctions par
des pas proximaux plutôt que par leur gradient pouvait être avantageux numériquement.

Ces constats nous laissent penser qu’une méthode basée sur des pas proximaux est toujours
plus rapide qu’une méthode basée gradient. Dans cette section, nous nous posons deux ques-
tions : faut-il systématiquement activer une fonction par son opérateur proximal lorsqu’une forme
explicite existe ? et d’autre part, au vu d’un problème de minimisation donné, est-il possible d’iden-
tifier parmi un ensemble d’algorithmes envisageables celui qui sera le plus efficace en fonctions
des propriétés du critères et de ses paramètres tels que le paramètre de régularisation, sa constante
de forte convexité, la constante de Lipschitz de son gradient?

Dans cette section nous proposons quelques éléments de réponses dans le cas où le problème
à minimiser prend la forme spécifique suivante :

Problème 1 Soit f1 ∈ C1,1
1/α(H ) et f2 ∈ C1,1

1/β(H ), avec α ∈ ]0,+∞[ et β ∈ ]0,+∞[. De plus, on suppose
que f1 est ρ-fortement convexe avec ρ ∈ ]0,1/α[. Le problème consiste à estimer :

x̂ = argmin
x∈H

f1(x)+ f2(x). (2.139)

Etat-de-l’art Du point de vue de l’utilisateur, le choix de l’algorithme le plus efficace pour ré-
soudre un problème de minimisation donné de la forme (2.1) est une tâche compliquée. Le taux
de convergence est un outil utile pour fournir une comparaison théorique entre les algorithmes.
Cependant, le comportement théorique d’un schéma algorithmique peut différer considérable-
ment de son l’efficacité numérique. Il est donc important d’obtenir des taux de convergence pré-
cis exploitant les propriétés de f1 et f2. Dans ce contexte, des taux de convergence linéaires précis
peuvent être obtenus pour plusieurs algorithmes proximaux sous hypothèse de forte convexité
de f1 et/ou f2 [THG18; GB17b; DY17; RHY19; RHY19], et peuvent être étendus lorsque la forte
convexité est satisfaite sur des variétés particulières, par exemple dans le cas de fonctions par-
tiellement lisses [Lew02; LFP17]. De plus, les taux de convergence sous-linéaire de quelques mé-
thodes de premier ordre en fonction de l’exposant Kurdyka-Łojasiewicz (KL) sont obtenus dans
[ABS13] lorsque f1 + f2 est une fonction KL (voir [BDL06]). Les exposants KL étant généralement
difficiles à calculer [BNPS17], nous concentrons notre analyse sur des résultats liés à l’hypothèse
de forte convexité et aux taux de convergence linéaires associés.
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Contributions Dans le cas où f1 est fortement convexe, nous explicitons les constantes de Lip-
schitz continues des opérateurs régissant la méthode du gradient (EA), FBS, PRS et DRS (cf. sec-
tion 2.1.4), permettant ainsi une comparaison de leur taux de convergence. Ces résultats sont dé-
taillés dans la Proposition 14.

Proposition 14 [BAP20, Proposition 9] Dans le contexte du Problème 1, on suppose que f1

est ρ−fortement convexe, avec ρ ∈ ]
0,α−1

[
. Soit G•, T•,•, R•,•, T•,• et S•,• définis dans le para-

graphe 2.1.4.1. Soit τ> 0. Alors,
[1] On suppose que τ ∈ ]

0,2βα/(β+α)
[
. Alors, Gτ(∇ f1+∇ f2) est rG(τ)−Lipschitz continue, où

rG(τ) := max
{|1−τρ|, |1−τ(β−1 +α−1)|} ∈ ]0,1[ . (2.140)

En particulier, le minimum de (2.140) est atteint pour

τ∗ = 2

ρ+α−1 +β−1 et rG(τ∗) = α−1 +β−1 −ρ
α−1 +β−1 +ρ . (2.141)

[2] Supposons que τ ∈ ]0,2α[. Alors Tτ∇ f2,τ∇ f1 est rT1 (τ)−Lipschitz continue, avec

rT1 (τ) := max
{|1−τρ|, |1−τα−1|} ∈ ]0,1[ . (2.142)

En particulier, le minimum de (2.142) est atteint pour

τ∗ = 2

ρ+α−1 et rT1 (τ∗) = α−1 −ρ
α−1 +ρ . (2.143)

[3] Supposons que τ ∈ ]
0,2β

]
. Alors Tτ∇ f1,τ∇ f2 est rT2 (τ)−Lipschitz continue, où

rT2 (τ) := 1

1+τρ ∈ ]0,1[ . (2.144)

En particulier, le minimum de (2.144) est atteint pour

τ∗ = 2β et rT2 (τ∗) = 1

1+2βρ
. (2.145)

[4] Rτ∇ f2,τ∇ f1 et Rτ∇ f1,τ∇ f2 sont rR(τ)−Lipschitz continue, où

rR(τ) = max

{
1−τρ
1+τρ ,

τα−1 −1

τα−1 +1

}
∈ ]0,1[ . (2.146)

En particulier, le minimum de (2.146) est atteint

τ∗ =
√
α

ρ
et rR(τ∗) = 1−p

αρ

1+p
αρ

. (2.147)

[5] Sτ∇ f2,τ∇ f1 et Sτ∇ f1,τ∇ f2 sont rS(τ)−Lipschitz continue, où

rS(τ) = min

{
1+ rR(τ)

2
,

β+τ2ρ

β+τβρ+τ2ρ

}
∈ ]0,1[ (2.148)

et rR est définie par (2.146). En particulier, le pas optimal et le minimum de (2.148)
sont

(τ∗,rS(τ∗)) =


(√

α
ρ , 1

1+pαρ
)

, si β≤ 4α;(√
β
ρ , 2

2+
p
βρ

)
, sinon.

(2.149)
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Ceci donne un support théorique aux résultats obtenus dans [CG19] pour le cas fortement
convexe. Dans [BAP20], nous proposons également les taux de convergence linéaire des quatre
algorithmes mentionnés précédemment dans le contexte des opérateurs cocoercifs 10 fortement
monotones, qui conduisent à de moins bonnes valeurs de taux de convergence que celles obte-
nues dans le contexte d’optimisation. Nous proposons en particulier une amélioration du taux de
convergence pour DRS inspiré de [Gis17; GB17b], qui exploite le contexte entièrement lisse, qui est
répliqué dans le cadre cocoercif. De plus, nous obtenons une convergence améliorée pour la mé-
thode du gradient dans le cadre fortement monotone et coercif inspiré de [Gis17]. Dans ce cadre,
nous améliorons plusieurs taux de convergence de la littérature dont [Mer80; CR97; Tse91; LM79;
RTBG20].
Plusieurs remarques peuvent être faites sur cette proposition :

— Quand ρ ∼ 0 le choix de (2.143) justifie le choix classique τ∗ ≈ 2α où α est l’inverse de la
constante de Lipschitz. Ce choix apparaît naturellement dans plusieurs problèmes inverses.

— Les Figures 22 et 23 représentent les taux r de la Proposition 14 pour les différentes mé-
thodes. Sur la Figure 22 (première ligne), on peut observer que pour une valeur fixée de α
et β (inverses des constantes de Lipschitz de f1 et f2), plus grande est la constante de forte
convexité ρ, meilleur est le taux de convergence. De plus, pour α et β fixés, les itérations de
PRS Rτ∇ f2,τ∇ f1 et les itérations de FBS Tτ∇ f2,τ∇ f1 et Tτ∇ f1,τ∇ f2 conduisent aux meilleurs taux
de convergence. Sur la deuxième ligne de la Figure 22, nous concluons que plus la constante
de Lipschitz du gradient de la fonction fortement convexe est petite (i.e. plus grande est α),
meilleur est le taux de convergence à l’exception de Tτ∇ f1,τ∇ f2 . Dans ce cas, la constante de
Lipschitz ne dépend que du paramètre de forte convexité ρ. Enfin, pour ρ et β fixes, nous
observons que les itérations PRS Rτ∇ f2,τ∇ f1 et les itérations FBS Tτ∇ f2,τ∇ f1 conduisent aux
meilleurs taux de convergence. Sur la troisième ligne de la Figure 22, où ρ et α sont fixes,
nous observons qu’une constante de Lipschitz plus petite de ∇ f2 (i.e. plus grand β) affecte
positivement Gτ∇ f2,τ∇ f1 , Tτ∇ f1,τ∇ f2 , et Sτ∇ f2,τ∇ f1 . Le dernier taux de convergence profite du
contexte de Problème 1.

— Sur la Figure 23, nous observons l’avantage du raffinement des taux de convergence dans
un cadre d’optimisation (lignes continues) par rapport au cadre des opérateurs cocoercif
(lignes discontinues) (cf. [BAP20, Proposition 7] ) dans toutes les méthodes à l’exception de
Tτ∇ f1,τ∇ f2 , dont le taux est le même. Nous avons aussi observer qu’en général les itérations
PRS Rτ∇ f2,τ∇ f1 conduisent au meilleur taux de convergence pour plusieurs configurations de
(α,β,ρ).

Résultats expérimentaux Dans [BAP20], nous avons souhaité confronter les résultats théoriques
à des résultats numériques. Pour cela nous avons considéré le problème jouet de débruitage de
signaux constants par morceaux pour lequel il existe d’autre part de nombreux algorithmes très
efficaces dans la littérature. Le problème de minimisation considéré se formule :

minimize
u∈RN

1

2
‖u−z‖2

2 +λh(Dz), (2.150)

où D ∈RN−1×N correspond à l’opérateur de différences finies de premier ordre :

(∀n ∈ {1, . . . ,N−1}) (Du)n = 1

2
(un −un−1)

et h correspond à la pénalisation de Huber, une approximation lisse de la norme `1 paramétrée
par ν> 0, définie par (voir, e.g., [CG19, Example 2.5])

h :RN−1 →R : (wn)1≤n≤N−1 7→
N−1∑
n=1

hn(wn) et hn : w 7→
{

|w |− ν
2 , si |w | > ν;

|w |2
2ν , si |w |6 ν.

(2.151)

10. Soit D un sous-ensemble non vide d’un espace de Hilbert H , soit T : D → H et soit β > 0. Alors T est β−1-
cocoercive si β−1T est fermement contractant, i.e., (∀x ∈ D)(∀y ∈ D)〈x − y |Tx −Ty〉 ≥ β−1‖Tx −Ty‖2
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La fonction h ∈ C1,1
1/ν(RN−1).
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Figure 22 Taux de convergence (constante de Lipschitz continue) donnée par la Proposi-
tion 14 en fonction du pas τ pour différents choix de α, β, et ρ.
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Figure 23 Comparaison des taux de convergence de EA, FBS, PRS, DRS obtenus dans la Pro-
position 14 (lignes continues) et dans [BAP20, Proposition 7] ) (lignes discontinues) pour
deux choix de α, β et ρ. On peut noter que les taux d’optimisation sont meilleurs que ceux
du contexte général cocoercif.

En choisissant f1 = 1
2‖ ·−z‖2

2 et f2 = λh(D·), (2.150) est alors un cas particulier du Problème 1,
où f est ρ = 1 fortement convexe, α = 1, et β = ν

λ‖D‖2 . Ce problème de minimisation peut être
directement résolution par

1- EA : En considérant Gτ(∇ f1+∇ f2) avec le pas τ∗ donné par (2.141).
2- FBS : En considérant Tτ∇ f1,τ∇ f2 avec le pas τ∗ donné par (2.145).
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L’opérateur proximal de h possède une forme explicite [CG19] mais l’opérateur proximal de h ◦D
n’est pas explicite à cause de l’influence de D (cf. section 2.1.4). En exploitant la structure séparable
de h, on obtient une formulation équivalente de (2.150) qui se formule :

minimize
u∈RN

1

2
‖u−z‖2

2 +λhI1 (DI1 x)+λhI2 (DI2 x), (2.152)

où I1 = {1,3, . . .} et I2 = {2,4, . . .} sont les ensembles d’indices impairs et pairs pour k ∈ {1,2}, hIk (yIk ) =∑
i∈Ik hi (yi ), et DIk ∈ R|Ik |×N correspond à la sous matrice de D associée regroupant les Ik lignes.

Etant donné que LI1 L>
I1
= Id/2 et LI2 L>

I2
= Id/2, la ré-écriture (2.152) permet d’obtenir une forme

explicite de l’opérateur proximal de hIk ◦LIk , pour k ∈ {1,2}. En choissant f̃1 = 1
2‖ ·−z‖2

2 +χhI2 (LI2 ·)
and f̃2 = χhI1 (LI1 ·), nous écrivons (2.152) comme le Problème 1, où f̃1 est ρ= 1 fortement convexe,
α = ν

ν+λ‖LI2‖2 , et β = ν
λ‖LI1‖2 . Cette approche donne lieu à 4 méthodes alternatives pour résoudre

(2.152).
3- FBS 2 : En considérant Tτ∇ f̃2,τ∇ f̃1

avec le pas τ∗ dans (2.143).
4- FBS 3 : En considérant Tτ∇ f̃1,τ∇ f̃2

avec le pas τ∗ in (2.145).
5- PRS : En considérant Rτ∇ f̃1,τ∇ f̃2

avec le pas τ∗ dans (2.147).
6- DRS : En considérant Sτ∇ f̃1,τ∇ f̃2

avec le pas τ∗ dans (2.149).

Les taux de convergence théoriques et numériques de ces différentes approches sont présen-
tés Figure 24 pour différents choix de ν et λ conduisant à des estimées différentes. Pour une faible
valeur de ν les performances sont proches du résultat obtenu par minimisation `1.
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Figure 24 Débruitage constant par morceaux d’un signal ayant une dynamique entre 0 et
1 après 10, 100, et 10000 itérations avec λ = 0.7 et ν = 0.0001 (haut, gauche) et λ = 0.7 et
ν = 0.002 (haut, droite). Nous pouvons observer que les estimées constantes par morceaux
sont obtenues après 100 iterations pour DRS ou PRS alors que EA ou FBS nécessitent bien
plus d’itérations(bas). A travers ces illustrations, nous montrons également que les taux de
convergence expérimentaux et théoriques pour le paramètre optimal τ coïncident.

Sur la Figure 24 (bas), nous observons que les itérations PRS offrent les meilleurs taux théo-
riques et expérimentaux lorsque la taille de pas optimal est sélectionnée. Les itérations DRS four-
nissent également un bon comportement, tandis que les stratégies EA et FBS reposant sur le frac-
tionnement f1 = 1

2‖ · −z‖2
2 et f2 = λh(L·) apparaissent moins efficaces que celles impliquant le

fractionnement f̃1 = 1
2‖·−z‖2

2+λhI2 (LI2 ·) et f̃2 = λhI1 (LI1 ·). Des conclusions similaires peuvent être
observées à partir de la Figure 24 (en haut), où le la solution optimale est atteinte après 100 ité-
rations pour DRS (marron clair) et PRS (marron foncé) tandis que les procédures basées sur le
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gradient nécessitent beaucoup plus d’itérations. Cela est particulièrement vrai lorsque ν est petit,
ce qui conduit à une grande constante de Lipschitz.

2.3.4.1 Conclusions

Cette étude préliminaire a montré qu’il était possible de proposer des comparaisons théo-
riques fiables entre divers algorithmes proximaux en amont d’une implémentation. Le cadre d’étude
est ici très spécifique (fonctions différentiables de gradient Lipschitz) cependant des analyses si-
milaires sont en cours sous des hypothèses moins restrictives. Cette analyse mériterait également
d’être étendue dans le contexte des algorithmes proximaux primaux-duaux et dans le cadre d’ac-
célérations inertielles.
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2.4 Sélection des hyperparamètres

2.4.1 Motivations et état-de-l’art

Le choix de l’hyperparamètre λ dans un problème de minimisation de la forme (2.1) en trai-
tement du signal et des images est d’une importance cruciale car il permet de contrôler la qualité
d’estimation. Dans cette section, nous concentrons notre attention sur un problème de minimi-
sation de la forme :

û(z;Λ) ∈ Argmin
u∈H

1

2
‖Au−z‖2

2 +‖Du‖Λ. (2.153)

où ‖ · ‖Λ peut modéliser une pénalisation `0 (i.e λ‖ · ‖0), une pénalisation `1 (i.e λ‖ · ‖1) ou une
pénalisation mixte `2,1 (i.e λ‖ · ‖2,1) . Ce formalisme permet également de considérer des formes
plus complexes de pénalisation comme (2.136) pouvant impliquer plusieurs paramètres (e.g. Λ=
(λ,α)).

Parmi les grandes classes de méthodes permettant de régler les hyperparamètres, on peut
d’abord citer les approches hiérachiques, les principe de SURE, l’approche par courbe en L [HO93],
l’approche par validation croisée ou encore des règles empiriques [SB10], où le paramètre de ré-
gularisation λ est sélectionné selon une règle heuristique, à savoir λ= 0.25

p
Nσ.

Le cadre d’inférence hiérarchique bayésienne a suscité un intérêt considérable pour résoudre
les problèmes de point de changement ou de débruitage par morceaux [LL01; DTS07] mais égale-
ment des problèmes plus complexes de restauration d’images [MNCM01; BMK09; CBFe09; CPTC11].
Cela résulte principalement de leur capacité à inclure les hyperparamètres dans la modélisation
bayésienne et à les estimer conjointement avec les paramètres d’intérêt. En contrepartie de cette
flexibilité intrinsèque, l’approximation des estimateurs bayésiens associés à ce modèle hiérar-
chique nécessite généralement l’utilisation d’algorithmes de Monte Carlo à chaînes de Markov
(MCMC), souvent réputés gourmands en temps de calcul. Dans la section 2.4.2, nous proposons
de revisiter cette approche hiérarchique dans le contexte spécifique de la fonctionnelle L2- Potts
1-D (cf. (2.12)) avec une approche hybride hiérachique-variationnelle.

Une seconde classe de méthodes repose sur l’estimateur SURE [Ste81] qui vise à produire un
estimateur non biaisé de l’erreur quadratique moyenne. La mise en oeuvre d’une approche SURE
nécessite la connaissance préalable de la variance de l’erreur résiduelle, souvent indisponible a
priori mais pour laquelle des estimateurs empiriques (cf. [Mal97]) peuvent être mis en oeuvre
et permettent d’obtenir de bonnes performances. On peut se référer à [BBP05; PBBC09] pour le
débruitage hyperspectral ou la déconvolution d’images impliquant des trames où la variance est
estimée. Dans la section 2.4.3, nous proposons de mettre en oeuvre l’estimateur SURE dans le cas
où A est une matrice de rang plein et lorsque le bruit est corrélé. Afin d’analyser de telles données
nous avons dû proposer dans [PVPA21] une extension des résultats existants liés à SURE et à son
gradient SUGAR [DVPF14], permettant de mettre en oeuvre des solutions de recherche efficace
des hyperparamètres. Cette approche est d’abord validée sur des données synthétiques puis sur
des données réelles d’écoulement multiphases. Cette approche est également mis en œuvre dans
le cadre plus simple (bruit non-corrélé) des signaux stick-slip.

Enfin, dans la section 2.4.4, je présenterai une technique d’estimation reposant sur le forma-
lisme de l’apprentissage profond pour apprendre le paramètre de régularisation mais également
l’opérateur D et les pas de l’algorithme. Plus précisément, nous proposons de reformuler l’algo-
rithme de Condat-Vũ pour la minimisation de (2.153) avec ‖ · ‖Λ = λ‖ · ‖1 dans un contexte d’algo-
rithme déroulé.
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2.4.2 Approche bayésienne hiérarchique

Cette section est dédiée au problème de détection de changement par la fonctionnelle L2-
Potts (cf. (2.12)) qui correspond à (2.153) quand A = Id et ‖ · ‖Λ = λ‖ · ‖0 avec λ > 0. Partant de
l’interprétation bayésienne de (2.12) et capitalisant sur des algorithmes de programmation dyna-
mique efficaces [WL02] pour ce contexte précis de minimisation, permettant de récupérer û(z;λ)
pour une valeur prédéfinie de λ, nous proposons une procédure d’estimation conjointe du signal
débruité et de sélection de l’hyperparamètre optimal λ, sans supposer de connaissance préalable
supplémentaire sur la variance résiduelle du bruit de mesureσ2. Nous allons considérer un critère
étendu de (2.12) de la forme :

minimiser
u∈RN,λ>0,σ2>0

1

2σ2 ‖u−z‖2
2 +

λ

σ2 ‖Du‖0 +φ(λ,σ2) (2.154)

où φ : R+×R+ →R est une fonction pénalisant λ et σ2.

Paramétrisation En suivant les formulations [Lav98; LL01; DTD07], les signaux constants par
morceaux u ∈ RN peuvent être explicitement paramétrés par les emplacements des points de
changement e et les amplitudes des segments constants par morceaux c.

Pour localiser les instants temporels des points de changement dans un signal constant par
morceaux, un vecteur e = (

ei
)

1≤i≤N ∈ {0,1}N est introduit comme suit :

ei =
{

1, si il y a un point de changement à l’instant i ,
0, sinon.

(2.155)

Par convention, ei = 1 signifie que ui est le dernier échantillon appartenant au segment courant, et
donc que ui+1 appartient au segment suivant. De plus, nous choisissons eN = 1 afin de garantir que
le nombre Q de segments soit égal au nombre de points de changement, c’est-à-dire, Q =∑N

i=1 ei .
Pour chaque indice de segment q ∈ {1, . . . ,Q}, l’ensemble Eq ⊂ {1, . . . ,N} est utilisé pour désigner

l’ensemble d’indices temporels associés au q-ième segment. En particulier, il est intéressant de
noter que Eq∩Eq ′ =;pour q 6= q ′ et∪Q

q=1Eq = {1, · · · ,N}. Ci-après, la notation Qe sera adoptée pour
souligner la dépendance du nombre Q de segments sur le vecteur indicateur e, tel que Q = ‖e‖0.

Les amplitudes de chaque segment du signal constant par morceaux peuvent être codées en
introduisant le vecteur c = (cq )1≤q≤Qe tel que

(∀q ∈ {1, . . . ,Qe})(∀i ∈ Eq ) ui = cq . (2.156)

Un problème important intrinsèque à la fonctionnelle L2-Potts, mais également à cette formu-
lation, concerne le domaine de définition de c, qui appartient à RQe avec Qe = {1, ...,N−1} dont la
dimension est a priori inconnue, car cela dépend du nombre Q de points de changements.

La paramétrisation présentée précédemment conduit au lemme suivant qui implique que l’es-
timation du signal constant par morceaux u peut être formulée de manière équivalente via l’esti-
mation du vecteur de paramètres {e,c}.

Lemme 1 Soit z ∈RN et φ : R+×R+ →R. Le problème (2.12) est équivalent à

minimize
e∈{0,1}N,c∈RQe ,λ>0,σ2>0

{
1

2σ2

Qe∑
q=1

∑
i∈Eq

(zi − cq )2 + λ

σ2 (Qe −1)+φ(λ,σ2)

}
. (2.157)

Formalisme bayésien hiérarchique Dans [LL01; DTD07], le problème de la détection des points
de changement dans une séquence stationnaire a été abordé suivant une procédure d’inférence
bayésienne qui construit une distribution a posteriori du vecteur de paramètres {e,c} à partir de
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la fonction de vraisemblance associée au modèle d’observation et des distributions a priori choi-
sies pour les paramètres inconnus. Nous avons proposé une approche similaire pour produire un
modèle bayésien hiérarchique qui peut être étroitement lié au problème (2.157). Les hypothèses
formulées sont les suivantes :

— Nous supposons que z = ŭ+ε avec (εi )1≤i≤N des variables aléatoires gaussiennes de moyenne
nulle indépendantes et identiquement distribuées de variance inconnue σ2. La fonction de
vraisemblance conjointe résultante des observations z conduisant à un modèle constant par
morceaux paramétré par {e,c} se formule :

µ
(
z|e,c,σ2)= Qe∏

q=1

∏
i∈Eq

1p
2πσ2

exp

(
−

(
cq − zi

)2

2σ2

)
. (2.158)

Sous l’hypothèse que (e,c) et σ2 sont indépendants et que les (cq )1≤q≤Qe définissant le vec-
teur c, conditionnellement à e, sont indépendants, on construit un modèle a priori pour
(e,c,σ2) de la forme :

µ(e,c,σ2|p) =µ(c,e|p)µ(σ2) =µ(c|e)µ(e|p)µ(σ2).

où l’hyperparamètre p représente la probabilité a priori d’occurrence d’un changement.

— Un choix naturel pour µ(c|e) consiste à choisir des distributions a priori gaussiennes conju-
guées indépendantes N

(
c0,σ2

0

)
pour les amplitudes des segments cq , i.e.,

µ(c|e) =
Qe∏

q=1

1√
2πσ2

0

e
−(cq−c0)2

2σ2
0 . (2.159)

En effet, cet ensemble de priors conjugués garantit que les distributions postérieures condi-
tionnelles des amplitudes des segments soient toujours des distributions gaussiennes.

— Suite à des choix bien admis tels que ceux de [Lav98; LL01; PADF02; DTD07], les compo-
santes ei du vecteur e sont supposées distribuées selon une distribution de Bernoulli d’hy-
perparamètre p :

µ(e|p) =
N−1∏
i=1

pei (1−p)1−ei =
( p

1−p

)(Qe−1)
(1−p)(N−1). (2.160)

— L’indépendance a priori entre les composantes de e suppose implicitement que l’occur-
rence d’un changement à un indice de temps donné ne dépend pas de l’occurrence de
changement à un autre indice de temps . De plus, l’hyperparamètre p représente la probabi-
lité a priori d’occurrence d’un changement, qui est supposé indépendant de la localisation.
Évidemment, pour des applications particulières, des choix alternatifs et plus spécifiques
peuvent être adoptés en s’appuyant par exemple sur des contraintes dures [KTHD12] ou
des modèles markoviens [DTS06], par exemple pour éviter des solutions composées de seg-
ments trop courts.

— Dans un formalisme bayésien hiérarchique, les hyperparamètres tels que la variance du
bruit et autres paramètres définissant les distributions a priori peuvent être inclus dans le
modèle à estimer conjointement avec {e,c}. En particulier, pour tenir compte de l’absence
de connaissance a priori sur la variance du bruit σ2, un a priori de Jeffreys non informatif
est considéré :

µ
(
σ2)∝ 1

σ2 . (2.161)

Proposée dans [Jef46], l’utilisation de cette distribution impropre a été largement préconisée
dans la littérature bayésienne pour son invariance sous reparamétrisation [Rob07, Chap. 3].
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Enfin, comme dans [DTS06; DTD07], une distribution Beta conjuguée B(α0,α1) est affec-
tée à l’hyperparamètre inconnu p, qui est un choix naturel pour modéliser un paramètre
contraint dans ]0,1[

µ(p) = Γ (α0 +α1)

Γ (α0)Γ (α1)
pα1−1(1−p)α0−1. (2.162)

Une grande variété de formes de distribution peut être obtenue en ajustant les deux hyper-
paramètres α0 et α1, tout en s’assurant que le paramètre p appartienne à l’ensemble ]0,1[,
comme requis étant donné que p représente une probabilité [Rob07, App. A]. En particulier,
lorsque les hyperparamètres sont sélectionnés comme α0 = α1 = 1, le prior dans (2.162) se
réduit à la distribution uniforme.

A partir de la fonction de vraisemblance (2.158) et des distributions a priori et hyper-prior
(2.160)–(2.162) introduites ci-dessus, la distribution a posteriori jointe s’écrit :

µ(Θ|z) ∝ µ
(
z|e,c,σ2)µ (c|e)µ(e|p)µ(p)µ

(
σ2) (2.163)

avec Θ = {
e,c,σ2, p

}
. Une approche MAP consiste à maximiser la distribution a posteriori jointe

(2.163) ou de façon équivalent à résoudre le problème de minimisation défini dans le Problème 2.

Problème 2 Soit z = (zi )1≤i≤N ∈RNet soit
{
α0,α1,σ2

0

}
un ensemble d’hyperparamètres. Le problème

de minimisation est le suivant :

minimiser
Θ={e,c,σ2,p}

1

2σ2

Qe∑
q=1

∑
i∈Eq

(zi − cq )2 + (Qe −1)

(
log

(
1−p

p

)
+ 1

2
log(2πσ2

0)

)

+ N

2
log(2πσ2)− (N−1)log(1−p)+ logσ2

− (α1 −1)log p − (α0 −1)log(1−p)+ 1

2σ2
0

Qe∑
q=1

(cq − c0)2 + 1

2
log(2πσ2

0).

Malgré des différences apparentes de paramétrage entre les problème (2.154) et le Problème 2,
nous démontrons dans [FPD+17] que les deux sont équivalents pour des choix spécifiques de λ
and φ rappelés dans la Proposition ci-dessous.

Proposition 15 Pour σ2
0 suffisamment grand, le problème (2.154) avec

λ=σ2
(

log

(
1−p

p

)
+ 1

2
log(2πσ2

0)
)

(2.164)

et

φ(λ,σ2) = N

2
log(2πσ2)+ log(σ2)

− λ

σ2 (N+α0 −2)+ N+α0 −1

2
log(2πσ2

0)

+ (N+α0 +α1 −3)log

(
1+exp

( λ
σ2 − 1

2
log(2πσ2

0)
))

(2.165)

coïncide avec le Problème 2.

L’identification est rendue possible sous la condition que le terme 1
2σ2

0

∑Qe
q=1(cq − c0)2 qui dépend

explicitement de e à travers Qe puisse être négligé. Par conséquent, choisirσ2
0 suffisamment grand

permet d’écrire
1

2σ2
0

Qe∑
q=1

(cq − c0)2 ¿ 1

2
log(2πσ2

0), (2.166)
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Une condition suffisante pour vérifier (2.166) est :

pN

2
¿ 1

2
log(2πσ2

0) ≤ log
(1−p)

p
+ logζ (2.167)

où ζ> 0 est une constante arbitraire dont la valeur est discutée dans [FPD+17]. Le choix de log(2πσ2
0)

étant d’une importance cruciale, une discussion approfondie est également menée dans [FPD+17].

Algorithme La procédure algorithmique consiste ensuite, pour différentes valeurs de λ,
• à évaluer la solution résultant du problème L2-Potts : û(z;λ) = argmin

u

1
2‖u − z‖2

2 +λ‖Du‖0 en

utilisant un algorithme rapide reposant sur de la programmation dynamique [WL02] ;
• à estimer σ̂(λ) = ‖û(z;λ)−z‖2/(N−1) ;
• à évaluer le critère dans (2.154) combiné à la Proposition 15 pour (û(z;λ),λ, σ̂(λ)) pour différentes
valeurs de λ.
La solution du MAP coïncide alors avec la solution û(z;λ) qui minimise le critère (2.154) où φ est
défini par la Proposition15.

Résultats numériques Les comportements et les performances de la méthode proposée pour
débruiter les signaux 1D sont évalués qualitativement et quantitativement. Ils se comparent fa-
vorablement à ceux d’une procédure hiérarchique entiérement bayésienne et à d’autres procé-
dures plus standards, à la fois en termes de précision et de temps de calcul. Une figure extraite de
[FPD+17] résume ces résultats.

2.4.2.1 Conclusions

Nous avons proposé une méthode hybride variationnelle et bayésienne hiérachique permet-
tant de tirer partie du meilleur de chaque approche : la rapidité d’estimation reposant sur une mi-
nimisation variationnelle et le cadre hiérarchique pour le choix des hyperparamètres. La difficulté
majeure réside dans l’extension de ce travail au cadre 2-D en particulier l’extension de la notion
de point de changements. Une piste envisageable reposerait sur la formulation D-MS présentée
dans la section 2.3.2.3 combinée à SLPAM.
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Figure 25 Comparaisons avec les méthodes de l’état-de-l’art. Sur chacune des colonnes sont re-

présentés les résultats obtenus pour différentes valeurs de : p = 0.005 et 0.015 (valeur impactant le

nombre de discontinuités). (1ère ligne) EQM relative, (2ème ligne) erreur de Jaccard, (3ème ligne)

temps d’exécution, (4ème ligne) solutions débruitées. Différentes méthodes sont comparées : L’es-

timateur proposé (rouge) conduit à des performances comparables à celles obtenues avec des esti-

mateurs bayésien (vert) mais avec des temps de calcul significativement réduits. De plus, notre es-

timateur conduit à de meilleures performances que l’estimateur SICC (bleu) pour un même temps

de calcul. Les résultats obtenu avec λ= 0.25
p

Nσ̂2 sont affichés en bleu clair. 85
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2.4.3 SURE

Dans cette section, nous considérons le principe de l’estimateur non-biaisé de Stein (SURE)
pour sélectionner le(s) hyperparamètre(s) du problème de minimisation variationnel régularisé
(2.153).

Dans [PVPA21], nous proposons une généralisation de plusieurs résultats rencontrés dans le
littérature dans le contexte de données z corrélées. Nous proposons également une expression de
son gradient (i.e. SUGAR [DVPF14]) dans ce contexte afin d’envisager une procédure efficace de
recherche des hyperparamètres. Cette approche est ensuite validée sur des données synthétiques
et mise à l’épreuve de l’estimation de données réelles sur des données issues d’expériences me-
nées au LPENSL [PPA+20] (expérience de collé-glissé et d’écoulement multiphase). L’ensemble de
ces contributions a été obtenu dans le cadre de la thèse de Barbara Pascal.

2.4.3.1 Etat-de-l’art

Dans cette section, nous proposons d’estimer l’ensemble de paramètres Λ qui minimise le
risque quadratique, c’est à dire :

minimiser
Λ

E‖Tû(z;Λ)−Tŭ‖2 . (2.168)

avec T un opérateur linéaire, qui permet d’envisager différents types de risques. Par exemple, T =Π
permet de modéliser un projecteur sur un sous-ensemble de H [Eld09]. Le risque quadratique
projeté mesure l’erreur d’estimation sur la quantité projetée Πŭ. On retrouve également le risque
quadratique habituel lorsque T = Id. Quand T = A, on parle de risque de prédiction. Ce dernier

quantifie la qualité de prédiction Aû(z;Λ) par rapport à l’observation sans bruit Aŭ dans RN.

La principale difficulté dans la résolution de (2.168) est que nous n’avons pas accès à la vé-
rité terrain ŭ. Dans [Ste81; TW15], Stein a proposé un estimateur de E‖Aû(z;Λ)−Aŭ‖2 dans le cas
d’un modèle linéaire gaussien indépendant, identiquement distribué, (i.i.d.), c’est-à-dire pour des
données de la forme z = Aŭ+ε avec ε∼N (0,Σ) où Σ=σ2Id. Son résultat s’appuie sur une intégra-
tion par partie intelligente, qui conduit à l’estimateur du Risque non biaisé de Stein (SURE : Stein’s
Unbiased Risk Estimate) ne faisant plus intervenir ŭ :

‖Aû(z;Λ)−z‖2 +2σ2Tr(∂zû(z;Λ))−Nσ2, (2.169)

dont l’espérance est égale au risque quadratique projeté.

Au cours de ces 15 dernières années, le principe de SURE a été largement utilisé en débrui-
tage voire en restauration de signaux et d’images [BL07; PBBC09]. Son principe a été étendu au
cas d’un bruit indépendant mais non distribué de manière identique [CDBBP08; XKB12], corres-
pondant à la matrice de covariance diagonale Σ = diag(σ2

1, . . . ,σ2
N

), et au cas où le bruit est gaus-
sien avec une matrice de covariance générale Σ. Peu d’évaluations numériques sont cependant
disponibles pour un bruit gaussien avec une matrice de covariance non scalaire. Une exception
notable est [CDBBP08], dans laquelle des expériences numériques sont proposées sur des don-
nées multi-composantes non corrélées mais où chaque composante est dégradée par un niveau
de bruit différent. Des formulations de SURE dans le cas d’un bruit de Poisson ont été proposées
dans [LB08; LMAOM14] et généralisées (G-SURE) pour les familles exponentielles dans [Eld09].

En ce qui concerne l’évaluation pratique de SURE, des outils plus sophistiqués peuvent être
nécessaires pour évaluer le second terme de (2.169), notamment lorsque û(z;Λ) est obtenu à par-
tir d’un algorithme itératif (cf. section 2.1.4) résolvant le problème (2.153). En effet, l’estimateur de
Stein fait intervenir la matrice jacobienne de û(z;Λ) par rapport aux observations z, qui peut ne
pas être directement accessible. Afin de gérer ce problème, Vonesch et al ont proposé dans [VU08]
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d’effectuer une différentiation récursive explicite. Cette approche, bien que partiellement heuris-
tique, s’est avérée efficace pour de nombreux problèmes [DVPF14].

La méthode de résolution la plus directe de (2.168) consiste à calculer SURE (2.169) sur une
grille de paramètres, et de sélectionner le(s) paramètre(s) de la grille pour lequel SURE est mini-
mal. Or, les méthodes de recherche par grille souffrent d’un coût de calcul élevé car d’une part la
taille de la grille augmente exponentiellement avec le nombre de paramètres de régularisation à
estimer et d’autre part chaque point de la grille repose sur un algorithme itératif souvent coûteux
en temps de calcul. On peut avoir recours à des stratégies aléatoires pour améliorer l’efficacité de
la recherche sur grille [BB12]. Sous l’hypothèse Σ=σ2Id, Deledalle et al. [DVPF14] ont élaboré un
estimateur du gradient du risque (SUGAR) dans le but de remplacer une recherche exhaustive sur
une grille par une stratégie de recherche de minimum reposant sur BFGS.

2.4.3.2 Méthode proposée

Hypothèses Dans [PVPA21], nous considérons un modèle spécifique de dégradation z = Aŭ+ ε
où l’opérateur de dégradation A ∈ RN×N est supposé être de rang plein (i.e. A∗A est inversible) et

où ε∼N (0,Σ), où Σ ∈RN×N est la matrice de covariance du bruit.
Soit û(z;Λ) un estimateur paramétrique de la vérité terrain ŭ, défini de manière unique à partir

des observations z et des hyperparamètres Λ, par exemple provenant de (2.153). On suppose que
la quantité d’intérêt peut être une projection de u sur le sous-espace I de H = RN (cf. (2.136) où
seule la vérité terrain relative à la régularité locale h est accessible). L’opérateur linéaireΠ : H →I

effectue la projection orthogonale sur le sous-espace I capturant les informations pertinentes sur

u. De plus, nous définissons l’opérateur linéaire H: RN →I comme

H =Π(
A∗A

)−1 A∗. (2.170)

Formulation du risque Dans notre étude, le risque est défini comme l’erreur d’estimation proje-
tée :

R[û](Λ) = Eε ‖Πû(z;Λ)−Πŭ‖2
2 . (2.171)

Le Théorème 1 proposé dans [PVPA21] fournit une généralisation de l’estimateur original de Stein
(2.169) et constitue le point de départ de notre travail.

Théorème 1 [PVPA21] Considérons le modèle de dégradation z = Aŭ+ ε avec l’hypothèse de
gaussianité du bruit , A de rang plein et l’opérateur H défini par (2.170). De plus, on suppose
que l’estimateur û(z;Λ) est continu et faiblement dérivable par rapport aux observations ;z
et que les quantités 〈H∗Πû(z;Λ),ε〉 et ∂zû(z;Λ) sont intégrables par rapport à la densité gaus-
sienne :

1√
(2π)N|detΣ|

exp

(
−
‖ε‖2

Σ−1

2

)
dε.

Le lemme de Stein généralisé s’applique et conduit à

R[û](Λ) = Eε
[‖H(Aû(z;Λ)−z)‖2

2 +2Tr
(
ΣH∗Π∂zû(z;Λ)

)−Tr(HΣH∗)
]

. (2.172)

Notons qu’une autre définition usuelle du risque implique l’inverse de la matrice de covariance [Eld09]
via la distance de Mahalanobis :

RM[û](Λ), Eε ‖Πû(z;Λ)−Πŭ‖Σ−1 . (2.173)
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nécessitant la connaissance de Σ−1, qui peut être non triviale. Dans ce cas, la reformulation a la
même structure globale, mais au lieu d’impliquer la matrice de covariance Σ elle requiert son in-
verse :

RM[û](Λ) = Eε
[‖H(Aû(z;Λ)−z)‖2

Σ−1 +2Tr
(
H∗Π∂zû(z;Λ)

)−Tr(HH∗)
]

. (2.174)

FDMC SURE Dans le Théorème 1, la quantité Tr(ΣH∗Π∂zû(z;Λ)) fait apparaître des difficultés
majeures de mise en oeuvre, comme en témoigne la littérature prolifique traitant de cette ques-
tion dans le cas d’un bruit non corrélé [Kat09; TT12; DKF+13; VDF+17]. En effet, il s’agit du produit
d’une matriceΣH∗Π avec la matrice jacobienne ∂zû(z;Λ). Le calcul de ∂zû(z;Λ) est effectué par dif-
férences finies et une stratégie de Monte Carlo est mise en œuvre pour proposer une estimation de
la trace. Sous un certain nombre d’hypothèses, nous pouvons construire un estimateur du risque
non biaisé de Stein utilisable en pratique, noté R̂ν,ε(z;Λ|Σ), défini dans le Théorème suivant.

Théorème 2 [PVPA21] Considérant les même hypothèses que celles énoncées dans le Théo-
rème 1 combinées à une hypothèse de Lipschitziannité par rapport à z. Finite Difference
Monte Carlo (FDMC) GSURE s’exprime :

R̂ν,ε(z;Λ|Σ), ‖H(Aû(z;Λ)−z)‖2
2 +

2

ν

〈
H∗Π (û(z+νε;Λ)− û(z;Λ)) ,Σε

〉−Tr(HΣH∗),

qui est un estimateur assymptotique sans biais du risque R[û](Λ) quand ν→ 0, i.e.

lim
ν→0

Eε,εR̂ν,ε(z;Λ|Σ) = R[û](Λ). (2.175)

Estimateur du gradient du risque sans biais de Stein (SUGAR) De l’estimateur du risque R̂ν,ε(z;Λ|Σ)
fourni dans le Théorème 2, une approche par recherche sur une grille pourrait être effectuée, afin
d’estimer Λ†, tel que

Λ† ∈ Argmin
Λ

R̂ν,ε(z;Λ|Σ). (2.176)

Comme discuté précédemment, cette stratégie est rarement efficace. En nous inspirant de [DVPF14],
nous avons proposé dans [PVPA21] un estimateur généralisé du gradient du risque par rapport aux
hyperparamètre i.e. ∂ΛR̂ν,ε(z;Λ|Σ). De plus, nous avons démontré que l’estimateur ∂ΛR̂ν,ε(z;Λ|Σ)
est un estimateur asymptotiquement sans biais du gradient du risque R[û](Λ) (cf. [PVPA21]). L’al-
gorithme complet fournissant à la fois û(z;Λ) et sa jacobienne ∂Λû(z;Λ) par rapport àΛ est détaillé
dans dans [PVPA21] permettant ainsi d’effectuer une estimation de Λ† reposant sur une méthode
de descente de gradient, par exemple BFGS [PVPA21].

2.4.3.3 Evaluation numérique

Nous avons mis en œuvre la stratégie d’estimation proposée dans la section précédente repo-
sant sur SURE combiné à SUGAR dans divers problèmes de traitement du signal et des images :
débruitage linéaire par morceaux et application à l’analyse de signaux de collé-glissé (stick-slip),
la segmentation de texture via l’approche présentée dans la section 2.3.3 sur des données synthé-
tiques puis réelles venant de données d’écoulements multiphases.

Débruitage de signaux de stick-slip Les expériences de frottement visent à sonder non seule-
ment les caractéristiques des matériaux, mais aussi la dynamique des systèmes impliquant des
surfaces en contact. En particulier, ces approches permettent de modéliser et de tenter de prédire
la dynamique sismique [Mar98]. L’expérience classique de frottement solide consiste à tracter une
masse m sur un substrat via un ressort de raideur k tiré à la vitesse V (voir par exemple Figure 2
dans [CPO+19]). Le signal représentatif de la dynamique de ce système est la force mesurée au
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point de contact entre le ressort et le curseur. Parmi les différents régimes décrits dans le frotte-
ment solide, on peut distinguer le stick-slip, caractérisé par un signal en forme de dent alternant
montée lente, linéaire et descente rapide, le régime inertiel, dans lequel le signal devient pério-
dique et ressemble à une courbe sinusoïdale, et le régime de glissement continu, caractérisé par
un signal presque constant superposé de bruit [BC06]. L’apparition d’un fluage peut également
modifier la forme du signal. Le défi de telles études est d’établir un diagramme de phase décri-
vant (et donc prédisant) la dynamique du système en fonction des paramètres (m,k,V). Si ce dia-
gramme est aisé à construire pour les grandes masses m, les expériences avec une faible pression
de confinement, nécessaires pour éviter l’usure de surface, sont difficiles car elles conduisent à
des signaux fortement dégradés [CPO+19].

Dans ce contexte, de nouveaux outils de traitement du signal sont nécessaires. Dans [CPO+19],
nous avons proposé d’effectuer le débruitage du signal en modélisant les signaux stick-slip comme
des signaux linéaires par morceaux conduisant au problème de minimisation suivant :

û(z;Λ) ∈ Argmin
u∈H

1

2
‖u−z‖2

2 +λ‖Du‖1 (2.177)

où z correspond aux signaux de force mesurés et

(Du)n = λ (un+1 −2un +un−1) . (2.178)

qui est un cas particulier de (2.153). La minimisation de ce critère est effectué par des itérations de
l’algorithme Chambolle-Pock exploitant la forte convexité.

Figure 26 Données expérimentales z (gris) pour trois différentes configurations expérimen-
tales. Filtrage non-linéaire obtenu par minimisation de (2.177), par un choix expert du pa-
ramètre de régularisation (rouge) et un choix automatique reposante sur SURE et SUGAR
(bleu). La première ligne présente les signaux complets, la seconde un zoom de la première
ligne et la troisième affiche la valeur de SURE pour différentes valeurs de λ et y superpose les
solutions obtenues par différentes approches.
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La tâche fastidieuse de réglage du paramètre de régularisation λ a d’abord été réalisée par ins-
pection visuelle d’experts et a conduit à un choix λexpert = 0,8 appliqué uniformément à tous les
signaux, quels que soient les différents paramètres d’expérimentation. Des exemples d’observa-
tions bruitées sont montrés dans la Figure 26(gris), avec des estimations linéaires par morceaux
associées obtenues avec λexpert affiché en rouge. Les signaux régularisés semblent bien saisir la
transition entre les régimes de “collé” et “glissé”

Nous proposons également d’illustrer l’utilisation de la stratégie de réglage automatique des
paramètres de régularisation présentée dans la section précédente dans ce contexte de débrui-
tage où R̂ν,ε(z;λ|Σ) est utilisé comme critère de qualité et minimisé par rapport à λ. Notons que
ce cas simple, se ramène à [DVPF14]. La recherche sur une grille et le réglage automatisé sont
implémentés et comparés. Les résultats obtenus par choix automatique sont présentés sur la Fi-
gure 26(bleu). Ce résultat est satisfaisant car le réglage automatique permet d’atteindre un réglage
proche de celui fait par l’utilisateur mais sans aucune information a priori .

Segmentation de texture sur données synthétiques Le formalisme de sélection automatique
présenté précédemment a été mis en oeuvre dans le contexte de la segmentation de texture pré-
senté Section 2.3.3. Dans ce contexte, l’opérateur A défini par (2.137), est bien un opérateur de
rang plein et l’estimateur û(z,Λ) = {ĥ, v̂}(L , (λ,α)) est obtenu par minimisation de (2.136) qui n’est
qu’un cas particulier de (2.153). Nous montrons dans [PVPA21], que cet estimateur vérifie l’hy-
pothèse de Lipschitzianité par rapport aux observations. La question de la Lipschitziannité par
rapport à Λ reste quant à elle une question ouverte.

Dans [PVPA21], nous proposons d’évaluer les performances d’estimation pour deux textures
“facile” et “difficile”. Dans ce manuscrit, je me contente de reporter les résultats obtenus dans le
contexte “difficile”. L’image synthétiques est composée de deux zones : un fond de régularité locale
H1 ≡ 0.5 et de variance locale Σ2

1 = 0.6Id et d’une ellispse centrale de régularité locale H2 = 0.75 et
de variance locale Σ2

1 = 0.7Id. L’image synthétique est générée grâce à un processus proposé dans
le cadre de la thèse de Barbara Pascal détaillé dans [PPA21] et elle est affichée dans la Figure 27.

(a)Masque (b) z : Texture générée

Figure 27 (a) Masque pour la synthèse de textures constantes par morceaux composé de
deux zones : “fond" (en noir) sur lequel la texture est caractérisée par une régularité locale ho-

mogène over l i neH0 et une variance localeΣ
2
0 et la “zone centrale" (en blanc) pour laquelle la

texture est caractérisée par une régularité locale homogène H1 et une variance locale Σ
2
1. (b)

Texture synthétique homogène par morceaux de taille N = 256×256 générée par la procédure
décrite dans [PPA21].

La procédure de sélection automatique de (λ,α) est mise en œuvre et repose sur une procé-
dure d’estimation de la matrice de covariance des log-leaders. Nous comparons sur la Figure 28,
les résultats lorsque le risque est calculé avec Σvar modélisant uniquement la variance qui né-
glige les corrélations spatiales et les corrélations inter-échelles, puis Σi nt modélisant la matrice
de covariance inter-échelle qui néglige les corrélations spatiales, et enfin Σ associée à la matrice
de covariance globale. On observe que la prise en compte de la matrice de covariance globale est
nécessaire pour fournir une estimée précise.

Dans [PVPA21], des résultats supplémentaires sont présentés. Nous y comparons les résultats
obtenus avec la vraie matrice de covariance Σ et une matrice Σ estimée et également les perfor-
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mances d’une recherche automatique reposant sur BFGS et donc l’utilisation de SUGAR versus
une recherche sur une grille. Nous observons que les résultats sont très similaires entre une es-
timation reposante sur Σ vrai ou Σ estimé. Les performances peuvent également être similaires
entre une recherche sur une grille et une recherche par BFGS mais au prix d’un temps de calcul
plus important. En effet, une recherche du couple {λ,α} optimal reposant sur BFGS ne demande
que 40 appel alors que pour obtenir des performances équivalentes avec une recherche sur une
grille 225 appels sont nécesssaires.

R(L ;Λ) R̂ν,ε(L ;Λ|Σvar) R̂ν,ε(L ;Λ|Σint) R̂ν,ε(L ;Λ|Σ)

Min. R ‘+’ Min. R̂.(·|Σvar) ‘�’ Min. R̂.(·|Σint) ‘¦’ Min. R̂.(·|Σ) ‘4’

Figure 28 Cartes d’erreurs pour l’estimation de la régularité locale : (1ère colonne) Risque
vrai, (2ème-4ème colonnes) Risque estimé R̂ν,ε(L ;Λ|Σ) avec Σ = Σvar modélisant unique-
ment la variance qui néglige les corrélations spatiales et les corrélations inter-échelles, puis
Σ = Σi nt modélisant la matrice de covariance inter-échelle qui néglige les corrélations spa-
tiales, et enfin Σ=Σ associé à la matrice de covariance globale.

Segmentation de texture sur données issues d’expériences d’écoulements multiphases Com-
prendre et prédire la dynamique des écoulements multiphases est un enjeu majeur en géosciences
(décontamination des sols, séquestration de CO2) et dans l’industrie (récupération assistée du pé-
trole, catalyse hétérogène). Parmi ces procédés, beaucoup impliquent un écoulement conjoint de
gaz et de liquide à travers un milieu poreux. La quantification des zones de contact entre les dif-
férentes phases, où se déroulent les réactions chimiques, est d’une importance capitale pour ana-
lyser et prédire l’efficacité de tels processus. Cependant, même lorsque la visualisation directe est
possible, le milieu poreux génère une texture globale et multi-échelle sur les images qui rend dif-
ficile l’extraction des interfaces gaz-liquide. Les techniques de segmentation basées sur des outils
morphologiques utilisés jusqu’à présent pour différencier les phases dans les écoulements mul-
tiphasiques présentent de sérieuses limitations : réglage arbitraire de seuils, contours de bulles
irréguliers et non physique, mauvaise détection de petites bulles. De plus, les développements ré-
cents en imagerie haute résolution et haute vitesse produisent des images de grande taille et des
ensembles de données volumineux, amenant ainsi à des problèmes de mémoire et de coûts de
calcul.

Des expériences d’écoulements gaz-liquide à travers un milieu poreux ont été réalisées dans
une cellule de Hele-Shaw verticale quasi-2D. Plus de détails sont disponibles dans [MSV16]. Un
exemple est fourni dans la Figure 29(a), montrant que la phase gazeuse (structures gris foncé ou
blanches) est texturée en raison de la présence de la mousse. La phase liquide (en gris) est égale-
ment texturée mais à des échelles plus petites, comme on peut l’observer sur la Figure 29(a).
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(a) Données z (c) T-ROF-Id (e) T-ROF-Σ (g) T-Jointe (i) T-Couplée

Zoom T-ROF-Id T-ROF-Σ T-Jointe T-Couplée

(b) Régression linéaire (d) ROF-Id (f) ROF-Σ (h) Jointe (j) Couplée

Linear regression ROF-Id ROF-Σ Jointe Couplée

Figure 29 Segmentation de texture d’un écoulement multiphase dans un milieu poreux.
Comparaisons entre différentes approches et le zoom indiqué en (a).

Pour tous les ensembles de données expérimentales, 50 à 3000 images sont enregistrées. Un
grand nombre de jeux de données associés à différents paramètres (ici les débits de gaz et de li-
quide) sont investigués, pour analyser les différents régimes hydrodynamiques.

Quatre procédures relevant du modèle (2.153) ont été comparées dans [PPA+20]. Il est à noter
que ces modèles diffèrent à la fois par le critère minimisé et le modèle de bruit, qui est d’une
importance cruciale dans les procédures de Stein.

La première, notée ROF-Id repose sur la résolution de (2.134) où l’on applique la procédure
SURE-SUGAR en supposant que Σ=σ2Id. Les procédures ROF-Σ, reposent sur la stratégie de seg-
mentation de texture (2.136) (“couplée”) ou une variation appliquant TV sur h et v séparément
(cf. Jointe) et prennent en compte la structure de covariance des coefficients log-leaders, mettant
en évidence à la fois des corrélations inter-échelles et spatiales encapsulées dans une matrice de
covariance non diagonale Σ.

On observe que les procédures Jointe et Couplée, prenant en compte à la fois la régularité locale
et la variance locale, donnent des contours plus réguliers. De plus, les méthodes Jointe et Couplée
détectent moins d’artefacts (voir Figures 29(g) et 29(i)). La procédure Couplée s’avère réaliser un
compromis satisfaisant, évitant les artefacts, tout en détectant de petites bulles de gaz, comme
illustré sur les Figures 29(i) et 29 (j).
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2.4.3.4 Conclusions

SURE combiné à SUGAR offre une stratégie d’estimation d’hyperparamètres très efficace dont
la formulation étendue, permettant de prendre en compte une matrice de covariance, a montré
son efficacité dans le contexte de segmentation de texture qui reste un contexte très spécifique où
l’opérateur A est de rang plein.

Dans un contexte plus général, comme pour l’analyse des environnements circumstellaires
(cf. section 2.2.4), où A 6= Id et donc une erreur en prédiction doit être formulée, les performances
ne sont pas aussi bonnes. Cette stratégie permet néanmoins d’obtenir un ordre de grandeur rai-
sonable pour le choix des hyperparamètres. Une étude est actuellement en cours pour estimer les
paramètres (β,χ) dans D-MS (cf. (2.124)).

2.4.4 Algorithmes déroulés

2.4.4.1 Motivation

Une alternative récente à la formulation variationnelle et à l’optimisation non lisse repose sur
un apprentissage supervisé basé sur des réseaux de neurones (voir [LIMK18; RYF20] pour des ar-
ticles de synthèse). De nombreuses contributions sont dédiées à ce sujet mais le point commun est
d’apprendre une fonction de prédiction dΘ reposant sur un ensemble de paramètres Θ à partir de

l’ensemble de données d’apprentissage S = {(zs , ŭs) ∈RN×RN|s = 1, . . . ,S} composée de S couples
d’images originales ŭs et images dégradées zs en minimisant une fonction de perte empirique de
la forme :

C (Θ) := 1

S

S∑
s=1

‖dΘ
(
gz (zs)

)− gu(ŭs))‖2. (2.179)

L’approche la plus simple consiste à considérer dΘ comme un CNN [MSY16; UVL20; XRLJ14],
conduisant à gz (z) = z et gu(u) = u. Des performances améliorées peuvent être obtenues lorsque
l’apprentissage est effectué sur des coefficients d’ondelettes ou de trame [KMY17; YHC18; BKL+19]
(conduisant à gz et gx associé à la transformation de trame), et sur les données rétroprojetées,
c’est-à-dire gz (z) = A†z (ou aussi une alternative reposant sur gz (z) = A∗z) [JMFU17]. Plus récem-
ment, la conception de dΘ s’appuie sur les connaissances construites depuis de nombreuses an-
nées dans les problèmes inverses, par exemple en tronquant une série de Neumann [GOW19], ou
en déployant des méthodes itératives telles que le schéma de descente de gradient dans [RZZ+19],
des itérations ISTA proposées dans les travaux pionniers de Gregor et LeCun [GLC10], des itéra-
tions de point intérieur proximales comme dans [BCC+20], et plus récemment en déployant un al-
gorithme proximal primal-dual [AO18] où les opérateurs proximaux sont remplacés par des CNN.
La dernière classe d’approches, notamment [BCC+20], offre un cadre particulièrement adapté à
l’analyse de stabilité [CP20].

2.4.4.2 Contributions

Dans [JP21], nous avons proposé un réseau d’apprentissage profond dédié à la restauration
d’images lorsque la base de données provient du modèle de dégradation suivant z = Aŭ+ ε. Les
couches de notre réseau reposent sur itérations déroulées d’une instance spécifique de l’algo-
rithme Condat-Vũ dans un contexte de minimisation de (2.153) avec ‖ · ‖Λ = λh(·) où h est une
fonction convexe, semi-continue inférieurement et propre. Cette reformulation nous permet d’ap-
prendre à la fois les paramètres de l’algorithme σ, γ ainsi que le paramètre de régularisation λ

et l’opérateur linéaire D (en tant qu’entité unique H = λD) pour un nombre fixe de couches K,
conduisant au réseau DeepPDNet. Une procédure de rétropropagation par rapport aux paramètres
d’intérêt combiné à un gradient stochastique sont mis en oeuvre.
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Algorithme Condat-Vũ déroulé Le design de notre réseau s’appuie sur une reformulation de
(2.153) qui prend la forme :

û(z;Λ) ∈ Argmin
u∈RN

1

2
‖Au−z‖2

2 +h(Hu). (2.180)

Afin d’estimer û(z;Λ) sans hypothèses spécifiques sur A et H, l’algorithme le plus flexible et in-
telligible de la littérature est certainement l’algorithme Condat-Vũ [Con13b], dont les itérations
spécifiques à la résolution du Problème (2.180) sont données dans Algorithme 4.

Algorithm 4 Algorithme Condat-Vũ pour résoudre le Problème (2.180).

Soit τ> 0, γ> 0, tel que 1
τ −γ‖H‖2 > ‖A‖2

2
Initialisation : (u[0],w[0]) ∈RN ×R|E| Pour k = 0,1, . . .⌊

u[k+1] = u[k] −τA∗(Au[k] −z)−τH∗w[k]

w[k+1] = proxγh∗
(
w[k] +γH(2u[k+1] −u[k])

)

La convergence de la suite (u[k+1])k∈N, générée par l’Algorithme 4, vers un minimiseur de (2.180)
est assurée sous une hypothèse technique faisant intervenir les paramètres de pas τ, γ, mais éga-
lement ‖A‖2 et ‖H‖2 donnés dans l’algorithme.

DeepPDNet Les réseaux profonds sont composés d’un empilement de couches. Chaque couche
est composée d’une transformation linéaire (par exemple, des convolutions) et une fonction d’ac-
tivation non linéaire. Formellement, un réseau composé de K couches peut être écrit comme

u[K] = η[K](T[K] . . .η[1](T[1]u[1] +b[1]) . . .+b[K]) (2.181)

où, pour chaque k ∈ {1, . . . ,K}, T[k] est la matrice de poids, b[k] est le biais, et η[k] est la fonction
d’activation non linéaire. Dans le cadre d’apprentissage en profondeur classique (par exemple
CNNs), T[k] est considéré comme l’opération de convolution avec une collection de filtres de petite
taille et chaque filtre est associé à un biais b[k] , η[k] est une fonction d’activation non linéaire telle
que tanh, sigmoid ou la fonction ReLU, suivie d’une couche de pooling (par exemple max pooling,
average pooling , etc.) qui a pour effet d’augmenter les champs récepteurs locaux et de diminuer
également le nombre de paramètres du réseau.

La proposition 16 présente comment déplier l’instance spécifique de l’algorithme primal-dual
Condat-Vũ décrit dans Algorithme 4 dans un réseau à plusieurs couches. Ce réseau effectue une
restauration d’image non supervisée lorsque le nombre de couches K → +∞ et il converge vers
la solution de l’Eq. (2.180). En pratique, K doit être défini suffisamment grand et sa valeur est soit
définie manuellement (par exemple K > 105) soit basée sur un critère d’arrêt (par exemple basé
sur le résidu des itérées ou sur le gap de dualité).

Proposition 16 [JP21] L’algorithme 4 coïncide avec le réseau (2.181) lorsque, pour tout k ∈
{1, . . . ,K}, T[k] ∈R(N+|E|)×(N+|E|), b[k] ∈RN+|E| and η[k] : RN+|E| →RN+|E| tel que

T[k] =
(

Id−τA∗A −τH∗

γH(Id−2τA∗A) Id−2τγHH∗

)

b[k] =
(

τA∗z

2τγHA∗z

)

η[k] =
(

Id

proxγh∗.

) (2.182)

Lorsqu’il est reformulé dans un cadre d’apprentissage supervisé, un nombre extrêmement
important de K devient peu pratique et un réseau profond avec une profondeur moyenne (par
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exemple dix ou cent couches), qui pourrait être interprété comme un arrêt précoce, ne fournirait
pas une si bonne estimation. Nous apportons donc plusieurs modifications au réseau présenté
dans la Proposition 16 afin de l’adapter à un formalisme d’apprentissage profond.

Réseau DeepPDNet Dans un contexte de restauration où A est connu, les degrés de liberté dans
le réseau proposé (cf. Proposition 16) ne peuvent provenir que de γ, τ, et H. La stratégie d’ap-
prentissage supervisé proposée, nommée DeepPDNet, nous permet d’apprendre les paramètres
Θ̂= {γ̂[k], τ̂[k], Ĥ[k]}1≤k≤K solutions de :

minimize
Θ

C (Θ) := 1

S

S∑
s=1

‖xs −dΘ(zs)‖2
2 (2.183)

où la fonction de prédiction est

dΘ(zs) = η[K](T[K](. . .η[1](T[1]u[1]
s +b[1]) . . .+b[K])

avec 

u[1]
s = A∗zs

T[1] =
(

Id−τ[1]A∗A

σ[1]H[1](Id−2τ[1]A∗A)

)

T[k]=
(

Id−τ[k]A∗A −τ[k](H[k])∗

σ[k]H[k](Id−2τ[k]A∗A) Id−2τ[k]γ[k]H[k](H[k])∗

)

b[k] =
(

τ[k]A∗z

2τ[k]γ[k]H[k]A∗zs

)

η[k] =
(

Id

proxγ[k]h∗

)
T[K] =

(
Id−τ[K]A∗A τ[K](H[K])∗

)
b[K] = τ[K]A∗zs

η[K] = Id.

(2.184)

2.4.4.3 Evaluation expérimentale

Afin d’évaluer les performances du réseau proposé, nous avons tout d’abord considéré le pro-
blème de déconvolution sur la base de données MNIST puis sur la base de données BSD68 dans
un contexte de restauration et de super-résolution. Nous y avons présenté :

— l’impact du nombre de couche. Il apparaît que plus les images sont complexes plus le nombre
de couches doit être grand. A titre d’exemple 6 couches sont suffisantes pour MNIST alors
que 20 couches sont nécessaires pour la base de données BSD69.

— l’impact du choix de H ∈ R|E|×N comme étant une matrice dense ou parcimonieuse (repro-
duisant l’idée de filtrage). Le choix parcimonieux permet d’atteindre les meilleures perfor-
mances pour une valeur de |E| identique.

— des comparaisons avec les méthodes de l’état-de-l’art : classiques comme EPLL, TV, NLTV
(reposant sur une minimisation de la forme (2.180) avec H = λD et où le paramètre λ est ap-
pris par validation croisée et également des méthodes reposant sur des réseaux de neurones
comme IRCNN [ZZGZ17] et MWCNN [LZZ+18]. Nous observons que les résultats sont iden-
tiques voire meilleurs avec l’approche proposée comme illustré Figure 30. Plus de résultats
sont disponibles dans [JP21].
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Figure 30 Comparaisons visuelles sur la base de données MNIST entre différentes méthodes.
La première ligne correspond à une dégradation par un flou uniforme 3×3 et un bruit gaus-
sien avec σ2 = 20, la seconde ligne correspond à un flou uniforme 5×5 et un bruit gaussien
avec σ2 = 20, la troisième ligne modélise une dégradation avec un flou uniforme 7 × 7 et
un bruit gaussien avec σ2 = 20. Pour chaque instance, les images sur les 7 colonnes corres-
pondent à l’image originale ŭ, l’image dégradée z, les images restaurées avec EPLL, TV, NLTV,
IRCNN et la méthode proposée DeepPDNet (K = 6).

2.4.4.4 Conclusions

Ce travail préliminaire offre des perspectives prometteuses sur la combinaison des approches
variationnelles présentées dans l’ensemble de ce manuscrit et des méthodes d’apprentissage pro-
fond. Il n’en reste pas moins que de nombreuses questions ouvertes restent en suspens comme
la gestion d’un plus grand volume de données et la stabilité. Plusieurs pistes de recherche seront
précisées dans la conclusion générale.

2.5 Applications variées des algorithmes proximaux sur des données
réelles.

La formulation variationnelle (2.1) combinée à une minimisation par des algorithme proxi-
maux a été mise en œuvre pour le traitement de diverses données réelles. Dans cette partie, je
résume brièvement chacune de ces contributions.

Microscopie par illumination structurée Les développements récents en microscopie ont per-
mis de révéler le fonctionnement de divers mécanismes moléculaires. Parmi les méthodes déve-
loppées on remarque une importance croissante de la combinaison de la stratégie d’acquisition et
d’une étape computationnelle de reconstruction adaptée. C’est dans ce contexte que s’est inscrit
ce travail. En effet, la microscopie par illumination structurée (SIM) permet de doubler la résolu-
tion des microscopes à épifluorescence sans contrainte spécifique sur le marquage des protéines
d’intérêts. Cette approche est basée sur l’acquisition d’une série d’images correspondant à diffé-
rentes modulations, suivie d’une reconstruction permettant l’estimation d’une image haute réso-
lution. Pour cette étape de reconstruction, deux contributions principales ont été proposées. La
première concerne l’estimation des paramètres de modulation à partir des images acquises et la
seconde traite du problème de la reconstruction d’images haute résolution à partir des images
modulées.

L’estimation des paramètres de modulation des images SIM est primordiale pour leur recons-
truction. Ainsi nous avons proposé une méthode basée sur la propriété d’annihilation pour esti-
mer ces paramètres. Dans ce projet nous avons adapté le formalisme de filtre annihilant et d’al-
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gorithme de Cadzow pour traiter le problème d’estimation spectrale 2-D. La méthode proposée a
permis d’estimer de façon précise les paramètres de modulation des images en SIM [CBP+14].

Récemment les méthodes de déconvolution basées sur la minimisation de critères convexes
non-lisses ont permis un gain significatif en terme de résolution en microscopie à champ large.
Plus précisément, les performances obtenues permettent de se rapprocher des résolutions at-
teintes en microscopie par illumination structurée. Des travaux récents se sont alors intéressés
à la reconstruction de données en SIM et c’est dans ce cadre que se place notre seconde contri-
bution [BPC+18]. La reconstruction SIM mentionnée précédemment se base sur la minimisation
d’un critère convexe quadratique conduisant à une forme explicite de la solution. Pour amélio-
rer les performances de reconstruction, nous nous sommes inspirés de travaux récents en opti-
misation convexe non-lisse de façon à étendre la classe des critères pouvant être considérés. La
procédure de reconstruction proposée permet par exemple de gérer un terme d’attache aux don-
nées quadratique mais également une antilog-vraisemblance poissonienne et une régularisation
de type Tikhonov (quadratique) mais aussi pouvant gérer des pénalisation plus complexes. Munis
de cette méthode de reconstruction, nous avons montré que la microscopie SIM permettait de
rester compétitive vis à vis de la microscopie à champ large déconvoluée.Nous avons validé ces
approches sur ces données simulées ainsi que sur des données réelles.

Afin de tester la robustesse des algorithmes développés, nous avons choisi des échantillons
aux propriétés connues. Nous nous sommes ainsi orientés vers des cellules HeLa transfectées et
exprimant la protéine fluorescente LifeAct. Pour cela nous avons travaillé avec les ingénieurs de la
plateforme de microscopie du Nikon Imaging Center de l’Institut Curie. Nous avons aussi caracté-
risé la réponse impulsionnelle du microscope en collectant des images de billes fluorescentes afin
d’intégrer cette information lors de la déconvolution des images acquises.

Apprentissage supervisé parcimonieux. Application à l’analyse du rythme cardiaque fœtal. La
surveillance de la fréquence cardiaque fœtale (FHR) est utilisée pendant l’accouchement pour
évaluer le bien-être du fœtus. Classiquement basée sur l’évaluation visuelle des critères FIGO, la
caractérisation de la FHR reste une tâche difficile qui fait l’objet d’efforts de recherche continus
et intensifs. L’analyse de la FHR intrapartum est encore compliquée pour deux différentes étapes
du travail (dilatation et poussée active). Les travaux de recherche visant à mettre au point des
procédures automatisées de prévision de l’acidose reposent soit sur la conception de nouvelles
analyses avancées de traitement du signal, soit sur la combinaison efficace d’un grand nombre
de caractéristiques proposées dans la littérature. Ces procédures s’appuient soit sur une étape
préalable de sélection des caractéristiques, soit sur des règles de décision impliquant de longues
listes de caractéristiques mais qui ne permet pas d’interpréter facilement la décision et n’est donc
pas adaptée à la pratique clinique. L’évaluation des règles de décision basée sur l’apprentissage
machine est souvent entravée par l’utilisation de bases de données différentes et de petite taille,
ce qui empêche de comparer de manière exhaustive les résultats rapportés dans la littérature.

Dans [SFL+17], nous avons considéré l’apprentissage parcimonieux (cf. Section 2.2.5) comme
moyen d’effectuer conjointement la sélection des caractéristiques et la prédiction de l’acidose,
produisant ainsi à une régle de décision optimale basée sur le moins de caractéristiques pos-
sibles. En utilisant un ensemble de 20 caractéristiques (rassemblant des caractéristiques de type
FIGO, des caractéristiques spectrales classiques et des caractéristiques fractales), appliquées à
deux bases de données de grande taille (respectivement 1800 et 500 sujets), bien documentées,
collectées indépendemment dans des hôpitaux français et tchèques, les avantages de l’appren-
tissage parcimonieux sont quantifiés en termes de i) prise en compte du déséquilibre des classes
(peu de sujets acidotiques), ii) de production de régles de décisions simples et interprétables, iii)
de mise en évidence des différences entre les dynamiques temporelles des étapes de poussée ac-
tive et de dilatation, et iv) de validité/généralisation des règles de décision apprises sur une base
de données et appliquées à l’autre.
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Estimation des matrices origine-destination. Application à l’analyse du trafic à Brisbane L’es-
timation de la matrice origine-destination (ODM) est un problème classique en ingénierie des
transports visant à récupérer les flux de chaque origine vers chaque destination à partir des comp-
tages de trafic mesurés et des informations de modèle a priori. En plus des comptages de trafic,
dans [MPB+17] nous avons tiré parti des trajectoires issues de données Bluetooth, dont la cap-
ture est rendue possible par les nouvelles technologies de mesure. Il étend le concept d’ODM à
celui d’ODM dépendant de la liaison (LODM), en conservant les informations sur la distribution
du flux sur les liaisons et contenant de manière inhérente l’affectation ODM. De plus, une formu-
lation originale de l’estimation LODM, à partir des comptages de trafic et des trajectoires issues
de données Bluetooth est présentée comme un problème d’optimisation, où la fonctionnelle à
minimiser est composée de cinq fonctions convexes, chacune modélisant une contrainte ou une
propriété du problème de transport : cohérence avec les comptages de trafic, cohérence avec les
trajectoires des données Bluetooth échantillonnées, cohérence avec la conservation du trafic (loi
de Kirchhoff), similitude des flux ayant des origines et des destinations proches, positivité des flux
de trafic. Un algorithme Condat-Vũ est conçu pour minimiser le critère construit, car les fonc-
tions objectives correspondantes ne sont pas nécessairement dérivables. Une étude de cas, sur un
réseau et un trafic simulés, valide la faisabilité de la procédure et détaille ses bénéfices pour l’esti-
mation d’une LODM. L’étude de cas de Brisbane City, où plus de 600 centaines de détecteurs Blue-
tooth ont été installés, illustre également l’intérêt que ces matrices de liaison-origine-destination
créent pour l’analyse du trafic.

Prédiction du R(t) dans l’épidémie Covid19 Parmi les différents indicateurs qui quantifient la
propagation d’une épidémie, telle que la COVID-19 en cours, figure d’abord le facteur de repro-
duction qui mesure combien de personnes peuvent être contaminées par une personne infectée.
Afin de permettre le suivi de l’évolution de ce nombre, nous avons proposé [APR+20] une nou-
velle procédure d’estimation en supposant un modèle bien accepté pour les données d’incidence
actuelles, basé sur des observations passées. La nouveauté de l’approche proposée est double : 1)
l’estimation du nombre de reproduction est réalisée par optimisation convexe proximale pour mi-
nimiser un critère favorisant le comportement linéaire par morceaux; 2) l’approche est dévelop-
pée dans un cadre multivarié, permettant le traitement simultané de plusieurs séries temporelles
rattachées à différentes régions géographiques, ainsi qu’une régularisation spatiale (graphique) de
leurs évolutions dans le temps. L’efficacité de l’approche est d’abord étayée par des simulations, et
deux applications principales à des données COVID-19 réelles sont ensuite discutées. La première
se réfère à l’évolution comparée du nombre de reproduction pour plusieurs pays, tandis que la
seconde se concentre sur les départements français et leur analyse conjointe, conduisant à des
cartes dynamiques révélant la co-évolution temporelle de leur facteur de reproduction.

Décomposition modale pour estimer l’onde interne réfléchie critique dans un fluide stratifié
Le cisaillement résultant des réflexions internes des ondes peut jouer un rôle crucial dans le trans-
port et la remise en suspension des sédiments dans des conditions océaniques. En particulier,
lorsque ces ondes subissent un phénomène critique de réflexion, l’onde réfléchie peut produire
un cisaillement très important. Séparer l’onde réfléchie de l’onde incidente est un défi technique
puisque les deux ondes partagent la même fréquence temporelle. Dans [HSP+21], nous présen-
tons une série de mesures expérimentales d’ondes internes en configuration de réflexion critique
et nous les analysons en utilisant la méthode de décomposition 2D-VMD-prox. Pouvoir isoler avec
confiance l’onde réfléchie nous a permis de comparer nos résultats à un modèle visqueux et non
linéaire de réflexion critique qui décrit correctement la dépendance du taux de cisaillement en
fonction des paramètres expérimentaux.
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2.6 Conclusions et perspectives

A travers ce manuscrit, j’ai pu présenter les principales contributions obtenues pendant les
dix années qui ont suivi ma thèse. Les contributions et réflexions proposées à travers ce document
sont le fruit de l’encadrement de plusieurs doctorant.e.s, chercheur.e.s en séjours post-doctoral,
agrégés préparateurs et stagiaires nommés au début de ce document et également de nombreuses
collaborations avec des collègues du LPENSL (P. Abry, P. Borgnat, P. Flandrin, V. Vidal, J.C. Gémi-
nard, S. Joubaud, P. Odier, P. Jensen) et également avec des chercheur.e.s d’autres laboratoires dont
les principales collaborations ont été menées avec L. Briceño-Arias, L. Condat, J. Boulanger, J.C.
Pesquet, B. Pesquet- Popescu, N. Dobigeon, H. Wendt, M. Langlois, E. Thiebaut.

J’y ai présenté des contributions en modélisation à travers une généralisation du modèle de
Mumford-Shah discret offrant une flexibilité dans le choix du terme d’attache aux données et
de pénalisation des contours, une nouvelle formulation variationnelle fortement convexe pour
la segmentation de texture qui repose sur des attributs fractals et enfin une formulation variation-
nelle de la décomposition modale empirique.

J’ai également proposé des formulations variationnelles reposant sur (2.1) pour diverses ana-
lyses de données réelles telles que l’étude des environnements circumstellaires, l’analyse d’écou-
lements multiphases en milieu poreux, l’analyse d’images acquises par microscopie par illumi-
nation structurée, l’estimation du facteur de reproduction dans l’épidémie Covid19, l’analyse des
ondes internes dans un fluide stratifié, l’estimation des matrices origine-destination pour l’ana-
lyse du trafic routier.

Les choix des approches variationnelles mentionnées précédemment sont guidés par le cadre
flexible des algorithmes proximaux, principalement des algorithmes proximaux primaux-duaux,
qui reposent sur des activations de fonctions par un pas proximal. Dans ce manuscrit j’ai présenté
de nouvelles formes explicites d’opérateurs proximaux à savoir des nouvelles formes explicites
pour une somme de deux fonctions ainsi que de nouvelles formes explicites de projections épi-
graphiques. J’ai montré l’importance de calculer l’opérateur proximal d’une somme de deux fonc-
tions plutôt que de les activer séparément. J’ai présenté une technique de découpe épigraphique
permettant de gérer efficacement des contraintes non-linéaires. J’ai également montré l’impor-
tance de l’activation d’une fonction par un pas proximal plutôt qu’un pas de descente de gradient
à travers des comparaisons théoriques et numériques. Enfin, si la plupart de mes travaux reposent
sur l’utilisation et la comparaison numérique d’algorithmes proximaux existants, dans le contexte
du modèle de Mumford-Shah discret, un nouvel algorithme, l’algorithme SLPAM, a été proposé.

Dans l’ensemble des approches variationnelles considérées, le choix de l’hyperparamètre de
régularisation est crucial tant en terme de performances d’estimation que de temps de calcul.
Cette question a été regardée par différentes stratégies : d’une part, par la reformulation du mo-
dèle pénalisé sous une formulation contrainte combiné à un découpage épigraphique, mais éga-
lement par la formulation d’une approche hybride variationnelle et bayésienne hiérarchique dans
le cas spécifique du débruitage de signaux constants par morceaux. Je me suis également intéres-
sée au principe de SURE (combiné à une recherche rapide reposant sur SUGAR) où une extension
permettant de gérer un bruit corrélé a été proposée. Enfin à travers un formalisme d’apprentissage
profond reposant sur le principe des algorithmes déroulés nous a permis d’estimer conjointement
les pas de l’algorithme, l’hyperparamètre de régularisation λ et la matrice d’analyse D.

Les travaux mentionnés précédemment conduisent pour la plupart à des questions ouvertes
qui ont été précisées dans les conclusions partielles de chaque section. Ici, j’indique les axes de
recherche sur lesquels je souhaite plus précisément travailler dans les années à venir.

— Estimation des interfaces combinée à la reconstruction d’images ou l’estimation de des-
cripteurs de texture
La fonctionnelle de Mumford-Shah discrète que nous avons proposé dans [FPC19] combiné
à un schéma algorithmique SL-PAM a été largement validé dans un contexte de détection
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d’interfaces dans des images bruitées par un bruit additif gaussien. Cependant, une étude
approfondie théorique et numérique doit être menée dans d’autres contextes d’études, par
exemple lorsque les données sont dégradées par un bruit de Poisson ou avec un bruit cor-
rélé, mais également lorsqu’un opérateur linéaire intervient dans le terme d’attache aux
données. On pourra en particulier s’intéresser à l’opérateur décrit dans la section 2.3.3 nous
permettant alors de détecter des interfaces dans des données texturées. Cette étude est ex-
trêmement importante car la stabilité de la solution impacte directement l’interface esti-
mée, c’est donc un enjeu majeur d’avoir des garanties théoriques sur le schéma numérique
proposé. Pour aborder cette question, il serait dans un premier temps raisonnable de li-
miter l’étude à une formulation bi-convexe de D-MS, voire bi-fortement-convexe. D’autre
part, l’optimum obtenu avec SL-PAM pourrait être comparé avec une stratégie reposant sur
un schéma de lifting consistant à reformuler le problème D-MS non convexe sous une forme
équivalente convexe en dimension supérieure ayant alors des garanties d’optimalité globale.

Une étude approfondie du choix du schéma de discrétisation (i.e. D) qui fournit une esti-
mation précise du champ de gradient, et donc des contours, est également envisagée par
exemple en suivant [FLT16; Con17; ALT21]. Une attention parculière sera portée au design
de l’opérateur discret afin d’obtenir un estimateur multiniveaux convergent [CLL14].

Dans le contexte spécifique d’estimation d’interfaces dans des données texturées, l’intégra-
tion d’estimation des descripteurs de régularité locale et variance locale est une étape pré-
liminaire à l’intégration d’autres descripteurs tels que l’orientation locale, la couleur ou des
descripteurs multifractals.

— Accélération : Algorithmes multiniveaux
En optimisation lisse, des méthodes efficaces pour faire face à des problèmes à grande échelle
sont les approches multiniveaux [Nas00; LN15; WG19]. Ces approches exploitent la structure
des données pour les représenter à différents niveaux de résolution. Des approches multi-
niveaux combinées aux algorithmes proximaux ont été proposées par Parpas dans [Par17]
reposant sur des itérations FBS. Cependant, comme cela a été illustré à travers ce manuscrit,
FBS est rarement suffisant pour des modèles avancés de restauration d’images pour lesquels
des schémas proximaux primaux-duaux sont souvent plus adaptés. L’extension des travaux
de Parpas à d’autres schémas numériques tels que les algorithmes primaux-duaux ou les
algorithmes de minimisation alternée est un enjeu majeur pour envisager le traitement de
gros volumes de données par des approches variationnelles reposant sur des a priori com-
plexes. On peut aisément imaginer que l’élaboration d’algorithmes efficaces reposera sur
l’intégration de propriétés multiéchelles, conduisant éventuellement à une forte convexité
des sous-problèmes. La littérature spécifique aux EDP et approches multiniveaux nous ai-
dera à aborder cette question, en particulier en remarquant que les algorithmes proximaux
et les EDP reposent tous deux sur la théorie des opérateurs monotones [BC17]. Une autre
direction à explorer est d’établir des connexions avec des approches par blocs avec un choix
intelligent de blocs en s’appuyant sur la structure des transformées multirésolution.

— Algorithmes déroulés et apprentissage profond
Les résultats préliminaires obtenus par le déroulement de l’algorithme Condat-Vũ dans le
contexte de restauration d’image (section 2.4.4) sont très encourangeants. Ce travail s’ins-
crit dans la continuité du travail pionnier de Gregor et Le Cun [GLC10], et d’autres qui ont
suivi, montrant qu’il était possible de construire un réseau de neurones en s’appuyant sur
les connaissances contruites depuis des années en approches variationnelles et algorithmes
proximaux. Ce travail nécessite cependant d’être approfondi tant sur le plan de l’implé-
mentation numérique que sur son analyse théorique. En effet, l’implémentation actuelle
ne repose ni sur Keras ni sur Tensorflow mais seulement sur une implémentation interne
en Matlab qui nécessite d’être améliorée afin d’être en mesure de traiter de plus grands vo-
lumes de données et une plus large gamme d’opérateurs linéaires. D’autre part, à l’heure
actuelle, il est encore complexe de savoir comment construire un bon réseau reposant sur
des itérations proximales car nous avons pu observer que deux schémas distincts construits
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à partir d’un même critère et d’un même algorithme pouvait conduire à des résultats diffé-
rents. Dans le cas de l’analyse théorique des algorithmes proximaux, on voit qu’il est déjà
complexe d’identifier en amont d’une implémentation le schéma le plus efficace mais des
bornes fines sur les taux de convergence sont une façon de répondre à cette question. L’équi-
valent dans le contexte des réseaux de neurones reste à établir, par exemple en considérant
les analyses théoriques présentées dans [CP20].

La mise en œuvre de ces stratégies d’apprentissage dans le contexte de l’analyse des envi-
ronnements cricumstellaires (section 2.2.4) et la segmentation de texture (section 2.3.3) sont
en cours et sera également considérée pour la détection d’interfaces (section 2.3.2.3).

— Quantification d’incertitudes La quantification d’incertitudes est un problème extrêment
important en analyse de signaux et d’images car il permet de valider la présence d’une struc-
ture dans les données. Les méthodes traditionnelles pour quantifier l’incertitude sont les
méthodes de Monte-Carlo par chaînes de Markov (MCMC) malheureusement souvent trop
coûteuses pour être employées sur de gros volumes de données. Afin d’aborder cette ques-
tion nous explorerons d’une part les méthodes de type Prox-MALA [PSC+16] raisonnant glo-
balement et d’autre part la méthode BUQO [RPW19] permettant d’analyser l’incertitude au-
tour d’une structure d’intérêt à l’aide de la notion de région de crédibilité et d’un test d’hy-
pothèse bayésien. L’analyse par la méthode BUQO, pourra bénéficier des développements
menés sur le fractionnement épigraphique présentés dans la section 2.2.3.1.

— Discret versus continu Au sein du LPENS, plusieurs signaux que nous souhaitons analy-
ser peuvent être représentés de façon parcomineuse dans un dictionnaire construit par la
physique ou la biologie du problème [CPO+19; HAL+20]. A ce jour, dans [CPO+19], nous
nous sommes contentés d’analyser les données stick-slip par minimisation d’un critère de
la forme (2.177) (favorisant les solutions linéaires par morceaux) permettant d’analyser une
grande gamme de signaux et de construire un diagramme de phase dans un contexte expé-
rimental non considéré jusqu’alors (faible masse). Cependant, une analyse approfondie de
ces signaux par une approche de type codage parcimonieux [EA06], où la construction du
dictionnaire serait effectuée par la connaissance du spécialiste, est une piste prometteuse.
Une première analyse consisterait à construire un dictionnaire discret mais l’extension re-
posant sur l’usage de dictionnaires continus [ECHG20; DDUF20] serait encore plus perti-
nente. La limitation proviendrait peut-être de coût de calculs plus importants avec une telle
approche [DCGHL16].

— Applications Dans les années à venir, je souhaite d’une part poursuivre mes collaborations
existantes au sein du LPENSL et d’autre part je souhaiterais renforcer les collaborations ini-
tiées récemment dans le contexte applicatif des données astronomiques (collaboration avec
le CRAL, Observatoire de Lyon) et également la collaboration avec EVS (H. Piégay et colla-
borateurs) pour l’analyse des rivières et plus généralement l’analyse de données environ-
nementales. Le point commun de ces deux domaines applicatifs est le grand volume de
données. Dans la première collaboration, il sera principalement question de résolution de
problèmes inverses alors que dans la seconde, les méthodes mises en œuvre seront des tech-
niques de segmentation, détection d’interfaces et apprentissage.
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