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Résumé
Nous étudions dans cette thèse la construction mutualisée de systèmes de recon-
naissance et de synthèse de la parole pour de nouvelles langues, avec un objectif
de performance et de rapidité de développement. Le développement rapide des
technologies vocales pour de nouvelles langues anime des ambitions scientifiques
et est aujourd’hui considéré comme stratégique par les acteurs industriels. Cepen-
dant, le développement des langues est conduit de manière morcelée par quelques
centres de recherche travaillant chacun sur un nombre réduit de langues. Or, ces
technologies partagent de nombreux points communs. Notre étude se concentre
sur la construction et la mutualisation d’outils pour la création de lexiques, l’ap-
prentissage de règles de phonétisation et l’exploitation de données imparfaites. Nos
contributions portent sur la sélection de données pertinentes pour l’apprentissage
de modèles acoustiques, le développement conjoint de phonétiseurs et de lexiques
de prononciations pour la reconnaissance et la synthèse de la parole, et l’exploita-
tion de modèles neuronaux pour la transcription phonétique à partir du texte et du
signal de parole. De plus, nous présentons une approche de détection automatique
des erreurs de transcriptions phonétiques dans les bases de données annotées de
signal de parole. Cette étude a montré qu’il était possible de réduire de manière im-
portante la quantité de données à annoter manuellement lors du développement de
nouveaux systèmes de synthèse de la parole. Cela contribue naturellement à réduire
le temps de collecte de données pour la création de nouveaux systèmes. Finalement,
nous étudions un cas applicatif en construisant de façon mutualisée un système de
reconnaissance et de synthèse de la parole pour une nouvelle langue.

Abstract
We study in this thesis the joint construction of speech recognition and synthesis sys-
tems for new languages, with the goals of accuracy and quick development. The ra-
pid development of voice technologies for new languages is driving scientific ambi-
tions and is now considered strategic by industial players. However, language deve-
lopment research is led by a few research centers, each working on a limited number
of languages. However, these technologies share many common points. Our study
focuses on building and sharing tools between systems for creating lexicons, lear-
ning phonetic rules and taking advantage of imperfect data. Our contributions focus
on the selection of relevant data for learning acoustic models, the joint development
of phonetizers and pronunciation lexicons for speech recognition and synthesis, and
the use of neural models for phonetic transcription from text and speech signal. In
addition, we present an approach for automatic detection of phonetic transcript er-
rors in annotated speech signal databases. This study has shown that it is possible
to significantly reduce the quantity of data annotation useful for the development
of new text-to-speech systems. It naturally helps to reduce data collection time in
the process of new systems creation. Finally, we study an application case by jointly
building a system for recognizing and synthesizing speech for a new language.
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Introduction

LES technologies vocales jouent un rôle de plus en plus important dans la société
actuelle, et de nouveaux usages sont sans cesse imaginés. Cependant, leur dé-

ploiement est restreint à certaines zones géographiques, dans la mesure où elles ne
sont développées que pour certaines langues. En effet, le développement des techno-
logies vocales s’est fait de manière morcelée par quelques centres de recherche tra-
vaillant chacun sur un nombre réduit de langues. La problématique du développe-
ment de langues – plus précisément la rationalisation et l’accélération du processus
de développement de langues – ne s’est in fine posée que relativement tardivement.
Parmi ces technologies, la reconnaissance et la synthèse de la parole sont particuliè-
rement touchées par ces inégalités de développement. Cette problématique de déve-
loppement rapide de langues est maintenant considérée comme stratégique par les
acteurs industriels, l’enrichissement rapide d’un catalogue de langues contribuant
naturellement à ouvrir de nouveaux marchés.

Il existe actuellement plus de 7000 langues (ou dialectes) parlées dans le monde,
dont environ 330 sont chacune parlées par plus d’un million de personnes. Parmi
toutes ces langues, seules quelques-unes ont été effectivement étudiées pour la re-
connaissance ou la synthèse de la parole, et même parmi celles-ci les performances
des systèmes peuvent être très variables d’une langue à l’autre en fonction de la
quantité et de la qualité des ressources sonores et linguistiques disponibles. De plus,
ces ressources linguistiques ont un coût non négligeable : même pour des langues
européennes bien étudiées (par exemple l’allemand, l’italien ou l’espagnol) le coût
des données accessibles sur catalogue peut être rédhibitoire pour un usage indus-
triel. Ainsi, de nombreuses applications liées aux technologies vocales ne peuvent
pas voir le jour ou ne peuvent pas s’adapter aux populations qu’elles visent.

Les développements de langues sont actuellement conduits séparément pour la re-
connaissance et la synthèse de parole. Or, ces technologies partagent beaucoup de
points communs. Des ressources linguistiques proches (lexiques, données textuelles
annotées) pourraient par exemple être mises en commun. En outre, le développe-
ment d’un phonétiseur pourrait être entrepris de façon conjointe, même si la phoné-
tisation revêt des objectifs différents pour la reconnaissance et la synthèse vocale. Il
semble donc possible de mutualiser les développements de langues pour la recon-
naissance et synthèse de la parole. De plus, nous observons ces dernières années un
regain d’intérêt pour les modèles neuronaux, notamment dans les domaines de trai-
tement de la parole. Ceci s’explique par les progrès algorithmiques réalisés, la puis-
sance de calcul actuelle avec l’utilisation de processeurs graphiques, et des quantités
de données exploitables conséquentes grâce au Web. L’utilisation de ces modèles a
largement permis de faire progresser les systèmes vocaux, bien que leur potentiel
ne soit pas encore totalement exploité. En effet, ils permettent plus facilement le par-
tage de données d’apprentissage car des systèmes conçus pour des tâches différentes
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peuvent avoir des représentations numériques communes. Aussi, les modèles neu-
ronaux simplifient les chaînes de traitements et réduisent les connaissances linguis-
tiques nécessaires en favorisant l’apprentissage à partir de données, ce qui accélère
naturellement le développement de nouveaux systèmes.

C’est dans ce contexte que l’entreprise Voxygen et le Laboratoire d’Informatique de
l’Université du Mans ont collaboré à travers cette thèse pour explorer de nouvelles
voies de recherche et apporter de nouvelles solutions pour la construction rapide,
performante et mutualisée de systèmes multilingues pour la reconnaissance et la
synthèse de la parole. La cible principale de ce travail de thèse concerne la défini-
tion, le développement et la mise en œuvre d’un processus de développement de
langues pour la reconnaissance et la synthèse de la parole. L’objectif est notamment
de mutualiser au maximum les développements et ressources nécessaires à la créa-
tion d’une nouvelle langue. Sur le plan de la linguistique, l’objectif est de concevoir
un ensemble d’outils pour la création de lexiques et l’apprentissage de systèmes de
phonétisation. Sur le plan acoustique, la thèse vise à améliorer le processus d’ap-
prentissage de modèles acoustiques en exploitant des données imparfaites.

Ce document est organisé en deux parties. Dans la première, nous présentons un
état de l’art de la reconnaissance et de la synthèse de la parole, avec les techniques
de modélisation qui leur sont propres. L’objet de la deuxième partie est de déve-
lopper le travail réalisé durant cette thèse, à savoir la construction d’un système de
reconnaissance de la parole pour la langue arabe à partir de données imparfaites, la
transcription phonétique à partir du texte et du signal de parole ainsi que la détec-
tion automatique d’erreurs de phonétisation.

Nous décrivons dans le premier chapitre notre objet d’étude, la parole, dans sa di-
mension acoustique et linguistique. Nous montrons alors qu’elle peut être représen-
tée par des séquences de valeurs numériques et symboliques.

Dans le deuxième chapitre, nous passons en revue différents algorithmes permettant
de modéliser des séquences. Ainsi, nous posons une base théorique pour aborder
la construction de systèmes de reconnaissance et de synthèse de la parole. Nous
montrons par ailleurs que ces deux tâches ont de nombreuses similitudes au niveau
de la modélisation.

Les troisième et quatrième chapitres présentent respectivement un historique de la
reconnaissance et de la synthèse de la parole. Les modèles utilisés dans ce travail
de thèse sont plus largement discutés, ainsi que les méthodes d’évaluation des sys-
tèmes.

Le cinquième chapitre aborde la première partie de nos contributions. Il s’agit de
la construction d’un système de reconnaissance automatique de la parole pour la
langue arabe sur la base de données imparfaites. Le système développé a été pré-
senté à une campagne d’évaluation restreignant les données d’apprentissage à un
corpus d’émissions de télévision. Nous proposons différents types de modélisation
acoustique, plusieurs stratégies pour la création d’un lexique phonétisé, et une tech-
nique de sélection de données pour l’apprentissage des modèles.

Dans le sixième chapitre, nous proposons une approche de transcription phonétique
exploitant à la fois le texte et le signal de parole. Nous proposons également des mo-
dèles entièrement neuronaux pour la phonétisation à partir du texte et à partir du
signal. Ensuite, nous décrivons une méthode pour détecter automatiquement des
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erreurs de phonétisation dans les bases de données utilisées pour la synthèse de pa-
role. Nous montrons alors qu’en utilisant la reconnaissance de la parole, il est pos-
sible d’accélérer l’annotation de données nécessaire à la construction de systèmes
de synthèse tout en améliorant leur qualité. Nous évaluons notre méthode sur des
données en français dans un premier temps, puis nous étendons notre travail à la
création de voix pour la synthèse de la parole dans d’autres langues. Nous illus-
trons avec l’italien et l’arabe comment peuvent être faites de nouvelles voix pour
des langues déjà traitées, avant de décrire la création d’une voix pour une nouvelle
langue avec l’exemple du turc.

Finalement, le dernier chapitre résume les éléments importants de ce travail de thèse.
Il présente également quelques perspectives de recherche liées aux problématiques
soulevées dans le document.
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Chapitre 1

La parole : description acoustique
et transcription symbolique
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LA parole, notre objet d’étude, résulte de l’articulation de sons produits par l’ap-
pareil phonatoire humain. Elle est le moyen de communication le plus naturel

entre des personnes. Ainsi, elle a pour but de véhiculer un message porteur de sens
au moyen d’un signal acoustique. Ce signal sera ensuite perçu par l’appareil auditif,
chargé de transmettre le signal au cerveau en vue de son décodage.

Avant de parler de reconnaissance ou de synthèse automatique de la parole, dont
l’objet est respectivement de transcrire la parole en mots ou de la générer automati-
quement à partir du texte, nous nous attachons à décrire la parole en tant que signal
acoustique et comme composante du langage. Tout d’abord, nous décrivons les élé-
ments physiologiques en œuvre dans la production et la perception de la parole.
La compréhension du fonctionnement de ces éléments nous guidera ensuite sur la
manière de paramétriser le signal de parole pour traiter efficacement les informa-
tions qu’il contient. Enfin, nous verrons que la parole est composée d’une séquence
structurée de sons élémentaires prononcés avec une intensité, une intonation et un
rythme particuliers. Nous montrerons alors comment traduire la parole de manière
symbolique en préservant autant que possible ses détails de prononciation.

1.1 Physiologie

1.1.1 Appareil phonatoire

L’appareil phonatoire désigne l’ensemble des éléments anatomiques en jeu dans la
production de parole. Chacun des éléments agit de manière complémentaire. Tout
d’abord, les poumons créent un flux d’air qui est conduit par la trachée jusqu’au
larynx, où les cordes vocales régulent le débit d’air sortant (figure 1.1).

FIGURE 1.1 – Coupe sagittale schématique des organes de la parole
[Encyclopaedia Universalis France]

Pour des pressions suffisantes, les cordes vocales peuvent adopter un cycle d’ouver-
ture-fermeture par effet Bernoulli, introduisant un régime vibratoire au flux d’air.
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La fréquence de vibration, appelée fréquence fondamentale F0, donne la hauteur du
son. On dit alors que le signal glottique est périodique, et on parle de parole voisée,
comme c’est le cas pour les voyelles et certaines consonnes. Dans le cas contraire,
lorsque l’air traverse le larynx sans vibrer, les sons produits sont dits non-voisés. La
taille des cordes vocales étant différente pour chaque individu, la fréquence fonda-
mentale du signal de parole varie d’une personne à l’autre. En particulier, elle varie
entre 100 et 150Hz pour les hommes, et entre 140 et 240Hz pour les femmes (CAL-
LIOPE, 1989).

Ensuite, de nombreuses cavités (pharyngeales, buccales, nasales, ...), agissent comme
autant de résonnateurs sur le signal glottique. Finalement, l’air sort par la bouche
et/ou le nez. On parle respectivement de conduit oral et nasal. Ce dernier présente
un ensemble d’articulateurs, comme la langue, la mandibule, les lèvres ou le voile
du palais, permettant de modifier la forme et le volume des cavités ainsi que le par-
cours du flux d’air. L’appareil phonatoire permet donc la production de parole en
contrôlant la propagation de l’air dans le conduit vocal.

1.1.2 Appareil auditif

L’appareil auditif permet la perception des sons qui nous entourent. Il est en parti-
culier bien adapté pour percevoir la parole. L’appareil auditif est composé des diffé-
rentes parties de l’oreille et du système nerveux transmettant l’information perçue
au cerveau en vue de son traitement (figure 1.2).

FIGURE 1.2 – Schéma de l’appareil auditif [www.audition.fr]

L’oreille est composée du canal auditif où se propagent les ondes sonores par vi-
bration de l’air jusqu’au tympan. Les vibrations de cette membrane sont transmises
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jusqu’à l’oreille interne par les osselets. A partir de la cochlée, les ondes sonores sont
converties en influx nerveux pour acheminer le signal jusqu’au cerveau.

FIGURE 1.3 – Champ auditif humain et zone conversationnelle

Les sons sont perçus entre 20 Hz et 20 kHz pour une intensité comprise entre 0 et
130 dB au delà de laquelle l’appareil auditif subit des dommages irréversibles. Ce-
pendant, les sons ne sont pas perçus de manière égale selon leur fréquence et leur
intensité : le champ auditif se situe entre un seuil et une limite supérieure de per-
ception non linéaires (figure 1.3). De plus, une analyse spectrale de l’appareil auditif
humain montre qu’il existe une zone restreinte où les sons sont plus facilement dis-
criminés en fréquence et en intensité. Cette zone, appelée zone conversationnelle, est
celle utilisée pour la communication parlée. Ceci nous permet de mieux paramé-
trer l’analyse du signal de parole, en tenant compte des spécificités de la perception
humaine.

1.2 Paramétrisation du signal de parole

La parole est un signal acoustique continu porté par les vibrations de l’air, d’énergie
finie et pouvant présenter des périodicités (CALLIOPE, 1989). Lors de son enregistre-
ment, elle est numérisée au format PCM (Pulse Code Modulation) selon une certaine
fréquence d’échantillonage. Il est possible de représenter numériquement le signal
directement, en représentant chaque échantillon indépendemment, ou en utilisant
un modèle paramétrique de type source/filtre en faisant des hypothèses sur la na-
ture acoustique de la parole. Ceci nous permettra d’obtenir une représentation du
signal spécifique à la parole grâce aux connaissances acquises sur les appareils pho-
natoire et auditif.

1.2.1 Représentation directe du signal

La parole est un signal acoustique non stationnaire, mais considéré comme quasi
stationnaire pour des intervalles de temps assez courts, de l’ordre de 10 à 30 ms.
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Pour décrire l’évolution temporelle du signal de parole, le signal acoustique est ainsi
découpé en fenêtres d’analyse de l’ordre de 20 ms, sur lesquels sont appliqués des
transformées de Fourier discrètes. Ainsi, on obtient le spectre du signal sonore pour
chaque fenêtre d’observation. En pratique, l’algorithme de tranformée de Fourier
rapide (FFT, Fast Fourier Transform) est utilisé sur une fenêtre glissante, donnant
une information sur des intervalles de temps fixes appelés trames, correspondant au
pas de déplacement de la fenêtre, soit généralement 10 ms. Pour limiter les effets
de bord induits par le découpage arbitraire du signal, une fonction de fenêtrage
est appliquée : la fenêtre de Hamming, donnée par l’équation 1.1 pour une fenêtre
d’observation [0, T], est couramment utilisée, mais il existe également les fenêtres de
Hann, Blackman ou encore Bartlett qui donnent des résultats similaires.

w(t) =
{

0, 54− 0, 46cos(2π t
T ) si t ∈ [0, T]

0 sinon
(1.1)

Le spectrogramme est un outil permettant de visualiser le spectre d’amplitude du
signal de parole en fonction du temps. Il permet en effet de décomposer chaque
trame de signal en un ensemble de N f f t sinusoïdes. Soit un signal s(n) composé de
N échantillons et une fonction de fenêtrage w, le spectre Sm(k) de la trame m de T
échantillons est donné par l’équation 1.2, où k est proportionnel à la fréquence du
signal :

Sm(k) =
N

∑
n=0

s(n)w(n−m)e
−j 2πk

Nf f t
n

(1.2)

Le spectre d’amplitude est obtenu en prenant le module de l’équation 1.2 pour
chaque trame. Autrement dit, |Sm(k)| donne l’amplitude de la sinusoïde de fré-
quence 2πk/N f f t pour la trame m. En pratique, le temps se trouve en abscisses,
les fréquences en ordonnées, et l’amplitude est représentée en niveau de gris (figure
1.4).

FIGURE 1.4 – Exemple de spectrogramme d’un signal de parole et sa
transcription en phonèmes

Des zones plus foncées peuvent être observées dans le spectrogramme. Il s’agit de
maxima énergétiques aux fréquences de résonnance du conduit vocal. Ces réson-
nances, appelées formants, permettent notamment de caractériser la parole dans son
timbre : repérer les formants et décrire leur évolution au cours du temps est une pre-
mière paramétrisation de la parole.



12 Chapitre 1. La parole : description acoustique et transcription symbolique

1.2.2 Modélisation source-filtre

Considérant les différents éléments le composant, l’appareil phonatoire peut être
modélisé comme la réponse d’un filtre à un signal source : c’est le modèle source-
filtre (FANT, 1970). La source correspond alors au signal glottique, et le filtre aux
cavités du conduit vocal et aux articulateurs. Le signal de parole s s’écrit ainsi en
fonction du temps discrétisé n comme la convolution du signal source e et du filtre
h :

s(n) = e(n) ∗ h(n) (1.3)

L’équation 1.3 peut s’écrire dans le domaine fréquentiel comme :

X( f ) = E( f ) · H( f ) (1.4)

Le signal source correspond à un bruit auquel s’ajoute une composante périodique
dans le cas des sons voisés, qui se matérialise par un spectre de raies harmoniques
espacées de la fréquence fondamentale F0. Le filtre comprend quant à lui l’enve-
loppe spectale du signal qui contient l’information utile à la reconnaissance de la
parole.

Les travaux cherchant à mieux comprendre la perception de la parole par l’humain
montrent que l’appareil auditif n’est pas sensible à toutes les fréquences de façon
égale. Pour imiter cette perception, les fréquences composant le spectre d’amplitude
sont représentées selon l’échelle de Mel (STEVENS, VOLKMANN et NEWMAN, 1937),
qui cherche à placer à égale distance les fréquences perçues comme étant à égale
distance. Une manière de convertir la valeur des fréquences d’une échelle linéaire à
l’échelle de Mel est donnée par la formule 1.5.

FMel( f ) = 2595× log10(1 +
FHz( f )

700
) (1.5)

Ensuite, le spectre Mel est compressé par une fonction logarithmique pour imiter
la perception humaine de la dynamique du signal.Enfin, une Transformée en Co-
sinus Discrète (Discrete Cosine Transform) (DCT) est utilisée sur le logarithme de
|XMel( f )| pour obtenir le cepstre (relation 1.6).

C(s(n)) = DCT(log(|XMel( f )|)) (1.6)

Les coefficients résultant de la DCT sont appelés coefficients MFCC pour Mel-Frequency
Cepstral Coefficient. Seuls les premiers coefficients sont conservés pour chaque trame
car ils sont représentatifs de notre perception du signal. Les dérivées premières et
secondes des coefficients sont ajoutées pour tenir compte de la dynamique de l’évo-
lution de ces coefficients.

Ainsi, les connaissances sur la production et la perception de la parole, associées à
des notions de traitement du signal, ont permis de transformer un enregistrement de
parole en une séquence de vecteurs, dits vecteurs acoustiques. Cette représentation du
signal à l’avantage de compresser l’information, en ne conservant que des données
pertinentes pour l’analyse de la parole. Les séquences de vecteurs acoustiques nous
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permettront de construire des modèles pour la reconnaissance et la synthèse de la
parole. Il est important de noter que la fréquence fondamentale n’est pas conservée
par cette analyse, et qu’elle peut être importante pour la synthèse de la parole ou la
reconnaissance dans des langues à tons. Dans ce cas, ce paramètre peut être ajouté
aux vecteurs acoustiques décrivant le signal de parole.

1.3 Transcription symbolique de la parole

La parole permet de véhiculer un message, une idée. Transcrire la parole de manière
symbolique, c’est donner du sens en tant qu’élément de langage à sa représenta-
tion acoustique. Nous cherchons par ce moyen à lier la réalisation acoustique d’un
énoncé à la séquence de mots qui le compose. Cependant, la parole n’est pas seule-
ment limitée à une séquence de mots : elle porte, en plus des informations linguis-
tiques (mots, grammaire), des éléments paralinguistiques (sexe et âge du locuteur,
émotion, attitude, niveau social, etc.). Tous ces éléments sont porteurs de sens et
peuvent modifier l’interprétation du discours. On parle ainsi du double codage de la
parole (LÉON, 1993), en distinguant le contenu linguistique du contenu phonosty-
listique. Pour la reconnaissance et la synthèse de la parole, il nous est nécessaire de
modéliser la parole dans son ensemble. En effet, il s’agit respectivement de transcrire
en mots un énoncé quelle que soit la manière dont il est prononcé, ou de vocaliser
avec une prononciation adéquate un message écrit. Nous allons décrire une manière
de transcrire la parole de manière symbolique en préservant les éléments de langage
qu’elle contient.

1.3.1 Vers une transcription des sons en phonèmes

Les premiers éléments que l’on distingue dans un flux de parole sont les mots. Ce-
pendant, pour transcrire la parole avec un grand vocabulaire, il n’est généralement
pas possible d’attribuer un symbole unique à chaque mot possible, étant donné la
très grande variété de mots. La langue écrite utilise donc un ensemble plus restreint
de symboles, et les combinent pour former les mots. Les mots sont alors structurés
en séquences selon une grammaire afin de véhiculer une information linguistique.
À l’aide de la ponctuation et d’interjections, il est possible d’introduire des éléments
d’expressivité. Cependant, la langue écrite reste largement ambiguë : des mots de
sens différent et avec une prononciation différente peuvent être écrits de la même
manière, et des mots d’orthographes différentes peuvent se prononcer de la même
manière. De plus, le nombre de lettres étant généralement plus petit que le nombre
de sons possibles, des sons peuvent correspondre à des combinaisons de lettres. Il
devient donc nécessaire de dresser l’inventaire des sons distinctifs des langues par-
lées et de leur associer un symbole unique.

Des tentatives pour établir l’inventaire des sons des langues existantes ont été pré-
sentées dès le XVIIème siècle (SCHWEITZER, DODANE et LAZAR, 2018). L’objectif
premier était d’obtenir un système d’écriture permettant de transcrire la pronon-
ciation de n’importe quelle langue. La principale difficulté est de disposer d’un en-
semble de symboles suffisamment grand pour décrire précisément les subtilités du
langage parlé, mais assez restreint pour rendre aisées l’écriture et la lecture. L’al-
phabet figuré de Montmignon (MONTMIGNON, 1785), conçu pour le français, enri-
chit l’alphabet latin de symboles décrivant les propriétés acoustiques des sons, mais
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suppose deux transcriptions pour chaque mot. L’alphabet organique de Charles de
Brosses (DE BROSSES, 1765) et le Visible Speech d’Alexander Melville Bell (BELL,
1867) reposent quant à eux sur une description schématique des mouvements arti-
culatoire dans la parole, ce qui engendre un système d’écriture complètement nou-
veau et difficile à apprendre. En 1877, Henri Sweet améliore le Visible Speech de
Bell en s’inspirant des caractères latins pour proposer l’alphabet romique. Il propose
notamment d’utiliser deux alphabets, l’un générique à toutes les langues, et l’un spé-
cifique à chaque langue permettant de décrire leurs spécificités phonétiques. Ainsi,
il pose les bases de la phonétique, où seules les différences distinctives des sons, qui
induisent un changement de sens, sont représentées. Aujourd’hui, l’alphabet pho-
nétique international (API), présenté en 1888 et en constante évolution, hérite de
ces réflexions et nous permet d’associer un phonème à chaque unité distinctive des
langues existantes. Nous utilisons en pratique la transcription X-SAMPA (1995) de
l’API, qui n’utilise que des caractères ASCII en s’affranchissant de la limite d’un seul
symbole par son.

Dans l’API (figure 1.5), les consonnes sont décrites selon les articulateurs en œuvre
dans leur production, tandis que les voyelles sont représentées sous la forme d’un
triangle vocalique. La position des voyelles dans le triangle vocalique est corrélée
à la position relative des deux premiers formants (FANT, 1970). Les phonèmes per-
mettent ainsi de décrire la séquence de sons d’un signal de parole dans sa dimen-
sion linguistique. Cependant, les informations paralinguistiques comme la durée,
l’intensité et l’intonation, ne sont pas représentés. Il est donc nécessaire d’enrichir
cette symbolique pour obtenir une représentation plus complète de la parole.

1.3.2 Prosodie

La prosodie est la représentation formelle des éléments expressifs de la parole. Parmi
ceux-ci, on retrouve les tons, le rythme, l’accentuation et l’intonation des sons du
langage (DI CRISTO, 2000). La prosodie dépend du contexte de chaque élément dans
le message oralisé : c’est une caractéristique suprasegmentale. De plus, elle a trait au
sens de l’énoncé, selon que ce soit une question, une exclamation, une implication,
etc. (DELATTRE, 1966).

Le rôle de la prosodie dans la parole est fondamental. Par exemple, elle permet en
français de structurer l’énoncé et en anglais de désambiguïser certains homonymes
(FÓNAGY, 2003). Par ailleurs, la prosodie dépend également de l’attitude du locu-
teur, de son état émotionnel, de son niveau social, de son origine géographique, etc.
La prosodie est porteuse de la sémantique d’un message au même titre que la sé-
quence de mots qui le compose.

Concrètement, il est possible d’attribuer à chaque phonème d’un énoncé des élé-
ments quantitatifs pour certains aspects de la prosodie, comme sa durée, sa fré-
quence fondamentale (F0) s’il est voisé ou son intensité. Cependant, la modélisa-
tion conjointe de ces paramètres et leur interpréation est une tâche complexe liée à
l’expressivité, qui reste difficile à représenter symboliquement. En pratique, chaque
phonème est accompagné d’un ensemble de descripteurs symboliques permettant
de conserver au mieux les informations transmises par la parole, à défaut de pou-
voir en transcrire le sens. Un vecteur peut donc être associé à chaque phonème, dont
les valeurs sont déterminées en fonction des informations dont on dispose d’après
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nos connaissances de la langue traitée. Ces séquences de vecteurs, représentent la
parole dans sa dimension linguistique.

1.4 Conclusion

Notre compréhension des appareils phonatoires et auditifs chez l’humain nous a
permis de représenter efficacement la parole de manière numérique dans sa dimen-
sion acoustique. De plus, les connaissances sur l’élocution ont permis de définir une
symbolique liée au contenu phonétique du message. Le passage d’une représenta-
tion à l’autre, soit des vecteurs acoustiques aux vecteurs linguistiques, ou inverse-
ment, est le coeur de la reconnaissance et de la synthèse de la parole. Chez l’humain,
cette tâche met en œuvre des processus cognitifs complexes ayant pour objectif la
compréhension du message transmis. Nous allons dans le prochain chapitre poser
les bases algorithmiques de la modélisation de séquences, mécanisme fondamental
de notre étude.
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 Bilabial Labiodental Dental Alveolar Postalveolar Retroflex Palatal Velar Uvular Pharyngeal Glottal

Plosive           
Nasal           
Trill           
Tap or Flap           
Fricative           
Lateral 
fricative           
Approximant           
Lateral 
approximant           

Symbols to the right in a cell are voiced, to the left are voiceless. Shaded areas denote articulations judged impossible. 

Clicks Voiced implosives Ejectives

 Bilabial  Bilabial  Examples: 

 Dental  Dental/alveolar  Bilabial 

 (Post)alveolar  Palatal  Dental/alveolar 

 Palatoalveolar  Velar  Velar 

 Alveolar lateral  Uvular  Alveolar fricative 
 

Front Central  Back
Close      

     
Close-mid     

     
Open-mid    

     
Open     

Where symbols appear in pairs, the one 
to the right represents a rounded vowel. 

 Voiceless labial-velar fricative   Alveolo-palatal fricatives

 Voiced labial-velar approximant   Voiced alveolar lateral flap

 Voiced labial-palatal approximant   Simultaneous and

 Voiceless epiglottal fricative 
Affricates and double articulations 
can be represented by two symbols 
joined by a tie bar if necessary. 

 Voiced epiglottal fricative 
 Epiglottal plosive 

 

 Primary stress 

 Secondary stress 

 Long  

 Half-long  

 Extra-short  

 Minor (foot) group 

 Major (intonation) group 

 Syllable break  

 Linking (absence of a break) 

LEVEL   CONTOUR

or Extra  or Risinghigh 

 High Falling

  Mid High
rising

  Low Low
rising

  
Extra Rising-
low falling

Downstep  Global rise 

Upstep  Global fall 

THE INTERNATIONAL PHONETIC ALPHABET (revised to 2018) 
CONSONANTS (PULMONIC) © 2018 IPA

CONSONANTS (NON-PULMONIC)

OTHER SYMBOLS

DIACRITICS Some diacritics may be placed above a symbol with a descender, e.g.

VOWELS

SUPRASEGMENTALS

TONES AND WORD ACCENTS

 Voiceless    Breathy voiced    Dental   

 Voiced    Creaky voiced    Apical   

 Aspirated    Linguolabial    Laminal   

 More rounded    Labialized    Nasalized   

 Less rounded    Palatalized    Nasal release   

 Advanced    Velarized    Lateral release   

 Retracted    Pharyngealized    No audible release  

 Centralized    Velarized or pharyngealized     

 Mid-centralized    Raised  ( = voiced alveolar fricative) 

 Syllabic    Lowered  ( = voiced bilabial approximant) 

 Non-syllabic    Advanced Tongue Root      

 Rhoticity    Retracted Tongue Root      
 

FIGURE 1.5 – L’Alphabet Phonétique International (révision 2018) :
http ://www.internationalphoneticassociation.org/content/ipa-

chart



17

Chapitre 2

Modélisation de séquences

Sommaire
2.1 Modélisation de séquences simples . . . . . . . . . . . . . . . . . . 18

2.1.1 Modèles n-grammes . . . . . . . . . . . . . . . . . . . . . . . 19
2.1.2 Réseaux de neurones . . . . . . . . . . . . . . . . . . . . . . . 20

2.2 Modélisation de séquences jointes . . . . . . . . . . . . . . . . . . 28
2.2.1 Modèles n-grammes joints . . . . . . . . . . . . . . . . . . . . 28
2.2.2 Modèles de Markov Cachés . . . . . . . . . . . . . . . . . . . 29
2.2.3 Architecture Encodeur-Décodeur . . . . . . . . . . . . . . . . 33
2.2.4 Classification Temporelle Connexionniste . . . . . . . . . . . 35

2.3 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36



18 Chapitre 2. Modélisation de séquences

NOUS avons vu qu’une production de parole peut être décrite par une séquence
temporelle finie. L’un des problèmes fondamentaux en traitement de la parole

est de construire des modèles de telles séquences. Ces derniers cherchent à décrire
les lois que suit la production des séquences observées afin de pouvoir reconnaître
les éléments sous jacents à la production d’une séquence ou de prédire la production
d’une séquence à partir d’éléments connus. Ceci amène naturellement à des appli-
cations pratiques, comme la reconnaissance et la synthèse de la parole.

Pour décrire les séquences produites dans le cadre de la parole, il est possible de se
fonder sur des connaissances ou d’exploiter des données. Dans le premier cas, les
séquences produites sont supposées suivre un ensemble de règles. Ces règles sont
déterminées de manière experte d’après la connaissance de la nature des séquences
modélisées, et certains paramètres sont calculés sur un ensemble d’observations.
Dans le deuxième cas, la production de séquences est supposée suivre un proces-
sus stochastique dont les paramètres sont estimés statistiquement à partir d’obser-
vations. Bien que la modélisation selon des règles montre des résultats satisfaisants
pour décrire la parole, nous nous attachons dans ce chapitre à la présentation de
modèles statistiques. Nous reviendrons sur les autres approches dans les chapitres
dédiés aux tâches de reconnaissance et de synthèse de la parole.

La première hypothèse de modélisation est de considérer la parole comme un pro-
cessus stochastique où des symboles sont émis à chaque instant, la probabilité d’émis-
sion d’un symbole dépendant des symboles émis précédemment. Selon la nature
des séquences traitées, issues d’une paramétrisation de la parole sur les plans acous-
tiques et linguistiques, la modélisation présente des spécificités. D’une part, les vec-
teurs acoustiques ne sont pas tirés d’un alphabet fini, comme le peuvent être les
symboles linguistiques. D’autre part, les dimensions acoustiques et linguistiques de
la parole sont liées. Il est donc nécessaire de modéliser de façon jointe les séquences
acoustiques et linguistiques, bien qu’elles aient des tailles différentes et ne suivent
pas la même échelle de temps.

Nous présentons dans ce chapitre les principes de la modélisation de séquences
adaptée au traitement de la parole dans le cadre de la reconnaissance et de la syn-
thèse de celle-ci. Nous nous attachons ainsi à décrire les modèles de séquences sim-
ples, aussi bien sur les plans acoustiques et linguistiques, avant de discuter de la
modélisation de séquences jointes.

2.1 Modélisation de séquences simples

La parole, aussi bien dans sa représentation acoustique que linguistique, peut être
considérée comme un processus aléatoire où à chaque instant sont émis des sym-
boles. Pour simplifier la présentation, nous considérons que ces symboles sont issus
d’un ensemble fini S. Nous verrons ensuite que certains modèles peuvent être géné-
ralisés pour des points d’un espace continu.

Dans le cas le plus simple, l’émission d’un symbole ne dépend pas de l’historique
d’émission du processus aléatoire : il s’agit alors d’une source sans mémoire. Ce-
pendant, dans le cadre de la parole, l’hypothèse faite est que le processus suit une
chaîne de Markov, c’est-à-dire que chaque symbole produit dépend des symboles
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déjà émis. Étant donné une séquence d’observations X = (x1, x2, ..., xT), la proba-
bilité P(X) d’observer une telle séquence s’écrit comme le produit des probabilités
d’observer chaque élément de la séquence sachant les éléments précédents :

P(X) = P(x1)
T

∏
t=2

P(xt|x1, ..., xt−1) (2.1)

Construire un modèle statistique de la parole revient alors à estimer la probabilité
d’observer toute séquence d’éléments possibles.

2.1.1 Modèles n-grammes

Un modèle n-grammes repose sur l’hypothèse que la probabilité d’observer un sym-
bole xt d’une séquence X = (x1, x2, ..., xT), avec t ≤ T, dépend uniquement des n− 1
symboles précédents. Ainsi, la relation 2.1 devient :

P(X) = P(x1)
T

∏
t=2

P(xt|xt−(n−1), ..., xt−1) (2.2)

En limitant l’historique, cela permet de limiter l’ensemble des séquences possibles à
card(S)n − 1 possibilités. Ainsi, un graphe des séquences possibles peut être établi,
où chaque nœud représente un symbole possible et où chaque liaison est pondérée
par la probabilité d’accéder au nœud à partir des nœuds précédents. Un modèle
n-gramme est alors vu comme un automate pondéré à états finis (figure 2.1).

Ces probabilités sont estimées statistiquement en maximisant la vraisemblance d’un
ensemble de séquences observées, constituant un corpus d’apprentissage. Par exem-
ple, dans le cadre de la modélisation du langage, la probabilité d’observer une sé-
quence de n mots est estimée en calculant la fréquence d’une telle séquence de mots
dans un texte. Comme il n’est pas possible d’avoir des données d’apprentissage
contenant l’ensemble des séquences de symboles possibles, des techniques de lis-
sage permettent d’attribuer une probabilité non nulle aux séquences non observées
pendant l’apprentissage. Le détail de l’estimation de ces probabilités est donné dans
(CHEN et GOODMAN, 1999).

Bien qu’ils soient encore très utilisés grâce à leur efficacité algorithmique, les mo-
dèles n-grammes font l’objet de plusieurs limitations. Premièrement, la taille de l’his-
torique doit être fixée et est nécessairement de taille réduite. En effet, la modélisation
repose sur la description de l’espace des séquences possibles. Même avec des tech-
niques d’élagage, il est par exemple difficile d’avoir des valeurs de n supérieures
à 3 ou 4 pour un ensemble de 150 000 symboles. L’hypothèse de départ (relation
2.2) devient alors très réductrice dans la mesure où les dépendances longues, c’est-
à-dire dépassant la fenêtre d’observation, ne seront pas modélisées. Deuxièmement,
les probabilités de transition d’un symbole à un autre sont estimées pour chaque
symbole uniquement en fonction de leur fréquence d’observation dans un certain
contexte. Par conséquent, les poids ne sont pas partagés entre les symboles parta-
geant le même contexte. Cela est problématique dans la mesure où les symboles ne
sont généralement pas uniformément représentés dans les données d’apprentissage
et certains symboles sous représentés sont donc difficilement modélisés.
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FIGURE 2.1 – Graphe d’un modèle trigramme pour un ensemble de
symboles S = {A, B}. D et F sont respectivement les marqueurs de
début et de fin de séquence, les liaisons sont pondérées par les proba-

bilités de transition d’un nœud à un autre.

2.1.2 Réseaux de neurones

Les neurones formels et leur organisation en réseaux ont été proposés dans les an-
nées 1950 comme un modèle mathématique simplifié des neurones biologiques. L’ob-
jectif était de concevoir des modèles simples pouvant être combinés en des struc-
tures complexes afin d’approximer n’importe quelle fonction mathématique à partir
d’exemples. Leur capacité de généralisation permettent ainsi aux réseaux de neu-
rones de capturer la distribution de données observées pour estimer leur probabilité
d’observation. La complexité de l’architecture d’un réseau de neurones étant liée à
la complexité des données à modéliser, il a été longtemps difficile de les utiliser pour
des applications pratiques. Aujourd’hui, grâce aux progrès algorithmiques, à la faci-
lité pour collecter des données, et aux machines suffisamment puissantes pour me-
ner à bien les calculs requis, on observe un regain d’intérêt pour ce type de modèles.
Ainsi, de nombreuses limites ont été dépassées dans des domaines aussi variés que
la classification d’images (LECUN, KAVUKCUOGLU et FARABET, 2010), la modélisa-
tion du langage (SCHWENK, 2007, MIKOLOV et al., 2010), la modélisation acoustique
(HINTON et al., 2012 ; AMODEI et al., 2016) ou la synthèse de la parole (OORD et al.,
2016 ; WANG et al., 2017 ; SHEN et al., 2018 ; ARIK et al., 2017 ; GIBIANSKY et al., 2017 ;
KALCHBRENNER et al., 2018). Pour avoir une compréhension détaillée des réseaux
de neurones, nous invitons le lecteur à consulter (GOODFELLOW et BENGIO, 2016),
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livre sur lequel nous nous appuyons pour écrire cette partie.

Principe

Un neurone formel à n entrées est une fonction mathématique définie comme :

f : Rn −→ R

e 7−→ φ(w · e> + b)
(2.3)

avec :

— φ une fonction d’activation
— w = (w1, ..., wn) un vecteur de poids associé à l’entrée e = (e1, ..., en)
— b un nombre réel appelé biais agissant comme un seuil d’activation dans le

cas du perceptron (Rosenblatt 1957).

Le choix de la fonction d’activation dépend du type de résultat souhaité. Par exemple,
ce peut être une sigmoïde, une tangente hyperbolique ou une unité de rectification
linéaire (ReLU) pour une classification binaire, ou une fonction softmax dans le cas
d’une classification multiclasses. Une combinaison de ces fonctions peut également
être utilisée pour calculer la sortie d’un neurone. Elle correspond au potentiel d’ac-
tivation des neurones biologiques.

Un réseau de neurones est un ensemble de neurones interconnectés organisé en plu-
sieurs couches (figure 2.2). Chaque neurone étant une fonction de Rn dans R, une
couche L de m neurones est définie comme :

L : Rn −→ Rm

e 7−→ (φ(W1 · e> + b1), ..., φ(Wm · e> + bm))
(2.4)

avec :

— φ une fonction d’activation
— W une matrice de poids de taille m× n, où Wi est le vecteur de poids associé

à l’entrée e pour le i-ème neurone de la couche L
— b = (b1, ..., bm) le vecteur de biais 1 associé à la couche L

Le nombre de couches du réseau donne la profondeur de celui-ci, ce terme étant
à l’origine de l’appelation Réseau de Neurones Profond (Deep Neural Network)
(DNN). Cette organisation en couches permet au réseau de neurones d’approximer
n’importe quelle fonction mathématique (CYBENKO, 1989 ; HORNIK, 1991) La pre-
mière couche du réseau est appelée couche d’entrée et la dernière couche est appelée
couche de sortie. Les couches intermédiaires sont appelées couches cachées dans la me-
sure où leur comportement n’est pas décrit par les données d’apprentissage.

L’apprentissage d’un réseau de neurones est de type supervisé, c’est-à-dire que les
données d’apprentissage sont constituées de couples (x, y), avec y la sortie attendue
pour l’entrée x. Il consiste à estimer les paramètres du modèle, constitués des poids
pour les différentes couches, ainsi que les biais. Après une initialisation aléatoire
des paramètres, il se fait par itérations sur les données d’apprentissage en plusieurs
étapes :

1. Dans la suite, nous ne mentionnerons pas systématiquement le biais, bien qu’il soit généralement
appliqué à chaque couche.
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FIGURE 2.2 – Couche L de deux neurones N1 et N2 acceptant en entrée
un vecteur e de trois coefficients.

— la couche de sortie du réseau de neurones est calculée en fonction de l’entrée
et des paramètres du modèle

— une fonction de coût est évaluée en comparant la prédiction du modèle et la
sortie attendue

— le gradient de chaque paramètre est calculé d’après le coût observé
— les paramètres du modèle sont mis à jour selon un algorithme d’optimisation

(descente de gradient stochastique, Adam (KINGMA et BA, 2014), Adadelta
(ZEILER, 2012), Adagrad (DUCHI, HAZAN et SINGER, 2011))

Nous nous intéressons ici à trois architectures pour la modélisation de séquences : le
perceptron multicouches, le réseau de neurones convolutif et le réseau de neurones
récurrent. Des architectures plus complexes spécifiques à la reconnaissance et à la
synthèse de parole seront présentées ensuite.

Perceptron multicouches

Un Perceptron multicouches (Multi Layer Perceptron) (MLP) est un réseau de neu-
rones composé d’une couche d’entrée, d’une ou plusieurs couches cachées et d’une
couche de sortie. Une particularité du MLP est que les neurones de deux couches
successives sont tous connectés et que l’information circule en sens unique, de l’en-
trée vers la sortie (figure 2.3).

La modélisation de séquences avec un MLP suit le même principe que la modélisa-
tion de n-grammes (section 2.1.1). Elle a par exemple été proposée par (SCHWENK,
2007) pour la modélisation du langage. Estimer la probabilité d’observer une sé-
quence de vecteurs X = (x1, ..., xT) revient alors à estimer les probabilités
P(xt|xt−(n−1), ..., xt−1) pour tout élément xt de X (relation 2.2).

Tout d’abord, il est nécessaire de définir une manière de représenter un symbole
xt ∈ S. Afin de donner un poids identique à chaque symbole vis-à-vis du MLP, il
peut être représenté par un vecteur one-hot. Autrement dit, le i-ème symbole de S est
représenté par la i-ème ligne de la matrice identité Icard(S). Ensuite, pour estimer les
probabilités P(xt|xt−(n−1), ..., xt−1), le MLP doit prendre en entrée la séquence d’ob-
servations (xt−(n−1), ..., xt−1). Pour cela, la séquence d’observation est représentée
par la concaténation des représentations vectorielles des symboles de la séquence.
La couche d’entrée du MLP accepte alors cette séquence grâce à n − 1 × card(S)
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couche d’entrée couches cachées couche de sortie

FIGURE 2.3 – Perceptron multicouches à deux couches cachées, six
neurones de sortie, et acceptant des vecteurs d’entrées de cinq coeffi-

cients.

neurones. Enfin, la couche de sortie est composée de card(S) neurones, le i-ème neu-
rone donnant une estimation de P(xt = i|xt−(n−1), ..., xt−1) en appliquant la fonction
so f tmax à ses entrées.

Une limite de la représentation one-hot est de représenter les symboles dans un es-
pace discret. Cela limite les possibilités d’interpolation pour estimer la probabilité
d’observation de séquences absentes du corpus d’apprentissage. Ainsi, de nom-
breuses méthodes cherchent à représenter des symboles discrets dans un espace
continu (SCHWENK, 2007 ; BENGIO et HEIGOLD, 2014 ; MIKOLOV et al., 2013 ; GI-
BIANSKY et al., 2017). Ces représentations sont couramment appelées embeddings et
conduisent à représenter les symboles par des vecteurs à coefficients réels. Ils sont
obtenus en multipliant la représentation one-hot par une matrice de projection (fi-
gure 2.4). Les coefficients de cette matrice sont soit estimés en même temps que les
autres paramètres du réseau de neurones pendant la phase d’apprentissage, soit
appris sur une autre tâche. Cela offre par exemple la possibilité de transférer des
connaissances entre plusieurs modèles neuronaux. Un autre avantage de cette re-
présentation est que les embeddings ont une taille inférieure aux vecteurs one-hot.
Ceci permet de réduire le nombre de neurones de la couche d’entrée du réseau et
donc d’avoir moins de paramètres à estimer pour projeter l’entrée sur la première
couche cachée dans le cadre du MLP.

Finalement, un MLP permet de modéliser une séquence comme un modèle n −
grammes sans expliciter l’ensemble des séquences de symboles possibles. Ainsi, un
historique plus long des séquences à traiter peut être considéré. De plus, le problème
de l’estimation de probabilités pour les séquences de symboles qui ne sont pas ob-
servées pendant l’apprentissage est géré par une projection dans un espace continu.
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FIGURE 2.4 – Perceptron multicouches pour la modélisation 4-
grammes de séquences d’éléments de S = {A, B}. Les éléments de
la séquence d’entrée, représentés par des vecteurs one-hot, sont pro-
jetés dans un espace continu avant d’alimenter une couche cachée.
La couche de sortie donne une distribution de probabilité sur les élé-
ments pouvant poursuivre la séquence. D et F sont respectivement

les marqueurs de début et de fin de séquence.

Ceci permet une meilleure généralisation et rend possible l’exploitation et la com-
binaison de représentations de différentes nature (MIKOLOV et al., 2013 ; PENNING-
TON, SOCHER et MANNING, 2014 ; GHANNAY, 2017). Cependant, les MLPs consi-
dèrent de façon égale l’ensemble de la séquence, sans prendre en compte d’éven-
tuelles dépendances plus locales, et ne permettent pas de gérer un historique de
grande taille, qui dépend de la taille de la couche d’entrée. Il ne sont donc pas
adaptés pour la modélisation de séquences longues, comme un signal de parole,
et doivent pour cela être combinés avec des Modèles de Markov Cachés (Hidden
Markov Model)s (HMMs).

Réseaux de neurones récurrents

Les Réseaux de Neurones Récurrents (Recurrent Neural Network) (RNN) ont été
proposés par (JORDAN, 1986 ; ELMAN, 1990) pour répondre au problème de modé-
lisation de séquences temporelles de tailles variables. En effet, lorsqu’un MLP traite
une séquence, la couche d’entrée comporte autant de neurones que d’éléments dans
la séquence. Il est donc nécessaire de traiter des séquences de taille fixe ou d’appli-
quer une fenêtre glissante. Dans ce dernier cas, il n’est pas possible de capturer des
dépendances situées au-delà de la fenêtre d’observation. De plus, les paramètres du
réseau de neurones sont dépendants de la position de chaque élément dans la sé-
quence, ce qui devient problématique dans le cadre de fenêtres glissantes ou lorsque
l’ordre des éléments de la séquence de sortie est indépendant de l’ordre des éléments
de la séquence en entrée. Avec un RNN, les même paramètres sont partagés par tous
les éléments de la séquence. Le principe est de présenter au RNN les éléments de la
séquence dans l’ordre chronologique et de calculer la sortie, non seulement selon
l’entrée, mais aussi selon les sorties précédentes (figure 2.5). Pour accentuer le poids
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des éléments dans le contexte proche de l’élément courant, une fenêtre d’observa-
tion peut être utilisée, en concaténant les représentations de l’élément courant et des
éléments voisins. Dans tous les cas, l’entrée du RNN est représentée par un vecteur,
qui peut résulter de la concaténation d’une séquence de vecteurs.

xt

htht-1 ht-2… ht-1 ht

xt-2 xt-1 xt

P(xt+1 = … | ht) P(xt-1 = … | ht-2) P(xt = … | ht-1) P(xt+1 = … | ht)

= …

FIGURE 2.5 – Modélisation d’une séquence à l’aide d’un réseau de
neurones récurrent à une couche cachée. Les éléments de la séquence
d’entrée, représentés par des vecteurs one-hot ou des embedding, sont
présentés un par un dans l’ordre chronologique. La couche de sor-
tie donne une distribution de probabilité sur les éléments pouvant
poursuivre la séquence, l’élément suivant est déterminé en prenant

l’indice de l’élément obtenant la plus grande probabilité.

Le problème d’une telle architecture est que le gradient d’erreur peut ou disparaître,
ou exploser, lors de la rétropropagation. La raison a été identifiée comme étant liée
aux valeurs que prennent les dérivées des fonctions d’activation et à la profondeur
du réseau. En effet, un RNN à une couche est équivalent à un MLP avec une couche
par intervalle de temps. La profondeur réelle d’un RNN peut donc devenir très im-
portante pour des séquences longues. Une solution est de considérer des unités Long
Short-Term Memory (LSTM) (HOCHREITER et SCHMIDHUBER, 1997) pour calculer
l’état interne des couches cachées (figure 2.6). Ces unités sont une architecture par-
ticulière de couche neuronale. Elles possédent des portes associées à des fonctions
d’activation permettant de conserver ou non la valeur des états intermédiaires. De-
puis leur utilisation, de nombreuses variantes ont été proposées, et notamment les
unités Gated Recurrent Unit (GRU) (CHO et al., 2014) qui possèdent une organisa-
tion des portes plus simple.

De plus, pour tenir compte des dépendances passées et futures, le réseau peut être
bidirectionnel, c’est-à-dire que la séquence est présentée dans les deux sens à la fois.

Les RNNs forment une architecture neuronale particulièrement adaptée pour la mo-
délisation de séquences. Cependant, pour traiter des séquences très longues, il est
parfois plus judicieux de considérer une architecture de Réseau de Neurones Convo-
lutif (Convolutional Neural Network) (CNN).

Réseaux de neurones convolutifs

Les CNNs sont des réseaux de neurones conçus pour modéliser des données struc-
turées en grille, comme les pixels d’une image ou des vecteurs acoustiques dans
le plan temps-fréquence par exemple. Une séquence X = (x1, ..., xT) sera ainsi vue
comme une matrice où chaque colonne correspond à la représentation vectorielle
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FIGURE 2.6 – Détail d’une unité LSTM et d’une unité GRU dans un
réseau de neurones récurrent

d’un symbole xt. La particularité des CNNs est d’utiliser le produit de convolution
à la place du produit matriciel pour pondérer les entrées d’un neurone. La convolu-
tion est mise en œuvre à l’aide d’un filtre appliqué comme une fenêtre glissante
sur la séquence d’entrée. Ceci permet de réduire le nombre de connexions entre
deux couches neuronales, de partager les paramètres de pondération pour toute
la séquence d’entrée et d’avoir une modélisation indépendante de la position. Le
principe des CNNs s’inspire notamment de l’organisation et du fonctionnement du
cortex visuel (HUBEL et WIESEL, 1962).

Un CNN est un réseau de neurones constitué de plusieurs couches de convolu-
tion successives, où l’information circule en sens unique comme pour les MLPs.
Le passage d’une couche à l’autre se fait en trois étapes : une transformation af-
fine, l’application d’une fonction d’activation non linéaire et une opération de sous-
échantillonnage. Contrairement aux MLPs, les neurones de deux couches succes-
sives ne sont pas tous interconnectés : chacun d’entre eux possède un champ récep-
teur, c’est-à-dire qu’il prend en entrée seulement une partie des sorties des neurones
de la couche précédente (figure 2.7). Mis à part ces différences avec l’architecture
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d’un MLP, le problème de modélisation d’une séquence est traité de la même ma-
nière, soit comme une modélisation de n-grammes neuronale.De plus, s’agissant de
séquences, nous utilisons un cas particulier des CNNs à convolution causale : l’état
des neurones reliés à l’élément courant de la séquence ne dépend pas des éléments
futurs.

xt-3 xt-2 xt-1xt-4…
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a1 b1
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f2
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b2a2

a3 b3
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FIGURE 2.7 – CNN pour la modélisation de séquences

L’étape de transformation affine consiste à convoluer la matrice d’entrée avec un
filtre mobile dont les paramètres sont estimés lors de l’apprentissage du CNN. Le
produit de convolution est une opération mathématique commutative qui à deux
fonctions f et g associe une fonction f ∗ g définie par :

( f ∗ g)(t) =
∫ +∞

−∞
f (t− a)g(a)da (2.5)

Cette opération peut être réalisée dans le domaine discret à l’aide du produit matri-
ciel. Ainsi, pour une matrice de données d’entrée E à deux dimensions et un filtre H
de taille M× N, la matrice de sortie S est donnée par :

Si,j = (E ∗ H)i,j =
M
∑

m=1

N
∑

n=1
Em,nHi−m,j−n

= (H ∗ E)i,j =
M
∑

m=1

N
∑

n=1
Ei−m,i−nHm,n

(2.6)

Généralement, le filtre a beaucoup moins de paramètres que l’entrée, ce qui permet
de réduire considérablement le nombre de paramètres à estimer pendant l’appren-
tissage du CNN par rapport à un MLP. C’est pourquoi, nous préférons généralement
utiliser la deuxième ligne de l’équation 2.6.

Après avoir appliqué une fonction d’activation non linéaire sur le résultat de la
convolution, une autre caractéristique des CNNs est d’effectuer une opération de
sous-échantillonnage (pooling). Cette opération, qui n’est pas systématique, permet
de mettre en évidence certaines caractéristiques de l’entrée tout en éliminant cer-
taines valeurs non pertinentes. Elle permet également de réduire le nombre de para-
mètres, ce qui induit un temps d’apprentissage plus court, une vitesse de décodage
plus grande et une empreinte mémoire plus faible.
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Les CNNs sont utilisés dans différentes tâches de traitement de la parole, comme
en reconnaissance de la parole (PEDDINTI, POVEY et KHUDANPUR, 2015) ou en syn-
thèse de la parole, aussi bien pour la prédiction de paramètres acoustiques (PING

et al., 2017) que pour le codage d’un signal de parole (OORD et al., 2016). En outre,
ils permettent de réduire le nombre d’éléments d’une séquence en effectuant des re-
groupements en vue de la présenter à un RNN par exemple (AMODEI et al., 2016).
En somme, les CNN permettent de limiter le nombre de paramètres à estimer lors de
l’apprentissage tout en bénéficiant d’un décodage en parallèle. Nous verrons dans
la suite comment les architectures de MLP, RNN et CNN sont combinées dans un
même réseau de neurones pour la modélisation de séquences complexes, comme les
séquences jointes.

2.2 Modélisation de séquences jointes

Jusqu’à maintenant, nous avons considéré la modélisation d’une seule séquence. Or,
la reconnaissance et la synthèse de la parole ont pour objet la transformation d’une
séquence en une autre. Cette problématique de conversion de séquences apparaît à
plusieurs niveaux, comme la transcription d’un signal de parole, la génération d’une
séquence de vecteurs de paramètres acoustiques à partir d’un texte, ou la phonétisa-
tion de mots. Il devient alors nécessaire de modéliser conjointement des séquences.

L’hypothèse faite pour la conversion d’une séquence X en une séquence Y est celle
de la classification bayésienne, c’est-à-dire qu’on considère que la séquence Y à trou-
ver est celle qui est la plus probable parmi l’ensemble des séquences possibles Y∗.

Y = argmax
Y′∈Y∗

P(X, Y′) (2.7)

Cette équation peut se réécrire à l’aide de probabilités conditionnelles :

Y = argmax
Y′∈Y∗

P(X|Y′)P(Y′) = argmax
Y′∈Y∗

P(Y′|X) (2.8)

X étant connu, P(X) est constante quelle que soit Y et n’intervient donc pas dans
la relation 2.8. Ainsi, plusieurs solutions permettent de déterminer la séquence Y
associée à X :

— modéliser X et Y conjointement pour pouvoir estimer P(X, Y)
— estimer séparément P(X|Y) à l’aide d’un modèle qui joint les séquences et

P(Y) avec un modèle pour séquences simples
— estimer plus directement P(Y|X)

Les différentes solutions ne sont pas systématiquement applicables à tous les cas
d’usage, et le choix dépend de la nature des séquences. Nous nous intéressons ici
aux modèles généralement utilisés en reconnaissance et en synthèse de la parole.

2.2.1 Modèles n-grammes joints

L’idée des modèles n-grammes joints est de modéliser la séquence (X, Y) comme
une séquence simple d’éléments joints. Ceci se fait en deux étapes :
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— aligner les éléments de X et Y afin de former des paires (x, y) ∈ X∗ ×Y∗

— modéliser les séquences de paires (x, y) ∈ X∗ × Y∗ avec un modèles de sé-
quences simples comme vu précédemment

L’alignement peut être réalisé à l’aide d’une table de correspondances, comme dans
(Bagshaw, 1998), ou à l’aide d’algorithmes de programmation dynamique. Dans ce
cas, le principe est de procéder par itération pour trouver le minimum de paires
(x, y) nécessaires pour décrire les données d’apprentissage.

Historiquement, cette approche a été utilisée en traduction automatique (KOEHN et
al., 2007) et en phonétisation (BISANI et NEY, 2008) Récemment, cette approche a
été utilisée en synthèse de la parole pour conditionner un CNN (OORD et al., 2016)
par une séquence source pour générer une séquence cible. Le conditionnement d’un
CNN consiste simplement à concaténer un vecteur de conditionnement à chaque
vecteur de la séquence d’entrée, elle même correspondant au passé de la séquence
cible. Ces vecteurs de conditionnement représentent les éléments de la séquence
source.

Une limite de cette approche est de nécessiter un alignement strict entre les sé-
quences cible et les séquences sources. Selon les cas, cet alignement peut ne pas exis-
ter et est donc l’objet d’approximations. De plus, des erreurs d’alignement nuisent à
l’apprentissage du modèle de séquences. Nous décrivons dans la suite des méthodes
de modélisation autorisant un alignement plus souple.

2.2.2 Modèles de Markov Cachés

Les HMM sont des modèles statistiques de séquences temporelles permettant de
traiter des séquences d’éléments indénombrables. Ils peuvent alors convenir pour
modéliser des séquences de vecteurs acoustiques. Les HMMs ont été initialement
proposés en reconnaissance de la parole pour la modélisation acoustique (RABI-
NER, 1989), avant d’être appliqués par analogie à la synthèse de la parole (TOKUDA,
KOBAYASHI et IMAI, 1995 ; MASUKO et al., 1996). Notre description de ces modèles
s’appuie sur (VIRTANEN, SINGH et RAJ, 2012), dont le chapitre 2 pose les bases de la
modélisation par HMMs pour la reconnaissance de la parole.

Principe

Un HMM modélise une séquence temporelle comme étant générée par une séquence
d’états émetteurs, ces états formant une chaîne de Markov. Un processus aléatoire
composé d’une chaîne de Markov transite d’un état à un autre, ou reste dans le
même état, selon une certaine probabilité de transition. À chaque état est associée
une fonction aléatoire générant une observation, représentée par un vecteur de pa-
ramètres. Les états d’un HMM sont dits cachés car un observateur extérieur ne peut
voir que les sorties de ces fonctions aléatoires. Ces dernières sont modélisées par des
Modèles de Mélanges Gaussiens (Gaussian Mixture Model) (GMM) ou des modèles
neuronaux comme les DNN. Le modèle fait l’hypothèse que les observations sont
indépendantes et que la probabilité que le modèle soit dans un état ne dépend que
de l’état précédent.

Soit une séquence d’observations X = (x1, ..., xT) générée par une séquence d’états
Q = (q1, ..., qT). Un HMM est défini par :
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— un ensemble d’états émetteurs dont le nombre N est fixé empiriquement
— une distribution de probabilités initiales π, où π(i) est la probabilité que l’état

i soit l’état initial
— une matrice de transition A, où les coefficients ai,j = P(qt+1 = j|qt = i)

donnent la probabilité de transiter successivement de l’état i à l’état j
— un ensemble B = {b1, ..., bN} des densités de probabilité d’émission associées

à chaque état, où bj(xi) = P(xi|qt = j) est la probabilité qu’une observation
xi soit générée à l’état j au temps t

La figure 2.8 montre un HMM gauche-droit à 5 états dont 3 états sont émetteurs,
avec un état d’entrée et un état de sortie non émetteurs. La figure montre également
un exemple de séquence d’observations : l’état initial et l’état final, non émetteurs,
sont respectivement les états 1 (π(1) = 1) et 5, et chaque état émetteur génère une
ou plusieurs observations.

1 2 53 4
a1,2 a2,3 a3,4 a4,5

a2,2 a3,3 a4,4

1 2 32 2 544

q1 q2 q3 q4 q5 q6

Séquence d’états

Séquence d’observations

Topologie du HMM

x1 x2 x3 x4 x5 x6

b2 b2 b2 b3 b4 b4

FIGURE 2.8 – Topologie d’un HMM à 5 états avec 3 états émetteurs,
et exemple de génération d’une séquence d’observations

Lorsque B est donné par des GMMs, les densités de probabilité sont estimées par des
sommes pondérées de densités de probabilité gaussiennes (relation 2.9). On parle
alors de modèle HMM-GMM.

bj(xi) =
K

∑
k=1

wj,kN (xi; µj,k, Θj,k) (2.9)

avec N (xi; µ, Θ) une densité de probabilité gaussienne et wj,k les poids du mélange
de gaussiennes. En pratique, K, le nombre de gaussiennes par mélange, est déter-
miné empiriquement.

Bien qu’ils comportent de nombreux avantages, les GMM montrent des limites dans
la modélisation de données dont la distribution est non linéaire, comme c’est le cas
pour la parole. Depuis quelques années, grâce aux avancées algorithmiques dans
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l’apprentissage automatique et aux progrès techniques en matériel de calcul, les mo-
dèles neuronaux ont montré de meilleures capacités à exploiter les quantités de don-
nées disponibles aujourd’hui (HINTON et al., 2012). Ceci a conduit à la généralisa-
tion des DNN pour différentes tâches de modélisation, et donc au développement
de modèles hybrides HMM-DNN. Dans cette approche, les HMM caractérisent la
dynamique des séquences modélisées, alors que les DNN permettent d’estimer les
probabilités a posteriori des états émetteurs des HMM. Les réseaux de neurones
prennent en entrée des vecteurs représentant les observations, sur lesquels sont en-
suite appliqués une suite de transformations non linéaires. D’autres types de mo-
dèles neuronaux peuvent être utilisés, comme les CNN ou les RNN que nous avons
décrits précédemment.

Apprentissage

L’apprentissage d’un HMM consiste à estimer les paramètres du modèle de manière
maximiser un certain critère. Il s’agit par exemple de maximiser la probabilité d’ob-
servation des séquences tirées de données d’apprentissage. Les paramètres à estimer
sont la distribution de probabilités initiales π, les probabilités de transition A et les
densités de probabilités d’émission B. Ces dernières sont, dans le cas de GMM, para-
métrées par les moyennes et variances de chaque gaussienne ainsi que les poids de
chacune d’elles dans le mélange. Lorsqu’un DNN est utilisé, il remplace les GMM
d’un modèle HMM-GMM déjà estimé et l’apprentissage, que nous allons aborder
dans la suite, consiste à estimer les poids du réseau.

Il n’est pas possible de trouver de manière analytique les paramètres maximisant
la probabilité d’observer les séquences d’un corpus d’apprentissage. C’est pourquoi
l’estimation des paramètres des HMM est réalisée de manière itérative selon un al-
gorithme Expectation-Maximization. Après, une initialisation aléatoire des paramètres
θ = (A, B, π), plusieurs itérations des étapes suivantes sont effectuées sur des échan-
tillons x1:T d’un corpus d’apprentissage :

1. les probabilités αi(t) = P(x1:t, qt = i|θ) et β j(t) = P(xt+1:T, qt = j|θ) sont
calculées de manière récursive d’après A, B et π définis précédemment. αi(t)
est la probabilité que le modèle soit à l’état i au temps t après avoir généré la
séquence d’observations x1:t. β j(t) est la probabilité que le modèle génère la
séquence d’observations futures xt+1:T en partant de l’état j au temps t.

2. en posant γi(t) = P(x1:T ,qt=i)
P(x1:T)

= αi(t)βi(t)
∑N

j=1 αj(t)β j(t)
la probabilité a posteriori que le

processus soit à l’état i au temps t pour une séquence d’observation x1:T du
corpus d’apprentissage, et γi,j(t) = P(qt = i, qt+1 = j|x1:T) la probabilité que
le processus soit à l’état i au temps t puis à l’état j au temps t + 1 pour x1:T,
les nouvelles valeurs des paramètres θ = (A, B, π) sont calculés en fonction
de γi(t) et γi,j(t).

Pour estimer directement la probabilité P(x0:T) d’observer une séquence x0:T, il est
nécessaire de considérer l’ensemble des séquences d’états possibles. Les probabilités
αi(t) et βi(t) définies précédemment rendent ce calcul possible en sommant sur les
états du HMM :
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P(x0:T) =
N
∑

i=1
P(x0:T, qt = i)

=
N
∑

i=1
αi(t)βi(t)

(2.10)

Pour aller plus loin, le détail des calculs est donné dans le chapitre 2 de (VIRTANEN,
SINGH et RAJ, 2012).

Modélisation conjointe

Nous avons vu qu’une séquence X pouvait être modélisée comme étant une sé-
quence d’observations émises par les états cachés d’un HMM. Lorsque la séquence
X est beaucoup plus grande que la séquence Y, ce HMM peut être vu comme la com-
posée de HMMs. Ceci est par exemple le cas en reconnaissance de la parole quand X
est une séquence de vecteurs acoustiques et Y une séquence de phonèmes. Chaque
valeur que peut prendre un élément de Y est alors modélisée par un HMM dont
les états émetteurs produisent des éléments de X. La séquence X est ainsi modéli-
sée comme résultant d’émissions d’un HMM défini comme la composée de HMMs
élémentaires d’éléments de Y (figure 2.9).

y1 y2 y3 y4

x1 x2 x3 x4 x5 x6 x7 x8 x9 x10 x11 x12 x13 x14 x15 x16 x18x17

FIGURE 2.9 – Modélisation de séquences jointes par composition de
modèles HMM élémentaires

Lorsque les séquences X et Y sont connues a priori, la modélisation conjointe per-
met un alignement des deux séquences : on parle d’alignement forcé. En revanche,
lorsqu’il s’agit de déterminer la séquence Ŷ la plus probable sachant X, cela revient
à rechercher la séquence d’états la plus probable Q̂ ∈ Q∗ parmi les séquences d’états
possibles dans le HMM modélisant X. Ensuite, il reste à déterminer les valeurs de Ŷ
d’après les densités de probabilité d’émission des états retenus et de la probabilité
P(Y) d’observer une telle composée de HMM :

Ŷ = argmax
Y∈Y∗

[
max
Q∈Q∗

P(X, Q|Y)P(Y)
]

(2.11)

La séquence d’états la plus probable Q̂ est donnée par l’exécution d’un algorithme de
Viterbi en s’appuyant sur les probabilités de transition dans le graphe des séquences
d’états possibles.

En somme, la modélisation par HMMs permet d’estimer la probabilité d’observer
une séquence Y sachant une séquence X, en alignant les éléments des deux sé-
quences à l’aide d’états cachés émetteurs. Ceci permet de convertir une série tem-
porelle en une autre, qui trouve des applications en reconnaissance et en synthèse
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de la parole. Cependant, des contraintes importantes sont liées à l’utilisation de ces
modèles, comme la possibilité d’estimer les paramètres d’un modèle pour chaque
valeur possible de la séquence d’entrée, et l’hypothèse d’indépendance entre les élé-
ments de la séquence de sortie. De plus, il est difficile de prendre en compte des
dépendances longues dans la séquence d’entrée, ce qui est généralement le cas dans
la modélisation de la parole. Nous allons voir que l’utilisation de réseaux de neu-
rones permet de proposer des solutions alternatives à la modélisation de séries tem-
porelles, avec des hypothèses de travail souvent moins contraignantes.

2.2.3 Architecture Encodeur-Décodeur

Nous avons vu que les RNNs permettent d’associer une distribution de probabilité
pour chaque élément d’une séquence en entrée. Cette distribution peut servir à asso-
cier un nouveau symbole à chaque entrée. Ainsi, pour une séquence X = (x1, ..., xT)
en entrée, il est possible de déterminer une séquence Y = (y1, ..., yT) de même lon-
gueur en sortie. Par ailleurs, en ne considérant que l’état de la couche cachée, on
obtient un unique vecteur de taille fixe après avoir présenté en entrée une séquence
X. De la même façon, un RNN peut générer une séquence à partir d’un unique vec-
teur de taille fixe. La combinaison de ces propriétés donne la possibilité de convertir
une séquence X = (x1, ..., xTx) en une séquence Y = (y1, ..., yTy), respectivement de
longueurs Tx et Ty différentes. C’est le principe de l’architecture encodeur-décodeur
(figure 2.10) (CHO et al., 2014).

encodeur

décodeur

FIGURE 2.10 – Architecture encodeur-décodeur

L’encodeur est un RNN associant à la séquence d’entrée un vecteur de taille fixe.
Ce RNN peut être bidirectionnel afin de considérer les deux sens de lecture de la
séquence. Dans ce cas, les couches cachées associées à chaque sens de lecture sont
concaténées (GOODFELLOW et BENGIO, 2016 ; II.10.2-3). Ce vecteur représentatif de
la séquence d’entrée est ensuite donné à un décodeur. Ce dernier est également un
RNN qui associe une séquence de distributions de probabilité à son entrée de taille
fixe. Autrement dit, il permet de calculer à chaque instant t une probabilité P(yt|X)
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pour chaque symbole yt possible. Ainsi, il est possible d’obtenir en sortie une sé-
quence Y de taille différente de la séquence d’entrée X, la taille de la séquence de
sortie étant déterminée par le décodeur :

Y = argmax
Y′

P(Y′|X) = argmax
yt

Ty

∏
t=1

P(yt|X) (2.12)

Une limite de cette architecture est de modéliser inégalement les séquences d’entrées
selon leur longueur. De plus, il est difficile pour le décodeur de donner une proba-
bilité importante au symbole de fin de séquence sans informations supplémentaires.
Dans (BAHDANAU, CHO et BENGIO, 2014), les auteurs proposent une méthode pour
calculer une représentation de la séquence d’entrée pour chaque état du décodeur.
Ceci est réalisé en pondérant les états de l’encodeur à l’aide de poids déterminés
d’après l’état courant du décodeur : c’est le mécanisme d’attention (figure 2.11).

encodeur

décodeur

+

mécanisme d’attention

FIGURE 2.11 – Architecture encodeur-décodeur avec mécanisme d’at-
tention

Soit h1, ..., hTx les états de l’encodeur associés à la séquence d’entrée X = (x1, ..., xTx)
et s1, ..., sTy les états du décodeur associés à la séquence de sortie Y = (y1, ..., yTy).
Le principe est de calculer pour chaque si un vecteur ei = (ei1, ..., ei,Tx) tel que
eij = σ(si−1, hj). En normalisant ei, on obtient des coefficients a1, ..., aTx , appelés
poids d’attention, qui vérifient :

aij =
exp(eij)

∑Tx
k=1 exp(eik)

(2.13)

Ces poids d’attention permettent alors de calculer ci, le vecteur représentatif de la
séquence d’entrée à l’état i du décodeur :
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ci =
Tx

∑
j=1

aijhj (2.14)

On obtient ainsi une séquence C = (c1, ..., cTy) représentative de la séquence d’entrée,
mais de longueur identique à la séquence de sortie.

L’architecture encodeur-décodeur est très utilisée pour les tâches de conversion de
séquences, notamment la phonétisation (RAO et al., 2015 ; YAO et ZWEIG, 2015), la
traduction automatique (BAHDANAU, CHO et BENGIO, 2014), la reconnaissance de
la parole (LU et al., 2015) ou la synthèse de la parole (WANG et al., 2017 ; SHEN et al.,
2018). Il est important de noter que du fait de son rôle, l’encodeur peut facilement
être substitué par un CNN, comme dans (PING et al., 2017) où les auteurs proposent
un système de synthèse de la parole entièrement neuronal.

2.2.4 Classification Temporelle Connexionniste

La classification Connectionist Temporal Classification (CTC) a été proposée dans
(GRAVES et al., 2006) comme une fonction de coût permettant d’entraîner un réseau
de neurones récurrent à associer des séquences Y à des séquences X sans nécessiter
d’alignement entre les éléments des séquences jointes. Elle permet ainsi de d’estimer
une probabilité P(Y|X) pour des séquences X et Y de taille différente. Nous avons vu
qu’un RNN estimait un élément de sortie pour chaque élément en entrée. La fonction
CTC utilise un symbole ε ajouté aux symboles possibles en sortie pour agir comme
un délimiteur, et la fusion des étiquettes en sortie selon des règles de regroupement
pour retrouver la séquence de sortie correcte.

La figure 2.12 donne les différentes étapes de l’algorithme CTC :

1. préparation de la séquence d’entrée (exemple : une séquence de trames acous-
tiques)

2. production d’une séquence en sortie à partir de cette entrée à l’aide d’un RNN

3. association de chaque entrée à une distribution de probabilité sur l’ensemble
des symboles possibles en sortie

4. estimation de la probabilité d’obtenir différentes séquences en sortie d’après
l’ensemble de distribution de probabilités

5. projection des séquences générées sur l’espace des séquences cibles pour ob-
tenir les différentes séquences de sortie possibles et l’estimation de leur pro-
babilité d’observation

Autrement dit, la fonction CTC permet d’estimer la probabilité P(Y|X) d’observer
une séquence Y connaissant une séquence X sans nécessiter d’alignement explicite :

P(Y|X) = ∑
A∈AX,Y

T

∏
t=1

Pt(at|X) (2.15)

avec AX,Y l’ensemble des alignements valides entre les séquences X et Y.
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1

2

3

4

5

FIGURE 2.12 – CTC (source : Hannun, "Sequence Modeling with
CTC", Distill, 2017)

Un alignement est dit valide lorsque la séquence Y correspond à la conversion de la
séquence X après application des règles de réduction. Celles-ci consistent à fusion-
ner dans la séquence les symboles identiques qui ne sont pas séparés par un symbole
ε. Par exemple, [h e ε l l ε l l o o] et [h h e l l ε ε l ε o] donnent toutes
les deux [h e l l o] après réduction. Ainsi, des RNNs simples peuvent être utili-
sés pour la modélisation de séquences jointes de tailles différentes sans utiliser une
architecture encodeur-décodeur. La fonction CTC est particulièrement bien adaptée
à la modélisation acoustique, où des séquences de trames acoustiques sont traduites
en caractères ou en phonèmes.

2.3 Conclusion

La modélisation de séquences se présente sous deux aspects : la modélisation de sé-
quences simples et la modélisation de séquences jointes. Dans le premier cas, les mo-
dèles permettent d’estimer la probabilité d’observer une séquence donnée. Cela peut
se traduire par la prédiction de l’élément suivant d’une séquence connue. Dans le
deuxième cas, c’est la probabilité d’observer simultanément deux séquences qui est
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modélisée. Les modèles peuvent nécessiter un alignement des séquences avant leur
apprentissage : lorsqu’il est effectué automatiquement, cela peut conduire à des pro-
blèmes de modélisation du fait des erreurs d’alignement. De nouvelles approches
neuronales permettent de se passer de cet alignment. Cependant, elles ne sont pas
applicables à tous les cas d’usage. En effet, l’architecture encodeur-décodeur néces-
site de grandes quantités de données, et la fonction CTC, bien adaptée à la modéli-
sation acoustique, est difficilement compatible avec un mécanisme d’attention. Dans
les prochains chapitres, nous allons voir de manière plus approfondie comment ces
modèles sont mis en œuvre en reconnaissance et en synthèse de la parole.
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LA reconnaissance automatique de la parole consiste à transcrire un signal de
parole en une séquence de mots. Un système réalisant une telle tâche, appelé

SRAP, peut aujourd’hui fournir des transcriptions de grande qualité. Cependant,
ceci est uniquement possible si le système est adapté au cas d’usage, dans la me-
sure ou de nombreuses variabilités du langage parlé sont prises en compte. En effet,
la prononciation, le vocabulaire et les conditions acoustiques peuvent varier énor-
mément selon le locuteur, la langue, la thématique du discours et son environne-
ment sonore. Diverses techniques permettent de surmonter ces difficultés, mais cela
conduit le plus souvent à devoir construire un nouveau SRAP ou adapter un SRAP
existant pour chaque nouvelle situation. Par exemple, il est nécessaire de disposer
de données de parole transcrite ainsi que de grandes quantités de texte représenta-
tives du domaine d’application, ainsi que des connaissances expertes de la langue
traitée. Ces ressources sont difficiles à obtenir, notamment dans un cadre industriel
ou pour des langues relativement peu dotées en ressources, ce qui freine le déploie-
ment global des SRAPs. Nous allons dans ce chapitre présenter les principes de base
à la contruction de SRAPs, décrire leurs composants essentiels et expliquer la ma-
nière de les évaluer. Ainsi, nous comprendrons les efforts qui ont été menés pour
accélérer leur développement dans de nouvelles conditions d’utilisation.

3.1 Principes

La reconnaissance de la parole anime des ambitions scientifiques et commerciales
depuis de nombreuses années. En effet, chercher à reproduire la capacité humaine à
traduire en mots un acte parlé est un enjeu technologique majeur. De plus, de nom-
breuses applications sont possibles, comme dans les systèmes de dialogues homme-
machine, de dictée, de sous-titrage automatique, d’indexation de documents audio-
visuels, de classification d’appels téléphoniques, etc. C’est pourquoi la tâche de re-
connaissance de la parole a fait l’objet de développements successifs, en particulier
des années 1960 à nos jours.

Nous nous plaçons dans le cadre du paradigme de reconnaissance de la parole sta-
tistique proposé par (RABINER, 1989), qui est celui le plus largement considéré de
nos jours. Ainsi, le problème est de trouver une séquence de mots W = (w1, ..., wN)
qui maximise la probabilité d’observer une séquence de paramètres acoustiques
X = (x1, ..., xT) selon des modèles statistiques. Aujourd’hui, il est courant de décou-
per la tâche de reconnaissance de la parole en une chaîne de traitements reposant
sur différents modules :

— Un module de segmentation qui extrait du signal les portions contenant de
la parole. Ce module peut être complété par un regroupement en locuteurs
pour traiter indépendemment les différents intervenants dans le discours.

— Un module d’analyse qui calcule des représentations numériques du signal
pertinentes pour le traitement de la parole.

— Un module acoustique qui, à partir des paramètres acoustiques extraits du
signal de parole, donne un ensemble d’hypothèses de reconnaissance.

— Un module syntaxique qui intègre des contraintes du langage pour construire
la suite de mots la plus probable dans l’espace de recherche construit par le
module acoustique.
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Le module de segmentation fonctionne différemment selon que le signal est un flux
ou un enregistrement déterminé. Dans le premier cas, la reconnaissance de la pa-
role doit être traitée en continu et le signal est découpé en fenêtres d’observations
qui sont potentiellement incohérentes en termes de locuteurs ou de contenu lin-
guistique. Dans le second cas, il est possible d’effectuer des opérations plus fines
en plusieurs passes. Cette tâche étant un objet d’étude à part entière, nous ne nous
étendrons pas dessus dans ce chapitre. Cependant, il est essentiel de garder à l’es-
prit que ce module conditionne significativement les traitements qui seront effectués
ensuite pour déterminer la séquence textuelle.

Le module d’analyse du signal a été discuté en grande partie dans le chapitre 1. Il
consiste à convertir le signal en une séquence de vecteurs acoustiques appelés obser-
vations. En effet, dans le signal de base, beaucoup de données sont superflues pour la
reconnaissance de la parole. Il est donc nécessaire d’extraire des paramètres acous-
tiques pertinents. On distingue ainsi différents coefficients acoustiques, comme les
Mel-Frequency Cepstral Coefficient (MFCC) (DAVIS et MERMELSTEIN, 1980) qui sont
les plus répandus, mais aussi les coefficients Perceptual Linear Prediction (PLP)
(HERMANSKY, 1990). Ces derniers peuvent être enrichis à l’aide de paramètres cal-
culés par différents modèles, afin d’obtenir des SRAPs plus robustes aux change-
ments de locuteurs (feature-space Maximum Likelihood Linear Regression (fMLLR),
GALES, 1998) ou minimisant les erreurs de phonèmes (feature-space Minimum Phone
Error (fMPE), POVEY et al., 2005).

Ensuite, les modules acoustiques et syntaxiques permettent de calculer la séquence
de mots Ŵ qui maximise la probabilité d’observer X parmi l’ensemble des séquences
de mots possibles W∗ :

Ŵ = argmax
W∈W∗

P(W|X) (3.1)

Or, comme il est difficile de modéliser P(W|X) directement, le théorême de Bayes est
généralement appliqué pour obtenir un problème équivalent plus simple à résoudre
(JELINEK, 1976) :

Ŵ = argmax
W∈W∗

P(X|W)P(W) (3.2)

Il s’agit de traduire la probabilité d’obtenir une séquence de mots W sachant le signal
X comme le produit entre (1) la probabilité de générer le signal X avec la séquence
de mots W et (2) la probabilité d’observer la séquence de mots W. (1) est estimée
à l’aide d’un modèle acoustique, qui est un modèle de séquences jointes, et (2) est
estimée par un modèle de langage, qui est un modèle de séquences simples. Ceci
explique l’utilisation de modules distincts pour modéliser la composante acoustique
et la composante syntaxique du langage.

Dans la plupart des cas, la taille du vocabulaire est trop importante pour pouvoir
traiter des séquences de mots directement. C’est pourquoi on préfère alors considé-
rer des unités sous-lexicales qui sont en nombre beaucoup plus restreint. Un mo-
dule lexical, associant les mots à ces unités, s’ajoute alors au système. Comme nous
l’avons vu dans le chapitre 1, l’unité sous-lexicale la plus courante est le phonème.
Cependant, il est aussi possible de considérer les lettres elles-mêmes, ou regrouper
au sein de mêmes symboles les séquences de lettres les plus fréquentes (SHIBATA et
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al., 1999). Dans ce cas, on parle de reconnaissance de la parole à base de caractères. Le
choix des unités sous-lexicales dépend des caractéristiques de la langue considérée,
selon qu’elle soit phonétique, agglutinative, etc. Nous parlerons de prononciation du
mot wn pour la séquence Qn d’unités sous-lexicales correspondantes.

En notant Q∗ l’ensemble des séquences d’unités sous-lexicales possibles, la probabi-
lité P(X|W) est alors donnée par :

P(X|W) = ∑
Q∈Q∗

P(X|Q)P(Q|W) (3.3)

La probabilité P(Q|W) de la séquence de phonèmes Q sachant la séquence de mots
W est donnée par un modèle de prononciation ou phonétiseur. Généralement, l’en-
semble des mots qu’il est possible de reconnaître étant fixé, un dictionnaire de pro-
nonciation, aussi appelé lexique, est utilisé. L’équation 3.2 devient donc :

Ŵ = argmax
W∈W∗

∑
Q∈Q∗

P(X|Q)P(Q|W)P(W) (3.4)

Le dictionnaire de prononciation peut être soit réalisé manuellement, soit généré
à l’aide d’un phonétiseur. Dans ce dernier cas, on distingue deux types de phoné-
tiseurs : ceux fondés sur des règles de réécriture et ceux appris sur des données.
Les phonétiseurs fondés sur des règles (KAPLAN et KAY, 1994 ; BÉCHET, 2001b)
cherchent à la fois à couvrir les règles de prononciation de la langue, mais aussi
les exceptions éventuels. Ils demandent donc une bonne connaissance de la langue
et des annotations manuelles. Les phonétiseurs appris sur des donnés cherchent à
étendre un lexique existant en mettant en œuvre des principes de généralisation. On
retrouve ainsi des approches fondées sur des modèles n-grammes joints (GALESCU

et ALLEN, 2001 ; GALESCU et ALLEN, 2002 ; BISANI et NEY, 2008), des modèles em-
pruntés à la traduction automatique (LAURENT, DELÉGLISE et MEIGNIER, 2009) ou
des modèles neuronaux (RAO et al., 2015 ; YAO et ZWEIG, 2015). Dans tous les cas,
les phonétiseurs permettent d’associer à une liste de mots isolés une ou plusieurs
prononciations possibles par mot afin de construire un dictionnaire de prononcia-
tion.

3.2 Modélisation acoustique

Nous avons vu que la modélisation acoustique cherchait à estimer la probabilité
P(X|W) d’observer une séquence de vecteurs acoustiques sachant une séquence de
mots. Plus précisemment, ils permettent d’estimer P(X|Q) avec Q la séquence de
sous-unités lexicales correspondant à W. Nous nous retrouvons donc dans le cas
d’un modèle de séquences jointes comme définit dans le chapitre 2.

En pratique, les unités sous-lexicales sont des phonèmes en contexte, ou triphones.
Autrement dit, il s’agit de considérer chaque phonème d’une séquence avec ses voi-
sins gauche et droit afin de prendre en compte la variabilité de prononciation des
phonèmes selon leur contexte. Dans la mesure où certains triphones sont peu ou
non représentés dans les données d’apprentissage du modèle acoustique, des algo-
rithmes de regroupement sont utilisés pour partager des paramètres entre les diffé-
rents triphones.
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De nombreuses approches ont été proposées pour construire des modèles acous-
tiques pour la reconnaissance de la parole. Parmi ceux-ci, nous distinguons les mo-
dèles fondés sur des HMM, et les modèles composés uniquement d’un réseau de
neurones.

3.2.1 Modèles acoustiques fondés sur des modèles de Markov cachés

La reconnaissance de la parole statistique (JELINEK, 1976), et en particulier l’usage
de HMM pour la modélisation acoustique (RABINER, 1989), est aujourd’hui considé-
rée comme l’approche conventionnelle pour cette tâche. Les HMMs sont des auto-
mates à états finis probabilistes, où la probabilité d’être dans un état dépend unique-
ment de l’état précédent. Nous avons décrit leur application à la modélisation de sé-
quences jointes dans le chapitre 2. Pour la reconnaissance de la parole, ils sont utilisés
pour estimer la probabilité d’émission d’une séquence d’observations acoustiques.
Chaque phonème en contexte, ou triphone, est modélisé par un HMM. En compo-
sant ces HMMs, il devient possible de modéliser des mots, voire des séquences de
mots (figure 3.1). De cette façon, nous obtenons un modèle capable d’estimer la pro-
babilité P(X|W) d’observer une séquence de vecteurs acoustiques sachant une sé-
quence de mots.

/s/ /a/ /l/ /y/

FIGURE 3.1 – Illustration d’un modèle acoustique fondé sur des
HMMs avec le mot salut.

L’apprentissage consiste à estimer d’une part les probabilités de transition entre
les états des HMMs, d’autre part à estimer les fonctions de densité de probabilité
d’émission pour chaque état. Ces dernières sont obtenues, sachant une séquence
d’observations acoustiques, soit par des GMMs qui associent à chaque état des HMM
une densité de probabilité d’émission, soit par un modèle neuronal qui donne une
distribution de probabilité sur les états des HMM.

Modèles de mélange de gaussiennes

Les GMM ont été le modèle le plus répandu pendant des années pour estimer les
probabilités d’émission des trames acoustiques sur les états d’un HMM pour la re-
connaissance de la parole. Le principe est d’associer à chaque état une somme pon-
dérée de densités de probabilité gaussiennes :

bj(xi) =
K

∑
k=1

wj,kN (xi; µj,k, Θj,k) (3.5)
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avec N (xi; µ, Θ) une densité de probabilité gaussienne et wj,k les poids du mélange
de gaussiennes. En pratique, K, le nombre de gaussiennes par mélange, est déter-
miné empiriquement.

Les modèles acoustiques sont entraînés sur des données de parole multi-locuteurs.
Afin d’adapter les modèles aux conditions dans lesquelles ils sont exploités, il est
important de gérer les variabilités inter-locuteurs. Ceci est réalisé à l’aide de tech-
niques d’adaptation aux locuteurs. L’ensemble des techniques repose sur deux prin-
cipes : soit modifier les paramètres des mélanges de gaussiennes, à savoir moyenne
et variance, pour chaque locuteur, soit modifier les vecteurs acoustiques en prenant
en compte les spécificités de chaque locuteur. On retrouve parmi les techniques les
plus courantes, souvent cumulées, les transformations Maximum Likelihood Linear
Regression (MLLR) (LEGGETTER et WOODLAND, 1995), Constrained Maximum Li-
kelihood Linear Regression (CMLLR) (DIGALAKIS, RTISCHEV et NEUMEYER, 1995),
fMLLR (GALES, 1998) et Maximum A Posteriori Estimation (MAP) (GAUVAIN et
LEE, 1994). Ces techniques, qui donnent de bonnes améliorations aux approches
HMM-GMM, sont difficilement transposables aux approches HMM-DNN utilisées
aujourd’hui. Des travaux cherchent à tirer parti de ces transformations en donnant
en entrée des DNN des paramètres dérivés des modèles GMM (TOMASHENKO et
KHOKHLOV, 2014).

Modèles neuronaux

L’utilisation de modèles neuronaux comme alternative aux GMM pour estimer les
probabilités d’émission des états des HMM a été proposée dans les années 1990. De
simples MLP (BOURLARD et WELLEKENS, 1987), les modèles ont évolués vers l’uti-
lisation d’architectures plus complexes comme les DNN (HINTON et al., 2012) ou les
Time Delay Neural Network (TDNN) (WAIBEL et al., 1989), un type particulier de
CNN. Il a été montré récemment que ces derniers permettent d’obtenir des résul-
tats à l’état de l’art (PEDDINTI, POVEY et KHUDANPUR, 2015). Ainsi, les approches
neuronales ont progressivement remplacé les GMM pour estimer les probabilités
d’émission des états des HMM.

Pour l’apprentissage de ces modèles, un alignement au niveau phonèmes entre la
transcription et la source acoustique est requis. Ce dernier est généralement consti-
tué à l’aide d’un SRAP HMM-GMM. Ensuite, le décodage consiste à présenter au
modèle une séquence de vecteurs acoustiques pour estimer les distributions de pro-
babilité d’émission des états des HMM pour chaque vecteur acoustique.

3.2.2 Modèles acoustiques neuronaux de bout en bout

Une autre manière de construire des SRAP est d’utiliser simplement un unique ré-
seau de neurone pour convertir un signal acoustique en une séquence de mots. Bien
que ces modèles soient communéments considérés comme des SRAP de bout en bout,
ils ne font généralement pas l’impasse sur des données d’apprentissage segmen-
tées, une extraction de paramètres acoustiques, un dictionnaire de prononciation, et
même pour certains un modèle de langage. C’est pourquoi, nous les considérons ici
plutôt comme des modèles acoustiques. Cependant, contrairement aux modèles fon-
dés sur des HMM, la modélisation du langage est intrinsèque grâce à l’architecture
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encodeur-décodeur. L’usage d’un éventuel modèle de langage externe permet alors
de recalculer les poids dans un graphe d’hypothèses de reconnaissance.

Les approches neuronales pour la modélisation acoustiques reposent sur la fonc-
tion CTC pour se passer de l’alignement entre signal de parole et séquence d’unités
sous-lexicales (GRAVES et JAITLY, 2014). De plus, des couches récurrentes bidirec-
tionnelles permettent de prendre en compte des dépendances à long terme dans la
prise de décision. De nombreuses améliorations ont été proposées ensuite, comme
le mécanisme d’attention (BAHDANAU, CHO et BENGIO, 2014 ; CHAN et al., 2016), le
décodage avec un transducteur fini pondéré (MIAO, GOWAYYED et METZE, 2015) ou
l’utilisation de couches convolutionnelles (AMODEI et al., 2016). Le principe est tou-
jours d’avoir en entrée une séquence de vecteurs acoustiques et en sortie l’estimation
d’une distribution de probabilité sur les unités sous-lexicales autorisées.

3.3 Modélisation du langage

La modélisation du langage a pour but d’estimer la probabilité P(W) d’observer
une certaine séquence de mots W. Autrement dit, il s’agit d’estimer si une séquence
de mots donnée vérifie une certaine grammaire propre à la langue considérée. La
probabilité d’observer une séquence de mots W = (w1, ..., wT) s’exprime comme le
produit des probabilités d’observer chaque mot sachant l’historique :

P(W) = P(w1)
T

∏
t=2

P(wt|w1, . . . , wt−1) (3.6)

3.3.1 Modèles de langage n-grammes

En reconnaissance de la parole, les modèles de langages sont généralement des mo-
dèles n-grammes dont l’ordre est limité entre 2 et 4. La probabilité estimée par un
modèle de langage d’ordre n est alors approximée par :

P(W) = P(w1)
T

∏
t=2

P(wt|wt−(n−1), . . . , wt−1) (3.7)

Le modèle de langage est estimé en maximisant la vraisemblance d’un corpus tex-
tuel d’apprentissage (DEMPSTER, LAIRD et RUBIN, 1977). En notant C(wt, ..., wt+k) le
nombre d’occurrences de la séquence (wt, ..., wt+k) dans le corpus d’apprentissage,
la probabilité d’observer un mot wt est estimée par :

P(wt|wt−(n−1), . . . , wt−1) =
C(wt−(n−1), . . . , wt−1, wt)

C(wt−(n−1), . . . , wt−1)
(3.8)

Bien que pour obtenir de bons résultats, les modèles de langages sont estimés sur
des textes les plus grands et les plus proches possibles du domaine d’application du
SRAP, certains n-grammes peuvent toujours être non observés dans le corpus d’ap-
prentissage et se voir attribuer une probabilité nulle. Pour éviter cela, des techniques
de lissage et de repli sont employés pour redistribuer des poids sur les n-grammes
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non observés (KATZ, 1987 ; KNESER et NEY, 1995). Ainsi, les modèles de langages
obtenus sont suffisamment génériques pour la reconnaissance de la parole.

Pour obtenir des quantités de données suffisamment grandes pour estimer des mo-
dèles de langages robustes, il est parfois nécessaire de travailler sur des données
relativement éloignées du domaine d’application du SRAP. Ceci induit naturelle-
ment un biais : les n-grammes les plus fréquents dans un domaine ne sont pas ceux
les plus fréquents dans un autre. Par exemple, un discours politique n’utilisera pas
le même vocabulaire qu’un compte-rendu médical. Pour construire des SRAP pour
des applications peu dotées en ressources linguistiques, il est possible d’adapter un
modèle de langage générique à un domaine particulier. L’adaptation est obtenue en
réalisant une interpolation linéaire entre plusieurs modèles de langages. Certains se-
ront appris sur de grandes quantités de données mais d’un domaine éloigné de celui
visé, d’autres seront estimés sur des données plus restreintes mais dont le contenu
est plus spécifique.

3.3.2 Modèles de langage neuronaux

Nous avons vu dans le chapitre 2 que les réseaux de neurones permettent de modéli-
ser des séquences simples. Les modèles de langages ne font pas exception et peuvent
par exemple être constitué d’un MLP (BENGIO et al., 2003 ; SCHWENK, 2007) ou d’un
RNN (MIKOLOV et al., 2010). Les modèles de langages neuronaux permettent de
prendre en compte un historique plus long dans la séquence de mots. En effet, lors-
qu’ils sont construits avec des MLP, le nombre de paramètres augmente linéairement
avec l’ordre du modèle. Au contraire, la taille d’un modèle de langage n-grammes
augmente exponentiellement à son ordre. De plus, lorsqu’ils sont fondés sur des
RNN, la taille de l’historique est indéfinie : les décisions du modèle sont prises en
fonction de l’observation courante et des décisions passées. Ainsi, un modèle de
langage neuronal permet une gestion de dépendances plus longues. C’est pourquoi
ils sont largement utilisés pour réévaluer les hypothèses d’un modèle de langage
n-grammes ou d’un modèle acoustique neuronal.

3.4 Évaluation des systèmes de reconnaissance de la parole

Les systèmes de reconnaissance de la parole sont régulièrement évalués au cours de
campagnes d’évaluation portant sur différentes thématiques. Les thématiques d’une
campagne se veulent proche des problématiques courantes du domaine et vont ainsi
en difficulté croissante au cours du temps : les campagnes NIST ont par exemple
considéré progressivement de 1988 à 2009 de la parole lue, de la parole conversa-
tionnelle, des journaux télévisés et des enregistrements de réunions (PALLETT et al.,
2009). Plus récemment, les campagnes MGB Challenge (BELL et al., 2015 ; ALI et al.,
2016 ; ALI, VOGEL et RENALS, 2017) sont dédiées à la construction de SRAPs à partir
de données d’apprentissage imparfaites, obtenues par sous titrage automatique de
journaux télévisés. Les deux dernières éditions ont porté sur la langue arabe et en
particulier la gestion des dialectes.

Les campagnes permettent de comparer différents systèmes de manière rigoureuse
en proposant des données de test identiques pour tous les candidats. Ces données
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sont normalisées, c’est-à-dire qu’un ensemble de traitements est effectué sur les trans-
criptions afin d’éliminer les difficultés sur lesquelles il n’est pas souhaité que les sys-
tèmes soient évalués. Ainsi, les transcriptions sont passées en lettres minuscules, les
ponctuations sont supprimées, les nombres sont réécrits en lettres et les abbrévia-
tions sont développées. Dans cette thèse, toutes les transcriptions utilisées pour la
reconnaissance de la parole font l’objet de ces traitements.

Le critère d’évaluation des SRAPs est le taux de reconnaissance. Il s’agit de minimi-
ser la distance d’édition entre l’hypothèse de reconnaissance et la transcription de
référence. Généralement, l’hypothèse de reconnaissance est alignée à la référence à
l’aide de l’algorithme de Levenshtein, puis les insertions, omissions et substitutions
sont comptabilisées pour obtenir le taux d’erreur mot, noté WER (Word Error Rate) :

WER =
#insertions + #omissions + #substitutions

#mots
(3.9)

Le WER donne ainsi le rapport entre le nombre de mots erronés et le nombre de mots
de la référence.

3.5 Conclusion

Dans ce chapitre, nous avons présenté le principe de la reconnaissance automatique
de la parole et des moyens courants pour répondre à cette tâche. Ainsi, nous avons
décrit les composants principaux des SRAPs, à savoir le modèle acoustique et le mo-
dèle de langage. Ces derniers sont fortement dépendants des conditions d’utilisation
du SRAP construit : format des données, langue, locuteurs, vocabulaire, champ lexi-
cal. Les modèles acoustiques peuvent être adaptés à de nouveaux locuteurs, voire à
de nouvelles langues. Il est également possible d’adapter des modèles de langages
à de nouvelles thématiques, en modifiant le vocabulaire et en utilisant des données
spécifiques. Il existe également des outils de nettoyage et de normalisation du texte,
des outils de phonétisation automatique, qui permettent d’accélérer le développe-
ment de nouveaux systèmes et réduire l’expertise linguistique nécessaire. Enfin, les
données imparfaites, comme des vidéos accompagnées de leurs sous-titres, sont de
plus en plus utilisées pour construire de nouveaux corpus d’apprentissage (ROUS-
SEAU, DELÉGLISE et ESTÈVE, 2012 ; ROUSSEAU, DELÉGLISE et ESTÈVE, 2014 ; HER-
NANDEZ et al., 2018 ; GRETTER, 2014 ; BELL et al., 2015 ; ALI et al., 2016 ; ALI, VOGEL

et RENALS, 2017).

Les travaux portant sur la reconnaissance de la parole ont permis de simplifier le dé-
veloppement des modèles pour de nouvelles applications. Nous observons que les
ambitions scientifiques actuelles sont de s’affranchir de plus en plus des contraintes
liées à la nécessité de posséder de larges quantités de données finement annotées. De
telles avancées permettraient de développer rapidemment des SRAPs pour de nou-
velles langues sans compromis sur les performances. Cependant, il n’est pas évident
de savoir à quel point les annotations linguistiques, comme les transcriptions phoné-
tiques ou les étiquettes grammaticales, sont importantes pour obtenir des SRAPs de
grande qualité. De plus, si de telles annotations apportent des améliorations signi-
ficative, comment les obtenir sans engager d’importants moyens humains? Nous
tenterons de répondre à une partie de ces questions dans cette thèse en travaillant
sur la granularité des jeux de phonèmes et la détection automatique des erreurs de
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transcriptions phonétiques dans les bases de données d’apprentissage. Ce travail
bénéficie également au développement de systèmes de synthèse de la parole, ce qui
permet de mutualiser les efforts pour améliorer deux tâches différentes.
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Synthèse de la parole
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LA synthèse de la parole a pour objectif de reproduire artificiellement la parole
humaine. Autrement dit, elle cherche à doter un objet de la capacité de parler.

Au cours du temps, la définition et les motivations de la synthèse de la parole ont
beaucoup évolué, de même que les moyens mis en œuvre pour répondre au pro-
blème. Des statues parlantes de l’Antiquité prêtant leur voix à des divinités, à la
construction de systèmes ludiques imitant voyelles et consonnes, en passant par des
outils pour les personnes présentant des pathologies de la parole, la synthèse de la
parole est devenue progressivement un moyen de fournir des informations par un
système informatique (FLANAGAN, 1972). Aujourd’hui, on parle de synthèse de la
parole lorsqu’il s’agit de convertir une entrée textuelle en un signal acoustique. Bien
plus que la simple intelligibilité du message, les systèmes actuels cherchent à repro-
duire les nuances et l’expressivité de la parole humaine, au point de rendre difficile
la distinction entre un énoncé produit par une machine et un autre produit par un
humain.

Convertir un texte en signal de parole, autrement dit passer d’une représentation
symbolique à une représentation acoustique de la parole, nécessite plusieurs traite-
ments successifs. Plus particulièrement, deux étapes principales peuvent être distin-
guées : l’estimation des paramètres linguistiques à partir du texte, et la génération
du signal de parole à partir des descripteurs obtenus à l’étape précédente. Tandis
que la première étape est commune à la plupart des méthodes de synthèse de la
parole, la deuxième est celle qui distingue les paradigmes existants. La synthèse pa-
ramétrique, qui considère des modèles de régression pour générer des paramètres
acoustiques, et la synthèse par corpus, qui cherche à sélectionner dans un corpus
de parole des unités acoustiques pour les concaténer, sont les deux méthodes domi-
nantes actuellement.

Ce chapitre présente un état de l’art de la synthèse de la parole à partir du texte.
Nous allons d’abord présenter la tâche d’estimation des paramètres linguistiques,
avant de décrire plus précisément les approches de génération de signal de parole les
plus répandues actuellement. Nous mettrons notamment en évidence les éléments
prévenant la construction rapide de nouveaux systèmes de synthèse de la parole, et
les moyens d’en accélérer le processus de développement. Finalement, nous discu-
terons de la manière dont les systèmes de synthèse de la parole sont évalués.

4.1 Estimation des paramètres linguistiques

Un texte, soit une simple séquence de caractères, ne contient pas suffisamment d’in-
formations pour décrire toutes les subtilités de la parole. A l’écrit, le sens d’un mes-
sage est véhiculé d’une part à travers le sens propre des mots choisis, d’autre part
grâce à la structure de l’énoncé. Tandis que les mots sont distingués par leur ortho-
graphe, la structure du message est portée par la ponctuation ainsi que par le rôle et
la fonction de chaque mot. A l’oral, les mots ne sont pas distingués par leur ortho-
graphe, mais par leur prononciation. De plus, la structure de l’énoncé est véhiculée
par les variations mélodiques et rythmiques de la parole. Or, en terme de données,
un texte est uniquement une séquence de caractères où le sens des mots et la signi-
fication des symboles de ponctuation est absente. Pour transmettre correctement le
sens du message dans sa version vocalisée, il est donc nécessaire de procéder à une
analyse du texte pour obtenir un ensemble de descripteurs du texte à synthétiser,
qui devront être traduits de manière acoustique.
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4.1.1 Normalisation du texte

La première étape de traitement linguistique est la réécriture du texte sous forme
oralisée. Les abbréviations et les nombres sont développés de manière à les pré-
senter comme ils sont lus. Par exemple, Dr devient Docteur et 2019 devient deux
mille dix-neuf. De plus, les conventions d’écriture sont uniformisées, en particulier la
ponctuation et le découpage des mots.

Pour réaliser cette tâche, la méthode la plus simple est d’appliquer des règles de
réécriture s’appuyant sur des expressions régulières. Le problème est que les règles
ne sont valables que pour une langue donnée. Dans (BIGI, 2011), l’auteur décrit une
approche de normalisation multilingue. Il est ainsi possible de mutualiser entre les
langues des composants de l’outil de normalisation du texte.

Pour le développement de certains composants, il est cependant toujours nécessaire
de faire appel à une personne ayant étudié la langue considérée. Tandis que pour
certaines langues, une journée suffit à écrire les règles de normalisation, d’autres
nécessitent des semaines de travail. De plus, il est fréquent que les règles de réécri-
ture développées manuellement contiennent des erreurs difficiles à détecter. Afin
de s’affranchir de ces limitations, des travaux portant sur des systèmes de norma-
lisation automatique du texte ont été menés ces dernières années (SPROAT et al.,
2001 ; SCHWARM et OSTENDORF, 2002 ; HAN et BALDWIN, 2011 ; PENNELL et LIU,
2011 ; LIU et JIANG, 2012 ; YANG et EISENSTEIN, 2013 ; GORMAN et SPROAT, 2016 ;
NG, GORMAN et SPROAT, 2017). Les modèles proposés utilisent le plus souvent des
automates à états finis ou des réseaux de neurones récurrents.

La normalisation du texte est similaire aux traitements appliqués dans la prépara-
tions de données pour la reconnaissance automatique de la parole. Les modèles sont
en effet appris sur un corpus de parole transcrite, dont le texte respecte des conven-
tions strictes : les nombres et les abbréviations sont développées, les mots sont écrits
en minuscules et la ponctuation est supprimée (GRETTER, 2014). Pour la synthèse de
la parole, les majuscules et la ponctuation sont conservées pour les étapes suivantes
d’analyse du texte. Ainsi, mutualiser les outils de normalisation de texte entre la
reconnaissance et la synthèse de parole est généralement avantageux.

4.1.2 Analyse linguistique

Certains mots, pourtant différents dans leur sens et leur prononciation, peuvent
s’écrire de manière identique : ce sont les mots homographes hétérophones. Afin
de lever les ambiguïtés liées à l’orthographe des mots, une analyse linguistique est
réalisée sur le texte normalisé. Il s’agit principalement de déduire la nature et la fonc-
tion de chaque mot en fonction de son contexte et de sa morphologie. Plusieurs ni-
veaux d’analyse sont effectués. Une analyse morpho-lexicale permet de déterminer
la classe grammaticale des mots par recherche dans un dictionnaire, par application
de règles ou par l’utilisation de modèles entraînés sur des données pré-étiquetées.
Ensuite, une analyse syntaxique cherche à structurer l’énoncé en organisant les mots
en une structure arborescente selon leur classes grammaticales. LIA_TAGG (BÉ-
CHET, 2001a) pour le français et l’anglais, MADAMIRA (PASHA et al., 2014) pour
l’arabe ou TRmorph (CÖLTEKIN, 2010 ; CÖLTEKIN, 2014) pour le turc, en sont des
exemples. Il est important de noter que ces outils d’analyse dépendent fortement
des études linguistiques existantes et que leur qualité est inégale selon les langues.
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4.1.3 Transcription phonétique

L’unité de base généralement admise pour l’analyse de la prononciation d’un texte
est le phonème. Pour une langue donnée, c’est une représentation symbolique de la
plus petite unité sonore distinctive de la parole, c’est-à-dire permettant de distinguer
à l’oral un mot d’un autre. La transcription phonétique d’un texte peut se déterminer
mot par mot dans un premier temps, mais la prononciation d’un mot étant influen-
cée par ses voisins, il est nécessaire dans un second temps de prendre en compte le
texte dans son ensemble pour déterminer correctement la chaîne phonétique asso-
ciée.

La méthode la plus simple pour obtenir la séquence de phonèmes associée au texte à
synthétiser est la recherche dans un dictionnaire de la prononciation de chaque mot
du texte. Dans le dictionnaire est indiqué pour chaque mot une ou plusieurs pro-
nonciations possibles et sa classe grammaticale. Lorsque plusieurs prononciations
sont indiquées, il est nécessaire d’en choisir une qui guidera la synthèse de la pa-
role. Deux cas se présentent : soit il s’agit de variantes de prononciation du même
mot, soit il s’agit de mots différents partageant la même orthographe. Dans le cas de
variantes de prononciation du même mot, un paramétrage dépendant du contexte
permet de choisir la prononciation adéquate. Dans le cas contraire, la classe gram-
maticale donnée par l’analyse linguistique précédente départage les variantes de
prononciation. Si un mot est absent du dictionnaire, il est alors nécessaire d’appli-
quer un système de transcription phonétique automatique.

Une approche est d’appliquer des règles de prononciation (BÉCHET, 2001b). Ces
règles indiquent pour chaque groupe de lettres, appelés graphèmes, les séquences
de phonèmes possibles. Ensuite, un modèle statistique similaire à un modèle de lan-
gage est entraîné à estimer la probabilité d’une séquence de règles donnée. Pour cela,
à partir d’un dictionnaire de prononciation, l’ensemble des séquences de règles pou-
vant produire les prononciations indiquées sont générées. Cette étape est l’occasion
de détecter des erreurs humaines lors de la création des règles et du dictionnaire.
En effet, s’il n’est pas possible de générer la phonétisation du lexique à partir des
règles de la table, soit le lexique comporte une erreur, soit il manque une règle. Le
modèle probabiliste est ainsi appris sur les séquences de règles issues du diction-
naire de prononciation. Il permet enfin de générer la prononciation d’un nouveau
mot en appliquant l’ensemble des règles possibles pour la séquence de lettres du
mot considéré, puis en sélectionnant la séquence de règles la plus probable.

Un autre moyen de déterminer la prononciation d’un mot est d’utiliser des modèles
de séquences jointes (GALESCU et ALLEN, 2001 ; GALESCU et ALLEN, 2002 ; BISANI

et NEY, 2008). Pour entraîner le modèle, les séquences de lettres et de phonèmes
d’un dictionnaire de prononciation sont alignées à l’aide d’un algorithme d’aligne-
ment forcé. Un modèle de langage est ensuite appris sur les séquences de couples
(graphèmes, phonèmes) obtenus. Pour donner la prononciation d’un nouveau mot,
ce modèle déterminera la séquence de couples (graphèmes, phonèmes) la plus pro-
bable à partir des couples possibles sachant la séquence de lettres du mot considéré,
ce qui revient à donner sa prononciation.

Par ailleurs, des systèmes de transcriptions phonétiques sont inspirés de la traduc-
tion automatique. Ils considèrent des séquences de caractères à traduire en séquences
de phonèmes (LAURENT, DELÉGLISE et MEIGNIER, 2009 ; RAO et al., 2015 ; YAO et
ZWEIG, 2015). Cela permet de prendre en compte le texte globalement au moment
de la prise de décision. L’inconvénient de cette dernière méthode est de nécessiter
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un corpus de mots transcrits en phonèmes dans leur contexte pour l’apprentissage
des modèles, ce qui est plus difficile à obtenir que la prononciation d’une simple liste
de mots isolés.

Connaître la chaîne phonétique correspondant à un texte est incomplet : un même
phonème a en effet des réalisations acoustiques différentes selon le locuteur, sa po-
sition au sein d’un mot et d’une phrase, et ses voisins dans la chaîne phonétique.
C’est pourquoi on indique généralement pour chaque phonème les phonèmes voi-
sins gauches et droits et sa position dans le mot. L’ensemble des informations atta-
chées à un phonème peut s’organiser sous la forme d’une représentation vectorielle,
où chaque coefficient représente une information.

4.1.4 Prosodie

La prosodie est la représentation formelle des éléments expressifs de la parole. Parmi
ceux-ci, on retrouve les tons, le rythme, l’accentuation et l’intonation des sons du
langage (DI CRISTO, 2000). Concrètement, chaque phonème est associé à une durée,
une fréquence fondamentale (F0) et une intensité. La prosodie est estimée grâce à la
nature de chaque phonème et à sa position relative dans le message oralisé. Comme
les autres paramètres linguistiques, les paramètres prosodiques sont obtenus à l’aide
de règles expertes ou à l’aide de modèles statistiques.

Au cours de la synthèse d’un texte, les informations prosodiques sont utilisées soit
pour ajouter des contraintes aux modèles de synthèse paramétrique, soit pour gui-
der la sélection d’unités acoustiques en synthèse par corpus. Cependant, les modèles
dédiés à l’estimation de la prosodie à partir de paramètres linguistiques peuvent être
assez coûteux en calcul et donc ne sont parfois pas utilisées. En synthèse de la parole
par corpus par exemple, la prosodie peut être rendue implicitement en cherchant
des unités acoustiques enregistrées dans un contexte proche du texte à synthétiser.

De plus en plus de travaux (ARIK et al., 2017 ; GIBIANSKY et al., 2017 ; PING et al.,
2017 ; WANG et al., 2017 ; SHEN et al., 2018) montrent que l’estimation des paramètres
linguistiques peut être automatisée à l’aide de réseaux de neurones, tant pour la
conversion des lettres en phonèmes que pour l’estimation de la durée et de la fré-
quence fondamentale de chaque phonème. En outre, la symbolique utilisée tend à
se simplifier du fait de l’utilisation de lettres à la place des phonèmes, le passage de
l’une à l’autre représentation devenant interne aux modèles utilisés. Nous verrons
dans le prochain chapitre comment le principe des modèles neuronaux s’applique à
l’estimation des paramètres linguistiques.

4.2 Génération du signal de parole

L’estimation des paramètres linguistiques permet de convertir le texte en une sé-
quence de vecteurs numériques. Chaque vecteur correspond à un phonème enrichi
d’informations permettant de guider la génération du signal de parole. De nom-
breuses méthodes ont été proposées pour réaliser la génération du signal de pa-
role à l’aide de ces informations. Parmi celles-ci, on trouve des approches mettant
en œuvre des règles de production, des modèles probabilistes ou encore des algo-
rithmes de recherche dans des bases de données d’unités acoustiques. Nous don-
nons ici une vue d’ensemble des différents paradigmes de génération du signal en
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décrivant pour chacun d’eux leur fonctionnement ainsi que leurs avantages et in-
convénients.

4.2.1 Synthèse articulatoire

Historiquement, la synthèse articulatoire fut une des premières méthodes de syn-
thèse de la parole. Elle a pour objectif de simuler par le calcul les éléments physiques
en jeu dans la production de parole. Son principe repose sur la modélisation du flux
d’air traversant l’appareil vocal ainsi que le déplacement des différents éléments ar-
ticulatoires comme les lèvres, la langue, la machoire (MERMELSTEIN, 1973 ; STORY,
2009 ; STORY, 2011). Le nombre de paramètres à prendre en compte étant très élevé,
de nombreuses approximations sont nécessaires, ce qui produit des voix de synthèse
de faible qualité. De plus, il est difficile de concevoir des systèmes fonctionnant en
temps réel tant les modèles comportent de calculs complexes. C’est pourquoi cette
approche n’est généralement pas utilisée dans les applications où la synthèse de
la parole à un rôle purement fonctionnel. Elle forme cependant une activité de re-
cherche toujours active aujourd’hui dans la mesure où elle permet de mieux com-
prendre les mécanismes en jeu dans la production de parole.

4.2.2 Synthèse par règles

La synthèse de la parole par règles, ou synthèse par formants, traite directement du
signal de parole, sans modéliser l’appareil phonatoire. Pour cela, elle s’appuie sur
des règles décrivant l’évolution temporelle des principaux formants. Chaque for-
mant correspond à un maximum du spectre de la parole et est décrit à l’aide de trois
paramètres : sa fréquence, son amplitude et sa bande passante. Les règles permettent
de déterminer, à partir de la séquence de phonèmes, de leurs durées et de la courbe
prosodique, les trois ou quatre premiers formants d’un signal et leur évolution pour
générer la plupart des sons d’un langage. Ainsi, les systèmes construits reposent sur
des modèles simples, conduisant aux premiers systèmes de synthèse de la parole
dont l’utilisation en temps réel est possible. La technologie Klattalk et DECTalk en
sont des exemples (KLATT, 1982 ; HALLAHAN, 1995). La synthèse obtenue est intel-
ligible mais possède un timbre robotique du fait de la trop grande simplicité des
modèles.

4.2.3 Synthèse paramétrique statistique

La synthèse paramétrique statistique repose sur la construction de modèles de ré-
gression, dont l’objectif est d’estimer une séquences de paramètres acoustiques à
partir d’une séquence de paramètres linguistiques extraite du texte. Ces paramètres
acoustiques sont issus de techniques de traitement de signal cherchant à caractériser
la parole, comme le sont les coefficients MFCC. Un voice coder, communément appelé
vocodeur en français, est ensuite alimenté par cette représentation paramétrique de
la parole. Son rôle est alors de générer le signal de parole.

Avec l’intérêt grandissant pour la synthèse de la parole, de plus en plus de don-
nées adaptées à la construction de nouveaux systèmes sont collectées. Celles-ci sont
constituées d’une part des enregistrements de locuteurs prononçant des textes choi-
sis en fonction de leur couverture phonétique, d’autre part des transcriptions de ces
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textes en mots et en phonèmes. Les données sont généralement segmentées au ni-
veau des phrases, ou au moins au niveau d’un groupe de souffle, soit un ensemble
de mots consécutifs pouvant être prononcés sans respiration. De cette façon sont for-
més des couples signal-texte de taille restreinte relativement au corpus entier, tout en
présentant les phonèmes en contexte.

Pour préparer les données en vue de l’apprentissage des modèles statistiques, le
texte suit les traitements linguistiques décrits précédemment, tandis que le signal
de parole est également l’objet de traitements visant à l’obtention d’une séquence
de paramètres acoustiques. Ces traitements acoustiques permettent de représenter
le signal dans le domaine spectral à l’aide de coefficients acoustiques calculés selon
une échelle de perception de la parole. Ainsi, des coefficients MFCC sont calculés
pour chaque trame de signal, d’une durée comprise entre 10 et 25 ms, avec leurs
dérivées première et seconde représentant la dynamique du signal. De cette manière,
le problème de synthèse de la parole est ramené à celui de convertir une séquence
de vecteurs en une autre.

Inspirée de la reconnaissance de la parole, et issue de la synthèse par formants, la
synthèse paramétrique statistique utilise des HMM pour modéliser la dynamique
spectrale des évènements sonores observés sur les données d’apprentissage. Le sys-
tème le plus répandu actuellement est HTS (HMM Speech Synthesis System) (ZEN

et al., 2007) et fonctionne en deux étapes : l’alignement et la régression. L’étape d’ali-
gnement consiste à estimer la durée de chaque phonème pour connaître le nombre
de vecteurs acoustiques à produire pour chaque phonème. En effet, un vecteur de
paramètres linguistiques est associé à un phonème, et un vecteur de paramètres
acoustiques correspond à une trame de signal de durée fixe. Autrement dit, les vec-
teurs d’informations linguistiques sont dupliqués de telle sorte qu’il y en ait autant
que de vecteurs acoustiques à estimer. Ainsi, cette étape permet de lier la repré-
sentation symbolique de la parole à sa représentation temporelle. Ensuite, l’étape
de régression consiste à estimer un vecteur de paramètres acoustiques pour chaque
vecteur de paramètres linguistiques de la séquence. Pour cela, chaque phonème en
contexte est modélisé par un HMM, et des arbres de décisions (YOUNG, ODELL et
WOODLAND, 1994) ou des DNN permettent d’associer un modèle aux phonèmes en
contexte qui n’ont pas été observés dans le corpus d’apprentissage.

Les systèmes construits sur le paradigme de la synthèse de la parole paramétrique
statistique présentent de nombreux avantages. En effet, ils sont relativement ro-
bustes à la qualité des données de parole disponibles pour l’apprentissage. De plus,
ils peuvent être appris avec des locuteurs différents, grâce à des mécanismes d’adap-
tation aux locuteurs, ce qui leur procure une grande flexibilité. Des contraintes glo-
bales sur un segment peuvent être prises en compte, et l’empreinte mémoire des
systèmes est assez réduite en pratique. Enfin, l’intelligibilité est reconnue pour être
presque garantie, même si les unités phonétiques à synthétiser ne sont pas présentes
dans le même contexte au sein du corpus d’apprentissage. Cependant, malgré la
rapidité avec laquelle il est possible de construire un système de synthèse para-
métrique statistique lorsque des données sont disponibles, les industriels ont long-
temps délaissé ce paradigme de synthèse de la parole. En effet, la synthèse paramé-
trique statistique ne permet pas directement d’obtenir un signal de parole valide,
mais est limité par les performances des vocodeurs. De plus, les modèles de pré-
diction de la prosodie donnent uniquement une tendance globale de l’évolution de
celle-ci et ne peuvent pas déterminer des variations subtile de la prosodie. Ceci rend
les voix produites peu naturelles, et comme l’illustrent les campagnes d’évaluation
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Blizzard Challenge (BLACK et TOKUDA, 2005), les systèmes de synthèse par corpus
obtiennent souvent des meilleurs scores.

Des travaux récents ont montré qu’il était possible d’obtenir des vocodeurs générant
de la parole perçue comme naturelle en utilisant des architectures complexes de ré-
seaux de neurones (OORD et al., 2016). Ceci donne un regain d’intérêt à la synthèse
de parole paramétrique pour des applications industrielles nécessitant des voix de
haute qualité. Nous verrons dans un prochain chapitre que des modèles neuronaux
de bout en bout succèdent aux systèmes de synthèse par HMM, réduisant d’autant
plus l’expertise nécessaire au développement de systèmes de synthèse dans de nou-
velles langues.

4.2.4 Synthèse par corpus

La synthèse par sélection et concaténation d’unités acoustiques, ou synthèse par cor-
pus, repose sur l’idée de générer des nouveaux segments de parole à partir de parole
préenregistrée. Autrement dit, la parole produite est issue de la sélection d’unités
acoustiques dans une base de données qui sont concaténées pour reconstituer le
message à synthétiser. La question qui s’est d’abord posée est quelle unité acous-
tique de base utiliser. Les phonèmes ont naturellement été proposés dès les années
1950 comme candidat pour décrire les unités acoustiques (HARRIS, 1953). Cepen-
dant, la variabilité de réalisation acoustique d’un même phonème et les effets de
coarticulation sont tels que la parole résultant de cette technique était difficilement
intelligible. Finalement, c’est le diphone, composé de la deuxième moitié d’un pho-
nème et de la première moitié du phonème suivant, qui a démontré la meilleure
robustesse à la concaténation d’unités acoustiques (PETERSON, WANG et SIVERT-
SEN, 1958 ; DIXON et MAXEY, 1968) Pour aller plus loin, les séquences de diphones
les plus longues sont privilégiées, ce qui revient à concaténer des unités acoustiques
de taille variable (SAGISAKA, 1988).

Texte
Sélection
des unités 

acoustiques

Estimation des 
paramètres 

linguistiques

Concaténation 
des unités 

acoustiques

Traitement de 
signal

Signal de
parole

Base de donnée de 
signal segmenté

FIGURE 4.1 – Chaîne de traitements d’un système de synthèse de la
parole par corpus

Dans (HUNT et BLACK, 1996), les auteurs formalisent la synthèse par corpus comme
étant un problème d’optimisation sous contraintes. Lors la génération d’un signal de
parole, trois étapes sont nécessaires après l’estimation des paramètres linguistiques
à partir du texte (figure 4.1) :

— la sélection des unités acoustiques dans une base de donnée
— la concaténation de ces unités pour former un signal de parole
— le traitement acoustique du signal obtenu

La sélection des unités acoustiques repose sur une fonction de coût définie comme
la somme entre un coût cible et un coût de concaténation. Le coût cible évalue la
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proximité d’une unité acoustique à la consigne donnée par l’estimation des para-
mètres linguistiques. Ainsi, il tient compte du contexte phonétique, de la position
du phonème dans le mot et dans la phrase, de la présence de frontières prosodiques
proches et du style d’énonciation. Le coût de concaténation indique l’importance des
effets acoustiques indésirables à la jonction des unités concaténées. C’est ce coût qui
va favoriser le choix d’unités consécutives. Il est déterminé à partir du spectre, de
la fréquence fondamentale, de la durée et de l’intensité des phonèmes concernés. La
recherche de la meilleure séquence d’unités dans le graphe des possibilités se fait
ensuite avec un algorithme de décodage Viterbi ou Beam-search. Une fois que les uni-
tés acoustiques sont sélectionnées, il s’agit de les concaténer de la manière la plus
lisse possible. La méthode Pitch Synchronous OverLap-Add (PSOLA) peut être utilisée
(MOULINES et CHARPENTIER, 1990) pour modifier le signal dans le domaine tem-
porel afin d’ajuster la durée et la fréquence fondamentale des trames acoustiques
autour des points de concaténation.

Les données utilisées pour la synthèse par corpus sont tout d’abord un ensemble de
segments de parole enregistrée, avec les transcriptions en mots associées. Ces trans-
criptions textuelles sont converties en phonèmes comme nous l’avons vu en décri-
vant les traitements linguistiques effectués sur le texte. Un algorithme d’alignement
forcé permet ensuite de faire correspondre chaque phonème obtenu à une séquence
d’échantillons de signal. Nous obtenons alors les frontières des diphones, soit le dé-
coupage en unités acoustiques du signal de parole. La transcription phonétique doit
donc être la plus précise possible dans la mesure ou c’est elle qui repère les unités
acoustiques disponibles. Si une unité acoustique est mal annotée, soit elle ne sera
jamais sélectionnée, soit elle sera sélectionnée dans des cas inappropriés. Ceci im-
plique donc une validation manuelle de la transcription phonétique automatique,
c’est-à-dire une vérification des phonèmes et une correction lorsque cela est néces-
saire.

Lors de la création d’une nouvelle voix, une autre difficulté est de savoir combien de
segments de parole doivent être enregistrés. En effet, plusieurs représentants par di-
phone doivent être pris en compte, afin de couvrir une grande variété de contextes
d’élocution. De plus, pour gagner en naturel, les unités acoustiques sélectionnées
sont les plus longues possibles, en privilégiant les séquences de diphones consécu-
tifs. Pour accélérer le processus de création d’une voix, il est possible de minimiser
les segments à enregistrer en optimisant la couverture phonétique de chaque seg-
ment et en se limitant à un nombre réduit de ces derniers. Les limites de cette réduc-
tion résident dans le risque d’utiliser des unités acoustiques dans des contextes in-
adaptés lorsque les unités acoustiques adaptées sont absentes du corpus enregistré.
Par exemple, si dans une phrase synthétisée, l’avant-dernier diphone est issu d’un
milieu de phrase et qu’il est concaténé à un diphone de fin de phrase, la prosodie
est fortement affectée et la parole semblera peu naturelle. La combinatoire devient
donc rapidement très importante lorsqu’un corpus de parole doit contenir de mul-
tiples représentants des séquences de diphones les plus courantes (SAGISAKA, 1988 ;
BLACK, 1994 ; HUNT et BLACK, 1996).

La synthèse par corpus possède l’avantage de produire de la parole naturelle dans
la mesure où les éléments composants le signal généré ont réellement été prononcés.
De plus, ils offrent des possibilités de contrôle précis par leur dépendance forte aux
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paramètres linguistiques. Cependant, les points de concaténation d’unités acous-
tiques sont parfois le lieu de phénomènes acoustiques indésirables, comme des va-
riations soudaines de la fréquence fondamentale du signal ou du rythme d’élocu-
tion. Pour limiter ces problèmes, les locuteurs enregistrant les bases de données de
parole doivent maintenir une diction la plus constante possible. Des travaux récents
(ESPIC et al., 2018 ; JIANG et al., 2018), cherchent à s’affranchir de ces limites en conce-
vant des systèmes hybrides entre la synthèse par corpus et la synthèse paramétrique.
Plutôt que de se référer à des consignes linguistiques strictes, la sélection d’unités à
concaténer peut en effet être guidée par une séquence de paramètres acoustiques
estimée par un modèle statistique. Il est alors possible d’utiliser un corpus de parole
avec une prosodie plus variée, comme des livres audios, pour aller vers des voix
plus expressives.

4.3 Évaluation des systèmes de synthèse de la parole

Comme nous l’avons évoqué précédemment, la qualité d’un système de synthèse
de la parole réside dans sa capacité à transmettre le sens d’un message textuel, non
seulement par la diction de la bonne séquence de mots, mais aussi avec les nuances,
le rythme et l’intonation adaptés. Nous comprenons alors que pour qu’elle soit com-
plète, une évaluation est nécessairement subjective. En effet, le sens et l’expression
d’un message vocal restent des notions qui ne peuvent pas être interprétées par un
outil d’évaluation automatique. Ainsi, des exemples de sorties produites par le sys-
tème évalué doivent être écoutés par différentes personnes afin d’obtenir un score
fiable. Ceci représente un processus potentiellement long et coûteux, qu’il peut être
difficile de mettre en place dans le cadre du développement rapide de nouveaux
systèmes. Une autre manière de mesurer la qualité d’un système de synthèse de la
parole est de procéder à une évaluation objective, qui peut être réalisée systémati-
quement. Cependant, elle ne peut pas remplacer totalement les tests subjectifs qui
restent indispensables dans de nombreux cas d’usage.

Les tests subjectifs sont conduits en faisant écouter plusieurs exemples de sorties
des systèmes de synthèse à évaluer à un panel d’évaluateurs. Deux types de tests
existent :

— les tests de préférence, où il s’agit de classer les exemples les uns par rapport
aux autres (AB, ABX)

— les tests de notation, où il s’agit de donner pour chaque exemple un score
pour différents critères (MOS, DMOS, MUSHRA)

Le test AB consiste à présenter aux évaluateurs des paires d’exemples en leur de-
mandant d’indiquer lequel traduit le plus une certaine propriété. Ce peut être "quel
exemple préférez-vous?" ou "lequel semble plus triste?" par exemple. Le test ABX
est une variante du test AB où les évaluateurs sont invités à indiquer lequel des
exemples présentés est le plus proche d’un exemple de référence selon certains cri-
tères (similitude, émotion, etc.). Concernant les tests de notation, le score MOS est
couramment utilisé pour analyser les sorties de systèmes de synthèse de la parole
dans de nombreux aspects. La campagne d’évaluation Blizzard Challenge (KING et
al., 2018) utilise par exemple le score MOS pour évaluer les systèmes présentés par
les candidats. Un score de 1 (mauvais) à 5 (excellent) est attribué à chaque exemple
dans différentes dimensions (effort d’écoute, intelligibilité, similarité à une voix na-
turelle, qualité, rythme, intonation, etc.). Le test DMOS est une variante de MOS où
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c’est l’écart à une référence donnée qui est évalué. Le test MUSHRA permet de com-
parer de multiples exemples simultanément avec une notation sur une échelle de 1 à
100. Comparativement au test MOS, le test MUSHRA permet d’obtenir des résultats
statistiquement significatifs avec relativement moins de participants, mais nécessite
un temps d’évaluation plus long.

Le problème de l’évaluation subjective est qu’elle est nécessairement conduite sur
peu d’exemples, et n’est donc pas toujours représentative des qualités des systèmes
évalués. En effet, il est difficile de réunir un grand nombre d’évaluateurs, et chaque
participant ne peut pas écouter de nombreux exemples sur une longue durée. Des
métriques d’évaluation objectives ont été proposées pour l’évaluation de signaux de
parole, mais sont peu utilisées dans le domaine de la synthèse de la parole : PESQ
(RIX et al., 2001) ou POLQA (BEERENDS et al., 2013) par exemple. Une autre ma-
nière d’évaluer objectivement les systèmes de synthèse de la parole est de se limiter
à la consigne phonétique en calculant le PER, soit la distance de Levenstein entre la
séquence de phonèmes estimée et la séquence de phonèmes attendues. Dans (CHE-
VELU et al., 2015), les auteurs proposent un test de similarité donnant un coût d’ali-
gnement automatique, puis effectuent un test AB subjectif sur les exemples présen-
tant une forte divergence. Ils montrent ainsi qu’en se concentrant sur des exemples
permettant réellement de discriminer les systèmes évalués, les résultats sont plus
significatifs qu’une même évaluation sur des exemples aléatoires, tout en réduisant
le nombre de tests perceptifs requis.

4.4 Conclusion

Les systèmes de synthèse de la parole permettent aujourd’hui de vocaliser un texte
de manière intelligible et de façon de plus en plus naturelle. De plus, leur fonction-
nement en temps réel donne la possibilité de construire des systèmes de dialogue
homme-machine. Cependant, leur diffusion à grande échelle est limitée car ils re-
posent d’une part des connaissances spécifiques aux langues développées, et d’autre
part nécessitent une collecte de données coûteuse. Les approches récentes mettant
en œuvre des réseaux de neurones sur toute la chaîne de traitement proposent de
simplifier les paramètres linguistiques nécessaires et de tirer parti de données de
qualité variable. Nous verrons dans un prochain chapitre que ces modèles neuro-
naux permettent d’accéler la construction de systèmes de synthèse de la parole tout
en améliorant leurs performances.





61

Deuxième partie

Contributions





63

Chapitre 5

Reconnaissance automatique de la
parole et données imparfaites : cas
de la langue arabe dans les
émissions télévisées

Sommaire
5.1 Contexte de l’étude . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

5.1.1 Présentation de la campagne d’évaluation Multi-Genre Broad-
cast Challenge . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

5.1.2 Description des données . . . . . . . . . . . . . . . . . . . . . 65
5.1.3 Spécificités de la langue arabe . . . . . . . . . . . . . . . . . . 66
5.1.4 Stratégie de participation . . . . . . . . . . . . . . . . . . . . 66

5.2 Voyellation du texte et phonétisation en contexte . . . . . . . . . . 69
5.2.1 Principe . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69
5.2.2 Voyellation des données textuelles . . . . . . . . . . . . . . . 70
5.2.3 Phonétisation . . . . . . . . . . . . . . . . . . . . . . . . . . . 70
5.2.4 Evaluation des lexiques dans le cadre de la reconnaissance

de la parole . . . . . . . . . . . . . . . . . . . . . . . . . . . . 72
5.3 Sélection des données et alignement . . . . . . . . . . . . . . . . . 73
5.4 Description du système proposé . . . . . . . . . . . . . . . . . . . . 75

5.4.1 Modèles acoustiques . . . . . . . . . . . . . . . . . . . . . . . 75
5.4.2 Modèles de langage . . . . . . . . . . . . . . . . . . . . . . . 75
5.4.3 Évaluation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76

5.5 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77



64
Chapitre 5. Reconnaissance automatique de la parole et données imparfaites : cas

de la langue arabe dans les émissions télévisées

LES systèmes de reconnaissance de la parole ont de nombreuses applications.
Parmi celles-ci, on trouve le sous-titrage de documents audiovisuels, qui peut

être partiellement assisté. Il s’agit soit de transcrire automatiquement la parole et de
synchroniser les transcriptions avec la vidéo, soit d’aligner automatiquement une
transcription manuelle. Généralement, c’est cette dernière solution qui est retenue
dans la mesure où la tâche de sous-titrage comporte des contraintes spécifiques dif-
ficiles à prendre en compte pour les SRAP. Par exemple, les textes affichés ne doivent
pas prendre trop de place sur l’écran, ce qui implique d’effectuer des approximations
par rapport à ce qui est réellement prononcé. De plus, le sens du discours ne doit pas
être modifié par des erreurs de transcription, ces dernières répondant notamment à
une réglementation précise sur l’accessibilité des documents aux personnes sourdes
et malentendantes. Autrement dit, les erreurs des SRAP ne sont tolérées que par-
tiellement : il faut donc reprendre l’annotation manuellement si des transcriptions
automatiques sont exploitées. Un sous-titrage revient alors souvent à un alignement
automatique d’une transcription approximative manuelle ou d’une transcription au-
tomatique corrigée manuellement.

De plus en plus de documents audiovisuels sous-titrés sont rendus disponibles par
les chaînes de télévision, notamment sur le Web. C’est une véritable opportunité
pour construire des SRAP pour de nouvelles langues, en utilisant les données dispo-
nibles pour l’apprentissage des modèles. Cependant, comme les transcriptions sont
approximatives d’une part et que l’alignement peut comporter des erreurs d’autre
part, les données sont qualifiées d’imparfaites pour la reconnaissance de la parole.
Nous présentons dans ce chapitre une méthode pour traiter de telles données im-
parfaites afin de construire un SRAP performant. Ce travail s’inscrit dans le cadre de
notre participation à la deuxième édition de la campagne d’évaluation Multi-Genre
Brodcast (MGB) Challenge, pour la tâche de reconnaissance de la parole en arabe.

5.1 Contexte de l’étude

5.1.1 Présentation de la campagne d’évaluation Multi-Genre Broadcast
Challenge

Le Multi-Genre Broadcast (MGB) Challenge est une campagne d’évaluation portant
sur différentes tâches : la reconnaissance de la parole, la segmentation et le regrou-
pement en locuteurs et l’alignement semi-supervisé. La deuxième édition, organisée
par le Qatar Computing Research Institute (QCRI), est centrée sur la langue arabe. Les
participants à la campagne d’évaluation sont contraints d’utiliser uniquement les
données fournies par les organisateurs pour l’apprentissage des modèles, et les sys-
tèmes proposés sont tous évalués sur les mêmes données. Notre participation à la
campagne s’est limitée à la tâche de reconnaissance de la parole. L’objectif est de tra-
vailler sur une tâche difficile pour la reconnaissance de la parole, à savoir exploiter
pour l’apprentissage des données imparfaites, se confronter à une langue que l’on
ne maitrise pas et développer un système robuste adapté à des conditions réelles
d’utilisation. Plus de détails sur la campagne sont données dans (ALI et al., 2016).
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5.1.2 Description des données

Les données de la campagne d’évaluation sont issues d’émissions de la chaîne de
télévision Al Jazeera et du site web Aljazeera.net. La plupart des émissions sont en
arabe standard (70%), mais une part des enregistrements de parole comporte des
dialectes régionaux. Les données sont composées d’enregistrements acoustiques ac-
compagnés de transcriptions textuelles, de dictionnaires de prononciations, et d’un
grand corpus de textes.

Les données audio correspondent à plus de 2000 émissions de la chaîne de télévision
Al Jazeera enregistrées entre 2005 et 2015. Les thématiques abordées sont principale-
ment la politique (76%), la société (9%) et l’économie (8%). Les enregistrements sont
divisés en trois parties : une pour l’apprentissage des modèles acoustiques (TRAIN),
une pour leur évaluation en cours de développement (DEV), et une autre pour l’éva-
luation finale des systèmes (TEST). Seules les transcriptions pour TRAIN et DEV
sont fournies, le corpus TEST étant réservé à l’évaluation des différentes participa-
tions par les organisateurs de la campagne. Le tableau suivant récapitule la réparti-
tion des données fournies entre TRAIN, DEV et TEST :

Corpus Émissions Durée (h) Segments Mots
TRAIN 2 214 1 128,0 376 011 7 815 566

DEV 16 8,5 4 940 57 647
TEST 17 10,1 N/A N/A

TABLE 5.1 – Répartition des données audio de la campagne d’évalua-
tion MGB Challenge.

Les émissions ont été transcrites manuellement sans respecter fidèlement le contenu
acoustique : il y a des paraphrases, des répétitions supprimées, et des résumés lorsque
plusieurs locuteurs se sont exprimés. Les transcriptions ont été avant tout conçues
pour être consultées indépendemment de la vidéo lors de leur publication sur le
web. Pour constituer un corpus d’apprentissage pour la reconnaissance de la parole,
elles ont été alignées automatiquement à l’aide d’un SRAP du QCRI. Ensuite, cer-
taines émissions de 2015 ont été mises de côté pour former le corpus DEV et TEST.
Ces dernières ont été restranscrites fidèlement pour fournir des données d’évalua-
tion. Lors de cette retranscription manuelle, les organisateurs ont observé un WER
de 5% sur les transcriptions manuelles imparfaites.

De plus, des données exclusivement textuelles sont fournies dans l’objectif d’estimer
des modèles de langage. Ces dernières sont issues d’articles parus sur le site web Al-
jazeera.net entre 2004 et 2011. Ce corpus est ainsi constitué de plus de 4,7 millions
de séquences de mots, principalement des phrases. On compte 122 millions d’oc-
currences de mots, pour 1,4 millions de mots distincts. Si on filtre les mots n’ayant
qu’une occurrence dans le corpus (hapax), on obtient un total de 526 000 mots dis-
tincts.

En plus des données audio et textuelles, deux dictionnaires de prononciation sont
fournis. L’un est un dictionnaire graphémique, tandis que l’autre est un dictionnaire
phonétique. Le dictionnaire graphémique est une liste de plus de 950 000 mots, où
chaque lettre des mots est considérée comme un phonème. La plupart des voyelles
ne sont donc pas indiquées, conformément à la graphie courante de l’arabe. Le dic-
tionnaire phonétique correspond quant à lui à une phonétisation automatique de
la liste des 526 000 mots du corpus de modélisation de la langue après filtrage des
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hapax (ALI et al., 2014). Cependant, les participants sont libres d’utiliser un autre
lexique de leur choix.

La graphie de la langue arabe étant difficile à manipuler pour des personnes non
initiées, les données textuelles sont translittérées grâce à l’alphabet de Buckwalter
(BUCKWALTER, 2002), qui utilise des caractères latins et des symboles informatiques.
L’évaluation des modèles sera faite selon cette translittération.

5.1.3 Spécificités de la langue arabe

L’arabe est une langue afro-asiatique de la famille des langues sémitiques. Parlée
par plus de 300 millions de locuteurs, cela en fait la langue sémitique la plus par-
lée. Il existe cependant une distinction importante entre l’arabe littéral, constitué de
l’arabe classique et de l’arabe standard moderne (MSA) utilisé surtout à l’écrit, et
l’arabe dialectal, avec de nombreuses variantes régionales privilégiées à l’oral. Étant
reconnu dans tout le monde arabe, l’arabe standard est largement utilisé à l’oral
dans les programmes de télévision, bien qu’il ne soit la langue maternelle d’aucun
locuteur.

La prononciation de l’arabe est centrée sur les consonnes, qui sont au nombre de
28, tandis qu’on dénombre seulement trois voyelles qui se déclinent en une variante
courte et une variante longue. D’autres voyelles peuvent être ajoutées selon les dia-
lectes mais elles restent tout de même minoritaires. Cette importance des consonnes
se retrouve à l’écrit, où les voyelles sont représentées principalement par des diacri-
tiques. De plus, ces dernières sont souvent omises, les lecteurs déduisant le sens des
mots selon leur contexte et donc leur prononciation. C’est le cas dans les transcrip-
tions du MGB Challenge, où une même graphie peut correspondre à une multitude
de mots différents avec une prononciation différente. Cependant, lorsqu’un mot est
écrit avec tous ses diacritiques, la prononciation est sans ambiguïté : nous consi-
dérerons dans notre étude la voyellation automatique des mots pour en obtenir la
prononciation.

Pour finir, l’arabe est une langue riche morphologiquement. C’est en particulier une
langue flexionnelle, c’est-à-dire que les mots changent de forme selon leur nature
grammaticale. Cette particularité entraîne un nombre important de formes lexicales,
ce qui est problématique dans le cadre d’un SRAP où la taille du vocabulaire est
limitée.

5.1.4 Stratégie de participation

Notre participation au MGB Challenge s’est faite autour de trois axes : la construc-
tion d’un dictionnaire de prononciation prenant en compte les spécificités de l’arabe,
l’amélioration du corpus d’apprentissage à partir des données imparfaites fournies,
et l’adaptation des modèles au domaine d’application. Ce dernier point regroupe
l’adaptation acoustique aux locuteurs et la modélisation du langage. La description
du système proposé est détaillée dans (TOMASHENKO et al., 2016). S’agissant d’un
travail collaboratif, la description de l’ensemble des parties est nécessaire à la com-
préhension du système proposé. Cependant, la contribution de ce travail de thèse se
limite à la construction d’un nouveau dictionnaire de prononciation.
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Des études sur la reconnaissance de la parole en arabe ont montré que des SRAP fon-
dés sur des lexiques graphémiques et phonétiques sont complémentaires (NGUYEN

et al., 2009 ; SOLTAU et al., 2009). Cependant le lexique phonétique fourni par les or-
ganisateurs ne renseigne pas la forme voyellée de la graphie des mots, ce qui conduit
à un grand nombre d’hypothèses de prononciation par mot. La figure 5.1 donne la
distribution des mots du lexique fourni pour la campagne en fonction du nombre de
prononciations par mot.
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FIGURE 5.1 – Distribution des mots du lexique fourni pour la cam-
pagne en fonction du nombre de prononciations par mot

Nous observons que près de 50% des mots du lexique ont au moins trois variantes de
prononciation, ce qui est pénalisant pour l’apprentissage des modèles acoustiques.
De plus, le lexique a été construit indépendamment des données pour la modélisa-
tion acoustique. Il y a donc un nombre important de mots présents dans les trans-
criptions de parole dont on ne connait pas la prononciation. On compte ainsi seule-
ment 168 000 mots des 526 000 mots du lexique qui sont présents dans les trans-
criptions du corpus d’apprentissage, et 35 000 mots du corpus d’apprentissage ne
sont pas dans le lexique. Nous nous proposons alors de construire un lexique pour
l’apprentissage des modèles acoustiques qui soit voyellé et où tous les mots seront
présents. Les transcriptions seront modifiées en conséquence pour inclure les diffé-
rents diacritiques. Pour le décodage, comme le corpus DEV et le corpus TEST ont des
transcriptions non voyellées, nous considérons un lexique non voyellé mais dont la
prononciation aura été déduite de la forme voyellée des mots.

Comme nous l’avons vu, les données fournies pour l’apprentissage des modèles
acoustiques sont imparfaites dans la mesure où les transcriptions ne reflètent pas
fidèlement ce qui est réellement prononcé. Pour aligner ces transcriptions manuelles
avec le signal, les organisateurs du MGB Challenge ont utilisé un SRAP développé
par le QCRI. Cela leur a permis de calculer entre autres le Matching Error Rate (MER)
pour chaque enregistrement. Cette métrique, calculée sur le même principe que le
Word Error Rate (WER), indique le taux de différence entre l’hypothèse de recon-
naissance et la transcription alignée. La figure 5.2 donne le MER au niveau mot et
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au niveau caractères en fonction de la quantité en heures de parole du corpus d’ap-
prentissage.

Fig. 3. Distribution of Average Word Duration (AWD)

Fig. 4. Cumulative Average Word Duration

Fig. 5. Cumulative Duration for Word (red line), and Grapheme (blue line) Matching Error Rate (MER)
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FIGURE 5.2 – Matching Error Rate au niveau mot et au niveau carac-
tères des données fournies pour le MGB Challenge en fonction du

nombre d’heures de parole

Nous observons que la différence entre transcription de référence et reconnaissance
automatique de la parole devient assez importante lorsque l’ensemble du corpus
d’apprentissage est considéré. Une telle divergence s’explique soit par des erreurs de
reconnaissance, soit pas des différences entre la transcription manuelle et ce qui est
prononcé. Cela peut pénaliser l’apprentissage des modèles acoustiques, c’est pour-
quoi nous nous intéressons à un mécanisme de sélection des données. L’idée est de
réduire itérativement la taille du corpus d’apprentissage en sélectionnant les don-
nées les plus en accord avec un SRAP initial. Un tel mécanisme a déjà été utilisé
pour construire le corpus TEDLIUM en langue anglaise (ROUSSEAU, DELÉGLISE et
ESTÈVE, 2012).

Afin d’obtenir un SRAP adapté au domaine d’utilisation, nous emploieront des tech-
niques d’adaptation aux locuteurs pour tenir compte de leurs différences acous-
tiques. S’agissant d’émissions télévisées d’une période continue, nous pouvons sup-
poser que certains locuteurs seront présents aussi bien dans les données d’appren-
tissage que dans les données d’évaluation. Concernant la modélisation du langage,
nous utiliserons les données uniquement textuelles pour construire un modèle gé-
néraliste, puis nous le spécialiserons grâce aux transcriptions des émissions. Le vo-
cabulaire sera choisi selon un compromis entre le nombre de mots différents et la
couverture des transcriptions fournies. Ce même vocabulaire sera celui du diction-
naire de prononciation utilisé pour le décodage.
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5.2 Voyellation du texte et phonétisation en contexte

5.2.1 Principe

L’alphabet arabe comporte deux sortes de représentations : les lettres, qui sont tou-
jours écrites, et les diacritiques, représentant les voyelles courtes, souvent omis. Il
en résulte que l’orthographe d’un mot sorti de son contexte ne permet pas de dis-
tinguer deux prononciations différentes (et potentiellement deux sens différents). La
construction d’un dictionnaire de prononciation, aussi appelé lexique, à partir de la
représentation graphémique des mots n’est donc pas un exercice trivial. Cependant,
lorsque les mots sont voyellés, c’est-à-dire que tous les diacritiques sont écrits, des
règles simples permettent d’en déduire la séquence de phonèmes.

Plusieurs méthodes permettraient d’obtenir un dictionnaire phonétique :

1. voyeller les mots dans leur contexte et conserver pour le lexique les formes
voyellées les plus fréquentes

2. générer un lexique à l’aide d’un modèle statistique, puis sélectionner les en-
trées les plus vraisemblables à l’aide d’un modèle acoustique

3. voyeller le texte en différenciant les mots selon leur voyellation (e.g. deux
occurrences de ktb peuvent devenir ktb_kataba et ktb_kutubN dans le texte)

Pour générer le dictionnaire phonétique proposé, les organisateurs ont retenu la mé-
thode (1) en se servant de l’outil MADAMIRA (PASHA et al., 2014). MADAMIRA est
un outil capable de générer des hypothèses de voyellation pour chaque mot d’après
son contexte lexical. Le procédé de génération des hypothèses repose sur un modèle
stochastique, et un score de confiance est donné pour chaque voyellation proposée.
Les organisateurs du MGB Challenge ont ainsi gardé les trois meilleures hypothèses
de voyellation de MADAMIRA lorsque le score de confiance était au moins à 80%
du meilleur score, puis ont déduit la phonétisation en appliquant les règles décrites
dans (BIADSY, HABASH et HIRSCHBERG, 2009). La méthode (2) a été appliquée avec
succès dans (ZHANG et al., 2017) pour l’anglais. Les auteurs ont en effet montré qu’il
était possible d’obtenir des performances proches d’un lexique de grande qualité
construit manuellement lorsque des données de parole transcrites et un petit lexique
initial étaient disponibles. Un modèle acoustique est utilisé pour filtrer les entrées
d’un lexique qui ne sont pas ou peu utilisées lors d’un alignement forcé. Pour la
campagne, nous choisissons la méthode (3) en expérimentant la conservation de la
première ou des deux premières hypothèses de MADAMIRA. Cette voyellation est
suivie d’une étape de phonétisation où des règles de translitteration sont appliquées.

Une fois la voyellation terminée, le processus de phonétisation se fait aisément avec
des règles simples de translitteration. Pour leur lexique, les organisateurs du MGB
Challenge se fondent sur des règles décrites dans (BIADSY, HABASH et HIRSCH-
BERG, 2009), en ajoutant une règle : les mots se terminant par une voyelle ont une
variante de prononciation supplémentaire où la dernière voyelle n’est pas prononcée
(ALI et al., 2014). En effet, ils ont remarqué que les locuteurs réalisent souvent cette
élision. Le lexique final est construit en faisant correspondre les phonétisations ob-
tenues avec les mots sous forme graphémique. Dans notre étude, nous suivons cette
méthode de phonétisation en comparant les règles et les jeux de phonèmes décrits
dans (ALI et al., 2009) et (BIADSY, HABASH et HIRSCHBERG, 2009), respectivement
notés dans la suite règles (phonèmes) A et règles (phonèmes) B.
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5.2.2 Voyellation des données textuelles

Les données voyellées correspondent aux transcriptions du corpus TRAIN et du
corpus DEV, ainsi que le texte fourni pour l’apprentissage du modèle de langage.
La voyellation consiste à analyser les textes à l’aide de MADAMIRA et à extraire le
texte ainsi voyellé. Parmi les informations fournies par MADAMIRA lors de l’ana-
lyse d’un texte, nous trouvons pour chaque mot des voyellations possibles, ordon-
nées selon un score de confiance. Nous avons choisi de conserver la ou les deux
meilleures hypothèses, et d’écrire un mot voyellé dans le format <écriture sans
voyelle>_<écriture voyellée 1>+<écriture voyellée 2>. Par exemple, le mot ktb
pourra s’écrire ktb_kataba ou encore ktb_kutuba+kutubN. Etant donné la nature
contextuelle de la voyellation, nous espérons récupérer l’ensemble des voyellations
possibles d’une même orthographe par recoupement de plusieurs occurrences d’un
même mot.

Une particularité des textes du MGB Challenge est qu’ils présentent des nombres
écrits en chiffres. Ceci est problématique dans la mesure où la phonétisation d’un
mot est déduite de son écriture en lettres. Une difficulté de la transformation des
nombre de l’écriture en chiffres à l’écriture en lettres réside dans le fait que les
nombres en arabe s’accordent en genre, masculin et féminin. Or, il est d’une part
difficile de déterminer le genre des nombres d’après leur contexte d’utilisation, et
d’autre part le choix d’un accord influence la voyellation des mots du même contexte
lexical. En effet, certains noms masculins et féminins ne se différencient que par
leurs diacritiques. Pour traiter cette difficulté, nous avons choisi de voyeller tous
les textes trois fois : avec les nombres en chiffres, avec les nombres au masculin et
avec les nombres au féminin. Tandis que la voyellation des mots qui ne sont pas des
nombres est conservée de la version où les nombres sont en chiffres, la voyellation
des nombres résulte de la concaténation des voyellations des nombres au masculin
et au féminin. Cela permet de couvrir tous les cas de voyellation des nombres sans
influencer négativement la voyellation du contexte lexical de ces mots.

5.2.3 Phonétisation

Une fois la voyellation des textes terminée, il s’agit de construire un lexique phoné-
tique. Plus particulièrement, nous distinguons lexique d’apprentissage et lexique de
décodage.

Le lexique d’apprentissage est utilisé lors de l’apprentissage des modèles acous-
tiques. Son objectif est de proposer pour chaque mot du corpus TRAIN la phoné-
tisation correspondant au signal de parole. Dans les faits, nous nous contentons
d’indiquer un ensemble de phonétisations possibles, dérivées des hypothèses de
voyellation. Il s’agit donc d’un compromis entre une phonétisation figée du corpus
d’apprentissage et une grande variabilité dans les hypothèses de prononciation. Par
exemple pour ktb, nous aurons dans le lexique :

ktb_kataba k a t a b
ktb_kataba k a t a b a
ktb_kutuba k u t u b
ktb_kutuba k u t u b a
ktb_kutubi k u t u b
ktb_kutubi k u t u b i
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ktb_kutubK k u t u b i n
ktb_kutub k u t u b
ktb_kutubN k u t u b u n

Ainsi, chaque entrée est identifiée par un mot voyellé en contexte, accompagné des
phonétisations possibles. Ceci implique que les mots soient transcrits selon le même
format dans le texte du corpus d’apprentissage. Cela est possible pour le corpus
TRAIN, mais pas pour DEV ou TEST où le SRAP proposé pour la campagne se doit
de respecter le formalisme des organisateurs. C’est pourquoi nous développons un
second lexique, spécifique au décodage.

Le lexique de décodage est utilisé lors de la transcription de nouvelles données au-
dio. Il donne alors l’orthographe des mots tels qu’ils doivent être obtenus en sor-
tie du système, avec les différentes phonétisations associées. Ainsi, par rapport au
lexique d’apprentissage les entrées ne sont pas voyellées. Par exemple pour ktb :

ktb k a t a b
ktb k a t a b a
ktb k u t u b
ktb k u t u b a
ktb k u t u b i
ktb k u t u b i n
ktb k u t u b u n

Il s’agit simplement du lexique d’apprentissage auquel nous avons retiré les marques
de voyellation. De plus, la liste des mots présents est choisie selon le modèle de lan-
gage et non en fonction du vocabulaire du corpus d’apprentissage.

Afin de passer d’un mot voyellé à sa phonétisation, nous expérimentons deux jeux
de règles, notés A et B, proposés respectivement dans (ALI et al., 2009) et (BIADSY,
HABASH et HIRSCHBERG, 2009). Les principales différences résident dans le jeu
de phonèmes et la gestion des prononciations dialectales. En particulier, le jeu de
règles A génère davantage de phonétisations par mot dans la mesure où les voyelles
courtes sont associées à des phonèmes plus diverses (tableau 5.2). De plus, des pho-
nèmes spécifiques à certains dialectes sont pris en compte.

Notation du jeu A Description Équivalence dans le jeu B
/AE/ voyelle courte Fatha

/a//AA/ version pharyngeale de /AE/
/AH/ version emphatique de /AE/
/AE :/ version longue de /AE/

/A//AA :/ version longue de /AA/
/AH :/ version longue de /AH/

TABLE 5.2 – Comparaison des jeux de phonèmes A et B pour la
voyelle Fatha

Afin de limiter les variantes de prononciation par mot, dues à la fois aux hypothèses
de voyellation et aux variantes phonétiques pour un même mot voyellé, nous avons
choisi de conserver uniquement la ou les deux premières hypothèses de voyellation
de MADAMIRA. Dans le premier cas, appelée statégie 1-best, nous conservons pour
chaque mot en contexte la première hypothèse de voyellation de MADAMIRA se-
lon sa mesure de confiance. Cela génère en réalité plusieurs voyellations différentes
pour une même écriture graphémique en raison des différents contextes observés
dans les données textuelles. Dans le deuxième cas, où stratégie 2-best, ce sont les
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deux premières hypothèses de voyellation de chaque mot en contexte qui seront
phonétisées. Nous obtenons donc quatre lexiques d’apprentissage et quatre lexiques
de décodage, avec respectivement deux lexiques construits selon les règles A et deux
selon les règles B. La figure 5.3 donne pour chacun des lexiques générés le nombre
de prononciations par mot en fonction du nombre de mots voyellés.
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FIGURE 5.3 – Nombre de prononciations par mot en fonction du
nombre de mots pour les lexiques générés à partir de stratégies de

voyellation et de règles de phonétisation différentes

Nous observons que quelle que soit la stratégie utilisée, le nombre de phonétisations
par mot est moins important qu’avec le lexique phonétique d’origine. De plus, le
corpus d’apprentissage est mieux couvert car l’ensemble des mots présents est ici
phonétisé. Au niveau des lexiques de décodage, ils comportent un nombre de mots
similaire au lexique fourni par les organisateur du MGB Challenge. Il est maintenant
nécessaire de sélectionner le lexique donnant les meilleures performances lors de son
utilisation en reconnaissance de la parole.

5.2.4 Evaluation des lexiques dans le cadre de la reconnaissance de la pa-
role

Pour comparer les performances des différents lexiques, nous construisons des SRAP fon-
dés sur chacun d’eux. Les modèles acoustiques, de type HMM-GMM, sont entraînés
sur l’ensemble du corpus TRAIN à l’aide de paramètres acoustiques PLP et d’une
adaptation aux locuteurs fMLLR. Le modèle de langage utilisé est un modèle bi-
gramme appris sur l’ensemble des données textuelles fournies, excepté les trans-
criptions du corpus DEV qui sert à l’évaluation. Les systèmes sont évalués en terme
de WER et celui qui donnera les meilleurs résultats servira de base à l’apprentissage
d’un modèle acoustique HMM-DNN. Le tableau 5.3 donne le taux d’erreur mot pour
chaque SRAP construit, dont l’un sert de référence en étant construit avec le lexique
phonétique fourni.
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# Lexique WER
(L0) Lexique fourni par les organisateurs du MGB Challenge (baseline) 40,8
(L1) Lexique construit selon les règles A avec la stratégie 1-best 47,5
(L2) Lexique construit selon les règles A avec la stratégie 2-best 44,8
(L3) Lexique construit selon les règles B avec la stratégie 1-best 39,7
(L4) Lexique construit selon les règles B avec la stratégie 2-best 39,2

TABLE 5.3 – Taux d’erreur de mot (WER), en %, des systèmes de re-
connaissance de la parole selon le lexique utilisé

Nous observons que les lexiques construits selon les règles de phonétisation B per-
mettent d’obtenir des meilleures résultats qu’avec le lexique de référence. Ce n’est
pas le cas des lexiques construits selon les règles de phonétisation A. Cela confirme
le choix des auteurs de (ALI et al., 2014) quant aux règles de phonétisation les plus
appropriées. Un jeu de phonèmes plus simple permet en effet une meilleure capacité
de généralisation des modèles acoustiques. Par ailleurs, la stratégie de voyellation 2-
best donne des meilleures résultats que la stratégie 1-best, quelles que soient les règles
de phonétisation utilisées. La combinaison d’un lexique construit selon les règles B
avec la stratégie de voyellation 2-best sera donc retenue pour le système final.

5.3 Sélection des données et alignement

Pour constituer un corpus d’apprentissage de qualité suffisante pour la modélisa-
tion acoustique, nous avons procédé à une sélection des données acoustiques et à
un réalignement des transcriptions textuelles. Notre méthode s’appuie sur une ap-
proche itérative qui a notamment été utilisée pour développer le corpus en langue
anglaise TEDLIUM (ROUSSEAU, DELÉGLISE et ESTÈVE, 2012). Le principe est de
construire successivement des SRAP pour décoder le corpus d’apprentissage et sé-
lectionner les segments de la référence en accord avec le résultat du décodage. La
figure 5.4 montre une vue d’ensemble des étapes successives du processus de sé-
lection des données. Le tableau 5.4 donne le taux d’erreur mot obtenu sur le corpus
DEV pour chaque SRAP construit en fonction des données d’apprentissage utilisées.
Pour chaque SRAP, nous utilisons le lexique graphémique afin d’obtenir un système
complémentaire à celui fondé sur le lexique phonétique.

La première étape a été de construire un premier SRAP à partir de la totalité du cor-
pus TRAIN. Un modèle acoustique HMM-GMM est entraîné à l’aide de paramètres
acoustiques PLP (Perceptual Linear Prediction) et d’une adaptation aux locuteurs
fMLLR (feature space maximum likelihood linear regression). Les alignements pho-
némiques obtenus par ce modèle permettent ensuite d’effectuer l’apprentissage d’un
modèle HMM-DNN. La typologie du modèle est la suivante : une entrée de taille
40× 11 où les vecteurs PLP sont pris avec leurs 10 vecteurs voisins, six couches ca-
chées de taille 2048, et une couche de sortie de taille 8827. Un modèle de langage
bigramme, appris sur l’ensemble des données textuelles fournies, est utilisé pour
le décodage. Finalement, les hypothèses de reconnaissance sont réévaluées par un
second modèle de langage 4-grammes estimé sur les mêmes données.

Le SRAP obtenu a permis de faire un premier décodage du corpus TRAIN. En
comparant les hypothèses de reconnaissance et les transcriptions de référence, nous
avons sélectionné les segments qui partageaient à la fois la même séquence de mots
et le même alignement. Plus précisément, nous avons retenu les segments dont les
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FIGURE 5.4 – Méthode de sélection des données acoustiques pour
constituer un corpus d’apprentissage des modèles acoustiques à par-

tir de données imparfaites

bornes temporelles déterminées par le SRAP étaient incluent dans les bornes tempo-
relles de la référence. Cette première sélection nous a permis de constituer un corpus
SILVER TRAIN de 326 heures de parole.

A partir du corpus SILVER TRAIN, nous construisons un deuxième SRAP avec la
même topologie que le premier. Nous décodons alors une nouvelle fois les don-
nées acoustiques du corpus TRAIN qui n’ont pas été sélectionnées à la première
étape. En plus des segments qui correspondent parfaitement à la transcription de
référence, soit environ 16h de parole, nous ajoutons des sous-parties de certains seg-
ments qui sont partiellement alignés correctement. Pour obtenir un corpus de taille
suffisante pour estimer des modèles acoustiques robustes à la tâche de reconnais-
sance de la campagne d’évaluation, nous ajoutons également les segments compta-
bilisant jusqu’à deux mots de différence. Nous obtenons finalement un corpus GOL-
DEN TRAIN de 648 heures de parole, à partir duquel nous construisons un troisième
SRAP afin d’observer le gain apporté par la sélection de données.

Corpus Durée (h) Segments WER (%)
TRAIN 1128 376 011 27,9
SILVER TRAIN 326 150 201 27,8
GOLD TRAIN 648 398 438 26,2

TABLE 5.4 – Taux d’erreur mot (WER) obtenu sur le corpus DEV pour
chaque SRAP selon les données d’apprentissage utilisées

D’une part, nous observons que le SRAP appris sur le corpus SILVER TRAIN, bien
que n’exploitant qu’à peine 30% de la totalité des données acoustiques, obtient un
taux d’erreur identique au SRAP construit à partir du corpus TRAIN. Cela montre
que la première étape de sélection permet bien de déterminer les segments de bonne
qualité au sein de l’ensemble du corpus. D’autre part, nous observons un gain lors-
qu’un SRAP de même topologie est appris sur le corpus GOLD TRAIN. C’est pour-
quoi nous utiliserons uniquement ce corpus pour entraîner les modèles acoustiques
du système final.
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5.4 Description du système proposé

5.4.1 Modèles acoustiques

La modélisation acoustique a tout d’abord reposé sur celle décrite à la section 5.3,
à savoir un modèle HMM-DNN appris sur le corpus GOLD TRAIN et utilisant un
lexique graphémique. Nous avons ensuite expérimenté un nouveau type de mo-
dèle acoustique, appelé Chain Model, fondé sur une architecture neuronale de type
TDNN (PEDDINTI, POVEY et KHUDANPUR, 2015 ; POVEY et al., 2016). Ce modèle,
noté TDNN1, est entraîné avec des vecteurs PLP de taille 40 concaténés avec des
i-vecteurs de taille 100 pour l’adaptation aux locuteurs. Un modèle à la topologie
identique, noté TDNN2, a également été estimé en utilisant le lexique phonétique
décrit à la section 5.2 plutôt qu’un lexique graphémique.

Par ailleurs, nous avons expérimenté l’adaptation aux locuteurs proposée dans (TO-
MASHENKO et KHOKHLOV, 2014 ; TOMASHENKO, KHOKHLOV et ESTÈVE, 2016). Elle
repose sur l’utilisation de vecteurs de paramètres dérivées des modèles GMM à la
place des i-vecteurs. L’idée est de bénéficier des techniques d’adaptation aux locu-
teurs développées pour les GMMs, en particulier de l’adaptation maximum a pos-
terior (MAP), tout en exploitant les capacités de généralisation des modèles neuro-
naux. Nous avons ainsi développé deux modèles acoustiques, notés respectivement
DNNGMMD et TDNNGMMD, qui reprennent les deux topologies précédemment dé-
crites.

5.4.2 Modèles de langage

La modélisation du langage repose sur des modèles n-grammes. En particulier, nous
utilisons un modèle bigramme pour le décodage et un modèle 4-grammes pour ré-
estimer les poids associés aux hypothèses de reconnaissance. La modélisation com-
porte trois étapes : la préparation des données d’apprentissage, le choix du vocabu-
laire, et l’estimation des modèles à proprement parler.

Les données d’apprentissage sont constituées d’une part d’un corpus générique de
textes issus du site Aljazeera.net, d’autre part des transcriptions du corpus GOLDEN
TRAIN. Nous préférons en effet ne pas utiliser les transcriptions du reste du corpus
TRAIN, qui peuvent éventuellement s’éloigner de réelles transcriptions de parole.
De plus, nous filtrons tous les mots composés de caractères n’appartenant pas à l’al-
phabet de Buckwalter. Les nombres écrits en chiffres auront également été convertis
en lettres.

Pour déterminer le vocabulaire adapté, nous estimons deux modèles unigrammes,
chacun sur un corpus textuel. Les deux modèles sont ensuite interpolés linéairement
pour obtenir un unique modèle unigramme. Les poids d’interpolation sont calculés
de telle sorte que la perplexité du modèle obtenu soit minimisée sur les transcrip-
tions du corpus DEV. Finalement, le vocabulaire que nous retenons est l’ensemble
des 300 000 mots les plus fréquents d’après ce modèle de langage.

Enfin, nous estimons deux modèles bigrammes et 4-grammes sur chaque corpus tex-
tuel en limitant l’estimation au vocabulaire fixé. Les modèles sont interpolés deux à
deux afin d’obtenir un modèle bigramme et un modèle 4-grammes. Cette interpo-
lation permet de bénéficier de modèles suffisamment robustes, car estimés sur de
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grandes quantités de données, tout en étant adaptés au contexte d’utilisation. Le ta-
bleau 5.5 donne la perplexité sur le corpus DEV des différents modèles de langages
estimés selon le corpus d’apprentissage.

Ordre du modèle Corpus d’apprentissage Perplexité
2 Aljazeera.net 2377
2 GOLD TRAIN 3055
2 Interpolation linéaire avec λ(Aljazeera.net) = 0, 52 1005
4 Aljazeera.net 2002
4 GOLD TRAIN 2754
4 Interpolation linéaire avec λ(Aljazeera.net) = 0, 53 832

TABLE 5.5 – Perplexité des modèles de langages sur le corpus DEV
en fonction des données d’apprentissage utilisées

Les résultats montrent que l’interpolation linéaire de deux modèles de langages per-
met d’obtenir une perplexité moindre qu’un modèle généraliste ou un modèle spé-
cifique estimé sur peu de données. Le décodage n’est pas effectué directement avec
le modèle de langage 4-grammes dans la mesure où cela prendrait trop d’espace
mémoire vis-à-vis de la taille du vocabulaire.

5.4.3 Évaluation

Nous procédons à l’évaluation des différents SRAP construits. Ils se distinguent par
leurs modèles acoustiques ou le lexique utilisé, mais partagent tous les mêmes mo-
dèles de langage. Le tableau 5.6 donne le WER pour chaque SRAP sur un décodage
du corpus DEV.

Système WER (%)
DNN1 26,2
TDNN1 21,4
TDNN2 23,3
DNNGMMD 21,9
TDNNGMMD 22,1

TABLE 5.6 – Taux d’erreur mot (WER) obtenu sur le corpus DEV pour
chaque SRAP selon le modèle acoustique utilisé

Lorsque l’adaptation aux locuteurs est issue des i-vecteurs, c’est le modèle chain
TDNN qui obtient un meilleur résultat que le modèle DNN équivalent. En revanche,
c’est l’inverse lorsque ce sont des vecteurs GMMD qui sont considérés. Le modèle
TDNN2, le seul utilisant un lexique phonétique, se place quant à lui entre les mo-
dèles DNN1 et TDNN1. Pour étudier la complémentarité des modèles acoustiques,
nous évaluons les différentes combinaisons possibles (tableau 5.7). La combinaison
se fait au niveau de réseaux de confusion, où chaque liaison est pondérée selon le
résultat d’une interpolation linéaire sur le corpus DEV. Cela permet de trouver la
combinaison optimale de modèles acoustiques.

Nous observons que bien que le modèle DNNGMMD permettait d’obtenir un WER
inférieur à celui obtenu avec le modèle TDNNGMMD, ce sont bien les combinaisons
de modèles TDNN qui donnent les meilleurs résultats. Il y a donc bien une complé-
mentarité entre les lexiques graphémiques et phonétiques, ainsi qu’entre les vecteurs
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Combinaison de modèles acoustiques WER (%)TDNN1 TDNN2 DNNGMMD TDNNGMMD
• • 20,5

• • 20,5
• • 20,5

• • 20,4
• • 20,4
• • 20,0
• • • 19,9

• • • 19,8
• • • 19,8
• • • 19,7
• • • • 19,5

TABLE 5.7 – Taux d’erreur mot (WER) obtenu sur le corpus DEV pour
chaque SRAP selon les modèles acoustiques combinés

d’adaptation aux locuteurs. Nous obtenons finalement le meilleur résultat en com-
binant l’ensemble des modèles acoustiques, ce qui montre que les différents types
de modèles acoustiques contribuent de manière positive.

5.5 Conclusion

Dans le cadre de la campagne d’évaluation MGB Challenge, nous avons développé
des systèmes de reconnaissance de la parole pour la langue arabe. La particularité de
cette campagne est de proposer des données d’apprentissage imparfaites pour une
langue relativement peu étudiée par les participants. Nous avons expérimenté diffé-
rents types de modèles acoustiques, différentes représentations de l’identité des lo-
cuteurs, et nous avons comparé un lexique graphémique et phonétique. Finalement,
nous avons montré que les différents systèmes développés étaient complémentaires
et que leur combinaison contribuait à améliorer les performances de reconnaissance
de la parole. De plus, nous avons montré qu’en suivant une méthode de sélection
et d’alignement automatique des données, il était possible d’améliorer significati-
vement la qualité du corpus d’apprentissage. Cette approche peut être transposée
facilement à d’autres langues. Ce travail donne ainsi un cadre méthodologique pour
le développement rapide de systèmes de reconnaissance de parole pour de nou-
velles langues, lorsque beaucoup de données sont disponibles mais de qualité in-
égale. Enfin, les résultats obtenus au regard du classement de la campagne (tableau
5.8) montrent qu’il est possible de générer des systèmes performants avec l’approche
proposée (ALI et al., 2016).

Participants WER (%)
QCRI 14,7
LIUM 16,7
MIT 17,3
NDSC 18,2
NHK 29,5
Cairo University 38,8
Seville University 51,1
Eqra 54,7

TABLE 5.8 – Résultats officiels du MGB-2 Challenge (ALI et al., 2016)
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En examinant les caractéristiques des SRAP des autres participants, nous observons
des stratégies assez différentes pour obtenir de bons résultats. Le système du QCRI
(KHURANA et ALI, 2016) utilise l’ensemble des 1200 heures de parole fournies pour
l’apprentissage des modèles acoustiques, avec une technique d’augmentation de
données consistant à modifier la vitesse et le volume du signal. Ainsi, ils obtiennent
trois fois plus de données acoustiques. La modélisation acoustique résulte de la com-
binaison de trois modèles TDNN, LSTM et BLSTM. La modélisation du langage est
réalisée par trois modèles : un modèle de langage 3-grammes pour le décodage et
une réévaluation effectuée successivement par un modèle de langage 4-grammes et
un RNN. Le système du MIT (ALHANAI, HSU et GLASS, 2016) utilise l’ensemble
des 1200 heures de parole fournies pour l’apprentissage des modèles acoustiques.
Après avoir comparé des modèles CNN, TDNN, LSTM, H-LSTM et G-LSTM, les
auteurs concluent que ce sont les modèles récurrents (LSTMs) qui permettent d’ob-
tenir les meilleurs résultats. Le système proposé combine les deux meilleures hypo-
thèses du modèle acoustique G-LSTM, et la modélisation du langage est similaire à
celle du système du QCRI : un modèle de langage 3-grammes pour le décodage et
une réévaluation effectuée successivement par un modèle de langage 4-grammes et
un RNN. Le NDSC (YANG et al., 2016) a effectué une sélection des données acous-
tiques selon le score MER fourni, aboutissant à un corpus de 680 heures de parole
pour l’apprentissage des modèles acoustiques. Leur système combine des modèles
acoustiques DNN, LSTM et TDNN, et la modélisation du langage est réalisée par un
modèle 3-grammes lors du décodage, suivie d’une réévaluation des hypothèses à
l’aide d’un modèle RNN. L’ensemble de ces participants a utilisé le lexique graphé-
mique fourni plutôt que de travailler sur un lexique phonétique. En somme, nous
remarquons que les meilleurs résultats sont obtenus avec des modèles acoustiques
neuronaux récurrents et une modélisation du langage avec un réseau de neurones
récurrent également. Notre participation est la seule a faire l’usage d’un lexique pho-
nétique, qui pourtant apporte une amélioration des performances du système après
combinaison. Quant aux données utilisées pour l’apprentissage des modèles acous-
tiques, deux stratégies sont concurrentes : améliorer le corpus d’apprentissage par
des techniques d’augmentation de données, ou au contraire réaliser une sélection
des données pour améliorer la précision des transcriptions.
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LA synthèse de la parole s’appuie sur des transcriptions phonétiques d’enregis-
trements de parole. Le signal de parole est segmenté en unités acoustiques,

elles-mêmes annotées par des phonèmes. En particulier, la synthèse par concaté-
nation utilise cette annotation pour sélectionner les unités recherchées, tandis que la
synthèse paramétrique repose sur ces données lors de l’apprentissage des modèles
acoustiques. Dans les deux cas, la qualité d’un système de synthèse de la parole
dépend de l’adéquation entre ces transcriptions et ce qui a été prononcé. Dans (BRO-
GNAUX, PICART et DRUGMAN, 2014 ; DALL et al., 2016), les auteurs montrent que la
qualité de la synthèse par concaténation pour le français est améliorée lorsque les
transcriptions phonétiques sont plus précises et corrigées manuellement. De plus,
les auteurs de (ARIK et al., 2017 ; GIBIANSKY et al., 2017) montrent qu’un système de
synthèse de la parole neuronal converge plus rapidemment et fait moins d’erreurs de
prononciation lorsqu’il est appris sur des transcriptions phonétiques plutôt que sur
du texte brut. Or, les transcriptions phonétiques sont produites par une phonétisa-
tion automatique du texte. L’hypothèse de phonétisation dépend donc d’une analyse
d’une séquence de caractères dans leur contexte lexical plutôt que du signal de pa-
role. Comme il n’existe pas une manière unique de prononcer la même séquence de
texte, et que la phonétisation automatique est source d’erreurs de prédiction, la pho-
nétisation obtenue peut être erronnée. C’est pourquoi la transcription phonétique
automatique est suivie d’une validation manuelle de la transcription. Cette étape
de correction est potentiellement longue alors que peu d’erreurs de phonétisation
sont présentes. Dans ce chapitre, nous commençons par mettre en évidence les dif-
férences entre une phonétisation automatique et le contenu phonétique prononcé.
Ensuite, nous proposons une méthode pour améliorer la phonétisation automatique
en utilisant des informations issues du texte et du signal de parole. Enfin, nous dé-
crivons une méthode de détection des erreurs de phonétisation, fondée sur l’utili-
sation du signal de parole, qui permet de faciliter la tâche de validation manuelle
des transcriptions. Les expérimentations sont menées sur une base de données en
français, avant d’être étendues pour d’autres langues.

6.1 Phonétisation automatique et contenu phonétique d’un
énoncé

6.1.1 Le système de phonétisation automatique de Voxygen

Le système de phonétisation automatique de Voxygen est composé d’un ensemble
de modules permettant de transformer progressivement une séquence de mots en
séquence de phonèmes. Quatre modules principaux peuvent être distingués : un
lexique, un module de translittération, un analyseur morpho-syntaxique et un mo-
dule de réécriture (figure 6.1).

Le lexique est une liste de mots où chacun d’eux est associé à une prononciation
et une classe grammaticale. Ainsi, chaque mot peut avoir plusieurs prononciations
différentes, décrites par une séquence de phonèmes, mais chaque prononciation est
associée à une unique étiquette grammaticale. Cette dernière permet donc de dis-
tinguer des mots possédant la même orthographe, ayant des prononciations diffé-
rentes. Le lexique regroupe à la fois les mots les plus courants et les mots qui ne
suivent pas les règles habituelles de prononciation de la langue : on parle alors d’ex-
ceptions. Les autres mots sont couverts par un ensemble de règles de translitération.
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FIGURE 6.1 – Système de phonétisation automatique à base de règles

Le module de translittération se fonde sur un ensemble règles pour associer à chaque
mot un ou plusieurs couples (phonèmes, étiquette grammaticale). Ces règles s’appuient
sur la séquence de caractères composant le mot, mais aussi sa morphologie. Par
exemple, une règle peut indiquer que la séquence de caractères [c h] peut se pro-
noncer /S/ comme dans chat, ou /k/ comme dans écho. Une autre règle permettra
de distinguer les prononciations de couvent en tant que nom commun ou en tant que
conjugaison du verbe couver. En somme, les mêmes sorties sont attendues pour le
module de translittération que pour le module lexique.

Pour chaque mot d’une séquence donnée, les hypothèses de transcription phoné-
tique, ainsi que les classes grammaticales correspondantes, sont recherchées dans
le lexique ou déterminées par des règles de translitération. Cela donne pour la sé-
quence de mots un ensemble de séquences de phonèmes possibles et les étiquettes
grammaticales correspondantes. Ensuite, une analyse morpho-syntaxique de la sé-
quence de mots est effectuée afin de faire une hypothèse sur la classe grammaticale
de chaque mot selon son contexte. Finalement, une séquence de phonèmes corres-
pondant à la séquence de mots est déterminée d’après le résultat de cette analyse.

La séquence de phonèmes obtenue après l’analyse morpho-syntaxique ne prend pas
en compte les contraintes phonologiques de la langue. C’est pourquoi un module
de réécriture est appliqué sur la séquence de phonèmes dans sa totalité pour tenir
compte des dépendances intra- et inter-mots. Ce module est fondé sur un ensemble
de règles propres à chaque langue.
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6.1.2 Erreurs de phonétisation

La transcription phonétique cherche à décrire les unités utilisées par un locuteur
dans un enregistrement sonore. Le contenu phonétique de référence est ainsi la sé-
quence de phonèmes associée à un signal de parole. Celle-ci peut être déterminée
manuellement par un annotateur en écoutant le signal et en le transcrivant en pho-
nèmes. En pratique, il part d’une phonétisation automatique et y effectue des mo-
difications. La phonétisation automatique étant issue du texte, elle peut être diffé-
rente de la séquence de phonèmes recherchée. En effet, il y a souvent plusieurs choix
phonétiques possibles pour un même texte, qu’un phonétiseur automatique ne peut
pas différencier. Nous qualifions ainsi d’erreur de phonétisation les différences entre le
contenu phonétique de référence et la phonétisation automatique.

Pour mesurer la différence entre deux séquences de phonèmes, en particulier entre
le contenu phonétique de référence et la phonétisation automatique, nous calculons
le taux d’erreur de phonétisation, où Phone Error Rate (PER). Cette métrique cor-
respond au taux de divergence en moyenne entre les séquences de phonèmes réfé-
rence et hypothèse au sens de la distance de Levenshtein. En pratique, il s’agit de
compter le nombre de substitutions, d’omissions et d’insertions de phonèmes dans
la séquence hypothèse, et de diviser par le nombre de phonèmes de la séquence de
référence :

PER =
#substitutions + #omissions + #insertions

#phonèmes de la référence
(6.1)

Une information complémentaire pour analyser les erreurs de phonétisation pro-
vient du taux de substitutions, d’omissions et d’insertions parmi les erreurs iden-
tifiées. Ces métriques sont particulièrement intéressantes dans le cadre de la pho-
nétisation automatique car elles permettent de donner une idée du type d’erreur
commis par les systèmes de transcription phonétique. Il est important de noter que
ce que nous qualifions comme erreur de phonétisation peut concerner des hypothèses
de phonétisation appropriées pour le texte considéré. En effet, il s’agit souvent d’un
choix du locuteur qui diverge de la cible phonétique, ce choix ne pouvant pas être
déduit à partir du texte seul.

6.2 Transcription phonétique multimodale

6.2.1 Données expérimentales

Nous cherchons dans cette partie à obtenir des hypothèses de transcription phoné-
tique issues de sources différentes, c’est-à-dire acoustiques et textuelles. L’objectif
est d’obtenir des séquences phonétiques plus proches de la réalité acoustique que
ce que permet une phonétisation automatique à partir du texte seul. Pour cela, nous
considérons une base de données de synthèse de la parole de plusieurs voix en fran-
çais, consituée d’enregistrements de parole et de leurs transcriptions en mots et en
phonèmes. Le texte correspondant aux séquences de mots du corpus a été transcrit
en phonèmes à l’aide du système de phonétisation automatique de Voxygen, puis
la transcription phonétique a été vérifiée et corrigée manuellement. Le corpus a été
construit pour la synthèse par concaténation, c’est-à-dire que pour chaque voix, le
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contenu phonétique possède une large couverture des séquences de phonèmes pos-
sibles dans la langue. Les séquences de mots sont représentées sous la forme de sé-
quences de caractères, où un symbole permet d’identifier les frontières de mots. Les
séquences de phonèmes associées sont également délimitées entre les mots (tableau
6.1).

Graphemes l e s | é c r a n s | s o n t | a l l u m é s

Phonemes L EI | Z EI K R AN | S ON | T A L U M EI

TABLE 6.1 – Représentation d’un exemple du corpus phonétisé.

Nous divisons la base de données de synthèse en deux parties pour distinguer les
données utiles pour l’apprentissage des modèles et les données nécessaires à leur
évaluation. La première constitue le corpus d’apprentissage et a une durée de 50
heures de parole, comportant 9 locuteurs pour 90 135 séquences de mots. La deuxième,
le corpus de test, comporte 1 heure de parole, pour 3 locuteurs et 950 séquences de
mots. L’ensemble des séquences phonétiques associées aux enregistrements ont été
vérifiées manuellement après l’écoute de ces derniers, conformément au protocole
de création de voix de synthèse de Voxygen. Celles-ci constituent la référence pour
l’apprentissage et l’évaluation des systèmes de phonétisation automatique. Les lo-
cuteurs et les séquences de mots du corpus de test sont distincts de ceux du corpus
d’apprentissage. Chaque séquence de mots correspond à une phrase ou un groupe
de souffle.

6.2.2 Phonétisation automatique à partir du texte

Nous avons présenté précédemment le système de phonétisation automatique de
Voxygen (S0). Nous cherchons maintenant à le comparer à d’autres méthodes de
phonétisation automatique à l’état de l’art. L’objectif est d’obtenir des hypothèses de
phonétisation plus précises ou complémentaires. Pour cela, nous construisons deux
systèmes de phonétisation automatique : l’un est fondé sur un modèle de n-grammes
joints (S1), l’autre est construit autour d’une architecture neuronale encodeur-décodeur
avec un mécanisme d’attention (S2).

Pour le modèle n-grammes joints, nous utilisons le toolkit Phonetisaurus (NOVAK

et al., 2012 ; NOVAK, MINEMATSU et HIROSE, 2013), dont l’apprentissage s’effectue
en deux étapes. Premièrement, un alignement est réalisé pour chaque mot entre les
séquences de caractères et les séquences de phonèmes correspondantes. Cet aligne-
ment repose sur le principe de l’algorithme Expectation-Maximization, qui s’effec-
tue itérativement, et permet d’aboutir à un corpus de séquences de couples (gra-
phèmes, phonèmes). La deuxième étape consiste à entraîner un modèle de langage
sur le corpus obtenu afin de générer les hypothèses de phonétisation. Nous avons
alors construit un modèle de langage intra-mots 6-grammes reposant sur SRILM
(STOLCKE, 2002) Le système de phonétisation obtenu permet d’obtenir une ou plu-
sieurs hypothèses de phonétisation pour des mots isolés. Cependant, il n’est pas
capable de prendre en compte le contexte lexical dans sa décision.

Le modèle de phonétisation neuronal repose sur une architecture encodeur-décodeur
avec un mécanisme d’attention (figure 6.2). Ce dernier permet de pondérer chaque
lettre d’une séquence de mots en entrée dans le choix des phonèmes en sortie, en
tenant compte de dépendances intra- et inter-mots. Ainsi, les hypothèses formulées
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sont dépendantes du contexte lexical et peuvent donc prendre en compte les liaisons
ou la position des mots dans la séquence par exemple.

+

séquence de mots (caractères)

transcription phonétique

encodeur

decodeur

mécanisme 
d’attention

FIGURE 6.2 – Système de phonétisation automatique neuronal de
bout en bout.

Nous avons choisi de suivre l’architecture proposée par (BAHDANAU, CHO et BEN-
GIO, 2014) en nous appuyant sur le toolkit NMTPy (CAGLAYAN et al., 2017) pour
implémenter notre modèle. L’encodeur est composé d’une couche récurrente bidi-
rectionnelle tandis que le décodeur consiste en deux couches de GRU additionnées
d’un mécanisme d’attention. Les caractères sont représentées par des embeddings de
64 dimensions, puis ces vecteurs sont projetés sur des couches de 128 dimensions.
L’apprentissage du modèle utilise l’algorithme d’optimisation Adam avec un learning
rate égal à 10−4 pour des batch de taille 32. Finalement nous appliquons la technique
du dropout pour chaque couche récurrente avec une probabilité de 0, 4.

La tableau 6.2 donne le PER des différents systèmes de phonétisation automatique.

# Système PER S O I
(S0) phonétisation automatique par règles 2,9 70,9 17,8 11,3
(S1) phonétisation par modèle de n-grammes joints 6,4 41,4 50,3 8,3
(S2) phonétisation par modèle neuronal 2,8 62,8 22,9 14,3

TABLE 6.2 – Taux d’erreur de phonétisation (PER) des systèmes de
phonétisation automatique, dont la proportion de substitutions (S),

d’omissions (O) et d’insertions (I), en %.

Pour le système à base de règles, la plupart des erreurs de phonétisation sont des
substitutions (70,9%). Celles-ci résultent d’une divergence du locuteur par rapport à
la cible phonétique. Le modèle de n-grammes joints est davantage pénalisé par les
omissions (50,3%). Quant au modèle neuronal, il a un taux d’erreur proche de celui
à base de règles.

Nous procédons ensuite à une analyse qualitative plus fine des erreurs de phonétisa-
tion. Nous remarquons que les erreurs principales concernent des confusions entre
voyelles ouvertes et fermées, des confusions entre consonnes voisées et non voi-
sées, des contraintes phonologiques qui n’ont pas été anticipées correctement (e.g.
72 : /swasÃt@duz/ vs. /swasÃnduz/, 36 : /trÃnsis/ vs. /trÃtsis/), ou des erreurs
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au niveau des liaisons. Le diagramme 6.3 détaille le type des erreurs des différents
systèmes :

42%
6%

21%

12%

19%

18%

11%

17%

14%

40%

36%10%

18%

11%

25%

confusions voyelles ouvertes ou fermées
confusions consonnes voisées ou non
erreurs de phonologie
erreurs de liaisons
autres erreurs

FIGURE 6.3 – Répartition des erreurs des systèmes de phonétisation
automatique – respectivement (S0), (S1) et (S2) – selon leur type.

Nous observons que le phonétiseur à base de règles et le phonétiseur neuronal,
en plus d’avoir un taux d’erreur proche, ont une répartition similaire des types
d’erreurs. En effet, les confusions entre voyelles ouvertes et fermées sont prédo-
minantes, ainsi que des problèmes au niveau de la gestion des contraintes phono-
logiques dans une moindre mesure. D’autres erreurs spécifiques sont relativement
fréquentes, comme les confusions entre consonnes voisées et non-voisées et les pro-
blèmes de liaisons. Ces erreurs ne peuvent être détectées qu’à l’écoute des enregis-
trements et sont très pénalisantes pour la synthèse de la parole. Les deux systèmes
se comportent donc globalement de la même manière, ils ne se différentient ni par le
taux d’erreur, ni par leur complémentarité. Le phonétiseur fondé sur un modèle de
n-grammes fait quant à lui des erreurs moins typées, et en plus grand nombre. On
remarque tout de même qu’il fait relativement plus d’erreurs sur les erreurs de liai-
son, ce qui se comprend par le fait qu’il ne prend pas en compte le contexte lexical.
Pour obtenir une phonétisation plus juste vis-à-vis du signal de parole, un phonéti-
seur capable de prendre une décision en contexte et dépendante des enregistrements
acoustiques semble plus appropriée.

6.2.3 Alignement forcé

Pour obtenir une phonétisation du texte dépendante du signal acoustique, nous
nous proposons de réaliser un alignement forcé du texte de référence. L’alignement
forcé utilise un modèle acoustique et un dictionnaire de prononciations, construit à
partir de la liste des mots du corpus d’évaluation, afin de faire correspondre dans
le domaine temporel le texte et les enregistrements acoustiques. Ceci nous permet
d’obtenir une phonétisation dépendante du signal acoustique, que nous compare-
rons à la phonétisation de référence.

Le modèle acoustique est construit à l’aide du toolkit de reconnaissance de la parole
Kaldi (POVEY et al., 2011). Nous avons tout d’abord construit un modèle acoustique
HMM/GMM traitant le signal comme des vecteurs de coefficients MFCC adaptés
aux locuteurs par fMLLR. Ensuite, nous avons appris un modèle TDNN-LSTM/HMM
avec des couches cachées de 300 dimensions grâce aux alignements phonémiques
produits par le modèle HMM/GMM. Celui-ci prend en entrée des vecteurs de 40
coefficients MFCC haute-résolution et des i-vecteurs de 100 dimensions pour l’adap-
tation aux locuteurs.
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Le dictionnaire de prononciations utilisé pour l’alignement forcé est celui inclus dans
le phonétiseur à base de règles. Cependant, étant tout d’abord conçu pour la syn-
thèse de la parole, certaines variantes de prononciation peuvent en être absentes.
En effet, il s’agit en synthèse de la parole de choisir une variante de prononciation
appropriée parmi toutes celles possibles. De plus, l’alignement forcé pourrait être
limité par une dépendance trop importante à une phonétisation à partir du texte.
Si la phonétisation attendue n’est pas proposée dans le dictionnaire de prononcia-
tions, il n’y a aucune possibilité pour que l’alignement forcé donne la bonne solution.
Ainsi, la complémentarité recherchée entre phonétisation automatique du texte et
alignement forcé ne peut pas être parfaite. Nous décidons alors d’enrichir le lexique
à l’aide d’hypothèses de phonétisation automatique : nous ajoutons au lexique les
1, 2 ou 3 meilleures hypothèses de prononciation générées automatiquement pour
chaque mot. Ces hypothèses sont générées à l’aide de notre modèle de n-grammes
joints, particulièment adapté au traitement de mots isolés.

Le tableau suivant donne le taux d’erreur de phonétisation de l’alignement forcé en
fonction de l’enrichissement du lexique de prononciation :

# Enrichissement (en nombre de variantes par mot) PER S O I
(S3) 0 4.6 49,6 5,0 45,4

(S3+1) 1 4.3 49,7 5,9 44,5
(S3+2) 2 4.9 52,4 6,5 41,1
(S3+3) 3 5.3 52,5 6,7 40,8

TABLE 6.3 – Taux d’erreur de phonétisation (PER) des systèmes d’ali-
gnement forcé en fonction de l’enrichissement du lexique de pronon-

ciation, en %.

Nous observons dans le tableau 6.3 que l’ajout au lexique de la meilleure hypothèse
du phonétiseur à modèles de n-grammes joints permet de réduire le taux d’erreur
du système. Cependant, ajouter davantage de variantes de prononciation impacte
négativement l’alignement forcé. Un compromis est donc à trouver entre la liberté
laissée au modèle acoustique et la précision du lexique phonétique.

Nous remarquons également que la répartition des erreurs entre substitutions, omis-
sions et insertions est différente de celle obtenue avec les systèmes de phonétisation
en contexte à partir du texte. En effet, il y a beaucoup moins d’omissions, mais plus
d’insertions. Nous supposons que l’alignement forcé réalise plus d’erreurs sur les
liaisons ou les variantes phonologiques, qui sont plus difficiles à représenter dans
un lexique de mots isolés. Pour s’en assurer, nous analysons qualitativement les er-
reurs produites par le système (S3+1), celui obtenant les meilleurs résultats.

Sur la figure 6.4, nous observons que les erreurs de phonétisation suivent une répar-
tition similaire à celles du phonétiseur à base de règles et du phonétiseur neuronal.
La prise en compte des données acoustiques avec l’alignement forcé ne suffit donc
pas à obtenir des hypothèses complémentaires dans le type d’erreurs. Nous suppo-
sons que le lexique de mots isolés ne permet pas suffisamment de liberté dans le
choix de la phonétisation par le modèle acoustique. Pour vérifier notre hypothèse,
nous expérimentons la reconnaissance de phonèmes, qui consiste à transcrire direc-
tement le signal de parole en chaînes phonétiques.
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FIGURE 6.4 – Répartition des erreurs du système d’alignement forcé
(S3+1) selon leur type.

6.2.4 Reconnaissance de phonèmes

La reconnaissance de phonèmes consiste à transcrire un signal de parole en une sé-
quence de phonèmes. Autrement dit, il s’agit d’une tâche de reconnaissance auto-
matique de la parole où le vocabulaire est l’ensemble des phonèmes possibles. Nous
avons expérimenté un système de reconnaissance de la parole de bout-en-bout en
nous appuyant sur l’architecture de Deepspeech 2 (AMODEI et al., 2016). Il s’agit
d’un réseau de neurones utilisé comme un modèle de séquences jointes selon la ter-
minologie utilisée dans le chapitre 2. Il est constitué de deux couches de convolution,
de cinq couches récurrentes, et d’une couche de neurones complètement connectés.
En entrée, le signal est donné sous la forme de spectrogramme, et les phonèmes sont
générés en sortie avec une fonction softmax. L’alignement préalable des séquences de
phonèmes avec le signal dans le corpus d’apprentissage est évité grâce à l’utilisation
de la fonction CTC.

Un des avantages d’une architecture neuronale de bout-en-bout pour la reconnais-
sance de phonèmes est de permettre l’inclusion d’informations additionnelles ex-
ternes, aussi bien à l’apprentissage qu’au décodage. Nous expérimentons ainsi l’ajout
d’informations sur le texte en plus du signal en entrée. Une connaissance de la trans-
cription en mots pourrait en effet bénéficier à la transcription en phonèmes. Dans la
mesure où nous avons observé de bons résultats de conversion du texte en pho-
nèmes à l’aide du phonétiseur neuronal décrit à la section 6.2.2, nous ajoutons à
l’entrée du système la sortie de l’encodeur du phonétiseur à partir du texte. Nous
comparons deux approches pour inclure cette information : concaténer à la sortie
des couches de convolution le dernier état de l’encodeur de texte, ou concaténer la
somme des états de l’encodeur de texte. Les deux approches ont pour but d’obtenir
un unique vecteur représentatif de la séquence de mots, ceci afin d’éviter un aligne-
ment entre la séquence de lettres et la séquence de phonèmes. La figure 6.5 montre
l’architecture du système de transcription phonétique multimodal obtenu.

Le tableau 6.4 donne le taux d’erreur de phonétisation pour les systèmes de recon-
naissance de phonèmes appris sur les données décrites à la section 6.4.1. Le sys-
tème (S4) correspond au modèle Deepspeech 2 uniquement, tandis que les systèmes
(S4+last) et (S4+sum) ont une entrée multimodale, en ajoutant respectivement au
spectrogramme du signal le dernier état et la somme des états de l’encodeur de texte.
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FIGURE 6.5 – Architecture du système de reconnaissance de pho-
nèmes multimodal, prenant en entrée un vecteur encodant la sé-

quence de mots et le spectrograme du signal

# Système PER S O I
(S4) reconnaissance de phonèmes de bout en bout 9,9 78,8 14,6 6,6

(S4+last) (S4) + dernier état de l’encodeur de (S2) 10,3 69,7 24,5 5,8
(S4+sum) (S4) + somme des états de l’encodeur de (S2) 9,6 77,2 15,9 6,9

TABLE 6.4 – Taux d’erreur de phonétisation (PER) des systèmes de
reconnaissance de phonèmes de bout en bout, dont la proportion de

substitutions (S), d’omissions (O) et d’insertions (I), en %.

Nous observons que le taux d’erreur de phonétisation des systèmes de reconnais-
sance de phonèmes est plus élevé que celui des systèmes de phonétisation à partir
du texte ou fondés sur un alignement forcé. Cependant, la reconnaissance de pho-
nèmes est directement complémentaire à la phonétisation à partir du texte, prenant
ses décisions d’après une modalité différente. Au contraire de l’alignement forcé,
cette approche ne dépend pas d’un vocabulaire limité ou de variantes de pronon-
ciation finies. C’est cette caractéristique que nous recherchons dans le cadre de la
détection des erreurs de phonétisation. De plus, l’ajout d’informations sur le texte
en le représentant par la somme des états de l’encodeur de (S2) permet d’améliorer
la justesse de ses hypothèses de reconnaissance. Cependant, dans le cadre du déve-
loppement rapide de systèmes, la nécessité d’estimer deux modèles est discutable
au regard du gain obtenu.

La figure 6.6 montre la répartition des erreurs des systèmes de phonétisation auto-
matique selon leur type. Nous remarquons qu’un grand nombre d’erreurs n’est pas
typé, c’est-à-dire qu’ils ne correspondent pas aux erreurs principalement observées
auparavant. De plus, les confusions entre consonnes voisées ou non, ainsi que les
confusions entre consonnes voisées ou non, sont toujours relativement nombreuses.
La reconnaissance de phonèmes est cependant moins sujette aux erreurs au niveau
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FIGURE 6.6 – Répartition des erreurs des systèmes de phonétisation
automatique – respectivement (S4), (S4+last) et (S4+sum) – selon leur

type.

des liaisons ou des contraintes phonologiques. Ces types d’erreurs sont donc facile-
ment identifiables à l’aide du modèle acoustique. Les résulats obtenus avec le sys-
tème (S4+last) sont globalement moins bons qu’avec les deux autres systèmes. Ces
derniers ont quant à eux des résultats identiques.

6.3 Détection des erreurs de phonétisation

Nous avons vu que la phonétisation automatique repose sur un traitement du texte.
Celle-ci est source d’erreurs dans la mesure où un locuteur peut ne pas suivre cette
cible phonétique lors d’un enregistrement. Les erreurs sont de plusieurs types et
peuvent affecter négativement la qualité des systèmes de synthèse de la parole. Nous
nous intéressons ici à une méthode permettant de limiter les erreurs de phonétisa-
tion dans les bases de données de synthèse de parole. Le principe est de détecter des
zones susceptibles d’être erronées et de demander la correction manuelle des pho-
nèmes concernés à un opérateur humain. L’avantage de cette méthode est d’éviter
la vérification manuelle de l’ensemble des bases de données concernées. Ainsi, nous
cherchons à maximiser le nombre d’erreurs détectées tout en minimisant le travail
de validation manuelle.

6.3.1 Tâche de détection d’erreurs

Nous avons précédemment expérimenté différents systèmes de transcription pho-
nétique, à partir du texte, à partir du signal ou multimodal. La tâche de détection
d’erreurs consiste à comparer les transcriptions automatiques entre elles afin de
repérer les zones de consensus et les zones de désaccord. Lorsque deux transcrip-
tions générées par deux systèmes différents sont identiques, nous considérons que
les transcriptions sont correctes. Au contraire, lorsque les transcriptions divergent,
nous supposons qu’il y a un doute sur la séquence phonétique et nous considérons
erronés les phonèmes concernés. Plus précisément, étant donné que c’est le système
de phonétisation automatique de Voxygen qui est employé pour transcrire les bases
de données de synthèse, ce sont les erreurs des transcriptions issues de ce dernier
que nous cherchons à détecter. Ainsi, nous comparons systématiquement les hypo-
thèses de transcription phonétique avec la phonétisation à base de règles. La figure
6.7 montre une vue d’ensemble de l’architecture du système de détection des erreurs
de phonétisation.
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FIGURE 6.7 – Méthode de détection d’erreurs de transcription phoné-
tique.

Nous pouvons évaluer la tâche de détection d’erreur à part entière dans la mesure où
les transcriptions phonétiques correctes, obtenues après validation manuelles, sont
disponibles. La phonétisation à base de règles est alignée à la phonétisation de réfé-
rence, c’est-à-dire la phonétisation automatique de référence suivie d’une correction
manuelle, pour identifier les zones d’erreurs. Les deux phonétisations automatiques
sont également alignées, ce qui constitue les hypothèses d’erreurs. L’évaluation de
la détection des erreurs de phonétisation consiste alors à comparer les hypothèses
d’erreurs à celles identifiées par la référence.

Nous évaluons la détection d’erreurs avec deux métriques standard, à savoir la Pré-
cision et le Rappel. Appliquées à la détection d’erreurs, la Précision donne la propor-
tion d’erreurs indiquées par le système qui sont réellement des erreurs, et le Rappel
mesure la proportion d’erreurs retrouvées automatiquement. De plus, pour mesu-
rer le gain de temps pour la validation manuelle, nous introduisons une nouvelle
métrique, appelée Manual Checking Rate (MCR). Cette métrique consiste à donner
la proportion de données phonétiques à vérifier pour couvrir l’ensemble des zones
détectées comme erronées :

MCR =
nombre de phonèmes détectés comme erronés

nombre de phonèmes de la référence

Nous évaluons la détection d’erreurs sur les mêmes données que la tâche de trans-
cription phonétique, avec les systèmes précédemment décrits.

6.3.2 Résultats

Nous commençons par évaluer la détection d’erreurs avec les systèmes de phonéti-
sation à partir du texte (tableau 6.5) sur le même corpus de test que pour la tâche de
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transcription phonétique.

Système Précision Rappel MCR
(S1) 28,0 61,4 6,2
(S2) 58,7 53,0 2,6

TABLE 6.5 – Évaluation de la détection d’erreurs avec les systèmes de
phonétisation à partir du texte.

Nous observons qu’avec le système (S1), fondé sur un modèle n-grammes joints, le
Rappel est plus important que pour le système (S2), fondé sur un modèle neuronal.
C’est l’objectif recherché dans la mesure où plus le Rappel est important, plus il y a
d’erreurs détectées. Cependant, la Précision est relativement faible. Autrement dit, il
y a beaucoup de fausses alarmes, ce qui conduit à devoir vérifier 6, 2% des données
manuellement, plutôt que 2, 6% avec le système (S2). En effet, le taux d’erreur de
phonétisation de (S1) était plus important que celui des autres systèmes (tableau 6.2).
Le Rappel observé avec le système (S2) est cependant relativement faible. Ceci peut
être expliqué par les résultats de phonétisation proches entre (S0) et (S2). En effet,
nous n’avions pas observé de complémentarité entre la phonétisation par règles et
le système neuronal. Pour confirmer cette hypothèse, nous évaluons la détection des
erreurs de phonétisation obtenue avec les systèmes d’alignement forcé (tableau 6.6).

Système Précision Rappel MCR
(S3) 33,9 52,8 4,3
(S3+1) 38,0 65,7 4,8
(S3+2) 35,4 75,0 5,9
(S3+3) 33,8 78,9 6,5

TABLE 6.6 – Évaluation de la détection d’erreurs avec les systèmes
fondés sur l’alignement forcé.

Nous observons que davantage d’erreurs sont détectées à l’aide des systèmes fondés
sur l’alignement forcé, grâce à leur complémentarité avec la phonétisation à partir
du texte. Plus les contraintes sur le lexique sont relâchées, c’est-à-dire plus il y a de
variantes de prononciation autorisées par mot, plus le Rappel augmente. Cependant,
la meilleure Précision est obtenue avec une variante additionnelle par mot, avant de
diminuer à nouveau. Cela est à mettre en lien avec les résultats de phonétisation
(tableau 6.3), qui présentaient la même distribution. Nous comprenons qu’un trop
grand nombre de variantes dans le lexique, potentiellement fausses, diminuent les
performances de l’alignement forcé. Il s’agit donc de trouver un compromis entre
la quantité de données à vérifier et la quantité d’erreurs détectées. Nous évaluons
ensuite la détection d’erreurs avec les systèmes de reconnaissance de phonèmes, qui
dépendent uniquement du signal (tableau 6.7).

Système Précision Rappel MCR
(S4) 18,7 81,2 12,2
(S4+last) 16,2 78,6 13,7
(S4+sum) 18,5 80,0 12,2

TABLE 6.7 – Évaluation de la détection d’erreurs avec les systèmes de
reconnaissance de phonèmes

La détection d’erreurs avec les systèmes de reconnaissance de phonèmes permet
d’obtenir le Rappel le plus important. Ainsi, plus de 80% des erreurs peuvent être
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détectées. Ceci se fait au prix d’une Précision relativement faible, même si la quan-
tité de données à vérifier reste contenue : il est possible de se limiter à 12, 2% de
données à vérifier manuellement. Autrement dit, cela permet de diviser le temps de
vérification manuelle d’un facteur de 8. Même si nous observions un taux d’erreur
de phonétisation plus faible avec le système (S4+sum), cette information supplémen-
taire ne permet d’obtenir ni un meilleur Rappel, ni une meilleure Précision. Il semble
donc plus judicieux de ne considérer qu’une approche simple de la reconnaissance
de phonèmes.

6.4 Extension à d’autres langues

Nous avons présenté sur des données en français une méthode de détection des
erreurs de phonétisation. Nous expérimentons maintenant la même méthode sur
d’autres langues, où moins de données sont disponibles pour estimer les modèles.
L’objectif est de réduire le coût de validation manuelle dans un processus de création
de nouvelles voix de synthèse de la parole. Deux cas se présentent : lorsque qu’une
nouvelle voix est créée pour une langue qui a déjà été traitée et lorsque qu’une voix
est créée dans une nouvelle langue. Dans le premier cas, nous illustrons la méthode
par la création de voix en italien et en arabe, et dans le deuxième cas, nous illus-
trons la méthode par la création d’une voix en turc. Ainsi, un corpus de phrases
est enregistré pour chaque langue et une transcription phonétique est générée au-
tomatiquement à partir du texte. Nous essayons alors de détecter automatiquement
les erreurs de phonétisation, qui seront ensuite vérifiées manuellement pour obtenir
une base de données de synthèse corrigée.

6.4.1 Création d’une voix pour une langue déjà traitée

Dans le cas d’une langue déjà traitée, nous disposons d’un phonétiseur de référence
ainsi que des données acoustiques transcrites en mots et en phonèmes. Ces dernières
correspondent aux bases de données de signal de parole utilisées pour la synthèse
des voix existantes. Des modèles peuvent donc être estimés sur ces données pour la
création de la nouvelle voix.

Données expérimentales

Les données expérimentales sont composées de bases de données pour la synthèse
de parole en italien et en arabe. Contrairement au français, peu de données trans-
crites manuellement sont déjà disponibles. En effet, nous disposons des données de
deux voix italiennes et une voix en arabe dont les transcriptions ont été vérifiées ma-
nuellement. De plus, nous avons les enregistrements d’une nouvelle voix italienne
et d’une voix arabe, mais dont la transcription phonétique a été déterminée automa-
tiquement à partir du texte. Le tableau 6.8 donne la répartition des données utilisées.

Les données italiennes sont composées de bases de données pour la synthèse de la
parole de troix voix féminines It1, It2 et It3. Les transcriptions phonétiques des voix
It1 et It2 ont été validées manuellement, alors que les transcriptions de la voix It3
proviennent d’une phonétisation automatique du texte. Les voix It1 et It2 forment
un corpus TRAIN pour l’apprentissage des modèles. Un corpus TEST de 200 phrases
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Langue TRAIN TRAIN+ TEST
Segments Parole Segments Parole Segments Parole

Italien 6 805 10,0 h 1 971 4,6 h 200 0,6 h
Arabe 4 765 11,3 h 2 709 7,6 h 200 0,5 h

TABLE 6.8 – Répartition des données en italien et arabe pour la trans-
cription phonétique et la détection des erreurs de phonétisation

est extrait des données de la voix It3 et est validé manuellement pour l’évaluation
des systèmes. Le reste des données de It3 constitue le corpus TRAIN+.

En arabe, seulement une voix masculine et une voix féminine ont été enregistrées,
Ar1 et Ar2, mais avec un plus grand volume de parole. Ar1 a été validée manuelle-
ment, tandis que Ar2 ne bénéficie que d’une transcription phonétique automatique.
Selon le même principe que pour l’italien, Ar1 constitue un corpus TRAIN, 200
phrases de Ar2 vérifiées manuellement constituent le corpus TEST, et le reste de
Ar2 constitue le corpus TRAIN+.

Transcription phonétique

Les enregistrements des voix It3 et Ar2 ont été collectés lors de la lecture de textes
offrant un compromis entre la couverture des unités acoustiques des langues consi-
dérées et la quantité de parole à enregistrer. La transcription phonétique de ces en-
registrements a ensuite été obtenue à l’aide d’un phonétiseur à partir du texte. Ce
phonétiseur utilise des règles de translittération et un dictionnaire de prononciation,
comme décrit à la section 6.1.1. Le tableau 6.9 donne le taux d’erreur de phonétisa-
tion à partir du texte pour chacune des langues.

Langue PER S O I
Italien 1,3 14,8 9,0 76,2
Arabe 3,8 20,6 4,8 74,6

TABLE 6.9 – Taux d’erreur de phonétisation (PER) sur le corpus TEST
et proportions S/O/I du système de phonétisation à partir du texte,

en %.

Nous remarquons que le taux d’erreurs de phonétisation en italien est similaire à
celui observé en français. Cependant, en arabe, il est relativement plus élevé. Dans
la mesure où la plupart des voyelles ne sont pas écrites en arabe et que c’est une
langue plus riche morphologiquement, cela rend la tâche de phonétisation à partir
du texte plus difficile que pour l’italien. Pour les deux langues, nous observons en
majorité des erreurs d’insertions. Celles-ci sont principalement dues pour l’italien
au phénomène de gémination, et pour l’arabe à la terminaison des mots dont la
prononciation peut varier selon le contexte lexical. Notre objectif est de corriger ces
erreurs de phonétisation, pour une langue comme pour l’autre, en minimisant la
vérification manuelle des données.

Nos expérimentations en français ont montré qu’un maximum d’erreurs de phoné-
tisation étaient détectées en comparant la phonétisation à partir du texte et les trans-
criptions d’un système de reconnaissance de parole de bout-en-bout (section 6.2.4).
Le Rappel était en effet le plus important avec le système de transcription phoné-
tique à partir du signal seul. Ainsi, nous concentrons nos efforts sur la construc-
tion de modèles neuronaux de reconnaissance de phonèmes pour l’italien et l’arabe.
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Chacun des systèmes est appris sur le corpus TRAIN propre à la langue traitée. Le
tableau 6.10 donne le taux d’erreur de phonétisation sur le corpus TEST pour les
systèmes de reconnaissance de phonèmes.

Langue PER S O I
Italien 30,9 61,6 22,2 16,2
Arabe 65,1 75,8 15,0 9,2

TABLE 6.10 – Taux d’erreur de phonétisation (PER) sur le corpus
TEST et proportions S/O/I des systèmes de reconnaissance de pho-

nèmes de bout-en-bout appris sur le corpus TRAIN, en %.

Nous remarquons que le taux d’erreurs de phonétisation de l’arabe et largement
plus important que celui de l’italien, lui-même nettement plus élevé que celui ob-
servé en français. Nous supposons que comme les modèles sont estimés sur peu de
données, et notamment avec peu de locuteurs différents, ils ne sont pas robustes
à un nouveau locuteur. En particulier, nous pensons que le modèle de l’arabe est
moins robuste au changement de locuteur que le modèle de l’italien car appris sur
une seule voix. Nous avons donc cherché à adapter les modèles au nouveau locuteur
du corpus TEST. Pour cela, et comme le but de notre approche est de vérifier la tota-
lité de l’annotation de TRAIN+, nous divisons pour chacune des langues ce dernier
corpus en deux parties, notées TRAIN+

1 et TRAIN+
2 . En partant des modèles en-

traînés sur TRAIN, nous estimons deux nouveaux modèles pour chaque langue sur
TRAIN+

1 et sur TRAIN+
2 . Autrement dit, nous réalisons une étape de fine tuning.

Les modèles appris sur TRAIN et TRAIN+
1 (respectivement TRAIN+

2 ) nous servi-
rons à décoder TRAIN+

2 (respectivement TRAIN+
1 ). Pour évaluer les performances

des modèles, nous calculons leur taux d’erreur de phonétisation sur le corpus TEST
en moyennant les résultats des deux modèles pour chaque langue (tableau 6.11).

Langue PER S O I
Italien 10,3 46,1 33,8 20,1
Arabe 5,1 72,7 17,0 10,3

TABLE 6.11 – Taux d’erreur de phonétisation (PER) sur le corpus
TEST et proportions S/O/I des systèmes de reconnaissance de pho-
nèmes de bout-en-bout appris sur le corpus TRAIN et la moitié du

corpus TRAIN+, en %.

Après une spécialisation des modèles sur les nouveaux locuteurs, nous observons
un taux d’erreur significativement plus faible. Le modèle de l’italien passe ainsi de
30, 9% à 10, 3% d’erreurs de reconnaissance de phonèmes, alors que le modèle de
l’arabe passe de 65, 1% à 5, 1% d’erreurs. Lorsque peu de données d’apprentissage
sont disponibles, il est donc possible d’obtenir de bons résultats de reconnaissance à
l’aide d’une méthode de validation croisée.

Détection des erreurs de phonétisation

Comme pour le français, la détection des erreurs de phonétisation consiste à com-
parer les hypothèses de transcription phonétique à partir du texte et à partir du
signal. Nous utilisons pour cela les modèles de reconnaissance adaptés aux locu-
teurs à transcrire. Après un alignement des transcriptions selon l’algorithme de Le-
venshtein, les phonèmes obtenus à partir du texte qui ne correspondent pas à ceux
transcrits à partir du signal sont annotés comme erronés. Le tableau 6.12 donne les



6.4. Extension à d’autres langues 95

résultats de détection des erreurs de phonétisation à partir du texte en terme de Pré-
cision, Rappel et MCR, obtenus en moyenne par les modèles adaptés sur TRAIN+

1
et TRAIN+

2 .

Langue Précision Rappel MCR
Italien 7,8 63,0 10,4
Arabe 42,9 98,1 8,3

TABLE 6.12 – Évaluation de la détection d’erreurs en italien et en
arabe avec les systèmes de reconnaissance de phonèmes

Nous observons que pour l’italien, la Précision est assez faible et le Rappel est seule-
ment de 63, 0% pour 10, 4% de phonèmes à vérifier. Ce score, plus faible que celui
observé en français, peut être expliquée par le manque de données pour estimer
les modèles acoustiques. Cependant, la phonétisation à partir du texte faisant moins
d’erreur qu’en français, la méthode reste valable pour éliminer la plupart des erreurs
après validation manuelle.

En ce qui concerne l’arabe, nous observons de très bons résultats de détection d’er-
reurs avec 98, 1% de Rappel pour seulement 8, 3% de données à valider. La problé-
matique liée aux voyelles est particulièrement bien gérée par la modélisation acous-
tique et confirme la complémentarité des deux systèmes de phonétisation. La mé-
thode de détection d’erreurs à partir de l’analyse du signal donne donc des résultats
inégaux pour les différentes langues selon les problématiques rencontrées, bien que
les résultats soient dans tous les cas exploitables pour réduire le coût de validation
manuelle.

6.4.2 Création d’une voix pour une nouvelle langue

Dans le cas de la création d’une voix pour une nouvelle langue, il est nécessaire de
construire un phonétiseur pour la nouvelle langue avant de procéder à la création
d’un script de lecture puis de l’enregistrement d’un locuteur. Ce n’est qu’après ces
étapes que nous pourrons nous intéresser à la détection et à la correction des erreurs
de phonétisation. Le turc a été choisi car il s’agit d’une langue relativement bien
documentée mais que nous n’avions pas encore traitée. Ainsi, tous les aspects de
la construction d’un système de synthèse de la parole pour une nouvelle langue
pourront être abordés.

Ce travail s’inscrit dans le projet MAGMAT (Méthodologie et Architecture Géné-
rique de développement Multilingue Accéléré pour la Traduction parole-parole) qui
vise à définir et mettre en œuvre une méthodologie agile et incrémentale de dévelop-
pement en temps contraint d’un système de traduction de la parole vers la parole.
Ce projet collaboratif, financé par la DGA (Direction Générale de l’Armement) et la
DGE (Direction Générale des Entreprises), a réuni le LIUM (Laboratoire d’Informa-
tique de l’Université du Mans), Voxygen et Airbus. Dans ce projet, nous cherchions
à maximiser les interactions entre les différents systèmes dans leur conception et à
minimiser le coût humain pour l’annotation des données.
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Caractéristiques de la langue turque

Le turc est une langue de la famille des langues turciques, du groupe des langues
altaïques. Elle est parlée principalement en Turquie et à Chypre. On compte près de
80 millions de locuteurs dans le monde dont c’est la langue maternelle.

Typologiquement, c’est une langue agglutinante, principalement au moyen de suf-
fixes. Cela signifie que les unités sémantiques sont construites en apposant des af-
fixes les uns à la suite des autres. Cette grande richesse morphologique implique que
le locuteur a une grande liberté pour former des noms composés. Ainsi, la taille du
vocabulaire pour former des lexiques couvrant largement la langue est nécessaire-
ment importante. L’analyse morpho-syntaxique est d’une part rendue plus difficile
par ce point, mais est d’autre part facilitée par la structure grammaticale. En effet,
l’ordre des mots est régulier et suit la séquence sujet-objet-verbe. De plus, il n’y a ni
classes nominales ni genre grammatical. Il n’existe donc pas par exemple de distinc-
tion entre masculin et féminin pour les noms, les adjectifs, les participes, les pronoms
et les verbes. Seul le genre des personnes peut parfois être précisé explicitement par
un mot lorsque le contexte le demande.

Par ailleurs, le turc est considéré comme ayant majoritairement une écriture pho-
nétique, c’est-à-dire que chaque graphème correspond à un phonème. Il est donc
possible de définir des règles simples de phonétisation à partir du texte. Cependant,
les mots empruntés à d’autres langues, comme les mots arabes qui sont particuliè-
rement courants, suivent des règles de prononciation différentes. Il en est de même
pour l’accent lexical, placé sur la dernière syllabe pour les mots d’origine turque,
mais suivant des règles différentes pour les emprunts lexicaux. Comme il est diffi-
cile de distinguer l’origine des mots, il est difficile de déterminer la phonétique des
mots dont la prononciation n’est pas standard.

De plus, le turc comporte un système d’harmonie vocalique : les voyelles des affixes
changent en fonction des voyelles du mot racine. Il n’est donc pas possible de donner
une prononciation canonique pour les suffixes sans connaître les mots auquels ils se
rattachent. Cependant, cela ne pose pas de problème pour un phonétiseur dans la
mesure où l’orthographe des mots est également modifiée et suit la prononciation.

En somme, les caractéristiques du turc ont des avantages et des inconvénients pour
la synthèse de la parole. La bonne correspondance entre graphèmes et phonèmes
réduit les contraintes dans le développement d’un phonétiseur, mais la grande ri-
chesse morphologique et l’irrégularité des emprunts lexicaux réduit l’intérêt des
approches d’analyse morpho-syntaxique. Considérant ces caractéristiques, deux ap-
proches nous paraissent pertinentes pour la création d’un phonétiseur : construire
un phonétiseur à base de règles couplé à un lexique d’exceptions, et développer
un phonétiseur par apprentissage à partir données conçues pour la reconnaissance
de la parole. Pour la première approche, nous nous appuierons sur des études sur
la phonétisation du turc décrites dans la littérature. Pour la seconde approche, nous
construirons dans un premier temps un système de reconnaissance de la parole pour
ensuite procéder à un alignement forcé des données d’apprentissage. Ceci nous per-
mettra d’obtenir un corpus d’apprentissage pour estimer un modèle de phonétisa-
tion en contexte.
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Ressources existantes

Le turc est une langue bien documentée et de nombreuses ressources sont dispo-
nibles, aussi bien au niveau des données acoustiques et textuelles que des diction-
naires de prononciation ou des analyseurs morphologiques. Parmi celles-ci, quelques-
unes sont particulièrement adaptées à la construction de systèmes de reconnaissance
et de synthèse de parole.

Une ressource importante dans notre étude est le corpus de données du projet Babel
(ANDRESEN et al., 2016) Il s’agit d’enregistrements de conversations téléphoniques
avec les transcriptions correspondantes qui ont été collectées pour la construction
de systèmes de reconnaissance de la parole. Les données sont divisées en un cor-
pus TRAIN pour l’apprentissage de modèles acoustiques et un corpus TEST pour
leur évaluation. Le tableau 6.13 récapitule la répartition des données disponibles.
Les quantités de données sont reportées en temps de parole strict, c’est-à-dire sans
compter les temps de silence éventuels.

Corpus Durée (h) Segments Mots
TRAIN 109,1 98 545 642 381
TEST 9,8 10 203 71 332

TABLE 6.13 – Répartition des données acoustiques du projet Babel

Un lexique est également fourni, donnant la prononciation associée aux mots des
transcriptions. Sur les 47 470 mots du corpus TRAIN, 45 512 sont dans le lexique, soit
une couverture de 95,9%. Quant au corpus TEST, 9 932 sur 10 306 mots sont dans le
lexique, soit une couverture de 96,4%. Le lexique comporte 48 165 mots différents,
avec en moyenne 1,13 variantes de prononciation par mot. Ainsi, nous observons
que le lexique couvre très bien les données d’apprentissage et d’évaluation.

La reconnaissance de la parole en turc a également été traitée dans (ARISOY et al.,
2009). Les auteurs présentent un système de reconnaissance de la parole pour la
transcription de données journalistiques. Pour cela, ils s’appuient sur un corpus
d’émissions de radio (SARAÇLAR, 2012). Une particularité de leur système est de
considérer des unités sous-lexicales plutôt que des mots. De cette façon, ils limitent
la taille du vocabulaire tout en bénéficiant d’une bonne couverture lexicale. Suivant
le même objectif, les auteurs de (CAN et ARTUNER, 2013) proposent un système de
reconnaissance du turc fondé sur des syllabes. Nous conservons cependant l’utilisa-
tion des mots comme unité linguistique de base pour la reconnaissance de parole.
En effet, sous sommes dans une situation ou le vocabulaire reste limité.

Le corpus d’émissions de radio cité précedemment (SARAÇLAR, 2012) est composé
de 68 434 segments de parole, totalisant 130h d’enregistrements et 538 462 occur-
rences de mots. En outre, on retrouve 54 269 mots uniques. Cependant, aucun lexique
de prononciation n’est fourni, et seulement 11 815 mots sont présents dans le lexique
du projet Babel, soit un couverture de 21,8%. Pour exploiter ces données pour la re-
connaissance de la parole, il est donc nécessaire d’enrichir le lexique avec la pronon-
ciation de nouveaux mots.

En ce qui concerne la phonétisation elle-même, plusieurs études ont proposé d’uti-
liser des règles de phonétisation (OFLAZER et INKELAS, 2003 ; OFLAZER et INKELAS,
2006 ; ALTINOK, 2016). Ces dernières s’appuient en partie sur une analyse morpho-
logique du texte pour désambiguiser les mots. On trouve dans la littérature de nom-
breux travaux sur l’analyse morphologique (OFLAZER, 1994 ; GÜNGÖR, 1995 ; SAK,
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GÜNGÖR et SARAÇLAR, 2008 ; CÖLTEKIN, 2010 ; CÖLTEKIN, 2014). Elle est surtout
utile pour la phonétisation des noms propres ou des mots empruntés à des langues
étrangères.

Jeu de phonèmes

Un des points clés dans la mutualisation des ressources et des outils pour la recon-
naissance et la synthèse de parole est de définir un unique jeu de phonèmes. Ainsi,
nous pourrons bénéficier des modèles acoustiques construits pour préparer des don-
nées utiles à la création de voix de synthèses. Dans la suite, nous utilisons la notation
SAMPA 1 pour écrire les phonèmes.

Le turc possède 8 voyelles, notées {a, e, ı, i, o, ö, u, ü} qui ont respective-
ment pour prononciation /a, e, 1, i, o, 2, u, y/. Chacune des voyelles peut
être courte ou longue, mais /o:/ et /2: ne se retouvent que dans les abbréviations.
Les consonnes sont quant à elles au nombre de 26 : /p, t, tS, k, c, b, d, dZ, g, gj, f, s,
S, v, w, z, Z, m, n, N, l, 5, r, j, h, G/ Parmi ces consonnes, on trouve trois paires d’al-
lophones, respectivement palatal et non-palatal : /c, k/, /l, 5/ et /gj, g/. Nous
retenons un unique symbole pour chaque paire d’allophones, la distinction pouvant
se faire au niveau des unités acoustiques. Nous obtenons ainsi un jeu de 39 pho-
nèmes.

Phonétiseur à base règles

Le phonétiseur à base de règles s’appuie sur l’architecture du système de Voxygen en
reprenant les composants du phonétiseur décrit dans (ALTINOK, 2016). Le système
se fonde sur un dictionnaire de prononciation d’une part, et un ensemble de règles
de conversion de graphèmes à phonèmes d’autre part.

Lorsqu’un mot de la séquence à phonétiser est absent du dictionnaire, les règles sont
appliquées pour obtenir la séquence phonétique. Pour simplifier le développement
nous ne procédons pas à une analyse morphologique. Le lexique suffit en effet à
couvrir la plupart des exceptions.

Phonétiseur neuronal

Nous souhaitons comparer le phonétiseur à base de règles à un phonétiseur appris
sur des données phonétisées. Nous avons choisi de développer un système de pho-
nétisation automatique neuronal de bout en bout comme décrit à la section 6.2.2.
Pour développer ce phonétiseur traitant les mots dans leur contexte lexical, il est
nécessaire de constituer un corpus d’apprentissage parallèle avec des séquences de
mots transcrites en phonèmes. Parmi les données disponibles, un tel corpus n’existe
pas. Cependant, nous disposons des données du projet Babel, conçues pour l’ap-
prentissage de modèles acoustiques de reconnaissance de la parole.

Nous developpons en premier lieu un système de reconnaissance de la parole construit
à l’aide de Kaldi (POVEY et al., 2011). Nous avons tout d’abord construit un mo-
dèle acoustique HMM/GMM traitant le signal comme des vecteurs de coefficients

1. https ://www.phon.ucl.ac.uk/home/sampa/turkish.htm
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MFCC adaptés aux locuteurs par fMLLR. Ce dernier est estimé sur la subdivision
TRAIN du corpus Babel. Ensuite, nous avons estimé, à partir des alignements pho-
némiques produits par le modèle HMM/GMM, un modèle TDNN-LSTM/HMM
avec des couches cachées de dimension 300. Celui-ci prend en entrée des vecteurs
de 40 coefficients MFCC haute-résolution et des i-vecteurs de dimension 100 pour
l’adaptation aux locuteurs. Associé à un modèle de langage, le modèle acoustique
obtenu forme un système de reconnaissance de la parole qui peut être utilisé à part
entière.

Une fois les modèles acoustiques estimés, nous avons procédé à un alignement forcé
du corpus au niveau phonèmes en se fondant sur le lexique accompagnant les trans-
criptions de parole. Ainsi, nous avons obtenu la transcription phonétique de tous les
segments du corpus du projet Babel. Autrement dit, nous nous appuyons sur le sys-
tème de reconnaissance de la parole et les données ayant permis sont apprentissage
pour construire le corpus d’apprentissage d’un phonétiseur.

Finalement, nous estimons les paramètres du phonétiseur neuronal sur le corpus de
transcriptions alignées. Nous obtenons alors un phonétiseur capable de traiter des
séquences de mots dans leur contexte grâce aux couches récurrentes et au méca-
nisme d’attention du modèle neuronal.

Comparaison des phonétiseurs

Afin de comparer et d’évaluer les phonétiseurs, 1000 phrases ont été sélectionnées
et transcrites en phonèmes manuellement. Cela correspond à un corpus parallèle
de 10 562 mots. De plus, les mots portant des subtilités de prononciation ont été
annotés et caractérisés. Les phrases ont été choisies pour les difficultés phonétiques
qu’elles comportent. En effet, nous avons vu que même si l’écriture de la langue
turque est réputée phonétique, il existe de nombreuses exceptions problématiques
pour la tâche de phonétisation. Le tableau 6.14 donne la liste des marqueurs qui ont
été utilisés et leur fréquence d’apparition dans le corpus.

Marqueur Description Occurrences Exemple
SW Allongement mot 1090 şayan => /S AA j A n/
LVS Allongement dernière voyelle 331 hayatında => /h A j AA t W n d A/
FW Mot étranger 87 Paris => /p AA r i s/
PNA Nom propre avec suffixe 236 Filiz’e => /f i l i z e/
HOM Homographe hétérophone 185 aşık olan => /AA S W k | o l a n/

aşık atan => /A S W k | A t A n/
OW Mot ancien 73 misak-i milli

=> /m ii s AA k | i | m i l l ii/
ACR Acronyme 57 CHP’yi => /dZ ee h ee p ee j i/
VI Insertion voyelle 43 program => /p W r o g r A m/

TABLE 6.14 – Marqueurs d’annotation des mots présentant une pho-
nétique irrégulière et leur nombre d’occurrences dans le corpus

Nous remarquons que 20% des mots sont annotés comme ayant une phonétique
irrégulière.

Nous évaluons ensuite les deux phonétiseurs sur la tâche de phonétisation de ce
corpus. En moyenne, le taux d’erreur de phonétisation (PER) du phonétiseur à base
de règles de réécriture est de 3,4%. Ce taux d’erreur est calculé au niveau phonèmes,
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c’est-à-dire que chaque phonème erroné est comptabilisé. Pour le phonétiseur neu-
ronal, ce taux d’erreur est de 7,7%.

Nous nous intéressons ensuite au taux d’erreur de phonétisation en fonction de la
classe des mots. Le tableau 6.15 donne ce taux d’erreur de phonétisation au niveau
mot en fonction du type d’erreur. Autrement dit, chaque mot comprenant au moins
un phonème erroné est considéré comme erroné.

Phonétiseur SW LVS FW PNA HOM OW ACR VI NULL
à base de règles 16,7 39,9 66,1 16,9 43,2 71,2 61,4 2,3 2,2
neuronal 74,0 65,3 65,9 19,1 61,1 80,8 75,4 16,3 15,5

TABLE 6.15 – Taux d’erreur de phonétisation au niveau mot en fonc-
tion du type d’erreur. L’étiquette NULL correspond aux mots non

classés.

Bien que le phonétiseur à base de règles soit plus performant en moyenne que le
phonétiseur neuronal, ce dernier obtient des performances similaires pour les mots
étrangers et les noms propres. De plus, nous remarquons que c’est la phonétisa-
tion des mots anciens qui pose le plus de problèmes. Les mots étrangers, les ho-
mographes hétérophones et les acronymes font également partie des mots les plus
difficiles à phonétiser à partir du texte. Nous comprenons que le taux d’erreur de
phonétisation varie de manière importante selon le vocabulaire utilisé. Un diction-
naire de prononciation des exceptions les plus fréquentes peut donc aider à réduire
la quantité d’erreurs de phonétisation.

Application à la détection des erreurs de phonétisation

Une base de données d’unités acoustiques provenant d’un même locuteur est un
composant de base pour la synthèse de la parole. Nous utilisons le phonétiseur à
base de règles pour sélectionner des phrases optimisant la couverture de phonèmes
en contexte parmi un corpus de textes journalistiques. Nous obtenons un corpus de
2730 phrases comportant en moyenne 8,2 mots par phrase. Un locuteur turc natif
est ensuite enregistré sur la lecture de ces phrases, ce qui nous permet d’obtenir 7
heures de parole.

Finalement, nous procédons à une détection automatique des erreurs de phonétisa-
tion en comparant les hypothèses du phonétiseur neuronal à celles du phonétiseur à
base de règles. Pour estimer le nombre de phonèmes qui peuvent être corrigés grâce
à la détection automatique des erreurs, nous procédons à une correction manuelle
de 1000 phrases du corpus obtenu. Le tableau 6.16 donne les résultats de la détection
des erreurs.

Système Précision Rappel MCR
Phonétiseur neuronal 8,9 49,0 5,8

TABLE 6.16 – Évaluation de la détection d’erreurs avec le système de
phonétisation neuronal

Nous observons qu’il est possible de corriger 49,0% des erreurs de phonétisation en
vérifiant 5,8% des phonèmes. En corrigeant uniquement les erreurs détectées, cela
permet d’améliorer la qualité de l’annotation de la base de données d’unités acous-
tiques sans compromettre la rapidité de sa création. Il reste cependant la moitié des
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erreurs de phonétisation qui ne sont pas corrigées, ce qui peut causer des erreurs de
concaténation lors de la synthèse de la parole. Une analyse plus fine des transcrip-
tions phonétiques, notamment en utilisant un autre modèle acoustique, permettrait
de détecter davantage d’erreurs.

6.5 Conclusion

Dans ce chapitre, nous avons comparé plusieurs approches permettant d’obtenir la
séquence de phonèmes correspondant à une séquence de texte ou un signal de pa-
role. En effet, nous avons mis en œuvre un phonétiseur fondé sur un lexique et des
règles de translittération, un phonétiseur statistique, un phonétiseur neuronal, une
méthode d’alignement forcé utilisant un modèle acoustique de reconnaissance de la
parole, et un système de reconnaissance de la parole neuronal de bout-en-bout. Ce
dernier a été modifié de façon à tenir compte d’informations extraites du texte afin
de prendre une décision sur les deux modalités. Nous avons montré que quelle que
soit la méthode utilisée, des erreurs importantes de transcription subsistaient. Lors-
qu’elles sont utilisées pour annoter des bases de données de synthèse de parole, ces
dernières peuvent affecter négativement la qualité de tels systèmes. Cela est illustré
par le type des erreurs observées, qui correspondent aux problèmes rencontrés lors
du développement de système de synthèse de la parole.

Nous avons ensuite proposé une méthode de détection des erreurs de phonétisation
en comparant les hypothèses de transcriptions phonétiques des différents systèmes
proposés. Nous avons montré que la plupart des erreurs réalisées pouvaient être
détectées, tout en limitant la quantité de données à vérifier. Lorsqu’une correction
de l’annotation est nécessaire, cela permet de minimiser le temps de validation ma-
nuelle.

Nous avons d’abord illustré notre approche sur des données en français, que nous
avions en nombre important relativement aux autres langues. Ensuite, nous avons
répliqué notre méthode en italien et en arabe, langues pour lesquelles nous avions
moins de données. Nous avons alors montré que nous pouvions également détecter
les erreurs de phonétisation dans un contexte de langues peu dotées. Nous obte-
nons de bons résultats de détection d’erreurs en suivant une méthode de validation
croisée pour adapter les modèles aux locuteurs des données à vérifier. Finalement,
nous avons évalué la méthode de détection d’erreurs de phonétisation lors de la
création d’une voix de synthèse pour le turc, une langue qui n’avait pas été traitée
auparavant. Nous avons montré qu’en exploitant des données conçues pour la re-
connaissance de la parole, nous pouvions construire un corpus d’apprentissage pour
un phonétiseur neuronal de mots en contexte. Ceci nous a permis de comparer les
hypothèses d’un tel phonétiseur à celles d’un phonétiseur à base de règles, et donc
de détecter un nombre important d’erreurs de phonétisation lors de la création d’un
corpus de parole transcrit pour la synthèse.

En français le taux d’erreur de phonétisation pour le phonétiseur à base de règles
est de 2,9%. En appliquant la méthode de détection des erreurs avec le système de
reconnaissance de phonèmes, nous pouvons repérer jusqu’à 81,2% de ces erreurs.
Si ces erreurs sont corrigées manuellement, cela nécessite la vérification de 12,2%
des phonèmes. Ensuite, le taux d’erreurs résiduelles, qui correspond au PER après
correction, serait de 0,54%. De même, on passe en italien d’un taux d’erreur de pho-
nétisation de 1,3% à un taux d’erreurs résiduelles de 0,48%. En arabe, où on observait
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un taux d’erreur de 3,8%, le taux d’erreurs résiduelles est égal à 0,07%. Pour le turc,
qui ne bénéficie pas de la même méthode de détection des erreurs de phonétisation,
le taux d’erreur de la base de données passe de 3,4% à 1,73% après corrections. Dans
tous les cas, l’amélioration de la qualité d’annotation des bases de données de parole
est significative, en ne vérifiant qu’une fraction des données. L’impact de ces erreurs
résiduelles sur la qualité de la synthèse de la parole est difficile à quantifier. Cela
revient à estimer l’impact d’une mauvaise prononciation lors de la génération. En
synthèse par corpus, cela peut conduire à sélectionner des unités acoustiques inap-
propriées et donc produire un texte inintelligible. En pratique, la rareté de ces unités
mal annotées, grâce à la correction de la plupart des erreurs, conjuguée à la possibi-
lité d’exclure manuellement certaines unités acoustiques du graphe de recherche lors
de la génération, permet d’éviter la plupart des défauts. Pour la synthèse paramé-
trique, les modèles acoustiques sont d’autant mieux estimés que la base de données
d’apprentissage contient un nombre réduit d’erreurs d’annotations.
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Conclusion

Nous avons présenté dans ce document notre étude sur la construction rapide, per-
formante et mutualisée de systèmes de reconnaissance et de synthèse de la parole
pour de nouvelles langues. Ce travail nous a permis d’aborder différents aspects
de notre objet d’étude, la parole, aussi bien sur le plan acoustique que linguistique.
Ainsi, nous avons vu que le contenu de la parole pouvait être traduit de manière
symbolique et traité comme tel. En partant du texte, des outils permettent d’ana-
lyser la structure grammaticale, de normaliser l’orthographe des mots et d’obtenir
leur prononciation. En partant du signal, nous pouvons calculer une représentation
numérique de l’information véhiculée par la parole. La tâche consistant à passer
du texte au signal et réciproquement devient alors un problème de modélisation de
séquences. La reconnaissance et la synthèse de la parole peuvent donc utiliser des
algorithmes similaires pour résoudre leurs problèmes respectifs.

Un premier axe de travail a été de trouver et d’exploiter des leviers d’accélération
dans la construction de systèmes de reconnaissance et de synthèse de la parole pour
de nouvelles langues. Pour la reconnaissance de la parole, une des étapes considé-
rées comme les plus coûteuses est la collecte de données de parole annotées. Cette
tâche peut être facilitée en considérant des données annotées automatiquement en
partie. Notre participation au Multi-Genre Broadcast Challenge a montré que le temps
nécessaire pour cette collecte pouvait être réduit en utilisant des données impar-
faites issues du sous-titrage de journaux télévisés. L’avantage de cette approche est
d’exploiter des données disponibles en très grande quantité, ce qui permet de pro-
céder à une sélection des données selon un critère de fiabilité. Ainsi, nous avons
utilisé un système de reconnaissance de la parole préalablement construit à par-
tir de l’ensemble des données imparfaites pour transcrire l’ensemble du signal de
parole disponible. En comparant les transcriptions automatiques à celles de réfé-
rence, nous avons pu isoler les segments de parole transcrite minorant un certain
taux d’erreur mot. Pour la synthèse de la parole, c’est également la création de bases
de données de signal transcrit en phonèmes qui impacte le plus le temps de déve-
loppement d’une nouvelle langue. Celle-ci passe par la phonétisation automatique
de texte, l’enregistrement d’un locuteur sur la lecture de ce texte, puis la vérification
manuelle des transcriptions phonétiques vis-à-vis du signal de parole enregistré.
D’une part, nous avons montré qu’un phonétiseur à base de règles et un phonétiseur
neuronal fondé sur une architecture encodeur-décodeur obtenaient des résultats si-
milaires sur la tâche de phonétisation des mots en contexte. Ainsi, il est possible de
choisir la technologie la plus rapide à développer selon les ressources disponibles
pour une nouvelle langue. D’autre part, nous avons proposé une méthode de dé-
tection automatique des erreurs de phonétisation qui réduit le temps de validation
des bases de données de signal. Notre approche consiste à tenir compte du signal de
parole pour obtenir une transcription phonétique complémentaire de celle obtenue
à partir du texte.
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Un deuxième axe de travail a été d’obtenir de bonnes performances en reconnais-
sance et en synthèse de la parole quelle que soit la langue. A cet effet, nous avons
retenu l’architecture hybride HMM/TDNN pour la modélisation acoustique en re-
connaissance de la parole. Cette dernière a permis à notre système pour l’arabe d’être
bien classé au Multi-Genre Broadcast Challenge et a donné de bons résultats pour
d’autres langues également. De plus, nous avons combiné des systèmes utilisant
soit des graphèmes, soit des phonèmes pour représenter symboliquement les uni-
tés acoustiques. Nous avons observé que les deux représentations sont complémen-
taires pour la langue arabe et qu’elles permettent entre autres de mieux traiter les
voyelles. La reconnaissance de la parole de bout-en-bout, avec l’architecture Deep-
speech 2, donne également de bonnes performances de reconnaissance, même avec
relativement peu de données d’apprentissage. De plus, c’est une approche permet-
tant de développer rapidemment de nouveaux systèmes. En effet, nous avons ob-
servé que pour la reconnaissance de phonèmes, nous obtenions un taux d’erreur de
9,9% sur des bases de données en français pour la synthèse de la parole. Ce taux d’er-
reur a été obtenu en réalisant un apprentissage sur 50 heures de parole. Par ailleurs,
nous observons avec des données similaires en italien et en arabe un taux d’erreur
de reconnaissance de phonèmes de respectivement 10,3% et 5,1%, les systèmes de
reconnaissance ayant été appris sur respectivement 12,3 et 15,1 heures de parole. En
synthèse de la parole, la qualité des systèmes obtenus dépend en grande partie des
performances du phonétiseur et de la qualité de l’annotation des données. En amé-
liorant ces deux composantes, notre travail permet d’améliorer la qualité des voix
de synthèse créées pour de nouvelles langues.

Un troisième axe de travail est celui de la mutualité des systèmes. Dans cette thèse,
nous nous sommes efforcés de partager les ressources entre la reconnaissance et la
synthèse de la parole, ainsi que les outils. Ainsi, un système de reconnaissance de la
parole a permis d’annoter des données pour l’apprentissage d’un phonétiseur. L’uti-
lisation de ce phonétiseur peut à la fois enrichir un lexique de prononciation pour la
reconnaissance de la parole, mais aussi transcrire du texte dans un système de syn-
thèse. La reconnaissance de la parole a également permis d’améliorer la qualité des
bases de données de signal pour la synthèse grâce à une détection automatique des
erreurs de phonétisation. Tout ceci est possible dans la mesure où les systèmes par-
tagent le même jeu de phonèmes, ce qui n’affecte pas les performances pour toutes
les langues que nous avons traitées. Enfin, la flexibilité des approches neuronales
permet des combinaisons de systèmes qui ne sont pas possibles avec d’autres al-
gorithmes. Les représentations intermédiaires des couches des réseaux de neurones
peuvent ainsi être mutualisées entre des systèmes et profiter pour l’apprentissage de
ressources destinées à la reconnaissance et à la synthèse de parole.

Comme perspectives, nous pouvons aller plus loin dans la transcription phonétique
de bases de données de signal de parole pour la synthèse. En effet, il est envisagé
d’expérimenter d’autres architectures neuronales multimodales pour transcrire la
parole et le texte en chaînes phonétiques. Par exemple, nous pouvons imaginer une
architecture composée de deux encodeurs, un pour le signal et un pour le texte, et
d’un unique décodeur pour obtenir les phonèmes. De plus, nous pouvons expéri-
menter les systèmes de synthèse de la parole entièrement neuronaux, qui pourraient
exploiter des données utilisées aujourd’hui pour la reconnaissance de parole exclusi-
vement. De nombreux travaux restent à effectuer pour améliorer la prosodie en syn-
thèse de la parole, une composante difficile modéliser. Les grandes bases de données
acoustiques, de plus en plus nombreuses, pourraient profiter en ce sens aux systèmes
de synthèse. Par ailleurs, nous pouvons envisager des techniques d’augmentation de
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données pour l’apprentissage de modèles acoustique de reconnaissance de la parole
en utilisant les sorties d’un système de synthèse. De telles techniques permettraient
de mieux adresser les langues pour lesquelles nous disposons de peu de données
mais de bonnes connaissances linguistiques.
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