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Introduction générale

Nombre d’applications ne permettent plus aujourd’hui de faire abstraction du caractère non-linéaire
et non-stationnaire des systèmes dynamiques étudiés, qu’accompagne généralement une pénurie d’in-
formation statistiquea priori. Ce contexte difficile nécessite le développement d’outilssans cesse plus
sophistiqués, destinés à pallier les faiblesses des techniques originelles propres à l’analyse des systèmes
linéaires et stationnaires. Ainsi l’analyse classique de Fourier échoue-t-elle souvent, bien qu’elle ait été
moteur dans le développement de nombreuses disciplines. Rappelons qu’elle permet de représenter un
signal temporel ou spatial dans le domaine fréquentiel en ledécomposant en une somme de signaux
tonals. Cette décomposition nécessite par essence que le signal soit stationnaire au sens où ses propriétés
spectrales n’évoluent pas au cours du temps. Afin de remédierà cette lacune, divers prolongements de
l’analyse de Fourier vers une configuration non-stationnaire ont été développés. Leur principe est résumé
par le paradigme selon lequel il convient de décrire et de manipuler les signaux non-stationnaires dans
un plan temps-fréquence. Une grande diversité d’espaces dereprésentation de ce type s’offre à présent
à l’utilisateur, par exemple grâce aux décompositions linéaires telles que les transformées en ondelettes
et de Fourier à court-terme, ou aux distributions d’énergietelles que le spectrogramme et la distribution
de Wigner. Confrontée aux exigences d’un traitement en-ligne de signaux et systèmes non-stationnaires
évoluant dans un contexte statistique inconnu, la discipline du traitement du signal a également connu de
multiples développements dans le cadre des méthodes dites adaptatives. Rappelons que celles-ci ont pour
vocation de poursuivre les évolutions de systèmes non-stationnaires, caractérisés par l’absence d’une re-
lation analytique simple entre les entrées et sorties d’un système, ou entre les instants successifs d’un
signal. La popularité de ces algorithmes tient à une simplicité conceptuelle et une implémentation ef-
ficace, principalement inhérente à l’usage de modèles linéaires. Notons cependant qu’il s’agit là d’une
limite importante de ces approches à laquelle il conviendrait de remédier afin de pouvoir traiter une plus
large classe de problèmes. Il est possible pour cela d’y reconnaître un problème d’apprentissage en-ligne
classique, qui consiste en une approximation fonctionnelle à partir d’un flux de réalisations, auquel la
littérature correspondante est susceptible de pouvoir répondre.

La théorie des noyaux reproduisants a permis le développement fulgurant d’une classe d’algorithmes
d’apprentissage dont la formulation ne dépend pas de la nature des données traitées, ni de l’espace de
représentation adopté pour résoudre les problèmes. Au-delà de ce caractère universel, celles que l’on
range désormais sous le qualificatif de méthodes à noyau et dont lesSupport Vector Machines(SVM)
sont le fer de lance doivent également leur succès à l’essor de la théorie de l’apprentissage statistique,
au sein de laquelle la prédiction de leurs performances en généralisation fait aujourd’hui encore l’ob-
jet d’études approfondies. Ces techniques reposent sur un principe fondamental,le coup du noyau, qui
permet de conférer un caractère non-linéaire à nombre de traitements originellement linéaires sans qu’il
soit nécessaire de recourir à d’importants développementsthéoriques. Celui-ci a été appliqué avec une
remarquable efficacité à de nombreux algorithmes de reconnaissance des formes sans que leur charge
calculatoire s’en ressente. Parmi eux, on trouve l’ACP-à-noyau et l’AFD-à-noyau, des extensions non-
linéaires des algorithmes classiques d’analyse en composantes principales (ACP) et d’analyse factorielle

1



Introduction générale

discriminante (AFD). La non-linéarité souvent considéréedans la littérature correspond implicitement
à une transformation de l’espace des données vers un espace de représentation de dimension plus éle-
vée, sans aucune exigence quant à l’interprétation de ces représentations. Dans le cas de l’analyse et la
classification de signaux non-stationnaires, un choix naturel de représentation est incontestablement le
domaine temps-fréquence.

L’objectif de ce manuscrit est de proposer un nouveau cadre pour l’analyse et la décision en environ-
nement non-stationnaire et en situation de pénurie d’information statistique, par une fertilisation croisée
des domaines de l’analyse temps-fréquence, du traitement adaptatif du signal et de la reconnaissance des
formes par méthodes à noyau.

Dans un premier temps, on propose une mise en œuvre des méthodes à noyau les plus performantes
dans le domaine temps-fréquence, grâce à un choix appropriéde noyau reproduisant. On profite à cette
occasion des plus récentes avancées en reconnaissance des formes et en théorie de l’apprentissage statis-
tique, ainsi que de la diversité des classes de distributions temps-fréquence existantes. On aboutit alors à
de nouvelles techniques d’analyse et de décision propres aux signaux non-stationnaires, avec de faibles
complexités calculatoires. On s’intéresse en particulierà l’apprentissage non-supervisé par l’adaptation
de l’ACP-à-noyau à l’analyse des signaux dans le domaine temps-fréquence. Dans un cadre décisionnel
supervisé, on traite des algorithmes d’AFD-à-noyau et de SVM que l’on met en œuvre dans le domaine
temps-fréquence.

Le problème du choix de la représentation temps-fréquence optimale pour une application donnée a
suscité d’amples études. Récemment, le domaine de la reconnaissance des formes lui a potentiellement
apporté des éléments de réponse intéressants dans le cadre de la sélection de noyau reproduisant optimal
pour une tâche de classification donnée. Parmi les différentes techniques existantes, le critère d’aligne-
ment noyau-cible présente l’avantage de mener à un noyau optimum sans recourir à des apprentissages
répétés suivis de procédures de validation croisée. Nous adaptons ce critère au contexte temps-fréquence
pour une sélection optimum des distributions. Dans ce contexte, une extension de l’algorithme classique
d’optimisation des noyaux temps-fréquence à symétrie radialement Gaussienne ditRGK est présentée
pour la résolution de problèmes de classification.

Confronté à un environnement non-stationnaire et dynamique, un apprentissage en-ligne peut s’avé-
rer incontournable. Les méthodes à noyau n’apportent hélaspas de réponse directe et satisfaisante à cette
question, la taille des modèles qu’elles engendrent étant égale au nombre de couples entrée/sortie utili-
sés. Nous abordons cette question par le biais de critères classiquement utilisés par la communauté ayant
trait aux représentations parcimonieuses, que l’on étudieau jour des méthodes à noyau. Notre attention
se porte en particulier sur le critère de cohérence d’un dictionnaire, qui nous permet un contrôle de la
taille des modèles avec une complexité calculatoire linéaire. Nous établissons alors un lien avec l’entro-
pie quadratique de Rényi notamment, ou encore la procédure d’ACP. Des exemples de mise en œuvre
sont présentés dans le cadre de problèmes classiques de traitement du signal, dans le développement de
nouveaux algorithmes de filtrage adaptatif non-linéaires en particulier.

Des applications à des signaux réels sont finalement considérées. Nous nous intéressons en particu-
lier au débruitage de signaux magnétoencéphalographiquescontaminés par l’activité cardiaque du sujet,
à partir d’un enregistrement électrocardiographique. Lesméthodes que nous proposons, qui s’inscrivent
dans un cadre de filtrage adaptatif non-linéaire, conduisent à une amélioration notable des performances
comparée à des techniques antérieures. Nous portons également notre attention sur l’électroencéphalo-
gramme de sommeil, plus particulièrement sur l’analyse de l’un de ses événements transitoires qu’est le
complexe K. Les techniques proposées pour l’étude de ce phénomène non-stationnaire tirent parti des
méthodes à noyau tout en opérant dans le domaine temps-fréquence.
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Plan de lecture du manuscrit

Le manuscrit s’articule en deux grandes parties. La première, du Chapitre 2 au Chapitre 6, concerne
la mise en œuvre des méthodes à noyau dans le domaine temps-fréquence pour l’analyse et la clas-
sification de signaux non-stationnaires. La seconde partie, du Chapitre 7 au Chapitre 9, présente des
méthodes d’apprentissage en-ligne pour des problèmes de modélisation de systèmes non-linéaires et
non-stationnaires. Le contenu de chaque chapitre est rappelé en quelques lignes ci-dessous.

Chapitre 1 : Méthodes d’apprentissage statistique à noyau reproduisant

On y introduit brièvement les méthodes à noyau pour l’apprentissage statistique. Après avoir décrit
le concept de noyaux reproduisants et les espaces de Hilbertassociés, on présente les deux clés de voûte
de ces méthodes que sont le coup du noyau et le Théorème de Représentation. On conclut ce chapitre par
quelques exemples qui seront réétudiés par la suite.

Chapitre 2 : Distributions temps-fréquence pour l’analysede signaux non-stationnaires

Ce chapitre a pour but de présenter les représentations temps-fréquence pour l’analyse de signaux
non-stationnaires. On s’intéresse plus particulièrementaux distributions temps-fréquences de la classe
de Cohen, ainsi qu’aux représentations linéaires telles que la transformée de Fourier à court-terme.

Chapitre 3 : Méthodes à noyau dans le domaine temps-fréquence

On pose les fondements des méthodes à noyau pour l’analyse designaux non-stationnaires, par un
choix approprié du noyau reproduisant. On décrit cette approche pour la distribution de Wigner, avant de
l’étendre à d’autres distributions de la classe de Cohen.

Chapitre 4 : Analyse en composantes principales dans le plantemps-fréquence

Ce chapitre décrit l’analyse en composantes principales à noyau, et sa mise en œuvre dans le domaine
temps-fréquence grâce à un choix approprié de noyau. La complexité calculatoire de cette approche est
alors étudiée, et comparée aux techniques conventionnelles.

Chapitre 5 : Discrimination des signaux dans le domaine temps-fréquence

Dans le cadre de problèmes de discrimination de signaux non-stationnaires, on s’intéresse à l’analyse
factorielle discriminante à noyau, que l’on adapte afin qu’elle opère dans le plan temps-fréquence.

Chapitre 6 : Distributions temps-fréquence optimales, uneapproche par alignement noyau-cible

On traite du problème du choix de l’espace de représentationpour un problème de classification.
Après un passage en revue des différentes techniques existantes pour sélectionner un noyau reprodui-
sant, on adopte le critère d’alignement noyau-cible. On modifie celui-ci afin de pouvoir procéder à la
sélection de représentations temps-fréquence optimum en ajustant les paramètres, ou encore en combi-
nant plusieurs espaces de représentation.
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Chapitre 7 : Contrôle de complexité et critère de cohérence

Les méthodes à noyau conduisant à des modèles dont l’ordre est égal au nombre de données d’ap-
prentissage, on s’intéresse à un critère de parcimonie afin de remédier à ce problème : la cohérence. On
étudie ses propriétés et on établit des liens avec d’autres critères existants mais plus exigeants en temps
de calcul.

Chapitre 8 : Apprentissage par filtrage adaptatif non-linéaire

Ce chapitre est dédié aux algorithmes d’apprentissage en-ligne, combinés au critère de cohérence.
On décrit principalement deux algorithmes, de type moindres carrés récursif à noyau et projection affine
à noyau. Un cas particulier de ce dernier est l’algorithme LMS normalisé à noyau, également présenté.

Chapitre 9 : Applications

On expérimente les algorithmes de filtrage adaptatif non-linéaires présentés précédemment. On s’in-
téresse à des applications biomédicales, le débruitage dessignaux magnétoencéphalographiques et l’ana-
lyse des complexes K dans l’électroencéphalogramme de sommeil.

Annexe : Classification dans le domaine temps-fréquence parles SVM

On aborde les récentes avancées de la théorie de l’apprentissage statistique, en particulier le prin-
cipe de minimisation du risque structurel. On présente l’algorithme des Support Vector Machines qui
accompagne cette théorie, et son adaptation pour la classification de signaux non-stationnaires.
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Chapitre 1

Méthodes d’apprentissage statistique
à noyau reproduisant

Sommaire

1.1 Théorie de l’apprentissage statistique . . . . . . . . . . . . .. . . . . . . . . 8
1.1.1 Apprentissage statistique . . . . . . . . . . . . . . . . . . . . . .. . . . 8
1.1.2 Méthodes régularisées . . . . . . . . . . . . . . . . . . . . . . . . . .. . 9

1.2 Noyau reproduisant . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .. 11
1.2.1 Espace de Hilbert à noyau reproduisant . . . . . . . . . . . . .. . . . . . 11
1.2.2 Noyaux reproduisants : construction et exemples . . . .. . . . . . . . . . 14

1.3 Au-delà du modèle linéaire : méthodes à noyau . . . . . . . . . .. . . . . . . 14
1.3.1 Coup du noyau . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
1.3.2 Théorème de Représentation . . . . . . . . . . . . . . . . . . . . . .. . 16

1.4 Exemples de méthodes à noyau . . . . . . . . . . . . . . . . . . . . . . . .. . 17

Ce chapitre a pour objectif de présenter un cadre théorique au problème d’apprentissage statistique,
qui consiste à déterminer une fonction à partir de données regroupées dans un ensemble d’apprentissage.
Ce problème est mal-posé puisqu’il existe une infinité de fonctions continues qui vérifient les condi-
tions discrètes induites par les données d’apprentissage.Ceci est par exemple le cas des problèmes de
régression, où l’on cherche une fonction passant en certains points tandis qu’il en existe une infinité.

La théorie de la régularisation introduite par Tikhonov et Arsenin dans [TA77] propose une solu-
tion élégante à ce problème. Une régularisation de type Tikhonov permet de restreindre la recherche
à un espace de fonctions régulières. Un type d’espace fonctionnel particulier est l’espace de Hilbert à
noyau reproduisant, un concept introduit par Aronszajn dans [Aro50]. Ses propriétés sont exploitées
par le Théorème de Représentation, initialement proposé pour les problèmes de régression par Kimel-
dorf et Wahba dans [KW71, Wah90], et récemment généralisé à d’autres problèmes d’apprentissage par
Schölkopfet coll. dans [SHW00]. La simplicité des méthodes dites à noyau est principalement due au
coup du noyau, plus communément désigné parkernel tricken anglais, qui permet de transformer des
algorithmes linéaires en des méthodes non-linéaires sans surcoût calculatoire considérable, sous réserve
que ceux-ci puissent s’exprimer uniquement par des produits scalaires entre les données. Cette notion
de non-linéarité par usage de noyau a été proposée par Aizerman et coll. dans [ABR64] dans le cadre
d’un problème de classification, et renforcé par Vapnik dans[Vap95] avec le théorie de l’apprentissage
statistique dans un contexte plus général de classificationet régression.

7



Chapitre 1. : Méthodes d’apprentissage statistique à noyaureproduisant

Dans ce chapitre, on traite d’une manière concise ces différents concepts, que l’on illustre avec
certains exemples de méthodes à noyau que l’on détaillera aucours des chapitres suivants. Dans la
Section 1.1, on introduit les méthodes d’apprentissage et la régularisation selon Tikhonov. Après avoir
présenté succinctement les concepts de noyau reproduisantet d’espace de Hilbert associé dans la Sec-
tion 1.2, on introduit les deux clés de voûte des méthodes à noyau dans la Section 1.3 : le coup du noyau
et le Théorème de Représentation. On conclut le chapitre pardes exemples de méthodes à noyau dans
des problèmes d’analyse non-supervisée et supervisée.

1.1 Théorie de l’apprentissage statistique

En théorie de l’apprentissage statistique [Vap95], on cherche à déterminer un modèle qui traduit
le mieux possible une relation entre les observations successives recueillies sur un système, ou encore
entre ses entrées et sorties, à partir d’un ensemble d’apprentissage. On souhaite que le modèle ainsi
élaboré soit généralisable à de nouvelles observations, cequi nécessite une certaine connaissancea priori
du comportement du système. Une telle information peut êtreincorporée grâce à un choix approprié
d’espace d’hypothèses, ce dernier étant l’espace fonctionnel dans lequel la solution est recherchée.

1.1.1 Apprentissage statistique

Les méthodes d’apprentissage statistique peuvent être regroupées en deux classes principales : les
méthodes supervisées et les méthodes non-supervisées.

Dans le cadre de l’apprentissage supervisé, on cherche la relation entre un compactX de lCl, dit
espace de données ou d’entrée, et un compactY de lC, dit espace des réponses ou de sortie. Cette relation
est décrite par la distribution de probabilitéP (x, y) définie pour tout couple(x, y) ∈ X × Y. Ainsi
recherche-t-on la fonctionψ∗ deX dansY telle queψ∗(x) soit une estimation appropriée de la sortiey
correspondant à la donnéex. L’optimalité de la fonctionψ∗ sur toutes les fonctionsψ deX dans lC est
donnée par la minimisation d’une fonctionnelle de risque réelle de la forme

∫

X×Y
V (ψ(x), y) dP (x, y),

où dP (x, y) = P (x, y) dxdy, etV une fonction coût qui mesure l’erreur commise entre la sortie désirée
y et la sortie estiméeψ(x) pour tout couple(x, y) ∈ X ×Y. Dans le cas particulier de la fonction de coût
quadratique,V (ψ(x), y) = (ψ(x)−y)2, la fonction minimisant cette expression est donnée parψ∗(x) =∫
Y y dP (y|x). PuisqueY est compact, on montre qu’un tel optimum existe. Toutefois,la distribution de

probabilitéP étant inconnue, l’optimum ne peut pas être obtenu directement. Celle-ci n’est en effet
connue qu’à partir d’un ensemble fini de réalisations, appelé ensemble d’apprentissage, que l’on note
An = {(x1, y1), . . . , (xn, yn)} avec(xk, yk) ∈ X×Y. En posantPn(x, y) = 1

n

∑n
i=1 δ(x−xi) δ(y−yi),

le problème d’optimisation se traduit par la minimisation du risque d’apprentissage, appelé aussi risque
empirique, selon

ψ∗ = arg min
ψ

1

n

n∑

i=1

V (ψ(xi), yi). (1.1)

Pour un apprentissage non-supervisé, on se contente d’un compactX de lCl, dit espace de données ou
des observations. On cherche alors la relation entre les éléments de cet espace, que décrit la distribution
de probabilitéP (x) pour toutx ∈ X . La fonction recherchéeψ∗ est alors obtenue en résolvant un
problème d’optimisation de la forme

ψ∗ = arg min
ψ

∫

X
V (ψ(x)) dP (x),
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1.1. Théorie de l’apprentissage statistique

portant sur toutes les fonctionsψ deX dans lC, avecV une fonction coût donnée. N’ayant à disposition
qu’un ensemble d’apprentissage finiAn = {x1, . . . , xn} de réalisations échantillonnées selonP , cette
dernière est estimée parPn(x) = 1

n

∑n
i=1 δ(x− xi). On recherche une fonction optimale en minimisant

le risque empirique défini par

ψ∗ = arg min
ψ

1

n

n∑

i=1

V (ψ(xi)). (1.2)

Comme cette expression est un cas particulier de (1.1) pour des étiquettesyi supposées constantes, on
considère dans la suite le cas plus général de l’apprentissage supervisé.

Dans les deux cas, il existe une infinité de fonctionsψ∗ minimisant le risque empirique, donc vérifiant
soit (1.1) pour l’apprentissage supervisé, soit (1.2) pourl’apprentissage non-supervisé. Le problème
est dit alors mal-posé, dans le sens où l’ensemble d’apprentissage ne permet pas une reconstruction
unique de la fonction recherchée. Pour autant, toutes les fonctions candidatesψ∗ n’admettent pas les
mêmes capacités en généralisation étant donné de nouvellesobservations ne figurant pas dans l’ensemble
d’apprentissage. On a alors recours à l’introduction d’hypothèses vis-à-vis de la fonctionψ∗ recherchée
afin de s’affranchir du caractère mal-posé du problème initial. Une contrainte faible et naturelle, au
sens des phénomènes physiques par exemple, consiste à supposer que cette fonction est suffisamment
régulière pour que de faibles variations des données produisent de légères fluctuations sur les sorties.
Cette contrainte de régularité surψ∗ permet alors d’interpréter le problème d’apprentissage comme un
exercice d’approximation à partir de données bruités. D’autres contraintes, plus fortes, peuvent aussi
être considérées préalablement à l’apprentissage, par exemple que le modèle recherché est linéaire ou
quadratique.

1.1.2 Méthodes régularisées

Depuis les années 1960, plusieurs techniques de régularisation ont été proposées pour rendre un
problème d’optimisation bien-posé, dont les régularisations d’Ivanov [Iva76], de Phillips [Phi62] et de
Tikhonov [Tik63]1. Ces techniques offrent un cadre mathématique général pourrésoudre les problèmes
d’optimisation (1.1) et (1.2) en restreignant l’espace de recherche des fonctions candidates aux fonctions
à faibles oscillations. On considère un espace de HilbertH de fonctions deX dans lC, auquel appartient
la fonction recherchéeψ∗. Soit 〈· , ·〉H le produit scalaire associé à cet espace, et‖ · ‖H sa norme. La
pénalisation d’Ivanov consiste à minimiser le risque empirique, avec une contrainte sur la complexité
définie par‖ψ‖H ≤ τ qui vise à pénaliser les solutions oscillantes. Pour mieux comprendre cette pé-
nalisation restreignant l’espaceH aux fonctions à normes réduites, il suffit de considérer par exemple
l’espace de BanachL1[a, b] des fonctions intégrables en valeur absolue sur l’intervalle [a, b]. La norme
est alors définie par‖ψ‖1 =

∫ b
a |ψ(x)| dx. Un autre type de régularisation concerne l’espaceL2[a, b] des

fonctions d’énergie finie sur[a, b], avec la norme quadratique‖ψ‖22 =
∫ b
a |ψ(x)|2 dx. La régularisation

de Phillips [Phi62] consiste à minimiser la norme, sous contrainte que le risque empirique reste inférieur
à un seuil donné. Ces modes de régularisation d’Ivanov et de Phillips sont équivalents à la régularisation
de Tikhonov [Muk04].

Par l’usage de la technique des multiplicateurs de Lagrange, Tikhonov propose dans [TA77] de trans-
former le problème d’optimisation avec contrainte défini ci-dessus en un problème d’optimisation sans
contrainte. La fonctionnelle de risque étant pénalisée, lasolution est alors obtenue selon

ψ∗ = arg min
ψ∈H

1

n

n∑

i=1

V (ψ(xi), yi) + η ‖ψ‖2H,

1Cette pénalisation est souvent connue sous le nom de Tikhonov–Phillips [MR97].
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Chapitre 1. : Méthodes d’apprentissage statistique à noyaureproduisant

où η contrôle le compromis entre les deux termes. Le premier terme représente le risque empirique qui
mesure l’adéquation entre les sorties estimées et les sorties désirées. Le second terme, de pénalisation,
permet d’obtenir des solutions plus régulières. Sans celui-ci, le problème serait mal-posé puisqu’il exis-
terait alors une infinité de fonctions qui minimisent le premier terme. La théorie de la régularisationà la
Tikhonovdes méthodes d’apprentissage statistiques a connu diverses avancées récentes depuis qu’elle a
été introduite dans ce contexte par Poggio et Girosi [PG90],et plus récemment avec les techniques de
SVM proposées par Vapnik [Vap95]. Une généralisation de cette pénalisation a également été considérée
en remplaçant le terme‖ψ‖2H par g(‖ψ‖2H), où g(·) est une fonction monotone croissante surlR+. La
fonctionnelle de risque régularisée s’écrit sous la forme

1

n

n∑

i=1

V (ψ(xi), yi) + η g(‖ψ‖2H). (1.3)

Le choix du paramètre de régularisationη, appelé souvent hyperparamètre en apprentissage statistique,
est crucial pour contrôler le compromis entre erreur d’apprentissage et degré de régularité. Il est donc
lié directement à l’erreur de généralisation et conditionne la convergence de l’algorithme. Dans ce ma-
nuscrit, nous n’aborderons pas son optimalité en précisantque celle-ci est étudiée par Vapnik [Vap95],
ainsi que par Wahba, Lin et Zhang [WLZ00] pour un cas particulier de fonctions coût, celui des SVM.
Un exemple plus général a été considéré plus récemment par Cucker et Smale dans [CS02b], ou encore
dans [CH02] et [Cap06].

Un nombre important de méthodes d’apprentissage a été développé dans ce cadre. Celles-ci se diffé-
rencient principalement par deux caractéristiques clés : d’une part la fonctionnelle de coûtV (f(xi), yi)
à minimiser, et d’autre part l’espace fonctionnelH des fonctions candidates. Cette thèse traite d’une
catégorie d’espaces fonctionnels particuliers, les espaces de Hilbert à noyau reproduisant. Les méthodes
associées constituent ce qu’on appelle couramment les méthodes à noyau. Avant de continuer, il convient
à présent de préciser qu’il existe une interprétation Bayésienne aux méthodes d’apprentissage statistique
régularisées.

Sous un angle probabiliste

La communauté traitant de reconnaissance des formes peut être divisée en 2 groupes : les fréquen-
tistes et les probabilistes (ou Bayésiens). Les premiers traitent les observations des phénomènes sans
considérer les lois de probabilité les ayant engendrées. Les seconds cherchent à remonter aux distribu-
tions de probabilité à partir des observations par des techniques dites d’inférence. Bien que l’on adopte
la première philosophie tout au long de ce manuscrit, il est toutefois intéressant de préciser qu’il existe
un lien entre les deux approches, ou plus précisément une interprétation probabiliste des méthodes ré-
gularisées selon Tikhonov. On désigne parP (An|ψ) la probabilité conditionnelle d’avoir l’ensemble
d’apprentissageAn ayant la fonctionψ, et parP (ψ|An) la probabilité conditionnelle deψ sachantAn.
Par la règle de Bayes, la probabilitéa posterioriP (ψ|An) est alors donnée par

P (ψ|An) = P (An|ψ)P (ψ), (1.4)

oùP (ψ) désigne la probabilitéa priori de la fonctionψ. On suppose dans la suite que les échantillons
suivent le modèleyi = ψ(xi) + ei, où le bruitei est distribué selon une loi normale de varianceσ2. On
peut alors écrire la probabilitéP (An|ψ) selon

P (An|ψ) = exp
(
− 1

2σ2

n∑

i=1

(yi − ψ(xi))
2
)
.
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1.2. Noyau reproduisant

La probabilitéa posterioriest donnée par (1.4), avec

P (ψ|An) = exp
(
− 1

2σ2

n∑

i=1

(yi − ψ(xi))
2
)
P (ψ).

On a recours à la technique du maximuma posterioripour estimerψ∗, ce qui conduit à la minimisation
de l’expression

1

n

n∑

i=1

(yi − ψ(xi))
2 +

2σ2

n
log(1/P (ψ)). (1.5)

On retrouve les deux caractéristiques clés de l’apprentissage statistique : le premier terme de l’expres-
sion correspond au risque empirique de fonction coût quadratique V (ψ(xi), yi) = (yi − ψ(xi))

2. Le
second terme est un terme de pénalisation. En supposant que la probabilitéa priori puisse s’écrire
sous la formeP (ψ) = exp(−g(‖ψ‖2H)), on retrouve la régularisation de Tikhonov dans (1.3), avec
2σ2/n pour paramètre de régularisation. La fonctionψ∗ obtenue par la minimisation du critère (1.5)
est optimale sous réserve que le bruit suive une loi normale.Pour une densité de probabilité Lapla-
cienne,P (ei) = (1/2) exp−|ei|, la fonction coût correspondante est le coûtL1, à savoirV (ψ(xi), yi) =
|yi − ψ(xi)|. L’optimalité de la régression logistique avecV (ψ(xi), yi) = log(1 + exp(−yiψ(xi))) est
étudiée dans [Zha04], avec d’autres fonctions coûts, ou encore dans [SS01] avec la maximisation de la
vraisemblance. Plus généralement, l’approche par maximisation de la probabilitéa posterioriest étudiée
par Mackay [Mac03] dans le cadre des processus Gaussiens.

1.2 Noyau reproduisant

Dans le paragraphe précédent, nous avons proposé de restreindre l’espace de recherche deψ à un
espace de Hilbert à noyau reproduisant. Depuis les travaux précurseurs de Aronszajn dans [Aro50] sur
les noyaux reproduisants, on a de plus en plus recours à ce type d’espaces, notamment depuis qu’ils
ont été retenus pour la résolution de problèmes d’interpolation par Parzen [Par70], Kailath [Kai71] et
Wahba [Wah90]. Plus récemment, on peut se référer aux travaux de Saito [SABO99]. On présente ici un
aperçu succinct des noyaux reproduisants avant d’exposer àla section suivante les éléments clés qui ont
contribué à leurs succès dans le cadre de problèmes d’apprentissage. Dans ce qui suit, on considère un
espace mesurableX auquel on associe le produit scalaire〈· , ·〉 et la norme correspondante‖ · ‖2.

1.2.1 Espace de Hilbert à noyau reproduisant

Un noyau désigne une fonctionκ(·, ·) deX × X dans lC, à symétrie Hermitienne, c’est-à-dire telle
queκ(xi, xj) = κ(xj , xi) pour toutxi, xj ∈ X . On rappelle les deux définitions fondamentales suivantes
et les propriétés qui en découlent, en renvoyant le lecteur vers [Aro50,CS02c] pour plus de détails.

Définition 1 (Noyau défini positif). Un noyauκ est dit défini positif surX s’il vérifie

n∑

i=1

n∑

j=1

ai aj κ(xi, xj) ≥ 0 (1.6)

pour toutn ∈ lN, x1, . . . , xn ∈ X eta1, . . . , an ∈ lC.

Les noyaux définis positifs sont considérés comme une généralisation du produit scalaire. Ce dernier
constitue en effet un noyau défini positif particulier, dontcertaines des propriétés sont vérifiées par tout
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Chapitre 1. : Méthodes d’apprentissage statistique à noyaureproduisant

X

H

xi

xj

κxi

κxj

FIG. 1.1 – Espace des donnéesX et espaceH induit par le noyau reproduisantκ.

noyau défini positif. C’est le cas par exemple de l’inégalitéde Cauchy-Schwartz : pour tout noyauκ(·, ·)
défini positif surX , et pour toutxi, xj ∈ X , on a

|κ(xi, xj)|2 ≤ κ(xi, xi)κ(xj , xj).

Bien que la linéarité ne soit évidemment pas vérifiée par les noyaux définis positifs en général, cette
généralisation s’avère très intéressante comme on le montre à la Section 1.3.1 au travers du coup du
noyau.

Définition 2 (Noyau reproduisant et RKHS). Soit (H, 〈· , ·〉H) un espace de Hilbert constitué de fonc-
tions deX dans lC. La fonctionκ(xi, xj) deX ×X dans lC est le noyau reproduisant deH, sous réserve
que celui-ci en admette un, si et seulement si

– la fonctionκxi : xj 7→ κxi(xj) = κ(xi, xj) appartient àH, quel que soitxi ∈ X fixé ;
– on aψ(xj) = 〈ψ, κxj 〉H pour toutxj ∈ X etψ ∈ H.

On dit queH est un espace de Hilbert à noyau reproduisant, ou encore un RKHS, acronyme de Repro-
ducing Kernel Hilbert Space.

D’après le premier point de la Définition 2, on désigne parκxi et κ(xi, ·) la même fonction, qu’on
appelle fonction noyau. Le second point de la Définition 2 estconnu sous le nom depropriété repro-
duisante. Celle-ci, ainsi que l’existence du noyau reproduisant, sont liées directement au Théorème de
Représentation de Riesz. En effet, soit une fonctionnelleψ(·) ∈ H etψ(x) son évaluation continue pour
toutx ∈ X . Selon ce théorème, il existe une fonctionhx(·) ∈ H telle queψ(x) = 〈ψ, hx〉H. On retrouve
la propriété reproduisante et, en posantκ(xi, xj) = hxi(xj) pour toutxi, xj ∈ X , on retrouve le noyau
reproduisant. On représente à la Figure 1.1 l’espace des donnéesX et l’espaceH induit par le noyau
reproduisantκ.

Afin de fixer les idées, on présente une analogie noyau reproduisant et RKHS d’une part, et fonction
indicatrice et espaceL2[a, b] d’autre part où toute fonctionψ vérifie ‖ψ‖22 =

∫ b
a |ψ(x)|2 dx < ∞.

Pour toutx ∈ [a, b], la fonction indicatrice11x permet l’évaluation de toute fonctionψ en x, selon

12



1.2. Noyau reproduisant

11x : ψ 7→ 11xψ = ψ(x). On retrouve ainsi la propriété du noyau reproduisant dans un RKHS. L’espace
L2[a, b] n’est toutefois pas un RKHS car que la fonction indicatrice11x n’appartient pas à cet espace,
contrairement à la fonction noyauκx qui est dans son RKHS.

Corollaire 3 (Coup du noyau). Tout noyau reproduisantκ d’un espace de HilbertH s’écrit comme un
produit scalaire dans cet espace, selon

κ(xi, xj) = 〈κxi , κxj 〉H

pour toutxi, xj ∈ X .

Ce corollaire constitue une propriété fondamentale des noyaux reproduisants et des méthodes à
noyau. Il sera étudié plus en détails dans la Section 1.3.1. Sa démonstration découle directement de
la propriété reproduisanteψ(xj) = 〈ψ, κxj 〉H des noyaux. Il suffit pour cela de remplaçerψ dans cette
expression par la fonction noyauκxi .

Théorème 4(Moore-Aronszajn). A tout noyau défini positif, il correspond un RKHS unique, et récipro-
quement.

Démonstration.On montre tout d’abord que tout noyau reproduisant est définipositif. Pour cela, il suffit
de constater que

∑
i

∑
j ai aj κ(xi, xj) = ‖∑i ai κxi‖2 ne peut être négatif. Réciproquement, on

démontre que tout noyau défini positifκ est le noyau reproduisant d’un espace de Hilbert de fonctions
deX danslC. Pour cela, on considère l’espace vectorielH′ engendré par l’ensemble des fonctions{κxi}
pourxi ∈ X . Ceci permet d’exprimer tout élément deH′ comme une combinaison linéaire finie (n <∞)
de ces fonctions selon

H′ =
{
ψ : ψ(·) =

n∑

i=1

ai κxi(·), xi ∈ X , ai ∈ lC
}
.

A cet espace, on associe le produit scalaire

〈ψ, φ〉H′ =
〈 n∑

i=1

ai κxi ,

n∑

j=1

bj κxj

〉
,

avecψ =
∑n

i=1 ai κxi etφ =
∑n

j=1 bj κxj appartenant à l’espaceH′. En ré-arrangeant les sommations,
et par le coup du noyau〈κxi , κxj 〉 = κ(xi, xj), on peut simplifier l’expression du produit scalaire en

〈ψ, φ〉H′ =

n∑

i=1

n∑

j=1

ai bj κ(xi, xj).

Muni de ce produit scalaire, l’espace ainsi construit est unespace pré-Hilbertien. Pour obtenir un es-
pace de Hilbert, il suffit de le compléter conformément à [Aro50] de sorte que toute suite de Cauchy y
converge. �

Le Théorème de Moore-Aronszajn établit le lien entre noyau défini positif et RKHS. Par abus de
langage, on remplace dans la suite la dénomination de noyau défini positif par noyau reproduisant. Avant
de préciser leurs propriétés fondamentales dans le cadre deméthodes d’apprentissage régularisées, on
présente les noyaux reproduisants les plus connus ainsi quecertaines règles permettant de les combiner
afin d’en obtenir de nouveaux.
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Chapitre 1. : Méthodes d’apprentissage statistique à noyaureproduisant

1.2.2 Noyaux reproduisants : construction et exemples

On présente ici des techniques pour construire des noyaux reproduisants, et quelques exemples cou-
ramment utilisés. On renvoie le lecteur à [Vap95, Her02, STC04b] pour d’autres propriétés des noyaux
reproduisants, ainsi que diverses règles permettant de lescombiner.

Théorème 5. Soitκ1 etκ2 deux noyaux reproduisants deX × X dans lC. La fonctionκ : X × X → lC
est un noyau reproduisant s’il est défini par une de ces expressions, pour toutxi, xj ∈ X ,

1. combinaison linéaire :κ(xi, xj) = β1κ1(xi, xj) + β2κ2(xi, xj), pour toutβ1, β2 ∈ lR+.

2. décalage :κ(xi, xj) = κ1(xi, xj) + c, pour toutc ∈ lR+.

3. produit :κ(xi, xj) = κ1(xi, xj)κ2(xi, xj).

4. exposant :κ(xi, xj) = κ1(xi, xj)
p, pour toutp ∈ lN+.

5. exponentiel :κ(xi, xj) = exp(κ1(xi, xj)/σ
2), pour toutσ ∈ lR.

6. normalisation :κ(xi, xj) =
κ1(xi,xj)√

κ1(xi,xi)κ1(xj ,xj)
.

Éléments de démonstration.A partir du Théorème 4 de Moore-Aronszajn, il suffit de démontrer pour
chaque cas que le noyauκ est défini positif, à savoir

∑
i

∑
j ai aj κ(xi, xj) ≥ 0 pour toutxi, xj ∈ X

etai, aj ∈ lC. On peut facilement montrer cela pour les quatre premiers points. Pour le cinquième point,
il suffit de décomposer l’exponentielle en un développementde noyauκ1 de puissances différentes.
Finalement, pour le noyau normalisé, il suffit de remarquer que le dénominateur est toujours positif, et
que le numérateur est défini positif. �

Les noyaux reproduisants classiques sont principalement regroupés en deux catégories : les noyaux
radiaux et les noyaux projectifs. Ces derniers dépendent duproduit scalaire, comme le noyau linéaire
κ(xi, xj) = 〈xi, xj〉 ou encore les noyaux polynômiauxκ(xi, xj) = 〈xi, xj〉p de degrép ∈ lN∗. La
règle du décalage (règle 2) conduit au noyau polynomial complet κ(xi, xj) = (〈xi, xj〉+ c)p. Le noyau
exponentiel, soitκ(xi, xj) = exp(〈xi, xj〉/σ2

0) où σ0 est un paramètre fixe correspondant à la largeur
du noyau, résulte de l’application de la règle 5 au noyau linéaire. Le plus connu des noyaux radiaux
est sans doute le noyau Gaussien, défini parκ(xi, xj) = exp(−‖xi − xj‖2/σ2

0), que l’on obtient en
normalisant (règle 6) le noyau exponentiel. Le noyau de Laplace,κ(xi, xj) = exp(−‖xi − xj‖/σ0),
fait aussi parti de cette catégorie. D’autres noyaux reproduisants sont obtenus en combinant des noyaux
classiques selon le Théorème 5. On présente en Annexe B les noyaux reproduisants les plus usités dans
le cadre des méthodes de reconnaissance des formes. Toutefois, cette liste n’est pas exhaustive puisqu’en
les combinant entre eux, on en obtient de nouveaux sous réserve de conserver le caractère défini positif.

Dans ce manuscrit de thèse, on propose d’utiliser d’autres types de noyaux, par exemple le noyau
quadratiqueκ(xi, xj) = |〈xi, xj〉|2. On précise son intérêt au Chapitre 2 en en proposant une interpré-
tation dans le cadre d’une analyse temps-fréquence. Au-delà de cet exemple, les règles de combinaison
présentées permettent de concevoir des noyaux spécifiques àun problème donné. Ce concept est ex-
ploité au Chapitre 6, où l’on cherche les coefficients de pondération(β1, β2) pour qu’une combinaison
linéaire de deux noyaux soit plus performante que les noyauxinitiaux dans la résolution d’un problème
de classification.

1.3 Au-delà du modèle linéaire : méthodes à noyau

Les méthodes à noyau sont pour la plupart issues d’algorithmes linéaires auxquels on a pu appliquer
les deux résultats clés que sont le coup du noyau [ABR64] et leThéorème de Représentation [Wah90,
SHW00]. Dans ce qui suit, on noteAn = {(x1, y1), . . . , (xn, yn)} un ensemble d’apprentissage donné
avecxi ∈ X les données d’entrée etyi ∈ lR les sorties désirées.
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1.3. Au-delà du modèle linéaire : méthodes à noyau

1.3.1 Coup du noyau

On rappelle la propriété fondamentale introduite au Corollaire 3. Tout noyau reproduisant s’écrit

κ(xi, xj) = 〈κxi , κxj 〉H

quels que soientxi, xj ∈ X , avecH l’espace de Hilbert induit par ce noyau. Ainsi, le noyauκ(xi, xj)
fournit le produit scalaire dansH des imagesκxi et κxj de toute paire d’élémentsxi et xj deX , sans
qu’il soit nécessaire d’expliciter ces images. Ce principe, connu sous le nom ducoup du noyauoukernel
trick en anglais, permet de transformer les méthodes linéaires detraitement de données en des méthodes
non-linéaires, sous réserve qu’elles puissent s’exprimeruniquement en fonction de produits scalaires des
observations. Pour cela, il suffit de remplacer chacun de cesproduits scalaires〈xi, xj〉, qui n’est autre que
le noyau linéaire, par un noyau non-linéaireκ(xi, xj). Ainsi la structure des algorithmes demeure-t-elle
inchangée, et le surcoût calculatoire dû à l’évaluation desnoyaux négligeable.

On souligne l’importance du noyau pour le calcul implicite d’un produit scalaire dans l’espaceH. Cet
espace est très souvent de dimensiondH supérieure à celle de l’espace des observationsdX . En utilisant
par exemple un noyau Gaussienκ(xi, xj) = exp(−‖xi − xj‖2/σ2

0), l’espace induit est de dimension
infinie. Sans la mise en œuvre du coup du noyau, la détermination du produit scalaire dans de tels espaces
serait impossible.

Géométrie associée

L’intérêt du coup du noyau va au-delà d’une simple évaluation de produit scalaire, en incluant l’éva-
luation de distances et d’angles dans l’espace RKHS. La distance dansH entre2 fonctionsκxi et κxj
s’exprime par‖κxi − κxj‖2H = 〈κxi − κxj , κxi − κxj 〉H. En développant cette expression, on obtient

‖κxi − κxj‖2H = κ(xi, xi)− 2Ré{κ(xi, xj)}+ κ(xj , xj), (1.7)

où Ré(·) désigne la partie réelle. Ainsi peut-on calculer la distance entre les éléments de cet espace
sans qu’il soit nécessaire de les expliciter. On retrouve l’esprit du coup du noyau, qui permet selon cette
expression de transformer toute méthode linéaire qui ne dépendrait uniquement que des distances entre
les différents éléments en une méthode non-linéaire basée sur les noyaux. Ceci est le cas de la méthode
des k-plus-proches-voisins par exemple. Puisque pour toutx ∈ X on aκ(x, x) = 〈κx, κx〉H = ‖κx‖2H,
on peut aussi réécrire l’équation (1.7) pour un noyau à valeurs réelles selon

κ(xi, xj) =
1

2

(
‖κxi‖2H + ‖κxj‖2H − ‖κxi − κxj‖2H

)
.

Cette équation montre que le noyauκ(xi, xj) est une mesure de similitude entrexi etxj , celle-ci étant
l’opposé du carré de la distance entre leurs images dans l’espace fonctionnel à deux termes additifs près.
Pour le calcul de l’angle entre deux fonctions noyauκxi etκxj , il suffit de réécrire le cosinus de l’angle
en termes de noyau selon

cos(κxi , κxj ) =
〈κxi , κxj 〉H
‖κxi‖H‖κxj‖H

=
κ(xi, xj)√

κ(xi, xi)κ(xj , xj)
.

Une fois de plus, le coup du noyau permet d’exprimer une mesure dansH sans qu’il soit nécessaire
d’exhiber les éléments de cet espace.
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Chapitre 1. : Méthodes d’apprentissage statistique à noyaureproduisant

Transformation unitaire

Bien que l’espace de HilbertH induit par un noyau reproduisant donnéκ soit unique, rien ne s’oppose
à l’élaboration d’un tout autre espace muni du même produit scalaire. En effet, pour tout opérateur
unitaireU deH versHU, le produit scalaire dans ce dernier est

〈Uκxi ,Uκxj 〉HU
= 〈κxi , κxj 〉H,

qui n’est autre que le noyau reproduisantκ(xi, xj) = 〈κxi , κxj 〉H. On dit alors que les espacesH etHU

sont isomorphes, ou encore que le RKHSH est unique à un isomorphisme près. Pour plus de détails sur
l’équivalence des espaces induits par le même noyau, on renvoie le lecteur intéressé vers [Ste02,MNY06].

1.3.2 Théorème de Représentation

Le coup du noyau offre une interprétation du noyau reproduisant en tant que produit scalaire, et
permet d’élaborer des méthodes non-linéaires à partir d’algorithmes linéaires. Pour que ce principe soit
opérationnel, il nécessite souvent d’être associé au Théorème de Représentation. Ce dernier, à usage
multidisciplinaire aujourd’hui, est issu des travaux précurseurs de Kimeldorf et Wahba dans le domaine
de la théorie de l’approximation [KW71, Wah90]. Plus récemment, il a été repris dans le cadre de la
résolution de problèmes inverses [Kur04], ainsi qu’en théorie de l’apprentissage [CS02c]. La formulation
suivante du Théorème de Représentation et sa démonstrationpour différents types de fonctions coûts sont
principalement dues à Schölkopfet coll. [SHW00].

Théorème 6.SoientX un compact,An = {(x1, y1), . . . , (xn, yn)} un ensemble d’apprentissage donné
avecxi ∈ X l’ensemble des données etyi ∈ lC l’ensemble des sorties désirées,V une fonction coût
arbitraire et g(·) une fonction monotone croissante surlR+. SoitH un espace de Hilbert induit par le
noyauκ défini positif surX . Toute fonctionψ∗ ∈ H minimisant la fonctionnelle de risque régularisée

1

n

n∑

i=1

V (ψ(xi), yi) + η g(‖ψ‖2H), (1.8)

peut s’écrire sous la forme

ψ∗(·) =
n∑

j=1

α∗
j κ(xj , ·). (1.9)

Démonstration.SoitHn le sous-espace deH engendré par les fonctions{κ(x1, ·), . . . , κ(xn, ·)}, c’est-
à-dire

Hn =
{
ψ ∈ H : ψ(·) =

n∑

j=1

αj κ(xj , ·), α1, . . . , αn ∈ lC
}
.

Toute fonctionψ deH admet une et une seule décomposition en deux contributions,l’une appartenant à
l’espaceHn et l’autre qui lui est orthogonale. On peut en effet écrire

ψ = ψ∗ + ψ⊥,

avecψ∗ ∈ Hn etψ⊥ la composante orthogonale telles que〈ψ⊥, κxi〉H = 0 pour touti = 1, . . . , n. La
propriété reproduisante permet d’évaluerψ enxi selon l’expression

ψ(xi) = 〈ψ, κxi〉H

=

n∑

j=1

αj〈κxj , κxi〉H + 〈ψ⊥, κxi〉H.
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1.4. Exemples de méthodes à noyau

Puisque le second terme s’annule par orthogonalité, on obtient l’expression

ψ(xi) =
n∑

j=1

αjκ(xi, xj).

Comme les évaluations deψ en chaque point de l’ensemble d’apprentissage ne dépendentque des co-
efficients{α1, . . . , αn}, le risque empirique (1.8) ne dépend pas de la composante orthogonaleψ⊥. En
minimisant ce risque, on obtient la classe des fonctions équivalentes dansH telle que deux fonctionsψ
et φ appartiennent à la même classe si et seulement siψ(xi) = φ(xi) pour touti = 1, . . . , n. Il reste à
déterminerψ⊥ pour une classe de fonctions équivalentes donnée afin de minimiser le terme régularisant.
Par le théorème de Pythagore dansH appliqué àψ, soit‖ψ‖2H = ‖ψ∗‖2H +‖ψ⊥‖2H, le terme régularisant
g(‖ψ‖2H) dans (1.8) s’écrit

g(‖ψ‖2H) = g
(∥∥

n∑

j=1

αj κxj
∥∥2

H +
∥∥ψ⊥∥∥2

H

)
.

Commeg(·) est monotone croissante, la fonction qui minimise l’expression ci-dessus, pour une classe
de fonctions équivalentes donnée, doit vérifier‖ψ⊥‖2H = 0. �

L’importance de ce théorème réside dans l’existence d’une solution unique à une fonctionnelle de
coût régularisée, celle-ci pouvant s’exprimer comme un développement en série fini de fonctions noyau.
La minimisation de cette fonction coût (1.8) se ramène à un problème d’optimisation àn dimensions,
celui de la détermination des coefficients optimauxα∗

1, . . . , α
∗
n ∈ lC.

1.4 Exemples de méthodes à noyau

Pour fixer les idées, nous introduisons ici quelques exemples de méthodes d’apprentissage statis-
tiques, d’autres faisant l’objet de l’Annexe C. Ces approches seront étudiées plus en détails dans la suite
de ce manuscrit, ainsi que leurs mises en œuvre temps-fréquence pour résoudre des problèmes d’analyse
et de classification en environnement non-stationnaire. Pour ces méthodes, la fonctionnelle de risque à
minimiser est pénalisée selon le principe de Tikhonov, soit

1

n

n∑

i=1

V (ψ(xi), yi) + η g(‖ψ‖2H),

où H désigne un RKHS de noyau reproduisant donné. Comme évoqué précédemment, cette régula-
risation pénalise les variations importantes de la fonction ψ. Pour s’en convaincre, il suffit de borner
l’évaluation deψ en tout pointx ∈ X selon

|ψ(x)|2 = |〈ψ, κx〉|2 ≤ ‖ψ‖2 ‖κx‖2 = ‖ψ‖2 κ(x, x), (1.10)

à partir de la propriété reproduisante et de l’inégalité de Cauchy-Schwartz. En majorant la norme dans
un RKHS par‖ψ‖ ≤ τ , on obtient une borne supérieure pour les valeurs de cette fonction en tout point
deX , avec|ψ(x)| ≤Mτ oùM =

√
κ(x, x).

Pour une analyse non-supervisée, on cherche à extraire la structure sous-jacente des observations,
l’ensemble d’apprentissage étant constitué de données non-étiquetéesAn = {x1, . . . , xn}. Parmi les
méthodes existantes, l’analyse en composantes principales est incontestablement la plus connue. Celle-ci
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Chapitre 1. : Méthodes d’apprentissage statistique à noyaureproduisant

détermine un jeu d’axes orthogonaux tel que la variance de l’ensemble d’apprentissage projeté sur celui-
ci est maximum. La formulation classique du problème consiste à atténuer la contrainte de régularisation
dans l’expression (1.3), en imposant une norme unité aux axes recherchés, similaire à la régularisation
de type Ivanov [Iva76]. Le premier axe principal s’obtient alors par maximisation de la fonction coût
|ψ(xi)|2 oùψ(xi) = 〈ψ, κxi〉H représente la projection deκxi sur l’axe principal défini parψ dansH.
Le risque empirique à minimiser est alors donné par

− 1

n

n∑

i=1

|ψ(xi)|2,

sous la contrainte de normalisation‖ψ‖2H = 1. Les axes principaux suivants sont construits à partir de
la même fonction coût tout en étant orthogonaux au premier, et entre eux. Dans cette formulation, on a
supposé que les fonctions noyauκxi sont centrées dans l’espaceH. Dans le cas contraire, la fonction
coût s’écrit selon|ψ(xi)− 1

n

∑n
j=1 ψ(xj)|2, comme on le montre au Chapitre 4.

Dans le cas d’un problème de discrimination, l’ensemble d’apprentissage est formé des donnéesxi
et de leurs étiquettesyi. La fonctionψ∗ recherchée vise à permettre l’identification de l’étiquette à partir
d’une donnée. Ceci doit alors être vrai ou presque pour tout couple(xi, yi) de l’ensemble d’apprentis-
sage, ce qui correspond à la contrainteψ∗(xi) = yi. Pour un problème de classification à 2 classes, les
étiquettes peuvent être codées selonyi ∈ {±1}, ce qui se traduit alors par la contrainteyiψ∗(xi) = 1.
Ainsi cherche-t-on à minimiser la fonctionnelle risque suivante

1

n

n∑

i=1

max(0, 1 − yiψ(xi)).

On retrouve le coût de la marge diffuse, connue par coût charnière ousoft marginen anglais, qui a
contribué au succès des Support Vector Machines (SVM). Le terme de régularisation s’écrit sous la forme
η g(‖ψ‖2H) où le paramètre de pénalisationη contrôle le compromis entre la complexité de la solution et
l’erreur d’apprentissage. On aborde au Chapitre 5 et à l’Annexe A les problèmes de discrimination et de
classification de signaux non-stationnaires.

Plus généralement, on peut s’intéresser au problème de moindres carrés correspondant à la minimi-
sation du risque empirique

1

n

n∑

i=1

(yi − ψ(xi))
2.

Par l’usage de la pénalisation quadratique‖ψ‖2H, on montre au Chapitre 7 que la solution de ce pro-
blème est obtenue par la résolution d’un système linéaire. Différentes techniques à complexité linéaire
peuvent être considérées pour le résoudre, comme dans [Rif02] où une technique de gradient conjugué
est proposée. Contrairement au cas des SVM esquissé ci-dessus, on montre que la solution dépend de
tous les éléments de l’ensemble d’apprentissage, les coefficientsαi du développement en noyau issu du
Théorème de Représentation n’ayant aucune raison d’être nuls. Afin d’être en mesure de répondre à des
problèmes d’apprentissage en-ligne où l’on est confronté àun flux de données, il est nécessaire de se
préoccuper de la parcimonie de la solution. Ce problème est traité aux Chapitres 7, 8 et 9.
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Chapitre 2

Distributions temps-fréquence pour
l’analyse de signaux non-stationnaires
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Du domaine temporel au domaine fréquentiel, en passant par le plan temps-fréquence, il existe une
multitude d’espaces de représentation à-même d’offrir un cadre mathématique général pour l’analyse
des signaux. Les signaux non-stationnaires nécessitent lamise en œuvre d’outils spécifiques parmi les-
quels émergent les distributions temps-fréquence de la classe de Cohen. Celles-ci constituent une alterna-
tive intéressante aux techniques d’analyse spectrale classiques en incluant explicitement une dimension
supplémentaire d’évolution temporelle. Toutes déclinéespar filtrage de la distribution de Wigner, les
distributions de la classe de Cohen offrent une variété d’espaces de représentation à la mesure de la di-
versité des objectifs visés par les utilisateurs. Par exemple, il est possible de privilégier l’intelligibilité de
l’information délivrée par une représentation en y limitant les manifestations de bruits et autres termes
interférentiels nuisant à sa lisibilité. On peut encore être à la recherche d’une représentation favorisant la
résolution d’un problème de décision en maximisant le contraste entre les hypothèses.

Ce chapitre est essentiellement dédié à cette classe de distributions temps-fréquence, sans toutefois
négliger les transformations linéaires classiques. Il estdivisé en deux parties. Dans un premier temps,
on présente des rappels sur les transformations linéaires,en particulier celles de Fourier, de Fourier à
court-terme et en ondelettes. Puis on aborde les distributions temps-fréquence covariantes en temps et en
fréquence. On commence par la distribution de Wigner avant de s’intéresser aux principales distributions
temps-fréquence de la classe de Cohen. Le problème du choix de la distribution optimale est alors posé.
On referme ce chapitre avec un rappel sur le problème de discrétisation des représentations.
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Chapitre 2. : Distributions temps-fréquence pour l’analyse de signaux non-stationnaires

2.1 Analyse linéaire : Fourier, Fourier à court-terme et ondelettes

2.1.1 Transformée de Fourier

On débute ce chapitre par quelques rappels de définitions et de propriétés élémentaires relatives à
l’analyse de Fourier. La définition de la transformée de Fourier d’un signalx ∈ L2(lR) est donnée par

x̂(f) =

∫
x(t) e−2jπft dt.

Réciproquement, sa transformée inverse s’exprime par

x(t) =

∫
x̂(f) e+2jπft df.

La transformée de Fourier et son inverse établissent une relation univoque entre le domaine temporel et
le domaine fréquentiel. La transformée de Fourier est une isométrie deL2(lR) dans lui-même vérifiant
les identités de Parseval et Plancherel :

∫
x̂i(f) x̂j(f) df =

∫
xi(t) xj(t) dt et

∫
|x̂i(f)|2 df =

∫
|xi(t)|2 dt.

Celles-ci s’expriment sous forme de produits scalaires dans l’espaceL2(lR) selon

〈x̂i, x̂j〉 = 〈xi, xj〉 et ‖x̂i‖2 = ‖xi‖2.

En représentant un signal dans le domaine temporel ou fréquentiel, l’information liée à l’autre do-
maine n’est plus directement accessible. En particulier, la représentation fréquentielle ne permet pas une
localisation temporelle des composantes fréquentielles.Réciproquement, une représentation temporelle
n’autorise pas d’interprétation fréquentielle explicite. Aucune des deux représentations ne permet non
plus d’analyser la durée de composantes fréquentielles données ou d’accéder à leur loi de modulation.
Ces informations nécessitent la mise en œuvre d’outils spécifiques parmi lesquels émergent les représen-
tations conjointes temps-fréquence, dont il va être question à présent.

2.1.2 Transformée de Fourier à court-terme

La plus connue des représentations temps-fréquence linéaires est certainement la transformée de
Fourier à court-terme. Celle-ci consiste en une successionde transformées de Fourier du signal fenêtré
à différents instants, produisant ainsi des spectres localisés temporellement. Étant donnéw cette fenêtre
d’analyse, la transformée de Fourier à court-terme est définie par

Fx(t, f) =

∫
x(τ) w(τ − t) e−j2πfτ dτ. (2.1)

En posantwt,f (τ) = w(τ − t) e−j2πfτ une version dew translatée au tempst et modulée en fréquence
de f , l’expression (2.1) devientFx(t, f) =

∫
x(τ) wt,f (τ) dτ , soit Fx(t, f) = 〈x,wt,f 〉 = 〈x̂, ŵt,f 〉.

Afin de reconstruire le signal à partir de cette représentation, on a recours à l’expression

x(τ) =

∫∫
Fx(t, f) w(τ − t) e+j2πfτ df dt.

Le choix et la taille de la fenêtre d’analyse déterminent lespropriétés de la représentation, en particu-
lier le compromis entre localisations temporelle et fréquentielle. Ce dernier répond au principe d’incer-
titude d’Heisenberg-Gabor qui impose une borne inférieureà la concentration d’un atomewt,f dans le
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2.1. Analyse linéaire : Fourier, Fourier à court-terme et ondelettes

plan temps-fréquence telle∆t∆f ≥ 1
4π , où∆t et∆f désignent les largeurs, mesurées par les variances,

de l’atome [FS97,Mal98]. Si la fonction Gaussienne définie parw(t) = C eat
2+j2πf0t avecC, a etf0 des

paramètres est la seule fenêtre qui vérifie l’égalité, le choix de sa taille n’en reste pas moins crucial. Les
signaux concentrés temporellement nécessitent des fenêtres d’analyse courtes, tandis que les fenêtres de
longue durée sont mieux adaptées aux signaux à composantes sinusoïdales.

Il existe des identités à la Parseval-Plancherel pour la transformée de Fourier à court-terme. On
montre aisément que l’énergie d’un signalx ∈ L2(lR) peut se mettre sous la forme

∫
|x(t)|2 dt =

1

‖w‖2
∫∫
|Fx(t, f)|2 dt df.

On peut également montrer l’identité de Parseval pour la transformée de Fourier à court-terme

∫∫
Fxi(t, f) Fxj (t, f) dt df = ‖w‖2

∫
xi(t) xj(t) dt. (2.2)

En utilisant une fenêtre analysante normalisée dansL2(lR), on obtient une transformation unitaire.

2.1.3 Transformée en ondelettes

La décomposition en ondelettes continue est une représentation atomique appréciée. Elle repose sur
une translation d’un tempst et une dilatation/compression en échelle d’un facteura d’une ondelettew
telle quewt,a(τ) = 1√

a
w( τ−ta ).

Le changement d’échelle s’écrita = f0/f , oùf0 désigne la fréquence centrale de l’ondelette mère.
La transformée en ondelettes du signalx ∈ L2( lC) s’exprime selon

Ox(t, a) =

∫
x(τ)

1√
a
w

(
τ − t
a

)
dτ. (2.3)

Pour qu’une telle quantité soit effectivement une représentation, il est souhaitable qu’elle soit inversible.
Ceci se traduit par une condition d’admissibilité [Cal64,GM84] peu restrictive sur l’ondelette mère

Cw =

∫
|ŵ(f)|2 df

|f | < +∞. (2.4)

Des exemples classiques d’ondelette sont l’ondelette de Morlet2 définie par une fenêtre Gaussienne mo-
duléew(t) = C e−t

2/2+j2πf0t, et le chapeau mexicain donné par la dérivée seconde de la Gaussienne,
c’est-à-direw(t) = C (1 − t2) e−t

2/2 avecC une constante de normalisation. La condition d’admissi-
bilité sur l’ondelette mère permet de définir une identité detype Parseval-Plancherel [SN96], à savoir

∫∫
Oxi(t, a) Oxj (t, a)

dt da
a2

= Cw

∫
xi(t) xj(t) dt, (2.5)

où dt da/a2 est la mesure naturelle associée au groupe affine des translations et dilatations [Fla98]. Pour
démontrer l’équation (2.5), il suffit de remarquer que la transformée de Fourier ent deOx(t, a) s’exprime

2L’ondelette de Morlet n’est pas admissiblestricto sensu. En effet, la condition d’admissibilité implique quêw(0) =∫ +∞

−∞
w(t) dt = 0, ce qui n’est pas vérifié pour l’ondelette de Morlet. Toutefois, cette intégrale est très petite sif0 est assez

grand.
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Chapitre 2. : Distributions temps-fréquence pour l’analyse de signaux non-stationnaires

selonÔx(f, a) = x̂(f)
√
a ŵ(af), ce qui permet d’écrire3

∫∫
Oxi(t, a) Oxj (t, a)

dt da
a2

=

∫
x̂i(f) x̂j(f)

[∫
|ŵ(af)|2 da

a

]
df

=

∫
x̂i(f) x̂j(f) Cw df

= Cw

∫
xi(t) xj(t) dt,

où la dernière égalité résulte de l’identité de Parseval. Enutilisant des ondelettes telles queCw = 1, on
obtient une transformation unitaire.

2.2 Distributions temps-fréquence quadratiques

Les résolutions temporelle et fréquentielle des décompositions atomiques présentées ci-dessus sont
déterminées par la localisation temps-fréquence des atomes d’analyse considérés. Idéalement, on souhai-
terait aboutir à une densité d’énergie dans le plan temps-fréquence sans perte de résolution. Lorsqu’elles
sont de forme quadratique, les distributions temps-fréquence sont susceptibles d’offrir une interprétation
en termes de densité d’énergie. On compte la distribution deWigner parmi celles-ci qui, avec sa résolu-
tion temps-fréquence optimale, sera étudiée dans la section suivante. On s’intéressera ensuite à la classe
de Cohen des distributions covariantes par translation dans le plan temps-fréquence. On s’attardera enfin
sur un type particulier de distributions temps-fréquence,les distributions adaptées au signal étudié et
paramétrées selon un profil radialement Gaussien.

2.2.1 Distribution de Wigner

Étudiée par Wigner en 1932 dans le contexte de la mécanique quantique [Wig32], et introduite dans
la communauté du traitement du signal par Ville [Vil48], la distribution de Wigner est un puissant outil
pour l’analyse des signaux non-stationnaires. Elle est définie par

Wx(t, f) =

∫
x(t+ τ/2) x(t− τ/2) e−j2πfτ dτ, (2.6)

et correspond donc à la transformée de Fourier enτ de la fonction d’autocorrélation instantanée définie
parp(t, τ) = x(t + τ/2) x(t − τ/2). Celle-ci étant à symétrie Hermitienne, soitp(t, τ) = p(t,−τ), la
distribution de Wigner est à valeurs réelles sur tout le domaine de définition. Par l’identité de Parseval,
on peut réécrire l’expression (2.6) en fonction de la transformée de Fourier du signalx selon

Wx(t, f) =

∫
x̂(f + ν/2) x̂(f − ν/2) e+j2πtν dν.

Il est clair queWx ∈ L2(lR
2) pour toutx ∈ L2(lR). A titre d’exemple, la distribution de Wigner d’un

signal à modulation fréquentielle linéaire est présenté à la Figure 2.1. Le signal de taille 64 comprend
une composante fréquentielle qui croît de 0.1 à 0.4, en fréquence normalisée.

La distribution de Wigner vérifie un nombre important de propriétés mathématiques dési-
rables [Fla98]. Outre le fait qu’elle est à valeurs réelles,elle préserve l’énergie, respecte les marginales
temporelles et fréquentielles, et est covariante par translation en temps et en fréquence. De plus, elle per-
met une localisation parfaite des signaux à modulation de fréquence linéaire. Une propriété importante

3On définit la variable d’échellea danslR.
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Fréquence Temps

0

63

0.0

0.5

FIG. 2.1 – Représentation de Wigner d’un signal complexe à modulation fréquentielle linéaire. On re-
trouve la composante fréquentielle qui varie de 0.1 à 0.4 Hz

de la distribution de Wigner est son unitarité, particulièrement intéressante dans le contexte de notre
étude comme on le verra par la suite. Cette conservation du produit scalaire entre domaines temporel et
temps-fréquence, dite identité de Moyal, s’exprime par [CM80,Moy49]

∣∣∣∣
∫
xi(t) xj(t) dt

∣∣∣∣
2

=

∫∫
Wxi(t, f) Wxj(t, f) dt df. (2.7)

L’identité de Moyal (2.7) s’exprime également dans le domaine Doppler-retard, celui-ci étant le dual au
sens de la transformée de Fourier du plan temps-fréquence. On définit pour cela la fonction d’ambiguïté
à bande étroiteAx d’un signalx dans le plan Doppler-retard par l’expression

Ax(ν, τ) =

∫
x(t+ τ/2) x(t− τ/2) e−j2πνt dt (2.8)

et on réécrit la formule de Moyal par

∣∣∣∣
∫
xi(t) xj(t) dt

∣∣∣∣
2

=

∫∫
Axi(ν, τ) Axj(ν, τ) dτ dν. (2.9)

Par cette dualité, les propriétés de la distribution de Wigner dans le domaine temps-fréquence sont aussi
conservées par la fonction d’ambiguïté dans le domaine Doppler-retard.

Bien que la distribution de Wigner vérifie de nombreuses propriétés, sa lisibilité est généralement
compromise par la présence de nombreux termes d’interférence. Ceux-ci introduisent de plus des com-
posantes négatives qui ne permettent pas d’interpréter cette distribution comme une densité d’énergie. On
illustre ce phénomène dans la Figure 2.2 par la distributionde Wigner et la fonction d’ambiguïté d’un
signal comportant deux atomes Gaussiens. On distingue les termes d’interférence à mi-distance entre
les deux composantes du signal dans le plan temps-fréquence. Dans le domaine Doppler-retard, ils sont
diamétralement opposés et les deux composantes d’intérêt sont localisées à l’origine du plan. Afin de
remédier à ce problème de lisibilité, diverses distributions faisant intervenir un lissage ont été proposées.
Elles appartiennent à une vaste famille de distributions temps-fréquence : la classe de Cohen.
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Fréquence Temps

Composantes
interférentielles

Composantes
du signal

0

63

0.0

0.5

Retard
Doppler

Composantes
du signal

Composantes
interférentielles

−0.5

0.0

0.5

−32

0

32

(a) (b)

FIG. 2.2 – La distribution de Wigner en(a) et (la partie réelle de) la fonction d’ambiguïté en(b) d’un
signal comportant deux atomes Gaussiens. On retrouve les composantes relatives aux atomes, ainsi que
les termes d’interférence dans les plans temps-fréquence et Doppler-retard.

2.2.2 Distributions de la classe de Cohen

La classe de Cohen correspond à l’ensemble des distributions temps-fréquence quadratiques et co-
variantes vis-à-vis des translations temporelles et fréquentielles. Les distributions de cette classe sont
définies par

CΠ
x (t, f) =

∫∫
Πdr(ν, τ) Ax(ν, τ) e−j2π(fτ−tν) dν dτ, (2.10)

où Πdr est une fonction de paramétrisation exprimée dans le plan Doppler-retard, etΠdr(ν, τ) Ax(ν, τ)
est appelée fonction caractéristique. Par transformée de Fourier, il existe une définition équivalente qui,
dans le plan temps-fréquence, s’exprime par

CΠ
x (t, f) =

∫∫
Πtf(t− t′, f − f ′) Wx(t

′, f ′) dt′ df ′, (2.11)

avecΠtf la fonction de paramétrisation dans le plan temps-fréquence. Celle-ci se déduit deΠdr grâce à
la transformée de Fourier par

Πtf(t, f) =

∫∫
Πdr(ν, τ) ej2π(fτ+tν) dν dτ.

Lorsqu’il n’y aura pas d’ambiguïté sur la fonction de paramétrisation, on noteraCx(t, f) = CΠ
x (t, f).

Chaque distribution de la classe de Cohen est entièrement caractérisée par sa fonction de paramé-
trisationΠ. On retrouve dans le Tableau 2.1 les éléments les plus connusde cette classe ainsi que leur
fonction de paramétrisation. La fonctionU(·) désigne l’échelon unité de Heaviside. On reconnaît la dis-
tribution de Wigner, que l’on obtient à partir de l’expression générale (2.10) en prenantΠdr(ν, τ) = 1.
Ceci revient à noterΠtf(t, f) = δ(t) δ(f) dans l’expression (2.11), oùδ désigne l’impulsion de Dirac. On
retrouve certaines distributions temps-fréquence classiques comme la pseudo-Wigner-lissée, construite
à partir de deux fenêtresw et v pour un double lissage en temps et en fréquence. On parle alors de para-
métrisation à variables séparables. Le spectrogramme quant à lui est obtenu pourΠdr(ν, τ) = Aw(ν, τ).
Il correspond au module au carré de la transformée de Fourierà court-terme. Malgré sa positivité et sa
simplicité de mise en œuvre, sa faible résolution due à un lissage excessif demeure son plus grand défaut.
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Nom Πdr(ν, τ) CΠ
x (t, f)

W
ig

ne
r

et
se

s
ve

rs
io

ns
lis

sé
es

Wigner 1
∫
x(t+ τ/2) x(t− τ/2) e−j2πfτ dτ

Pseudo-Wigner w(τ)
∫
w(τ) x(t+ τ/2) x(t− τ/2) e−j2πfτ dτ

Pseudo-Wigner-lissée ŵ(ν) v(τ)
∫
v(τ)

[∫
w(t′ − t) x(t′ + τ/2) x(t′ − τ/2) dt′

]
e−j2πfτ dτ

R
ih

ac
ze

k
et

se
s

so
us

-p
ro

du
its Rihaczek ejπντ x(t) x̂(f) e−j2πft

Margenau-Hill Ackroyd cos(πντ) R{x(t) x̂(f) e−j2πft}
Page-Levin e±jπν|τ | ±

∣∣∫ x(τ) U(±(t− τ)) e−j2πfτ dτ
∣∣2

D
is

tr
ib

ut
io

ns
à

in
te

rf
ér

en
ce

s
ré

du
ite

s

Choï-Williams e−
1
2
(πντ/σ)2

∫∫
σ
|τ | e−2σ2(t′−t)2/τ2

x(t′ + τ/2) x(t′ − τ/2) e−j2πfτ dt′ dτ

Butterworth 1
1+(πντ/σ)2l

∫ √
σ

2|τ | e−|t′|σ2/|τ |x(t+ t′ + τ/2) x(t+ t′ − τ/2) e−j2πfτ dt′ dτ

Born-Jordan sinπντ
πντ

∫ [
1
|τ |
∫ t+|τ |/2
t−|τ |/2 x(t

′ + τ/2) x(t′ − τ/2) dt′
]

e−j2πfτ dτ

Zhao-Atlas-Marks w(τ)|τ |sinπντπντ

∫
w(τ)

∫ t+|τ |/2
t−|τ |/2 x(t

′ + τ/2) x(t′ − τ/2) e−j2πfτ dt′ dτ

Spectrogramme Aw(ν, τ)
∣∣∫ x(τ) w(τ − t) e−j2πfτ dτ

∣∣2

TAB . 2.1 – Exemples de distributions temps-fréquence de la classe de Cohen, avec leur fonction de
paramétrisation.

La fonction de paramétrisation définit les propriétés que vérifie la distribution. On peut rechercher
par exemple des représentations qui soient réelles, qui conservent les distributions marginales, ou encore
qui vérifient l’égalité de Moyal. Cette dernière contrainted’unitarité est vérifiée par certaines distribu-
tions, dont celles de Wigner, de Page-Levin et de Rihaczek. On montre que cette propriété est vérifiée à
condition que|Πdr(ν, τ)| = 1. Pour le démontrer, il suffit de remarquer que selon l’expression (2.10) et
par l’identité de Parseval, on obtient

∫∫
CΠ
xi(t, f) CΠ

xi(t, f) dt df =

∫∫
|Πdr(ν, τ)|2Axi(ν, τ) Axj (ν, τ) dν dτ.

La condition est obtenue en comparant cette expression à (2.9). On renvoie le lecteur vers [HBB92,Fla98]
pour de plus amples informations sur la relation entre les propriétés de la représentation et les contraintes
sur sa paramétrisation.

De nombreuses propriétés peuvent ainsi être envisagées, mais toujours au détriment de quelques
autres. Ceci est le cas pour la réduction des termes d’interférence, qui se pratique en renonçant à une
bonne localisation des composantes dans le plan temps-fréquence. Pour s’en convaincre, il suffit de
considérer une fonction de paramétrisationΠ correspondant à un filtrage passe-bas bidimensionnel dans
le plan des ambiguïtés et destiné à limiter la présence de termes distants de l’origine. Par l’expres-
sion (2.11), on note que ce filtrage correspond à un lissage dans le domaine temps-fréquenceΠtf . Parmi
ces distributions à interférences réduites, on retrouve celles de paramétrisation de la formeΠdr(ν × τ),
comme les distributions de Choï-Williams, de Butterworth et de Born-Jordan. La plupart de ces distri-
butions admettent un ou plusieurs paramètres de réglage, permettant par exemple de définir le degré de
lissage. Ceci est le cas du spectrogramme, des distributions de Wigner lissée et pseudo-lissée avec le
choix de la taille et du type de fenêtre de lissage.

Si l’on s’est contenté de présenter la classe de Cohen, il convient de préciser qu’il existe moultes
autres variantes parmi les distributions temps-fréquence. Par exemple, Davy et Doncarli [DD98,Dav04]
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ont proposé l’usage de distributions normalisées telles que

CΠ,p
x (t, f) =

|CΠ
x (t, f)|∫∫

|CΠ
x (t′, f ′)| dt′ df ′ . (2.12)

où CΠ désigne une distribution quelconque de la classe de Cohen. La motivation principale derrière
cette normalisation est de conférer un caractère probabiliste aux distributions ainsi définies, permettant
par là-même l’usage de divergences telles que celle de Kolmogorov afin de répondre à des problèmes
de classification de signaux. On montre toutefois au Chapitre 6 qu’au sens du critère d’alignement,
celles-ci s’avèrent moins bien adaptées à la résolution de problèmes décisionnels que les distributions
non-normalisées.

2.2.3 Distribution optimale : la paramétrisation à profil ra dialement Gaussien

Bien que la sélection de représentations vérifiant certaines propriétés théoriques puisse être systéma-
tisée par le choix d’une fonction de paramétrisation adéquate, rien ne garantit qu’elles soient pour autant
bien adaptées aux signaux étudiés. On peut recourir dans ce cas à une paramétrisation qui s’exprime en
fonction des signaux, et l’optimiser au sens d’un critère propre à un problème de classification ou de sup-
pression d’interférences donné. On renvoie le lecteur vers[Suc04] pour un bilan sur les représentations
construites à partir du signal. Le premier type de problème sera traité dans le Chapitre 6. On présente
ici le second problème qui vise à trouver un compromis entre la résolution temps-fréquence d’une part,
et la suppression des termes interférentiels d’autre part,par optimisation d’une fonction de paramétrisa-
tion de profil donné. Afin de simplifier la présentation, la même notation sera utilisée pour désigner la
fonction en coordonnées rectangulaires et polaires, c’est-à-direΠdr(ν, τ) etΠdr(r, θ) respectivement. La
fonction de paramétrisation optimale constitue un filtre bidimensionnel dans le domaine Doppler-retard
qui laisse passer les composantes du signal tout en dégradant les termes d’interférence. Un choix judi-
cieux pour ce filtre passe-bas est la fonction à profil radialement Gaussien, dont l’expression s’avère plus
simple en coordonnées polaires. On considère pour cela les variables radialer2 = ν2 + τ2 et angulaire
θ = arctan(τ/ν). La fonction de paramétrisation retenue s’exprime alors sous la forme

Πdr(r, θ) = e
− r2

2σ2(θ) .

La largeur de bandeσ(·) est fonction de l’angle et détermine la forme de la fonction de paramétrisation,
donc le lissage de la distribution temps-fréquence. Le choix du filtre bidimensionnel se réduit alors à un
problème d’optimisation à une dimension qui est l’ajustement deσ(·).

Étant donné un signalx, les auteurs de [BJ93] proposent de déterminer la largeur debandeσ(·) qui
maximise le volume de la fonction de caractérisation sous une contrainte de volume surΠdr, pénalisant
ainsi les termes d’interférence distants de l’origine par nature. Le problème d’optimisation s’exprime en
coordonnées polaires selon

max
σ

∫ 2π

0

∫ ∞

0
|Ax(r, θ)|2 e

− r2

σ2(θ) dr dθ (2.13)

sous la contrainte que
∫ 2π
0 σ2(θ) dθ soit égale à une constante donnée. Pour traiter ce problème,une

discrétisation des coordonnées polaires dans le plan Doppler-retard est nécessaire. Celle-ci, proposée
dans [Bar92], permet de transformer le problème d’optimisation précédent ainsi :

max
σ

∑

r

∑

θ

r|Ax(r, θ)|2 e
− (r ∆r)

2

σ2(θ) (2.14)
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sous la contrainte ∑

θ

σ2(θ) = V. (2.15)

Ici V est le paramètre qui contrôle le compromis lissage/interférences, et∆r = 2
√
π/l où l est la taille

du signal échantillonnéx. Afin de résoudre ce problème, un algorithme deprojection et descente de
gradientest proposé. Dans un premier temps, l’estimation de la solution à l’itérationk+1, soitσk+1(θ),
est déterminée par l’évaluation de

σk+1(θ) = σk(θ) + µk
∂g

∂σk(θ)
, (2.16)

oùµk est le pas, etg la fonction objectif à maximiser dans (2.14). Le gradient estimé enσk(θ) est défini
par le vecteur

[ ∂g
∂σk(0)

· · · ∂g
∂σk(l−1)

]
, avec

∂g

∂σk(θ)
=

2∆2
r

σ3
k(θ)

∑

r

|Ax(r, θ)|2 r3 e−(r ∆r)2/σ2
k
(θ). (2.17)

Dans un second temps, la contrainte est prise en compte en normalisantσk+1(θ) par ||σk+1(θ)||/V à
chaque itération, ce qui correspond à une projection dans l’ensemble des fonctions admissibles vérifiant
la contrainte (2.15).

2.2.4 Questions de discrétisation

Toute étude considérant des distributions temps-fréquence est incomplète si l’on ne précise pas le
mode de discrétisation adopté. Avant de refermer ce chapitre, nous présentons succinctement celui que
nous avons utilisé pour les simulations tout au long de ce manuscrit.

En pratique, on dispose d’un espaceX de signaux échantillonnés de taillel. Proposée par Claasen et
Mecklenbrauker en 1980, la discrétisation classique de la distribution de Wigner est définie selon

W d
x [t, f) =

l−1∑

τ=0

x[t+ τ ] x[t− τ ] e−j
2π
l
fτ . (2.18)

Bien que cette discrétisation soit intuitive et facile à mettre en œuvre, on déplore la perte de la propriété
d’unitarité alors qu’elle est essentielle à la bonne résolution de nombreux problèmes. Dans la littérature,
plusieurs définitions tentent de remédier à cet inconvénient. Parmi celles-ci, on peut citer les distributions
discrètes de Peyrinet coll. [PP86], Richmanet coll. [RPS98], O’Neill et coll. [OW99]. Récemment,
Chassande-Mottinet coll. [CMP05] ont proposé une distribution de Wigner discrète définie par

W d
x [t, f ] =

τt∑

τ=−τt
x[⌊t+ τ/2⌋] x[⌊t− τ/2⌋] e−j

2π
2l
fτ , (2.19)

où τt = min{2t, 2l − 1 − 2t}, et ⌊t⌋ désigne le plus grand entier inférieur ou égal àt. Cette dernière
définition vérifie la plupart des propriétés auxquelles la forme continue (2.6) satisfait, en particulier
l’unitarité. Elle produit de plus des représentations lisibles, sans artifices secondaires comme c’est le cas
d’autres définitions discrètes. Enfin, on peut aisément étendre cette définition aux différentes distributions
de la classe de Cohen.

L’approche proposée tout au long de ce manuscrit de thèse se prête facilement à une reformula-
tion avec les différentes variantes de distributions discrètes, et plus particulièrement la définition (2.19)
pour son unitarité. Toutefois, afin de rendre l’approche plus générique, on se contente dans la suite de
développer nos travaux à partir du formalisme en variables continues.
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Chapitre 3

Méthodes à noyau
dans le domaine temps-fréquence

Sommaire

3.1 Motivations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .34
3.1.1 Espace de représentation temps-fréquence et noyau reproduisant . . . . . 34
3.1.2 De la détection dans le plan temps-fréquence ... . . . . .. . . . . . . . . 35
3.1.3 ... à la reconnaissance des formes dans le plan temps-fréquence . . . . . . 36

3.2 Noyau et RKHS associés à la distribution de Wigner . . . . . .. . . . . . . . 36
3.2.1 RKHS associé à la distribution de Wigner . . . . . . . . . . . .. . . . . 36
3.2.2 Distribution de Wigner et méthodes à noyau . . . . . . . . . .. . . . . . 37
3.2.3 Interprétation en termes de filtre linéaire variant entemps . . . . . . . . . 38

3.3 Noyaux et RKHS associés aux distributions temps-fréquence . . . . . . . . . 39
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3.3.2 Distributions quadratiques . . . . . . . . . . . . . . . . . . . . .. . . . 40
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3.4 Récapitulatif : méthodes à noyau dans le domaine temps-fréquence . . . . . . 42

Au Chapitre 1, nous avons introduit diverses méthodes de reconnaissance des formes à noyau et le
formalisme qui leur est propre. Celles-ci offrent un cadre général pour la mise en œuvre de différentes
méthodes d’apprentissage statistiques dans des espaces deHilbert à noyau reproduisant. Un choix na-
turel pour ces espaces dans un contexte d’analyse et de décision en environnement non-stationnaire est
l’espace des distributions temps-fréquence. Introduitesau chapitre précédent, celles-ci ont été largement
considérées dans la littérature dans le cadre d’applications de reconnaissance des formes.

L’approche que nous proposons dans ce chapitre exploite lesavancées dans le domaine des méthodes
à noyau pour la mise en œuvre de techniques de reconnaissancedes formes dans un contexte temps-
fréquence. A chaque distribution temps-fréquence correspond en effet un noyau reproduisant et un RKHS
associé, ce qui permet de recourir aux deux clés de voûte que sont le coup du noyau et le Théorème de
Représentation.

Ce chapitre débute par quelques rappels sur les méthodes décisionnelles opérant dans le plan temps-
fréquence qui ont pu être décrites dans la littérature. On généralise ensuite ces méthodes de reconnais-
sance des formes en les inscrivant dans le formalisme propreaux noyaux reproduisants. Par soucis de
clarté, nous nous intéressons tout d’abord à la distribution de Wigner avant de considérer d’autres distri-
butions temps-fréquence, linéaires et quadratiques.
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3.1 Motivations

Dans ce qui suit, nous passons en revue les travaux clés qui ont influencé notre approche et per-
mettent de mieux les comprendre. Nous commençons par ceux ayant trait à l’exploitation d’espaces de
représentations temps-fréquence. Puis nous pointons sur des travaux dans lesquels la notion de noyaux
reproduisants et de RKHS est sous-jacente, à un stade embryonnaire. A titre pédagogique, nous nous
restreignons enfin à des problèmes de détection dans le domaine temps-fréquence, avant de considérer
des applications de reconnaissance des formes dans ce même domaine.

3.1.1 Espace de représentation temps-fréquence et noyau reproduisant

Espace de représentation

De nombreux chercheurs se sont intéressés aux espaces engendrés par des familles de distributions
temps-fréquence quadratiques. Dans l’un des premiers travaux en ce sens, Saleh et Subotic ont étudié
dans [SS85] l’espace des distributions valides, et la projection sur cet espace d’une signature temps-
fréquence. La synthèse de signaux à partir de signatures temps-fréquence quadratiques a été longuement
traité par Hlawatsch [HK92], à partir d’un espace de représentations temps-fréquence induit par un es-
pace linéaire de signaux. Ces différents travaux sont largement décrits dans son ouvrage [Hla98], dans le
cadre de problèmes de filtrage, détection et estimation dansle domaine temps-fréquence. Pour construire
ces espaces de représentation, l’auteur a recours à une description de l’espace de signaux à partir d’une
base orthonormale dansL2(lR). Son attention se porte sur les fonctions d’Hermites et Slépiennes. Notre
approche se distingue de ces travaux par la construction d’un espace induit par un ensemble de signaux
d’apprentissage, sans nécessité de recourir à un espace linéaire de signaux au sens de Hlawatsch. Par
cette construction simple et efficace à l’aide de noyaux reproduisants, les différentes méthodes de recon-
naissance des formes dans le domaine temps-fréquence sont àportée de main. Plus récemment, l’usage
d’espaces de représentation pour un problème de classification de signaux a été abordé dans [Dav00]. De
même, Richard a proposé dans [Ric01] de quantifier la redondance informationnelle de la distribution
de Wigner discrète vis-à-vis de celle initialement véhiculée par le signal. L’auteur développe d’avantage
cette notion dans [Ric04] en exprimant cette redondance sous forme de dépendance linéaire de certaines
composantes de la distribution. Il aboutit alors à la dimension de l’espace linéaire engendré par les dis-
tributions de Wigner d’un ensemble de signaux donné.

Dans ce manuscrit, nous envisageons une construction de l’espace de représentation similaire à ce
dernier, avec la notion de noyau reproduisant et de RKHS. Contrairement à [Ric04], nous considérons
avantageusement la redondance des distributions temps-fréquence pour plusieurs raisons. D’une part, le
théorème de Balian-Low [Bal81] stipule que les représentations de type Gabor ou Fourier à court-terme
ayant de bonnes propriétés de localisation conjointement en temps et en fréquence sont des représenta-
tions redondantes4. La redondance permet d’avoir une représentation temps-fréquence plus robuste au
bruit. D’autre part, si le nombre de paramètres libres à déterminer dans ce type d’espace est quadratique
par rapport à la taille des signaux considérés, ce qui peut mener à des problèmes mal-posés, il reste
possible de recourir à des techniques de régularisation.

4Pour construire des représentations non-redondantes, on dispose de nombreuses bases orthonormées temps-fréquence bien
localisées des deux cotés de Fourier ; par exemple, les basesMDCT et les bases de Wilson (lapped orthogonal transforms)
[Mal98].
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Noyau reproduisant et temps-fréquence

Initiés par les travaux de Kailath sur la détection et l’estimation de signaux dans un RKHS [Kai71],
Fowler et Sibul se sont intéressés dans [FS91] à la mise en place d’un RKHS pour la détection par
représentations linéaires, temps-fréquence et temps-échelle. Cette approche reste toutefois limitée en rai-
son de la connaissancea priori des propriétés statistiques des signaux étudiés qu’elle nécessite d’une
part, et d’autre part par la linéarité et l’unitarité requises pour les distributions considérées. Plus récem-
ment, plusieurs travaux ont souligné l’intérêt de combinerdes méthodes à noyau et des représentations
temps-fréquence. En particulier, un usage direct des SVM pour la discrimination de distributions temps-
fréquence est proposé par Davyet coll. dans [DGDR02]. La résolution d’un problème de régression
non-paramétrique est étudiée par Rakotomamonjyet coll.dans [RMC05] avec des noyaux reproduisants
d’ondelette, ou encore dans un cadre plus général de structures obliques pour l’apprentissage regularisé
selon Tikhonov [RC05].

3.1.2 De la détection dans le plan temps-fréquence ...

La détection de signaux en présence de bruit est un problème ancien auquel de nombreux auteurs ont
voulu apporter des réponses dans le domaine temps-fréquence, par exemple pour la détection des ondes
gravitationnelles [Ver93, CMF99, Mor02, CM05]. Les différents travaux publiés montrent l’intérêt des
représentations linéaires [PF86, Tut89] et quadratiques [Fla88, BO90, SJ95]. Par soucis de clarté, on se
limitera à ces dernières selon le cadre adopté par Flandrin dans [Fla86,Fla98]. Dans ce cas, le problème
de détection consiste à déterminer, dans un environnement bruité, si un signal est présent (hypothèse
H1) ou absent (hypothèseH0). Reformulé à l’aide des distributions de Wigner, le problème de détection
s’écrit selon {

H0 : Wx(t, f) = Wb(t, f)
H1 : Wx(t, f) = Wr+b(t, f),

oùr est le signal à détecter, noyé dans un bruit additifb, etWx la distribution de Wigner du signal observé
x. Le détecteur optimal au sens du rapport de vraisemblance, lorsquer est à phase initiale aléatoire
uniformément distribué sur[0, 2π[ et b un bruit blanc gaussien,5 est le filtre adapté temps-fréquence
défini par

Λ(x) =

∫∫
Wx(t, f) Wr(t, f) dt df

H1

≷
H0

ν0.

Ainsi cette règle de décision correspond-t-elle à une corrélation entre la distribution de Wigner du signal
observéx et celle du signal de référencer. L’identité de Moyal permet son évaluation directement à partir
des signaux, avecΛ(x) =

∣∣∫ x(t) r(t) dt
∣∣2, ce qui correspond alors à un filtre adapté classique suivi

d’un détecteur d’enveloppe quadratique. Notons que cette formulation n’est autre que la mise en œuvre
ducoup du noyaudans le domaine temps-fréquence, puisque l’on y résout un problème de détection sans
expliciter les distributions temps-fréquence dont il est question. Bien que la distribution de Wigner revêt
ici un caractère de représentation optimale, renforcé par les nombreuses propriétés intéressantes qu’elle
vérifie, la présence de termes interférentiels peut nuire à la robustesse des détecteurs qui lui seraient
associés. Dans ces conditions, il est parfois préférable enpratique de considérer une statistique de la
formeΛ(x) =

∫∫
CΠ
x (t, f) CΠ

r (t, f) dt df . Si la distributionCΠ
x n’est pas unitaire, il est en revanche

impossible d’exprimer directement celle-ci à partir des signaux.

5L’optimalité de différents détecteurs temps-fréquence est étudiée dans [Lem95] au sens de plusieurs critères.
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3.1.3 ... à la reconnaissance des formes dans le plan temps-fréquence

Les règles de décision rapidement présentées ci-dessus utilisent une représentation temps-fréquence
du signal de référence. Dans une optique dépassant le cadre du filtre adapté temps-fréquence, il est pos-
sible de remplacer la représentation de référence par une signature temps-fréquence arbitraireΨ qui n’est
pas nécessairement une distribution valide. Plus généralement, les classiques méthodes paramétriques de
reconnaissance des formes appliquées dans le plan temps-fréquence reposent souvent sur la recherche
d’une signature temps-fréquenceΨ optimale au le sens d’un critère de performance de la forme (1.3). On
dispose pour cela d’un ensemble d’apprentissage formé den signauxx1, . . . , xn ∈ X , et éventuellement
de leurs étiquettesy1, . . . , yn ∈ Y. La statistique associée s’écrit alors selon

Λ(x) =

∫∫
Wx(t, f) Ψ(t, f) dt df, (3.1)

la distribution de Wigner figurant dans cette expression pouvant être remplacée par n’importe quelle autre
distribution temps-fréquence. Au-delà de contextes décisionnels, ce type de statistique peut être exploité
dans le cadre de problèmes de représentation tels que l’analyse en composantes principales. Dans ce cas,
on cherche la signature temps-fréquence correspondant à unaxe principal. Le critère à optimiser est alors
relatif à la maximisation de la variance des données projetées selon cette signature. La statistique (3.1)
correspond alors à la composante principale associée à cet axe. Force est de constater qu’une difficulté
rencontrée lors de la résolution de tels problèmes est la taille des représentations manipulées. Pourvu
que l’on soit en mesure de composer un espace de Hilbert à noyau reproduisant adéquate, le coup du
noyau et le Théorème de Représentation pourraient fournir une réponse intéressante et ouvrir une voie
vers l’ensemble des méthodes de reconnaissance des formes ànoyau.

3.2 Noyau et RKHS associés à la distribution de Wigner

3.2.1 RKHS associé à la distribution de Wigner

SoitΦ une application associant la distribution de WignerWxi à tout signalxi ∈ X . L’espace image
deΦ est alors défini par{Φ : Φ(xi) = Wxi , xi ∈ X}. Notons que celui-ci n’est pas un espace linéaire
puisqu’une combinaison linéaire de distributions de Wigner n’est pas forcément une distribution de Wi-
gner valide. On complète en conséquence cet espace à l’aide des combinaisons linéaires de l’ensemble
des distributions, afin d’obtenir6

H′
W =

{
Φ : Φ(x) =

n∑

i=1

ai Wxi , xi ∈ X , ai ∈ lC
}
.

A cet espace engendré par lesn distributions temps-fréquenceWx1(t, f), . . . ,Wxn(t, f), on associe le
produit scalaire canonique dansL2(lR

2), selon

〈ψ, φ〉H′
W

=
〈 n∑

i=1

aiWxi ,

n∑

j=1

bjWxj

〉
, (3.2)

pour tous les élémentsψ =
∑n

i=1 aiWxi etφ =
∑n

j=1 bjWxj de l’espaceH′
W . Pour obtenir un espace

de Hilbert à partir de l’espace pré-HilbertienH′
W , il suffit de le compléter conformément à [Aro50] de

6Bien que la distribution de Wigner soit à valeurs réelles, onprésente ici un espace de fonctions à valeurs complexes par
soucis de généralisation, comme on le verra plus loin avec les différentes distributions de la classe de Cohen.
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FIG. 3.1 – Certains éléments de l’espace engendré par les distributions{Wx1(t, f) etWx2(t, f)} oùx1

comporte un atome Gaussien etx2 un chirp. Ces éléments, de la formea1Wx1(t, f) + a2Wx2(t, f),
correspondent aux coefficientsa1, a2 ∈ {−1, 0, 1}

sorte que toute suite de Cauchy y converge. L’espace ainsi obtenuHW est l’espace de Hilbert engendré
par{Wx1(t, f), . . . ,Wxn(t, f)}muni du produit scalaire〈ψ, φ〉HW

défini dans (3.2).

Considérons un exemple simple d’espace engendré par 2 signaux, x1 comportant un atome temps-
fréquence Gaussien à 0.2 Hz, etx2 une modulation fréquentielle linéaire variant de 0.2 à 0.4 Hz. Les
éléments de cet espace s’expriment sous la formea1Wx1(t, f) + a2Wx2(t, f) poura1, a2 ∈ lC. Certains
de ces éléments sont présentés à la Figure 3.1, pour les couples de coefficientsa1, a2 ∈ {−1, 0, 1}. On
retrouve des représentations comportant l’atome Gaussienen contribution positive (première ligne) et
négative (troisième ligne), celles comportant la composante à modulation fréquentielle en contribution
négative (première colonne) et positive (dernière colonne). Afin de construire une base orthonormée dans
cet espace, on peut recourir à une orthonormalisation de type Gram-Schmidt, ou encore à une technique
d’ACP-à-noyau comme on verra au Chapitre 4.

3.2.2 Distribution de Wigner et méthodes à noyau

Dans l’expression (3.2) du produit scalaire dansH, on obtient en réarrangeant les sommations

〈ψ, φ〉HW
=

n∑

i=1

n∑

j=1

ai bj 〈Wxi ,Wxj 〉,
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avec〈Wxi ,Wxj 〉 =
∫∫

Wxi(t, f) Wxj (t, f) dt df . Le produit scalaire entre les distributions de Wigner
se calcule directement à partir des signaux, selon la formule de Moyal (2.7), ce qui permet d’écrire

〈ψ, φ〉HW
=

n∑

i=1

n∑

j=1

ai bj |〈xi, xj〉|2.

On peut alors déterminer le produit scalaire entre deux éléments de l’espace des représentations, direc-
tement à partir des signaux sans qu’il soit nécessaire d’expliciter leurs images dans cet espace. Il s’agit
là du coup du noyau en notant

κW (xi, xj) = 〈Wxi ,Wxj 〉, (3.3)

que l’on reformule ainsi à partir de l’identité de Moyal

κW (xi, xj) = |〈xi, xj〉|2. (3.4)

On peut vérifier facilement queκW est un noyau défini positif, puisque la Définition 1 s’écrit dans ce
cas‖∑j aj Wxj‖2 ≥ 0, ce qui est vrai pour toutxj ∈ X et aj ∈ lC. L’espaceHW construit est donc
l’espace de Hilbert induit par le noyau reproduisantκW . Ainsi l’association du noyau (3.3)-(3.4) et du
Théorème de Représentation à tout algorithme à noyau décritdans la littérature permet-elle de mettre en
œuvre les méthodes de reconnaissance des formes les plus variées dans le domaine temps-fréquence. Les
statistiques considérées s’écrivent alors sous la forme

Λ(x) =

n∑

j=1

α∗
j 〈Wx,Wxj〉 =

n∑

j=1

α∗
j κW (x, xj),

Elles admettent une interprétation temps-fréquence puisque l’on peut écrireΛ(x) = 〈Wx,ΨW 〉 avec

ΨW =
n∑

j=1

α∗
j Wxj . (3.5)

D’un point de vue calculatoire, on souligne le fait que lesn coefficients optimaux,α∗
1, . . . , α

∗
n, sont

évalués sans calculer aucune distribution de Wigner. Il en est de même pour l’évaluation deΛ(x). Si
l’on souhaitait toutefois exhiber dans certains cas la signature temps-fréquenceΨW , afin de procéder à
une analyse classique dans le plan temps-fréquence, il reste possible d’évaluer (3.5) par un calcul itératif
sans qu’il soit nécessaire de conserver en mémoire l’ensemble des distributions de Wigner associées à
l’ensemble d’apprentissage. On peut également remarquer que l’on peut écrire

ΨW (t, f) =

∫ [ n∑

j=1

αj xj(t+ τ/2) xj(t− τ/2)
]

e−j2πfτ dτ, (3.6)

ce qui montre qu’une seule transformée de Fourier suffit à calculerΨW (t, f). Enfin, notons que certaines
méthodes à noyau telles que les SVM ont recours à des fonctions de coût menant à des solutions parci-
monieuses. Dans ce cas,ΨW ne dépend que d’un nombre très réduit de distributions de Wigner, ce qui
rend son calcul d’autant plus rapide.

3.2.3 Interprétation en termes de filtre linéaire variant entemps

On propose à présent une interprétation des résultats précédents en termes de filtre linéaire variant
dans le temps. On note pour celah(t+ τ/2, t− τ/2) l’expression entre crochets dans (3.6), soit

h(t, t′) =

n∑

j=1

αj xj(t) xj(t
′).
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Puisque la fonctionh(t, t′) est carré intégrable et Hermitienne, elle peut être vue comme la réponse im-
pulsionnelle d’un système non-stationnaire défini par un opérateur linéaire auto-adjointLΨ. La relation
entrée-sortie d’un tel système est alors donnée par

x′(t) = (LΨ x)(t)

=

∫
h(t, t′)x(t′) dt′

=

∫
h(t+ τ/2, t− τ/2)x(t + τ) dτ

=

∫
ΨW (t, f) x̂(f) df,

où la dernière égalité est due à l’identité de Parseval. On retrouve la signature temps-fréquenceΨW (t, f)
donnée par (3.6). Désignée comme étant le symbole de Weyl associé, celle-ci permet de caractériser le
filtre linéaire variant en temps outre sa réponse impulsionnelle h(t, t′). Le lien entre les deux est donné
par l’expressionΨW (t, f) =

∫
h(t+ τ/2, t− τ/2) e−j2πfτ dτ . Défini ainsi, l’opérateurLΨ vérifie alors

l’expression suivante

〈LΨx, x〉X =

∫∫
Wx(t, f)ΨW (t, f) dt df.

On retrouve alors la statistique associée à toute méthode à noyau reproduisant pour la distribution de
Wigner, à savoirΛ(x) = 〈Wx,ΨW 〉. De plus, on peut décomposerLΨ enn opérateurs, puisque

〈LΨx, x〉X =

n∑

j=1

∫∫
Wx(t, f)Wxj(t, f) dt df

=

n∑

j=1

〈LWxj
x, x〉X ,

où l’opérateurLWxj
est associé au symbole de WeylWxj(t, f). Dans ce manuscrit, on se contentera de

cette analogie entre le symbole de Weyl et son opérateur d’une part, et la signature temps-fréquence et
la statistique issus d’une méthode à noyau d’autre part. On renvoie le lecteur intéressé par le symbole
de Weyl associé au plan temps-fréquence vers l’article précurseur [RT94], ou plus récemment vers les
travaux de Hlawatsch sur les filtres linéaires variants en temps [Hla98,HM01].

3.3 Noyaux et RKHS associés aux distributions temps-fréquence

Évidemment, le concept de méthodes temps-fréquence à noyaune se restreint pas à la distribution de
Wigner. Dans ce qui suit, on en propose des mises en œuvre avecd’autres distributions temps-fréquence,
linéaires et quadratiques.

3.3.1 Transformations linéaires

On se limite ici aux transformations linéaires les plus couramment utilisées, à savoir la transformée
de Fourier à court-terme et la transformée en ondelette.

Pour une fenêtre analysantew donnée, la transformation de Fourier à court-terme définit un opérateur
linéaireFw : x 7→ Fwx deL2(lR) dansL2(lR

2). A l’espace image qui est inclus dansL2(lR
2), on associe

le produit scalaire

〈Fwxi , F
w
xj 〉 =

∫∫
Fwxi(t, f) Fwxj (t, f) dt df
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On définit alors le noyauκFw(xi, xj) = 〈Fwxi , Fwxj 〉, qui s’exprime directement à partir des signaux grâce
à l’identité de Parseval

κFw(xi, xj) = ‖w‖2〈xi, xj〉. (3.7)

On peut vérifier queκFw est un noyau défini positif puisque la condition (1.6) s’écrit selon
‖w‖2‖

∑
i ai xi‖2 ≥ 0, ce qui est toujours vérifié. On peut alors parler de RKHS induit par le noyau (3.7),

ce dernier pouvant être associé à n’importe quelle méthode ànoyau. Comme précédemment, l’expres-
sion (1.9) admet une interprétation temps-fréquenceΛ(x) = 〈Fwx ,ΨFw〉 avecΨFw =

∑n
j=1 α

∗
j F

w
xj .

Par linéarité de la transformation considérée, cette dernière expression n’est autre que la transformée de
Fourier à court-terme du signal

∑n
j=1 α

∗
j xj .

Dans le cas d’une transformation en ondelettes, l’opérateur linéaire est défini selonOw : x 7→ Owx ,
pour une ondelette mèrew donnée. A l’espace image inclus dansL2(lR

2), on associe le produit scalaire

〈Owxi , O
w
xj 〉Ω =

∫∫
Owxi(t, a) O

w
xj(t, a)

dt da
a2

.

Par l’identité de Parseval, on aboutit à〈Owxi , Owxj 〉Ω = Cw〈xi, xj〉. Le noyau reproduisant associé à cet

opérateur,κOw(xi, xj) = 〈Owxi , Owxj 〉, est un noyau défini positif puisque l’expressionCw‖
∑

i αi xi‖2
est toujours non-négative. De plus, le produit scalaire dans le RKHS induit par ce noyau s’exprime
directement à partir des signaux selon

κOw(xi, xj) = Cw〈xi, xj〉. (3.8)

L’expression (1.9) admet une interprétation temps-échelleΛ(x) = 〈Owx ,ΨOw〉 oùΨOw =
∑n

j=1 α
∗
j O

w
xj .

Comme la transformation en ondelettes est linéaire, on peutréécrire cette dernière expression comme une
transformée en ondelettes du signal

∑n
j=1 α

∗
j xj .

3.3.2 Distributions quadratiques

La classe de Cohen, à laquelle appartient la distribution deWigner, offre une grande diversité de
représentations. Ainsi est-il possible de considérer des distributions lissées à la lisibilité améliorée, ou
encore des distributions favorisant la résolution de problèmes décisionnels. Les propriétés inhérentes aux
espaces de représentation correspondants sont déterminées par le noyau reproduisant considéré.

Dans le cas général des distributions de la classe de Cohen, on considère la forme générale du noyau
reproduisantκCΠ(xi, xj) = 〈CΠ

xi , C
Π
xj〉, où Π désigne la fonction de paramétrisation de la représen-

tation considérée. Pour certaines de ces distributions, une simplification du calcul du noyau reprodui-
sant est possible, comme pour le spectrogramme oùκSw(xi, xj) =

∫∫
|〈xi, wt,f 〉〈xj , wt,f 〉|2 dt df , avec

wt,f (τ) = w(τ − t) e2jπfτ . Plus généralement, on évalue le noyau dans le domaine Doppler-retard se-
lon κCΠ(xi, xj) =

∫∫
|Πdr(ν, τ)|2Axi(ν, τ)Axj (ν, τ) dν dτ . Pour la famille des distributions unitaires,

on retrouveκU (xi, xj) =
∫∫

Axi(ν, τ)Axj (ν, τ) dν dτ car |Πdr(ν, τ)| = 1, que l’on simplifie grâce
à l’identité de Moyal selonκU (xi, xj) = |〈xi, xj〉|2. Outre la distribution de Wigner, les distributions
unitaires comprennent celles de Page et de Rihaczek. Toutesces distributions admettent le même noyau
reproduisant (3.4) et partagent donc le même espace reproduisant à une transformation unitaire près.
Cette propriété a été abordée à la Section 1.3.1. Dans le cas de la distribution à paramétrisation radiale-
ment Gaussienne introduite au Paragraphe 2.2.3, notons quele noyau reproduisant s’écrit en coordonnées
polaires sous la formeκσ(xi, xj) =

∫∫
r Axi(r, θ) Axj (r, θ) e−r

2/σ2(θ) dr dθ .

La mise en œuvre des différentes méthodes à noyau dans un RKHSassocié à une distribution arbi-
traire de la classe de Cohen est rendu possible par l’usage dunoyau reproduisantκCΠ correspondant.
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On désigne parHCΠ l’espace induit par ce noyau. La statistique de décision correspondante est alors de
la formeΛ(x) = 〈CΠ

x ,ΨCΠ〉, oùΨCΠ désigne la signature temps-fréquence résultant de l’optimisation
d’un critère de performance donné à partir d’un ensemble d’apprentissage formé den signauxxj. Cette
signature appartient au RKHS engendré par lesn distributionsCΠ

xj , et s’écritΨCΠ =
∑n

j=1 β
∗
j C

Π
xj . La

statistique correspondante est alors donnée parΛ(x) =
∑n

j=1 β
∗
j 〈CΠ

x , C
Π
xj〉 =

∑n
j=1 β

∗
j κCΠ(x, xj).

Les propriétés de la signature résultante sont inhérentes au type de distribution temps-fréquence choisi.
En considérant une distribution à interférences réduites par exemple, l’espace RKHS comprend de telles
distributions et la signature résultante connaît une réduction de ses termes interférentiels en comparaison
de la distribution de Wigner. Pour s’en convaincre, il suffitd’écrire

ΨCΠ(t, f) =
n∑

i=1

β∗i

∫∫
Πtf(t− t′, f − f ′) Wxi(t

′, f ′) dt′ df ′

=

∫∫
Πtf(t− t′, f − f ′)

[ n∑

i=1

β∗iWxi(t
′, f ′)

]
dt′ df ′.

On retrouve alors une version lissée par la fonction de paramétrisationΠ d’une combinaison linéaire de
distributions de Wigner.

3.3.3 Stratégie hybride

Dans le cas général des distributions non-unitaires de la classe de Cohen, le calcul deκCΠ(xi, xj)
pour tout couple(xi, xj) de l’ensemble d’apprentissage peut allonger le temps d’apprentissage de la
méthode à noyau considérée. Pour les applications où le temps de calcul est crucial, on propose d’utiliser
une méthode hybride qui combine les avantages du noyau quadratique de Wigner et des distributions
lissées de la classe de Cohen. Une approche similaire a déjà été évoquée dans le cadre de détection dans
le plan temps-fréquence. On adapte à présent celle-ci aux méthodes à noyau.

Le principe de l’approche proposée repose sur une phase d’apprentissage effectuée à partir du noyau
quadratiqueκW (xi, xj) = |〈xi, xj〉|2 associé à la distribution de Wigner. La signature temps-fréquence
correspondante s’écrit alorsΨW =

∑n
j=1 α

∗
j Wxj . Afin de conférer à celle-ci des propriétés complé-

mentaires telles qu’un contenu interférentiels réduit parexemple, on suggère de recourir dans un second
temps à un filtrage défini par̃ΨCΠ(t, f) =

∫∫
Πtf(t− t′, f −f ′) ΨW (t′, f ′) dt′ df ′. En développant cette

expression, on obtient

Ψ̃CΠ(t, f) =

∫∫
Πtf(t− t′, f − f ′)

[ n∑

i=1

α∗
iWxi(t

′, f ′)
]

dt′ df ′,

Il s’agit donc là d’un élément appartenant au RKHS induit parle noyauκCΠ . La statistique utilisée
est alors donnée parΛ(x) =

∫∫
CΠ
x (t, f) Ψ̃CΠ(t, f) dt df . Notons toutefois que ce principe est sous-

optimum au sens du noyau reproduisantκCΠ dans la mesure où les coefficientα∗
i ont été déterminés à

partir du noyau quadratiqueκW . On remarque que l’évaluation deΛ(x) nécessite deux filtrages, l’un
appliqué àΨW , l’autre àWx. De manière équivalente, ll est possible de reformuler la statistique afin de
faire porter un double filtrage sur la distribution de Wignerde l’observation

Λ(x) =

∫∫
CΠ
x (t, f)

[∫∫
Πtf(t− t′, f − f ′)

n∑

i=1

αiWxi(t
′, f ′) dt′ df ′

]
dt df

=

∫∫ n∑

i=1

αiWxi(t
′, f ′)

[∫∫
Πtf(t− t′, f − f ′)CΠ

x (t, f) dt df

]
dt′ df ′.
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Nom Noyau reproduisant associé

lin
éa

ire

Fourier κF (xi, xj) = 〈xi, xj〉
Fourier à court-terme κFw(xi, xj) = ‖w‖2 〈xi, xj〉
Ondelettes κOw(xi, xj) = Cw 〈xi, xj〉

qu
ad

ra
tiq

ue

Wigner κW (xi, xj) = |〈xi, xj〉|2

Spectrogramme κSw(xi, xj) =
∫∫
|〈xi, wt,f 〉〈xj , wt,f 〉|2 dt df

Page-Levin, Rihaczek κU (xi, xj) = |〈xi, xj〉|2

Cohen κCΠ(xi, xj) =
∫∫
|Πdr(ν, τ)|2Axi(ν, τ)Axj (ν, τ) dν dτ

Profil radialement Gaussien κσ(xi, xj) =
∫∫

r Axi(r, θ) Axj(r, θ) e
− r2

σ2(θ) dr dθ

TAB . 3.1 – Distributions temps-fréquence, linéaires et quadratiques, avec leur noyau reproduisant

On parle alors de filtragea posterioride l’observation. Par analogie, on peut aussi évaluer la statistique
de décision à partir d’un double filtrage de la signatureΨW . Il suffit alors d’écrire

Λ(x) =

∫∫ [∫∫
Πtf(t− t′, f − f ′)Wx(t

′, f ′) dt′ df ′
]

ΨCΠ(t, f) dt df

=

∫∫
Wx(t

′, f ′)

[∫∫
Πtf(t− t′, f − f ′)ΨCΠ(t, f) dt df

]
dt′ df ′.

On dit alors que l’on opère par filtragea priori de la signature issue de la distribution de Wigner. On note
que le double filtrage peut être effectué avec la même fonction de paramétrisation quand cette dernière
est paire par rapport à ses variables, soitΠtf(t, f) = Πtf(−t,−f), ce qui constitue une hypothèse peu
restrictive.

3.4 Récapitulatif : méthodes à noyau dans le domaine temps-fréquence

Les méthodes à noyau constituent une avancée considérable dans les domaines de la reconnaissance
des formes et de la théorie de l’apprentissage statistique.Elles reposent pour la plupart sur la recherche
d’une fonctionnelleψ∗ qui minimise un risque régularisé selon Tikhonov, de la forme

ψ∗ = arg min
ψ∈H

1

n

n∑

i=1

V (ψ(xi), yi) + η ‖ψ‖2H,

où V est une fonction coût donnée. Les espaces de Hilbert à noyau reproduisant constituent un choix
judicieux pourH. L’une de leurs propriétés fondamentales est queψ(x) = 〈ψ, κx〉H pour toutx ∈ X .
Il en résulte par le Théorème de Représentation queψ∗(·) =

∑n
j=1 α

∗
jκ(xj , ·), les coefficientsα∗

j étant
obtenus par la minimisation du risque régularisé évoqué ci-dessus.

Le choix d’un noyau reproduisant associé à une distributionde la classe de Cohen a des effets régu-
larisants sur la solutionΨCΠ . Ceci est montré à partir de l’expression suivante

|ΨCΠ |2 = |〈Πtf ,Wx〉|2 ≤ ‖Πtf‖2 ‖Wx‖2 = ‖Πtf‖2 ‖x‖4, (3.9)

où l’inégalité est due au théorème de Cauchy-Schwartz. Danscertains cas, la statistique peut être évaluée
directement à partir des signaux sans qu’il soit nécessaired’exhiber les représentations temps-fréquence.
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ΨCΠ
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FIG. 3.2 – Illustration des espaces de représentation temps-fréquence associés à la distribution de Wi-
gner, au spectrogramme et à une distribution arbitraire de la classe de Cohen, avec les signatures temps-
fréquence optimales correspondant à chaque espace, ainsi que la signature sous-optimale obtenue par la
stratégie hybride.

Lorsque tel n’est pas le cas, on suggère de recourir à une stratégie hybride combinant les avantages
calculatoires liés à la distribution de Wigner et les propriétés d’autres distributions de la classe de Cohen.
Elle consiste à filtrer la signature obtenue à partir du noyauquadratique de Wigner à l’aide de la fonction
de paramétrisation de son choix. Cette technique est illustrée sur la Figure 3.4.

Dans la suite, on met en œuvre ces principes dans le cadre de l’ACP-à-noyau et de la discrimination
par AFD-à-noyau et SVM. Le choix d’une distribution temps-fréquence adaptée pouvant être considéré
comme un problème de sélection de noyau, on traitera cette question à l’aide d’un critère spécifique aux
méthodes à noyau.
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Chapitre 4

Analyse en composantes principales
dans le plan temps-fréquence
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L’outil le plus utilisé pour l’analyse et la représentationd’un ensemble de données est incontestable-
ment l’analyse en composantes principales (ACP), étant donné ses propriétés théoriques et sa simplicité
de mise en œuvre. Le cadre général des méthodes à noyau offre l’opportunité d’en développer une ver-
sion non-linéaire. Dans ce chapitre, on adapte cette méthode afin qu’elle puisse opérer dans le domaine
temps-fréquence pour l’analyse de signaux non-stationnaires.

Ce chapitre est organisé ainsi. On commence par un court passage en revue de différents travaux
sur l’ACP et sur des tentatives d’implémentation dans le domaine temps-fréquence. Puis on présente
cet algorithme dans sa version linéaire avant de s’intéresser à son extension non-linéaire. On propose
alors sa mise en œuvre dans le domaine temps-fréquence, avecla distribution de Wigner puis d’autres
distributions temps-fréquence. Pour montrer l’intérêt denotre approche, on clot ce chapitre par une étude
de la complexité calculatoire de l’algorithme que l’on compare à celle de l’ACP classique appliquée
directement à des distributions temps-fréquence.
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4.1 Introduction

L’analyse en composantes principales (ACP) est une méthodenon-supervisée menant au sous-espace
optimal qui capte la plus grande part de variance des données. Cette technique linéaire est couramment
utilisée à des fins de représentation de données initialement de grande dimension, ou pour en extraire
des paramètres destinés à nourrir une règle de décision. L’analyse en composantes principales à noyau
(ACP-à-noyau), oukernel principal component analysisen anglais, constitue une extension non-linéaire
de l’ACP à des espaces de représentation induits par des noyaux reproduisants. Mieux que l’ACP clas-
sique, l’information extraite est liée non-linéairement aux données d’entrée. Comparée à d’autres exten-
sions non-linéaires de l’ACP, par exemple les réseaux de neurones, elle bénéficie d’une stabilité et d’un
coût calculatoire réduit. Pour une description de l’ACP et de l’ACP-à-noyau, on renvoie le lecteur aux
ouvrages classiques [Jol86,DK96] et aux travaux de Schölkopf et coll. [SSM98,Mik98,SSM99].

De nombreux travaux de recherche ont été menés dans le domaine de l’analyse temps-fréquence
non-supervisée, conduisant assez naturellement les chercheurs à mettre en œuvre l’ACP sur des don-
nées extraites des distributions temps-fréquence. On citepar exemple l’article [SB88], où Stapletonet
coll. propose d’utiliser l’ACP afin de déterminer une base orthonormée pour une collection de segments
musicaux, en rappelant que celle-ci est plus naturelle que celles formées par des tonalités pures à la Fou-
rier, avec l’inconvénient de ne pas opérer dans le domaine temps-fréquence. D’autres travaux tentent de
réduire la dimensionnalité d’une représentation en utilisant les premières composantes principales obte-
nues par ACP. Ceci est le cas dans [BN91,NBD93] où Nawabet coll.utilisent une composante principale
issue des coefficients de la transformé de Fourier à court-terme. Plus récemment, l’ACP a été mise en
œuvre avec des vecteurs spectraux dans [DMCB00,MCD00]. Dans le cadre de la distribution de Wigner,
la décomposition de celle-ci sur une base de représentations temps-fréquence a fait l’objet de plusieurs
publications, dont [ME85,Mar97,Ami94], ou plus récemmentencore avec les ondelettes dans [MCA06].

De manière certes réductrice, les distributions temps-fréquence peuvent être considérées comme des
images. On peut alors profiter de la vaste littérature sur l’usage de l’ACP dans le domaine du traitement
d’images. Par exemple, Sirovichet coll. proposent dans [SK87] de contourner le problème de la taille
l× l élevée desn images traitées en les considérant sous forme de vecteurs detaille l2 et en y appliquant
une ACP. Dans [TP91], Turket coll.ont recours à cette approche pour la classification et la détection de
visages. Plus récemment, l’adaptation de cette approche pour l’analyse des distributions temps-fréquence
a été proposée dans [EBG05]. Ces démarches ne profitent toutefois pas des avancées théoriques et des
coûts calculatoires réduits qu’offre l’ACP-à-noyau.

On propose dans ce chapitre une mise en œuvre temps-fréquence de l’ACP, rendue possible par les
deux concepts clés des méthodes à noyau que sont le coup du noyau et le Théorème de Représentation.
Par un choix approprié du noyau, l’ACP opère alors implicitement dans le domaine temps-fréquence
sans qu’il soit nécessaire de calculer les distributions.

4.2 Analyses en composantes principales, classique et à noyau

4.2.1 Algorithme classique de l’ACP

Considérons un ensemble den observations{x1, . . . , xn} dans un espace donnéX de dimensionl.
On suppose que ces observations sont centrées dansX . L’ACP vise à rechercher des espaces de projection
pertinents pour les données en maximisant leur variance projetée. Les composantes de faible variance
sont associées à du bruit, et écartées de fait.
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4.2. Analyses en composantes principales, classique et à noyau

On rechercheumaximisant la variance des données projetées〈xi, u〉, pouri = 1, . . . , n. La fonction
coût à maximiser est définie par

1

n

n∑

i=1

|〈xi, u〉|2,

sous la contrainte de normalisation〈u, u〉 = 1. Le problème d’optimisation avec contrainte est alors
donné par le Lagrangien

L(u, µ) =
1

n

n∑

i=1

|〈xi, u〉|2 − µ(〈u, u〉 − 1),

oùµ est le multiplicateur de Lagrange. La solution à ce problèmeest obtenue par l’annulation des déri-
vées par rapport àu et àµ, ce qui conduit au système suivant

C u = λu,

oùC = 1
n

∑n
i=1 xix

⊤
i est la matrice de covariance des données, avecxi représentant un vecteur colonne

de taille l et x⊤i sa transposée. Lesl couples(λ, u) ainsi obtenus forment les valeurs-vecteurs propres
deC. Puisqueλu = C u = 1

n

∑n
i=1〈xi, u〉xi, les vecteurs propres appartiennent à l’espace engendré

par lesn donnéesx1, . . . , xn. On parle alors d’une transformation de base, où la nouvellebase formée
paru1, . . . , un est orthonormée. Les nouvelles coordonnées d’unx donné, appelées composantes prin-
cipales, sont déterminées par projection sur cette base,〈x, u1〉, . . . , 〈x, un〉. Les valeurs propres de cette
matrice correspondent à la variance dans chacune des directions définies par les vecteurs propres. Par
cette construction, le sous-espace engendré par lesk premiers vecteurs propres, ordonnés dans le sens
décroissant de leurs valeurs propres, minimise l’erreur quadratique de reconstruction. SoitUk la matrice
formée en colonnes par lesk premiers vecteurs propres. La matricePUk = UkU

⊤
k correspond alors à la

projection sur le sous-espace engendré par les colonnes deUk, soit u1, . . . , uk. Pour une dimensionk
donnée, l’ACP minimise alors

∑n
i=1 ‖PUkxi − xi‖2.

4.2.2 ACP dans un espace transformé

L’un des inconvénients de l’ACP réside dans sa linéarité. Des vecteurs principaux sont obtenus in-
dépendamment du fait que des lois non-linéaires puissent régir le comportement du système étudié. Afin
de pallier cet inconvénient, on s’intéresse aux composantes principales dans un espace transformé lié par
une relation non-linéaire à l’espace des données.

On considère donc la transformationφ : xi 7→ φ(xi) deX vers l’espace transforméH. On suppose
que les imagesφ(x1), . . . , φ(xn) sont centrées à l’origine deH, c’est-à-dire

∑n
i=1 φ(xi) = 0. L’ACP

pratiquée dans l’espaceH consiste à diagonaliser la matrice de covariance

Cφ =
1

n

n∑

i=1

φ(xi)φ(xi)
⊤. (4.1)

On cherche alors un vecteur propreΨ et la valeur propreλ non-nulle associée qui vérifient l’équation

λΨ = Cφ Ψ. (4.2)

En substituant l’expression (4.1) dans (4.2), on obtient

λnΨ =

n∑

i=1

〈φ(xi) ,Ψ〉φ(xi), (4.3)
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Chapitre 4. : Analyse en composantes principales dans le plan temps-fréquence

où 〈· , ·〉 désigne le produit scalaire dans l’espaceH, et〈φ(xi) ,Ψ〉 est obtenue par la projection deφ(xi)
sur le vecteur propreΨ. En examinant cette expression, on remarque que toute solution Ψk appartient
à l’espace engendré par{φ(x1), . . . , φ(xn)}, permettant ainsi de l’écrire sous forme de combinaison
linéaire

Ψk =

n∑

i=1

αi,k φ(xi). (4.4)

En plaçant cette expression dans l’expression (4.3), on obtient

λn
n∑

i=1

αi,k φ(xi) =
n∑

i=1

αi,k

n∑

j=1

φ(xj) 〈φ(xj) , φ(xi)〉

En calculant le produit scalaire de chacun des deux membres avec φ(xi′) pour touti′ = 1, . . . , n, on
obtient des expression ne faisant intervenir les données qu’à travers des produits scalaires de leurs trans-
formées. On définit alors la matrice de GramK, de dimensionsn× n, dont l’élément(i, j) est

(K)i,j = 〈φ(xi), φ(xj)〉,

ou sous forme vectorielle(K)i,j = φ(xi)
⊤φ(xj). L’expression résultante est alors

nλKαk = K2αk, (4.5)

αk désignant un vecteur colonne formé parα1,k, . . . , αn,k. Pour déterminer la solution à ce problème,
on cherche les vecteursα solutions de

nλα = Kα. (4.6)

Soientµn ≥ . . . ≥ µ1 les valeurs propres etαn, . . . ,α1 les vecteurs propres correspondants. Afin
d’avoir des vecteurs propresΨk normalisés dansH, selon〈Ψk ,Ψk〉 = 1 pour toutk = p, . . . , n avecµp
la première valeur propre non-nul, on écrit

〈Ψk ,Ψk〉 =

n∑

i,j=1

αi,k αj,k〈φ(xi) , φ(xj)〉

=

n∑

i,j=1

αi,k αj,kKi,j

= 〈αk ,Kαk〉
= µk〈αk ,αk〉,

pour toutk = p, . . . , n. La condition de normalisation deΨk se traduit alors en une normalisation des
vecteursαk, selon

‖αk‖2 =
1

µk
. (4.7)

La kèmecomposante principale d’une donnée testx est obtenue par projection de son imageφ(x) surΨk

selon l’expression

Λk(x) = 〈φ(x) ,Ψk〉 =
n∑

i=1

αi,k〈φ(x) , φ(xi)〉 (4.8)

On remarque que ni l’équation à résoudre (4.6), ni l’expression de la projection (4.8), ne nécessitent
d’expliciter les imagesφ(xi) puisqu’elles reposent uniquement sur leurs produits scalaires. On peut alors
recourir à des fonctions qui permettent de déterminer les produits scalaires dans l’espace transformé,
sans calculer les images. Il s’agit là de l’esprit des méthodes à noyau. L’algorithme de l’ACP-à-noyau
est introduit ci-dessous, après la présentation du cas des données non-centrées.
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4.2. Analyses en composantes principales, classique et à noyau

4.2.3 Centrage des données dans l’espace transformé

Pour simplifier, nous avons supposé que les données sont centrées dans l’espaceH. Si cette opération
est aisée dansX , ceci est moins immédiat dans l’espace transforméH où il faut expliciter les images
afin de les centrer selonφc(xi) = φ(xi) − 1

n

∑
k φ(xk). Sachant que l’algorithme final de l’ACP dans

l’espaceH ne nécessite que le calcul de la matrice de GramK, on souhaite adopter celle-ci pour centrer
les données dansH sans expliciter leurs images.

Chaque élément de la matrice de Gram des données centrées dansH peut s’écrire

(Kc)i,j = 〈φc(xi) , φc(xj)〉

=
〈
φ(xi)−

1

n

∑

k

φ(xk) , φ(xj)−
1

n

∑

k′

φ(xk′)
〉

= 〈φ(xi) , φ(xj)〉 −
1

n

∑

k

〈φ(xk) , φ(xj)〉

− 1

n

∑

k′

〈φ(xi) , φ(xk′)〉+
1

n2

∑

k,k′

〈φ(xk) , φ(xk′)〉.

Ceci permet d’écrire sous forme matricielle la matrice de Gram des données centréesKc à partir de la
matrice des données non-centréesK, selon

Kc = K − 1
n 1nK − 1

n K1n + 1
n2 1nK1n, (4.9)

avec1n désignant la matrice unité de dimensionsn × n telle que(1n)ij = 1. En factorisant cette
expression, on trouve l’expressionKc =

(
1− 1

n1n
)
K
(
1− 1

n1n
)
, où1 est la matrice identité telle que

(1)ij = δij . On peut alors déterminer la matrice centrée directement à partir de celle non-centrée, sans
exhiber aucune des images, pour tout l’ensemble d’apprentissage.

Il nous faut évaluer la matrice de GramKt,c des données testxt1, . . . , x
t
nt centrées. On détermine

cette matrice à partir de la matrice non-centréeKt formée par les éléments(Kt)i,j = 〈φ(xti) , φ(xj)〉.
Pour cela, on utilise la même démarche que précédemment, et on obtient une expression similaire à (4.9)
pourKt,c, avec

Kt,c = Kt − 1
n K

t1n − 1
n 1t,nK + 1

n2 1t,nK1n, (4.10)

où 1t,n désigne la matrice unité de dimensionst × n. On remarque que les deux premiers termes de
cette expression dépendent deKt, donc du produit scalaire〈φ(xt) , ·〉, alors que les deux derniers ne
contiennent que la matriceK. On peut alors considérer que lakèmecoordonnée principale donnée en (4.8)
de toutxtj donné s’écritΛk(xtj) =

∑n
i=1 αi,kκ

′(xtj , xi)+ b, oùκ′(xtj , xi) = (Kt− 1
n K

t1n)j,i et le biais
b est déterminé à partir de l’expression

∑n
j=1 αj,k ( 1

n2 1t,nK1n − 1
n 1t,nK)j,i. On peut alors évaluer les

composantes principales pour tout point test sans même avoir à recourir au calcul de son image.

4.2.4 Algorithme de l’ACP-à-noyau

Comme on vient de voir, le calcul d’une ACP dans un espace transforméH s’exprime sous forme
de produits scalaires des observations. D’après le résultat obtenu, tout vecteur propreΨk appartient à
l’espace engendré par les images des observations. Ceci permet de l’exprimer comme une combinaison
linéaire de ces dernières conformément à l’expression (4.4). Ces deux observations ne font que traduire
le coup du noyau et le Théorème de Représentation, qui sont les fondements des méthodes à noyau
présentés au Chapitre 1.
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Chapitre 4. : Analyse en composantes principales dans le plan temps-fréquence

Données A = {x1, . . . , xn} Base d’apprentissage
κ(· , ·) , xt noyau reproduisant, donnée test

Algorithme (K)i,j = κ(xi, xj) , i, j = 1, . . . , n Matrice de Gram des données non-centrées
K = K − 1

n 1nK − 1
n K1n + 1

n2 1nK1n Matrice de Gram des données centrées
[V,Λ] = eig(K) Vecteurs et valeurs propres deK
α·,k = 1√

λk
vk Vecteurs propres de la matrice de covarianceC

Sorties Ψk =
∑

i αi,kΨ(xi) kèmeaxe principal
[xt]k =

∑
i αi,kκ(x

t, xi) kèmecomposante principale dext

TAB . 4.1 – L’algorithme ACP-à-noyau

Un résumé de l’algorithme ACP-à-noyau est donné au Tableau 4.1. En utilisant un noyau défini po-
sitif κ(· , ·) sur des observations dansX , cet algorithme correspond à une ACP dans un autre espaceH.
Cette observation nous permet de profiter de la vaste littérature dans le domaine puisque les différentes
propriétés de l’ACP se trouvent transférées à l’ACP-à-noyau. Les axes principaux sont orthonormaux
dans l’espaceH. En supposant qu’ils sont ordonnés par valeurs décroissantes de leurs valeurs propres,
lesk premiers axes principaux,Ψ1, . . . ,Ψk, expliquent plus de variance (de l’ensemble d’apprentissage)
que n’importe quellesk autres directions. En projetant les données sur ce sous-espaceUk, on obtient les
k premières composantes principales (non-linéaires), minimisant ainsi l’erreur quadratique de recons-
truction. On posantPUkφ(x) =

∑k
j=1 βjΨj la projection deφ(x) sur ce sous-espace, l’ACP-à-noyau

minimise
∑n

i=1 ‖PUkφ(xi) − φ(xi)‖2 pour une dimensionk donnée du sous-espace. Comme
∑k

i=1λi
correspond à la variance des données dans le sous-espaceUk, la dimensionk est souvent choisie de sorte
que

∑k
i=1λi/

∑n
i=1λi correspond à la variance qu’on cherche à restituer.

Tout comme l’ACP classique, l’ACP-à-noyau peut être mise enœuvre dans différents problèmes, en
réduction de dimensionnalité et sélection de variables [WB05], détection de nouveauté [Hof06], com-
pression, débruitage et reconstruction [MSS+99,TK02]. Toutes ces références correspondent à l’ACP-à-
noyau pour différentes applications, et s’appliquent aisément au domaine temps-fréquence comme on le
montre au paragraphe suivant.

4.3 Mise en œuvre de l’ACP dans le domaine temps-fréquence

Comme évoqué au Chapitre 3, on peut adapter le concept des méthodes à noyau dans le domaine
temps-fréquence grâce à l’usage d’un noyau approprié. Il s’agit en particulier du cas de l’ACP-à-noyau
comme présenté ci-dessous dans le contexte de la distribution de Wigner, que l’on étend ensuite aux re-
présentations linéaires et quadratiques. On conclut par une analyse de la complexité de notre algorithme,
que l’on compare à un algorithme classique de l’ACP appliquéaux distributions temps-fréquence des
données.

4.3.1 Distribution de Wigner

On considère un ensemble den signauxx1, . . . , xn ∈ X , chacun de taillel. L’ACP-à-noyau peut
être configurée de sorte à opérer directement sur leurs distributions de Wigner avec le noyau (3.3)-(3.4),
soit κW (xi, xj) = |〈xi, xj〉|2. SoitHW l’espace de Hilbert induit par ce noyau. L’étape principalede
l’algorithme est la diagonalisation de la matrice formée par KW − 1

n 1nKW − 1
n KW1n + 1

n2 1nKW1n,
où(KW )i,j = κW (xi, xj) et1n est la matrice unité de taillen×n. Les vecteurs propresα1, . . . ,αk ainsi
obtenus, ordonnés par ordre décroissant de leurs valeurs propres, sont normalisés selonµk‖αk‖2 = 1
comme expliqué précédemment.
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FIG. 4.1 – La première(a) et la seconde(b) signatures principales obtenues par la mise en œuvre de
l’ACP-à-noyau avec la distribution de Wigner, pour une famille de signaux à modulation fréquentielle
parabolique.

Dans ce contexte, les axes principaux sont définis dans un espace de représentation temps-fréquence,
plus particulièrement dans l’espaceHW engendré par{Wx1 , . . . ,Wxn}. On propose de parler de signa-
ture temps-fréquence principale pour désigner un axe principal, bien qu’elle ne soit pas forcément une
distribution temps-fréquence valide. Lakèmesignature principale s’écrit alors

Ψk =

n∑

i=1

αi,kWxi , (4.11)

avecαi,k la ièmecomposante deαk. Les signatures principales sont orthonormales, vérifiantl’expression
〈Ψi,Ψj〉 = δij où δ désigne le symbole de Kronecker. Cette propriété se traduitdans le plan temps-
fréquence par l’expression d’orthonormalité

∫∫
Ψi(t, f)Ψj(t, f) dt df = δij , pour touti, j = 1, . . . , n.

Pour un signalx donné, la composante principale extraite de lakèmesignature principale est obtenue par
la projection deWx surΨk. Ceci se traduit par l’expression

Λk(x) = 〈Wx,Ψk〉 =
n∑

i=1

αi,k κW (x, xi).

Cette expression correspond à lakème coordonnée dite non-centrée dex. En modifiantκW (x, xi) se-
lon (4.10), on centre implicitementWx dans l’espace engendré par lesΨk. On considère l’espace engen-
dré par lesk premières distributions propres,Uk = {Ψ1, . . . ,Ψk}. Il est possible de projeter les repré-
sentations dans cet espace, obtenant ainsi un ensemble dek composantes principalesΛ1(x), . . . ,Λk(x)
pour la distribution de Wigner d’un signalx. On peut alors représenter le signal par cesk coordonnées.
En considérantk < n, on parle de réduction de dimensionnalité. On rappelle que l’espaceUk obtenu par
l’ACP minimise l’erreur quadratique moyenne de reconstruction

∑n
i=1 ‖PUkWxi −Wxi‖2.

Pour illustrer la mise en œuvre de l’ACP-à-noyau avec la distribution de Wigner, on considère
l’exemple suivant. Soit un ensemble de1 000 signaux de taille64. Chaque signal contient une modu-
lation fréquentielle parabolique variant de 0.1 à 0.4 Hz, noyé dans un bruit blanc Gaussien additif, avec
un rapport signal-sur-bruit de 0 dB. L’ACP-à-noyau de Wigner est alors utilisée pour déterminer les si-
gnatures principalesΨk et les composantes principalesΛk(·) de l’ensemble d’apprentissage. La première
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FIG. 4.2 – On illustre en(a) les valeurs propres normaliséesλk par× et leurs cumulées
∑k

i=1λi par+
associées aux 100 premières distributions principales. En(b), les signaux sont représentés dans l’espace
défini par les deux premières signatures principales.
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FIG. 4.3 – Les 3 premières signatures principales obtenues à partir du spectrogramme pour la même base
de données qu’à la Figure 4.1.

signature principaleΨ1 représentée à la Figure 4.1(a) montre qu’elle est en mesure à elle seule d’ex-
traire l’information temps-fréquence des données bruitées. Cette caractéristique des signaux est absente
de la seconde signature principale, illustrée à la Figure 4.1 (b). Cette observation peut être quantifiée
à partir des valeurs propresλi. On considère la valeurλk qui correspond à la variance extraite par la
signature principaleΨk. Cette valeur est souvent normalisée par la variance totale

∑n
i=1λi afin d’évaluer

le pourcentage de variance expliquée. A la Figure 4.2(a), on représente en× ces valeurs normalisées
pour les 100 premières signatures principales. On retrouvele fait que la première signature principale est
beaucoup plus intéressante que les autres. D’autre part, onreprésente par+ sur la même figure les valeurs
de
∑k

i=1λi, pourk = 1, . . . , 100. Ces valeurs correspondent à la variance expliquée par les sous-espaces
optimaux de dimensionsk, normalisées par la variance totale dansHW .

4.3.2 Autres distributions temps-fréquence

Dans le cas d’une distribution de la classe de Cohen, un algorithme similaire au cas précédent est mis
en place, la seule différence majeure étant l’usage du noyaureproduisantκCΠ(xi, xj) = 〈CΠ

xi , C
Π
xj 〉, où

Π désigne la fonction de paramétrisation de la distribution.

52



4.3. Mise en œuvre de l’ACP dans le domaine temps-fréquence

Fréquence Temps

0

63

0.0

0.5

Fréquence Temps

0

63

0.0

0.5

Fréquence Temps

0

63

0.0

0.5

(a) (b) (c)

FIG. 4.4 – Les 3 premières signatures principales obtenues par la stratégie hybride combinant noyau
quadratique et spectrogramme.

Pour le spectrogramme, on considère le noyauκSw(xi, xj) =
∫∫
|〈xi, wt,f 〉〈xj , wt,f 〉|2 dt df , où

wt,f (τ) = w(τ − t) e2jπfτ . On adopte une fenêtre de lissage de Hamming de taille 16. Comme le
montre la Figure 4.3, les trois premières signatures principales ont hérité du caractère lissé du spectro-
gramme et de l’absence d’interférence. Cette propriété produit des distributions quasi-dépourvues de
bruit. Le Figure 4.5(a) présente la variance expliquée par chacune des distributions principales. En
projetant les signaux d’apprentissage sur les deux premières, on obtient leurs coordonnées principales,
présentées à la Figure 4.5(b). Pour comparer les résultats obtenus avec la distribution de Wigner et le
spectrogramme, on propose de projeter les données sur leur première signature principale, comme pré-
senté à la Figure 4.5(c). On retrouve l’effet de lissage du spectrogramme qui produit des représentations
à faible variance. On s’intéresse maintenant à la stratégiehybride introduite à la Section 3.3.3. En conju-
guant le noyau reproduisant associé à la distribution de Wigner et l’espace de représentation associé au
spectrogramme, on obtient les trois premières signatures principales illustrées à la Figure 4.4. Cette ap-
proche s’étend facilement à d’autres distributions de la classe de Cohen. On peut alors aborder l’étude
des premières signatures principales pour chaque type de distributions temps-fréquence, ou encore les
comparer entre elles, comme on l’a illustré à la Figure 4.5(c) avec le spectrogramme et la distribution de
Wigner. On illustre en Figure 4.6 les 200 premières valeurs propres normalisées associées aux différentes
distributions temps-fréquence de la classe de Cohen. Enfin,on s’intéresse en Figure 4.7 à la transformée
de Fourier à court-terme. On y représente le module des deux premières signatures principales en(a) et
(b), ainsi que les 100 premières valeurs propres normalisées en(c).

4.3.3 Complexité calculatoire

Distribution de Wigner

L’utilisation de l’ACP classique directement sur les distributions de Wigner,Wx1, . . . ,Wxn , produit
le même résultat que l’approche préconisée dans ce chapitre, à savoir l’usage du noyau de WignerκW
avec l’ACP-à-noyau. Toutefois, l’approche classique est souvent très lourde en calcul. Ceci est principa-
lement dû à la génération de la matrice de covariance, et à sa diagonalisation. Puisque chaque distribu-
tion de Wigner est de taillel2, la matrice de covariance desn distributions,C = 1

n

∑n
i=1WxiW

⊤
xi , est

de taille l2 × l2, nécessitant ainsiO(l4n) opérations. La détermination des vecteurs propres et valeurs
propres d’une matrice de cette taille requiertO(l6) opérations.

L’ACP-à-noyau conduit à un algorithme beaucoup plus efficace. Le Tableau 4.2 en présente les dif-
férentes étapes de l’algorithme dans le cas de la distribution de Wigner, ainsi que leur complexité cal-
culatoire. Pour comparer cet algorithme à l’ACP classique,on remplace dans celle-ci les deux étapes
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Instructions Expressions Complexité

Algorithme de base
1. Calculer la matrice de Gram (K)i,j = κW (xi, xj) = |〈xi, xj〉|2 O(n2l)
2. Centrer implicitement les données K = K − 1

n 1nK − 1
n K1n + 1

n2 1nK1n O(n2)
3. Décomposition deK et normalisation [V,Λ] = eig(K) O(n3)

Sortie :Signature principale
4. Calculern distributions de Wigner Wxi O(nl2 log l)
5. Lakèmesignature principale Ψk =

∑n
i=1 αi,kWxi O(nl2)

Sortie :Composante principale
6. Calculer la matrice de Gram test (Kt)i,j = κW (xti, xj) = |〈xti, xj〉|2 O(ntl)
7. Centrer implicitement les données testKt = Kt − 1

n 1t,nK − 1
n K

t1n + 1
n2 1t,nK1n O(nt)

8. Leskèmecomposantes principales Λk(x
t
i) =

∑n
j=1 αj,k (Kt)i,j O(tn2)

TAB . 4.2 – L’algorithme ACP-à-noyau pour la distribution de Wigner et le coût calculatoire de chacune
de ses étapes,l étant la taille des signaux,n et nt les tailles respectives de l’ensemble d’apprentissage
{xi} et de l’ensemble de test{xti}.

évoquées ci-dessus et de complexitéO(l4n) etO(l6), par les étapes 1., 2. et 3. du tableau qui sont de
complexitésO(n2l), O(n2) etO(n3) respectivement compte tenu du fait que la matrice à diagonaliser
est de taillen×n. Cette efficacité calculatoire s’étend aussi à la détermination des signatures principales
et des composantes principales. Pour les résultats, on traite séparément dans le tableau le cas de la si-
gnature principale et celui de la composante principale. Dans le premier cas, on suppose que le calcul de
la distribution de Wigner nécessiteO(l2 log l) opérations, sans tenir compte de la nature Hermitienne de
la fonction d’ambiguïté, ni du type de discrétisation. Un calcul itératif permet la mise à jour deΨk pour
chaque distribution de WignerWxi , selonΨk ← Ψk + αi,kWxi , sans la nécessité de mettre en mémoire
toutes les distributions temps-fréquence nécessaires. D’autre part, la détermination de la composante
principale ne nécessite aucun calcul de distribution.
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FIG. 4.5 – Résultats obtenus dans le cas du spectrogramme : en(a) on présente les valeurs propres
normalisées et leur somme cumulée, et en(b) on représente les signaux dans l’espace défini par les
deux premières signatures principales. On compare les deuxapproches, Wigner et spectrogramme, en
représentant les données dans leur espace en(c).
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FIG. 4.6 – Comparaison de la répartition des 200 premières valeurs propres pour différentes distributions
temps-fréquence de la classe de Cohen

Classe de Cohen

Pour les distributions de la classe de Cohen, on obtient un algorithme similaire dans le cas des
distributions unitaires, donc d’une complexité équivalente à celle obtenue par Wigner. Ceci n’est pas
le cas de la plupart des distributions quadratiques, où la différence principale est alors la détermination
de la matrice de Gram qui nécessite en général le calcul desn distributions. On considère que toutes les
distributions de la classe de Cohen nécessitentO(l2 log l) opérations. L’étape 1. dans le Tableau 4.2 est
alors remplacée par deux étapes, le calcul desn distributionsCxi avec une complexité deO(nl2 log l),
et la détermination de la matrice de Gram(K)i,j = 〈Cxi , Cxj 〉, avecO(n2l2) opérations. Dans le cas de
l’approche hybride, on détermine les coefficients de pondérationsα·,k par l’algorithme de Wigner, puis
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FIG. 4.7 – On présente en(a) et (b) le module des deux premières signatures principales obtenues par la
transformée de Fourier à court-terme, et en(c) les 100 premières valeurs propres.
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FIG. 4.8 – Temps de calcul pour l’ACP-à-noyau et l’ACP appliquéeaux distributions temps-fréquence,
en fonction du nombren de signaux de taille64. On présente les résultats obtenus à partir de deux
distributions, Wigner et Choï-Williams (CW).

les signatures principales sont déterminées en calculant les distributions temps-fréquence en question.
On obtient alors une complexité similaire à celle de la distribution de Wigner.

La Figure 4.8 présente un comparatif du temps de calcul, en fonction de la taillen de l’ensemble
d’apprentissage de signaux de taille64, de l’ACP-à-noyau et de l’ACP classique appliquée aux dis-
tributions temps-fréquence. On considère en particulier la distribution de Wigner et la distribution de
Choï-Williams. La première étant unitaire, alors que la seconde ne l’est pas. L’implémentation est faite
sur Matlab avec la Toolbox Temps-Fréquence [AFGL05], et lesexpérimentations reposent sur un ordina-
teur portable de processeur Pentium M1.60 GHz, et de mémoire vive de1 GB. Comme prévu, le temps
calculatoire est linéaire enn pour l’ACP appliquée directement sur les différentes distributions temps-
fréquence. Ceci est dû à la complexité de calcul de la matricede covariance, qui est de l’ordre deO(l4n),
donc linéaire enn. D’autre part, celui-ci est polynômial pour l’ACP-à-noyau, comme dans le cas de la
distribution de Wigner, dû aux étapes 1., 2. et 3. qui sont enO(n2l), O(n2) etO(n3) respectivement.
On peut vérifier que l’algorithme de l’ACP-à-noyau est plus efficace que celui de l’ACP, tant quen est
inférieur àl2, vu que les deux approches reposent sur la diagonalisation de matrices de dimensionsn×n
et l2 × l2 respectivement. En pratique, cette condition est souvent remplie.

Transformation linéaire

Dans le cas des transformations linéaires, le calcul est plus simple puisque le noyau utilisé est un
noyau linéaire, et l’axe principal est obtenu par une seule transformation d’un signal formé par combi-
naison linéaire des signaux de l’ensemble d’apprentissage. Le Tableau 4.3 présente la complexité des
différentes étapes de l’algorithme de l’ACP pour une transformation linéaire, en particulier le cas de la
transformée de Fourier à court-terme. Comme centrer implicitement les données revient à les centrer
dans l’espace d’entrée, on considère la seconde approche, ne nécessitant aucun calcul matriciel.

Optimisation de la complexité calculatoire

Pour déterminer les vecteurs propres et les valeurs propresde la matrice de Gram de taillen × n,
on a besoin deO(n3) opérations. Un grand nombre d’applications ne nécessite pas le calcul de tous les
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Instructions Expressions Complexité

Algorithme de base
1. Centrer les données xci = xi − 1

n

∑n
j=1 xj O(n)

2. Calculer la matrice de Gram (K)i,j = κFw(xci , x
c
j) = ‖w‖2 〈xci , xcj〉 O(n2l)

3. Décomposition deK et normalisation [V,Λ] = eig(K) O(n3)

Sortie :Signature principale
4. Lekèmesignal principal zk =

∑n
i=1 αi,k xi O(n)

5. Lakèmesignature principale Ψk = Fwzk O(l2)

Sortie :Composante principale
6. Centrer les données test xt,ci = xti − 1

nt
∑n

j=1 x
t
j O(nt)

8. Leskèmecomposantes principales Λk(x
t
i) = κFw(xt,ci , zk) = ‖w‖2 〈xt,ci , zk〉 O(ntl)

TAB . 4.3 – L’algorithme ACP-à-noyau pour la transformée de Fourier à court-terme, ainsi que sa com-
plexité calculatoire,l étant la taille des signaux,n etnt les tailles respectives de l’ensemble d’apprentis-
sage{xi} et de l’ensemble de test{xti}.

vecteurs propres. Dans ce cas, on peut avoir recours à des méthodes itératives pour calculer les vecteurs
propres correspondants aux valeurs propres les plus pertinentes. Dans [KFS03, KFS05] par exemple,
les auteurs proposent une technique d’ACP-à-noyau itérative basée sur l’algorithme Hebbien généralisé,
obtenant non seulement une implémentation efficace mais aussi une capacité de traitement en-ligne de
l’ACP. Les auteurs de [RA03] proposent une méthode itérative pour réduire la complexité calculatoire
de calcul d’une composante principale.

Au-delà de ces approches destinées à proposer des algorithmes séquentiels pour l’ACP-à-noyau, on
propose dans la Partie II de ce document une approche originale pour déterminer un sous-espace optimal
au sens de l’ACP-à-noyau. Celle-ci est soutenue par des résultats théoriques, dont la Proposition 7.7 au
Chapitre 7. Au Chapitre 8, on propose un algorithme séquentiel d’ACP-à-noyau, avec une complexité
calculatoire linéaire par rapport à l’ordre du modèle réduit considéré. Le dernier chapitre est dédié à
la mise en œuvre de ces algorithmes sur des signaux biomédicaux. Mais avant, on poursuit l’étude de
méthodes de reconnaissance des formes dans le domaine temps-fréquence dans un cadre d’apprentissage
supervisé.
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Chapitre 5

Discrimination de signaux
dans le domaine temps-fréquence :
l’analyse factorielle discriminante
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Ce chapitre est consacré au problème d’apprentissage supervisé, plus précisément à la discrimination
de signaux non-stationnaires. On s’intéresse à l’algorithme classique de l’analyse factorielle discrimi-
nante qui permet de déterminer une direction maximisant la séparabilité des classes tout en minimisant
la variance au sens de celles-ci, conformément au critère deFisher. Par l’usage du coup du noyau et
du Théorème de Représentation, il est possible de reconsidérer cette méthode dans un espace transformé
plus pertinent pour représenter les données. Pour la discrimination de signaux non-stationnaires, un choix
naturel est donné par les distributions temps-fréquence.

Ce chapitre est organisé ainsi. Tout d’abord, on rappelle lecontexte de la discrimination en recon-
naissance des formes. On décrit alors l’analyse factorielle discriminante, ainsi que sa version non-linéaire
obtenue au moyen d’un noyau reproduisant et du RKHS associé.On étudie alors cette approche dans le
domaine temps-fréquence. On conclut ce chapitre par des applications dans le cadre de la discrimination
à deux classes et plus.

5.1 Introduction

En reconnaissance des formes, l’analyse discriminante consiste principalement à déterminer un es-
pace de représentation qui maximise la séparabilité de données appartenant à différentes classes, permet-
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tant ainsi de définir une statistique de décision qui détermine l’appartenance de nouvelles données à l’une
des classes en question. Dans le cas particulier de données appartenant à deux classes, on cherche une
direction telle que leurs projections selon cette direction présentent le plus fort contraste. Cette idée a été
initialement développée par Fisher [Fis36] avec l’analysefactorielle discriminante (AFD), qui conduit à
une direction qui maximise l’écart des moyennes des deux classes dans cette direction, tout en minimi-
sant leurs variances respectives.

Si la portée de l’AFD sous sa forme standard se limite à la détermination de statistiques linéaires, il est
possible d’élaborer des règles de discrimination non-linéaires par l’application préalable d’une transfor-
mation non-linéaire sur les données. Or, il s’avère que ce problème peut être résolu en ne considérant que
les produits scalaires des données transformées de l’ensemble d’apprentissage. Ce résultat, initialement
présenté par Mikaet coll.dans [MRW+99], fait usage du coup du noyau sans qu’il y ait nécessité d’ex-
hiber la transformation non-linéaire associée. L’algorithme AFD-à-noyau [MRW+99, Mik02] profite de
ce concept pour résoudre un problème de discrimination non-linéaire à deux classes. Une généralisation
de cette méthode aux problèmes multi-classes est proposé dans [BA00], connue sous le nom d’analyse
discriminante généralisée à noyau (ADG-à-noyau).

Pour la classification de signaux non-stationnaires, il peut être naturel d’adopter le plan temps-
fréquence comme espace de représentation préalable à la phase de discrimination. Dans ce chapitre,
on considère la mise en œuvre de l’AFD-à-noyau dans le domaine temps-fréquence par un choix ap-
proprié du noyau reproduisant. L’usage de critères de séparabilité inter-classes pour classer des si-
gnaux à partir de leurs représentations temps-fréquence a fait l’objet de plusieurs travaux. Parmi ceux-
ci, voir par exemple [Dav04] pour un résumé de ces approches,on retrouve les travaux de Heitzet
coll. [Hei95, HT97] sur la maximisation de la distance entre les centres des classes des distributions.
Outre la séparabilité des centres, l’importance de prendreen considération la variance de chaque classe
est soulignée dans les travaux de Atlaset coll., et en particulier dans [GA01]. Dans la plupart de ces ar-
ticles, la question du choix de la distribution temps-fréquence est posée. On laisse ici ce problème ouvert
en attendant de le traiter au Chapitre 6 à l’aide du critère d’alignement noyau-cible.

De l’ACP à l’AFD : le quotient de Rayleigh

Lors du Chapitre 4, nous avons introduit l’ACP et son extension à noyau par maximisation de la
variance projetée, qui en est certainement la formulation la plus connue. Il est toutefois possible de traiter
ce problème en considérant d’autres critères, par exemple la minimisation de l’erreur de reconstruction
ou encore la maximisation d’un quotient de Rayleigh. Dans cequi suit, on adopte ce dernier point de vue
car il offre un cadre général pour l’extraction de caractéristiques et s’applique à l’AFD.

Pour un problème d’ACP, on recherche la directionu qui maximise la variance de la projection des
donnéesφ(xi), pour touti = 1, . . . , n. En exprimant ces quantités sous forme vectorielle, on peutécrire
le risque empirique selon

1

n

n∑

i=1

|〈φ(xi), u〉|2 =
1

n

n∑

i=1

u⊤φ(xi) φ(xi)
⊤u = u⊤

[
1

n

n∑

i=1

φ(xi) φ(xi)
⊤
]
u = u⊤C u,

où C = 1
n

∑n
i=1 φ(xi) φ(xi)

⊤ est la matrice de covariance des données transformées. Pouravoir une
solution unique, on inclut une contrainte sur la norme deu, avecu⊤u = 1. Ceci revient à maximiser

Q(u) =
u⊤C u
u⊤u

, (5.1)
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une expression connue dans le littérature sous le nom de quotient de Rayleigh. Le principe de Rayleigh
stipule que la plus grande valeur propre de la matrice de covariance coïncide avec le maximum de ce
quotient. Pour montrer cela, il suffit d’en annuler la dérivée par rapport àu, soit

∂Q

∂u
=

(u⊤u)C u− (u⊤C u)u
(u⊤u)2

= 0.

Ceci implique(u⊤u)C u = (u⊤C u)u, ou encore

C u =

(
u⊤C u
u⊤u

)
u.

Le vecteuru est alors un vecteur propre de la matrice de covarianceC correspondant à la valeur propre
u⊤C u
u⊤u

. La direction optimale correspond à la plus grande valeur deQ(u), c’est-à-dire à la plus grande
valeur propre. Si l’ACP est un puissant outil pour la représentation des données, rien ne garantit son
intérêt pour la résolution de problèmes de discrimination du fait que cette technique non-supervisée ne
tient pas compte des classes d’appartenance des données. Les techniques d’AFD permettent de traiter ce
problème de discrimination, par maximisation d’un quotient de Rayleigh spécifique.

5.2 Analyses factorielles discriminantes, classique et à noyau

L’idée principale de Fisher consiste à déterminer la direction qui maximise la séparabilité inter-
classes, tout en minimisant les variances intra-classes. Dans ce qui suit, on considère un ensemble d’ap-
prentissageAn = {(x1, y1), . . . , (xn, yn)} formé den signauxxi ∈ X , et de leurs étiquettesyi ∈ Y,
selon l’appartenance dexi à l’une desJ classes. On désigne parCj l’ensemble desnj signauxxi appar-
tenant à lajèmeclasse, et parC0 =

⋃J
j=1 Cj l’ensemble de tous les signaux de l’ensemble d’apprentissage

sans tenir compte de leur appartenance aux différentes classes, avecn0 = n. Soitmj la moyenne (empi-
rique) des données appartenant àCj, soit

mj =
1

nj

∑

xi∈Cj
xi.

La moyenne (empirique) totale est définie parm0 = 1
n

∑n
i=1 xi.

5.2.1 Analyse factorielle discriminante linéaire

Le problème traité peut être décomposé en deux parties. D’une part, on souhaite déterminer la direc-
tion u qui maximise la séparabilité des données par le biais des moyennes projetées de chaque classe en
considérant le critère suivant

1

n

J∑

j=1

nj
(
u⊤(mj −m0)

)2
= u⊤S u,

avecS = 1
n

∑J
j=1(mj − m0)(mj − m0)

⊤ la matrice de dispersion des moyennes. D’autre part, on
souhaite minimiser conjointement la dispersion intra-classe des données projetées par le critère suivant

J∑

j=1

∑

xi∈Cj

(
u⊤(xi −mj)

)2
= u⊤Du.
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En combinant ces deux critères, on aboutit au contraste de Fisher qui consiste à maximiser le quotient

Q(u) =
u⊤S u
u⊤Du

. (5.2)

Cette expression correspond à un quotient de Rayleigh. Une solution peut être obtenue en annulant la
dérivée deQ par rapport àu, c’est-à-dire

∂Q

∂u
=

(u⊤Du)S u− (u⊤S u)Du

(u⊤Du)2
= 0.

La direction optimale correspond alors à l’un des vecteurs propres du problème généralisé

S u = λD u, (5.3)

avecλ = u⊤S u
u⊤Du

la valeur propre correspondante. Le vecteuru qui maximise la séparabilité des classes
est alors donné par le vecteur propre de (5.3) associé à la plus grande valeur propre, cette dernière
correspondant à la valeur du quotient de Rayleigh.

Une étude plus détaillée du problème [DHS00] montre que le nombre de valeurs propres non-nulles
de la matriceS est inférieur ou égal àJ − 1, avecJ le nombre de classes dans le problème considéré.
Ceci est dû au fait queS est obtenue par la sommation deJ matrices,(mj − m0)(mj − m0)

⊤ pour
j = 1, . . . , J , chacune de rang égal au plus à 1, et que parmi celles-ci seules J − 1 sont linéairement
indépendantes. Comme chacune de ces valeurs propres correspond à la variance des données dans la
direction correspondante, il est alors souhaitable de maximiser le produit de ses valeurs propres non-
nulles, ce qui correspond au déterminant de la matrice en question. Le problème est alors donné par la
maximisation d’un quotient de Rayleigh de la forme

Q(U) =
|U⊤S U |
|U⊤DU | , (5.4)

où | · | désigne le déterminant d’une matrice, etU la matrice formée en colonnes par lesJ − 1 vecteurs
propresu1, . . . , uJ−1. En récapitulant, l’approche consiste à résoudre le problème généralisé (5.3) et à
déterminer lesJ − 1 vecteurs propres correspondant aux valeurs propres les plus importantes.

5.2.2 Analyse factorielle discriminante à noyau

On considère une transformation non-linéaireφ deX vers un autre espaceH, etκ le noyau reprodui-
sant associé à cette transformation. Pour utiliser l’approche AFD linéaire dans le cadre d’un problème de
discrimination non-linéaire, on considère la mise en œuvrede l’AFD dans l’espaceH, sur les données
transforméesφ(xi). Recourir au coup du noyau nécessite la reformulation du problème sous forme de
produits scalaires des différents données transformées.

On désigne parmφ
0 ,m

φ
1 , . . . ,m

φ
J les moyennes des données dans l’espace transformé, soit

mφ
j =

1

nj

∑

xi∈Cj
φ(xi).

On cherche la direction, représentée par le vecteurΨ, qui maximise le quotient de Rayleigh

Qφ(Ψ) =
Ψ⊤SφΨ

Ψ⊤Dφ Ψ
, (5.5)
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oùSφ etDφ désignent respectivement la matrice de dispersion des moyennes des classes et la matrice de
covariance des données transformées. On écrit alors

Sφ =
1

n

J∑

j=1

(mφ
j −m

φ
0 )(mφ

j −m
φ
0 )⊤

Dφ =
1

n

J∑

j=1

∑

xi∈Cj
(φ(xi)−mφ

j )(φ(xi)−mφ
j )

⊤.

Comme présenté précédemment avec l’équation (5.3) dans le cas linéaire, le vecteurΨ est alors donné
par un vecteur propre de

SφΨ = λDφ Ψ

qui correspond à la plus grande valeur propre. Il est connu que ces vecteurs propres appartiennent à
l’espace engendré par lesn vecteurs transformésφ(x1), . . . , φ(xn), soit

Ψ =
n∑

k=1

αkφ(xk), (5.6)

Ce résultat n’est autre que le Théorème de Représentation, qui s’applique dans ce cadre particulier
comme on sera amené à le revoir dans la Section 5.2.4. La projection sur ce vecteurΨ d’une desJ
moyennesmφ

1 , . . . ,m
φ
J , est donnée par l’expression

〈Ψ,mφ
j 〉 =

1

nj

∑

xi∈Cj

n∑

k=1

αk 〈φ(xk), φ(xi)〉 =
1

nj

∑

xi∈Cj

n∑

k=1

αk κ(xk, xi) = α⊤κj ,

où α est un vecteur colonne dont lekème terme estαk, et κj un vecteur colonne dont lekème terme
est 1

nj

∑
xi∈Cj κ(xk, xi). On dispose alors d’une expression, en termes de noyau reproduisant, de la

projection de chacune des moyennes sur la direction optimale. On peut utiliser cette expression pour
écrire le quotient de Rayleigh (5.5) sous une forme ne faisant intervenir que des noyaux appliqués aux
données d’apprentissage. Pour cela, on considère d’une part son numérateur, et on l’écrit

Ψ⊤SφΨ = Ψ⊤
[

1

n

J∑

j=1

(mφ
j −m

φ
0 )(mφ

j −m
φ
0)⊤
]
Ψ = α⊤

[
1

n

J∑

j=1

(κj − κ0)(κj − κ0)
⊤
]
α.

D’autre part, on développe son dénominateur suivant l’expression

Ψ⊤Dφ Ψ = Ψ⊤
[
(φ(xi)−mφ

j )(φ(xi)−mφ
j )

⊤
]
Ψ = α⊤

[
1

n

J∑

j=1

∑

xi∈Cj
(κ(xi)− κj)(κ(xi)− κj)

⊤
]
α,

oùκ(x) = [κ(x, x1) · · ·κ(x, xn)]⊤. En replaçant ces deux expressions dans (5.5), on retrouve le quotient
de Rayleigh, que l’on écrit

Qκ(α) =
α⊤Sκ α

α⊤Dκ α
, (5.7)

où Sκ = 1
n

∑J
j=1(κj − κ0)(κj − κ0)

⊤ et Dκ = 1
n

∑J
j=1

∑
xi∈Cj (κ(xi) − κj)(κ(xi) − κj)

⊤. La
résolution de ce problème est alors similaire au cas linéaire, avec une solution vérifiant un problème de
vecteur propre généralisé de la forme (5.3). Contrairementau quotient de Rayleigh défini dansH par
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(5.5), dont la solution appartient à un espace de dimension élevée, voire infinie pour certains noyaux, le
vecteurα à déterminer dans (5.7) est de taille finie égale au cardinal de l’ensemble d’apprentissage.

Une fois les coefficients optimaux de pondération obtenus, la direction optimale de discrimination
dans l’espace transforméH est donnée parΨ =

∑n
k=1 αkφ(xk). La représentationφ(x) de tout élément

x deX admet comme projection selon cette direction

Ψ⊤φ(x) =
( n∑

k=1

αkφ(xk)
)⊤
φ(x) =

n∑

k=1

αk
(
φ(xk)

⊤φ(x)
)

=
n∑

k=1

αkκ(x, xk) = α⊤κ(x).

On peut alors évaluer cette quantité sans qu’il soit nécessaire d’exhiber l’applicationφ(·). Dans le cas
plus général d’une discrimination àJ classes, on aJ − 1 directions optimales, doncJ − 1 projections
deφ(x) selon ces directions. La résolution du problème de discrimination multi-classes est étudié plus
en détails dans [BA00]. On se contente dans la suite d’étudier le cas particulier d’un problème de discri-
mination à deux classes.

5.2.3 Cas particulier : discrimination entre deux classes

Pour un problème de discrimination à deux classes, on considère un ensemble d’apprentissageAn,
formé den signauxxi munis de leurs étiquettesyi = ±1. On désigne parn1 et n2 le nombre d’ob-
servations disponibles dans la classe représentée par les étiquettes−1 et +1, respectivement. Soient
m1 = 1

n1

∑
yi=−1 φ(xi), m2 = 1

n2

∑
yi=+1 φ(xi), etm =

∑n
i=1 φ(xi) les moyennes des données sans

tenir compte de leurs étiquettes.

Dans le cas d’une AFD à noyau, on cherche à maximiser le quotient de Rayleigh (5.2), à savoir
Qφ(Ψ) = Ψ⊤SφΨ/Ψ⊤DφΨ. La matrice de séparation des moyennes est donnée par

Sφ =
1

n

∑

j=1,2

nj(m
φ
j −mφ)(mφ

j −mφ)⊤ =
n1 n2

n
(mφ

1 −m
φ
2 )(mφ

1 −m
φ
2 )⊤.

Ceci permet d’écrire

SφΨ =
n1 n2

n
(mφ

1 −m
φ
2 )
[
(mφ

1 −m
φ
2 )⊤Ψ

]
,

où le terme entre crochets est un scalaire. On trouve alors que SφΨ est colinéaire à(mφ
1 − mφ

2 ). En
utilisant l’expressionSφΨ = λDφΨ, on peut alors écrire

DφΨ = mφ
1 −m

φ
2 ,

où les différents termes multiplicatifs (scalaires) sont écartés puisqu’ils n’influent pas sur la direction
recherchée. Par l’usage du Théorème de Représentation, on aΨ =

∑n
k=1 αkφ(xk) et, en remplaçant

dans (5.2), on obtient le quotient de Rayleigh

Qκ(α) =
α⊤Sκ α

α⊤Dκ α
, (5.8)

avec
Sκ = (κ1 − κ2)(κ1 − κ2)

⊤ (5.9)

et
Dκ =

∑

j=1,2

KjK
⊤
j − njκjκ⊤

j . (5.10)
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Sous une forme équivalente, on a égalementDκ =
∑

j=1,2Kj

(
Inj− 1

nj
1nj

)
K⊤
j . Dans ces expressions,

K1 etK2 désignent les matrices de Gram associées à chacune des deux classes. La matriceInj est la
matrice identité de taillenj × nj, et1nj désigne la matrice unité de taillenj × nj.

La résolution passe par celle d’un problème aux valeurs propres de la formeSκ Ψ = λDκ Ψ. Or, par
analogie avec les résultats ci-dessus, on écritSκα = (κ1 −κ2)

[
(κ1 − κ2)

⊤α
]

pour finalement obtenir

Dκα = κ1 − κ2.

Lesn coefficientsαk qui déterminent l’axe principal de discrimination,Ψ =
∑n

k=1 αkφ(xk), sont alors
obtenus par la résolution de ce système linéaire. En supposant que l’inverse deDκ existe, la solution
est alors donnée parα = D−1

κ (κ1 − κ2). Toutefois, cette supposition n’est pas toujours valide puisque
cette matrice est généralement mal-conditionnée, voire singulière. Pour pallier ceci, on a recours à une
régularisation du problème comme on le montre à la section suivante.

Pour procéder à une discrimination non-linéaire, on considère finalement la statistique de décision
suivante

Λ(x) = Ψ⊤φ(x) =
n∑

k=1

αk
(
φ(xk)

⊤φ(x)
)

=
n∑

k=1

αkκ(x, xk) = α⊤κ(x),

ce qui correspond à la projection deφ(x) sur Ψ. On détermine l’appartenance dex à l’une des deux
classes en comparant cette statistique à un seuil. On écrit alors

Λ(x) =

n∑

k=1

αkκ(x, xk)
yk=+1

≷
yk=−1

ν0.

La maximisation du critère de contraste de Fisher ne permet pas de déterminer le seuil optimalν0. Cette
quantité est perdue par du fait que l’on ne considère que la distance entre les moyennes. On écrit alors

ν0 = Ψ⊤
(n1m

φ
1 + n2m

φ
2

n

)
=

1

n
α⊤(n1κ1 + n2κ2), (5.11)

avec κ1 et κ2 des vecteurs colonnes formés respectivement par les termes1
n1

∑
yi=−1 κ(xk, xi) et

1
n2

∑
yi=+1 κ(xk, xi), pourk = 1, . . . , n. La solution obtenue avec ce seuil est optimale au sens de la

minimisation de l’erreur quadratique [DHS00]. Une règle plus classique pour le choix du seuil consiste
à le mettre à mi-distance des moyennes des deux classes, après leur projection sur la direction de discri-
mination optimale. On a alorsν0 = Ψ⊤(mφ

1 +mφ
2 )/2 = 1

2 α⊤(κ1 +κ2). On présente au Tableau 5.1 un
résumé des différentes étapes de l’algorithme AFD-à-noyau, dans le cas particulier de la discrimination
à deux classes.

5.2.4 Paramètre de régularisation : interprétation selon Tikhonov

Les méthodes régularisées selon Tikhonov forment un cadre général pour traiter des problèmes de
reconnaissance des formes. La discrimination n’échappe pas à cette règle, comme on le montre dans la
suite pour le cas particulier d’une discrimination à deux classes.

Le lien entre l’AFD classique et la minimisation de l’erreurquadratique est connu depuis un certains
temps, [DHS00]. Sa généralisation à l’AFD-à-noyau a fait l’objet de plusieurs travaux, dont la thèse
de Mika [Mik02], [XZL01] pour une équivalence avec la régression ridge à noyau, ou plus récemment
dans [ZR05] où les auteurs décrivent l’équivalence entre l’AFD-à-noyau avec terme régularisant et la
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Données An = {(x1, y1), . . . , (xn, yn)}, yi = ±1 Base d’apprentissage
κ(· , ·) , xt noyau reproduisant, donnée test

Algorithme (κ1)k = 1
n1

∑
yi=−1 κ(xk, xi) , k = 1, . . . , n Moyennes des noyaux

(κ2)k = 1
n2

∑
yi=+1 κ(xk, xi) , k = 1, . . . , n de chaque classe

(K1)i,k = κ(xi, xk) , yk = −1 , i = 1, . . . , n Matrices de Gram
(K2)i,k = κ(xi, xk) , yk = +1 , i = 1, . . . , n associées à chaque classe
Dκ =

∑
j=1,2KjK

⊤
j − njκjκ⊤

j Matrice des variances
Dκα = κ1 − κ2 Résolution du système linéaire

Sorties Ψ =
∑

k αkφ(xk) Axe principal de discrimination∑n
k=1 αkκ(x

t, xk) Projection deφ(xt) surΨ
Λ(xt) =

∑n
k=1 αkκ(x

t, xk) ≷
y=+1
y=−1 ν0 Statistique de décision

avecν0 = α⊤(n1κ1 + n2κ2)/n et seuil

TAB . 5.1 – L’algorithme AFD-à-noyau pour une discrimination à deux classes

minimisation de l’erreur quadratique avec régularisationde type Tikhonov. On rappelle que ce problème
consiste à résoudre

ψ∗ = arg min
ψ∈H

1

n

n∑

i=1

(yi − ψ(xi))
2 + η ‖ψ‖2H,

où η est le paramètre de régularisation. Ce paramètre permet de contrôler le compromis entre erreur
d’apprentissage et degré de régularité de la solution retenue. Afin d’aboutir au même résultat que celui
donné par l’algorithme AFD-à-noyau, il faut adopter les réponses désirées suivantes

yi =

{
+n/n1 , si xi ∈ C1;
−n/n2 , si xi ∈ C2,

oùC1 etC2 désignent chacune des deux classes, etn1 etn2 leur cardinalité. De plus, et par analogie avec
l’AFD-à-noyau, il convient d’ajouter à cette fonction coûtune contrainte sur la norme du vecteur des
coefficientsα, soit‖α‖ = 1.

L’importance de la régularisation est souvent mise en évidence dans la littérature, depuis l’article
de référence [MRW+99]. Plus récemment, différentes approches ont été adoptées afin de déterminer le
paramètre de régularisation optimal, voir par exemple [STC04a]. Cette régularisation est nécessaire pour
la mise en œuvre de ces algorithmes dans le domaine temps-fréquence, où l’on passe de signaux de taille
l à des représentations de taillesl × l. Différents travaux ont montré l’inefficacité d’une approche AFD
brute, sans régularisation, dans ce domaine. Dans [BD95], les auteurs considèrent une technique dite
neo-classiquepour remédier à ce problème, alors que dans [Hei95], et plus récemment dans [GA01],
une réduction du nombre de degrés de liberté de la fonction deparamétrisation est adoptée. Toutefois,
ces approches ne sont pas soutenues par des résultats théoriques sur la généralisation, comme c’est le cas
de l’AFD et de l’AFD-à-noyau avec la régularisation de type Tikhonov considérée dans ce document.

5.3 Analyse discriminante dans le domaine temps-fréquence

Au Chapitre 3, on a introduit le concept de méthodes à noyau dans le domaine temps-fréquence,
par l’usage d’un noyau associé à une distribution temps-fréquence. On étudie à présent ce concept pour
la discrimination de signaux à partir de leur distribution temps-fréquence. Pour cela, on considère un
ensemble d’apprentissage formé parn signauxxi ∈ X de taillel et de leurs étiquettesyi.
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Pour une distribution temps-fréquence quelconque, désignée parφ(·), on considère le noyau re-
produisantκ qui correspond au produit scalaire〈· , ·〉H entre les distributions, et on désigne parH le
RKHS induit par ce noyau. Le Théorème de Représentation permet d’exhiber l’axe de discrimination
comme une combinaison linéaire des distributions temps-fréquence de l’ensemble d’apprentissage. La
signature obtenue, exprimée sous la formeψ(·) =

∑n
k=1 αkκ(xk, ·) peut être qualifiée designature

(temps-fréquence) discriminante. Il faut toutefois souligner que celle-ci n’est pas nécessairement une
distribution temps-fréquence valide. La statistique de décision est alors donnée par

Λ(x) = 〈ψ(·), φ(x)〉H =
〈 n∑

k=1

αkκ(xk, ·), φ(x)
〉
H =

n∑

k=1

αkκ(x, xk) = α⊤κ(x).

Dans ce qui suit, on étudie ce problème de façon plus détaillée en considérant la distribution de Wigner
dans un premier temps, puis d’autres distributions de la classe de Cohen.

5.3.1 Discrimination par la distribution de Wigner

On se contente dès à présent d’étudier le cas d’une discrimination à deux classes, le contexte multi-
classes s’en déduisant directement. Pour la distribution de Wigner, on considère la transformation du
signal suivanteφ : x 7→ Wx. Le noyau reproduisant associé à cette distribution estκW = 〈Wxi ,Wxj 〉,
et l’espace RKHS induit par ce noyau est désigné parHW . Dans le cadre de discrimination par AFD,
on cherche la signature discriminante qui maximise la séparation des données dans l’espaceHW . La
projection selon cette direction doit maximiser la distance entre les moyennes des distributions temps-
fréquence de chaque classe, tout en minimisant les variances intra-classes.

Le coup du noyau autorise la mise en œuvre de l’AFD-à-noyau sans nécessité d’évaluer les re-
présentations temps-fréquence de l’ensemble d’apprentissage, le noyau reproduisant étant donné par
κW = |〈xi, xj〉|2. L’expression (5.6) permet une interprétation temps-fréquence de la caractéristique
retenue, celle-ci correspondant à une signature de la formeΨ =

∑n
i=1 αiWxi . Pour un signalx ∈ X

donné, on considère la projection de sa distribution de Wigner sur la signature discriminante, soit la
statistiqueΛ(x) =

∑n
k=1 αkκW (x, xk), ou encore en tenant compte de coup du noyau on a

Λ(x) =

n∑

k=1

αk|〈x, xk〉|2. (5.12)

Ceci n’est autre que la coordonnée deWx dans cette direction. En considérant un seuil sur cette quantité,
on définit une statistique de décision sur l’appartenance dex à l’une des deux classes, selon

Λ(x)
y=+1

≷
y=−1

ν0.

D’un point de vue complexité algorithmique, l’usage d’un algorithme d’AFD classique sur les dis-
tributions de Wigner de l’ensemble d’apprentissage est plus exigeant que la mise en œuvre de l’AFD-à-
noyau dans le domaine de la distribution de Wigner, comme proposé dans ce chapitre. La plus impor-
tante contribution est due au coup du noyau qui permet une réduction du coût calculatoire de la matrice
de Gram associée à tout l’ensemble d’apprentissage, deO(n3l2 log l) pour l’AFD classique àO(n3l)
pour l’AFD-à-noyau. Si l’on s’intéresse à la signature temps-fréquence, le Théorème de Représentation
permet son évaluation d’une manière itérative, sans qu’il soit nécessaire de stocker les distributions de
Wigner de tout l’ensemble d’apprentissage. Le Tableau 5.2 résume les différentes étapes de l’algorithme
résultant de la mise en œuvre de l’AFD-à-noyau dans le domaine de la distribution de Wigner, ainsi que
la complexité calculatoire de chaque étape.
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Instructions Expressions Complexité

Algorithme de base
1. Calculer des matrices de Gram (K1)i,k = κ(xi, xk) = |〈xi, xk〉|2 , yk = −1 O(n1nl)

(K2)i,k = κ(xi, xk) = |〈xi, xk〉|2 , yk = +1 O(n2nl)
2. Moyennes des matrices de Gram (κ1)i = 1

n1

∑
yi=−1 κ(xi, xk) = 1

n1

∑
k(K1)i,k O(n1n)

(κ2)i = 1
n2

∑
yi=+1 κ(xi, xk) = 1

n2

∑
k(K2)i,k O(n2n)

3. Calcul de la matrice des variancesDκ =
∑

j=1,2KjK
⊤
j − njκjκ⊤

j O(n2)

4. Résolution du système linéaire Dκα = κ1 − κ2 O(n3)

Sortie :Signature discriminante
5. Calculern distributions de Wigner Wxi O(nl2 log l)
6. La signature discriminante Ψ =

∑n
i=1 αiWxi O(nl2)

Sortie :Règle de discrimination
8. Vecteur d’evaluation enx (κ(x))i = κ(x, xi) = |〈x, xi〉|2 O(nl)
7. Seuil de discrimination ν0 = α⊤(n1κ1 + n2κ2)/n O(n)

8. Statistique de décision Λ(x) = α⊤κ(x) ≷
y=+1
y=−1 ν0 O(n)

TAB . 5.2 – Les différentes étapes de l’algorithme AFD-à-noyau pour la distribution de Wigner, et leur
coût calculatoire, dans le cas d’une discrimination à deux classes,l étant la taille des signaux, etn1, n2

etn = n1 + n2 désignent les tailles respectives de chacune des deux classes ainsi que la taille totale de
l’ensemble d’apprentissage.

5.3.2 Au-delà de la distribution de Wigner, la classe de Cohen

La mise en œuvre de l’AFD-à-noyau pour une distribution quelconque de la classe de Cohen est
donnée par un choix approprié du noyau reproduisant. En désignant parCΠ

x une distribution temps-
fréquence d’un signalx, le noyau reproduisant est donné par

κCΠ = 〈CΠ
xi , C

Π
xj 〉.

Une fois cette quantité évaluée pour tout couple de signaux de l’ensemble d’apprentissage, l’algorithme
détermine les coefficients de pondérationβi définissant la signature temps-fréquence discriminante sous
la formeΨCΠ =

∑n
i=1 βi C

Π
xi . La règle de décision est donnée par

Λ(x) =

n∑

k=1

βkκCΠ(x, xk)
y=+1

≷
y=−1

ν0.

Toutefois, le noyau reproduisant défini ci-dessus admet souvent une complexité calculatoire élevée, com-
paré au noyau quadratique de la distribution de Wigner. Pourcontourner cet inconvénient, on peut recou-
rir à la stratégie hybride proposé dans le Paragraphe 3.3.3.On rappelle que cette approche, sous-optimale,
consiste à calculer les coefficientsαi à partir du noyau quadratiqueκW = |〈xi, xj〉|2, la signature résul-
tante étant donnée par̃ΨCΠ =

∑n
i=1 αiC

Π
xi .

5.3.3 Applications

Discrimination à deux classes

La première application concerne un problème de discrimination entre deux familles de1 000 signaux
de taille 64 noyés dans un bruit blanc Gaussien de moyenne nulle et de variance1.25. La première famille
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FIG. 5.1 – Problème de discrimination concernant deux famillesde1 000 signaux de taille 64, l’une à
modulation de fréquence parabolique et l’autre à atome gaussien, noyés dans un bruit blanc Gaussien. Si-
gnatures discriminantes issus d’une AFD-à-noyau avec le noyau quadratique et la distribution de Wigner,
sans régularisation en(a) et avec régularisation en(b).

est formée de 500 signaux à modulation parabolique de fréquence variant de 0.1 à 0.4 en fréquence
normalisée, la seconde contient 500 signaux à atome Gaussien de fréquence normalisée 0.1 et à l’instant
central.

On commence par l’AFD-à-noyau, sur la base de la distribution de Wigner et de son noyau qua-
dratique. La Figure 5.1(a) présente la signatureΨ0 obtenue par l’application directe de la méthode
d’AFD-à-noyau. Cette représentation ne met pas en évidencela configuration temps-fréquence des si-
gnaux étudiés, en raison de problèmes d’instabilité numérique identifiés dans [MRW+99]. On peut conte-
nir ces effets à l’aide d’une technique de régularisation detype Tikhonov comme le montre la signature
obtenueΨ, illustrée à la Figure 5.1(b). On retrouve les deux composantes clés pour la discrimination,
que sont la modulation parabolique représentée avec une orientation positive (couleur rouge) et l’atome
Gaussien représenté avec une orientation négative (couleur bleue). La régularisation de type Tikhonov
offre un compromis entre le sur-apprentissage et la régularité de la solution obtenue. Pour comprendre ce
mécanisme, on considère la projection des données dans le domaine temps-fréquence sur les signatures
Ψ0 et Ψ, obtenues respectivement sans et avec régularisation. Un signal x est alors représenté par ses
coordonnées dansΨ0 etΨ selon〈Wx,Ψ0〉 et 〈Wx,Ψ〉 respectivement. On compare les résultats obtenus
à partir de deux ensembles de données, en les représentant dans le planΨ0Ψ. D’une part, on considère
l’ensemble d’apprentissage que l’on représente dans ce plan, comme illustré à la Figure 5.2(a). Bien que
les deux familles semblent être mieux séparées avec la signature Ψ0, obtenue sans terme régularisant,
elle admet un pouvoir de généralisation faible. Pour montrer cela, on considère un nouvel ensemble de
1 000 signaux, appartenant aux deux familles en question mais n’ayant pas servi à l’apprentissage. En
représentant ces signaux dans le planΨ0Ψ comme illustré à la Figure 5.2(b), on trouve que le résultat
donné avec régularisation a un meilleur pouvoir de généralisation.

Pour le même problème, on considère d’autres distributionsde la classe de Cohen, et en particulier
la distribution de Choï-Williams et le spectrogramme. Les signatures temps-fréquence obtenues avec ces
distributions sont illustrées aux Figures 5.3(a) et 5.3(b). On retrouve les deux composantes clés pour
la discrimination, que sont la modulation de fréquence parabolique et l’atome Gaussien, chacune ayant
une orientation opposée. Contrairement à celle obtenue parla distribution de Wigner, ces signatures
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FIG. 5.2 – L’effet de régularisation sur la séparabilité des données, en les représentants dans le planΨ0Ψ
des signaturesΨ0 etΨ obtenues sans et avec régularisation, respectivement. Sans terme de régularisation,
on est dans un schéma de sur-apprentissage, avec une bonne séparation sur l’ensemble d’apprentissage
(a) et une mauvaise généralisation sur de nouvelles données(b). La régularisation de type Tikhonov
permet de pallier cet inconvénient, comme on l’observe avecla séparabilité des deux ensembles de
données considérés selon l’axeΨ.

sont à interférences réduites, une propriété inhérente desdistributions considérées. Le prix à payer étant
une complexité algorithmique pour le calcul du noyau reproduisant en question, le stratégie hybride
permet de la réduire en proposant une solution sous-optimale. Les Figures 5.3(c) et 5.3(d) illustrent les
signatures hybrides ainsi obtenues avec le noyau quadratique, pour la distribution de Choï-Williams et le
spectrogramme, respectivement.

Discrimination multi-classe

Ayant un problème de discrimination entreJ familles de signaux, l’ADG-à-noyau détermineJ − 1
statistiques de décision de la forme (5.12) dans le cas de la distribution de Wigner. Pour illustrer cette
approche, on considère un exemple de 3 familles de 1500 signaux, chacun de taille 64. Chaque signal est
formé soit d’un atome Gaussien à la fréquence normalisée 0.25, soit d’une fréquence sinusoïdale pure de
0.1, soit d’une modulation fréquentielle parabolique variant entre0.15 et 0.45. Ces signaux sont noyés
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FIG. 5.3 – Signatures temps-fréquence discriminantes obtenues à partir de la distribution de Choï-
Williams (a) et du spectrogramme(b). L’usage d’une stratégie hybride produit des résultats sous-
optimaux, comme illustré dans(c) pour la première distribution, et dans(d) pour la seconde.
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FIG. 5.4 – Les signature temps-fréquencesΨa etΨb, illustrées dans(a) et (b) respectivement, obtenues
par l’usage d’un algorithme de ADG-à-noyau avec la distribution de Wigner dans le cas d’une discrimi-
nation à 3 classes. Les signaux appartenant à chaque classe sont formés d’une composante noyée dans
un bruit blanc Gaussien : une modulation fréquentielle parabolique, une fréquence sinusoïdale pure, et
un atome Gaussien. Dans(c), les signaux de l’ensemble d’apprentissage sont représentés dans le plan
ΨaΨb .

dans un bruit Gaussien additif de moyenne nulle et de variance 0.4. Les Figures 5.4(a) et 5.4(b) repré-
sentent les signatures temps-fréquence obtenues par l’ADG-à-noyau basée sur la distribution de Wigner.
Ces signatures discriminantes, désignées parΨa et Ψb, recouvrent toute l’information nécessaire pour
discerner les distributions des différentes familles. En particulier, la signatureΨa permet de différencier
la modulation parabolique de la fréquence pure, qui sont respectivement orientées négativement et posi-
tivement, tandis que l’atome Gaussien est absent. La signatureΨb permet de discerner ce dernier, orienté
positivement, des deux autres composantes orientées négativement. Cette analyse est validée par la pro-
jection des signauxxi de l’ensemble d’apprentissage sur ses deux signatures, comme illustré à la Figure
5.4 (c) où on représente les données par leurs coordonnées〈Wxi ,Ψa〉 et 〈Wxi ,Ψb〉 dans le planΨaΨb.
Selon l’axeΨa, les signaux à modulation parabolique, à atome Gaussien et àfréquence pure admettent
respectivement des coordonnées négatives, presque nulleset positives. Avec des coordonnées presque
nulles, les signaux à atome Gaussien ne pourront pas être distingués de signaux formés simplement de
bruit blanc. Ceci est résolu par l’usage de l’axeΨb, produisant des coordonnées positives pour ceux-ci,
alors que les deux autres composantes ont des coordonnées négatives.

Pour terminer, on considère le même problème de discrimination multi-classes pour d’autres dis-
tributions de la classe de Cohen. Pour cela, on utilise les paramètres de lissage considérés par défaut

Nom Rang du problème 1ère valeur propre 2èmevaleur propre
Spectrogramme 41 0.979275 0.978300
Pseudo-Wigner-Ville lissée 77 0.980557 0.979304
Choï-Williams 103 0.980757 0.979481
Born-Jordan 111 0.980899 0.979615
Margeneau-Hill 183 0.982456 0.980965
Wigner 183 0.982526 0.981071

TAB . 5.3 – Comparaison des résultats obtenus avec différentes distributions temps-fréquence. Les distri-
butions temps-fréquence sont affichées par ordre croissantdu rang du problème. La variance expliquée
par les deux premiers axes discriminants est donnée par la première et la seconde valeurs propres du
problème, respectivement.
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FIG. 5.5 – Les signatures temps-fréquenceΨa etΨb, et la représentation des données d’apprentissage sur
le planΨaΨb, illustrées dans(a), (b) et (c) respectivement, comme présenté à la Figure 5.4 mais avec la
distribution Pseudo-Wigner-Ville lissée.

dans la Toolbox Temps-Fréquence [AFGL05]. Le Tableau 5.3 regroupe des résultats obtenus à partir de
différentes distributions temps-fréquence. Les distributions temps-fréquence à faibles termes interféren-
tiels produisent de faible rang, la cause principale étant le lissage qui engendre un espace de dimension
plus petite. De plus, dans le cas du spectrogramme, on a considéré l’algorithme proposé dans la Toolbox
Temps-Fréquence [AFGL05], et qui produit des représentations de taille64 × 32, d’où un rang encore
moindre. Dans le même tableau, on représente les deux plus importantes valeurs propres du problème
généralisé. Celles-ci correspondent à la variance des données expliquée par les deux signatures obte-
nues pour chaque distribution temps-fréquence. On trouve que la distribution de Wigner maximise ces
quantités, alors qu’elles sont de plus en plus faibles lors de l’application du lissage. Du point de vue
signature temps-fréquence et à titre indicatif, on illustre à la Figure 5.5 les signatures obtenues à partir
de la distribution Pseudo-Wigner-Ville lissée, pour le même problème traité à la Figure 5.4.
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FIG. 5.6 – Problème de classification concernant deux familles de 1 000 signaux de taille 64, l’une à
modulation de fréquence parabolique et l’autre à atome gaussien, noyés dans un bruit blanc Gaussien.
Signatures obtenues de la distribution de Wigner avec son noyau quadratique,(a) par l’AFD-à-noyau et
(b) par les SVM.
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FIG. 5.7 – Signatures discriminantes obtenues(a) − (c) par l’AFD-à-noyau et(d) − (f) par les SVM,
pour les distributions(a), (d) de Choï-Williams,(b), (e) de pseudo-Wigner-lissée et(c), (f) pour le
spectrogramme.

Classification de signaux dans le domaine temps-fréquence

On propose d’étudier les performances en classification pour différentes distributions temps-
fréquence, d’une part avec l’AFD-à-noyau et d’autre part avec les SVM. Ces dernières déterminent l’hy-
perplan séparateur à marge maximale entre les échantillonsd’un ensemble d’apprentissage. L’Annexe A
est consacrée à l’étude des SVM et de la théorie qui les accompagne. On présente sa mise en œuvre dans
le domaine temps-fréquence par un choix approprié de noyau reproduisant, ce qui revient à déterminer
la signature temps-fréquence qui maximise la distance entre elle et les représentations temps-fréquence
des signaux d’apprentissage.

On reprend la même configuration que dans le cadre de la discrimination à deux classes vue pré-
cédemment, avec une famille de signaux à modulation parabolique et une à atome Gaussien. Afin de
comparer les erreurs estimées, on considère des signaux avec un rapport signal-sur-bruit d’environ -10
dB. On illustre à la Figure 5.6(a) la signature discriminante obtenue par l’AFD-à-noyau, à partir du
noyau quadratique et de la distribution de Wigner, et en 5.6(b) la signature séparatrice résultant des
SVM. On trouve que la signature obtenue par les SVM offre un meilleur contraste pour les deux com-
posantes clés que sont la modulation parabolique et l’atomeGaussien. On illustre à la Figure 5.7 les
signatures discriminantes obtenues avec l’AFD-à-noyau etles SVM à partir de différentes distributions
temps-fréquence de la classe de Cohen. On rappelle que l’évaluation du noyau reproduisant associé à
chacune de ces distributions occasionne un coût calculatoire supplémentaire, comparé au noyau qua-
dratique de Wigner. Pour remédier à cela, on propose d’utiliser la technique hybride présentée dans la
Section 3.3.3. Les signatures ainsi obtenues avec les SVM sont illustrées à la Figure 5.8.

Afin de comparer les performances des différentes distributions temps-fréquence utilisées, on consi-
dère un ensemble test de10 000 signaux appartenant aux deux classes afin d’estimer l’erreur de générali-

73



Chapitre 5. : Discrimination de signaux dans le domaine temps-fréquence

Fréquence Temps

0

63

0.0

0.5

Fréquence Temps

0

63

0.0

0.5

Fréquence Temps

0

63

0.0

0.5

(a) (b) (c)

FIG. 5.8 – Signatures séparatrices obtenues par les SVM, avec latechnique hybride, en combinant noyau
quadratique et(a) distribution de Choï-Williams,(b) pseudo-Wigner-lissée et(c) spectrogramme.

sation par une technique de validation croisée. On présenteau Tableau 5.4 les erreurs estimées obtenues,
tout en rappelant qu’on n’a pas cherché à déterminer le paramètre de régularisation optimal pour chacun
des deux algorithmes. La distribution de Wigner est donc la meilleure pour ce problème de classification.
Les distributions les plus lissées, dont le spectrogramme,sont moins adaptées à ce type de problème.
Ce résultat ouvre la voie à plusieurs questions. Y a-t-il unetechnique pour déterminer l’optimalité d’une
représentation temps-fréquence pour un problème de classification donné ? Comme le lissage arbitraire
nuit à la représentation, quelle approche permet d’ajusterla représentation au problème considéré ? Le
chapitre suivant traite de ces problèmes, et propose une solution originale avec le critère d’alignement
noyau-cible. Celui-ci ne nécessite aucun apprentissage dela statistique de décision, ou de techniques de
validation croisée pour estimer l’erreur de généralisation.

Distribution SVM AFD-à-noyau SVM AFD-à-noyau
temps-fréquence (%) (%) hybride (%) hybride (%)
Spectrogramme 19.86 28.04 19.5 23.57
Pseudo-Wigner-Ville lissée 16.36 26.55 17.07 19.72
Choï-Williams 16.83 26.47 16.08 19.07
Wigner 13.45 19.35

TAB . 5.4 – Comparaison des erreurs estimées pour différentes distributions de la classe de Cohen avec
l’AFD-à-noyau et les SVM, ainsi que pour la technique hybride.
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Chapitre 6

Distributions temps-fréquence optimales
par alignement noyau-cible

Sommaire

6.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .. 76
6.1.1 Distribution temps-fréquence optimale : un aperçu . .. . . . . . . . . . . 76
6.1.2 Un point de vue noyau reproduisant . . . . . . . . . . . . . . . . .. . . 76
6.1.3 Critères de sélection de modèle : un aperçu . . . . . . . . . .. . . . . . . 77

6.2 Critère d’alignement noyau-cible . . . . . . . . . . . . . . . . . .. . . . . . . 78
6.2.1 Notions d’alignement noyau-cible . . . . . . . . . . . . . . . .. . . . . 78
6.2.2 Critère d’alignement . . . . . . . . . . . . . . . . . . . . . . . . . . .. 79
6.2.3 Ajustement optimal des paramètres . . . . . . . . . . . . . . . .. . . . . 80
6.2.4 Combinaison linéaire . . . . . . . . . . . . . . . . . . . . . . . . . . .. 81

6.3 Distributions temps-fréquence optimales par le critère d’alignement . . . . . 82
6.3.1 Sélection de distribution optimale . . . . . . . . . . . . . . .. . . . . . 82
6.3.2 Estimation des paramètres du spectrogramme . . . . . . . .. . . . . . . 85
6.3.3 Elaboration d’une paramétrisation optimale à profil radialement Gaussien 86
6.3.4 Combinaison de représentations . . . . . . . . . . . . . . . . . .. . . . 89

Tout au long des chapitres précédents, nous avons montré queles méthodes à noyau les plus perfor-
mantes et les plus diverses peuvent être mises en œuvre dans le plan temps-fréquence grâce à un choix
approprié de noyau reproduisant. La sélection d’une représentation temps-fréquence adaptée à la réso-
lution d’un problème de classification de signaux demeure toutefois une question récurrente. Nous nous
proposons donc de montrer que le domaine de la reconnaissance des formes lui a récemment apporté
des éléments de réponse intéressants dans le cadre de la sélection de noyau reproduisant en général.
Parmi ces approches, l’alignement noyau-cible présente enparticulier l’avantage de pouvoir sélection-
nera priori une représentation temps-fréquence sans recourir à des apprentissages répétés de règles de
décision suivis de validation croisée. Cette notion d’alignement pour mesurer une similitude entre deux
noyaux, permet de quantifier la qualité d’un noyau reproduisant vis-à-vis d’une tâche de discrimination.

Ce chapitre est organisé ainsi. Dans un premier temps, on décrit brièvement les méthodes existantes
pour l’optimisation de la distribution temps-fréquence d’une part, et pour la sélection de noyaux repro-
duisants d’autre part. La suite du chapitre est alors consacrée à un critère de sélection particulier, le
critère d’alignement noyau-cible. On adapte ce critère pour la sélection et l’élaboration de distributions
temps-fréquence optimales pour un problème de classification donné.
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Chapitre 6. : Distributions temps-fréquence optimales paralignement noyau-cible

6.1 Introduction

Le choix de la distribution temps-fréquence optimale pour une application donnée a suscité d’amples
études. Par le lien que l’on a établi entre distribution temps-fréquence et noyau reproduisant, on traduit
ce problème par la recherche d’un noyau reproduisant optimal au sens d’un critère à définir.

6.1.1 Distribution temps-fréquence optimale : un aperçu

Toutes déclinées de la distribution de Wigner, les distributions de la classe de Cohen offrent une
variété d’espaces de représentation à la mesure des objectifs visés par les utilisateurs. Toutefois, ceci
passe nécessairement par un choix soigneux de la fonction deparamétrisation en fonction du type de
signal analysé, des propriétés voulues et de l’applicationvisée.

Il est possible de privilégier l’intelligibilité de l’information délivrée par une représentation en y
limitant les manifestations de bruits et autres termes interférentiels qui pourraient nuire à sa lisibilité.
Ceci est le cas par exemple de la paramétrisation à profil radialement Gaussien [BJ93, JB95, RB93], de
la modélisation par mélange de fonctions Gaussiennes [CF99], de la réallocation [AF95, CMAF05], ou
encore de la diffusion adaptative [GRG05]. On peut encore être à la recherche d’un espace de représenta-
tion favorisant la résolution d’un problème de décision. Dans [McL97,MDA97], la distance Euclidienne
entre les (représentations) moyennes de chacune des classes de distributions est maximisée. Ne prenant
pas en compte la variance intra-classe des représentationstemps-fréquence, ce critère est souvent rem-
placé par un critère du second ordre, le contraste de Fisher.Ceci est le cas de [GA01], avec l’usage
de la distance Euclidienne, et l’optimisation du critère par un ensemble réduit de coordonnées du plan
des ambiguïtés afin de régulariser la solution. Ce critère est aussi considéré dans [Hei95, HT97], mais
avec deux modifications majeures. D’une part, le critère du second ordre considéré est construit avec
une mesure de dissimilarité entre deux représentations obtenue à partir de leur produit scalaire7. D’autre
part, la régularisation est pratiquée grâce à un choix d’unesous-classe de distributions telles que celle de
pseudo Wigner-Ville lissées, voir Chapitre 2, et normalisée selon (2.12). Cette normalisation permet de
considérer les distributions temps-fréquence comme des densités de probabilité, ouvrant ainsi la voie à
d’autres types de distances, ou plus précisément de divergences entre les lois de probabilités [MBF94].
Ceci est utilisé dans [DD98], où les auteurs considèrent uneparamétrisation à profil radialement Gaus-
sien qu’ils optimisent grâce à une distance Euclidienne entre représentations normalisées. Dans [DD99],
les auteurs étendent cette approche à d’autres types de distances et de classes de distributions temps-
fréquence. Dans cette perspective, diverses techniques pour optimiser les distributions temps-fréquence
ont été élaborées, comme par exemple dans [DDBB01], ou encore plus récemment dans [Dav04]. Mis
à part [Dav00], peu de travaux ont abordé l’aspect théoriquede ces méthodes de détermination de re-
présentations temps-fréquence optimales, et plus précisément leur capacité en généralisation. Par une
reformulation du problème en un problème de méthode à noyau,on a accès aux différentes avancées
dans ce domaine.

6.1.2 Un point de vue noyau reproduisant

Les méthodes à noyau sont des algorithmes linéaires appliquées implicitement dans un espace de Hil-
bert transformé, par le coup du noyau. Confronté à un problème décisionnel, on choisit généralement en
premier lieu l’algorithme de classification à utiliser, avant de se focaliser sur le choix du noyau reprodui-
sant et l’estimation de ses paramètres. Les aspects lié à la sélection du noyau sont fondamentaux car ils
définissent l’espace de représentation dans lequel la règlede décision va opérer. Afin de s’en convaincre,

7On retrouve le principe des méthodes à noyau et en particulier le coup du noyau, puisque l’algorithme résultant ne dépend
que des produits scalaires des représentations temps-fréquence.
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(a) (b) (c)

FIG. 6.1 – Problème de classification d’un jeu de données en dimension 2(a). Séparatrice obtenue par
un algorithme de SVM, à partir d’un noyau linéaire(b) et polynômial de degré 3(c).

il suffit de considérer un algorithme SVM appliqué à un problème de classification tel que celui pré-
senté à la Figure 6.1(a). Les deux classes ne sont évidemment pas linéairement séparables, comme le
montre le séparateur illustré à la Figure 6.1(b). Pour remédier à cela, on peut ici recourir par exemple
à un noyau polynômial de degré 3 comme le montre la Figure 6.1(c). Différentes approches pour sys-
tématiser la recherche du meilleur noyau reproduisant ont été proposées. Après une brève présentation
de ces approches, on considère le critère d’alignement noyau-cible qui, par ses propriétés statistiques et
géométriques, offre une complexité algorithmique réduitepar rapport à des méthodes plus classiques.

6.1.3 Critères de sélection de modèle : un aperçu

Plusieurs résultats de la théorie d’apprentissage montrent l’importance des connaissances a priori
pour un problème étudié. Ceci se traduit par les théorèmesUgly Duckling [Wat85] et no free lunch
[WM97, Wol01], qui affirment qu’il n’existe aucun algorithme optimal ou représentation optimale des
données valable quel que soit le problème. Pour les méthodesà noyau, le théorèmeno free kernel
[CKEST06] stipule qu’aucun noyau n’est optimal pour toutesles applications, et qu’une connaissance a
priori se manifestant par un choix approprié du noyau est nécessaire. On peut alors recourir à des algo-
rithmes spécifiques mettant en évidence une relation entre les données d’entrée et leurs cibles, appelées
aussi étiquettes en classification. Dans ce chapitre, on s’intéresse au critère d’alignement noyau-cible,
après cette brève présentation de différentes approches existantes pour la sélection de noyau.

Outre les techniques de transformation conforme [AW99], oncompte les approches de validation
croisée et autresleave-one-out. Pour chaque noyau étudié, l’erreur de généralisation est estimée à partir
de plusieurs classifieurs élaborés pour différents sous-ensembles de la base d’apprentissage et validés
sur les données restantes [MLH03]. Le noyau optimal, celui qui correspond à la plus faible erreur, est
souvent obtenu par une recherche sur une grille de valeurs. Cette approche s’avère très coûteuse puis-
qu’on a recours à plusieurs phases d’apprentissage et de validation. On parle alors d’une complexité
calculatoire enO(n4) ou, dans le meilleur des cas enO(n3) pour une implémentation efficace avec
certains algorithmes [CT03]. Afin d’accélérer cette recherche, des méthodes d’estimation d’une borne
de l’erreur de généralisation ont été récemment proposées,nécessitant une seule construction de clas-
sifieur, pour chaque noyau étudié. Parmi celles-ci, on a la borne de la VC dimension [Bur98], celle de
rayon-marge [CKS+03], ou encoregeneralized approximate cross validation[WLZ00]. D’autres possi-
bilités sont également mentionnées dans [CVBM02, DKP03]. De nouvelles méthodes permettent de dé-
terminer une combinaison optimal d’un ensemble de noyaux, ceux-ci pouvant être différents par nature,
ou de même nature mais à paramétrisation distincte. L’idée de base, empruntée duboosting[CSS02],
consiste à combiner plusieurs classifieurs aux performances modestes afin d’aboutir à un classifieur
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plus compétitif. Ce principe, reformulé dans le contexte del’ingénierie des noyaux, vise à combiner
des noyaux génériques afin d’améliorer les performances, sous réserve que le noyau résultant soit lui
même un noyau défini positif, donc reproduisant. Parmi ces méthodes on retrouve le critère de sé-
paration des classes [KMB06] à partir du quotient de Fisher [WC02], le critère d’alignement noyau-
cible [CSTEK01,CKEST06], la programmation semi-définie [LCB+04], ainsi que le principe d’appren-
tissage du noyau proposé dans [Ong05]. L’apprentissage du noyau consiste ici à partir d’un ensemble de
plusieurs noyaux disponibles, le noyau optimal étant obtenu par combinaison linéaire de ces derniers.
Bien que le cadre défini par cette méthode soit intéressant, sa complexité calculatoire peut s’avérer être
un facteur bloquant.

Il est important de noter que les différentes approches présentées ci-dessus se transposent facilement
au domaine temps-fréquence. Il en est de même pour leurs propriétés statistiques et théoriques. On se
contente dans ce chapitre de considérer le critère d’alignement noyau-cible, et de montrer sa mise en
œuvre dans le plan temps-fréquence. On présente aussi le lien avec les différentes approches, en montrant
par exemple que le noyau optimal ainsi obtenu maximise la séparabilité des classes.

6.2 Critère d’alignement noyau-cible

6.2.1 Notions d’alignement noyau-cible

Les performances des méthodes de reconnaissance des formesà noyau sont principalement détermi-
nées par le noyau reproduisant considéré. Pour un algorithme donné, par exemple les SVM, deux noyaux
produiront des résultats d’autant plus proches qu’ils sontsimilaires. L’alignement, introduit par Cristia-
nini et coll.[CSTEK01], est une mesure de similarité entre deux noyaux reproduisants, ou entre un noyau
reproduisant et une fonction cible. Étant donné une base d’apprentissageAn = {(x1, y1), . . . , (xn, yn)},
l’alignement (empirique) des deux noyauxκ1 etκ2 est défini par

A(κ1, κ2;An) =
〈K1,K2〉F√

〈K1,K1〉F 〈K2,K2〉F
,

où 〈· , ·〉F est le produit scalaire de Frobénius, etK1 etK2 les matrices de Gram de termes respectifs
κ1(xi, xj) et κ2(xi, xj). Puisque les matrices de Gram contiennent toutes les informations nécessaires
à l’apprentissage, nous noterons l’alignement parA(K1,K2). Ainsi cette mesure correspond-t-elle plus
concrètement au cosinus de l’angle entreK1 etK2. Par cette analogie, on a−1 ≤ A(K1,K2) ≤ 1 en
général etA(K1,K2) ≥ 0 pour les matrices définies positives [STC04b]. On peut écrire l’alignement
sous forme de distance entre les deux matrices de Gram normalisées, selon

A(K1,K2) = 2−
∥∥∥∥

K1

‖K1‖F
− K2

‖K2‖F

∥∥∥∥
F

(6.1)

où‖K‖F =
√
〈K,K〉F est la norme de Frobénius de la matriceK.

Le concept d’alignement peut aussi quantifier la similaritéentre un noyau et une fonction cible. Dans
le cadre d’un problème de classification, on cherche à apprendre la statistique de décisionψ qui vise à
respecterψ(xi) = yi, où yi est l’étiquette de l’observationxi. Pour un problème de classification bi-
classes, on cherche alors à acquérir la fonction cibleψ : x 7→ {−1,+1} selon la classe d’appartenance
de x. Le noyau reproduisant correspondant à la transformation idéaleφ∗ telle queφ∗(xi) = yi est
κ∗(xi, xj) = yi yj. La fonction cibleψ∗(·) =

∑n
i=1 yiκ

∗(xi, ·) ainsi obtenue permet de retrouver les
étiquettes des données de l’ensemble d’apprentissage. La matrice de Gram idéale associée àκ∗ est alors
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K∗ = y y⊤, oùy est un vecteur colonne cible dont lejèmeélément estyj, ce qui correspond à la matrice
de Gram

K∗(i, j) =

{
1 si yi = yj
−1 si yi 6= yj.

Dans ce qui suit, on se contente d’étudier un problème de classification bi-classes avec la matriceK∗

définie ci-dessus comme matrice cible. On rappelle que l’on peut généraliser facilement les développe-
ments à venir au cas multi-classes. Pour le cas dec classes, il suffit de considérer comme cibles lesc
vecteurs de norme unité et équiangulaire [Bur98], c’est-à-dire :κ∗(xi, xj) = −1/(c − 1) si les classes
dexi etxj sont différentes, sinonκ∗(xi, xj) = 1.

6.2.2 Critère d’alignement

Dans [CSTEK01,CKEST06], Cristianiniet coll.suggèrent d’utiliser cette matrice cibleK∗ = y y⊤

et le critère d’alignement afin de rechercher le noyau reproduisant le mieux adapté à la résolution d’un
problème de classification bi-classes donné. L’expressionde l’alignement noyau-cible, entre un noyauκ
donné et le noyau optimalκ∗, s’exprime alors selon

A(K,K∗) =
〈K,y y⊤〉F√

〈K,K〉F 〈y y⊤,y y⊤〉F
=

y⊤Ky

n‖K‖F
.

oùK est la matrice de Gram de termesκ(xi, xj). Le noyau optimal correspond donc à celui maximisant
〈K,y y⊤〉F sous la contrainte de normalisation‖K‖F = 1.

Afin de mieux comprendre le critère d’alignement noyau-cible, on établit un lien direct avec la sé-
parabilité des classes. L’alignement noyau-cible d’un noyau normalisé selon‖K‖ = 1 s’exprime selon
A(K,K∗) = 〈K,y y⊤〉F /n où encore, en développant

A(K,K∗) =
1

n

n∑

i,j=1

yiyjκ(xi, xj) =
1

n

∥∥∥
n∑

i=1

yiκ(xi, ·)
∥∥∥

2
=

1

n

∥∥∥
∑

yi=+1

κ(xi, ·)−
∑

yi=−1

κ(xi, ·)
∥∥∥

2
,

Ceci correspond donc à une mesure de distance interclasse. En supposant qu’on ait le même nombre de
données dans les deux classes, on peut écrire l’expression ci-dessus selon

A(K,K∗) =
n

4
‖µ+ − µ−‖2,

où µ+ et µ− désignent les centres d’inertie des deux classes. Le noyau reproduisant qui maximise le
critère d’alignement noyau-cible correspond alors, à une isométrie près, à celui qui induit un RKHS
où les classes des données engendrées sont le mieux séparables. D’où une similitude entre le critère
d’alignement et le critère de contraste de Fisher étudié au Chapitre 5. D’autres interprétations du critère
d’alignement peuvent être établies dans la même esprit, comme par exemple un lien avec la maximisation
de l’aire sous la courbe ROC [Rak04].

Un biais nul et une variance à décroissance exponentielle enfonction de la taille de l’ensemble d’ap-
prentissage garantissent la qualité et la constance de l’estimation. Il s’agit du principe de concentration
au sens de McDiarmid. La pertinence du critère d’alignementest assurée par un lien direct avec l’er-
reur de généralisation, en démontrant qu’un estimateur de Parzen de la formeh(·) = 1

n

∑n
i=1 yiκ(xi, ·)

admet de bonnes performances en généralisation quand l’alignement est élevé. La concentration de l’ali-
gnement et son lien avec l’erreur en généralisation sont établies dans [CSTEK01]. Depuis les premiers
travaux de Cristianiniet coll., le principe de maximisation de l’alignement noyau-cible aété étendu à
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d’autres problèmes, par exemple celui de la régression [KSTC02a]. Il a également suscité plusieurs tra-
vaux sur l’apprentissage de métriques [WCP05, LCB+02], la décomposition en valeurs propres de la
matrice de Gram [KSTC02a,CKEST06], ou encore la combinaison de noyaux [KSTC02b,PR05,PR06]
en vue d’une amélioration des performances de l’ensemble.

Cette démarche présente l’intérêt de ne nécessiter aucun apprentissage de la statistique de décision,
la sélection du noyau étant pratiquéea priori. Trois applications potentielles sont alors proposées dans
ce cadre. Dans une première application, on s’intéresse à lasélection d’un noyau optimal parmi un
ensemble de noyaux candidats, où l’optimalité est déterminée par le plus grand alignement avec la cible.
Une seconde application consiste à ajuster les paramètres d’un noyau donné de sorte à maximiser son
alignement. Un exemple est la paramétrisation du noyau Gaussien, où on cherche à déterminer la largeur
de bande optimale. Une troisième application consiste à combiner linéairement des noyaux, souvent de
natures différentes, afin d’obtenir un noyau mieux aligné avec la cible et donc plus performant.

6.2.3 Ajustement optimal des paramètres

La plus simple stratégie pour déterminer les paramètres d’un noyau consiste à évaluer l’alignement
sur une grille de valeurs possibles. Bien que cette approchepuisse être envisagée pour un paramètre
unique, elle s’avère coûteuse lorsqu’il s’agit de considérer un vecteur de paramétrisation. Pour remédier à
cela, on considère une approche de montée de gradient pour optimiser le paramètre du noyau en question.
Cette approche ne peut évidemment être envisagée que sous réserve que l’alignement soit differentiable
par rapport au paramètre. Il en est ainsi pour les noyaux Gaussien et de Laplace par rapport à leur largeur
de bande. Ceci n’est en revanche pas le cas du noyau polynômial, κq(xi, xj) = (1+〈xi, xj〉)q par rapport
à son paramètreq, tandis queκp(xi, xj) = (p+ 〈xi, xj〉)q est differentiable par rapport àp.

Soitκσ un noyau reproduisant de paramètreσ. Le paramètre optimal est alors donné par la maximi-
sation de l’alignement noyau-cible, selon

σ∗ = arg max
σ

A(Kσ ,K
∗) = arg max

σ

〈Kσ ,K
∗〉F

n‖Kσ‖F
, (6.2)

oùKσ désigne la matrice de Gram associée au noyau etK∗ la matrice cible. Pour mettre en œuvre une
approche d’optimisation par montée de gradient, on recherche une expression du gradient de l’alignement
par rapport au paramètreσ à partir du gradient du noyau étudié. L’expression du gradient du numérateur
dans (6.2) par rapport àσ s’écrit

∇σ〈Kσ ,K
∗〉F =

n∑

i,j=1

yiyj∇σκσ(xi, xj).

Le gradient de‖Kσ‖F par rapport àσ s’exprime selon

∇σ‖Kσ‖F = ∇σ
( n∑

i,j=1

κ2
σ(xi, xj)

)− 1
2

=
( n∑

i,j=1

κ2
σ(xi, xj)

)− 1
2

n∑

i,j=1

κσ(xi, xj)∇σκσ(xi, xj)

=
1

‖Kσ‖F

n∑

i,j=1

κ2
σ(xi, xj)∇σκσ(xi, xj).
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En combinant les deux expressions, on peut alors écrire le gradient de l’alignementA(Kσ,K
∗) par

rapport àσ ainsi

∇σA(Kσ ,K
∗) =

1

n‖Kσ‖F

n∑

i,j=1

yiyj∇σκσ(xi, xj)−
〈Kσ ,K

∗〉F
n‖Kσ‖3F

n∑

i,j=1

κσ(xi, xj)∇σκσ(xi, xj).

La méthode de montée de gradient pour la maximisation de l’alignement est constituée principalement
de l’itération

σk ←− σk + ρ ∇σA(Kσ ,K
∗).

D’autres étapes peuvent être aussi considérée à chaque itération, afin d’imposer certaines contraintes au
noyau. On parle alors d’optimisation alternée. Cette démarche est étudiée en détails dans la suite pour
l’optimisation de la distribution temps-fréquence à paramétrisation radialement Gaussienne, où le noyau
reproduisant associé est differentiable par rapport à la largeur de bande.

6.2.4 Combinaison linéaire

Grâce aux propriétés algébriques des fonctions définies positives, on peut construire un noyau repro-
duisant à partir d’une combinaison linéaire de noyaux, présenté dans la Section 1.2.2, à condition que
leurs coefficients de pondération soient non-négatifs. La détermination de la pondération optimale, dans
le cadre du critère d’alignement, fait l’objet de ce paragraphe. Des solutions plus ou moins coûteuses
en temps de calcul ont été proposées dans le contexte généraldes méthodes à noyau pour résoudre ce
problème d’optimisation. Dans [KSTC02b], on recherche lescoefficientsαk tels que le noyau composite
suivant maximise l’alignement noyau-cible :

κ(xi, xj) =

m∑

k=1

αkκk(xi, xj), (6.3)

oùm désigne le nombre de noyaux candidats. On impose la positivité desm coefficientsαk afin d’assurer
le caractère défini-positif du noyau résultantκ. Plus précisément, on a le problème d’optimisation avec
contrainte suivant :

max
α

A(
∑m

k=1 αkKk,K
∗)

sous contrainte α1, . . . , αm ≥ 0,

où Kk est la matrice de Gram du noyauκk. L’optimisation de l’alignement relativement au modèle
linéaire (6.3) se ramène selon [KSTC02b] au problème d’optimisation convexe suivant :

max
α

∑

i

αi 〈Ki,K
∗〉F −

∑

i,j

αiαj〈Ki,Kj〉F − η
∑

i

α2
i

sous lesm contraintesα1, . . . , αm ≥ 0. Dans cette expression, le terme de régularisationη
∑

i α
2
i est

nécessaire pour éviter un phénomène de sur-apprentissage par rapport au critère d’alignement. Ce pro-
blème d’optimisation est similaire à celui obtenu dans [LCB+02] en maximisant la marge par l’usage de
la programmation semi-définie. Pour résoudre se problème d’optimisation, les auteurs ont recours à des
algorithmes classiques de programmation quadratique, lesmêmes outils utilisés dans le cadre des SVM
et nécessitant un coût calculatoire équivalent. Afin d’éviter un tel surcoût, on a recours à une stratégie
de division du problème en sous-problèmes. Selon [PR05], ilexiste une solution analytique simple à
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ce problème pour le cas d’une combinaison de deux noyaux. Le problème d’optimisation se réduit à la
recherche des coefficients non-négatifsα1 etα2 qui maximisent

α1 〈K1,K
∗〉F + α2 〈K2,K

∗〉F − α2
1(‖K1‖2F + η)− α2

2(‖K2‖2F + η)− 2α1α2〈K1,K2〉F .

On rappelle que la contrainte de non-négativité des coefficients est une condition suffisante pour avoir
un noyau défini positif. L’optimalité est obtenue par l’annulation du gradient par rapport àα1 etα2. La
solution à ce problème est donnée par

(α∗
1, α

∗
2) =





(α1, α2) si α1, α2 > 0
(1, 0) si α2 ≤ 0
(0, 1) si α1 ≤ 0,

(6.4)

où

α1 =
1

2

〈K1,K
∗〉F − 2〈K1,K2〉Fα2

‖K1‖2F + η

α2 =
1

2

(‖K1‖2F + η)〈K2,K
∗〉F − 〈K1,K2〉F 〈K1,K

∗〉F
(‖K1‖2F + η)(‖K2‖2F + η)− 〈K1,K2〉2F

,

avecη ≥ 0 le terme de régularisation fixé par l’utilisateur. Le noyau optimal s’exprime alors selon

κ(xi, xj) = α∗
1κ1(xi, xj) + α∗

2κ2(xi, xj). (6.5)

Pour traiter le cas d’une combinaison linéaire à plus de deuxnoyaux, une stratégie de typeBranch and
Boundpeut être adoptée. Elle consiste à retenir le meilleur noyauà disposition au sens de l’alignement,
puis à sélectionner parmi les noyaux restants celui qui maximise l’alignement par combinaison linéaire.
Ce principe est réitéré tant que l’accroissement de l’alignement est jugé suffisant.

6.3 Distributions temps-fréquence optimales par le critère d’alignement

Dans un cadre décisionnel, les méthodes de sélection de représentations temps-fréquence existantes
consistent essentiellement en une recherche de celle conduisant à une erreur de classification minimum
par validation croisée. Nous avons essayé de montrer, tout au long de ce manuscrit, que les méthodes
à noyau reproduisant constitueront sans nul doute une nouvelle source de progrès en analyse temps-
fréquence par la diversité des traitements envisageables,leurs performances et leur coût calculatoire
généralement réduit. La mise en œuvre de différentes méthodes de choix de noyau, et plus précisément
du critère d’alignement noyau-cible, pour la sélection de représentations temps-fréquence s’inscrit dans
cette démarche. On considère dans la suite un ensemble d’apprentissageAn formé den signauxxi
d’énergie finie et de leurs étiquettesyi. On désigne parκ∗ le noyau cible et parK∗ = y⊤y la matrice
cible correspondante.

6.3.1 Sélection de distribution optimale

On propose dans cette application de sélectionner une distribution temps-fréquence opti-
male au sein d’un ensemble de distributions candidates de laclasse de Cohen. On rappelle
pour cela qu’une distribution appartenant à cette classe s’exprime sous la formeCΠ

x (t, f) =∫∫
Πdr(ν, τ) Ax(ν, τ) e−j2π(fτ−tν) dν dτ , où Πdr est la fonction de paramétrisation exprimée dans le

plan Doppler-retard etAx la fonction d’ambiguïté du signalx. Le noyau reproduisant associé à cette
distribution s’écrit sous formeκCΠ(xi, xj) =

∫∫
|Πdr(ν, τ)|2Axi(ν, τ)Axj (ν, τ) dν dτ . On désigne par
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FIG. 6.2 – Boites à moustaches représentant les variations de l’alignement et du taux d’erreur pour
différentes distributions temps-fréquence

KCΠ la matrice de Gram de termesκCΠ(xi, xj) pouri, j ∈ {1, . . . , n}. L’alignement entre le noyauκCΠ

et le noyau cibleκ∗ est donné par

A(KCΠ ,K∗) =
〈KCΠ ,K∗〉F
n ‖KCΠ‖F

. (6.6)

Disposant d’un ensemble de distributions temps-fréquencecandidates, l’approche consiste à les compa-
rer à partir de leur alignement avec la cible et à sélectionner celle qui présente le meilleur. On propose
d’illustrer cela à partir de l’application suivante.

Le problème traité concerne la détection du signalexp2jπ[φ(t)+φ0] noyé dans un bruit blanc gaussien
de variance2.25, oùφ(t) définit une loi de fréquence instantanée parabolique, etφ0 est une phase initiale
aléatoire uniformément distribuée sur[0, 2π[. On dispose pour cela de 200 réalisations de 64 échantillons
pour chacune des hypothèses, et on note parA200 cet ensemble d’apprentissage. On souhaite comparer
les distributions8 de Wigner (κwv) et pseudo-Wigner lissée (κspwv), de Margenau-Hill (κmh), de Choï-
Williams (κcw), de Born-Jordan (κbj), à interférences réduites par fenêtrage de Hamming (κridh), ainsi
que le spectrogramme (κS).

On a choisi dans un premier temps de mettre en avant la concentration de l’alignement avec la cible
pour les différentes distributions temps-fréquence considérées. Pour chaque distribution, on estime la
distribution de l’alignement sur une base de 100 ensembles d’apprentissageA200 déterminés comme ci-
dessus. On représente à la Figure 6.2(a) les réalisations de l’alignement pour chacune des distributions.
On compare l’alignement avec le taux d’erreur dans un secondtemps. Le taux d’erreur est obtenu en
considérant un classifieur SVM reposant sur le même noyau, élaboré à partir des mêmes données d’ap-
prentissage et testé sur un ensemble de 500 nouvelles réalisations pour chacune des classes. On représente
à la Figure 6.2(b) le taux d’erreur pour chacune des distributions temps-fréquence. Comme illustré aux
Figures 6.2, les distributions de Choï-Williams, Born-Jordan, pseudo-Wigner lissée, et à fenêtrage de
Hamming, présentent approximativement les mêmes valeurs d’alignement, ainsi que des taux d’erreur

8Les configurations retenues pour ces distributions sont celles proposées par défaut par la boite à outils temps-fréquence
sous Matlab.

83



Chapitre 6. : Distributions temps-fréquence optimales paralignement noyau-cible

0.02 0.04 0.06 0.08 0.1 0.12 0.14 0.16
10

12

14

16

18

20

22

Alignement

Ta
ux

d’
er

re
ur

κwv

κspwv

κS
κridhκbjκcw

κmh
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FIG. 6.4 – Comparaison des distributions normalisées par rapport à la distribution de Wigner. Boites à
moustaches représentant les variations de l’alignement(a), du taux d’erreur(b) et la corrélation entre les
deux(c).

très proches. Du fait de leur lissage, ces distributions sont souvent considérées comme des distributions à
interférences réduites. Le spectrogramme se manifeste parun alignement plus faible et un taux d’erreur
plus élevé. On distingue d’autre part les distributions de Wigner et de Margeneau-Hill, qui sont toutes
deux des distributions non-lissée. En combinant les deux résultats, la Figure 6.3 fournit l’alignement et le
taux d’erreur moyens sur les 100 ensembles d’apprentissage, pour chaque distribution temps-fréquence.
La corrélation entre taux d’erreur et alignement confirme lapertinence des informations fournies par
ce dernier, ici exploité pour le choix d’un noyau parmi d’autres. Le noyau associé à la distribution de
Wigner se détache nettement. Ce résultat est conforme à celui fourni par la théorie statistique de la dé-
cision, le filtre adapté avec détecteur d’enveloppe désignant la distribution de Wigner comme mode de
représentation optimum pour le problème traité en raison deson unitarité [Fla98].

Nous proposons d’étudier la normalisation d’une représentation temps-fréquence et ses effets sur
l’alignement et le taux d’erreur. Pour cela, on se contente d’étudier la distribution de Wigner, avec deux
normalisations particulières. La première, définie par l’expression (2.12), a été proposée par Davy etal.
dans le cadre de classification de signaux non-stationnaires. Pour la distribution de Wigner, elle s’exprime
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ainsi

W p
x(t, f) =

|Wx(t, f)|∫∫
|Wx(t, f)| dt df

.

La seconde consiste à considérer la normalisation selon

W n
x(t, f) =

Wx(t, f)√∫∫
(Wx(t, f))2 dt df

.

Cette normalisation est naturelle dans le domaine des méthodes à noyau. Elle peut être évaluée à partir
du noyau reproduisantκW associé à la distribution de Wigner, sans la nécessité de l’évaluer. Pour cela,
il suffit de considérer le noyau reproduisant normalisé

κW n(xi, xj) = 〈W n
xi ,W

n
xj 〉 =

∫∫
Wxi(t, f)Wxj(t, f) dt df√∫∫

(Wxi(t, f))2 dt df
√∫∫

(Wxj(t, f))2 dt df
=

κW (xi, xj)√
κW (xi, xi)κW (xj , xj)

.

La Figure 6.4 illustre le taux d’erreur et l’alignement obtenus pour chacune des distributions, avec les
mêmes signaux et la même configuration que ci-dessus. La première normalisation étudiée, avec son très
faible alignement, ne conduit pas à de bonnes performances en classification. La seconde normalisation
produit des performances très proches de la distribution deWigner, comme le critère d’alignement le
laissait le prévoir.

6.3.2 Estimation des paramètres du spectrogramme

Cette section concerne le choix optimum des paramètres d’une représentation temps-fréquence, au
sens du critère d’alignement noyau-cible. Dans le cas général d’une distribution de la classe de Cohen, la
maximisation du critère d’alignement consiste à déterminer la fonction de paramétrisationΠ∗ telle que

Π∗ = arg max
Π∈lRl×l

〈KCΠ ,K∗〉F
n‖KCΠ‖F

, (6.7)

avecKCΠ la matrice de Gram associé à la distribution temps-fréquence considérée. La résolution de ce
problème nécessite la détermination d’une fonction bi-dimensionnelle de taillel× l. On peut diminuer la
dimensionnalité du problème en se restreignant à une classede distribution donnée. Sans que cela nuise
au caractère général de la démarche, on considère dans ce quisuit l’ajustement de la fenêtre de lissage
du spectrogramme. Dans la section suivante, nous traiterons le problème d’optimisation de la paramétri-
sation temps-fréquence à profil radialement Gaussien avec un algorithme de descente de gradient.

On considère l’ajustement de la largeur de fenêtrew du spectrogrammeSwx dans le but final de mi-
nimiser les erreurs de classification. Pour cela, on a recours au critère d’alignement, évalué sur une grille
de valeurs possibles. Le noyau reproduisant du spectrogramme est défini parκSw(xi, xj) = 〈Sxi , Sxj〉.
La largeur de fenêtre optimalew∗ est alors donnée par

w∗ = arg max
w∈lR

〈KSw ,K
∗〉F

n‖KSw‖F
,

avecKSw la matrice de Gram associée au noyau reproduisantκSw . Le problème traité concerne la dé-
tection du signal e2jπ[φ(t)+φ0] noyé dans un bruit blanc gaussien de variance 2.25, oùφ(t) définit une
loi de fréquence instantanée parabolique, etφ0 est une phase initiale aléatoire uniformément distribuée
sur[0, 2π[. On dispose pour cela de 100 réalisations de 64 échantillonspour chacune des hypothèses. La
Figure 6.5 présente les valeurs d’alignement du noyauκS en fonction de la largeur de la fenêtre de Ham-
ming utilisée pour le spectrogramme. On note que l’alignement maximum est obtenu pour une fenêtre
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FIG. 6.5 – Ajustement de la largeur de la fenêtre de lissage pour le spectrogramme, avec le critère
d’alignement noyau-cible. Comparaison avec le taux d’erreur obtenu par un classifieur SVM.

de largeur 23. Ces résultats sont confrontés aux performances de classifieurs SVM reposant sur le même
noyau, élaborés à partir des mêmes données d’apprentissage, et testés sur 500 nouvelles réalisations pour
chacune des classes. Il apparaît que le taux d’erreur le plusfaible coincide avec l’alignement maximum.
Notons toutefois que ce dernier ne nécessite aucunement la mise en œuvre d’un coûteux algorithme
d’apprentissage.

6.3.3 Elaboration d’une paramétrisation optimale à profil radialement Gaussien

En considérant la classe des distributions temps-fréquence à paramétrisation radialement Gaussienne,
on cherche la largeur de bande optimaleσ∗ maximisant l’alignement noyau-cible selon l’expression

σ∗ = arg max
σ

〈Kσ,K
∗〉F

n‖Kσ‖F
.

Ce problème d’optimisation est équivalent à un problème d’optimisation avec contrainte, correspondant
à la maximisation du numérateur de l’expression de l’alignement, sous contrainte que son dénominateur
soit constant. On peut alors résoudre le problème d’optimisation sous contrainte suivant :

max
σ

n∑

i,j=1

yi yj κσ(xi, xj),

sous la contrainte
n∑

i,j=1

(κσ(xi, xj))
2 = V0, (6.8)
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FIG. 6.6 – Résultats obtenus pour la1ère application(a) et la 2ème application(b). En haut : fonction
de paramétrisation optimale résultante. En bas : son contour en rouge, et le contour initial en bleu, en
coordonnées polaires.

oùV0 est un paramètre de normalisation. En développant la fonction objectif à maximiser, on aboutit à

n∑

i,j=1

yiyj κσ(xi, xj) =
n∑

i,j=1

yiyj

∫∫
r Axi(r, θ) Axj (r, θ) e

− r2

σ2(θ) dr dθ

=

∫∫
r
[ n∑

i,j=1

yiyj Axi(r, θ) Axj (r, θ)
]

e
− r2

σ2(θ) dr dθ

On retrouve la fonction objectif à maximiser (2.13) proposée dans [BJ93], à savoir∫∫
r|Ax(r, θ)|2 e−r

2/σ2(θ) dr dθ, où la partie dépendante du signal,|Ax(r, θ)|2, est remplacée
par la représentation équivalente

∑
i,j yiyj Axi(r, θ) Axj (r, θ) qui ne dépend que de l’ensemble

d’apprentissage, signaux et étiquettes. Il est à noter que cette dernière peut être évaluée préalablement
à toute optimisation. On peut alors avoir recours à l’algorithme d’optimisation de descente de gradient
proposé dans [BJ93], avec la même complexité calculatoire une fois la représentation équivalente
évaluée. Pour cela, on relâche la contrainte (6.8) coûteuseen temps de calcul en la remplaçant par la
contrainte sur le volume de la fonction de paramétrisation,selon

∫
σ2(θ) dθ = V ′

0 comme préconisé
dans [BJ93]. Dans ce qui suit, on présente la mise en œuvre de l’algorithme proposé.

L’algorithme nécessite une discrétisation du plan Doppler-retard, que l’on opère comme proposé
dans [BJ93]. Le noyau reproduisant est alors donné par

κσ(xi, xj) =
∑

r,θ

r Axi(r, θ)Axj (r, θ) e−(r∆r)2/σ2(θ).

pour la distribution temps-fréquence à noyau radialement Gaussien, avec∆r = 2
√
π/l, l étant la largeur

des signaux échantillonnés. En reprenant la fonction objectif dans (2.14), le problème d’optimisation
s’écrit en coordonnées polaires selon

max
σ

∑

r,θ

r
[ n∑

i,j=1

yiyj Axi(r, θ) Axj (r, θ)
]

e−(r∆r)2/σ2(θ), (6.9)
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1ère application 2ème application

Taux d’erreur (%) Nombre deSV Taux d’erreur (%) Nombre deSV

Distribution de Wigner 19.10 ± 1.23 161.9 ± 4.97 19.41 ± 1.34 164.3 ± 5.62

Distribution optimale 16.89 ± 2.01 65.2 ± 4.46 17.81 ± 1.72 83.85 ± 5.65

TAB . 6.1 – Comparaison du taux d’erreur (%) et du nombre de vecteurs support (SV) pour un classifieur
SVM associé d’une part à la distribution de Wigner, et d’autre part à la distribution optimale, pour
chacune des deux applications.

sous la contrainte ∑

θ

σ2(θ) = V ′
0 .

Pour résoudre ce problème d’optimisation avec contrainte,on considère l’algorithme de descente de
gradient alternée suivant. A l’itérationk + 1, on opère dans un premier temps une mise à jour de la
solution selon

σk+1(θ) = σk(θ) + µk
∂f

∂σk(θ)
,

oùµk est un paramètre contrôlant la vitesse de convergence, etf la fonction objectif à maximiser dans

(6.9), et dont le gradient évalué enσk(θ) est défini par le vecteur
[

∂f
∂σk(0)

. . . ∂f
∂σk(l−1)

]
, avec

∂f

∂σk(θ)
=

2∆2
r

σ3
k(θ)

∑

r

r3 Ψ(r, θ) e−(r∆r)2/σ2(θ).

Dans cette expression, la représentation équivalente donnée par l’expression

Ψ(r, θ) =
∑

i,j

yiyjAxi(r, θ)Axj (r, θ), (6.10)

est évaluée préalablement à la phase d’optimisation. Dans une seconde étape, on prend en compte la
contrainte en projetant la solution sur l’ensemble des fonctions admissibles, ce qui revient à normaliser
σk+1(θ) à chaque itération selon‖σk+1(θ)‖/V ′

0 .

On insiste sur le fait que la représentationΨ(r, θ) peut être calculée dans une étape d’initialisation.
De plus, l’expression (6.10) se prête à un calcul itératif nenécessitant pas de conserver en mémoire l’en-
semble des fonctions d’ambiguïté des signaux de l’ensembled’apprentissage. Une fois la représentation
Ψ(r, θ) obtenue, la technique d’optimisation devient indépendante de la taille de l’ensemble d’appren-
tissage. Ceci n’est pas le cas pour les approches classiques, telle que celle proposée dans [DD98], qui
nécessitent l’évaluation des représentations temps-fréquence de chaque signal de l’ensemble d’appren-
tissage, à chaque itération de l’algorithme d’optimisation. Pour cette raison certainement, les auteurs de
cet article se restreignent à un ensemble d’apprentissage de15 signaux pour chaque classe.

On considère successivement deux problèmes de classification de deux familles de200 signaux de
taille 64, à modulation fréquentielle linéaire, noyés dans un bruit blanc Gaussien de variance4. Ceci
correspond à un rapport signal-sur-bruit de l’ordre de−8 dB. La première application concerne des
signaux à modulation fréquentielle croissante, de 0.1 à 0.25 pour la première classe, et de 0.25 à 0.4
pour la seconde, en échelle fréquentielle normalisée. La Figure 6.6(a) en haut présente la fonction
de paramétrisation à profil radialement Gaussien ainsi obtenue, ce qui montre la pertinence de cette
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FIG. 6.7 – Evolution de l’alignement, moyenné sur 20 réalisations, pour la1ère (en haut) et la2ème (en
bas) application.

région dans le plan Doppler-retard pour la classification. La Figure 6.6(a) en bas illustre son contour en
rougeσ(θ), ainsi que le contour initialσ0(θ) en bleu avant optimisation. Ce dernier est déterminé par la
contrainte de volume, que l’on a fixé àV ′

0 = 2. Dans une seconde application, on propose d’étudier le
cas où les régions des signaux des deux classes sont distinctes dans le plan Doppler-retard. On considère
pour cela des signaux comportant une modulation fréquentielle linéairement croissante pour la première
classe, de 0.1 à 0.4, alors qu’elle décroît de 0.4 à 0.1 pour laseconde classe. Dans la Figure 6.6(b),
on représente la fonction de paramétrisation ainsi obtenue. Elle correspond à un filtrage de l’information
pertinente des deux régions d’intérêt pour la classification. Pour illustrer la maximisation de l’alignement,
on représente sur la Figure 6.7 l’évolution moyenne sur20 réalisations de ce paramètre au cours des
itérations, pour chacune des deux applications. Ceci met enévidence la convergence de l’algorithme
vers une valeur maximale de l’alignement, malgré le remplacement de la contrainte‖Kσ‖ = V0 par∫
σ2(θ) dθ = V ′

0 .

Afin d’illustrer la pertinence de cette stratégie, on propose d’estimer l’erreur de classification obtenue
à partir d’un classifieur de type Support Vector Machines (SVM), associée à chacune des distributions
temps-fréquence : la distribution de Wigner et la distribution optimale. Le Tableau 6.1 présente, en les
moyennant sur 20 réalisations, le taux d’erreur obtenu sur un ensemble de test de2 000 signaux, et le
nombre de vecteurs support correspondant. Non seulement ladistribution optimale minimise l’erreur de
classification, mais elle conduit aussi à une division par deux environ du nombre de vecteurs support.
Ceci est principalement dû, d’une part au caractère optimalde la distribution ainsi obtenue, et d’autre
part au caractère régularisant de ce traitement.

6.3.4 Combinaison de représentations

Le formalisme à noyau reproduisant adopté jusqu’ici pour les distributions temps-fréquence autorise
la mise en œuvre des différents algorithmes de combinaison de noyau reproduisant, et en particulier
l’optimisation de la combinaison linéaire de ceux-ci commeétudié au Paragraphe 6.2.4. On suggère ici de
combiner les espaces de représentations temps-fréquence par ce moyen. L’illustration proposée concerne
un problème de détection. L’hypothèse H1 (signal + bruit) concerne le signal e2jπ[ϕ(t)+ϕ0] noyé dans un
bruit blanc gaussien de variance 4, oùϕ(t) définit une loi de fréquence instantanée parabolique, etϕ0 est
une phase initiale aléatoire uniformément distribuée sur[0, 2π[. L’hypothèse H0 (bruit seul) concerne un
bruit blanc gaussien de variance 9.
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Dans un premier temps, nous avons repris l’ensemble des distributions candidates considérées dans
la Section 6.3.1 dédiée à la sélection de distributions. L’algorithme proposé a conduit à la sélection du
noyauκspwv, d’alignement0.1039, puis du noyauκwv pour un alignement du noyau composite de0.1076.
La combinaison linéaire optimale de ces deux noyaux est alors donnée par les coefficients de pondération
selon les expressions (6.4), ce qui défini le noyau compositeoptimal selon

κcomp = κspwv + 0.208κwv.

Pour illustrer les qualités de ce noyau, on considère la miseen œuvre de l’algorithme des SVM avec les
différents noyaux,κspwv, κwv, et le noyau compositeκcomp. En estimant le taux d’erreura posteriori, on
remarque qu’il est passé de4.7% avec les noyaux simples à3.2% avec le noyau composite. La Figure
6.8 présente la distribution temps-fréquence composite correspondante obtenue, appliquée ici au signal
à détecter.

Une seconde expérimentation a été menée en ajoutant le noyaulinéaire (3.7) de la transformée de
Fourier à court-terme au groupe de noyaux quadratiques considérés jusqu’ici. L’algorithme a mené à la
combinaison de celui-ci avec le noyauκspwv, pour un alignement final de0.1698 et un taux d’erreur de
2.7%. On obtient donc un taux d’erreur plus faible qu’à la première expérimentation. La combinaison
des ces deux noyaux, est conforme à la théorie puisque la statistique optimale au sens du rapport de vrai-
semblance pour le problème traité, où la variance du bruit est différente sous les 2 hypothèses, combine
composantes linéaires et quadratiques.
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FIG. 6.8 – Distribution pseudo-Wigner lissée (gauche), Wigner(centre) et composite selon la pondération
(κspwv + 0.208κwv) déterminée par les expressions (6.4). Ces distributions sont ici mises en œuvre sur le
signal à détecter.
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filtrage adaptatif non-linéaire
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Chapitre 7
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Les méthodes à noyau permettent la résolution de problèmes de reconnaissance des formes dans
des espaces de dimension élevée, voire infinie. La dimensionnalité du problème, qui correspondant au
nombre de paramètres à estimer, est alors réduite au nombre de données d’apprentissage disponibles. Si
cette propriété est particulièrement appréciable tant quela taille de la base d’apprentissage reste dans les
limites de la capacité du calculateur utilisé, elle s’avèrerédhibitoire dans le cadre d’applications en-ligne.
Il en est ainsi par exemple lorsqu’il s’agit d’identifier un système dynamique non-stationnaire à l’aide de
méthodes adaptatives. Afin de combler cette lacune, il convient de contrôler l’ordre du modèle à noyau
à chaque nouvelle arrivée de donnée, et adopter des méthodesde résolution itératives. Comme nous le
verrons dans ce chapitre, l’usage de méthodes de représentation parcimonieuse est indiqué pour traiter
le premier point ayant trait à l’élaboration d’un modèle à noyau le plus creux possible. On complète le
dispositif à l’aide de méthodes d’apprentissage en-ligne visant à mettre les paramètres du modèle à jour.

Dans ce chapitre, on s’intéresse essentiellement à un critère de parcimonie, originale dans le cadre
des méthodes à noyau : le critère de cohérence. Issu de la littérature sur l’approximation parcimonieuse de
fonctions, ce critère nous offre un moyen de contrôle en-ligne de l’ordre du modèle avec une complexité
calculatoire linéaire. Ceci nous permettra de développer des méthodes à noyau en-ligne à faible coût
calculatoire dans le chapitre suivant, que l’on appliqueraà la problématique du filtrage adaptatif non-
linéaire.
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7.1 Introduction

Les méthodes à noyau offrent des algorithme ne dépendant pasde la nature des données traitées, ni
de l’espace de représentation adopté pour résoudre les problèmes. Au cours des chapitres précédents,
nous avons profité de cette propriété pour proposer de nouveaux outils pour le traitement des signaux
non-stationnaires dans un espace de représentation particulier : le plan temps-fréquence. Nous avons
cependant noté que ces techniques, en vertu du Théorème de Représentation, engendrent des modèles
dont l’ordre correspond au nombre de données disponibles. Cette caractéristique réduit à néant toute
perspective de traitement de vastes ensembles de données, de façon batch ou en-ligne.

Sur la parcimonie dans le cadre des méthodes à noyau

De nombreux travaux se sont intéressés à la mise en œuvre des SVM sur des bases d’apprentis-
sage de grande taille. Plusieurs méthodes séquentielles ont été développées en décomposant le problème
d’optimisation en sous-problèmes, comme par exemple avec la techniquechunking[Vap82], la décom-
position [OFG97, OG99], l’approcheshrinkingou sélection de sous-ensembles optimaux [Joa99]. L’ac-
tualisation d’un ou de deux coefficients du modèle à chaque itération est proposée respectivement par
l’adatron à noyau basé sur un algorithme de descente de gradient stochastique [FCC98], et l’approche
SMO ou optimisation par minimisation séquentielle [Pla99]. Toutes ces méthodes ont été présentées dans
le cadre des SVM, dont la fonction coût favorise la parcimonie de la solution.

Dans le cadre plus général des méthodes à noyau, on peut imposer la parcimonie en introduisant un
terme de pénalisation supplémentaire sur la fonctionnellede risque régularisée. Afin d’aboutir à un mo-
dèle d’ordre réduit, il conviendrait d’inclure une pénalisation de typeℓ0 sur le vecteurα, ce qui revient
à minimiser le nombre de coefficientsαi non-nuls. Toutefois, la résolution d’un tel problème d’optimi-
sation s’avère difficile, voire impossible, puisque la solution nécessite la résolution deCmn problèmes,
oùm désigne le nombre d’éléments non-nuls deα. Pour remédier à cet inconvénient, on lui substitue la
normeℓ1, soit‖α‖1 =

∑n
i=1 |αi|. Cette pénalisation est proposée dans [CDS98] avec la techniqueBasis

Pursuit De-Noising, et dont le lien avec les SVM est présenté dans [Gir98]. Dans [MRM00], les au-
teurs proposent de l’utiliser pour l’AFD-à-noyau afin d’obtenir un modèle d’ordre réduit. Des techniques
d’élagage ont été également proposées, consistant à supprimer les fonctions noyau à faibles contributions
dans le modèle. Dans le même esprit, Burges introduit dans [Bur96] une technique plus avancée pour
construire un modèle de faible ordre, ou plus précisément une règle de décision simplifiée pour les SVM.
Ces diverses approches nécessitent toutefois la résolution d’un problème d’optimisation impliquant la
manipulation et l’inversion de matrices de la taille de la base d’apprentissage. Pour pallier ce défaut,
différentes techniques de type glouton ont été suggérées pour l’approximation de la matrice de Gram par
une matrice de rang inférieur, en considérant aléatoirement un sous-ensemble de la base d’apprentissage
à partir duquel on estime cette matrice. Cette approche est mise en avant par les travaux de Smolaet coll.
dans [SS00] dans le cadre général des méthodes à noyau, et pour les processus Gaussiens dans [SB00],
ainsi que dans [MSS01] pour son adaptation à l’AFD-à-noyau.D’autres travaux considèrent la méthode
de Nyström [WS01], ou encore la factorisation incomplète deCholesky [FS02]. Ces schémas ne per-
mettent pas un apprentissage en-ligne où il s’agit de traiter un flux de données.

Différentes techniques d’apprentissage itératives ont été développées pour les méthodes à noyau les
plus courantes, voir [SY06] et les références citées. Dans [KFS03, KFS05, GSV07] par exemple, les
auteurs proposent un algorithme itératif pour l’ACP-à-noyau, en se basant sur l’apprentissage Hebbien
dans un espace RKHS. Toutefois, l’algorithme résultant n’est pas un algorithme en-ligne puisqu’il re-
pose sur la connaissance de la totalité de l’ensemble d’apprentissage, qui doit être de taille finie. Cette
faiblesse a été abordée par les auteurs, avec une approche dite semi-en-ligne destinée à y remédier. Dif-
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férents algorithmes itératifs ont également été proposés pour la classification. En particulier, un schéma
itératif pour l’AFD-à-noyau a été développé dans [FDBR04].Dans [MM01] les auteurs présentent dif-
férents schémas itératifs sous le nom deLagrangian Support Vector Machinesen modifiant l’algorithme
usuel des SVM. D’autres algorithmes d’apprentissage séquentiel pour les SVM ont été aussi proposés
dans [KSW04, VSS06], où les auteurs s’appuie sur la parcimonie induite par la fonction coût. Ce type
d’approche est toutefois spécifique aux SVM et ne peut profiter aux méthodes à noyau ne reposant pas
sur ce même critère.

Problèmes des moindres carrés dans un RKHS

On s’intéresse à la fonctionnelle de coût quadratique tellequ’elle est utilisée pour l’ACP-à-noyau,
l’AFD-à-noyau, certains schémas de classification voisinsdes SVM, ou encore en régression. Il s’agit là
de rechercher une fonctionψ∗(·) minimisant l’erreur quadratique entre la sortie du modèleψ(xi) et la
réponse désiréedi assortie d’un terme de régularisation

1

n

n∑

i=1

(di − ψ(xi))
2 + η ‖ψ‖2H. (7.1)

Pour une analyse non-supervisée, on considérerait la même réponse désirée pour tous lesxi de l’en-
semble d’apprentissage, soitdi = 0. Le premier terme de l’expression (7.1) correspondrait alors à la
variance deψ(xi), dont la maximisation mènerait au premier axe principal d’inertie. Ceci constitue un
résultat équivalent, à une normalisation près, à celui fournit par une ACP-à-noyau telle qu’elle a été pré-
sentée au Chapitre 4. Dans le cadre d’un apprentissage supervisé, on a montré à la Section 5.2.4 le lien
entre l’AFD-à-noyau et la minimisation de (7.1) lorsque lesréponses désirées sont définies ainsi :

di =

{
+n/n+ , si xi ∈ X+;
−n/n− , si xi ∈ X−,

(7.2)

où X+ et X− désignent respectivement l’ensemble des données d’apprentissage de chacune des deux
classes, etn+ etn− leur taille. Ce lien est également traité dans [Mik02], ou encore dans [XZL01] où les
auteurs s’intéressent de plus à la régression ridge à noyau.Les LS-SVM pourleast squares support vector
machines[SV99,SGB+02], les réseaux régularisés [EPP99,RYP03] ou encore lesproximal SVM[FM01]
reposent également sur la minimisation de la fonctionnellede risque (7.1), avec

di =

{
+1 , si xi ∈ X+;
−1 , si xi ∈ X−.

pour la résolution de problèmes de classification. Pour les problèmes d’estimation fonctionnelle, on
considère une sortie désiréedi ∈ lR et l’on cherche le modèleψ∗ apte à reproduire celle-ci à partir
dexi. Ce cas de figure englobe les cas précédents, puisqu’il regroupe les cas particuliersdi = 0 pour
l’ACP-à-noyau,di = +n/n+ oudi = −n/n− pour l’AFD-à-noyau, etdi = ±1 pour les LS-SVM.

Afin de simplifier la présentation, on adopte dans le reste de ce manuscrit le schéma de la régres-
sion avecdi ∈ lR. Aussi la fonctionnelle de coût quadratique constituera-t-elle pour nous un terrain
commun d’investigation pour l’analyse et la classificationde données. Le prix à payer réside dans la
non-parcimonie de la solution, avec une représentation finale dépendant de tout l’ensemble d’appren-
tissage contrairement aux SVM. Dans la section suivante, ons’intéresse à la résolution du problème
d’apprentissage. Puis on propose de nouvelles techniques de contrôle de l’ordre du modèle, permettant
son utilisation dans le cadre d’applications en-ligne.
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Contrôle de complexité de modèle dans un RKHS

SoientX un compact delRp, κ : X ×X → lR un noyau reproduisant associé à l’espace de HilbertH
de produit scalaire〈·,·〉H). Par la propriété reproduisante, toute fonctionψ(·) deH peut être évaluée en
toutxi ∈ X selonψ(xi) = 〈ψ(·), κ(xi, ·)〉H, la fonction noyauκ(xi, ·) étant telle que pour toutxk ∈ X
on aκ(xk,xi).

On s’intéresse à la recherche d’une fonctionψ(·) minimisant l’erreur quadratique, entre la sortie du
modèleψ(xi) et la réponse désiréedi, soit

1

n

n∑

i=1

(di − ψ(xi))
2 + η ‖ψ‖2H, (7.3)

où η désigne le paramètre de régularisation. Comme le Théorème de Représentation le précise, la fonc-
tion optimaleψ∗ recherchée appartient à l’espace engendré par les fonctions noyau des données d’ap-
prentissage, soit

ψ∗(·) =

n∑

j=1

αj κ(xj , ·).

En injectant ce développement dans (7.3), on obtient la forme duale du problème d’optimisation, avec la
recherche du vecteur colonne des coefficientsα∗ = [α1 · · ·αn]⊤ tel que

α∗ = arg min
α
‖d−Kα‖2 + ηα⊤Kα, (7.4)

où K désigne la matrice de Gram dont le(i, j)ème élément estκ(xi,xj), etd = [d1 · · · dn]⊤ le vecteur
colonne des réponses désirées. La solution est alors donnéepar la résolution du système linéaire àn
équations etn inconnues suivant :

(K + ηIn) α = d,

oùIn est la matrice identité de taillen×n. Les coefficients du modèle sont alors déterminés par l’inver-
sion de la matriceK + ηIn de taillen× n.

Le modèle optimalψ∗(·) =
∑n

j=1 αj κ(xj, ·) n’est pas adapté au contexte des applications en-ligne
pour plusieurs raisons. D’une part, la matrice de Gram nécessiteO(n2) espace mémoire, et la résolu-
tion du système linéaire admet une complexité calculatoireenO(n3). D’autre part, l’ordre du modèle
correspond au nombre de couples de données disponibles, toute prédiction à partir de ce modèle nécessi-
tantO(n) opérations. Pour remédier à ce problème, on considère un modèle réduit d’ordrem consistant
en une combinaison linéaire d’un nombre plus restreint de fonctions noyau que celles disponibles. Le
modèle réduit est de la forme

ψ∗
n(·) =

m∑

j=1

αj κ(xωj , ·), (7.5)

où les indicesω1, . . . , ωm appartiennent à l’ensemble{1, . . . , n} et sont ordonnés par ordre croissant.
L’ensemble de cesm fonctions noyau est désigné parDm = {κ(xω1 , ·), . . . , κ(xωm, ·)}, que l’on nomme
dictionnaire. La stratégie de contrôle de l’ordre du modèleconsiste à sélectionner lesm fonctions noyau
les plus pertinentes parmi lesn disponibles. La solution obtenue est alors sous-optimale puisqu’elle
appartient au sous-espace engendré par lesm fonctions noyau.

Dans le cadre d’un apprentissage en-ligne, l’arrivée d’unenouvelle observationxn à l’instantn pose
la question de l’ajout ou non de la fonction noyau candidateκ(xn, ·) au dictionnaire. Pour cela, on a
recours à un critère dit de parcimonie pour déterminer s’il convient de mettre à jour le dictionnaire ou
non. On est alors confronté à l’une des deux options suivantes :
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• Si κ(xn, ·) ne satisfait pas la règle de parcimonie, le dictionnaire n’est pas modifié.
• Si κ(xn, ·) vérifie la règle de parcimonie, on modifie le dictionnaire en l’y ajoutant.

Pour la modification du dictionnaire, deux approches sont envisageables. Certaines techniques ont re-
cours à une approche de substitution afin que la taille du dictionnaire reste constante, fixée préalable-
ment à l’étape d’apprentissage. Pour cela, l’ajout d’un élément au dictionnaire s’accompagne du retrait
d’un autre. D’autres techniques ne procèdent à aucune suppression. Il en résulte un dictionnaire de taille
indéterminée à l’avance. La suite de la procédure d’apprentissage en-ligne vise à mettre les coefficients
du modèle à jour, en prenant en compte l’éventuel ajout du nouvel élément dans le dictionnaire qui se
traduirait par l’accroissement de l’ordre du modèle. La suite de ce chapitre est consacrée à la première
étape, avec la définition d’un critère de parcimonie et l’étude de ses propriétés.

Critère de dépendance linéaire

Différentes approches ont été proposées pour sélectionnerles fonctions noyau les plus significatives
en vue de constituer un dictionnaire. Parmi celles-ci, on retrouve la technique de sélection de sous-espace
par l’ACP-à-noyau, le critère de maximisation d’entropie,ainsi que le critère de dépendance linéaire,
voir [Hoe05]. Nous allons à présent nous concentrer sur ce dernier.

A l’instant n, la nouvelle fonction noyauκ(xn, ·) est ajoutée dansDm si la règle d’approximation
linéaire est satisfaite

min
γ

∥∥∥κ(xn, ·) +

m∑

j=1

γj κ(xωj , ·)
∥∥∥

2

H
> η2

0 , (7.6)

oùη0 est un seuil donné déterminant le niveau de parcimonie du modèle. Dans cette expression, le noyau
reproduisant est supposé de norme unité, soitκ(xk,xk) = 1 pour toutxk ∈ X ; dans le cas contraire,
on remplaceκ(xk, ·) parκ(xk, ·)/

√
κ(xk,xk) dans l’expression ci-dessus. Ce critère a été initialement

proposé dans [BA01] pour les schémas classiques de classification et régression par méthodes à noyau,
avant d’être adapté à l’approximation en-ligne. Depuis, ila fait l’objet de plusieurs travaux sur l’appren-
tissage en-ligne avec Csatóet coll.[CO01] dans le cadre des processus Gaussiens, Doddet coll.[DKH03]
avec un schéma séquentiel de projection, ou encore Engelet coll. [EMM04].

Ce critère admet une interprétation géométrique simple. Eneffet, la règle (7.6) consiste à évaluer la
distance de la fonction noyau candidate à l’espace engendrépar les éléments deDm, et à la comparer
à un seuil donné. On peut écrire alors cette règle selon‖(I − PDm)κ(xn, ·)‖2H > η2

0 , oùPDm désigne
l’opérateur de projection sur l’espace engendré par les fonctions noyau deDm. En exprimant cette règle
sous forme de produit scalaire, comme on l’a montré à la Section 1.3.1, on obtient

κ(xn,xn)− κ(xn)
⊤γ > η2

0 ,

où κ(xn) est le vecteur colonne de termesκ(xn,xωj ), pour j = 1, . . . ,m, et le vecteur colonne des
coefficients optimauxγ est donné par

γ = K−1
n κ(xn),

avec Kn la matrice de Gram du dictionnaire à l’instantn, dont le (i, j)ème élément correspond à
κ(xωi ,xωj ). L’évaluation de la condition d’indépendance linéaire (7.6) est alors donnée par

κ(xn,xn)− κ(xn)
⊤K−1

n κ(xn) > η2
0 . (7.7)

Bien qu’une telle approche produit un modèle réduit avec unefaible erreur d’approximation, l’évalua-
tion du critère nécessite l’inversion de la matrice de Gram du dictionnaire. La complexité calculatoire
est d’ordreO(m3), que l’on peut réduire àO(m2) si l’inversion est effectuée récursivement lorsqu’un
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élément est ajouté au dictionnaire. Dans ce chapitre, on introduit un nouveau critère de parcimonie avec
une complexité linéaire par rapport à la taille du dictionnaire. Il repose sur un paramètre proposé pour la
caractérisation de dictionnaires dans le cadre de l’approximation parcimonieuse de fonctions : la cohé-
rence.

7.2 Cohérence d’un dictionnaire de fonctions noyau

La cohérence est une quantité fondamentale considérée pourla caractérisation de dictionnaires dans
le cadre de techniques d’approximation parcimonieuse. Elle désigne la plus grande corrélation entre les
éléments d’un dictionnaire, ou mutuellement entre les éléments de deux dictionnaires. Ce concept a été
initialement proposé au début des années 1990 par Mallat et Zhang dans le contexte dumatching pursuit
[MZ93]. Il a pris son essor au début des années2 000 avec les premières études formelles par Donohoet
coll. dans [DH01] pour l’union de deux bases orthonormées, puis étendue à des dictionnaires arbitraires
pour la techniquebasis pursuitdans [DE03]. La qualité de la représentation d’un signal à l’aide d’un
dictionnaire de cohérence donnée a été étudiée dans [GMS03,GMST03]. Plus récemment, Gribonval
et coll. ont proposé dans [GV06] l’usage du paramètre de cohérence pour le traitement de signal en
transmissions multi-canaux et pour les problèmes de séparation de source. On adapte ce paramètre à un
dictionnaire de fonctions noyau [HRB07b,RBH07].

SoitDm l’ensemble dem fonctions noyau de norme unité,κ(xω1, ·), κ(xω2 , ·), . . . , κ(xωm, ·). La
cohérence du dictionnaire est définie par

µ = max
i6=j
|〈κ(xωi , ·), κ(xωj , ·)〉H| = max

i6=j
|κ(xωi ,xωj)|,

pour touti, j = 1, . . . ,m, ce qui correspond au plus grand terme, en valeur absolue, non-diagonal de
la matrice de Gram du dictionnaire. La cohérence corresponddonc à la plus grande corrélation entre
deux éléments du dictionnaire et, par conséquent, est nullepour toute base orthonormale. En revanche,
elle vaut 1 quand le dictionnaire contient au moins deux éléments identiques. On dit que le dictionnaire
est incohérent quandµ est faible. Le paramètre de cohérence admet comme interprétation géométrique
d’être le plus faible angle entre les fonctions noyau dansH. Toutefois, ceci conduit à une contrainte,
puisque l’on peut pas avoir d’angles arbitrairement grandsentre lesm fonctions noyau dans un espace
de dimensiond0, comme le montre l’inégalitéµ2 ≥ m−d0

d0(m−1) connue dans la littérature sous le nom de
borne inférieure de Welch.

Ne dépendant que des deux éléments les plus corrélés du dictionnaire, le paramètre de cohérence
souffre d’un manque de description plus approfondie. Pour cette raison, Tropp introduit dans [TGMS03]
la fonction de Babel d’un dictionnaire, aussi connue sous lenom de cohérence cumulée [Tro04]. La
fonction de Babel correspond à la maximum corrélation cumulée entre un élément et un sous-ensemble
des autres éléments du dictionnaire. Pour le dictionnaireDm, elle est définie pourk = 1, . . . ,m− 1 par

µ1(k) = max
i

max
Jk

∑

j∈Jk
|κ(xωi ,xωj )|,

où Jk est un ensemble dek indices, excluant leième terme. On peut facilement vérifier queµ1(1) = µ,
la cohérence du dictionnaire.

L’indice 1 dansµ1(·) renvoie vers la norme matricielleℓ1. Cette dernière correspond à la plus grande
somme, en valeur absolue, des éléments de chaque colonne. Pour la matrice de GramK, elle s’exprime
sous la forme‖K‖1 = max‖x‖1=1 ‖Kx‖1 = maxk

∑
j |κ(xωj ,xωk)|. Par cette analogie, le paramètre
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de cohérence correspond alors à la norme matricielle infinie. Cette analogie ouvre la voie à d’autres me-
sures de corrélation entre les éléments d’un dictionnaire.On définit9 alors la fonctionµp(·) par analogie
avec la normeℓp avec

µp(k) = max
i

max
Jk

(∑

j∈Jk
|κ(xωi ,xωj )|p

)1/p

,

pourk = 1, . . . ,m − 1 etJk un ensemble dek indices, excluant leième terme. Une telle généralisation
n’est pas soutenue par une interprétation géométrique, comme c’est le cas avec le paramètre de cohé-
rence. Cependant, un résultat intéressant est obtenu à la Proposition 7.4 en considérantµ2(·), définie par
l’expression

µ2(k) = max
i

max
Jk

√∑

j∈Jk
|κ(xωi ,xωj )|2.

Le paramètre de cohérence et ses extensions, en particulierla fonction de Babel, vérifient certaines
relations d’inégalités. Les relations suivantes sont utilisées tout au long de ce chapitre. SoitDm un dic-
tionnaire de cohérenceµ, et soitµ1(·) sa fonction de Babel. Les propriétés suivantes sont satisfaites pour
toutk = 1, . . . ,m− 1 :

Propriété 1 : µ1(k) ≤ k µ
Cette propriété résulte des définitions de la cohérence et dela fonction de Babel.

Propriété 2 : µ1(·) est monotone croissante
On peut facilement vérifier queµ1(k) ≥ µ1(k − 1) pour toutk = 2, . . . ,m − 1. C’est pour cette
propriété que la fonction de Babel est souvent appelée la cohérence cumulée.

Propriété 3 : µ2
2(k) ≤ k µ2

Cette propriété résulte de l’expression
∑

j∈Jk |κ(xωi ,xωj)|
2 ≤∑j∈Jk µ

2 = kµ2.

Propriété 4 : µ2(k) < µ1(k)
Pour montrer cela, on écrit
[ ∑

j∈Jk
|κ(xi,xj)|

]2
=
∑

j∈Jk
|κ(xi,xj)|2 +

∑

j 6=j′
|κ(xi,xj)||κ(xi,xj′)| >

∑

j∈Jk
|κ(xi,xj)|2,

et en les combinant à leur définition, on obtient l’inégalitérecherchée.

Propriété 5 : µ2(k) < µ1(k) ≤ k µ
Cette propriété découle directement des deux Propriétés 1 et 4 ci-dessus. Toutefois, on précise
que l’inégalitéµ2(k) < k µ est faible, comparée à la borne plus restrictiveµ2

2(k) < k µ2, ce qui
produitµ2(k) ≤

√
k µ.

7.2.1 Méthodes à noyau avec un dictionnaire de cohérenceµ

On considère un problème d’apprentissage avec un ensemble d’apprentissageAm induisant un dic-
tionnaireDm de cohérenceµ et de fonction de Babelµ1(·), soit

Am = {(xω1 , dω1), (xω2 , dω2), . . . , (xωn , dωn)}

Dm = {κ(xω1 , ·), κ(xω2 , ·), . . . , κ(xωm , ·)}.
En désignant parK une matrice de Gram associée à ce dictionnaire, on élabore des bornes supérieures
et inférieures sur les valeurs propres de cette matrice, à partir de la fonction de Babel du dictionnaire. La

9Récemment, Gribonvalet coll.ont proposé dans [GRSV07] une approche similaire ditep-thresholding.
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proposition suivante ainsi que sa démonstration sont due principalement à Tropp [Tro04], et établies ici
dans un cadre plus large de fonctions noyau. Ce résultat fournit de nouvelles perspectives dans le cadre
général des méthodes à noyau.

Proposition 7.1. La plus petite et la plus grande valeurs propres de la matricede Gram d’un dictionnaire
dem fonctions noyau de fonction de Babelµ1(·), désignées respectivement parλmin et λmax, vérifient
les bornes suivantes

1− µ1(m− 1) ≤ λmin ≤ 1

1 ≤ λmax ≤ 1 + µ1(m− 1)

De plus, puisqueµ1(m − 1) ≤ (m− 1)µ, ses inégalités fournissent d’autres bornes en fonction du
paramètre de cohérence du dictionnaire, soit1− (m− 1)µ ≤ λmin ≤ 1 ≤ λmax ≤ 1 + (m− 1)µ.

Démonstration.La démonstration se déroule en deux temps. D’abord, on montre queλmin ≤ 1 ≤
λmax. Pour cela, soitλ1, . . . , λm les valeurs propres de la matrice de GramK, ce qui permet d’écrire∑m

k=1 λk = Trace(K), où Trace(·) désigne la trace de la matrice. D’une part, on aTrace(K) =∑m
k=1 κ(xωk ,xωk) = m pour les fonctions noyau de norme unité. D’autre part, on a par définition

λmin ≤ λk ≤ λmax, et par conséquent les inégalitésmλmin ≤
∑m

k=1 λk ≤ mλmax. En combinant les
deux expressions, on obtient le résultatλmin ≤ 1 ≤ λmax. Ensuite, selon le théorème des disques de
Geršgorin [HJ86], les valeurs propres de la matriceK appartiennent à l’union desm disques, centrés sur
les éléments diagonaux deK et de rayons donnés par la somme de la valeur absolue desm − 1 autres
éléments de lakème colonne,

∑m
i6=k |κ(xωi ,xωk)|, pour k = 1, . . . ,m. En d’autres termes, chacune

desm valeurs propres vérifie l’expression|λk − κ(xωk ,xωk)| ≤
∑m

i6=k |κ(xωi ,xωk)|. En considérant
des fonctions noyau de norme unité, et de fonction de Babelµ1(·), on obtient l’expression|λ − 1| ≤
µ1(m − 1). Pour conclure, les résultats sont obtenus directement, puisqueλmin ≤ 1 et λmax ≥ 1, par
conséquent1− λmin ≤ µ1(m− 1) etλmax − 1 ≤ µ1(m− 1). �

Les bornes proposées par cette proposition permettent une étude approfondie sur la stabilité de la
solution en fonction de l’ensemble d’apprentissage, à partir de sa cohérence pour un noyau donné. En
particulier, pour la fonction coût quadratique, le problème d’optimisation dual s’exprime sous la forme
α∗ = arg minα ‖d−Kα‖2+ηα⊤Kα, et la solution est donnée par la résolution du système den équa-
tions àn inconnues(K +ηIn)α∗ = d. Bien que l’existence et l’unicité de la solutionα∗ sont garanties
par le terme de régularisation, on ne dispose d’aucune indication quant à sa stabilité par rapport à de
faibles perturbations des données. Le conditionnement permet une telle quantification. Dans ce qui suit,
on rappelle le principe fondamental de ce concept, avant de présenter le résultat liant conditionnement et
paramètre de cohérence.

Le conditionnement d’une matrice carréeK relatif à une norme matricielle‖ · ‖ est défini par la
grandeur réelle cond(K) = ‖K‖ ‖K−1‖, et par convention cond(·) =∞ pour les matrices singulières.
En considérant la norme 2, on peut montrer que cette grandeurest donnée par

cond(K) =

∣∣∣∣
λmax

λmin

∣∣∣∣ ,

où λmin etλmax désignent la plus petite et la plus grande valeur propre de lamatriceK. Le condition-
nement quantifie la sensibilité du problèmeKα = d, pour des variations de la matriceK ou du second
membre, le vecteurd. La solutionα est robuste vis-à-vis de perturbations quand le conditionnement de la
matriceK est faible, proche de 1. Dans le cas contraire, les matrices àgrand conditionnement produisent
des problèmes dits mal-conditionnés, voire mal-posés. Le concept de conditionnement d’une matrice est
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très puissant et permet l’étude des performances des algorithmes de résolution de problèmes linéaires. A
titre indicatif, on considère une procédure de descente de gradient pour résoudreKα = d. Luenberger
a présenté dans [Lue89] une borne supérieure sur la réduction de l’erreur à chaque itération. Cette borne
dépend uniquement du conditionnement de la matriceK, et lui est proportionnelle. En d’autres termes,
plus le conditionnement est élevé, et moins la convergence est rapide. De retour aux méthodes à noyau, le
concept de conditionnement du problème est étudié plus en détails dans [KS05]. La proposition suivante
présente une borne supérieure sur le conditionnement de la matrice de Gram, en fonction de la cohérence
du dictionnaire.

Proposition 7.2. Le conditionnement d’une matrice de Gram d’un dictionnairede cohérenceµ ne peut
être supérieure à1+(m−1)µ

1−(m−1)µ .

Démonstration.Pour démontrer cette proposition, il suffit de reprendre la définition du conditionne-
ment, et d’appliquer les bornes sur les valeurs propres de lamatrice de Gram, comme explicitées à la
Proposition 7.1. �

En réécrivant cette borne selon cond(K) ≤ 2
1−(m−1) µ − 1, on obtient de nouveau cond(K) = 1

pour un dictionnaire orthonormal, soit encore(m−1)µ = 0, alors qu’elle augmente avec(m−1)µ. De
plus, on montre que la borne supérieure explicitée à la Proposition 7.2 est aussi valide pour un problème
régularisé selon Tikhonov, avec(K + ηIn)α = d. En désignant parλ une valeur propre deK, λ + η
est la valeur propre de la matriceK + ηIn. La définition du conditionnement permet alors d’écrire

cond(K + ηIn) =
λmax + η

λmin + η
≤ 1 + (m− 1)µ+ η

1− (m− 1)µ+ η
≤ 1 + (m− 1)µ

1− (m− 1)µ
.

7.2.2 Dépendance linéaire et cohérence

Il est intéressant d’avoir un dictionnaire d’éléments linéairement indépendants, afin que toute fonc-
tion de l’espace engendré par ces éléments puisse être représentée de manière unique par une combinai-
son linéaire de ceux-ci. Pour avoir un dictionnaire d’éléments linéairement indépendants, on présente une
condition suffisante sur sa cohérence. Cette condition de dépendance linéaire est principalement due à
Gilbertat al. [GMS03], et son extension aux dictionnaires de fonctions noyau est proposée par Richardet
coll. dans [RBH07]. Sa démonstration repose sur la dualité entre indépendence linéaire et non-singularité
de la matrice de Gram.

Proposition 7.3. SoitDm un dictionnaire dem fonctions noyau avec une cohérenceµ et une fonction
de Babelµ1(·). Cet ensemble est linéairement indépendant si on aµ1(m− 1) < 1.

Démonstration.Lesm fonctions noyau sont linéairement indépendantes si toute combinaison linéaire
de celles-ci, soit

∑m
i=1 αi κ(xωi , ·), est nulle si et seulement si ses coefficientsαi sont nuls. Or on a

‖
m∑

i=1

αi κ(xωi , ·)‖2H = α⊤Kα ≥ λmin‖α‖2 ≥ (1− µ1(m− 1))

m∑

i=1

α2
i ,

où la dernière inégalité est due à la Proposition 7.1. A partir de celle-ci, on obtient une condition suffisante
pour avoir un ensemble linéairement indépendant avec1 − µ1(m − 1) > 0, soit encore à partir de la
Propriété 1 à la Section 7.2 si on a(m− 1)µ < 1. �

Cette proposition montre la puissance du paramètre de cohérence pour l’analyse de dictionnaires
arbitraires. De manière plus approfondie, on élabore une borne inférieure sur l’erreur d’approximation
d’un élément du dictionnaire par les autres éléments en fonction de ce paramètre. On retrouve la condition
suffisante ci-dessus en considérant cette borne inférieurenulle, ce qui correspond à des fonctions noyau
linéairement indépendantes.
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7.2.3 Relation entre les éléments d’un dictionnaire

Dans cette section, on étudie le problème d’approximation d’un élément du dictionnaire par les autres
éléments. En élaborant une borne inférieure pour le résidu d’une telle approximation, on peut conclure
que tout élément ne peut pas être représenté avec une erreur arbitrairement faible par les autres éléments
du dictionnaire. La proposition suivante fournit une telleborne.

Proposition 7.4. SoitDm un dictionnaire dem fonctions noyau de cohérenceµ, avec(m − 1)µ < 1.
L’erreur quadratique d’approximation d’un élément quelconque de ce dictionnaire par lesm autres
éléments est supérieure à1−

√
(m− 1)µ2/(1 − (m− 2)µ).

Démonstration.On désigne parPDm−1 l’opérateur de projection sur l’espace engendré par les éléments
deDm−1 = {κ(xω1 , ·), κ(xω2, ·), . . . , κ(xωm−1 , ·)}. La projection deκ(xωm , ·) sur cet espace est alors
donnée parPDm−1κ(xωm, ·). La norme au carré de cette dernière correspond au maximum duproduit
scalaire〈κ(xωm , ·), ψ(·)〉H sur l’ensemble de toutes les fonctionsψ(·) de norme unité de cet espace. En
écrivantψ(·) =

∑m−1
i=1 αi κ(xωi , ·)/‖

∑m−1
i=1 αi κ(xωi , ·)‖H, le problème s’exprime formellement par

‖PDm−1κ(xωm , ·)‖2H = max
α

〈∑m−1
i=1 αi κ(xωi , ·), κ(xωm , ·)〉H
‖∑m−1

i=1 αi κ(xωi , ·)‖H

= max
α

(
∑m−1

i=1 αi κ(xωi ,xωm))

‖∑m−1
i=1 αi κ(xωi , ·)‖H

, (7.8)

où la seconde égalité est due à la propriété reproduisante dunoyau considéré. Pour expliciter une borne
supérieure de (7.8), on procède en deux temps. D’une part, lenumérateur est borné supérieurement par

(m−1∑

i=1

αiκ(xωi ,xωm)
)2
≤

(m−1∑

i=1

|αiκ(xωi ,xωm)|
)2

≤
m−1∑

i=1

α2
i

m−1∑

i=1

|κ(xωi ,xωm)|2

≤ µ2
2(m− 1)

m−1∑

i=1

α2
i ,

où la seconde inégalité est obtenue à partir de l’inégalité de Cauchy-Schwartz, alors que la dernière dé-
coule de la définition deµ2(·). Cette borne supérieure peut s’exprimer à partir de la fonction de Babel du
dictionnaire, avecµ2

1(m−1)
∑m−1

i=1 α2
i , en ayant recours à la Propriété 4 à la Section 7.2. En l’exprimant

en fonction de la cohérence du dictionnaire, on obtient

(m−1∑

i=1

αiκ(xωi ,xωm)
)2 ≤ (m− 1)µ2

m−1∑

i=1

α2
i

D’autre part, une borne inférieure sur le dénominateur est obtenue à partir de

‖
∑m−1

i=1 αiκ(xωi , ·)‖2H∑m−1
i=1 α2

i

=
α⊤Kα

‖α‖2 ≥ λmin ≥ 1− µ1(m− 2),

où la dernière inégalité découle de la Proposition 7.1 appliquée à la plus faible valeur propre deK, la
matrice de Gram desm − 1 éléments deDm−1. En considérant la cohérence du dictionnaire, on écrit
alors‖

∑m−1
i=1 αiκ(xωi , ·)‖2H/

∑m−1
i=1 α2

i ≥ 1− (m− 2)µ
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FIG. 7.1 – Borne inférieure sur l’erreur quadratique d’approximation, en pointillés (bleu) pour les précé-
dents travaux [GMS03,RBH07] et en ligne continue (rouge) pour celle dérivée dans ce manuscrit.

Finalement, en combinant les deux bornes présentées ci-dessus, on obtient la borne supérieure sui-
vante sur l’expression (7.8), avec

‖PDm−1κ(xωm , ·)‖2H ≤
√

(m− 1)µ2

1− (m− 2)µ
. (7.9)

On peut expliciter une borne supérieure plus précise en fonction deµ1 avecµ2
1(m−1)/(1−µ1(m−2)),

ou encore en introduisantµ2 avecµ2
2(m − 1)/(1 − µ1(m − 2)). Toutefois, on se contente dans ce qui

suit de considérer la borne (7.9), dépendant de la cohérencedu dictionnaire et de sa taille. Pour terminer,
la norme au carré du résidu admet une borne inférieure telle que

‖(I − PDm−1)κ(xωm , ·)‖2H = ‖κ(xωm , ·)‖2H − ‖PDm−1κ(xωm , ·)‖2H

≥ 1−
√

(m− 1)µ2

1− (m− 2)µ
. (7.10)

Cette borne est valide puisque1 − (m − 2)µ > 0 est vérifiée pour(m − 1)µ < 1, la condition
d’indépendance linéaire. �

Comme prévu, plusm et µ sont faibles, plus l’erreur d’approximation est élevée. Laborne (7.10)
est intéressante au sens où elle couvre tout l’intervalle]0, 1], la limite supérieure étant atteinte pour
µ = 0, et la borne inférieure pourµ = 1/(m − 1). Une fois de plus, on retrouve la condition suffisante
(m − 1)µ < 1 de l’indépendance linéaire. Elle correspond au cas où il n’existe aucun élément qui
puisse être représenté, sans erreur d’approximation, par une combinaison linéaire des autres éléments.
Cette borne est plus précise que la borne1 −

√
(m− 1)µ2/(1− (m− 1)µ), introduite implicitement

dans [GMS03] et proposé dans [RBH07] dans le cadre de dictionnaire de fonctions noyau. De plus, la
condition de validité de la borne proposée ici,(m − 1)µ < 1, est moins restrictive que la condition
initiale, (m − 1)µ < 1/2 proposée dans [RBH07, Proposition 2]. On trace à la Figure 7.1 ses deux
bornes, en fonction de la taillem du dictionnaire pour plusieurs valeurs du paramètre de cohérenceµ.
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7.3 Critère de cohérence pour le contrôle de la complexité dumodèle

7.3.1 Critère de cohérence

Le résultat précédent stipule qu’un dictionnaire de cohérenceµ est forcément formé par des fonctions
noyau vérifiant le critère d’approximation linéaire (7.6),avecη2

0 > 1−
√

(m− 1)µ2/(1 − (m− 2)µ).
Plutôt que de résoudre le problème quadratique (7.6), on propose un critère de parcimonie en-ligne basé
sur la cohérence en construisant un dictionnaire de cohérence inférieure à un seuil donné. Ainsi introduit-
onκ(xn, ·) dans le dictionnaire si la cohérence de ce dernier après ajout ne dépasse pas un seuilµ0 donné,
à savoir

max
j=1,...,m

|κ(xn,xωj )| ≤ µ0, (7.11)

où µ0 ∈ [0, 1] détermine la cohérence du dictionnaire et le niveau de parcimonie du modèle résultant.
Cette règle nécessite à chaque itérationO(m) opérations.

On peut aussi proposer d’autres critères de parcimonie associés aux quantités cousines de la cohé-
rence. Dans le cas particulier de la fonction de Babel, on a larègle d’insertion

max
Jk

∑

j∈Jk
|κ(xn,xωj )| ≤ µ0,

oùJk est un ensemble dek indices de{1, . . . ,m}. On a alors une classe dem critères possibles basés sur
la fonction de Babel, le premier correspond au critère de cohérence (7.11). Néanmoins, il faut préciser
que la fonction de Babel est monotone,µ1(k) ≥ µ1(k − 1) pour toutk = 2, . . . ,m − 1. Il suffit donc
d’imposer une borne supérieure àµ1(m − 1) pour avoir borné les autres instances deµ1(·). Le critère
résultant correspond alors à l’insertion deκ(xn, ·) dans le dictionnaire si

m∑

j=1

|κ(xn,xωj)| ≤ µ0. (7.12)

On appelle ce critère le critère de Babel. Bien que l’on revienne vers ce critère à la Section 8.4.1, son
étude sort du contexte de cette thèse.

On s’intéresse désormais à la taille du dictionnaire résultant du critère de cohérence en montrant que,
sous un faible condition surX , sa taille est finie quandn tend vers l’infini. La proposition suivante est
équivalente à un résultat proposé dans [EMM04] pour le critère d’approximation linéaire (7.6).

Proposition 7.5. SoientX un sous-espace compact d’un espace de Banach, etκ : X × X → lR un
noyau reproduisant. Pour toute séquence{xi}∞i=1 et0 ≤ µ0 < 1, le dictionnaire résultant de la règle de
cohérence (7.11) est de taille finie.

Démonstration.Le sous-espaceX étant compact, la continuité deκ(x, ·) produit un ensemble
{κ(x, ·)}x∈X compact. Il existe alors un ensemble de boules de rayons non-nuls, définies selon la norme
ℓ2, pouvant couvrir ces fonctions noyau. Or pour toute paire defonctions noyau du dictionnaire de cohé-
rence inférieure àµ0, on a‖κ(xωi , ·)−κ(xωj , ·)‖2H = 2− 2κ(xωi ,xωj ) ≥ 2− 2µ0. Cette borne impose
alors un nombre fini de ces boules. �

Cette proposition stipule que tout algorithme basé sur la stratégie (7.11) admet une complexité cal-
culatoire fixe à chaque itération, indépendante du temps après une phase transitoire. Cette complexité
ne dépend que de la taillem du dictionnaire, celle-ci étant déterminée par le choix du seuil µ0. A partir
de ce résultat, on propose d’exploiter la cohérence afin de construire un dictionnaire de fonctions noyau
linéairement indépendantes. Pour cela, il suffit d’imposerune borne sur sa cohérence ne dépassant pas le
seuilµ0 < 1/(m− 1). Dans ce qui suit, on montre que le critère de cohérence admetune relation directe
avec d’autres règles de parcimonie, en particulier le critère d’approximation linéaire et l’entropie.
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7.3.2 Critère de cohérence comme critère d’approximation linéaire

Dans un premier temps, la Proposition 7.4 montre que tout dictionnaire résultant du critère de cohé-
rence avec un seuilµ0 vérifie la critère d’approximation linéaire (7.6) avec

η2
0 = 1−

√
(m− 1)µ2

0

1− (m− 2)µ0
.

Ce résultat n’offre toutefois aucune information sur le procédé de rejet par la règle de cohérence, et en
particulier l’erreur d’approximation des fonctions noyauexclues du dictionnaire. Cette dernière étant
bornée supérieurement parη0 avec la règle d’approximation linéaire, la proposition suivante fournit un
résultat similaire pour la règle de cohérence.

Proposition 7.6. SoientDm un dictionnaire obtenu par la règle (7.11), etκ(xn, ·) une fonction noyau
ne vérifiant pas cette règle. L’erreur quadratique d’approximation deκ(xn, ·) par les éléments deDm
est inférieure à1− µ0.

Démonstration.On considère la projection deκ(xn, ·) sur l’espace engendré par les éléments deDm.
La norme au carré du résidu est alors donnée par l’expression(7.8), soit

‖(I − PDm)κ(xn, ·)‖2H = ‖κ(xn, ·)‖2H − ‖PDmκ(xn, ·)‖2H
= 1−max

α

∑m
i=1 αiκ(xωi ,xn)

‖∑m
i=1 αiκ(xωi , ·)‖H

≤ 1− max
k∈{1,...,m}

|κ(xωk ,xn)|
‖κ(xωk , ·)‖H

.

L’inégalité dans cette expression correspond à un cas particulier des coefficientsαi, avecα1, . . . , αm = 0
sauf pourαk = ±1 selon le signe deκ(xωk ,xn). De plus, puisqueκ(xn, ·) ne vérifie pas la condi-
tion (7.11), on a alorsmaxj∈{1,...,m} |κ(xn,xωj)| > µ0. En combinant les deux inégalités, on obtient
l’expression finale

‖(I − PDm)κ(xn, ·)‖2H < 1− µ0,

pour les fonctions noyau de norme unité. �

En combinant cette borne avec celle obtenue en Proposition 7.4, on conclut par la remarque suivante
sur l’approximation d’une fonction noyau par un dictionnaire dem éléments de cohérence inférieure à
µ0. Si la règle de cohérence (7.11) est vérifiée,κ(xn, ·) est alors ajoutée au dictionnaire. L’erreur qua-
dratique de son approximation dépasse1 −

√
mµ2

0/(1− (m− 1)µ0), dans le dictionnaire dem + 1
éléments. Si la règle n’est pas satisfaite, elle est écartéedu dictionnaire. Son erreur quadratique d’ap-
proximation est inférieure à1 − µ0. On précise que la première borne est inférieure à la seconde, pour
tout µ0 etm. Tandis que ces bornes sont confondues en une seuleη2

0 pour le critère d’approximation
linéaire, elles sont distinctes pour le critère de cohérence, comme illustré à la Figure 7.2.

7.3.3 Lien avec l’entropie quadratique de Rényi

On s’intéresse au lien entre le critère de cohérence et l’entropie quadratique de Rényi. Cette mesure
de la quantité de désordre dans un système est définie parHR = − log

∫
p(x)2 dx pour une densité de

probabilitép. N’étant pas connue, on estime souvent cette dernière par l’estimateur de Parzen de la forme
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11− µ0

1−
√

m µ2
0

1−(m−1) µ0

acceptée

rejetée0

FIG. 7.2 – Bornes sur l’erreur quadratique d’approximation d’une fonction noyau avec un dictionnaire de
m fonctions noyau de cohérence inférieure àµ0. La région bleue (au dessous) correspond à la fonction
noyau vérifiant (7.11), alors que celle rouge (au dessus) correspond à son opposé.

p̂(x) = 1
m

∑m
i=1 w(x,xi) pour une fonction fenêtrew donnée que l’on centre sur chaquexi disponible.

En considérant la fenêtre Gaussienne dans un premier temps,l’estimateur de Parzen est défini par

p̂(x) =
1

m

m∑

i=1

1

(
√
πβ0)l

e−‖x−xi‖2/β2
0 .

En vertu du théorème de convolution appliqué aux distributions Gaussiennes, on obtient

HR ≈ − log

∫ (
p̂(x)

)2
dx = − log


 1

m2

m∑

i,j=1

κ(xi,xj)

(2πβ2
0 )l/2


 ,

oùκ(xi,xj) = exp
(
−‖xi − xj‖2/2β2

0

)
est le noyau Gaussien. Cette expression montre que la somme

des termes de la matrice de Gram caractérise la diversité deséléments du dictionnaire [Gir02]. Dans
[SGB+02], les auteurs ont recours à cette propriété afin de proposer une technique d’élagage baptisée
fixed-size least-squares support vector machines. Pour un dictionnaire construit à partir du critère (7.11),
donc ayant une cohérence inférieure àµ0, on obtient une borne inférieure à l’entropie, selon

HR ≥ log(2πβ2
0)l/2 − log

(
1 + (m− 1)µ0

m

)
.

Comme prévu, la borne inférieure sur l’entropie augmente quandm augmente (plus d’éléments donc
plus de désordre), ou quandµ0 décroît (moins de cohérence implique plus de désordre). Dans le cas plus
général d’un estimateur de Parzen dans un RKHS, l’intégrale

∫
p̂(x)2 dx est aussi donnée par la norme

quadratique‖p̂‖2H de p̂(·) = 1
m

∑m
i=1 κ(xi, ·). On peut alors montrer que

HR ≈ − log ‖p̂‖2H = − log


 1

m2

m∑

i,j=1

κ(xi,xj)


.

Dans le cas où le noyauκ n’est pas de norme unité, la règle de cohérence est alors définie à partir
des fonctions noyauκ(xk, ·)/

√
κ(xk,xk). On obtient alors la borne inférieure suivante sur l’entropie

quadratique de Rényi

HR ≥ − log

(
1

m2

m∑

i=1

κ(xi,xi) +
µ0

m2

m∑

i,j=1
i6=j

√
κ(xi,xi)κ(xj ,xj)

)
.

Comme la borne précédente, celle-ci augmente quandµ0 décroît et quandm augmente. Ces résultats
soulignent l’intérêt de la cohérence pour caractériser la diversité des fonctions noyau dans un diction-
naire.
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7.3.4 Connection avec l’ACP-à-noyau

En sélectionnant lesm fonctions noyau, déterminant ainsi un sous-espace représentatif des données
disponibles, notre approche peut être perçue comme une technique de réduction de dimensionnalité. Il
est alors naturel d’étudier son lien avec l’ACP-à-noyau, dont l’algorithme est présenté au Chapitre 4. Par
soucis de clarté, on suppose que les données sont centrées dans le RKHS.

On rappelle que l’ACP consiste à déterminer les axes principaux qui absorbent la plus grande va-
riance des donnéesxj , ce qui correspond à l’information utile comparée au bruit.Les axes principaux
sont les vecteurs propresΨk associés aux plus grandes valeurs propresλk de la matrice de covariance
C des données, à savoirC Ψk = λkΨk. L’ACP-à-noyau est la mise en œuvre de l’ACP dans un espace
induit par un noyau reproduisantκ. Les données étudiées sont alors les fonctions noyauκ(xj, ·) et le
kème axe principal est donné parΨk =

∑n
j=1 βj,kκ(xj , ·), où lesβj,k sont les termes dukème vecteur

propre de la matrice de Gram. Afin d’aboutir à des axes principaux de norme unité, les coefficientsβj,k
sont normalisés de sorte que

∑n
j=1 β

2
j,k = 1/nλk. La proposition suivante met en évidence le lien entre

l’ACP-à-noyau et notre approche.

Proposition 7.7. Soit Dm un dictionnaire construit par la règle de cohérence (7.11) appliquée àn
fonctions noyau. On désigne parΨk le kèmeaxe principal de cesn fonctions noyau, de valeur propreλk.
L’erreur quadratique d’approximation deΨk par lesm éléments deDm est inférieure à(1− µ0)λk.

Démonstration.Pour le montrer, on explicite une borne supérieure du résidu‖(I − PDm)Ψk‖H. On
désigne parκ(xωj , ·), pour j = 1, . . . ,m, les éléments deDm, et parJn l’ensemble des indices
{ω1, ω2, . . . , ωm}. En développantΨk selonΨk =

∑n
j=1 βj,kκ(xj , ·), on peut écrire

‖(I − PDm)Ψk‖H =
∥∥

n∑

j=1

βj,k(I − PDm)κ(xj , ·)
∥∥
H

≤
n∑

j=1

|βj,k| ‖(I − PDm)κ(xj , ·)‖H

=

n∑

j=1
ωj 6∈Jn

|βj,k| ‖(I − PDm)κ(xj, ·)‖H.

L’inégalité est obtenue en vertu de l’inégalité triangulaire généralisée, alors que la dernière égalité dé-
coule de fait que‖(I − PDm)κ(xωj , ·)‖ = 0 pour toutκ(xωj , ·) du dictionnaireDm. Les fonctions
noyau du dernier membre de l’expression ci-dessus étant toutes exclues du dictionnaireDm par la règle
de cohérence (7.11), on sait alors en vertu de la Proposition7.6 que‖(I − PDm)κ(xj, ·)‖2H < 1 − µ0.
Par conséquent, on peut écrire

‖(I − PDm)Ψk‖2H < (1− µ0)
( n∑

j=1
ωj 6∈Jn

|βj,k|
)2
. (7.13)

La sommation dans cette expression peut être bornée supérieurement par

( n∑

j=1
ωj 6∈Jn

|βj,k|
)2
≤
( n∑

j=1

|βj,k|
)2
≤ n

n∑

j=1

β2
j,k =

1

λk
,

109



Chapitre 7. : Contrôle de complexité et critère de cohérence

où la seconde inégalité est due à l’inégalité de Cauchy-Schwartz, et l’égalité à la normalisation des axes
principaux de l’ACP-à-noyau. Pour terminer, on injecte ce résultat dans l’expression (7.13), ce qui permet
d’écrire

‖(I − PDm)Ψk‖2H <
1− µ0

λk
.

�

De ce résultat, on conclut que les axes principaux associés aux plus grandes valeurs propres admettent
de faibles erreurs d’approximation. On peut alors dire qu’ils appartiennent, à une faible erreur près, à
l’espace engendré par les éléments du dictionnaire. On peutvoir le critère de cohérence comme un moyen
d’approximer des composantes principales sans le surcoût calculatoire occasionné par une inversion
matricielle comme pour les algorithmes de l’ACP et de l’ACP-à-noyau. Un résultat semblable est obtenu
pour le critère d’approximation linéaire dans [EMM04]. Tandis que ce dernier admet une complexité
calculatoire quadratique avec la taille du dictionnaire, le critère de cohérence est à complexité linéaire.
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Chapitre 8

Méthodes d’identification adaptatives
non-linéaires
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Au chapitre précédent, nous avons défini la cohérence d’un dictionnaire de fonctions noyau, et utilisé
celle-ci pour le contrôle en-ligne de l’ordre des modèles. Diverses propriétés ont alors été étudiées. En
particulier, on a établi le lien entre ce critère et différents critères de parcimonie, dont l’erreur d’approxi-
mation linéaire et l’entropie quadratique. On propose dansce chapitre d’adopter la cohérence pour la
résolution en-ligne de problèmes d’estimation fonctionnelle par méthodes à noyau. On profite alors de
la vaste littérature sur le filtrage adaptatif linéaire pourproposer de nouveaux algorithmes non-linéaires.
On conclut en décrivant des algorithmes séquentiels pour l’ACP-à-noyau et l’AFD-à-noyau, permettant
ainsi de résoudre des problèmes d’apprentissage à grand nombre de données.

8.1 Introduction

Une caractéristique fondamentale des méthodes à noyau est le fait que le modèle résultant est une
combinaison linéaire de fonctions noyau, dont l’ordre est égal au nombre d’éléments de l’ensemble
d’apprentissage. On peut cependant choisir, avec le critère de cohérence exposé au chapitre précédent,
de travailler avec des modèles réduits d’ordre plus faible.Il reste à présent à traiter le problème de la
mise-à-jour des coefficients.
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Système

Modèle

Entrée du
système

Sortie du
système

xn

dn
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Schéma bloc d’un filtre adaptatif

FIG. 8.1 – Identification de système variant dans le temps à l’aide d’une technique de filtrage adaptatif.

Dans le cadre de problèmes d’apprentissage en-ligne, où lesdonnées sont présentées de façon sé-
quentielle à l’algorithme, il convient de proposer une méthode d’optimisation apte à mettre à jour les co-
efficients du modèle et susceptible de s’adapter aux fluctuations du système non-stationnaire considéré.
A chaque itération, la méthode d’apprentissage comporte deux étapes élémentaires. Dans un premier
temps, le critère de cohérence permet éventuellement d’augmenter l’ordre du modèle en complétant le
dictionnaire avec la donnée courante. Dans un second temps,on opère une mise-à-jour des coefficients du
modèle de sorte à minimiser l’erreur quadratique de prédiction. Certains algorithmes procèdent par adap-
tation des coefficients du modèle, sans qu’il soit nécessaire de résoudre le problème d’optimisation initial.
Ceux-ci s’inscrivent dans le cadre général des algorithmesde filtrage adaptatif. Ces derniers ont été large-
ment étudiés sous une forme linéaire dans la littérature ayant trait au traitement du signal [Say03,Hay02].
On compte en revanche peu de travaux encore sur l’usage de modèles à noyau pour conférer un caractère
non-linéaire à ces techniques. Ce chapitre vise à remédier àce manque.

Éléments de filtrage adaptatif linéaire

Le concept de filtrage linéaire a conduit au développement d’une armada de techniques pour le trai-
tement des signaux, stationnaires et non-stationnaires. Ces techniques visent essentiellement à extraire
des informations pertinentes d’une séquence d’observations noyées dans un bruit. Un critère particuliè-
rement utilisé pour la synthèse de filtres est l’erreur quadratique entre la sortie obtenue et la réponse
désirée. Dans le cas de données stationnaires, la solution optimale est donnée par le filtre de Wiener. En
environnement non-stationnaire, on a recours aux techniques de filtrage adaptatif car elles permettent de
suivre les variations du système étudié pourvu qu’elles soient lentes. La Figure (8.1) illustre ce principe
par un système bouclé permettant l’identification du système étudié à partir des entrées et des sorties
correspondantes. Une grande variété d’algorithmes de filtrage adaptatif a été proposée dans la littérature,
que l’on peut regrouper principalement en deux catégories :

Les algorithmes des moindres carrés récursifs :On cherche à minimiser une somme pondérée des
carrés des erreurs, où une pondération permet éventuellement de négliger les erreurs correspondant
aux données les plus anciennes. Ces algorithmes ont souventrecours à des lemmes d’inversion ma-
tricielle pour la mise à jour des paramètres du filtre, sans lanécessité de résoudre à chaque instant
le problème d’optimisation initial. Le plus connu de ces algorithmes est sans doute l’algorithme
RLS, pourrecursive-least-squares algorithm.
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Les algorithmes du gradient stochastique :On s’appuie sur une technique de descente du gradient
pour minimiser un critère de performance, après avoir estimé son gradient. Parmi ces algorithmes,
on recense l’algorithme LMS, pourleast-mean-squares algorithm, sa version normalisée NLMS,
ou encore l’algorithme de projection affine, APA pouraffine projection algorithm.

Les algorithmes de moindres carrés récursifs convergent plus rapidement que ceux basés sur le gradient
stochastique, au prix toutefois d’une complexité calculatoire plus élevée. La linéarité du filtrage adapta-
tif stipule que la réponse du système est une fonction linéaire des observations appliquées à son entrée.
Les algorithmes répondant à une telle propriété profitent d’une simplicité conceptuelle et d’une facilité
d’implémentation remarquables. Cependant, un grand nombre d’applications exigent un traitement non-
linéaire des données, un fait couvrant plusieurs disciplines, comme décrit dans l’article [GS01] dédié à la
théorie des systèmes non-linéaires. Contrairement aux systèmes linéaires qui se définissent uniquement
par leur réponse impulsionnelle, il existe une grande variété de représentations décrivant les systèmes
non-linéaires, dont les filtres polynômiaux [MS00] et les réseaux de neurones [Hay99]. Les filtres poly-
nômiaux basés sur les séries de Volterra [MS00] permettent de modéliser une grande famille de systèmes
non-linéaires. S’ils peuvent bénéficier des classiques algorithmes de moindres carrés récursifs et du gra-
dient stochastique, ils nécessitent en revanche l’estimation d’un nombre important de coefficients. Les
réseaux de neurone ont fait quant à eux l’objet de vastes études et sont considérés à juste titre comme
des approximateurs universels [Kol57]. Toutefois, les algorithmes d’apprentissage associés souffrent de
plusieurs maux, tels que la présence de nombreux minima locaux dans la fonction coût, une complexité
calculatoire très élevée ainsi qu’une lente convergence. Dans ce contexte, les méthodes à noyau ouvrent
de nouvelles perspectives.

8.2 Algorithme de moindres carrés récursif à noyau (KRLS)

On rappelle que le problème d’optimisation traité estminψ∈H
∑n

i=1 |di − ψ(xi)|2 + η‖ψ‖2H. Pour
une résolution récursive de ce problème, on réécrit le problème sous la forme

min
ψ∈H

n∑

i=1

θn−i|di − ψ(xi)|2 + η θn‖ψ‖2H, (8.1)

où θ ∈]0, 1] est un facteur d’oubli qui permet de négliger les données anciennes au profit des plus
récentes, fournissant ainsi un mécanisme de suivi de l’évolution des observations quand le filtre opère en
environnement non-stationnaire. Le choix d’une pondération η θn dans le second terme de l’expression
(8.1) permet un amoindrissement des effets de la régularisation avec le temps. En vertu du Théorème de
Représentation, la solution optimale s’écrit sous la formeψ(·) =

∑n
j=1 αj κ(xj , ·). En injectant celle-ci

dans (8.1), on obtient le problème dual

min
α

(d−Kα)⊤Θ(d−Kα) + η θnα⊤Kα, (8.2)

oùΘ est une matrice diagonale dont leième terme estθn−i.

8.2.1 Critère de cohérence et algorithme KRLS

La résolution du problème d’optimisation (8.2) n’est pas compatible avec un filtrage en-ligne puis-
qu’elle nécessite l’inversion d’une matrice dont la taillen × n augmente indéfiniment avec le nombre
d’observations. Pour remédier à ce problème, on propose de profiter du paramètre de cohérence qui four-
nit une information sur l’indépendance linéaire des éléments d’un dictionnaire de fonctions noyau. On
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désigne parψn(·) le modèle à l’instantn d’ordrem ≤ n, avec

ψn(·) =

m∑

j=1

αn,j κ(xωj , ·), (8.3)

où les fonctions noyauκ(xωj , ·) constituent un dictionnaire obtenu par la règle (7.11) pourun seuilµ0

donné. En injectant cette expression dans (8.1), on retrouve conformément à (8.2) le vecteurαn des
coefficients optimaux à l’instantn. Il est donné par la résolution du problème

αn = arg min
α

(dn −Hnα)⊤Θn(dn −Hnα) + η θnα⊤Knα. (8.4)

Dans cette expression,Kn désigne la matrice de Gram du dictionnaire de taillem×m dont le(i, j)ème

terme correspond àκ(xωi ,xωj ), Θn est la matrice diagonale de taillen × n avecθn−i pour le ième

élément diagonal, etHn la matrice de taillen×m dont le(i, j)èmeélément estκ(xi,xωj). En supposant
que

P n = (H⊤
nΘnHn + η θnKn)

−1

existe, la solution du problème (8.4) s’exprime par

αn = P nH
⊤
nΘndn. (8.5)

A l’arrivée d’une nouvelle donnée à l’instantn + 1, deux cas peuvent se présenter selon la règle de
cohérence (7.11),maxj=1...m |κ(xn,xωj)| ≤ µ0. Siκ(xn+1, ·) ne satisfait par cette règle, le dictionnaire
reste inchangé, et on met à jour les matricesHn et Θn. En revanche, si la fonction noyauκ(xn+1, ·)
vérifie cette règle, elle est insérée dans le dictionnaire, et Kn doit aussi être mise-à-jour. En considérant
cette stratégie, on développe un algorithme récursif qui permet d’estimer à l’instantn+ 1, à partir d’une
solution de moindres carrésαn à l’instantn, la solutionαn+1. L’algorithme, baptisé KRLS pourkernel-
based recursive least-squares, est exposé ci-dessous.

Premier cas :maxj=1,...,m |κ(xn+1, xωj
)| > µ0

Ce test indique que la nouvelle fonction noyauκ(xn+1, ·) peut être représentée avec une faible er-
reur d’approximation par les fonctions noyau déjà dans le dictionnaire. Il n’est donc pas nécessaire de
l’inclure dans le dictionnaire. Une ligne supplémentaire est ajoutée àHn, et un élément supplémentaire
est ajouté àdn, menant aux expressions

Hn+1 =

[
Hn

h⊤
n+1

]
dn+1 =

[
dn
dn+1

]
,

avech⊤
n+1 = [κ(xn+1,xω1) · · ·κ(xn+1,xωm)]. Comme le dictionnaire reste inchangé, on aKn+1 =

Kn. SoitΘn+1 la matrice diagonale de taillen+ 1× n+ 1 dont leième terme estθn+1−i. En supposant
que la matriceH⊤

n+1Θn+1Hn+1 + ηθn+1Kn+1 n’est pas singulière, la solution à l’instantn + 1 est
donnée par

αn+1 = P n+1H
⊤
n+1Θn+1dn+1, (8.6)

où P n+1 = (H⊤
n+1Θn+1Hn+1 + η θn+1Kn+1)

−1 = (θP−1
n + hn+1h

⊤
n+1)

−1. Cette expression est
similaire à la formulation classique des moindres carrés récursifs, et ne nécessite aucune inversion ma-
tricielle pour être évaluée. Pour cela, on propose d’appliquer l’identité de Woodbury connue aussi sous
le nom de lemme d’inversion matricielle,

(A + BCD)−1 = A−1 −A−1B(C−1 + DA−1B)DA−1,
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à l’expression deP n+1. On aboutit à l’expression récursive suivante

P n+1 = θ−1

[
P n −

θ−1P nhn+1h
⊤
n+1P n

1 + θ−1h⊤
n+1P nhn+1

]
(8.7)

avec pour condition initialeηKn. En remplaçant (8.7) dans (8.6), on obtient la mise-à-jour de αn+1 en
fonction deαn, selon

αn+1 = αn + P n+1hn+1 (dn+1 − h⊤
n+1αn). (8.8)

Dans cette expression, on retrouveh⊤
n+1αn, ce qui correspond àψn(xn+1) selon (8.3) et qui n’est autre

que l’estimation de la réponse désirée à l’instantn+ 1. L’expression entre parenthèses dans (8.8) s’écrit
alors selonen+1 = dn+1 − ψn(xn+1), ce qui correspond à l’erreura priori à l’instantn+ 1.

Second cas :maxj=1,...,m |κ(xn+1, xωj
)| ≤ µ0

Dans ce cas, la fonction noyau candidateκ(xn+1, ·) à l’instantn+ 1 ne peut être représentée d’une
manière satisfaisante par les éléments du dictionnaire. Pour cette raison, il faut l’inclure dans le diction-
naire. On désigne désormais cette fonction noyau parκ(xωm+1 , ·). Le nombre de termes dans le modèle
(8.3) croît de1. On note alors

Hn+1 =

[
Hn 0n
h⊤
n+1 h0

]
Kn+1 =

[
Kn hn+1

h⊤
n+1 h0

]
dn+1 =

[
dn
dn+1

]
,

avech⊤
n+1 = [κ(xn+1,xω1) · · · κ(xn+1,xωm)], h0 = κ(xn+1,xn+1), et 0n un vecteur colonne den

zéros. Le vecteur des coefficients optimauxαn+1 est toujours donné par l’équation (8.6), avec

P n+1 =

[
θP−1

n + hn+1h
⊤
n+1 (h0 + η θn+1)hn+1

(h0 + η θn+1)h⊤
n+1 (h0 + η θn+1)h0

]−1

.

Afin de calculerP n+1, on utilise l’identité suivante pour l’inversion d’une matrice bloc :
[
A B

C D

]−1

=

[
A−1 0
0 0

]
+

[
−A−1B

I

]
(D −CA−1B)−1

[
−CA−1 I

]
.

En appliquant cette équation àP n+1, on obtient

P n+1 =

[
P̃ n+1 0n
0⊤
n 0

]
+

1

ζ

[
−q

1

] [
−q⊤ 1

]
(8.9)

où

P̃ n+1 = (θP−1
n + hn+1h

⊤
n+1)

−1

q = (h0 + η θn+1)P̃ n+1hn+1

ζ = (h0 + η θn+1)(h0 − h⊤
n+1q).

Notre approche repose sur la présence deP̃ n+1 dans la solutioñαn+1 = P̃ n+1H̃
⊤
n+1Θn+1dn+1 au

problèmeminα (dn+1 − H̃n+1α)⊤Θn+1(dn+1 − H̃n+1α) + η θn+1α⊤Kn+1α, dans lequel on a

notéH̃n+1 =
[
H⊤

n hn+1

]⊤
. On peut alors calculer efficacementP̃ n+1 et α̃n+1 avec les equations de

mise-à-jour (8.7) et (8.8), soit

P̃ n+1 = θ−1

[
P n −

θ−1P nhn+1h
⊤
n+1P n

1 + θ−1h⊤
n+1P nhn+1

]
(8.10)

α̃n+1 = α̂n + P̃ n+1hn+1 (dn+1 − h⊤
n+1α̂n). (8.11)
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En d’autres termes, la procédure décrite dans la section précédente, dite "Premier cas", peut être appli-
quée ici à(hn+1, dn+1) comme une étape de pré-traitement pour déterminerP̃ n+1 et α̃n+1. La relation
liant P̃ n+1 àP n+1 permet alors de déterminer le vecteur de solutionαn+1 à partir deα̃n+1. En multi-
pliant à droite les deux termes de l’équation (8.9) parH⊤

n+1Θn+1dn+1, on obtient

αn+1 =

[
P̃ n+1 0n
0⊤
n 0

] [
H⊤

n hn+1

0⊤
n h0

] [
θΘn 0n
0⊤
n 1

] [
dn
dn+1

]

︸ ︷︷ ︸
α

(1)
n+1

+
1

ζ

[
qq⊤ −q

−q⊤ 1

] [
H⊤

n hn+1

0⊤
n h0

] [
θΘn 0n
0⊤
n 1

] [
dn
dn+1

]

︸ ︷︷ ︸
α

(2)
n+1

.

On désigne parα(1)
n+1 etα(2)

n+1 le premier et le second termes deαn+1 dans l’équation ci-dessus. On peut
développer ceux-ci selon

α
(1)
n+1 =

[
P̃ n+1(θH

⊤
nΘndn + dn+1hn+1)

0

]
=

[
P̃ n+1H̃

⊤
n+1Θn+1dn+1

0

]
=

[
α̃n+1

0

]

α
(2)
n+1 =

1

ζ

[
qq⊤(θH⊤

nΘndn + dn+1hn+1)− h0dn+1q

−q⊤(θH⊤
nΘndn + dn+1hn+1) + h0dn+1

]
=

1

ζ

[
−q(h0dn+1 − (h0 + ηθn+1)h⊤

n+1α̃n+1)

h0dn+1 − (h0 + ηθn+1)h⊤
n+1α̃n+1

]

=
1

ζ
(h0dn+1 − (h0 + ηθn+1)h⊤

n+1α̃n+1)

[
−q

1

]

Finalement, on obtient l’équation de mise-à-jour liantαn+1 àαn, par l’intermédiaire dẽαn+1, les équa-
tions (8.10), (8.11) et

αn+1 =

[
α̃n+1

0

]
+
h0dn+1 − (h0 + ηθn+1)h⊤

n+1α̃n+1

(h0 + ηθn+1)(h0 − h⊤
n+1q)

[
−q

1

]
. (8.12)

Dans la section suivante, on résume l’algorithme final dans sa version non-régularisée afin de sim-
plifier la présentation, et l’on étudie sa complexité.

8.2.2 Algorithme KRLS et complexité

Dans ce qui suit, on présente l’algorithme d’optimisation en ne prêtant pas attention au terme de
régularisation afin de simplifier l’exposé. Ceci revient à considérerη = 0 dans la fonction coût initiale
(dn−Hnα)⊤Θn(dn−Hnα). A chaque instantn+ 1, à l’arrivée de nouvelles donnéesxn+1 etdn+1,
les expressions (8.7) et (8.8) sont évaluées. On vérifie ensuite siκ(xn+1, ·) satisfait la règle de cohérence
(7.11), afin de l’inclure éventuellement dans le dictionnaire. Si tel est le cas, l’ordre du modèle croît et
ses paramètres sont à nouveau rafraîchis. On procède pour cela selon les expressions (8.9) et (8.12), qui
se réduisent dans le cas non-régularisé à

P n+1 =

[
P̃ n+1 0n
0⊤
n 0

]
+

1

1− h⊤
n+1P̃ n+1hn+1

[
−P̃ n+1hn+1

1/h0

] [
−(P̃ n+1hn+1)

⊤ 1/h0

]
(8.13)

αn+1 =

[
α̃n+1

0

]
+

dn+1 − h⊤
n+1α̃n+1

1− h⊤
n+1P̃ n+1hn+1

[
−P̃ n+1hn+1

1/h0

]
. (8.14)
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8.2. Algorithme de moindres carrés récursif à noyau (KRLS)

Instructions Expressions

Paramètres
0.Seuil de cohérence µ0

0.Facteur d’oubli θ
0.Paramètre de régularisation η = 0

Initialisation
1. Définition du dictionnaire m = 1, ω1 = 1, D1 = {κ(xω1

, ·)}
2. Initialisation P 1 = 1/κ(x1,x1)
3. Coefficient initial α1 = P 1d1

A chaque instant n+ 1 ≥ 2
4. Acquisition de nouvelles données (xn+1, dn+1)
5. Calcul de hn (hn+1)(i,1) = κ(xn+1,xωi)

6. Calcul de P n+1, selon (8.7) P n+1 = θ−1
[
P n − θ−1Pnhn+1h⊤

n+1Pn

1+θ−1h⊤
n+1

Pnhn+1

]

8. Calcul de αn+1, selon (8.8) αn+1 = αn + P n+1hn+1 (dn+1 − h⊤
n+1αn)

9. Si règle de cohérence vérifiée : maxj=1,...,m |κ(xn+1,xωj )| ≤ µ0

a. Incrémentation de l’ordre m = m+ 1, αn+1 = [α⊤
n+1 0]⊤

b. Mise-à-jour du dictionnaire ωm = n+ 1, Dm = Dm−1 ∪ {κ(xωm , ·)}
c. Calcul de P n+1, selon (8.13) pn+1 = [−(P n+1hn+1)

⊤ 1/h0]
⊤

P n+1 =

[
P n+1 0n

0⊤
n 0

]
+ 1

1−h⊤
n+1

Pn+1hn+1
pn+1p

⊤
n+1

d. Calcul de αn+1, selon (8.14) αn+1 = αn+1 +
dn+1−h⊤

n+1αn+1

1−h⊤
n+1

Pn+1hn+1
pn+1

TAB . 8.1 – Pseudocode de l’algorithme de moindres carrés récursif à noyau (sans régularisation) avec
critère de cohérence.

L’algorithme est illustré en pseudo-code au Tableau 8.1. Lecoût calculatoire dehn dépend du noyau
reproduisant choisi, et est proportionnel à la taillem du dictionnaire. Chaque itération de l’algorithme
RLS nécessiteO(m2) opérations. Le critère de cohérence est beaucoup plus simple à mettre en œuvre
que le critère d’approximation linéaire puisqu’il consiste à comparer le plus grand élément dehn en
valeur absolue à un seuilµ0. Cette règle détermine l’incrémentation de l’ordre qui nécessiteO(m2)
multiplications et additions par itération. On rappelle que la taille finale du dictionnaire obtenu par le
critère de cohérence est fini, une propriété démontrée à la Proposition 7.5. Ceci implique qu’après une
période transitoire d’incrémentation de l’ordre du modèle, l’étape9. dans le Tableau 8.1 devient obsolète
et la complexité calculatoire de l’algorithme se trouve réduite à celle de l’algorithme RLS classique. En
pratique, le nombre de fonctions noyau retenues reste très raisonnable, une dizaine, comme illustré par
les expérimentations de la section suivante.

L’algorithme exposé ici est original. Il faut toutefois préciser qu’il existe un autre algorithme récur-
sif d’approximation fonctionnelle développé dans [EMM04], en considérant la résolution du problème
d’approximation linéaire (7.6). Au delà de la différence des critères de parcimonie adoptés, les deux
algorithmes sont distincts en plusieurs points. En particulier, en comparant [EMM04, Eq. (IV.11)] avec
(8.5), on remarque que les deux équations ont recours à des matrices différentes. Alors que la première
fait intervenir deux inversions matricielles, notre approche n’en nécessite qu’une seule. De plus, le fac-
teur d’oubli, présent dans (8.2) et absent dans [EMM04, Eq. (IV.8)], permet d’opérer en environnement
non-stationnaire.
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Chapitre 8. : Méthodes d’identification adaptatives non-linéaires

8.3 Méthode du gradient stochastique : l’algorithme KAPA

On reprend le problème de minimisation de l’erreur quadratique (7.1) en abandonnant pour le mo-
ment le terme de régularisation, soit

min
ψ∈H

1

n

n∑

i=1

(di − ψ(xi))
2. (8.15)

Afin de résoudre ce problème d’optimisation en-ligne, on propose à nouveau d’utiliser le critère de
cohérence (7.11) comme stratégie de contrôle de l’ordre du modèle. En désignant parψn(·) le modèle à
l’instantn, on a

ψn(·) =

m∑

j=1

αn,j κ(xωj , ·), (8.16)

où lesκ(xωj , ·) forment un dictionnaire de cohérenceµ0 obtenu par la règle (7.11). En injectant cette
forme réduite dans (8.15), le vecteur de coefficients optimaux αn = [αn,1 αn,2 · · · αn,m]⊤ est alors
donné par la résolution du problème dual

αn = arg min
α
‖dn −Hnα‖2, (8.17)

oùdn = [d1 d2 · · · dn]⊤ désigne le vecteur des réponses désirées, etHn la matrice de taillen×m dont
le (i, j)ème élément correspond àκ(xi,xωj ). En supposant que la matriceH⊤

nHn est non-singulière, la
solution optimale est donnée par

αn = (H⊤
nHn)

−1H⊤
ndn.

A la section précédente, on a développé un algorithme récursif pour déterminer le vecteur des co-
efficientsαn+1 à partir deαn dès l’arrivée d’une nouvelle donnéesxn+1. On propose à présent une
méthode plus simple pour résoudre (8.17) à partir d’une procédure de gradient stochastique.

8.3.1 Algorithme de projection affine à noyau (KAPA)

Pour résoudre le problème d’optimisation (8.17), on considère le principe de fluctuation minimale
pour déterminer à l’instantn + 1 le vecteur des paramètresαn+1 à partir deαn, soit en minimisant
‖αn+1 − αn‖2. A cette fonction objectif s’ajoute une contrainte sur l’erreur a posteriori nulle, desq
dernières données. Pour cela, à l’instantn+1, seules lesq plus récentes entrées{xn+1,xn, . . . ,xn−q+2}
et observations{dn+1, dn, . . . , dn−q+2} sont considérées. On désigne pardn+1 le vecteur colonne des
sorties désirées deq éléments dont leième élément estdn−i+2, et parHn+1 la matrice de tailleq ×m
suivante

Hn+1 =




κ(xn+1,xω1) κ(xn,xω1) · · · κ(xn−q+2,xω1)
κ(xn+1,xω2) κ(xn,xω2) · · · κ(xn−q+2,xω2)

...
...

. . .
...

κ(xn+1,xωm) κ(xn,xωm) · · · κ(xn−q+2,xωm)


 . (8.18)

On réécrit alors le problème d’optimisation avec contrainte suivant

min
αn+1

‖αn+1 −αn‖2 (8.19)

sous contrainte dn+1 = Hn+1αn+1 (8.20)
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8.3. Méthode du gradient stochastique : l’algorithme KAPA

Ceci correspond au problème de projection affine [Say03] dans l’espace des paramètres,αn+1 étant
obtenu par la projection deαn sur l’intersection desq sous-espaces affinesSi définis par

Si = {α ∈ lRm : h⊤
n−i+2 α− dn−i+2 = 0}, i = 1, . . . , q,

avec h⊤
n−i+2 = [κ(xn−i+2,xω1) · · · κ(xn−i+2,xωm)]. On désigne cet algorithme par KAPA, pour

kernel-based affine projection algorithm, etq par ordre de projection affine10. Dans ce qui suit, on déve-
loppe l’algorithme KAPA. A l’instantn+ 1, à l’arrivée d’une nouvelle donnée, on est confronté à l’une
des deux possibilités suivantes, selon queκ(xn+1, ·) vérifie ou non la règle de cohérence (7.11).

Premier cas :maxj=1,...,m |κ(xn+1, xωj
)| > µ0

La fonction noyauκ(xn+1, ·) n’est pas ajoutée au dictionnaire puisqu’elle peut être raisonnable-
ment représentée par les éléments de ce dernier. Le dictionnaire reste inchangé. La solution au problème
d’optimisation sous contrainte (8.19)–(8.20) est alors donnée par la minimisation du Lagrangien

‖αn+1 −αn‖2 + λ⊤(dn+1 −Hn+1αn+1)

où λ est le vecteur de multiplicateurs de Lagrange. En annulant les dérivées de cette expression par
rapport àαn+1 etλ, on obtient

2 (αn+1 −αn) = H⊤
n+1 λ (8.21)

Hn+1αn+1 = dn+1.

En supposant queHn+1H
⊤
n+1 est non-singulière, ces équations produisent l’expression

λ = 2 (Hn+1H
⊤
n+1)

−1(dn+1 −Hn+1αn).

En plaçant ce résultat dans (8.21), on obtient l’équation demise-à-jour deαn+1 :

αn+1 = αn + ̺H⊤
n+1(ηIq + Hn+1H

⊤
n+1)

−1(dn+1 −Hn+1αn), (8.22)

Comme préconisé dans [Say03], on a introduit dans cette équation un paramètre de contrôle du pas de
convergence̺ , et le termeηIq relatif à la régularisation. L’évaluation de (8.22) nécessite l’inversion de
la matrice(ηIq + Hn+1H

⊤
n+1), d’une tailleq × q habituellement faible.

Second cas :maxj=1,...,m |κ(xn+1, xωj
)| ≤ µ0

Dans ce cas, la nouvelle fonction noyauκ(xn+1, ·) ne peut être efficacement représentée par les
éléments du dictionnaire. Elle est alors ajouté à ce dernier, et on la désigne parκ(xωm+1 , ·). L’ordrem
du modèle réduit (8.16) est incrémenté, etHn+1 devient une matrice de tailleq × (m+ 1), en incluant
dans l’ancienne matrice une nouvelle colonne[κ(xn+1,xωm+1) · · · κ(xn−q+2,xωm+1)]

⊤. Pour prendre
en considération le nouvel élément deαn+1, on transforme le problème (8.19)–(8.20) ainsi

min
αn+1

‖αn+1,1···m −αn‖2 + α2
n+1,m+1

sous contrainte dn+1 = Hn+1αn+1,

où αn+1,1···m désigne lesm premiers éléments du vecteurαn+1. La (m + 1)
ème

composante deαn+1,
notéeαn+1,m+1, fait fonction de terme de régularisation dans la fonction objectif. En reprenant les
développements effectués dans le premier cas, on obtient l’équation de mise-à-jour suivante :

αn+1 =

[
αn

0

]
+ ̺H⊤

n+1(ηIq + Hn+1H
⊤
n+1)

−1

(
dn+1 −Hn+1

[
αn

0

])
. (8.23)

On retrouve alors une forme similaire à l’équation (8.22).
10Ne pas confondre cet ordre de projection affineq avec l’ordre du modèle qui n’est autre que la taillem du dictionnaire
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Chapitre 8. : Méthodes d’identification adaptatives non-linéaires

Instructions Expressions

Paramètres
0.Seuil de cohérence µ0

0.Paramètre de régularisation η
0.Ordre de projection affine q
0.Pas de convergence ̺

Initialisation
1. Définition du dictionnaire m = 1, ωm = 1, Dm = {κ(xωm , ·)}
2. Coefficient initial α1 = d1/κ(x1,x1)

A chaque instant n+ 1 ≥ 2
3. Acquisition de nouvelles données (xn+1, dn+1)
4. Si règle de cohérence vérifiée : maxj=1,...,m |κ(xn+1,xωj )| ≤ µ0

a. Incrémentation de l’ordre m = m+ 1, αn = [α⊤
n 0]⊤

b. Mise-à-jour du dictionnaire ωm = n+ 1, Dm = Dm−1 ∪ {κ(xωm , ·)}
5. Matrice Hn+1, selon (8.18) (Hn+1)(i,j) = κ(xn−i+2,xωj )
6. Erreur a priori ea,n+1 = dn+1 −Hn+1αn

7. Mise-à-jour des coefficients αn+1 = αn + ̺H⊤
n+1(ηIq + Hn+1H

⊤
n+1)

−1ea,n+1

TAB . 8.2 – Pseudocode de l’algorithme de projection affine à noyau avec critère de cohérence.

8.3.2 Algorithme KAPA et complexité

L’algorithme KAPA est illustré en pseudo-code au Tableau 8.2. Il est principalement composé de la
règle de cohérence (7.11), et des expressions de mise-à-jour (8.22) et (8.23). Le coût calculatoire de la
matriceHn+1, de tailleq×m, dépend du noyau reproduisantκ considéré. Il est proportionnel à la taille
du dictionnairem ainsi qu’à l’ordre de projectionq. En pratique, ce dernier est souvent choisi de sorte
à être inférieur à 10. Chaque itération de l’algorithme nécessite l’inversion de(ηIq + Hn+1H

⊤
n+1), ce

qui représenteO(q2) opérations. Le coût calculatoire du critère de cohérence est similaire à celui étudié
à la Section 8.2.2.

L’algorithme KAPA admet donc un coût calculatoire linéairerelativement à la taille du dictionnaire,
alors qu’il est quadratique pour l’algorithme KRLS présenté à la Section 8.2. Cependant, le prix à payer
est une convergence moins rapide. Une configuration particulière de l’algorithme KAPA est le choix
q = 1, que l’on présente dans la section suivant.

8.3.3 Approximation instantanée : l’algorithme KNLMS

On considère dans ce qui suit la configuration particulier oùq = 1. Le problème d’optimi-
sation reste inchangé, avec le principe de fluctuation minimale (8.19). La contrainte (8.20) corres-
pondant à l’annulation de l’erreura posteriori instantanée est de la formedn+1 = h⊤

n+1αn+1 où
h⊤
n+1 = [κ(xn+1,xω1) · · · κ(xn+1,xωm)]. Les relations (8.22) et (8.23) se réduisent à
• Si maxj=1,...,m |κ(xn+1,xωj)| > µ0,

αn+1 = αn +
̺

η + ‖hn+1‖2
(dn+1 − h⊤

n+1αn)hn+1. (8.24)

• Si maxj=1,...,m |κ(xn+1,xωj)| ≤ µ0,

αn+1 =

[
αn

0

]
+

̺

η + ‖hn+1‖2
(
dn+1 − h⊤

n+1

[
αn

0

])
hn+1. (8.25)
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8.4. Variantes

Ces expressions correspondent à une approximation instantanée du gradient. Les deux équations de mise-
à-jour deαn, (8.24) et (8.25), ne sont autre qu’une forme d’algorithme LMS normalisé à noyau. L’erreur
a priori correspond au terme entre parenthèses, soitea,n+1 = dn+1 − h⊤

n+1αn. On désigne cet algo-
rithme particulier par KNLMS, pourkernel-based least-mean-squares. Dans ce qui suit, on développe
des variantes de cet algorithme.

8.4 Variantes

On développe dans cette section d’autres variantes de l’algorithme KAPA. En particulier, on propose
de remplacer le critère de cohérence par le critère de Babel,ce dernier étant défini selon (7.12). Puis on
étudie l’usage d’un modèle d’ordre fixe, en définissant à l’avance la taille du dictionnaire. On termine
par la mise en œuvre d’algorithmes séquentiels d’ACP-à-noyau et d’AFD-à-noyau.

8.4.1 Contrôle de complexité par le critère de Babel

Tout au long de ce chapitre, on a développé des algorithmes defiltrage adaptatifs en contrôlant
l’ordre du modèle à l’aide du critère de cohérence. Les fonctions noyau ainsi sélectionnées et formant un
dictionnaire de faible cohérence vérifient plusieurs propriétés, exposées au chapitre précédent. Ce critère
est facile à évaluer, avec un faible coût calculatoire comparé aux critères classiques. Néanmoins, il ne
dépend que de la corrélation entre la fonction noyau candidate et l’élément du dictionnaire qui lui est le
plus corrélé. La fonction de Babel permet une description plus fine de la structure du dictionnaire.

Le critère de Babel est défini ainsi. A l’instantn+1, on ajoute la nouvelle fonction noyauκ(xn+1, ·)
au dictionnaireDm si la somme des corrélations en valeur absolue entre elle et les éléments du diction-
naire ne dépasse pas un seuil donnéµ0, à savoir

m∑

j=1

|κ(xn+1,xωj)| ≤ µ0. (8.26)

Le niveau de parcimonie du modèle est déterminé par le seuilµ0. Comme tous les éléments du dic-
tionnaire vérifient cette règle, le seuilµ0 détermine une borne supérieure de la fonction de Babel du
dictionnaire. D’un point de vue algorithmique et calculatoire, la règle de Babel nécessitem additions
supplémentaires à chaque itération comparée à la règle de cohérence (7.11). Cependant, il faut préciser
que les termes de cette opération d’addition correspondent, à un signe près, aux éléments du vecteur co-
lonnehn+1 déjà utilisés par les algorithmes KRLS, KAPA et KNLMS. Pour ce dernier à titre d’exemple,
on calcule à chaque itérationh⊤

n+1 = [κ(xn+1,xω1) · · ·κ(xn+1,xωm)] et on évalue la somme de ses
éléments en valeur absolue. Si cette dernière est supérieure à un seuilµ0 donné, on ajuste les coefficients
du modèle selonαn+1 = αn+ ̺

η+‖hn+1‖2 (dn+1−h⊤
n+1αn)hn+1. Dans le cas contraire, on incrémente

l’ordre du modèle en augmentant la taille deαn par l’ajout d’une composante nulle, avant d’appliquer la
règle ci-dessus pour calculerαn+1.

8.4.2 Modèle d’ordre fixe

Nous avons montré que le critère de cohérence assure le caractère fini du dictionnaire. Cependant,
il peut être toutefois intéressant de fixer l’ordre du modèleau préalable. A cet effet, on inclut une étape
supplémentaire dans l’algorithme consistant à retirer un élément du dictionnaire à chaque fois que l’on
en ajoute un. Il semble naturel d’utiliser le même critère pour ajouter et retirer une fonction noyau, la
cohérence en l’occurrence. Dans ce contexte, plusieurs stratégies sont envisageables pour conserver un
ordre de modèle fixé au préalable àm0.
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La première est définie ainsi. On commence par appliquer les algorithmes présentés précédemment,
jusqu’à ce que le dictionnaire atteigne une taillem. On incorpore alors une étape supplémentaire d’éla-
gage à chaque instant. On propose pour cela de retirer l’élément à-même de faire décroître la cohérence
du dictionnaire , soit la fonction noyauκ(xωk , ·) telle que

ωk = arg max
i6=j
|κ(xωi ,xωj)|.

On note que cette expression implique simultanément deux éléments du dictionnaire susceptibles d’être
supprimés, les entréesxωi et xωj) deκ(xωi ,xωj ). Il est toutefois judicieux de retirer l’élément le plus
ancien afin de prendre en compte la non-stationnarité du système étudié. Cette stratégie ne garantit pas
une décroissance monotone de la cohérence du dictionnaire au cours des itérations.

Afin d’aboutir à une décroissance monotone de la cohérence, on propose une stratégie consistant à
combiner les deux étapes, l’ajout et la suppression de fonctions noyau, en une seule étape dite de substi-
tution. On commence l’apprentissage avec un dictionnaire de taillem0 en y incluant lesm0 premières
observations. La stratégie consiste alors à diminuer la cohérence du dictionnaire à chaque instant. Le
critère de substitution est le suivant. En désignant parµ(n) la cohérence du dictionnaire à l’instantn
(celle-ci étant arbitraire au début de l’apprentissage), on ajouteκ(xn, ·) dans le dictionnaire et on en
retire un élémentκ(xωk , ·) si

max
j=1,...,m0

j 6=k

|κ(xn,xωj)| < µ(n).

Par ce critère, on obtient une diminution monotone de la cohérence. Toutefois, nous avons noté que
cette stratégie ne garantit pas de bonnes performances de l’algorithme. En effet, pour un système variant
dans le temps, les éléments du dictionnaire obtenus dans un premier temps peuvent bloquer l’ajout de
nouvelles fonctions noyau pertinentes par la suite.

Afin de profiter des avantages des deux stratégies précédentes, on propose une stratégie combinant
les deux. L’algorithme nécessite deux paramètres, la taille du dictionnairem0 et le seuil de cohérence
µ0. On commence avec un dictionnaire constitué desm0 premières fonctions noyau, et de cohérence
arbitraire. A l’instantn+ 1, on ajoute la nouvelle fonction noyauκ(xn+1, ·) au dictionnaire si le critère
de cohérence (7.11) est vérifié, soitmaxj=1,...,m0 |κ(xn+1,xωj )| ≤ µ0. Afin d’avoir un modèle d’ordre
fixe, on propose ensuite de retirer la plus ancienne fonctionnoyau du dictionnaire. L’algorithme KNLMS
à ordre de modèle fixe est illustré au Tableau 8.311.

8.4.3 Algorithmes séquentiels de méthodes à noyau

Nous avons présenté en Section 7.1 comment la minimisation d’un coût quadratique pouvait être mise
au service de diverses méthodes à noyau classiques. On propose maintenant des versions séquentielles
de celles-ci, à partir de l’algorithme KNLMS et du critère decohérence développé dans ce chapitre.

Dans le cadre de la discrimination entre deux classes, on considère la modélisation d’un système dont
la sortie correspond à l’étiquette désirée. En particulier, on posedi ∈ {+n/n+,−n/n−} avecn+ etn−
désignant le nombre d’observations de chacune des deux classes etn le nombre total. Ceci correspond
au schéma (7.2), et la minimisation de l’erreur quadratique(7.1) produit un résultat similaire à celui
obtenu par AFD-à-noyau. On peut alors exploiter les algorithmes développés tout au long de ce chapitre
pour proposer une version séquentielle de l’algorithme AFD-à-noyau. On considère en particulier la
mise en œuvre d’un algorithme de descente de gradient stochastique à cet effet, l’algorithme KNLMS

11Une initialisation plus correcte des coefficients du modèleconsisterait à remplacer l’étape 2. d’initialisation aléatoire par
αm0

= d/(K + ηIm0
), avec(K)(i,j) = κ(xωi , xωj ).
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8.4. Variantes

Instructions Expressions

Paramètres
0.Ordre du modèle m0

0.Seuil de cohérence µ0

0.Paramètre de régularisation η
0.Pas de convergence ̺

Initialisation
1. Définition du dictionnaire ωj = j pour j = 1, . . . ,m0

D = {κ(xω1
, ·), . . . , κ(xωm0

, ·)}
2. Coefficients du modèle αj = rand pour j = 1, . . . ,m0

A chaque instant n+ 1 ≥ m0 + 1
3. Acquisition de nouvelles données (xn+1, dn+1)
4. Si règle de cohérence vérifiée : maxj=1,...,m0

|κ(xn+1,xωj )| ≤ µ0

a. Substitution dans le dictionnaire ωk = n+ 1 avec ωk = arg minj=1,...,m0
ωj

b. Modification du kème coefficient (αn)k = 0

5. Vecteur de noyau h⊤
n+1 = [κ(xn+1,xω1

) · · ·κ(xn+1,xωm)]

6. Erreur a priori ea,n+1 = dn+1 − h⊤
n+1αn

7. Mise-à-jour des coefficients αn+1 = αn + ̺
η+‖hn+1‖2 ea,n+1 hn+1

TAB . 8.3 – Pseudocode de l’algorithme KNLMS à ordre fixe avec critère de cohérence.

avec le critère de cohérence. Cet algorithme n’impose pas decontrainte de norme sur les coefficients
du modèle, comme le nécessite l’algorithme classique d’AFD-à-noyau dont le vecteur de coefficients
est de norme unité. Pour introduire cette contrainte dans l’algorithme KNLMS, on propose une approche
d’optimisation alternée. A chaque instantn+1, on applique dans un premier temps l’algorithme KNLMS
comme exposé à la Section 8.3.3, avec les expressions (8.24)et (8.25), pour déterminer le vecteurαn+1.
Dans un second temps, on opère une projection de ce dernier sur l’ensemble des vecteurs admissibles,
‖α‖2 = 1, avec une normalisation selonαn+1/‖αn+1‖2. L’algorithme final est présenté au Tableau 8.4.

Dans un cadre non-supervisé, on rappelle que le critère de cohérence permet de sélectionner les
fonctions noyau les plus pertinentes parmi un ensemble de fonctions noyau disponibles. Cette pertinence
admet une signification au sens de l’ACP, comme exposé au Chapitre 7 par la Proposition 7.7. On rap-
pelle que l’on y montre que le sous-espace engendré par les fonctions noyau retenues permet une bonne
approximation des composantes principales les plus pertinentes. Dans le cadre de l’ACP-à-noyau, on
cherche à déterminer la fonction qui maximise la variance des données projetées, parmi les fonctions de
norme unité. On est alors amené à la résolution du problème d’optimisation sous contrainte suivant :

ψ∗ = arg max
ψ∈H

∑

i

|ψ(xi)|2,

sous la contrainte‖ψ∗‖H = 1. Pour résoudre ce problème, on propose d’adapter l’algorithme KNLMS
en particulier. Pour cela, on reprend le problème de minimisation du risque quadratique (7.1) où la sortie
désirée est fixée à zero pour chaque élément de l’ensemble d’apprentissage. On aboutit à la minimisation
de 1

n

∑n
i=1(ψ(xi))

2 sans le terme de régularisation. La maximisation de cette fonctionnelle correspond
à une ACP. On peut alors proposer à cet effet un algorithme séquentiel par montée de gradient stochas-
tique, en modifiant les équations de mise-à-jour (8.24)-(8.25). Une normalisation de l’axe principal est
également nécessaire. Pour cela, on a recours à l’optimisation alternée, comme présentée au paragraphe
précédent. On illustre le pseudo-code de cet algorithme au Tableau 8.5. Il faut noter que l’algorithme
fournit un axe principal. Pour les autres, il convient de procéder par déflation. Ceci sort du contexte du
présent travail.
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Chapitre 8. : Méthodes d’identification adaptatives non-linéaires

Instructions Expressions

Paramètres
0.Seuil de cohérence µ0

0.Paramètre de régularisation η
0.Pas de convergence ̺

Initialisation
1. Définition du dictionnaire m = 1, ωm = 1, Dm = {κ(xωm , ·)}
2. Coefficient initial α1 = d1/κ(x1,x1)

A chaque instant n+ 1 ≥ 2
3. Acquisition de nouvelles données (xn+1, dn+1)
4. Si règle de cohérence vérifiée : maxj=1,...,m |κ(xn+1,xωj )| ≤ µ0

a. Incrémentation de l’ordre m = m+ 1, αn = [α⊤
n 0]⊤

b. Mise-à-jour du dictionnaire ωm = n+ 1, Dm = Dm−1 ∪ {κ(xωm , ·)}
5. Vecteur de noyau h⊤

n+1 = [κ(xn+1,xω1
) · · ·κ(xn+1,xωm)]

6. Erreur a priori ea,n+1 = dn+1 − h⊤
n+1αn

7. Mise-à-jour des coefficients αn+1 = αn + ̺
η+‖hn+1‖2 ea,n+1 hn+1

8. Normalisation des coefficients αn+1 = αn+1/‖αn+1‖2

TAB . 8.4 – Pseudocode de l’algorithme séquentiel d’AFD-à-noyau à partir de l’algorithme KNLMS avec
critère de cohérence, avecdn ∈ {+n/n+,−n/n−} selon l’appartenance dunème élément à l’une des
deux classes.

Instructions Expressions

Paramètres
0.Seuil de cohérence µ0

0.Paramètre de régularisation η
0.Pas de convergence ̺

Initialisation
1. Définition du dictionnaire m = 1, ωm = 1, Dm = {κ(xωm , ·)}
2. Coefficient initial α1 = rand /κ(x1,x1)

A chaque instant n+ 1 ≥ 2
3. Acquisition d’une nouvelle donnée xn+1

4. Si règle de cohérence vérifiée : maxj=1,...,m |κ(xn+1,xωj )| ≤ µ0

a. Incrémentation de l’ordre m = m+ 1, αn = [α⊤
n 0]⊤

b. Mise-à-jour du dictionnaire ωm = n+ 1, Dm = Dm−1 ∪ {κ(xωm , ·)}
5. Vecteur de noyau h⊤

n+1 = [κ(xn+1,xω1
) · · ·κ(xn+1,xωm)]

6. Mise-à-jour des coefficients αn+1 = αn − ̺
η+‖hn+1‖2 h⊤

n+1αn hn+1

7. Normalisation des coefficients αn+1 = αn+1/‖αn+1‖2

TAB . 8.5 – Pseudocode de l’algorithme séquentiel d’ACP-à-noyau à partir de l’algorithme KNLMS avec
critère de cohérence.
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Chapitre 9

Applications
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L’objet de ce chapitre est d’illustrer les algorithmes développés tout au long de ce manuscrit par le
traitement de signaux synthétiques et réels. On s’intéresse tout d’abord à la question de l’identification
de systèmes non-linéaires et non-stationnaires avant de revenir vers des considérations temps-fréquence.

9.1 Filtrage adaptatif non-linéaire

9.1.1 L’algorithme KRLS – Première application

En guise de première application, on considère le système dynamique non-linéaire défini par les
entréesxn et les sorties désiréesdn telles

{
vn = 1.1 exp(−|vn−1|) + xn
dn = v2

n
(9.1)

et la condition initialev0 = 0.5. Les entréesxn suivent une distribution Gaussienne de moyenne nulle
et d’écart type0.25. Les sorties du système sont noyées dans un bruit blanc Gaussien de moyenne nulle
et de variance1, correspondant à un rapport signal-sur-bruit de l’ordre de−4.0 dB. On se propose ici
d’identifier un modèle non-linéaire de la formedn = ψ(xn) à l’aide de l’algorithme KRLS à mémoire
infinie, soitθ = 1. Dans une étape dite hors-ligne, nous avons déterminé la meilleure configuration de
l’algorithme à partir de10 séquences indépendantes de2 000 échantillons. Les performances ont été
estimées par l’erreur quadratique moyenne de prédiction sur les 500 derniers échantillons de chaque
séquence, et moyennées sur toutes les séquences. Le noyau deLaplace nous est apparu le mieux adapté,
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pour une largeurσ0 = 0.35 et un seuil de cohérenceµ0 = 0.3. Ces paramètres ont été obtenus par une
recherche sur la grille définie par(0.1 ≤ σ0 ≤ 1) × (0.05 ≤ µ0 ≤ 0.5), avec les pas∆σ0 = 0.05 et
∆µ0 = 0.05. Nous avons déterminé dans le même temps le paramètre de régularisationη = 10−4 par
une exploration de l’intervalle[10−6, 10−1] avec un pas logarithmique.

Nous avons déterminé les caractéristiques du modèle résultant sur50 séquences indépendantes de
10 000 échantillons. Ceci nous a conduit à un ordrem du modèle à noyau égal en moyenne à5.4, et
à une valeur moyenne de la fonction de Babel de0.56. En vertu de la Proposition 7.3, il apparaît que
les fonctions noyau du dictionnaire étaient très souvent, voire toujours, linéairement indépendantes. Pour
étudier les performances en régime statique, nous avons mesuré l’erreur quadratique moyenne normalisée
de prédiction sur les derniers5 000 échantillons de chaque séquence, soit

∑10000
n=5001(dn − ψn−1(xn))

2

∑10000
n=5001 d

2
n

.

L’erreur moyenne que nous avons obtenue sur les50 séquences indépendantes est de0.0711. La Fi-
gure 9.1 illustre la convergence de l’algorithme KRLS pour différentes valeurs de largeurσ0 du noyau
de Laplace. Les courbes de l’erreur quadratique ont été lissées en les moyennant sur 20 échantillons
consécutifs.

On se propose de comparer notre méthode KRLS à celle de Engelet coll. [EMM04] qui repose sur
le critère d’approximation linéaire (7.6). Pour déterminer les meilleurs paramètres, nous avons opéré
comme précédemment par une recherche sur la grille(0.1 ≤ σ0 ≤ 1) × (0.6 ≤ η2

0 ≤ 0.95), par pas
∆σ0 = 0.05 et ∆η2

0 = 0.05 pour l’ajustement de la largeurσ0 du noyau et du seuil d’approximation
linéaireη2

0 . Nous avons abouti àσ0 = 0.35 etη2
0 = 0.9. L’erreur quadratique moyenne normalisée de pré-

diction que nous avons obtenue est de0.0733, légèrement supérieure à celle obtenue ci-dessus. Comme
illustrée à la Figure 9.2, la vitesse de convergence est similaire pour les deux méthodes. Toutefois, le
modèle de Engelet coll. est légèrement plus parcimonieux, avec un ordre de4.46 en moyenne. Avec la
même largeur de noyau dans les deux cas, on précise que62% des fonctions noyau ont été communes
en moyenne aux deux approches pour chaque séquence de données. Ce résultat est à rapprocher du lien
établi entre les deux critères de parcimonie, précisée par la Proposition 7.4 et étudiée à la Section 7.3.2,
en remarquant que les seuils utilisés ont été déterminés séparément. On rappelle finalement que la règle
d’approximation linéaire (7.6) nécessite un calcul plus élaboré pour un coût calculatoire plus important
par rapport à la règle de cohérence (7.11).

Dans une seconde série d’expérimentations, on se propose decomparer les performances des deux
approches dans le cas où les entréesxn sont échantillonnées selon un processus Gaussien coloré. Pour
cela, nous avons repris les mêmes configurations d’expérimentation que ci-dessus, à l’exception dexn
que nous avons filtré à l’aide d’un système linéaire de réponse impulsionnelle[0.9045 1 0.9045 0]. Ce
filtrage conduit à un rapport signal-sur-bruit de−3.78 dB. Avec la méthode KRLS, l’ordre des modèles
auxquels on a abouti est de8.64 en moyenne, et l’erreur quadratique moyenne normalisée de prédiction
de 0.044. Avec l’approche de Engelet coll., l’ordre du modèle et l’erreur quadratique moyenne nor-
malisée de prédiction ont été respectivement égaux à7.74 et 0.048. La Figure 9.2 montre que les deux
méthodes admettent une vitesse de convergence très similaire.

9.1.2 L’algorithme KRLS – Seconde application

Dans une second application, on considère le système non-linéaire décrit par l’équation

dn =
(
0.8− 0.5 exp(−d2

n−1)
)
dn−1 −

(
0.3 + 0.9 exp(−d2

n−1)
)
dn−2 + 0.1 sin(dn−1π) (9.2)
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FIG. 9.1 – Convergence de l’algorithme KRLS pour différentes largeurs du noyau de Laplace. L’ordre
de chaque modèle est donné par sa valeur moyenne entre parenthèses.
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FIG. 9.2 – Comparaison des vitesses de convergence de l’algorithme KRLS et de celui proposé par Engel
et coll.pour des entrées Gaussiennes blanches ou colorées.

où dn désigne la sortie désirée. Cette série temporelle a fait l’objet de plusieurs travaux dont [CB86,
DH02, DKH03]. Afin d’identifier le système, nous avons utilisé la même configuration que celle propo-
sée dans [DKH03]. Les données ont été générées par l’équation (9.2) à partir de l’état initial(0.1, 0.1).
Les sorties désirées ont été noyées dans un bruit de mesure, échantillonné selon une distribution Gaus-
sienne de moyenne nulle et de variance égale à0.01. Il en a résulté un rapport signal-bruit de17.2 dB.
A partir de ces données, nous avons estimé un modèle non-linéaire de la formedn = ψ(dn−1, dn−2).
Nous avons choisi le noyau Gaussien comme dans [DKH03]. Des expérimentations hors-ligne ont été
conduites sur des séquences de1 500 échantillons afin de déterminer les meilleurs seuilsµ0 et η0 pour
chaque algorithme. Nous avons observé qu’un bon compromis entre l’ordre du modèle et son erreur de
prédiction était obtenu pour un seuil de cohérenceµ0 = 0.25. Le paramètre de régularisationη = 10−4
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a été conjointement déterminé par une recherche sur l’intervalle [10−6, 10−1] avec un pas logarithmique.
Dans un premier temps, nous avons considéré le casθ = 1, correspondant à une mémoire infinie. Pour
étudier le modèle résultant, nous avons généré un ensemble de 50 séquences de10 000 échantillons cha-
cune. L’erreur quadratique moyenne normalisée de prédiction que l’on a obtenue sur les5 000 derniers
échantillons de chaque séquence est égale à0.0193. L’ordre des modèles correspondant était de11.68
en moyenne, et la fonction de Babel inférieure à1 ce qui constitue une condition suffisante pour que les
fonctions noyau du dictionnaire soient linéairement indépendantes. On illustre à la Figure 9.3 le com-
portement de l’algorithme en terme de convergence pour différentes valeurs de seuilµ0. Ces courbes ont
été lissées en les moyennant sur20 observations consécutives. L’algorithme de Engelet coll. [EMM04]
a été configuré et testé dans les même conditions, le meilleurseuilǫ0 étant égal à0.9. Nous avons obtenu
une erreur quadratique moyenne normalisée de prédiction de0.0186, et un ordre de modèle de12.32. La
valeur moyenne de la fonction de Babel à laquelle on a abouti était égale à0.98 et, en moyenne,65% des
fonctions noyau retenues étaient communes aux deux approches à la fin de chaque séquence d’apprentis-
sage. En comparant le comportement des deux méthodes à la Figure 9.4, on constate que leurs vitesses
de convergence sont très proches.

On se propose d’étudier le comportement de l’algorithme KRLS pour un suivi de système variant
dans le temps, passant d’un modèle à un autre. Pour cela, nousavons considéré un signal de15 000
échantillonsdn répartis en trois séquences, la première de5 000 échantillons donnés par l’équation (9.2),
suivie d’une séquence de5 000 observations générées selon l’équation

dn = 1.5
(
0.8 − exp(−d2

n−1)
)
dn−1−1.2

(
0.3 + 0.9 exp(−2 d2

n−1)
)
dn−2+0.2 sin(dn−1π+π). (9.3)

La dernière séquence était formée de5 000 échantillons donnés par le premier modèle. Chacune de ces
trois séquences a été générée à partir de l’état initial(0.1, 0.1), causant ainsi un changement brusque du
signaldn à chaque modification d’état. Les sortiesdn ont été noyées dans un bruit de mesure échan-
tillonné selon une distribution Gaussienne de moyenne nulle et de variance égale à0.01. Nous avons
utilisé les mêmes noyaux Gaussiens, seuils de cohérenceµ0 et paramètres de régularisationη que ci-
dessus pour estimer un modèle non-linéaire de la formedn = ψ(dn−1, dn−2). Les résultats obtenus ont
été moyennés sur50 évaluations. La Figure 9.5 illustre la vitesse de convergence de l’algorithme KRLS
lorsqueθ = 0.99. On représente sur la même figure le résultat obtenu pour les systèmes (9.2) et (9.3)
séparément. L’algorithme proposé offre manifestement despropriétés de poursuite, et par conséquent est
adapté aux environnements non-stationnaires. A la fin de la première séquence de la sériedn, l’ordre du
modèle était de12.13, en moyenne. Seules3.70 fonctions noyau ont été ajoutées au dictionnaire durant la
seconde séquence, produisant ainsi un modèle d’ordre égal à15.83 en moyenne. La troisième séquence
n’a pas contribué à une augmentation significative de l’ordre du modèle, celui-ci valant15.95 à la fin de
l’apprentissage. A titre comparatif, nous avons repris lesmêmes configurations que ci-dessus, avec 50
séquences de15 000 observations bruitées obtenues par le second système (9.3). L’ordre du modèle que
nous avons obtenu est égal en moyenne à14.40. Ce résultat montre que la technique proposée pour la
sélection de fonctions noyau est capable de détecter et réutiliser l’information pertinente de l’état cou-
rant et des états précédents. Le prix à payer est un accroissement de l’ordre du modèle, et par suite une
augmentation de la complexité calculatoire de l’algorithme. Afin de combler ce défaut, on peut recourir
à des techniques à ordre fixe, comme celles développées dans la Section 8.4.2, avec l’inconvénient du
choix préalable de l’ordre du modèle.

9.1.3 L’algorithme KAPA

Pour étudier l’algorithme KAPA, nous avons repris le système défini par l’équation (9.1) afin de
le comparer à l’algorithme KRLS. Nous avons utilisé la même configuration du système, le noyau de
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FIG. 9.3 – Convergence de l’algorithme KRLS pour différentes valeurs du seuilµ0. L’ordre de chaque
modèle est donné par sa valeur moyenne entre parenthèses.
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FIG. 9.4 – Comparaison des vitesses de convergence entre l’algorithme KRLS et celui de Engelet coll..

Laplace avecσ0 = 0.35 et le seuil de cohérenceµ0 = 0.3. Le modèle à estimerdn est de la forme
dn = ψ(xn). Une expérimentation hors-ligne sur des séquences de5 000 échantillons a été conduite
afin de déterminer les paramètres de l’algorithme KAPA, en particulier l’ordre de projection affinep,
le pas de convergence̺et le paramètre de régularisationη. La mesure de performance retenue est l’er-
reur quadratique moyenne sur les500 derniers échantillons de chaque séquence, moyennée sur les50
séquences. L’ordre de projection a été fixé àp = 5 car les valeurs inférieures produisaient des modèles
moins performants. Les meilleurs paramètres̺ et η correspondent aux valeurs9 × 10−4 et 7 × 10−3.
Ces valeurs ont été obtenues par une recherche dans(10−4 ≤ ̺ ≤ 10−1)× (10−3 ≤ η ≤ 10−2) avec un
pas logarithmique2× 10−k dans chaque intervalle[10−k, 10−k+1].

Nous avons étudié l’algorithme KAPA sur une série de 50 séquences de5 000 observations. L’ordre
des modèles que nous avons obtenus est égal à5.4, en moyenne, comme dans le cas de l’algorithme
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FIG. 9.5 – Convergence de l’algorithme KRLS pour un suivi de système.
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FIG. 9.6 – Convergence des algorithmes KAPA, KNLMS et KRLS pour des entrées(a) blanches et(b)
colorées.

KRLS puisque nous avons utilisé le même critère de parcimonie. Les performances en régime statique
ont été évaluées grâce à l’erreur quadratique moyenne de prédiction, en considérant les500 dernières
observations, soit1500

∑5000
n=4501(dn−ψn−1(xn))

2. Avec l’algorithme KAPA, nous avons obtenu une va-
leur moyenne de0.0839 sur les 50 séquences. Cette erreur est supérieure à celle de l’algorithme KRLS,
estimée à0.0711. La complexité algorithmique de l’algorithme KAPA est en revanche moindre. Pour
l’algorithme KNLMS, correspondant àp = 1, nous avons abouti aux meilleures performances avec
̺ = 5× 10−3 etη = 9× 10−3. L’ordre du modèle n’a pas varié,5.4 en moyenne. Avec la même mesure
de performance, nous avons obtenu0.0896 pour l’algorithme KNLMS. Comme prévu, la complexité cal-
culatoire réduite de ce dernier pèse sur ses propriétés de convergence par rapport aux algorithmes KAPA
et KRLS. Pour comparer le comportement transitoire de KAPA et KNLMS, nous avons reconfiguré les
paramètres du premier afin qu’il ait les mêmes performances en état statique que le second. Nous avons
abouti alors àp = 3, ̺ = 3 × 10−3 et η = 5 × 10−2. La Figure 9.6(a) illustre l’évolution de l’erreur
quadratique moyenne pour les trois algorithmes, après les avoir lissées sur 20 échantillons consécutifs.
La vitesse de convergence de KAPA est intermédiaire entre celles de KRLS et de KNLMS. Nous avons
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sont indiqués par des étoiles.

repris l’expérience oùxn est donnée par un processus Gaussien coloré, obtenue en filtrant un bruit blanc
Gaussien à l’aide d’un filtre de réponse impulsionnelle[0.9045 1 0.9045 0]. L’ordre des modèles aux-
quels on a abouti était en moyenne de8.64 pour KAPA et KNLMS, comme c’est le cas avec KRLS. La
Figure 9.6(b) illustre l’évolution de l’erreur quadratique moyenne pourles trois algorithmes.

9.2 Applications diverses

9.2.1 Modélisation de systèmes chaotiques – la carte de Hénon

La modélisation de systèmes non-linéaires a fait l’objet deplusieurs travaux, et en particulier les
systèmes dits à comportement chaotique. L’un des plus étudiés est le système non-linéaire de Hénon,
décrit par l’équation

dn = 1− a1 d
2
n−1 + a2 dn−2.

On s’intéresse en particulier à la configurationa1 = 1.4 et a2 = 0.3, et à l’état initial donné pard0 =
−0.3 et d1 = 0, pour laquelle la série temporelle présente un comportement chaotique. On souhaite
modéliser cette série par une expression non-linéaire de laformedn = ψ(dn−1, dn−2) avec l’algorithme
KRLS, à partir de2 000 échantillons. Après avoir testé plusieurs noyaux, dont on aajusté les paramètres
par validation croisée, on a observé que le noyau Gaussien avecσ0 = 0.35 menait à des performances
satisfaisantes en terme d’erreur de prédiction. Dans un premier temps, on a fixé le seuil de cohérence
à µ0 = 0.1, ce qui a conduit à un dictionnaire dem = 9 éléments vérifiant (7.11). On note que le
dictionnaire obtenu satisfait à la condition suffisante d’indépendance linéaire, soitµ0 < 1/(m − 1).
L’évolution de l’erreur quadratique de prédiction est représentée à la Figure 9.7(a), où l’on indique par
des étoiles les éléments retenus pour le dictionnaire. On présente à la Figure 9.7(b) la carte de Hénon,
c’est-à-dire les données dans le plan(dn, dn−1), les prédictions ainsi que les éléments du dictionnaire.
Si ces derniers semblent choisis de manière pertinente sur les paraboles marquant les lieux de Hénon, on
remarque que les prédictions s’écartent sensiblement de cequi est attendu. Afin d’améliorer les résultats,
nous avons choisi d’augmenter la taille du dictionnaire en rehaussant le seuil de cohérenceµ0 à 0.6.
Bien que la condition suffisante d’indépendance linéaire nesoit plus vérifiée, on note une amélioration
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FIG. 9.8 – Résultats obtenus pour un seuil de cohérenceµ0 = 0.6

0 50 100 150 200 250 300
10

24

10
26

10
28

10
30

10
32

10
34

10
36

SP m=4.63

va
ri

an
ce

ex
p

liq
u

ée

itération

WV(m̂ = 299.99)

MH(m̂ = 299.97)

CW(m̂ = 215.45)

SPWV(m̂ = 105.65)

FIG. 9.9 – Evolution de la variance expliquée par la signature principale obtenue pour différentes distri-
butions temps-fréquence de la classe de Cohen. Le seuil de Cohérence étant fixé àµ0 = 0.46, le nombre
d’éléments dans le dictionnaire est donné dans la légende, moyenné sur 100 réalisation. L’algorithme
utilisé est le KNLMS

des performances grâce aux 52 éléments retenus pour le dictionnaire. En Figure 9.8, on représente(a)
l’évolution de l’erreur quadratique résultante, et(b) les cartes de Hénon des observations et de leur
prédiction. On aboutit à une erreur de prédiction plus faible, au prix d’un ordre de modèle plus élevé,
donc d’une complexité plus importante.
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FIG. 9.10 – Signatures temps-fréquences obtenues par l’usage d’un algorithme d’ACP en-ligne avec
critère de cohérence dans la même configuration que celle de la Figure 9.9 avec(a) la distribution de
Wigner,(b) la distribution de Choï-Williams, et(c) la pseudo-Wigner lissée.

9.2.2 ACP en-ligne pour l’analyse de systèmes non-stationnaires

Tout au long de ces 3 derniers chapitres, nous avons présentéle problème d’estimation fonctionnelle
dans le cadre général de la régression, où l’on cherche une fonction qui produit la réponse désirée as-
sociée à une entrée donnée. Nous nous sommes également intéressés aux liens de cette problématiques
avec celles d’autres méthodes de reconnaissance des formes, en particulier l’AFD et l’ACP à noyau.
Dans cette section, on se contente d’étudier la seconde pourl’analyse de signaux non-stationnaires dans
le domaine temps-fréquence.

On considère un système produisant des signaux non-stationnaires, à modulation fréquentielle pa-
rabolique noyée dans un bruit blanc Gaussien avec un rapportsignal-sur-bruit de l’ordre de−9 dB. On
cherche alors à déterminer cette signature principale à partir de 300 signaux de taille 64 échantillons,
par la mise en œuvre de l’algorithme séquentiel d’ACP-à-noyau pour différentes distributions temps-
fréquence12. Dans un premier temps, nous avons fixé le seuil de cohérence àµ0 = 0.46, produisant un
dictionnaire d’environ 100 éléments dans le cas de la pseudo-Wigner-lissée. On illustre à la Figure 9.9
l’évolution de la variance expliquée, moyennée sur 100 réalisations, dans le cas des distributions de Wi-
gner (WV), de Margeneau-Hill (MH), de Choï-Williams (CW), de pseudo-Wigner-lissée (SPWV), et du
spectrogramme (S). Le caractère non-monotone observé sur certaines de ces tracés est principalement dû
à la technique d’optimisation alternée considérée dans l’algorithme d’ACP en-ligne. En effet, on opère à
chaque itération une maximisation de la variance puis une normalisation par projection dans l’ensemble
des fonctions admissibles. On représente à la Figure 9.10 certaines des signatures temps-fréquence ré-
sultantes, en précisant la valeur moyenne de l’ordre du modèle pour chacune des distributions temps-
fréquence. Ces résultats concordent avec ceux obtenus toutau long de ce manuscrit sur la comparaison
entre différentes distributions temps-fréquence, voir par exemple la Figure 6.3. Il faut toutefois préciser
que le seuil de cohérence choisi n’a pas conduit à une solution parcimonieuse dans le cas de la distri-
bution de Wigner, aveĉm = 299.99, alors que le spectrogramme a permis une sélection assez stricte
des données d’apprentissage, avec seulementm̂ = 4.63 signaux sélectionnés parmi les 300 disponibles.
Pour remédier à cela, il convient de diminuer le seuil de cohérence dans le premier cas, et de le relever
dans le second cas. Ceci est illustré à la Figure 9.11, où l’ona fixé le seuilµ0 à 0.15 pour le premier, et
à0.65 pour le second.

12Les paramètres de lissage sont considérés par défaut dans laToolbox Temps-Fréquence [AFGL05]
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FIG. 9.11 – Signatures temps-fréquence obtenues dans le cas(a) de la distribution de Wigner et(b) du
spectrogramme, pour un seuil de cohérence de0.15 et0.65 respectivement.

9.3 Applications à des signaux réels

Cette section est destinée à mettre l’approche proposée en œuvre au travers d’applications biomé-
dicales13. On s’intéresse d’une part au débruitage d’un signal magnétoencéphalographique (MEG) cor-
rompu par une activité cardiaque importante, ainsi qu’à la modélisation de cette dernière à partir d’un
enregistrement électrocardiographique (ECG). On analysed’autre part les signauxcomplexe Kde l’élec-
troencéphalogramme (EEG) de sommeil, dans le domaine temps-fréquence.

9.3.1 Débruitage d’un signal MEG

L’électrencéphalographie (EEG) et la magnétoencéphalographie (MEG) sont des techniques non-
invasives permettant d’enregistrer, avec une grande résolution temporelle, les champs électriques et les
champs magnétiques résultant d’une activité neuronale dans le cerveau. Puisque les champs magnétiques
ne sont pas déformés à travers le crâne et le scalp (cuir chevelu), une résolution spatiale élevée est sou-
vent obtenue par le MEG. Ceci rend cette technique particulièrement attractive pour la localisation de
source. Toutefois, les mesures EEG et MEG sont souvent corrompues par des artéfacts, comme le mou-
vement des yeux, les activités musculaires et le rythme cardiaque. Car son amplitude est assez élevée
pour pouvoir masquer les signaux porteur d’information, onsouhaite extraire l’activité cardiaque par
des techniques dites de filtrage de signal MEG, voir [CRLS06]pour une revue des stratégies existantes.
Dans cette dernière communication, plusieurs algorithmesde filtrage à noyau reproduisant ont été pro-
posés afin de résoudre le problème d’optimisation (8.1) sansle terme d’oubli,θ = 1, et sans terme de
régularisation,η = 0. La solution est donnée parα∗ = (K⊤K)−1K⊤d = K−1d, oùK est la matrice
de Gram des données d’apprentissage. Afin d’éviter des problèmes numériques liés à l’inversion de cette
matrice, souvent mal-conditionnée, les auteurs ont recours à des techniques de régularisation à noyau,
dont l’ACP-à-noyau (KPCA), l’algorithmekernel partial least squares(KPLS) [RT02], et l’algorithme
kernel ridge regression(KRR) [SGV98a]. Les résultats montrent que les filtres obtenus permettent de
réduire efficacement les artéfacts cardiaques du signal MEG. Cette approche n’étant toutefois pas adap-
tative par essence, elle ne permet pas un suivi dans un environnement non-stationnaire contrairement aux

13Les signaux abordés dans cette section ont été enregistrés dans les laboratoires de FORENAP (FOndation pour la RE-
cherche en Neuro-sciences Appliquées à la Psychiatrie)
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FIG. 9.12 – Résultats avec le noyau Gaussien :(a) signal MEG corrompu,(b) signal ECG de référence,
(c) signal MEG débruité, et(d) contribution estimée de l’ECG dans le signal MEG.

algorithmes adaptatifs proposés dans ce manuscrit.

Des données MEG fortement corrompues par l’activité cardiaque ont été enregistrées simultanément
avec le signal électrocardiographique (ECG). Ces données ont été échantillonnées à la fréquence de
254.31 Hz, avant un passage par un filtre passe bande[0.1 50] Hz. On considère la même base de don-
nées que celle étudiée dans [CRLS06], soit deux signaux de3 000 échantillons, l’un pour l’apprentissage
et l’autre pour le test. Voir l’article en question pour plusde détails. Les signaux ECG et MEG ont été
utilisés, respectivement, comme entrée et sortie désirée du filtre afin que l’erreur résiduelle corresponde
au signal MEG débruité. On désigne dans la suite parxi et xj les séquences ECG de longueurp. On
se contente d’utiliser les configurations optimales des noyaux précisées dans [CRLS06], soit le noyau
Gaussienκ(xi,xj) = exp

(
−‖xi − xj‖2/2σ2

0

)
avecσ0 = 0.05 et p = 12, et le noyau polynômial

κ(xi,xj) = (1 + xi⊤xj)
q de degréq = 9 et de longueur d’entréep = 6. On a eu recours à l’erreur

quadratique moyenne normalisée de prédiction sur les données d’apprentissage afin de déterminer le
seuil optimal de cohérence, soitµ0 = 0.26 pour le noyau Gaussien, etµ0 = 0.75 pour le noyau poly-
nômial. Dans chaque cas, le paramètre de régularisationη a été obtenu par une recherche sur l’intervalle
[10−6, 1], avec un pas logarithmique. On a obtenu10−1 et10−3 pour les noyaux Gaussien et polynômial,
respectivement. Le choixθ = 1 correspondant à une mémoire de taille infinie a été considéré. L’erreur
quadratique moyenne normalisée de prédiction sur les données test a été de0.884 pour le noyau Gaus-
sien, et de0.879 pour le noyau polynômial. L’ordre du modèle était dem = 12 pour le premier, avec
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Noyau Gaussien Noyau polynômial
KPCA KPLS KRR KRLS KPCA KPLS KRR KRLS

Erreur quadratique moyenne0.866 0.867 0.884 0.884 0.887 0.885 0.890 0.879

TAB . 9.1 – Comparaison des résultats obtenus sur les données MEG, pour ACP-à-noyau, KPLS, KRR et
l’algorithme adaptatif KRLS proposé dans la présente étude.
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FIG. 9.13 – On représente le signal ECG à identifier, et le signal résultant du modèle retenu, de la forme
ψ(dn−1, dn−2) en haut etψ(dn−1, dn−2, dn−3) en bas. Les éléments du dictionnaire sont représentés par
les étoiles.

une fonction de Babel deµ1(m) = 0.73. Pour le second noyau, nous avons obtenu un ordre dem = 6 et
une fonction de Babel deµ1(m) = 2.73. On illustre à la Figure 9.12 les résultats obtenus pour le noyau
Gaussien. Les deux premières courbes,(a) et (b), montrent le signal MEG contaminé et le signal ECG
de référence. Les courbes(c) et (d) montrent le signal MEG débruité et le signal correspondant aux ar-
téfacts. Ces résultats confirment ceux obtenus dans [CRLS06] dans un cadre d’apprentissage hors-ligne.
Comme illustré au Tableau 9.1, notre approche offre de meilleures performances que la stratégie basée
sur KPLS pour le noyau polynômial, et est légèrement inférieure à celle basée sur l’ACP-à-noyau pour le
noyau Gaussien. Cependant, une caractéristique commune des méthodes décrites dans [CRLS06] est que
l’ordre du modèle résultant correspond à la taille de l’ensemble d’apprentissage, soit3 000 termes, les
rendant inappropriées pour une application en-ligne. Avecle critère de cohérence pour mode de contrôle
de l’ordre du modèle, ce dernier ne dépasse pas12.
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Modélisation de l’ECG

Dans le cadre d’une autre application, on reprend le signal électrocardiographique (ECG) afin de
le modéliser à partir des3 000 échantillons disponibles correspondant à environ10 cycles cardiaques.
Dans cette expérimentation, on propose d’utiliser le noyaude Laplace avecσ0 = 0.35, en fixant le seuil
de cohérence àµ0 = 0.9. On considère l’algorithme KRLS, les différents paramètres étant obtenus par
validation croisée.

Dans un premier temps, notre approche a consisté à identifierun modèle autorégressif de ce signal
de la formedn = ψ(dn−1, dn−2). Ceci a produit un dictionnaire dem = 9 éléments. On représente
à la Figure 9.13 en haut, le signal ECG et le signal obtenu selon le modèle. Au-delà d’une erreur de
convergence élevée pour les premiers500 échantillons, un décrochage pour les ondes négatives de l’ECG
est visible. Dans un second temps, on s’est intéressé à un modèle de la formedn = ψ(dn−1, dn−2, dn−3).
Ceci a conduit à une augmentation de la taille du dictionnaire, portée àm = 12. En étudiant les résultats
obtenus dans la Figure 9.13 en bas, on remarque que l’on modélise mieux le signal ECG que dans le
premier cas. On illustre à la Figure 9.14 le signal ECG, les observations obtenues à partir du modèle
ψ(dn−1, dn−2, dn−3) et les éléments du dictionnaire dans l’espace de phase, à savoir (dn, dn−1, dn−2).
Dans les deux cas, il faut noter que la condition suffisante d’indépendance linéaire n’est pas satisfaite.

9.3.2 Analyse des complexes K dans l’EEG de sommeil

Dans une deuxième application, on étudie un événement transitoire particulier observé dans l’élec-
troencéphalogramme (EEG) de sommeil, lecomplexe K. Le complexe K est souvent caractérisé par un
aspect biphasique, avec une onde positive rapide suivie d’une onde négative de grande amplitude. Il dure
environ 1 seconde, avec un spectre limité au support fréquentiel compris entre 1 et 4 Hz. Il se distingue
naturellement de l’électroencéphalogramme de fond en stade 2 de sommeil par son amplitude, tandis
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FIG. 9.14 – On représente dans l’espace de phase les données ECG àmodéliser, et les observations obte-
nues à partir du modèle de la formeψ(dn−1, dn−2, dn−3). Les éléments du dictionnaire sont représentés
par les étoiles.

137



Chapitre 9. : Applications

−100

−50

50

100

Temps(s)

A
m

pl
itu

de
(µ

V
)

−150

150

0

0 2

−100

−50

50

100

Temps(s)

A
m

pl
itu

de
(µ

V
)

−150

150

0

0 2

−100

−50

50

100

Temps(s)

A
m

pl
itu

de
(µ

V
)

−150

150

0

0 2

Fréquence (Hz) Temps (s)

2

0 0

16

Fréquence (Hz) Temps (s)

2

0 0

16

Fréquence (Hz) Temps (s)

2

0 0

16

FIG. 9.15 – Représentations de 3 signaux de complexes K dans les domaines temporel et temps-fréquence
(distribution de Wigner).

qu’il demeure difficile à isoler en stades 3 et 4, principalement en raison de la présence d’autres phé-
nomènes non-stationnaires présents dans l’EEG. On proposed’étudier la structure temps-fréquence de
ces signaux transitoires. Pour cela, on dispose d’un ensemble de 292 signaux de complexe K, de durée
2 secondes avec une fréquence d’échantillonnage de 32 Hz, donc compatible avec le support fréquentiel
du complexe K. Ces signaux sont synchronisés au passage par zéro de l’onde transitoire. On représente
à la Figure 9.16 trois signaux de complexe K choisis (aléatoirement) parmi l’ensemble de données dis-
ponibles. Les représentations dans le domaine temporel et temps-fréquence montrent la diversité de sa
signature.

On propose dans un premier temps de déterminer la signature temps-fréquence principale associée au
complexe K, au sens de l’analyse en composantes principales. Pour cela, on considère la mise en œuvre
de l’ACP-à-noyau dans le domaine de la distribution de Wigner, avec le noyau reproduisant quadratique
donné par l’expression (3.4), soitκW (xi,xj) = |〈xi,xj〉|2. La (première) signature temps-fréquence
principale est donnée par l’expression (4.11), soitΨ =

∑n
i=1 αiWxi , où lesn coefficientsαi sont

donnés par le vecteur propre associé à la plus grande valeur propre de la matrice Gram (centrée) de l’en-
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FIG. 9.16 – Les 3 premières signatures temps-fréquence principales obtenues par l’ACP-à-noyau et la
distribution de Wigner, pour l’ensemble des 292 signaux de complexe K.
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FIG. 9.17 – Résultats obtenus par l’algorithme séquentiel d’ACP-à-noyau avec le seuil de cohérence fixé
à0.2. Dans(a) on représente la signature temps-fréquence principale associée au complexe K, et en(b)
on illustre l’évolution de la variance expliquée, moyennéesur 100 évaluations, et lissée selon l’axe des
abscisses par une fenêtre de taille 19.

semble d’apprentissage. La Figure 9.16 illustre les 3 premières signatures principales, où l’on aperçoit
les signatures temps-fréquence les plus pertinentes. On peut y distinguer une composante tonale (à fré-
quence constante) dans(a), et dans(b) et (c) deux composantes contribuant à une forme hyperbolique
dans le plan temps-fréquence. Ces signatures ne sont pas parcimonieuses, au sens où elles nécessitent
l’évaluation de la distribution de Wigner pour les292 signaux de l’ensemble d’apprentissage. Toutefois,
il faut préciser que certains signaux ne contribuent pas essentiellement à la signature principale, alors
qu’il est toujours nécessaire de les considérer dans l’ACP-à-noyau classique.

Dans un second temps, on propose d’aborder le problème de la parcimonie de la signature principale.
L’usage du critère de cohérence permet de sélectionner un sous-ensemble pertinent des distributions de
Wigner. Le modèle résultant est de la formeΨ =

∑m
j=1 αjWxωj

, où l’ordrem du modèle dépend du
seuil de cohérenceµ0 fixé et lesωj forment un sous-ensemble de{1, · · · , n}. Lesm distributions de Wi-
gner ainsi retenues sont optimales au sens de l’ACP-à-noyau, comme préconisé par la Proposition 7.7.
Les coefficientsαj du modèle sont alors donnés par l’algorithme séquentiel présenté au Tableau 8.5, per-
mettant ainsi de prendre en compte tous les éléments de l’ensemble d’apprentissage, retenus et écartés du
modèle réduit. Les résultats obtenus sont moyennés sur une base de 100 évaluations à partir de séquences
aléatoires de l’ensemble des signaux disponibles. On fixe leseuil de cohérence àµ0 = 0.2, sans terme
de régularisationη = 0. Le pas de convergence est obtenu par recherche sur une grille de valeurs, et est
fixé à0.0075. La Figure 9.17 illustre en(a) la signature temps-fréquence principale, où l’on retrouvela
signature hyperbolique dans le plan temps-fréquence avec une composante à fréquence constante plus
prononcée, ainsi que des termes hyperboliques que l’on peutqualifier d’interférences. On trace en(b)
l’évolution, en fonction du nombre de données disponibles,de la variance des distributions projetées sur
celle-ci, lissée sur 19 échantillons selon l’axe des abscisses. L’ordre du modèle résultant est en moyen
de15.92. Au-delà de la distribution classique de Wigner, on peut aussi considérer d’autres distributions
temps-fréquence de la classe de Cohen, en particulier la pseudo-Wigner-lissée et le spectrogramme, sous
contrainte d’augmenter le seuil de cohérence afin d’obtenirdes modèles d’ordre similaire. On fixe alors
le seuil de cohérence à0.55 pour la première et0.7 pour la seconde, conduisant à des modèles d’ordres
respectifs16.54 et 13.25. Les signatures principales résultantes et l’évolution dela variance expliquée
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sont illustrées à la Figure 9.18. La signature hyperboliqueest apparente dans le cas de la pseudo-Wigner-
lissée, avec une composante tonale plus prononcée et une suppression des termes interférentiels. Dans le
cas du spectrogramme, le lissage élevé cache cette structure au profit de la composante tonale, similaire
à celle obtenue avec la première signature principale dans le cas de l’ACP-à-noyau, voir Figure 9.16(a).
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FIG. 9.18 – Résultats obtenus comme pour la Figure 9.17, pour la distribution pseudo-Wigner-lissée (en
haut) et pour le spectrogramme (en bas), en fixant les seuils de cohérence à0.55 et0.7 respectivement.
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Dans ce mémoire de thèse, nous avons proposé des outils flexibles et puissants pour l’analyse de
signaux non-stationnaires. Deux approches complémentaires ont été présentées : d’une part la mise en
œuvre des méthodes à noyau dans le domaine temps-fréquence,et d’autre part le développement d’algo-
rithmes d’apprentissage en-ligne reposant sur des techniques classiques de filtrage adaptatif.

Nous avons introduit dans un premier temps un cadre général pour bénéficier des plus récents dé-
veloppements des méthodes à noyau dans le domaine de l’analyse temps-fréquence grâce à un choix
approprié de noyau reproduisant. Nous avons commencé par lamise en œuvre de l’analyse en com-
posantes principales à noyau dans cet espace. L’efficacité calculatoire d’une telle approche face à une
technique d’ACP conventionnelle a été étudiée, et validée par des expérimentations. Sa pertinence a été
démontrée au travers d’applications sur des signaux synthétiques et réels issus d’un environnement bio-
médical. Puis nous avons étendu ce spectre de méthodes aux techniques d’apprentissage supervisé, pour
la discrimination et la classification de signaux non-stationnaires. L’analyse factorielle discriminante et
les Support Vector Machines ont été successivement considérées. Nous avons montré comment ces diffé-
rentes techniques peuvent profiter de la diversité des espaces de représentation de signaux que procurent
les distributions temps-fréquence de la classe de Cohen. Lasélection d’une représentation adaptée à la
résolution d’un problème de classification demeurait toutefois une question récurrente. Nous avons donc
proposé une solution reposant sur un critère généralement utilisé pour la sélection de noyau reproduisant :
l’alignement noyau-cible.

Si la complexité des méthodes à noyau ne dépend pas de l’espace de représentation adopté, l’ordre
des modèles résultants correspond néanmoins au nombre de données d’apprentissage disponibles. Ceci
réduit à néant toute perspective de traitement en-ligne desdonnées sans dispositif complémentaire. Nous
avons donc proposé dans un second temps de travailler sur la parcimonie des solutions à l’aide d’un
critère directement inspiré de la littérature relative à l’approximation parcimonieuse de fonctions : la co-
hérence d’un dictionnaire. Nous en avons étudié les nombreuses propriétés et établi un lien avec d’autres
critères tels que l’erreur d’approximation linéaire et l’entropie de Rényi. Nous avons enfin fait un rap-
prochement avec l’ACP. Dans un dernier temps, nous avons misen œuvre ces principes dans le cadre de
problèmes d’identification de systèmes non-linéaires et non-stationnaires. Des algorithmes originaux de
filtrage adaptatif non-linéaire ont ainsi été développés, puis testés sur des signaux synthétiques et réels.

Discussion et perspectives

Nous avons essentiellement proposé de nouveaux outils d’analyse pour les signaux non-stationnaires
dans le domaine temps-fréquence. Nous nous sommes contentés d’étudier les distributions temps-
fréquence de la classe de Cohen, en évoquant simplement de possibles extensions vers d’autres classes
de représentations. Les méthodes temps-échelle se prêteraient également à ce type de développements,
en particulier l’analyse en ondelettes. On pourrait alors envisager celle-ci et ses liens avec les méthodes
à noyau dans le cadre d’autres applications telles que le traitement d’images. Des critères tels que l’ali-
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gnement noyau-cible pourraient également être utilisés pour le choix de l’ondelette optimale pour un
problème donné.

Tout au long de ce manuscrit, nous avons cherché à diversifierles méthodes à noyau présentées afin de
couvrir une vaste famille d’applications potentielles, sans prétendre à l’exhaustivité. Toutefois, certaines
techniques n’ont pas été abordées. En particulier, la séparation de sources a fait l’objet de travaux dans
le domaine temps-fréquence dans [BA98, AD05]. Des techniques d’analyse en composantes indépen-
dantes et séparation aveugle de sources ont également été proposées dans le cadre général des méthodes
à noyau [BJ03]. On pourrait à présent envisager de croiser ces travaux à la lumière des développements
présentés dans ce manuscrit. D’autres applications sont également envisageables, telles que le détec-
tion de changement et le mise en œuvre de techniques de régression dans le domaine temps-fréquence.
Enfin, les méthodes proposent différentes techniques dans le cadre générique de lareconstruction de pré-
images. Elles visent à déterminer un échantillonx deX qui produit à travers l’applicationφ associée au
noyau reproduisant considéré, une imageφ(x) proche d’un élément deH donné [MSS+99, KT03]. Ces
principes pourraient être utilisés pour identifier un signal à partir d’une distribution temps-fréquence don-
née, non nécessairement valide car obtenue au terme d’une ACP à noyau temps-fréquence par exemple. Il
conviendrait alors de comparer ces stratégies avec celles développées dans un contexte purement temps-
fréquence [HK92,Hla98].

Autour du thème de l’optimalité d’un espace de représentation, il serait intéressant d’étudier celle
d’une distribution temps-fréquence dans le cadre de problèmes d’analyse non-supervisée tels que l’ACP.
Le critère adopté dans ce manuscrit, l’alignement noyau-cible, ne répond en effet pas à cette question
et la littérature ayant trait aux méthodes à noyau offre peu de solutions. Une piste possible pourrait
être celle suivie dans de récents travaux relatifs à la consistence de la matrice de Gram pour un tel
problème [ZBB04,STWCK05].

Nos perspectives dans le cadre de l’apprentissage en-lignesont aujourd’hui de plusieurs ordres. La
première concerne une étude théorique et pratique plus approfondie des différentes variantes d’algo-
rithmes proposées et de leurs performances. Le domaine du traitement adaptatif offre déjà de nombreux
outils dont il faudrait s’inspirer. Enfin, il serait également souhaitable de lancer des investigations plus
poussées vers d’autres critères de parcimonie, en s’appuyant sur l’abondante littérature ayant trait aux
méthodes de représentation creuse.
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Annexe A

Classification dans le domaine
temps-fréquence par l’algorithme des

support vector machines
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Le domaine de la reconnaissance des formes connaît une révolution depuis le milieu des années 90
avec la théorie de l’apprentissage statistique et l’avènement desSupport Vector Machines(SVM) pour
la résolution de problèmes de détection, de classification et de régression. Clairement, les techniques
conventionnelles de décision en environnement non-stationnaire n’ont pas encore profité de ces avancées
récentes, ni de la théorie qui les accompagne. On propose dans cette annexe la mise en œuvre des SVM
dans le domaine temps-fréquence.

Cette annexe est organisée ainsi. On commence par un rappel sur les fondements de la théorie de
l’apprentissage statistique, plus particulièrement la VC-dimension et les principes de minimisation des
risques empirique et structurel. Puis on présente l’algorithme classique des SVM dans les cas de données
linéairement et non-linéairement séparables. On adapte cette approche au domaine temps-fréquence pour
la classification de signaux non-stationnaires, avant de conclure par des expérimentations.
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Annexe A. : Classification dans le domaine temps-fréquence par les SVM

A.1 Introduction

Pour un problème d’apprentissage donné, les meilleures performances en généralisation peuvent
être atteintes lorsqu’on trouve un compromis satisfaisantentre les performances atteintes sur l’en-
semble d’apprentissage et la capacité d’apprentissage de la famille de statistiques considérée. Ce concept
s’est concrétisé par la théorie de l’apprentissage statistique, élaborée au milieu des années 90 par Vap-
nik [Vap95] mais dont les premiers éléments remontent aux années 70 [VC71]. Les deux piliers de cette
théorie sont les principes inductifs de la minimisation du risque empirique et du risque structurel. Cette
théorie a mis en évidence une nouvelle classe de méthodes d’apprentissage pour la reconnaissance des
formes, lesSupport Vector Machines[BGV92]. Ces structures, couramment appelées SVM, constituent
des solutions à marge maximale entre l’hyperplan séparateur qu’elles définissent et les échantillons d’un
ensemble d’apprentissage. Des considérations fondamentales sur les espaces de Hilbert à noyau repro-
duisant, regroupées sous le principe du coup du noyau, leur assure une extension non-linéaire.

Différentes approches ont été récemment proposées dans la littérature, combinant le domaine temps-
fréquence pour le traitement non-linéaire du signal et les SVM pour la synthèse de classifieurs. On
peut les regrouper principalement en deux catégories. D’une part, on trouve les techniques classiques de
construction d’un vecteur de descripteurs (ou de caractéristiques), ceux-ci étant extraits du plan temps-
fréquence, comme par exemple la variance de la fréquence instantanée. Dans [GGR04], les auteurs re-
courent aux SVM classiques associés au noyau Gaussien qu’ils appliquent à des vecteurs de descripteurs
globaux, tandis que l’évolution de vecteurs de descripteurs locaux est prise en compte [RDR+07] et un
algorithme de SVM à une classe [Tax01] est considéré. Ces techniques nécessitent toutefois une sélection
appropriée de l’ensemble de descripteurs à utiliser. D’autre part, des techniques plus globales consistent
à considérer le plan temps-fréquence tout entier. Celles-ci ont été introduites par les travaux de Davy
et coll. [GDDR01, DGDR02], amenant à combiner distributions temps-fréquence et SVM. L’approche
proposée consiste à utiliser comme espace d’entrée, non pasles signaux mais leurs distributions temps-
fréquence, et appliquer les SVM associées au noyau Gaussien. Cette approche exige cependant le calcul
explicite des différentes distributions temps-fréquencede l’ensemble des signaux d’apprentissage afin de
déterminer la matrice de Gram correspondante.

On présente dans cette annexe l’algorithme classique de SVM, comme initialement proposé dans
[BGV92] pour un problème de classification à deux classes. Toutefois, il existe une grande variété d’al-
gorithmes selon les applications envisagées. Parmi ceux-ci, on trouve l’apprentissage à une classe, avec
one class SVM, et lesν-SVM. Différents algorithmes de SVM pour les problèmes multi-classes ont été
proposés tout au long de la dernière décennie, dont des techniques de types un-contre-tous [Vap95] (et
amélioré dans [Vap98]) et un-contre-un [Kre99] ; Voir [Abe03] pour une comparaison des récentes tech-
niques proposées. On peut aussi citer les travaux de Crammeret coll.qui proposent un cadre général de
codage permettant d’adapter les algorithmes classiques deSVM au cas multi-classes [CS00, CS02a]. A
l’exception de [EPM00], peu de travaux ont considéré les principes inductifs de minimisation des risque
empirique et structurel afin d’élaborer un algorithme de SVMmulti-classes approprié.

A.2 Éléments de théorie de l’apprentissage statistique

On reprend la théorie de l’apprentissage statistique, comme proposée au Chapitre 1, en introduisant
des résultats clés sur les capacités et les performances en généralisation des méthodes d’apprentissage.
Les éléments de cette section sont principalement extraitsde [Vap95,Vap98].
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A.2.1 Position du problème

On rappelle le schéma de l’apprentissage statistique, comme introduit au Chapitre 1, dans le cadre
d’un problème supervisé. On cherche à déterminer la relation qui lie un espace d’entréeX à un espace
de sortieY. Cette relation, définie par un modèleψ, minimise le risque réel

R(ψ) =

∫

X×Y
V (ψ(x), y) dP (x, y), (A.1)

avec dP (x, y) = P (x, y) dxdy, etV la fonctionnelle coût qui vise à pénaliser l’erreur entre lasortie es-
timéeψ(x) et celle désiréey. On désigne parψ∗ la fonction minimisant le risque réel (A.1). La résolution
de ce problème nécessite la connaissance de la distributionde probabilité conjointeP (x, y), supposée
inaccessible. On dispose au lieu de cela d’un ensemble den couples échantillonnés aléatoirement selon
cette distribution, que l’on désigne parAn = {(x1, y1), . . . , (xn, yn)}, où (xi, yi) ∈ X × Y. A partir de
ces données, on cherche à minimiser le risque empirique

Rn(ψ) =
1

n

n∑

i=1

V (ψ(xi), yi). (A.2)

La minimisation du risque empirique est un problème mal-posé, puisqu’il existe une infinité de fonc-
tions faisant état d’un apprentissage exacte. Toutefois, la plupart de ces fonctions ne déterminent pas
les bonnes étiquettes sur de nouvelles données, pourtant obtenues à partir de la même distribution de
probabilitéP . Pour remédier à cet inconvénient, on a recours à une restriction du domaine des fonctions
candidates. On considère par exemple des fonctions régulières reflétant la régularité du problème traité.
Parmi un ensembleF de fonctions, on détermine alors la fonctionψ∗

n minimisant le risque empirique
(A.2), selon

ψ∗
n = arg min

ψ∈F
Rn(ψ).

Rien ne garantit que la solution ainsi obtenue, au travers duprocessus d’apprentissage, ne soit optimale
au sens de la minimisation du risque réel (A.1) dans la familleF des fonctions candidates. L’optimalité
dans ce dernier cas peut s’exprimer selon l’expression

ψ∗
F = arg min

ψ∈F
R(ψ).

Les fonctionsψ∗
n, ψ∗

F et ψ∗ correspondent respectivement à la fonction obtenue par un processus
d’apprentissage au sein de la familleF , à celle minimisant le risque réel dansF , et à la fonction op-
timale au sens de Bayes. Ces fonctions sont comparées entre elles à partir des risques en question. En
considérant les deux premières, on désigne par erreur d’estimation, notéeEestim, la différence des risques
réel et empirique au sein deF , selon

Eestim. = Rn(ψ
∗
n)− inf

ψ∈F
R(ψ).

Cette erreur dépend de l’ensemble d’apprentissage et du processus d’apprentissage, ainsi que deF .
D’autre part, en considérant les deux dernières, on obtientl’erreur d’approximation,Eapprox., définie par

Eapprox.= inf
ψ∈F

R(ψ)−R(ψ∗).

Ne dépendant que du choix deF , elle détermine la difficulté d’approximer le modèle optimal ψ∗ à
partir de cet ensemble de fonctions. En combinant les deux erreurs, l’erreur d’estimation et l’erreur
d’approximation, on obtient l’erreur dite de modélisationdéfinie selon l’expression

Emodél. = Eestim.+ Eapprox.= Rn(ψ
∗
n)−R(ψ∗).
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FIG. A.1 – Représentation schématique des différentes erreursdues à la minimisation du risque empi-
rique sur un ensembleF de fonctions.

On illustre à la Figure A.1 les différentes sources d’erreurinduites par une procédure d’apprentissage
visant à minimiser le risque empirique sur un ensemble d’apprentissage, en considérant une familleF
de fonctions candidates. La minimisation de l’erreur de modélisation fait intervenir deux termes anta-
gonistes,Eestim. et Eapprox.. Afin de diminuer la première, on a recours à une familleF plus riche en
augmentant le nombre de fonctions candidates, au détrimentde la seconde. Réciproquement, l’usage
d’une familleF plus réduite entraîne une diminution deEestim. tandis queEapprox.croît. Ce phénomène
n’est autre que le fameux compromis biais-variance.

Établie par les travaux précurseurs de Vapnik et Chervonenkis [VC71], la théorie de l’apprentissage
statistique visent à traiter ce compromis en considérant deux problèmes. Dans un premier temps, la fa-
mille de modèles étant fixée, l’étude concerne la convergence uniforme du risque empirique vers le risque
le plus proche du risque réel pour ces fonctions candidates.Il s’agit du principe inductif de minimisation
du risque empirique. Dans un second temps, la question du choix de la famille de modèles est alors posée.
La sélection de la famille optimale est alors considérée en recherchant le meilleur compromis possible.
Il s’agit du principe inductif de minimisation du risque structurel.

A.2.2 Dimension de Vapnik-Chervonenkis

La dimension de Vapnik-Chervonenkis, ou encore VC-dimension, d’une famille de fonctions est une
mesure de sa capacité d’apprentissage. SoitF une famille de fonctions définies surX .

Définition 7 (VC-dimension). La dimensionh de Vapnik-Chervonenkis d’une familleF donnée est le
plus grand nombre d’éléments de l’ensemble des réalisationsX dont les fonctions deF peuvent réaliser
toutes les2h dichotomies.

Le sens d’une dichotomie est naturel pour une famille de fonctions à valeur binaire, soit{0, 1} dans
le cas d’une famille de détecteurs, ou encore{−1,+1} pour une classification. Cette dichotomie s’étend
aisément aux familles de fonctions à valeurs réelles, au sens suivant : pour toute partition de l’espace des
réalisations,X+∪X− = X , il existe au moins une fonctionψ deF telle que l’hypothèseψ(x) ≷

X+

X−
0 est

vérifiée pour toutx ∈ X . Il faut toutefois noter que cette expression est souvent considérée en remplaçant
le seuil 0 par un seuil arbitraire.
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FIG. A.2 – Détermination de la VC-dimension des discriminants linéaires, delR (première ligne) etlR2

(deuxième ligne).

Bien avant les développements proposés par Vapnik et Chervonenkis [VC71], l’intérêt d’une caracté-
risation de la capacité d’apprentissage d’une famille de classifieurs a été souligné par Cover dans le cadre
des discriminants linéaires [Cov65]. Afin d’illustrer la notion de VC-dimension, on s’intéresse précisé-
ment à présent à celle des discriminants linéaires dans l’espacelRl, en commençant parl = 1 et l = 2.
DanslR, toute fonction appartenant àF est de la formeψ(x) = wx + w0. Comme illustré à la Figure
A.2 (a), deux points{x1, x2} peuvent être discriminés par des fonctions deF , en réalisant toutes les di-
chotomies que l’on représente sous forme de couples{}/{x1, x2}, {x1}/{x2}, {x2}/{x1}, {x1, x2}/{}.
Cependant, pour trois points{x1, x2, x3} on ne peut pas obtenir les23 dichotomies comme le montre
la Figure A.2(b) avec le couple{x1, x3}/{x2}. On dit alors que les discriminants linéaires delR ad-
mettent une VC-dimension égale à 2. En considérantlR2, on peut avoir que toutes les dichotomies de
3 points peuvent être réalisées comme cela est présenté en Figure A.2(c). Il n’en est en revanche pas
de même pour 4 points, la dichotomie{x1, x4}/{x2, x3} étant impossible à obtenir comme le montre
la Figure A.2(d). La VC-dimension des discriminants linéaires delR2 est donc égale à 3. On peut
étendre aisément ce résultat àlRl, où l’ensemble des discriminants linéairesψ(x) = 〈w, x〉X + w0 ad-
met une VC-dimension égale àl+ 1. Bien que la VC-dimension des discriminants linéaires corresponde
au nombre de paramètres libres, cette analogie n’est pas vraie dans le cas général comme illustré par
plusieurs contre-exemples dans [Vap95].
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A.2.3 Principe de minimisation du risque empirique

La pertinence de la substitution du risque réel par le risqueempirique est donné par le principe de
minimisation du risque empirique. Le théorème suivant est un résultat clé de la théorie de l’apprentissage.

Théorème 8. SoitF une famille de fonctionsψ. Le principe de minimisation du risque empirique est
consistant si et seulement si le risque empirique converge uniformément vers le risque réel au sens
probabiliste suivant :

P (sup
ψ∈F
{R(ψ) −Rn(ψ)} > ǫ) −→

n→∞
0

pour toutǫ > 0.

En pratique, on ne peut pas invoquer ce théorème puisqu’il fait appel à la distribution de probabilité
inconnueP (x, y) dans le calcul du risque réelR. La théorie de l’apprentissage statistique offre non
seulement un résultat qualitatif sur la convergence uniforme du risque empirique vers le risque réel pour
tout un ensemble des fonctions candidates, mais aussi des bornes explicites sur la vitesse de convergence
de l’expression du Théorème 8. De plus, on montre qu’il existe une borne dite universelle ne dépendant
pas de la distribution de probabilité des données. Plus encore, il est possible de démontrer que la borne
suivante est satisfaite pour toute familleF de fonctions à VC-dimensionh :

P (sup
ψ∈F
{R(ψ)−Rn(ψ)} > ǫ) ≤ 4 (2 en/h)h e−nǫ

2/8, (A.3)

pour toutǫ > 0. Ce résultat permet de préciser le principe de minimisationdu risque empirique pré-
senté au Théorème 8. Avec une VC-dimension finie, la convergence uniforme est alors satisfaite, et le
principe de minimisation du risque empirique est consistant. Il s’avère que cette condition est également
nécessaire. Ce résultat, valable pour toute famille de fonctions, constitue une généralisation des bornes
proposées séparément par Kolmogorov et Smirnov, largementrépandues en statistique classique. Ces
bornes classiques sont de plus valables asymptotiquement,comparées à l’expression (A.3) qui est satis-
faite pour un nombre fini d’observations. Vapnik énonce dans[Vap95] d’autres inégalités, comme par
exemple une borne supérieure sur l’écart entre les risques empirique et réel. Depuis sa formulation ori-
ginelle, plusieurs travaux ont revisité l’expression (A.3), en proposant des bornes de plus en plus fines.
On pourra se référer à [Vay00] pour un aperçu sur ces différentes améliorations, dont

P (sup
ψ∈F
{R(ψ) −Rn(ψ)} > ǫ) ≤ 4 (2 en/h)h e−nǫ

2
. (A.4)

A partir de l’expression (A.4), il est possible de déduire unintervalle de confiance liant les risques
empirique et réel pour un fonction appartenant à familleF donnée. Le résultat est donné dans le théorème
suivant.

Théorème 9. Pour toute fonctionψ appartenant à une familleF , l’inégalité suivante est satisfaite avec
une probabilité au moins égale à1− ǫ

R(ψ) ≤ Rn(ψ) + C(h, n, ǫ), (A.5)

oùC désigne la largeur de l’intervalle de confiance qui dépend dela taille de l’ensemble d’apprentissage
n, de la VC-dimensionh deF , et du niveau de confiance accordéǫ, vérifiant l’expression

C(h, n, ǫ) =

√
h

n

(
1− log 2

h

n

)
− 1

n
log

ǫ

4
. (A.6)
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F1

F∗
Fk

VC-dimension

Rn(ψ)

Borne surR(ψ)

C(h, n, ǫ)

h1 h∗ hk

FIG. A.3 – Représentation schématique du principe de minimisation du risque structurel.

Pour les faibles valeurs du quotienth/n, la largeurC de l’intervalle de confiance est proche de zero,
signifiant que le risque empiriqueRn(ψ) tend vers le risque réelR(ψ). Il s’agit là de l’essence même
de ce principe d’induction. En revanche, pour les valeurs deh/n élevées (proche de 1), la largeur de
l’intervalle de confiance est considérable, etRn(ψ) ne permet plus une bonne estimation deR(ψ). Le
compromis entre ces deux quantités est étudié par le principe de minimisation du risque structurel.

A.2.4 Principe de minimisation du risque structurel

Le principe de minimisation du risque empirique incite à la minimisation de celui-ci à tout prix. Tou-
tefois, rien ne garantit que les performances atteintes soient proches du risque optimal, au sens de Bayes.
Un contrôle de la capacité en généralisation est souvent nécessaire. Ceci est en particulier indispensable
pour les ensembles d’apprentissage de faible taille ayant un quotienth/n supérieur à5%, où ce quotient
correspond à la VC-dimension rapportée par donnée d’apprentissage. Dans ce paragraphe, on présente le
principe inductif pour contrôler la capacité en généralisation, en contrôlant la VC-dimension du modèle.
C’est le principe de minimisation du risque structurel.

Le Théorème 9 détermine une borne supérieure sur le risque réel pour toute fonction d’une famille
donnéeF , avec une probabilité au moins égale à1 − ǫ. La borne supérieure fait intervenir deux termes
antagonistes, le risque empiriqueRn et la largeur de l’intervalle de confianceC. Étant donné un ensemble
d’apprentissage, la VC-dimension du modèle permet de contrôler ce compromis comme préconisé par
Vapnik avec le principe de minimisation du risque structurel. Pour cela, au lieu d’envisager une seule
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famille de fonctions, on considère une séquence de plusieurs famillesFk imbriquées, selon

F1 ⊂ F2 ⊂ . . . ⊂ Fk ⊂ . . . ,

en tenant compte de certaines contraintes techniques énoncées dans [Vap95]. Un exemple particulier
d’une telle structure correspond aux famillesFk de fonctions polynômiales de degrék. En notanthk la
VC-dimension supposée finie associée àFk, on peut alors déduire que

h1 ≤ h2 ≤ . . . ≤ hk ≤ . . . .

Cette séquence croissante des VC-dimensions a deux conséquences indissociables. On a d’une part une
séquence décroissante de risques empiriques correspondant à la fonction optimale de chaque famille, soit

inf
ψ∈F1

Rn(ψ) ≥ inf
ψ∈F2

Rn(ψ) ≥ . . . ≥ inf
ψ∈Fk

Rn(ψ) ≥ . . . .

D’autre part, on a une séquence croissante du terme relatif àl’intervalle de confiance dans (A.5) tel que

C(h1, n, ǫ) ≤ C(h2, n, ǫ) ≤ . . . C(hk, n, ǫ) ≤ . . . .

En représentant ces résultats sur la Figure A.3, on résume leprincipe de minimisation du risque structurel
par les deux étapes suivantes :

1. Pour chaque familleFk, déterminer la fonction optimale minimisant l’erreur empirique

ψ∗
n,Fk = arg min

ψ∈Fk
Rn(ψ).

2. Parmi toutes les fonctions optimales obtenues, opter pour celle garantissant la borne supérieure
Rn(ψ

∗
n,Fk) + C(hk, n, ǫ) la plus favorable,

ψ∗
n = arg min

k≥1
{Rn(ψ∗

n,Fk) +C(hk, n, ǫ)}.

La viabilité théorique de ce principe se heurte à quelques difficultés lors de sa mise en œuvre. Parmi
celles-ci, notons la nécessité de connaître la VC-dimension des famillesF . De plus, en élaborant un
résultat indépendamment de la distribution de probabilitéconjointeP (x, y), le Théorème 9 propose une
borne supérieure souvent surestimée. Afin de pallier ces inconvénients, des techniques de validation
croisée ou de ré-échantillonnage sont souvent considérées, comme étudié par exemple dans [SBSS99]
pour les SVM.

A.3 Support vector machines

Au paragraphe précédent, on a posé les fondations de la théorie de l’apprentissage statistique à partir
du concept de VC-dimension. Ce paragraphe est dédié à la miseen œuvre de ce cadre théorique à l’aide
des SVM. Le critère considéré correspond à la maximisation de la marge entre l’hyperplan séparateur
recherché et les éléments de chaque classe de l’ensemble d’apprentissage, comme illustré à la Figure
A.4.
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−w0

‖w‖

marge= 2
‖w‖

〈w, ·〉X + w0 = 0

〈w, ·〉X + w0 = +1

〈w, ·〉X + w0 = −1

FIG. A.4 – Schéma d’un séparateur avec les différentes quantités associées aux SVM. Les support vectors
sont identifiés par des cercles

A.3.1 VC-dimension et discrimination linéaire

Depuis leur introduction au début des années 90 dans [BGV92], les SVM ont permis des avancées
considérables en reconnaissance des formes, d’une part avec des propriétés de généralisation soutenues
par la théorie de l’apprentissage statistique, et d’autre part avec des algorithmes sans cesse plus perfor-
mants grâce à l’usage du coup du noyau et l’évolution des techniques d’optimisation.

SoitAn un ensemble d’apprentissage den donnéesxi ∈ X , avec leurs étiquettesyi = ±1. En sup-
posant que ces données sont linéairement séparables, il existe alors une infinité d’hyperplans séparateurs
définis par des expressions de la formeψ(x) = 〈w, x〉X + w0 telles queyiψ(xi) ≥ 1. On désigne par
Fδ l’ensemble des hyperplans séparateurs distants d’au moinsδ des éléments des deux classes, soit

Fδ = {ψ(·) = 〈w, ·〉X + w0 : |ψ(x)| ≥ 1, ‖w‖ ≤ 1/δ}.

Le théorème suivant est dû à Vapnik [Vap82].

Théorème 10.La VC-dimensionhFδ de la familleFδ est bornée selon la relation

hFδ ≤ min

{
R2

δ2
, l

}
+ 1,

où les données d’apprentissage sont contenues dans une boule de rayonR centrée sur l’origine.

Ce théorème permet la construction d’une séquence de familles imbriquées selonFδ1 ⊂ . . . ⊂ Fδk ,
obtenue en considérant différentes valeurs de largeurs de marge regroupées par ordre décroissant. On
peut alors obtenir de bonnes propriétés de généralisation en considérant la marge optimale, à partir du
principe de la minimisation du risque structurel évoqué à lasection précédente.
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A.3.2 Cas de données linéairement séparables

Soit An = {(x1, y1), . . . , (xn, yn)} un ensemble d’apprentissage de données linéairement sépa-
rables, représentées parxi ∈ X , avec leurs étiquettesyi = ±1. Un hyperplan est défini dans cet espace
parw etw0 selon l’expression〈w, x〉X +w0 = 0. La distance d’un élémentxi à cet hyperplan est alors
donnée par

δi =
|〈w, xi〉X + w0|

‖w‖ (A.7)

Afin de construire un hyperplan séparateur, on contraint la solution recherchée en imposant

min
i=1,...,n

|〈w, xi〉X + w0| = 1.

Celle-ci se traduit par les inégalités suivantes

〈w, xi〉X + w0 ≥ +1, si yi = +1

〈w, xi〉X + w0 ≤ −1, si yi = −1.

En arrangeant ces relations, on obtient pour touti = 1, . . . , n la contrainte

yi(〈w, xi〉X + w0) ≥ 1. (A.8)

En combinant cette dernière avec l’expression (A.9), on obtient une contrainte sur la distance des élé-
ments de l’ensemble d’apprentissage de l’hyperplan séparateur, selon

δi ≥
1

‖w‖ , (A.9)

pour touti = 1, . . . , n. Par conséquent, l’hyperplan optimal au sens de la marge maximale est donné
par la minimisation de12‖w‖2 sous la contrainte (A.8). Par l’usage de ce critère convexe,soumis à des
contraintes linéaires, la solution optimale est obtenue par le point selle du Lagrangien donné par

1

2
‖w‖2 −

n∑

i=1

αi
(
yi(〈w, xi〉X + w0)− 1

)
, (A.10)

où α1, . . . , αn ≥ 0 désignent les multiplicateurs de Lagrange. Ce point-sellecorrespond à l’annula-
tion des dérivées partielles par rapport aux différentes variables recherchées et aux multiplicateurs de
Lagrange. L’optimalité de ceux-ci étant désignée parw∗, w∗

0 etα∗
i , on aboutit alors aux conditions sui-

vantes :

w∗ =
n∑

i=1

α∗
i yixi (A.11)

n∑

i=1

α∗
i yi = 0 (A.12)

En injectant ces deux résultats dans l’expression du Lagrangien (A.10), le problème d’optimisation se
traduit alors par la maximisation de la forme duale du Lagrangien

n∑

i=1

αi −
1

2

n∑

i,j=1

αiαjyiyj 〈xi, xj〉X , (A.13)
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sous la contrainte
∑n

i=1 αiyi = 0, ainsi que la positivité des multiplicateurs de Lagrangeαi. On sait que
les coefficients ainsi obtenus vérifient la condition de Kühn-Tucker

αi
(
yi(〈w, xi〉X + w0)− 1

)
= 0, (A.14)

pour i = 1, . . . , n. En conséquence, seules les donnéesxi satisfaisant l’égalité dans la contrainte (A.8),
yi(〈w, xi〉X + w0) = 1, admettent des multiplicateurs de Lagrangeαi non-nuls. Ces données vérifient
δi = 1, ce qui signifie qu’il n’existe pas de donnée plus proche de l’hyperplan optimal quexi. De
tels échantillons sont appeléssupport vectorspuisqu’ils définissent à eux seuls l’hyperplan optimal,
caractérisé parw∗ etw∗

0. Le premier est donné par l’expression (A.11), les échantillons correspondant à
αi non-nul n’y contribuant pas. Le second paramètrew∗

0 permet de situer l’hyperplan à mi-distance des
deux classes. On exprime alors le seuil selon

w∗
0 =

1

2

(
〈w∗, xj〉X + 〈w∗, xk〉X

)
,

où xj et xk désignent deux support vectors appartenant à deux classes différentes. Plus généralement,
les support vectors regroupent l’information discriminante de l’ensemble d’apprentissage. Les autres
échantillons pourraient être retirés de ce dernier et la répétition de l’algorithme à partir des support
vectors uniquement produirait le même hyperplan optimal.

Quelques avantages de l’approche SVM

Les support vectors contribuent à l’attrait pour les SVM en raison du caractère parcimonieux des
solutions obtenues. Ceci est dû au critère de maximisation de la marge, qui a par ailleurs d’autres effets
positifs pour l’approche SVM. On a d’une part un problème d’optimisation quadratique, n’admettant
donc pas de minima local mais une solution unique si la matrice formée par les quantitésyiyj〈xi, xj〉X
est de rang plein. D’autre part, le résultat obtenu est relativement robuste aux faibles variations des
paramètres en question. Ces avantages constituent autant d’avancées considérables pour les méthodes
de reconnaissance des formes classiques. L’approche des réseaux de neurones par exemple nécessite
la résolution d’un problème d’optimisation admettant des optimum locaux. De plus, la parcimonie de
la solution nécessite une étape supplémentaire d’élagage.Au-delà de ces propriétés intéressantes, on
rappelle que la maximisation de la marge est motivée par le principe de minimisation du risque structurel.
Celui-ci correspond à la recherche d’un compromis entre l’erreur empirique et la richesse de l’ensemble
des fonctions candidates, comme illustré à la Figure A.3. Les deux classes étant linéairement séparables,
on se restreint à l’ensemble des hyperplans séparateurs, produisant donc une erreur empirique nulle.
Parmi ceux-ci, on cherche celui avec les meilleurs propriétés de généralisation, mesurée par une faible
VC-dimension conformément au Théorème 10.

Plus généralement, le principe de minimisation du risque structurel s’applique dans le cas de classes
non-linéairement séparables. La mise en œuvre des SVM pour ce type de problèmes est traité dans la
section suivante.

A.3.3 Cas de classes non-linéairement séparables

Précédemment, on s’est restreint aux problèmes où les données d’apprentissage sont linéairement
séparables. Ceci n’est pas le cas en général. On peut toutefois considérer un hyperplan séparant les
deux classes en question, en tolérant des erreurs de classification sur certains échantillons. L’erreur de
classification de l’échantillonxi est quantifiée par les variables positives de pénalisationξi, ditesslack
variablesou variables de relaxation, ce qui permet de généraliser lescontraintes dans (A.8) ainsi

yi(〈w, xi〉X + w0) ≥ 1− ξi, (A.15)
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pour touti = 1, . . . , n, avecξ1, . . . , ξn ≥ 0. La minimisation de l’erreur totale
∑n

i=1 ξi, combinée avec
le critère de la la marge, correspond à la minimisation du critère

1

2
‖w‖2 + C

n∑

i=1

ξi,

sous les contraintes (A.15) avecC un paramètre permettant une pondération relative des deux termes
antagonistes : une solution très régulière est obtenue pourC = 0 tandis qu’on aboutit à une classification
parfaite pourC = ∞. En d’autres termes, il s’agit d’un paramètre de régularisation permettant un
contrôle supplémentaire de la capacité du classifieur résultant. On retrouve la même formulation que
celle de la théorie de la régularisation selon Tikhonov présentée dans la Section 1.1.2, avecη = 1/C.

La solution de ce problème d’optimisation avec contraintesest donnée par le point selle du Lagran-
gien

1

2
‖w‖2 + C

n∑

i=1

ξi −
n∑

i=1

αi
(
yi(〈w, xi〉X + w0)− 1 + ξi

)
−

n∑

i=1

βiξi,

αi etβi désignant les multiplicateurs de Lagrange. La minimisation du Lagrangien par rapport àw, w0

et lesξi produit les conditions suivantes :

w∗ =

n∑

i=1

α∗
i yixi

n∑

i=1

α∗
i yi = 0

α∗
i + β∗i = C

Le problème dual est alors obtenu en injectant ces expressions dans la forme primaire, et la solution est
donnée par

α = arg min
α

1

2

n∑

i,j=1

αiαjyiyj 〈xi, xj〉X −
n∑

i=1

αi, (A.16)

sous les contraintes
0 ≥ αi ≥ C i = 1, . . . , n

n∑

i=1

αiyi = 0.

La résolution de ce problème est similaire à celle obtenue dans le cas de classes linéairement séparables,
avec une contrainte supplémentaire sur lesαi.

A.4 Mise en œuvre des SVM dans le domaine temps-fréquence

A.4.1 SVM dans un RKHS

Les différentes expressions montrent que la méthode présentée dans les Sections A.3.2 et A.3.3 se
prête aisément à une généralisation dans un espace transformé à noyau reproduisant. On considère le
noyau reproduisantκ et l’espace de Hilbert associéH, l’échantillon xi est alors représenté dans cet
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(a) (b) (c)

FIG. A.5 – Résultat obtenu par les SVM pour la résolution du problème de classification de deux classes
sous forme de spirales enroulées l’une autour de l’autre.

espace parκxi , et le produit scalaire est désigné parκ(xi, xj), pour toutxi, xj ∈ X . La forme duale du
Lagrangien dans (A.13) ou (A.16), s’écrit alors

n∑

i=1

αi −
1

2

n∑

i,j=1

αiαjyiyj κ(xi, xj), (A.17)

sous des contraintes inchangées. La résolution de ce problème d’optimisation avec contrainte détermine
les multiplicateurs de Lagrange, et par conséquent l’hyperplan optimal dans l’espace fonctionnelH,
défini par les paramètres

w∗ =

n∑

i=1

α∗
i yiκxi (A.18)

et le seuil par

w∗
0 =

1

2

n∑

i=1

α∗
i yi
(
κ(xi, xj) + κ(xi, xk)

)
, (A.19)

oùxj etxk désignent deux support vectors appartenant à deux classes différentes. On retrouve les effets
du Théorème de Représentation dans l’expression dew∗, et ceux de la propriété reproduisante dans
l’expression du seuil. La règle de décision consiste à comparer la statistique〈w∗, κx〉H au seuilw∗

0, soit

Λ(x) =

n∑

i=1

α∗
i yiκ(x, xi)

H1

≷
H0

1

2

n∑

i=1

α∗
i yi
(
κ(xi, xj) + κ(xi, xk)

)
.

L’évaluation de la règle de décision ne nécessite à aucun moment d’exhiber l’espace de représentation
H, ni les fonctions noyau de l’ensemble de données disponibles, une fois que leur produit scalaire est
connu. Afin d’illustrer l’efficacité des SVM avec un noyau reproduisant non-linéaire, on considère le
problème classique de classification de deux classes prenant la forme de spirales enroulées l’une autour
de l’autre, voir Figure A.5(a). Un classifieur linéaire ne peut évidemment pas mener à une discrimination
satisfaisante. On considère alors le noyau Gaussien, définiparκ(xi, xj) = exp(−‖xi − xj‖2/2σ2

0) où
σ0 est le paramètre de largeur de bande. Comme illustré à la Figure A.5 (b) − (c), ce noyau permet une
discrimination entre les deux classes.

A.4.2 SVM dans le domaine temps-fréquence

Dans le cadre d’un problème de classification de signaux non-stationnaires, on propose de profiter des
avancées théoriques et des résultats algorithmiques présentés dans cette annexe. Pour cela, on considère

157



Annexe A. : Classification dans le domaine temps-fréquence par les SVM

la mise en œuvre de l’approche des SVM dans le domaine temps-fréquence, par un choix approprié du
noyau reproduisantκ. Dans ce cas, les données représentées à la Figure A.4 représentent les distributions
temps-fréquence des signaux d’apprentissage, soitκxi représentantxi pour i = 1, . . . , n. L’hyperplan
recherché est défini parw∗ selon l’expression (A.18), ce qui correspond à une combinaison linéaire des
distributions temps-fréquence disponibles. Au lieu de parler d’hyperplan, on désigne cette combinaison
par la signature séparatrice,Ψ(t, f), tout en rappelant qu’il ne s’agisse pas forcément d’une distribution
temps-fréquence valide. La maximisation de la marge admet une interprétation temps-fréquence. En
effet, maximiser la distance de cette signature aux représentations des signaux d’apprentissage, selon
l’expression (A.9), correspond à minimiser la norme dew∗, ce qui revient dans le domaine temps-
fréquence à minimiser la norme définie dans le RKHS deΨ(t, f). La minimisation de ce terme impose
alors une certaine régularité à la signature résultante, donc une certaine robustesse. Le produit scalaire
de cette signature avec la distribution temps-fréquence d’un signal arbitraire permet, en le comparant
au seuil donné par l’expression (A.19), de déterminer son appartenance à l’une des deux classes. On
présente au paragraphe 5.3.3 des applications sur la mise enœuvre des SVM dans le domaine temps-
fréquence pour plusieurs distributions de la classe de Cohen, ainsi que l’approche hybride. On compare
les performances résultantes avec celles obtenues par l’AFD-à-noyau.
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Noyaux (reproduisants) classiques

Nom du noyau14 Expression mathématique

N
oy

au
pr

oj
ec

tif

monomial (〈xi, xj〉)p
polynomial (c+ 〈xi, xj〉)p
polynomial de Vovk 1−〈xi,xj〉p

1−〈xi,xj〉
polynomial inifini (1− 〈xi, xj〉)−p
exponentiel exp(〈xi, xj〉/2σ2)
sigmoïde (perceptron) tanh(〈xi, xj〉/σ + c)

N
oy

au
ra

di
al

Gaussien exp(−‖xi − xj‖2/2σ2)
Laplacien exp(−‖xi − xj‖/2σ2)

multiquadrique (‖xi − xj‖2 + c2)1/2

multiquadrique inverse (‖xi − xj‖2 + c2)−1/2

splines (thin plate) ‖xi − xj‖2n+1

splines log (thin plate) ‖xi − xj‖2n log(‖xi − xj‖)
B-splines surlR B2n+1(xi − xj)
trigonométrique sin(d+1/2)(xi−xj)

sin(xi−xj)/2polynomial surlR
de Fourier surlR

π
2γ

cosh
π−|xi−xj |

γ

sinhπ/γ(régularisation faible)
de Fourier surlR 1−γ2

2(1−2γ cos(xi−xj)+γ2)(régularisation forte)
Anova 1 (

∑n
k=1 exp((xi(k)−xj(k))2θ))

2

quadratique rationnel 1− ‖xi−xj‖2

c+‖xi−xj‖2

circulaire surlR2 2
π

arccos
‖xi−xj‖

θ
− 2
π

‖xi−xj‖

θ

√
1− ‖xi−xj‖

2

θ2

sphérique surlR3
1− 3

2

‖xi−xj‖

θ
+ 1

2

(
‖xi−xj‖

θ

)3
ondelR3 θ

‖xi−xj‖ sin ‖xi − xj‖/θ

14Certains noyaux ne sont pas définis positifs que pour des valeurs particulières de leurs paramètres, comme c’est le cas de
la fonction sigmoïde.
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Annexe C

Méthodes à noyau les plus connues

Algorithme Fonction coûtV (ψ(xi), yi)

N
on

-s
up

er
vi

sé
s

Estimation de densité [Vap95] − log(ψ(xi))
Analyse en composantes principales [VTS04] −|ψ(xi)|2/‖ψ‖2H
Projection pursuit[Sun98] skewness{ψ(xi)}, kurtosis{ψ(xi)},

entropie{ψ(xi)}, . . .
Variétés principales régularisées [SWMS99]
Detection de nouveauté (ν-SVM) [KSW04,SWS+00] max{ρ− ψ(xi), 0} − νρ

M
oi

nd
re

s
ca

rr
és Régression ridge [SGV98b,HTF01] (yi − ψ(xi))

2

Least square support vector machine[SV99,SGB+02] (yi − ψ(xi))
2

Regularized least square classification[CB04,Rif02] (yi − ψ(xi))
2

Réseaux de régularisation [EPP99] (yi − ψ(xi))
2

Proximal support vector machine [FM01] (yi − ψ(xi))
2

Moindres carrés modifiés [Zha04] max{yi − ψ(xi), 0}2

R
ég

re
ss

io
n

Support Vector Regression [Vap95]
ǫ-insensitive max{|yi − ψ(xi)| − ǫ, 0}
ǫ-insensitive quadratique max{|yi − ψ(xi)| − ǫ, 0}2

Régression en quantile [TLSS06] τ(yi − ψ(xi)) si yi ≥ ψ(xi)
(τ − 1)(yi − ψ(xi)) sinon

AdaBoost [Vap95,HTF01] exp(−yiψ(xi))
Régression robuste de Huber [Hub81,Vap95] 1

4ǫ |yi − ψ(xi)|2 si |yi − ψ(xi)| ≤ 2ǫ
|yi − ψ(xi)| − ǫ sinon

C
la

ss
ifi

ca
tio

n

Support Vector Classification : [Vap95]
Marge dure (indicateur) 111−yiψ(xi)

Mal-classification (indicateur) 11−yiψ(xi)

Marge diffuse (hinge) max{1− yiψ(xi), 0}
Marge diffuse (mal-classification) max{−yiψ(xi), 0}
Marge diffuse (hinge) quadratique max{1− yiψ(xi), 0}2
Régression logistique (à noyau) log(1 + exp(−yiψ(xi)))

Import Vector Machine [ZH02] yiψ(xi)− log(1 + exp(ψ(xi)))
ν-SVM [KSW04] max{ρ− yiψ(xi), 0} − νρ
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