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Accès à de l’information en mobilité par l’image pour la visite de
Musées - Réseaux profonds pour l’identification de gestes et

d’objets

Résumé

Cette thèse adresse le problème d’accès à l’information en mobilité. On s’intéresse à com-

ment rendre l’information à propos des œuvres accessible automatiquement aux visiteurs

de lieux touristiques. Elle s’inscrit dans le cadre du projetGUIMUTEIC, qui vise à équiper

les visiteurs de musées d’un outil d’aide à l’accès à l’information en mobilité. Être capable

de déterminer si le visiteur désire avoir accès à l’information signifie identifier le contexte

autour de lui, afin de fournir une réponse adaptée, et réagir à ses actions.

Ce travail est lié aux problématiques d’identification de points d’intérêts, pour déter-

miner le contexte, et d’identification de gestes des utilisateurs, pour répondre à leurs de-

mandes.Dans le cadredunotre projet, le visiteur est donc équipéd’une caméra embarquée.

L’objectif est de fournir une solution à l’aide à la visite, en développant desméthodes de vi-

sion pour l’identification d’objet, et de détection de gestes dans les vidéos à la première

personne.

Nous proposons dans cette thèse une étude de la faisabilité et de l’intérêt de l’aide à la vi-

site, ainsi que de la pertinence des gestes dans le cadre de l’interaction avec un système em-

barqué. Nous définissons une nouvelle approche pour l’identification d’objets grâce à des

réseaux de neurones profonds siamois pour l’apprentissage de similarité entre les images,

avec apprentissage des régions d’intérêt dans l’image. Nous explorons également l’utilisa-

tion de réseaux à taille réduite pour le détection de gestes en mobilité. Nous présentons

pour cela une architecture utilisant de nouveaux types de bloc de convolutions, pour ré-

duire le nombre de paramètres du réseau et permettre son utilisation sur processeur mo-

bile. Pour évaluer nos propositions, nous nous appuyons sur plusieurs corpus de recherche

d’image et de gestes, créés spécialement pour le projet.
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Information Access in mobile environment for museum visits -
Deep Neraul Networks for Instance and Gesture Recognition

Abstract

This thesis is part of theGUIMUTEIC project, which aim is to equipmuseum tourist with

an audio-guide enhanced by a camera.This thesis adress the problemof information access

in mobile environment, by automaticaly providing information about museum artefacts.

To be able to give this information, we need to knowwhen the visitor desire guidance, and

what he is looking at, to give the correct response.

This raises issues of identification of points of interest, to determine the context, and

identification of user gestures, to meet his demands. As part of our project, the visitor is

equippedwith an embedded camera.Thegoal is to provide a solution to helpwith the visit,

developing vision methods for object identification, and gesture detection in first-person

videos.

We propose in this thesis a study of the feasibility and the interest of the assistance to

the visit, as well as the relevance of the gestures in the context of the interaction with an

embedded system.Wepropose a new approach for objects identification thanks to siamese

neural networks to learn images similarity and define regions of interest.We are also explo-

ring the use of small networks for gesture recognition in mobility. We present for this an

architecture using new types of convolution blocks, to reduce the number of parameters of

the network and allow its use on mobile processor. To evaluate our proposals, we rely on

several corpus of image search and gestures, specificaly designed to match the constraints

of the project.
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1
Introduction

1.1 Le Contexte de cette thèse

Les sites touristiques, et notamment les musées, ont su assimiler les évolutions tech-
nologiques et proposer de nouvelles méthodes d’interaction pour enrichir les visites et
les rendre davantage personnalisées. La visite d’un site touristique peut être accompagnée
d’un guide, qu’il s’agisse d’un humain (un guide culturel), ou d’une aide électronique. Ces
nouveaux outils, pouvant être mobiles ou fixes comme des bornes multimédia, ne rem-
placent pas un guide humain,mais permettent de fournir des informations visuelles (visio-
guide) ou des informations audio (audio-guide), tout en réduisant la fatigue liée à la visite
de musée sans aide [19]. Grâce aux avancées techniques, telles que la réduction de la taille
des capteurs ou la puissance des processeurs mobiles, les possibilités des outils mobiles
s’enrichissent. Et permettent même l’arrivée de solutions à base de réseaux de neurones
profonds [20].

Les guides électroniques permettent d’influencer les visites demusées, le visiteur restant
plus longtemps et analysant plus en détail les œuvres [21]. Malgré le fait qu’ils puissent,
dans certains cas, gêner l’interaction sociale des visiteurs en groupes [21, 22], il est au
contraire possible, grâce à un bon design, de promouvoir les échanges [23]. En examinant
les impacts des nouveaux usages des visiteurs [24], nous pouvons imaginer de nouvelles
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Figure 1.1 : Exemple d’une aide à la visite avec un smartphone. L’utilisateur peut
prendre en photo une œuvre pour avoir des informations sur celle-ci.

pratiques, avec notamment des visites plus personnalisées. Que ce soit à travers la réalité
augmentée ou l’identification automatique du contexte dans lequel se trouve l’utilisateur,
ces systèmes reposent sur des procédés capables de reconnaître l’environnement qui en-
toure l’utilisateur. Nous utiliserons dans la suite indifféremment utilisateur ou visiteur, car
nous nous situons dans l’environnement de la visite de musées.

Cette thèse s’inscrit, avec un financement européen, dans le cadre d’un projet du Fonds
Unique Interministériel (FUI) : GuideMultimédia de Tête, Informatif et Connecté (GUI-
MUTEIC). Ce projet a pour but de proposer une nouvelle génération de guides pour les
visites demusée. Le dispositifGUIMUTEICest équipé de différents capteurs, notamment
une caméra. Il est prévu pour être porté par chaque utilisateur et est destiné à enrichir la
visite, en la personnalisant et en facilitant l’interaction. Pour cela, le systèmeGUIMUTEIC
doit être capable d’identifier les points d’intérêts regardés par l’utilisateur, de le renseigner
lorsque celui-ci le désire, et de réagir en fonction de ses actions. Ce travail de thèse explore
donc les besoins d’identification d’œuvres, d’actions et de l’environnement de l’utilisateur.

1.2 Problématiques de la recherche d’informationmuséale

Les problématiques soulevées portent sur l’aide pouvant être apportée à l’utilisateur et
lesmoyens d’interactions avec le dispositif mobile. Équipé du dispositif GUIMUTEIC, in-
tégrant une caméra embarquée, le but est de fournir à l’utilisateur une information sur son
environnement, notamment les œuvres se trouvant face à lui. Pour cela, il est nécessaire
d’utiliser des méthodes d’identification d’instances précises. Nous référons ici par “Ins-
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tance”, l’instance d’un objet, par exemple la Joconde, par opposition à une classe d’objet,
dans ce cas un tableau. Nous avons également besoin de déterminer si, et à quel moment,
l’utilisateur désire avoir accès à de l’information à propos d’uneœuvre. En prenant comme
exemple lemusée de Bibracte ¹, où certaines actions se déclenchent quand le visiteur entre
dans une pièce, on comprend l’intérêt de réagir en fonction des actions de l’utilisateur.
La localisation de l’utilisateur seule n’est pas toujours suffisante lorsque l’on s’intéresse à
identifier son environnement, en ne prenant pas en compte l’orientation ou ce à quoi l’uti-
lisateur s’intéresse [25]. C’est pourquoi nous allons nous intéresser à détecter des points
d’intérêts que le visiteur regarde, en plus d’identifier ses actions grâce à de la détection de
geste par le dispositif GUIMUTEIC.

En dehors des problématiques scientifiques énoncées ci-dessus, ce travail s’inscrit dans
le cadre d’un projet “industriel”. Ceci définit un certain nombre de contraintes qui vont
influencer les choix effectués par la suite. Tout d’abord, le systèmeGUIMUTEIC est à des-
tination de sites touristiques pouvant être de natures différentes, que ce soit en plein air ou
en intérieur. De même, le type des œuvres présentes dans un musée est très variable, de
pierres taillées dans unmusée d’archéologie, à des peintures ou des œuvres abstraites dans
un musée d’art moderne, en passant par des voitures ou des pièces de monnaie. L’objectif
est de fournir une solution générale, pouvant s’adapter à chacun.

Une autre contrainte, directement liée au caractère industriel du projet, est l’effort de
mise en place dans chacun des musées, qui doit être minimisé. L’acquisition des données,
la quantité de données recueillies ou l’annotation de ces données, sont des opérations coû-
teuses qui doivent être limitées. L’objectif étant de proposer une solution applicable ai-
sément à chaque musée, le travail demandé pour la mise en place doit être aussi réduit
que possible. L’étude de ces contraintes et de leurs impacts sur les choix pouvant être fait
sera présentée dans le chapitre 2 intitulé “Les enjeux de l’interaction dans les visites touris-
tiques”.

1.3 Contributions

Les objectifs de cette thèse sont multiples : nous nous intéresserons à la reconnaissance
d’instances et à l’exploration de différentes méthodes d’interaction avec l’utilisateur, tout
en respectant les contraintes imposées par le projet GUIMUTEIC.

Ce travail de thèse apporte les contributions suivantes :

Étude de l’accès à l’information pendant une visite touristique Lapremière contri-
bution de ce travail de thèse concerne l’étude des visites de musées et les besoins

1. http://www.bibracte.fr/
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en terme d’accès à l’information au cours des visites touristiques. Nous proposons
un système mobile d’interaction entre l’utilisateur et le dispositif, qui permet de ré-
pondre aux attentes des musées et du projet GUIMUTEIC.

Reconnaissance d’instances Nous proposons également une approche pour l’identi-
fication d’instances, dans le but de reconnaître les scènes vues par l’utilisateur. Pour
cela, nous présentons un nouveau système de recherche d’image à base de réseaux
de neurones siamois, pour l’apprentissage de similarité entre les images,.

Apprentissage des régions d’intérêt Dans le but d’améliorer la reconnaissance d’ins-
tances, nous exposons une nouvelle méthode d’apprentissage automatique des ré-
gions d’intérêt dans les images. Cette méthode se base sur un apprentissage non
supervisé des zones de l’image, et ne nécessite pas d’annotation de régions sur les
images. Nous étudions l’apport de cette détection sur l’apprentissage de similarité,
et comment apprendre les deux conjointement.

Détection de geste Pour proposer une interaction avec l’utilisateur, nous cherchons
à détecter ses gestes et actions grâce au dispositif GUIMUTEIC, c’est-à-dire avec
une vue égocentrique (à la première personne). Nous développons pour cela un
nouveau système de reconnaissance de gestes dans les vidéos à base de réseaux de
neurones à convolutions, sans récursion.

Création de corpus d’évaluations Pourvérifier la faisabilitédu systèmedéveloppédans
des conditions réelles, nous avons recueilli plusieurs corpus dans les musées parte-
naires du projet. Tous les algorithmes développés dans cette thèse sont évalués sur
ces corpus. La collecte et l’organisation de ces corpus sont présentées en annexe A.1
intitulée “Corpus d’images pour la recherche d’instance dans un musée d’art’’.

1.3.1 Publications

Le travail développé dans cette thèse à fait l’objet des publications suivantes :
— Maxime Portaz, Matthias Kohl, Jean-Pierre Chevallet, Georges Quénot, and Phi-

lippe Mulhem. Object instance identification with fully convolutional networks.
Multimedia Tools and Applications, pages 1–18, 2018

— Maxime Portaz, Matthias Kohl, Georges Quénot, and Jean-Pierre Chevallet. Fully
convolutional network and region proposal for instance identification with egocen-
tric vision. In Proceedings of the IEEE International Conference on Computer Vision,
pages 2383–2391. IEEE, 2017

— Maxime Portaz, Johann Poignant, Mateusz Budnik, Philippe Mulhem, Jean-Pierre
Chevallet, and Lorraine Goeuriot. Construction et évaluation d’un corpus pour la
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recherche d’instances d’images muséales. In CORIA, pages 17–34, 2017
— Maxime Portaz, Philippe Mulhem, and Jean-Pierre Chevallet. Étude préliminaire à

la recherche de photographies muséales enmobilité. InCORIA 2016 COnférence en
Recherche d’Information et Applications 2016, pages 335–344, 2016

— Maxime Portaz, Mateusz Budnik, Philippe Mulhem, and Johann Poignant. Mrim-
lig at imageclef 2016 scalable concept image annotation task. In CLEF (Working
Notes), pages 363–370, 2016

Le code développé ainsi que les collections créées dans cette thèse sont librement dis-
ponibles. Pour le code utilisé pour les expérimentations, et également les schémas et les ta-
bleauxprésentés, sontdisponibles surGitHubà l’adressehttps://github.com/maxgreat.
Les collections d’images et de vidéos sont disponibles en accès libre dans le cadre de la re-
cherche à l’adresse http://lig-mrim.imag.fr.

1.4 Plan dumanuscrit

Afin de décrire le travail mené dans le cadre de cette thèse nous suivons le plan suivant :

Chapitre 2 : Les enjeux de l’interaction dans les visites touristiques Nous réalisons
tout d’abord une étude approfondie du problème d’accès à l’information dans le
cadre de visites touristiques. Nous analysons plus en détail les contraintes spéci-
fiques des musées. Nous nous intéressons particulièrement aux différents moyens
d’accès à l’information possibles dans ce contexte, et notamment aux types d’inter-
actions avec l’utilisateur envisageables et désirables pour les visiteurs.

Chapitre 3 : État de l’art Nous introduisons différentes méthodes de recherche d’in-
formationsmultimédia et d’analyse d’images existantes dans la littérature.Nous pré-
senterons l’état de l’art de la recherche d’images, particulièrement les techniques
de réseaux de neurones profonds (Deep Learning). Un état de l’art de la détection
d’évènements dans les vidéos est aussi présenté.

Chapitre 4 : Identification d’œuvres Dans ce chapitre, nous présentons l’analyse et la
modélisationduproblèmed’identification d’œuvres dans les images et vidéos.Nous
explorons différentesméthodes basées sur ce qui a été présenté dans le chapitre 3, et
nous les adaptons à nos problématiques.Nous évaluons cesméthodes sur les corpus
d’images construits.

Chapitre 5 : Detection de régions d’intérêts Nous fournissonsunenouvelleméthode
pour la détection de régions d’intérêt dans les images. Grâce à un apprentissage de
la localisation des objets dans les images, sans annotation des régions sur le corpus
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d’apprentissage, nous obtenons des résultats supérieur à l’état de l’art sur nos collec-
tions.

Chapitre 6 : Détection de gestes Ce chapitre est consacré à l’étude de la détection des
actions de l’utilisateur dans les vidéos. Suite à l’étude réalisée dans le chapitre 2,
nous nous intéressons aux gestes nécessaires à l’interaction et aux méthodes de dé-
tection possibles. Nous étudions la détection des gestes avec une vue à la première
personne. Nous utilisons des réseaux de neurones non récursifs, avec pour objectif
d’avoir un réseau de neurones compact et rapide, utilisable sur mobile. Nous éva-
luons notre approches grâce à un corpus de vidéos créé spécialement.

Chapitre 7 : Conclusion Finalement, le dernier chapitre présente la démarche géné-
rale. Nous concluons sur les contributions de ce travail de thèse, notamment sur les
méthodes d’identifications d’instance et de détection de gestes à l’aide de réseaux
de neurones profonds et sur la création du système GUIMUTEIC, ainsi que sur la
suite des recherches possibles sur les problématiques présentées.
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2
Les enjeux de l’interaction dans les visites

touristiques

L’objectif de ce travail de thèse est de répondre aux problématiques d’accès à l’informa-
tion durant les visites touristiques. Ce chapitre va étudier en détail les besoins et les at-
tentes des musées et des visiteurs dans le cadre des nouveaux types d’interaction existants
à l’heure actuelle. En s’intéressant notamment à une interaction à base de gestes, dévelop-
pée grâce à une étude utilisateur réalisée avec des séances participatives.

Les raisons de créer de nouveaux moyens d’interaction dans les musées sont multiples
(section 2.1), ce qui implique de réfléchir à de nouvelles méthodes d’accès à l’information.
Le projet GUIMUTEIC (section 2.2) doit répondre à ces besoins, tout en respectant ses
contraintes de déploiement.

2.1 Les nouveauxmoyens d’interaction et d’accès à l’information

muséale

Les professionels des musées, ainsi que les visiteurs, ont vu leur compréhension de ce
qu’est un musée changer, avec l’introduction de nouvelles technologies au sein des mu-
sées [31]. Le problème des nouvelles interactions n’est pas que technologique, il nécessite
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une étude interdisciplinaire des intéractions sociales et technologiques dans les musées,
comme le souligne le “museum informatics” défini par Marty [32].

L’essor des sciences de l’information et des technologies a créé de nouveaux moyens
d’accès et de traitement de l’information dans les musées, et une nouvelle manière de pen-
ser les musées est apparue [33]. Les musées ont traditionnellement servi de recueil d’ob-
jets, dans le but de les préserver, de les étudier ou d’éduquer. Cependant, ils ne sont pas
là uniquement pour stocker des objets. Même si la partie fondamentale d’un musée reste
sa collection d’œuvres et d’objets, la grande quantité d’information disponible à propos
de chacun de ces objets est tout aussi importante [34]. Les visiteurs s’attendent aujour-
d’hui à avoir un accès instantané à toutes les connaissances du musée à propos de chaque
œuvre. Pour rendre cela possible, il a été établi depuis longtemps que les musées se de-
vaient de proposer de nouveaux moyens de gérer l’information [35]. Chaque visiteur est
unique, avec des attentes différentes, et ce qu’il retiendra d’une visite va dépendre des ob-
jets vus, du personnel du musée, du contexte socioculturel et de certains aspects propres à
la personne [36]. Il est important d’avoir une personnalisation de la visite pour que chacun
puisse avoir la meilleure expérience, adaptée à ces besoin. Par exemple, le projet PIL [37]
propose une réflexion sur comment adapter lemusée au visiteur, grâce aux outils technolo-
giques, tout en faisant en sorte que celui-ci soit concentré sur les expositions et non pas sur
les appareils de visites. Il faut notamment faire attention à ce que les outils technologiques
ne bloquent pas la communication avec les autres visiteurs. Ils ne doivent pas être invasifs
pendant la visite, pour que l’utilisateur puisse se concentrer sur les œuvres.

Il est commun aujourd’hui d’avoir un audio-guide (ou un visio-guide) dans les musées
afin d’avoir une audio(visio)-description d’une œuvre d’art, son impact sur la visite n’est
donc pas à négliger. Les guides permettent de garder les utilisateurs plus longtemps à l’in-
térieur du musée, en passant plus de temps à étudier les oeuvres, tout en s’intéressant à
davantage d’oeuvres [21]. Ils permettent également d’améliorer l’interaction avec l’utilisa-
teur [38] ainsi que de renforcer le côté éducatif de la visite [39]. Cependant, les guides
électroniques ont tendance à fermer les personnes à l’interaction sociale [40]. Dans le cas
de visites en groupes, les appareils mobiles forcent l’utilisateur à regarder l’écran et à ne
pas faire attention aux personnes avec lesquelles il est venu [22, 41]. Il devient également
fréquent d’avoir accès à l’information directement sur son smartphone. Ceux-ci ont le pro-
blème de couper le visiteur de ce qui l’entoure, car il va regarder son téléphone plutôt que
ce qui l’entoure. Comme il est devenu clair qu’il était difficile de détourner une personne
de son smartphone, celui-ci peut être utilisé par le musée pour guider le visiteur ou fournir
un plus à la visite [23, 42, 43]. Pour ne pas détourner l’attention des utilisateurs envers les
œuvres, ni couper le visiteur de son groupe, le projet GUIMUTEIC n’utilise pas d’écran,
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mais uniquement un casque audio ouvert.

Plusieurs approches modernes proposent de nouvelles interfaces technologiques, pour
l’interaction avec les œuvres culturelles. Par exemple, le “SmartMuseum” [44] propose à
l’aide de capteurs RFID (Radio Frequency Identification) de donner des informations au
visiteur. Ce dernier peut construire sa propre visite sur le site web en amont de sa venue,
et reconnaître sur site les œuvres sélectionnées. L’utilisation d’étiquettes RFID limite, ou
complexifie, la modification de l’organisation dumusée. Lemaintien et l’organisation de la
base d’étiquette devient une contrainte et demande un certain engagement de la part du
musée. Ce système requiert l’utilisation d’un appareil mobile et de plus requiert un certain
degré d’apprentissage dans son utilisation.

Une solution pour aider le visiteur est d’utiliser un appareil mobile qui sert de guide
audio-visuel, comme le propose le “Museum Wearable” [45]. L’appareil utilise la connais-
sance de l’environnement de l’utilisateur pour lui fournir l’information sur ce qui l’intéresse
à un instant donné. Ce prototype utilise uniquement la position géographique de l’utilisa-
teur pour déterminer son environnement, or la position seule n’est pas nécessairement suf-
fisante pour déterminer le contexte autour de l’utilisateur [25]. Une caméra par exemple
permet d’obtenir plus d’information, et si celle-ci est positionnée de manière à voir ce que
l’utilisateur perçoit, avec une vue à la première personne. On est alors capable d’avoir une
information précise sur l’environnement direct.

Pour déterminer ce qui intéresse le visiteur, des méthodes d’interaction à base de gestes
ont été développées. L’approche à base de systèmes portatifs avec vision à la première per-
sonne [1] permet de voir ce que l’utilisateur perçoit, de réagir à ces gestes et d’avoir des
informations précises sur son environnement. Comme montré sur la figure 2.1a, un utili-
sateur, équipé de lunettes avec caméra embarquée, peut interagir avec celles-ci grâce à une
série de gestes prédéfinis (figure 2.1b). Ici les gestes sélectionnés sont Approuver (“OK”),
Désapprouver (“Dislike”),Défiler (“Slide”),Valider (“Like”),Pointer etPrendreunephoto
(“Take a picture”). Ces gestes n’ont cependant pas été développés avec une étude utili-
sateur. Ce type d’approches permet de dépasser les limitations des appareil mobiles qui
requièrent une manipulation et qui détourne l’attention de l’utilisateur des œuvres. Ceci
permet également de proposer de nouvelles expériences d’interaction, et d’encourager le
visiteur à interagir avec lesœuvres, comme ils le feraient devant un guide humain. Si de tels
gestes sont utilisés, il faut cependant étudier l’utilité des gestes reconnus, et lesquels sont
les plus à même de correspondre aux attentes des utilisateurs. Il faut ensuite déterminer à
quelle moment de la visite réaliser la reconnaissance d’environnement de l’utilisateur, et
notamment reconnaître les œuvres en face de lui, pour lui fournir une réponse à son inter-
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(a) Geste en face d’une oeuvre

(b) Gestes selectionnés

Figure 2.1 : Exemple d’un système basé sur l’interaction à base de geste dans un
musée [1]

action.

2.2 Le systèmeGUIMUTEIC

Le système GUIMUTEIC est un système mobile, doté d’une caméra, aidant et amélio-
rant la visite demusées. Pour cela, il doit être capable d’identifier les actions de l’utilisateur,
et de réagir à ses besoins. Il doit également pouvoir reconnaître l’environnement de ce der-
nier, pour le guider et lui apporter les informations correspondantes à ce qu’il regarde.

Avec une série d’études participatives, nous avons identifié les types d’interaction adap-
tées au projet (paragraphe 2.2.1). Ainsi, tout en respectant les contraintes liées au projet
(paragraphe 2.2.2), nous avons pumettre au point un systèmed’aide au visiteur qui répond
à ses besoins (paragraphe 2.2.3).

2.2.1 Une interaction à base de gestes

Des séances participatives de conception d’un appareil d’aide à la visite demusée ont été
organisées. Regroupant des participants de différents âges et antécédents, elles ont permis,
grâce àdes exercices ludiques, dedéfinir les usages futurs dudispositif, et demettre enavant
ce que les utilisateurs finaux attendent du produit. Ces séances ont fait ressortir plusieurs
méthodes d’interaction susceptibles d’être intéressantes pour les visiteurs. Les détails de
cette étude sont reportés dans l’annexe B “Etudes de la pertinence de l’interaction à base
de geste’’.
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À l’issue de ces séances, l’interaction privilégiée est celle à base de gestes. Cinq gestes
ont été identifiés comme utiles à l’interaction, et sont présentés dans la figure 2.2. Il s’agit
de pointer, signaler “OK”, valider (ou “liker”), arrêter et stop (ou pause).

Pointer OK Valider

Arrêter Stop

Figure 2.2 : Les 5 gestes mis en avant par les séances de conceptions participative.

Pour créer un système de reconnaissance de ces gestes, un ensemble de vidéos de gestes
correspondant aux attentes du projet ont été réalisés. Ce corpus est composé de vidéos
en vue à la première personne, prise dans différentes conditions, avec des environnements
différents et notamment sur fond vert. La description complète du corpus est fournie en
annexe B. Les méthodes proposées dans le chapitre 6 seront testées sur ce corpus.

2.2.2 Les contraintes des musées et du projet GUIMUTEIC

Le projet GUIMUTEIC est le fruit d’une collaboration industrielle, et doit donc ré-
pondre àuncertainnombrede contraintesqui endécoulent. Lepremier typedecontraintes
est lié à la distributivité du produit. Le système doit être capable d’être applicable à n’im-
porte quel type de musée. Dans le cadre du projet, deux types de musées sont étudiés : un
musée d’archéologie, le musée Gallo-Romain de Lyon Fourvière, et le musée d’art de Gre-
noble. Les types d’objets présents dans ces musées étant variés, leur étude nous permet de
produire un système généralisable.

Un autre facteur important de la faisabilité de ce type de projet, est le coût, en infra-
structure et en heures, de l’installation du système dans unmusée. Compte tenu de l’aspect
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portatif de dispositif GUIMUTEIC, il est important qu’aucune connexion permanente à
un serveur ne soit nécessaire. En effet, la connection à un serveur distant sous-entend, en
plus de la présence et de la maintenance de serveurs, une connectivité dans l’ensemble du
musée.

Pour être utilisable par le plus de personnes possible, un guide doit pouvoir être utilisé
sans apprentissage de la part de la personne qui l’utilise, pour ne pas décourager celle-ci, et
permettre à n’importe qui de l’utiliser de manière simple, sans formation. De plus, le sys-
tème doit fonctionner sans apprentissage de la part du système pour chaque utilisateur. Il
doit être capable de s’adapter à toutes lesmorphologies, de taille notamment, et de couleur
de peau.

De la même manière, pour la mise en place de la reconnaissance d’environnements et
d’œuvre autour de l’utilisateur, une base de données des lieux,œuvres et autres points d’in-
térêt du musée, doit d’être constituée. Ceci pouvant être un frein considérable à l’installa-
tion d’un nouveau système, du fait du coût en heures de prise de vues et en maintenance,
nous avons de forte contraintes sur la création de cette base.Nous nous limitons à quelques
photos parœuvre et point d’intérêt dumusée. La capture de vidéos de visite est un proces-
sus très coûteux : en plus de l’enregistrement, qui doit faire intervenir un certain nombre de
personnes pour avoir une diversité suffisante, il faut prendre en compte le coût de l’annota-
tion de chacune de ces vidéos. Identifier quel objet est visible à chaque instant, si possible
même annoter la position de l’objet dans l’image, est long et nécessite un certain investis-
sement, qui ne correspond pas au projet dans lequel nous nous situons. Les propositions
dans la suite de cette thèse doivent donc répondre à ces contraintes :

— Quelques images parœuvre : la reconnaissance d’instance dans les images doit pou-
voir se faire avec seulement quelques exemples de ladite instance comme référence.

— Portabilité de l’appareil : la quantité de calcul et l’utilisation de la mémoire pour le
reconnaissance d’actions et d’instances doivent être aussi limités que possible, en
ayant comme objectif de tout réaliser sur un processeur mobile.

— Pas de vidéos de visite : la réalisation de vidéos de visite complètes, annotées, de-
mande trop d’investissement. Nous partons donc du principe que nous ne dispo-
sons pas de ce type de vidéos.

2.2.3 Le système d’interaction GUIMUTEIC

Notre approche pour la création d’une aide à la visite muséale est présentée dans le
schéma 2.3. L’utilisateur, libéré de tout appareil dans ses mains, peut interagir avec le sys-
tème GUIMUTEIC à travers des gestes prédéfinis. On voit sur la figure le visiteur sur la
gauche interagir avec le système GUIMUTEIC au moyen de la caméra. A l’aide de la re-
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connaissance de gestes et de reconnaissance d’instance, le système peut fournir un retour
d’information adapté. Nous développons donc une approche de reconnaissance de gestes
avec une caméra en vue à la première personne (chapitre 6, Détection de gestes). Dans le
but de donner des informations au visiteur, le système doit être capable de détecter son en-
vironnement. Nous nous basons pour cela sur la reconnaissance de point d’intérêts dans le
musée (chapitre 4 Identification d’œuvres). Ces points d’intérêts sont généralement des
œuvres. Le retour d’information à l’utilisateur se fait grâce à un casque audio. Dans le
chapitre suivant, nous présentons l’état de l’art de la reconnaissance d’instances dans les
images, ainsi que celui de la reconnaissance de gestes et d’actions dans les vidéos.

Reconnaissance 
de POI

Caméra

Reconnaissance 
de gestes

Retour 
d’information

GUIMUTEIC

Figure 2.3 : Schéma d’organisation du système d’information GUIMUTEIC.
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3
État de l’art

Les réseaux de neurones profonds, de part leur nature, permettent d’apprendre des
fonctions d’abstraction de haut niveau pour de nombreux problèmes d’intelligence arti-
ficielle [46]. Depuis leur introduction au début des années 90 [47], les réseaux de neu-
rones profonds ont obtenus des résultats impressionnants dans beaucoup de domaines,
comme la détection d’objets [48–50], la reconnaissance de visages [15], de parole [51, 52]
ou d’émotions [53]. Les avancées des réseaux profonds ont continué, mais ces dernières
années ont vu leur application à un grand nombre de domaines, ceci peut être expliqué par
la convergence de plusieurs facteurs. La démocratisation des GPU (Graphics Processing
Units) et leur application aux réseaux de neurones qui ont divisés le temps de calcul d’un
facteur de 70 à 100 [54] : un apprentissage, qui prenait des semaines à se réaliser,mêmedis-
tribué sur un ensemble deCPU (Central ProcessingUnits), peut être effectué en quelques
heures. L’arrivée des ReLU (Rectified Linear Units) a réduit le problème de la disparition
du gradient (Vanishing Gradient Problem) [55]. Enfin, la création de grandes bases de
données comme ImageNet [56], ont permis d’apprendre des réseaux plus profonds et plus
performants.

Ce chapitre présente l’état de l’art de la recherche d’information multimédia. Aujour-
d’hui basée essentiellement sur les réseaux de neurones profonds, la majorité des éléments
développés dans cette thèse reposent sur ceux-ci. Nous présentons donc dans un premier
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temps les réseaux de neurones profonds convolutifs (section 3.1), qui seront largement
utilisés dans la suite. Nous nous intéressons notamment à la recherche et l’identification
d’instances à l’aide de réseaux de neurones (section 3.5). Enfin, nous étudions la détection
et l’annotation de séquences dans les vidéos (section 3.6), ce qui nous sera utile pour la
détection de geste (dans le chapitre 6), avant de conclure sur ce qui motive les recherches
présentées dans cette thèse.

3.1 Réseaux de neurones profonds

Pour comprendre la suite de cette thèse, nous introduisons certaines notions sur les
réseaux de neurones, à commencer par la définition d’un neurone. Bien qu’inspiré par la
biologie, un neurone en informatique est une version largement simplifiée de son modèle
d’origine.

3.1.1 Neurones

On peut voir un neurone comme une fonction non linéaire N qui prend en entrée un
certain nombre d’éléments, et renvoie une valeur. Soit la fonction linéaire f :

f(x) =
n∑
i

wixi + b (3.1)

f est une sommepondéréedes entréesx = x0, , xn avec les poidsW = w0, ,wn, à laquelle
on ajoute le biais b. Si chaque neurone n’était qu’une fonction linéaire, alors n’importe quel
réseau constitué d’un ensemble neurones connectés serait en fait équivalent à un seul neu-
rone, ou une seule couche de neurones, car il ne réaliserait au final qu’une combinaison
linéaire des entrées. Pour qu’un réseau de neurones réalise des fonctions plus complexe, il
est nécessaire d’ajouter de la non-linéarité sur les neurones. Un neurone réalise la fonction
f et ajoute une fonction non-linéaire σ. Cette fonction σ est appelée fonction d’activation,
en rapport avec le potentiel d’action dans les neurones en biologie, et va définir la sortie du
neurone.

N(x,W) = (σ ◦ f)(x,W) = σ(
∑
i

wixi + b) (3.2)

L’équation 3.2 est illustrée par la figure 3.1, qui montre un neurone connecté aux trois
entrées à gauche. Sur chaque connexion est affiché le poids associé, qui l’on pourrait sché-
matiser comme étant l’importance donnée à cette connexion par ce neurone. Le sommede
ces entrées est passé à travers la fonctiond’activation, ici la fonction sigmoïde, pour calculer
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Figure 3.1 : Schéma d’un neurone avec trois connexions entrantes.

la sortie du neurone.

3.1.2 Perceptron multi-couche

Avec ce modèle simple de neurones, on peut définir un ensemble de neurones connec-
tés les uns aux autres. Un réseau de neurones profond entièrement connecté à plusieurs
couches, appelé Perceptronmulticouche, est un ensemble de neurones connectés, organi-
sés en couches successives. Sur la figure 3.2a, nous voyons une couche de neurone entiè-
rement connectée (en anglais Fully Connected Layer), avec un vecteur en entrée de taille
4 et une sortie de taille 3. Une telle configuration avec i neurones, produisant la sortie y de
taille i grâce à l’entrée x de taille n, peut être calculé de la manière suivante :

∀yi ∈ y, yi = σ

 n∑
j=0

(xj ∗ wj + bi)

 (3.3)

Une couche ainsi définie est une classifieur linéaire, qui réalise sa prédiction grâce à
une combinaisons des entrées. Pour réaliser des fonctions plus complexes, des modèles
avec une couche profonde sont nécessaires. La figure 3.2b représente unmodèle avec deux
couches entièrement connectées, avec ce que l’on nomme une couche cachée, en rouge
sur le schéma. Ces réseaux n’ont pas de connexions depuis la sortie vers l’entrée, ils sont
nommés réseau à propagation avant (en anglais “feed-forward networks”). À l’inverse les
modèles avec des connexions allant de la sortie vers l’entrée sont appelés réseaux récurrents
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(a) Réseau à 1 couche (b) Réseau à 2 couches

Figure 3.2 : Réseaux de neurones à 1 et 2 couches.

(cf section 3.6). Chaque couche peut avoir une dimension arbitraire, et on remarque que
le nombre de paramètres du réseau augmente rapidement. Sur l’exemple de la figure 3.2b,
nous avons deux couches, la première ayant 5 ∗ 4 + 4 = 24 paramètres et la deuxième
4 ∗ 3+ 4 = 16 en comptant les poids et les biais, ce qui fait 40 paramètres à apprendre.

Le théorème d’approximation universelle [57] stipule qu’un réseau de neurones avec
une couche cachée peut approximer toute fonction continue sur un sous-ensemble com-
pact deRn, à condition d’avoir une fonction d’activation continue, non-constante, bornée
et croissante. Ce qui fait d’un perceptron multi-couche un approximateur universel, du
moins en théorie, rien ne garanti qu’il soit possible de trouver une telle fonction par ap-
prentissage.

3.1.3 Apprentissage des paramètres du réseau

Pour que notre réseau profond réalise la fonction que l’on désire, il est nécessaire d’ap-
prendre chacun de ses paramètres. L’apprentissage se fait par mise à jour des poidsW, par
descente de gradient :

W = W− α
dL(ŷ, y)
dW

(3.4)

où α est la learning-rate, qui définit de combien vont être ajusté les poids à chaque mise
à jour. L(ŷ, y) est la fonction objectif, ou fonction de coût, qui évalue si la sortie y de notre
réseau est correcte par rapport à la distribution attendue ŷ. dL(̂y,y)dW est la dérivée partielle de
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Figure 3.3 : Exemple d’apprentissage d’un réseau de neurone.

la fonction L, par rapport à chaque poidsW, qui nous indique dans quel sens mettre à jour
les poids (augmenter ou diminuer).

Prenons comme exemple la sortie d’un réseau de classification, présenté sur la figure 3.3.
Étant donnée une image, le réseau de neurones va produire une sortie q = (0.5, 0.4, 0.7).
La distribution attendue p = (1.0, 0.0, 0.0), correspond aux labels corrects de l’image.On
peut alors calculer l’entropie croisée, notée CE, grâce à l’équation 3.12, ce qui donne :

CE(p, q) = −1 ∗ log(0.5) = 0, 693 (3.5)

Plus le réseau produit une distribution avec une grande confiance dans la bonne catégo-
rie, plus l’entropie croisée sera proche de 0, et inversement. Minimiser cette fonction par
descente de gradient sur l’ensemble du réseau va permettre d’obtenir la bonne distribution
en sortie du réseau, ce qui en fait une fonction objectif de choix. On voit cependant que
l’entropie croisée ainsi définie ne regarde que le score sur la bonne catégorie pour évaluer
si la prédiction est correcte ou non. Des approches récentes proposent ce qu’ils nomment
“label smoothing” pour prendre un compte toutes les catégories, comme méthode de ré-
gularisation. La régularisation dans les réseaux de neurones est très importante et permet
de générer des modèles plus généraux, et d’éviter le sur-apprentissage (cf section 3.1.5).

On parle de convergence si l’évolution de l’ensemble des paramètres est capable de trou-
ver (de converger vers) des valeurs permettant de produire une réponse correcte en sortie
du réseau. Pourmettre à jour ces paramètres, on utilise la descente de gradient par lots. Un
lot (ou batch) est un sous ensemble de l’ensemble des exemples x. C’est un moyen d’or-
ganiser les données d’apprentissages en paquets. Si l’on parcourt l’ensemble de ces lots de
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taille S, on parle alors d’une epoch.

W = W− α
1
S

S∑
j=1

dL(ŷj, yj)
dW

(3.6)

L’utilisation de batchs permet d’accélérer l’apprentissage en profitant de la parallélisa-
tion, et peut réduire le bruit amené par l’utilisation de chaque exemple indépendamment.
On peut contrôler facilement la quantité de mémoire nécessaire pour l’apprentissage en
jouant sur S, et le calcul du gradient peut être fait sur le batch en entier, ce qui accélère gran-
dement les calculs. La stratégie classique consiste à mélanger aléatoirement les exemples
pour chaque epoch, et des les organiser en batch de taille 16 à 64 [58]. Cependant, il a été
démontré que l’utilisation de batchs trop grands détériore les résultats et empêche d’avoir
une bonne généralisation [59].

Cross-entropy : on utilise principalement l’entropie-croisée CE comme fonction
objectif, pour les raisons suivantes :

Nous nous intéressons tout d’abord à l’entropie. Prenons la loi de distribution de
probabilité p et un ensemble de n exemples (x1, x2, ..., xn). L’entropie de Shannon [60]
nous indique le nombre de bits nécessaires pour la représentation de p, et est définie
par :

E(p) = −
n∑

i=0

p(xi)logp(xi) (3.7)

La dernière couche d’un réseau de neurones peut être un softmax, c’est-à-dire avoir
des valeurs comprises entre 0 et 1, avec une somme à 1. Dans ce cas, la sortie du ré-
seau peut être vue comme une distribution q qui doit estimer p, la vrai distribution.
Nous pouvons calculer la divergence deKullback-Leibler qui nous donne la différence
moyenne du nombre de bits nécessaires pour représenter q par rapport à p. La diver-
gence de Kullback-Leibler entre p et q est définie par :

DKL(p, q) =
n∑

i=0

p(xi)log
p(xi)
q(xi)

(3.8)

On veutminimiser la différence entre q et p, ce qui revient àminimiser la somme de
l’entropie de p et de la divergence de Kullback-Leiber de q par rapport à p.
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E(p) + DKL(p, q) = −
n∑
i=1

p(xi)logp(xi) +
n∑

i=0

p(xi)log
p(xi)
q(xi)

(3.9)

=
n∑
i=1

p(xi)
(
−logp(xi) + log

p(xi)
q(xi)

)
(3.10)

=
n∑
i=1

p(xi) (−logp(xi) + logp(xi)− logq(xi)) (3.11)

= −
n∑
i=1

p(xi) (logq(xi)) = CE(p, q) (3.12)

Chaque opération réalisée par le réseau étant dérivable, on vamettre à jour les poids par
rétro-propagation du gradient, de la sortie vers l’entrée. Ceci n’empêche pas que l’on risque
de finir dans un minimum local, c’est-à-dire que la descente de gradient ne permettra plus
l’amélioration des performances, alors qu’il existe un minimum global où le réseau serait
meilleur. Cependant, en pratique, il n’est pas constaté l’existence particulière de problème
avec les minimum locaux, et la plupart des apprentissages donne des résultats similaires,
avec des initialisations aléatoires du réseau au départ. Il a d’abord été conjecturé qu’il n’exis-
tait pas de minimums locaux [47], mais il a été prouvé que tous les minimum locaux sont
desminimumsglobaux pour les réseaux dequelques couches, bienquequelquesminimum
non-optimaux puissent exister dans les réseaux plus profonds [61].

3.1.4 Non-linéarité et fonctions d’activation

La fonctiond’activationdes neurones apporte la non-linéarité des connexions. Les fonc-
tions d’activation non linéaires peuvent être très variées et ont évoluées au fur et à mesure
des années,mais on peut en relever trois principales.Historiquement, la fonction sigmoïde
fût la première proposée, elle est définie par :

σ(x) =
1

1+ e−x (3.13)

Cette fonction projette les nombres réels dans [0, 1], plus particulièrement les grands
nombres deviennent 1 et les plus petit nombres deviennent 0 (figure 3.4a). La fonction
sigmoïde est moins utilisée aujourd’hui car elle a tendance à réduire le gradient à zéro lors
de la rétro-propagation. Un autre désavantage de cette fonction est qu’elle n’est pas centrée
sur 0. Ce qui signifie que les couches suivantes dans le réseau recevront des données qui ne
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sont pas centrée sur 0, ce qui est problématique pour le calcul du gradient. Si on prend la
dérivée partielle de L en fonction de wi :

dL
dwi

=
dL
df

df
dwi

(3.14)

or d’après l’équation 3.1 :

df
dwi

= xi (3.15)

et donc

dL
dwi

=
dL
df
xi (3.16)

Or si xi > 0, le gradient dL
dwi

sur les poids wi sera toujours du même signe (positif ou
négatif) que dL

df . Avec tous les gradients de même signe, tous les poids vont être mis à jour
dans le même sens (augmentés ou diminués). Ceci va créer un effet de “zig-zag” lors de la
mise à jour des poids, avec une mise à jour dans un sens, puis dans un autre.

Ce problème n’apparait pas avec la fonction tangente hyperbolique (figure 3.4b) :

tanh(x) =
1− e−2x

1+ e−2x = 2σ(2x)− 1 (3.17)

qui correspond en fait à la fonction sigmoïde centrée sur zéro, avec une sortie entre
[−1, 1]. Cette fonction est généralement à préférer à la fonction sigmoïd [62].

Cependant, la fonction ReLU pour Rectified Linear Unit [55], est celle qui s’est le plus
répandue ces dernières années et qui est largement la plus utilisée. Elle est définie comme
un seuil à zéro :

ReLU(x) = max(0, x) (3.18)

La figure 3.4c présente graphiquement cette équation. Cette fonction accélère grande-
ment la convergence, ce qui serait dû à sa linéarité lorsque f est positive, ce qui évite la
saturation comme la tangente hyperbolique [4]. Un avantage considérable de cette fonc-
tion est sa facilité de calcul, qui ne requiert qu’un filtrage de la matrice d’activation avec un
seuil à 0. Le fait de mettre un certain nombre de neurones à 0 peut inactiver une partie du
réseau qui au final ne sera jamais activé. Pour éviter cette “mort” d’une partie du réseau, le
Leaky ReLU a été proposé [6], mais avec des résultats peu stables, il ne s’est pas généralisé.
Cette fonction, proche du ReLU, ajoute un paramètre α qui doit être appris, lorsque x est
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négatif.

f(n) =

αx if x < 0

x if x > 0
(3.19)

(a) Sigmoïde (b) Tangeante Hyperbolique

(c) ReLU (d) Leaky ReLU [6]

Figure 3.4 : Fonctions d’activation non-linéaires.

3.1.5 Régularisation

Lorsque l’on réalise un algorithme d’apprentissage automatique, on souhaite que celui-
ci n’ait pas uniquement de bonnes performances sur les données d’apprentissages, mais
sur toutes données qu’on lui présente. La régularisation est l’ensemble des méthodes qui
permettent à l’algorithme de réduire son erreur de généralisation.
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Généralisation : capacité d’un réseau de neurones, et de n’importe quel algorithme d’ap-
prentissage automatique, à bien se comporter sur des données qu’il n’a pas vu pendant
l’entrainement.Généralementmesuré grâce à un corpus de test séparer du corpus d’entraî-
nement. Un exemple extrême d’un algorithme qui généralise mal, est un réseau capable
d’atteindre 100% de reconnaissance sur les données fournies pendant l’apprentissage et
0% sur le corpus de test. On parle de sur-apprentissage [2].

Une façon schématique de voir la régularisation est d’imaginer un ajout de bruit dans
les réseaux pour les rendre plus robustes etmoins spécialisés sur leurs données d’apprentis-
sages. L’idée est donc de déstabiliser le réseau lors de l’apprentissage, pour qu’il ne soit pas
limité aux exemples fournis pendant l’apprentissage, dans lebutd’éviter un sur-apprentissage.

Sur-apprentissage :Onparlede sur-apprentissage lorsqu’un réseaudeneurones s’est trop
spécialisé sur ses données d’apprentissages et qu’il a une forte erreur de généralisation.

L’augmentationdedonnées consiste à perturber les images pendant l’apprentissage, avec
du bruit, des rotations ou des mises à l’échelle. On peut citer par exemple le crop aléatoire,
où l’on prend aléatoirement une zone de l’image plutôt que de mettre l’image à l’échelle
pour l’entrée du réseau. On utilise également fréquemment des rotations des images, avec
des renversement aléatoire de l’image, entre [−180◦, 180◦]. Il est également possible demo-
difier les contrastes, la teinte ou la saturation, toujours dans le but de déformer les images
pour montrer le plus d’exemples différents possible au réseau.

Une forme de régularisation importante et utiliser dans tous les apprentissages aujour-
d’hui est le “weight decay”, ou la normalisation L2 des poids. Les poids sur les connexions
de chaque neurones peuvent prendre des valeurs de forte amplitude pendant l’apprentis-
sage, or cela est pénalisant pour la généralisation, en créant une variance de sortie plus éle-
vée [63, 64]. On souhaite donc forcer les poids à rester petits en pénalisant les grandes
valeurs. En utilisant la norme L2 avec un paramètre α :

W = α
n∑
i=1

wi (3.20)

On force ainsi les poids à rester dans une sphère de rayon α. Ce paramètre est un hyper-
paramètre à optimiser pendant l’apprentissage, et va dépendre de chaque réseau, avec des
valeurs généralement faibles entre 10−3 et 10−4.
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Figure 3.5 : Illustation du dropout pris depuis [2]

Une autre forme de régularisation largement utilisée est le dropout [2]. Il s’agit de mas-
quer une partie du réseau aléatoirement pendant l’apprentissage. Pour cela, chaque neu-
rone du réseau a une probabilité p d’être abandonné (dropped) à chaque passage. La fi-
gure 3.5montre à gauche le réseau initial, et à droite un exemple avec 7 neurones abandon-
nés, notéX.Une fois l’apprentissage terminéavec ces coupes aléatoires, toutes les connexions
sont utilisées lorsque l’on déploie le réseau. Ceci entraîne une activation totale supérieure,
car aucune connexionn’est ignorée. Pour garder une activationdumêmeordre de grandeur
que pendant l’entrainement, elles sont toutes réduites d’un facteur p.

Les régularisationsquenous venonsdeprésenter ne se font qu’auniveaud’unexemple. Il
est toutefois possible d’agir directement au niveau du batch, lot de données utilisé pendant
l’apprentissage. Lanormalisationdu batch (batch-normalisation), n’est pas prévue à l’origine
pour faire de la régularisation [65]. Utiliser dans les modèles performants récent [66–68],
cetteméthode n’est pas dédiée à la régularisation,mais améliore effectivement les capacités
de généralisation.

NORMALISATION : on désigne par normalisation le fait de centrer-réduire les données
(soustraire la moyenne et diviser par l’écart-type). On préfère le terme normalisation ici
pour être cohérent l’appellation largement répandue : batch-normalisation.

Cette batch normalisation est utilisée pour accélérer l’apprentissage, en forçant toutes les
données à être centrées sur 0. En apprentissage automatique, on centre et réduit généra-
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Modèle Aug.D W.D. BatchNorm P. entrainement P. test
AlexNet non non NA 100 76.07
AlexNet non oui NA 100 77.36
AlexNet oui non NA 99.82 79.66
AlexNet oui oui NA 99.90 81.22
Inception v3 non non non 100 82.00
Inception v3 non oui non 100 83.00
Inception v3 non non oui 100 85.76
Inception v3 non oui oui 100 86.03
Inception v3 oui non oui 100 89.31
Inception v3 oui oui oui 100 89.05

Table 3.1 : Effets sur AlexNet et Inception de la régularisation [69]

lement les données pour éviter d’avoir à apprendre un décalage en plus de la représenta-
tion. L’idée de la normalisation du batch est de faire cette opération entre chaque couche,
pour que les données soient toujours centrées et réduites. Ceci a deux principales consé-
quences : onpeut utiliser un learning rateplus grand car on évite les activations trop grandes
ou trop petites, et on limite le sur-apprentissage en ajoutant du bruit entre chaque couche
car la variance va dépendre du batch. Pour le déploiement du réseau après l’entraînement,
la moyenne et l’écart-type utilisés pour la normalisation ne dépendent plus du batch, on
prend ceux de la population (calculé sur l’ensemble des données d’apprentissage).

On voit sur le tableau 3.1 les effets de chacune des régularisations sur deux réseaux pro-
fonds classiques, AlexNet et Inception (cf section 3.2.2) sur la collection d’image Image-
Net [56]. On y présente l’effet de l’augmentation de données (Aug. D), du weight decay
(W.D.) et de la normalisation du batch (BatchNorm). Les résultats montrent que, malgré
les perturbations apportées par les différentes fonctions, les réseaux parviennent toujours
à obtenir des résultats proches de 100% sur le corpus d’apprentissage, en particulier Incep-
tion, qui est le réseau le plus performant sur cette tâche. Ceci permet par contre d’améliorer
significativement les résultats sur les corpus de test, avec une amélioration de plus de 7%
pour Inception et de plus de 5% pour AlexNet. On remarque avec Inception l’apport im-
portant de la normalisation du batch, avec de 3.76% à elle seule. On en conclut donc que
ces fonctions de régularisations permettent d’améliorer la généralisations des réseaux sur
des exemples qu’ils n’ont jamais vu ¹.

1. Cette affirmation est toutefois à prendre avec précaution, car étant donné la taille des réseaux, il est
également possible qu’ils ne fassent que retenir toutes l’informations qu’on leur donne [69].
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Figure 3.6 : Illustration d’une convolution sur une matrice 4 ∗ 4.

3.2 Réseaux de neurones convolutifs

Nous avons présenté les réseaux de neurones de type perceptrons multi-couches. No-
tamment en traitement d’image, l’utilisation de convolutions, très répandues, permettent
d’obtenir les meilleurs résultats de l’état de l’art [4, 5, 67, 68].

3.2.1 Convolutions

Une convolution est une opération entre une matriceM et une matrice de convolution
K, appelée noyau. L’opération de convolution est définie comme la somme des éléments
deM pondérés par les éléments deK. SiK est unematrice carrée de dimension 2n+ 1, alors
on peut définir la matriceG résultat de la convolution entreM et K par :

G[i, j] =
n∑

u=−n

n∑
v=−n

K[u, v] ∗M[i− u, j− v] (3.21)

On peut visualiser cette opération sur la figure 3.6, où une matrice de convolution K
de taille 3 ∗ 3 est appliquée sur une matrice M de taille 5 ∗ 5. On obtient une matrice G
dont la taille va dépendre de la manière dont on applique le noyau sur M. On voit dans
l’équation 3.21, que l’on considère queM est toujours définie dans le voisinage de [i, j], ce
qui n’est bien entendu pas le cas en pratique, et génère des dépassement de matrice.

On cherche donc à appliquer unematrice de convolution de taille 2n+1 sur unematrice
(on ne s’intéresse qu’aux convolution de taille impaire). Pour cela on peut définir un pas de
décalage entre chaque application.Avoir unpasde1 signifieque la convolution seradécalée
d’un élément après chaque application, et donc qu’elle sera appliquée en chaque position
possible de l’image.

On peut ainsi calculer la taille de la sortie de la convolution d’une matrice carrée de
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Figure 3.7 : Application d’une convolution 3x3 sur une matrice de taille 4x4 avec un
padding de 1 et un pas de 1

taille m par une matrice de convolution de taille 2 ∗ n + 1 < m : m−(2∗n+1)
s + 1. Elle sera

toujours inférieur àm, et donc la convolution va réduire la taille de lamatrice d’entrée. Cela
vient du fait que la matrice de convolution ne peut pas être appliquée avec pour centre la
première ou la dernière ligne ou colonne. Pour corriger ce problème, on peut définir un
remplissage (padding) autour de la matriceM. En ajoutant ligne et colonne de 0 autour de
la matriceM on va pouvoir appliquer la convolution sur un domaine plus grand, sans que
cela ne perturbe le résultat, car en ajouter des 0 est sans effet dans l’équation 3.21. Comme
on ajoute le padding de chaque côté de lamatrice, la taille de la sortie sera : m−(2n+1)+2p

s + 1.
En prenant un padding de taille p = n, avec un pas de 1, on assure que la taille de la sortie
sera égale à la taille de l’entrée (figure 3.7).

Chaquecouched’un réseauconvolutif profondvaêtredéfinieparunensemblede convo-
lutions, dont la sortie peut être connectée à un neurone. Une image n’étant pas unematrice
en deux dimensions, mais un ensemble de matrices, on peut voir celle-ci comme une ma-
trice 3D de taille L∗H∗C où L etH sont la largeur et la hauteur de l’image, etC le nombre
de canaux. Si on applique un certain nombreK de convolutions sur celle-ci, on obtient une
matrice 3Dde tailleL∗H∗K, si la taille d’entrée et de sortie sont identique, ce qui est illus-
tré par la figure 3.8. En ensemble de convolutions comme celui-ci va définir une couche
de convolution, composant de base pour un réseau convolutif.

D’autres opérations vont être appliquées pour définir un réseau convolutif, notamment
des neurones, généralement de type ReLU, et du pooling. L’opération de pooling consiste à
mettre en commun (to pool) un certain nombre d’élément de la matrice. On prend généra-
lement le maximum (max-pooling) ou la moyenne (average-pooling) d’une région, ce qui
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Figure 3.8 : Couche de convolution avec 3 canaux en entrée et 5 en sortie.

permet de faire un sous-échantillonnage, et donc une réduction de la taille de la matrice.
En appliquant une pooling 2 ∗ 2 avec un pas de 2 sur notre matrice L ∗ H ∗ C, on obtient
la matrice L/2 ∗ H/2 ∗ C. La figure 3.9 montre les trois étapes d’une couche d’un réseau
convolutif, avec une convolution (fig. 3.9b), des neurones ReLU (fig. 3.9c) et du pooling
(fig. 3.9d).
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Figure 3.9 : Illustration des opérations de convolution, de ReLU et de pooling

3.2.2 Réseaux convolutifs profonds

Nous nous intéressons à plusieurs réseaux convolutifs de l’état de l’art qui présentent les
éléments les plus importants de tous les réseaux de neurones. L’un des premiers réseaux de
neurones convolutifs, et le premier à se répandre, est LeNet présenté par Lecun et al. [3],
illustré par la figure 3.10. Ce réseau est constitué de deux couches de convolutions séparées
par une couche de sous-échantillonnage (similaire à l’average-pooling). Une partie entière-
ment connectée permet de passer d’une sortie de taille 16 ∗ 5 ∗ 5 à une sortie de dimension
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Figure 3.10 : Schéma du réseau profond LeNet [3]

Figure 3.11 : Architecture AlexNet [4]

10, correspondant aux dix classes MNIST [3], la tâche de reconnaissance de chiffre pour
laquelle le réseau a été développé.

Ce réseau dispose de toutes les briques nécessaires pour la construction de tous les ré-
seaux convolutifs qui suivront. Notamment avec une partie “caractéristiques”, à savoir un
ensemble de convolutions, qui sont chargées d’extraire les caractéristiques visuelles. Et une
partie “classification”, avec des couches entièrement connectées, chargées de réaliser la clas-
sification en 10 catégories dans le cas présent.

L’architectureAlexNet, présentée en2012[4]pour la tâchedeclassification ImageNet [56] ²,
utilise une approche similaire. Bien que cette architecture soit largement plus grande, avec
plus 60 millions de paramètres, l’organisation est proche de celle de LeNet (figure 3.11),
avec une partie extraction de caractéristiques, composée de cinq convolutions, et une par-
tie classification composée de couches entièrement connectées.

Ce réseau utilise des convolutions de 11 ∗ 11 et de 3 ∗ 3, chacune séparée par un max-
pooling de taille 3 ∗ 3, ce qui représente un grand nombre de sous-échantillonnage. Une

2. La collection d’image ImageNet est très utilisée pour l’apprentissage des réseaux de neurones, car
elle dispose de plusieurs millions d’images annotées, et répartit en plusieurs milliers de classes.
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Figure 3.12 : Architecture VGG [5]

des nouveautés de ce réseau est l’introduction des dropout (présentés section 3.1.5), qui
lui permettent de ne pas sur-apprendre,malgré sa grande taille. Cette nouvelle architecture
atteint 18.2% d’erreur ImageNet ³, ce qui est bien inférieur aux résultats précédent sans ré-
seaux de neurones, qui étaient de 26.2% avec les descripteurs visuels SIFT (Scale-Invariant
Feature Transform) [70].

Ces résultats sur un problème de vision bien connu ont permis au réseaux de neurones
d’être à nouveau au centre de l’attention de la communauté scientifique. Les nouveautés
proposées par Simonyan et Zisserman [5] avec leur réseau VGG, ont posé de nouvelles
bases pour la constructions de réseaux profonds. Premièrement, ils proposent de n’utiliser
que des convolutions 3∗3. En utilisant des convolutions de petites tailles, on peut augmen-
ter la profondeur du réseau, ce qui enpratique donnedemeilleurs résultats. Le réseauVGG
présenté (figure 3.12) est plus profond, il utilise ici 16 couches, dont 13 de convolutions et
3 entièrement connectés pour la classification. Une version avec 19 couches est également
proposée. Ceci fait passer le nombre de paramètres à 144 millions, et on commence alors
à parler de réseaux très profonds.

Les convolutions 3 ∗ 3 ne sont pas toutes séparées par du sous-échantillonnage comme
dans les réseaux précédent. En effet, deux convolution 3 ∗ 3 à la suite ont le même champ
récepteur qu’une convolution 5∗ 5, s’il n’y a pas de pooling entre les deux, et 3 à la suite ont

3. Ces résultats, et tout ceux qui suivent, sont basés sur une réimplémentation des réseaux, et peuvent
différencier de ceux des publications originales. Nous nous intéressons surtout à l’ordre de grandeur et aux
écarts entre les résultats, qui eux ne changent pas.
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le même qu’une convolution 7 ∗ 7. Remplacer une convolution 7 ∗ 7 par trois convolution
3 ∗ 3 permet de multiplier par trois le nombre d’activations non-linéaires ReLU, ce qui
rend la fonction plus discriminante, en plus de réduire considérablement le nombre de
paramètres (81% de paramètres en moins). On obtient alors un réseau plus profond, et
plus performant, arrivant à un taux d’erreur de 8.1% sur ImageNet [5].

En plus de se limiter à des convolutions 3 ∗ 3, VGG propose d’utiliser deux types de
couches dans le réseau. Premièrement des couches qui conserve la taille des entrées, donc
avec un pas de 1 et un padding de 1, et des couches qui réduise la taille par deux, avec unpas
de 2, mais qui multiplient par deux le nombre de canaux. En enchaînant ces deux types de
couches, on peut construire un réseau de plus en plus profond, avec moins de disparition
du gradient.

Le problème de l’approfondissement des réseaux est la diminution du gradient au fur et
à mesure de la rétro-propagation. En effet, à chaque couche, le gradient va diminuer légè-
rement. Alors que ce n’est pas un problème pour des réseaux avec quelques couches, si l’on
veut continuer à approfondir les réseaux, il réduire l’impact de cette diminution. L’archi-
tecture de réseauResNet [6] propose un nouveau type de connexion : les skip-connections,
ou plus précisément les connexions résiduelles. Pour éviter que chaque couche fasse dis-
paraître petit à petit le gradient, on ajoute une connexion de l’entrée de la convolution di-
rectement vers la sortie. Cela crée deux “chemins” pour la propagation et surtout la rétro-
propagation. Un exemple est montré sur la figure 3.13, avec un bloc résiduel, constitué de
deux couches de convolutions et d’une connexion résiduelle entre l’entrée et la sortie. Ici
la fusion est faite avec une addition, ce qui montre les meilleurs résultats en pratique, car
permet une meilleure propagation de l’information [71].

Bloc : avec la taille grandissante des réseaux de neurones, le terme blocs de convo-
lutions a été introduit. Un bloc est un ensemble d’un certain nombre de couches d’un
réseau. Cela permet de définir plus simplement des réseaux très profonds, quand cer-
taines structures se répètent dans le réseau.

Ces connexions résiduelles permettent d’agrandir grandement les réseaux, ainsi l’archi-
tecture ResNet présente les meilleurs résultats avec une organisation en 200 couches, avec
une erreur sur ImageNet de 4.8% [71]. Les skip-connection peuvent également être utili-
sées pour connecter le réseau plus densément. L’architecture DenseNet [48] propose un
bloc de base ou chaque couche précédente est connectée aux couches suivantes. Ces nom-
breuses nouvelles connections ont plusieurs avantages, notamment de limiter la dispari-
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Figure 3.13 : Exemple d’un bloc résiduel de ResNet (source [6]).

tion du gradient, de renforcer la propagation des caractéristiques extraites, et de permettre
la réutilisation des caractéristiques extraites précédemment dans le réseau.

Augmenter la taille du réseau ne se fait pas uniquement en profondeur, mais également
en largeur. On peut, dans un bloc, également opérer à plusieurs échelles, en utilisant des
convolutions 1 ∗ 1, 3 ∗ 3 et 5 ∗ 5 sur une seule couche. C’est le cas de l’architecture Incep-
tion [7] qui, pour chaque couche, va multiplier le nombre de convolutions parallèles. Les
architectures suivantes [66], jusqu’à InceptionV4 [72], reposent sur la même idée d’aug-
menter la largeur des réseaux, pour travailler à plusieurs échelles sur chaque couche. Ce
type de réseaux a permis de réduire l’erreur sur ImageNet à 3.1% [72].

Avec l’agrandissementdes réseaux, enprofondeur et en largeur, la précision surdes tâches
de classifications précises comme ImageNet s’améliore [7, 66, 72]. Cependant, cela mène
a des réseaux de plus en plus grands, en terme de mémoire, et de plus en plus lents. Dans
le cas d’une application en mobilité, il n’est pas envisageable d’explorer des réseaux encore
plus profonds. Les architectures présentées précédemmentmettent en avant les caractéris-
tiques principales qu’un réseau doit avoir pour obtenir de bon résultats, mais il nous faut
viser une diminution de la taille et l’accélération pour garantir des traitements compatibles
avec l’interaction d’un humain.

3.3 Réduction de la taille et de la complexité des réseaux

Nous avons présenté des réseaux très profonds, avec de plus en plus de paramètres, pour
obtenir des résultats toujoursmeilleurs. Leproblèmeétant qu’avec la taille grandissantedes
réseaux, leur utilisation sur des processeurs mobiles par exemple devient difficile. Nous
nous intéressons dans cette section à des méthodes de réduction de la taille des réseaux,
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Figure 3.14 : Bloc Inception (source [7]).

soit par compression, soit en repensant l’architecture, pour que la taille et la rapidité des
réseaux deviennent un objectif.

3.3.1 Compression des réseaux

Une première approche pour la réduction de la taille des réseaux est la suppression des
connexions “inutiles”. Appelé pruning, elle consiste à identifier les connexions inutiles pour
les supprimer. Au début des années 90, cetteméthode a beaucoup été étudiée pour réduire
la complexité afin de faciliter l’apprentissage [47, 63, 73], notamment à cause des limita-
tions techniques de l’époque. Il est possible d’appliquer le pruning à des réseaux convolutifs
en apprenant quelles connexions sont nécessaires [74, 75]. Les connexions avec des poids
faibles, en dessous d’un certain seuil, sont supprimées, et le réseau est ré-entraîné, et ainsi
de suite. Cette approche permet de réduire considérablement le nombre de paramètres,
avec par exemple un réduction d’un facteur 9 sur AlexNet et d’un facteur 13 sur VGG.

Il est également possible de réduire la taille en mémoire d’un réseau en réduisant le
nombre de bits nécessaires à la représentation de chaque poids. On peut regrouper les
poids à l’aide d’une fonction de hachage [76], qui se fait avant l’apprentissage. En utili-
sant un algorithme de regroupement, comme k-means [77], il est possible de regrouper
les poids similaires en un certain nombre de groupes, une fois l’apprentissage réalisé. Ceci
permet de garder les performances du réseau d’origine, et de tirer profit de la redondance
dans les réseaux. La binarisation totale du réseau permet non seulement de grandement
réduire la taille du réseau, jusqu’à 32 fois, mais permet surtout l’accélération des calculs,
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Figure 3.15 : Module “FIRE” de SqueezeNet [8]

jusqu’à 60 fois [78]. Ceci entraîne cependant une diminution logique de la qualité des ré-
sultats.

3.3.2 Convolutions 1 ∗ 1

Introduit parSqueezeNet [8], les réseaux convolutifs avecmicro-architecture représentent
une autremanièrede créerdes réseauxde tailles réduites. Encréantun réseaudepetite taille
dès le départ, on peut apprendre le réseaude bout enbout avecmoins de paramètres.Grâce
aux dernières avancées sur les réseaux de neurones, notamment les convolutions 1 ∗ 1 et les
skip-connections, on est capable de créer des architectures avec un nombre de paramètres
largement réduit, qui arrive à des résultats proches de AlexNet ou VGG [8, 20].

La première stratégie pour réduire le nombre de paramètres est l’utilisation de convo-
lution 1 ∗ 1. On peut voir ce type de convolution comme une fusion des informations au
niveau des pixels, car une convolution regardera le même pixel sur l’ensemble des canaux.
Ce typede convolutionutilise logiquement 9 foismoins deparamètres qu’une convolution
3∗ 3. Quelque soit le type de convolution, il est également utile de s’intéresser aux nombre
de canaux d’entrée, car ils vont déterminer le nombre de paramètres de la couche. En com-
binant des convolutions 1 ∗ 1 et des convolutions 3 ∗ 3 avec le moins de canaux possibles
en entrée, SqueezeNet défini les fire-modules (figure 3.15, un type de bloc de convolutions
utilisant peu de paramètres.

Dans le bloc fire, la première couche nommée squeeze réduit le nombre de canaux pour
les convolutions 3 ∗ 3 de la deuxième couches pour limiter le nombres de paramètres. Ce
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blocne réalisepasde sous-échantillonnage, la taille de l’entrée etde la sortie sontdonc iden-
tiques, seul le nombre de canal va augmenter. Le sous-échantillonnage est réalisé par des
couches demaxpooling, assez loin ⁴ dans le réseaux, ce qui a tendance à donner demeilleurs
résultats, en augmentant la valeur des cartes d’activations [6]. En appliquant ces différentes
stratégies, SqueezeNet a des résultats comparables à ceux de AlexNet sur ImageNet, avec
un modèle environ 50 fois plus petit.

3.3.3 Convolutions groupées

Les convolutions groupées [9] ont d’abord été introduites pour permettrent de distri-
buer les calculs pendant l’apprentissage du réseau [4]. On sépare les canaux en un certain
nombre g de groupes, et les convolutions ne vont être utilisées que sur un groupe parti-
culier. Si l’on a C canaux d’entrée avec g groupes, on a une entrée qui va être composée
de groupes de taille C/g, où chaque convolution ne va être appliquée que sur un seul de
ces groupes. Comme illustré sur la figure 3.16, avec un nombre de groupes égal à deux, on
divise les convolutions en deux blocs, celle du bloc 1 n’étant effectuée que sur les canaux
numérotés [1;C/g] n’ayant pas accès aux canaux ]C/g;C]

Les convolutions groupées peuvent être apprises séparément (notamment sur plusieurs
GPUs)etprésentent l’avantagede réduire lenombredeparamètres, avecmoinsde connexions.
Ces convolutions groupées peuvent être étendues : lesDeepWise Convolution [20] consiste
à prendre un nombre de groupes égale au nombre de canaux en entrée. Ainsi, chaque ca-
nal de sortie n’est connecté qu’à un seul canal d’entrée, comme illustré par la figure 3.17.
Le nombre de paramètres est alors grandement réduit, d’un facteur C, mais on perd en
contrepartie toute forme d’information entre les canaux. Pour cela, MobileNet [20] défi-
nit un bloc composé d’une convolution deepwise 3 ∗ 3 et d’une convolution 1 ∗ 1 chargé
de combiner les informations venant des de chacun des canaux de la convolution deepwise.
Ce bloc contient moins de paramètres qu’une convolution 3 ∗ 3 classique, et obtient des
résultats proches de ceux de VGG [20], avec en plus l’ajout d’un couche de non-linéarité
possible entre les deux convolutions.

L’architecture ShuffleNet [10] tire profit des deux approches précédentes. Elle utilise un
type de bloc proche de celui de Mobile, mais ajoute une convolution 1 ∗ 1 groupée pour
réduire le nombre de canaux en entrée de la convolution 3∗3. La convolution 1∗1 de fusion
des informations est remplacée par une convolution 1 ∗ 1 groupée (figure 3.18). Mais pour
que celle-ci ait quand même un rôle de fusion d’information, une opération de mélange

4. Par “loin” on entend ici “proche de la sortie”.
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(a) Convolution

(b) Convolution avec deux groupes

Figure 3.16 : Illustration des convolutions groupées (source [9])

Figure 3.17 : Exemple de DeepWise Convolution), avec trois groupes pour trois ca-
naux d’entrée.

39



ReLU

B-N

+

G-Conv1x1

input

output

G-Conv1x1

DW-Conv3x3

ReLU

ReLU

ReLU

Shuffle

Figure 3.18 : Module “Shuffle” de ShuffleNet [10]

des canaux est réalisée entre les deux convolutions, en plus d’ajouter une skip-connection.
Cette approche permet d’obtenir des résultats légèrement supérieurs à MobileNet, mais
avec environ 4.5 fois moins de paramètres grâce aux convolutions groupées.

Ces différentes micro-architectures permettent d’obtenir des résultats proches ou par-
fois supérieurs aux réseaux profonds avec desmillions de paramètres sur des tâches comme
ImageNet. Ils montrent surtout différentes stratégies de réduction des architectures inté-
ressantes. Dans le chapitre 6, nous nous intéressons à un réseau de petite taille adapté à
une application en mobilité, et utilisons ces différentes méthodes pour construire un ré-
seau adapté à la reconnaissance de gestes.

3.4 Réseaux avec détection de régions

L’utilisation des réseaux de neurones convolutifs n’est pas limitée à la classification des
images, et desméta-architecture permettent par exemple leur utilisations pour la détection
des régions d’intérêt sur les images. Par méta-architecture, nous entendons une architec-
ture construite autour d’une architecture précédemment définie, comme celles que nous
avons présentées dans la section 3.2.2. Enutilisant un réseau appris à reconnaître un certain
nombre d’objet, il est possible détecter où cet objet se situe dans l’image. Pour cela on dis-
tingue deux types d’approches, avec des réseaux à proposition de régions (section 3.4.1) ,
ou à l’aide de carte d’activation (section 3.4.2).
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Figure 3.19 : Architecture Fast-RCNN [11]

3.4.1 Proposition de régions

Il est possible de faire apprendre directement à un réseau les régions d’intérêt sur les
images, si l’on dispose d’un corpus d’apprentissage avec les régions annotées. Des collec-
tions d’images comme MS COCO [79] proposent un grand nombre d’images avec des
boîtes englobantes autour des objets. Ceci permet de construire un réseau qui va à la fois
classifier image et proposer une région pour la localisation de l’objet. Les réseaux de type
R-CNN (pour Region Convolutional Neural Network) [80] permettent de créer de pro-
poser des boîtes englobantes pour les objets présents dans l’image. La proposition Fast-
RCNN [11], présentée sur la figure 3.19, consiste à permettre au réseau de produire deux
sorties, une de classification, et une de région d’intérêt. Le réseau apprend à produire la
boîte englobante correspondant à celle donnée par le corpus d’apprentissage, et à classifier
uniquement cette zone.

L’approcheFaster-RCNN[50]ajouteunRegionProposalNetwork après ladernière couche
de convolution. Ce réseau est capable de regarder les caractéristiques de la dernière couche
de convolution pour déterminer une région d’intérêt probable. Ensuite, la mêmeméthode
de classification que cette de Fast R-CNN

3.4.2 Cartes d’activations

Il a été montré que les réseaux convolutifs étaient capables de détecter les objets dans
une images même si l’apprentissage s’est fait sur des images entières, sans indications sur
la présence des objets. Avec un réseau entrainé sur ImageNet, en regardant où se situe les
maximum d’activation dans le différents filtres de convolutions, on remarque ceux-ci se
concentre sur l’objet à reconnaître [81]. Mais surtout, entraîné à reconnaître des scènes,
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comme des pièces ou des lieux extérieurs, on note des activations sur des objets bien par-
ticuliers (lampes, lits, etc) alors qu’aucune information sur ces objets n’a été fournie au ré-
seau [82]. Ceci sous entend que le réseau a bien une représentation interne de ces objets,
lui permettant de les reconnaître, et de reconnaître les scènes. Toutefois, ces informations
de localisation sont perdues avec l’utilisation de couches entièrement connectées. En ef-
fet, ces couches utilisées pour la classification fusionnent les informations venant de tous
les canaux, et la localisation des objets devient impossible. Il est cependant possible d’ex-
traire l’information avant qu’elle ne passe à travers les couches entièrement connectées,
pour ainsi avoir deux formes de sorties, une qui indique la position de l’objet, et l’autre
qui indique sa classe [83]. Néanmoins, ceci ne permet pas de faire un apprentissage de
ces régions et les zones d’activations ne correspondent pas forcément à ce qui est classifié,
comme on ne tient pas compte de l’information présente dans les couches de classification
pour savoir ce qui est important où non pour telle ou telle classe.

Un autremanière d’obtenir une carte d’activation est d’utiliser une image plus grande, de
la séparer en sous-régions, et de classifier chacune des régions. En plus d’être très coûteuse,
car il faut appliquer le réseau une fois pour chaque pixel de la carte d’activation, un ré-
seau composé uniquement de convolutions réalise la même opération. Les réseaux entiè-
rement convolutifs, c’est-à-dire sans aucune couche entièrement connectée, présentent
deux principaux avantages : ils permettent de garder des informations sur l’organisation
spatiale de l’image sur l’ensemble du réseau, et ils peuvent être appliqués facilement sur
n’importe quelle taille d’image étant donné qu’ils ne sont composé que de convolutions. Il
est possible de transformer une couche entièrement connectée en une convolution 1 ∗ 1,
comme le type d’opération est similaire, avec les mêmes paramètres [12].

La sortie d’un réseau entièrement convolutif représente, comme dans un réseau clas-
sique, la probabilité de classificationpour chaque classe.Cependant, un réseaudeneurones
à un champ de réception limité, c’est-à-dire qu’il ne regarde que sur une image d’une di-
mension donnée. En appliquant un réseau entièrement convolutifs, on peut l’appliquer sur
une image de dimension arbitraire. Ainsi, plus l’image d’entrée est grande, plus la sortie
est grande. On peut ainsi interpréter la sortie comme une carte d’activation du réseau sur
l’image (figure 3.20).

En ajoutant des connexions entre l’entrée et la sortie, ou enutilisant unebasededonnées
avec des informations sur les régions d’intérêt, il est possible d’apprendre plus précisément
cette carte d’activation [12].Même si cesméthodesnepermettentpas d’obtenir des régions
d’intérêt, mais uniquement des zones d’activation, elles ont l’avantage de ne pas nécessiter
d’apprentissage particulier sur des corpus avec des régions annotées. C’est un point impor-
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Figure 3.20 : Transformation d’une couche entièrement connectée en convolution
pour obtenir une carte d’activation [12]

tant dans notre cas, et dans le chapitre 5, nous utilisons ces réseaux entièrement connectés
pour nous aider dans la détection des œuvres.

3.5 Identification d’instances

La recherche d’instances est une tâche de recherche visuelle qui vise, à une image de re-
quête, à récupérer toutes les imagesqui contiennent lamême instanced’objet dansunebase
de données d’images. La recherche d’instances a une large gamme d’applications, comme
par exemple la recherche inversée d’image sur le web ou l’organisation de collections de
photos personnelles. Dans notre cas, nous utilisons la recherche d’instances pour réaliser
l’identification d’oeuvres avec le dispositif GUIMUTEIC.

Malgré les avancées récentes des réseaux de neurones que nous avons présentées précé-
demment, ils sont resté longtemps en deçà des méthodes à bases de descripteurs visuels
pour la recherche d’instances [84, 85]. Les approches modernes basées sur l’apprentissage
de similarité et l’apprentissage de classement (learning to rank) permettent d’obtenir les
meilleurs résultats aujourd’hui [86].

3.5.1 Caractéristiques ingéniérées

La recherche de similarité entre les images a longtemps été basée sur la correspondance
entre les descripteurs visuels extraits des images. Un descripteur visuel capture une carac-
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téristique d’un point de l’image. Dans le cas idéal, cette description doit être invariante à
l’orientation, à l’échelle, aux différences de prise de vue, etc. Les méthodes d’extraction de
descripteurs se basent sur la détection de points clefs de l’image, l’extraction de caracté-
ristique de chacun de ces points, pour finalement représenter l’image par l’ensemble de
ces descripteurs. La qualité de la représentation de ces images va être dépendante de deux
éléments principaux : si les points clefs représentent bien l’image et si l’extraction de carac-
téristique permet de capturer suffisamment d’information.

Le descripteur SIFT (Scale Invariant Feature Transform) développé par Lowe [87] pré-
sente de très bon résultats notamment pour la reconnaissance d’objet [88–91] ou la re-
cherce d’image [92]. SIFT combine un détecteur de régions invariant à échelle (par diffé-
rence de gaussiennes) et un descripteur basé sur la distribution de gradient dans les régions
détectées. Cependant, il nécessite une grande complexité de calcul, ce qui est un inconvé-
nient dans notre cas, et en général dans les applications en temps réel [88, 93].

De nombreuses variantes à SIFT existent pour régler certains problèmes, notamment
la vitesse de calcul [94], ou la précision du descripteur [95]. Speed Up robust Features
(SURF) est une approximation de SIFT, qui est plus rapide, sans réduire la qualité des
points détectés [96]. Les descripteurs BRIEF (Robust Indépendant Elementary Features)
proposent une alternative aux descripteurs de SIFT, beaucoup moins complexe, avec une
précision d’appariement entre les descripteurs très proche [97]. Dans le but de viser les
appareils mobiles, le descripteur ORB (Oriented FAST and Rotated BRIEF) [98] couple
le détecteur de points clefs FAST [99], qui est plus rapide que les différences de gaussienne
de SIFT, avec le descripteur BRIEF. Ce dernier descripteur permet d’avoir une solution
utilisable sur processeur mobile, avec des performances proches de celle de SIFT [98].

Dans le cadre de la recherche d’image, ou l’identification d’instances, la plupart des mé-
thodes à base de descripteurs visuels utilisent le même type d’approche : l’image est re-
présentée par un certain nombre de descripteurs, qui sont regroupés en un vecteur ou un
ensemble de vecteurs, et on compare l’image requête à l’ensemble des images de la base
de données grâce à ces vecteurs. A la manière des sacs de mots en recherche d’informa-
tion textuelle, on peut regrouper ces descripteurs en sac de mots visuels [100], ce qui les
rend compatible avec les fichiers inverses [101], avec des représentations binaires ou com-
pactes [102–104], avec les Fisher Vector [105], les VLAD [106] ou avec l’ajout d’exten-
sion de requêtes [107, 108]. Les descripteurs visuels permettent également une vérifica-
tion géométrique pour la vérification des résultats de correspondance entre les descrip-
teurs [103, 109]. Cependant, les solutions à base de réseaux de neurones présentent au-
jourd’hui les meilleurs résultats et proposent de nombreuses solutions adaptées [13].
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3.5.2 Extraction de caractéristiques

Il a été présenté par Krizhevsky et al. [4] qu’extraire des caractéristiques de l’image de-
puis les couches cachées d’un réseau de neurones pourrait remplacer les descripteurs in-
géniérés, ce qui sera prouvé plus tard par de bons résultats pour pour la recherche d’ins-
tances [110]. Il est en effet possible d’utiliser tout ou une partie d’un réseau de neurones
sur une tâche différente de laquelle il a été entraîné. Comme montré dans les sections pré-
cédentes, un CNN typique se compose de plusieurs couches convolutionnelles, suivies de
couches entièrement connectées et se terminepar une coucheSoftMaxproduisant unedis-
tribution de probabilité sur les différentes classes. Au lieu d’utiliser ce classificateur intégré,
il est possible de considérer les activations des couches intermédiaires comme représenta-
tion d’image, comme montré sur la figure 3.21. Il est ainsi possible d’utiliser un autre clas-
sifieur sur cette nouvelle sortie du réseau, sur une tâche complètement différente de celle
de départ, avec pourtant de bons résultats [111].

Figure 3.21 : Exemple d’extraction de caractéristiques depuis une couche cachée d’un
réseau de neurones.

Ces représentationd’images “apprises” ⁵ permettentd’obtenir des résultats parfoismeilleurs
que les descripteurs ingéniérés [110]. Cependant, elles souffrent d’un manque de robus-
tesse à l’orientation, à lamise à l’échelle ou au bruit, ainsi que de l’impossibilité de les régler
précisément pour une tâche, les rendentmoins performants. Les travaux récentsmontrent
que l’utilisation des sorties des couches intermédiaires plutôt que des dernières couches
entièrement connectées donnent demeilleurs résultats. Particulièrement lorsque l’on s’in-

5. On parle de représentation d’image apprise car elle est issue d’un réseau de neurones entraîné. Elle
n’est cependant pas forcément adapté à la tâche sur laquelle elle est utilisé.

45



téresse aux objets dans les images, notamment grâce à une plus grande généralité des ca-
ractéristiques, moins spécialisées sur la tâche apprise [112, 113].

Plusieurs améliorations ont été proposées pour palier à leur manque de robustesse, no-
tamment à base de régions sur les images. En utilisant les sorties du réseau de neurones sur
un certain nombre de régions de l’image, on obtient une description des régions, qu’il est
possibled’accumuler [114–117], oud’agréger enFisherVector [118]ouavecdesVLAD[119,
120]. L’avantagede l’utilisationdes régions est qu’une vérification géométrique est possible
lorsque l’on compare deux images, et que le ratio des images peut être conserver, ce qui
évite les déformations [86, 117]. Cependant, l’utilisation de caractéristiques issues d’un
réseau entraîné sur une collection standard, généralement ImageNet, ne peut pas garantir
qu’elles soient adaptées à la tâche qui nous intéresse.

Lorsque l’on travaille sur des collections de recherche d’images, il n’est généralement
pas possible d’entraîner un réseau de neurones profonds complet sur celles-ci, car il y a un
nombre de classes très grand pour un nombre d’exemples très limité, en plus d’une faible
variabilité entre les images d’exemple. La plupart des méthodes présentées précédemment
utilisent un réseau pré-entraîné sur ImageNet ou autre grande collection. On peut réali-
ser un réaliser un fine-tuning (voir encadré et figure 3.22) sur la collection de recherche
d’image, et malgré des résultats qui ne sont généralement pas suffisants pour permettre
une bonne classification des images, ce fine-tuning améliore les résultats de l’extraction de
caractéristiques [86, 121, 122]

Fine-tuning : On entend par fine-tuning (ou apprentissage fin) le fait de rempla-
cer la dernière couche de classification d’un réseau appris sur une tâche donnée par
une nouvelle et d’entraîner tout ou un partie du réseau sur cette nouvelle tâche. Cette
méthode est généralement utilisée lorsque l’on doit travailler sur des collections insuf-
fisamment grandes ou variées pour qu’un réseau profond soit appris.

La figure 3.23, tirée de [13], retrace la chronologie des recherches présentées précédem-
ment. On remarque l’entrée dans l’ère du CNN, pour citer l’auteur, avec d’abord l’extrac-
tion de caractéristiques globales depuis un réseau pré-traîné, jusqu’à la représentation de
régions par Tolias et al. [117]. Cette chronologie s’arrête en 2016, avec un nouveau chan-
gement de paradigme, qui est l’arrivé des réseaux siamois, notamment avec l’arrivé de Fa-
ceNet [15].
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Figure 3.22 : Illustration du fine-tuning, avec apprentissage sur première collection et
second apprentissage sur la collection cible.

Figure 3.23 : Chronologie sélective de la recherche d’instance (source [13]).

3.5.3 Apprentissage de similarité

Les réseaux siamois [14, 123] ont été introduits pour résoudre le problème de compa-
raison entre deux images. Le réseau proposé par [14] est montré sur la figure 3.24. Il s’agit
d’utiliser deux fois le même réseau, avec deux entrées différentes. On présente alors au ré-
seau un ensemble de couples, des paires d’images représentant le même objet ou non. Les
deux sortiesdu réseau sont alors comparé, et l’apprentissage se fait par rétro-propagation [47]
sur les deux branches.

L’avantage de ce type de méthode est que l’apprentissage correspond à la tâche pour
laquelle le réseau est utilisé, contrairement aux approches de la section précédente. Il est
alors possible d’entraîner un réseau à produire une projection des images qui correspond
à la problématique qui nous intéresse. Par exemple, si la taille de sortie du réseau est de
dimensionN, et que l’on compare les sorties de chacune des deux branches du réseau avec
une distance (euclidienne ou autre), il est possible d’apprendre au réseau à projeter les
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Figure 3.24 : Réseau siamois présenté par [14]
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images dans cet espace de dimension N pour que la distance entre les projections repré-
sente la similarité entre les images. Soient I1 et I2 deux images, et x̂ qui vaut 0 si les images
représentent lemême objet, 1 sinon. L’équation 3.22montre une fonction de coût possible
associé au réseau siamois, avec F(x) la sortie d’une branche du réseau pour l’entrée x.

L(I1, I2, x̂) = (1− x̂) ∗ ||f(I1)− F(I2)||22 + x̂ ∗ max(0,m− ||f(I1)− F(I2)||22) (3.22)

Le résultat de cette équation est différent de 0 dans les cas suivants :
— x̂ = 0 et la distance ||f(I1)− F(I2)||22 est supérieure à 0.
— x̂ = 1 et la distance ||f(I1)− F(I2)||22 est inférieure à une margem fixée.
Il faut alors, dans ces cas, mettre à jour le réseau par rétropropagation. Autrement dit, on

entraine le réseau à produire une projection f tel que les images similaires soient projetées
sur le même point, et que les images différentes aient une projection séparée d’une marge
m. Ainsi, pour la recherche d’instances, nous pouvons parcourir l’ensemble des images de la
base de donnée et trouver les images avec une projection identique pour déterminer l’objet
présent dans l’image requête.

FaceNet [15] propose d’utiliser les réseaux siamois pour comparer les visages dans les
images. En utilisant cette fois-ci un réseau à trois branches, les entrées sont un ensemble
de triplets plutôt que de couples. Les triplets sont composés d’une image de base (appelée
anchor), d’une image représentant la même instance (appelée positive) et une image diffé-
rente (appelée negative). L’objectif est alors de produire une projection par le réseau, telle
que la représentation de l’image anchor soit plus proche de l’image positive que de l’image
negative. On peut alors définir une nouvelle fonction de coût, avec les images Ia, Ip et In
respectivement anchor, positive et négative. L’équation 3.23 va alors être positive lorsque
||f(Ia)−F(Ip)||22 > ||f(Ia)−F(In)||22, et elle vaudra 0 lorsque f(Ia) sera plus proche de f(Ip)
que de f(In), comme montré sur le schéma 3.25, pris depuis [15].

L(Ia, Ip, In) = max(0, ||f(Ia)− F(Ip)||22 − ||f(Ia)− F(In)||22) (3.23)

La figure 3.26 présente l’apprentissage d’un réseau siamois à trois branches. La première
image en haut à gauche est l’image de base, la seconde l’exemple positif et la troisième
l’exemple négatif. Le réseau de neurones (CNN) est présenté trois fois sur le schéma, mais
il s’agit bien dumême réseau. Les poids sont partagés entre les branches, et l’apprentissage
est fait simultanément, le réseau est donc bien toujours le même sur les trois branches.

Schroff et al. [15] mettent également en avant le problème de sélection des triplets, qui
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Figure 3.25 : Apprentissage des projection avec un réseau triple (source [15])
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Figure 3.26 : Réseau siamois à trois branches

a un rôle très important dans la capacité à entraîner le réseau. Cette problématique est très
dépendante des corpus sur lesquels est entraîné le réseau et dans le chapitre 4 nous abor-
dons ce problème dans le cadre de nos collections.

Gordoet al. [86] sebasent sur l’approchedeSchroffet al. et sur celle deTolias et al. [117],
pour enrichir cette architecture avec une proposition de régions d’intérêts. En utilisant la
projection d’une région d’intérêt plutôt que de l’image entière, ils sont capable de produire
une projection qui capture mieux la similarité entre les objets. Nous nous basons notam-
ment sur leur approche pour proposer notre propre architecture dans le chapitre 5.

Les réseaux siamois à trois branches sont particulièrement bien adaptés à la recherche
d’instances. Ils obitennent en effet les meilleurs résultats sur les collections courante de re-
cherche d’instance [86]. Dans les chapitres 4 et 5, nous les explorons plus en détail et nous
étudions comment les adapter à notre problème, tout en proposant une nouvelle fonction
de coût et un nouveau pipeline d’apprentissage.
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3.6 Détection d’événement dans les vidéos

Dans le cadre du projet GUIMUTEIC, en plus de la partie reconnaissance d’instance,
nous nous intéressons à la reconnaissance de gestes dans les vidéos. Nous avons mis en
évidence 5 gestes (6 si l’on ajoute la détection de l’absence de geste), qu’il faut identifier
(section 2.2.1). L’approche standard de la classification vidéo comporte trois étapes prin-
cipales [100, 124, 125], qui est très proche de celle présentée précédemment sur la classi-
fication d’image :

— Extraction de caractéristiques visuelles locales avec des descripteurs visuel, qui en
plus de ceux présentés précédemment peuvent être temporelles [126, 127].

— Création d’une description pour chaque segment de vidéo, par exemple à l’aide de
sac de mots visuels [128].

— Entraînement d’un classifieur (SVM généralement) pour la reconnaissance d’ac-
tions.

Ce pipeline a les mêmes désavantages que ceux présenté dans la section 3.5.1, et le fait
qu’ils se basent sur des descripteurs ingéniérés est l’une des limitations principales. Les
premières application de CNN pour la détection d’action dans les vidéos consiste à consi-
dérer l’entrée comme une image avec une dimension de plus (le temps), et d’appliquer des
convolutions 3D à la place des convolutions 2D présentées précédemment. Une convolu-
tion 3Dest similaire à une convolution 2D, et l’architecture utilisée est alors similaire à celle
d’un réseau profond type AlexNet [129]. Les caractéristique visuelles spatiales et tempo-
relles sont donc considérées de la même manière. D’autres approches proposent de traiter
différemment les données spatiales et temporelles avec deux réseaux distincts [130], avec
un réseau qui s’intéresse uniquement à l’image et l’autre qui regarde le flux optique de la
vidéo. Le principal problème ici vient du fait qu’il faut calculer le flux optique pour chaque
image de la vidéo, et dans un contexte mobile cela se révèle très coûteux, et rédhibitoire
pour une application en temps réelle.

Karpathy et al. [16] proposent de traiter les données temporelles à l’intérieur du réseau
de neurones. La figure 3.27 présente différentes manières de réaliser la fusion des infor-
mation des informations temporelles, avec en bas la série temporelle d’image composant
la vidéo et en haut la classification issue du réseau. Le single frame correspond à faire de
la classification d’image classique comme présenté précédemment. Ne prenant en compte
aucune donnée temporelle, il s’agit de celui qui donne les moins bons résultats, et sert gé-
néralement de baseline. La late fusion prend deux trames, les fait passer chacune dans le
réseau et, grâce aux couches entièrement connectées finale, faire une fusion. Le désavan-
tage principal de cette technique est l’augmentation du temps de calcul, avec chaque trame
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lu devant être passer dans le réseau. De plus, tout le travail de fusion est réalisé par une
couche entièrement connectée, ce qui fait beaucoup de paramètres supplémentaire, avec
une solution optimale potentiellement plus difficile à trouver. La early fusion consiste à
considérer l’entrée non plus comme une image, mais comme une matrice de dimension 3,
ce qui revient à concaténer les images images à la suite les unes des autres en entrée. L’avan-
tage principal est le nombre de paramètres du réseau qui n’augmente que très peu, mais le
problème vient de la perte rapide d’information temporelle. Enfin la slow fusion présente
lesmeilleurs résultats, et propose de fusionner les informations temporelles au fur et àme-
sure dans le réseau. Cette technique est une intégration des deux précédente, en prenant
leurs avantages respectifs, sans les inconvénients.

Figure 3.27 : Différentes méthodes de fusion d’information temporelle avec un CNN
(source [16]).

Ce type d’approches cependant est généralement dépassé en terme de performance par
des réseaux récurrents (RNN) [18]. Ce type de réseau connecte chaque entrée aux entrées
précédentes, ce qui lui permet de garder une “mémoire” des informations passées. Sur la
figure 3.28, on voit une représentation simplifiée d’un tel réseau récurrent. Chaque entrée,
une image dans notre cas, est passée dans le réseau, enmême temps qu’une sortie du réseau
sur une des entrées précédentes, que l’on nomme état caché.

Une limitation significative desmodèles RNNsimples est la disparition du gradient (va-
nishing gradient [131]). La capacité à rétro-propager un signal d’erreur à travers le tempsde-
vient de plus en plus difficile. De la même manière qu’avec les réseaux très profonds type
ResNet, le gradient devient trop faible à mesure que le réseau devient profond. Les blocs
LSTM(Long Short-TermMemory) permettent un apprentissage plus profond grâce à des
mécanismes non linéaire pour transmettre l’état caché, qui est alors soit propagé sans mo-
dification, être mise à jour ou réinitialisé grâce à des portes de connection [132].

LesLSTM,et leurdérivés comme lesGRU[133], ontpermisdes avancéesdans la recon-
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Figure 3.28 : Schéma d’un réseau récurrent. A droite la version compression, à
gauche la version dépliée sur chaque entrée (source : [17])

naissance d’action et d’évènement dans les vidéos. Couplés avec unCNNpour réaliser l’ex-
traction de caractéristique spatiale, les LSTM font office de fusion d’information tempo-
relle.On voit sur la figure 3.29 l’utilisation typique d’unCNNet d’un LSTMpour classifier
un segment de vidéo. Bien que ces approches présentent généralement les meilleures per-
formances [18, 134–136], elles présentent le problème d’être coûteuse en terme de calcul,
et de plus, nécessite que chaque trame de la vidéo soit passée dans le réseau de neurones, ce
qui augmente grandement le nombre de calcul à effectuer. Dans le cadre d’une application
mobile, pour limiter le nombre de paramètres, l’occupationmémoire et le temps de calcul,
nous nous basons dans le chapitre 6, sur des méthodes à bases de CNN uniquement.

3.7 Conclusion

Nous avons présenté dans ce chapitre les méthodes existantes pour la recherche d’ins-
tances. Dans les chapitres 4 et 5, nous présentons nos propositions pour adapter ces mé-
thodes à nos problématiques, et améliorer les résultats dans le cas de la recherche d’ins-
tances en mobilité.

La proposition de Gordo et al. [86], présente les meilleurs résultats pour la recherche
d’instances.Cependant elle requiert l’utilisationde régions annotées sur les images, ce dont
nous ne disposons pas. Dans le chapitre suivant, nous adaptons les réseaux siamois à trois
branche, avec unmodèle proche de celui de FaceNet, avec une sélection de triplets adaptée
à nos collection. Les réseaux à proposition de régions présentent les meilleurs résultats et
donc, dans le chapitre 5, nous étudions les possibilité de régions sans annotation dans la
collection.

Pour la détection de gestes, dans le chapitre 6, nous n’utilisons pas les réseaux récursifs,
par un soucis de temps de calcul et d’occupation mémoire sur processeur mobile. Nous
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Figure 3.29 : Réseaux récurrents pour la detection d’action dans les vidéos à base de
CNN et de LSTM (source [18])

nous intéressons à la fusion d’information temporelle à l’intérieur du réseau à la manière
de Karparthy et al. [16], avec comme objectif de réduire le nombre de paramètres.
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4
Identification d’œuvres

Comme énoncé précédemment, le système GUIMUTEIC doit être capable de recon-
naître l’environnement de l’utilisateur afin de lui donner les informations qu’il désire sur ce
qui l’entoure. Pour identifier cet environnement, nous nous basons sur la reconnaissance
d’œuvres, ou instances, et de points d’intérêts. Cette reconnaissance d’instances, présentée
dans la chapitre 3, peut être faite par recherche d’images. Ce chapitre étudie le problème
de reconnaissance d’instances dans les images. Notre approche, basée sur l’apprentissage
de similarité entre les images, repose sur les réseaux de neurones profonds de type siamois
à trois branches.

4.1 Similarité entre les images

Le reconnaissance d’instances consiste à identifier, sur une image donnée, le ou les ob-
jets présents. Elle se distingue de la classification d’images, dans le sens où on ne s’intéresse
pas à une catégorie d’objet,mais à unobjet bien identifié. Longtempsbasé sur les comparai-
sons d’images à l’aide d’extraction de caractéristiques visuels sur celles-ci, l’utilisation d’ap-
prentissage automatique donne aujourd’hui les meilleurs résultats, commemontré dans le
chapitre 3.

La reconnaissanced’instancespeut se faire à l’aidede recherched’images, où l’oncherche
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Figure 4.1 : Exemple fictif de recherche d’image par le contenu. Le classement repré-
sente la similarité entre les images.

dans une base de données les images les plus “ressemblantes”, pour déterminer quel objet
est visible sur l’image.Cette tâche revient donc à déterminer ce qu’est la ressemblance entre
deux images. Dans notre cas, similarité signifie avoir la même instance. Dans le cas idéal,
nous souhaiterions avoir la fonction similarité S définie par :

S(I1, I2) =

1 si I1 et I2 contiennent le même objet

0 sinon
(4.1)

Dans la suite de ce chapitre, le but sera d’approximer cette fonction S. Une fonction ap-
proximée de S tend vers 1 si les images sont similaires. Pour déterminer l’objet présent dans
les images, nous retrouvons les images similaires dans la base de données. Comme mon-
tré sur le schéma 4.1, la recherche d’image permet de classer les images, et ainsi définir la
fonction de similarité en fonction de score de ressemblance entre les images.

Nous voyons sur le schéma 4.1 que pour calculer la similarité des images, nous avons
besoin de créer une représentation commune des images V. Nous avons exploré dans le
chapitre 3 différents moyens de créer ses représentations, à l’aide de descripteurs visuels,
ou par apprentissage automatique. En ce basant sur cet état de l’art, il apparait que les mé-
thodes à base de réseaux de neurones profonds, notamment grâce aux réseaux siamois,
permettent les meilleurs résulats.

56



Figure 4.2 : Projection d’images dans un plan 2D

4.2 Représentation d’image et similarité

Pour comparer les images, celles-ci doivent avoir une représentation commune qui per-
metuncalcul de similarité. Pour créerune représentationcommunedes images, nous créons
un espace de projection de dimensionN, où chaque images est représentée par un vecteur
V, son plongement. La caractéristique principale de cet espace est que les distances entre
les vecteurs doivent être inversement proportionnelles à la similarité entre les images. La
distance entre entreV1 etV2 doit êtreminimale si l’image 1 et l’image 2 représentent lemême
objet. Commemontré sur le schéma 4.2, le plongement dans cet espace doit regrouper les
images similaires ensemble, et les éloignées des autres. Ainsi, en projetant l’image requête
dans cette espace, nous pouvons déterminer l’objet présent dans celle-ci, à l’aide de la re-
cherche du plus proche voisin.

La dimension N de l’espace de projection a une forte importance dans notre contexte.
Cette dimension va déterminer une partie du temps de recherche des images. Plus cette
dimension est grande, plus les temps de calcul seront important. De la même manière, le
type de métriques utilisé pour le calcul de similarité va impacter le coût de calcul. L’avan-
tage d’utiliser une méthode d’apprentissage automatique, est que nous pouvons établir la
fonction objectif de l’apprentissage en fonction de la métrique qui nous intéresse.
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4.3 Plongement des images

Nous souhaitons apprendre une projection des images, un plongement, qui capture la
similarité entre les images. Pour le construire, nous utilisons un réseau de neurones, dont
la sortie est la projection de dimension N. Nous avons montré dans le schéma 3.21 de la
section3.5.2 qu’il est possible d’extraire les caractéristiques depuis n’importe quelle couche
cachéed’un réseaudeneurones pour créer un représentant de l’image.Dans notre cas, nous
voulons créer un plongement V ∈ E qui projette l’image dans un espace euclidien E de
dimensionN.

Nous créons un réseaux de neurones qui produit le plongement P des images. Pour l’ap-
prentissage de ce réseau, nous nous basons sur la seule information dont nous disposons,
c’est-à-dire un ensemble d’images avec leur étiquette pour savoir si elles représentent le
mêmeobjet. Etant donnéeune image Iparmi l’ensemble des images disponibles τ, nous dé-
finissons l’ensemble des images τp(I) contenant lemêmeobjet que l’image I (équation 4.2),
et inversement τn(I) l’ensemble des images ne contenant pas le même objet que I (équa-
tion 4.3).

τp(I) = {x ∈ τ|S(I, x) = 1} (4.2)

τn(I) = {x ∈ τ|S(I, x) = 0} (4.3)

4.4 Réseau siamois

Dans le chapitre 3, nous avons détaillé l’apprentissage à base de réseaux siamois. Ces
derniers permettent d’apprendre une similarité entre les images [15]. Nous nous basons
sur les réseaux siamois à trois branches, présentés sur le schéma 3.26. Ceux-ci obtiennent
les meilleures performances pour la recherche d’instance [86], et sont plus adaptés pour
les collections de taille réduite.

Là où Schroff et al. [15] peuvent se baser sur une grande collection d’image de visage
pour apprendre les différences, nous ne disposons pas de corpus aussi important pour la
recherche muséale. Pour être capable d’utiliser des réseaux profonds de grandes tailles,
qui fournissent généralement les meilleures résultats, nous devons utiliser du transfert de
connaissances (présenté en section3.5.3).Commenous allons réaliser unepremière partie
de l’apprentissage sur ImageNet [56], nous basons donc notre architecture sur des réseaux
convolutionnels qui sont capables d’obtenir de bonnes performances sur cette collection.
Une fois l’apprentissage réalisé sur ce corpus, nous pouvons spécialiser notre réseaux pour
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Figure 4.3 : Schéma de l’apprentissage du plongement des images, pour une image
de références r, avec les images positives p représentant le même objet, et les images
n qui contiennent des objets différents.

créer le plongements P qui nous intéressent. Cette phase d’apprentissage se fait à l’aide de
triplets d’images. Ces triplets représentent (équation 4.4) une image de référence Ir, une
imagepositive Ip représentant lemême objet que l’image référence, et une imagenégative
In qui contient un objet différent.

Η =
{
(x, y, z) ∈ τ3|y ∈ τp(x) et z ∈ τn(x)

}
(4.4)

Le réseau de neurones produit une fonction P de plongement des images dans E. Pour
entraîner ce réseau, nous devons définir une fonction objectif associée. Cette fonction
doit capturer la similarité entre les images. Nous voulons que P(Ir) soit plus proche du
plongement P(Ip) que de P(In), commemontré par l’équation 4.5, avecm qui représente la
marge minimale désirée entre les plongements positifs et négatifs :

∀(x, y, z) ∈ Η, ||x− y||+ m < ||x− z|| (4.5)

Cette margem nous permet de définir un seuil, qui nous permet de déterminer la simi-
larité S :

S(I1, I2) =

1 si ||P(I1)− P(I2)|| < m

0 sinon
(4.6)

Nous nous intéressons uniquement à la projection sur l’hypersphère unité des plonge-
ments (equation 4.7).Cequi permet d’utiliser le produit scalaire uniquement pour calculer
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la similarité cosinus entre les embeddings et mène à un calcul de gradient moins coûteux.

∀I ∈ τ, P(I) =
P(I)

||P(I)||
, donc ||P(I)|| = 1 (4.7)

Pour l’apprentissage, nous souhaitons donc à minimiser l’équation objectif triple :

L(x, y, z) = max(0, P(x) · P(z)− P(x) · P(y) + m) (4.8)

pour l’ensemble des triplets (x, y, z) ∈ Η. Cette fonction de coût est grande si z est
similaire à x, autrement dit elle est proportionnelle au produit scalaire P(x) · P(z). Et elle
diminue si y est similaire à x, c’est-à-dire qu’elle est inversement proportionnelle à P(x) ·
P(y). Cequi correspond sur le schéma4.3, à éloigner les exemples négatifs et rapprocher les
exemples positifs pendant l’entrainement. La fonctionPproduite par le réseau de neurones
doit donc faire tendre la fonction objectif triple vers 0.

4.5 Choix des triplets

Lorsque l’on utilise une fonction objectif triple il faut être particulièrement attentif à
la sélection des triplets [15]. La qualité de l’apprentissage et la vitesse de convergence
vont dépendre des triplets présentés au réseau pendant l’apprentissage. Plus précisément,
il existe des exemples plus ou moins “faciles”. Il nous faut choisir les triplets pour l’appren-
tissage pour deux principales raisons : un triplet facile ne fait rien apprendre au réseau et
des triplets trop difficiles dès le départ conduisent rapidement à unminimum local ou font
s’effondrer le réseau (P(x) = 0, ∀x).

Un exemple facile, à gauche sur le schéma 4.4a correspond à un triplets où les projec-
tions sont correctes. Au centre, un exemple difficile correspond au cas où le plongement
de l’image négative est plus proche de l’image de référence que celui de l’image positive, et
comprend également tous les cas où l’ordre entre positif et négatif n’est pas respecté. En-
fin, nous référons à un exemple semi-difficile, à droite, dans le cas où les distances entre les
embeddings est correcte, mais l’exemple négatif est dans la margem.

En nous basant sur l’équation 4.5, nous pouvons définir un exemple positif facile ou dif-
ficile en fonction de la valeur de ||P(x)−P(y)|| pour un couple d’image (x, y) représentant
le même objet. Les exemples positifs difficiles pd sont ceux dont la projection est plus éloi-
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(a) triplet facile (b) triplet difficile (c) triplet semi-difficile

Figure 4.4 : Exemple des différentes configuration des projections possibles. La pro-
jection de l’image de référence r est plus ou moins proche des projection de l’image
positive p ou de l’image négative n.

gnée qu’au moins un des exemples négatifs :

pd(x) =
{
y ∈ τp(x)

∣∣∃z ∈ τn(x), ∥P(x)− P(y)∥ > ∥P(x)− P(z)∥
}

(4.9)

Nous définissons de la même manière les exemples négatifs difficiles nd en fonction de
la valeur de ||P(x)− P(z)||, où les images x et z représentent des objets différents :

nd(x) =
{
z ∈ τn(x)

∣∣∃y ∈ τp(x), ∥P(x)− P(y)∥ > ∥P(x)− P(z)∥
}

(4.10)

L’ensemble les triplets difficiles Ηd (équation 4.11) correspond aux triplets pour les-
quels les exemples positifs et négatifs sont diffiles.

Ηd = {(x, y, z) ∈ Η|y ∈ pd(x) et z ∈ nd(x)} (4.11)

Une première stratégie pour la selection des triplets, proposée par Schroff et al. [15],
consiste à prendre les triplets semi-difficles, en choisissant les positifs les plus difficiles, et
de prendre les exemple négatifs qui sont dans la margesm. Une autre méthode par Gordo
et al. [86], propose de choisir les i exemples positifs les plus faciles et les j négatifs les plus
difficiles, de choisir parmis toutes les combinaisons possibles de triplets celui quimaximise
la fonction objectif triple. Ce choix semble très pertinent, car il permet de déterminer les
exemples qui feront converger le plus rapidement, tout en élimant les images positifs dif-
ficiles, c’est-à-dire celles qui représentent la même instance, mais avec trop de différences
visuelles. Cette méthode demande cependant de parcourir l’ensemble des données d’ap-
prentissage pour calculer la fonction de coût. Comme le réseau est mis à jour à chaque
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rétro-propagation, il faut recalculer la fonction de coût assez fréquemment.

Avec nos contraintes spécifiques, à savoir surtout que nous ne disposons que d’un en-
semble limité d’exemples positifs, nous choisissons une méthode de selection des triplets
hybride entre les deux présentée précédemment. Nous choississons l’ensemble des triplets
Ηsd, où pour l’ensemble des couples positifs possibles, nous choississons les exemples né-
gatifs semi-difficiles :

Ηsd = {(x, y, z) ∈ Η|∥P(x)− P(y)∥ < ∥P(x)− P(z)∥ < ∥P(x)− P(y)∥+ m}
(4.12)

La figure 4.5 montre les étapes de l’apprentissage du réseau. Dans un premier temps,
le réseau est appris sur une base de données de grande taille, par exemple ImageNet. La
deuxième étape correspond en un fine-tuning sur la collection du musée. Ceci permet de
spécifier le réseau aux images demusée, étant donné la différence entre les deux collection,
ce qui rend la convergence à l’étape suivante plus rapide. Finalement, nous apprenons le
réseau à l’aide des triplets d’image du musée.

Dans un second temps, une fois qu’il n’y a plus de convergence, nous choisissons tous
les triplets deΗd.

4.6 Évaluation

Pour évaluer notre première proposition, nous utilisons la collection CLICIDE (dé-
taillée dans la section A.2). Ce corpus représente un ensemble de photos d’unmusée d’art,
et donc surtout des tableaux et peintures, avec différents points de vue sur les oeuvres, et
correspond aux contraintes lié à notre projet. La collection GaRoFou (section A.2) vient
du musée d’archéologie de Lyon Fourvière, et présente des objets de différentes natures,
comme des sculptures, des artéfacts ou des stèles.

Nous comparons notre approche à celles de l’état de l’art, et à diversesméthodes de deep
learning. Lesméthodes à base dedescripteurs visuels sur ce dataset ont été explorées précé-
demment [28], avec l’utilisation de SIFT et de sacs demots visuels. Pour identifier l’image
similaire dans la base d’image qui va nous permettre de déterminer l’objet présent dans
l’image, on recherche l’image la plus proche, ce qui correspond auTOP@1 de la recherche
d’image :

TOP@1(I) = argmin
x∈τ

||P(I)− P(x)|| (4.13)
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Figure 4.5 : Pipeline d’apprentissage. L’étape 1 correspond à l’apprentissage du ré-
seau sur une grande collection d’image, ici ImageNet. L’étape 2 est le fine-tuning sur
la collection du musée. La troisième étape consiste à apprendre à l’aide du réseau sia-
mois triple.
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4.6.1 Autres approches comparées

Toutes les méthodes comparées utilisent le même type d’architectures, à savoir Alex-
Net et Resnet, présentés plus en détail dans le chapitre 3. Nous nous comparons princi-
palement aux réseaux siamois à trois branches proposés par Gordo et al. [86], avec multi-
resolution(Gordo multi-res) et sans (Gordo). Pour avoir une idée des autres techniques
utilisables, nous montrons les résultats obtenus avec :

— Extraction de caractéristiques : Alexnet E et Resnet E (pour Extraction). Un réseau
de neurones de typeAlexnet ouResnet est appris sur une grande collection, ici Ima-
genet. Les images dumusée sont ensuite représentées par la sortie d’unedes couches
du réseau. Nous selectionnons ici la couche caché qui donne les meilleurs résultat
dans notre cas, à savoir la couche fc6 pour Alexnet et pool5 pour Resnet.

— Fine-tuning et classification des oeuvres : Alexnet Classif et Resnet Classif. Un ré-
seau est appris de manière conventionnelle sur ImageNet, et ensuite un apprentis-
sage fin est réalisé où chaque oeuvre est une classe. Les résultats sont ceux de la clas-
sification de chaque oeuvres du corpus de test.

— Réseau siamois à double branche : Alexnet SS et Resnet SS (pour Siamois Simple).
Un réseau siamois à deux branches est utilisé pour l’apprentissage. La selection des
couples se fait de lamanière suivante : tous les couples positifs possibles, et lemême
nombre de couple négatifs, qui correspondent aux exemples les plus difficiles.

4.6.2 Paramètres d’apprentissages

Le fine-tuning sur les deux réseaux utilisés se fait en commençant par la dernière couche
entièrement connectée. Nous apprenons tout d’abord la dernière couche seule, et après
stabilisation de la fonction de coût, nous ajoutons à l’entraînement la couche précédente.
Nous continuons ainsi jusqu’à avoir entraîné toutes les couches. Il est important de ne pas
entraîner tous les réseaux d’un seul coup, car lorsque l’on fait un fine-tuning, on supprime la
dernière couche de classification pour la remplacer par une qui a le bon nombre de sorties.
Cette nouvelle couche étant initialisé aléatoirement, l’erreur de classification sera grande,
et propager cette erreur risque de détruire l’ensemble du réseau. Il est donc nécessaire de
procéder couche par couche, car les premières couches sont moins susceptible de devoir
être changée, étant donné qu’elles capturent des caractéristiques de plus bas niveau, plus
proche de l’image. De plus, entraîner tout le réseau sur une petite collection entraine un
sur-apprentissage, les premières couches ne devraient donc pas être modifiée.

Ces considérations mènent à l’apprentissage suivant :

— Pour AlexNet : apprentissage depuis la dernière couche jusqu’à la dernière couche
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convolutionnelle. Les premières couches convolutifs ne sont pas modifiées.
— Pour ResNet : apprentissage de deux dernier bloc de convolution. Contrairement

à AlexNet, ResNet repose sur moins de couches entièrement connectées, nous de-
vons donc entraîner davantage de couches convolutionnelles. Comme cette archi-
tecture est basé sur des blocs de convolution, nous nous référons à un bloc en entier.

4.6.3 Etude de l’importance de l’augmentation de données d’apprentissage

Toutes les approches présentées se basent sur un fine-tuning. L’apprentissage sur le cor-
pus dedépart, ainsi que sur notre collection, est fait avec unepartie d’augmentationdedon-
nées. Cette augmentation consiste en différentes perturbations faites sur les images pour
éviter un sur-apprentissage du réseau. Autrement dit, si notre réseau sur-apprend, il aura
une capacité limitée à s’adapter à des données différentes de celle d’apprentissage. Comme
nous nous basons sur du transfert de connaissance pour être capable de travailler sur nos
collections de petites tailles, cette généralisation est un élément important de notre pipe-
line.

L’augmentation de données a deux objectifs. Le premier est d’augmenter le nombre de
données présentées au réseau de neurones. La performance des réseaux de neurones est
très fortement liée à la quantité de données sur laquelle on travaille. Particulièrement dans
notre cas, cette augmentation nous permet d’éviter un sur-apprentissage très prononcés
sur les petites collections. Le deuxième objectif est de pallier au manque de variation dans
les images de la base d’entrainement. En simulant des déplacement de caméra, d’effet de
zone, de rotation, on aide le réseau à être invariant à ces transformations. Trois différentes
transformations d’images sont aléatoirement appliquées pendant l’entrainement :

— Rotationdes images avecuneprobabilité équivalentepour tous les angles{−180,−90, 0, 90, 180}.
— Changement d’échelle des images avec un facteur aléatoire pour chaque dimension

dans l’interval [0.75, 1.25].
— Renversement d’image horizontal avec probabilité de 0.5

Le tableau4.1présente l’influencedechacunedes cesperturbations, avec le réseauResNet-
152.

Le renversement d’image est particulièrement intéressant dans notre cas. Il est souvent
utilisé dans l’apprentissage de classe, où l’invariance à l’orientation semble important, dans
le cas de reconnaissance d’instance cela semble contre-intuitif. Notamment dans le cadre
de collection de tableaux ou de peintures, nous ne voulons pas confondre deux objets qui
pourraient être l’image inversée l’un de l’autre. Par exemple, l’oeuvre “4900 Farben” (“4900
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Rotation Scaling Flipping Mean Precision@1 (in %)
CLICIDE GaRoFou

72.12 92.93
✓ 74.55 94.02

✓ 76.36 93.48
✓ 72.12 94.57

✓ ✓ 76.97 94.57
✓ ✓ 75.75 94.57

✓ ✓ 78.18 93.48
✓ ✓ ✓ 79.39 94.57

Table 4.1 : Influence de la rotation, de la mise à l’échelle et du renversement sur les
résultats avec l’architecture ResNet-152.

Colors”) ¹ deGerhard Richter est constituée d’un ensemble de panneaux de carrés de cou-
leurs. Dans ce cas, le renversement d’une image n’est pas équivalente à l’image d’origine, et
ne devrait pas être considéré dans l’apprentissage.

Le tableau 4.1 montre que la rotation seule ou la mise à l’échelle seule améliorent les
résultats. Cependant, comme attendu, le renversement seul n’améliore pas l’apprentissage.
Mais n’importe quelle combinaison de perturbation donne demeilleurs résultat que toute
les transformations seules, et ce même en considérant le renversement. De ces résultats
nous pouvons conclure que n’importe quelle augmentation de données à travers des per-
turbations est toujours utile, même pour la reconnaissance de peinture dans le cadre de la
collectionCLICIDE. Pour la collectionGaRoFou, n’importe quelle perturbation aide l’ap-
prentissage, mais la combinaison de différente transformations ne change pas les résultats.
Cela peut être dû à la plus grande diversité des objets présents dans la collection, ainsi qu’à
leur caractère tri-dimensionnel.

4.6.4 Résultats

Tout d’abord, nous pouvons voir sur le tableau 4.2 que les méthodes à base de descrip-
teurs visuels ingéniérés sont dépassés par toutes les méthodes à base de réseaux de neu-
rones, même si nous travaillons sur une collection d’image de taille réduite. Pour toutes
les méthodes proposés, exception faite de l’extraction de caractéristique, une architecture
de type Resnet obtient de meilleurs résultats. Pour l’extraction de caractéristiques depuis
un réseau pré-entraîné, il en va de la nature de ces réseaux qui explique que Alexnet ait de
meilleures performances. LàoùAlexnet est une suite de convolution et demaxpooling,Re-

1. https ://www.gerhard-richter.com/en/art/microsites/4900-colours

66



TOP@1 (in %)
CLICIDE

Descripteurs Visuels [28] 70.08
Gordo [86] 90.3
Gordo multi-res [86] 92.73
AlexNet E 72.73
AlexNet Classif 78.18
AlexNet SS 75.76
ResNet E 72.12
ResNet Classif 79.39
ResNet SS 85.45
Architecture AlexNet 79.39
Architecture ResNet 92.73

Table 4.2 : Évaluation des différentes méthodes d’apprentissage pour la projection
des images sur le collection CLICIDE.

snet est une série debloc avecdes skip-connection.Que l’extraction surune couchedonnée
donne de moins bons résultats signifie juste que dans ce cas les réseaux de retiennent pas
l’information de la même manière. Il est intéressant de noter que malgré la petite taille de
la collection et d’un grandmanque de diversité dans les images (toutes avec le même fond,
dans le même musée, etc), le fine-tuning reste intéressant pour améliorer les résultats.

Nous remarquons surtout que les meilleurs résultats sont obtenu avec notre approche,
mais également avec l’approche de Gordo. Bien que ces résultats soient surprenamment
haut pour cette approche, car les embeddings ne sont pas appris pour cette collection en
particulier, plusieurs arguments peuvent expliquer les de si bon résultats. Tout d’abord, le
réseau proposer par Gordo est appris sur la collection ..., qui dispose d’un grand nombre
d’exemples et d’une grande variabilité, qui se prête donc bien à la généralisation sur un
autre corpus. Dans cette collection, une forte disparité entre les objets existe, ainsi que de
très grand écart de point de vue et de distance de zoom. Il n’est donc pas étonnant que les
plongements créés soient capables d’exprimer de manière convaincante la similarité entre
les images.Deplus, ce réseaudispose d’unepartie de propositionde régiond’intérêts.Dans
le cadre de la recherched’instancedans les images, la détectionde la positionde l’objet dans
l’image est un élément clef, que nous n’avons pas pour le moment pris en compte dans
notre approche. Lors de la création de l’embedding de l’image, nous voulons que celui ci
représente l’objet présent dans l’image aumieux, en faisant fi du fond, d’autres objetsmoins
visibles, ou du bruit.

Nous avons proposé une nouvelle fonction objectif, basé sur le produit scalaire, ainsi
qu’une nouvelle sélection de triplets, le tout dans un nouveau pipeline d’apprentissage
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adapté ànotreproblème, et ànos collections.Notrepropositionobtientdes résultats proches
de ceux de l’état de l’art, avec un réseau plus simple, sans proposition de région, dû aux
limitations d’annotation des collections. Avoir un réseau capable de détecter les régions
d’intérêt, et de créer une représentation uniquement de la région où se situe l’objet semble
être un éléments clé pour produire un plongement efficace. Dans le chapitre suivant, nous
nous intéressons à comment mettre en place un système de détection de régions d’intérêt
en plus de ce que nous avons proposé dans ce chapitre.
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5
Detection de régions d’intérêts

Dans une collection d’images représentant un certains nombre d’objets, les prises de
vue peuvent être multiples, de différents angles et à une distance pouvant variée. Il devient
donc utile de s’intéresser à la position de l’objet dans l’image, que nous appelons région
d’intérêt. Faire un plongement uniquement sur la partie de l’image contenant l’objet per-
met d’éliminer les autres objets pouvant être présents sur l’image, par exemple des objets à
peine visible ou hors mise au point. Le plongement ainsi réalisé est plus à même de repré-
senter correctement l’objet que le plongement de l’image entière. Dans le cadre de notre
projet, nous ne disposons pas d’annotation des régions d’intérêt dans les images (voir sec-
tion 2.2.2). Ce chapitre propose une solution pour l’apprentissage de régions d’intérêts
dans les images, de manière non supervisé et ne nécessitant pas d’annotation des régions
au préalable et donc moins coûteux.

5.1 Carte d’activation

Des solutions à base de réseaux à proposition de régions (RPN pour Region Pooling
Network) permettent une proposition automatique des régions par le réseaux. Les mé-
thodes de l’état de l’art utilisant ce genre d’approche (section 3.4) obtienne une segmenta-
tion précise de l’image et une amélioration de la précision des plongements [86].Ces genre
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de méthodes nécessite toutefois un ensemble d’images annotées avec leurs régions pour
fonctionner. Nous ne disposons pas d’une base de donnée annotées au niveau des régions.
Ceci nous amène à développer des solutions ne nécessitant pas la présence de boîtes en-
globantes dans le corpus d’apprentissage. Nous avons vu dans la section précédente qu’un
apprentissage fin est nécessaire (étape 1 et 2 de la figure 4.5). Ceci ne donne pas en soit des
résultat suffisant pour l’identification d’instance, mais permet d’apprendre au réseau une
certaine représentation des objets.

Le réseau est entraîné à reconnaître certain objets, et la sortie du réseau est dépendante
de la présence ou non de ces objets dans les images. Il a été montré [82] que lorsqu’un ré-
seau est appris sur une collection, il est capable d’identifier la présence de certains objets,
même s’il ne les classifie pas explicitement. Ce qui signifie que si l’on applique notre réseau
sur chaque sous partie de l’image, on obtient desmaximumd’activation du réseau, si un des
objets qu’il a appris à reconnaître est présent. On prenant les zones où les réseau a des acti-
vations plus importante, on peut créer une carte des activations du réseau. Ces cartes d’ac-
tivations sont présentés sur la figure 5.1. Un réseau de type ResNet, après un apprentissage
fin sur la collection, est appliqué sur un certain nombre de sous partie de l’image. Les zones
en rouge sur les cartes d’activations représentent les endroits où les maximum d’activation
était les plus important. On remarque que ces zones correspondent aux emplacements des
objets, avec quelques erreurs sur le troisième tableau. On voit dans la troisième colonne
la classification de chacune de ces sous-partie. Cette classification n’est pas correcte, avec
des labels erronés, et très variés. Ces résultats sont en relation avec les résultats relative-
ment faibles obtenu dans le chapitre précédent avec la classification, 79% contre 92% pour
l’extraction de caractéristiques. En revanche, cetteméthode permet d’identifier les régions
d’intérêt de l’image.

Le problème avec l’application d’un réseau d’une telle manière est le coût de calcul. Par
exemple, temps de passage d’une image 224 ∗ 224 à travers AlexNet est de 1.2 ms. Si on
applique ce même réseau sur une image 448 ∗ 448 avec un pas de 56 pour créer une carte
d’activation de 8 ∗ 8, il faut 76.8 ms.

Cette méthode n’est donc pas envisageable, surtout s’il on souhaite utiliser des images
plus grande pour obtenir une carte d’activation plus précise. La solution est d’utiliser des
réseaux entièrement convolutifs. Dans la section 3.4, nous avons vu que les réseaux entiè-
rement convolutifs pouvaient être utilisés pour la segmentation d’image. Dans le cas où
nous n’avons pas de base données d’apprentissage de la segmentation, nous entraînons
le réseau comme expliqué précédemment, et nous remplaçons les couches entièrement
connectées par une couche de convolution. Il y a une équivalence entre une couche entiè-
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Figure 5.1 : Exemple d’images avec les heat-map des activations maximales, obte-
nues à partir d’un ResNet-152 après un apprentissage fin. Le réseau est appliqué sur
toute l’image de manière strié. Les labels obtenus sur les zones d’activation maximales
sont également indiqués.

rement connectée et une couchede convolution 1∗1, commemontré sur le schéma5.2, avec
le même nombre de paramètres. L’avantage de la couche de convolution est que l’on peut
l’appliquer sur n’importe quelle taille d’image (figure 5.2c), la taille de sortie dépendant
de la taille d’entrée. Le temps d’exécution d’un réseau type AlexNet entièrement convo-
lutionnel sur une image de 448 ∗ 448 est de 18 ms, soit 5 fois plus rapide que l’approche
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naïve.

(a) Couche Entièrement
connectée (b) Couche de convolution

(c) Même couche de
convolution avec entrée
plus grande

Figure 5.2 : Exemple d’équivalence entre une couche entièrement connectée et une
couche de convolution. Le nombre de paramètres est le même, ici 4 ∗ 2, ils peuvent
donc être copié pour obtenir les mêmes résultats. On peut appliquer la convolution
avec une entrée plus grande, en une seule passe.

5.2 Apprentissage sur différentes régions

L’approche présentée précédemment permet demettre en avant qu’il est possible de dé-
tecter les régions sans apprentissage direct de celles-ci. Nous pouvons toutefois améliorer
les résultats de la détection de régions d’intérêt en faisant un apprentissage fin sur des ré-
gions spécifique de l’image, plutôt que sur l’image entière. En utilisant différentes échelles
et différentes régions, toujours pour apprendre la même classe, nous pouvons forcer le ré-
seau à détecter les régions dans l’image. La fonction de coût associé à cette apprentissage
est la moyenne de l’entropie croisée entre les régions et entre les échelles. Dans le cas de la
classification, l’étiquette d’une image, qui représente sa classe, est un vecteur x̂ de dimen-
sion C, où C est le nombre de classes, où chaque éléments x̂i est à zéro si la classe i n’est
pas présente, 1 sinon. La sortie du réseau de neurones x est une distribution de probabilité
pour chaque classe. L’entropie croisée E est définie par :

E(x, x̂) = −
C∑
i=1

x̂ilog(xi) (5.1)

Pour une image à une échelle s donnée, définissonsHs etWs comme respectivement la
hauteur et la largeur de la carte de caractéristiques.Chaquepixel de la carte d’activation cor-
respond à un sortie du réseau de neurones pour une région de l’image donnée. Le nombre
de région est donc Hs ∗ Ws. Nous notons xh,w la distribution de probabilité (la sortie du
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réseau) sur la région (h,w). Nous définissons la fonction objectif suivante :

L(x, x̂) = 1
S

S∑
s=1

1
Hs ∗Ws

Hs∑
h=1

Ws∑
w=1

E(xh,w, x̂h,w) (5.2)

qui représente la moyenne de l’entropie croisée de l’ensemble des régions, moyennée
sur l’ensemble des échelles de l’image. La figure 5.3 représente l’apprentissage avec cette
fonction objectif. L’idée étant de forcer le réseau de neurones à se concentrer sur certaines
régions, pour classifier l’image.

Figure 5.3 : Calcul de la fonction de coût lorsque l’on entraîne le réseau sur diffé-
rentes régions à différentes échelles. L’entropie croisée E est calculé pour chaque seg-
ment d’image avant d’être moyenné (equation. 5.2).

5.3 Apprentissage de régions et de similarité

Une fois l’apprentissage sur les régions réalisé, nous disposons d’un réseau capable de se
focaliser sur une certaine région de l’image. Nous utilisons ceci pour changer la fonction
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objectif triple. Celle définie précédemment (équation 4.5) ne prend pas en compte les ré-
gions. Si l’on prend en compte comme région d’intérêt les k éléments avec la plus forte
activation du réseau, on peut extraire les caractéristiques depuis uniquement cette zone,
qui représente la région la plus probable de présence de l’objet. Pour la fonction objectif
de l’apprentissage, en plus du plongement correct des images positives et négatives, nous
ajoutons la classification de cette région avec l’entropie croisée. Ce qui donne l’équation
suivante :

L(x, y, z, x̂) = αmax(0, x · z− x · y+ m) + (1− α)
1
k

k∑
l=1

E(xh,w, x̂h,w) (5.3)

Onretrouve le plongementdes imagesx, y et z, qui doivent vérifier l’objectif triple (équa-
tion 4.5. Ainsi que la classification des k région de plus forte activation, avec α la régulari-
sation entre les deux objectifs de la fonction de coût.

Dans le but de réaliser cette onction, nous définissons un réseau de neurones entière-
ment convolutif, capable de produire une sortie de classificationde la régiondeplus grande
activation, ainsi qu’un plongement de cette région. Pour ce faire, une couche de “pooling”
des k régions de plus forte activation est ajouté à la sortie du réseau. En s’inspirant de l’ar-
chitecture R-MAC [86], une normalization L2, un décalage et une couche entièrement
connectée sont ajoutés à cette sortie. Ce pipeline permet de réaliser une PCA (Principal
Component Analysis) pour réduire la taille de la représentation [137]. Les paramètres du
décalage sont appris par rétro-propagation et la couche entièrement connecté permet de
réduire la taille du descripteur à la taille désirée pour l’espace de projectionE. Une norma-
lisation L2 est de nouveau opérée pour normaliser le plongement des images.

Figure 5.4 : Architecture du réseau proposé basé sur un réseau entièrement connecté
pré-entrainé pour détecter les régions d’intérêt.

Pour l’entraînementde ce réseau, nousutilisonsunearchitecture à trois branches comme
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précédemment, à laquelle nous ajoutons la classification des k régions de plus fortes acti-
vation, comme montré sur le schéma 5.5. La même stratégie de sélection des triplets que
celle utilisée précédemment est appliquée.

La figure 5.5 reprend l’ensemble des étapes de l’apprentissage, en incorporant l’appren-
tissage des régions. Les étapes 1 et 2 sont identiques à celles présenté au chapitre précédent.
L’étape 3 correspond à l’apprentissage des régions d’intérêt. Enfin, l’étape 4 est l’apprentis-
sage grâce à la fonction de coût 5.3.

5.4 Expérimentation

Nous testons notre approche sur deux collections du projet GUIMUTEIC, CLICIDE
et GaRoFou, et nous évaluons grâce au métriques suivantes :

— La précision à 1 (TOP@1) : l’image la plus proche contient le même objet.
— La précision moyenne (MAP pour Mean Average Precision) : la moyenne des va-

leurs de précision des images pertinentes (contenant le même objet) dans la liste
ordonnée en fonction des distances.

5.4.1 Paramètres d’apprentissage

Pour les premières étapes de l’apprentissage, les mêmes paramètres que dans le chapitre
précédent sont utilisés, commes les étapes 1 et 2 sont identiques. La sélection des triplets
se fait également de lamêmemanière que précédemment, à savoir : dans un premier temps
tous les triplets négatifs semi-difficiles, puis tous les triplets négatifs difficiles.

Comme nous utilisons un réseau entièrement convolutif, la taille des images pour l’ap-
prentissage est libre, contrairement àun réseaucontenantdes couches entièrement connec-
tées. Pour nos expérimentation, nous utilisons une taille fixe pour la plus petit côté des
images enentrée, avecdeux échelles différentes. PourResNet, nousutilisonsdeux échelles :
448 et 224. Pour AlexNet, nous avons trouvé que la convergence n’était pas correcte avec
les mêmes paramètres, nous utilisons donc les échelles : 384 et 224. Lorsque l’on utilise
des images avec des ratio entre hauteur et largeur très grand, l’utilisation de mémoire pen-
dant l’apprentissage peut être très importante. Pour limiter cela, nous limitons le ratio au
maximum à 2.0.

Les paramètres de la fonction de coût 5.3 sont α = 0, 5 et k = 6.
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Figure 5.5 : Pipeline final d’apprentissage, avec l’ajout de la détection des régions
d’intérêts.
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top@1 (en %) MAP (en %)
CLICIDE GaRoFou CLICIDE GaRoFou

Gordo multi-res [86] 92.73 95.65 65.49 89.32
AlexNet E 72.73 85.87 32.71 66.11
AlexNet Classif 78.18 90.76 38.51 72.92
AlexNet SS 75.76 90.20 36.20 77.73
AlexNet + Régions 81.21 83.15 45.53 71.71
ResNet E 72.12 85.33 40.99 70.15
ResNet Classif 79.39 94.57 75.11 93.44
ResNet SS 85.45 95.11 83.00 91.90
ResNet + Régions 94.55 96.20 82.94 91.83

Table 5.1 : TOP@1 et MAP des différentes approches sur les collections CLICIDE et
GaRoFou.

5.4.2 Résultats

Le tableau 5.1 présente les résultats obtenu sur CLICIDE et GaRoFou par l’approche
proposée, comparé aux approches précédentes. Nous remarquons que notre méthode ob-
tient lemeilleur TOP@1, avec un score de 94.55% comparé aux 92.73% de l’état de l’art sur
CLICIDE. Sur GaRoFou, les méthodes de l’état de l’art obtiennent un score de 95.65%, le
gain est moins important, avec 0.55%. Comme montré précédemment, ResNet présente
toujours demeilleurs résultats queAlexNet. L’apport de la propositionsde régionspar le ré-
seau,même sans base d’apprentissage annotées, permet doncd’améliorer les résultats. Tou-
tefois, si l’on s’intéresse à la MAP, on voit qu’aucune des méthodes proposées ne permet
d’obtenir de meilleurs résultats qu’un réseau Siamois Simple (SS), où qu’un fine-tuning
dans le cas de GaRoFou (Classif). Cela nous amène à penser que même si le TOP@1 est
bon, l’espace de projection créé ne capture pas complètement la similarité entre les images.

5.5 Indexation et augmentationdedonnées côté base de données

Pour l’identification d’instance, nous utilisons la recherche du plus proche voisin dans
la base de données d’image. Un parcours simple de cette base de donnée est suffisant, étant
donné la taille de nos collection. On peut même augmenter le nombre d’éléments dans la
base de données, ce qui est nommé “Database-side feature augmentation” [108, 138]. Cela
permet d’améliorer la recherche, en couvrant plus l’espace de recherche.

Pour modifier les éléments dans l’espace de projection, il y a deux stratégies : soit ajou-
ter des points dans l’espace, soit de changer le plongement de chaque élément de la base de
données. On peut par exemple remplacer chaque éléments de l’espace par une combinai-
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TOP@1 (en %) MAP (en %)
CLICIDE GaRoFou CLICIDE GaRoFou

AlexNet proposé 81.21 83.15 45.53 71.71
AlexNet proposé + Augmentation 80.61 82.61 71.02 81.66
ResNet proposé 94.55 96.20 82.94 91.83
ResNet proposé + Augmentation 93.94 95.11 94.23 93.86

Table 5.2 : TOP@1 et MAP sur les corpus CLICIDE et GaRoFou, avec et sans l’aug-
mentation de données coté base de données.

son de ces k plus proches voisins, ce qui permet de lisser les projections, et de corriger le
bruit [86]. Dans notre cas, nous disposons généralement de peu d’image références pour
chaque objet, nous n’envisageons donc pas demodifier les plongement en fonction de leur
voisin, mais plutôt de créer de nouvelles projections, pour rendre l’espace plus dense.

Pour l’ensemble des exemples d’une instance, nous prenons chacun des plongements,
et calculons leur moyenne. Ce nouveau vecteur peut être considéré comme un nouvel
exemple pour l’instance donnée. Nous pouvons donc l’ajouter à l’espace de projection. Ce
nouveau point peut également servir de référence pour l’instance qu’il représente, ce qui
permet de supprimer tous les autres éléments de l’espace. Ainsi, le nombre d’éléments à
parcourir pour la recherche du plus proche voisin n’est plus l’ensemble des exemple, mais
uniquement un pour chaque instance.

Le tableau 5.2 montre les résultats obtenu avec l’augmentation de données de la base de
donnéepar rapport au résultats précédents. L’ajoutde l’augmentationdedonnéen’améliore
pas le top@1, voir même la détériore, avec en moyenne une perte de 0.5%. Par contre, on
remarque une nette amélioration de laMAP, ce qui signifie que les nouveaux exemples créé
dans la base de donnée capture bien certaines instances.

La figure 5.6 montre quelques exemples de succès et d’échecs de notre approche. Pour
chaque requêtes (colonne de gauche), on affiche les deux images les plus proches. On re-
marque que dans les échecs, la deuxième image retournée est la bonne (la TOP@2 est de
100%). L’augmentation de données dans l’espace de projection permet donc de créer un
espace plus dense, qui capturemieux la similarité entre les images.Même si cela n’améliore
pas la TOP@1 dans notre cas, cela permet d’envisager d’autre approches pour la détection
d’instance, notamment si l’on s’intéresse aux vidéos, avec par exemple un vote majoritaire
ou une moyenne des instances retournées.

Notre approche permet donc d’obtenir de meilleurs résultats que les méthodes de l’état
de l’art, dans le cas des corpus de petites tailles. Notre solution d’apprentissage de régions
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Figure 5.6 : Exemples de succès et d’échecs de notre approche. La première colonne
représente les requêtes, les deuxième colonne contient les images les plus proches et la
troisième colonne la deuxième image la plus proche dans la collection CLICIDE.
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non supervisé permet d’avoir une proposition de régions d’intérêts par le réseau. La pro-
position de régions pour la création du plongement semble être un point clef pour la re-
cherche d’instance dans les images. Enfin, une densification de l’espace de projection par
augmentation de données permet demieux capturer la similarité entre les images dans l’es-
pace de projection, avec cependant une perte en précision.
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6
Détection de gestes

Nous avons proposé, dans le chapitre précédent, une nouvelle approche pour l’identifi-
cation d’instance sur les images.Nous nous intéressons dans ce chapitre à l’interaction avec
l’utilisateur, à travers ses gestes. L’étude participatives détaillée dans le chapitre 2 intitulé
“Les enjeux de l’interaction dans les visites touristiques’’, en annexe B, a mis en évidence
5 gestes utiles pour l’interaction entre l’utilisateur et le système GUIMUTEIC. L’objectif
de ce chapitre est de présenter une solution pour la détection de gestes dans le cadre du
projet, basé sur la caméra embarquée.

Nous avons pour contrainte de faire fonctionner cette détection de geste sur appareil
mobile, en continu, pour être capable de réagir aux actions de l’utilisateur. L’objectif est
double : avoir une bonne reconnaissance des gestes, avec un minimum de calculs pour
être capable de fonctionner sur processeurmobile.Nous nous intéressons dans un premier
temps aux réseaux de petites tailles et aux temps de calculs faible, pour proposer un réseau
de neurones profond performant et compact (section 6.1). Nous étendons ensuite cette
nouvelle architecture pour qu’elle soit capable de regarder plusieurs trames de la vidéos.
En ajoutant une fusion de l’information venant de plusieurs trames, nous obtenons une
solution efficace, ayant les mêmes performances que les architectures de l’état de l’art, avec
considérablementmoins de paramètres (section 6.2). Nous évaluons nos propositions sur
un corpus de vidéos de gestes conçu dans le cadre du projet GUIMUTEIC, présenté en

81



détail en annexe A.5.

6.1 Utilisation des convolutions groupées pour réduire la com-

plexité

Notre objectif est de proposer une architecture de réseauqui soit à la fois assez compacte
et rapide pour être utilisable sur processeurmobile, et suffisamment performante pour être
au niveau de l’état de l’art. Nous avons présenté dans la section 3.3, un état de l’art des ré-
seaux de petites tailles, et nous nous basons sur ceux-ci pour créer notre architecture. Les
réseaux de petites tailles tels queMobileNet [20], SqueezeNet [8] ou ShuffleNet [10] uti-
lisent les principes présentés par Simonyan et Zisserman [5]. Le premier étant de n’utiliser
que des convolutions 3 ∗ 3, ou équivalents. Ce type de convolutions étant coûteux en para-
mètres et en temps de calcul, nous proposons de les remplacer par deux convolutions avec
moins de paramètres (section 6.1.1). Le deuxième principe à respecter est d’utiliser deux
types de convolutions en alternance : un premier ne modifions pas le taille des entrées et
un deuxième qui diminue la taille des entrées, mais augmente le nombre de canaux. En
enchaînant ces deux types de blocs, on peut construire des réseaux très profonds, tout en
conservant le plus d’informations le long du réseau. Nous proposons deux nouveaux blocs
S1 (section 6.1.2) et S2 (section 6.1.3) qui correspondent à ces critères avec un nombre de
paramètres réduits.

6.1.1 Remplacer les convolutions 3 ∗ 3

Les convolutions 3 ∗ 3 sont, depuis VGG [5], quasiment les seules convolutions utili-
sées dans les réseaux de neurones. En en combinant plusieurs, il est possible de réaliser
des convolutions de n’importe quelle taille, avec l’avantage de pouvoirmettre entre chaque
convolution une opération non linéaire (neurones ReLU) ou des opérations de régulari-
sation (Batch-Norm), qui améliorent la convergence de réseau et sa généralisation. Cepen-
dant, dans le cas des réseaux compacts, les convolutions représentent jusqu’à 89% du total
des calculs fait par le réseau [139].

Pour remplacer les convolutions 3∗3, nousutilisonsune combinaisond’une convolution
3∗ 3DeepWise, présentée dans la section 3.3.3, et une convolution 1∗ 1. La convolution 3∗ 3
DeepWise (DW-Conv3x3) est une convolution où chaque canal de sortie n’est connecté
qu’à un seul canal d’entrée. La convolution 1 ∗ 1 ne s’intéresse qu’à un pixel, sur chacun des
canaux. On obtient ainsi une information au niveau du voisinage du pixel avec la première
convolution, et une fusion des informations des différents canaux grâce à la deuxième. En
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Figure 6.1 : Convolution 3 ∗ 3 DeepWise suivie d’une convolution 1 ∗ 1 qui fait office de
fusion.

combinant les deux comme sur la figure 6.1, nous obtenons une opération proche d’une
convolution 3 ∗ 3 au niveau des performances [20], avec moins de paramètres.

Au niveau de la complexité, une convolution 3∗ 3 sur 32 canaux d’entrée, avec 32 canaux
de sortie, contient (3∗3)∗32∗32+32 = 9248 paramètres.Une convolution 3∗3DeepWise
contient pour sa part uniquement (3∗ 3)∗ 32+ 32 = 320 paramètres, comme on supprime
toutes les connexions entre les canaux, soit 32 fois moins de connexion. La convolution
1 ∗ 1 toujours avec 32 canaux contient (1 ∗ 1) ∗ 32 ∗ 32+ 32 = 1056 paramètres. On obtient
donc au final en combinant les deux 320+ 1056 = 1376 paramètres, ce qui représente une
diminution de 85% par rapport au 9248 de la convolution 3 ∗ 3.

Nous comparons dans le tableau 6.1 les temps de calcul des différentes couches sur un
processeur Quad Core cadencé à 2.60GHz, sous Linux 64 bits ¹, en utilisant le framework
Pytorch ². On observe une diminution passant de 23.9 millisecondes pour la convolution
3 ∗ 3 à 13.1 millisecondes pour la combinaison de la convolution 3 ∗ 3DeepWise et de la
convolution 1 ∗ 1, soit une diminution de 45%. Nous utilisons les temps sur CPU, et non
pas sur GPU, car nous nous intéressons au déploiement de notre réseau, et non pas à son
entrainement, qui lui est réalisé sur GPU. Pour obtenir des écarts stables et significatifs
entre les différents runs, nous utilisons des batchs de 64 images, chacune d’une taille de
32 ∗ 32.

Nous avonsdoncunmoyende remplacer les convolutions 3∗3pourminimiser lenombre
de paramètres, et donc l’occupation mémoire, et les temps de calculs. Cependant, nous
souhaitons également tirer avantages des skip-connection et de la régularisation. Nous pré-

1. Tous les calculs présentés dans la suite sont réalisés sur la même machine
2. https://pytorch.org
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couche # paramètres temps de calcul (ms)
Conv3x3 9248 23.9
Conv3x3G 320 9.94
Conv1x1 1056 4.06
Conv3x3G + Conv1x1 1376 13.1 ³

Table 6.1 : Tableau de comparaison du nombres de paramètres et du temps de cal-
culs des convolutions groupées et non groupées

sentons dans la suite deux nouveaux types de blocs, remplaçant les convolutions 3 ∗ 3 par
ce que nous avons présenté, et ajoutant des connexions et de la régularisation.

6.1.2 Bloc S1

Nous avons énoncé précédemment (section 3.2.2) l’utilité d’avoir deux types de blocs
de convolutions, avec l’unqui conserve la taille des entréesquenousnommonsS1, et l’autre
qui divise par deux la taille des entrées, enmultipliant le nombre de canaux, nommé S2. Le
bloc S1 que nous proposons est composé de la combinaison des convolutions présentées
précédemment. Tout d’abord une convolution 3 ∗ 3DeepWise, avec un pas de 1 et un rem-
plissage (padding) de 1, pour conserver la taille des entrées. Ensuite, une convolution 1 ∗ 1
avec pas de 1 et pas de remplissage, chargéede faire la fusiondes informations des différents
canaux. Pour améliorer la généralisation de notre réseau, nous ajoutons après chacune de
ces couches, une batch-normalisation. Nous utilisons également le fait d’avoir remplacé la
convolution 3 ∗ 3 par deux convolutions pour mettre une couche de neurones ReLU entre
les deux, ce qui augmente la non-linéarité du bloc. Nous proposons également une skip-
connection entre l’entrée et la sortie du bloc, pour permettre une meilleur propagation du
gradient [6]. La figure 6.2 montre une représentation graphique du bloc S1, et le code qui
réalise cette fonction est indiqué en annexe C.1.1.

#couche type de couche
1 convolution 3 ∗ 3DeepWise, pas de 1, remplissage de 1
2 batch-normalisation
3 neurones ReLU
4 convolution 1 ∗ 1, pas de 1, pas de remplissage
5 batch-normalisation
6 neurones ReLU
7 fusion des informations entre l’entrée et la sortie par addition

Table 6.2 : Composition du bloc S1.
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Figure 6.2 : Schéma du module S1.

Les temps de calculs, rapportés dans le tableau 6.3,montrent une large augmentation du
temps de calcul, due à l’ajout de la batch-normalisation et des couches ReLU. Si on compare
au tableau précédent, on passe de 13.1ms à 23.9ms. Cependant, au niveau des paramètres,
on ajoute ici uniquement ceux de la batch-normalisation, ce qui donne un total 1504. Nous
comparons notre bloc aux blocs “Fires” de SqueezeNet [8] et “Shuffle” proposé par Shuf-
fleNet [10] dans le tableau 6.3. Ces deux blocs se basent sur la diminution du nombre de
canaux entre les deux couches de convolutions, pour réduire le nombre de canaux d’entrée
pour la convolution 3 ∗ 3, ce qui permet de réduire le nombre de paramètres. Les deux ré-
seaux doivent utiliser une coûteuse convolution 3 ∗ 3 en première couche pour extraires
les premières informations de l’image. Comme le bloc S1 a pour but de pouvoir remplacer
toutes les convolutions, nous pouvons nous passer de cette couche, ce qui réduit le nombre
de paramètres du réseau final. On voit dans la tableau que le bloc S1 est plus lent, 23.9ms,
que les bloc Fire (22.3ms) et Shuffle (21.8ms).

Notre bloc S1 permet donc de remplacer une convolution 3 ∗ 3, avec un nombre de
paramètres inférieur et en ajoutant une skip-connection. Il est fait pour conserver la taille
des tailles des entrées, en ne modifiants ni les tailles des filtres, ni le nombre de canaux.
Nous définissons dans la partie suivante le bloc S2, qui peut agir sur le nombre de canaux,
et qui va diviser par deux la tailles des filtres d’entrée.
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Bloc # paramètres temps de calcul (ms)
Conv3x3DW + Conv1x1 1376 13.1
Fire Bloc 2888 22.3
Shuffle Bloc 472 21.8
Bloc S1 1504 23.9

Table 6.3 : Tableau de comparaison des blocs des réseaux de tailles réduites avec le
bloc S1

6.1.3 Bloc S2

Pour remplacer les convolutions qui réduisent la taille des entrées, et notamment la pre-
mière couche 3 ∗ 3 utilisée par la plupart des résaux, nous définissons le bloc S2 Nous
voulons toujours prendre avantage des skip-connection, mais cette fois-ci nous avons une
diminution de la taille de l’entrée et un changement du nombre de canaux, il n’est donc
pas possible de directement additionner l’entrée et la sortie. Tout d’abord le nombre de ca-
naux étant différent, nous proposons de remplacer l’addition par une concaténation. Ceci
permet de garder les apports des skip-connection, avec des résultats proches de ceux de l’ad-
dition [6, 10, 139]. Cependant, pour pouvoir réaliser la concaténation, chaque canal doit
avoir la même taille. Nous proposons donc de fixer le changement de taille à une division
par deux de la taille. Ainsi, inspiré par [139], en appliquant un Average-Pooling de 3 ∗ 3,
avec un pas de 2 et un remplissage de 1, on obtient une sortie deux fois plus petite, qu’il est
possible de concaténer à la sortie des couches de convolutions.

La partie convolution de ce bloc est très proche de celle du bloc S1, avec uniquement un
changement de la première couche. La couche de convolution 3 ∗ 3 DeepWise est appli-
quée avec un décalage de 2 et un remplissage de 2, ce qui a pour effet de diminuer la taille
des entrées par deux. Le nombre de canal de sortie du bloc est défini comme le double
du nombre de canal d’entrée. La bloc S2 (figure 6.3 représente la bloc S2, avec sur la par-
tie gauche l’opération de Pooling pour diminuer la taille des entrées, et sur la droite, les
couches de convolutions.

Le nombre de paramètres, observé dans la deuxième colonne du tableau 6.4, ne change
pas par rapport au bloc S1. Nous pouvons le comparer au bloc Shuffle avec décalage de
2, qui utilise la concaténation aussi pour faire la fusion entre entrées et sorties. Ce bloc à
848 paramètres, mais un temps d’exécution de 14.9ms, comparé à 13.2ms pour le bloc S2.
Le bloc S2 est beaucoup plus rapide que le bloc S1, venant du fait qu’il applique deux fois
moins les convolutions 3 ∗ 3, étant donné qu’il utilise un décalage de 1.

86



Figure 6.3 : Schéma du module S2.

Bloc # paramètres temps de calcul (ms)
Shuffle Bloc Stride 2 848 14.9
Bloc S2 1504 13.2

Table 6.4 : Tableau de comparaison des blocs “Shuffle Stide 2” et S2

6.1.4 Réseau de classification de gestes à base de S1 et S2

Dans cette partie, nous construisons un réseau profond en utilisant les blocs S1 et S2.
Avec pour objectif d’obtenir un réseau avec un nombre de paramètres faible, et une vitesse
d’exécution réduite par rapport aux réseau profonds de grandes taille, comme AlexNet ou
ResNet, mais également plus petit que SqueezeNet ou ShuffleNet. Inspiré par les micro-
architectures récentes [8, 10, 20, 68] et également par VGG [5], nous proposons de rem-
placer toutes les convolutions 3 ∗ 3 par des blocs S1, et toutes les convolution 3 ∗ 3 avec
décalage de 2, qui font donc du sous échantillonnage, par le bloc S2.

Comme montré sur la figure 6.4, en partant d’une image 224 ∗ 224 ∗ 3, on applique
successivement les blocs S1 (sans réduire la taille) et S2 (en réduisant et en augmentant
le nombre de canaux, jusqu’à obtenir une dimension suffisante pour la classification, ici
7 ∗ 7 ∗ 1024. Un Average-Pooling de 7 ∗ 7 est alors appliqué, pour obtenir une matrice de
1 ∗ 1 ∗ 1024. Une couche entièrement connectée est alors utilisé pour réduire la dimension
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Modèle # paramètres (en millions) Temps de calcul (secondes)
SqueezeNet 1.235 0.268
MobileNet 4.231 0.631 ⁴
ShuffleNet 0.922 0.226
Notre modèle 0.772 0.284
AlexNet 61.100 0.380
ResNet 60.192 4.69

Table 6.5 : Comparaison des réseaux de neurones, de petite et de grande taille.

de 1024 à 6, notre nombre de gestes à reconnaître.

Nous comparons notre réseau en terme de taille à des réseaux de petites tailles, tels que
SqueezeNet, MobileNet et ShuffleNet, ainsi qu’à des réseaux comme AlexNet et ResNet
pour donner une idée des ordres de grandeur. Les résultats de cette comparaison sont pré-
sentés dans le tableau 6.5. Pour comparer ces réseaux entre eux, nous nous basons sur le
même framework, c’est pourquoi les résultats peuvent différer de ceux présentés dans les
publications originales respectives. Les expérimentations sont réalisées avec des batch de
8 images de taille 224x224 à trois canaux.

Nous voyons que notre modèle est celui qui propose le moins de paramètres avec 772
millions de paramètres contre 922 millions, sans être pour autant le plus rapide 0.284 se-
condes contre 0.226 pour ShuffleNet. Cela venant du fait que nous utilisons plus d’average-
pooling et de batch-normalisation que les autres modèles. L’objectif de notre réseau est de
fournir une occupation mémoire la plus faible possible, pour pouvoir être utilisé sur mo-
bile, à côté de notre réseau de reconnaissance d’instance (section 5). En terme de temps
de calcul, il est de l’ordre de grandeur des réseau spécialisés pour les applications mobiles
que sont MobileNet, SqueezeNet et ShuffleNet.

Nous n’avons donc pas de problème niveau temps d’exécution, et préférons optimiser
l’utilisation de la mémoire, qui est dans notre cas plus problématique, dans le sens où elle
doit être partagée avec le réseau de reconnaissance d’œuvres.

Notre réseau, qui nous nommons par la suite le modèle SimpleTrame, est un réseau de
petite taille, adapté au processeur mobile, avec un temps d’exécution proche des micro-
architecture de l’état de l’art. Dans la partie suivante, nous nous intéressons aux perfor-
mances de notre architecture dans la tâche de reconnaissance de geste dans les vidéos à
la première personne.
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Figure 6.4 : Schéma du réseau proposé pour la reconnaissance de geste, avec entre
chaque connection la taille de la matrice de représentation des données.
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Modèle #paramètres (en million) Précision (en pourcent)
SqueezeNet 1.235 62.50
MobileNet 4.231 56.25
ShuffleNet 0.922 68.75
SimpleTrame 0.772 56.25
AlexNet 61.100 65.62
ResNet 60.192 71.87

Table 6.6 : Comparaison de performance sur trame unique des différents réseaux.

6.1.5 Evaluation

Nous comparons notre réseau SimpleTrame avec les différentes réseaux de l’état de l’art
présenté précédemment, sur la tâche de reconnaissance de geste. Le corpus utilisé est pré-
senté en annexeA.5. Il s’agit d’une collectionde vidéo à la première personne, contenant les
6 gestes du projet GUIMUTEIC (5 geste + absence de geste). Il est composé de 29 heures
de vidéos, représentant 1669 séquences avec un geste et 1830 séquences sans gestes, ce qui
fait un total de 120 000 images. Ce corpus est séparé en trois groupes, 80% de séquences
d’entraînement, 10% de séquence de validation et 10% pour le test. Les résultats rapportés
dans le tableau 6.6 représentent la précision sur la partie test de cette collection. Pour que la
classification d’une séquence soit correcte, il faut que lamajorité des images de la séquence
soient classifiées correctement par le réseau.

Notre réseau a une précision de 56.25% sur le corpus geste GUIMUTEIC. Ce qui est si-
milaire au résultats de MobileNet, avec moins de paramètres, 0.772 millions contre 4.231.
Les réseauxAlexNet, ShuffleNet etResNetobtiennentdemeilleurs résultats, avecunnombre
de paramètres également supérieur. Nos résultats sont ici inférieur à l’état de l’art, et ne per-
mettent pas en l’état l’utilisation du réseau dans le cadre du projet GUIMUTEIC. Cepen-
dant, ces résultats ne s’intéressent qu’à une seule trame de la vidéo pour la reconnaissance.
Dans la section suivante, nous proposons une version sur plusieurs trames de notre réseau,
avec une fusion des informations venant de plusieurs instants de la video.

6.2 Fusion d’information de plusieurs trames de la vidéo

Les gestes à reconnaitre peuvent être dynamiques dans la vidéo, et pour identifier cor-
rectement la séquence, nous souhaitons tirer profit de l’information provenant de plusieurs
tramesde la vidéo.Dans la sectionprécédente, nous avons appliqué les réseauxdeneurones
sur chaque trame des vidéo, en classifiant chacune de ces images. Il est cependant possible
qu’un réseau considère plusieurs images.Nous avons présenté dans la section 3.6 les réseau
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récursifs. Dans le cas des vidéos, les réseaux récursifs, utilisant les LSTM ou les GRU, sont
utilisés sur la sortie d’un réseau convolutif pour réaliser une fusion des informations tem-
porelle. Ils ont l’avantage de ne pas avoir de limite sur le nombre d’images qu’ils peuvent
regarder, mais ils ne sont pas adaptés à l’utilisation sur mobile, comme ils requièrent que
chaque image soit passée au travers d’unCNN, ce qui peut être coûteux. Enutilisant une fe-
nêtre d’observation fixe, il est possible de définir un réseau convolutifs qui s’intéresse à plu-
sieurs images de la vidéo, en réalisant une fusion des informations [16]. Dans cette section,
nous nous intéressons à étendre notre réseau pour qu’il capte les informations de plusieurs
trames, toujours en limitant le nombre de paramètres.

Nous proposons des nouveaux blocs qui respectent les informations venant de diffé-
rentes trames (section 6.2.1). Pour réaliser la fusion des informations de plusieurs trames,
nous utilisons à une convolution 1 ∗ 1, et nous évaluons l’impact de l’emplacement de cette
fusion, au niveau performance, mais également au niveau du nombre de paramètres (sec-
tion 6.2.2).

6.2.1 FrameWise Convolution

Dans les sections précédentes, nous nous sommes intéressé uniquement à une image,
l’entrée d’un réseau était alors une matrice de tailleH ∗ L ∗ C, oùH et L (224 et 224 dans
nos expérimentation) sont la hauteur et la largeur des trames, C le nombre de canaux (3
pour RGB). Nous nous intéressons maintenant à un ensemble de trames, donc un certain
nombred’images à la suite les unesdes autres.Nouspouvons voir une suite d’image comme
une matrice de dimension supérieureH ∗ L ∗ C ∗ T, où T est nombre de trame, que l’on
peut aussi voir comme une matrice de dimension 3 :H ∗ L ∗ (C ∗ T), en concaténant les
canaux de chacune des images.

Nos blocs S1 et S2 présentés précédemment utilisent les convolutions DeepWise, où
chaque canal de sortie n’est connecté qu’à un seul canal d’entrée. Comme chaque convo-
lution ne s’intéresse qu’à un seul canal, en augmentant le nombre de canaux d’entrée d’un
facteur T et le nombre de canaux de sortie du même facteur T, la convolution DeepWise
est toujours applicable, sans mélanger l’information venant de plusieurs trames. En effet,
les C premiers canaux correspondent à l’image 1, les canaux ]C; 2 ∗ C] contiennent les in-
formations venant de la deuxième trames, et ainsi de suite.

La fusion des informations entre les canaux est faite dans les blocs S1 et S2 par la convo-
lution 1 ∗ 1. Pour que celle-ci ne mélange pas les informations venant de plusieurs trames,
nous proposons de la remplacer par une convolution 1∗ 1 que nous nommonsFrameWise.
Cette couche doit réaliser la fusion des informations des canaux pour trames, mais pas les
informations venant de différentes trames. Pour cela, nous appliquons la convolution par
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DW-Conv3x3 FW-Conv1x1

Trame 1
Trame 2

Trame 3

Figure 6.5 : Bloc de convolution utilisant DeepWise Convolution et FrameWise
Convolution.

groupe, avec un nombre de groupe égal à T le nombre de trames.
La figure 6.5, montre une version modifiée de la figure 6.1, où les informations venant

de chaque trames sont séparées. En entrée, nous avons trois trames, chacune composé de 5
canaux. La convolution 3∗3DeepWise opère canal par canal, et le convolution FrameWise
1 ∗ 1 réalise une fusion des informations au niveau de chaque trame.

Celanouspermetdedéfinir lesnouveauxblocsnommésS1-FrameWise et S2-FrameWise,
illustrés par le schéma 6.6, en remplaçant uniquement la convolution 1∗ 1 par une convolu-
tion FrameWise. Comme on augmente le nombre de convolutions réalisée, le nombre de
paramètres va être multiplié par le nombre trames utilisés T.

6.2.2 Fusion d’information de plusieurs trames

Enfin, à un moment dans le réseau, il faut fusionner l’information venant de l’ensemble
des trames. Nous définissons donc une couche de fusion, qui sera réalisée par une convo-
lution 1 ∗ 1, comme nous avons montré précédemment que ce type de convolution était
particulièrement adapté pour fusionner l’information entre les canaux. De plus, à travers
plusieurs expérimentation, nous n’avons pas remarqué de différences de précision entre
l’utilisation d’un convolution 1 ∗ 1 et d’une convolution 3 ∗ 3. Etant donné que la convolu-
tion 1 ∗ 1 utlise 9 fois moins de paramètres, elle est donc à privilégier.

Nousdéfinissonsnotre réseau,MultiTrame,qui est très similaire au réseauSimpleTrame6.4,
la seule différence étant l’utilisation de bloc FrameWise, et de la couche de fusion. Sur la
figure 6.7, nous montrons une des représentations possible du réseau MultiTrame. Dans
cet exemple, la fusion est réalisée au milieu du réseau, couche nommé conv1x1. Avant la
fusion, les blocs utilisés sont des blocs FrameWise, on remarque sur la droite du schéma
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(a) Bloc S1-FrameWise proposé.

(b) Bloc S2-FrameWise proposé.

Figure 6.6 : Bloc S1 et S2 FrameWise.

que la taille des matrices est plus grande, avec l’ajout du facteur T, le nombre de trames
utilisées. Après la fusion, le réseau est similaire au réseau SimpleTrame, avec l’utilisation de
bloc S1 et S2.

La fusion peut être réalisée à plusieurs positions dans le réseau. Dans l’exemple sur la
figure 6.7, elle est faite après le troisième bloc S2-FrameWise. Cependant, il est possible la
modifier le réseau pour que celle-ci soit réalisée plus profondément ou non dans le réseau.

Pour déterminer la position idéale de la fusion, en terme de performance et de nombre
de paramètres, nous proposons de faire varier son emplacement dans le réseaux. La modi-
fication de cette position entraîne un changement du nombre bloc FrameWise utilisé, et
donc du nombre de paramètres. Plus la fusion est réalisé tôt, plus on perd rapidement l’in-
formation temporelle, et plus le nombre de paramètre sera réduit. En annexe C.2.1, nous
présentons toutes les variantes utilisé pour le test.

Sur la courbe 6.8, nousmontrons l’impact de l’emplacement de la fusion sur la précision
et sur la taille du réseau. Les numéro 1 à 5 représente l’emplacement de la fusion, avec en 1,
la première couche et en 5 la dernière couche. En trait plein, avec la légende à gauche, nous
notons la précision de la prédiction du réseau. En trait pointillé, avec la légende à droite,
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Figure 6.7 : Réseau proposé pour la détection de geste. Les premières couches sont
sensibles à la trame (FrameWise), jusqu’à la fusion des N trames par une convolution
1 ∗ 1.
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Figure 6.8 : Courbe d’évaluation de la position de la fusion.

nous reportons le nombre de paramètres.

Lorsque la fusion est réalisé sur la première couche, on retrouve la même précision
qu’avec le réseau SimpleTrame. Dans ce cas, le réseau est en fait très similaire au réseau
SimpleTrame, avec une fusion des informations temporelles réalisée dès le départ, tout le
reste du réseau reste inchangé. On remarque un pic de précision lorsque la fusion est réa-
lisée au milieu de réseau, exemple montré dans la figure 6.7. En réalisant les fusion plus
tardivement, on remarque une baisse des performances. Cela est dû à unmanque de géné-
ralisation du réseau, qui est dans un cas de sur-apprentissage. Ceci pourrait être réglé par
l’ajout de plus de régularisation ou en modifiant les hyper-paramètres de l’apprentissage,
mais on remarque sur la courbe en pointillée la grande augmentation du nombre de para-
mètres. Nous n’investiguons donc pas ce problème, car nous obtenons une performance
optimale avec la fusion au milieu de réseau, et le nombre de paramètres restant proche du
réseau simple, cette solution semble optimale.

Dans le tableau 6.7, nous comparons notre réseau au réseau AlexNet et ShuffleNet, avec
différentes méthodes de fusion. La fusion 1 se réfère à la concaténation des canaux des dif-
férentes images sur la première couche du réseau, sans modifications du reste du réseau.
À l’exception d’une légère amélioration dans le cas d’AlexNet, ces résultats sont similaires
à ceux obtenu sur trame unique. La fusion EC, correspond à une fusion au niveau de la
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Modèle Fusion Score (en %)
AlexNet 1 68.75
AlexNet EC 100.00
AlexNet LSTM 93.75
ShuffleNet 1 68.75
SqueezeNet EC 87.50
Notre modèle 1 56.25
Notre modèle Milieu 100.00
Notre modèle EC 75.00

Table 6.7 : Tableau de comparaison des différents modèles avec différentes fusion,
plus ou moins hautes dans le réseau.

couche entièrement connectée du réseau, c’est-à-dire à la toute fin. La réseau est dans ce cas
plus grand, avec un nombre de paramètres multipliés par le nombre de trames, et n’obtient
pas toujours lesmeilleurs résultats, notamment à cause de sur-apprentissage. PourAlexNet
les résultats sont un peu différents, car c’est un réseau plus grand avec des hyper-paramètres
bien connus pour éviter le sur-apprentissage.Nous lemettons ici dans le tableau pourmon-
trer que les réseaux profonds classique obtiennent également 100% de reconnaissance sur
cette tâche. La fusion au milieu du réseau comme présentée précédemment est la solution
qui obtient les meilleurs résultats, avec un nombre de paramètres faible, ce qui correspond
à notre objectif.

6.3 Conclusion et limitations

Nous avons présenté dans ce chapitre, un nouveau type de bloc pour la constructions
de réseau de neurones profonds qui limitent grandement le nombre de paramètres, tout
en permettant d’obtenir des résultats proches de ceux de l’état de l’art. Les blocs S1 et S2
présentés utilise les convolution DeepWise, connus pour utiliser très peu de paramètres,
et les skip-connection, qui permettent une meilleur propagation du gradient, et un meilleur
apprentissage.

Nous avons également proposé unnouveau typedeblocs utilisant des convolutionsFra-
meWise, qui respectent les informations venant de différentes trames de la vidéos. Cela
nous permet de définir un réseau qui réalise la fusion des informations des trames en son
milieu, ce qui minimise l’augmentation du nombre de paramètres, en permettant d’obtenir
les meilleurs résultats de reconnaissance de gestes.

Ces deux blocs, S1-FW et S2-FW, nous ont permis de définir un réseau de neurones
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utilisant très peu de paramètres, 20% de moins que ShuffleNet. Bien que n’obtenant pas
d’aussi bon résultats que ce dernier, notre réseau à l’avantage d’être utilisable en mobilité
plus facilement, grâce à une plus petite occupation mémoire. Enfin, utilisé sur plusieurs
trames, notre réseau obtient des performances à 100% sur notre corpus de test, au même
niveau que les réseaux des l’état de l’art, toujours avec un nombre de paramètres largement
inférieur. On en conclut que notre proposition permet bien d’être à l’état de l’art, tout en
utilisant moins de paramètres, ce qui facilite son utilisation sur des outils mobiles.
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7
Conclusion

Cette thèse s’est intéressée au problème de l’accès à l’information en mobilité, dans le
cadre du projet GUIMUTEIC. Ce projet vise à équiper les visiteurs de lieux touristiques
avec un audio-guide, équipé d’une caméra pour l’aide à la visite. Les problématiques sou-
levées par ce projet sont les suivantes :

— Donner accès à de l’information pertinente pendant la visite de manière automa-
tique

— Identifier à quel moment l’utilisateur désire avoir accès à cette information

Des problématiques de déploiement du système viennent s’ajouter à celles-ci, comme le
fait d’être sur un appareil mobile, sur lequel doivent fonctionner tous les outils développés
dans cette thèse. Il a fallu également déterminer quels sont les gestes utiles pour l’inter-
action. Pour cela, des séances de conceptions participatives avec des utilisateurs ont été
organisées.

Ce travail a donné lieu aux contributions suivantes.Dans le chapitre 4.1, nous avons pré-
senté uneméthode pour la reconnaissance d’instances sur des corpus de petite taille. Nous
avons pour cela adapté à nos contraintes les systèmes de l’état de l’art utilisant des réseaux
siamois à trois branches pour l’apprentissage de similarité entre les images. Nous avons
définie une nouvelle fonction objectif, utilisant le produit scalaire pour un calcul rapide de
similarité entre les images. Nous avons également proposé une nouvelleméthode de sélec-
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tion de triplets pour l’apprentissage, permettant de résoudre le problème d’apprentissage
sur des corpus de petite taille. Ceci nous a permi d’obtenir les mêmes résultats que l’état
de l’art sur notre corpus, avec une méthode plus simple, ne nécessitant pas l’annotation de
régions annotées sur les images.

Dans le chapitre 5, pour améliorer la représentation des images pour le calcul de simila-
rité, nous avons proposé uneméthode d’apprentissage des régions non supervisé. Elle per-
met, en maximisant l’entropie croisée sur l’image à différentes échelles, et sur différentes
régions, d’apprendre les régions les plus susceptibles de contenir un objet d’intérêt. Ce qui
nous a amené à développer une nouvelle fonction objectif, basé sur celle proposée précé-
demment, mais qui ajoute le classification de la région d’intérêt. Ceci nous permet d’avoir
demeilleurs résultats que les solutions de l’état de l’art sur nos corpus, en passant de 92.73%
à 94.55% enprécision à un (plus proche voisin) et de 65.49% à 83.00%pour laMAP (Mean
Average Precision).

Cette thèse propose aussi une solution au problème de la détection de gestes en mo-
bilité. Nous avons proposé deux nouveaux blocs de convolutions, S1-FW et S2-FW, que
permettent de conserver les informations provenant de différentes trames de la vidéo. Cela
nous a permis de proposer une nouvelle micro-architecture de réseau profond qui réalise
une fusion tardive des informations temporelles. Nous avons étudié les effets de la posi-
tion de la fusion des informations temporelles dans le réseau, et nous avons noté que la
fusion tardive donne demeilleurs résultats. Pour l’utilisation surmobile, nous préconisons
une fusion précoce pour limiter le nombre de paramètres, avec un gain d’environ 20%. La
micro-architecture que nous avons proposée obtient des résultats similaires aux approches
de l’état de l’art sur notre corpus de reconnaissance de geste, mais avec un nombre réduit
de paramètres.

Cependant, l’utilisation de micro-architecture pour la tâche de reconnaissance d’ins-
tances n’est pour le moment pas envisageable. L’écart de performance entre des réseaux
type AlexNet et ResNet sont important, et nous préconisons l’utilisation de réseau plus
profonds pour une meilleure représentation des images. Pour GUIMUTEIC, le choix le
plus évident semble être de ne détecter les oeuvres que lorsque que l’utilisateur réalise un
geste ou la réponse nécessite une information sur l’environnement du visiteur.

Un ensemble de collections d’images et de vidéos ont été créées pour évaluer toutes les
propositions faites dans cette thèse. Ces collections sont mises à disposition en accès libre
à la communauté.

Les travaux présentés dans cette thèse peuvent donner lieu à de nombreux travaux fu-
turs. Dans un premier temps, la flexibilité de la méta-architecture proposée pour la re-
cherche d’instances permet son utilisation avec différentsmodèles de réseaux de neurones.
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Des modèles plus récents comme Inception ou DenseNet pourraient améliorer les résul-
tats. Ceci permettrait par la suite de réfléchir à une diminution du nombre de paramètres
et de complexité du réseau, pour faciliter l’utilisation mobile. Pour la reconnaissance de
gestes, la micro-architecture proposée a tendance à sur-apprendre plus facilement que les
modèles de l’état de l’art. C’est un problème qu’il faut adresser pour envisager d’autres ap-
plications basées sur cette architecture.

Cette thèse soulève des problématiques à plus long terme pour l’aide à la visite de lieux
touristiques. La fusion dans un seul réseau des deux problèmes que nous avons adressés,
la recherche d’instances et la détection de gestes, est envisageable avec des approches d’ap-
prentissage multi-tâches (multi-task learning). Cela permettrait une économie de temps
de calcul et demémoire considérable pour l’utilisationmobile. Le dispositifGUIMUTEIC
est composé d’autres capteurs en plus de la caméra, avec par exemple des accéléromètres,
un magnétomètre et un gyroscope. Des approches multi-modales pour l’apprentissage de
l’environnement sont doncpossibles. Pour aller plus loin, nous envisageons également l’ap-
prentissage des parcours type dans lemusée, pour une visite guidée basée sur les habitudes
des visiteurs. Ceci permettrait d’envisagerGUIMUTEIC commeun vrai guide, et non plus
commeun simple assistant de visite, comme il a été demandédans les études participatives.
Nous espérons que lamise à dispositions des collections présentées dans cette thèse pourra
aider pour l’étude de ces problématiques.
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A
Corpus pour l’évaluer desméthodes de
recherches d’informationmultimédia

A.1 Corpus d’images pour la recherche d’instance dans un musée
d’art

Le premier corpus que nous avons construit se nomme ”CLICIDE”. Il est composé de
photographies de peintures issues de l’exposition permanente dumusée deGrenoble ¹. Ce
musée propose au visiteur principalement des peintures occidentales entre le XIVème et le
XXIème siècle. Il y a donc une grande variabilité de styles et d’époques (expressionnisme,
impressionnisme, art sacré, pop art, ...). La figure A.1 présente quelques images montrant
la diversité des œuvres de cette collection.

Le corpus Clicide est composé de 3425 photographies, qui représentent 473 œuvres
du musée. Les œuvres ont été photographiées par 3 personnes, en utilisant un appareil
reflex et des téléphones portables. Chaque œuvre est photographiée plusieurs fois (une
image de l’œuvre complète, et des images correspondant à des parties de l’œuvre). Pour
chaque œuvre considérée, une photographie du cartouche est également stockée. Chaque
image d’œuvre est associée à un identifiant unique sous la forme suivante : <numéro de
salle>_<numéro de l’œuvre dans la salle>_<numéro d’indice>. Ces images sont ro-
gnées manuellement afin de limiter la proportion d’arrière-plan.

De plus, 177 photographies, de 143œuvres, tirées aléatoirement de la collection initiale,
sont utilisées comme requêtes (et donc retirées du corpus). Ces images sont prises de dif-
férents points de vus et avec différentes proportions d’arrière-plan. La figure A.2 présente
une image requête (à gauche) et une image du même objet tirée du corpus (à droite).

1. http ://www.museedegrenoble.fr/
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Figure A.1 : Images tirées de la collection Clicide. de gauche à droite : “Portrait de
la mère du docteur Bordier” de Hippolyte Flandrin, “Les fruits” de Séraphine de Sen-
lis, “O Combate” de Vicente do Rego Monteiro.

A.2 Corpus de recherche d’image et de vidéo dans un musée d’hé-
ritage culturel

Une deuxième collection a été réalisée avec le musée Gallo-Romain de Fourvière ² qui
est unmusée français, localisé à Lyon, portant sur la civilisationGallo-Romaine. Situé près
d’un théâtre romain sur la colline de Fourvière, ce musée présente dans sa collection per-
manente, des objets pré-romains, romains, celtes (inscriptions, statues, joaillerie, objets de
la vie courante), comme le montre les exemples de la figure A.3.

La collection appeléeGaRoFou, pourmuséeGalloRomaindeFourvière, est composée
d’images fixes (GaRoFou_I) et de vidéos (GaRoFou_V).

A.3 Garofou_I

GaRoFou_I contient au total 1252 photographies, prises par des appareils reflex, de 311
œuvres. Parmi ces images, 1068 sont des images du corpus, et 184 des images requêtes sé-
lectionnées aléatoirement. Sur les 311 œuvres, 166 sont représentées dans l’ensemble des
requêtes. Les photographies requêtes ont différents points de vue, qui ne sont pas forcé-
ment présents dans le corpus. Chaque image du corpus est identifiée par l’œuvre qui y est
visible, auquel est associé le type de l’œuvre parmi : stèle (roches gravées, colonnes, ...), sta-
tue (sculptures, reliefs, ...), poterie, et autres (pièces, joaillerie, ...). Les œuvres sont identi-
fiées par un triplet numéro de niveau (de A à D), le numéro d’œuvre dans le niveau, et un
numéro d’image de l’œuvre suivant le format suivant :<numéro de niveau>_<numéro
de l’œuvre>_<numéro d’image de l’œuvre>. Les images d’une même œuvre sont donc
identifiées spécifiquement.

2. http ://www.museegalloromain.grandlyon.com/
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(a) Exemple de requête

(b) Image référence du corpus

Figure A.2 : Photographies d’“Animaux Fleurs et Fruits” d’Alexandre-François De-
sportes tirée de Clicide.

A.4 Garofou_V

La partie vidéo de la collection Garofou est composée de 11 vidéos qui correspondent
à des visites de différents étages du musée. Ces visites ont été effectuées par 5 personnes
différentes, le même jour, avec une caméra fixée au dessus de la tête. Le détail sur ces vi-
déos est présenté dans le tableau A.1. Dans ce tableau, nous détaillons en particulier les
étages (notés de A àD) dumusée, la durée totale des vidéos brutes dans lesquelles les per-
sonnes ne sont pas forcément devant une œuvre, les durées durant lesquelles l’annotation
manuelle a déterminé que des œuvres étaient le centre d’intérêt des visiteurs, le nombre
d’œuvres correspondantes qui peut contenir des redondances car une personne peut se fo-
caliser plusieurs fois sur uneœuvre, ainsi que le nombre d’œuvres uniques vues. Associés à
chaque vidéo, les objets visibles qui ont attiré l’attention du visiteur sont indiqués par leur
horodatage d’apparition et de disparition (en hh :mm :ss par rapport au début de vidéo).
Pour générer ces annotations, nous avons développé une interface spécifique sur la base de
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Figure A.3 : Photographies de la collection de Fourvière. De gauche à droite : une
stèle, une statue et une poterie.

la structure d’annotation du projet CAMOMILE [140], dont un exemple est présenté en
figure A.4.

étage # vidéos durée durée avec # d’œuvres # œuvres
totale œuvre regardées uniques

A 4 66’55” 38’35” 157 59
B 2 31’21” * 14’44” 77 56
C 3 30’51” * 17’35” 63 37
D 5 57’34” * 25’06” 115 63

total 11 186’41” 96’00” 412 215

Table A.1 : Vidéos de la collection GaRoFou_V.

De la partie annotée de cette collection sont tirées des images fixes : chaque segment
(suite d’images consécutives temporellement) annoté a été découpé en, au plus, 10 sous-
segments de 1 seconde répartis régulièrement et sans chevauchement. De chaque sous-
segment, l’image la plus nette est sélectionnée par recherche de plus grande variance de
couleurs après application d’un opérateur laplacien. Pour évaluer les systèmes, chacune de
ces images extraites d’un visiteur est utilisée comme requête face aux images extraites is-
sues des visites des autres visiteurs (validation croisée par visiteur). Nous conservons dans
les requêtes uniquement les œuvres qui ont été vues par au moins deux visiteurs. Le ta-
bleau A.2 récapitule les données quantitatives liées aux images extraites de GaRoFou_V,
par utilisateur : nous détaillons en particulier le nombre de segments utilisés pour extraire
les images annotées qui servent à réaliser les évaluations.
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Figure A.4 : Interface d’annotation des vidéos. En haut : l’affichage de la vidéo, en
bas chaque segment annoté de vidéo avec l’identifiant d’objet.
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visiteur # vidéos durée durée avec # segments # d’œuvres # Images # Images
totale œuvre annotés uniques total requêtes

u1 2 48’54” 22’22” 115 101 768 625
u2 1 24’25” 14’8” 62 51 493 444
u3 4 63’44” 24’36” 153 141 964 624
u4 1 10’50” 2’24” 13 11 101 101
u5 3 38’49” 16’1” 69 60 453 338

total 11 186’41” 79’30” 412’ 215 2779 2132

Table A.2 : Images requêtes issues des vidéos du corpus GaRoFou

Clicide Garofou
Garofou_I GaRoFou_V

objet Peintures (2D) 2D et 3D 2D et 3D
média Images fixes Images fixes vidéos

acquisition contrôlée contrôlée contrôlée
taille (C/Q) 2500 / 512 1100 / 172 2779/2132

Table A.3 : Caractéristiques des collections proposées

A.5 Analyse de l’interaction à base de geste dans le cadre de vi-
sites culturelles

Dans cette section, nous proposons un corpus de vidéos de gestes de la main avec vue
à la première personne). La production d’une collection de vidéos annotées est long et
coûteux, cependant un grand nombre de données est généralement nécessaire pour l’ap-
prentissage automatique. Pour faciliter la génération de nouveau contenu, une partie de ce
corpus est réalisé devant un fond-vert.

A.5.1 Prise de vue réelle

Une partie de ce corpus a été réalisé à partir d’un ensemble de 5 personnes, équipé de
caméra autour de cou, réalisant 5 gestes différents. La caméra est placée demanière à avoir
une vue à la première personne, au niveau de la poitrine, pour une vision optimale des
mains. Dans la figure A.5, nous pouvons voir les images de chacuns des gestes présents.

Toutes les vidéos ont été réalisées en intérieur, avec des personnes marchant ou s’ar-
rêtant aléatoirement. Aucune consigne de positionnement n’ayant été donnée, pour per-
mettre une grande disparité des gestes et de leur durée, des fonds, et des mouvement réa-
lisés. Les 29 heures de vidéos générée représentent 1669 différents gestes, ainsi que 1830
segments de vidéos sans gestes avec des fond similaire, pouvant être utilisés pour détecter
les moments sans gestes. La tableau A.4, récapitule le nombre d’image pour chacuns des
gestes. Les segments de transition entre chaque geste contiennent généralement très peu
d’images mais sont très nombreux, leur total étant de 23023 images.
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Figure A.5 : Les 5 gestes à reconnaître

Table A.4

#Images
Total 120 055
g1 8890
g2 8792
g3 9062
g4 9236
g5 8800
Sans main 52252
Transition 23023

Table A.5 : Nombres d’images pour chaque geste présent dans la collection

A.5.2 Gestes sur fond vert

L’avantage de créer des vidéos de gestes devant un fond vert est le suivant : la segmen-
tation de la maindu bras à reconnaître dans l’image est entièrement automatisable; il est
alors possible d’intégrer ultérieurement autant d’arrière-plans différents de l’image acquise
que souhaité.

La figure A.6 présente l’installation utilisée pour produire le corpus. Le matériel néces-
saire (un fond vert sur la structure amovible, 3 lumières et 2 réflecteurs) est facilement
disponible et peu coûteux.

Pour capturer une vidéo d’apprentissage des données, le processus est le suivant : une
personne est équipée d’une caméra qui filme devant la personne (smartphone ou caméra
positionné sur la poitrine). La personne est placée face à un fond vert où l’éclairage est
contrôlé pour éviter les ombres sur l’écran (2 lumières de chaque côté dirigées vers des
diffuseurs qui sont dirigés vers le fond vert, une lumière sur la personne orientée vers le
plafond). La personne effectue la série de gestes requise dans un ordre spécifique.
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Figure A.6 : Installation du fond-vert (www.videomaker.com)

Dix personnes ont participé à la création de cette partie du corpus. Ils ont chacun fait
5 fois chaque geste avec les deux mains, ce qui correspond à 50 gestes par personne, 500
gestes au total. Dans la figure A.7, on peut voir que les participants n’ont pas effectué les
gestes de lamêmemanière. Pour plus de généralité, nous laissons les gens libres d’effectuer
les gestes à leur manière.

A posteriori, les vidéos sont collectées et un algorithme supprime le fond vert. A partir
du résultat, un masque est créé avec la main en blanc sur fond noir (voir figure A.8.) Ce
masque correspond à la vérité de la segmentation spatio-temporelle du geste. fait pour vé-
rifier / corriger que l’ordre a été respecté et que l’algorithme de détection de mouvement
n’a pas échoué (moins de cinq minutes pour cinquante gestes capturés).

Cette solution, en plus d’obtenir une bonne segmentation automatique de la main en
supprimant le fond vert, permet le changement de l’arrière-plan afin de générer de nou-
velles données d’apprentissage àmoindre coût tout en ayant déjà les annotations associées.
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Figure A.7 : Le même geste fait par différentes personnes. Peu d’instructions ont été
données pour l’apparence désirée du geste

Figure A.8 : Le geste capturé sur un fond vert, avec un arrière-plan intégré et la seg-
mentation automatique
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B
Etudes de la pertinence de l’interaction à base

de geste

Des séances de conception participatives ont été réalisées avec l’entreprise Multicom ¹.
L’objectif de ces séances était de réunir des utilisateurs potentiels du dispositif GUIMU-
TEIC, et de les faire s’entretenir sur les applications éventuelles, et l’interaction possible
avec l’appareil. Trois séances différentes ont été réalisées, avec chacune leurs objectifs sé-
parés.

B.1 Le dispositif proposé

Ces séances ont pour but de réfléchir aux possibilités du dispositif GUIMUTEIC. Ce
qui est présenté aux participants est que l’appareil est constitué d’un casque audio, avec
la possibilité d’un écran transparent, rabattable ou amovible. Cette écran peut être sous la
forme de lunette, ou de petit écran de coin de l’oeil. Il peut également être équipé d’une
surface tactile, sur l’écran ou sur un boîtier déporté.

Au niveau des applications, cette appareil est décrit comme une aide à la visite touris-
tique, notamment dans le cadre des musées. Les participants sont libre d’imaginer com-
ment ce guide peut être utilisé, et quel est son objectif.

Ce dispositif n’est pas fixe, et les participants vont être amené à réfléchir aux améliora-
tions possible. Ce premier dispositif n’a pour but que de présenter une solution possible au
projet GUIMUTEIC, aucune limite n’étant fixée aux participants quant à leurs idées.

1. http://www.multicom-ergonomie.com/
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Figure B.1 : Répartition des groupes de personnes en fonction de leur habitude de
visite.

B.2 Les participants

Dix participants ont été réunis pour ces séances. Les profils ont été sélectionnés pour
être varié, avec autant d’hommes que des femmes, des personnes actives, des étudiants ou
des retraités, avec ou sans enfant. La figure B.1 présente la répartition des participants en
fonction de leurs habitudes de visite. Lamajorité des participants n’ont jamais eu recours à
un guide pour une visite organisée, et on voit une répartition équitable entre les personnes
visitant les musées seuls ou en groupes.

B.3 Séances participatives

B.3.1 Séance 1

La première séance avait pour but d’obtenir une vue générale des possibilités d’applica-
tions du dispositif GUIMUTEIC. Elle devait répondre aux objectifs suivants :

— Connaître les pratiques actuelles des participants lors de visite de musée/monu-
ment;

— Avoir la perception et le ressenti vis-à-vis du dispositif prévu;
— Définir des modes d’interaction souhaités ;
— Définir des fonctionnalités innovantes souhaitées.
Suite à cette séance, les fonctionnalitées préférées par les participants sont :
— L’analyse du regard pour proposer des informations correspondantes
— L’orientation du visiteur en fonction d’un parcours de visite
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(a) Démarrer (b) Sélectionner

Figure B.2 : Gestes Sélectionner et Démarrer identifiés lors des séances participatives

— La commande vocale
— Le contrôle à base de gestes
Les participants ont relevé deux utilisations distincts du dispositif GUIMUTEIC : un

assistant de visite et un guide de visite.Un assistant intervient lors de la visite pour apporter
des informations complémentaires sous forme de commentaire audio ou vidéo. Un guide
oriente l’utilisateur en fonction d’un parcours prédéfini ou personnalisé pour le visiteur en
fonction de son temps, ses connaissance, etc.

Un point important soulevé est que les participants privilégient l’utilisation de l’appareil
de manière autonome. Ils ne souhaitent pas un objet supplémentaire pour l’utiliser.

Un certain nombre de souhaits sur le dispositifs ont été émis :
— Avoir un seul écouteur ou un casque ouvert pour pallier au sentiment d’isolement;
— Pouvoir orienter la caméra vers l’oeuvre;
— Pour relever l’écran quand l’utilisateur ne souhaite pas l’utiliser.

B.3.2 Séance 2

L’objectif de la deuxième séance était de déterminer l’intérêt d’un écran sur le dispositif,
ainsi que l’ergonomie du casque, avec les buts suivants :

— Connaître le ressenti des participants vis-à-vis du dispositif.
— Définir l’interaction lors du parcours de visite.
— Identifier les gestes pertinents.
La présence d’un écran est jugé inutile si l’écran est trop petit. Le casque présenté avait

un écran du même type de les GoogleGlass ², mais rabattable. Les participants l’ont jugé
trop petit pour être utilisable pendant une longue visite. De plus, la branche utilisée pour
rabattre l’écran est perçue comme trop imposante et non adaptée aux enfants.

Un certain nombre de gestes sont proposés par les participants pour réaliser l’interac-
tion. Les gestes suivants, qui n’ont pas été retenus car ils requièrent un certain niveau d’ap-
prentissage : sauvegarder et reprendre. Deux autres gestes n’ont pas été retenus car ils sont
similaires (voir figure B.2) : sélectionner et démarrer.

2. www.google.com
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(a) Dessin 1
(b) Dessin 2 (c) Dessin 2

Figure B.3 : Gestes Sélectionner et Démarrer identifiés lors des séances participatives

Il ressort de cette séance que les participants sont enclins à utiliser des gestes, si ceux-ci
sont “intuitifs et universels”. Ils ne souhaitent pas apprendre de nouveaux gestes. Certains
avancent le fait qu’utiliser des gestes peut permettre de rendre l’interaction plus fluide et
rapide. En revanche, ils insistent sur la rapidité et la qualité de la reconnaissance, qui doit
être immédiate sous peine d’être rejetée par les utilisateurs. Le geste le plus demandé est le
pointage, pour déclencher le guide sur une oeuvre donnée.

B.3.3 Séance 3

La troisième séance devait répondre aux objectifs suivants :
— Définir l’ergonomie du casque (écouteur, écran, …);
— Identifier les gestes et les modes d’interactions pertinents
Durant cette séance, les participants ont été invités à dessiner l’appareil idéal pour cha-

cun. Les dessins sont ensuite soumis aux votes. Sur la figure B.3, on voit les dessins qui
ont reçu le plus de votes. Le premier propose un écran et des écouteurs amovibles, avec
une zone tactile au niveau des écouteurs pour le contrôle de l’appareil. La deuxième pro-
position est un système à base de lunettes, avec des écouteurs amovibles. L’interaction se
fait alors par la reconnaissances des mouvements oculaires ou avec une télécommande. Le
troisième dessin propose un écran semi-opaque et des écouteurs amovibles. L’interaction
se fait également avec reconnaissance de mouvements oculaires.

Le bilan de cette séance est que le casque doit être réglable, et surtout amovible, pour
ne pas couper l’utilisateur de reste du monde. Les écouteurs doivent être amovibles ou
ouverts, et l’interaction doit être fait sans appareil supplémentaire.

B.4 Bilan

Dnombreuxélémentspour ledispositifGUIMUTEICpeuvent être retenusde ces séances
de conceptions participatives. Tout d’abord au niveau du guide, un choix entre une aide
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forte, avec guidage du visiteur, et une aide simple, qui n’intervient que lorsque qu’on lui
demande, est important. Ensuite, au niveau du dispositif, la flexibilité de son utilisation est
un point soulevé par de nombreux participants. Les écouteurs doivent être amovibles ou
ouverts, pour que le visiteur puisse communiquer avec d’autres personnes s’il le désire. Si
un écran est disponible, il doit être rabattable, pour ne pas gêner l’utilisateur.

Au niveau de l’interaction avec l’appareil, un consensus sur le fait qu’il ne faut pas ma-
nipuler l’appareil supplémentaire est apparu. L’analyse demouvement oculaire est revenue
plusieurs fois, mais n’est pas compatible avec un écran rabattable, en plus d’être difficile à
mettre enplacepourunappareil destiné augrandpublic. L’interaction àbasede commande
vocale est bien accueilli, mais difficilement utilisable dans un musée. Les gestes sont donc
ce qu’il faut retenir dans ce cas pour une interaction adaptée, si la reconnaissance est assez
rapide et précise.
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C
Réseau de reconnaissance de gestes

Cette section présente le code et les schémas des blocs et du réseau présentés dans la
chapitre 6. Le code est en python, pour le framework PyTorch, et permet de voir les dé-
tails de l’implémentation de chacun des blocs. Les schémas sont des compléments à la
figure 6.7, qui ne présentait qu’un des exemples d’architecture utilisé pour la courbe 6.8.
Nous fournissons également les schémas des architecture ShuffleNet et ResNet modifier
pour réaliser la fusion des informations, présentés dans le tableau 6.7.

C.1 Implémentation

C.1.1 Bloc S1-FrameWise

1 c l a s s S1FW( nn . Module ) :
” ” ”

3 S1 FrameWise module
i n p u t s :

5 * i n p = number o f i n p u t c h a n n e l
* ou tp = number o f o u t p u t c h a n n e l

7 * nb f = number o f f r am e s
” ” ”

9

d e f __ i n i t __ ( s e l f , i np , outp , n b f =1) :
11 s u p e r (S1FW , s e l f ) . __ i n i t __ ( )

# d e e pw i s e 3 *3 c o n v o l u t i o n
13 s e l f . conv3 = nn . Conv2d ( i n p * nbf , i n p * nb f ,

k e r n e l _ s i z e =3 , s t r i d e =1 ,
15 p a dd i n g =1 , g r o u p s = i n p * nb f )

s e l f . bn3 = nn . BatchNorm2d ( i n p * nb f )
17 # f r am ew i s e 1 *1 c o n v o l u t i o n

s e l f . conv1 = nn . Conv2d ( i n p * nbf , ou tp * nb f ,
19 k e r n e l _ s i z e =1 , s t r i d e =1 ,
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p a dd i n g =0 , g r o u p s = nb f )
21 s e l f . bn1 = nn . BatchNorm2d ( ou tp * nb f )

s e l f . r e l u = nn . ReLU( True )
23

d e f f o r w a r d ( s e l f , x ) :
25 r i g h t = s e l f . r e l u ( s e l f . bn3 ( s e l f . conv3 ( x ) ) )

r i g h t = s e l f . r e l u ( s e l f . bn1 ( s e l f . conv1 ( r i g h t ) ) )
27 r e t u r n x . add ( r i g h t )

C.1.2 Bloc S2-FrameWise

1 c l a s s S2FW( nn . Module ) :
” ” ”

3 S2 FrameWise module
i n p u t s :

5 * i n p = number o f i n p u t c h a n n e l
* ou tp = number o f o u t p u t c h a n n e l

7 * nb f = number o f f r am e s
” ” ”

9 d e f __ i n i t __ ( s e l f , i np , outp , n b f =1) :
s u p e r (S2FW , s e l f ) . __ i n i t __ ( )

11 # d e e pw i s e 3 *3 c o n v o l u t i o n
s e l f . conv3 = nn . Conv2d ( i n p * nbf , i n p * nb f ,

13 k e r n e l _ s i z e =3 , s t r i d e =2 ,
p a dd i n g =1 , g r o u p s = i n p * nb f )

s e l f . bn3 = nn . BatchNorm2d ( i n p * nb f )
15 # f r am ew i s e 1 *1 c o n v o l u t i o n

s e l f . conv1 = nn . Conv2d ( i n p * nbf , ou tp * nb f , k e r n e l _ s i z e
=1 , s t r i d e =1 , p a dd i n g =0 , g r o u p s = nb f )

17 s e l f . bn1 = nn . BatchNorm2d ( ou tp * nb f )
s e l f . r e l u = nn . ReLU ()

19 s e l f . p o o l = nn . AvgPoo l2d ( k e r n e l _ s i z e =3 , p a dd i n g =1 ,
s t r i d e =2)

21 d e f f o r w a r d ( s e l f , x ) :
l e f t = s e l f . p o o l ( x )

23 r i g h t = s e l f . r e l u ( s e l f . bn3 ( s e l f . conv3 ( x ) ) )
i f s e l f . s h u f f l e :

25 r i g h t = c h a n n e l _ s h u f f l e ( r i g h t , s e l f . nb_g roup s )
r i g h t = s e l f . r e l u ( s e l f . bn1 ( s e l f . conv1 ( r i g h t ) ) )

27 r e t u r n t o r c h . c a t ( ( l e f t , r i g h t ) , 1)

C.1.3 Réseau multi-trame

1 c l a s s DenseMob i l e ( nn . Module ) :
d e f __ i n i t __ ( s e l f , i n _ c h a n n e l =3 , nb_ f r ame s =3 , n um_ c l a s s e s =6) :

3 s u p e r ( DenseMobi l e , s e l f ) . __ i n i t __ ( )
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5 s e l f . b l o c S t a r t = DownBloc ( i n _ c h a n n e l , 32− i n _ c h a nn e l ,
i n _ c h a nn e l , n b_ f r ame s = nb_ f r ame s ) # 224 x224 x3 −> 112 x112 x32

s e l f . f e a t u r e s = nn . S e q u e n t i a l (
7 S1FW(3 2 , 3 2 , nb_ f r ame s ) , # −> 112

x 1 12 x 3 2 xnb_ f r ame
S2FW(3 2 , 3 2 , nb_ f r ame s ) , # −> 56

x 5 6 x 6 4 xnb_ f r ame
9 S1FW(6 4 , 6 4 , nb_ f r ame s ) , # −> 56

x 5 6 x 1 2 8 xnb_ f r ame
S2FW(64 , 1 92 , nb_ f r ame s ) , # −> 28

x 2 8 x 2 5 6 xnb_ f r ame
11 F u s i o n B l o c ( 2 5 6 , 2 5 6 , nb_ f r ame s ) ,−> 28

x28 x256
S1 ( 2 5 6 , 2 5 6 , 256) , # −> 28 x28 x256

13 S2 ( 2 5 6 , 2 56 , 256) , # −> 14 x14 x512
S1 ( 5 1 2 , 5 12 , 512) , # −> 28 x28 x256

15 S2 ( 5 1 2 , 5 1 2 , 5 1 2 ) , # −> 7 x7 x1024
nn . AvgPoo l2d ( k e r n e l _ s i z e =7 , p a dd i n g =0 ,

s t r i d e =1) , # 3 x3
17 )

19 s e l f . c l a s s i f = nn . L i n e a r ( 1 0 2 4 , n um_ c l a s s e s )

21 d e f f o r w a r d ( s e l f , x ) :
x = s e l f . b l o c S t a r t ( x )

23 x = s e l f . f e a t u r e s ( x )
r e t u r n s e l f . c l a s s i f ( x . v i ew ( x . s i z e ( 0 ) ,−1) )

C.2 Fusion des informations

C.2.1 Réseau multi-frame
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