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Avant-propos

Ce manuscrit décrit mon activité de recherche retraçant mon post-doctorat et mes
années à l’Université Paris-Sud. Dans un premier temps je présente un curriculum vitae
détaillant des éléments factuels de mon activité. Dans une deuxième partie je précise les
différents résultats obtenus au cours de ma carrière et les pistes que j’envisage d’explorer
par la suite. Une partie de mon activité, plus proche de mes thématiques de thèse, n’est
pas présentée explicitement dans cette partie mais elle l’est dans l’annexe. En effet celle-ci
présente des articles significatifs de mon activité de recherche.





Première partie

Parcours professionnel





Curriculum Vitae

Postes Occupés

2008- Maître de conférences à l’IUT de Cachan, Université Paris-Sud.
2006-2008 Post-doctorant à l’Ecole Nationale Supérieure des Télécommunications (Telecom ParisTech)
2004-2006 ATER à temps partiel à l’Université Paris XII, Créteil.
2001-2004 Allocataire Moniteur à l’Université Paris XII, Créteil.

Cursus Universitaire

2001-2005 Thèse de Mathématiques Appliquées
sous la direction de Stéphane Jaffard
au sein du Laboratoire d’Analyse et de Mathématiques Appliquées
de l’Université Paris XII, Créteil.
Titre : Résultats de généricité en analyse multifractale.
Soutenue à Créteil le 14 Décembre 2005 devant le jury composé de :
M. Julien Barral, CR INRIA, Rocquencourt, Rapporteur
M. Yanick Heurteaux, Professeur des Universités, Clermont Ferrand, Examinateur
M. Stéphane Jaffard, Professeur des Universités, Paris 12, Directeur de thèse
M. Jean-Pierre Kahane, Professeur des Universités, Paris 11, Président du jury
M. Yves Meyer, Professeur des Universités, ENS Cachan, Examinateur
M. Claude Tricot, Professeur des Universités, Clermont Ferrand, Rapporteur

2000-2001 DEA d’Analyse et Systèmes aléatoires
Université de Marne La Vallée, mention bien.

1999-2000 Maîtrise de mathématiques de l’Université Paris XII, Créteil,
mention bien.

1998-1999 Licence de mathématiques de l’Université Paris XII, Créteil,
mention bien.

1996-1998 DEUG MIAS de l’Université Paris XII, Créteil, mention bien.

Production scientifique

• 11 articles dans des revues internationales.
• 12 articles dans des conférences internationales.
• 6 articles dans des conférences nationales (GRETSI).
• 1 chapitre de livre.
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Encadrements

— Thèses :
• Sept.2011- Dec. 2014 : Encadrement à 50% de la thèse de Yuling Zheng (co-encadrement avec

T. Rodet, SATIE) :
— Thèse financée par une bourse ministère.
— Soutenue le 4 Décembre 2014.
— Sujet de thèse : Algorithmes bayésiens variationnels accélérés et application aux problèmes

inverses de grande taille.
— 5 articles de conférences, 1 article de revue.
— Etudiante actuellement ingénieure à IBM Chine.

• Sept.2014- ? : Encadrement à 30% de la thèse d’Hidayet Zaimaga (co-encadrement avec M.
Lambert, GEEPS et A. Massa, L2S) :
— Thèse financée par une bourse DIGITEO liée à la chaire SIRENA.
— Sujet de thèse : Bayesian inversion and sparsity in the framework of wavefield inverse problems.
— 2 articles de conférences.

• Sept.2015- ? : Encadrement à 50% de la thèse de Amine Hadj-Youcef (co-encadrement avec F.
Orieux, L2S et A. Abergel, IAS) :
— Thèse financée par une bourse ministère.
— Sujet de thèse : Approches convexes non supervisées pour l’imagerie haute résolution en astro-

nomie.
— 1 article de conférence.

— Stages :
• Fev.2010-Sept.2010 : Encadrement du stage de M2R de Ali Komaty (co-encadrement avec C.

Delpha, L2S) :
— Stage de M2R SC (Signaux et Circuits) de l’Université de Bretagne Occidentale.
— Soutenue le 4 Décembre 2014.
— Sujet du stage : Schéma de Costa à structure fractale pour le watermarking.
— 2 articles de conférences.

• 2. Mai 2011-Sept.2011 : Encadrement du stage de M2R de Leïla Gharsalli :
— Stage de M2R MVA (Mathématiques Vision Apprentissage) de l’ENS Cachan.
— Sujet du stage : Méthodes d’optimisation dans le cadre Bayésien
— 1 article de conférence.

• Mai 2013 - Juil. 2013 : Encadrement du stage de M1 de Kévin Malleron :
— Stage de l’ENS Cachan.
— Sujet du stage : Réglage des paramètres dans un seuillage itératif.

• Janv. 2015 - Juil. 2015 : Encadrement du stage de Bachelor de Matthew Tivnan (co-
encadrement avec D. Lesselier, L2S et M. Lambert, GeePS) :
— Stage de Northeastern University à Boston.
— Sujet du stage : Fusion de données pour l’imagerie micro ondes.

• Juin 2015 - Aout 2015 : Encadrement du stage de l’ENSEIIHT de Dylan Fagot (co-encadrement
avec F. Orieux, L2S) :
— Stage de 2eme année ingénieur de l’ENSEIIHT.
— Sujet du stage : Méthodes de parcimonie pour l’imagerie stellaire.

• Mai 2016 - Septembre 2016 : Encadrement du stage de M2 de Amal Fethi (co-encadrement
avec E. Chassande-Mottin, APC et S. Jaffard, LAMA) :
— Stage du M2 FESup de l’ENS Cachan.
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— Sujet du stage : Choix de l’ondelette dans l’algorithme Coherent WaveBurst pour la détection
d’ondes gravitationnelles.

• Avril 2017 - Septembre 2017 : Encadrement du stage de M2R de Quentin Bammey (co-
encadrement avec E. Chassande-Mottin, APC et S. Jaffard, LAMA) :
— Stage du M2R MVA de l’ENS Cachan.
— Sujet du stage : Améliorations Matching pursuit pour les ondes gravitationnelles.

Activités d’organisation

• Membre du comité d’organisation de MaxEnt en 2014.
• Membre du comité d’organisation du colloque pédagogique GEII à l’IUT de Cachan en 2009.
• Responsable du séminaire Multimédia à Telecom Paris Tech, en 2006-2008.
• Responsable du séminaire des étudiants du Laboratoire d’Analyse et de Mathématiques Appliquées

de l’Université Paris XII, pour les années 2003-2004 et 2004-2005.

Participations à des comités de recrutements

• En tant que membre extérieur :
— deux comités de recrutement en section 61, à l’IUT de Ville d’Avray et à l’Université de Nantes

en 2016.
— un comité de recrutement MCF en section 61 à l’Université de Marne La Vallée en 2011.

• En tant que membre interne :
— membre un comité de recrutement MCF en section 61 à l’Université Paris-Sud en 2015.
— présidente d’une commission de recrutement PRAG en mathématiques à l’IUT de Cachan en 2014.
— membre de 3 comités de recrutement MCF en section 61 à l’Université Paris-Sud en 2014. Membre

d’un comité de recrutement MCF en section 61 à l’Université Paris-Sud en 2013.
— vice présidente d’une commission de recrutement de 2 PRAG en génie électrique à l’IUT de Cachan

en 2012.
— membre de 3 comités de recrutement PRAG en mathématiques à l’IUT de Cachan de 2010 à 2012.

Responsabilités administratives

• Responsable du Groupe Problèmes Inverses du L2S depuis Septembre 2013, groupe composé actuel-
lement de 14 permanents, 14 doctorants et 4 post-doctorants.

• Responsable de la Poursuite d’études du département GEII2 de l’IUT de Cachan de Septembre 2014
à Septembre 2016.

• Assesseur B de la sous-CCSU 61 depuis Décembre 2014.
• Responsable des mathématiques pour le département GEII2 de 2008 à 2012.
• Membre du jury VAE de l’IUT de Cachan de 2010 à 2014.
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Mandats électifs

• Membre élu du conseil de laboratoire de 2013 à 2015.
• Membre élu de la CCSU 60-61-62 de l’Université Paris-Sud depuis 2013.
• Membre élu du Conseil d’IUT depuis 2015.
• Membre élu du CNU 61 depuis 2015.
• Membre du CHSCT spécial de l’IUT de Cachan de 2010 à 2017.

Travail d’expertise

• Membre du jury du prix de thèse EEA/ISIS/GRETSI depuis 2017.
• Rapporteur d’articles pour IEEE Signal Processing (4 rapports).
• Rapporteur d’articles pour IEEE Image Processing (3 rapport).
• Rapporteur d’articles pour Elsevier Signal Processing (5 rapports).
• Rapporteur d’articles pour des conférences internationales : ICASSP 2017, SSP 2016, Eusipco 2016,

ICASSP 2016, ICASSP 2015, ICASSP 2014, ICASSP 2013, SSP 2011, Eusipco 2011, ICIP 2012.
• Rapporteur de livre pour Wiley (1 rapport).

Contrats de recherche

• Participation au projet européen MUSCLE de 2006 à 2008.
• Membre du projet MAORI (Mathématiques de l’Optimisation pouR l’Imagerie) financé par le Pro-

gramme Gaspard Monge pour l’Optimisation de 2013 à 2015.
• Porteur local du projet ANR Wavegraph démarré en Septembre 2015.

Rayonnement international

• Responsable scientifique français d’un projet franco chilien (CSCS-L2S) sur le radiotélescope 21cm.
• Membre du projet de coopération “échange enseignement-recherche” avec la Northeastern University

à Boston.
• Collaboration avec l’université de Trente, Italie (Invitation de Paolo Rocca pour un mois en Janvier

2015).

Activités d’enseignement

Mon expérience d’enseignante a commencé en 1998 avec le tutorat pédagogique que j’ai effectué à l’uni-
versité Paris 12. Cette expérience s’est ensuite enrichie par trois ans de monitorat et deux années d’ATER.
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Depuis mon recrutement comme Maître de Conférences en 2008, mon enseignement s’effectue essentiel-
lement à l’IUT de Cachan, au sein du département GEII 2. Dans ce cadre j’effectue entre 250 HETD et 300
HETD par an. Je suis aussi intervenue à l’école d’ingénieurs Polytech Paris-Sud (PPS) ainsi qu’en Master 2
ATSI (Automatique et Traitement du Signal et des Images).

En ce qui concerne mon enseignement à l’IUT de Cachan, il concerne essentiellement les mathématiques
en première et deuxième année de DUT. Le contenu de ces enseignements part des bases telles que la
trigonométrie et les bases de l’analyse en première année de DUT. Les cours dispensés en deuxième année
sont plus axés sur les notions liées au traitement du signal et au génie électrique, telles que la transformée
de Fourier ou la transformée en Z, ainsi que l’optimisation. J’étais aussi, depuis mon recrutement jusqu’en
2012, responsable du module de mathématiques et à ce titre je gérais les vacataires, le contrôle des connais-
sances ainsi que le contenu des enseignements et les différents polycopiés de ce cours. Chaque promotion est
composée d’environ 230 étudiants répartis en 5 groupes. Depuis Septembre 2016, je fais aussi les Cours/TD
de Traitement Numérique du Signal pour la Licence Professionnelle MECSE (Métiers de l’Electronique :
Communication et Systèmes Embarqués) qui concerne environ 20 étudiants.

Ces enseignements sont dispensés à un public venant en majorité de bac STI ou STI2D depuis 2013.
Ce public disparate et peu attiré par l’abstraction en général et les mathématiques en particulier m’a
amenée à tenter différentes techniques pour arriver à ce qu’ils aient au moins des bases de calcul. Dans ce
cadre, j’ai essentiellement travaillé avec l’outil WIMS (WWW Interactive Multipurpose Server) qui permet
en particulier de créer des feuilles d’exercices et d’évaluations dont les données numériques sont prises
aléatoirement. J’ai ainsi utilisé cet outil pour reprendre les notions de base non vues en cours mais aussi
comme complément des polycopiés, pour manipuler de façon plus pragmatique certains concepts enseignés.

Les enseignements que j’ai dispensés à Polytech Paris-Sud de 2010 à 2013 sont des Cours-TP sur les
notions de base de Traitement d’images sous Matlab destinés à des élèves ingénieurs en apprentissage de
cinquième année de formation. J’ai aussi monté et enseigné des cours d’introduction à Matlab en lien avec
différents aspects des mathématiques, tels que l’analyse, l’algèbre linéaire ou les probabilités, pour les étu-
diants en 3eme année. J’étais aussi, entre 2011 et 2015, responsable du module “Ondelettes et représentations
parcimonieuses” du M2R ATSI de la Faculté des Sciences d’Orsay.

Le détail des principales activités est présenté dans le tableau ci-après, auxquelles s’ajoutent les charges
pédagogiques de jury, d’encadrement de stages ou d’apprentis.

Enseignement Niveau Période Cours/an TD/an TP/an H éq. TD/an

Université Paris-Sud

Traitement Numérique du Signal LPro 2016/2017 → . . . 16 16
Ondelettes et parcimonie M2 2009/2010 → . . . 9 13.5
Traitement d’images M2 PPS 5 2010/2011 → 2012/2013 25 25
Introduction à Matlab L3 PPS 3 2013/2014 20 20
Bases de Mathématiques L1 DUT 1 2008/2009 → . . . 190 6 196
Mathématiques pour le signal L2 DUT 2 2008/2009 → . . . 64 64
Préparation aux concours L2 DUT 2 2014/2015 → . . . 20 20

Université Paris 12
Analyse L1-L2 2001/2002 → 2004/2005 32 32
Algébre linéaire L1-L2 2001/2002 → 2005/2006 32 32
Optimisation L1 2005/2006 12 18
Optimisation dynamique L3 2004 /2005 20 20
Probabilités L2 2005 /2006 24 24

ingénieur IMAC Mathématiques pour l’ingénieur L3 2007/2008 36 36

Ces enseignements m’ont amenée à produire les supports suivants :
— 4 polycopiés de TD et 1 polycopiés de cours de mathématiques en DUT par an.
— 1 polycopié de TD pour le Cours/TD de TNS en Licence Professionnelle.
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— 1 polycopié de TP pour le traitement d’images.
— 3 polycopiés de TP pour l’introduction à Matlab.
— 1 polycopié de cours “Ondelettes et représentations parcimonieuses”.

En complément de cette activité d’enseignement devant étudiants je me suis aussi investie dans la repré-
sentation de l’IUT, participant en particulier aux journées portes ouvertes et aux différents salons, salon de
l’étudiant, de l’éducation et APB. J’ai aussi monté un forum Poursuite d’Etudes au sein de l’IUT.
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Deuxième partie

Publications





2.1 Articles de revue
2.2 Articles de conférences

internationales avec co-
mité de lecture

2.3 Articles de conférences
nationales avec comité
de lecture

2.4 Chapitres de livre

2 — Publications

2.1 Articles de revue
[J1] Y. Zheng, A. Fraysse, T. Rodet, Efficient Variational Bayesian Approximation

Method Based on Subspace Optimization, ”IEEE Trans. on Image Processing“, Vol.
24 (2015), pages 681-693.

[J2] F. Bassi, A. Fraysse, E. Dupraz, M. Kieffer, Rate-distortion bounds for Wyner-Ziv
coding with Gaussian Scale Mixture correlation noise, "IEEE Trans. on Information
Theory ", Vol. 20 (2014), pages 7540-7546.

[J3] A. Fraysse, T. Rodet, A measure-theoretic variational Bayesian algorithm for large
dimensional problems, “SIAM Journal in Imaging Science”, vol. 7 (2014), pages
2591-2622.

[J4] M. Kaaniche, A. Fraysse, B. Pesquet-Popescu, J.-C. Pesquet, A Bit Allocation
Method for Sparse Source Coding, ”IEEE Trans. on Image Processing“, Vol. 23
(2014), pages 137-152.

[J5] A. Fraysse, Why minimax is not that pessimistic, “ESAIM PS”, Vol.17 (2013),
pages 472-484.

[J6] A. Fraysse, Regularity criteria of almost every function in a Sobolev space, "Jour-
nal of functional analysis", Vol. 258 (2010), pages 1806-1821.

[J7] A. Fraysse, B. Pesquet-Popescu, J.-C. Pesquet, On the uniform quantization of
a class of sparse sources, "IEEE Trans. on Information Theory ", Vol. 55 (2009),
pages 3243-3263.

[J8] A. Fraysse, Generic validity of the multifractal formalism, "SIAM J. Math. Anal.",
Vol. 37 (2007), pages 593-607.

[J9] A. Fraysse, S. Jaffard, How smooth is almost every function in a Sobolev space ?,
“Rev. Math. Iber. Amer.”, Vol 22 (2006), pages 663-682.
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[J10] A. Fraysse, S. Jaffard, The Sobolev embeddings are usually sharp, "Abstract and
Applied Analysis", Vol. 4 (2005), pages 437-448.

[J11] A. Fraysse, S. Jaffard, J.-P. Kahane, Quelques propriétés génériques en analyse,
"C. R. Acad. Sci. Paris, Ser. I" Vol. 340 (2005), pages 645-651.

2.2 Articles de conférences internationales avec comité de lecture

[C1] H. Zaimaga, A. Fraysse, M. Lambert, Sparse Reconstruction Algorithms for Non-
linear Microwave Imaging, Proceedings EUSIPCO 2017, to appear.

[C2] A. Hadj-Youcef, F. Orieux, A. Fraysse, A. Abergel, Restoration from Multispectral
Blurred Data with Non-Stationary Instrument Response, Proceedings EUSIPCO
2017, to appear.

[C3] H. Zaimaga, A. Fraysse, M. Lambert, Nonlinear imaging of 3D defect in anisotro-
pic laminate using joint sparsity constraints, Proceedings ISEM 2017, to appear.

[C4] Y. Zheng, A. Fraysse, T. Rodet, Wavelet based unsupervised variational Baye-
sian image reconstruction approach, Proceedings EUSIPCO 2015, pages 2212-2216
(2015).

[C5] M. Kaaniche, A. Fraysse, B. Pesquet-Popescu, J.-C. Pesquet,Accurate rate-distortion
approximation for sparse Bernoulli-Generalized Gaussian models, Proceedings ICASSP
2014, pages 2020-2024 (2014).

[C6] Y. Zheng, A. Fraysse, T. Rodet, A subspace-based variational Bayesian method,
Proceedings ICASSP 2013, vol. p.id 4489 (2013)

[C7] Y. Zheng, A. Fraysse, T. Rodet, Fast variational Bayesian approaches applied to
large dimensional problems, Proceedings ICIP 2013, vol. p.id 1240 (2013).

[C8] M. Kaaniche, A. Fraysse, B. Pesquet-Popescu, J.-C. Pesquet, A Convex Program-
ming Bit Allocation Method for Sparse Sources, PCS2012, (2012).

[C9] L. Gharsalli, A. Djafari, A. Fraysse, T. Rodet, Variation Bayesian Approximation
with scale mixture priors : A comparison between three algorithms ; Proceedings
MaxEnt 12 (2012).

[C10] A. Komaty, C. Delpha, A. Fraysse, Floating Costa Scheme with Fractal Structure
for Information Embedding, IEEE International Conference on Telecommunications
(ICT 2012), (2012).

[C11] A. Fraysse, T. Rodet, A gradient-like variational Bayesian algorithm, Proceedings
SSP 11 (2011).

[C12] A. Fraysse, B. Pesquet-Popescu, J.-C. Pesquet, Rate-distortion results for Gene-
ralized Gaussian distributions, Proceedings ICASSP 08 (2008).
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2.3 Articles de conférences nationales avec comité de lecture
[CN1] Y. Zheng, T. Rodet, A. Fraysse, Approche bayésienne variationnelle non-supervisée

basée sur les ondelettes, Proceedings GRETSI 15 (2015).

[CN2] Y. Zheng, T. Rodet, A. Fraysse, Approches rapides du bayésien variationnel pour
des problèmes de grande dimension, Proceedings GRETSI 13 (2013).
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Synthèse des travaux de recherche





Introduction

L’utilisation des ondelettes en traitement du signal a connu un essor important dans
les années 90. Un des intérêts majeurs de cet outil est de permettre une représentation de
signaux, par exemple les images naturelles, en peu de coefficients non nuls, autrement dit
parcimonieuse. Cet intérêt s’est encore accru avec l’apparition de l’échantillonnage com-
pressé [Don06, CRT06]. Cette théorie permet en effet de reconstruire un bon nombre de
signaux à partir d’un jeu réduit d’échantillons, du moment qu’ils ont une représentation
qui requiert peu de coefficients. Un autre intérêt des ondelettes est porté par l’estimation
non paramétrique et le lien entre la représentation des signaux naturels et des espaces
fonctionnels donnés. Même si dans les faits les signaux ont tous une représentation finie,
pouvoir les considérer comme des objets de dimension infinie offre plus de flexibilité et
permet de s’affranchir de contraintes telles que le choix de l’échantillonnage ou du nombre
de paramètres à considérer.

Depuis le début de ma carrière post-thèse j’ai étudié trois grands axes thématiques du
traitement du signal présentés dans les trois chapitres de ce mémoire. Le premier présenté
ici porte sur la théorie de l’information pour le codage de données parcimonieuses. En
effet, la parcimonie joue un rôle important à la fois pour réduire la quantité d’informa-
tion utile dans un schéma de compression mais aussi pour modéliser éventuellement les
effets des pertes de paquets dans les canaux de transmission. Nous avons ainsi étudié les
performances débit-distorsion dans différents schémas de compression en nous appuyant
sur des modèles de parcimonie. Cela a en particulier permis de construire un schéma de
compression simple pour les coefficients d’ondelette des images naturelles. Les résultats
montrés s’appuient aussi sur l’utilisation de méthodes d’optimisation en dimension in-
finie. Le second axe présenté est centré sur les problèmes inverses et découpé en deux
parties. Après une présentation générale des problèmes inverses, je vais me concentrer
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sur les méthodes de reconstruction. Dans un premier temps je vais présenter les travaux
basés sur les méthodes déterministes de reconstruction, en particulier des méthodes li-
néaires et par seuillage. Dans ce cadre je présenterai à la fois des résultats théoriques
d’étude de performances d’estimateurs dans un cadre non paramétriques ainsi que des
applications pratiques de ces deux types d’estimateurs. La dernière partie de ce mémoire
traite du développement de méthodes bayésiennes variationnelles. C’est celle que je dé-
velopperai plus ici puisque c’est en grande partie sur elle que se basent mes perspectives
de recherche. Le développement de ces méthodes s’appuie sur l’optimisation dans des
ensembles de mesures, donc de dimension infinie. Je présente aussi leur mise en œuvre
pratique pour des données parcimonieuses et en particulier pour la restauration des co-
efficients d’ondelettes des images naturelles.

Comme on le verra tout au long de ce mémoire, la prise en compte, sous différents
aspects, de l’information de parcimonie m’a permis de contribuer à des domaines très
différents du traitement du signal. Un autre apport de mon travail est l’utilisation de
méthodes d’optimisation ou d’estimation en dimension infinie. Cette approche permet en
effet de relaxer les contraintes liées au modèle et fournit ainsi des résultats plus généraux
et plus facilement adaptables.



3.1 Performances débit-
distorsion d’un quantifi-
cateur scalaire uniforme

3.2 Allocation de débits
3.3 Codage avec information

adjacente
3.4 Conclusion

3 — Codage et compression

Une partie de mon activité de recherche, développée plus particulièrement entre
2006 et 2010, est la compression pour des données parcimonieuses. Ce travail s’arti-
cule tout d’abord sur les effets de la quantification scalaire uniforme dans [FPPP09]
et son utilisation pour l’allocation de débits valable à la fois à haute et basse résolution
dans [KFPPP14]. Je me suis aussi intéressée au codage avec information adjacente,
[BFDK14], toujours sous hypothèse de parcimonie.

3.1 Performances débit-distorsion d’un quantificateur scalaire uniforme

En collaboration avec Béatrice Pesquet-Popescu de Telecom Paristech et Jean-Christophe
Pesquet de l’Université Paris Est, nous nous sommes intéressés dans [FPPP09] au co-
dage de sources parcimonieuses. En particulier, nous avons regardé les performances
débit-distorsion d’un quantificateur scalaire uniforme pour ce type de signaux, ici modé-
lisés par des lois gaussiennes généralisées.

Supposons que le signal source corresponde à la trajectoire d’une variable aléatoire
X suivant une loi de probabilité donnée par :

∀ξ ∈ R, g(ξ) = (1− ε)δ(ξ) + εf(ξ) (3.1)

où ε est un paramètre de mélange, δ est la masse de Dirac et f est la densité d’une loi
gaussienne généralisée :

∀ξ ∈ R, f(ξ) =
βω1/β

2Γ(1/β)
e−ω|ξ|

β
(3.2)
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où β ∈]0, 2] et ω > 0 sont les paramètres de la loi. L’intérêt de ce modèle, comme on
peut le voir dans [Mal89, ML99, ALP02], vient de sa bonne représentation des coeffi-
cients d’ondelette des images naturelles. On peut voir de plus que les lois gaussiennes
généralisées sont des lois à queue lourde quand β est petit.

On suppose que cette variable aléatoire X est quantifiée uniformément. On étudie
alors la variable aléatoire quantifiée X donnée pour un pas de quantification q > 0
constant par :

X = r0 = 0, si |X| < q
2 , (3.3)

et pour tout i ∈ Z non nul,

X = ri, si (|i| − 1
2)q ≤ |X| < (|i|+ 1

2)q (3.4)

où

∀i ≥ 1, ri = −r−i = (i+ ζ)q (3.5)

−1/2 ≤ ζ ≤ 1/2 étant le niveau de reconstruction.

Dans le cas de sources sans mémoire, le débit est approché par l’entropie Hg de la
variable aléatoire quantifiée. Si on renormalise le pas de quantification en posant q =
qω1/β et qu’on note

p0 = 2

∫ q
2

0
f(ξ)dξ, (3.6)

cette quantité Hg s’écrit

Hg(ε, q) = εHf (q) + Φ(p0, ε), ε ∈ [0, 1] (3.7)

où

Φ(p0, ε) = −
(
1− ε(1− p0)

)
ln
(
1− ε(1− p0)

)
− ε(1− p0) ln ε+ εp0 ln p0, (3.8)

et

Hf (q) = −
∞∑

i=−∞
P(X = ri) log2 P(X = ri). (3.9)

Nous avons étudié ces entropies en en donnant une approximation à haute résolution
(q → 0) et à basse résolution. Ainsi nous avons obtenu le résultat suivant.
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Résultat 3.1.1 Soit ε ∈ (0, 1] fixé. Quand q → 0, on a

Hg(ε, q) = Hε + ε
(
hβ(1)− ln q + 1(0,1)(ε)

βq

2Γ(1/β)
ln q
)

+O(q) (3.10)

où

Hε = −ε ln ε− (1− ε) ln(1− ε) (3.11)

est l’entropie d’une variable suivant une loi de Bernoulli de paramètre (1− ε, ε), tandis
que hβ(1) = ln

(
2Γ(1/β)

β

)
+ 1/β est l’entropie différentielle d’une variable aléatoire

suivant une loi gaussienne généralisée.
Pour q →∞,

Hg(ε, q) = −
(
1− ε(1− p0)

)
ln
(
1− ε(1− p0)

)
− ε(1− p0) ln

(ε(1− p0)

2

)
(3.12)

+O(qe−(3q/2)β ) (3.13)

=
εqe−q

β/2β

2Γ(1/β)q̃β

(
1 +

1− 1/β

q̃2β

)((q
2

)β
+ ln

( q̃β
q

)
+ ln

(4eΓ(1/β)

ε

)
(3.14)

+O
( 1

q2β

))
, (3.15)

où q̃ = (2−βqβ + 1− 1/β)1/β .

Ce résultat est représenté par la figure 3.1.
Nous avons de même regardé les approximations de la distorsion à haute et basse

résolution. Pour calculer cette quantité nous avons considéré les normes Lp, pour 1 ≤
p ≤ 2, de l’erreur due à la quantification. Ainsi

dp,ζ(ω, ε, q) = 2ε

(∫ q
2

0
ξpf(ξ)dξ +

∞∑
i=1

∫ (i+ 1
2

)q

(i− 1
2

)q
|ξ − ri|pf(ξ)dξ

)
. (3.16)

Et sa version normalisée :

ε dp,ζ(q) = ωp/βdp,ζ(ω, ε, q). (3.17)

Nous avons alors obtenu le résultat suivant.

Résultat 3.1.2 Soit ν =
(

1
2 + ζ

)p+1
+
(

1
2 − ζ

)p+1
. Quand q → 0,

dp,ζ(q) =
νqp

p+ 1

(
1 +O(q)

)
. (3.18)
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Figure 3.1 – Approximations de l’entropie d’une source BGG quantifiée uniformément
à haute (gauche) et basse (droite) résolution pour ε = 0.3, β = 1 (haut), β = 3/2 (milieu)
et β = 2 (bas). Hf est en traits pleins, son approximation haute résolution en tirets et ses
approximations basse résolutions q 7→ −

(
1−ε(1−p0)

)
ln
(
1−ε(1−p0)

)
−ε(1−p0) ln

(
ε(1−

p0)/2
)
et q 7→ εq exp(−2−βqβ)

2Γ(1/β)q̃β

(
1 +

(
1− 1/β

)
q̃−2β

) (
2−βqβ + ln(q̃β/q) + ln

(
4eΓ(1/β)/ε

))
sont en tirets-points.
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uniformément en ζ. Tandis que quand q →∞, nous avons plusieurs cas :

dp,ζ(q) =



µp −
qp+1e−q

β/2β

2p+1Γ(1/β)q̃β

(
1− (1 + 2ζ)p +

p

βq̃β
(
1 + (1 + 2ζ)p−1

)
+O

( 1

q2β

))
si ζ 6= −1/2 ou p ≥ 2

µ1 −
q2e−q

β/2β

4Γ(1/β)q̃β

(
1 +O

( 1

q2β

))
si ζ = −1/2 et p = 1

µp −
qp+1e−q

β/2β

2p+1Γ(1/β)q̃β

(
1 +

p

βq̃β
+O

( 1

qpβ

))
si ζ = −1/2 et 1 < p < 2

(3.19)

Ici,

µp = ωp/β
E[|X|p]

ε
=

Γ
(
(p+ 1)/β

)
Γ(1/β)

.

Une fois encore, on peut représenter ce résultat par la figure 3.2.
Finalement, nous avons étudié la fonction débit distorsion fonctionnelle, donnée pour

tout D > 0 par :

∀ζ ∈ [−1/2, 1/2], Rp,ζ(ε,D) = inf
{q>0 | ε dp,ζ(q)≤D}

Hg(ε, q) (3.20)

et

Rp(ε,D) = inf
ζ∈[−1/2,1/2]

Rp,ζ(ε,D). (3.21)

Grâce aux résultats précédents, nous obtenons finalement :

Résultat 3.1.3 Pour D → 0,

Rp(ε,D) = Hε + ε
(
hβ(1)− ln 2− 1

p ln
(

(p+1)D
ε

)
+ 1(0,1)(ε)

(
(p+1)D

ε

)1/p
β lnD
pΓ(1/β)

)
+O(D1/p).

Tandis qu’à basse résolution dans le cas extrême où D → εµp, nous avons

lim
D→(εµp)−

Rp(ε,D)

εµp −D
=


∞ si p < β

1 si p = β

0 si p > β.
(3.22)

En comparant les résultats obtenus avec les bornes optimales de Shannon, nous avons
ainsi montré qu’à basse résolution la quantification scalaire uniforme est optimale à la
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Figure 3.2 – Distorsion pour β = 3/2 et : p = 1 (haut), p = 3/2 (milieux) ou p = 2
(bas). dp,0 est en trait plein tandis que ses approximations à haute et basse résolution
sont en tirets et points.
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condition d’avoir p ≥ β et en prenant le niveau de reconstruction ζ égal à −1
2 et qu’elle

est sous optimale dans les autres cas. Ce résultat montre notamment que cette méthode
simple de quantification n’est pas aussi mauvaise que l’on pourrait le croire, mais que
pour qu’elle soit optimale on ne doit pas centrer la reconstruction à ζ = 0 comme cela
est fait généralement.

Les démonstrations de ces différents résultats sont dans [FPPP09] présenté en an-
nexe.

3.2 Allocation de débits

Récemment dans la continuité de ces travaux, dans le cadre du post doctorat de Mou-
nir Kaaniche actuellement Maître de conférences à l’Université Paris 13, nous avons dans
[KFPPP14] présenté un schéma de compression avec pertes de données basé sur les
résultats précédents. Dans ce contexte les méthodes analytiques classiques, où la solution
prend une forme explicite, s’appuient sur une optimisation à haute résolution de critères
débit-distorsion, utilisant généralement une quantification scalaire uniforme. L’inconvé-
nient majeur de cette approche est qu’elle repose sur des approximations haut débit et
est par conséquent limitée dans son champ d’applications.

Pour pouvoir proposer une méthode d’allocation de débit par sous bandes plus géné-
rale, les résultats de [FPPP09] sur l’approximation de la distorsion ont été améliorés,
donnant une estimation plus précise de la courbe débit-distorsion quel que soit le débit
considéré. A l’aide de cette approximation, valable à haute et basse résolution, nous avons
formulé le problème d’allocation de débits comme un problème d’optimisation convexe,
ce qui nous a permis de proposer un algorithme applicable à des signaux présentant
une représentation creuse lors d’une analyse en sous-bandes. Ce problème d’optimisation
donne une solution quasi-explicite.

Nous avons ainsi gardé le même modèle de signal que dans la partie 3.1 mais en
supposant que nous avions plusieurs jeux de paramètres suivant les sous-bandes. Ainsi,
si le signal est décomposé sur J sous-bandes, les coefficients dans chacune d’elles peuvent
être caractérisés par un modèle de mélange Bernoulli-Gaussien Généralisé (BGG). Pour
chaque sous-bande j ∈ {1, . . . , J}, il y a alors nj (tels que

∑J
j=1 nj = n) coefficients dont

la loi est donnée par :

∀ξ ∈ R, gj(ξ) = (1− εj)δ(ξ) + εjfj(ξ) (3.23)

où εj ∈ [0, 1] est un paramètre de mélange et fj est une densité de probabilité gaussienne
généralisée d’exposant βj et de facteur d’échelle ωj . Les données ainsi modélisées sont
quantifiées à l’aide d’un quantificateur scalaire uniforme de pas de quantification qj > 0.

Le problème que nous avons alors étudié consiste à déterminer les pas de quantification
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q = (q1, q2, . . . , qJ) ∈ [0,+∞[J minimisant l’erreur

D(q) =

J∑
j=1

ρjdj(qj), (3.24)

où (ρj)j=1,...,J est une suite de poids positifs tels que
∑J

j=1 ρj = 1, sous la contrainte que
l’entropie globale soit inférieure à une valeur cible Rmax :

H(q) =
J∑
j=1

nj
n
Hfj (qj) ≤ Rmax. (3.25)

3.2.1 Principe de l’algorithme proposé
La méthode analytique classique d’allocation de débit utilise la formule de Bennett

pour approcher l’entropie. Cette formule exprime l’entropie à haute-résolution comme
une application affine de l, où l = (l1, . . . , lJ), avec ∀j ∈ {1, . . . , J} lj = log2(qj). Mal-
heureusement cette formule correspond à un développement asymptotique, pour des pas
de quantification tendant vers zéro. Son utilisation n’est donc parfaitement valide que
dans ces conditions idéales. Dans notre étude, nous avons remplacé cette approximation
affine par une fonction convexe de cette même variable l, donnée par une fonction affine
par morceaux. Ainsi :

∀ j ∈ {1, . . . , J}, gj(lj) = akj lj + ckj si l
(h,k−1)
j ≤ lj ≤ l(h,k)

j (3.26)

où k ∈ {1, 2, . . . ,m(h)} et m(h) correspond au nombre d’intervalles choisis. Ainsi

l
(h,0)
j ≤ l(h,1)

j ≤ l(h,2)
j ≤ . . . < l

(h,m(h))
j

et (akj )1≤k≤m(h) forme une suite de nombres négatifs, ce qui permet d’avoir une fonction
décroissante tandis que la suite (ckj )k∈{1,2,...,m(h)} est choisie de façon à ce que gj soit

continue. De plus afin de conserver la positivité de l’entropie, gj(lj) = 0, ∀lj ≥ l
(h,m(h))
j .

Ainsi l(h,m
(h))

j est le premier point pour lequel gj s’annule. En outre, en cohérence avec
(3.25) :

∀ j ∈ {1, . . . , J}, l
(h,0)
j = min(

nn−1
j Rmax − c1

j

a1
j

, l
(h,1)
j ) (3.27)

Les autres points
(
l
(h,k)
j

)
1≤k≤m(h)−1

sont choisis afin d’avoir la meilleure approximation

affine par morceaux de Hfj .

Pour ce qui est de la distorsion utilisée, nous nous basons sur l’approximation (3.18),
qui pour pj ≥ 1 nous donne :

dj(lj) = εj
νj

pj + 1
2ljpj , (3.28)
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que nous avons de même étendue à des pas de quantification potentiellement plus grands
en considérant

∑J
j=1

nj
n ej(lj), où ej(lj) est donné par :

∀ j ∈ {1, . . . , J}, ej(lj) =
εjηj(pj + 1)

νj
(αkj 2

ljγ
k
j + δkj ) pour l(d,k−1)

j < lj ≤ l(d,k)
j

(3.29)

où k ∈ {1, 2, . . . ,m(d)} et m(d) correspond au nombre d’intervalles considérés pour ap-
procher au mieux la distorsion et ∀ k ∈ {1, 2, . . . ,m(d)}, αkj > 0, γkj > 0, δkj et ηj > 0
sont des poids. Il est à noter que pour approcher au mieux l’entropie et la distorsion, les
différents intervalles

(
l
(h,k)
j

)
1≤k≤m(h)

et
(
l
(d,k)
j

)
1≤k≤m(d)

sont choisis indépendamment.

Notons que dans [KFPPP14] nous avons testé l’influence du choix de m(h) et m(d) sur
la qualité de l’approximation.

Une fois ces approximations faites, nous avons réécrit le problème d’allocation de
débit comme un problème d’optimisation convexe : trouver l̃ minimisant la distorsion

∀ l = (l1, . . . , lJ) ∈ RJ 7−→ D(l) =
J∑
j=1

nj
n
ej(lj)

sur l’ensemble C défini par

C := {l = (l1, . . . , lJ) ∈ RJ |
J∑
j=1

nj
n
gj(lj) ≤ Rmax}. (3.30)

Notons que par construction, dans ce problème les fonctions gj ne sont pas diffé-
rentiables. Nous avons alors réarrangé les

(
l
(h,k)
j

)
0≤k≤m(h)

et
(
l
(d,k)
j

)
1≤k≤m(d)

par ordre

croissant pour chaque j ∈ {1, . . . , J}, ce qui nous donne une suite croissante de points
(l0j , . . . , l

m
j ). Puis nous séparons le problème d’optimisation en une optimisation sur cha-

cun des domaines [lb11 , l
b1+1
1 ]× . . .× [lbJJ , l

bJ+1
J ] où b = (b1, . . . , bJ) ∈ {0, . . . ,m−1}J . Nous

obtenons ainsi mJ sous-domaines sur lesquels nous pouvons utiliser les méthodes d’opti-
misation convexe différentiable pour trouver les pas de quantification optimaux. Notons
donc Pb = [lb11 , l

b1+1
1 ]× . . .× [lbJJ , l

bJ+1
J ] l’un de ces domaine et Pb le problème d’optimi-

sation associé sur Pb. Afin de simplifier les écritures, notons pour chaque j ∈ {1, . . . , J} :

aj = a
bj
j , γj = γ

bj
j , αj = α

bj
j , δj = δ

bj
j , cj = c

bj
j (3.31)

Nj = −nj aj
γj

, (3.32)

λj = κj2
γj l

bj
j , (3.33)

λj = κj2
γj l

bj+1

j (3.34)

où κj = −εjηjαjγj ln 2(pj + 1)/(ajνj).
Alors la solution de (Pb) est donnée par le résultat suivant.
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Résultat 3.2.1 [O1] Si
∑J

j=1
nj
n gj(l

bj+1

j ) > Rmax, le problème (Pb) n’a pas de solution.

[O2] Si
∑J

j=1
nj
n gj(l

bj
j ) ≤ Rmax, la solution est l̃ = (lb11 , . . . , l

bJ
J ).

[O3] Sinon la solution est donnée par l̃b où

∀j ∈ {1, . . . , J}, l̃j,b =


l
bj
j si j ∈ I
1
γj

log2

(
λ̃
κj

)
si j ∈ J

l
bj+1
j si j ∈ K

(3.35)

et

λ̃NJ = 2−nRmax+
∑J
j=1 njcj−

∑
j∈INjγj l

bj
j −

∑
j∈KNjγj l

bj+1

j

∏
j∈J

κ
Nj
j (3.36)

NJ =
∑
j∈J

Nj (3.37)

I = {j ∈ {1, . . . , J} | Φ′(λj) ≤ 0} (3.38)

K = {j ∈ {1, . . . , J} | Φ′(λj) > 0} (3.39)
J = {1, . . . , J} \ (I ∪K) (3.40)

∀ j ∈ {1, . . . , J}, ∀ λ ∈ R+,Φ(λ) = λ
( J∑
j=1

nj
n
cj −Rmax

)
−

J∑
j=1

ϕj(λ),

(3.41)

ϕj(λ) =


Nj
n (γjl

bj
j λ−

λj
ln 2)− njηj(pj+1)

νjn
δj pour λ ≤ λj

Njλ
n ln 2(ln( λκj )− 1)− njηj(pj+1)

νjn
δj pour λj < λ < λj

Nj
n (γjl

bj+1
j λ− λj

ln 2)− njηj(pj+1)
νjn

δj pour λ ≥ λj .

Une fois obtenus les pas de quantification optimaux sur chaque sous-domaine, nous
avons un nombre fini de valeurs possibles pour la distorsion. Nous choisissons alors la
distorsion minimale parmi ces candidats.

La démonstration de ce résultat ainsi que la validation numérique de cette démarche
et son application à la compression d’images sont dans [KFPPP14].

3.3 Codage avec information adjacente

Un autre aspect des méthodes de codage auquel je me suis intéressée, en collaboration
avec Michel Kieffer, Elsa Dupraz et Francesca Bassi du L2S, est celui d’un codage avec
pertes d’une source continue avec information adjacente. Le principe de ces méthodes de
type Wyner-Ziv est de profiter de l’information donnée par un deuxième vecteur corrélé
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à la source pour améliorer la reconstruction dans le cas sans mémoire. L’information
adjacente est alors connue au niveau du décodeur mais pas de l’encodeur. Elle permet
d’améliorer la reconstruction des données sans être prise en compte au niveau de l’en-
codage. Dans les cas gaussiens, la fonction débit-distorsion optimale correspondant à ce
schéma a une forme explicite bien connue et est largement utilisée comme référence pour
mesurer les performances d’un schéma de codage. Cependant dans beaucoup d’applica-
tions l’hypothèse de gaussianité n’est pas réaliste.

C’est pourquoi nous nous sommes intéressés à la caractérisation d’une fonction débit-
distorsion de type Wyner-Ziv dans le cadre d’un modèle plus général d’information adja-
cente. Ce cadre permet en particulier de considérer les pertes d’information qui peuvent
intervenir au cours de la transmission. Cette perte potentielle est considérée sur le canal
de corrélation entre la source et l’information adjacente. Dans ce cas, la corrélation est
modélisée par une variable d’état cachée correspondant à cet aspect erratique. Naturel-
lement on pense dans ce cas au mélange de gaussiennes mais plus généralement on peut
considérer des modèles à variables cachées de types mélanges scalaires de gaussiennes qui
permettent de généraliser ce modèle à un canal portant une information de parcimonie.

3.3.1 Modèle de mélange scalaire de gaussiennes
Dans l’étude effectuée dans [BFDK14], nous avons modélisé la dépendance entre la

source S et l’information adjacente Y en prenant le modèle additif suivant :

Y = S +X,

où S et X sont indépendants et S ∼ N (0, σ2
S). La corrélation entre S et Y est modélisée

par X qui suit une loi de mélange de gaussiennes. Ces lois ont été présentées dans [WS00]
comme un modèle général de distributions à queues lourdes.

Ici X =
√
ZV , où Z et V sont indépendants et V ∼ N (0, 1). La variable d’état cachée

Z a une distribution PZ dont le support est dans R+. La distribution de X peut donc
s’écrire

pX(x) =

∫
1

(2zπ)1/2
exp

(
−x

2

2z

)
dPZ(z). (3.42)

La variance de X est σ2
X = E[Z].

L’intérêt de cette représentation est qu’elle permet de garder un modèle de parcimonie
tout en maintenant une forme pourX gaussienne, sachant une variable cachée. En effet, la
densité (3.42) peut prendre différentes formes en fonction de la distribution de la variable
cachée, PZ . On peut citer le mélange de gaussiennes quand Z a un support fini mais aussi
la loi de Student-t, pour Z ∼ Γ(α, α) ou la distribution de Laplace pour laquelle Z suit
une loi exponentielle [EKL06]. Plus généralement, ce type de modèle est très utilisé pour
différents types de lois à queues lourdes telles que les gaussiennes généralisées ou les
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lois α-stables [CGLS08, PSWS03, ATB03, BD06] . Ainsi ce modèle peut être considéré
comme une généralisation du modèle précédent. L’inconvénient dans certains cas est la
variable cachée dont la loi n’est pas forcément connue explicitement.

3.3.2 Fonctions débit-distorsion
On note dans la suiteWe etWd les informations adjacentes disponibles respectivement

à l’encodeur et au décodeur. La mesure de distorsion considérée est l’erreur quadratique
moyenne d(S, Ŝ) =‖ S − Ŝ ‖2.

La fonction débit-distorsion conditionnelle, [Gra72], décrit les performances optimales
que l’on peut espérer obtenir quand l’information adjacente est connue à la fois à l’enco-
deur et au décodeur, c’est-à-dire pour We = Wd = W :

RS|W (D) = inf
Ŝ : E[d(S,Ŝ)]≤D

I(S; Ŝ|W ). (3.43)

A contrario, la fonction débit-distorsion de Wyner-Ziv est obtenue en considérant que
cette information adjacente n’est disponible qu’au décodeur. On a alors

RWZ

S|Wd
(D) = inf

U∈M(D)

(
I(S;U)− I(U ;Wd)

)
. (3.44)

où M(D) est l’ensemble des variables aléatoires U telles qu’il existe une fonction Ŝ de
U vérifiant E

[
d(S, Ŝ)

]
≤ D.

3.3.3 Principaux résultats obtenus
Le but de [BFDK14] est de déterminer la fonction débit-distorsion RWZ

S|Y (D), définie
dans (3.44) pour une information adjacente Wd = Y et un signal dont le modèle est
donné dans la partie 3.3.1. Le terme I(S;U)− I(U ;Y ) apparaissant dans (3.44) ne peut
en général pas être exprimé de manière explicite rendant le problème de minimisation
(3.44) difficile à résoudre dès qu’on sort du cas gaussien donné dans [Wyn78]. C’est pour-
quoi plutôt que de chercher à déterminer exactement cette fonction débit-distorsion nous
l’avons encadrée par deux quantités facilement calculables.

En ce qui concerne la borne inférieure, un candidat naturel est la fonction débit-
distorsion conditionnelle RS|Y (D) [Zam96], définie par (3.43), où W = Y . Cependant
même cette quantité est difficilement calculable dans le cas présent puisque l’estimateur
des moindres carrés de S ne l’est pas. C’est pourquoi nous considérons plutôt une autre
borne inférieure pour laquelle nous supposons connue la variable cachée Z à l’encodeur
et au décodeur, RWZ

S,Z|Y,Z(D). En ce qui concerne la borne supérieure elle est obtenue en
prenant une stratégie de canal test.

Résultat 3.3.1 Considérons le modèle donné dans la partie 3.3.1. La fonction débit-
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distorsion de Wyner-Ziv RWZ

S|Y (D) est bornée inférieurement dans ce cas par

RWZ

S,Z|Y,Z(D) ≤ RWZ

S|Y (D), (3.45)

La borne inférieure RWZ

S,Z|Y,Z(D) vérifie alors

RWZ

S,Z|Y,Z(D) =
1

2
E
[
log2

(
ϕ(Z)

∆∗(Z)

)]
, (3.46)

où ϕ(Z) = σ2
XZ/(σ

2
X + Z) et

∆∗(z) =

{
λ si ϕ(z) > λ

ϕ(z) sinon,
(3.47)

où λ = 1
2 ln 2µ , E[∆∗(Z)] = D.

Résultat 3.3.2 Considérons le modèle donné dans la partie 3.3.1. La fonction débit-
distorsion de Wyner-Ziv RWZ

S|Y (D) est bornée supérieurement dans ce cas par

RWZ

S|Y (D) ≤ min
{
RWZ

S,Z|Y,Z(D) + L(D) + I(Z;X) , RWZ

S|Ỹ (D)
}
. (3.48)

Où L(D) in (3.48) est donné par

L(D) =
1

2
E
[
log2

(
D

(
1

ϕ(Z)
− 1

σ2
S

)
+ 1

)]
, (3.49)

et RWZ

S|Ỹ
(D) est la fonction débit-distorsion de Wyner-Ziv pour laquelle Ỹ = S + X̃ et

X̃ ∼ N (0,E(Z)).

On peut remarquer que le terme L(D) dans l’équation (3.48) décroît vers 0 quand
D → 0. Ainsi à haut débit la différence entre la borne inférieure et la borne supérieure
est inférieure à une constante I(Z;X).

La démonstration détaillée de ces résultats n’est pas présentée ici mais se trouve dans
[BFDK14], présenté en annexe. On peut noter que la démonstration du Résultat 3.3.1
s’appuie sur le théorème de Karush-Kuhn-Tucker généralisé à la dimension infinie, qui se
trouve par exemple dans [Lue69].

3.4 Conclusion

Ce travail initié durant mon post-doctorat a été développé surtout dans mes premières
années au L2S. Il s’est fortement focalisé sur les fonctions débit-distorsion pour des si-
gnaux parcimonieux et en particulier sur leur codage à haut et à bas débit. Les résultats
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obtenus dans la première partie ont permis de voir qu’une quantification simple pouvait
donner de bons résultats de reconstruction même à bas débit sous certaines conditions.
Grâce à cela nous avons construit un schéma de codage simple mais efficace, en particu-
lier pour la compression d’images naturelles. Ces travaux ont ensuite été généralisés par
exemple au cas stéréo dans [HKBC15]. En parallèle, les travaux plus récents, menés au
sein de mon laboratoire ont permis de prolonger ces résultats à des schémas de trans-
mission plus sophistiqués, en utilisant une information adjacente au décodage. Là encore
nous avons obtenu des résultats intéressants pour la communauté puisqu’ils donnent un
ordre de grandeur des performances qu’un schéma de codage peut espérer atteindre.

Bilan (Thèse/Publication)

• 3 publications dans des revues internationales à comité de lecture ([J4],[J2],[J7]).

• 4 articles dans des conférences internationales à comité de lecture ([C5],[C8],[C10],
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4 — Estimation et problèmes inverses

Dans ce chapitre nous nous intéressons à deux méthodes classiques d’estimation dans
le cadre de problèmes inverses, à savoir les estimateurs linéaires et par seuillage. Nous
étudions les performances de ces estimateurs d’un point de vue théorique d’une part et
applicatif d’autre part.

Ma thèse et les premiers résultats postérieurs, que je ne rappellerai pas ici, portaient
sur des résultats de prévalence pour l’analyse multifractale, autrement dit sur la géné-
ricité de certaines propriétés de régularité. J’ai ensuite montré comment ces résultats
pouvaient être utilisés pour déterminer les performances d’estimateurs classiques, à sa-
voir les estimateurs linéaires et par seuillage dans le cadre du débruitage. Ces travaux
théoriques se sont suivi plus récemment, avec les thèses de Hidayet Zaimaga et d’Amine
Hadj-Youcef, par l’application pratique de ces méthodes pour les problèmes inverses.
Avant de présenter ces travaux, introduisons un bref rappel sur les problèmes inverses et
leur résolution par approches variationnelles, auxquelles sont liés les estimateurs considé-
rés. Les méthodes bayésiennes pour les problèmes inverses seront elles développées dans
le chapitre 5.

4.1 Problèmes inverses
Les performances des appareils actuels d’acquisition ont entraîné une augmentation

importante de la taille des données à traiter. Qui plus est dans bon nombre de problèmes
de reconstruction actuels, en imagerie médicale ou en astrophysique par exemple, on
s’intéresse à des problèmes en grande dimension pour lesquels on a besoin d’une pré-
cision importante. Les algorithmes de reconstruction doivent donc être de plus en plus
capables de reconstruire rapidement des données de grande dimension. Les problèmes
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de reconstruction qui nous intéressent ici sont des problèmes inverses mal posés au sens
d’Hadamard. Dans ce genre de problèmes il n’y a pas d’unicité de la solution, d’où l’in-
troduction d’information a priori sur le signal inconnu permettant d’obtenir une solution
acceptable. C’est le cas par exemple des problèmes de tomographie, de super-résolution,
entre autres, dans lesquels le processus d’acquisition est relativement complexe et ne per-
met pas de reconstruction simple du signal source. Afin d’introduire cette information,
plusieurs types de méthodes sont envisageables. Les deux grandes familles de méthodes
de reconstruction dans le cadre de problèmes inverses sont les méthodes variationnelles
et les méthodes probabilistes.

En pratique, la résolution des problèmes inverses consiste à regarder successivement
un problème direct et un problème inverse. La résolution du problème direct consiste
à construire un modèle direct qui met en relation la grandeur d’intérêt et les données
observables. La résolution du problème inverse associé vise à déterminer un signal source
à partir de ce modèle.

4.1.1 Modèle direct
Déterminer un modèle direct au plus proche de la physique et permettant une recons-

truction adaptée est le premier défi de la résolution d’un problème inverse. Cependant
les méthodes d’acquisition de plus en plus sophistiquées nécessitent une modélisation
adaptée qui n’est ni forcément triviale ni toujours manipulable.

En règle générale, si on utilise un vecteur y ∈ RM pour représenter les données et un
vecteur x ∈ RN pour les paramètres de l’objet d’intérêt, et si on se place dans un cadre
linéaire on obtient le modèle :

y = Ax + n (4.1)

où A ∈ RM×N modélise l’interaction entre x et y et n ∈ RM représente le bruit de
mesure et/ou les incertitudes sur le modèle.

4.1.2 Problème inverse
Le principe du problème inverse associé à (4.1) est de construire un estimateur x̂

des paramètres d’intérêt x à partir de mesures y [Idi01]. Même si les problèmes directs
sont généralement bien posés, les problèmes inverses associés sont souvent mal-posés. Un
problème est dit bien posé au sens d’Hadamard s’il satisfait les conditions suivantes :

— la solution existe,

— la solution est unique,

— la solution dépend de façon continue des données (i.e. une petite variation dans les
données n’introduit pas de grande variation dans la solution).

Un problème est donc dit mal posé au sens d’Hadamard lorsque l’une de ces conditions
n’est pas respectée. Malheureusement, la plupart des problèmes inverses rencontrés en
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traitement du signal et des images sont mal-posés. Dans les problèmes qui nous ont in-
téressés, décrits par (4.1), A est généralement non-inversible ou mal conditionnée, d’où
le caractère mal-posé.

Pour résoudre de tels problèmes les méthodes d’inversion nécessite des informations
supplémentaires concernant le paramètre d’intérêt x [Idi01].

4.2 Méthodes pénalisées en problèmes inverses

Les approches pénalisées s’appuient sur l’introduction d’informations supplémentaires
sur le signal d’intérêt grâce à des termes de régularisation qui sont représentés par R(x).
Dans ce cas, l’estimateur est obtenu en minimisant un critère pénalisé :

x̂ = arg min
x

J(x) = arg min
x

J0(x) + λR(x) (4.2)

où J0 est un critère d’adéquation aux données qui mesure la distance entre les données
mesurées y et les données prédites par le modèle Ax tandis que λ représente le paramètre
de régularisation qui contrôle le compromis entre cette fidélité aux données et l’impor-
tance des connaissances a priori sur le vecteur d’inconnus apporté par la fonction R(x).
En ce qui concerne J0, le critère des moindres carrés est un choix naturel.

La qualité de la reconstruction x̂ dépend fortement du terme de régularisation choisi
ainsi que du paramètre de régularisation λ. En ce qui concerne le terme de régularisation,
la régularisation de Tikhonov [Tik63] a été la plus utilisée. Elle possède la forme suivante :

R(x) = ‖Γx‖2, (4.3)

où Γ représente la matrice de Tikhonov qui influence la solution pour le problème consi-
déré. Par exemple, dans le cas où Γ est la matrice identité, des solutions dont la norme
euclidienne est petite sont favorisées. On peut aussi, comme nous l’avons fait dans la
thèse d’Amine Hadj-Youcef, utiliser un opérateur de différence finie qui permet de favo-
riser les solutions lisses. L’avantage d’une régularisation quadratique, est qu’elle permet
aisément de trouver un estimateur x̂ sous une forme analytique linéaire vis-à-vis des
mesures y. L’inconvénient de cet estimateur est qu’il permet difficilement de prendre en
compte d’autre types d’information comme l’information de parcimonie.

Pour surmonter cette limitation, les estimations non-linéaires basées sur des termes de
régularisation non-quadratiques préservant les discontinuités ont été proposées. De nom-
breuses fonctions ont été considérées dans la littérature incluant des fonctions convexes et
non-convexes. En ce qui nous concerne, nous nous sommes essentiellement concentrés sur
l’information de parcimonie. Dans ce cas, le terme de régularisation R doit correspondre
au nombre de pixels non nuls. Cependant dans ce cas le problème (4.2) est NP-complet
et donc impossible à résoudre. C’est pourquoi en pratique ce critère est remplacé par une
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norme `1

R(x) =
∑
i

|xi|, (4.4)

qui a l’avantage d’être convexe. Dans le cas d’un problème de débruitage, où A = Id,
l’estimateur associé à (4.2) correspond à un estimateur de seuillage doux.

Le principal inconvénient de ce type de méthodes, surtout en comparaison avec les
méthodes bayésiennes, est qu’il n’y a pas en général de méthode simple pour régler auto-
matiquement le compromis entre les deux termes. De nombreuses approches déterminent
la valeur de λ de manière empirique, en choisissant les valeurs selon les expériences ou en
considérant la meilleure valeur en faisant plusieurs tentatives. Cette manière de choisir
λ s’avère peu rapide et peu pratique. Pour s’affranchir de cette difficulté, de nombreuse
méthodes ont été proposées pour les sélections automatiques du paramètre de régulari-
sation, par exemple la validation croisée [GHW79] ou les méthodes L-curve [Han92]. La
validation croisée est une bonne approche pour de petits ensembles de données et les cas
monodimensionnels mais elle est souvent très coûteuse pour les problèmes de grande taille
à cause des inversions de matrices qu’elle nécessite. La méthode L-curve est plus rapide
que la validation croisée mais possède des maxima locaux. Dans le cas du débruitage, une
autre technique pour régler automatiquement ce paramètre λ est la méthode de Stein,
[Ste81], qui relie la valeur de ce paramètre à la variance du bruit. Depuis cet estimateur
de Stein a été généralisé dans le cadre de problèmes inverses dans [Eld09, VDP+13] mais
reste difficile à mettre en œuvre en général.

Dans beaucoup d’applications, ces méthodes sont basées sur une représentation diffé-
rente des signaux, permettant d’avoir de la parcimonie. Une représentation sur laquelle je
me suis concentrée tout au long de ma carrière est basée sur des ondelettes. En effet, cet
outil permet d’avoir des représentations de signaux parcimonieuses dans de nombreuses
applications tout en gardant un lien avec les espaces fonctionnels classiques.

4.3 Ondelettes

Une base d’ondelettes est une base orthonormée de L2(RN ) ayant une bonne locali-
sation dans le plan temps-fréquence. Grâce aux ondelettes, nous obtenons des conditions
simples qui permettent d’estimer la régularité ponctuelle des signaux ainsi que l’appar-
tenance à certains espaces fonctionnels liés en particulier à la régularité globale ou à
la parcimonie. Historiquement, les bases d’ondelettes remontent aux travaux de Haar
[Haa10] et de Stromberg [Str83]. Largement utilisées ensuite en traitement du signal elles
offrent l’avantage, par rapport à l’analyse de Fourier, d’être bien localisées à la fois en
temps et en fréquence. Elles permettent également de "voir" directement sur les coeffi-
cients les singularités des fonctions, ce que ne permet pas la transformée de Fourier.
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Une fonction f appartenant à L2(RN ) peut se décomposer sous la forme

f =
∑
i,j,k

c
(i)
j,kψ

(i)
j,k (4.5)

où ψ(i)
j,k = 2Nj/2ψ(i)(2jx− k) et

c
(i)
j,k = 2Nj/2

∫
RN

f(x)ψ
(i)
j,k(x)dx. (4.6)

On peut construire différents types de bases d’ondelettes, ayant des propriétés de
régularité différentes. Parmi les plus connues on peut citer l’ondelette de Haar qui n’est
pas continue mais dont le support est petit et l’ondelette de Meyer C∞ à support infini.

Comme on peut le voir sur ces deux exemples, les propriétés de régularité et de taille
de support des ondelettes peuvent être très variées. Il n’est par conséquent pas évident
de déterminer l’ondelette la mieux adaptée à un problème donné. Un résultat important
pour le choix d’une ondelette est alors le théorème suivant, [Dau88].
Théorème 1 — Daubechies. Si ψ est une ondelette qui engendre L2(R) ayant p moments
nuls alors son support est de taille supérieure ou égale à 2p− 1.

Une conséquence importante de ce résultat est qu’on ne peut pas trouver d’ondelettes
C∞ à support compact.

Un intérêt majeur des ondelettes est qu’elles permettent une représentation parci-
monieuse d’un grand nombre de signaux, des images naturelles par exemple. En effet,
un grand nombre de signaux, même de grande dimension, peuvent être représentés par
un faible nombre de coefficients d’ondelettes. Cette propriété de parcimonie est une ca-
ractéristique importante des signaux que ce soit pour la compression, l’estimation ou la
reconstruction. Cette propriété est aussi possible et avantagée par d’autre représenta-
tions, en particulier sur des trames redondantes. L’intérêt des ondelettes par rapport à
ces représentations redondantes est qu’elles permettent aisément de caractériser certains
espaces fonctionnels, de régularité par exemple. Cette propriété est utile notamment pour
l’estimation non paramétrique.

4.4 Estimation non paramétrique
Depuis l’essor des ondelettes dans les années 80, on s’est intéressé à la meilleure ap-

proximation de signaux dans une base d’ondelettes et au lien entre cette approximation
et la régularité de ces signaux. Cette étude a conduit à l’utilisation des espaces de Besov
d’une part et à celle d’estimateurs non paramétriques d’autre part. Un des inconvénients
de l’utilisation d’estimateurs non paramétriques est qu’ils concernent par définition l’es-
timation d’objets de dimension infinie et sont donc difficiles à comparer entre eux. La
méthode la plus connue pour déterminer les performances de ces estimateurs est alors la
recherche de méthodes atteignant un risque minimax, autrement dit minimisant le risque
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maximum atteint dans un espace donné. Cette méthode permet de relier les performances
d’un estimateur à la régularité du signal recherché.

Le premier résultat faisant intervenir à la fois des problèmes de régularité et la notion
de généricité est apparu dans les années 30 avec les travaux de Banach [Ban31] et Mazur-
kiewicz [Maz31]. Ceux-ci prouvaient que la plupart des fonctions continues étaient nulle
part dérivables. Cette notion de « plupart » fondée sur les catégories de Baire donne un
aperçu, topologique, de l’importance des objets considérés.

Il faut attendre 1972 avec les travaux de Christensen [Chr72] pour avoir un équivalent
de la notion d’ensembles de mesure de Lebesgue nulle dans un espace de dimension
infinie, et donc une définition probabiliste de la généricité. Le principe de la théorie de
la prévalence introduite par Christensen est de considérer comme petit un ensemble tel
que l’on puisse trouver une mesure vérifiant que toutes les translatées de cet ensemble
sont de mesure nulle. Si E est un sous espace fonctionnel et si on se donne une propriété
P et un processus X dont les trajectoires sont presque sûrement dans E, pour montrer
que P est une propriété valable sur un ensemble prévalent, il suffit de prouver que :

∀f ∈ E, presque sûrement f +X vérifie P.

Dans [Fra13] je me suis placée dans le cadre statistique donné par le modèle de bruit
blanc gaussien dans L2((0, 1)N ) où le signal observé correspond à la trajectoire d’un
processus (Yt)t∈[0,1]N donné par :

dYt = f(t)dt+
1√
n
dWt, t ∈ (0, 1)N , (4.7)

où dWt est un processus de Wiener, n est donné et f est la fonction que l’on cherche à
estimer.

Dans ce contexte, si Θ est un espace fonctionnel auquel f est supposé appartenir
et que Ri est une fonction de risque donnée, souvent une norme Lp, le risque minimax
associé à une famille d’estimateurs Tn définis à partir de (4.7), est :

Ri(Θ) = inf
f̂∈Tn

sup
f∈Θ

E(Ri(f̂n, f)). (4.8)

Ce risque minimax donne alors une vitesse de convergence optimale sur Θ. Le prin-
cipal inconvénient de cette technique est qu’elle permet seulement d’optimiser le plus
grand risque atteint sur un ensemble. Ce point de vue peut alors être considéré comme
pessimiste. Le problème qui se pose est de savoir si ce pire risque correspond à un com-
portement générique ou si l’on ne risque pas de rejeter ainsi des procédures dont le risque
minimax serait mauvais mais qui seraient par ailleurs très bonnes pour un grand nombre
de fonctions.
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Dans [Fra13] je me suis concentrée sur les espaces de Besov qui peuvent se caracté-
riser par les ondelettes. Ainsi, les espaces de Besov homogènes sont définis, pour p, q > 0
et s ∈ R, par :

f ∈ Bs,q
p ([0, 1]N ) ⇐⇒ ∃c > 0, ‖f‖Bs,qp :=

∑
j≥0

 ∑
k∈{0,...,2j−1}N

|cj,k|p2(sp−d+ pN
2

)j

q/p

≤ c.

(4.9)

Cette caractérisation est indépendante de l’ondelette choisie ψ tant qu’elle a r moments
nuls, r vérifiant r ≥ s. On note aussi Bs,q

p,c(RN ), la boule dans Bs,q
p (RN ) de rayon c > 0.

En ce qui concerne les estimateurs étudiés ils sont de deux types, les estimateurs
linéaires et les estimateurs par seuillage.
Définition 1 Les estimateurs linéaires f̂Ln pour le modèle (4.8) sont définis par

f̂Ln (x) =
∑
j≥0

∑
k∈{0,...,2j−1}N

θ̂
(n)
j,k ψj,k(x), (4.10)

où

θ̂
(n)
j,k = λ

(n)
j,k yj,k.

Les paramètres (λ
(n)
j,k )j,k sont des poids appartenant à [0, 1].

Une autre procédure d’estimation naturelle dans le modèle du bruit blanc, définie
par exemple dans [DJ94] et largement utilisée dans la communauté du signal, est de
supprimer de petits coefficients afin d’avantager une représentation parcimonieuse. C’est
le principe du seuillage.
Définition 2 Le seuillage par ondelettes, dans le cadre du modèle de bruit blanc défini
par (4.8) est défini par

f̂Tn (x) =

j(n)∑
j=0

∑
k∈{0,...,2j−1}N

θTj,kψj,k(x). (4.11)

Où les coefficients sont donnés par :

θTj,k = yj,k1{|yj,k|≥κtn}, (4.12)

dans le cas d’un seuillage dur, ou

θTj,k = sign(yj,k)(|yj,k| − κtn)+, (4.13)

pour le seuillage doux. De plus,

tn =

√
log n

n
,
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est ce qu’on appelle le seuil universel tandis que j(n) est tel que

2−j(n) ≤ log n

n
< 2−j(n)+1,

où κ est une constante assez grande.
En ce qui concerne les résultats d’optimalité minimax de ces différents estimateurs ils

remontent à Pinsker [Pin80] qui montra que les estimateurs linéaires sont optimaux si on
considère un risque L2 sur un espace de Sobolev L2. Si on généralise la fonction de risque
à une norme Lp, [IH81, Bir83] ont montré qu’on pouvait encore trouver des estimateurs
linéaires optimaux dans ces espaces de Sobolev.

4.4.1 Principaux résultats obtenus
En ce qui concerne les résultats minimax les plus généraux dans les espaces de Besov,

obtenus avec une norme Lp, où 1 ≤ p < ∞, comme fonction de risque, ils remontent à
[DJKP97] avec la proposition suivante.
Proposition 1 Soit 1 ≤ r ≤ ∞, 1 ≤ p <∞ et s > N

r . Il existe alors C > 0 tel que

Rin(Bs,∞
r,c ) = inf

f̂n

sup
f∈Bs,∞r,c

E‖f̂n − f‖pLp ≥ Crn(s, r, p)

où

rn(s, r, p) =


n−

ps
2s+N si r > Np

2s+N ,(
n

logn

)− p(s−Nr +Np )

2(s−Nr )+N sinon.

Il est de plus démontré dans [DJKP97] que les algorithmes de seuillage atteignent
ce risque minimax à une correction logarithmique prés contrairement aux estimateurs
linéaires. En particulier, comme on peut le voir dans [DJ98], les estimateurs linéaires ont
une très mauvaise qualité d’approximation pour des signaux parcimonieux. Ce résultat
est généralisé dans [DJ98] qui donne le résultat optimal pour ce type d’estimateurs.
Proposition 2 Soit 1 ≤ r ≤ ∞, 1 ≤ p <∞ et s > N

r . Il existe C > 0 tel que

Rnlin(Bs,∞
r,c ) = inf

f̂nlinéaire
sup

f∈Bs,∞r,c
E‖f̂n − f‖pLp ≥ Cr̃n(s, r, p)

où

r̃n(s, r, p) =

n
− ps

2s+N si r > p(
n

logn

)− ps′
2s′+N sinon,

et s′ = s− N
r + N

p .
Les résultats obtenus dans [Fra13] prouvent que ces résultats restent valables si on

remplace le risque minimax par un risque générique, au sens de la prévalence.
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Résultat 4.4.1 Soit 1 ≤ r ≤ ∞, 1 ≤ p <∞ et s > N
r . Alors dans le contexte de (4.7) :

— Pour presque toute fonction f de Bs,∞
r ([0, 1]N ),

inf
f̂Ln linéaire

E‖f̂Ln − f‖pLp ≈ n−αp, (4.14)

où

α =


s

2s+N si r ≥ p,
s−N

r
+N
p

2(s−N
r

+N
p

)+N
sinon.

(4.15)

— Pour presque toute fonction de Bs,∞
r ([0, 1]N ), et pour l’estimation par seuillage

f̂Tn

E‖f̂Tn − f‖pLp ≈ n−αp (4.16)

où

α =


s

2s+N si r > pN
2s+N

(s−N
r

+N
p

)

2(s−N
r

)+N
sinon.

(4.17)

où an ≈ bn signifie que log an
log bn

→ 1.

Ce résultat, tout comme le théorème de Doob dans le cas paramétrique, ne permet
pas de prévoir le comportement de ces estimateurs pour un signal donné. Cependant, il
donne une vision générique de ce à quoi on pourrait s’attendre dans les espaces de Besov,
largement utilisés en traitement du signal. Il prouve aussi le bien fondé de l’approche
minimax dans certains cas puisque celle-ci correspond ici avec des résultats génériques.
On constate aussi, comme on pouvait naturellement s’en douter, que dans les espaces
de Besov correspondants à des signaux très réguliers (r grand), les estimateurs linéaires
sont optimaux alors que pour des signaux parcimonieux, r proche de 1, ils ne le sont plus
alors que les estimateurs par seuillage le sont encore.

La démonstration de ce théorème se trouve dans [Fra13] en annexe, et n’est pas
rappelée ici mais se base d’une part sur les approches maxisets de [KP02] et d’autre part
sur l’étude de la régularité dans les espaces de Besov menée dans [Fra07].

4.5 Détection d’ondes gravitationnelles

Un autre travail plus récent auquel je me suis intéressée est l’analyse des données des
interféromètres terrestres LIGO-VIRGO. Ce travail fait l’objet d’un projet ANR en cours
avec Eric Chassande-Mottin de l’Université Paris Diderot et est aussi en collaboration
avec Stéphane Jaffard de l’Université Paris-Est. Dans le cadre de ce projet, nous nous
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Figure 4.1 – Signaux reçus par LIGO en Septembre 2015, image issue de [AAA+16]

intéressons aux méthodes d’analyse par ondelettes des signaux reçus par ces interféro-
mètres afin d’améliorer la détection d’ondes gravitationnelles, telles que celles annoncées
dans [AAA+16].

L’existence d’ondes gravitationnelles a été prédite par la théorie de la relativité géné-
rale d’Einstein il y a un siècle et confirmée par des observations en Septembre 2015. Ces
ondes sont des déformations de l’espace temps liées à des phénomènes astrophysiques tels
que la coalescence de binaires d’étoiles à neutrons ou la formation de trous noirs. Les
signaux reçus reportés sur la figure 4.1 sont alors des signaux de type “chirps”, oscillants
et dont la fréquence varie au cours du temps. Suivant la masse et la distance des objets
entre eux et avec la Terre les caractéristiques de ces signaux vont changer.

Les signaux détectés en 2015 sont issus d’une coalescence de trous noirs ayant une
masse importante. L’outil naturel pour l’analyse de tels signaux est la transformation sur
des bases temps-fréquence. Une des méthodes d’analyse qui a permis de mettre en avant
l’existence de ces ondes gravitationnelles est basée sur l’algorithme Coherent WaveBurst,
[KYMM08]. Le principe de cet algorithme est de décomposer un signal sur des bases de
Wilson, [DJJ91], de faire un seuillage dans chacune de ces bases puis de reconstruire. Les
premiers signaux caractérisés sont issus de la coalescence de trous noirs, donc des événe-
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ments ayant une très forte énergie et aisément repérables dans le plan temps-fréquence.
D’autres signaux d’amplitude plus faible risquent d’être moins bien repérés par cet algo-
rithme. C’est pourquoi les premières travaux que nous avons menés ont été concentrés
sur son amélioration suivant deux directions.

La première piste que nous avons suivie est l’étude de la base considérée. La transfor-
mée de Wilson est une transformée temps-fréquence proche de la transformée de Gabor
dont on a remplacé l’exponentielle complexe par des fonctions sinus et cosinus. Ainsi si
g est une fonction vérifiant certaines conditions d’admissibilité les ondelettes de Wilson
correspondantes sont définies pour l et n entiers naturels par :

ψl,n =


g(x− n) si l = 0√

2 cos(2πlx)g(x− n
2 ) si l > 0 et l + n pair

i
√

2 sin(2πlx)g(x− n
2 ) si l > 0 et l + n impair

(4.18)

L’intérêt de cette transformée est qu’elle n’entre pas dans le cadre des hypothèses de
Balian-Low. Ainsi, si g vérifie les bonnes propriétés, les fonctions (ψl,n) forment une base
de L2(R). Dans le cadre de Coherent WaveBurst, la fonction g utilisée est l’ondelette
de Meyer qui est bien localisée en fréquence mais a l’inconvénient d’être oscillante dans
le domaine temporel, ce qui peut conduire à des artefacts dans la représentation temps-
fréquence. Aussi avons nous regardé quelle fonction serait mieux adaptée dans le plan
temps-fréquence. Nous avons ainsi obtenu qu’en remplaçant cette fenêtre par un sinus
itéré défini dans [WW93] nous supprimons les artefacts et obtenons une signature temps-
fréquence mieux localisée. L’intérêt de cette fenêtre est qu’elle est encore admissible mais
beaucoup moins oscillante en temps.

Une autre partie du travail effectué dans le cadre de ce projet est l’amélioration
de l’algorithme au niveau de la synthèse du signal. Pour cela nous avons remplacé les
seuillages dans chaque base par un algorithme glouton de type Matching Pursuit, [BM95],
sur l’union des bases. Grâce à ces deux évolutions, nous arrivons à améliorer la signature
temps-fréquence, tant en termes d’intensité que de pixels détectés, des ondes gravitation-
nelles.

4.6 Problèmes inverses des ondes
Un autre aspect de l’application des méthodes classiques d’estimation pour des don-

nées parcimonieuses auquel je me suis intéressée dans le cadre de la thèse d’Hidayet
Zaimaga en collaboration avec Andrea Massa du L2S et Marc Lambert du GeePs est la
reconstruction en imagerie des ondes.

Le principe de l’imagerie micro-ondes est d’estimer une cartographie des paramètres
électromagnétiques dans une région donnée à partir de la mesure du champ diffracté
dû à l’interaction entre une onde incidente connue et un milieu affecté de défauts à
identifier. Ce problème revient à étudier la diffusion d’ondes électromagnétiques afin de
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Figure 4.2 – Configuration des mesures présentant les profils étudiés ainsi que les posi-
tions des émetteurs et récepteurs suivant les axes (x, y).

reconstruire le champ de contraste correspondant à l’objet d’intérêt. Le développement
de méthodes stables et robustes adaptées à ce type d’imagerie est rendu difficile par
le caractère mal posé et non linéaire du problème [POM12, DBENP09, RT06]. Des mé-
thodes d’approximation telles que la tomographie par diffraction ou les approximations de
Born et de Rytov ont été appliquées afin de linéariser le problème [POM12, DBENP09].
Cependant ces dernières sont limitées à des contrastes faibles et font apparaître des er-
reurs de reconstruction qui peuvent être importantes sinon. Récemment, des méthodes
de représentations parcimonieuses pour l’imagerie micro-ondes ont été développées dans
[JXGJ12, WZSL13].

Dans le cadre de cette thèse, nous nous sommes intéressés à la résolution de ce
problème inverse utilisant une information de parcimonie, et plus particulièrement de
parcimonie structurée. Cette idée de parcimonie structurée a été développée récemment,
avec les algorithmes de type Group-Lasso [YL06]. Le principe que nous avons utilisé
est de considérer que si les différentes composantes sont parcimonieuses, elles doivent
néanmoins avoir un support commun [DYZ13].

Considérons le problème 2D présenté dans la figure 4.2. Chaque source en rouge
génère un champ électrique Einc polarisé le long de l’axe z. L’objet d’intérêt est dans un
domaine D dont les propriétés diélectriques sont décrites par une fonction de contraste
non homogène, χ(x) =

(
k(x)2 − k2

B

)
, où kB est la constante de propagation du milieu

considéré. Les positions des Ns sources et Nr récepteurs sont notées respectivement xi
et xr.

Le champ électrique diffracté Ediff(xr,xi) mesuré en xr et dû à la source incidente
située en xi vérifie [Pas10] :

Ediff(xr,xi) =

∫
D
G(xr,y)J(y,xi)dy (4.19)
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où

J(x,xi) = χ(x)E(x,xi). (4.20)

Ici J(x,xi) et E(x,xi) sont la densité de courant équivalente et le champ total, tous

deux induits par l’objet d’intérêt. De plus G(x,y) =
−1

4ωε0
H

(1)
0 (kB‖x− y‖) où H

(1)
0 est

la fonction de Hankel de première espèce. En outre E(x,xi) est obtenu par

E(x,xi) = Einc(x,xi) +

∫
D
G(x,y)J(y,xi)dy ∀x ∈ D. (4.21)

En discrétisant le problème par la méthode des moments, [Ric65], et en posant Jinc
i =

diag(χ)Einc
i pour i = 1, . . . , Ns le problème inverse correspondant devient

χ? = arg min
χ
‖ζi −Gordiag(χ) [I− diag(χ)Goo]−1 Jinc

i ‖2 (4.22)

où ζi est un vecteur de taille Nr qui contient le signal émis par la source #i et mesuré
par les Nr récepteurs. Comme on peut le voir dans (4.22) ce problème est non linéaire et
mal posé.

4.6.1 Inversion en deux étapes
Pour résoudre (4.22) nous avons utilisé deux méthodes. La première consiste à prendre

une régularisation `1 pour le problème non-linéaire dans [ZL16]. L’autre est d’utiliser une
minimisation alternée et une parcimonie structurée sur les courants équivalents. Dans ce
cas, nous cherchons Ji où i = 1, . . . , Ns puis nous déterminons χ.

Pour déterminer dans un premier temps les courants équivalents nous résolvons

J?i = arg min
Ji

[
1

2
‖ζi −GorJi‖2

]
i = 1, · · · , Ns. (4.23)

Dans cette étape nous considérons que Ji et χ sont parcimonieux et partagent un
même support. Ainsi χj = 0 implique que J ji = 0,∀i = 1, . . . , Ns. Ici χj et J ji corres-
pondent à la j-ème composante de chaque vecteur χ, respectivement Ji. A l’aide de cette
hypothèse de parcimonie jointe, on peut réécrire (4.23) comme un problème d’optimisa-
tion sous contraintes. En effet, considérer que les Ji ont le même support quel que soit i
peut s’écrire à l’aide d’une norme mixte `2,1 comme

min
J
‖J‖2,1 :=

N∑
j=1

‖Jj‖2 et GorJi = ζi. (4.24)

Dans notre étude, nous avons utilisé l’algorithme YALL1 [DYZ13] pour résoudre (4.24).
Une fois Ji connu, nous déterminons la fonction de contraste [AvdB04].

χ? = arg min

Ns∑
i=1

‖Ji − diag(χ)Ei‖2 =

∑Ns
i=1 Ji · Ēi∑Ns
i=1 Ei · Ēi

, (4.25)
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Table 4.1 – Erreur et temps de calcul (en s) de la méthode

Méthode Temps errχ errEdiff

Sans parcimonie 367.1 0.17 0.13
Fig. 4.2a Seuillage doux 131.8 0.14 0.12

Parcimonie structurée 25.1 0.14 0.20

Sans parcimonie 64.5 0.25 0.10
Fig. 4.2b Seuillage doux 16.2 0.06 0.08

Parcimonie structurée 8.3 0.17 0.57

où Ei est obtenu en discrétisant (4.21) tandis que Ēi est son conjugué.
Nous avons ensuite testé notre méthode sur les deux configurations de la figure 4.2.

Nous avons montré que dans le cas réellement parcimonieux de la figure 4.2a cette mé-
thode était plus efficace, tant en temps de calcul et en amélioration de la restauration
que la méthode plus directe de [ZL16]. Cependant dans le deuxième cas, figure 4.2b, la
qualité de la restauration, en terme d’erreur quadratique moyenne, était moindre comme
on peut le voir dans le tableau 4.1.

4.7 Application au JWST

Dans le cadre de la thèse d’Amine Hadj-Youcef co-encadrée avec François Orieux du
L2S et Alain Abergel de l’IAS, nous nous intéressons à la reconstruction d’images qui
seront acquises par le télescope JWST (James Webb Space Telescope), qui devrait être
lancé en 2018. Ce projet se présente dans un cadre collaboratif avec l’IAS qui est lui
même fortement impliqué, avec l’Université Paris-Saclay, dans les recherches sur l’instru-
ment infrarouge MIRI (Mid-InfraRed Instrument), [BGML+15], de ce télescope. Le but
de cette thèse est de construire des algorithmes de reconstruction multi-longueur d’ondes
adaptés à MIRI.

Dans ce cadre, nous nous sommes concentrés essentiellement sur la modélisation de
l’instrument et la définition d’un modèle direct adapté. Ainsi dans le cas de MIRI, le
faisceau de lumière 3D (2 dimensions spatiales et 1 spectrale) à l’entrée du télescope
est diffracté et focalisé sur le détecteur. Le résultat est modélisé par un produit de
convolution spatial 2D de l’objet avec la réponse impulsionnelle, ou PSF (Point Spread
Function) [Goo05]. Cette PSF floute l’objet différemment en fonction de la longueur
d’onde. De plus, la distribution spectrale de l’objet disparaît lors de l’intégration sur de
larges fenêtres spectrales.

Ainsi si on considère un flux lumineux φ(α, β, λ) : R3 → R ayant deux dimensions
spatiales (α, β) ∈ R2 et une dimension spectrale λ ∈ R+ discrétisé en espace sur une base
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de pixels, la sortie de l’instrument peut s’écrire

y(f)(i, j) =

∫
R+

PCE(λ)φi,j(λ) ∗
(i,j)

h(i, j, λ) dλ, (4.26)

où PCE correspond à une fonction de la longueur d’onde qui dépend de l’instrument
et h est la PSF de l’instrument. La principale difficulté ici est que cette PSF est non
stationnaire en longueur d’onde.

Afin de résoudre (4.26) en prenant au maximum en compte l’invariance en longueur
d’ondes, nous avons choisi pour chaque pixel un spectre continu, linéaire par morceaux
tel qu’illustré sur la figure 4.3. Ce modèle présente l’avantage de permettre une prise en
compte de la variabilité en longueur d’ondes ce que ne font pas les méthodes de l’état de
l’art telles que [ADGS11, GL10].
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Figure 4.3 – Illustration du modèle linéaire par morceaux du spectre de l’objet (en trait
continu). Spectre d’objet constant sur la bande spectrale du filtre (en pointillés).

En réarrangeant les termes de l’équation résultante, ceux dépendant de la longueur
d’onde restent dans l’intégration spectrale et le problème peut s’écrire comme un pro-
blème inverse linéaire

y = Ax+ n (4.27)

que nous avons résolu par une méthode de moindres carrés régularisés.

Nous avons ensuite testé notre méthode de reconstruction sur un exemple simple.
Nous avons donc simulé un cube pour l’objet original de taille 64 × 64 × 9, ayant une
source spatialement gaussienne et un spectre linéaire. Ensuite, neuf observations sont
simulées pour les neuf bandes de MIRI. Toutes les données sont corrompues avec un bruit
blanc gaussien centré avec un rapport signal sur bruit SNR ≈ 30 dB. Nous voyons dans
la figure 4.4 que dans ce cas nous reconstruisons parfaitement la composante spectrale
de l’objet original. De plus, pour la reconstruction spatiale nous obtenons une erreur de
6% au lieu des 21% obtenus avec la méthode standard large bande.
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Figure 4.4 – Illustration de la reconstruction spectrale pour le pixel central de la source.

4.8 Conclusion
Ce chapitre rassemble un travail théorique sur les performances d’estimateurs non-

paramétriques et des apports plus appliqués sur l’utilisation des algorithmes d’optimisa-
tion dans le cadre de problèmes inverses. Ces différents travaux peuvent être vus comme
différentes études des estimateurs classiques que sont les estimateurs linéaires et par
seuillage.
Le premier travail cité ici permet de redorer le blason du minimax dont le caractère
pessimiste est souvent décrié. C’est un premier pas vers une nouvelle méthode de compa-
raison que nous développerons dans le projet. En ce qui concerne les autres projets plus
concrets, et plus récents, ce sont essentiellement des travaux en cours qui correspondent
à une dynamique axée vers les applications.

Bilan (Thèse/Publication)

• 1 projet ANR.

• 1 publication dans une revue internationale à comité de lecture ([J5]).

• 3 publications dans des conférences internationales à comité de lecture ([C1],
[C2],[C3]).

• 2 encadrements de stages M2, 1 encadrement de stage M1.

• 2 encadrements de thèse.
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5 — Méthodologie du bayésien variationnel

Les approches bayésiennes rencontrent depuis [Dem89] un grand succès dans la re-
construction pour les problèmes inverses. Elles ont l’avantage de permettre aisément un
réglage automatique des différents paramètres de la méthode tels que le compromis entre
les informations qui viennent des données et les informations a priori . Dans le cadre
bayésien, l’information a priori ainsi que la modélisation des paramètres de la méthode
sont données par des lois de probabilité. Les estimateurs des sources inconnues sont alors
souvent basés sur la loi de probabilité a posteriori qui permet de prendre en compte les
différents types d’informations. Malheureusement dans la majorité des cas, cette loi n’est
pas connue explicitement et ces estimateurs sont par conséquent difficiles à mettre en
œuvre directement.

Les méthodes les plus courantes pour obtenir un estimateur bayésien sont les mé-
thodes numériques de type Monte-Carlo par Chaînes de Markov (MCMC). Le principe
de ces méthodes est de générer une chaîne d’échantillons qui converge asymptotiquement
vers des échantillons sous la vraie loi a posteriori . La principale limitation de ces mé-
thodes est leur temps de calcul très important, en particulier à cause du temps de chauffe
de la méthode, qui rend leur utilisation en très grande dimension quasiment impossible
en général. Un autre type de méthodes, basé sur une approximation analytique de la loi
a posteriori , est apparu dans les années 90 avec le bayésien variationnel. Le principe
est de considérer des approximations de la loi a posteriori par des lois plus simples à
manipuler, telles que des lois séparables. On cherche donc la loi “simple” la plus proche
de la loi cherchée au sens de la divergence de Kullback-Leibler. On se ramène ainsi à
un problème d’optimisation convexe. Cette méthode a l’avantage, par rapport aux mé-
thodes MCMC, d’avoir une solution analytique plus simple à déterminer. Ces approches
bayésiennes variationnelles permettent de résoudre des problème inverses de grande di-
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mension de manière non supervisée en cassant les dépendances apparaissant dans l’a
posteriori entre les hyperparamètres et les paramètres d’intérêts. L’inconvénient de ces
méthodes est que, bien que la loi approchante ait une expression analytique, celle-ci n’est
pas explicite et nécessite la mise en œuvre d’algorithmes de minimisation alternée. Une
fois encore cette solution peut se révéler coûteuse en très grande dimension.

Afin de contourner ce problème j’ai développé dans [FR14], en collaboration avec
Thomas Rodet de l’ENS Paris Saclay, un algorithme bayésien variationnel, basé sur de
l’optimisation dans un espace non vectoriel de dimension infinie. Dans un second temps
dans la thèse de Yuling Zheng, et plus particulièrement dans [ZFR15a] nous avons utilisé
d’autres algorithmes d’optimisation, les méthodes par sous-espaces, qui généralisent la
descente de gradient. Ces méthodes ont été transposées à la structure de l’ensemble
des densités de probabilités généralisant ainsi le gradient exponentialisé que nous avions
utilisé. Grâce à cette généralisation, le temps de calcul de notre méthode a été largement
amélioré. Nous avons appliqué ces différentes méthodes à la reconstruction d’images en
utilisant différents a priori , dans le domaine direct et dans le domaine des ondelettes.
Je ne présenterai ici que cette dernière application.

5.1 Inférence bayésienne
L’inférence bayésienne est basée sur la modélisation probabiliste du vecteur des para-

mètres inconnus x et du vecteur du bruit n. Les informations apportées par les mesures
ainsi que les connaissances a priori sur l’objet cherché sont toutes modélisées sous forme
de densités de probabilité. L’inférence bayésienne s’appuie principalement sur la règle
de Bayes qui nous permet d’obtenir une loi a posteriori des paramètres inconnus x sa-
chant les mesures y. Cette loi résume toute l’information disponible sur les paramètres
inconnus et permet la mise en œuvre d’estimateurs tels que l’espérance a posteriori ou
le maximum a posteriori . Dans les travaux qui sont développés ici nous avons utilisé
comme estimateur l’espérance a posteriori qui minimise l’erreur quadratique moyenne,
[Idi01].

En utilisant la règle de Bayes, la loi a posteriori est donnée par

p(x|y,θ1,θ2) =
p(y|x,θ1)p(x|θ2)

p(y|θ1,θ2)
(5.1)

où θ1 et θ2 représentent des paramètres liès à la modélisation du problème et au com-
promis entre les deux sources d’information, celle venant des données et celle venant
de l’a priori . Ils sont souvent appelés hyperparamètres dans la littérature. On note
θ = (θ1,θ2) l’ensemble de ces hyperparamètres. Par ailleurs, p(y|x) est la vraisemblance
qui rend compte des incertitudes sur les données observées. Cette probabilité est ob-
tenue à partir du modèle direct et de la modélisation probabiliste du bruit tandis que
p(x) est la loi a priori qui représente les connaissances a priori sur l’objet. Dans ce
cas, p(y) =

∫
p(y|x)p(x)dx est la loi marginale qui assure la normalisation de la loi a

posteriori. Elle est connue aussi sous le nom de fonction de partition dans la littérature
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de physique statistique et sous le nom d’évidence du modèle lorsqu’elle est utilisée pour
la sélection de modèle. Cette loi marginale n’est généralement pas explicitement connue.

La vraisemblance se déduit de la modélisation du problème direct et d’une modé-
lisation statistique de la composante de bruit n. Dans ce travail, on n’étudiera que le
bruit gaussien. Supposons donc que le bruit est un bruit gaussien de moyenne nulle et de
matrice de covariance définie positive Σ. Selon l’hypothèse du bruit et le modèle direct
(4.1), la loi conditionnelle de y sachant x, qui est appelée la vraisemblance, est de la
forme suivante :

p(y|x,Σ) = (2π)−M/2 |Σ|−1/2 exp

(
−1

2
(y −Ax)TΣ−1(y −Ax)

)
. (5.2)

Si on suppose en plus que les composantes du vecteur de bruit sont indépendantes
et identiquement distribuées (i.i.d.), la matrice de covariance Σ devient diagonale et ses
composantes diagonales sont donc égales à une même valeur, notée ici σ2

n. En conséquence,
la vraisemblance devient

p(y|x, σ2
n) ∝ exp

(
−‖y −Ax‖2

2σ2
n

)
, (5.3)

où ∝ signifie “ est proportionnel à ”.

5.1.1 Loi a priori
Dans le cadre bayésien, l’information a priori sur l’objet cherché prend aussi la forme

d’une probabilité :

p(x) ∝ exp(−Φ(x)). (5.4)

où Φ : RN → R est une fonction dont les propriétés restent à définir. Ainsi cet a priori p
est une version probabiliste du terme de régularisation que nous avions vu dans le cha-
pitre précédent. Le choix de la loi a priori est un problème non-trivial et lié au problème
à résoudre. Dans la littérature, de nombreuses possibilités ont été proposées. La loi a
priori gaussienne a été premièrement introduite et largement utilisée [Tik63, Dem89].
Néanmoins, sa capacité à reconstruire des composantes non-linéaires, tels que l’empla-
cement et la grandeur des discontinuités, est limitée. Pour pouvoir décrire les propriétés
non-linéaires de l’objet à chercher, les champs aléatoires de Markov composés [JW91],
les champs aléatoires de Markov avec des fonctions de potentiel non-quadratiques telles
que la valeur absolue (une loi de Laplace) [CDS01], et les distributions à queue lourde,
par exemple, la loi de Student, ont été aussi utilisés. Par ailleurs, dans diverses applica-
tions du traitement d’image ou traitement du signal, une caractéristique présente souvent
dans notre objet d’intérêt est la régularité par morceau. Pour cela, un a priori de va-
riation totale [ROF92] est souvent utilisé. Dans la suite de la présentation nous nous
concentrons sur des a priori de type MSG, définis dans 3.3.1. Néanmoins dans la thèse
de Yuling Zheng, nous avons étudié d’autres lois comme celle basée sur la variation totale.
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L’un des intérêts majeurs de l’inférence bayésienne est qu’elle permet d’estimer les
hyperparamètres en même temps que la source inconnue et de définir ainsi des méthodes
dites non-supervisées.

5.2 Le Bayésien variationnel

Comme évoqué précédemment, le principal inconvénient des estimateurs bayésiens,
et plus particulièrement de la moyenne a posteriori est que dans la majorité des cas
la fonction de partition n’est pas calculable explicitement. La loi a posteriori n’est pas
totalement connue. Afin de remédier à ce travers des approximations sont nécessaires.
Ces approximations peuvent être numériques, c’est le cas des méthodes MCMC, ou ana-
lytiques comme dans le cas du Bayésien variationnel (BV) défini dans [Mac95]. A l’heure
actuelle, les approximations analytiques sont les plus efficaces en grande dimension et ce
sont sur celles-ci que nous nous sommes concentrés.

Dans la suite, nous utilisons w pour représenter un vecteur de taille J regroupant
toutes les variables à estimer, autrement dit w = (x,θ). La loi a posteriori à approcher
est représentée par p(·|y) et son approximation analytique est donnée par q.

5.2.1 Méthode classique

La méthode d’approximation bayésienne variationnelle provient de la physique statis-
tique et plus particulièrement de la théorie du champ moyen [Par88]. Le principe est d’ap-
procher la loi d’intérêt par une fonction séparable qui est plus facile à étudier. Une telle
fonction séparable optimale peut être choisie en minimisant une mesure de dissemblance
avec la probabilité originale compliquée. L’approximation en champ moyen exploite diffé-
rentes fonctions de dissemblance tandis que l’approche bayésienne variationnelle se base
pour de telles approximations uniquement sur la divergence de Kullback-Leibler.

La méthode d’approximation BV a été introduite dans le cadre bayésien par MacKay
[Mac95]. Elle a depuis été largement utilisée dans diverses applications telles que l’ap-
prentissage des modèles graphiques [JGJS99], la restauration d’images [LG04, CGLS08],
la séparation de sources [Cho02] et la super-résolution [BMK11].

5.2.2 Principe

L’idée du bayésien variationnel est d’approcher la loi a posteriori cible p(·|y) par une
loi séparable qopt. Cette loi approchante doit être la plus proche possible de la loi cible au
sens où elle doit minimiser la divergence de Kullback-Leibler entre une loi approchante
q et la loi p(·|y).

Définissons Ω l’ensemble des densités de probabilité séparables,

Ω = {q : densité de probabilité et q(w) =

P∏
i=1

qi(wi) avec w = (w1, . . . ,wP )}, (5.5)
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où (wi)i=1,...,P représentent les sous-ensembles de composantes de w, 1 ≤ P ≤ J étant le
degré de séparabilité considéré. Le problème de recherche de la loi approchante optimale
est un problème d’optimisation fonctionnelle dans l’ensemble Ω :

qopt = arg min
q∈Ω

KL(q‖p(·|y)). (5.6)

Néanmoins, la divergence KL n’est pas numériquement calculable car elle dépend
de la loi a posteriori qui n’est pas connue. Mais on peut développer l’expression de la
divergence :

KL[q‖p(·|y)] =

∫
RJ
q(w) ln

q(w)

p(w|y)
dw

=

∫
RJ
q(w) ln

q(w)p(y)

p(w,y)
dw

= ln p(y)−
∫
RJ
q(w) ln

p(w,y)

q(w)
dw

= ln p(y)−F(q) (5.7)

où p(y) est l’évidence du modèle et

F(q) =

∫
RJ
q(w) ln

p(w,y)

q(w)
dw (5.8)

est appelée l’énergie libre négative. Ici, la log-évidence ln p(y) est constante par rapport à
q. Par conséquent la minimisation de la divergence KL est équivalente à la maximisation
de l’énergie libre négative F(q). Nous voyons que cette énergie dépend de la loi jointe
p(y,w) qui peut être aisément obtenue par le produit de la vraisemblance et de la loi a
priori . En pratique nous utilisons donc plutôt l’énergie libre négative F(q) au lieu de la
divergence de Kullback-Leibler. Ainsi le problème d’optimisation résolu dans le bayésien
variationnel est :

qopt = arg max
q∈Ω

F(q), (5.9)

avec F l’énergie libre négative définie dans (5.8). La divergence de Kullback-Leibler étant
convexe, F est naturellement une fonctionnelle concave.

5.2.3 L’algorithme
Le problème d’optimisation (5.9) admet une solution analytique qui est donnée par

qopt(w) =
∏P
i=1 qi(wi) avec

qi(wi) = Ki exp
(
〈ln p(y,w)〉∏

j 6=i qj(wj)

)
, ∀i = 1, . . . , P, (5.10)

où 〈·〉q = Eq[·] et Ki représente la constante de normalisation. Cette solution analytique a
été trouvée de plusieurs manières différentes dans [ŠQ06] ou [Mis00]. Les approches d’ap-
proximation bayésienne variationnelle classiques sont basées sur cette solution analytique.
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Néanmoins, nous pouvons voir dans (5.10) que chaque composante séparable qi dépend
de toutes les autres composantes qj pour j différent de i. Par conséquent, on ne peut pas
obtenir une expression explicite pour qopt. En pratique, ce problème est généralement
abordé en utilisant un algorithme alterné, qui met à jour une composante séparable en
fixant les autres à chaque étape. On peut résumer l’algorithme d’approximation bayésien
variationnel classique dans l’Algorithme 1.

Algorithm 1 Algorithme Bayésien Variationnel classique (BVClass)

A) Initialiser (q0 ∈ Ω)
B) Mettre à jour qk+1

1 (w1)

C) Mettre à jour qk+1
2 (w2)

D) . . .
E) Mettre à jour qk+1

P (wP ) avec

qk+1
i (wi) = Ki exp

(
〈ln p(y,w)〉(∏i−1

j=1 q
k+1
j (wj))(

∏P
j=i+1 q

k
j (wj))

)
, ∀i = 1, . . . , P.

(5.11)

F) Retourner à l’étape 2 jusqu’à convergence

Théoriquement, l’algorithme 1 peut être utilisé pour approcher n’importe quelle loi
a posteriori . Néanmoins, en pratique, la faisabilité d’un point de vue numérique impose
d’utiliser des lois conjuguées. En effet, les lois a priori conjuguées assurent que la loi
a posteriori appartient à la même famille paramétrique que la loi a priori . Les lois
approchantes sont alors choisies dans cette famille et la mise à jour de (5.11) revient à
une mise à jour des paramètres.

5.2.4 Choix de la séparabilité
Le principe du bayésien variationnel est basé sur une approximation séparable des

densités. L’inconvénient de cette hypothèse de séparabilité est qu’elle enlève la corrélation
sur chaque ensemble de paramètres (wi)i=1,...,P . En général, plus le degré de séparabi-
lité utilisé est grand, plus la loi approchante est potentiellement éloignée de la loi cible.
En pratique, il n’y a pas de règles pour le choix de la séparabilité et on peut choisir la
séparabilité selon le problème. Notons qu’une séparation partielle, où P < J permettra
de garder des corrélations entre les composantes mais fera intervenir des matrices de
covariance potentiellement importantes. Au contraire, la séparation totale où P = J fait
perdre ces corrélations mais facilite le calcul des lois approchantes. En effet dans ce cas le
calcul matriciel est remplacé par un grand nombre de mises à jour uni-dimensionnelles.
Cependant dans ce cas le caractère alterné de l’algorithme peut entraîner un temps de
calcul important, surtout en grande dimension.

En résumé, même en ne considérant que des lois a priori conjuguées, l’algorithme
d’approximation BV classique est limité en termes de convergence et ce quelle que soit
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la séparabilité considérée. Par conséquent, le développement d’algorithmes accélérés est
nécessaire pour une utilisation en très grande dimension.

5.3 Bayésien variationnel de type gradient
Pour remédier à ce défaut du bayésien variationnel classique, nous avons proposé

dans [FR14] de construire un algorithme de descente de gradient adapté. L’idée est
donc de transposer l’algorithme classique, défini dans un espace de Hilbert, à l’ensemble
des densités de probabilités. Comme détaillé dans la partie précédente, les approches
BV classiques sont basées sur une solution analytique mais non-explicite du problème
d’optimisation fonctionnelle (5.9), donnée par (5.10). L’idée est alors d’approcher cette
solution non-explicite à l’aide de méthodes itératives de type Gauss-Seidel. La méthode
proposée s’appuie, elle, sur des équations de mise à jour explicites pour chaque compo-
sante séparable, permettant ainsi une mise à jour en parallèle et donc une accélération
significative des approches BV classiques.

L’approximation BV a pour but de trouver une distribution séparable optimale qopt

pour approcher la loi a posteriori p(·|y) en maximisant l’énergie libre négative F(q)
donnée par (5.8). Ce problème est un problème d’optimisation fonctionnelle dans un
ensemble qui n’a pas de structure vectorielle. Le point de vue adopté dans [FR14] est de
considérer le problème équivalent dans un espace de mesures de probabilité séparables
A =

⊗P
i=1Ai, le produit cartésien des Ai où

Ai = {µi : mesure de probabilité
et µi(dwi) = qi(wi)dwi avec qi une densité de probabilité}.

L’espace A peut être considéré comme un sous-ensemble de l’espace des mesures de Ra-
don signéesM doté de la norme de la variation totale, qui est un espace de Banach. Par
conséquent, l’optimisation de (5.9) est équivalente à la résolution du problème d’optimi-
sation suivant :

µopt = arg max
µ∈A

F (µ), (5.12)

où la fonctionnelle F :M→ R satisfait que ∀µ ∈ A ayant une densité q, F (µ) = F(q). Ce
problème d’optimisation est un problème d’optimisation sous-contraintes dans un espace
de Banach de dimension infinieM.

CommeM est un espace de Banach, on peut calculer la différentielle de Gâteaux de
F qui s’écrit comme

∀ν ∈M, ∂Fµ(ν) = lim
t→0

F (µ+ tν)− F (µ)

t
. (5.13)

Dans notre cas on peut trouver une fonction continue et bornée supérieurement ∂f :
M× RP → R de sorte que la différentielle de Gâteaux soit donnée par

∀ν ∈M, ∂Fµ(ν) =

∫
RP
∂f(µ,w)dν(w). (5.14)



60 Chapitre 5. Méthodologie du bayésien variationnel

Dans le cas où µ ∈ A, nous avons alors ∂f(µ,w) = df(q,w) où df : Ω×RP → R. Par
ailleurs, comme nous considérons q séparable, df(q,w) = Σidif(qi,wi), où ∀i = 1, . . . , P
dif(qi,wi) est exprimée par

dif(qi,wi) = 〈log p(y,w)〉∏
j 6=i qj(wj)

− log qi(wi)− 1. (5.15)

L’algorithme bayésien variationnel proposé par [FR14] est un algorithme itératif qui
fournit une densité à chaque itération et approche la solution de (5.12) progressivement.
Il s’appuie sur le théorème de Radon-Nikodym [Rud87a].

Soit k ∈ N, initialement fixé à zéro, l’indice d’itération et supposons que µk est une
mesure de probabilité ayant une densité qk, c’est-à-dire telle que

dµk(w) = qk(w)dw. (5.16)

Comme nous sommes dans l’espace des mesures de probabilité à densité, la prochaine
itération devrait donner également une mesure de probabilité absolument continue par
rapport à µk. Le théorème de Radon-Nikodym assure que cette mesure devrait être écrite
comme

dµk+1(w) = hk(w)dµk(w), (5.17)

où hk ∈ L1(µk) est une fonction positive. De manière équivalente, nous pouvons écrire
que

qk+1(w) = hk(w)qk(w), (5.18)

est l’équation de mise à jour pour la densité approchante. En ce qui concerne la fonction
hk, suivant le schéma itératif donné par la méthode du gradient :

hk(w) = Kk(αk) exp
[
αk∂f(µk,w)

]
= Kk(αk) exp

[
αkdf(qk,w)

]
(5.19)

où αk > 0 est le pas de l’algorithme et df(qk,w) est définie par (5.15). Par ailleurs,
Kk(αk) représente la constante de normalisation exprimée par

Kk(αk) =

[∫
RJ

exp
[
αkdf(qk,w)

]
qk(w)dw

]−1

. (5.20)

Ce choix pour la fonction hk (5.19) est motivé par l’hypothèse de positivité et d’in-
tégrabilité ainsi que par la cohérence avec la structure de la méthode du gradient. Ce
gradient exponentialisé est d’ailleurs déjà connu dans le cas discret [KW97a]. Une autre
façon de présenter cette mise à jour est celle de [TB93] qui montre comment elle peut
être vue comme le dual d’un algorithme proximal basé sur une pénalité d’entropie.
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L’algorithme d’approximation proposé est donc basé sur l’équation itérative donnée
par (5.18) et (5.19). Concernant le pas de l’algorithme, on définit tout d’abord une
fonction de α :

gk : R→ R

gk(α) = F
(
Kk(α)qk(w) exp

[
αdf(qk,w)

])
, (5.21)

ce qui nous permet de définir le pas optimal par :

αopt = arg max
α∈R

gk(α). (5.22)

En pratique nous avons remplacé ce pas optimal par un pas sous-optimal calculé à partir
du développement de Taylor à l’ordre 2 de gk ou par une méthode de “backtracking”,
[NW00], quand ce dernier est trop grand.

L’algorithme défini dans [FR14] peut finalement se résumer comme suit.

Algorithme 5.3.1 — Bayésien Variationnel Gradient exponentialisé (BV-Grad).

[O1] Initialiser (q0 ∈ Ω)

[O2] Répéter

a. déterminer df(qk,w)

b. déterminer le pas de l’algorithme αsubopt

c. calculer qk+1(w) = Kk
(
αsubopt

)
exp

[
αsuboptdf(qk,w)

]
jusqu’à convergence

De plus nous avons aussi démontré le théorème de convergence suivant.

Résultat 5.3.1 Soit F une fonctionnelle concave surM vérifiant :

A) F peut s’écrire sous la forme F = G + H où G est une fonctionnelle concave
et L-Lipschitz Fréchet-différentiable tandis que H correspond à l’entropie de la
mesure considérée.

B) Pour µ ∈M, G est deux fois différentiable au sens de Fréchet en µ et sa différen-
tielle première vérifie

∀ν ∈M, ∂Fµ(ν) =

∫
RN

df(µ,x)dν(x). (5.23)

C) lim‖µ‖→∞ F (µ) = −∞.

Soit, pour tout k ≥ 0, αk le pas obtenu par (5.22). La suite (µk)k≥0 définie par µk+1 =
Kk(αk) exp(αkdf(µk, .))µk converge vers un maximum de F sur A.

La démonstration de ce résultat se trouve dans [FR14], présenté en annexe. Sans
entrer dans les détails techniques, je vais en présenter ici les grandes lignes.



62 Chapitre 5. Méthodologie du bayésien variationnel

Démonstration :
Tout d’abord, il est à noter que l’ensemble A défini plus haut n’est pas un ensemble

convexe. Ainsi le problème (5.12) peut ne pas avoir de solution unique. Afin de contour-
ner ce problème, nous considérons plutôt dans la suite l’ensemble Θ qui est l’enveloppe
convexe fermée de A. Dans ce cas, le problème plus général

µopt = arg max
µ∈Θ

F (µ) (5.24)

est un problème d’optimisation convexe sous contraintes dans un espace de Banach de
dimension infinie. Afin de résoudre ce problème nous avons procédé en deux étapes. La
première consiste à montrer que la suite des itérées (F (µk))k∈N est une suite croissante
et bornée dans R. Ce qui signifie que la suite F (µk+1)−F (µk) converge vers zéro. Cette
partie de la démonstration est technique et n’est pas présentée ici. Dans un second temps
nous avons montré que la suite (µk)k∈N converge vers un maximum de F dans le cas d’un
pas α optimal.

Pour cela, nous nous sommes d’abord appuyés sur le théorème de Banach-Alaoglu,
voir [Rud87b], qui dit qu’un ensemble fermé et borné est compact pour la topologie
faible*. Ainsi dans notre cas il existe µlim ∈M et une sous-suite (µkn)n∈N telle que pour
n’importe quelle fonction f qui tend vers zéro à l’infini :∫

f(x)µkn(dx)→
∫
f(x)µlim(dx).

De plus, comme nous avons choisi le pas optimal pour α nous avons donc que

F (µk+1) = gk(αopt) ≥ gk(α), ∀α > 0,

où pour chaque k ∈ N nous avons défini gk(α) par (5.21). Au lieu de travailler directement
avec ce pas optimal αopt qui n’a pas de forme analytique, nous avons considéré le pas
sous-optimal obtenu en considérant le développement de Taylor à l’ordre 2 de gk. Ainsi
αsubopt = − g′k(0)

g′′k (0)
, dés que g′′k(0) 6= 0 existe et

gk(αsubopt) = gk(0)− g′k(0)2

2g′′k(0)
+ α2

suboptε(αsubopt), (5.25)

ce qui donne pour µk+1,

F (µk+1) ≥ gk(αsubopt) = gk(0)− g′k(0)2

2g′′k(0)
+ α2

suboptε(αsubopt)

= F (µk)− g′k(0)2

2g′′k(0)
+ α2

suboptε(αsubopt).
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Comme F (µk+1) − F (µk) → 0, cela implique que lim
k→∞

g′k(0)2

2g′′k (0)
= 0. Si on considère

une sous-suite convergente (kn)n∈N et que l’on définit la suite (γkn)n∈N par ∀n ∈ N,
γkn = −g′kn (0)

g′′kn (0)
cette convergence implique :

gkn(γkn)− gkn(0) = γkng
′
kn(0) +

γ2
kn

2
g′′kn(0) + γ2

knε(γkn)

=
1

2
γkng

′
kn(0) + γ2

knε(γkn).

Ce qui n’est possible que si g′kn(0)→ 0 quand n→∞.

En calculant cette dérivée g′k, nous obtenons finalement que

g′k(0) = ∂Fµk(g̃′(0)µk) =

∫
RN

df(µk,x)

(
df(µk,x)−

∫
RN

df(µk,y)dµk(y)

)
dµk(x)

=

∫
RN

df(µk,x)2µk(dx)−
(∫

RN
df(µk,y)dµk(y)

)2

(5.26)

Autrement dit pour n assez grand

‖df(µkn , .)‖2L2(µkn ) − ‖df(µkn , .)‖2L1(µkn ) → 0,

et df(µkn , .) converge vers une constante λ, indépendante de x ∈ RN .

Soit ν un élément quelconque de Θ, alors ∂Fµlim(ν − µlim) = 0 et la concavité de F
donne

F (ν) ≤ F (µlim) ∀ν ∈ Θ.

2

Comme nous le verrons dans la partie 5.5.2, l’intérêt majeur de cet algorithme est la
forte accélération du bayésien variationnel avec séparabilité totale et son adaptation à
des dimensions importantes. Cependant, cet algorithme se base sur une méthode simple
d’optimisation, la descente de gradient.

5.4 Bayésien variationnel de type gradient à mémoire
Dans la thèse de Yuling Zheng et dans [ZFR15a], le premier travail qui a été fait

était de déterminer une méthode d’optimisation plus rapide que le gradient et qui puisse
s’adapter au gradient exponentialisé. Pour cela, nous avons regardé les méthodes par
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sous-espaces. Celles-ci généralisent en effet beaucoup de méthodes de descente à pas
optimaux existantes.

Le principe des méthodes par sous-espaces est de chercher la direction de descente
dans un sous-espace de dimension I au lieu de privilégier une unique direction. Ainsi,
dans le cas de l’optimisation dans un espace de Hilbert on considère

xk+1 = xk + dk = xk + Dksk, (5.27)

où xk et xk+1 représentent respectivement l’estimation à la kème et à la (k + 1)ème
iteration, dk = xk+1 − xk est la variation du vecteur x correspondant à la donnée des
I directions Dk = [δk1, . . . , δ

k
I ] et du vecteur sk = [sk1, ..., s

k
I ]
T correspondant aux pas

suivant chaque direction {δki }i=1,...,I . La méthode itérative de sous-espace offre ainsi
une plus grande flexibilité que les méthodes de descente ayant une direction imposée.
Plusieurs ensembles de directions ont été étudiés. Ainsi dans [MC69] ils considèrent un
sous-espace engendré par l’opposé du gradient et la direction obtenue à l’itération pré-
cédente, sous le nom de mémoire de gradient (MG), généralisé dans [CL69], tandis que
dans [SS05] le sous-espace considéré est constitué de gradients aux itérations précédentes.

Dans la thèse de de Yuling Zheng ainsi que dans [ZFR15a], présenté en annexe, nous
avons donc adapté ces méthodes d’optimisation au cadre donné par la partie précédente.
Pour cela, nous reprenons le même schéma

qk+1(w) = hk(w)qk(w), (5.28)

mais cette fois-ci hk est donnée par

hk(w) = Kk(sk) exp
[
Dk(w)sk

]
, (5.29)

où Kk(sk) représente la constante de normalisation qui s’écrit

Kk(sk) =

[∫
RJ

exp
[
Dk(w)sk

]
qk(w)dw

]−1

, (5.30)

et Dk(w) = [δk1 (w), . . . , δkI (w)] est l’ensemble des I directions qui engendrent le sous-
espace. Grâce à la forme exponentielle, (5.29) peut être aussi écrite :

hk(w) = Kk(sk)
[
φk1(w)

]sk1
. . .
[
φkI (w)

]skI (5.31)

où φkl (w) = exp[δkl (w)], pour l = 1, . . . , I, ce qui donne comme équation de mise à jour :

qk+1(w) = Kk(sk)qk(w)
[
φk1(w)

]sk1
. . .
[
φkI (w)

]skI
. (5.32)



5.4 Bayésien variationnel de type gradient à mémoire 65

5.4.1 Sous-espaces considérés
Les sous-espaces employés dans notre problème d’optimisation fonctionnelle peuvent

être construits de la même façon que dans les espaces de Hilbert. Dans [ZFR15a] nous
avons considéré le sous-espace de gradient à mémoire (MG) dont la structure est

Dk
SMG(w) = [df(qk,w), dk−1(w), . . . , dk−I+1(w)], (5.33)

où (dk−l(w))l=0,...,I−1 représentent les directions aux itérations précédentes. Elles sont
données par

dk−l(w) = ln

( ∏
i q
k−l+1
i (wi)

Kk−l(sk−l)
∏
i q
k−l
i (wi)

)
.dk−l(w) = ln

(
qk−l+1(wi)

Kk−l(sk−l)qk−l(wi)

)
. (5.34)

Dans la thèse de Yuling Zheng nous avons aussi considéré le cas de sous-espace gé-
néré uniquement par des gradients. Cependant le sous-espace gradient à mémoire est en
pratique plus rapide que le sous-espace par descente de gradients.

Ainsi l’algorithme défini dans [ZFR15a] est le suivant.

Algorithme 5.4.1 — Bayésien variationnel basé sur le sous-espace.

[O1] Initialiser (q0 ∈ Ω)

[O2] répéter

a. déterminer le sous-espace Dk(w) en utilisant (5.33)

b. déterminer le pas multi-dimensionnel de l’algorithme sk

c. calculer qk+1(w) = Kk
(
sk
)
qk(w) exp

[
Dk(w)sk

]
jusqu’à convergence

Dans les faits, en suivant l’analyse de [Cho10] la dimension du sous-espace que nous
avons considéré est I = 2. En effet, la complexité de l’algorithmique augmente rapide-
ment avec cette dimension.

En ce qui concerne la performance des algorithmes proposés, elle dépend aussi du pas
multi-dimensionnel sk. Concernant ce pas, nous définissons d’abord la fonction

gk : R2 → R

gk(s) = F
(
Kk(s)qk(w) exp

[
Dk(w)s

])
,

(5.35)

puis le pas sous-optimal défini par

(ŝopt)k = arg max
s∈R2

gk(s). (5.36)

Encore une fois, ce choix est dicté par la recherche du meilleur compromis entre rapidité
de l’algorithme et complexité algorithmique. Dans les faits, ce pas peut être trop grand
pour permettre à l’algorithme de converger. Dans ce cas, nous utilisons encore une fois
une stratégie de « backtracking ».
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5.5 Application aux problèmes inverses
En ce qui concerne l’application de nos algorithmes bayésiens variationnels, nous

avons considéré le modèle linéaire (4.1). Quant à la loi a priori , dans un souci de clarté
je ne présenterai ici que l’application à un a priori de type mélange scalaire de gaus-
siennes (MSG) tel que défini dans la partie 3.3.

Nous considérons donc le problème inverse linéaire associé au modèle direct

y = Ax + n (5.37)

où y ∈ RM représente le vecteur des mesures obtenues, x ∈ RN est le vecteur des
paramètres à estimer et A ∈ RM×N est une matrice connue. Par ailleurs, n ∈ RM est
le vecteur du bruit. Pour résoudre ce type de problèmes, nous utilisons dans la suite nos
approches bayésiennes variationnelles en considérant des lois a priori de type MSG. Plus
exactement, nous suivons la définition de [JM06] et supposons que les éléments de x sont
indépendants et suivent une loi MSG. Par conséquent, pour i = 1, . . . , N nous considérons
que Xi = Vi/

√
Zi, où Zi et Vi sont indépendants et Vi ∼ N (0, 1/γp). Par rapport à la

définition classique, nous rajoutons aussi un hyperparamètre γp qui nous permettra dans
les algorithmes de régler le compromis entre l’information venant de l’a priori et celle
venant de la vraisemblance. Finalement, la distribution de Xi, pour i = 1, . . . , N , peut
s’écrire

pXi(xi) =

∫
zi

(2π)1/2
exp

(
−γpzix

2
i

2

)
dPZi(zi), (5.38)

où PZi(zi) correspond à la loi de Zi qui peut être continue ou discrète. Quand Zi est une
variable continue, on note dPZi(zi) = pZidzi. Notons que dans un souci de simplicité des
notations nous avons mis z comme un paramètre de précision et non de variance.

5.5.1 Loi a posteriori
L’inférence bayésienne est basée sur la loi a posteriori obtenue dans (5.1). En considé-

rant que le bruit n est un bruit blanc gaussien de moyenne nulle et de variance σ2
n = 1/γn,

la vraisemblance devient

p(y|x, γn) = CγM/2
n exp

(
−γn‖y −Ax‖2

2

)
(5.39)

et grâce à la règle de Bayes la loi a posteriori vérifie :

p(x, z|y) ∝γM/2
n exp

[
−γn‖y −Ax‖2

2

] N∏
i=1

√
γpzi exp

[
−1

2
γpzix

2
i

]
PZi(zi). (5.40)

Notons que dans cette équation nous nous situons dans le cadre supervisé puisque les
paramètres de la méthode, ici (γn, γp), ne sont pas estimés. Si nous généralisons au cadre
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non-supervisé, il faut introduire des lois a priori aussi sur les hyperparamètres. Notons
pγn et pγp ces lois a priori . Comme pour le signal d’intérêt, x, nous devons prendre des
lois conjuguées. Nous avons donc considéré des lois gamma

p(γn) = G(γn|ãn, b̃n) (5.41)

p(γp) = G(γp|ãp, b̃p) (5.42)

où pour a > 0 et b > 0

G(z|a, b) =
ba

Γ(a)
za−1 exp (−bz) . (5.43)

Comme nous n’avons aucune information sur ces paramètres, nous considérons pour
ces lois des cas dégénérés, a = b = 0, ce qui nous permet d’obtenir des lois non-
informatives de Jeffreys.

Finalement, l’a posteriori que nous avons est

p(x, z, γn, γp|y) ∝γM/2
n exp

[
−γn‖y −Ax‖2

2

] N∏
i=1

√
γpzi exp

[
−1

2
γpzix

2
i

]
PZi(zi)pγn(γn)pγp(γp).

(5.44)

C’est cette loi que nous cherchons à approcher par nos algorithmes bayésiens varia-
tionnels. Une première étape est de choisir la séparabilité considérée. En ce qui concerne
les travaux que nous avons menés, nous avons pris à chaque fois une séparabilité totale

qw(w) = qx(x)qz(z)qγn(γn)qγp(γp)

=
N∏
i=1

qi(xi)
N∏
j=1

q̃j(zj)qγn(γn)qγp(γp). (5.45)

Ce type de séparabilité est d’après la partie 5.2.4 la mieux adaptée à nos algorithmes.

Sous cette hypothèse, nous menons une optimisation alternée par rapport à qz, qx,
qγn et qγp , qui nous conduit à

qk+1
z = arg max

qz
F
(
qkxqzq

k
γnq

k
γp

)
, (5.46)

qk+1
x = arg max

qx
F
(
qxq

k+1
z qkγnq

k
γp

)
, (5.47)

qk+1
γn = arg max

qγn

F
(
qk+1
x qk+1

z qγnq
k
γp

)
, (5.48)

qk+1
γp = arg max

qγp

F
(
qk+1
x qk+1

z qk+1
γn qγp

)
(5.49)

A chaque étape nous déduisons de la loi approchante une estimation du paramètre
d’intérêt correspondant par moyenne a posteriori .

Le choix de lois conjuguées pour l’a priori permet de ramener cette mise à jour des
lois approchantes à celle des paramètres.
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Estimation de x

En ce qui concerne x sa loi est gaussienne sachant la variable cachée z. Par conséquent
pour sa loi approchante, nous considérons une variable gaussienne. Ainsi pour k ∈ N∗, la
variable approchante à l’itération k est

qk ∼
∏
i

N (mk(i),σ
2
k(i))

et concernant l’initialisation

q0 = N (m0,Diag(σ2
0))

où Diag(v) est une matrice diagonale dont les composantes sont données par le vecteur
v tandis que σ2

0 ∈ RN est le vecteur d’initialisation des variances.

Pour chacun des algorithmes que nous avons définis, que ce soit l’algorithme 5.3.1
ou 5.4.1, la première étape est de calculer une fonction intermédiaire qr définie, pour
i = 1, . . . , N , par

qri (xi) ∝ exp
(
〈ln p(w,y)〉∏

j 6=i q
k
j (xj)qkz (z)qγn (γn)qγp (γp)

)
. (5.50)

On obtient après développement

qri (xi) ∝ exp

[
−〈γn〉k

2

(
x2
i diag(ATA)i − 2xi(A

Ty)i + 2xi(A
TAmk)i − 2xidiag(ATA))imk(i)

)
+
〈γp〉kx2

i

2
〈zi〉k

]
,

(5.51)

où diag(A) est le vecteur composé des éléments diagonaux de A tandis que 〈zi〉k est
l’espérance de zi sous la loi approchante qkzi , 〈γn〉k l’espérance de γn sous la loi qkγn
et 〈γp〉k celle de γp sous la loi qkγp . Cette fonction intermédiaire qr correspond, à une
normalisation près, à une gaussienne de paramètres :

σ2
r(i) =

(
diag(ATA)i〈γn〉k + 〈zi〉k〈γp〉k

)−1 (5.52)

et

mr(i) = σ2
r(i)×

(
〈γn〉k(ATy − (ATA− diag(ATA))mk)

)
i
. (5.53)

A partir de cette fonction intermédiaire, nous pouvons construire les mises à jour des
différents algorithmes en remarquant que dans (5.19), la fonction de mise à jour peut
aussi s’écrire

hk(w) = K̃k(αk)

(
qr(w)

qk(w)

)α
. (5.54)
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Ainsi dans 5.3.1 la mise à jour se fait en prenant qk+1 = qα avec qα une gaussienne
de paramètres

σ2
α(i) =

σ2
r(i)σ

2
k(i)

σ2
r(i) + α(σ2

k(i)− σ2
r(i))

(5.55)

mα(i) =
mk(i)σ

2
r(i) + α(mr(i)σ

2
k(i)−mk(i)σ

2
r(i))

σ2
r(i) + α(σ2

k(i)− σ2
r(i))

, (5.56)

et α obtenu par le pas sous-optimal.

De manière équivalente, dans (5.31), on peut remarquer que

φk1(w) =
∏
i

qri (xi)

qki (xi)
, (5.57)

tandis que l’autre fonction intervenant dans le gradient à mémoire peut s’écrire

φk2(w) =
∏
i

qki (xi)

qk−1
i (xi)

. (5.58)

Ainsi une fois encore, après le calcul de qr, la mise à jour se fait en prenant la gaussienne
qs de paramètres :

σ2
s =

[
1

σ2
k

+ s1

(
1

σ2
r1

− 1

σ2
k

)
+ s2

(
1

σ2
k

− 1

σ2
k−1

)]−1

, (5.59)

ms = σ2
s

[
mk

σ2
k

+ s1

(
mr1

σ2
r1

− mk

σ2
k

)
+ s2

(
mk

σ2
k

− mk−1

σ2
k−1

)]
. (5.60)

Une fois encore la dernière étape consiste à trouver le pas.
Finalement dans ce contexte de MSG, les mises à jour de nos différents algorithmes

sont assez similaires et peuvent se résumer de la façon suivante

Algorithme 5.5.1 — Mises à jour de x dans le cas de mélange scalaire de gaussiennes.

[O1] Initialiser m0,Diag(σ2
0)

[O2] Répéter

(a) Calculer mr,Diag(σ2
r) grâce à (5.52) et (5.53).

(b) Utiliser (5.55) et (5.56) ou (5.59) et (5.59) pour déterminer la loi de mise à
jour en fonction des pas.

(c) Calculer les pas sous-optimaux.
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Estimation de z

En ce qui concerne l’estimation de z, nous avons étudié plusieurs cas. Dans un pre-
mier temps, nous avons considéré le cas particulier où x suivait une loi Student-t. Dans
ce cas, on peut voir dans [WS00] que la variable cachée z suit une loi gamma. On peut
alors calculer explicitement la loi approchante qkz à l’aide de la méthodologie du bayé-
sien variationnel. Cependant pour la plupart des distributions dans la famille MSG, on
ne connaît pas l’expression de pZi(zi) et on ne peut pas non plus déterminer cette loi
approchante. En reprenant (5.11), on peut remarquer que

∀i, qk+1
zi (zi) ∝ exp

[
〈ln p(w,y)〉qk+1

x
∏
j 6=i q

k
zj
qkγnq

k
γp

]
∝ exp

(
1

2
ln(zi)−

γkp
2
zi〈c2

i 〉k + ln pZi(zi))

)
∝√zipZi(zi) exp

(
−
γkp
2
〈x2
i 〉kzi

)
=p(zi|

√
〈x2
i 〉k, γkp ). (5.61)

Cette loi n’a pas d’expression explicite. Néanmoins, notre objectif n’est pas d’obtenir
l’expression explicite de qz, mais d’obtenir qx. Comme on peut le voir dans (5.52), il suffit
alors de connaître l’espérance de z sous la loi qk+1

z :

∀i, 〈zi〉k+1 =

∫
ziq

k+1
zi (zi)dzi

=

∫
zip

(
zi|
√
〈x2
i 〉k, γkp

)
dzi

=E
p
(
zi|
√
〈x2i 〉k,γkp

)(zi). (5.62)

Comme on peut le voir dans [PKDRW06], dans le cas de MSG on a alors

∀i, p′Xi(xi) =
∂

∂xi

∫ ∞
0

p(xi|zi, γp)pZi(zi)dzi

= −
∫ ∞

0
γpxizip(xi|zi, γp)pZi(zi)dzi

= −
∫ ∞

0
γpxizip(zi|xi, γp)pXi(xi)dzi = −γpxipXi(xi)Ep(zi|xi,γp)(zi),

(5.63)

qui nous amène à

Ep(zi|xi,γp)(zi) = −
p′Xi(xi)

γpxipXi(xi)
. (5.64)
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On peut ainsi à chaque itération calculer l’estimation des variables cachées sans dé-
terminer leur loi approchante par :

〈zi〉k+1 = −
p′Xi(xi)

γpxipXi(xi)

∣∣∣∣
xi=
√
〈x2i 〉k,γp=〈γp〉k

. (5.65)

Estimation des hyperparamètres

Grâce à l’utilisation des lois a priori conjuguées, l’optimum pour γn et γp sera obtenu
avec des lois gamma. Nous prenons donc des lois approchantes dans la même famille

qkγn(γn) = G(γn|akγn , bkγn), (5.66)

qkγp(γp) = G(γp|akγp , bkγp). (5.67)

Ainsi, l’optimisation des lois approchantes est équivalente à l’optimisation de ses para-
mètres.

En utilisant la formule (5.11), nous obtenons

qk+1
γn (γn) ∝ exp

[
〈ln p(w,y)〉qk+1

x qk+1
z qkγp

]
∝ exp

[
(
M

2
+ ãn − 1) ln(γn)− γn

(∫ ‖y −Ax‖2
2

qk+1
x (x)dx + b̃n

)]
∝ exp

[
(
M

2
+ ãn − 1) ln(γn)

− γn

(
1

2
‖y −Amk+1‖2 +

1

2

N∑
i=1

diag(ATA)i(σ
2
k+1)i + b̃n

)]
. (5.68)

Donc qk+1
γn est une loi gamma de paramètres

ak+1
γn =

M

2
+ ãn = aγn (5.69)

bk+1
γn =

1

2
‖y −Amk+1‖2 +

1

2

N∑
i=1

diag(ATA)i(σ
2
k+1)i + b̃n (5.70)

En prenant la moyenne a posteriori selon la loi approchante comme estimateur nous
avons donc

〈γn〉k+1 = aγn/b
k+1
γn . (5.71)

La distribution qγp est déterminée de façon analogue. En utilisant encore une fois
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(5.11), nous avons

qk+1
γp (γp) ∝ exp

[
〈ln p(x, z, γn, γp,y|ν)〉qk+1

x qk+1
z qk+1

γn

]
∝ exp

[
(
N

2
+ ãp − 1) ln(γp)− γp

(∫ N∑
i=1

zix
2
i

2

∏
i

qk+1
i (xi)q̃

k+1
i (zi)dxdz + b̃p

)]

∝ exp

[
(
N

2
+ ãp − 1) ln(γp)− γp

(
1

2

N∑
i=1

(a)i
(bk+1)i

(
(mk+1)2

i + (σ2
k+1)i

)
+ b̃p

)]
(5.72)

qui est identifiée comme une loi gamma de paramètres

ak+1
γp =N/2 + ãp (5.73)

bk+1
γp =

1

2

N∑
i=1

(a)i
(bk+1)i

(
(mk+1)2

i + (σ2
k+1)i

)
+ b̃p (5.74)

et l’estimation de γp est

〈γp〉k+1 = aγp/b
k+1
γp (5.75)

5.5.2 Exemple
Afin de présenter l’intérêt des méthodes que nous avons développées dans cette partie,

nous avons étudié un exemple simple de tomographie pour lequel nous avons comparé
nos méthodes avec l’état de l’art. Pour cela, nous avons considéré une image 64 × 64,
pour pouvoir comparer avec les autres méthodes, composée de 7 pics d’amplitude variant
entre 0.5 et 1.
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Figure 5.1 – Données : sinogramme obtenue avec 32 angles de projections et 95 détec-
teurs.

Les données simulées sont des projections obtenues sous une géométrie parallèle. Ces
projections sont collectées à 32 angles différents θ, qui sont uniformément distribués sur
[0, π[ et obtenus avec 95 détecteurs. Nous avons ajouté aussi un bruit blanc gaussien
de moyenne nulle et d’écart-type 0.3. Par conséquent, les données (voir Figure 5.1) pré-
sentent un faible rapport signal sur bruit. Nous avons alors comparé nos différentes mé-
thodes avec une approche directe de retroprojection filtrée (FBP), un algorithme MCMC
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de type échantillonneur de Gibbs et les algorithmes bayésien variationnels, avec séparabi-
lité partielle (BVClass-SP) pour laquelle nous avons gardé les corrélations entre les pixels
et séparabilité totale (BVClass-ST). Tous les algorithmes itératifs ont été initialisés avec
une moyenne nulle pour toutes les composantes et une variance à 1.

Les résultats de simulation présentés en figure 5.2 donnent des qualités de reconstruc-
tion similaires pour les méthodes basées sur du bayésien variationnel et meilleures que la
méthode directe ou la méthode par MCMC. Théoriquement, la reconstruction MCMC
est la meilleure car elle converge asymptotiquement vers la loi vraie a posteriori plutôt de
chercher à l’estimer. Cependant, dans un temps limité, les échantillons obtenus par cette
méthode n’ont pas suffisamment convergé, ce qui explique la reconstruction de qualité
relativement mauvaise montrée figure 5.2 (c). En ce qui concerne le gain de nos méthodes
par rapport au bayésien variationnel classique il faut regarder le temps de calcul pour le
voir apparaître.

Table 5.1 – Comparaison de performance en termes de PSNR(dB)/Temps
CPU (s).

Méthode FBP MCMC BVClass-SP BVClass-ST BV-Grad BV-MG
PSNR(dB) 27.32 28.83 35.12 35.24 35.90 35.92
Temps(s) 0.05 69313.8 723.5 327.6 23.4 3.2

Dans le tableau 5.1, nous comparons la qualité de reconstruction des différentes mé-
thodes ainsi que le temps de calcul. Les méthodes basées sur le bayésien variationnel
montrent des résultats équivalents. Cependant, les méthodes proposées sont bien plus
rapides. Ainsi on constate que sur cet exemple simple, le bayésien variationnel basé sur le
gradient est déjà 14 fois plus rapide que les méthodes classiques, 100 fois pour le gradient
à mémoire.

5.6 Application à la reconstruction d’images par ondelettes

Afin de tester notre approche sur des problèmes inverses de grande dimension, nous
avons, entre autres, considéré un problème de déconvolution d’images dans le domaine
des ondelettes.

5.6.1 Modèle utilisé
Supposons que l’image inconnue x ∈ RP puisse être représentée par une décompo-

sition sur un dictionnaire P ∈ RP×N sous la forme x = Pu où u ∈ RN représente les
coefficients associés. Nous considérons ici un modèle linéaire

y = APu + n, (5.76)

où y ∈ RM représente les données, l’opérateur A ∈ RM×P est supposé connu et n est
un bruit blanc gaussien, n ∼ N (0, γ−1

n I), avec γn l’inverse de la variance du bruit. Par
conséquent, p(y|u, γn) = N (APu, γ−1

n I).
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(a) (b)

(c) (d)

(e) (f)

(h)

Figure 5.2 – Les images sont présentées avec le même niveau de gris inversé. (a) L’image
Vrai, (b) FBP avec un filtre rampe, (c) l’échantillonnage de Gibbs, méthode d’approxi-
mation (d) BVClass-SP, (e) BVClass-ST, (f) BV-Grad, (h) BV-MG.
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Concernant les coefficients u, nous considérons une loi a priori séparable gaussienne
généralisée définie par (3.2). Comme nous l’avons déjà vu dans la partie 3.3.1, cette den-
sité peut s’écrire sous la forme d’un MSG pour lequel on ne connaît pas la loi de la variable
cachée. De plus ici, les coefficients u sont divisés en L sous-bandes et les paramètres des
lois a priori des coefficients dans les sous-bandes différentes sont supposés différents. No-
tons l’ensemble des indices des coefficients dans la le sous-bande par (Il)l=1,...,L. On écrit
la loi a priori de u comme

p(u) =
L∏
l=1

∏
i∈Il

p(ui|γlp, βl)

=
L∏
l=1

∏
i∈Il

∫
R
N (ui|0, (ziγlp)−1)p(zi|βl)dzi

où z = (z1, . . . , zN ) est le vecteur des variables cachées qui suivent des distributions pZi
de paramètres βl. Ici, γp = (γ1

p , . . . , γ
L
p ) est le vecteur des paramètres d’échelle de notre

a priori GSM, qui correspond à ω2/β dans (3.2).
Au total, on introduit un hyperparamètre γn pour la loi du bruit, un vecteur d’hy-

perparamètres γp associé à l’échelle des lois a priori des coefficients et un vecteur d’hy-
perparamètres β associé aux paramètres de forme de ces mêmes lois. Les paramètres de
forme permettent de régler le degré de parcimonie introduit a priori . Afin d’introduire
un degré de parcimonie qui varie avec l’échelle des coefficients en ondelettes nous choi-
sissons de fixer β. Néanmoins, nous estimons γn et γp car ils règlent le compromis entre
la fidélité aux données et la confiance à l’information a priori . Pour ce faire, des lois de
Jeffreys non-informatives sont affectées à γn et γp.

La loi a posteriori correspondante est :

p(w|y) ∝ γnM/2 exp

[
−γn‖y −APu‖2

2

] L∏
l=1

∏
i∈Il

√
ziγlp exp

[
−
γlp
2
ziu

2
i

]
pZi(zi)γ

−1
n

L∏
l=1

(γlp)
−1.

Cette distribution est de forme compliquée. Pour s’affranchir de la difficulté de calcul,
nous utilisons les mises à jour des approches d’approximation bayésienne variationnelle
définies dans la partie 5.5.

Ainsi pour chaque i = 1, . . . , N , les qui sont mis à jour en utilisant l’algorithme 5.5.1.
En ce qui concerne la mise à jour des Zi nous remarquons que dans le cas d’une loi
gaussienne généralisée, nous pouvons calculer la dérivée de la densité :

∀ui 6= 0 p′(ui) =−
√
γpβ

2Γ(1/β)
e−|
√
γpui|βγβ/2p

β

2
(u2
i )
β/2−12ui

=− p(ui)βuiγβ/2p (u2
i )
β/2−1. (5.77)
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En utilisant (5.65) et (5.77), nous pouvons en déduire que

〈zi〉k+1 =βγβ/2−1
p (u2

i )
β/2−1

∣∣
ui=
√
〈u2i 〉k,γp=〈γp〉k

=β(〈γp〉k)β/2−1
[
(mk)

2
i + (σ2

k)i
]β

2
−1

=β
[
〈γp〉k

(
(mk)

2
i + (σ2

k)i
)]β2−1

(5.78)

où β = βl, γp = γlp pour i ∈ Il.
En ce qui concerne γn et γlp nous utilisons (5.68) et (5.75). Comme nous avons re-

construit les coefficients u, une étape de synthèse est appliquée à la fin pour obtenir une
estimation de x : x̂=Pm̂.

5.6.2 Résultats
Pour évaluer notre approche, nous l’avons appliqué à un problème de déconvolution et

comparé les résultats avec deux approches existantes : l’approche SURE-LET [PBBC09]
dans le domaine des ondelettes et une approche non-supervisée basée sur la variation
totale (TV) dans le domaine de l’image [ZFR15b].

Dans toutes les simulations, nous avons utilisé une trame redondante constituée de
neuf bases d’ondelettes orthogonales. Nous avons utilisé pour cela les ondelettes Dau-
bechies 4 et nous avons fait une décomposition sur 3 niveaux, ce qui conduit à L = 10
sous-bandes différentes.

Les trois approches ont été testées avec les données générées à partir de deux images
standard : Lena et Cameraman. Pour générer des données, un noyau de convolution
uniforme de taille 9 × 9 a été utilisé. Ensuite, nous avons ajouté un bruit gaussien aux
images convoluées à un SNR = 40 dB.

Notre approche a été mise en œuvre avec les initialisations suivantes : la transformée
des données comme moyenne, 1 comme variance des coefficients à estimer et l’inverse de
la vraie variance du bruit comme initialisation pour γn et γlp. Concernant les paramètres
de forme de l’a priori GG, nous avons utilisé 2, qui conduit à une loi gaussienne, pour
les coefficients d’approximation, et [1, 0.9, 0.8], qui conduisent à des distributions à queue
lourde, pour les coefficients de détails de l’échelle la plus grossière à l’échelle la plus fine.

Nous montrons dans la figure 5.3 (a) une image de Lena. Les reconstructions obtenues
par les trois approches sont montrées dans la figure 5.3 (b)-(d). Nous pouvons voir que le
résultat de notre approche (figure 5.3 (d)) est meilleur que celui obtenu par SURE-LET
(figure 5.3 (b)). Par ailleurs, en comparant la figure 5.3 (c) et (d), nous pouvons voir que
les détails de Lena sont mieux reconstruits par notre approche que par l’approche basée
sur TV. Par exemple, le bord du chapeau et la plume sur le chapeau sont plus nets que
ceux dans la figure 5.3 (c).

Nous montrons dans le tableau 5.2 les PSNR des reconstructions obtenues par les
trois approches. Nous pouvons voir que dans les deux cas, l’approche proposée donne
un meilleur PSNR que l’approche SURE-LET : pour Lena, notre approche donne 29.69
dB qui est 0.47 dB de plus que celui obtenu par SURE-LET, et pour Cameraman, notre
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Table 5.2 – PSNR (dB) obtenu par SURE-LET, l’approche basée sur TV et
l’approche proposée

SURE-LET TV proposée
Lena 29.04 29.22 29.69

Cameraman 28.17 29.61 29.47

approche donne 29.47 dB qui est 1.3 dB de plus que celui obtenu par SURE-LET. La
bonne performance de notre approche par rapport à SURE-LET peut être expliquée par
le fait qu’elle estime dix paramètres différents pour les coefficients des dix sous-bandes.

En comparant les PSNR de notre approche et de l’approche TV, nous pouvons voir
que pour Lena, notre approche donne un PSNR 0.47 dB de plus que celui de l’approche
TV, mais pour Cameraman, c’est l’approche TV qui donne un PSNR 0.14 dB de plus que
celui de notre approche. En fait, l’image Cameraman est plutôt régulière par morceaux
et l’a priori TV marche très bien pour ce type d’images. Par contre, dans Lena, il y a
plus de détails. Dans ce cas, c’est l’approche basée sur un a priori dans le domaine des
ondelettes qui est le plus adapté.

5.7 Conclusion
La première contribution de ce travail est l’algorithme 5.3.1 qui nous a permis d’intro-

duire une autre vision du bayésien variationnel. Grâce à ce résultat nous avons pu définir
de nouveaux algorithmes beaucoup plus rapides et plus aisément utilisables en grande
dimension que l’état de l’art, comme on peut le voir dans la thèse de Yuling Zheng. Cette
méthode de reconstruction est de plus aisément utilisable pour des mélanges scalaires de
gaussiennes. Elle ouvre un grand champ d’investigations possibles dont une partie sera
détaillée dans le projet.
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(a) (b)

(c) (d)

Figure 5.3 – (a) Image floue, images reconstruites par (b) SURE-LET [PBBC09] (c)
TV [ZFR15b] (d) l’approche proposée.
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6.1 Aspects méthodolo-
giques

6.2 Aspects applicatifs

6 — Projet de recherche

Mon projet de recherche se situe dans la continuité des deux derniers axes présentés
ici, à savoir le développement et l’application de méthodes de reconstruction dans le cas
de problèmes inverses mal-posés. Afin de clarifier la présentation je séparerai ce projet
en deux parties, l’une centrée sur les développements théoriques et méthodologiques, en
particulier sur les aspects non paramétriques, et l’autre sur la partie plus applicative.

6.1 Aspects méthodologiques
En ce qui concerne les pistes théoriques sur lesquelles s’appuie ce projet, elles sont

de deux types, correspondant aux deux approches théoriques que j’ai étudiées jusqu’à
aujourd’hui. La première est la généralisation de l’étude générique du comportement
des estimateurs non paramétriques dans des espaces fonctionnels donnés. L’autre partie
importante est basée essentiellement sur le développement des méthodes bayésiennes de
la partie 5.

6.1.1 Comportement générique des estimateurs non paramétriques
Les travaux présentés dans la partie 4.4 sont de premiers pas vers le développement

d’une théorie générale permettant de comparer les estimateurs non-paramétriques entre
eux. En effet, comme indiqué plus haut, étudier les performances minimax peut s’avérer
mal adapté dans certains cas. Une approche plus récente est celle des maxisets, [KP02],
pour laquelle on détermine les espaces maximaux sur lesquels les estimateurs atteignent
une vitesse de convergence donnée. Là encore, cette théorie n’est pas complètement sa-
tisfaisante puisqu’elle nécessite le choix d’une vitesse de convergence.

Dans la définition du minimax, le critère d’optimalité porte sur tous les estimateurs
définis dans un espace fonctionnel. Le problème de ce critère d’optimalité est qu’il donne
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le risque maximum atteint sur cet espace. Mais nous avons vu que dans certains cas ce
risque "pire" et le risque générique coïncident. Il serait pour autant naturel de se de-
mander si ces résultats sont fortuits ou s’ils correspondent, comme on peut s’y attendre,
pour tous les estimateurs. Pour répondre à cette question, et pour définir aussi un critère
théorique d’optimalité plus réaliste, je me propose de définir un critère correspondant à
la meilleure vitesse atteinte pour presque toutes les fonctions de l’espace.

Pour cela, je pense pouvoir m’appuyer sur les lemmes généraux de la théorie du mi-
nimax. En effet, pour déterminer une vitesse minimax dans un espace donné on peut
s’appuyer soit sur le lemme d’Assouad, [Ass83] qui se base sur les tests d’hypothèses soit
sur la minoration du risque minimax par le risque bayésien. Il semble alors logique de
démontrer des équivalents dans un cadre générique, et d’en déduire des minorations du
risque valables pour presque toutes les fonctions d’un espace donné.

Une telle théorie, pourra ensuite se généraliser à des cadres plus proches des phéno-
mènes observés dans les applications, tels que la théorie du minimax adaptatif et surtout
la généralisation aux problèmes inverses.

6.1.2 Généralisation du bayésien variationnel exponentialisé

Une première piste de recherche liée à la méthodologie du bayésien variationnel que je
vais exploiter est la généralisation de cette théorie à d’autres types de lois approchantes.
En effet dans les travaux effectués jusqu’à présent, les lois de probabilité considérées
étaient soit discrètes dans [KW97b], soit à densité dans nos travaux. Mais l’ensemble des
mesures de probabilité est beaucoup plus grand que cela. Par exemple pour de nombreuses
applications on a besoin d’un modèle prenant en compte exactement la parcimonie, mo-
délisée par un mélange Bernoulli-Gaussien. Ce type de lois mixtes nécessitent donc une
généralisation des travaux antérieurs.

Une autre généralisation envisagée est l’étude et l’amélioration de l’algorithme bayé-
sien variationnel présenté dans la prise en compte des corrélations. En effet, dans les
travaux que nous avons menés, nous avons obtenu de fortes accélérations du bayésien
variationnel dans le cas d’une séparabilité totale. Dans le cas de la séparation partielle
présentée dans l’exemple 5.5.2 pour laquelle les pixels de l’image ne sont pas du tout
séparés, l’utilisation de cet algorithme n’apporte rien par rapport à la méthode standard.
Néanmoins, une étude intéressante serait de regarder différents niveaux de corrélation
afin de déterminer à partir duquel l’apport de la méthode est significatif. Cette étude
pourrait être menée en appliquant notre méthode à des champs de Markov pour lesquels
on peut jouer sur la corrélation.

Finalement, la principale limitation de la méthode du bayésien variationnel est le
cadre de lois a priori conjuguées avec la vraisemblance. Même dans les méthodes déve-
loppées, cette hypothèse est nécessaire en pratique puisqu’elle permet de passer de l’op-
timisation d’une loi à une optimisation de paramètres, plus simple à mettre en œuvre.
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Plusieurs travaux ont été développés pour essayer de sortir de cette contrainte, mais
ils faisaient appel à des approximations ou des contraintes supplémentaires sur les lois
approchantes. Une piste de recherche à moyen terme pour sortir de ce cadre contraint
serait d’utiliser les algorithmes récents d’optimisation basés sur l’opérateur proximal qui
permettent de considérer des fonctionnelles plus complexes. Une autre piste envisagée
est d’échantillonner les lois approchantes qui permettrait d’utiliser des méthodes numé-
riques, moins limitées par ces contraintes.

6.1.3 Bayésien variationnel non-paramétrique

Enfin une piste qui m’intéresse, vraisemblablement à plus long terme, est le dévelop-
pement de méthodes bayésiennes variationnelles dans un cadre non-paramétrique. Les
méthodes développées jusqu’à présent s’appliquent seulement à des densités de proba-
bilités dans un cadre paramétrique, pour l’estimation d’un nombre fini de paramètres.
J’aimerais adapter ces travaux à un cadre non paramétrique, celui-ci offrant une plus
grande flexibilité mais faisant aussi intervenir une infinité de paramètres. De plus l’ap-
proche non-paramétrique permet de s’affranchir du choix du nombre de pixels, de co-
efficients de base etc... permettant de représenter l’objet. La principale difficulté dans
ce cadre est la nature même des objets étudiés. Cette fois les mesures concernées sont
données par des processus continus, plus délicats à manipuler. Pour l’instant la grande
majorité des travaux sur le bayésien non-paramétrique font intervenir des méthodes de
reconstruction de type MCMC plus coûteuses en temps de calcul. Dans le domaine de
l’apprentissage, des travaux de [BJ+06, DMGT09] présentent l’application du bayésien
variationnel pour certaines lois non-paramétriques qui peuvent être vues comme des mo-
dèles de mélange ayant une infinité de composantes. Cependant dans ces deux cas, la loi
approchante considérée est finie-dimensionnelle, le nombre de composantes considérées
dans le mélange étant choisi à l’avance. A contrario dans [MTC11], le modèle est plus
simple mais le nombre de composantes est estimé aussi. Un premier travail envisagé est
de partir de [BJ+06] et d’estimer le nombre de composantes dans le modèle du proces-
sus de Dirichlet puis d’appliquer ces méthodes à la résolution de problèmes inverses en
traitement du signal. Dans un deuxième temps, l’idée serait de déterminer une approche
générale valable pour une grande classe de processus stochastiques. J’envisage donc de
développer un algorithme de bayésien variationnel du type présentés dans la partie 5
mais adapté à des a priori non paramétriques.

6.2 Aspects applicatifs

Ces dernières années je me suis intéressée plus spécifiquement aux apports du trai-
tement du signal dans différents domaines applicatifs, grâce à des collaborations avec
des experts de ces différents domaines. Je souhaite non seulement continuer à dévelop-
per les pistes actuelles, présentées dans la partie 4, qui sont essentiellement portées par
l’astrophysique ou les problèmes inverses des ondes mais aussi développer de nouvelles
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collaborations dans des applications plus proches du bio-médical en imagerie TEP (To-
mographie par Emission de Positons) ou IRM (Imagerie par Résonance Magnétique).

6.2.1 Domaine de l’astrophysique

Dans ce domaine j’ai développé deux grands axes de collaboration qui sont liés à deux
projets phares, le JWST avec le L2S et l’IAS et la détection d’ondes gravitationnelles
avec le LAMA et l’APC. Les travaux déjà menés ouvrent d’autres pistes de généralisation
et d’amélioration des méthodes existantes.

Imagerie multi-spectrale

Actuellement le travail effectué dans la thèse d’Amine Hadj-Youcef est surtout porté
par la construction d’un modèle direct pour les données attendues dans l’imageur MIRI
prenant en compte le côté multi-spectral. Ce travail ouvre la voie au développement de
méthodes de reconstruction dédiées, en particulier des méthodes parcimonieuses. On
pourra ensuite généraliser ces méthodes à des bi-modèles permettant de prendre en
compte différents types d’objets spatiaux tels que les étoiles et les nuages gazeux. Le
modèle présenté actuellement est basé sur une approximation linéaire par morceaux de
la composante spectrale. Le modèle étudié pourrait aussi être généralisé par exemple à
des approches de type décomposition sur des dictionnaires.

Détection d’ondes gravitationnelles

Le travail effectué dans le cadre du projet ANR Wavegraph a pour objet la détec-
tion d’ondes gravitationnelles dans le plan temps-fréquence grâce en particulier à des
formes d’ondes particulières. En plus de la continuation de ce travail pour la détection
d’événements de plus faibles signatures temps-fréquence, une autre approche est basée
sur l’utilisation des méthodes bayésiennes. En effet, un défi qui intéresse actuellement les
spécialistes est le développement de méthodes rapides permettant une détection et une
analyse temps réel. L’intérêt est de pouvoir pointer des télescopes dans la direction d’ar-
rivée de l’onde gravitationnelle et ainsi de voir directement l’événement correspondant.
Dans ce contexte, les méthodes privilégiées actuellement sont des méthodes bayésiennes,
en particulier l’algorithme BayesWave [CL15], basées sur du MCMC. Plusieurs pistes
d’accélération utilisant le bayésien variationnel sont ouvertes. Une première idée serait
d’adapter l’algorithme BayesWave, en utilisant par exemple les mêmes a priori dans un
cadre bayésien variationnel. Une autre approche serait de regarder une décomposition
sur des dictionnaires temps-fréquence afin de déterminer les caractéristiques du signal
reçu.

6.2.2 Domaine de l’imagerie bio-médicale

En ce qui concerne les applications en imagerie liées au bio-médical, là encore plusieurs
pistes sont envisagées. L’une d’elle en collaboration avec le GEEPS traite de l’imagerie
micro-ondes tandis que l’autre, sans doute à plus long terme, concerne essentiellement
l’imagerie IRM.



6.2 Aspects applicatifs 85

Problèmes inverses des ondes
Les travaux entrepris dans le cadre de la thèse d’Hidayet Zaimaga permettent de

tester les méthodes basées sur la parcimonie à la reconstruction en imagerie micro-ondes.
Cependant ils concernent la parcimonie dans le domaine direct des pixels. Une piste
d’amélioration de ces résultats est l’utilisation de dictionnaires, basés par exemple sur
des ondelettes, afin de trouver la représentation la plus parcimonieuse possible. On s’in-
téresse également à la généralisation 3D prenant en particulier en compte les problèmes
d’anisotropie.

Une autre piste d’amélioration de la reconstruction dans ce contexte est l’utilisation
des méthodes bayésiennes et en particulier les méthodes développées dans la thèse de
Yuling Zheng. Une fois encore, ces méthodes devront être adaptées, d’une part, au pro-
blème non-linéaire complexe inhérent et, d’autre part, aux différentes applications, telles
que la détection du cancer du sein ou le contrôle non-destructif.

Imagerie TEP/IRM
Finalement, un problème que j’aborderai est l’amélioration des images IRM et TEP

afin de diminuer à la fois le temps d’exposition des patients et l’injection d’agents de
contraste. Dans ce cas, et plus spécialement dans les applications à l’imagerie fonction-
nelle cérébrale, l’évolution temporelle est porteuse d’informations très importantes. Or
dans les approches classiques utilisées pour reconstruire les données TEP, la résolution
temporelle est très mauvaise à cause du faible nombre de photons détectés. Dans ce
contexte plusieurs pistes peuvent être explorées. Une première est l’utilisation des mé-
thodes bayésiennes ainsi que leurs développements non paramétriques afin de tirer au
mieux profit du faible nombre de données pour reconstruire un grand nombre de pixels,
comme dans [FBC+13], en contournant la question de l’échantillonnage.

Une autre piste envisagée est une prise en compte de la parcimonie pour ce type
d’imagerie. Ce problème est largement étudié, en particulier par [BCC+16] où ils pro-
posent des schémas d’acquisition basés sur de l’échantillonnage compressé. Une autre
façon d’intégrer la parcimonie dans ce type d’imagerie que l’on pourrait envisager est de
l’utiliser directement dans les mécanismes de restauration du contraste. Ces approches
pourraient être développées aussi pour des problèmes d’imagerie multi-modale.
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Résumé :
Les activités de recherche présentées dans cette habilitation sont portées par les mé-

thodes temps-fréquence et leur apport méthodologique au traitement du signal et de
l’image, plus particulièrement dans le contexte de problèmes inverses mal posés. Dans
ce cadre, je me suis intéressée à deux apports importants de cet outil. Le premier est
évidemment la parcimonie, qui est l’un des intérêts majeurs de la décomposition temps-
fréquence. Un autre intérêt est porté par l’estimation non paramétrique et le lien entre
les signaux naturels et des espaces fonctionnels donnés. Même si dans les faits les signaux
ont tous une représentation finie, pouvoir les considérer comme des objets de dimension
infinie offre plus de flexibilité et permet de s’affranchir de contraintes telles que le choix
de l’échantillonnage ou du nombre de paramètres à considérer.

C’est donc par le biais des apports de ces deux aspects méthodologiques que j’ai
étudié trois grands axes thématiques du traitement du signal. Le premier axe porte
sur la théorie de l’information pour le codage de données parcimonieuses. Le second
axe s’appuie sur l’étude et l’application de méthodes déterministes d’estimation et de
reconstruction, en particulier des méthodes par seuillage d’ondelettes, dans le cadre de
problèmes inverses. Finalement, la dernière partie de ce mémoire traite du développement
de méthodes bayésiennes variationnelles pour les problèmes inverses.
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