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M. Laurent Condat Chargé de recherche Examinateur

M. Jalal Fadili Professeur Examinateur
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ment Neus Sabater pour m’avoir encadrée en stage de L3, puis Sébastien Leprince
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4.3 Décroissance de l’énergie par expansion move optimal . . . . . . . . . 123

4.4 Résolution numérique par coupure de graphes . . . . . . . . . . . . . . 132
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Introduction

Contexte de la thèse

Avec l’intérêt croissant pour les technologies basées sur l’analyse et le traitement des
images, et le perfectionnement continu des algorithmes, deux mouvements contraires
co-existent. D’une part, la nécessité de calculer toujours plus vite (avec parfois l’idée
d’effectuer les opérations en temps réel). De l’autre, l’objectif légitime d’améliorer la
précision des résultats obtenus. L’avénement des nouvelles technologies et des nou-
veaux processeurs entretiennent l’espoir qu’un jour, ces deux contraintes pourront être
conjointement satisfaites. Néanmoins, il est encore aujourd’hui nécessaire de faire un
choix entre ces deux critères.

Ce choix peut reposer sur des critères très variés, mais il est généralement raison-
nable de choisir de consacrer du temps de calcul sur des tâches complexes qui consti-
tuent la finalité de la méthode, tandis que des tâches annexes ou préliminaires peuvent
se contenter d’être traitées de manière rapide, quitte à en sacrifier la qualité.

Le premier mouvement, qui cherche à augmenter la précision des résultats, consiste à
améliorer le modèle utilisé, ce qui sous-entend souvent de le complexifier. Le second, qui
vise au contraire la rapidité, nécessite généralement à résoudre un problème approché,
soit simplifié pour le rend compatible avec des outils de résolution efficaces, soit modifié
de sorte de le rendre parallélisable.

Contribution de la thèse

Le travail présenté ici cherche à explorer les deux aspects présentés plus haut à
travers différents problèmes classiquement rencontrés en traitement d’images, à savoir
la mise en correspondance stéréoscopique et le débruitage.

Gérer les occultations par méthode variationnelle Dans les chapitres 3 et 4,
nous nous intéressons à un problème central du traitement d’images qui est la sté-
réovision binoculaire. Ce domaine, très actif depuis les dernières décennies, cherche à
reconstruire une carte du relief à partir d’une paire d’images. C’est un problème diffi-
cile, qui présente par ailleurs une complexité algorithmique élevée. Une des difficultés
rencontrées est la présence d’occultation. Ce phénomène inévitable est, de par sa com-
plexité, largement ignoré par la plupart des méthodes proposées. Dans le chapitre 3,
nous avons cherché à le gérer dans un cadre variationnel, en améliorant les fonction-
nelles d’énergie classiquement rencontrées, grâce à l’ajout d’un terme inédit dans sa
version 2D. Le modèle considéré repose sur une analyse fine du phénomène d’occulta-
tion. L’introduction de ce terme rend le problème sous-jacent plus délicat à résoudre,
la résolution a été rendue possible grâce à l’adaptation d’un algorithme primal-dual
existant.
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Spécification de l’intervalle de disparité par pixel dans la méthode des graph
cuts Dans le chapitre 4, nous restons dans le cadre de la stéréovision binoculaire. Nous
sommes à nouveau partis d’un algorithme existant et dont l’efficacité algorithmique est
réputée car elle repose sur l’utilisation de graphes. Nous avons exploité cette efficacité
pour pouvoir l’appliquer à des problèmes périphériques qui sont le raffinement de cartes
de disparité et leur densification. Le premier problème peut se présenter dans le cas
où une méthode produit des cartes de précision pixellique de manière fiable mais coû-
teuse, ne permettant pas d’atteindre une précision sous-pixellique en temps de calcul
raisonnables. Le second problème peut se présenter de manière avantageuse lorsqu’une
méthode fiable (et coûteuse) n’arrive pas à produire une carte dense. Dans les deux cas,
l’idée est de profiter d’une méthode très efficace permettant au post-traitement (raffi-
nement ou densification) d’être très rapide, de sorte qu’on puisse consacrer davantage
de temps pour la première estimation, qui pourra elle être basée sur un modèle plus
complexe (non étudié dans cette thèse).

Convergence d’algorithmes primaux-duaux : application à l’ADMM Dans le
cadre que nous étudions, une autre approche est également possible. Il s’agit d’accélérer
des algorithmes existants. Dans le chapitre 5, on s’intéresse au cas de la méthode des
directions alternées, qui est fréquemment utilisée dans les algorithmes de traitement
d’images. On montre qu’un léger relâchement de contraintes dans les paramètres de
cette méthode permet d’obtenir un taux de convergence théorique plus intéressant.
Cette amélioration a été en particulier testée sur un problème classique qui est le
lissage des images. Dans ce chapitre, nous nous sommes donc attachés à accélérer un
algorithme résolvant de manière exacte le problème considéré.

Alterner les descentes proximales : application au modèle ROF Enfin, dans
le chapitre 6, on s’intéresse à un dernier aspect de cette dualité précision/rapidité, en
considérant le problème central du débruitage par le modèle Rudin-Osher-Fatemi.
Ce modèle est connu pour donner des résultats satisfaisants, surtout lorsqu’il s’agit
d’effectuer un pré-traitement des données. Afin de libérer du temps de calcul pour
d’autres tâches plus importantes, il est nécessaire de réduire cette étape au maximum.
dans ce chapitre, nous nous proposons de gagner du temps de calcul global grâce à
l’utilisation du calcul parallèle. Cette approche conduit dans le cas du modèle ROF à
résoudre un problème approché, pour lequel nous avons proposé une variante accélérée
d’un algorithme de minimisations alternées. Cette méthode a été appliquée dans le cas
du débruitage d’images en couleur.

Le présent manuscrit est donc composé de deux parties relativement indépendantes.
Chacune d’entre elles aborde la dualité précision/rapidité développée plus haut d’une
manière différente. Ainsi, la première partie (chapitres 3 et 4) porte essentiellement sur
le problème de la stéréovision binoculaire. L’objectif est d’améliorer deux approches
existantes : dans un cas (chapitre 3), nous améliorons un modèle en y incluant la gestion
de l’occultation, d’une manière qui rende le nouveau problème résoluble par relaxation
convexe ; dans le second (chapitre 4), nous exploitons l’efficacité de la méthode des
graph cuts pour l’adapter à des problèmes différents. La seconde partie (chapitres 5 et
6) se concentre au contraire sur l’amélioration des algorithmes d’optimisation convexe,
en modifiant dans un cas (chapitre 5) des paramètres et dans l’autre cas (chapitre 6) en
remplaçant des pas de minimisation par des pas de descente proximale. Dans ces deux
cas, les algorithmes modifiés sont d’abord étudiés de manière formelle, afin d’en exhiber
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les performances théoriques. Une application sur deux problèmes de débruitage permet
alors d’en vérifier les performances pratiques. Enfin, une partie introductive (chapitres
1 et 2) permet au lecteur de se remémorer les notions importantes utilisées tout au long
de ce manuscrit, qu’il s’agisse d’optimisation convexe ou de stéréovision binoculaire.
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1.4.1 Méthodes de gradient . . . . . . . . . . . . . . . . . . . . . . . . . 23
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Introduction

De nombreux problèmes rencontrés en traitement d’images peuvent être abordés en
introduisant une fonctionnelle d’énergie qui traduit le modèle considéré, en mesurant
l’écart de toute fonction donnée à ce modèle. Si le modèle est suffisamment réaliste, la
solution recherchée est logiquement celle qui en est le plus proche, c’est-à-dire celle qui
minimise la fonctionnelle associée. Les fonctionnelles sont généralement composées de
plusieurs termes séparés, chacun correspondant à une composante du modèle considéré.
Ces termes peuvent être différentiables ou non, mais sont généralement convexes 1. On
se concentre dans ce chapitre sur le cas des fonctionnelles convexes, car il offre un cadre
de travail naturel pour la minimisation. La convexité assure en effet l’existence d’une
solution (donnée par le minimum global), mais surtout la non-existence de minima
locaux. Elle permet donc d’envisager des stratégies basiques de descente pour rechercher

1. Ce n’est pas toujours le cas, cf. chapitre 2
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un minimum : elles consistent à trouver la direction de descente de l’énergie, qui est
donnée par le gradient lorsque la fonctionnelle est différentiable. On verra qu’il est
possible d’étendre ce genre de méthodes dans le cas non différentiable.

La régularité (au sens large) des fonctionnelles joue un rôle prépondérant dans le
choix et la conception des algorithmes de minimisation. La différentiabilité permet par
exemple des calculs explicites dans les schémas de descente de gradient. Néanmoins, la
différentiabilité n’est pas toujours acquise. Si la fonctionnelle n’est que partiellement
différentiable, on montre qu’il est avantageux d’exploiter la régularité partielle de la
fonctionnelle, ce qui conduit à des méthodes dites par éclatement. Dans le cas plus
général, on introduit un opérateur dit proximal, qui est à l’origine d’une classe d’algo-
rithmes dit proximaux. Ces derniers comprennent en particulier les méthodes classiques
de gradient implicite, gradient explicite ou encore gradient projeté. Une autre sorte de
régularité fournit également des résultats intéressants : il s’agit de la forte convexité.
Cette propriété permet en outre de proposer des algorithmes accélérés, comme on le
verra dans le chapitre 5. Enfin, un dernier aspect important en optimisation convexe
reste la complexité des calculs. Pour qu’un algorithme soit utilisable sur des données
réelles, il est nécessaire d’en assurer la convergence dans un temps raisonnable. On verra
dans le chapitre 6 qu’une stratégie d’éclatement peut en réduire la complexité, en per-
mettant notamment les calculs parallèles. Néanmoins, ce genre d’approches implique
des résolutions approchées.

L’objectif de ce chapitre est de donc de rappeler et d’établir certains résultats
classiques en optimisation convexe continue, en vue de les appliquer dans les deux
prochains chapitres. Nous commencerons par des rappels sur le cadre de la convexité
(section 1.1). On verra ensuite le cas plus connu des fonctions différentiables, puis on
introduira la notion de sous-différentiabilité. Cette notion est au coeur de la théorie
des opérateurs proximaux (section 1.3) qui offre une classe très large d’algorithmes,
appelés algorithmes proximaux, qui généralisent les méthodes de gradient (section 1.4).
Enfin, on présentera des stratégies classiques qui permettent d’exploiter les propriétés
de régularité d’une seule partie de la fonctionnelle (méthodes d’éclatement).

1.1 Convexité

Dans cette section, on fait quelques rappels sur les fonctions convexes, en considé-
rant le cas général des fonctions à valeurs dans R∪{±∞}. Ce choix nous permettra en
particulier de considérer des problèmes de minimisation sous contraintes, mais sous une
forme non contrainte. On rappellera ensuite les résultats d’existence de minimum, puis
les conditions d’optimalité du premier ordre, d’abord dans le cas familier des fonctions
différentiables, puis dans le cas plus général des fonctions sous-différentiables. Enfin,
on introduira les fonctions fortement convexes, pour lesquelles on verra plus tard qu’il
est possible de proposer des algorithmes accélérés.

1.1.1 Définitions

Commençons par quelques définitions classiques.

Domaine, fonctions propres Soit X un espace hilbertien, de dual noté X∗. On va
considérer dans ce chapitre des fonctions à valeurs dans la ligne réelle étendue X →
R ∪ {±∞}. On appellera alors domaine de la fonction F , noté dom(F ) l’ensemble des
points x ∈ X tels que f(x) < +∞.
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Une fonction F : E → R∪ {±∞} est dite propre si elle ne prend pas la valeur −∞
et si elle n’est pas identiquement égale à +∞. Autrement dit, le domaine d’une fonction
propre n’est pas vide.

Inégalité de Jensen Un ensemble C ⊂ X est dit convexe si, pour tous élements x1

et x2 de C, le segment [ x1 ; x2 ] défini par {λ x1 + (1 − λ) x2 | λ ∈ [ 0 ; 1 ]} est contenu
dans C. Une fonction F : E → R∪{+∞} est dite convexe si son épigraphe (c’est-à-dire
l’ensemble des points situés au-dessus de son graphe) est un ensemble convexe. Elle est
dite concave si −F est convexe.

On montre que F est convexe si et seulement si elle vérifie l’inégalité de Jensen,
qui pour tout couple (x1,x2) ∈ (dom(F ))2 s’écrit

∀λ ∈ ] 0 ; 1 [ , F
(

λ x1 + (1− λ) x2

)

≤ λ F (x1) + (1− λ) F (x2).

Si cette inégalité est stricte pour tout x1 6= x2, alors F est dite strictement convexe.

1.1.2 Existence d’un minimiseur

Un des intérêts de l’optimisation convexe repose sur le fait qu’il n’existe pas de
minimum local dans lequel les algorithmes de recherche de minimum par descente
pourraient être piégés, comme l’atteste le résultat suivant :

Proposition 1 Soit F une fonction convexe sur X. Si F admet un minimum local
en x∗, alors il admet un minimum global en x∗.

Un autre intérêt des fonctions convexes est l’existence de minimiseurs dans des cas
simples à caractériser. Voici dans ce qui suit quelques résultats connus d’existence
(et/ou d’unicité) de minimiseurs. Pour plus de détails, le lecteur pourra se reporter par
exemple à [10].

Cas général On s’intéresse tout d’abord aux fonctions convexes (non strictement
convexes). Commençons par le cas des fonctions continues sur un compact, pour les-
quelles l’existence d’un minimiseur est assuré :

Proposition 2 Soit F une fonction convexe sur un compact K ⊂ X non vide. On
suppose que F est continue sur K. Alors F admet au moins un minimum dans K.

On enchâıne ensuite avec le cas non borné ; ce cas nécessite de considérer des fonctions
dites coercives, c’est-à-dire telles que

F (x)→ +∞ si ‖x‖ → +∞.

On peut alors montrer que, dans ce cas, l’existence d’un minimiseur est également
assurée :

Proposition 3 Soit F une fonction convexe sur X. On suppose que F est continue
et coercive sur X. Alors F admet au moins un minimum dans X.

Ce résultat se généralise à la minimisation sur un fermé quelconque non vide.
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Cas de la stricte convexité Lorsqu’on ajoute une hypothèse de stricte convexité,
les résultats qui précèdent incluent un résultat d’unicité. En effet, on peut montrer que

Proposition 4 Soit F une fonction strictement convexe sur X. Alors F admet au
plus un minimum sur X.

Cette proposition nous permet donc d’énoncer un résultat important sur la minimisa-
tion d’une fonction strictement convexe, lorsque celle-ci est coercive :

Théorème 1 Soit F une fonction strictement convexe et coercive sur X. Soit A un
fermé non vide. On suppose que F est continue sur A. Alors F admet exactement un
minimum dans A.

Dans tout ce qui suit, on supposera toujours (sans le préciser) l’existence d’au moins
un minimiseur.

1.1.3 Conditions d’optimalité

On présente dans ce paragraphe des résultats utiles permettant de caractériser, lors-
qu’ils existent, les minima des fonctions considérées. On se focalise plus particulièrement
sur les conditions dites du premier ordre, qui concernent les fonctions différentiables ou
sous-différentiables, et qui donnent un critère sur le gradient ou le sous-gradient.

Cas différentiable Commençons par traiter le cas plus familier des fonctions diffé-
rentiables. Les conditions nécessaires d’optimalité sont connus sous le nom d’équation
ou d’inégalité d’Euler.

Théorème 2 (Équation d’Euler) Soit F une fonction convexe sur X. On suppose
que F est différentiable sur X. Alors F admet un minimum en x∗ si et seulement
si x∗ vérifie l’équation d’Euler

∇F (x∗) = 0.

Ce résultat est également valable sur tout ouvert convexe Ω ⊂ X. Il n’est pas valable
sur des ensembles fermés (où le minimum, s’il existe, peut être atteint sur le bord).
C’est l’objet du résultat suivant, généralisable à tout convexe Ω :

Proposition 5 (Inégalité d’Euler) Soit F une fonction convexe sur X. On suppose
que F est différentiable sur X. Alors F admet un minimum en x∗ si et seulement si x∗

vérifie l’inégalité d’Euler

∀x ∈ X, 〈x− x∗,∇F (x∗)〉 ≥ 0.
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Sous-différentiabilité On quitte maintenant le cadre des fonctions différentiables.
Commençons par introduire la notion de sous-différentiabilité, qui généralise celle de
la différentiabilité dans le cas des fonctions convexes. Soit x0 ∈ X tel que x0 ∈ dom(F )
avec F une fonction convexe. On définit le sous-différentiel de F en x0, noté ∂F (x0),
comme étant l’ensemble des points p ∈ X∗ vérifiant

∀x ∈ X, 〈x− x0,p〉+ F (x0) ≤ F (x)

appelés, quand ils existent, sous-gradients de F en x0. On dit alors que F est sous-
différentiable en x0 si son sous-différentiel en x0 est non vide. Par convention, on définit
le sous-différentiel de F en x0 comme étant l’ensemble vide si F (x0) = +∞. On peut
montrer par ailleurs que le sous-différentiel en x0 d’une fonction convexe F différentiable
en x0 est donné par le singleton {∇F (x0)}. Réciproquement, on établit que, si le sous-
différentiel de F en x0 est réduit à un vecteur p, alors F est différentiable en x0, de
gradient p.

Calcul de sous-différentiel Établissons ici quelques règles de calcul de sous-différentiel
qui nous seront utiles par la suite. Commençons par remarquer que, pour tout α > 0,
on a

∀x0 ∈ dom(F ), ∂(αF )(x0) = α ∂F (x0).

En effet, on a par définition du sous-différentiel

x ∈ ∂(αF )(x0) ⇐⇒ ∀x ∈ X, 〈x− x0,p〉+ α F (x0) ≤ α F (x)

⇐⇒ ∀ p ∈ X,
〈

x− x0,
x

α

〉

+ F (x0) ≤ F (x)

x ∈ ∂(αF )(x0) ⇐⇒ x

α
∈ ∂F (x0).

Supposons à présent que f est une fonction convexe différentiable et F convexe.
Posons G = F +f . Calculons ∂G(x0) pour tout x0 ∈ dom(F )∩dom(f). Si p ∈ ∂F (x0),
alors

∀x ∈ X, 〈x− x0,p〉+ F (x0) ≤ F (x).

On a par ailleurs, puisque ∂f(x0) = {∇f(x0)},
∀x ∈ X, 〈x− x0,∇f(x0)〉+ f(x0) ≤ f(x).

En additionnant les deux, on montre que p + ∇f(x0) ∈ ∂G(x0). Ainsi, on prouve
que ∂F (x0)+∇f(x0) ⊂ ∂G(x0)

2. Supposons maintenant que x ∈ ∂G(x0) et démontrons
l’inclusion inverse. On a par définition

∀x ∈ X,∀λ ∈ ] 0 ; 1 [ , 〈[λx + (1− λ)x0]− x0,p〉+ G(x0) ≤ G
(

λx + (1− λ)x0

)

soit λ〈x− x0,p〉+ F (x0) + f(x0) ≤ λ F (x) + (1− λ) F (x0) + f
(

x0 + λ(x− x0)
)

.

En simplifiant et en utilisant la formule de Taylor-Young au premier ordre pour f ,
on obtient que

λ〈x− x0,p〉+ f(x0) ≤ λ F (x)− λ F (x0) + f(x0) + λ〈x− x0,∇f(x0)〉
+λ ‖x− x0‖ ε

(

λ(x− x0)
)

.

2. En réalité, on démontre aussi que, de manière générale, ∂F1(x0) + ∂F2(x0) ⊂ ∂(F1 + F2)(x0)
pour tout x0 ∈ X.
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En divisant à nouveau par λ puis en le faisant tendre vers 0, il s’ensuit que

∀x ∈ X, 〈x− x0,p−∇f(x0)〉+ F (x0) ≤ F (x).

On en déduit que p−∇f(x0) ∈ ∂F (x0), donc ∂G(x0) ⊂ ∂F (x0) +∇f(x0). Finalement,
si f est différentiable, alors

∀x0 ∈ X, ∂G(x0) = ∂F (x0) +∇f(x0).

Cas sous-différentiable Généralisons à présent les conditions d’optimalité de pre-
mier ordre au cas des fonctions sous-différentiables :

Théorème 3 (Équation d’Euler (2)) Soit F une fonction convexe sur X. On
suppose que F est sous-différentiable sur X. Alors F admet un minimum en x∗ si et
seulement si x∗ vérifie l’équation d’Euler

0 ∈ ∂F (x∗).

Démonstration : Puisque 〈y − x0,0〉 est nul pour tout y ∈ X, on en déduit que x0

minimise F si et seulement si F (x0) < +∞ et que

∀ y ∈ X, 〈y − x0,0〉+ F (x0) ≤ F (y)

c’est-à-dire si et seulement si 0 ∈ ∂F (x0). �

1.1.4 Forte convexité

Introduisons enfin la notion de forte convexité, qui apparâıtra en particulier dans
le chapitre suivant.

Définition Une fonction F : E → R ∪ {+∞} est dite fortement convexe, de mo-
dule α > 0, si pour tout couple (x1,x2) ∈ (dom(F ))2

∀λ ∈ ] 0 ; 1 [ , F
(

λx1 +(1−λ) x2

)

≤ λ F (x1)+(1−λ) F (x2)−
α

2
λ(1−λ) ‖x1−x2‖2.

Une fonction fortement convexe est en particulier strictement convexe.

Exemples La fonction x 7→ α ‖x + a‖2/2 est fortement convexe de module α pour
tout a ∈ X et tout α > 0. On peut également montrer que la somme d’une fonction
convexe et d’une fonction fortement convexe est fortement convexe.

On peut enfin établir que, si la fonction F est fortement convexe de module α, alors,
pour tout x ∈ X, la fonction

y 7→ F (y)− α

2
‖x− y‖2

est convexe.

Caractérisation Établissons à présent une caractérisation bien utile de la forte
convexité :
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Proposition 6 Soit F une fonction définie sur l’espace euclidien X. Supposons
que F est sous-différentiable. Alors F est fortement convexe de module α si et seule-
ment si

∀ (x1,x2) ∈ (dom(F ))2, F (x2) ≥ F (x1) + 〈p,x2 − x1〉+
α

2
‖x2 − x1‖2

avec p ∈ ∂F (x2).

Démonstration : • Commençons par prouver le sens direct. Supposons que F est
fortement convexe de module α. Par définition, on a pour tout (x1,x2) ∈ (dom(F ))2

et λ ∈ ] 0 ; 1 [

F
(

λx2 + (1− λ)x1

)

≤ λ F (x2) + (1− λ) F (x1)−
α

2
λ(1− λ) ‖x2 − x1‖2.

que l’on peut réécrire

F
(

x1 + λ(x2 − x1)
)

− F (x1) ≤ λ [F (x2)− F (x1)]−
α

2
λ(1− λ) ‖x2 − x1‖2.

Soit maintenant p ∈ ∇F (x1). Par définition, p vérifie

∀z ∈ X, 〈z − x1,p〉+ F (x1) ≤ F (z).

En particulier, pour z = x1 + λ(x2 − x1),

〈x1 + λ(x2 − x1)− x1,p〉+ F (x) ≤ F
(

x1 + λ(x2 − x1)
)

soit λ 〈x2 − x1,p〉 ≤ F (x + λ(x2 − x1))− F (x1).

Ainsi, on obtient que

λ 〈x2 − x1,p〉 ≤ λ [F (x2)− F (x1)]−
α

2
λ(1− λ) ‖x2 − x1‖2

et puisque λ est strictement positif, on peut simplifier par λ, puis faire tendre λ vers 0
et obtenir l’inégalité recherchée.
• Montrons maintenant l’autre sens. Supposons que F vérifie pour tout (x,x′) ∈

(dom(F ))2

F (x′) ≥ F (x) + 〈p,x′ − x〉+
α

2
‖x′ − x‖2

avec p ∈ ∇F (x). Soit (x1,x2) ∈ (dom(F ))2 et λ ∈ ] 0 ; 1 [. Appliquons cette relation
à x = λ x1 + (1− λ) x2 et x′ = x1 :

F
(

λ x1 + (1− λ) x2

)

≥ F (x1) + 〈p,λ x1 + (1− λ) x2− x1〉+
α

2
‖λ x1 + (1− λ) x2− x1‖2

puis à x′ = x2 :

F
(

λ x1 + (1− λ) x2

)

≥ F (x2) + 〈p,λ x1 + (1− λ) x2− x2〉+
α

2
‖λ x1 + (1− λ) x2− x2‖2

ce qui donne respectivement, en simplifiant,

F
(

λ x1 + (1− λ) x2

)

≥ F (x1) + (1− λ) 〈p,x2 − x1〉+
α

2
(1− λ)2 ‖x1 − x2‖2

et F
(

λ x1 + (1− λ) x2

)

≥ F (x2) + λ 〈p,x1 − x2〉+
α

2
λ 2 ‖x1 − x2‖2.

En multipliant la première inégalité par λ, la seconde par (1−λ), puis en les ajoutant,
on obtient finalement la relation de forte convexité souhaitée, ce qui achève la preuve. �
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Minimisation Commençons par remarquer que la caractérisation de la forte convexité
assure que, si x∗ est le minimiseur (unique) de F , alors on a

∀x ∈ dom(F ), F (x) ≥ F (x∗) +
α

2
‖x− x∗‖2

puisque x∗ vérifie l’équation d’Euler. On peut par ailleurs signaler le résultat sui-
vant [1] :

Proposition 7 Soit F une fonction fortement convexe de module α définie sur l’es-
pace euclidien X. Alors F admet un unique minimiseur x∗, et toute suite minimisante
(c’est-à-dire toute suite (xn)n telle que (f(xn))n converge vers f(x∗)) converge vers x∗.
Par ailleurs, on a pour tout x ∈ X

‖x− x∗‖2 ≤ 4

α

(

F (x)− F (x∗)
)

.

1.2 Dualité

1.2.1 Conjuguée convexe ou conjuguée de Legendre-Fenchel

On va introduire dans cette section deux notions importantes, qui sont la semi-
continuité inférieure et la conjuguée convexe (ou conjuguée de Legendre-Fenchel,
déjà rencontrée dans le chapitre 3).

Semi-continuité inférieure Une fonction F : X → R∪{+∞} est dite semi-continue
inférieurement (abrégé en s.c.i. 3) si

∀x∗ ∈ X, lim inf
x→x∗

F (x) ≥ F (x∗).

On peut montrer [10] que F est s.c.i. si et seulement si son épigraphe est fermé.

Conjuguée convexe Soit F une fonction convexe définie sur X. On définit sa conju-
guée convexe, ou encore conjuguée de Legendre-Fenchel, en posant

∀ y ∈ X∗, F ∗(y) = sup
x∈X

{

〈x,y〉 − F (x)
}

.

Commençons par remarquer que F ∗ est à valeurs dans R∪{+∞} car F est propre. On
peut par ailleurs montrer que F ∗ est convexe et s.c.i. Signalons également le résultat
suivant :

Théorème 4 Si F est s.c.i., alors sa biconjuguée F ∗∗ = (F ∗)∗, qui est la conjuguée
convexe de sa conjuguée convexe, est F elle-même. Autrement dit, on a la relation
suivante

∀x ∈ X, F (x) = sup
y∈X∗

{

〈x,y〉 − F ∗(y)
}

.

Une manière d’interpréter ce résultat est de montrer que la biconjuguée F ∗∗ de F est
en réalité la plus grande fonction convexe, propre et s.c.i. située en-dessous de F . On
a donc l’égalité lorsque F possède déjà ces propriétés.

3. En anglais, l.s.c. pour lower semicontinuous.
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Cas de la forte convexité Lorsque la fonction F est fortement convexe, cela induit
une régularité remarquable sur sa conjuguée convexe, comme en témoigne le résultat
suivant [2, 8] :

Théorème 5 Soit F une fonction convexe.

• Si F est différentiable et ∇F est lipschitzienne, de constante L, alors F ∗ est
fortement convexe de module (1/L).

• Si F est fortement convexe, de module α, alors F ∗ est différentiable, de gradient
lipschitzien, de constante de Lipschitz 1/α.

En particulier, si F est convexe, propre et s.c.i., alors F ∗∗ = F , ce qui implique que F
est fortement convexe de module α si et seulement si F ∗ est différentiable, de gra-
dient (1/α)-lipschitzien. C’est pourquoi la forte convexité peut être interprétée comme
une forme de régularité.

1.2.2 Point-selle

Enfin, rappelons quelques notions utiles à propos des points-selles.

Définition et propriétés Un couple (x̄,ȳ) ∈ X×Y est un point-selle de la fonction L
sur X × Y si

∀ x ∈ X, ∀ y ∈ Y, L(x̄,y) ≤ L(x̄,ȳ) ≤ L(x,ȳ).

On peut montrer qu’une fonction L à valeurs réelles définie sur X × Y possède un
point-selle (x̄,ȳ) sur X × Y si et seulement si

max
y∈Y

inf
x∈X
L(x,y) = min

x∈X
sup
y∈Y
L(x,y)

Ce nombre est alors égal à L(x̄,ȳ) (appelée valeur-selle).

Cas convexe-concave On suppose que pour tout y ∈ Y , la fonction fy : x 7→ L(x,y)
est convexe, et que, pour tout x ∈ Y , la fonction gx : y 7→ L(x,y) est concave. On dit
alors que la fonction L est convexe-concave. Dans ce cas, l’existence d’un point-selle
est assurée par le théorème suivant :

Théorème 6 Soit L : X × Y → R une fonction convexe-concave. Posons pour
tout y ∈ Y et pour tout x ∈ X :

fy : x 7→ L(x,y) et gx : y 7→ L(x,y).

On suppose que tout y ∈ Y , la fonction gy est s.c.i. et que pour tout x ∈ X, la
fonction fx est s.c.i. Alors L possède un point-selle sur X × Y .

Conditions d’optimalité Voyons comment on peut caractériser les points selle
d’une fonction L dans le cas convexe-concave :
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Théorème 7 (Équation d’Euler) Soit L : X × Y → R une fonction convexe-
concave et sous-différentiable. Posons pour tout y ∈ Y et pour tout x ∈ X :

fy : x 7→ L(x,y) et gx : y 7→ L(x,y).

Alors (x̄,ȳ) est un point-selle de L si et seulement si

0 ∈ ∂fȳ(x̄) et 0 ∈ ∂gx̄(ȳ).

1.3 Opérateur proximal

On introduit dans cette section un opérateur, appelé opérateur proximal, introduit
par Jean-Jacques Moreau [12]. Il permet de concevoir une classe de méthodes d’opti-
misation convexe applicables à des fonctions non différentiables (mais sous-différentiables),
qui généralisent les méthodes de descente de gradient.

1.3.1 Définition et caractérisation

Point et opérateur proximal Soit F une fonction convexe, s.c.i. et propre, définie
sur l’espace euclidien X (avec d ∈ N

∗). On définit pour tout x ∈ X :

proxF (x) = argmin
y∈X

{
1

2
‖x− y‖2 + F (y)

}

.

appelé point proximal de x relativement à la fonction F . L’opérateur qui à tout x associe
son point proximal relativement à F est appelé opérateur proximal (ou opérateur de
proximité) associé à F .

Commençons par vérifier que, pour tout x ∈ X, le point proximal proxF (x) est bien
défini. Soit x ∈ X. On remarque tout d’abord que la fonction

G : y 7→ 1

2
‖x− y‖2 + F (y)

est strictement convexe et s.c.i. car c’est la somme d’une fonction fortement convexe
et d’une fonction convexe, toutes deux s.c.i. On en déduit que la fonction G admet un
unique minimum, ce qui assure la bonne définition de proxF (x).

Caractérisation du point proximal On cherche à présent à donner une caracté-
risation plus manipulable de proxf (x). Comme il s’agit du minimiseur d’une fonction
convexe, on peut le caractériser à l’aide de l’équation d’Euler. C’est l’objet du résultat
suivant :

Proposition 8 Soit F une fonction convexe, s.c.i. et propre. Alors pour tout x ∈ X,

p = proxF (x) ⇐⇒ x− p ∈ ∂F (p)
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Démonstration : • Soit x ∈ X. Supposons que p ∈ X vérifie F (p) < +∞. Par
définition du sous-gradient, x− p ∈ ∂F (p) est défini par

∀ y ∈ X, 〈y − p,x− p〉+ F (p) ≤ F (y).

Or, puisque 〈y−p,x−p〉 = ‖y−p‖2/2+‖x−p‖2/2−‖y−x‖2/2, cette définition s’écrit

1

2
‖y − p‖2 +

1

2
‖x− p‖2 − 1

2
‖x− y‖2 + F (p) ≤ F (y)

soit ∀ y ∈ X,
1

2
‖y − p‖2 +

1

2
‖x− p‖2 + F (p) ≤ 1

2
‖x− y‖2 + F (y).

On en déduit en particulier que, si x− p ∈ ∂F (p), alors

∀ y ∈ X,
1

2
‖x− p‖2 + F (p) ≤ 1

2
‖x− y‖2 + F (y)

ce qui, par définition de l’optimalité, assure que p = proxF (x).

• Supposons à présent que p = proxF (x). On remarque déjà que, dans ce cas, on a
nécessairement F (p) < +∞, car sinon, on aurait ‖p − y‖2/2 + F (p) = +∞ ce qui
est absurde pour le minimum d’une fonction propre. On peut donc définir le sous-
différentiel de F en p. Par définition de l’optimalité, on a pour tout y ∈ X et pour
tout λ ∈ ] 0 ; 1 [

1

2
‖x− p‖2 + F (p) ≤ 1

2
‖x− [λp + (1− λ)y]‖2 + F

(

λp + (1− λ)y
)

.

On a alors d’une part

‖x− [λp + (1− λ)y]‖2 = ‖(x− p) + (1− λ)(p− y)‖2

= ‖x− p‖2 + (1− λ)2‖p− y‖2 − 2(1− λ) 〈y − p,x− p〉

et d’autre part, par convexité,

F
(

λp + (1− λ)y
)

≤ λF (p) + (1− λ)F (y).

Il s’ensuit que, après simplification, on a pour tout y ∈ X et pour tout λ ∈ ] 0 ; 1 [,

(1− λ) 〈y − p,x− p〉+ (1− λ)F (p) ≤ 1

2
(1− λ)2‖p− y‖2 + (1− λ)F (y).

En divisant par 1− λ puis en faisant tendre λ vers 1, on montre alors que x− p est un
sous-gradient de F en p. �

Puisque p = proxF (x) peut être caractérisé par la relation x − p ∈ ∂F (p), soit,
en d’autres termes, x ∈ p + ∂F (p) (l’addition s’entendant de manière ensembliste), on
peut formellement définir l’opérateur

I + ∂F :

{

E → P(E)
p 7→ p + ∂F (p).

Dans ce cas, p = proxF (x) équivaut alors à x ∈ (I + ∂F )(p), et comme p est unique,
cela nous permet de noter l’opérateur proximal

proxF = (I + ∂F )−1.

Projection sur un convexe fermé L’opérateur proximal peut être vu comme la
généralisation de la projection sur un convexe fermé. Commençons par rappeler le
résultat suivant :
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Théorème 8 Soit C ⊂ E un convexe fermé. Il existe une unique application projC
de E dans C, appelée projection sur le convexe C, qui à tout x ∈ E associe le
point projC(x) de C, telle que la distance de x à C soit égale à celle de x à projC(x).
Le vecteur projC(x) est l’unique point de C vérifiant les deux propositions équivalentes
suivantes :

∀ y ∈ C,
∥
∥
∥x− projC(x)

∥
∥
∥ ≤

∥
∥
∥x− y

∥
∥
∥ (1.1)

∀ y ∈ C,
〈

x− projC(x),y − projC(x)
〉

≤ 0.

La relation (1.1) permet en particulier de caractériser le point projC(x) :

projC(x) = argmin
y∈C

{
1

2
‖x− y‖2

}

.

Or, si C est un convexe fermé de X, alors la fonction caractéristique χC définie par

∀x ∈ X, χC(x) =







0 si x ∈ C

+∞ sinon

est convexe. Montrons à présent que proxχC
= projC . En effet, pour tout x ∈ X, on a

par définition

proxχC
(x) = argmin

y∈X

{
1

2
‖x− y‖2 + χC(y)

}

= argmin
y∈C

{
1

2
‖x− y‖2

}

= projC(x).

1.3.2 Identité de Moreau

Décomposition de Moreau Si X ⊂ X est un sous-espace vectoriel de X, alors on
a classiquement la décomposition orthogonale suivante 4 :

E = E ⊕ E⊥

où X⊥ est l’ensemble des points qui sont orthogonaux aux points de X, c’est-à-dire

E⊥ =
{

y ∈ X | ∀x ∈ X,〈x,y〉 = 0
}

.

On a alors la relation suivante :

∀x ∈ X, x = projE(x) + projE⊥(x).

D’après la remarque du paragraphe précédent, puisque X et X⊥ sont convexes, on peut
réécrire la formule précédente en utilisant des opérateurs proximaux :

∀x ∈ X, x = proxχE
(x) + proxχ

E⊥
(x).

Il est à présent utile de remarquer que χE⊥ est la conjuguée convexe de χE. En effet,

∀ y ∈ X, (χE)∗(y) = sup
x∈X

{

〈x,y〉 − χE(x)
}

= sup
x∈X

{

〈x,y〉
}

=







0 si y ∈ X⊥

+∞ si y /∈ E⊥

ce qui implique que ∀x ∈ X, x = proxχE
(x) + prox(χE)∗(x).

On peut généraliser ce résultat à n’importe quel opérateur proximal : c’est l’identité de
Moreau.

4. que l’on peut généraliser à un sous-espace fermé d’un espace de Hilbert.
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Proposition 9 (Identité de Moreau) Soit F une fonction convexe, s.c.i. et propre.
Alors on a

∀x ∈ X, x = proxF (x) + proxF ∗(x).

Démonstration : Soit x ∈ X. Posons u = proxF (x) et v = x − u, et montrons
que v = proxF ∗(x). La caractérisation de u assure que x− u ∈ ∂F (u), soit v ∈ ∂F (u).
Par définition du sous-différentiel, on en déduit que

∀ y ∈ X, 〈y − u,v〉+ F (u) ≤ F (y)

soit ∀ y ∈ X, 〈u,v〉 − F (u) ≥ 〈y,v〉 − F (y)

Cette dernière relation étant valable pour tout y ∈ X, on peut passer à la borne
supérieure, ce qui entrâıne que

〈u,v〉 − F (u) ≥ sup
y∈X

{

〈y,v〉 − F (y)
}

= F ∗(v).

Par ailleurs, pour tout y ∈ X, on a par optimalité que F ∗(y) ≥ 〈u,y〉 − F (u), ce qui
implique que

∀ y ∈ X, 〈u,v − y〉 − F ∗(y) ≥ F ∗(v) soit 〈y − v,u〉+ F ∗(v) ≤ F ∗(y)

ce qui assure que x− v ∈ ∂(F ∗)(v), soit v = proxF ∗(x). �

On peut encore généraliser ce résultat, et montrer que pour tout γ > 0,

∀x ∈ X, x = proxγF (x) + γ proxF ∗/γ(x/γ).

Ce résultat est à nouveau appelé identité de Moreau.

1.4 Optimisation convexe et méthodes proximales

Soit F une fonction convexe s.c.i. propre. On cherche à résoudre le problème d’op-
timisation suivant :

min
x∈X

F (x) (1.2)

où F prend généralement la forme d’une somme de fonctions convexes, et est coercive.
Elle admet alors un minimum. On s’attachera ici à étudier principalement les cas où F
est une fonction convexe ou la somme de deux fonctions convexes (étant entendu qu’on
peut très souvent se ramener à l’un de ces deux cas).

Étudions dans cette section différentes méthodes d’optimisation convexe connues
à la lumière des opérateurs proximaux. On supposera que le problème étudié admet
au moins une solution. Pour une revue plus complète sur ce sujet, le lecteur pourra se
reporter à [6].

1.4.1 Méthodes de gradient

Ces méthodes nécessitent que les fonctions en jeu soient régulières (au moins sous-
différentiables).
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Gradient explicite Commençons par considérer le cas où F est une fonction convexe
différentiable, de gradient continu sur X et lipschitzienne, de constante de Lipschitz L.
Tout minimum x∗ satisfait la condition d’optimalité de premier ordre (∇F (x∗) = 0).
On peut en particulier écrire, pour tout τ > 0, la relation de point fixe

x∗ − τ∇F (x∗) = x∗.

On peut alors considérer l’algorithme itératif de recherche de point fixe :

x0 ∈ X et ∀ k ∈ N, xk+1 = xk − τ∇F (xk) (1.3)

connu sous le nom de méthode (de descente) de gradient explicite (explicite car on
évalue le gradient de F au point précédent déjà connu). Il faut bien sûr s’assurer que ce
schéma itératif converge. Par exemple, si F est supposée convexe et ∇F lipschitzienne
de constante L, alors un développement de Taylor assure la convergence de ce schéma
dès que τ < 2/L.

La méthode du gradient explicite est une méthode bien connue pour résoudre le
problème (1.2). Elle s’interprète de la manière suivante : la convexité de la fonction F
assurant la non-existence de minima locaux, il suffit pour trouver x∗ à partir d’un
point x0 de réaliser des pas de descentes, c’est-à-dire de s’approcher de x∗ en suivant
une direction dans laquelle F décrôıt. Pour cela, si F est différentiable, la meilleure
direction (localement) est celle donnée par l’opposé du gradient. L’itération (1.3) revient
donc à effectuer un pas (fixe) dans cette direction. On voit alors que le choix du pas τ
est crucial, en particulier lorsqu’on s’approche de x∗ : s’il est choisit trop grand, on
dépasse x∗ lorsqu’on s’en approche, tandis que, s’il est choisi trop petit, la convergence
est trop longue. Notons enfin que le choix de τ dans les deux cas particuliers abordés
repose sur la connaissance de certaines constantes (de Lipschitz et éventuellement de
la forte convexité de F ) qui ne sont pas toujours accessibles.

Gradient implicite Relâchons l’hypothèse de régularité sur ∇F . On peut alors
écrire, pour tout τ > 0, la relation

x∗ + τ∇F (x∗) = x∗ soit x∗ + ∂(τF )(x∗) = {x∗}.
Ainsi, (I + ∂(τF ))(x∗) = x∗, qu’on peut encore écrire x∗ = (I + ∂(τF ))−1(x∗). On en
déduit que le minimum est caractérisé par la nouvelle relation de point fixe

x∗ = proxτF (x∗).

Si on sait calculer l’opérateur proximal de F , cette recherche de point fixe incite donc
à proposer cette fois le schéma itératif suivant :

x0 ∈ X et ∀ k ∈ N, xk+1 = proxτF (xk) (1.4)

Cet algorithme est appelé algorithme du point proximal. Il a été proposé pour la pre-
mière fois en  par Bernard Martinet [11]. Réécrivons l’algorithme du point proxi-
mal autrement : par définition de l’opérateur proximal,

∀ n ∈ N, xk+1 = (I + ∂(τF ))−1(xk)

qu’on peut écrire (I + ∂(τF ))(xk+1) = xk+1 + τ∇F (xk+1) = xk

car ici, F est différentiable. L’algorithme proposé devient alors :

x0 ∈ X et ∀ n ∈ N, xk+1 = xk − τ∇F (xk+1)
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plus connu sous le nom de méthode (de descente) de gradient implicite, car, écrite sous
cette forme, pour trouver le point xk+1, on descend dans la direction du gradient de F
au point xk+1 que l’on est en train de calculer.

La méthode du gradient implicite est a priori plus difficile à mettre en place que
celle du gradient implicite, car il s’agit d’évaluer le gradient en un point non connu. Si
cette opération est réalisable, elle peut alors présenter un intérêt pour le cas où ∇F
n’est pas lipschitzien (et pour lequel la convergence de la méthode de gradient explicite
n’est pas assurée). On peut en effet considérer la fonction auxiliaire γF , définie pour
tout γ > 0 par

∀x ∈ X, γF (x) = min
y∈X

{

1

2 γ
‖x− y‖2 + F (y)

}

appelée enveloppe de Moreau d’indice γ de la fonction F . Cette fonction est convexe,
s.c.i. et propre, et est différentiable, de gradient

∀x ∈ X, ∇γF (x) =
1

γ
(x− proxγ F (x)) = proxF ∗/γ(x/γ).

On montre alors en particulier que l’itération (1.4) s’écrit

xk+1 = xk − τ ∇τF (xk)

qui s’interprète comme une itération de gradient explicite pour la fonction auxiliaire γF .
On peut alors choisir un pas de descente τ assurant la convergence de cet algorithme
si ∇τF est lipschitzienne par exemple. C’est bien le cas ici, car on peut montrer que la
constante de Lipschitz de ∇τF vaut 1/τ . La méthode de gradient implicite est donc
plus stable que celle de gradient explicite. Un autre intérêt de cette approche réside
dans le fait qu’elle est facilement généralisable au cas sous-différentiable, comme on le
verra au paragraphe suivant.

Sous-gradient implicite Lorsque F n’est pas différentiable, mais sous-différentiable,
la condition d’optimalité de premier ordre devient 0 ∈ ∂F (x∗), ce qui permet à nouveau
d’écrire la caractérisation du minimum par la relation de point fixe suivante, valable
pour tout τ > 0,

x∗ = proxτF (x∗).

Cela conduit donc au même algorithme itératif :

x0 ∈ X et ∀ k ∈ N, xk+1 = proxτF (xk)

Cette méthode peut à nouveau être interprétée comme une méthode de sous-gradient
implicite, car l’algorithme considéré peut s’écrire de manière équivalente :

x0 ∈ X et ∀ n ∈ N, xk+1 = xk − τ gk+1 où gk+1 ∈ ∂F (xk+1).

Gradient explicite-implicite On se place maintenant dans le cas où F est de la
forme F = f + g, avec f différentiable et g sous-différentiable ; on supposera de plus
que ∇f est continue et L-lipschitzienne. On s’intéresse donc au problème suivant

min
x∈X

{

f(x) + g(x)
}

.

Il est possible d’appliquer la méthode de sous-gradient implicite à la fonction F , mais
on choisit ici de présenter une méthode qui permet de tirer parti de la différentiabilité
d’une partie de la fonction F .
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La condition d’optimalité de premier ordre assure que, si on note x∗ l’optimum,
alors on a

0 ∈ τ ∂F (x∗) soit 0 ∈ τ ∇f(x∗) + τ ∂g(x∗)

i.e. x∗ − τ ∇f(x∗)− x∗ ∈ ∂(τg)(x∗)

où τ est un réel strictement positif quelconque. On en déduit que le problème d’opti-
misation est équivalent au problème de recherche de point fixe

x∗ = proxτg

(

x∗ − τ ∇f(x∗)
)

.

On peut alors proposer l’algorithme itératif de recherche de point fixe

x0 ∈ X et ∀ k ∈ N, xk+1 = proxτg

(

xk − τ ∇f(xk)
)

en choisissant correctement le paramètre τ afin d’en assurer la convergence. On décom-
pose généralement cet algorithme en deux étapes :

1. on commence par évaluer un point intermédiaire xk+1/2 = xk − τ ∇f(xk) ; cette
étape ne met en jeu que la fonction f , et s’interprète comme une descente de
gradient explicite ;

2. on calcule ensuite xk+1 = proxτg(xk+1/2) : ce calcul ne dépend que de la fonction g,
et s’interprète d’après ce qui précède comme une descente de gradient implicite.

Cet algorithme est également connu sous le nom de forward-backward splitting. Tout
comme pour la méthode de gradient explicite, le pas τ doit être choisi en fonction de la
constante de Lipschitz de la partie différentiable de F , afin d’assurer la convergence
du schéma proposé.

Dans toutes ces méthodes de gradient, des stratégies de pas τn variables peuvent
alors être envisagées pour accélérer la convergence. Il est également possible d’ajouter
des pas de relaxation (qui consiste à utiliser des points intermédiaires, situés sur la
droite reliant le point précédant et le point courant).

Application : méthode du gradient projeté On présente maintenant une appli-
cation très classique des algorithmes présentés ci-dessus. Considérons une minimisation
sur un convexe C ⊂ X, c’est-à-dire le problème

min
x∈C

f(x)

où f est différentiable, de gradient lipschitzien. En remarquant que la contrainte d’ap-
partenant à un convexe peut être intégrée dans une fonction caractéristique χC , on
peut se ramener au cas précédent en écrivant le problème comme le problème sans
contrainte suivant

min
x∈X

F (x) avec F (x) = f(x) + g(x) et g = χC .

La fonction g est ici sous-différentiable. Ainsi, on cherche à trouver le point fixe x∗

x∗ = proxτg

(

x∗ − τ ∇f(x∗)
)

soit x∗ = proxg

(

x∗ − τ ∇f(x∗)
)

Or, on rappelle que l’opérateur proximal associé à une fonction caractéristique d’un
convexe est la projection sur ce même convexe ; on cherche donc à résoudre

x∗ = projC
(

x∗ − τ ∇f(x∗)
)

.

La méthode du gradient explicite-implicite s’écrit alors

x0 ∈ X et ∀ k ∈ N, xk+1 = projC
(

xk − τ ∇f(xk)
)

26



ce qui revient à effectuer dans un premier temps une descente de gradient (explicite),
puis à projeter le point ainsi trouvé sur le convexe C, d’où l’appellation de méthode du
gradient projeté.

1.4.2 Méthodes d’éclatement

On a vu avec la méthode de gradient implicite-explicite qu’il est parfois possible
d’exploiter séparément les propriétés des termes composant la fonction F . Dans le
cas cité, il s’agit de profiter de la différentiabilité d’un des deux termes, qui est une
propriété de régularité plus forte que la sous-différentiabilité. Ce genre d’approches est
connu sous le nom de méthode d’éclatement (splitting en anglais). On propose dans
cette section deux autres méthodes d’éclatement classiques.

Méthode d’éclatement de Dykstra La méthode d’éclatement de Dykstra s’ap-
plique aux problèmes de la forme

min
x∈X

{

F (x) +
1

2
‖x− u‖2

}

avec F (x) = f(x) + g(x) (1.5)

où u est un vecteur de X donné, f et g deux fonctions convexes sous-différentiables.
Dans le cas où les fonctions f et g sont les fonctions caractéristiques d’ensembles
convexes, on voit que ce problème s’interprète comme la projection sur l’intersection des
deux convexes du vecteur u. C’est dans ce cadre que cette méthode a été initialement
proposée (c’est pourquoi elle est également connue sous le nom deméthode de projection
de Dykstra). Cette méthode peut être utilisée lorsque l’opérateur proximal associé à F
n’est pas calculable (ou difficilement), mais que ceux associés à f et g respectivement
le sont. L’idée est donc d’exploiter la calculabilité de ces deux opérateurs.

On peut réécrire le problème (1.5) en utilisant les conjuguées convexes : on com-
mence par écrire que, pour tout x ∈ X,

F (x) +
1

2
‖x− u‖2 = sup

x1,x2∈X

{

−f ∗(x1)− g∗(x2) +
1

2
‖x− u‖2 + 〈x,x1 + x2〉

}

.

Puisque

1

2
‖x− u‖2 + 〈x,x1 + x2〉 =

1

2
‖x + x1 + x2 − u‖2 − 1

2
‖x1 + x2 − u‖2 +

1

2
‖u‖2,

on en déduit que le problème (1.5) est équivalent à

min
x∈X

sup
x1,x2∈X

{

−f ∗(x1)− g∗(x2) +
1

2
‖x + x1 + x2 − u‖2 − 1

2
‖x1 + x2 − u‖2 +

1

2
‖u‖2

}

et donc également à

max
x1,x2∈X

inf
x∈X

{

−f ∗(x1)− g∗(x2) +
1

2
‖x + x1 + x2 − u‖2 − 1

2
‖x1 + x2 − u‖2 +

1

2
‖u‖2

}

.

Or, pour tout x1,x2 ∈ X , on remarque que

inf
x∈X

{

−f ∗(x1)− g∗(x2) +
1

2
‖x + x1 + x2 − u‖2 − 1

2
‖x1 + x2 − u‖2 +

1

2
‖u‖2

}

= −f ∗(x1)− g∗(x2)−
1

2
‖x1 + x2 − u‖2 +

1

2
‖u‖2

où le minimum est atteint pour x∗ = u − x1 − x2. On peut donc montrer que pour
résoudre le problème (1.5), il suffit de résoudre le problème dual

min
x1,x2∈X

{

f ∗(x1) + g∗(x2) +
1

2
‖x1 + x2 − u‖2

}

. (1.6)
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Si on note (x∗
1,x

∗
2) la solution de ce problème fortement convexe, la solution x∗ du

problème initial (primal) est alors donnée par

x∗ = u− x∗
1 − x∗

2.

Le problème dual (1.6) peut être résolu par minimisation alternée : on minimise
le lagrangien dual par rapport (par exemple) à y1 pour y2 fixé, puis l’inverse (avec
ou non une mise-à-jour de la première variable duale entre les deux minimisations).
Chacune de ces deux minimisations partielles peut être interprétée comme l’évaluation
des opérateurs proximaux associés à f et g respectivement.

Méthode de Douglas-Rachford On relâche dans ce paragraphe l’hypothèse de
régularité sur les fonctions à minimiser, mais on suppose que les fonctions sont convexes,
s.c.i. et propres, ce qui nous permet de manipuler leur conjuguée convexe. L’idée est
à nouveau d’exploiter la possibilité d’évaluer les opérateurs proximaux de chacun des
termes composant le lagrangien, alors que celui de la somme n’est pas calculable.

On cherche à minimiser le problème de la forme 5

min
x∈X

{

f(x) + g(x)
}

(1.7)

où les fonctions f et g sont toutes les deux convexes, s.c.i. et propres. On suppose
par ailleurs que leur somme définit une fonction coercive. Ce problème admet donc au
moins une solution. Pour la caractériser, on commence par noter que, puisque g est
s.c.i. et propre, elle est égale à sa biconjuguée convexe, et le problème étudié devient
donc

min
x∈X

{

f(x) + g∗∗(x)
}

= min
x∈X

{

f(x) + sup
y∈X

{

〈x,y〉 − g∗(y)
}}

ce qui nous amène à considérer le problème de recherche de point-selle

min
x∈X

sup
y∈X

{

f(x) + 〈x,y〉 − g∗(y)
}

.

Les solutions (x∗,y∗) de ce problème satisfont les équations d’Euler

−y∗ ∈ ∂f(x∗) et x∗ ∈ ∂g∗(y∗)

ce qui implique que, pour tout τ > 0,

x∗ − τ y∗ ∈ x∗ + τ ∂f(x∗) et y∗ + τ−1 x∗ ∈ y∗ + τ−1 ∂g∗(y∗)

soit x∗ = (I + τ ∂f)−1(x∗ − τ y∗) = proxτf (x∗ − τ y∗)

et y∗ =
(

I + τ−1 ∂g∗
)−1

(y∗ + τ−1 x∗) = proxτ−1 g∗(y∗ + τ−1 x∗).

L’identité de Moreau assure alors que

proxτ−1 g∗(y∗ + τ−1 x∗) = y∗ + τ−1 x∗ − τ−1 proxτg

(

τ (y∗ + τ−1 x∗)
)

ce qui entrâıne donc

y∗ = y∗ + τ−1 x∗ − τ−1 proxτg

(

τ (y∗ + τ−1 x∗)
)

5. La méthode proposée par Jim Douglas et Henri Rachford dans [9] en  visait originelle-
ment à résoudre des problèmes linéaires de la forme u = A x + B x, avec A et B des matrices définies
positives.
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soit proxτg(x∗ + τ y∗)−x∗ = 0. Ainsi, les solutions du problème (1.7) sont caractérisées
par (pour λ > 0)







x∗ = proxτf (x∗ − τ y∗)

0 = λ
[

proxτg(2 x∗ − x∗ + τ y∗)− x∗
]

soit, en posant y = x∗ − τ y∗ et en ajoutant y dans la dernière équation,






x∗ = proxτf (y)

y = y + λ
[

proxτg(2 x∗ − y)− x∗
]

.
(1.8)

Voici donc un algorithme proposé pour résoudre le problème (1.7) basée sur la rela-
tion (1.8) :

x0 ∈ X, et ∀ k ∈ N,







xk+1 = proxτf (yk)

yk+1 = yk + λk

[

proxτg(2 xk+1 − yk)− xk+1

]

où λk est choisi dans l’intervalle [ ε ; 2− ε ], avec ε > 0.

1.4.3 Itérations de Bregman

Enfin, signalons la possibilité d’utiliser des distances de Bregman [3] pour propo-
ser une variante des algorithmes proximaux. On peut en effet voir dans la définition du
point proximal la norme au carré comme une distance ; les auteurs de [5] ont proposé
de remplacer cette distance par une classe de pseudo-distances, étudiée par Breg-

man [4], on peut appliquer les méthodes proximales en remplaçant chaque calcul de
point proximal par une itération dite de Bregman, mais en gagnant en vitesse de
convergence.

Distance de Bregman Soit H une fonction strictement convexe et différentiable. On
définit la pseudo-distance suivante, qu’on appellera désormais distance de Bregman

associée à la fonction H :

∀ (x,y) ∈ E2, DH
x (x,y) = H(y)−H(x)− 〈∇H(x),y − x〉.

Notons que cette distance n’est pas symétrique par rapport à x et y. Puisque la fonc-
tion H est supposée strictement convexe, on montre que la quantité DH

x (x,y) est tou-
jours positive quels que soient x et y. Par ailleurs, il est immédiat que DH

x (x,x) = 0.
On peut aisément vérifier que, si H = ‖·‖2, alors DH

x (x,y) = ‖x− y‖2/2.

Convergence des itérations de Bregman L’intérêt des distances deBregman [14]
réside dans le fait qu’il est possible de trouver un réel α > 0 tel que

∀ (x,y) ∈ E2, Dα H
x (x,y) ≥ 1

2
‖x− y‖2.

On supposera donc désormais que H est telle que l’inégalité précédente soit vraie
pour α = 1. Une conséquence de cette hypothèse est l’existence d’un unique minimum
pour la fonction y 7→ F (y) + DH

x (x,y) quelle que soit F une fonction convexe. Il est
donc possible de définir une version généralisée de l’opérateur proximal, en remplaçant
dans sa définition la norme euclidienne par une distance de Bregman :

argmin
y∈E

{

F (y) + DH
x (x,y)

}

.
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On a de plus le résultat suivant :

Théorème 9 Soient F une fonction s.c.i., convexe et propre et x ∈ X. Si

x∗ = argmin
y∈X

{

F (y) + DH
y (y,x)

}

alors on a

∀ y ∈ X, F (y) + DH
y (y,x) ≥ F (x∗) + DH

x∗(x∗,x) + DH
y (y,x∗).

Cette propriété permet généralement de remplacer dans les algorithmes proximaux
l’évaluation du point proximal par la minimisation de la fonction y 7→ F (y) + DH

y (y,x)
(lorsque celle-ci est calculable), tout en conservant la validité des preuves de conver-
gence. Dans [5] par exemple, les auteurs ont démontré la convergence de l’algorithme du
point proximal utilisant une distance de Bregman. L’intérêt de les utiliser peut être
multiple [13] : il peut permettre de s’affranchir de certaines hypothèses de régularité
(sur ∇F par exemple) dans les méthodes de gradient ; l’évaluation de l’opérateur proxi-
mal peut être plus simple lorsque la distance de Bregman est adaptée au problème
(voir le paragraphe suivant).

Exemples de distances de Bregman Un premier exemple simple de distances de
Bregman est donné par

H(x) = ‖x‖M =
√

〈Mx,x〉
où M est une matrice symétrique définie positive. La fonction H définit dans ce cas
une norme, et on vérifie que DH

x (x,y) = ‖x− y‖2
M/2 est une distance de Bregman.

Considérons un second exemple. Commençons par introduire la fonction dite d’en-
tropie, définie par

∀x = (xi) ∈ R
d, H(x) =







d−1∑

i=0

xi ln xi si x ∈ Σ

+∞ sinon

avec 0 ln 0 = 0 par convention, avec Σ le simplexe de R
d, défini par l’ensemble des

vecteurs x de R
d à coefficients positifs et de somme 1. Posons h(t) = t ln t pour tout

réel positif t. La fonction h est strictement convexe (car dérivable sur R∗
+, de dérivée

strictement croissante). On en déduit la stricte convexité de H, ce qui implique que H
définit une distance de Bregman. Cette version est en particulier utilisée pour mi-
nimiser certaines fonctions (supposées différentiables) sur le simplexe, qui consiste à
résoudre pour x ∈ R

d

argmin
y∈Σ

f(y) = argmin
y∈Rd

{

f(y) + χΣ(y)
}

.

En posant F = f + χΣ, écrivons les itérations de la méthode du sous-gradient implicite
pour ce problème :

x0 ∈ R
d et ∀ k ∈ N, xk+1 = proxτF (xk)

où la mise-à-jour de xk+1 s’écrit explicitement

xk+1 = argmin
y∈Rd

{

τ F (y) +
1

2
‖xk − y‖2

}

.
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Si on remplace l’évaluation de cet opérateur proximal par une itération de Bregman,
alors on est amené à résoudre à la place

xk+1 = argmin
y∈Rd

{

τ F (y) + DH
xk

(xk,y)
}

.

La définition de H assure que ce dernier problème s’écrit

xk+1 = argmin
y∈Rd

{

τ f(y) + H(y)−H(xk)− 〈∇H(xk),y − xk〉
}

.

La fonctionnelle est différentiable sur Σ et on peut résoudre explicitement ce problème
à l’aide d’un multiplicateur de Lagrange pour la contrainte (égalité) sur la somme des
coefficients de xk+1. Plus précisément, xk+1 est défini comme la solution du problème
de minimisation

min
y∈Rd

{

τ f(y) +
d−1∑

i=0

yi ln yi −
d−1∑

i=0

(xk)i ln(xk)i −
d−1∑

i=0

(

1 + ln(xk)i)(yi − (xk)i

)
}

sous la contrainte égalité
d−1∑

i=0

yi = 1.

Les conditions de Kuhn–Tucker s’écrivent pour ce problème

∀ i ∈ [[ 0 ; d− 1 ]] , τ
∂f

∂yi

(

(xk+1)i

)

+ 1 + ln(xk+1)i − (1 + ln(xk)i) + λ = 0

On en déduit que

∀ i ∈ [[ 0 ; d− 1 ]] , τ
∂f

∂yi

(

(xk+1)i

)

+ ln(xk+1)i = ln(xk)i − λ.

Ainsi, si les τ
∂f

∂yi

+ ln sont inversibles, on a

∀ i ∈ [[ 0 ; d− 1 ]] , (xk+1)i =

(

τ
∂f

∂yi

+ ln

)−1 (

ln(xk)i − λ
)

et la contrainte égalité assure que λ doit être solution de l’équation

d−1∑

i=0

(

τ
∂f

∂yi

+ ln

)−1 (

ln(xk)i − λ
)

= 1.

Cette méthode peut être envisagée dans le cas où f(x) = 〈a,x〉 par exemple.
Pour une revue récente sur les algorithmes de projection sur le simplexe, on pourra

également se référer à [7].
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Introduction

La capacité d’un humain à percevoir le relief repose principalement sur sa vision
binoculaire, appelée stéréoscopie. Grâce à ses yeux, il voit le monde depuis deux points
de vue légèrement différents, desquels son cerveau extrait une vue unique en relief.
Cette propriété a été observée dès le Xe siècle, notamment par un savant nommé Al-

hazen [22]. Dans un traité de François d’Aiguilon, publié en , une illustration de
Rubens dépeint ainsi un vieil homme borgne appréciant mal les distances à cause de sa
monophtalmie 1 [22, page 16]. Cette particularité de la vision humaine reste cependant
peu exploitée, jusqu’à l’invention de la photographie et des premiers stéréogrammes.
Ces derniers sont composés de deux photographies d’une même scène, légèrement dé-
calées l’une par rapport à l’autre. Au début du XXe siècle, ils connaissent un succès
important, sous le nom de cartes stéréoscopiques. Grâce à un stéréoscope, dont le pre-
mier modèle est inventé dès  par Charles Wheatstone, ces cartes offrent une

1. Le fait de ne voir que d’un seul œil.
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vue en relief des scènes photographiées, à partir de développements photographiques
plans. Plus récemment, la stéréoscopie connâıt un regain de popularité avec les films
dits en 3 dimensions : le spectateur, équipé de lunettes spéciales, expérimente une
projection du film où personnages, objets et décors semblent posséder volume et pro-
fondeur réalistes. Les constructeurs de consoles de jeu et de téléviseurs ne sont pas en
reste et ont conçu des écrans offrant un rendu en relief des images affichées. Dans tous
les cas, le principe est le même : ce que voit l’œil gauche diffère de ce que voit l’œil
droit, ce qui permet au cerveau de reconstituer une information de relief.

Dans le domaine du traitement de l’image et de la vision par ordinateur, la stéréo-
vision binoculaire est depuis des décennies une branche très active, notamment depuis
la mise en ligne en  du banc d’essai Middlebury 2 par Daniel Scharstein, Ri-
chard Szeliski et Heiko Hirschmüller [36]. L’objectif est reconstruire le relief d’une
scène à partir de deux photographies de celle-ci, prises de deux points de vue diffé-
rents, connaissant les paramètres des systèmes optiques impliqués dans la prise de vue.
Nous verrons qu’il s’agit fondamentalement d’un problème de mise en correspondance
(section 2.1). Du fait d’un phénomène appelé occultation, il est malheureusement mal
posé (section 2.2) et, par ailleurs, difficile à résoudre. De nombreuses stratégies ont été
explorées ces dernières années (section 2.3), mais nous nous pencherons dans ce mé-
moire sur une classe de méthodes dites globales, avec d’une part une approche reposant
sur une relaxation convexe du problème variationnel sous-jacent (chapitre 3) et d’autre
part une méthode de coupures de graphes (graph cuts) tirant parti de l’efficacité des
algorithmes de flot maximal (chapitre 4).

2.1 La mise en correspondance stéréoscopique

2.1.1 Modèle de formation des images

Modèle sténopé Commençons par présenter le modèle de formation des images
classiquement choisi en stéréovision binoculaire. Il s’agit du modèle dit sténopé 3. Dans
ce modèle, le système optique (l’appareil photographique) est caractérisé par son plan
image et son centre optique, la distance entre ces deux éléments étant appelée distance
focale. On appelle alors scène le demi-espace délimité par le plan image et ne contenant
pas le centre optique. La prise de vue est ainsi modélisée : tout point physique de la
scène est visible par ce système optique s’il existe une droite (qui modélise la trajectoire
du rayon lumineux) reliant sans obstacle le point physique au centre optique. Son image
par ce système optique est alors l’intersection de cette droite avec le plan image 4. On
pourra se reporter à la figure 2.1 pour mieux visualiser le modèle décrit. On utilisera
par ailleurs désormais l’anglicisme caméra pour désigner l’appareil photographique.

Cadre et champ d’une caméra En pratique, les photographies ont un domaine
fini et rectangulaire, appelé cadre de la caméra. Les points physiques de la scène dont
la projection sur le plan image est située à l’intérieur du cadre de la caméra forment
le champ de la caméra. Les autres points sont dit hors-champ. Sauf mention contraire,
nous ne considérons désormais plus que les points physiques du champ de la caméra,

2. http ://vision.middlebury.edu/stereo/
3. Appelé pin-hole model en anglais
4. On considère à des fins de clarté l’image virtuelle des points de la scène, car elle n’est pas inversée

(le haut et le bas sont en particulier préservés), contrairement à l’image réelle, qui se trouve elle sur
le plan image du système, symétrique du plan image par rapport au centre optique.
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Figure 2.1 – Modèle sténopé de formation des images. Le système optique est modélisé par
son centre optique C, son plan image I et sa distance focale f . La scène correspond au demi-
espace ne contenant pas C et délimité par le plan I. Le domaine Ω de l’image est matérialisé
par le rectangle en trait plein, qui est muni d’un repère orthonormé. On choisit par convention
de placer l’origine de ce repère au coin inférieur gauche de ce domaine, les deux directions du
repère étant données par les côtés du rectangle.

et le terme domaine de l’image désignera la restriction du plan image au cadre de la
caméra. Notons que le fait d’être situé dans le champ de la caméra n’assure pas à un
point d’être visible par celle-ci.

Paramètres intrinsèques On munit le plan image d’un repère orthonormé. Son
origine est le coin inférieur gauche du cadre de la caméra et les deux axes sont portés par
les deux côtés issus de l’origine. Appelons point principal le projeté du centre optique
sur le plan image. La distance focale et les coordonnées dans le repère précédemment
introduit du point principal sont appelées paramètres intrinsèques de la caméra. La
donnée des paramètres intrinsèques d’une caméra et de son cadre est suffisante pour
en déduire toutes les caractéristiques du système optique étudié. On notera que, dans
le cas des caméras réelles, le centre optique se projette généralement sur le centre du
cadre 5, auquel cas on parlera de caméra parfaite.

Intensité d’un pixel On distinguera le point physique de la scène M ∈ R
3, de coor-

données (X,Y,Z) dans un repère donné de l’espace, de sa projection (si elle existe) m ∈
R

2 sur le plan image, de coordonnées (x,y) dans le repère de l’image, que l’on appellera
pixel. Une image I désigne une fonction qui, à tout pixel du cadre de la caméra, associe
son intensité, enregistrée par la caméra. L’intensité désigne de manière générique le
niveau de gris dans le cas des images en niveaux de gris ou la couleur dans le cas des
images couleurs. On choisit comme système de représentation des couleurs le système
RGB (red, green, blue). L’image I est donc une fonction, définie sur le domaine rectan-
gulaire Ω ⊂ R

2, et à valeurs dans R ou dans R3. En l’absence de bruit ou d’aberration

5. C’est pourquoi le point principal est parfois appelé centre de l’image.
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chromatique et sauf cas particulier (surface réfléchissante, par exemple), l’intensité d’un
pixel ne dépend que du point M correspondant, et ne varie donc pas selon le point de
vue.

2.1.2 Géométrie épipolaire et rectification des images

Paire stéréoscopique Supposons maintenant que la scène est photographiée par
deux caméras, caractérisées par leur plan image, leur centre optique, leur distance
focale et le domaine de leur image. On supposera ce dernier de dimension identique
pour les deux caméras. La scène est alors définie comme l’intersection des champs
associés aux deux caméras. On impose pour le moment les contraintes suivantes :

• les deux centres optiques sont distincts ;

• chaque centre optique n’appartient pas à la scène de l’autre caméra ;

• on écarte le cas trivial où la scène est vide.

La première condition élimine le cas d’une simple rotation de la caméra autour de son
centre optique. La seconde évite en particulier que l’une des deux caméras soit visible
par l’autre (et notamment que les deux caméras se fassent face).

En pratique, les images sont capturées soient par la même caméra, qui se déplace
dans l’espace, soit par deux caméras simultanément. Dans le premier cas, les para-
mètres intrinsèques de la caméra restent inchangés, mais les objets de la scène peuvent
avoir bougé entre deux prises de vue (par exemple : des voitures pour les vues aé-
riennes). Dans le second cas, les paramètres intrinsèques des deux caméras peuvent
être différents.

Droites épipolaires, plan épipolaire Soit M un point de la scène. Les contraintes
présentées plus haut assurent que le point M et les deux centres optiques, notés OL

et OR, ne peuvent être alignés, car la droite (OL,OR) ne peut être dans le champ des
deux caméras à la fois. Ils définissent donc un plan, que l’on appelle plan épipolaire as-
socié au point M . Ce plan coupe le plan image de la caméra de gauche selon une droite,
appelée droite épipolaire de l’image de gauche associée au point M et notée ℓL(M) et
coupe de la même manière le plan image de la caméra de droite selon la droite épipo-
laire de l’image de droite associée au point M et notée ℓR(M). Le pixel mL, image du
point M par la caméra de gauche, appartient à la droite épipolaire ℓL(M), tandis que
l’image mR du point M par la caméra de droite, appartient à la droite épipolaire ℓR(M).

Déplacement fronto-parallèle de la caméra Dans le cas général, pour un point M
donné, les droites épipolaires associées ont des directions totalement arbitraires. On va
à présent imposer certaines contraintes sur les droites épipolaires et en déduire les
conditions nécessaires sur les deux systèmes optiques que cela entrâıne.

On demande dans un premier temps que, pour tout point M , les droites épipolaires
soient confondues dans les deux images. Ces droites appartenant chacune au plan image
de sa caméra associée, on en déduit que les deux plans image doivent être confondus.

On souhaite dans un second temps contraindre toutes les droites épipolaires à être
horizontales, c’est-à-dire parallèles à l’axe horizontal du repère de leur image respec-
tive. Supposons donc que c’est le cas. Soient M et M ′ deux points dont les droites
épipolaires ℓ et ℓ′ (qui sont maintenant les mêmes dans les deux images) sont distinctes
et horizontales, situées dans le plan image commun des deux caméras. Les deux plans
épipolaires associés contiennent par définition les centres optiques CL et CR, ils se
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Figure 2.2 – Géométrie épipolaire. Le plan épipolaire, représenté ici par un triangle plein,
est le plan passant par les trois points non alignés CL, M et CR. Il coupe chacun des deux
plans images selon une droite, ℓL(M) et ℓR(M), appelées droites épipolaires. Tous les points
de la scène appartenant à la droite (MCR) (resp. (MCL)) ont pour projection un point de la
droite épipolaire ℓL(M) (resp. ℓR(M)).

coupent donc selon la droite (CLCR), appelée baseline. Or, les deux plans épipolaires
sont parallèles par hypothèse aux droites épipolaires ℓ et ℓ′, d’où l’on en conclut que
c’est également le cas de leur intersection. La baseline est donc parallèle au plan image
commun, ce qui implique que les deux systèmes optiques ont même distance focale. On
en déduit également que la baseline est parallèle à l’axe horizontal commun du repère
de chacune des images.

Lorsque les deux caméras sont dans cette configuration particulière, leurs para-
mètres intrinsèques (distance focale et coordonnées du point principal) sont identiques.
On parle alors de déplacement fronto-parallèle de la caméra (cf. figure 2.3). En effet,
si la scène est statique, on peut considérer qu’il s’agit de la même caméra que l’on
a translatée selon la direction horizontale du repère associé à son image. Réciproque-
ment, on montre que, lorsque les deux caméras ont mêmes paramètres intrinsèques et
que le repère associé à l’image de droite est la translatée horizontale du repère associé
à l’image de gauche, alors les droites épipolaires sont confondues dans les deux images
et sont horizontales.

Rectification épipolaire Dans le cas général, il est possible de se ramener au cas
où les droites épipolaires sont confondues d’une image à l’autre et horizontales, via
une étape de rectification épipolaire. Cette opération consiste à déterminer deux homo-
graphies [30], qui permettent de transformer les deux images afin d’aligner les droites
épipolaires. Cela revient à simuler deux nouvelles caméras et leur image respective. Les
homographies sont estimées en mettant en correspondance des points SIFT [25] des
deux images.

Il faut cependant noter que la rectification épipolaire est stable par translation
horizontale et par translation verticale simultanée des deux images. En d’atures termes,
l’abcisse des points principaux des caméras simulées est arbitraire, de même que leur
ordonnée (commune). Ainsi, bien qu’elles aient même distance focale, on ne peut plus
parler de déplacement fronto-parallèle, car les paramètres intrinsèques de deux caméras
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Figure 2.3 – Déplacement fronto-parallèle de la caméra. Les deux droites épipolaires ℓL(M)
et ℓR(M) sont confondues, parallèles à l’axe horizontal (commun) des deux repères respec-
tifs (OL; ~xL, ~yL) et (OR; ~xR, ~yR) des deux images. Tout pixel de l’image de droite situés sur
la droite épipolaire ℓR(M) est la projection d’un point appartenant à la droite (CLM), et
réciproquement, la projection de tout point de la scène appartenant à la droite (CLM) est
située sur ℓR(M). Les paramètres intrinsèques des deux caméras étant identiques, on peut se
ramener au cas d’une unique caméra, translatée du vecteur ~CLCR parallèle à l’axe (OL; ~xL).

simulées sont potentiellement différents. Il est néanmoins facile de se ramener dans ce
cas grâce à une translation (horizontale) du repère d’une des caméras simulées.

La contrainte de déplacement fronto-parallèle de la caméra est naturelle. Elle cor-
respond d’une part à la configuration de la vision humaine (où la paire d’images est
obtenue grâce à nos deux yeux). Un rendu en relief naturel tel que ceux proposés par
l’industrie cinématographique suppose que les caméras sont en déplacement fronto-
parallèle l’une par rapport à l’autre, avec un écartement équivalent à celui des yeux.
D’autre part, ainsi qu’on va le voir dans le paragraphe suivant, cette configuration
simplifie la reconstruction du relief. C’est pourquoi la plupart des algorithmes de sté-
réovision suppose que les images sont rectifiées au préalable. Nous en ferons de même
dans tout ce qui suit.

2.1.3 Disparité et mise en correspondance

Le principe central de la vision stéréoscopique est la parallaxe, c’est-à-dire le mou-
vement apparent des objets lorsqu’ils sont vus depuis des points de vue différents.
Explicitons ce phénomène. On rappelle que l’on se place désormais dans le cas d’un
déplacement fronto-parallèle de la caméra (avec éventuellement une translation hori-
zontale du point principal).

Quelques remarques préliminaires Les droites épipolaires sont confondues dans
les deux images (on ne précisera donc plus l’image concernée) et sont horizontales. En
particulier, les axes horizontaux des deux images sont confondus. Il s’ensuit que tout
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Figure 2.4 – Rectification épipolaire d’une paire stéréoscopique. (a) et (b) : Paire originale.
(c) et (d) : Paire rectifiée. Les droites épipolaires sont maintenant horizontales et confondues,
mais le point principal a été translaté horizontalement. (Code : [30])

point du plan image a même ordonnée dans chacun des deux repères des images. On
ne précisera donc plus le repère lorsque l’on mentionnera l’ordonnée des points dans le
plan image. Par ailleurs, puisque la projection (lorsqu’elle existe) d’un point physique
est située sur la droite épipolaire de la caméra associée, on en déduit que tout point
visible de la scène se projette sur la même ligne dans les deux images.

Soit M un point de la scène. On suppose qu’il est visible depuis les deux caméras.
Notons mL(xL,yL) sa projection sur le plan image de gauche, et mR(xR,yR) sa projec-
tion sur le plan image de droite. On note e la droite épipolaire associée au point M .
Les remarques d’introduction assurent que yL = yR, qui est également l’ordonnée de
la droite épipolaire. Plaçons-nous à présent dans le plan épipolaire (cf. figure 2.5).
Celui-ci coupe le plan image selon la droite e. Il contient par définition les deux centres
optiques CL et CR, et en particulier la baseline. Cette dernière est parallèle à la droite
épipolaire (car parallèle à la fois au plan épipolaire et au plan image d’après l’analyse
menée dans le paragraphe précédent), et la distance entre la baseline et la droite épipo-
laire vaut exactement la distance focale f . Notons b la distance entre les deux centres
optiques. L’intersection entre le plan image et le plan épipolaire est la droite (mLmR),
dont l’intersection avec le domaine de chaque image est un segment. Notons oL et oR les
extrémités gauche de ces deux segments. Il s’agit des pixels des coordonnées (0,yL) dans
chacun des deux repères. Le vecteur −−−→oLmL est donc un vecteur horizontal, d’abscisse xL,
tandis que le vecteur (horizontal également) −−−→oRmR a pour abscisse xR.

Disparité Désormais, les deux caméras n’auront plus un rôle symétrique. On choisit
la caméra de gauche comme la caméra de référence. On définit alors la disparité du
point M (ou, indifféremment, du pixel mL dans l’image de référence), notée u(M)
(ou u(mL)), comme le déplacement apparent de sa projection entre la vue de droite et
la vue de gauche, lorsqu’il est visible depuis les deux caméras. Plus précisément, avec
les notations introduites ici, on choisit la convention

u(M) = u(mL) =

(

xL − xR

yL − yR

)

∈ R
2.

Les remarques qui précèdent assurent que la disparité est un vecteur horizontal :

u(M) = u(mL) =

(

xL − xR

0

)

∈ R
2

et on confondra désormais le vecteur disparité et sa coordonnée horizontale.

Distance à la caméra Montrons que la disparité ne dépend que de la distance du
point M à la baseline. On note h cette distance, et on l’appelle, par abus de langage,
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Figure 2.5 – Disparité et distance à la caméra. On se place ici dans le plan épipolaire. On
note mL et mR les projections respectives du point M par chacune des deux caméras, de
centres optiques CL et CR. L’intersection des domaines des images avec le plan épipolaire est
réduit à deux segments, matérialisés ici par deux traits pleins, dont les extrémités gauche sont
notés oL et oR. La distance du point M à la baseline, appelée par abus de langage distance à la

caméra, est notée h. En utilisant le théorème de Thalès, on peut exprimer la distance entre
les deux images mL et mR en fonction de la distance entre les deux caméras b, la distance
focale f et la distance à la caméra h. On en déduit alors la valeur de la disparité du point M ,
qui vaut par définition |oLmL| − |oRmR|.
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distance du point M à la caméra. On commence par remarquer que la quantité xL−xR

vaut |oLmL| − |oRmR|. Le point mL étant toujours situé entre les points oL et mR, on
en déduit que

|oLmL| = |oLmR| − |mLmR|;
de manière similaire, le point oR est toujours situé entre les deux points oL et mR, donc

|oLmR| = |oLoR| − |oRmR|.
Par conséquent, la disparité du pixel mL vaut

u(mL) = |oLoR| − |mLmR|.
Si les deux caméras sont en déplacement fronto-parallèle, la position du centre optique
par rapport au cadre est la même dans les deux caméras (car la distance focale et
la position du point principal dans le cadre sont les mêmes). On en déduit que les
droites (CLoL) et (CRoR) sont parallèles, ce qui entrâıne que la distance |oLoR| vaut
exactement la distance entre les deux centres optiques |CLCR| = b. Si les caméras
n’ont pas le même point principal (après une rectification épipolaire par exemple), la
distance |oLoR| vaut une valeur positive arbitraire que l’on peut calculer si on connâıt les
paramètres intrinsèques des deux caméras. Elle ne dépend cependant pas du point M
et est donc considérée comme constante. Calculons à présent la longueur |mLmR|. En
appliquant le théorème de Thalès dans les triangles CLMCR et oLMoR, on obtient la
relation de proportionnalité suivante :

|mLmR|
b

=
h− f

h
d’où l’on déduit l’expression suivante de la disparité :

u(mL) = |oLoR| − b +
f b

h
. (2.1)

Autrement dit, si les deux caméras sont en déplacement fronto-parallèle, alors la dispa-
rité du point M est inversement proportionnelle à sa distance à la caméra ; si ce n’est
pas le cas, il y a un terme (constant) |oLoR|−b qui s’ajoute. Ainsi, dans tous les cas, si on
connâıt la disparité d’un point M , on peut retrouver grâce aux paramètres intrinsèques
des deux caméras sa distance à la caméra en inversant la formule précédente :

h =
f b

u(mL) + b− |oLoR|
.

En d’autres termes, si on parvient à calculer la disparité de tous les points de la scène,
on en connâıt précisément le relief.

Mise en correspondance Déterminer le relief d’une scène donnée par deux caméras
repose donc sur deux problèmes complémentaires :

1. calculer ou mesurer les paramètres intrinsèques des caméras réelles et/ou vir-
tuelles, dans le cas d’une rectification épipolaire ;

2. calculer la carte de disparité de la vue de référence dans la paire d’images rectifiée.

Ce dernier problème revient à trouver, pour chaque point M de la scène visible depuis
les deux caméras, ses deux images mL et mR. De manière équivalente, cela revient à
déterminer, pour chaque pixel mL de l’image de référence, le pixel mR, appelé pixel
homologue du pixel mL, tel que les deux pixels mL et mR soient images du même point
physique. Ce processus est appelé mise en correspondance.
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Les droites épipolaires étant confondues dans les deux images, le pixel homologue,
s’il existe, d’un pixel de l’image de gauche est situé sur la même ligne que celui-ci. La
recherche d’un pixel homologue se fait donc sur une seule ligne de l’image de droite. Elle
peut même être restreinte à un intervalle appelé intervalle de disparité si des mesures
préalables ont permis d’estimer la disparité minimale et maximale. La formule (2.1)
assure en effet que la disparité est une fonction décroissante de la distance à la caméra.
Elle est en particulier minimale pour les objets à l’infini, et vaut alors |oLoR| − b. Si
l’objet le plus proche de la caméra est situé à une distance h0, alors la disparité est par
ailleurs majorée par la quantité |oLoR| − b + f b/h0. Ainsi, si on est capable d’estimer
la distance (ou la disparité) de l’objet le plus proche de la caméra, il est possible
d’obtenir un intervalle de disparité Idisp = [ umin ; umax ]. Le pixel homologue de tout
pixel mL(xL,yL) de l’image de gauche est alors à rechercher parmi les pixels de l’image
de droite de coordonnées (x,yL), avec x ∈ xL − [ umin ; umax ].

2.1.4 Difficultés à surmonter

Le problème de mise en correspondance est intrinsèquement difficile à résoudre, car
il s’agit d’associer deux pixels issus du même point physique sans autre information que
leurs intensités respectives (il n’y a pas de modèle de la scène). À cela, il faut ajouter
des difficultés supplémentaires qui rendent la tâche encore plus ardue.

Mouvement des objets La scène doit être supposée statique pour que le lien entre
disparité et distance à la caméra établi au paragraphe précédent soit vrai. Or, si les
images ne sont pas prises simultanément (par exemple, lorsqu’il s’agit d’un satellite
qui prend une image par passage au-dessus d’un certain point du sol), il y a de fortes
chances pour des objets aient bougé entre-temps (avec de plus un mouvement appa-
rent qui ne soit pas dans la direction épipolaire). Même si la mise en correspondance
est correctement réalisée, la disparité des objets qui ont bougé n’est plus inversement
proportionnelle à leur distance à la caméra.

Changement d’illumination ou de contraste Si les images sont prises simul-
tanément, cela suppose qu’elles sont prises par deux caméras différentes. L’étape de
rectification permet de simuler des caméras aux mêmes paramètres intrinsèques (à
une translation horizontale du point principal près), mais ne peut pas corriger les dif-
férences de qualité ou de dynamique entre les deux images. Par exemple, certaines
caméras adaptent automatiquement le contraste ou la balance des blancs. Cette opéra-
tion ne peut être réalisée exactement de la même manière sur les deux caméras (même
s’il s’agit du même modèle). Dans ce cas, les deux images peuvent présenter des aspects
très différents, ce qui rend la mise en correspondance plus difficile.

C’est également le cas lorsque les images n’ont pas été prises au même moment : le
soleil peut avoir changé de position dans le ciel, celui-ci peut s’être couvert. La scène,
même en restant immobile, change alors visuellement d’aspect.

Reflets Certaines surfaces comme les vitres ou des métaux brillants renvoient par-
tiellement la lumière qu’elles reçoivent. Cela a deux conséquences sur la mise en corres-
pondance stéréoscopique. Tout d’abord, une surface complètement réfléchissante donne
l’illusion d’une apparente profondeur. C’est ce que l’on observe par exemple en plaçant
un miroir sur un mur : le regard porte au-delà du mur et on a l’illusion que la scène se
prolonge dans le mur. Dans ce cas également, cela implique que la disparité n’est plus
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une information pertinente sur la distance à la caméra : le miroir semblera plus éloigné
qu’il ne l’est réellement. Ensuite, si la surface n’est pas plate, elle renvoie la lumière
différemment selon la direction sous laquelle on l’observe. En d’autres termes, les reflets
ne sont pas situés au même endroit suivant l’image. Or, sans information permettant
d’interprêter le reflet comme tel, la mise en correspondance dicte d’associer les deux
reflets, alors qu’ils ne correspondent pas au même point physique.

Végétation La végétation et les objets fins peuvent également présenter des aspects
très différents suivant le point d’observation. Ils sont en effet composés de surfaces
(parfois réfléchissantes) de très petites tailles (comme le feuillage), qui sont orientés
dans de nombreuses directions. Ce sont donc généralement des zones difficiles à mettre
en correspondance, car il est difficile d’identifier le pixel homologue qui change beaucoup
d’apparence.

Régions plates et effet de Strobes Dans le cas des régions peu ou pas texturées
(d’une couleur unie par exemple), le problème est inverse : il est difficile de sélectionner
le pixel homologue car, visuellement, il y a beaucoup de candidats possibles (on parle de
problème d’ouverture). Le cerveau rencontre parfois ce problème : lorsqu’on regarde de
près un mur blanc, lisse (mais mat, donc sans reflets), il arrive que l’on se mette à loucher
et à éprouver un léger vertige. Le cerveau ne parvient pas à mettre correctement en
correspondance les deux images qu’il possède du mur. Il hésite entre plusieurs solutions,
et c’est cette hésitation qui donne au mur un mouvement apparent (il semble avancer
et reculer) qui donne le tournis. Il suffit alors de remarquer une petite aspérité dans le
mur pour que le regard accroche et que le malaise cesse.

Ce phénomène se produit également lorsqu’une région présente une répétition de
motifs identiques (comme par exemple des rayures). On parle alors d’effet de Strobes.

Bruit Enfin, il faut signaler que toute image numérique présente du bruit, ce qui
signifie que l’intensité capturée n’est pas exactement celle du point physique. Il existe de
nombreux types de bruit possibles, parmi lesquels on peut citer le bruit thermique (dû
à l’agitation naturelles des électrons dans les capteurs), le bruit électronique (lorsque
le nombre de photons est trop faible), le bruit de lecture (qui se produit pendant la
conversion numérique du signal acquis), le bruit de quantification (dû à la discrétisation
des valeurs du signal). Le bruit total est aléatoire, donc les deux images du même point
ne sont pas affectées de la même manière.

On voit que les difficultés rencontrées peuvent être classées suivant trois catégories :

• la mise en correspondance est possible, mais la disparité ne donne aucune infor-
mation significative sur la distance de l’objet à la caméra (mouvement dans la
scène, reflets) ;

• la mise en correspondance n’est pas possible car les pixels homologues sont vi-
suellement trop dissemblables (changement d’illumination ou de contraste, végé-
tation, bruit important) ;

• la mise en correspondance n’est pas possible car il y a trop de pixels candidats
et aucun moyen de les départager (régions plates, motifs répétés).

Dans ce qui suit, on supposera que les images sont prises simultanément et par la même
caméra, ce qui revient à supposer que les objets n’ont pas bougé et que le contraste et
l’illumination de la scène restent les mêmes. Les reflets ne seront pas spécifiquement
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gérés, ni l’effet de Strobes, mais on verra que ce sont des difficultés atténuées par
les approches globales. Malgré ces hypothèses simplificatrices, le prochain paragraphe
montre que le problème est en réalité mal posé.

2.2 Le phénomène d’occultation

2.2.1 Occultation, désoccultation

Déterminer la disparité d’un point suppose que ce point est visible par les deux
caméras. Or, dès que la scène possède un relief, certains points créent des obstacles entre
d’autres points et au moins une des caméras. Il s’agit du phénomène d’occultation 6.
Plus précisément, on peut classer les points de la scène en quatre catégories :

• les points visibles depuis les deux caméras ;

• les points invisibles depuis les deux caméras ;

• les points uniquement visibles depuis la caméra de référence ;

• les points uniquement visibles depuis l’autre caméra.

Les points visibles depuis la vue de référence mais invisibles depuis l’autre vue (et,
par extension, leur image dans la vue de référence) sont qualifiés d’occultés. Ceux qui,
à l’inverse, ne sont visibles que depuis l’autre vue sont dits désoccultés. Les objets à
l’origine de l’occultation seront appelés occultants.

Puisque la carte de disparité n’est calculée que sur l’image de référence, seuls les
points occultés seront considérés. Ces points n’ont par définition aucun pixel homologue
dans l’autre vue, ce qui implique que leur disparité n’est pas définie. Le problème de
mise en correspondance est donc mal posé.

2.2.2 Préservation de l’ordre et largeur des objets

Largeur de l’objet Pour simplifier notre analyse, nous allons partir du cas simple
d’un objet d’épaisseur nulle, par exemple un rectangle parallèle au plan image. Ce choix
est motivé par le fait que la plupart des méthodes de stéréovision supposent que les
objets de la scène ont une disparité constante, du moins localement. On supposera par
ailleurs que l’objet est entièrement visible depuis les deux vues. On se place désormais
dans un plan épipolaire coupant l’objet étudié, ce qui nous permet de nous ramener à
des représentations planes.

On définit à présent un objet large comme étant un objet dont la largeur (c’est-à-dire
la taille selon l’axe horizontal) est supérieure ou égale à la distance b entre les centres
optiques de deux caméras. Un objet fin est alors de largeur inférieure strictement à b.

Préservation de l’ordre Considérons la figure 2.6. On note [AB] l’objet étudié.
Plaçons-nous dans le cas où |AB| est supérieur à b (figure 2.6(a)). Intéressons-nous tout
d’abord aux points visibles par chacune des deux caméras. La région délimitée par les
demi-droites [AA′

L) et [BB′
L) et le segment [AB] est invisible depuis la vue de gauche,

tandis que celle délimitée par les demi-droites [AA′
R) et [BB′

R) et le segment [AB]
est invisible depuis la vue de droite. Par conséquent, la région occultée (hachurée) est
délimitée par les demi-droites [AA′

L) et [AA′
R). Considérons à présent un point non

occulté M dans le voisinage de [AB], d’images respectives xL
M et xR

M par les caméras

6. En anglais, l’occultation est nommée occlusion.
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Figure 2.6 – Préservation de l’ordre. (a) Lorsque l’objet est large, le point M est vu à gauche
du point A dans les deux vues. (b) Ce n’est plus le cas lorsque l’objet est fin : si M est situé
dans un secteur très spécifique de la scène, alors il est vu à gauche de A dans la vue de gauche
mais à droite de A dans la vue de droite.
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de gauche et de droite. Si, dans la vue de référence, le point M est placé à gauche
de l’objet [AB], alors, nécessairement, il est situé dans la zone située à gauche du
segment [CLA] et de la demi-droite [AA′

R). Or, M possède une image par la caméra
de droite également située à gauche de [AB], car la demi-droite [CRM) est également
située à gauche de [CRA). On dit que l’ordre est préservé dans les deux images 7.

Lorsque l’objet est fin, comme c’est le cas dans la figure 2.6(b), il existe une zone
située derrière l’objet qui est non occultée. Elle est délimitée par les deux demi-
droites [CA′

L) et [CB′
R), où C est l’intersection des droites (CLA) et (CRB). Consi-

dérons M un point de cette zone. La demi-droite [CLM) est située à gauche de [CLA),
donc depuis la vue de gauche, le point M est vu à gauche de l’objet [AB]. En revanche,
la demi-droite [CRM) est située à droite de [CRA), donc, dans la vue de droite, le
point M est vu à droite de l’objet [AB] : l’ordre est inversé. Cette configuration per-
siste tant que la zone délimitée par [CA′

L) et [CB′
R) existe, ce qui impose que |AB| est

strictement inférieur à b.

On voit donc que la largeur de l’objet joue sur la préservation de l’ordre des points
dans les deux images. Il est à noter que, si les objets larges ne permettent pas une
inversion de cet ordre, la présence d’objets fins ne garantit pas que cet ordre sera
nécessairement inversé. Il faut pour cela qu’un point de la scène (donc visible depuis
les deux vues) se situe dans le triangle A′

LCB′
R, ce qui n’est plus le cas si un autre objet

occulte cette région.

Sauf mention contraire, on se placera désormais dans le cas où l’ordre est préservé
dans les deux images.

2.2.3 Occultation et contrainte de visibilité

Comme on le verra dans la section 2.3, le phénomène d’occultation est généralement
ignoré dans les méthodes de mise en correspondance stéréoscopique. Dans l’approche
que nous proposons au chapitre 3, nous avons choisi de l’intégrer au modèle consi-
déré. Nous développons donc ici une analyse préliminaire très fine de l’occultation.
Commençons par étudier les conditions nécessaires à la présence d’occultation.

Si un point M est visible depuis les deux vues, alors seul le voisin de gauche de
son image xL

M dans l’image de référence peut être occulté, car l’occultation se produit
toujours sur le bord gauche des objets dans la vue de gauche. Soit M ′ le point dont
l’image xL

M ′ est un voisin à gauche de xL
M (sur la même ligne). Démontrons que, s’il n’est

pas occulté, alors sa disparité doit vérifier une certaine contrainte, appelée contrainte
de visibilité 8.

Puisque M est visible depuis les deux scènes, on a d(M) = xL
M−xR

M sa disparité. Par
ailleurs, sur la droite (CRM), seuls les points situés sur le segment [MxR

M ] sont visibles
par la caméra de droite. Supposons que M ′ est également visible depuis les deux vues.
Puisque son image xL

M ′ est située à gauche de celle de M dans la vue de gauche, on en
déduit que le segment [CLM ′] se situe à gauche de la droite (CLM). Puisque l’ordre est
supposé préservé, on en déduit que l’image xR

M ′ du point M ′ se situe également à gauche
de l’image xR

M du point M dans la vue de droite. Par conséquent, le segment [CRM ′] est
situé à gauche de la droite (CRM). Cette première étude permet de situer le point M ′

dans le secteur délimité à droite par les droites (CLM) et (CRM).

7. La préservation de l’ordre est appelée contrainte de monotonie dans [17].
8. On utilise ici la terminologie de [31], même si la contrainte se traduit dans des termes différents.
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Posons ε = xL
M − xL

M ′ , dont la composante horizontale est positive. Pour que M ′

reste visible depuis la vue de droite, sa distance à la caméra, notée h′ est majorée par
celle de l’intersection des droites (CRM) et (CLM ′), que l’on note C. On en déduit que
la disparité du point M ′ est minorée par celle du point C, s’il était visible. Calculons-la.
Puisque C se projette dans l’image de droite sur le pixel xR

M , et dans l’image de gauche
sur le pixel xL

M ′ , on en déduit que

d(C) = xL
M ′ − xR

M = xL
M ′ − xL

M + xL
M − xR

M = d(M)− ε.

Puisque d(M) = d(xL
M) et que d(M ′) = d(xL

M ′) = d(xL
M − ε), on en déduit que

d(xL
M)− d(xL

M − ε) ≤ ε.

En faisant tendre ε vers 0, on en déduit que, pour ne pas créer de l’occultation, les
variations horizontales de la disparité d ne doivent pas atteindre ou excéder 1.

2.2.4 Analyse de l’occultation : lien avec la disparité

Nous allons à présent établir le lien entre la largeur d’une occultation et le saut de
disparité correspondant. Une étude similaire a été proposée dans [17].

On suppose dans cette analyse que l’objet, appelé objet occultant, occulte partiel-
lement un objet situé derrière lui, désigné sous le nom d’objet occulté. L’objet occulté
sera supposé de distance à la caméra constante, notée h′, donc parallèle au plan image.
Sa disparité est donc calculable, même dans la région occultée. Il sera modélisé par
un plan. Puisque l’occultation se produit sur le bord gauche des objets, appelons A le
bord gauche de l’objet occultant, visible depuis les deux vues. Son image par chacune
des caméras est notée respectivement xL

A et xR
A.

Calculons la longueur maximale que peut atteindre l’occultation dans la vue de
gauche. Considérons pour cela la figure 2.7, dans laquelle OL et OR désignent les projetés
des centres optiques sur l’intersection entre le plan image et le plan épipolaire. Calculer
la largeur de l’occultation dans la carte de disparité revient à calculer la longueur du
segment [xL

AxL
A′

L
]. Remarquons que, par construction, les points A et A′

R ont même

image dans l’image de droite, que l’on note xR
A. En particulier, on en déduit que la

longueur |xL
AxL

A′
L
| peut s’exprimer en fonction du point OL, car OL n’appartient pas au

segment [xL
AxL

A′
L
],

|xL
AxL

A′
L
| =

∣
∣
∣|OLxL

A| − |OLxL
A′

L
|
∣
∣
∣

où on peut faire apparâıtre la longueur |ORxR
A| :

|xL
AxL

A′
L
| =

∣
∣
∣(|ORxR

A| − |OLxL
A′

L
|)− (|ORxR

A| − |OLxL
A|)
∣
∣
∣.

On reconnâıt alors les disparités respectives des pixels xL
A et xL

A′
R
, ce qui assure finale-

ment que

|xL
AxL

A′
L
| = |d(xL

A′
L
)− d(xL

A)|.
Autrement dit, la largeur de l’occultation vaut la différence entre la disparité de l’objet
occulté et la disparité de l’objet occultant, que l’on désignera désormais sous le nom de
saut de disparité autour de la région occultée. Ce saut est positif, car l’objet occulté se
situe derrière l’objet occultant. Par ailleurs, on a montré que, dans la vue de référence,
l’occultation était positionnée immédiatement à gauche de l’image de l’objet occultant.
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Figure 2.7 – Largeur de l’occlusion. La région du fond occultée par le point A est matérialisée
par le segment [A′

RA′
L]. La largeur de l’occlusion dans la fonction de disparité est alors donnée

par la longueur du segment [xL
AxL

A′
R

], où xL
A (resp. xL

A′
R
) désigne l’image du point A (resp. A′

R)

dans l’image de gauche.

2.3 L’état de l’art

Pour une revue plus complète des méthodes de stéréovision, on pourra se reporter
à [36, 41]. Les mesures de dissimilarité sont évaluées plus spécifiquement dans [21] par
exemple.

2.3.1 Mesurer la similarité de deux pixels

Deux pixels homologues étant les images d’un même point physique, la mise en
correspondance stéréoscopique repose essentiellement sur des critères de similarité entre
deux pixels. L’idée sous-jacente est que, sous l’hypothèse d’une absence de changement
d’illumination ou de contraste, plus deux pixels sont visuellement ressemblants, plus il
y a de chance pour qu’ils soient issus du même point.

Cette approche nécessite donc de définir des mesures de dissimilarité 9, qui quan-
tifient la ressemblance visuelle de deux pixels. Une mesure de dissimilarité est une
fonction D à valeurs positives. Si on note IL l’image de référence et IR l’image de
droite, alors, pour tout pixel p dans l’image de gauche et tout pixel q dans l’image de
droite, la quantité DIL,IR(p,q), appelée coût de corrélation, est d’autant plus faible que
les deux pixels p et q sont semblables.

Corrélation d’intensité Les mesures les plus faciles à définir sont les mesures de
corrélation de niveaux de gris, car il s’agit de comparer les deux valeurs réelles que sont

9. Certains auteurs parlent de mesure de corrélation.
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les intensités respectives de p dans IL et de q dans IR. Celles-ci sont notées respective-
ment IL(p) et IR(q). Toute distance sur R appliquée au couple

(

IL(p),IR(q)
)

peut être

utilisée. Les plus classiques [36] sont la distance qui découle de la norme euclidienne
(aussi appelée mesure AD pour absolute difference) et le carré de celle-ci (appelée SD
pour squared difference). Elles sont en effet simples à implémenter et peu coûteuses
en calculs [18], tout en produisant des résultats raisonnables tant qu’il n’y a pas de
changement d’illumination.

En réalité, les images numériques sont échantillonnées, ce qui signifie qu’un pixel
n’est jamais l’image d’un point unique de la scène, mais plutôt une moyenne des images
d’une petite région de l’espace. Ainsi, un point physique peut se projeter dans deux
pixels qui, du fait de ce moyennage, apparaissent légèrement dissemblables, même en
l’absence de bruit ou tout autre transformation chromatique. Pour réduire ce biais,
Birchfield et Tomasi [3] propose d’utiliser une interpolation horizontale de l’image.
Une variante exploitant l’information verticale est proposée dans [24]. L’interpolation
choisie est l’interpolation bilinéaire, ce qui permet de rendre ce procédé peu coûteux
en calculs.

Pour exploiter l’information supplémentaire contenue dans la couleur, une possibi-
lité est de généraliser les mesures de corrélation de niveaux de gris à la couleur. Pour ce
faire, [8] propose de combiner les coûts de corrélation obtenus pour chacun des canaux
couleur, grâce à une fonction de fusion. Parmi les choix les plus classiques pour cette
fonction, on peut citer la moyenne arithmétique, la valeur médiane, le minimum, le
maximum, ainsi qu’une fonction proposée dans [2].

Exploitation des variations locales d’intensité La corrélation d’intensité est très
sensible au bruit, ainsi qu’aux changements d’illumination et de contraste. Pour ajouter
davantage d’informations, on peut exploiter les variations locales d’intensité.

Une première façon de procéder est d’appliquer sur les images une transformation,
avant de les comparer avec une mesure de dissimilarité comme celles présentées au
paragraphe précédent, si les images résultantes sont mono-valuées, ou avec des mesures
plus adaptées dans les autres cas. Une transformation naturelle consiste à calculer le
gradient des images 10. Dans [35], une mesure de dissimilarité est ensuite définie pour
comparer les vecteurs gradients en p et q. Cette mesure tient compte de la fiabilité
de la comparaison, qui augmente avec la longueur des vecteurs comparés. Maar et
Hildreth [26] proposent quant à eux d’appliquer le LoG (laplacian of gaussian) sur les
images. Les mises en correspondance les plus précises concernent en effet les points où le
gradient est le plus grand, d’où l’idée de localiser les maxima de la norme du gradient.
Cela revient à localiser les zéros de la dérivée seconde. Comme celle-ci est sensible
au bruit (hautes fréquences), un filtre passe-bas (convolution avec une gaussienne)
est appliqué sur les images avant de calculer le laplacien. Zabih et Woodfill [45]
définissent quant à eux deux transformées dites non paramétriques basées sur le rang
du pixel. Dans une fenêtre autour de p (resp. de q), on identifie les pixels dont l’intensité
est plus faible que celle de p (resp. de q). Puis, on peut soit les compter (rank filter), ce

10. L’œil humain interprète en réalité les couleurs à partir de leurs variations relatives plus qu’il ne les
perçoit de manière absolue. Ainsi, la perception d’une couleur dépend fortement de son environnement.
Cette observation a été énoncée dès  par le chimiste Michel-Eugène Chevreul et est connue sous
le nom de loi du contraste simultané des couleurs. Plus récemment, en , une photographie de robe
a fait le tour du monde et des réseaux sociaux car certaines personnes la voyaient blanche et dorée,
d’autres la voyaient au contraire bleue et noire, tandis qu’une minorité de personnes pouvaient la voir
des deux manières. Il s’agissait pourtant de la même image, mais dont les couleurs ont certainement
été interprétées de manière différente par le cerveau.
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qui revient à ordonner les pixels de la fenêtre suivant leur intensité, puis à déterminer
le rang de p ; soit conserver la localisation de ces pixels, en la codant sous la forme
d’un vecteur booléen (census rank). Dans le premier cas, on utilise sur les images
transformées une mesure de dissimilarité pour image mono-valuée, dans le second cas,
les vecteurs obtenus sont comparés grâce à la distance de Hamming (qui compte de
nombre de coefficients différents). Ces deux transformations sont insensibles à tout
changement de contraste.

Une seconde approche consiste à définir directement des mesures de dissimilarité
comparant les variations d’intensité. Parmi ces approches, une méthode très popu-
laire est le calcul de la NCC (normalized cross correlation) entre deux fenêtres, bien
qu’elle soit plus coûteuse en calculs [18]. On considère deux fenêtres carrées autour des
pixels p et q, que l’on normalise. Puis on en calcule le produit scalaire : plus celui-ci est
grand, plus les deux voisinages sont semblables. Cette méthode gère les changements
de contraste affine entre les deux images. On peut également mentionner l’utilisation
de l’information mutuelle (MI) [43, 20] pour définir une mesure de corrélation. On
considère que les deux images p et q (prises avec leur voisinage) sont des réalisations
d’une certaine distribution. Dans ce cas, plus ces réalisations sont indépendantes, plus
l’information mutuelle est faible.

Ces mesures, définies sur les images en niveaux de gris, sont plus robustes aux
changements d’illumination et de contraste. Dans [4], les auteurs montrent qu’elles
sont plus efficaces que les mesures de corrélation de couleur, et conseillent donc de les
préférer à ces dernières.

Combinaison de l’intensité et des variations L’utilisation des variations est per-
formante dans les régions texturées, mais dans les zones plates, en présence de bruit,
elles peuvent se révéler désastreuses. L’idée est donc de combiner une corrélation d’in-
tensité avec une corrélation basée sur les variations locales.

Une premier choix consiste à combiner la mesure AD et une mesure basée sur le
gradient. Le gradient peut être utilisé dans son intégralité [23] ou seule sa composante
horizontale est prise en compte [33]. La mesure résultante est une combinaison convexe
(avec éventuellement un seuillage préalable des valeurs) des deux coûts de corrélation
considérés.

Une autre méthode très plébiscitée est l’AD Census [28], qui combine la mesure
AD et la corrélation obtenue après le filtrage Census. Le coût de dissimilarité est défini
comme la somme des deux coûts initiaux, auxquels on a appliqué au préalable une
certaine fonction croissante (avec des paramètres différents pour les deux coûts).

Ces méthodes ont montrées leur efficacité sur le banc d’essai Middlebury (voir pa-
ragraphe 2.3.4), d’où leur popularité. Elles donnent effectivement des résultats satisfai-
sants, tout en étant relativement peu coûteuses en calculs. Néanmoins, elles reposent
sur un nombre de paramètres important (en général 3), qui sont difficiles à régler cor-
rectement.

2.3.2 Approches locales versus approches globales

Selon Scharstein et Szeliski [36], les méthodes de stéréovision peuvent être clas-
sées en deux grandes familles : les méthodes locales, qui mettent en correspondance les
pixels à l’aide d’informations purement locales, et les méthodes globales, qui résolvent
un problème d’optimisation global.
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Méthodes locales : comparaison de fenêtres Le principe central est le suivant :
pour tout pixel p de l’image de référence donné, le pixel homologue est le pixel q le plus
ressemblant (dans l’intervalle de disparité) de l’image de droite. Cette ressemblance
étant mesurée par la mesure de dissimilarité choisie, le pixel q devrait être le pixel mi-
nimisant le coût de corrélation DIL,IR(p,q). Or, la corrélation pixellique (qui ne compare
un pixel qu’avec un autre pixel) n’est pas suffisamment fiable (surtout en présence de
bruit ou d’effet de Strobes par exemple). Cette remarque est déjà l’introduction des
comparaisons basées sur les variations locales d’intensité.

En partant de l’hypothèse que la disparité est localement constante (ce qui est en
réalité faux), on peut renforcer la fiabilité de ce critère en prenant également en compte
le coût de corrélation DIL,IR(p′,q′) des voisins p′ (resp. q′) du pixel p (resp. q), où q− p
et q′ − p′ sont égaux (ce qui revient à tester la même valeur de disparité sur tout
le voisinage). Ce procédé est appelé agrégation des coûts. L’idée sous-jacente est de
comparer le voisinage de p avec le voisinage de q : on parle de block-matching (le block
désignant le voisinage).

La manière la plus simple pour agréger les coûts de corrélation est de les moyenner
dans un voisinage du pixel considéré. Si la mesure de dissimilarité choisie est AD et que
la moyenne est une moyenne arithmétique, alors il s’agit de l’agrégation SAD (pour sum
of absolute differences) et pour SD, on parle de SSD (pour sum of squared differences).
En effet, si le voisinage considéré est le même pour tous les pixels, alors la moyenne
arithmétique est équivalente à une somme.

Le choix de ce voisinage est crucial : les deux paramètres possibles en sont la taille
et la forme (et éventuellement la position relative par rapport au pixel considéré).

La taille du voisinage est délicat. S’il est trop petit, alors il y a trop peu d’in-
formations à exploiter et la corrélation reste trop incertaine. S’il est trop grand, alors
l’hypothèse de disparité constante dans le voisinage devient fausse. Dans ce dernier cas,
apparâıt un phénomène dit d’adhérence. Au voisinage d’une discontinuité, entrâınant
nécessairement occultation ou désoccultation, c’est l’objet occultant qui va imposer sa
disparité. Dans le cas d’images aériennes par exemple, cela se traduit par un épaississe-
ment des immeubles (c’est pourquoi on parle également de fattening effect). Pour une
taille et une forme de voisinage données, une manière d’éviter l’adhérence est de dé-
centrer le voisinage d’agrégation pour éviter d’y inclure une discontinuité. C’est ce que
fait le MinFilter [16]. Une autre manière d’éviter cet écueil est d’utiliser des voisinages
de tailles variables [1].

Les formes de voisinage les plus simples sont les fenêtres carrées, car faciles à im-
plémenter. Néanmoins, des variantes ont été proposées depuis deux décennies. L’idée
est que le meilleur voisinage est le voisinage le plus grand dans lequel la disparité reste
constante. Le modèle de scène classiquement retenu étant que les objets sont en réalité
des surfaces planes parallèles au plan image, il suffit de considérer comme voisinage
l’objet auquel appartient le point considéré. Cela conduit à segmenter la scène. En
l’absence de textures, l’intensité reste une méthode fiable pour segmenter une image,
avec des méthodes comme le Mean Shift [14, 10]. Les segments obtenus sont alors uti-
lisés comme voisinages [5]. Cette procédure reste coûteuse, c’est pourquoi [48] choisit
de segmenter l’image en permettant à deux segments (initialisés par des pixels) de fu-
sionner suivant des critères sur la taille des voisins et la proximité des couleurs. Une
autre méthode populaire consiste à construire le voisinage en déployant une croix [46]
(cross-based regions) autour du pixel, qui forme le squelette du voisinage. Ensuite, pour
chaque pixel de la branche verticale, on agrandit le voisinage en déployant des branches
horizontales de part et d’autre de la branche verticale. À nouveau, l’ajout d’un pixel
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au voisinage est conditionné par son intensité.

Cependant, les méthodes les plus efficaces consistent à considérer des voisinages
non opaques, c’est-à-dire où chaque pixel n’a pas le même poids dans l’agrégation. Cela
revient à agréger les coûts en utilisant une moyenne pondérée. Ils sont généralement
connus sous le nom de fenêtres adaptatives. L’une des méthodes les plus réputées et
les plus efficaces est celle proposée par Yoon et Kweon [44, 13] où la pondération
associée au voisin p′ dépend à la fois de la distance dans l’espace des couleurs entre les
intensités IL(p) et IL(p′) et de la distance spatiale entre les deux pixels. Il s’agit en réalité
du filtre bilatéral (voir [40] pour une revue plus détaillée sur les filtres bilatéraux). Une
variante moins coûteuse en calculs [19] consiste à utiliser un filtre guidé [33, 40].

Après l’étape d’agrégation de coût, le pixel homologue retenu est celui qui minimise
le coût de corrélation agrégé : cette étape est appelée WTA (winner-take-all).

Méthodes globales : minimisation d’une énergie Les méthodes globales choi-
sissent d’exploiter la régularité de la scène. Pour ce faire, elles introduisent une fonc-
tionnelle d’énergie qui pénalise la non-régularité de toute carte de disparité, tout en
incitant l’algorithme à mettre en correspondance des pixels semblables. Un minimum
de cette fonctionnelle est alors calculé, qui est la fonction satisfaisant au mieux les
critères pénalisés. La difficulté réside principalement dans l’étape d’optimisation : les
fonctionnelles d’énergie considérées ne sont généralement pas convexes, ce qui n’assure
pas l’existence d’un minimum global. Par ailleurs, cela conduit à des algorithmes très
coûteux en calculs. C’est pourquoi les modèles de régularité choisis dépendent essen-
tiellement de leur compatibilité avec des algorithmes d’optimisation existants.

Les fonctionnelles d’énergie possèdent classiquement plusieurs termes, chaque terme
étant dédié à une propriété particulière recherchée pour la carte de disparité. Un pre-
mier terme est le terme d’attache aux données ou de fidélité, qui mesure à quel point
les pixels mis en correspondance sont semblables. Il est donc défini à l’aide de mesures
de dissimilarité. Puisque l’estimation de la disparité ne repose plus uniquement sur la
corrélation, mais est renforcée par d’autres termes que nous allons présenter, il n’est
plus nécessaire de choisir une mesure de dissimilarité très performance. C’est pourquoi
ce terme est généralement défini à partir des mesures AD ou SD, qui sont les moins
coûteuses en calculs. Un second terme classique est le terme de régularité. Comme son
nom l’indique, il mesure la régularité de la carte de disparité, qui reflète celle de la scène,
composée d’objets de surfaces généralement lisses par morceaux. Il est donc générale-
ment défini sur les variations de la carte de disparité. Celles-ci peuvent être pénalisées
dès qu’elles existent [24] ou la pénalisation peut dépendre de l’amplitude des varia-
tions : c’est le cas par exemple de la régularisation quadratique ou de la régularisation
TV (variation totale) [32]. La régularisation TV présente l’avantage de mieux préserver
les discontinuités, car elle conduit à des cartes constantes par morceaux, alors que la
régularisation quadratique conduit à des cartes très lisses. Une variante plus régulière
de TV (régularisation Huber, [32]) permet d’obtenir des cartes avec des discontinuités
nettes, tout en autorisant un léger gradient. Le critère de régularisation peut égale-
ment concerner les segments de l’image [48, 5, 23, 47]. Si l’on retrouve systématique
les termes de fidélité et de régularité, certains auteurs ajoutent un ou plusieurs autres
termes. Il est ainsi naturel d’introduire un terme forçant l’injectivité de la mise en cor-
respondance (uniqueness term, [24]). Un terme d’occultation ([24]) permettant de tenir
compte de ce phénomène peut aussi être ajouté. Enfin, Papadakis et Caselles [31]
ont proposé un terme gérant les contraintes de visibilité.

Le choix de la fonctionnelle d’énergie est fortement lié à la méthode d’optimisation
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utilisée pour la minimiser. Compte tenu de la taille du problème, celle-ci est choisie pour
son efficacité. Les premières méthodes globales se sont donc appuyées sur les méthodes
d’optimisation 1D basées sur la programmation dynamique. Pour pouvoir utiliser ce
genre de méthodes, Bobick et Intille [6] choisissent de définir une fonctionnelle com-
posée d’énergies indépendantes définies sur les lignes de la disparité. Ainsi, le problème
se réécrit comme un ensemble de problèmes de dimension 1, qu’ils résolvent indépen-
demment. Pour incorporer une régularisation verticale tout en tirant parti de l’efficacité
des méthodes 1D, Hirschmüller [20] propose d’alterner des minimisations dans dif-
férentes directions, tandis que Veksler [42] transforme le problème en un problème
sur un arbre, sur lequel elle peut utiliser la programmation dynamique.

Les résultats les plus satisfaisants restent ceux obtenus avec une régularisation 2D.
L’utilisation des graph cuts [24] permettent de donner une solution approchée en alter-
nant les α-expansion moves ou les αβ-swap qui font décrôıtre l’énergie. Les premiers
consistent à agrandir à chaque itération l’ensemble de niveau α de la disparité (cf. cha-
pitre 4) tandis que les seconds considèrent deux ensembles de niveaux α et β dont ils
échangent les éléments. Les approches bayésiennes basées sur le belief propagation (BP)
ont été également connu un succès important [39]. L’idée est de reformuler le problème
avec des champs de Markov, où les différents termes de l’énergie se traduisent par des
interactions entre les nœuds du réseau. Il s’agit ensuite de calculer le maximum a priori
(MAP) en utilisant un algorithme de BP qui met à jour la disparité en faisant passer
des messages à travers le réseau. Enfin, Pock et coll. [32] ont proposé une méthode
de relaxation convexe de l’énergie, ce qui leur permet d’exploiter les outils d’optimisa-
tion convexe. Cette méthode, sur laquelle se base le chapitre 3, possède l’avantage de
s’appliquer à une classe très large de fonctionnelles d’énergie. Enfin, on pourra citer
les travaux de [29] et [9], qui exploitent également des outils d’optimisation convexe
en considérant une version approchée mais convexe du problème initial non convexe
qu’ils souhaitent résoudre, en utilisant une linéarisation d’une des images autour d’une
première estimation de la disparité. Contrairement à la méthode de Pock et coll., cette
approche ne constitue donc pas une relaxation convexe exacte du problème.

2.3.3 Occultation, correspondances non fiables

Du fait du phénomène d’occultation et des nombreuses difficultés soulevées dans le
paragraphe 2.1.4 qui rendent la mise en correspondance difficile, la gestion des erreurs
est un volet important de toute méthode de stéréovision. Il peut être utile de distin-
guer les erreurs dues à l’occultation des autres, qui peuvent résulter d’une multitude
d’origines.

Gestion des occultations Dans les méthodes locales, les occultations sont géné-
ralement traitées comme des mises en correspondance non fiables, qui font l’objet du
paragraphe suivant. Néanmoins, l’utilisation de mesures robustes aux occultations a
été proposée dans [7].

Dans les méthodes globales, l’occultation peut être prise en compte grâce à l’intro-
duction d’un terme dédié. Dans [6], les auteurs exploitent l’analyse de la section 2.2
pour classer les pixels en trois familles en exploitant les variations de chaque ligne de
la disparité : ceux qui sont mis en correspondance (variations horizontales), ceux qui
correspondant à des occultations (variations diagonales) et ceux qui correspondent à
des désoccultations (variations verticales). Le désavantage majeur de cette méthode est
qu’elle ne tient pas du tout compte de la régularité verticale de la scène car le problème
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est traité indépendamment sur chaque ligne. Dans [24], le terme d’occultation compte
le nombre de pixels non mis en correspondance avec un pixel homologue. Ce terme est
pondéré par un paramètre choisi de sorte à contrôler le nombre de pixels occultés, ce
qui implique de réussir à l’estimer de manière empirique ou heuristique.

Des approches plus complexes peuvent également être envisagées. Dans [38], on
alterne estimation de la disparité sur les régions non occultées et estimation des régions
occultées.

Détection et rejet des pixels non fiables Les cartes de disparité fournies par
une méthode globale possèdent une cohérence globale grâce au terme de régularité et
éventuellement au terme d’injectivité. Lorsque l’occultation est prise en compte, les
zones occultées n’ont soit aucune disparité d’attribuée, soit celle-ci n’est pas signifi-
cative. Dans les deux cas, leur localisation est connue et on peut facilement rejeter
l’information dans ces régions.

Du fait de leur caractère local, les méthodes locales génèrent des cartes généralement
moins fiables. Les erreurs sont principalement dues à l’occultation, à l’adhérence, à
l’effet de Strobes ou au manque de textures. Contrairement aux méthodes globales,
aucun critère de régularité ne permet de détecter ces erreurs. C’est pourquoi on définit
des filtres de rejets que l’on applique une fois la carte de disparité estimée. Le filtre le
plus populaire est le filtre LRRL (left-right right-left) [27, 33], qui traduit la contrainte
d’injectivité. La carte de disparité sur la vue de référence et celle sur la vue de droite
sont calculées. Ensuite, on évalue leur cohérence : tous les pixels de l’image de référence
dont le pixel homologue dans la vue de droite n’est pas mis en correspondance avec lui
dans l’estimation de la disparité de droite sont rejetés. Ce filtre nécessite de calculer
deux cartes, donc de doubler le nombre d’opérations, mais ce n’est généralement pas
un problème majeur car les méthodes locales sont peu coûteuses en calculs.

Un autre outil puissant est la validation a contrario [34]. Les méthodes a contrario
reposent sur le principe d’Helmholtz qui assure que dans le bruit, on ne voit rien.
Autrement dit, les structures détectables sont celles qui ont une faible de chance de se
produire au hasard. Appliquée à la mise en correspondance stéréoscopique, ce principe
permet de rejeter des mises en correspondance en mesurant la probabilité que la simila-
rité entre les deux pixels (après agrégation des coûts) soit due au hasard. L’inconvénient
majeur de ce filtre est qu’il rejette beaucoup de points.

Après l’application d’un ou de plusieurs de ces filtres ou l’extraction des zones
d’occultation, on se retrouve avec des cartes de disparité incomplètes, dites éparses ou
non denses. Pour obtenir une disparité définie partout, il faut ajouter une étape de
densification.

Densification des cartes La densification des cartes de disparité consiste à com-
pléter la carte de disparité où elle n’est pas connue. La stratégie choisie dépend de
la raison pour laquelle le pixel a été rejeté. Dans [33], les auteurs considèrent que les
pixels rejetés le sont principalement car ils sont occultés. Or, l’analyse menée dans 2.2
assure que, dans l’hypothèse la plus simple où les objets partiellement occultés ont une
disparité constante (même au niveau de la partie occultée), la disparité de la région
occultée est celle de l’objet occulté entier. Or, l’occultation étant située à gauche des
discontinuités, la partie non occultée de l’objet occulté est située à gauche de la partie
occultée. La densification se fait alors en diffusant la disparité vers la droite dans les
régions occultées.
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(a) Tsukuba (b) Venus (c) Teddy (d) Cones

Figure 2.8 – Vue de référence des quatre paires de la version 2 du banc d’essai Middlebury.

2.3.4 Le banc d’essai Middlebury

Suite à leur article de revue [36], Scharstein et Szeliski ont mis en ligne le
banc d’essai Middlebury 11. Les chercheurs sont invités à tester leur algorithme sur
les images proposées et à soumettre leurs résultats (mais pas leur algorithme). Leurs
résultats sont classés suivant plusieurs critères (détaillés plus bas). La principale règle
est que les paramètres ne doivent pas être adaptés manuellement à chaque scène.

Version 2 Pour la version 2 du banc d’essai, quatre paires sont proposées : Tsukuba,
Venus [36], Teddy et Cones [37] (cf. figure 2.8). Les tailles des images varient entre 384×
288 pour Tsukuba et 450× 375 pour Teddy et Cones. Les caméras sont en mouvement
fronto-parallèle. Les intervalles de disparité sont fournis : leur longueur varie entre 16
pixels (pour Tsukuba) et 60 pixels (pour Teddy et Cones). Les vérités-terrains sont
disponibles pour les quatre paires.

La version 2 n’est plus active depuis . Elle a été remplacée par la version 3 12

qui propose deux ensembles de paires : un ensemble avec vérité-terrains qui servent
d’entrâınement et un ensemble sans vérité-terrain pour des tests à l’aveugle. Les paires
proposées dans la version 3 sont également beaucoup plus grandes (2880 × 1988 pour
la paire Adirondack par exemple).

Vérité-terrain Les vérités-terrains (cf. figure 2.9) sont générées en projetant sur la
scène des motifs réguliers [37] pour encoder chaque point de la scène, puis les disparités
gauche et droite sont estimées pour N éclairages différents (ce qui permet en particulier
de déplacer les ombres). Les cartes de disparité sont fusionnées et les zones d’occulta-
tion détectées. Un sous-échantillonnage des paires et de la carte de disparité finale est
finalement effectué. La disparité de certains points de la scène reste inconnue.

Caractéristiques des scènes Ces scènes d’intérieur présentent peu d’ombre, peu de
reflets (seule la paire Tsukuba en possède). Les images sont très texturées, les objets
opaques. Il n’y a pas de changement d’illumination notable entre les deux vues.

La paire Tsukuba présente une vérité-terrain constante par morceaux et pixellique
(alors que la lampe devrait logiquement être un peu bombée). La caméra et la lampe
présentent des parties qui sont fines, mais seule la partie basse du fil de la lampe induit
une inversion de l’ordre. La lampe et certaines parties métalliques de l’étagère au fond
de la scène génèrent des reflets. La paire Venus est composée de panneaux texturés,
non parallèles au plan image. Cela induit une vérité-terrain affine par morceaux. La

11. http ://vision.middlebury.edu/stereo
12. http ://vision.middlebury.edu/stereo/eval3
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(a) Tsukuba (b) Venus (c) Teddy (d) Cones

Figure 2.9 – Vérité-terrain des quatre paires de la version 2 du banc d’essai Middlebury (vue
de référence). Plus le pixel est clair, plus sa disparité est grande. En noir, les points dont la
disparité n’est pas connue.

paire Teddy possède un intervalle de disparité très large (60 pixels), ce qui crée des
zones d’occultation tout aussi larges. Par ailleurs, la texture du sol s’apparente à un
bruit. La paire Cones possède également des zones d’occultation larges. De plus, les
objets fins (pointes des cones, pinceaux) induisent une inversion de l’ordre.

Évaluation Pour chaque image, différents scores sont proposés : le pourcentage de
disparité correcte dans l’image entière (all), près des zones de discontinuités de la scène
(nondisc) et hors des régions occultées (nonocc). Pour cela, des masques sont proposés
(cf. figure 2.11). Pour chaque masque, les erreurs sont mesurées à un seuil près (égal à 2,
1,5, 1, 0,75 ou 0,5 pixels). Pour chaque paire et chaque masque, le pourcentage d’erreur
et le classement sont donnés. Par défaut, l’affichage correspond au classement moyen
sur tous les masques pour un seuil de 1 pixel, mais le pourcentage moyen d’erreurs
sur toutes les paires est également visible. Dans la figure 2.10 qui présente la tête du
classement à la date de clôture de la version 2, on voit en particulier que la méthode
PM-Forest est la meilleure pour le pourcentage moyen d’erreur (avec 2,64% d’erreur)
mais n’arrive que neuvième au classement général.

2.3.5 Démos IPOL

La recherche reproductible En sciences, la reproductibilité d’une expérience per-
met de garantir sa pertinence et de valider les conclusions qui en découlent. Elle im-
plique que tout résultat publié doit pouvoir être obtenu de manière identique si les
conditions de l’expérience sont reproduites. Appliquée au domaine du traitement de
l’image, la reproductibilité suppose que si l’on implémente la méthode décrite par un
article, et qu’on l’applique aux mêmes données que celles testées par les auteurs, alors le
résultat sera analogue. Si en théorie, cette condition semble facile à satisfaire (contrai-
rement aux sciences pratiques, le nombre de paramètres influant l’expérience est limité,
car un code informatique réagit systématiquement de la même manière), en pratique,
elle implique d’avoir à disposition une implémentation analogue et les mêmes jeux de
données. Or, ces deux éléments sont rarement disponibles.

Lorsqu’une méthode est publiée, l’article présente généralement une description
(plus ou moins détaillée) de l’algorithme, ainsi qu’un pseudo-code présentant l’archi-
tecture du code. Malheureusement, ces informations sont loin d’être suffisantes pour
réimplémenter l’algorithme proposé. Principalement à cause du nombre limité de pages,
des éléments essentiels sont manquants : la valeur des paramètres sont rarement pré-
cisés (ou il en manque certains), d’éventuelles étapes de pré-traitement des données
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Figure 2.10 – Capture d’écran de la page de la version 2 du banc d’essai Middlebury (prise
après sa désactivation). Les différents algorithmes sont classés suivant leur performance sur
les quatre paires.

(a) Vérité-terrain (b) all (c) disc (d) nonocc

Figure 2.11 – Les masques utilisés par Middlebury pour évaluer les résultats soumis (exemple
de la paire Tsukuba). En noir, les pixels dont la disparité n’est pas connue. En blanc, les
points sur lesquels l’estimation de la disparité est évaluée : (b) partout où la vérité-terrain
est connue ; (c) près des discontinuités de la scène ; (d) dans les régions non occultées.
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ou post-traitement des résultats sont passées sous silence. Pourtant, ces détails jugés
«techniques» sont nécessaires pour reproduire les résultats publiés.

Pour pallier ce manque, qui discrédite à terme la communauté scientifique, des
plateformes ont vu le jour pour permettre aux auteurs de publier leurs codes. En
, le CNRS, HEC Paris et l’université d’Orléans lancent RunMyCode 13, qui permet
d’associer à tout article de recherche (de tout domaine) une page web «compagnon» sur
laquelle les auteurs postent leur code et les données sur lesquelles ils ont testé leur
méthode. Le lien de cette page est alors cité dans l’article. L’intérêt est assez évident :
la recherche redevient reproductible, puisque n’importe qui peut regénérer les résultats
présentés par l’article. Il n’y a pas de paramètre ou d’étape cachée. On n’a pas besoin
de réimplémenter la méthode, ce qui permet de gagner du temps. Enfin, on peut tester
l’algorithme sur d’autres images que celles (forcément en nombre restreint) proposées
par les auteurs.

Néanmoins, contrairement au contenu de l’article qui est expertisé par un comité de
lecture, les codes publiés ne font l’objet d’aucune validation scientifique. En particulier,
on n’y contrôle pas que le code correspond à l’algorithme décrit et que les résultats
présentés sont bien obtenus grâce à ce code.

IPOL Le journal en ligne IPOL 14 (Image Processing On Line) est un journal lancé
en , à l’initiative de Nicolas Limare, Jean-Michel Morel et l’équipe Traitement
d’Images et du Signal du CMLA (Centre de Mathématiques et leurs Applications),
à l’ENS Cachan. Son objectif est de proposer des articles de traitement d’images,
accompagnés d’un code qui est soumis à une expertise approfondie, ce qui permet de
combler les limites de la plateforme RunMyCode.

Toute publication d’IPOL comporte trois composantes :

1. l’article à proprement parler ;

2. l’implémentation de l’algorithme présenté en ANSI C/C++ ou en Matlab (depuis
mai ) ;

3. la partie démo, qui permet à l’utilisateur de faire tourner le code en ligne sur des
images proposées par IPOL ou sur ses propres images.

L’article, qui n’est pas limité en nombre de pages, présente une méthode intéressante
(non nécessairement originale). L’algorithme doit être décrit de manière exhaustive, en
particulier les paramètres. Idéalement, cette description seule doit permettre à tout
lecteur d’implémenter sa propre version de la méthode. Enfin, une analyse critique des
résultats clôt l’article : les cas satisfaisants sont présentés, aussi bien que les mauvais,
pour démontrer les apports et les limites de la méthode.

Un code (en ANSI C/C++ ou en Matlab) est également soumis, qui sera exper-
tisé au même titre que l’article. Il doit être portable, c’est-à-dire pouvoir tourner sur
toute machine standard (sous Windows, MacOS ou Linux). Il doit être suffisamment
documenté pour permettre à tout lecteur de le comprendre. Enfin, puisqu’il a vocation
à être diffusé et la démo maintenue par l’équipe IPOL, il doit être publié sous une
licence de logiciel libre. Pour assurer sa diffusion la plus large possible, il doit utiliser
des bibliothèques standards et stables. Les codes Matlab sont autorisés depuis  car
leur implémentation et leur utilisation sont plus souples que les codes ANSI C/C++.
C’est par ailleurs l’un des langages les plus utilisés dans la communauté image.

13. http ://www.runmycode.org
14. http ://www.ipol.im
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La partie démo constitue le dernier volet d’une publication IPOL. Elle se présente
sous la forme d’une page dédiée, sur laquelle le même code que celui qui est publié
peut être testé en ligne, sur les serveurs d’IPOL. Cela introduit une contrainte sur
l’efficacité des méthodes publiées, qui doivent produire un résultat en moins de 30
secondes, quitte à restreindre la taille des données en entrée. Les implémentations
exploitant le calcul parallèle sont donc encouragées. Le cas échéant, l’utilisateur peut
changer les paramètres de la méthode, à l’aide de curseurs. Les algorithmes peuvent
être testés sur les images proposées par les auteurs, mais également sur les images que
l’utilisateur charge lui-même. Les résultats sur les images personnelles sont archivés et
consultables en ligne (à moins que l’utilisateur ne l’interdise). Cette disposition permet
de constituer une base de données plus importante qui montre comment se comporte
l’algorithme sur des images variées.

La politique très exigeante d’IPOL garantit une réelle reproductibilité des expé-
riences publiées. Néanmoins, pour les auteurs, elle se traduit par une charge de travail
plus lourde. Le code doit être lisible, documenté et maintenu. Ils doivent s’assurer de sa
portabilité sur différentes plateformes. Or, ce travail est peu gratifiant, car généralement
peu reconnu.

Le journal IPOL souhaite proposer dans chaque domaine du traitement d’images
un maximum de méthodes constituant l’état de l’art. Actuellement (en ), six al-
gorithmes ont été publiés dans la section stéréovision.

Algorithme de rectification épipolaire Un algorithme de rectification épipo-
laire [30] a été publié en . Il estime deux homographies qui permettent de simuler
deux vues en déplacement fronto-parallèle à partir d’une paire stéréoscopique quel-
conque. Elle est basée sur la méthode de Fusiello et Irsara [15], qui suppose que
les deux caméras initiales sont parfaites (le point principal cöıncide avec le centre du
cadre) mais de (même) distance focale inconnue. La rectification est réalisée en mini-
misant le mouvement vertical de certains points mis en correspondance, sélectionnés
par la méthode SIFT [25].

Algorithmes de mise en correspondance stéréoscopique Quatre articles ont
été publiés sur IPOL à propos de la mise en correspondance stéréoscopique propre-
ment dite. La première, publiée en , est pour l’instant la seule méthode globale
disponible sur IPOL. Elle est basée sur la méthode proposée en  parKolmogorov

et Zabih [24]. Le code proposé est une variante du code de Kolmogorov (disponible
sur sa page personnelle), plus adaptée aux standards d’IPOL. Malgré l’efficacité de
l’implémentation des graph cuts, il a fallu découper les paires en bandes horizontales
(avec recouvrement), afin de les traiter en parallèle, pour atteindre le temps d’exécution
imposé par IPOL.

Les trois autres articles sont des méthodes locales. Le premier [12] présente une
méthode qui permet d’agréger efficacement les coûts de corrélation, en s’appuyant sur
une table de sommation, proposée par [11]. Ce même algorithme est à l’origine de la
méthode présentée par [40], qui décrit l’algorithme initialement publié dans [33]. Il
s’agit d’une méthode basée sur une implémentation efficace d’un filtre bilatéral. Enfin,
l’article [13] propose une implémentation des célèbres fenêtres adaptatives (qui repose
également sur un filtre bilatéral) de Yoon et Kweon [44], déjà évoquées plus haut
dans ce chapitre.
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(a)

(b)

Figure 2.12 – Les onglets d’une publication IPOL (captures d’écran), exemple de [40] : (a)
l’article et le lien de téléchargement du code ; (b) la démo.
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Figure 2.13 – Les onglets (suite et fin) d’une publication IPOL (captures d’écran), exemple de [40] : l’archive.
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Introduction

En stéréovision binoculaire, les méthodes globales traduisent le problème de mise
en correspondance par une fonctionnelle d’énergie. Celle-ci encode les propriétés de la
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carte de disparité recherchée, en pénalisant tout écart à ces conditions. Cette approche
conduit à optimiser des problèmes de grande taille, ce qui est très coûteux en calculs. Le
choix de la méthode d’optimisation est donc crucial. C’est pourquoi il est généralement
prioritaire sur le choix de la fonctionnelle d’énergie. Toutes les fonctionnelles ne sont
en effet pas minimisables par une méthode donnée. C’est donc le choix de la méthode
d’optimisation qui conditionne la forme de la fonctionnelle et, de fait, le choix du mo-
dèle de scène sous-jacent. Toute méthode globale peut être évaluée sur ces deux points :
la pertinence du modèle considéré et l’efficacité algorithmique de la minimisation.

Une méthode comme celle basée sur l’utilisation des graph cuts deKolmogorov et
Zabih [10], que nous étudierons en détails dans le chapitre suivant, présente une bonne
efficacité algorithmique. En revanche, le modèle de régularité est biaisé par l’utilisation
des graphes et la minimisation n’est pas exacte, mais seulement approchée. Néanmoins,
c’est l’une des rares méthodes à gérer de manière raisonnable les occultations de la
scène, en proposant à un pixel soit d’être mis en correspondance, soit d’être occulté.
Toutefois, ce choix n’est basé que sur le coût de corrélation, et ne repose donc sur aucun
modèle de scène. La méthode de programmation dynamique proposée par Bobick et
Intille [1] repose quant à elle sur l’étude menée au chapitre précédent sur l’occultation.
Lorsque l’ordre est préservé dans les deux images, on a montré que la pente horizontale
de la disparité est strictement inférieure à 1, et que la largeur des occultations valait
exactement le saut de disparité autour de l’occultation. Leur méthode repose sur ce
modèle de régularité de la scène, dont on a montré la pertinence. Malheureusement,
la méthode d’optimisation utilisée, qui par ailleurs est très efficace, n’est valable qu’en
dimension 1, et leur méthode ne peut donc pas intégrer la régularité verticale. On
voit ainsi que, dans ces deux exemples de méthodes gérant l’occultation, le modèle de
régularité est défaillant, car il doit s’adapter à la méthode d’optimisation choisie.

Dans leur article de , Pock et coll. proposent une méthode qui permet de
transformer une classe très large de fonctionnelles en un problème convexe [12], par re-
laxation. La résolution de ce dernier problème fait alors appel à l’optimisation convexe,
pour laquelle on dispose de davantage d’outils efficaces, du fait de certaines proprié-
tés des fonctions convexes (dont en particulier l’existence d’un minimum). Parmi les
fonctionnelles admissibles, se trouvent celles possédant un terme d’attache aux données
quelconque (mais continu) et un terme de régularité convexe. Leur méthode est donc
relativement peu contraignante pour la forme de la fonctionnelle, mais ne peut pas
gérer un terme d’occultation comme celui que proposent Kolmogorov et Zabih [10].
D’où l’idée de reprendre le modèle de scène utilisé par Bobick et Intille [1] et d’y
ajouter une régularité verticale.

Dans ce chapitre, nous proposons donc une nouvelle fonctionnelle d’énergie (sec-
tion 3.1), qui est à la fois admissible par la méthode de relaxation convexe [12] et
qui tienne compte du phénomène d’occultation de la même manière que dans [1],
c’est-à-dire en intégrant le modèle de scène détaillé dans le chapitre précédent (pa-
ragraphe 3.1.2). Nous introduirons également un nouveau de terme d’attache aux don-
nées adaptatif (paragraphe 3.1.1) qui a pour but de limiter l’effet d’adhérence tout en
bénéficiant de l’efficacité de la corrélation combinée de couleur et de gradient. Pour
relaxer ce problème de manière convexe (section 3.2), nous reprenons une à une chaque
étape de l’article [12]. Le problème convexe résultant peut s’écrire de manière primale-
duale (paragraphe 3.2.3), et nous proposerons deux méthodes de résolution numérique
(section 5.2). Puisque la fonctionnelle choisie permet de détecter les occultations dans
la carte de disparité obtenue par relaxation convexe, une étape de densification est
proposée (section 3.4). Nous présenterons enfin les résultats obtenus avec cette mé-
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thode (section 3.5) : elle sera testée sur les images du banc d’essai Middlebury, et nous
comparerons la détection des occultations avec la méthode des graph cuts de [10].

3.1 Fonctionnelle d’énergie

On rappelle que le domaine de image de référence est rectangulaire, noté Ω ⊂
R

2. La paire stéréoscopique considérée est donnée par (IL,IR) : ce sont des images en
couleur RGB, dont les valeurs sur chaque canal sont comprises entre 0 et 255. Les
caméras associées sont supposées en mouvement fronto-parallèle. La disparité u est
donc une fonction définie sur Ω, à valeurs dans l’intervalle de disparité Idisp ⊂ R,
connu. On supposera dans un premier temps que u appartient à l’espace W1,2 (Ω; Idisp)
des fonctions d’énergie finie, dérivables et dont la dérivée est intégrable sur Ω.

On adopte ici la méthode proposée par Pock et coll. dans [12]. Il s’agit d’une
méthode globale : on définit une fonctionnelle d’énergie E sur l’ensemble des fonc-
tions W1,2 (Ω; Idisp). Celle-ci encode les propriétés de la fonction de disparité que l’on
recherche, en ce sens que E(u) sera d’autant plus grand que u ne satisfait pas ces pro-
priétés. Si la fonctionnelle E est correctement choisie, la disparité de la scène la plus
probable sera donnée par un minimiseur de E.

L’approche choisie par [12] est une approche variationnelle : la fonctionnelle d’éner-
gie prend la forme

E(u) =
∫

Ω
f
(

x,u(x),∇u(x)
)

dx.

Le lagrangien f est supposé continu en ses deux premières variables et convexe en sa
troisième variable. Un choix particulier de f permet de séparer ces deux groupes de
variables :

∀ (x,t) ∈ Ω× R, ∀ px ∈ R
2, f

(

x,t,px
)

= g
(

x,t
)

+ r
(

px
)

où g est continue sur Ω×R et r convexe. Ce choix conduit à considérer une fonctionnelle
d’énergie à deux termes : un terme d’attache aux données (ou de fidélité)

Edata(u) =
∫

Ω
g
(

x,u(x)
)

dx

qui contraint l’algorithme à préférer mettre en correspondance des pixels semblables,
et un terme de régularisation

Ereg+vis(u) =
∫

Ω
r
(

∇u(x)
)

dx

qui incite la fonction de disparité à être régulière. Nous intégrerons dans ce terme une
contrainte de visibilité. Ces deux termes sont sommés et, quitte à remplacer g par g/µ,
on peut faire apparâıtre un paramètre de pondération µ > 0 qui permet de moduler
l’importance relative des deux termes :

E(u) = µEdata(u) + Ereg+vis(u).

L’objectif est de trouver un minimum de cette fonctionnelle, c’est-à-dire de résoudre le
problème d’optimisation

min
u∈W1,2(Ω;Idisp)

E(u).

Détaillons dans ce qui suit le choix de chacun de ces deux termes.
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3.1.1 Une corrélation adaptative pour limiter l’adhérence

Le rôle du terme d’attache aux données est de privilégier la mise en correspondance
de pixels semblables. Il est donc naturel de le définir à l’aide d’une mesure de dissi-
milarité DIL,IR (cf. section 2.3.1). Soit u une fonction de disparité candidate. Le pixel
homologue de x ∈ Ω est alors le pixel x−u(x) 1. Le coût de corrélation pour cette mise

en correspondance est donc donné par g
(

x,u(x)
)

, où g est défini par

∀ (x,t) ∈ Ω× R, g(x,t) = DIL,IR(x,x− t)

Le coût total de corrélation pour la fonction u est donnée par l’intégrale de ces coûts
individuels, ce qui nous permet de définir le terme de fidélité Edata.

Corrélation d’intensité combinée à la corrélation de gradient Puisque la com-
binaison de la corrélation d’intensité et la corrélation de gradient a montré son effica-
cité [8, 13], nous choisissons pour la mesure de dissimilarité une variante de la mesure
utilisée dans [13, 14]. On rappelle que l’idée est de sommer la mesure AD et la corré-
lation des gradients dans une combinaison convexe, dont le coefficient α est choisi égal
à 0,9 dans [13, 14]. L’intérêt est de tirer parti des performances des deux corrélations.

Malheureusement, l’utilisation d’un gradient revient essentiellement à comparer des
voisinages. En effet, si le gradient de l’image est calculé à l’aide d’un opérateur linéaire
de différences finies, alors il s’agit de comparer deux quantités a(p,{p′}) et a(q,{q′}),
dépendant respectivement linéairement des voisins p′ de p et des voisins q′ de q. Or, on
sait que la comparaison de voisinages provoque de l’adhérence près des discontinuités
de scène. Nous proposons donc de modifier le poids de la corrélation de gradient dans
le coût de corrélation, selon la position du pixel considéré : plus le pixel p est situé
près d’une discontinuité de scène, moins la corrélation de gradient doit jouer. Cette
approche implique de connâıtre la carte de disparité, ce qui est évidemment exclu. Une
manière de procéder est donc de considérer les discontinuités d’intensité, qui, si elles
ne cöıncident pas avec les discontinuités de scène, les contiennent.

Coefficient variable Introduisons donc un coefficient variable α : Ω→ [ 0 ; 1 ], choisi
de sorte que α soit petit près d’une discontinuité d’intensité et grand ailleurs. Une
discontinuité d’intensité étant caractérisée par un fort gradient, nous définissons α
comme une fonction décroissante de l’amplitude du gradient de l’image. Pour ne prendre
en compte que des gradients significatifs, on effectue au préalable un débruitage ROF
de l’image de référence (cf. chapitre 6), ce qui donne la version lissée ĨL. Le gradient au
point x d’une image couleur I = (Ir,Ig,Ib) est donné par une matrice de taille 2 × 3,
définie par les dérivées horizontales et verticales (notées respectivement ∂x et ∂y) dans
chacun des canaux couleur :

∀x ∈ Ω, ∇I(x) =

(

∂xIr(x) ∂xIg(x) ∂xIb(x)
∂yIr(x) ∂yIg(x) ∂yIb(x)

)

. (3.1)

On peut alors définir la norme (ou l’amplitude) du gradient en x, notée ‖∇I(x)‖,
comme la norme euclidienne du vecteur de R6 associé au gradient (c’est-à-dire la norme
de Frobenius de la matrice ∇I(x)). Dans ce cas, α est défini par

∀x ∈ Ω, α(x) =
1

1 + G ⋆ ‖∇ĨL‖2(x)/a
(3.2)

1. On note par abus de notation x− t = x− t(t,0) pour tout réel t
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avec a > 0 un paramètre que l’on choisira ultérieurement. L’amplitude du gradient est
ici convolée avec une gaussienne, ce qui permet de diffuser dans un voisinage les forts
gradients.

Corrélation de couleur et de gradient Pour la corrélation d’intensité, on choisit
d’exploiter l’information contenue dans la couleur. Contrairement à ce qui est fait
dans [13, 14], on utilise la distance induite par la norme euclidienne de R

3, notée ‖·‖,
pour comparer les vecteurs couleurs, ce qui conduit à considérer

∀ (x,t) ∈ Ω× R, DAD
IL,IR

(x,x− t) = ‖IL(x)− IR(x− t)‖ (3.3)

Pour la corrélation de gradient, on choisit à nouveau de considérer les variations
horizontales et verticales de l’image dans les trois canaux couleurs donnée par la ma-
trice (3.1), puis d’utiliser comme mesure de dissimilarité la distance issue de la norme
de Frobenius :

∀ (x,t) ∈ Ω× R, Dgrad
IL,IR

(x,x− t) = ‖∇IL(x)−∇IR(x− t)‖. (3.4)

Nouvelle mesure de dissimilarité Les deux coûts de corrélation (3.3) et (3.4) sont
combinés à l’aide de la pondération variable α donnée par (3.2) :

∀ (x,t) ∈ Ω× R, g(x,t) =
(

1− α(x)
)

DAD
IL,IR

(x,x− t) + α(x) Dgrad
IL,IR

(x,x− t).

Même si la fonction g n’est théoriquement pas continue en (x,t) (car les images
considérées ne le sont pas), il est possible de se ramener artificiellement à ce cas en
considérant une interpolation régulière de cette fonction, qui est en pratique construite
à partir d’un échantillonnage des images et de l’intervalle de disparité.

3.1.2 Une contrainte de pente pour gérer l’occultation

Le terme de régularisation Ereg+vis que nous proposons possède en réalité deux
composantes distinctes, une première forçant la régularisation proprement dite de la
disparité et une seconde traduisant une contrainte de visibilité :

Ereg+vis(u) = Ereg(u) + Evis(u).

Terme de régularisation On choisit d’utiliser la régularisation TV (variation to-
tale), dont nous considérons ici la version isotrope :

ETV iso
reg (u) =

∫

Ω
‖∇u(x)‖ dx = ‖∇u‖1

2.

Cette régularisation a été introduite en  par Rudin, Osher et Fatemi dans un
modèle de débruitage qui porte depuis le nom de modèle ROF. L’intérêt principal de
ce terme est le suivant : si on étend l’ensemble des fonctions admissibles u à un espace
plus grand (voir le paragraphe Extension aux fonctions BV), alors ce terme produit
des solutions régulières, tout en préservant certaines discontinuités [3]. Généralement,
suivant le poids accordé à ce terme, les solutions sont constantes par morceaux.

2. Cette notation, bien qu’usuelle, est abusive dans le cas d’images multi-valuées. La variation
totale, telle qu’elle est définie ici, correspond en réalité à la norme L1 de la fonction u 7→ ‖∇u(x)‖2.
Néanmoins, pour éviter les notations trop lourdes, nous continuerons ici d’utiliser la notation standard.
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Terme de visibilité Dans l’analyse proposée à la section 2.2, on a montré que, si
l’ordre était préservé dans les images, alors la largeur de l’occultation dans l’image
de référence est exactement égale au saut de disparité autour de l’occultation. Par
ailleurs, nous avons établi que la disparité ne peut pas avoir une pente horizontale
excédant 1 sans violer les contraintes de visibilité. De ces deux remarques, on déduit
que, si on interpole les occultations de manière affine sur la ligne, alors la pente de
la disparité interpolée vaut exactement 1 dans les zones occultées et est strictement
inférieur à 1 dans les zones non occultées. Cela nous conduit à introduire le terme de
visibilité suivant :

Evis(u) =
∫

Ω
χ{∂xu≤1}(x) dx =







0 si ∀x ∈ Ω, ∂xu(x) ≤ 1

+∞ sinon.

qui contraint la pente horizontale de la disparité à être inférieure à 1.

Finalement, le terme de régularisation/visibilité peut s’écrire à l’aide de la fonction

∀ px = (px
x,px

y) ∈ R
2, r(px) =







‖px‖ px
x ≤ 1

+∞ sinon.

On vérifie aisément que la fonction r est bien convexe.

Extension aux fonctions BV Les fonctions de l’espace W1,2 (Ω;R) ne peuvent pré-
senter aucune discontinuité le long d’une ligne [3] : en d’autres termes, de telles fonctions
ne peuvent pas modéliser des contours d’objets. Or, la scène étant composée d’objets
distincts, les images et la carte de disparité présentent de telles ruptures de discontinui-
tés (appelées bords ou contours). L’étude menée dans 2.2 assure qu’elles correspondent,
dans la disparité, à des désoccultations. C’est pourquoi il est intéressant d’étendre le
domaine de définition de la fonctionnelle E à l’ensemble BV (Ω; Idisp) des fonctions à
variations bornées (voir par exemple [7] pour plus de précisions sur l’espace BV).

Le terme de fidélité reste bien défini pour ces fonctions. En revanche, le terme de
régularisation/visibilité n’est a priori pas défini dans le cas où u n’est pas différentiable.
On remarque alors que Evis est une fonction convexe de ∇u, ce qui permet, grâce à [2],
de l’appliquer à la mesure de Radon Du associée aux variations de u.

Nous sommes donc à présent amenés à étudier le problème

min
u∈BV(Ω;Idisp)

{∫

Ω
g
(

x,u(x)
)

dx +
∫

Ω
r
(

Du
)}

. (3.5)

3.2 Relaxation convexe du problème initial

La fonctionnelle d’énergie E n’est malheureusement pas convexe. L’idée est donc
de transformer le problème initial non convexe (3.5) en un problème convexe, d’abord
en transformant la fonctionnelle d’énergie E en une énergie d’interface convexe, puis
en relaxant le problème. On verra (théorème 10) que les solutions du problème relaxé
convexe et celles du problème initial non convexe sont reliées, si bien qu’il suffit de
résoudre le problème relaxé pour obtenir des solutions du problème initial.

Nous allons reprendre les différentes étapes présentées dans [12], auquel le lecteur
pourra se reporter pour les différentes démonstrations (non reproduites ici).
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3.2.1 Énergie d’interface

Indicatrice du sous-graphe Commençons par montrer qu’il est possible de repré-
senter de manière unique toute fonction BV par l’indicatrice d’une partie de R

3, son
sous-graphe. Définissons le sous-graphe d’une fonction u. Si u est une fonction à va-
leurs réelles définie sur l’ouvert Ω, alors on définit son sous-graphe comme l’ensemble
des points (x,t) ∈ Ω× R vérifiant l’inégalité u(x) ≥ t. On peut en définir l’indicatrice,
notée 1u, définie sur Ω× R et à valeurs dans {0,1}, par

∀ (x,t) ∈ Ω× R, 1u(x,t) =







1 si u(x) ≥ t

0 si u(x) < t.

On notera que, pour tout x ∈ Ω, la fonction t 7→ 1u(x,t) est une fonction constante par
morceaux, décroissante de 1 vers 0. On observe alors que

∀x ∈ Ω, u(x) = sup
{

t ∈ R

∣
∣
∣
∣ 1u(x,t) = 1

}

. (3.6)

Autrement dit, il est suffisant de connâıtre 1u pour connâıtre entièrement la fonction u.

Cette remarque permet de motiver un changement de variable dans le problème (3.5).
Au lieu de chercher à minimiser la fonctionnelle E définie sur la fonction u, on va mini-
miser une nouvelle énergie F définie sur l’indicatrice 1u. Pour que les deux problèmes
restent équivalents, il faut choisir F telle que F(1u) = E(u) pour tout u ∈ BV (Ω;R).

Notons que, puisque u est supposée à valeurs dans Idisp, alors pour tout t >
max(Idisp), le couple (x,t) n’appartient pas au sous-graphe de u, ce qui implique que 1u(x,t) =
0. De même, pour tout t < min(Idisp), on a 1u(x,t) = 1.

Nouvelle fonctionnelle d’énergie Introduisons [12] le lagrangien h suivant, défini
pour tout (x,t) ∈ Ω× R et tout p = (px,pt) ∈ R

2 × R par :

h(x,t,p) =







|pt| g(x,t) + |pt| r
(

px/|pt|
)

si pt < 0

lim
λ→0+

λ r (px/λ) si pt = 0

+∞ si pt > 0

qui se réécrit ici

h(x,t,p) =







|pt| g(x,t) + r(px) si pt ≤ 0 et px
x ≤ −pt

+∞ si pt > 0 ou px
x > −pt.

On peut décomposer ce lagrangien en deux termes hTV et hvis. Le premier terme est
donné par

hTV(x,t,p) =







|pt| g(x,t) + ‖px‖ si pt ≤ 0

+∞ si pt > 0

et correspond au lagrangien associé à la régularisation TV sans contrainte de visibilité.
Le second terme ne dépend que de la variable p et vaut

hvis(p) =







0 si px
x ≤ −pt

+∞ si px
x > −pt.
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Dans ce terme, qui est convexe, est encodée la contrainte de visibilité. Si on pose pour
tout v ∈ BV (Ω× R; [ 0 ; 1 ])

F(v) =
∫

Ω×R

h(x,t,Dv) =
∫

Ω×R

hTV(x,t,Dv) +
∫

Ω×R

hvis(Dv) (3.7)

alors F(1u) = E(u) quelle que soit la fonction u [12]. En effet, notons que, si u est à
variation bornée, alors l’indicatrice de son sous-graphe 1u est dans BV (Ω× R; [ 0 ; 1 ]).
En d’autres termes, le sous-graphe de toute fonction BV est à périmètre fini dans R3.
Le théorème de Gauss-Green assure alors que

D1u = νΓu
(x,t) dH2(x,t) Γu

où on note Γu la frontière du sous-graphe de u 3 et νΓu
la normale extérieure au sous-

graphe de u, définie par

∀ (x,t) ∈ Γu, νΓu
(x,t) =

(

∇u(x)
−1

)

si u ∈W1,1 (Ω;R), etH2 est la mesure de Haussdorff [17, chapitre V] de dimension 2.
On en déduit l’identité souhaitée ( symbolisant la restriction).

On notera que F est une fonctionnelle convexe. Par ailleurs, F(u) est s’écrit en fonc-
tion de la frontière du sous-graphe de u. C’est pourquoi on parle d’énergie d’interface.

Problème équivalent Le problème initial (3.5) est donc équivalent au problème

min
u∈BV(Ω;Idisp)

{∫

Ω×R

h(x,t,D1u)
}

(3.8)

qui s’écrit encore min
v∈BV(Ω×R;[ 0 ;1 ])

v=1u,u∈BV(Ω;Idisp)

{∫

Ω×R

h(x,t,Dv)
}

.

Le problème (3.8) est donc un problème de minimisation de l’énergie convexe F sur
l’ensemble non convexe des fonctions qui sont indicatrices du sous-graphe d’une fonction
à variation bornée de Ω.

3.2.2 Relaxation convexe

Pour rendre ce problème convexe, il suffit de procéder à une relaxation convexe,
c’est-à-dire de remplacer l’ensemble des fonctions admissibles par un ensemble plus
grand, mais convexe. Ainsi, le problème considéré devient la minimisation d’une énergie
convexe sur un ensemble de fonctions admissibles convexes, c’est-à-dire un problème
d’optimisation convexe. On pourra alors exploiter les outils de l’analyse convexe, qui
assurent en particulier que le problème possède un minimum global.

Une manière de procéder est de considérer l’enveloppe convexe de l’ensemble des
fonctions {v = 1u | u ∈ BV (Ω;R)}, qui est l’ensemble des fonctions de BV (Ω× R; [ 0 ; 1 ])
décroissantes selon leur seconde variable. On va toutefois suivre la démarche proposée
par [12] et choisir une relaxation plus importante, en considérant l’ensemble suivant

C =






v ∈ BV (Ω× R; [ 0 ; 1 ])

∣
∣
∣
∣
∣
∣

∀x ∈ Ω,
∀ t ≤ min(Idisp), v(x,t) = 1

∀ t ≥ max(Idisp), v(x,t) = 0






(3.9)

3. Il s’agit du graphe de u quand u est continue.
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qui est convexe et contient bien l’ensemble des indicatrices de sous-graphe de fonc-
tions BV. Cette relaxation conduit donc à considérer le problème convexe

min
v∈C

{∫

Ω×R

h(x,t,Dv)
}

. (3.10)

Quel est alors le lien entre les solutions du problème convexe (3.10) et celles (si elles
existent) du problème initial (3.5) ? C’est l’objet du théorème suivant :

Théorème 10 ([12]) Soit v∗ un minimiseur global du problème relaxé (3.10). Alors,
pour tout s ∈ [ 0 ; 1 [, la fonction caractéristique 1{v∗>s} est l’indicatrice du sous-graphe
d’une fonction u∗, qui est un minimiseur du problème initial (3.5).

Autrement dit, pour obtenir un minimiseur du problème initial, il suffit de résoudre
le problème relaxé, puis d’en seuiller la solution avec n’importe quel s ∈ [ 0 ; 1 [. À l’aide
de la formule de reconstruction (3.6), on obtient une solution du problème initial.

3.2.3 Formulation primale-duale

Le théorème 10 assurant que des minimiseurs globaux de la fonctionnelle E peuvent
être obtenus à partir de minimiseurs globaux de l’énergie d’interface F sur le convexe C,
on s’attache à présent à résoudre le problème relaxé (3.10). On montre pour cela qu’il
est possible de l’écrire sous une forme primale-duale.

Soit v ∈ C. D’après le théorème 3.2 de [12], on a
∫

Ω×R

hTV(x,t,Dv) = sup
φ∈K

∫

Ω×R

φ Dv,

où K est le convexe défini par

K =
{

φ ∈ C0
(

Ω× R;R3
)
∣
∣
∣
∣ ∀ (x,t) ∈ Ω× R,φt(x,t) + µ g(x,t) ≥ 0 et ‖φx(x,t)‖ ≤ 1

}

avec φ = (φx,φt). On est donc amené à résoudre le problème de recherche de point-selle
suivant

min
v∈C

sup
φ∈K

{∫

Ω×R

φ Dv +
∫

Ω×R

hvis(Dv)
}

. (3.11)

3.3 Résolution numérique par algorithme primal-

dual

Pour résoudre numériquement le problème primal-dual (3.11), en vue d’obtenir
des solutions du problème initial (3.5), on commence par discrétiser les données du
problème primal-dual. Nous proposerons ensuite deux algorithmes pour résoudre le
problème discret qui en découle.

3.3.1 Discrétisation du problème

Images Notons Ih
L et Ih

R les deux images numériques de la paire stéréoscopique. Dans
le cas d’images en niveaux de gris, ces deux images sont deux matrices de taille Nx×Ny

et dans le cas d’images couleur RGB, on les représente comme deux triplets de matrices
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de taille Nx×Ny. On suppose que le domaine de l’image continue IL est rectangulaire,
donné par Ω = ] 0 ; Ax [×] 0 ; Ay [. Sa discrétisation est alors donnée par la grille régulière

Ωh =
{

(i hx,j hy)
∣
∣
∣
∣ (i,j) ∈ [[ 0 ; Nx − 1 ]]× [[ 0 ; Ny − 1 ]]

}

avec Nx = ⌊Ax/hx⌋+1 et Ny = ⌊Ay/hy⌋+1 deux entiers positifs, correspondant respec-
tivement à la largeur (horizontale) et à la hauteur (verticale) de l’image en pixels. Les
deux réels positifs hx et hy sont les pas d’échantillonnage (horizontal et vertical) des
images. Les pas de discrétisation de la grille d’échantillonnage sont désormais choisis
égaux à hx = hy = 1, ce qui signifie que les images ne sont ni sous-échantillonnées ni
sur-échantillonnées.

Soit (i,j) ∈ [[ 0 ; Nx − 1 ]] × [[ 0 ; Ny − 1 ]]. Le pixel d’indice (i,j) de l’image de réfé-
rence est donné par le coefficient (ou le vecteur, dans le cas d’image couleur) (Ih

L)i,j,
et, dans une première approximation, on supposera que (Ih

L)i,j = IL(i,j) 4 (et de même
pour l’image de droite).

Intervalle de disparité On discrétise ensuite l’intervalle de disparité Idisp = [ dmin ; dmax ] :

Ih
disp =

{

dmin + k ht

∣
∣
∣
∣ k ∈ [[ 0 ; Nt − 1 ]]

}

où l’entier naturel Nt = ⌊(dmax − dmin)/ht⌋ + 1 correspond au nombre de profondeurs
différentes que compte la carte du relief recherchée et ht est le pas de quantification de
la carte de disparité. On note alors h = (1,1,ht) le vecteur des pas d’échantillonnage
et Gh = Ωh × Ih

disp la grille d’échantillonnage du volume Ω× Idisp.

Terme d’attache aux données On introduit ensuite le volume de coût gh, défini
par

∀ (i,j,k ht) ∈ Gh, gh
i,j,k = g

(

(i,j),k ht

)

.

Le volume de coût est un volume 3D tel que gh
i,j,k donne pour le pixel (i,j) le coût de

corrélation associé à la disparité k ht.
Dans le cas d’un pas unitaire dans la grille d’échantillonnage des images, le coeffi-

cient gh
i,j,k compare le pixel (i,j) ∈ N

2 de l’image de référence avec le pixel (i,j − k ht)
de l’image de droite. Supposons que la corrélation choisie est la corrélation d’intensité.
Si (i,j − k ht) appartient à la grille d’échantillonnage de l’image de droite (c’est-à-
dire si k ht est un entier), alors l’intensité de l’image en ce point est connue, et le
coût gh

i,j,k est une fonction de (Ih
L)i,j et (Ih

R)i,j−k ht
. Si (i,j − k ht) n’appartient pas à la

grille d’échantillonnage de l’image de droite, alors une étape de sur-échantillonnage de
l’image de droite est nécessaire pour interpoler l’intensité de Ih

R au point (i,j − k ht).
L’interpolation que nous choisissons est l’interpolation B-spline d’ordre 5 [16, 15].

Convexes On peut ensuite discrétiser les convexes C et K, en posant

Ch =
{

vh ∈ [ 0 ; 1 ]NxNyNt

∣
∣
∣
∣ ∀ (i,j) ∈ Ωh,vh

i,j,0 = 1 et vh
i,j,Nt−1 = 0

}

(suite à la remarque, soulignée au paragraphe 3.2.1, concernant les valeurs prises par
l’indicatrice 1u lorsque t est supérieur à max(Idisp) et lorsque t est inférieur à min(Idisp)),
et

Kh =
{

φh∈R3NxNyNt

∣
∣
∣
∣∀ (i,j,k ht)∈Gh,(φh)t

i,j,k + µgh
i,j,k ≥ 0 et

∥
∥
∥

(

(φh)x
i,j,k,(φh)y

i,j,k

)∥
∥
∥ ≤ 1

}

4. En réalité, cette égalité est simpliste, car l’échantillonnage implique une étape préalable de
filtrage de l’image, qui correspond à un filtre anti-aliasing, ou anti-recouvrement de spectre.
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où on note cette fois φh
i,j,k = ((φh)x

i,j,k,(φh)y
i,j,k,(φh)t

i,j,k) ∈ R
3.

Opérateurs gradient et divergence On choisit pour la version discrète de l’opéra-
teur gradient un opérateur linéaire∇h : RNxNyNt → (R3)NxNyNt construit à l’aide de dif-
férences finies avec des conditions de bord de type Neumann : pour tout vh ∈ R

NxNyNt ,

∀ (i,j,k ht) ∈ Gh, (∇hvh)i,j,k =








(δh
xvh)i,j,k

(δh
y vh)i,j,k

(δh
t vh)i,j,k








où les différences finies (δh
xvh)i,j,k, (δh

y vh)i,j,k et (δh
t vh)i,j,k sont données pour tout in-

dice (i,j,k) par

(δh
xvh)i,j,k =







vh
i+1,j,k − vh

i,j,k si i < Nx − 1

0 si i = Nx − 1

(δh
y vh)i,j,k =







vh
i,j+1,k − vh

i,j,k si j < Ny − 1

0 si j = Ny − 1

et (δh
t vh)i,j,k =







vh
i,j,k+1 − vh

i,j,k

ht

si k < Nt − 1

0 si k = Nt − 1.

Cet opérateur admet un adjoint, noté divh, donné pour tout φh ∈ R
3NxNyNt par

∀ (i,j,k ht) ∈ Gh, (divh vh)i,j,k = (εh
x(φh)x)i,j,k + (εh

y(φh)y)i,j,k + (εh
t (φh)t)i,j,k

où les différences finies (εh
x(φh)x)i,j,k, (εh

y(φh)y)i,j,k et (εh
t (φh)t)i,j,k sont données pour

tout indice (i,j,k) par

(εh
x(φh)x)i,j,k =







−(φh)x
i,j,k si i = 0

(φh)x
i−1,j,k − (φh)x

i,j,k si 0 < i < Nx − 1

(φh)x
i−1,j,k si i = Nx − 1

(εh
y(φh)y)i,j,k =







−(φh)y
i,j,k si j = 0

(φh)y
i,j−1,k − (φh)y

i,j,k si 0 < j < Ny − 1

(φh)y
i,j−1,k si j = Ny − 1

et (εh
t (φh)t)i,j,k =







−(φh)t
i,j,k

ht

si k = 0

(φh)x
i−1,j,k − (φh)x

i,j,k

ht

si 0 < k < Nt − 1

(φh)x
i−1,j,k

ht

si k = Nt − 1.

Problème discret Le problème primal-dual devient alors le problème de recherche
de point-selle

min
vh∈Ch

sup
φh∈Kh






〈φh,∇hvh〉+

∑

(i,j,kht)∈Gh

χ] −∞ ;0 ]

(

(δh
xvh)i,j,k + (δh

t vh)i,j,k

)






(3.12)
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où χ] −∞ ;0 ] est la fonction caractéristique de l’intervalle ]−∞ ; 0 ]. Elle vaut 0 sur cet
intervalle et vaut une valeur infinie sur ] 0 ; +∞ [. On peut alors introduire un multipli-
cateur de Lagrange supplémentaire pour le second terme, car, pour tout x ∈ R, on
a

χ] −∞ ;0 ](x) = sup
λ≥0

λ x.

Le problème (3.12) se réécrit alors

min

vh∈Ch

sup
φh∈Kh

λh≥0

{

〈φh,∇hvh〉+ 〈λh,δh
xvh + δh

t vh〉
}

(3.13)

où, pour simplifier les notations, on écrira λh ≥ 0 à la place de λh ∈ ([ 0 ; +∞ [)NxNyNt .

3.3.2 Algorithme primal-dual

On peut résoudre le problème de recherche de point-selle (3.13) en utilisant un
algorithme primal-dual analogue à celui proposé dans [12], mais accéléré selon [5].

Algorithme primal-dual sur-relaxé On commence par initialiser l’algorithme avec
les variables (vh)0 = (v̄h)0 ∈ Ch, (φh)0 ∈ Kh et (λh)0 ≥ 0, puis on effectue pour
tout n ∈ N les mises-à-jours suivantes







(φ̂h)n+1 = projKh

(

(φh)n + σ∇h(v̄h)n

)

(λ̂h)n+1 = proj([ 0 ;+∞ [)NxNyNt

(

(λh)n + σ (δh
x + δh

t )(v̄h)n

)

(v̂h)n+1 = projCh

(

(vh)n − τ (divh(φh)n+1 + (εh
x + εh

t )(λh)n+1)
)

(v̄h)n+1 = 2 (v̂h)n+1 − (vh)n

où projKh (resp. proj([ 0 ;+∞ [)NxNyNt et projCh) désigne la projection sur le convexe Kh

(resp. ([ 0 ; +∞ [)NxNyNt et Ch). On ajoute ensuite une étape de sur-relaxation globale :





(vh)n+1

(φh)n+1

(λh)n+1




 = (1− ρ)






(vh)n

(φh)n

(λh)n




+ ρ







(v̂h)n+1

(φ̂h)n+1

(λ̂h)n+1







de paramètre ρ ∈ ] 0 ; 2 [.
Il s’agit d’un algorithme effectuant dans un premier temps un pas de montée de

gradient projeté en les variables duales (φh,λh) et un pas de descente de gradient
projeté en la variable primale vh, suivis d’une première sur-relaxation en vh. Ensuite,
une étape de sur-relaxation globale est réalisée sur les trois variables. On montre [4] que
cet algorithme converge vers une solution du problème discret (3.13) sur les paramètres
sont correctement choisis. Lorsque le paramètre de sur-relaxation ρ vaut 1, on retrouve
l’algorithme proposé dans [11]. Lorsqu’il est proche de 2, on observe en pratique une
accélération de la convergence, mais qui n’est pas expliquée de manière théorique.

Choix des paramètres Les pas de temps σ et τ doivent être choisis de sorte
que στL2 < 1, avec L la norme de l’opérateur A = ∇h + δh

x + δh
t . On montre de

la même manière que dans [12] que L est majoré par 2
√

4 + 1/h2
t + 1/h4

t . On choisira

par exemple τ = 0,1 et σ = 1/(τL2). Par ailleurs, on choisira ρ = 1,95.
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Calcul des projections Les trois projections en jeu dans cet algorithme peuvent
se calculer de manière indépendante en chaque indice (i,j,k). La projection sur Kh est
équivalente à une projection sur la boule unité de R

2 [12], tandis que la projection
sur Ch devient, suivant l’indice, une projection sur 0, 1 ou le segment [ 0 ; 1 ]. Enfin, la
projection sur ([ 0 ; +∞ [)NxNyNt est immédiate.

Remarque : C’est la simplicité de ces projections qui a principalement motivé l’in-
troduction du multiplicateur de Lagrange λh. On pouvait en effet appliquer directe-
ment le résultat démontré dans [12] au lagrangien h, au lieu de le décomposer comme
nous l’avons fait. Malheureusement, une telle démarche conduit à introduire un autre
convexe Kh, dont la forme plus complexe rend la projection difficile. De même, c’est la
raison pour laquelle la relaxation choisie n’est pas celle où C est l’enveloppe convexe
des fonctions admissibles du problème (3.10), car elle aurait conduit à une projection
sur l’ensemble Ch des vecteurs décroissants selon la troisième dimension (à ce sujet,
voir le pseudo-code et les références dans [6]).

Convergence Le thérorème 2 de [11] assure la convergence de l’algorithme proposé
au début de ce paragraphe, mais ne donne aucune information quant au nombre d’ité-
rations nécessaires pour s’approcher de la convergence.

Un outil généralement utilisé pour mesurer cette convergence est le primal-dual gap,
défini pour le problème (3.13) et pour toute itération n ∈ N comme suit :

G
(

(vh)n,(φh)n,(λh)n

)

= sup
φh∈Kh

λh≥0

{

〈φh,∇h(vh)n〉+ 〈λh,δh
x(vh)n + δh

t (vh)n〉
}

− min
vh∈Ch

{

〈(φh)n,∇hvh〉+ 〈(λh)n,δh
xvh + δh

t vh〉
}

.

Cette quantité est positive et tend vers 0 lorsque n tend vers +∞. On peut alors s’en
servir comme d’un critère d’arrêt de l’algorithme. Une première façon de procéder est
de fixer une valeur de tolérance, et de stopper les itérations dès que le gap tombe en-
dessous de cette valeur. Une autre démarche [12] consiste à arrêter l’algorithme dès que
la valeur du gap a été divisée par une certaine valeur (1000 par exemple).

Malheureusement, dans notre cas précis, l’utilisation du gap n’est pas toujours ap-
propriée. Les volumes (vh)n n’étant pas explicitement contraints à satisfaire la condition

∀ (i,j,k ht) ∈ Gh, (δh
x(vh)n)i,j,k + (δh

t (vh)n)i,j,k ≤ 0

le premier terme dans G
(

(vh)n,(φh)n,(λh)n

)

prend généralement une valeur infinie, quel
que soit le nombre de coefficients qui ne respectent pas cette contrainte. On peut alors
soit ignorer ce terme dans le calcul du gap, soit affecter une pénalité (finie) à chaque
coefficient qui ne satisfait pas cette majoration.

Seuillage de la solution Pour obtenir la carte de disparité uh à partir de la so-
lution vh obtenue après N itérations de l’algorithme, on applique le théorème 10. On
réalise un seuillage pour obtenir un niveau s ∈ [ 0 ; 1 [ de vh , puis on reconstruit uh à
l’aide de la version discrète de la formule (3.6) :

∀ (i,j) ∈ Ωh, uh
i,j = ht sup

{

k ∈ [[ 0 ; Nt − 1 ]]
∣
∣
∣
∣ vh

i,j,k > s
}

.
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3.3.3 Accélération par convexification

Retour sur le problème continu On rappelle qu’on cherche à minimiser sur le
convexe C la fonctionnelle F donnée par la formule (3.7). Le théorème 10 assure même
qu’il suffit de trouver un ensemble de niveau d’un minimiseur v∗ de F . Par ailleurs,
la preuve du théorème 3.1 de [12] assure que, pour presque tout s ∈ [ 0 ; 1 [, l’indica-
trice 1{v∗>s} ∈ C de cet ensemble de niveau est elle-même minimiseur de la fonction-
nelle F . En d’autres termes, l’ensemble {v∗ > s} est solution du problème convexe

min
E⊂Ω×R

E satisfaisant (⋆)

F (1E)

avec Ω× ]−∞ ; min(Idisp) ] ⊂ E et Ω× [ max(Idisp) ; +∞ [ ∩ E = ∅. (⋆)

Nous allons montrer que les solutions de ce problème sont liées à la solution d’un
problème fortement convexe, que l’on cherchera donc à résoudre.

Formule de la co-aire D’après la preuve du théorème 3.1 de [12], la fonctionnelle F
satisfait la formule de la co-aire : pour tout v ∈ BV (Ω× R),

F (v) =
∫ +∞

−∞
F (1{v>s}) ds.

Puisque la fonction v est supposée à valeurs dans [ 0 ; 1 ], les ensembles de niveaux
supérieurs à 1 sont vides et les ensembles de niveaux inférieurs à 0 sont l’ensemble Ω×R
tout entier. Ainsi, la formule de la co-aire se réécrit dans ce cas précis

F (v) =
∫ 1

0
F (1{v>s}) ds.

Introduction d’un problème fortement convexe En reprenant la démarche du
paragraphe 2.2.2 des notes [3], nous allons montrer que

Théorème 11 Soit M > 0. La fonction w∗ ∈ BV (Ω× R) est l’unique solution du
problème fortement convexe

min
w∈D

F (w) +
1

2
‖w‖2

L2(Ω×Idisp)
(3.14)

avec

D =






w ∈ BV (Ω× R;R)

∣
∣
∣
∣
∣
∣

∀x ∈ Ω,
∀ t ≤ min(Idisp), w(x,t) = +M

∀ t ≥ max(Idisp), w(x,t) = −M






(3.15)

si et seulement si ses ensembles de niveaux {(x,t) ∈ Ω×R | w(x,t) > s} sont solutions
des problèmes

min
E⊂Ω×R

E satisfaisant (⋆)

F (1E) + s |E ∩ (Ω× Idisp)| (3.16)

pour tout s ∈ [−M ; M ].

Pour cela, il suffit de montrer que les solutions du problème (3.16) sont des ensembles
décroissants pour l’inclusion, et permet donc, à l’aide de la formule (3.6), de définir
une fonction. Puis on montre que cette fonction est la solution du problème fortement
convexe (3.14). L’unicité de cette solution prouve alors la réciproque du théorème.
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Démonstration : Commençons par démontrer que le lemme 2.4 de [3]. Pour tout
réel s, posons Es une solution du problème (3.16). Montrons alors que pour tous −M ≤
s < s′ ≤ M , on a l’inclusion Es′ ⊂ Es. Il suffit pour cela de démontrer l’inégalité
suivante pour tous ensembles A et B

F (1A∪B) + F (1A∩B) ≤ F (1A) + F (1B).

On commence par remarquer que, géométriquement, il est aisé de vérifier que

F vis(1A∪B) + F vis(1A∩B) ≤ F vis(1A) + F vis(1B)

car si le membre de droite est fini (le cas infini étant trivial), alors cela implique unique-
ment des conditions sur la frontière de chacun des deux ensembles A et B, conditions
qui restent préservées par l’union et l’intersection de ces deux ensembles. Par ailleurs,
si A n’est pas l’ensemble des ensembles de niveaux d’une fonction u, alors on peut
montrer que FTV(1A) = +∞. À nouveau, cela nous conduit à ne considérer que le
cas où 1A = 1uA

et 1B = 1uB
sont des indicatrices de sous-graphes. Dans ce cas,

l’union A ∪ B correspond à la fonction max(uA,uB), tandis que l’intersection corres-
pond à la fonction min(uA,uB). On a alors d’une part pour tout x ∈ Ω

g
(

x, max(uA(x),uB(x))
)

+ g
(

x, min(uA(x),uB(x))
)

= g
(

x,uA(x)
)

+ g
(

x,uB(x)
)

et d’autre part

TV
(

max(uA,uB)
)

+ TV
(

min(uA,uB)
)

≤ TV
(

uA

)

+ TV
(

uB

)

.

On en déduit alors que

FTV(1A∪B) + FTV(1A∩B) ≤ FTV(1A) + FTV(1B).

Pour tout s ∈ R, l’ensemble Es désigne désormais une solution du problème (3.16)
(dont on peut montrer qu’elle est en réalité unique pour presque tout s). Montrons que

w∗ : (x,t) 7→







sup
{

s ∈ [−M ; M ]
∣
∣
∣
∣ (x,t) ∈ Es

}

si ∃ s ∈ [−M ; M ] ,(x,t) ∈ Es

−M sinon

est solution de (3.14), en suivant la démonstration du lemme 2.5 de [3]. La fonction w∗

est bien de carré intégrable, car elle est bornée sur un domaine bornée. Montrons
que w∗ est bien d’énergie minimale. Pour cela, on commence par remarquer que, pour
tout s ∈ [−M ; M ],

E−
s =

⋂

s′>s

Es′ =
{

w∗ > s
}

est la plus petite solution de (3.16). On peut alors reprendre la preuve du lemme 2.5
de [3] (avec g = 0 d’une part et en utilisant la formule de la co-aire pour F d’autre
part).

Résolution numérique du problème fortement convexe La discrétisation du
problème (3.14) conduit à considérer le problème suivant

min

wh∈Dh

sup
φh∈Kh

λh≥0

{

〈φh,∇hwh〉+ 〈λh,δh
xwh + δh

t wh〉+
1

2
‖wh‖2

2

}

(3.17)

où on utilise à nouveau le multiplicateur de Lagrange λh. La discrétisation du
convexe D est donnée par

Dh =
{

vh ∈ R
NxNyNt

∣
∣
∣
∣ ∀ (i,j) ∈ Ωh,vh

i,j,0 = −M et vh
i,j,Nt−1 = M

}
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On résout ce problème à nouveau par algorithme primal-dual, ce qui nous amène
à proposer l’algorithme suivant : on initialise la variable primale (wh)0 = (w̄h)0 ∈ Dh

et les variables duales (φh)0 ∈ Kh et (λh)0 ≥ 0, puis on effectue pour tout n ∈ N les
mises-à-jours suivantes







(φh)n+1 = projKh

(

(φh)n + σ∇h(w̄h)n

)

(λh)n+1 = proj([ 0 ;+∞ [)NxNyNt

(

(λh)n + σ (δh
x + δh

t )(w̄h)n

)

(wh)n+1 = projDh




(wh)n − τ

(

divh(φh)n+1 + (εh
x + εh

t )(λh)n+1

)

1 + τ





(w̄h)n+1 = (1 + θn+1) (wh)n+1 − θn+1(w
h)n

qui alterne cette fois une montée de gradient projeté en (φh,λh) et une descente de
gradient projeté en wh. L’intérêt majeur de cet algorithme est qu’il résout un problème
fortement convexe : d’une part, cela assure l’unicité de la solution, et d’autre part, la
convergence est plus rapide.

Choix des paramètres On choisit d’initialiser les pas de temps avec τ0 = 0,1 d’une
part et σ0 = 1/(τ0L

2) d’autre part, puis de les mettre à jour de la manière suivante :

∀n ∈ N, τn+1 = τn θn+1 et σn+1 =
σn

θn+1

.

Le paramètre de relaxation variable θn est quant à lui choisi vérifiant

∀n ∈ N, θn+1 =
1√

1 + 1,2 τn

.

Convergence Puisque c’est le niveau 0 de la solution wh qui nous intéresse, on
peut également choisir de stopper les itérations lorsque ce niveau se stabilise. Pour
cela, toutes les dix itérations par exemple, on compte le nombre de coefficients de la
variable primale wh qui ont changé de signe ; si ce nombre tombe en dessous de certain
seuil (Nx ×Ny/10 000 par exemple), alors l’algorithme s’arrête.

Empiriquement, on remarque que ce critère n’est pertinent qu’après un certain
nombre d’itérations (car les premières itérées de wh varient peu), c’est pourquoi on
impose également un minimum de 1 100 itérations avant d’arrêter la boucle.

Seuillage de la solution Pour obtenir la carte de disparité uh à partir de la solu-
tion wh obtenue après N itérations de l’algorithme proposé, on applique cette fois le
théorème 11. On seuille pour obtenir le niveau 0 de wh, puis on reconstruit uh à l’aide
de la version discrète de la formule (3.6) :

∀ (i,j) ∈ Ωh, uh
i,j = ht sup

{

k ∈ [[ 0 ; Nt − 1 ]]
∣
∣
∣
∣ wh

i,j,k > 0
}

.

3.4 Détection et gestion de l’occultation

On suppose à présent que la carte de la disparité uh a été estimée par l’un de
deux algorithmes présentés à la section précédente. La carte est dense, c’est-à-dire
qu’une disparité est attribuée à chaque pixel, qu’il soit en réalité occulté ou non. Or,
la fonctionnelle d’énergie a été conçue spécifiquement pour permettre de distinguer les
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(a) Profils de gauche (haut) et de droite
(bas)

• • • • • •
•
•
•

◦
◦
◦
• • •

• • • •
•
•
•

◦
◦
◦
• • • • • • • •

(b) Deux discrétisations possibles

Figure 3.1 – Discrétisation et adhérence. Parce que les pixels et les disparités sont discrétisés,
si la zone d’occultation n’est pas correctement placée (par rapport à la grille d’échantillon-
nage), deux profils sont possibles pour approcher le profil de gauche idéal recherché (points
rouges pleins ou vides). Or, la première solution engendre un coût d’attache aux données
potentiellement plus bas, car elle met en correspondance des pixels appartenant au même
objet violet, donc a priori semblables (le coût de régularité étant le même dans les deux cas).

pixels occultés des autres. Nous allons donc décrire le traitement destiné à 1) détecter
ces pixels ; 2) leur attribuer une disparité raisonnable.

3.4.1 Détection de l’occultation par saturation de la pente

On rappelle que la disparité n’est pas définie dans les zones occultées. Celle qui
est estimée par la méthode étudiée dans ce chapitre n’est en réalité que le produit
d’une interpolation affine (sur la ligne). L’analyse menée au chapitre 2 assure que ces
pixels interpolés peuvent être distingués des autres. Les pixels de l’image de référence
peuvent en effet être classés en deux groupes : ceux pour lesquels la dérivée horizontale
de la disparité interpolée vaut 1, et les autres. Les premiers correspondent à des pixels
occultés.

Ainsi, une manière de détecter l’occultation dans l’image de référence une fois que
la disparité dense uh a été estimée est de calculer la pente horizontale de la disparité,
puis d’identifier tous les pixels pour lesquels cette pente vaut 1. Comme il s’agit de la
pente maximale théorique, on parle de saturation de la pente. Le masque qui en résulte
permet de localiser précisément les pixels occultés. Numériquement, on utilise comme
approximation de la dérivée horizontale l’opérateur δ̃h

x défini pour tout pixel (i,j) ∈ Ωh

par les différences finies

(δ̃h
xuh)i,j =







uh
i+1,j − uh

i,j si i < Nx − 1

0 si i = Nx − 1.
(3.18)

Dans le cas discret, une étude rapide montre que, si on utilise directement cette
dérivée pour détecter les occultations, on introduit de manière systématique de l’adhé-
rence sur les bords gauches des objets. Pour tenter de comprendre ce phénomène,
intéressons-nous à la situation présentée à la figure 3.1. On y présente à gauche deux
profils, qui correspondent aux profils de gauche (en haut) et de droite (en bas) d’une
scène théorique. Pour distinguer les objets auxquels ils se réfèrent, chaque portion du
profil est de couleur différente. Dans le profil de gauche, les pointillés correspondent à
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des portions occultées (invisibles depuis la vue de droite), dans le profil de droite, les
pointillés correspondent à une portion non visible sur l’image de droite. L’interpolation
de la zone d’occultation du profil de gauche est proposé en rouge : il s’agit d’un segment
de pente 1.

Sauf cas particulier, la zone d’occultation commence et termine en des points qui
n’appartiennent pas à la grille Ωh. Dans ce cas (figure 3.1, droite), puisque la disparité
aussi est discrétisée, il existe deux moyens d’approcher le profil exact. Chacun de ces
deux profils discrets induit une mise en correspondance différente des pixels. Dans
le premier cas (points rouges pleins), tous les pixels de la zone occultée sont mis en
correspondance avec le dernier point non occulté de l’objet violet (qui correspond ici
à l’objet occulté) ; dans le second cas (points rouges vides), tous les pixels de la zone
occultée sont mis en correspondance avec le premier point non occulté de l’objet bleu
clair (qui correspond lui à l’objet occultant). Dans l’exemple étudié, les points occultés
appartenant à l’objet violet, il semble raisonnable d’estimer que les pixels occultés
ressemblent aux pixels non occultés de cet objet, et sont très différents des pixels de
l’objet bleu clair. La première solution produit donc un coût de mise en corespondance
a priori beaucoup plus bas que la seconde solution, qui met en correspondance tous les
points de la région occultée avec un pixel très différent. Par ailleurs, dans les deux cas,
le coût de régularisation est le même. La première solution sera donc préférentiellement
choisie ; or, elle introduit de l’adhérence (d’une largeur 1).

Pour corriger ce biais pratiquement systématique, on choisit de translater artificiel-
lement les zones occultées d’un pixel vers la droite. On est donc amené à définir le
masque d’occultation de la manière suivante

∀ (i,j) ∈ Ωh, Mocc
i,j =







1 si (δ̃h
xuh)i,j−1 ≥ 1

0 si (δ̃h
xuh)i,j−1 < 1

(3.19)

qui vaut 1 en cas d’occultation et 0 sinon.

3.4.2 Densification des zones occultées

Une fois les zones occultées localisées, on va y modifier la valeur de la disparité,
dont on sait qu’en l’état, elle n’est pas significative. Évidemment, la disparité ne peut
pas être connue dans ces régions, mais on peut toutefois en proposer une interpolation
raisonnable.

On se base pour cela sur le modèle de scène que nous avons déjà utilisé pour analyser
le phénomène d’occultation : un objet est partiellement occulté par un objet qui se situe
devant lui, et on suppose que, localement, les objets ont une disparité constante. Sans
d’autres informations, on peut donc faire l’hypothèse que la partie occultée est de
disparité constante, qui se prolonge (au moins dans un voisinage) en dehors de la zone
d’occultation.

L’occultation se produisant (dans l’image de référence) sur les bords gauches des
objets, on en déduit que le premier point non occulté situé à gauche de la région occultée
n’est pas sur l’objet occultant. Il s’agit donc a priori d’une partie non occultée de l’objet
occulté. Par conséquent, la disparité de la région occultée la plus raisonnable est donnée
par celle de ce premier point non occulté. On interpole ainsi la carte de disparité en
diffusant (horizontalement) vers la droite la disparité connue dans les régions occultées.
Plus précisément, l’interpolation ũh s’écrit

∀ (i,j) ∈ Ωh, ũh
i,j =







uh
i,j si Mocc

i,j = 0

uh
i0,j si Mocc

i,j = 1 et i0 = max{i′ ≤ i |Mocc
i′,j = 0}. (3.20)
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On retrouve cette démarche dans [13, 14].

3.5 Résultats expérimentaux

On présente dans cette section les résultats obtenus avec d’une part l’algorithme
sur-relaxé et d’autre part l’algorithme accéléré proposé dans la section précédente. Les
tests sont effectués sur les paires du banc d’essai Middlebury (voir 2.3.4) et sont évalués
à partir des vérités-terrains fournies, ainsi que des cartes d’occultation modifiées selon
la méthode décrite au paragraphe suivant, le cas échéant.

3.5.1 Modification des cartes d’occultation

Les cartes d’occultation proposées par le banc d’essai Middlebury présentent deux
défauts majeurs, qui sont

1. la suppression des occultations de largeur 1 ;

2. l’introduction des occultations hors-champ. En effet, certains pixels de l’image
de référence ne possèdent pas de pixel homologue dans la vue de droite non pas
parce qu’ils ont été occultés par un objet occultant, mais parce que leur pixel
homologue est hors-cadre dans l’image de droite. Or ceux-ci n’obéissent pas aux
mêmes lois que les pixels réellement occultés et ne devraient donc pas être pris
en compte dans la carte des occultations (mais plutôt être considérés comme des
pixels dont la disparité ne peut être évaluée).

Nous proposons donc ici de modifier les cartes proposées par Middlebury de sorte de
supprimer ces deux écueils.

Réintroduction des occultations de largeur 1 Pour réintroduire les occultations
fines qui ont été supprimées, on commence par supposer que la contrainte de préser-
vation d’ordre est satisfaite pour les paires considérées. Cette hypothèse nous permet
d’utiliser l’analyse du phénomène d’occultation proposée au chapitre 2 et de déduire de
la vérité-terrain dense une première carte des occultations (figure 3.2, en rouge dans la
colonne de gauche). En effet, chaque discontinuité de disparité entrâıne sur sa gauche
une occultation, dont la largeur est exactement égale au saut de disparité.

Malheureusement, les scènes de Middlebury ne vérifient pas toujours la contrainte de
préservation de l’ordre, en particulier Tsukuba (bras de la lampe) et Cones (pinceaux et
sommets des cones), ce qui conduit à une sur-détection des occultations. Pour raffiner
ces premières cartes, on choisit alors de tester l’injectivité de la vérité-terrain dans
les zones déclarées occultées à la première étape. En d’autres termes, on teste pour
chacun des pixels déclarés occultés si, d’après la vérité-terrain, d’autres pixels ont été
mis en corresdance avec son pixel homologue. Si c’est le cas, le pixel est définitivement
considéré comme occulté (figure 3.2, en rouge dans la colonne de droite).

Suppression des occultations hors-champ Pour détecter les occultations qui sont
dues à la restriction des images sur un domain fini Ω, on teste pour chaque pixel si son
pixel homologue est bien dans le domaine de l’image de droite. Si ce n’est pas le cas, il
est considéré comme les occultations hors-champ (figure 3.2, en cyan).

Les nouvelles cartes d’occultation obtenues sont présentées à la figure 3.2. Sauf
mention contraire, ce sont elles qui sont dorénavant considérées comme la vérité-terrain
des cartes d’occultation.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figure 3.2 – Modification des cartes d’occultation. Colonne de gauche : premières cartes
obtenues à partir des discontinuités de la vérité-terrain. Colonne de droite : raffinement calculé
grâce à la consistence gauche-droite de la vérité-terrain. En rouge : les pixels occultés, en cyan
les occultations hors-champ. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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3.5.2 Récapitulatif de l’algorithme

On rappelle que la méthode décrite plus haut se décompose en deux étapes :

1. résolution par algorithme primal-dual sur-relaxé du problème convexe (3.13) (dé-
signé sous le nom de algorithme sur-relaxé), puis seuillage à s = 0,9 ; on
obtient alors une première carte de disparité uh ;

1bis ou résolution par algorithme primal-dual du problème fortement convexe (3.14)
(désigné sous le nom de algorithme accéléré), puis seuillage à s = 0 ; on obtient
également une première carte de disparité uh ;

2. détection des zones occultées par saturation de la pente et densification par dif-
fusion (vers la droite) de la disparité.

Dans ce qui suit, les paramètres de la méthode sont fixés comme suit :

• paramètre de pondération des termes d’attache aux données et de régularisa-
tion µ = 50/255 [12] ;

• paramètres du terme d’attache aux données : a = 100 dans la définition du
coefficient variable αh, paramètre du lissage ROF λ = 1/50, convolution avec une
gaussienne d’écart-type 8 et de support de taille 9× 9 ;

• pas de discrétisation de la disparité ht ∈ {1,0,5}.
Les cartes de disparités générées seront en particulier précises au pixel ou au demi-pixel
près, suivant le choix de ht.

3.5.3 Première carte de disparité

On présente dans ce paragraphe les résultats obtenus à l’issue de la première étape
de l’algorithme, qui est l’estimation dense de la disparité obtenue par algorithme primal-
dual.

Volume de coût Pour calculer le volume de coût gh, il faut calculer pour chaque
triplet d’indices (i,j,k) la quantité

gh
i,j,k = (1− αh

i,j) ‖(Ih
L)i,j − (I interp

R )i,j−kht
‖+ αh

i,j ‖(∇̃hIh
L)i,j − (∇̃hI interp

R )i,j−kht
‖

où l’opérateur ∇̃h est défini par

∀ (i,j) ∈ Ωh, (∇̃hIh)i,j =




(δ̃h

xI
h)i,j

(δ̃h
y I

h)i,j





Les variations horizontales δ̃h
xI

h sont données par la formule (3.18) et les variations
verticales δ̃h

y sont définies de manière analogue par les différences finies

(δ̃h
y I

h)i,j =







Ihi,j+1 − Ihi,j si j < Ny − 1

0 si j = Ny − 1.

L’image interpolée I interp
R est obtenue par interpolation B-spline d’ordre 5 [16, 15] de

l’image échantillonnée Ih
R.

La pondération variable αh est définie par

∀ (i,j) ∈ Ωh, αh
i,j =

1

1 + G ⋆ ‖(∇̃hIROF
L )‖2

i,j/a
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(a) ‖∇̃hIh
L‖ (b) ‖∇̃hIROF

L ‖

(c) G ⋆ ‖∇̃hIROF

L ‖ (d) αh

Figure 3.3 – Amplitude du gradient dans la construction de αh, exemple de la paire Tsukuba.
(a) Amplitude du gradient de l’image initiale Ih

L : trop de détails sont apparents, qui sont
principalement dus à la texture des objets. (b) Amplitude du gradient de l’image lissée IROF

L :
le lissage ROF permet de supprimer les variations non significatives et de conserver celles qui
correspondent plus vraisemblablement à des discontinuités de scène. (c) Filtrage de ‖∇̃hIROF

L ‖
par une gaussienne : ce lissage permet d’étaler spatialement les forts gradients. Il est en effet
essentiel que les voisinages de discontinuités soient traités comme des discontinuités. (d)
Pondération αh résultant : les discontinuités et leur voisinage correspondent à des valeurs
faibles de αh. La comparaison y sera donc majoritairement basée sur l’intensité, et non le
gradient.

où l’image lissée IROF
L est obtenue en résolvant le problème

min
Ih∈R

3NxNy

λ

2
‖Ih

L − Ih‖2
2 + TV(Ih) (3.21)

(voir chapitre 6 pour plus d’informations au sujet du débruitage ROF). On choi-
sit λ = 1/50. L’intérêt d’utiliser une version lissée de l’image initiale est d’éliminer
les variations non significatives. On choisit pour cela la régularisation ROF car elle
préserve les discontinuités importantes. La gaussienne utilisée pour la convolution est
quant à elle choisie centrée d’écart-type 8. Elle permet d’obtenir des valeurs de αh

faibles au voisinage des discontinuités. On pourra visualiser l’influence du lissage ROF
et de la convolution par la gaussienne sur la construction de αh à la figure 3.3.

On a ainsi construit le volume de coût gh, de dimension Nx×Ny×Nt, dont on peut
visualiser une tranche à la figure 3.4(a). Sans régularisation, la minimisation revient à
effectuer un WTA, c’est-à-dire de prendre pour chaque pixel la disparité impliquant un
coût de corrélation minimal :

∀ (i,j) ∈ Ωh, uWTA
i,j = ht argmin

k∈[[ 0 ; Nt ]]
gh

i,j,k

dont le résultat est présenté à la figure 3.4(b).

Nombre d’itérations Pour stopper les itérations, on choisit
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(a) gh
i,j,1 (b) uWTA

Figure 3.4 – Volume de coût gh associé à la paire Tsukuba. (a) Tranche 1 du volume gh. Plus
le pixel est clair, plus le coût de corrélation est important. (B) WTA (Winner-Takes-All) :
pour chaque pixel de l’image de référence, on retient la disparité qui minimise le coût de
corrélation.

Paire Tsukuba Venus Teddy Cones

Algorithme sur-relaxé (ht = 1) 700 1 390 3 770 4 020
Algorithme accéléré (ht = 1) 1 490 1 520 3 350 2 370
Algorithme classique (ht = 1) 1 350 2 710 7 350 7 830
Algorithme sur-relaxé (ht = 0,5) 2 470 5 780 10 000+ 10 000+
Algorithme accéléré (ht = 0,5) 1 650 2 050 5 920 4 510
Algorithme classique (ht = 0,5) 4 800 10 000+ 10 000+ 10 000+

Figure 3.5 – Nombre d’itérations obtenu grâce au critère d’arrêt. L’algorithme classique

désigne une variante de l’algorithme sur-relaxé, sans la sur-relaxation globale (ρ = 1). Le
nombre d’itérations maximal est limité à 10 000 pour chaque expérience.

(a) (b)

(c) (d)

Figure 3.6 – Comparaison des gaps pour les algorithmes primaux-duaux présentés dans ce
chapitre (l’échelle est logarithmique pour l’ordonnée), exemple de la paire Tsukuba. (a) et (c)
Algorithmes sur-relaxé et classique. (b) et (d) Algorithme accéléré. Ligne du haut : précision
pixellique. Ligne du bas : précision sous-pixellique.
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Paire Tsukuba Venus

Précision pixellique (ht = 1)
Algorithme sur-relaxé 9,92% 2,44% 9,92% 4,08% 3,34% 22,44%
Algorithme accéléré 11,73% 3,40% 11,73% 5,01% 3,52% 23,01%

Précision sous-pixellique (ht = 0,5)
Algorithme sur-relaxé 6,26% 2,51% 23,33% 3,64% 2,80% 12,72%
Algorithme accéléré 7,18% 3,05% 23,21% 3,62% 2,83% 12,94%

Paire Teddy Cones

Précision pixellique (ht = 1)
Algorithme sur-relaxé 14,38% 11,57% 42,66% 11,18% 8,91% 35,22%
Algorithme accéléré 14,80% 11,87% 42,73% 10,65% 8,38% 34,10%

Précision sous-pixellique (ht = 0,5)
Algorithme sur-relaxé 11,97% 9,60% 26,58% 8,01% 6,48% 19,14%
Algorithme accéléré 12,00% 9,51% 25,80% 8,18% 6,67% 18,15%

Figure 3.7 – Erreur d’estimation dans la première estimation (dans les zones non occul-
tées). Pour chaque paire, on considère l’erreur pixellique, l’erreur Middlebury et l’erreur sous-
pixellique.

1. pour l’algorithme sur-relaxé : d’arrêter l’algorithme lorsque le primal-dual gap
tombe en-dessous de Nx ×Ny ×Nt/1 000 (ce qui revient à tolérer un gap moyen
de l’ordre du millième) ;

2. pour l’algorithme accéléré : de mesurer la stabilité du niveau zéro de la variable
primale et d’arrêter l’algorithme lorsque le nombre de coefficients changeant de
signe tombe en dessous de Nx ×Ny/10 000.

Le tableau 3.5 affiche le nombre d’itérations nécessaires pour activer le critère d’arrêt
pour chaque algorithme et pour deux précisions différentes (ht = 1 pour la précision
pixellique et ht = 0,5 pour la précision sous-pixellique). La figure 6.6 présente quant à
elle l’évolution du critère mesuré pour l’arrêt (primal-dual gap et nombre de coefficients
changeant de signe).

Cartes obtenues On présente les résultats obtenus sur les paires de Middlebury
aux figures 3.8 et 3.9. Grâce à la vérité terrain, on peut déterminer précisément les
estimations erronées, qui sont répertoriés dans le tableau 3.7. On s’intéresse aux erreurs
pixelliques (supérieures ou égales au pixel) localisées en dehors des zones occultées ou
non renseignées de la scène, ainsi qu’aux erreurs strictement supérieure à 1 (erreur
Middlebury) et aux erreurs sous-pixelliques (supérieure ou égale à 0,5 px). L’erreur
Middlebury est naturellement la plus faible, et l’erreur sous-pixellique la plus grande.

3.5.4 Traitement des occultations

Une fois la première estimation de la disparité obtenue, on procède au traitement
des occultations en suivant la méthode présentée dans la section 3.4.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figure 3.8 – Première estimation de la carte de disparité, précision pixellique. Colonne
de gauche : algorithme sur-relaxé. Colonne de droite : algorithme accéléré. De haut en bas :
Tsukuba, Venus, Teddy et Cones.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figure 3.9 – Première estimation de la carte de disparité, précision sous-pixellique. Co-
lonne de gauche : algorithme sur-relaxé. Colonne de droite : algorithme accéléré. De haut en
bas : Tsukuba, Venus, Teddy et Cones.
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Précision et rappel Pour évaluer la détection des occultations par notre méthode,
on commence par mesurer le nombre de

1. vrais positifs (TP) : occultations correctement détectées comme telles ;

2. vrais négatifs (TN) : pixels non occultés d’après la vérité-terrain qui n’ont pas
été détectés comme occultés ;

3. faux positifs (FP) : pixels non occultés selon la vérité-terrain mais détectés comme
occultés par notre méthode ;

4. faux négatifs (FN) : pixels occultés selon la vérité-terrain mais non détectés
comme tels.

On rappelle qu’on utilise comme vérités-terrains les cartes d’occultation générées selon
le paragraphe 3.5.1. On remarquera que la somme TP+FN donne le nombre de pixels
occultés d’après la vérité-terrain, tandis que la somme TP + FP donne le nombre de
pixels occultés d’après le détecteur.

Pour mesurer les performances de la détection, on utilise deux mesures appelées
précision et rappel. La précision est définie par le rapport TP/(TP+FP) tandis que le
rappel est défini par le rapport TP/(TP + FN). Plus ces deux taux sont proches de 1,
meilleure est la détection. La précision mesure à quel point la détection est concentrée
dans les zones à détecter : en effet, elle est élevée s’il y a peu de faux positifs. Ainsi,
même si peu de détections sont faites, ce score peut être grand si, parmi elles, un grand
nombre correspond à des détections correctes. Au contraire, si la méthode a tendance
à sur-détecter les occultations, ce score peut être faible même si toutes les occultations
ont été détectées. Le rappel ne s’intéresse quant à lui qu’à l’efficacité de la détection
dans les zones occultées selon la vérité-terrain. Peu importe la détection en-dehors de
ces zones, le rappel sera élevé si un grand nombre de détections sont correctes.

Détection par saturation de la pente On présente dans les figures 3.10 – 3.11
(colonne de gauche) les régions détectées par le masque (3.19), c’est-à-dire les pixels
saturant la pente horizontale de la disparité. Chaque détection est marquée en rouge
quand il s’agit d’un vrai positif et en cyan quand il s’agit d’un faux positif. Les points
jaunes correspondent aux points non détectés, c’est-à-dire aux faux négatifs.

Densification Une fois les occultations détectées, on interpole la carte de disparité
en diffusant (sur la ligne) la disparité des zones non occultées vers les zones occultées.
Cette diffusion se fait vers la droite, en suivant la formule (3.20) (figures 3.12 – 3.13,
colonne de gauche).

Amélioration de la détection La saturation de la pente peut s’avérer insuffisante
pour détecter correctement les occultations. Parmi les causes des détections incorrectes,
on peut citer le fait que, lorsque le bord de l’objet n’est pas vertical, mais incliné,
localiser exactement les occultations implique d’introduire dans la carte de disparité
des discontinuités qui suivent le bord de l’objet, ici incliné. Ce genre de discontinuité
conduit à une variation totale plus importante, puisqu’il faut tenir compte à la fois des
variations horizontales et verticales. Une manière de réduire le coût de régularisation
consiste à déplacer localement les zones occultées, de sorte de les aligner d’une ligne
à l’autre. On observe alors des motifs en escalier qui paraissent artificiels. Une autre
cause d’erreur peut survenir dans le cas de la précision sous-pixellique. En effet, dans ce
cas-là, l’occultation est détectée lorsqu’il y a un saut de disparité d’un pixel, alors que la
carte peut présenter des sauts d’un demi-pixel. Un coût de mise en correspondance plus
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(a) 43,75% / 43,16% (b) (c) 44,15% / 45,18%

(d) 10,56% / 36,25% (e) (f) 10,06% / 37,68%

(g) 21,80% / 51,12% (h) (i) 23,02% / 59,11%

(j) 25,81% / 55,95% (k) (l) 26,12% / 58,49%

Figure 3.10 – Traitement des occultations, précision pixellique. Cas de l’algorithme sur-
relaxé. Colonne de gauche : détection des occultations par saturation de la pente. Colonne
du milieu : suppression des détections de largeur 1. Colonne de droite : amélioration des
détections. En rouge, les détections correctes (vrais positifs, TP), en jaune, les détections
manquantes (faux négatifs, FN) et en cyan, les détections incorrectes (faux positifs, FP). En
légende : les taux de précision et de rappel. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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(a) 56,72% / 31,39% (b) (c) 56,97% / 32,12%

(d) 16,17% / 21,98% (e) (f) 15,77% / 22,31%

(g) 33,57% / 36,40% (h) (i) 36,14% / 45,23%

(j) 36,88% / 38,83% (k) (l) 38,04% / 41,40%

Figure 3.11 – Traitement des occultations, précision sous-pixellique. Cas de l’algorithme
sur-relaxé. Colonne de gauche : détection des occultations par saturation de la pente. Co-
lonne du milieu : suppression des détections de largeur 1. Colonne de droite : amélioration
des détections. En rouge, les détections correctes (vrais positifs, TP), en jaune, les détections
manquantes (faux négatifs, FN) et en cyan, les détections incorrectes (faux positifs, FP). En
légende : les taux de précision et de rappel. De haut en bas : Tsukuba, Venus, Teddy et Cones.

97



(a) (b) (c)

(d) (e) (f)

(g) (h) (i)

(j) (k) (l)

Figure 3.12 – Densification des occultations, précision pixellique. Cas de l’algorithme sur-
relaxé. Colonne de gauche : carte dense initiale. Colonne du milieu : densification à partir
de la première détection des occultations par saturation de pente. Colonne de droite : amé-
lioration des détections. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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(a) (b) (c)

(d) (e) (f)

(g) (h) (i)

(j) (k) (l)

Figure 3.13 – Densification des occultations, précision sous-pixellique. Cas de l’algorithme
sur-relaxé. Colonne de gauche : carte dense initiale. Colonne du milieu : densification à
partir de la première détection des occultations par saturation de pente. Colonne de droite :
amélioration des détections. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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favorable peut alors conduire à préférer dans les zones occultées deux sauts disjoints
d’un demi-pixel à un saut plus franc d’un pixel, qui ne sont alors pas alors détectés
comme occultation. Dans ces deux cas, ces artéfacts conduisent à créer, à l’intérieur
des régions occultées, les zones où la disparité est constante. Les pixels correspondants
ne saturant pas la constrainte de pente, ils ne sont pas détectés comme pixels occultés.
Ainsi, les zones détectées comme occultées présentent parfois des trous : elles ne sont
pas denses.

Pour densifier ces régions, on propose un post-traitement supplémentaire. Il consiste
à déclarer occulté tout pixel qui serait situé dans un tel trou. Pour détecter ces pixels,
on suppose que si un pixel est situé entre deux pixels occultés du même objet, alors
il est vraisemblablement lui-même occulté. La difficulté est principalement de décider
si deux points appartiennent au même objet, sans connâıtre au préalable la disparité
de la scène. Nous proposons ici d’utiliser la version IROF

L lissée par le modèle ROF de
l’image de référence. Si la distance entre deux intensités IROF

L (p) et IROF
L (p′) (pour la

norme euclidienne de R
3) est inférieure à un seuil T = 8, alors les deux pixels sont

déclarés appartenant au même objet.
Le post-traitement proposé se décrit donc ainsi : pour tout pixel non occulté p,

on recherche dans l’intervalle [ p− ht(Nt − 1) ; p + ht(Nt − 1) ] les voisins à gauche et à
droite (sur la même ligne) occultés les plus proches, s’ils existent, de p :

p1 = argmin
p′∈p−ht[[ 1 ; Nt−1 ]]

Mocc
p′ =1

‖p− p′‖ et p2 = argmin
p′∈p+ht[[ 1 ; Nt−1 ]]

Mocc
p′ =1

‖p− p′‖

étant entendu que la largeur d’une occultation ne peut excéder htNt pixels. On vérifie
ensuite que p, p1 et p2 appartiennent au même objet, en définissant

Mobjet
p,p′ =







1 si ‖IROF
L (p)− IROF

L (p′)‖ ≤ T

0 sinon.

Si c’est le cas, alors p est déclaré occulté :

M̃occ
p =







1 si Mocc
p = 1

1 si Mocc
p = 0 et (p1,p2) existent, avec Mobjet

p,p1
Mobjet

p,p2
= 1

0 sinon.

Dans le cas de la précision pixellique, on travaille sur une carte d’occultation où les
occultations de largeur 1 ont été supprimées au préalable, car celles-ci sont généralement
le fruit de la quantification des cartes de disparité (figures 3.10 – 3.11, colonne du
milieu).

Le résultat de ce traitement est présenté aux figures 3.10 – 3.11 (colonne de droite).
Une fois la carte des occultations améliorée, on peut à nouveau densifier la carte de
disparité en diffusant la disparité vers la droite. Le résultat de cette densification est
présentée dans la colonne de droite de la figure 4.12. Le tableau 3.14 réunit les taux
de précision et de rappel pour chaque expérience, avant et après le traitement des
détections des zones occultées. Le tableau 3.15 présente pour les deux détections les
erreurs d’estimation dans les zones occultées d’après la vérité-terrain, obtenues à l’issue
de la densification. Elles sont comparées aux scores initiaux.
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Paire Tsukuba

Précision pixellique (ht = 1)
Algorithme sur-relaxé 43,75% / 43,16% 44,15% / 45,18%
Algorithme accéléré 29,11% / 33,90% 29,49% / 35,41%

Précision sous-pixellique (ht = 0,5)
Algorithme sur-relaxé 56,72% / 31,39% 56,97% / 32,12%
Algorithme accéléré 44,42% / 23,22% 44,58% / 23,71%

Paire Venus

Précision pixellique (ht = 1)
Algorithme sur-relaxé 10,56% / 36,25% 10,06% / 37,68%
Algorithme accéléré 6,68% / 23,48% 6,96% / 24,97%

Précision sous-pixellique (ht = 0,5)
Algorithme sur-relaxé 16,17% / 21,98% 15,77% / 22,31%
Algorithme accéléré 14,16% / 17,44% 14,41% / 18,29%

Paire Teddy

Précision pixellique (ht = 1)
Algorithme sur-relaxé 21,80% / 51,12% 23,02% / 59,11%
Algorithme accéléré 16,43% / 37,77% 17,95% / 46,08%

Précision sous-pixellique (ht = 0,5)
Algorithme sur-relaxé 33,57% / 36,40% 36,14% / 45,23%
Algorithme accéléré 29,02% / 30,46% 32,01% / 38,31%

Paire Cones

Précision pixellique (ht = 1)
Algorithme sur-relaxé 25,81% / 55,95% 26,12% / 58,49%
Algorithme accéléré 23,69%/ 47,70% 24,30% / 51,00%

Précision sous-pixellique (ht = 0,5)
Algorithme sur-relaxé 36,88% / 38,83% 38,04% / 41,40%
Algorithme accéléré 37,54% / 38,67% 38,64% / 41,65%

Figure 3.14 – Taux de précision et de rappel, avant (colonne de gauche) et après le traitement
des occultations (colonne de droite).
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Paire Tsukuba Venus

Précision pixellique (ht = 1)
Algorithme sur-relaxé 86,52% 65,33% 61,66% 90,47% 68,55% 63,29%
Algorithme accéléré 91,83% 83,59% 79,96% 93,71% 87,48% 80,67%

Précision sous-pixellique (ht = 0,5)
Algorithme sur-relaxé 83,41% 71,72% 70,46% 93,71% 82,94% 81,97%
Algorithme accéléré 87,05% 79,54% 78,28% 95,53% 91,89% 89,56%

Paire Teddy Cones

Précision pixellique (ht = 1)
Algorithme sur-relaxé 96,08% 79,92% 55,79% 95,08% 74,83% 70,24%
Algorithme accéléré 96,76% 94,59% 78,79% 96,08% 90,03% 84,12%

Précision sous-pixellique (ht = 0,5)
Algorithme sur-relaxé 96,44% 89,01% 76,87% 95,83% 85,68% 82,77%
Algorithme accéléré 96,88% 90,81% 79,40% 96,29% 87,54% 84,05%

Figure 3.15 – Erreur d’estimation dans les zones occultées, avant et après le traitement des
occultations. Pour chaque expérience, on mesure l’erreur pixellique dans les zones occultées
dans la première estimation de la disparité (colonne de gauche), après la détection des occul-
tations par saturation de la pente (colonne du milieu) et après l’amélioration de ces détections
(colonne de droite).

3.6 Discussion

3.6.1 Résultats

Estimation de la disparité En dehors des zones occultées, les cartes de disparité
obtenues présentent les mêmes caractéristiques que celles obtenues grâce à une régula-
risation TV, c’est-à-dire des cartes constantes par morceaux, avec des contours simples
et nets. Ainsi, certains détails de la scène ne peuvent être restitués, comme le bras de
la lampe dans Tsukuba, dont les deux branches ont fusionné du fait de la régularité.

Avant le traitement des occultations, les bords gauches des objets présentent une
rampe de disparité, qui est contrainte par la contrainte de visibilité. Cette contrainte
produit également des artéfacts qui sont dus à la non-préservation de l’ordre dans
la scène, qui est visible au niveau des pinceaux dans Cones ou le fil de la lampe de
Tsukuba.

On notera également des effets de bords importants sur la partie gauche de la
scène. Dans cette partie de l’image, l’occultation hors-champ conduit à des coûts de
corrélation non significatifs (on les a choisis constants égaux à gmax = 100). Néanmoins,
on constate dans les figures 3.10 – 3.11 que ces erreurs sont diffusées en-dehors de cette
région.

Détection des occultations Qualitativement, les occultations détectées présentent
la même forme que celles de la vérité-terrain, ce qui tend à montrer que le modèle
considéré est correct. En particulier, la carte dense produite induit des régions où la
pente horizontale vaut 1, et celles-ci sont corrélées avec les zones occultées.
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Néanmoins, les régions extraites par la saturation de la pente ne sont pas toujours
correctement placées. C’est le cas en particulier de la paire Venus, où l’occultation
du fond de la scène est légèrement décalée sur la gauche. On observe également des
détections non significatives, car, les cartes étant quantifiées, un saut de disparité se
produit même en cas de disparité variant de manière douce (comme les plans inclinés
dans Venus ou le toit dans Cones) et ne correspondent pas à de réelles occultations. Or,
dans le cas de la précision pixellique, celles-ci sont systématiquement détectées comme
telles car toute discontinuité de la scène correspond à un saut d’au moins un pixel.
Dans le cas de la précision sous-pixellique, il peut y avoir dans ces cas des sauts d’un
demi-pixel, qui ne sont, eux, pas considérés comme des occultations.

Post-traitement des zones occultées On observe pour Teddy un autre phéno-
mène déjà évoqué, qui est celui des alignements verticaux des lignes de niveaux. Ainsi,
pour l’occultation induite par le toit de la maison, qui présente un bord oblique dans le
repère de l’image, la régularité verticale tend à déplacer les discontinuités, et donc en
particulier les lignes de saturation de la pente. La région affectée par ce phénomène est
donc globalement plus large que la région effectivement occultée, tandis que la carte de
saturation présente des trous. Dans ce cas, le post-traitement proposé permet d’amélio-
rer de manière satisfaisante les détections. Plus précisément, le taux de précision gagne
en moyenne +0,77% et le taux de rappel +3,33%. Il n’est pas étonnant de constater un
gain plus important du rappel que de la précision, car le post-traitement vise à amélio-
rer la densité de la détection dans les zones occultées, ce qui conduit en théorie (si la
première détection est de bonne qualité) à rajouter des vrais positifs. On notera que,
mis à part la paire Venus, les trois autres paires bénéficient, quelle que soit l’expérience
considérée, de ce post-traitement.

Densification On peut vérifier les gains en terme d’estimation de la disparité de
chacune de ces étapes de traitement dans le tableau 3.15 : pour la précision pixellique,
on gagne en moyenne +12,74% dans les taux d’erreur pixellique après la première
détection des occultations, puis +8,73% une fois ces détections améliorées, ce qui équi-
vaut à un gain total de +21,47%. Pour la précision sous-pixellique, le gain est moins
important (respectivement +9,46%, +4,47% et +13,94%). L’amélioration la plus im-
portante concerne la paire Teddy (précision pixellique, carte obtenue par l’algorithme
sur-relaxé), où l’on passe de 96,08% d’erreur pixellique à 55,79%, soit une erreur pra-
tiquement divisée par deux.

3.6.2 Différences entre les deux algorithmes proposés

Équivalence des problèmes relaxé (3.13) et fortement convexe (3.17) Nous
avons démontré l’équivalence entre le problème primal-dual continu (3.11)

min
v∈C

sup
φ∈K

{∫

Ω×R

φ Dv +
∫

Ω×R

hvis(Dv)
}

et le problème fortement convexe (3.14)

min
w∈D

F (w) +
1

2
‖w‖2

L2(Ω×Idisp)
.

La discrétisation de ces deux problèmes n’en préserve visiblement pas l’équivalence.
Dans la figure 3.8, on observe ainsi des différences dans le fond de la scène Venus.
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(a) µ = 50/255 (b) µ = 15/255 (c) µ = 100/255

Figure 3.16 – Influence du pamarètre µ sur la paire Tsukuba. Lorsque µ est trop faible (b),
la disparité est trop régulière (voir par exemple sous la table). Lorsque µ est trop grand (c), la
disparité parâıt bruitée car elle n’est pas suffisamment régularisée. On retrouve en revanche
certains détails perdus lorsque la régularisation est trop importante (comme le bras de la
lampe).

On observe également des différences dans les scores considérés pour mesurer la perfor-
mance des algorithmes testés. Ainsi, qu’il s’agit de la carte de la disparité ou de la carte
des occultations, les résultats diffèrent selon la méthode employée. Plus précisément,
sauf pour quelques cas particuliers (comme la paire Cones dans le cas de la précision
sous-pixellique), l’algorithme accéléré conduit à des erreurs d’estimation de la disparité
plus importantes (jusqu’à une différence de 1,81%). Les taux de précision et de rappel
sont également systématiques moins élevés, ce qui se traduit par une estimation moins
bonne des occultations (à l’unique exception de Cones en précision sous-pixellique, où la
différence pour le taux de précision est de 0,66% avant amélioration des détections). Il
est en revanche indubitable que l’algorithme accéléré présente généralement une conver-
gence plus rapide que l’algorithme sur-relaxé (à l’exception notable des paires Tsukuba
et Venus pour la précision pixellique). Ainsi, le nombre d’itérations est réduit de moitié
pour au moins deux expériences (Cones en précision pixellique et Venus en précision
sous-pixellique). L’évolution du critère d’arrêt montre une allure globalement décrois-
sante pour l’algorithme accéléré moins importance que celle de l’algorithme sur-relaxé,
mais qui est localement oscillante, permettant d’atteindre plus rapidement le seuil de
tolérance.

Influence de la sur-relaxation La sur-relaxation introduite dans l’algorithme primal-
dual conduit expérimentalement à une convergence plus rapide de l’algorithme. Ainsi,
le primal-dual gap, qui, rappelons-le, ne dépend pas de l’algorithme mais du problème
considéré, montre une convergence vers zéro plus rapide lorsque ρ = 1,95 (voir courbe
cyan dans la figure 6.6). Le nombre d’itérations est pratiquement réduit de moitié (sauf
pour les paires Teddy et Cones en précision sous-pixellique, où nous avons arrêté les
itérations au bout de 10 000 itérations). En outre, lorsque le critère d’arrêt est activé,
les cartes obtenues sont dans les deux cas les mêmes.

3.6.3 Choix des paramètres

Influence du paramètre de pondération µ Le paramètre µ permet de choisir
les poids respectifs du terme d’attache aux données et du terme de régularisation.
Dans [12], il est suggéré de le choisir égal à 50/255, ce que nous faisons car les résultats
obtenus nous paraissent convenables.

La valeur de ce paramètre est cruciale. Si µ est choisi trop faible, alors c’est la
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(a) (b)

(c) (d) (e) (f)

Figure 3.17 – Limitation de l’adhérence à l’aide du coefficient variable α. Le masque trans-
parent rouge montre les erreurs. (a) Image de référence. (b) Valeurs prises par le coefficient
variable αh. Plus le pixel est sombre, moins la corrélation de gradient compte. (c) Corrélation
de couleurs. (d) Corrélation de gradient. (e) Combinaison convexe des deux corrélation, avec
α = 0.9 fixe [13, 14]. (f) Combinaison convexe des deux corrélation, avec αh variant entre 0
et 1. On voit que lorsque le gradient est utilisé, de l’adhérence (au moins sur le bord droit du
rectangle) apparâıt.

régularisation qui l’emporte et les cartes obtenues sont trop régulières (figure 3.16(b)).
On voit par exemple les effets de cette sur-régularisation sous la table, ou juste au-
dessus du bras de la lampe. Le fond de la scène parâıt en ravanche plus satisfaisant, car
la disparité y présente moins de variations (dans la vérité-terrain, elle est constante). Au
contraire, si µ est trop grand (figure 3.16(c)), alors la disparité n’est pas suffisamment
régulière. Cela conduit à des cartes de disparité qui paraissent bruitées. Ce manque de
régularité peut cependant améliorer l’estimation de la disparité dans des cas spécifiques,
comme pour le bras de la lampe. Dès que la régularisation est un peu forte, alors l’espace
entre deux barres disparâıt.

On constate donc que le choix de ce paramètre est difficile et principalement empi-
rique. La valeur optimale dépend de la scène considérée, mais elle ne sera pas toujours
adaptée aux différentes parties de la scène. Il faut donc généralement trouver un équi-
libre entre une bonne régularisation et la perte de certains détails. Néanmoins, des
expériences montrent que les résultats sont relativement peu sensibles à la valeur de µ,
en ce sens qu’elle doit beaucoup varier avant que les résultats ne se dégradent de ma-
nière significative.

Influence de la pondération variable α Le terme d’attache aux données introduit
dans le paragraphe 3.1.1 a été choisi pour tirer parti de l’efficacité de la corrélation com-
binée utilisée dans [13] et pour limiter le phénomène d’adhérence. Pour justifier cette
dernière affirmation, on propose de comparer la performance de ces deux corrélations
sur un exemple synthétique, composé d’un rectangle texturé sur un fond texturé. On
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(a) λ = 1/50 (b) λ = 1/5 (c) λ = 1/500

(d) λ = 1/50 (e) λ = 1/5 (f) λ = 1/500

Figure 3.18 – Influence de la régularisation ROF de l’image sur la valeur de αh. Ligne du
haut : lissage de l’image pour différentes valeurs du paramètre λ. Ligne du bas : le coefficient
αh correspondant. On voit que quand (b) λ est trop grand, α est petit pratiquement partout
(e), la corrélation sera donc principalement basée sur la couleur. Quand (c) λ est trop faible,
alors αh sera plutôt grand (f) et la corrélation reposera principalement sur le gradient, même
près des discontinuités de la scène.

voit dans la figure 3.17 que, lorsque la corrélation de gradient est utilisée systématique-
ment sur toute la scène (3.17(d) et (e)), de l’adhérence apparâıt, au moins sur le bord
droit du rectangle. Ce n’est pas le cas ni avec la corrélation de couleurs (3.17(c)), ni
avec le nouveau terme que nous avons introduit (3.17(f)). Près des bords du rectangle,
le coefficient αh est en effet choisi de sorte que la corrélation se fait principalement
sur la couleur (figure 3.17(b)). En comparant la corrélation couleurs et de notre terme
d’attache aux données sur cet exemple synthétique, on voit cependant que ce dernier
conserve les performances de la corrélation de gradient sur la moitié droite du rectangle,
où la disparité très mal estimée par la corrélation de couleurs.

La conception du coefficient variable αh repose principalement sur deux compo-
santes : la régularisation ROF de l’image de référence et le choix du paramètre a dans
la définition de αh. Nous allons observer l’influence de ces deux composantes. On rap-
pelle que l’objectif est de concevoir un coefficient variable αh qui soit proche de 0 près
des discontinuités de la scène et proche de 1 ailleurs.

La régularisation ROF choisie dépend d’un paramètre, qui est le poids λ du terme
d’attache aux données dans le modèle de débruitage ROF (3.21). La valeur de ce
dernier détermine la force de la régularisation. Si la régularisation est trop importante
(figure 3.18(b) et (e)), alors beaucoup de variations de l’image sont ignorées, dont celles
de la scène, et c’est la comparaison de gradient qui est principalement utilisée, qui
introduit de l’adhérence. Si elle est trop faible (figure 3.18(c) et (f)), trop de variations
sont détectées et dans ce cas, c’est la comparaison d’intensité qui prime, dont on sait
qu’elle est moins performante que la comparaison de gradient loin des discontinuités de
scène. Le paramètre λ doit donc être choisi de manière à conserver les discontinuités
significatives (c’est-à-dire celles qui cöıncident avec les discontinuités de la scène) et
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(a) a = 1/100 (b) a = 1/10 (c) a = 1/1000

Figure 3.19 – Influence du choix du paramètre a sur la valeur de αh. On voit que quand (b)
a est trop grand, α est petit pratiquement partout, la corrélation sera donc principalement
basée sur la couleur. Quand (c) a est trop faible, alors αh sera plutôt grand et la corrélation
reposera principalement sur le gradient, même près des discontinuités de la scène.

éliminer les autres variations (qui correspondent plutôt à de la texture). Ce choix est
évidemment difficile car certaines textures présentent des variations d’intensité très
importantes alors que certaines discontinuités de scène ne sont pas très visibles.

De la même manière, le choix du paramètre a est également important, car il permet
de régler la sensibilité du détecteur de discontinuité : à partir de quelles valeurs de
l’amplitude du gradient α devient-il négligeable ? On voit dans la figure 3.19 qu’à
nouveau, a doit être choisi ni trop petit, ni trop grand, afin que les gradients significatifs
correspondent à des valeurs proches de zéro pour αh et que les autres pixels conduisent
à des valeurs plus grandes.

Influence du seuil s Dans la version continue du problème que l’on étudie, le choix
du seuillage s pour l’algorithme sur-relaxé est arbitraire. Cependant, le cas discret
ne conserve pas cette propriété. En particulier, on observe expérimentalement qu’un
seuillage près de zéro introduit de l’adhérence (les objets apparaissent plus gros qu’ils
ne le sont réellement). Ainsi, il semble préférable de privilégier un seuillage près de 1.

Précision sous-pixellique Mis à part le cas de la paire Tsukuba, qui présente une
vérité-terrain pixellique, l’introduction de la précision sous-pixellique améliore de ma-
nière significative l’estimation de la disparité dans les zones non occultées. Ce gain
est particulièrement visiblement lorsque l’on mesure l’erreur sous-pixellique, puisque
celle-ci est pratiquement diminuée de moitié.

En revanche, si elle améliore le taux de précision (pour les quatre paires, les meilleurs
scores sont obtenus pour l’algorithme sur-relaxé en précision sous-pixellique), la pré-
cision suous-pixellique dégrade le taux de rappel. Ces résultats s’expliquent principa-
lement par deux phénomènes. Le premier, qui est le plus visible, concerne les effets
de bords que l’on peut observer sur la partie gauche des scènes. Sur le bord gauche
des images, la disparité est en effet nulle, puis, au fur et à mesure que l’on parcourt
la scène vers la droite, l’attache aux données lui impose de crôıtre horizontalement.
La saturation de la pente détecte donc cette région comme occultée. Or, pour la pré-
cision pixellique, cette région dépasse celle – non prise en compte – les occultations
hors-champ et ce, de manière plus importante qu’avec la précision sous-pixellique. Le
taux de précision pour cette dernière est de fait plus élevée lorsque l’on retire ces détec-
tions incorrectes. Le taux de rappel plus faible indique quant à lui une sous-détection
dans les zones occultées. Celle-ci s’explique par la fait qu’introduire une disparité sous-
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pixellique permet de remplacer un saut (horizontal) d’un pixel par deux sauts d’un
demi-pixel chacun. Or, le premier est détecté comme occultation, ce qui n’est pas le
cas des seconds. C’est le terme d’attache aux données qui détermine le choix de l’un
de ces deux scénarios. Ainsi, si l’utilisation d’un saut sous-pixellique permet d’éviter
que des discontinuités de scènes dues à la quantification pixellique de la disparité ne
soit interprétées comme des occultations, elle permet au contraire à des occultations
de passer inaperçues en ne saturant pas la pente horizontale.

3.6.4 Comparaison avec d’autres algorithmes

Comparaison avec KZ2 Comparons la détection d’occultation avec celle de [10],
qui, comme on le verra au chapitre suivant, propose une gestion différente de l’occulta-
tion. La figure 3.20 présente les occultations détectées par [10] (implémentation de [9]).
Commençons par souligner que cette méthode est capable de détecter les occultations
hors-champ. Cette bonne performance ne se lira pas sur les différentes statistiques
présentées.

On voit que les occultations détectées par [10] sont globalement mieux localisées que
celles que nous obtenons, en particulier sur la paire Venus. Les occultations dans la paire
Teddy (notamment celles induites par la maison) sont également remarquablement
détectées. Néanmoins, de nombreux faux négatifs peuvent être observés pour Cones.
Ainsi, hormis pour la paire Cones, la méthode de Kolmogorov et de Zabih affiche
des scores plus élevés.

Ainsi qu’on le verra au chapitre 4, la détection des occultations dans [10] repose sur
le choix d’un certain paramètre, noté K. Celui-ci, s’il est choisi trop petit, conduit à
détecter trop de pixels occultés, et au contraire, la méthode n’en détecte pas suffisam-
ment s’il est trop grand. Il s’agit en effet du coût de «corrélation » attribué aux pixels
occultés.

On voit donc que le choix de ce paramètre est crucial, alors que notre méthode
est principalement basée sur la saturation de la pente horizontale, qui ne dépend elle
d’aucun paramètre. Elle dépend en revanche du seuil T qui permet, dans l’étape d’amé-
lioration des détections d’occultation, de décider si deux pixels appartiennent au même
objet. Ce seuil est néanmoins plus facile à choisir, puisqu’il s’agit de déterminer en
moyenne à partir de quel seuil deux couleurs sont significativement différentes. En
particulier, il ne dépend pas de la scène, mais de la perception (ou plutôt, de la dif-
férentiation) des couleurs. Par ailleurs, cette étape ne corrige qu’une petite partie des
occultations, ce qui signifie que notre méthode est moins sensible au choix de ce para-
mètre (tant qu’il reste raisonnable).

Il faut également noter que, dans la méthode de Kolmogorov et de Zabih, les
pixels occultés ne paient qu’un coût de «corrélation» K fixe, alors, dans notre méthode,
ceux-ci paient le coût de corrélation associé à la mise en correspondance avec un pixel
qui ne peut être leur pixel homologue. Ce coût est donc potentiellement important et
peut entrâıner des solutions non satisfaisantes mais légèrement moins coûteuses (revoir
par exemple l’analyse associée à la figure 3.1). Ainsi, on observe pour la paire Venus
de nombreuses détections ponctuelles, qui n’ont aucune signification physique.

Comparaison avec la régularisation TV seule [12] On peut également comparer
notre méthode à celle de [12], dans le cas de la régularisation TV. On choisit d’utiliser
le même terme d’attache aux données. La fonctionnelle d’énergie est donc la même que
celle considérée dans ce chapitre, à l’exception du terme de visibilité qui n’est pas pris
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(a) (b) 60,30%/60,61%

(c) (d) 28,80%/71,34%

(e) (f) 62,73%/63,14%

(g) (h) 48,85%/41,95%

Figure 3.20 – Détections des occultations par la méthode [10]. Colonne de gauche : carte des
occultations générées par [9] (en rouge). Colonne de droite : en rouge, les détections correctes
(vrais positifs, TP), en jaune, les détections manquantes (faux négatifs, FN) et en cyan, les
détections incorrectes (faux positifs, FP). En légende : les taux de précision et de rappel. De
haut en bas : Tsukuba, Venus, Teddy et Cones.
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en compte. En l’absence de ce terme, les occultations peuvent être détectées par un
filtre LRRL qui vérifie la consistence des cartes de disparité calculées sur la vue de
gauche et sur la vue de droite. Plus précisément, deux pixels mis en correspondance
dans une des deux cartes devraient le rester dans l’autre carte. Si ce n’est pas le cas,
ces pixels sont rejetés (et considérés généralement comme occultés).

La figure 3.21 propose les cartes de telles détections, ainsi que, en légende, les
taux de précision et de rappel associés. Dans l’ensemble, ces taux sont meilleurs que
ceux obtenus dans notre méthode. Visuellement, on observe des détections mal situées,
comme celles localisées sur le buste de Tsukuba. Il faut noter que l’obtention de telles
cartes requiert le calcul de deux cartes de disparité, ce qui revient à doubler le temps
de calculs. Néanmoins, il est possible de les calculer en parallèle.

Conclusion

Nous avons proposé dans ce chapitre une méthode variationnelle pour la stéréovision
binoculaire dont la fonctionnelle d’énergie, qui traduit le modèle de scène considéré, est
relativement peu biaisée par la méthode d’optimisation. La régularisation choisie est en
effet la régularisation TV, qui est classiquement choisie en traitement d’images car elle
lisse tout préservant les discontinuités de la scène. Elle est donc généralement adaptée
aux images rencontrées. L’attache aux données est quant à elle une version adaptative
d’une corrélation qui a démontré son efficacité [13, 14], modifiée de sorte de limiter
l’adhérence qu’elle introduit aux bords des objets. L’apport principal réside toutefois
dans le terme de visibilité, que nous avons intégré au terme de régularité. Il permet
d’une part de correctement gérer le phénomène d’occultation et d’autre part d’utiliser
la méthode de relaxation convexe proposée par [12]. À l’issue d’une première étape d’op-
timisation convexe, on obtient une carte de disparité dans laquelle on peut détecter les
occultations. Un post-traitement permet d’abord d’améliorer la détection de ces zones,
puis de densifier la carte de disparité résultante. Par ailleurs, bien que la détection des
occultations est légèrement moins performante que celle proposée par Kolmogorov

et Zabih dans [10], elle est moins sensible au choix de son paramètre (qui ne dépend
pas de la scène, mais du système de couleur choisi), alors que la méthode [10] dépend
du choix d’un paramètre, qu’il faut savoir correctement estimer. Enfin, malgré l’intro-
duction d’un algorithme fortement convexe, l’efficacité reste médiocre. La relaxation
convexe ajoute en effet une dimension au problème, et la contrainte de pente empêche de
mesurer de manière précise la convergence de l’algorithme, ce qui nécessite de recourir
à des critères d’arrêt plus heuristiques. Cette complexité est un frein pour la précision
sous-pixellique, alors que cette méthode présente l’avantage d’être, en théorie, capable
de produire des cartes à cette précision.

Le modèle de scène considéré dans notre méthode est donc plus satisfaisant que
la plupart des méthodes globales, car la régularisation est naturelle et les occultations
sont traitées comme découlant de manière structurelle de la disparité. Néanmoins, les
détections obtenues sont moins bonnes que celles que fournit [10]. Un travail futur
consisterait à développer un moyen de faire cöıncider les zones occultées et les dis-
continuités de la scène, en considérant par exemple une pondération spatiale de la
régularisation (TV non locale). Les performances de [10] nous conduisent par ailleurs
à l’utiliser dans le chapitre suivant pour améliorer la détection des occultations dans
des méthodes qui n’en proposent pas mais qui fournissent des estimations (denses ou
non) fiables par ailleurs, en adaptant l’algorithme pour la densification de cartes non
denses et le raffinement sous-pixellique de cartes pixelliques, avec dans chaque cas une
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(a) (b) (c) 36,48%/46,58%

(d) (e) (f) 14,52%/42,74%

(g) (h) (i) 20,87%/59,25%

(j) (k) (l) 31,21%/61,79%

Figure 3.21 – Détections des occultations par le filtre LRRL dans le cas d’une carte obtenue
par une régularisation TV du volume de coût g. Colonne de gauche : carte de disparité de la
vue de gauche. Colonne du milieu : carte de disparité de la vue de droite. Colonne de droite :
en rouge, les détections correctes (vrais positifs, TP), en jaune, les détections manquantes
(faux négatifs, FN) et en cyan, les détections incorrectes (faux positifs, FP). En légende : les
taux de précision et de rappel.De haut en bas : Tsukuba, Venus, Teddy et Cones.
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détection de l’occultation.
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des graph cuts

Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 116
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Introduction

En , Vladimir Kolmogorov et Ramin Zabih proposent une méthode globale
basée sur l’utilisation de graphes pour minimiser de manière approchée une fonction-
nelle d’énergie. L’intérêt de cette méthode réside en deux principales caractéristiques.
En premier lieu, elle ne découle pas d’une formulation variationnelle. Autrement dit, la
disparité discrète n’est pas la discrétisation d’une fonction continue, elle peut donc en
particulier prendre des valeurs non réelles (sans être infinie). Cette propriété permet
de définir une étiquette qui marque les pixels comme occultés, sans devoir les mettre
artificiellement en correspondance avec d’autres pixels (section 4.1). En second lieu, la
stratégie de minimisation, qui repose sur l’algorithme des expansion moves, peut être
gérée de manière efficace en la reformulant comme des recherches de coupures mini-
males dans un graphe (section 4.2). Ce dernier problème est bien connu depuis Ford
et Fulkerson et de nombreux algorithmes existent qui le résolvent efficacement.

Cependant, on verra que les performances de la méthode reposent grandement sur la
valeur de certains paramètres, dont le choix peut s’avérer délicat (section 4.6). En outre,
l’utilisation des expansion moves ne permet pas de minimiser exactement la fonction-
nelle, mais seulement de proposer un schéma de décroissance de l’énergie (section 4.3).
Si la fonctionnelle ne possède pas de minima locaux, on peut raisonnablement espé-
rer en trouver le minimum global de cette manière. Malheureusement, cette propriété
n’est pas assurée car la fonctionnelle n’est pas convexe. Par ailleurs, la représentabilité
de l’énergie (section 4.2) introduit des contraintes quant au choix de la fonctionnelle
d’énergie. Néanmoins, l’algorithme donne des résultats très satisfaisants, notamment
en terme de détection des occultations (voir le chapitre précédent), et dans un temps
raisonnable.

L’objet principal de ce chapitre est de proposer une modification de la méthode
de Kolmogorov et Zabih qui permette de définir pour chaque pixel un intervalle
de disparité adapté (section 4.5). Une telle possibilité permet d’utiliser l’efficacité des
coupures de graphes pour densifier des cartes éparses ou de raffiner des cartes à des
précisions subpixelliques. On se propose donc dans un premier temps de décrire la
méthode originale, dont les différents éléments ont été détaillées dans plusieurs ar-
ticles [8, 9, 3], ainsi que dans la thèse de Kolmogorov [6]. Cette étude reprend en
partie la publication IPOL [7] consacrée à cette méthode. L’objectif est d’offrir la com-
préhension nécessaire pour envisager les modifications souhaitées, dont les différents
résultats expérimentaux sont proposés à la section 4.6.

4.1 Fonctionnelle d’énergie

Dans tout ce qui suit, on reprend l’approche de la méthode KZ2 de [8], déjà dé-
taillée dans l’article IPOL [7]. Toutefois, nous reformulons de manière différente la
fonctionnelle, pour faciliter la comparaison avec celle de la méthode proposée au cha-
pitre précédent (dont la version discrète est donnée dans la section 3.3.1).

Plaçons-nous directement dans la formulation discrète. Les pas de discrétisation
des images et de l’intervalle de disparité valent 1, ce qui conduit, en conservant les
notations du chapitre précédent (paragraphe 3.3.1) à considérer le vecteur h = (1,1,1).
Contrairement à la méthode étudiée dans le chapitre précédent, la disparité uh est à
valeurs dans Ih

disp ∪ occ, où occ est une étiquette particulière destinée à déclarer un
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pixel occulté. Le problème de mise en correspondance s’écrit donc

min
uh∈(Ih

disp×{occ})NxNy
E(uh)

où les images IL et IR sont de tailles Nx×Ny. On rappelle que Ih
disp = [[ dmin ; dmax ]] ⊂ Z.

La fonctionnelle considérée possède trois termes :

E(uh) = Edata+occ(u
h) + Ereg(u

h) + Einj(u
h).

Le premier terme correspond au terme d’attache aux données classique, auquel on
ajoute un terme pour prendre en compte les pixels occultés ; le seond terme mesure
la régularité de la disparité ; enfin, le dernier terme assure l’injectivité de la mise en
correspondance.

4.1.1 Terme d’attache aux données et d’occultation

Ce terme attribue un coût à tout pixel, qui est soit le coût de corrélation si le pixel
n’est pas occulté, soit un coût d’occultation sinon. Il se décompose donc en deux termes
distincts :

Edata+occ(u
h) = Edata(u

h) + Eocc(u
h).

Terme d’attache aux données Ce terme somme les coûts de corrélation pour
chaque pixel non occulté :

Edata(u
h) =

Nx−1∑

i=0

Ny−1
∑

j=0

g
(

(i,j),uh
i,j

) (

1− 1{occ}(u
h
i,j)
)

. (4.1)

La fonction de corrélation g est choisie de manière suivante pour la corrélation AD :

gAD(x,t) = NIL,IR(x,x− t),

tandis que pour la corrélation SD, on a

gSD(x,t) = NIL,IR(x,x− t)2.

Ces deux corrélations sont définies à partir de la norme N , qui vaut dans le cas pixellique

Npix
IL,IR

(x,x− t) =
1

3

∑

c∈{r,g,b}

min
{

|Ic
L(x)− Ic

R(x− t)|,30
}

ce qui revient à calculer dans chaque canal couleur une différence en valeur absolue
seuillée, puis de fusionner les trois coûts obtenus à l’aide d’une moyenne. L’utilisation
d’un seuil est fréquent (c’est le cas par exemple dans [10]) : lorsque la dissimilarité
est importante pour tout couple de pixels, elle évite qu’une mise en correspondance
soit privilégiée par rapport à une autre alors qu’aucune n’est pertinente. Dans le cas
subpixellique, c’est une variante de la mesure de Birchfield et Tomasi [1] qui est
utilisée :

N subpix
IL,IR

(x,x− t) =
1

3

∑

c∈{r,g,b}

min
{

(‖Ic
L(x)− Ic

R(x− t)‖BT,30
}

.

La dissimilarité dans chaque canal est mesurée par la fonction

‖Ic
L(x)− Ic

R(y)‖BT = max
{

0,Ic
L(x)− (Ic

R)max(y),(Ic
R)min(y)− Ic

L(x)
}
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qui calcule la distance de l’intensité Ic
L(x) au segment

[

(Ic
R)min(y) ; (Ic

R)max(y)
]

, où les

images (Ic
R)max et (Ic

R)min sont définies respectivement par

(Ic
R)max(y) = max

r∈{(0,0),(±1,0),(0,±1)}

{

ĨR
c
(y + r/2)

}

et (Ic
R)min(y) = min

r∈{(0,0),(±1,0),(0,±1)}

{

ĨR
c
(y + r/2)

}

avec ĨR
c
(y + r/2) =

1

2

(

Ic
R(y) + Ic

R(y + r)
)

l’interpolation bilinéaire du canal couleur c de l’image IR. Autrement dit, (Ic
R)max(y)

(respectivement (Ic
R)min(y)) correspond à la valeur maximale (resp. minimale) prise par

l’interpolée ĨR
c
sur le carré de côté 1 centré en y. Dans [1], les auteurs montrent que

l’utilisation de cette mesure de corrélation réduit le biais dû à l’échantillonnage (eux se
contentant de considérer r ∈ {(0,0),(0,± 1)}). En effet, si le pixel homologue se trouve
dans ce carré mais pas sur la grille d’échantillonnage, alors le coût de corrélation restera
malgré tout faible.
Remarque : Le coût de corrélation présenté ici est celui proposé par les auteurs de
l’article original [8]. Il a été repris et implanté dans l’article IPOL consacré à cette
méthode [7]. C’est la raison pour laquelle il est utilisé dans ce chapitre. Toutefois, rien
dans la méthode n’empêche l’utilication d’une autre mesure de dissimilarité.

Terme d’occultation Le terme d’occultation associe à chaque pixel occulté un coût
d’occultation fixe K ≥ 0

Eocc(u
h) =

Nx−1∑

i=0

Ny−1
∑

j=0

K 1{occ}(u
h
i,j). (4.2)

Le choix de la pénalité K sera explicité ultérieurement.

4.1.2 Terme de régularisation

Le terme de régularisation pénalise toute variation de la disparité. Cette pénalité ne
dépend pas de l’amplitude de cette variation, mais de la variation d’intensité au niveau
de la variation de disparité :

Ereg(u
h) =

Nx−1∑

i=1

Ny−1
∑

j=0

Rλ1,λ2

(

(i,j),(i,j − 1),uh
i,j

)

+ Rλ1,λ2

(

(i,j),(i,j − 1),uh
i,j−1

)

+
Nx−1∑

i=0

Ny−1
∑

j=1

Rλ1,λ2(uh
i,j,u

h
i,j−1)1{0}

(

N (uh
i,j,u

h
i,j−1)

)
(4.3)

où la pénalité Rλ1,λ2 est définie par

Rλ1,λ2(p,p′,u) =







0 si u = occ

λ1 si u 6= occ et Npix
IL,IL

(p,p′) ≤ 8

et Npix
IR,IR

(p + u,p′ + u) ≤ 8

λ2 sinon

avec 0 ≤ λ2 ≤ λ1. Autrement dit, la variation de disparité est moins pénalisée si elle
s’accompagne d’une variation d’intensité importante dans la vue de gauche ou dans la
vue de droite.
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4.1.3 Terme d’injectivité

Enfin, le terme d’injectivité impose que deux pixels de l’image de référence possèdent
deux pixels homologues différents. Cette contrainte se traduit sous la forme suivante :

Einj(u
h) =

Nx−1∑

i=0

Ny−1
∑

j=0

Ny−1
∑

j′=0

χR\{j−uh
i,j

}(j
′ − uh

i,j′). (4.4)

Remarque : La contrainte d’injectivité tient partiellement compte de l’analyse de l’oc-
cultation proposée dans le chapitre 2 en ce sens que si la contrainte de visibilité (sur la
pente horizontale) est respectée, alors tous les pixels saturant la pente doivent être dé-
clarés occultés à cause de ce terme. En effet, ces pixels sont tous mis en correspondance
avec le même pixel, ce qui est ici interdit.

4.2 Représentation d’une énergie par un graphe

On va montrer dans cette section qu’il est possible d’utiliser les graphes pour ré-
soudre de manière efficace certains problèmes d’optimisation d’énergies. Pour cela, on
introduit le concept de représentation d’une énergie par un graphe.

4.2.1 Coupure minimale et flot maximal

Graphe orienté et pondéré Commençons par introduire quelques définitions utiles
pour la suite. On appelle graphe G le couple (V ,E) où V est un ensemble dont les
éléments sont appelés sommets (vertices en anglais) et E ⊂ V2 est l’ensemble des arcs
orientés et pondérés du graphe (edges en anglais). L’orientation des arcs implique de
distinguer les deux arcs (a1,a2) et (a2,a1) si a1 6= a2 ∈ V et la pondération consiste à
leur attribuer une valeur cG(a1,a2) ∈ ] 0 ; +∞ ], appelé capacité de l’arc. On ignore les
arcs de capacité nulle, ce qui revient à les supprimer de l’ensemble E . Notons qu’on
accepte les arcs de capacité infinie.

Pour plus d’informations sur la théorie des graphes, on pourra se reporter à [2].

Coupure d’un graphe Désormais, on suppose que le graphe G possède deux som-
mets distincts s et t, appelés respectivement source et puits du graphe. Une coupure 1

du graphe désigne alors toute partition (Vs,V t) des sommets telle que la source s (resp.
le puits t) appartienne au sous-ensemble Vs (resp. V t). Le coût d’une coupure (Vs,V t)
est donnée par la somme des capacités des arcs (a1,a2) ∈ V partant de a1 ∈ Vs et
aboutissant à a2 ∈ V t. Elle est notée C(Vs,V t) et donnée par la formule

CG(Vs,V t) =
∑

(a1,a2)∈E
a1∈Vs,a2∈Vt

cG(a1,a2).

On appelle coupure minimale d’un graphe la coupure de coût minimal.

Flot d’un graphe On appelle flot 2 du graphe G toute fonction Φ : E → [ 0 ; +∞ ]
vérifiant les deux conditions suivantes, la première sur les arcs, appelée contrainte de
capacité :

∀ (a1,a2) ∈ E , 0 ≤ Φ(a1,a2) ≤ cG(a1,a2)

1. Cut en anglais, si bien qu’on rencontre parfois le terme coupe également.
2. Flow en anglais.
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et la seconde sur les sommets

∀ a ∈ V \ {s,t},
∑

(a,a′)∈E

Φ(a,a′) =
∑

(a′,a)∈E

Φ(a′,a).

Cette dernière propriété est appelée loi de conservation du flot (aussi connue sous le
nom de loi de Kirchhoff), car elle assure que le flot aboutissant en a est égal au flot
qui en est issu. La valeur d’un flot est alors défini par la valeur commune

V (Φ) =
∑

(s,a)∈E

Φ(s,a) =
∑

(a,t)∈E

Φ(a,t).

On appelle flot maximal d’un graphe le flot de valeur maximale.

Max-Flow/Min-Cut Le problème de recherche de la coupure minimale est en réa-
lité dual à celui de recherche du flot maximal. Le théorème de Ford-Fulkerson [4]
assure que la valeur du flot maximal d’un graphe est égale au coût de sa coupure
minimale. Par ailleurs, le flot maximal peut être obtenu grâce à l’algorithme de Ford-
Fulkerson. Celui-ci est basé sur le principe des chemins augmentants. On commence
par rechercher un chemin orienté dans le graphe G liant la source au puits, c’est-à-
dire m ∈ N sommets (aim

) ∈ Vm tels que

(s,ai1) ∈ E , ∀ k ∈ [[ 1 ; m− 1 ]] , (aik
,aik+1

) ∈ E et (aim
,t) ∈ E

et que ces arcs soient de capacité strictement positive. Dorénavant, on dira qu’un chemin
reliant un sommet à un autre est de capacité strictement positive si chacun des arcs
qui le composent sont de capacité strictement positive. En choisissant le minimum de
ces capacités cmin, on peut alors définit un flot en posant

∀ (a1,a2) ∈ E ,







Φ(a1,a2) = cmin si (a1,a2) = (s,ai1)

Φ(a1,a2) = cmin si (a1,a2) = (aik
,aik+1

), k ∈ [[ 1 ; m− 1 ]]

Φ(a1,a2) = cmin si (a1,a2) = (aim
,t)

Φ(a1,a2) = 0 sinon.

On construit ensuite un nouveau graphe, appelé graphe résiduel de G et noté GΦ. Ce
graphe possède les mêmes sommets et arcs que le graphe initial G, mais ses arcs sont
pondérés de la manière suivante :

∀ (a1,a2) ∈ V2, cGΦ
(a1,a2) =







cG(a1,a2)− Φ(a1,a2) si (a1,a2) ∈ E
Φ(a1,a2) si (a2,a1) ∈ E
0 sinon.

Si la capacité d’un arc est définie deux fois par cette définition (si les deux arcs (a1,a2)
et (a2,a1) existent), alors on somme les deux capacités. La contrainte de capacité assure
que les capacités ainsi définies sont positives ou nulles. On recommence alors le pro-
cédé, en recherchant un nouveau chemin liant la source et le puits suivant des arcs de
capacité cGΦ

strictement positive (chemin augmentant). Si un tel chemin existe, alors
on définit le flot correspondant et on construit le graphe résiduel associé ; sinon, alors
la somme des flots définis précédemment donne le flot maximal et la coupure minimale
est donnée par (Vs,V t), où Vs est défini comme l’ensemble des sommets a de G pour
lesquels il existe un chemin de capacité strictement positive cGΦ

reliant la source s au
sommet a. L’ensemble V t est alors donné par V \ Vs.

Les algorithmes basés sur le principe des flots augmentants sont généralement dési-
gnés sous le nom d’algorithmes de type Ford-Fulkerson [5]. Leur complexité dans
le pire des cas est en O(m n2), où n est le nombre de sommets dans le graphe et m le
nombre d’arcs [3].
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4.2.2 Représentabilité d’une énergie

On reprend ici une partie de la théorie de la représentabilité des fonctions par un
graphe, détaillée dans [9].

Représentation d’une fonction Soit E une fonction de n variables binaires x =
{xi}i∈[[ 1 ; n ]] ∈ {0,1}n. On dit que G est représentable par un graphe s’il existe un
graphe G = (V ,E) comportant une source s et un puits t, ainsi que n sommets {ai}i∈[[ 1 ; n ]] ⊂
V tels que, pour tout x ∈ {0,1}n, la quantité E(x) soit égale à une constante C plus le
coût minimal des coupures (Vs,V t) vérifiant ai ∈ Vs si xi = 0 et ai ∈ V t si xi = 1. On
dit alors que le graphe G représente la fonction E. Notons qu’il n’y a pas unicité de la
représentation.

Si le nombre de sommets dans G est minimal, exactement égal à n + 2, c’est-à-dire
si V = {s,t,{ai}i∈[[ 1 ; n ]]}, alors E(x) est égal à C plus le coût de la coupure (Vs,V t)
vérifiant ai ∈ Vs si xi = 0 et ai ∈ V t si xi = 1.

La classe F2 Soit n un entier naturel non nul. On définit la classe F2 comme étant
l’ensemble des fonctions à n variables binaires s’écrivant comme la somme de fonctions
à au plus deux variables binaires :

∀x ∈ {0,1}n, E(x) =
n∑

i=1

Ei(xi) +
n∑

i=1

i−1∑

j=1

Ei,j(xi,xj)

Les fonctions à une variable binaire étant toujours représentables par un graphe, et
la représentabilité étant une propriété additive, le théorème suivant donne une condition
suffisante sur les termes à deux variables pour assurer la représentabilité de toute
fonction E :

Théorème 12 (Théorème F2, [8, 9]) Soit E une fonction de la classe F2, écrit
sous la forme

∀x ∈ {0,1}n, E(x) =
n∑

i=1

Ei(xi) +
n∑

i=1

i−1∑

j=1

Ei,j(xi,xj)

Si pour tout couple (i,j) ∈ [[ 1 ; n ]]2 tel que i < j, le terme Ei,j vérifie la condition de
sous-modularité

Ei,j(0,0) + Ei,j(1,1) ≤ Ei,j(0,1) + Ei,j(1,0),

alors la fonction E est représentable par un graphe.

Pour démontrer ce théorème, on construit pour chaque terme un graphe le repré-
sentant. Dans [6], on montre que cette condition est en réalité nécessaire.

Représentation d’une fonction d’une variable Pour représenter la fonction E
à une variable binaire, il suffit que de poser E0 = E(0) et E1 = E(1). Si ces deux
valeurs sont positives, alors il suffit de considérer un sommet a (en plus des deux som-
mets s et t) et de construire les arcs (s,a) et (a,t), en leur attribuant respectivement
les capacités positives E0 et E1 (voir figure 4.1(a)). On vérifie que ce graphe représente
bien la fonction E, car si x = 0, alors E(x) = E0 et la coupure associée est la cou-
pure ({s,a},{t}), dont le coût vaut E0 ; si x = 1, alors E(x) = E1 et la coupure associée
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s ta

E1 E0

(a) Fonction d’une variable

s t

a1

a2

E11 E01

E01 + E10

−E00 − E11

E00 − E01

(b) Fonction de deux variables

Figure 4.1 – Représentation des fonctions à une et deux variables binaires. On suppose que,
dans (b), la fonction vérifie la condition de sous-modularité.

est la coupure ({s},{t,a}), dont le coût vaut E1 (voir figure 4.2(a)). La constante C de
la définition est ici nulle.

Dans le cas général, si une des deux quantités E0 ou E1 est négative par exemple
(mais cela reste valable si elles sont positives toutes les deux), il suffit de considérer
la fonction positive E − min{E0,E1}, qui est représentable par un graphe d’après le
paragraphe précédent. Les différentes coupures sont alors de coûts respectifs E(x) −
min{E0,E1}, ce qui montre que la fonction E est représentable par ce même graphe,
avec cette fois C = −min{E0,E1}. On notera que, dans ce cas, l’un des arcs construits
est de capacité nulle, ce qui permet de l’ignorer.

Représentation d’une fonction de deux variables sous-modulaire On sup-
pose que la fonction à deux variables E vérifie la condition de sous-modularité. Pour
tout (a,b) ∈ {0,1}2, notons Eab = E(a,b) . On a alors

E00 + E11 ≤ E01 + E10.

Remarquons ensuite que E peut se décomposer de la manière suivante :

E(x1,x2) =







E01 si x1 = 0

E11 si x1 = 1

+







E00 − E01 si x2 = 0

0 si x2 = 1
(4.5)

+







E01 + E10 − E00 − E11 si (x1,x2) = (1,0)

0 sinon.

Le premier terme définit une fonction ne dépendant que de la variable binaire x1,
tandis que le second ne dépend que de la variable x2. Aussi, d’après le point précédent,
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s ta

E1 E0

s ta

E1 E0

(a) Fonction d’une variable

s t

a1

a2

g s t

a1

a2

g

(b) Fonction de deux variables : construction du terme binaire

Figure 4.2 – Les différentes coupures possibles dans les graphes construits à la figure 4.1.
Dans (b), on ne considère que la représentation du troisième terme dans 4.5. Les coupures
sont symbolisées par les lignes bleues, tandis que les arcs bleus sont ceux contribuant au coût
de la coupure.

ces deux termes sont représentables par un graphe. Le dernier terme est une fonction
à deux variables binaires à valeurs positives d’après la condition de sous-modularité.
Pour la représenter par un graphe, il suffit de construire l’arc (a2,a1) en la pondérant
par la quantité positive g = E01 + E10 − E00 − E11, où les sommets a1 et a2 sont
respectivement associés aux variables x1 et x2. La construction d’un tel graphe est
proposée dans la figure 4.1(b). On peut alors vérifier que la seule coupure de coût non
nul est la coupure ({s,a2},{t,a1}), et qu’elle est de coût g (voir figure 4.2(b)).

4.3 Décroissance de l’énergie par expansion move

optimal

La méthode de Kolmogorov et Zabih ne cherche pas à minimiser la fonctionnelle
d’énergie (non convexe) E car aucun algorithme efficace n’est connu pour cette tâche, le
problème étant NP-difficile. À la place, elle essaie de la faire décrôıtre, en introduisant
des expansion moves. On montrera qu’une décroissance optimale peut être obtenue
grâce à la représentation de l’énergie par un graphe.

4.3.1 Expansion moves et décroissance de l’énergie

Expansion moves Soit uh ∈ (Idisp × {occ})NxNy une carte de disparité et α ∈ Ih
disp

une valeur de disparité admissible. Alors on dit que (uh)′ ∈ (Idisp × {occ})NxNy} est
un α-expansion move de uh si

∀ (i,j) ∈ Ωh,







(uh)′
i,j = α si uh

i,j = α

(uh)′
i,j ∈ {uh

i,j,α,occ} si uh
i,j 6= α.

En particulier, uh est un α-expansion move de lui-même quel que soit α. Pour un α
donné, tout α-expansion move de uh possède davantage de pixels de disparité α que
la carte uh. Chaque pixel de disparité différente de α peut soit devenir occulté, soit
adopter la disparité α, soit conserver sa disparité. Enfin, chaque pixel occulté peut
soit rester occulté, soit adopter la disparité α. Par conséquent, l’ensemble des pixels
occultés peut crôıtre, mais pas les ensembles des pixels de disparité différente de α.
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Décroissance de l’énergie Soit uh une carte de disparité donnée, d’énergie E(uh)
supposée finie. Pour tout α ∈ Ih

disp donné, on considère l’ensemble des α-expansion

move de uh. Puisque cet ensemble est de cardinal fini, il existe un élément d’énergie
minimale, noté uh

α. Par ailleurs, cet ensemble contient uh, donc E(uh
α) ≤ E(uh).

Le principe de la décroissance de l’énergie par expansion moves est de partir d’une
carte de disparité uh, puis, pour une valeur de α ∈ Ih

disp, de la mettre à jour en la

remplaçant par uh
α l’α-expansion move de uh d’énergie minimale

uh
α = argmin

(uh)′ α-expansion move de uh

E
(

(uh)′
)

.

Une itération de l’algorithme d’expansion moves consiste à répéter cette opération pour
toutes les valeurs de Ih

disp, en mettant à jour la carte de départ entre chaque minimisa-
tion. Cela conduit à l’algorithme 1. Le critère d’arrêt est choisi de la manière suivante :
lorsque l’énergie n’a pas décru sur une itération complète de tous les α(expansion moves
appliqués successivement, alors l’algorithme s’arrête.

Algorithme 1: Décroissance de l’énergie par expansion moves : une itération

Entrée : uh
0 une carte de disparité initiale, Ih

disp l’intervalle de disparité

Sortie : uh une carte de disparité d’énergie plus petite
1 begin
2 uh ← uh

0

3 foreach valeur de disparité α ∈ Ih
disp (dans un ordre arbitraire) do

4 uh ← argmin
(uh)′ α-expansion move de uh

E
(

(uh)′
)

L’algorithme proposé ne minimise donc pas la fonctionnelle E, mais chaque pas de
minimisation considéré est choisi de manière optimale. Si la fonctionnelle d’énergie ne
possède pas de minima locaux, alors cette approche permet de retrouver un minimiseur
global. Sinon, il est possible de trouver un minimiseur local. Néanmoins, ce risque est
plus faible comparé à une approche de type descente de gradient, alors la décroissance
de l’énergie se fait en considérant un sous-ensemble de cartes de disparité qui ne se
situe pas nécessairement dans un voisinage de la carte de départ.

On se propose dans ce qui suit d’utiliser la représentabilité des énergies par un
graphe pour résoudre de manière optimale la recherche de l’expansion move d’éner-
gie minimale. Pour cela, on montre que l’on peut réécrire ce problème à l’aide d’une
énergie représentable par un graphe, en effectuant un changement de variable. Cette
section reprend l’étude proposée dans [7].

4.3.2 Assignements et configurations

On introduit ici un premier changement de variable qui permettra de rendre le pro-
blème de la décroissance d’énergie par expansion moves représentable par des graphes.

Assignements Au lieu de considérer les couples
(

(i,j),uh
i,j

)

formés par les pixels de
l’image de référence et leur disparité, on choisit une représentation symétrique sur les
deux images de la paire en considérant les couples (p,q) de pixels, avec p appartenant
à l’image de référence (dont l’ensemble des pixels est noté IL) et q appartenant à
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l’image de droite (dont l’ensemble des pixels est noté IR). Parmi ces couples, on appelle
assignement tout couple vérifiant q − p ∈ Ih

disp × {0}. Un assignement est donc un
couple de deux pixels situés sur la même ligne, dont la différence sur la ligne appartient
à l’intervalle de disparité. Autrement dit, tout couple de pixels homologues est un
assignement. L’ensemble des assignements est noté A :

A =
{

a = (p,q) ∈ IL × IR | q − p ∈ Ih
disp × {0}

}

.

Notons en particulier que si (p,p+α) appartient à l’ensemble des assignements, alors α
est une valeur de disparité admissible et p + α est un pixel de l’image de droite.

Configuration Pour toute carte de disparité uh, si p = (i,j) ∈ IL n’est pas occulté,
alors il est mis en correspondance avec le pixel q = (i,j − uh

i,j) ∈ IR. On dit alors que
l’assignement a = (p,q) est actif. Pour tout assignement (p′,q′), si p′ n’est pas mis en
correspondance avec q′, alors l’assignement est dit inactif.

On peut alors définir la configuration associée à la carte de disparité uh, qui est
une fonction fuh qui à tout assignement actif associe la valeur 1 et à tout assignement
inactif associe la valeur 0 :

∀ a = (p,q) ∈ A, fuh(a) =







1 si p = (i,j) et q = (i,j + uh
i,j)

0 sinon.

Toute fonction f : A → {0,1} définit alors une configuration, et on appelle état d’un as-
signement son image par la configuration f . On note A◦(f) l’ensemble des assignements
actifs sous la configuration f :

A◦(f) =
{

a ∈ A | f(a) = 1
}

.

Disparité Enfin, pour tout assignement a = (p,q) ∈ A (actif ou inactif), on définit
sa disparité d(a) = q − p, que l’on confondra avec son abscisse qui appartient par
définition à Ih

disp (son ordonnée est nulle). Si a = (p,q) est un assignement actif, alors p
et q sont des pixels homologues et la disparité de p = (i,j) dans l’image de gauche
vaut uh

i,j = uh
IL

(p) = d(a). Celle de q dans l’image de droite vaut uh
IR

(q) = −d(a).
Notons que la carte de disparité est entièrement donnée par la configuration associée,

grâce à la formule de reconstruction

∀ p = (i,j) ∈ IL uh
i,j =







d(a) si ∃ a = (p,q) ∈ A◦(fuh)

occ sinon.

Cette formule de reconstruction est bien définie si la configuration satisfait la contrainte
d’injectivité 3, c’est-à-dire si, pour tout pixel p ∈ IL (respectivement q ∈ IR), il existe
au plus un assignement actif de premier élément p (resp. de second élément q).

Pour toute valeur de disparité α ∈ Ih
disp, on note Aα l’ensemble des assignements de

disparité α :

Aα =
{

a ∈ A | d(a) = α
}

.

On notera que cet ensemble ne dépend pas de la configuration choisie. Par ailleurs, une
remarque préliminaire assure que si (p,p + α) ∈ Aα, alors p + α est un pixel de l’image
de droite.

3. Uniqueness constraint dans [8, 7].
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4.3.3 Énergie d’une configuration

On va à présent réaliser un changement de variables dans la définition de l’énergie E
pour définir l’énergie d’une configuration. Pour cela, on va construire pour chaque terme
de l’énergie E un terme correspondant défini sur l’ensemble des configurations, de sorte
que E(fuh) = E(uh).

Terme d’attache aux données et d’occultation Le terme d’attache aux don-
nées (4.1) n’est défini que sur les pixels p non occultés, c’est-à-dire ceux pour lesquels
il existe un assignement (p,q) actif. On verra par la suite que la contrainte d’injectivité
assure que cet assignement est unique, aussi on peut définir le nouveau terme d’attache
aux données sur les assignements actifs sous la configuration f :

Edata(f) =
∑

a=(p,q)∈A◦(f)

g
(

p,d(a)
)

.

Pour redéfinir le terme d’occultation (4.2), il faut remarquer qu’un pixel p est occulté
si tous les assignements de la forme (p,q) sont inactifs. Or, le terme d’injectivité assure
qu’il existe au plus un tel assignement actif. Ainsi, un pixel est occulté si

∑

a=(p,q)∈A

1{1}

(

f(a)
)

= 0

et sinon, cette quantité vaut 1. On en déduit le terme d’occultation suivant

Eocc(f) =
∑

p∈IL

K



1−
∑

a=(p,q)∈A

1{1}

(

f(a)
)



 = K Nx Ny −
∑

a∈A◦(f)

K.

Si on somme ces deux termes, on peut définir un coût D(a) pour chaque assigne-
ment a en posant

∀ a = (p,q) ∈ A, D(a) = g
(

p,d(a)
)

−K

de sorte que la somme du terme d’attache aux données et d’occultation s’écrive

Edata+occ(f) =
∑

a∈A◦(f)

D(a) + constante

où la constante vaut K Nx Ny. On remarque que ce terme est défini sur les assignements
actifs seulement. On vérifie que

Edata+occ(fuh) = Edata+occ(u
h).

Terme de régularisation Définissons à présent le nouveau terme de régularisation.
Dans (4.3), une pénalité est ajoutée à chaque fois que deux pixels voisins (tous deux non
occultés) p et p′ ont une disparité différente. Commençons par introduire la notation
suivante pour tous assignements a = (p,q) et a′ = (p′,q′)

a ∼ a′ si d(a) = d(a′) et







p′ = p + (0,± 1)

p′ = p + (±1,0)

pour des assignements qualifiés de voisins. Deux assignements sont voisins s’ils ont
même disparité et si leurs premiers pixels le sont dans l’image de référence ou que leurs
seconds pixels le sont dans l’image de droite. On notera que, puisque d(a) = d(a′), on
obtient les mêmes conditions sur q et q′.
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Soient deux pixels p et p′ voisins dans l’image de gauche. Si les deux sont occul-
tés ou qu’ils ont même disparité, alors le couple (p,p′) ne contribue pas au terme de
régularisation. Or, dans le premier cas, on a

∀ a = (p,q) ∈ A, ∀ a′ = (p′,q′) ∈ A, f(a) = f(a′) = 0.

En particulier, pour tous a ∼ a′, on a f(a) = f(a′) = 0. Dans le second cas, le seul
assignement actif de la forme (p,q) et le seul assignement actif de la forme (p′,q′) ont
même disparité, puisque p et p′ ont même disparité (et les autres assignements de cette
forme sont inactifs). On en déduit que f(a) = f(a′) pour tous assignements a = (p,q)
et a′ = (p′,q′).

Supposons maintenant que les deux pixels ne sont pas occultés, mais de disparité
différente. Alors le couple (p,p′) contribue deux fois au terme de régularisation, une fois
pour la disparité uh

IL
(p) et une seconde fois pour la disparité uh

IL
(p′). Or, cette situation

impose que l’assignement actif de la forme (p,q) et l’assignement actif de la forme (p′,q′)
soient de disparité différente. Plus précisément, les assignements (p,p+uh

IL
(p)) et (p′,p′+

uh
IL

(p′)) sont actifs mais pas les assignements (p,p+uh
IL

(p′)) et (p′,p′+uh
IL

(p)). Autrement
dit,

(

p,p + uh
IL

(p)
)

∼
(

p′,p′ + uh
IL

(p)
)

et f
(

p,p + uh
IL

(p)
)

6= f
(

p′,p′ + uh
IL

(p)
)

et
(

p′,p′ + uh
IL

(p′)
)

∼
(

p,p + uh
IL

(p′)
)

et f
(

p′,p′ + uh
IL

(p′)
)

6= f
(

p,p + uh
IL

(p′)
)

Supposons à présent que l’un des deux pixels (p′ par exemple) est occulté (et que
l’autre ne l’est pas). Alors le couple (p,p′) contribue une fois au terme de régularisation
(pour la disparité uh

IL
(p) du pixel non occulté) et on a cette fois

(

p,p + uh
IL

(p)
)

∼
(

p′,p′ + uh
IL

(p)
)

et f
(

p,p + uh
IL

(p)
)

6= f
(

p′,p′ + uh
IL

(p)
)

puisque l’assignement (p′,p′ + uh
IL

(p)) est nécessairement inactif.
On en déduit que le couple de pixels voisins (p,p′) contribue au terme de régulari-

sation à chaque fois qu’il existe des assignements a = (p,q) et a′ = (p′,q′) voisins qui
n’ont pas le même état. Cela nous conduit à proposer le terme de régularisation suivant

Ereg(f) =
1

2

∑

(a,a′)∈A2

a∼a′

R̃λ1,λ2

(

a,a′,f(a),f(a′)
)

avec R̃λ1,λ2

(

a,a′,f(a),f(a′)
)

=







0 si f(a) = f(a′)

Rλ1,λ2

(

p,p′,d(a)
)

si f(a) 6= f(a′) et f(a) = 1

Rλ1,λ2

(

p,p′,d(a′)
)

si f(a) 6= f(a′) et f(a′) = 1

Le facteur 1/2 est nécessaire car les couples d’assignements (a,a′) et (a′,a) contribuent
tous deux à ce terme. On a alors

Ereg(fuh) = Ereg(u
h).

Terme d’injectivité Le terme d’injectivite (4.4) impose que, si p est mis en corres-
pondance avec le pixel q, alors il est le seul. Autrement dit, si l’assignement (p,q) est
actif, alors tous les assignements (p′,q) avec p′ 6= p doivent être inactifs. Par ailleurs, il
est évident que tout pixel de l’image de gauche ne peut être mis en correspondance avec
au plus un pixel. En termes d’assignements, cela se traduit de la manière suivante : si
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l’assignement (p,q) est actif, alors tous les assignements (p,q′) avec q′ 6= q doivent être
inactifs. On en déduit le terme d’injectivité suivant

Einj(f) =
∑

a=(p,q)∈A◦(f)

∑

a′=(p′,q)
p′ 6=p

χ{0}

(

f(a′)
)

+
∑

a=(p,q)∈A◦(f)

∑

a′=(p,q′)
q′ 6=q

χ{0}

(

f(a′)
)

.

Ce terme est nul ou prend une valeur infinie et on vérifie à nouveau que

Einj(fuh) = Einj(u
h).

Finalement, on a construit une énergie sur l’ensemble des configurations

E(f) = Edata+occ(f) + Ereg(f) + Einj(f)

vérifiant l’identité E(uh) = E(fuh) pour toute carte de disparité.
Remarque : En réécrivant l’énergie à l’aide d’assignements, on rétablit la symétrie
du problème de mise en correspondance, en rendant les deux images (gauche et droite)
indifférenciées. En particulier, ce traitement nécessite de manipuler des images échan-
tillonnées sur une même grille, afin de conserver cette symétrie.

4.3.4 Énergie d’un expansion move

Expansion move Soit f une configuration d’énergie finie et α ∈ Ih
disp une valeur

de disparité. On dit que f ′ est un α-expansion move de la configuration f si sa carte
de disparité associée est un α-expansion move de la carte de disparité associée à la
configuration f .

D’après la définition des α-expansion moves sur les cartes de disparité, on en déduit
que

∀ a ∈ A, f ′(a) =







1 si f(a) = 1 et d(a) = α

0 si f(a) = 0 et d(a) 6= α
.

En d’autres termes, tout assignement actif de disparité α reste actif après un α-
expansion move (tout pixel de disparité α conserve sa disparité) et tout assignement
inactif de disparité différente de α le reste (les pixels occultés ou de disparité différente
de α ne peuvent pas adopter une nouvelle disparité, mais peuvent devenir occultés ou
adopter la disparité α).

Changement d’état Remarquons qu’il est possible de différencier le comportement
d’un assignement pendant un α-expansion move suivant l’ensemble auquel il appar-
tient :

1. l’ensemble A◦(f) ∩ Aα des assignements actifs de disparité α ;

2. l’ensemble Aα \ A◦(f) des assignements inactifs de disparité α ;

3. l’ensemble A◦(f) \ Aα des assignements actifs de disparité différente de α ;

4. l’ensemble A \ (A◦ ∪ Aα) des assignements inactifs de disparité différente de α.

Les assignements du premier et du dernier ensemble ne changent pas d’état après un α-
expansion move. Plus précisément, on a

∀ a ∈ A, f ′(a) =







1 si a ∈ A◦ et a ∈ Aα

0 si a /∈ A◦ et a /∈ Aα.
.

Le second ensemble ne peut que crôıtre tandis que le troisième ne peut que décrôıtre.
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Énergie Nous allons à présent exprimer l’énergie d’un α-expansion move f ′ en fonc-
tion de l’énergie de la configuration initiale f . Pour cela, on utilise les remarques précé-
dentes pour distinguer les termes variables de ceux qui restent constants, car impliquant
des assignements dont l’état reste invariable après α-expansion move. Commençons par
le terme d’attache aux données et d’occultation. Celui-ci est défini sur les assignements
actifs de f ′. Or, les seuls assignements f ′ qui peuvent être actifs sont ceux qui l’étaient
déjà dans f , et les assignements de disparité α, en gardant en tête que, parmi ces der-
niers, ceux déjà actifs dans la configuration initiale f le restent (leur contribution à
ce terme ne change donc pas). On peut donc le réécrire en utilisant les trois premiers
ensembles introduits plus haut :

Edata+occ(f
′) =

∑

a/∈A◦(f)
a∈Aα

D(a)1{1}

(

f ′(a)
)

+
∑

a∈A◦(f)
a/∈Aα

D(a)1{1}

(

f ′(a)
)

+ constante.

Pour le terme de régularisation, on commence par décomposer la somme sur les assi-
gnements voisins de disparité α et les autres, puisqu’on rappelle que deux assignements
voisins ont par définition même disparité :

Ereg(f
′) =

1

2

∑

(a,a′)∈A2

a∼a′

d(a)=α

R̃λ1,λ2

(

a,a′,f ′(a),f ′(a′)
)

+
1

2

∑

(a,a′)∈A2

a∼a′

d(a) 6=α

R̃λ1,λ2

(

a,a′,f ′(a),f ′(a′)
)

.

Ensuite, pour chaque terme, on distingue selon l’état initial des assignements a et a′. On
rappelle qu’un assignement a′ actif de disparité α le reste, de même qu’un assignement a′

inactif de disparité différente de α. Par ailleurs, un couple (a,a′) ne contribue à ce terme
que si les deux états associés sont différents. En particulier, is a et a′ sont actifs sous
la configuration f et de disparité α, alors le couple (a,a′) ne contribue pas plus au
terme de régularité pour la configuration f que pour la configuration f ′ (idem pour
deux assignements voisins inactifs sous f de disparité différente de α). On peut donc
les ignorer, et on obtient alors

Ereg(f
′) =

∑

a∈A◦(f)
a′ /∈A◦(f)

a∼a′

d(a)=α

R̃λ1,λ2

(

a,a′,1,f ′(a′)
)

+
1

2

∑

a/∈A◦(f)
a′ /∈A◦(f)

a∼a′

d(a)=α

R̃λ1,λ2

(

a,a′,f ′(a),f ′(a′)
)

+
1

2

∑

a∈A◦(f)
a′∈A◦(f)

a∼a′

d(a) 6=α

R̃λ1,λ2

(

a,a′,f ′(a),f ′(a′)
)

+
∑

a/∈A◦(f)
a′∈A◦(f)

a∼a′

d(a) 6=α

R̃λ1,λ2

(

a,a′,0,f ′(a′)
)

.

Notons que, dès que l’on supprime la symétrie dans le rôle des assignements a et a′,
le facteur 1/2 disparâıt. Enfin, le terme d’injectivité étant nul pour f car celle-ci est
supposée d’énergie finie, il est soit nul pour f ′ si la contrainte d’injectivité est res-
pectée, soit infini si l’activation d’un assignement viole cette contrainte. Or, les seuls
assignements à pouvoir être activés sont les assignements (p,q) de disparité α inactifs
pour f , et cette activation viole la contrainte d’injectivité que s’il existait auparavant
un assignement actif (p,q′) ou (p′,q) de disparité différente de α, et que celui-ci n’est
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pas désactivé dans f ′ :

Einj(f
′) =

∑

a=(p,q)∈A◦(f)
a/∈Aα

(p,p+α)∈Aα

χ{(0,0),(0,1),(1,0)}

(

f ′(p,p + α),f ′(a)
)

+
∑

a=(p,q)∈A◦(f)
a/∈Aα

(q−α,q)∈Aα

χ{(0,0),(0,1),(1,0)}

(

f ′(q − α,q),f ′(a)
)

.

4.3.5 Représentabilité de l’énergie des expansion moves

Soit f une configuration et α ∈ Ih
disp une valeur de disparité. On rappelle qu’on

cherche à trouver l’α-expansion move de f d’énergie minimale, c’est-à-dire de résoudre
le problème

fα = argmin
f ′ α-expansion move de f

E(f ′). (4.6)

Malheureusement, cette énergie n’est pas représentable par un graphe. On va donc in-
troduire un nouveau changement de variable pour la rendre représentable. Ce change-
ment de variable permettra en outre de supprimer la contrainte dans le problème (4.6),
en encodant de manière naturelle les α-expansion moves de f .

Vecteur de changement d’état On choisit d’introduire le changement de variable
suivant, qui encode tout changement d’état entre la configuration initiale f et l’α-
expansion move f ′ :

∀ a ∈ (A◦(f) ∪ Aα) \ (A◦(f) ∩ Aα), g′(a) =







1 si f(a) 6= f ′(a)

0 sinon.
(4.7)

On choisit d’ignorer les assignements dont l’état reste invariable. Tout α-expansion
move f ′ définit un vecteur g′ ∈ {0,1}N , avec N = card((A◦(f) ∪ Aα) \ (A◦(f) ∩ Aα)),
tandis que tout tel vecteur g′ définit de manière unique un α-expansion move f ′, grâce
à la formule d’inversion suivante :

∀ a ∈ A, f ′(a) =







1− g′(a) si a ∈ A◦(f) et a /∈ Aα

g′(a) si a /∈ A◦(f) et a ∈ Aα

f(a) sinon.

(4.8)

Une nouvelle énergie On va à présent proposer une nouvelle énergie Eα,f en appli-
quant le changement de variable proposé plus haut. Ainsi, l’identité Eα,f (g′) = E(f ′)
est vérifiée (à une constante près) pour tout α-expansion move f ′. Le terme d’attache
aux données et d’occultation est donné par :

Eα,f
data+occ(g

′) =
∑

a/∈A◦(f)
a∈Aα

D(a)1{1}

(

g′(a)
)

+
∑

a∈A◦(f)
a/∈Aα

D(a)1{1}

(

g′(a)
)

.
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On obtient ensuite pour le terme de régularisation

Eα,f
reg (g′) =

∑

a∈A◦(f)
a′ /∈A◦(f)

a∼a′

d(a)=α

R̃λ1,λ2

(

a,a′,1,g′(a′)
)

+
∑

a/∈A◦(f)
a′∈A◦(f)

a∼a′

d(a) 6=α

R̃λ1,λ2

(

a,a′,0,1− g′(a′)
)

+
1

2

∑

a/∈A◦(f)
a′ /∈A◦(f)

a∼a′

d(a)=α

R̃λ1,λ2

(

a,a′,g′(a),g′(a′)
)

+
1

2

∑

a∈A◦(f)
a′∈A◦(f)

a∼a′

d(a) 6=α

R̃λ1,λ2

(

a,a′,1− g′(a),1− g′(a′)
)

et enfin pour le terme d’injectivité :

Eα,f
inf (g′) =

∑

a=(p,q)∈A◦(f)
a/∈Aα

(p,p+α)∈Aα

χ{(0,0),(1,0),(1,1)}

(

g′(p,p + α),g′(a)
)

+
∑

a=(p,q)∈A◦(f)
a/∈Aα

(q−α,q)∈Aα

χ{(0,0),(1,0),(1,1)}

(

g′(q − α,q),g′(a)
)

.

On vérifie alors que, si on pose

Eα,f (g′) = Eα,f
data+occ(g

′) + Eα,f
reg (g′) + Eα,f

inf (g′)

alors on a l’identité Eα,f (g′) = E(f ′) + constante pour tout α-expansion move de f , où
la constante ne dépend pas de f . Ainsi, le problème (4.6) est équivalent au problème
non contraint suivant

gα = argmin
g′∈{0,1}N

Eα,f (g′). (4.9)

Représentabilité de l’énergie Vérifions que l’énergie Eα,f est représentable par un
graphe. Pour cela, on utilise le théorème 12, qui stipule qu’il suffit de vérifier si chaque
terme dépendant de deux variables satisfait la contrainte de sous-modularité.

Le terme d’attache aux données ne possède que des termes dépendant d’une variable
binaire, donc il est représentable. Passons au terme de régularisation. Les seuls termes
dépendant de deux variables binaires sont ceux de la forme

E1(x,x′) = R̃λ1,λ2(a,a′,x,x′)

lorsque a et a′ sont inactifs sous la configuration initiale f , mais de disparité α et ceux
de la forme

E2(x,x′) = R̃λ1,λ2(a,a′,1− x,1− x′)

où a et a′ sont actifs sous la configuration initiale f , mais de disparité différente de α.
La définition de R̃λ1,λ2 assure que E1(0,0) = E1(1,1) = E2(0,0) = E2(1,1) = 0 et que G1

et G2 sont positives, ce qui permet de vérifier la contrainte de sous-modularité. Enfin,
les termes dans le terme d’injectivité sont de la forme

E3(x,x′) = χ{0}

(

x (1− x′)
)

qui est nul si x = 0 ou x′ = 1, et infini si (x,x′) = (1,0), ce qui assure à nouveau la
sous-modularité de ce terme.
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Résolution du problème (4.9) On vient donc de démontrer que l’énergie Eα,f est
représentable par un graphe Gα,f = (V ,E). Par définition, si on choisit le graphe avec le
nombre de sommets minimal, alors, si on ordonne les assignements de (A◦(f) ∪ Aα) \
(A◦(f) ∩ Aα) = {ai}i∈[[ 1 ; N ]], on a

V =
{

s,t,{ai}i∈[[ 1 ; N ]]

}

et Eα,f (g′) est égal à C plus le coût de la coupure (Vs,V t) vérifiant ai ∈ Vs si g′(ai) = 0
et ai ∈ V t si g′(ai) = 1. On en déduit en particulier que la valeur minimale de Eα,f ,
qui vaut Eα,f (gα) est donnée par la coupure minimale du graphe Gα,f . Résoudre le
problème (4.9) revient donc à trouver la coupure minimale du graphe Gα,f , et d’après
le théorème de Ford-Fulkerson, cela revient à trouver le flot maximal dans ce même
graphe.

Une fois la coupure minimale obtenue, les assignements associés aux sommets qui
sont reliés à la source ne changent pas d’état, tandis que les autres changent d’état.

4.4 Résolution numérique par coupure de graphes

On présente ici les détails de l’implémentation de l’algorithme décrit dans les sec-
tions précédentes, dont le code initial a été écrit par Kolmogorov (et largement
aménagé pour [7]). Il sera désigné par la suite sous le nom d’algorithme KZ2.

On rappelle que l’idée est de faire décrôıtre l’énergie en calculant pour chaque α
le meilleur α-expansion move de la configuration f obtenue à l’itération précédente
(algorithme 1). Pour cela, on a montré qu’il suffisait de construire le graphe représentant
l’énergie Eα,f puis d’en trouver la coupure minimale en en déterminant le flot maximal.
Cela conduit à l’algorithme 2.

Algorithme 2: Recherche de l’α-expansion move optimal de f

Entrée : f une configuration initiale, α ∈ Ih
disp une valeur de disparité

Sortie : fα l’α-expansion move de f d’énergie la plus faible
fα = argmin

f ′ α-expansion move de f
E
(

f ′
)

1 begin
2 Construire le graphe Gα,f

3 Calculer le flot maximal du graphe Gα,f

4 En déduire la coupure maximale du graphe Gα,f

5 Construire le vecteur gα à l’aide de la formule (4.4.3)
6 Obtenir fα à partir de gα, avec (4.8)

4.4.1 Construction du graphe

Soit α ∈ Ih
disp et f une configuration initiale donnée (associée à la carte de dispa-

rité uh). Commençons par détailler la construction du graphe Gα,f représentant l’éner-
gie Eα,f . Pour des précisions plus techniques quant à cette construction, nous invitons
le lecteur à se reporter à [7].
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Sommets Les sommets du graphe Gα,f doivent comprendre une source s et un puits t,
ainsi qu’un sommet pour chaque assignement actif sous f de disparité différente de α et
un sommet par assignement inactif sous f de disparité α. Ces derniers sont indexés par
le premier pixel p, pour lequel on peut construire jusqu’à deux sommets (celui associé
à l’assignement (p,p + uh) et celui associé à l’assignement, s’il est différent, (p,p + α)).
Ainsi, pour tout pixel de l’image de référence, on construit 0, 1 ou 2 sommets. On
confondra dans ce qui suit la notation des assignements et celle des sommets associés.

En pratique, la construction des sommets du graphe se fait à l’aide de deux tableaux,
nommés vars0 et varsA, qui sont indexés par les pixels p de l’image de référence. S’ils
existent, les coefficients vars0(p) et varsA(p) représentent respectivement l’assigne-
ment actif (p,p + uh(p)) de premier élément p et l’assignement (p,p + α) de disparité α.
Les éléments de ces deux tableaux sont soit invariables (VAR_ACTIVE ou VAR_ABSENT),
soit variables (o ou a).

Les valeurs invariables permettent de localiser les assignements qui ne changeront
par d’état (et donc pour lesquels le vecteur g de changement d’état n’est pas défini).
La valeur VAR_ACTIVE est réservée aux assignements qui restent actifs, c’est-à-dire les
assignements (p,p + α) initialement actifs. Ainsi, si l’assignement a = (p,p + α) est
initialement actif, on affecte VAR_ACTIVE aux coefficients vars0(p) et varsA(p). La
valeur VAR_ABSENT est quant à elle destinée aux sommets qui ne sont pas construits
car les assignements associés n’existent pas, ou qui resteront inactifs (car inactifs et
de disparité différente de α). C’est le cas lorsque p + α n’appartient pas à l’ensemble
des pixels de l’image de droite (car il sort du domaine), auquel cas il existe aucun
assignement de la forme (p,p+α) ; on attribue alors la valeur VAR_ABSENT au coefficient
varsA(p). C’est également le cas s’il n’existe aucun assignement actif de la forme (p,q),
c’est-à-dire si p est occulté ; dans ce cas, on affecte VAR_ABSENT au coefficient vars0(p).

Lorsqu’un sommet est construit pour un assignement a = (p,q), alors on crée une
variable o dans le tableau vars0 si a est un assignement actif de disparité différente
de α, et on crée une variable a pour le coefficient varsA(p) si l’assignement a est
disparité α. On désignera désormais ces sommets comme des sommets variables.

Arcs La construction des arcs suit celle proposée dans l’étude du paragraphe 4.2.2,
en particulier les graphes représentés à la figure 4.1.

Le terme d’attache aux données ne comporte que des fonctions dépendant d’une
seule variable binaire. On doit donc construire pour chaque sommet variable a un arc,
relié à la source ou au puits, suivant le signe du coût D(a). Si D(a) est positif, alors on
construit l’arc (s,a), en lui attribuant la capacité D(a). Sinon, on construit l’arc (a,t),
de capacité −D(a).

Le terme de régularité est composé à la fois de fonctions dépendant d’une seule
variable et de fonctions dépendant de deux variables. Dans les deux cas, les capacités
des arcs construits dépendent des assignements voisins, qui sont localisés en comparant
la disparité des assignements des pixels voisins dans les tableaux vars0 et varsA.
Soit p le pixel courant et p′ un de ses voisins. Commençons par considérer le cas où
les assignements voisins a = (p,q) et a′ = (p′,q′) sont de disparité α. Si le sommet a =
(p,p + α) associé à p n’est pas variable, alors il n’y a aucun terme variable associé à
l’assignement a dans l’énergie Eα,f . On suppose a est un sommet variable. Si a′ n’est
pas variable, alors deux cas sont possibles. Si a′ n’est pas variable mais actif sous la
configuration initiale, alors il faut représenter le terme R̃λ1,λ2(a,a′,x,1) qui ne dépend
que de la seule variable a, avec

R̃λ1,λ2(a,a′,1,1) = 0 et R̃λ1,λ2(a,a′,0,1) = Rλ1,λ2

(

p,p′,d(a′)
)

> 0
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avec ici d(a) = α. Il faut donc construire l’arc (a′,t) avec la capacité Rλ1,λ2

(

p,p′,d(a)
)

.
Si l’arc a déjà été construit à l’étape précédent, il suffit de mettre à jour sa capacité en
lui ajoutant cette quantité. Si a′ n’est pas variable car l’assignement associé n’existe
pas (p′ + α n’est pas dans l’image de droite), alors il n’y a rien à construire car le
couple (a,a′) ne contribue pas au terme de régularisation. Si les deux sommets sont
variables, alors il faut représenter le terme R̃λ1,λ2(a,a′,x,x′). On utilise pour cela la
décomposition (4.5), avec

R̃λ1,λ2(a,a′,0,0) = 0 et R̃λ1,λ2(a,a′,0,1) = Rλ1,λ2

(

p,p′,d(a′)
)

> 0

R̃λ1,λ2(a,a′,1,1) = 0 et R̃λ1,λ2(a,a′,1,0) = Rλ1,λ2

(

p,p′,d(a)
)

> 0.

On procède de la même manière pour les assignements voisins de disparité différente
de α (il faut alors distinguer le cas où a′ = (p′,p′ + uh(p)) est variable et le cas où
il n’est pas actif). Enfin, pour représenter le terme d’injectivité, on construit pour les
assignements a = (p,p + uh(p)) et a = (p,p + α) (si les deux existent et sont variables)
l’arc (a,a′) en lui attribuant une capacité infinie (une valeur arbitrairement grande en
pratique).

4.4.2 Recherche du flot maximal par chemins augmentants

La recherche du flot maximal est réalisée grâce à l’algorithme proposé dans [3].
Cet algorithme améliore ceux basés sur les chemins augmentants de type Ford-

Fulkerson [5]. Les auteurs affirment en effet que la recherche de chemins augmen-
tants classique est trop coûteuse en calculs, car, dans les graphes utilisés en traitement
d’images, elle nécessite généralement de parcourir une grande partie des sommets (dont
le nombre est de l’ordre de celui des pixels des images utilisées). Ils proposent donc de
construire deux arbres, dont les racines sont la source s et le puits t, dans une étape de
croissance des arbres. Lorsque ces deux arbres se touchent, alors un chemin augmentant
est trouvé et le graphe résiduel construit. Ensuite, au lieu de repartir de la source ou du
puits pour trouver un nouveau chemin augmentant, on utilise les arbres précédemment
construits, en les mettant à jour : on retire les branches saturées par le flot précédent,
puis on essaie de reconstituer chaque arbre en reliant les sous-arbres obtenus à l’arbre
principal via d’autres arcs. Enfin, on poursuit la croissance des nouveaux arbres. L’in-
térêt majeur de cette approche est que, dans la plupart des cas, la construction des
arbres reste suffisamment avancée pour gagner du temps dans la recherche d’un chemin
augmentant.

4.4.3 α-Expansion move optimal

Une fois le flot maximal calculé, on en déduit la coupure minimale (Vs,V t) en
construisant le graphe résiduel, puis en recherchant l’ensemble des sommets pour les-
quels il existe un chemin les reliant à s. On en déduit la valeur des coefficients vars0(p)
et varsA(p) pour chaque pixel p :

Si vars0(p) /∈ {VAR_ACTIVE,VAR_ABSENT}, vars0(p) =







1 si
(

p,p + uh(p)
)

∈ V t

0 si
(

p,p + uh(p)
)

∈ Vs

Si varsA(p) /∈ {VAR_ACTIVE,VAR_ABSENT}, varsA(p) =







1 si
(

p,p + α
)

∈ V t

0 si
(

p,p + α
)

∈ Vs.
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On retrouve alors la valeur du vecteur de changement d’état gα :

g
(

p,p + uh(p)
)

= vars0(p) et g
(

p,p + α
)

= varsA(p).

Ensuite, la formule d’inversion (4.8) permet d’obtenir la configuration optimale fα. On
peut alors comparer son énergie avec celle de la configuration initiale f .

L’énergie décrôıt (au sens large) ; si elle n’a pas décru en une itération complète
(c’est-à-dire lorsque chaque disparité α ∈ Ih

disp a été testée), alors on arrête l’algorithme.
Par défaut, le programme limite le nombre maximal d’itérations à 4. Autrement dit,
chaque disparité est testée au maximum 4 fois.

4.4.4 Paramètres

La méthode de Kolmogorov et Zabih repose essentiellement sur le choix de trois
paramètres : K pour le terme d’occultation et λ1 et λ2 pour le terme de régularisation.
Une heuristique pour choisir de manière automatique la valeur de ces paramètres est
proposée.

Mis à part le terme d’injectivité, les termes de l’énergie E doivent être équilibrés.
Sinon, l’un des trois critères risque de l’emporter sur les deux autres. Tout comme dans
la méthode présentée au chapitre précédent, le choix des paramètres doit préserver cet
équilibre.

Choix du paramètre d’occultation K Ce paramètre correspond au coût d’occul-
tation payé par un pixel occulté. Il participe ainsi au terme d’attache aux données et
d’occultation. Sa valeur permet donc principalement de pondérer l’influence relative de
ces deux critères. Si K est choisi trop faible, alors il sera globalement plus faible que
le coût de corrélation. Par conséquent, il sera globalement moins coûteux de déclarer
un pixel occulté que de le mettre en correspondance avec un autre pixel. S’il est au
contraire choisi trop grand, alors le phénomène inverse se produit : il est trop coûteux
de rendre un pixel occulté, si bien que n’importe quelle mise en correspondance (même
erronée, donc engendrant un coût de corrélation important) est préférable.

On voit donc qu’il est essentiel de régler correctement ce paramètre. Dans [8], les
auteurs suggèrent de choisir K de sorte qu’en moyenne, pour un pixel, un quart des
mises en correpondance seulement soit plus avantageuse que l’occultation.

Choix des paramètres de régularisation λ1 et λ2 Une fois que K est choisi, la
valeur des deux paramètres λ1 et λ2 détermine l’influence relative du terme de régularité
par rapport au terme d’attache aux données et d’occultation. Ils ne doivent donc pas
être choisis trop grands, au risque d’augmenter de manière significative l’influence de
l’attache aux données et de l’occultation, ni trop petits, car sinon les cartes obtenues
seront trop régularisées.

Kolmogorov et Zabih proposent dans un premier temps de fixer λ1 = 3 λ et λ2 =
λ, de sorte que la pénalité pour la régularisation soit trois fois plus importante lorsque
le saut de disparité ne cöıncide pas avec une discontinuité d’intensité dans l’une des
deux vues. Reste alors à choisir la valeur de λ. Il est proposé dans [8] de le choisir égal
à K/5.
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4.5 Adapter l’intervalle de disparité au pixel

Nous proposons dans cette section une modification de l’algorithme de Kolmogo-

rov et de Zabih qui permet d’adapter l’intervalle de disparité à chaque pixel. Cette
modification permettra entre autre de proposer un algorithme de densification et une
approche de raffinement subpixellique.

4.5.1 Intervalle adaptatif

Principe L’idée est de spécifier pour chaque pixel p de l’image de référence l’en-
semble Ih

disp(p) ⊂ R des valeurs de disparité qu’il peut prendre, ainsi que de l’autoriser
ou non à être déclaré occulté. Cela revient pour tout pixel p = (i,j) ∈ IL à imposer
pour la carte de disparité de satisfaire

uh
i,j ∈ Ih

disp(p) ∪ {occ} ou uh
i,j ∈ Ih

disp(p).

On notera désormais Ĩ
h

disp(p) l’ensemble des valeurs (incluant éventuellement l’étiquette

occ) que peut prendre la disparité uh
i,j. On le supposera non vide pour tout pixel p.

On se propose alors de considérer le problème

min
uh

i,j
∈Ĩ

h
disp(p)

E(uh)

où la fonctionnelle d’énergie E est celle introduite dans la section 4.1. Au lieu de chercher
à la minimiser, on la fait à nouveau décrôıtre par expansion moves, en sélectionnant
pour chaque α ∈ R l’α-expansion move de plus faible énergie. Montrons que la recherche
de l’α-expansion move optimal reste représentable par un graphe, à condition d’utiliser
à nouveau le vecteur de changement d’état.

Avant cela, il est nécessaire de modifier la définition des assignements :

A =
{

a = (p,q) ∈ IL × IR | q − p ∈ Ih
disp(p)× {0}

}

.

Occultation permise Commençons par étudier le cas où seules les valeurs de dis-
parité sont spécifiées pour chaque pixel (tout pixel restant autorisé à être occulté). Il
s’agit donc de considérer le problème

min
uh

i,j
∈Ih

disp(p)×{occ}
E(uh).

Soit α ∈ R. Explicitons les α-expansion moves (uh)′ d’une carte de disparité uh. Il est
tout d’abord clair que si α n’appartient à aucun des intervalles de disparité Ih

disp(p),
alors les seules modifications autorisées consistent à déclarer occultés certains pixels :

∀ (i,j) ∈ Ωh, (uh)′
i,j ∈ {uh

i,j,occ}.
Cette opération pouvant être réalisée pour n’importe quelle valeur de α, on va doré-
navant ignorer ces α-expansion moves. Supposons donc qu’il existe au moins un inter-
valle Ih

disp(p) contenant α. Les α-expansion moves (uh)′ considérées doivent vérifier

∀ (i,j) ∈ Ωh,







(uh)′
i,j = α si uh

i,j = α

(uh)′
i,j ∈ {uh

i,j,occ} si α /∈ Ih
disp(p) et uh

i,j 6= α

(uh)′
i,j ∈ {uh

i,j,α,occ} si α ∈ Ih
disp(p) et uh

i,j 6= α.
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En termes de configurations et d’assignements, les configurations f ′ associées sont celles
qui vérifient

∀ a ∈ A, f ′(a) =







1 si f(a) = 1 et d(a) = α

0 si f(a) = 0 et d(a) 6= α

où f est la configuration associée à la carte de disparité initiale uh. Ainsi, on voit que la
définition des expansion moves reste inchangée, seul l’ensemble des assignements A sur
lequel les configurations sont définies varie. Toute l’étude des sections précédentes reste
donc valable (puisqu’aucune condition n’est requise sur l’ensemble A). La recherche de
l’α-expansion move de f d’énergie minimale est donc un problème représentable par
un graphe, en effectuant le changement de variable (4.7).

Si Ĩ
h

disp(p) = Ih
disp ∪ {occ} pour tout p, alors on retrouve bien la méthode originale.

Occultation interdite Supposons à présent que certains pixels ne sont pas autorisés
à être occultés. Les α-expansion moves s’écrivent alors

∀ (i,j) ∈ Ωh,







(uh)′
i,j = α si uh

i,j = α

(uh)′
i,j = uh

i,j si α /∈ Ih
disp(p) et uh

i,j 6= α et occ /∈ Ĩdisp(p)

(uh)′
i,j ∈ {uh

i,j,occ} si α /∈ Ih
disp(p) et uh

i,j 6= α et occ ∈ Ĩdisp(p)

(uh)′
i,j ∈ {uh

i,j,α} si α ∈ Ih
disp(p) et uh

i,j 6= α et occ /∈ Ĩdisp(p)

(uh)′
i,j ∈ {uh

i,j,α,occ} si α ∈ Ih
disp(p) et uh

i,j 6= α et occ ∈ Ĩdisp(p).

Les pixels ne changeant pas de disparité sont donc ceux qui sont de disparité α ou ceux
qui ne peuvent ni adopter la disparité α, ni être occulté. Traduisons cette condition en
termes de configurations :

∀ a = (p,q) ∈ A, f ′(a) =







1 si f(a) = 1 et d(a) = α

0 si f(a) = 0 et d(a) 6= α

1 si f(a) = 1 et α /∈ Ih
disp(p) et occ /∈ Ĩdisp(p)

1 si f(a) = 1 et α ∈ Ih
disp(p) et occ /∈ Ĩdisp(p)

d(a) 6= α et f(p,p + α) = 0.

Les deux dernières conditions empêchent pour un pixel p interdit d’occultation que
l’assignement (p,p + uh(p)) (qui est nécessairement actif) ne soit désactivé si l’assigne-
ment (p,p + α) n’est activé en échange. Ainsi, si le pixel p ne peut être mis en corres-
pondance avec le pixel p + α (soit que celui-ci n’est pas un pixel de l’image de droite,
soit que la valeur α n’est pas une disparité admissible pour le pixel p), alors l’assigne-
ment (p,p + uh(p)) doit rester actif. Par ailleurs, si les deux assignements (p,p + uh(p))
et (p,p + α) existent, alors l’un des deux doit être actif.

Cette contrainte revient donc à introduire pour tous les assignements actifs, de la
forme a = (p,p + uh(p)), avec p non occultable, le terme suivant dans l’énergie Eα,f :

χ{(0,0),(0,1),(1,1)}

(

g′(p,p + α),g′(a)
)

.

En d’autres termes, on peut remplacer dans le terme d’injectivité le terme correspon-
dant par

χ{(0,0),(1,1)}

(

g′(p,p + α),g′(a)
)

qui impose aux deux assignements (s’ils existent) a et (p,p + α) de changer d’état tous
les deux ou de rester inchangés tous les deux ; lorsque l’assignement (p,p + α) n’existe
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pas, l’état de l’assignement a reste inchangé. Ce nouveau terme est clairement sous-
modulaire, puisque qu’il vaut 0 en (0,0) et (1,1) et prend une valeur infinie pour (0,1)
et (1,0). L’énergie résultante est donc représentable.

Modification de l’algorithme KZ2 On voit donc que spécifier l’intervalle de dis-
parité pour chaque pixel suppose de modifier l’ensemble des assignements A, ce qui
affecte la construction des sommets du graphe. Supposons dans un premier temps que
le pixel p admette α comme valeur de disparité. Si l’occultation est autorisée, alors
on ne change rien par rapport à l’algorithme original. Si l’occultation est interdite, il
faut ajouter un arc entre les assignements (p,p + uh(p)) et (p,p + α) pour interdire les
changements d’état isolés ; plus précisément, on relie ces deux sommets par deux arcs
opposés, tous deux de capacités infinies. Cela force les deux sommets à ne pas être
séparés par une coupure.

Si α /∈ Ih
disp(p), alors il faut distinguer deux cas. Si l’occultation est interdite, alors

l’assignement (p,p + uh(p)) reste actif pendant les α-expansion moves ; on ne construit
donc pas de sommet pour cet assignement. Dans le code, cela revient à affecter les
valeurs

vars0(p) = VAR_ACTIVE et varsA(p) = VAR_ABSENT.

Notons que, dans l’algorithme original, cette combinaison n’apparâıt jamais. Si l’oc-
cultation est autorisée, alors il faut construire le sommet correspondant, mais aucun
sommet pour le couple (p,p+α), puisque celui-ci n’est pas un assignement. On construit
donc

vars0(p) = o et varsA(p) = VAR_ABSENT

ce qui revient à considérer que le pixel p + α n’existe pas dans l’image de droite. Il faut
noter que l’introduction d’assignements actifs et non-désactivable, mais de disparité
différente de α induit quelques modifications dans le code, car cette situation n’apparâıt
pas dans le code original. Elle conduit en particulier à ne pas construire de sommet
pour l’assignement (p,p + α) lorsque p + α est mis en correspondance avec un pixel p′

qui n’est pas amené à changer d’état pendant l’α-expansion move, sous peine de violer
la contrainte d’unicité.

4.5.2 Densification de cartes de disparité

Motivation Les méthodes locales proposent des cartes de disparité obtenues de ma-
nière efficace (voir chapitre 2). Malheureusement, elles n’intègrent aucun modèle global
de régularité, et génèrent donc beaucoup d’erreurs, notamment dans les zones d’occul-
tation, les zones non texturées ou bruitées, les textures sujettes à l’effet de Strobes

(cf. section 2.1.4). Ces erreurs peuvent être détectées par des tests simples comme le
filtre LRRL qui vérifie la cohérence des cartes de disparité de la vue de droite et de
la vue de gauche [10], ou bien encore par des procédés plus complexes comme ceux
basés sur le principe a contrario [11]. Après ce traitement, les pixels mal estimés sont
rejetés et la carte de disparité résultante devient éparse (la disparité n’est plus connue
partout).

Il peut alors être intéressant d’exploiter un modèle de régularité pour densifier
(c’est-à-dire interpoler) ces cartes. En d’autres termes, utiliser une méthode globale
(et sa fonctionnelle d’énergie) pour interpoler la carte éparse. Si le nombre de pixels
à interpoler est relativement faible, ou que la méthode globale utilisée est efficace,
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cette étape de densification nécessitera un temps de calcul raisonnable. On se propose
d’adapter l’algorithme KZ2 à cette fin.

Choix des intervalles Utiliser la méthode de Kolmogorov et Zabih pour densi-
fier une carte éparse revient à rechercher une carte de disparité d’énergie minimale E,
où seuls les pixels rejetés par le(s) filtre(s) d’erreur sont laissés libres de prendre n’im-
porte quelle valeur de disparité (ou éventuellement d’être occultés). Soit uh

0 une carte
de disparité éparse que l’on cherche à densifier. Les pixels dont la disparité n’est pas
connue sont étiquetés par unknown. Ici, nous supposerons que les pixels non rejetés
(dont la disparité est connue) ne sont pas occultés, et nous cherchons à densifier la
carte tout en détectant les occultations. Aussi, la densification peut se traduire en
termes d’intervalles de disparité adaptatifs. Pour les pixels p de disparité connue uh

0(p)
dans la carte de disparité initiale éparse, on interdit tout changement, ce qui revient à
poser

∀ p = (i,j) ∈ IL, (uh
0)i,j 6= unknown =⇒ Ĩ

h

disp(p) =
{

(uh
0)i,j

}

.

Le pixel ne peut donc pas être déclaré occulté non plus. Pour les autres pixels, dont la
disparité reste à estimer, on pose

∀ p = (i,j) ∈ IL, (uh
0)i,j = unknown =⇒ Ĩ

h

disp(p) = Ih
disp ∪ {occ}.

Ainsi, on ne contraint pas leur valeur et ils peuvent être occultés.

Algorithme La procédure pour une densification à l’aide de la méthode proposée
peut donc être décrite par l’algorithme 3.

Algorithme 3: Densification par expansion moves

Entrée : uh
0 une carte de disparité initiale éparse, Ih

disp l’intervalle de disparité

Sortie : uh une carte de disparité dense (avec occultations)
1 begin
2 foreach pixel p = (i,j) ∈ IL do

3 if (uh
0)i,j 6= unknown then Ĩ

h

disp(p) =
{

(uh
0)i,j

}

4 else Ĩ
h

disp(p) = Ih
disp ∪ {occ}

5 uh ← uh
0

6 while l’énergie E décrôıt do
7 foreach valeur de disparité α ∈ Ih

disp do

8 uh ← argmin
(uh)′ α-expansion move de uh

(uh)′
i,j∈Ĩ

h
disp(p)

E
(

(uh)′
)

Utilisation de points fiables Cette méthode permet également d’incorporer des
informations que l’on possède a priori sur la carte de disparité. Il peut s’agit de points
dont une autre méthode (de mise en correspondance par corrélation ou de mesure
directe) a permis d’établir de manière fiable la disparité.
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Estimation des occultations à partir d’une carte dense Il est également pos-
sible d’utiliser cet algorithme pour estimer les occultations dans une estimation dense
de la carte de disparité. Pour cela, on affecte à chaque pixel p de disparité d(p) le
singleton {d(p)} comme intervalle de disparité (avec éventuellement une quantifica-
tion préalable si l’estimation initiale est subpixellique) et on autorise le pixel à devenir
occulté.

4.5.3 Raffinement subpixellique

Motivation La précision des cartes de disparité peut être un sujet important. Mal-
heureusement, augmenter la précision peut être très coûteux. Pour une précision au
demi-pixel par exemple, la taille de l’intervalle de disparité est doublée. La mise en cor-
respondance passe ensuite généralement par un sur-échantillonnage (de facteur 2 dans
le cas de la précision au demi-pixel) horizontal d’au moins une des images. Le volume
de coût double de volume. Pour les méthodes locales, on a pour chaque pixel de l’image
de référence deux fois plus de corrélations à calculer. Pour une méthode globale comme
celle proposée au chapitre précédent, on doit manipuler 4 (ou 5) volumes de taille deux
fois plus grands que pour la précision pixellique (ce qui implique en autres deux fois
plus de projections à calculer). La convergence, qui est liée à la taille du problème, est
également plus lente. Pour l’algorithme KZ2, il y a deux fois plus de disparités α à tes-
ter dans les expansion moves. Calculer une carte de disparité à précision subpixellique
peut donc très vite devenir techniquement limité.

Une stratégie pour limiter la complexité du problème est de raffiner une carte de
disparité pixellique. L’idée est de partir d’une carte de précision pixellique, puis de
relâcher pour chaque pixel l’intervalle de recherche autour de la disparité pixellique
précédemment estimée, en incluant cette fois des valeurs subpixelliques. Dans le cas
idéal où la carte pixellique serait correcte, un raffinement subpixellique d’un demi pixel
consisterait pour tout pixel non occulté p = (i,j) de disparité pixellique (uh

0)i,j à tester
les disparités {(uh

0)i,j,(u
h
0)i,j + 0,5,(uh

0)i,j − 0,5} et à retenir la carte d’énergie minimale
sous cette contrainte. Ainsi, pour chaque pixel non occulté, seul un nombre faible
(généralement 2 N + 1) de disparité α est testé.

Choix des intervalles Supposons que l’on cherche à estimer la disparité avec une
précision de ht = 1/N pixel, où N est un entier non nul (avec ht = 1/2 dans le cas de
la précision au demi-pixel, ht = 1/4 pour le quart de pixel par exemple). Si on a une
carte de disparité pixellique uh

0 obtenue par une méthode quelconque, alors on définit
pour chaque pixel p = (i,j) non occulté

(uh
0)i,j 6= occ =⇒ Ĩ

h

disp(p) =
{

(uh
0)i,j + ht [[−N + 1 ; N − 1 ]]

}

∪
{

occ
}

.

Il est possible d’interdire l’occultation (si la carte des occultations est fiable par exemple),
ou au contraire, si la carte initiale n’est pas suffisamment fiable, de relâcher légèrement
l’intervalle de disparité en remplaçant N−1 par un entier plus grand. Pour les pixels oc-
cultés (s’il y en a), on peut soit interdire toute modification (si la carte des occultations
est vraiment fiable), ou plus simplement de ne pas contraindre la disparité

(uh
0)i,j = occ =⇒ Ĩ

h

disp(p) =
{

Ih
disp + ht [[−N + 1 ; N − 1 ]]

}

∪
{

occ
}

.

Il y a donc théoriquement N fois plus d’α-expansion moves à tester dans une itération,
mais chacun d’entre eux n’affecte qu’une petite partie des assignements (ceux dont le
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premier élément p = (i,j) a pour disparité pixellique (uh
0)i,j ∈ {⌊α⌋,⌈α⌉} et ceux qui

sont initialement occultés).
En pratique, on utilisera le raffinement pour doubler la précision. Si la disparité dN

a été estimée à une précision 1/N , alors chaque pixel p non occulté se voit affecté
l’intervalle dN(p)+{,−1,0,1}/(2N). Ainsi, pour obtenir une estimation d’une précision
au quart de pixel par exemple, il faut commencer par raffiner au demi-pixel la carte
pixellique, puis raffiner au quart de pixel la carte raffinée obtenue.

Algorithme Le raffinement subpixellique d’une carte de disparité de précision pixel-
lique est décrit par l’algorithme 4.

Algorithme 4: Raffinement sous-pixellique par expansion moves

Entrée : uh
0 une carte de disparité initiale de précision pixellique,

Ih
disp l’intervalle de disparité pixellique, ht = 1/K la précision souhaitée

Sortie : uh une carte de disparité sous-pixellique de précision ht

1 begin
2 foreach pixel p = (i,j) ∈ IL do

3 if (uh
0)i,j 6= occ then Ĩ

h

disp(p) =
{

(uh
0)i,j + ht [[−K + 1 ; K − 1 ]]

}

∪
{

occ
}

4 else Ĩ
h

disp(p) =
{

Ih
disp + ht [[−K + 1 ; K − 1 ]]

}

∪
{

occ
}

5 uh ← uh
0

6 while l’énergie E décrôıt do
7 foreach valeur de disparité α ∈ Ih

disp + ht [[−K + 1 ; K − 1 ]] do

8 uh ← argmin
(uh)′ α-expansion move de uh

(uh)′
i,j∈Ĩ

h
disp(p)

E
(

(uh)′
)

4.6 Résultats expérimentaux

On présente dans cette section les résultats obtenus avec la méthode étudiée dans
ce chapitre. Le code utilisé est soit celui proposé dans la publication IPOL [7] pour
l’algorithme original, soit une version modifiée de celui-ci pour l’intervalle de disparité
adaptatif (modifié suivant les remarques de la section 4.5).

4.6.1 Algorithme original

Commençons par présenter les résultats obtenus avec l’algorithme original sur les
paires du banc d’essai Middlebury.

Paramètres automatiques La figure 4.3 présente les cartes de disparité (colonne
de gauche) obtenues en choisissant les paramètres suivant l’heuristique proposée dans
le paragraphe 4.4.4. Leurs valeurs sont indiquées pour chaque paire, ainsi que les taux
d’erreur pixellique (supérieure à un pixel), Middlebury (strictement supérieure au pixel)
et subpixellique (supérieure au demi-pixel). Le masque affiché en cyan (colonne du
milieu) correspond à l’erreur pixellique. Dans tous les cas, seuls les pixels non occultés
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(d’après la vérité-terrain) sont pris en compte. Enfin, on présente (colonne de droite)
également la carte des détections d’occultations avec les taux de précision et de rappel
(voir Chapitre 3).

Nombre d’itérations, temps de calcul Le temps de calcul est donné dans le ta-
bleau 4.4, ainsi que le nombre d’itérations nécessaires. Par défaut, le nombre d’itérations
est limité à 4. La figure 4.5 permet de comparer les cartes obtenues pour moins de 4
itérations et celles obtenues pour moins de 8 itérations. À titre d’information, on donne
pour chaque paire la taille du volume de coût (voir chapitre 3), qui est un volume de
taille Nx × Ny × Nt, où Nx × Ny correspond aux dimensions de l’image de référence
et Nt le nombre de disparité dans l’intervalle de disparité Ih

disp.

Choix des paramètres On rappelle que la valeur automatique des paramètres suit
les lois suivantes :

λ =
K

5
, λ1 = 3 λ et λ2 = λ

où K est le coût d’occultation, λ1 le coût de régularité lorsque les variations de couleur
sont faibles et λ2 le coût de régularité lorsqu’elles sont importantes. Il est donc possible
de modifier manuellement la valeur de ces paramètres de différentes manières.

On commence par modifier la valeur de K, en conservant toutes les dépendances
listées plus haut. Ainsi, plus K est grand, plus l’occultation est coûteuse, mais c’est
également le cas des discontinuités de disparité. Au contraire, si K est plus faible,
alors l’occultation tout comme les sauts de disparité sont moins coûteux. On choisit de
modifier la valeur de K de deux façons différentes : soit en doublant (ou en divisant
par 2) la valeur déterminée automatiquement par l’heuristique de Kolmogorov et
Zabih, soit en modifiant directement cette heuristique, en demandant à ce que K soit
choisi de sorte qu’en moyenne un tiers (resp. un cinquième) des corrélations soient plus
coûteuses que l’occultation (au lieu d’un quart dans l’algorithme original), ce qui a
pour effet d’augmenter (resp. diminuer) la valeur de K. Les résultats obtenus par cette
procédure sont présentés à la figure 4.6.

Il est ensuite possible de modifier le rapport entre la valeur de K et celle de λ (en
conservant les définitions de λ1 et de λ2). Par défaut, ce rapport est de 5, on choisit donc
de le doubler ou de le diminuer de moitié. Dans cette expérience, la valeur de K reste
celle déterminée automatiquement par l’algorithme. Cette modification a pour effet de
changer le poids relatif du terme d’attache aux données + occultation et du terme de
régularité. La figure 4.7 montre les résultats obtenus suite à cette modification.

On peut également modifier le rapport entre λ1 et λ2. Plus précisément, on conserve
la valeur de K, celle de λ et de λ1, et on change le facteur dans la définition de λ1, en le
diminuant ou en l’augmentant. Cela revient à pénaliser davantage les discontinuités de
disparité qui ne cöıncident pas avec une discontinuité de couleur. Les cartes obtenues
sont présentées dans la figure 4.8.

On peut enfin modifier le seuil qui détermine si le coût de régularité est λ1 ou λ2.
Par défaut, il vaut 8. Ce seuil correspond à la sensibilité du détecteur de bords dans
l’image : plus il est important, plus il y a de bords détectés. Les résultats obtenus à la
suite de ces modifications sont présentés à la figure 4.9.

Pour terminer, on notera que le calcul du paramètre K dépend de l’estimation de
l’intervalle de disparité. La figure 4.10 présente les cartes obtenues pour deux (sur- )es-
timations différentes de cet intervalle. Les paramètres sont alors calculés automatique-
ment (en suivant l’heuristique décrite plus haut).
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(a) K = 175/16, λ = 35/16 (b) 8,20% / 2,17% / 8,20% (c) 60,30% / 60,61%

(d) K = 80/7, λ = 16/7 (e) 3,23% / 2,84% / 22,15% (f) 40,39% / 69,01%

(g) K = 705/8, λ = 141/8 (h) 18,27% / 11,20% / 50,72% (i) 88,75% / 85,37%

(j) K = 1305/10, λ = 261/10 (k) 9,63% / 6,55% / 35,44% (l) 82,25% / 77,02%

Figure 4.3 – Résultats obtenus à partir de l’algorithme original KZ2 (précision pixellique).
Colonne de gauche : carte de disparité, avec en rouge les occultations détectées. En légende :
les paramètres estimés automatiquement. Colonne du milieu : erreur d’estimation. En rouge,
le masque des points dont la disparité n’est pas connue (d’après la vérité-terrain fournie
par Middlebury). En cyan, les disparités mal estimées pour l’erreur pixellique (supérieure ou
égale à 1). En légende : le pourcentage d’erreur pixellique / erreur Middlebury (strictement
supérieure à 1) / erreur sous-pixellique (supérieure ou égale à 0,5) dans les zones occultées
(d’après la vérité-terrain). Les pixels déclarés occultés par KZ2 alors qu’ils ne le sont pas sont
compabilisés comme des erreurs dans tous les cas. Colonne de droite : erreur dans la détection
des occultations (en rouge les détections correctes, en jaune les faux négatifs et en cyan les
faux positifs). En légende : le taux de précision et de rappel. De haut en bas : Tsukuba,
Venus, Teddy et Cones.
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Paire Tsukuba Venus Teddy Cones

Taille du volume de coût (en mégapixels) 1,8 3,3 10,1 10,1
Temps d’exécution (en secondes) 5 12 32 28
Nombre d’itérations 3,8 3,8 4,0 4,0

Figure 4.4 – Temps d’exécution et nombre d’itérations pour la méthode proposée. La taille
du volume de coût est donnée par Nx × Ny × Nt, où NX × Ny est la taille de l’image de
référence et Nt la taille de l’intervalle de disparité.

(a) 3,8 itérations (b) 4,9 itérations

(c) 3,8 itérations (d) 5,4 itérations

(e) 4,0 itérations (f) 5,3 itérations

(g) 4,0 itérations (h) 6,4 itérations

Figure 4.5 – Résultats obtenus à partir de l’algorithme KZ2, pour deux nombres d’itérations
maximaux différents (4 pour la colonne de gauche, 8 pour celle de droite). En légende : le
nombre d’itérations effectif. De haut en bas : Tsukuba, Venus, Teddy, Cones.
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(a) K = 22, λ = K/5 (b) K = 175/16, λ = K/5 (c) K = 11/2, λ = K/5

(d) K = 430/13, λ = K/5 (e) K = 175/16, λ = K/5 (f) K = 79/16, λ = K/5

Figure 4.6 – Choix de K. On modifie la valeur de K de deux manières : en doublant/réduisant
de moitié la valeur calculée automatiquement par l’algorithme (ligne du haut, colonne de
gauche et colonne de droite respectivement) ; en choisissant K de sorte qu’en moyenne, un
tiers (resp. un cinquième) des corrélations soit plus avantageux que l’occultation (colonne de
gauche et de droite, respectivement). Au milieu : résultat obtenu avec K par défaut.

(a) K = 175/16, λ = 2K/5 (b) K = 175/16, λ = K/5 (c) K = 175/16, λ = K/10

Figure 4.7 – Rapport entre le coût d’occultation K et le coût de régularité λ. On modifie
le facteur de proportionnalité entre ces deux paramètres (en laissant les autres paramètres
dépendant de la nouvelle valeur de λ) : en doublant la valeur de λ, ce qui revient à considé-
rer λ = 2K/5 (colonne de gauche), soit en la réduisant de moitié, en choisissant λ = K/10
(colonne de droite). Le paramètre K reste inchangé pour les trois expériences. La colonne du
milieu correspond au résultat obtenu avec les paramètres par défaut.
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(a) λ1 = 6λ, λ2 = λ (b) λ1 = 3λ, λ2 = λ (c) λ1 = 1,5λ, λ2 = λ

Figure 4.8 – Rapport entre le coût de régularité λ1 (sans discontinuité de couleur) et le coût
de régularité λ2 (avec discontinuité de couleur). On modifie le facteur de proportionnalité
entre ces deux paramètres : en doublant la valeur de λ1, ce qui revient à considérer λ1 = 6λ
(colonne de gauche), soit en la réduisant de moitié, en choisissant λ = 1,5λ (colonne de
droite). Les paramètres K et λ2 restent inchangés pour les trois expériences. La colonne du
milieu correspond au résultat obtenu avec les paramètres par défaut.

(a) seuil 16 (b) seuil 8 (c) seuil 4

Figure 4.9 – Sensibilité du détecteur de bords. On modifie le seuil dans la définition du
coût de régularité, qui décide si la pénalité est de λ1 ou de λ2. Il vaut par défaut 8. Les
paramètres K, λ1 et λ2 restent inchangés pour les trois expériences. La colonne du milieu
correspond au résultat obtenu avec les paramètres par défaut.

(a) Idisp = [[ 0 ; 16 ]] (b) Idisp = [[ 0 ; 18 ]] (c) Idisp = [[ 0 ; 20 ]]

Figure 4.10 – Influence de l’estimation de l’intervalle de disparité. La colonne de gauche cor-
respond au résultat obtenu avec les paramètres par défaut (estimation optimale de l’intervalle
de disparité).
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(a) (b) (c)

Figure 4.11 – Exemples de cartes éparses. À gauche, on a injecté 70% de la vérité-terrain
comme information connue. Au milieu, ce taux est de 50%. À droite, il est de 10%.

(a) 70% d’informations (b) 0,14% / 0,12% / 0,14% (c) 96,56% / 91,10%

(d) 50% d’informations (e) 0,74% / 0,80% / 0,74% (f) 83,34% / 84,22%

(g) 10% d’informations (h) 2,44% / 1,64% / 2,44% (i) 67,68% / 69,31%

Figure 4.12 – Densification de la vérité-terrain. Colonne de gauche : carte de disparité,
avec en rouge les occultations détectées. Colonne du milieu : erreur d’estimation. En rouge,
le masque des points dont la disparité n’est pas connue (d’après la vérité-terrain fournie
par Middlebury). En cyan, les disparités mal estimées pour l’erreur pixellique (supérieure ou
égale à 1). En légende : le pourcentage d’erreur pixellique / erreur Middlebury (strictement
supérieure à 1) / erreur sous-pixellique (supérieure ou égale à 0,5) dans les zones occultées
(d’après la vérité-terrain). Les pixels déclarés occultés par KZ2 alors qu’ils ne le sont pas sont
compabilisés comme des erreurs dans tous les cas. Colonne de droite : erreur dans la détection
des occultations (en rouge les détections correctes, en jaune les faux négatifs et en cyan les
faux positifs). En légende : le taux de précision et de rappel. De haut en bas : résultat obtenu
à partir de 70%, 50% et 10% d’informations.
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Figure 4.13 – Évolution des erreurs en fonction de la quantité d’information connue injectée.

4.6.2 Densification de cartes éparses

Densification sans occultation possible Pour tester cet algorithme, on utilise la
vérité-terrain de la paire Tsukuba. On densifie alors les cartes éparses ainsi obtenues
comme spécifié dans l’algorithme 3, en attribuant pour chaque pixel p dont la dispa-
rité d(p) est connue le singleton {d(p)} comme intervalle de disparité, et l’intervalle
initial entier pour les autres pixels. On choisit ici de ne pas autoriser les pixels déjà
estimés à devenir occultés.

On a choisi (figure 4.12) de laisser les paramètres estimés par défaut (qui corres-
pondent à ceux de la paire Tsukuba). Les taux d’erreur pixellique et Middlebury en
fonction de la quantité d’information conservée sont proposés dans la figure 4.13.

Estimation des occultations à partir d’une carte dense Dans la figure 4.14, on
montre par ailleurs les résultats obtenus lorsque l’on utilise cet algorithme pour estimer
les occultations à partir de la vérité-terrain dense. Pour cela, on affecte à chaque pixel p
le singleton {d(p)} comme intervalle de disparité et on les autorise à devenir occulté
durant le processus. On propose les résultats obtenus avec les paramètres automatiques,
puis obtenus en personnalisant les paramètres, où K est deux fois plus importants et λ
deux fois plus petit.

4.6.3 Précision subpixellique

La méthode de Kolmogorov et Zabih est théoriquement adaptable à la précision
subpixellique, mais en pratique, il faut se ramener à un cadre pixellique. Ainsi, pour ob-
tenir des cartes subpixelliques, on peut sur-échantillonner les images (horizontalement)
d’un facteur k = 2n, avec n ∈ N

∗, puis d’appliquer l’algorithme original avec un inter-
valle de disparité Ihk

disp = [[ k dmin ; k dmax ]]. Si n = 1, alors la précision atteinte est celle
du demi-pixel. De manière générale, on obtient une précision de 1/k pixel. En procédant
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(a) K = 175/16, λ =
35/16

(b) 64,53% / 78,21% (c) K = 350/16, λ =
35/32

(d) 69,01% / 75,56%

(e) K = 80/7, λ = 16/7 (f) 49,76% / 94,49% (g) K = 160/7, λ = 8/7 (h) 61,15% / 93,82%

(i) K = 970/11, λ =
194/11

(j) 87,03% / 97,03% (k) K = 1 940/11, λ =
97/11

(l) 93,88% / 95,64%

(m) K = 261/2, λ =
261/10

(n) 85,95% / 96,39% (o) K = 261, λ =
261/20

(p) 91,01% / 94,16%

Figure 4.14 – Estimation des occultations à partir la vérité-terrain. Les deux premières
colonnes : paramètres automatiques. Les deux dernières colonnes : paramètres personnalisés.
En légende : colonnes 1 et 3 : paramètres de la méthode ; colonnes 2 et 4 : taux de précision
et de rappel. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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de la sorte, on obtient une estimation de la disparité de la scène sur-échantillonnée. Pour
se ramener à l’échelle initiale, il faut identifier pour chaque pixel de l’image de référence
(à l’échelle pixellique) l’ensemble des disparités associées aux pixels issus de celui-ci.
En d’autres termes, si p = (x,y) est un pixel de l’image de référence à l’échelle initiale,
alors un sur-échantillonnage d’un facteur de k = 2n le décompose en k pixels, de co-
ordonnées (à l’échelle subpixellique) (x,k y + [[ 0 ; k − 1 ]]). L’ensemble des disparités dn

(à cette échelle) de ces points est alors donné par {dhk(p′) | p′ = (x,k y + [[ 0 ; k − 1 ]])}.
Pour les ramener à la scène pixellique, il suffit de les diviser par k. On choisit alors
d’attribuer au pixel p la valeur médiane des disparités lorsqu’au moins la moitié des
pixels p′ n’est pas occultée à l’échelle subpixellique, et de déclarer p occulté sinon.

On teste tout d’abord cet algorithme sur une rampe horizontale articifielle, où
la paire est générée à partir d’une image quelconque et une disparité subpixellique
affine u(x,y) = 0.01x + 1.5 (figure 4.15). On teste ensuite sur les quatre paires de
Middlebury (figures 4.16 et 4.17). On notera que les paramètres, toujours calculés
automatiquement, sont différents de ceux obtenus pour la précision pixellique, puisque
la paire est sur-échantillonnée. Les temps de calculs sont présentés dans le tableau 4.22
pour différentes précisions. Un comparatif des scores est donné dans le tableau 4.21.

4.6.4 Raffinement subpixellique

Pour le raffinement subpixellique, on reprend l’expérience précédente, dans laquelle
on spécifie cette fois l’intervalle de disparité en chaque pixel. Si le pixel p est occulté,
alors on affecte aux pixels associés {p′ = (x,k y + [[ 0 ; k − 1 ]])} l’intervalle de dispa-
rité complet Ihk

disp = [[ k dmin ; k dmax ]]. Si p est non occulté, de disparité pixellique d(p),
alors on attribue au pixel p′ = (x,k y) situé sur la grille pixellique l’intervalle de dispa-
rité Ihk

disp(p′) = k d(p)+ [[−k + 1 ; k − 1 ]], tandis que tout pixel interpolé p′ = (x,k y + i)
(avec i ∈ [[ 0 ; k − 1 ]]) se voit attribuer l’union des intervalles de disparité de ces deux
plus proches voisins situés sur la grille pixellique. Pour repasser à l’échelle initiale après
estimation de la disparité, on procède comme dans le cas précédent. On choisit ici de
tester des raffinements successifs permettant de doubler la précision à chaque étape.

On commence par tester cette procédure sur la vérité-terrain des paires Middlebury :
après une quantification de ces cartes théoriques (qui donnent des cartes à valeurs
entières), on les raffine à l’aide de l’algorithme décrit au paragraphe précédent, en
choisissant de doubler la précision. Les résultats obtenus sont visibles à la figure 4.18.

On présente ensuite les résultats obtenus en estimant dans un premier temps la
carte pixellique à l’aide de l’algorithme original, puis en raffinant peu à peu, en partant
à chaque nouvelle estimation de l’estimation précédente. Les résultats obtenus à la
précision du demi-pixel et du quart de pixel sont respectivement présentés dans les
figures 4.19 et 4.20, tandis que les temps de calculs cumulés pour différentes précisions
peuvent être consultés dans le tableau 4.22. Les scores sont par ailleurs stockés dans le
tableau comparatif 4.21.

4.6.5 Discussion

Algorithme original Les performances de l’algorithme original sont très satisfai-
santes, tant en termes d’estimation de la carte de disparité qu’en termes de détection
de l’occultation. L’erreur pixellique (la plus pertinente pour une méthode fournissant
une carte de précision pixellique) varie entre 1,42% pour la paire Venus et 17,18% pour
la paire Teddy. Cette dernière paire semble particulièrement souffrir de la quantifica-
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(a) ht = 1 (b) 0,00% (c) 4,85%

(d) ht = 0,5 (e) 0,00% (f) 3,44%

(g) ht = 0,25 (h) 0,01% (i) 10,15%

Figure 4.15 – Précision sous-pixellique. Exemple de la rampe articifielle. La paire synthé-
tique est construite à partir de l’image de gauche dans la paire Tsukuba et une rampe de
disparité u qui permet de générer la vue de droite. À gauche : carte de disparité, avec en
rouge les occultations détectées. En légende : la précision de l’estimation ht. Au milieu : er-
reur d’estimation pixellique. En rouge, le masque des points dont la disparité n’est pas connue
(d’après la vérité-terrain fournie par Middlebury) ou détectés occultés. En cyan, les disparités
mal estimées pour l’erreur pixellique (supérieure ou égale à 1). En légende : le pourcentage
d’erreur pixellique sur l’ensemble des pixels non occultés (d’après la vérité-terrain ou l’esti-
mation KZ2). À droite : erreur subpixellique (inférieure ou égale à 0.5) avec en légende le
pourcentage correspondant.
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(a) K = 335/13 (b) 5,46% / 2,30% / 23,11% (c) 67,18% / 51,68%

(d) K = 301/16 (e) 3,14% / 2,05% / 17,18% (f) 51,15% / 56,01%

(g) K = 1661/16 (h) 15,35% / 10,40% / 42,50% (i) 90,08% / 80,98%

(j) K = 1420/9 (k) 8,52% / 6,33% / 29,33% (l) 86,70% / 72,80%

Figure 4.16 – Précision sous-pixellique (ht = 0,5). Colonne de gauche : carte de disparité,
avec en rouge les occultations détectées. En légende : les paramètres estimés automatique-
ment. Colonne du milieu : erreur d’estimation. En rouge, le masque des points dont la disparité
n’est pas connue (d’après la vérité-terrain fournie par Middlebury). En cyan, les disparités
mal estimées pour l’erreur pixellique (supérieure ou égale à 1). En légende : le pourcentage
d’erreur pixellique / erreur Middlebury (strictement supérieure à 1) / erreur sous-pixellique
(supérieure ou égale à 0,5) dans les zones occultées (d’après la vérité-terrain). Les pixels
déclarés occultés par KZ2 alors qu’ils ne le sont pas sont compabilisés comme des erreurs
dans tous les cas. Colonne de droite : erreur dans la détection des occultations (en rouge les
détections correctes, en jaune les faux négatifs et en cyan les faux positifs). En légende : le
taux de précision et de rappel. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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(a) K = 425/11 (b) 4,93% / 2,43% / 13,64% (c) 61,64% / 53,63%

(d) K = 336/15 (e) 3,42% / 2,71% / 15,56% (f) 42,77% / 55,98%

(g) K = 1105/10 (h) 17,32% / 11,44% / 41,61% (i) 88,22% / 81,50%

(j) K = 2719/16 (k) 8,19% / 25,56% / 2,03% (l) 83,60% / 73,72%

Figure 4.17 – Précision sous-pixellique (ht = 0,25). Colonne de gauche : carte de dis-
parité, avec en rouge les occultations détectées. En légende : les paramètres estimés auto-
matiquement. Colonne du milieu : erreur d’estimation. En rouge, le masque des points dont
la disparité n’est pas connue (d’après la vérité-terrain fournie par Middlebury). En cyan,
les disparités mal estimées pour l’erreur pixellique (supérieure ou égale à 1). En légende :
le pourcentage d’erreur pixellique / erreur Middlebury (strictement supérieure à 1) / erreur
sous-pixellique (supérieure ou égale à 0,5) dans les zones occultées (d’après la vérité-terrain).
Les pixels déclarés occultés par KZ2 alors qu’ils ne le sont pas sont compabilisés comme des
erreurs dans tous les cas. Colonne de droite : erreur dans la détection des occultations (en
rouge les détections correctes, en jaune les faux négatifs et en cyan les faux positifs). En
légende : le taux de précision et de rappel. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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(a) K = 235/14 (b) 0,99% / 0,98% / 31,40% (c) 71,50% / 63,93%

(d) K = 180/13 (e) 0,49% / 0,46% / 9,67% (f) 74,56% / 74,00%

(g) K = 1094/15 (h) 3,74% / 1,42% / 29,56% (i) 88,79% / 92,42%

(j) K = 115 (k) 2,55% / 1,87% / 22,61% (l) 87,20% / 90,95%

Figure 4.18 – Raffinement sous-pixellique (ht = 0,5) à partir de la vérité-terrain
quantifiée. Colonne de gauche : carte de disparité, avec en rouge les occultations détectées.
Colonne de gauche : carte de disparité, avec en rouge les occultations détectées. En légende :
les paramètres estimés automatiquement. Colonne du milieu : erreur d’estimation. En rouge,
le masque des points dont la disparité n’est pas connue (d’après la vérité-terrain fournie
par Middlebury). En cyan, les disparités mal estimées pour l’erreur pixellique (supérieure ou
égale à 1). En légende : le pourcentage d’erreur pixellique / erreur Middlebury (strictement
supérieure à 1) / erreur sous-pixellique (supérieure ou égale à 0,5) dans les zones occultées
(d’après la vérité-terrain). Les pixels déclarés occultés par KZ2 alors qu’ils ne le sont pas sont
compabilisés comme des erreurs dans tous les cas. Colonne de droite : erreur dans la détection
des occultations (en rouge les détections correctes, en jaune les faux négatifs et en cyan les
faux positifs). En légende : le taux de précision et de rappel. De haut en bas : Tsukuba,
Venus, Teddy et Cones.
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(a) K = 235/14 (b) 7,03% / 2,31% / 23,66% (c) 68,69% / 51,78%

(d) K = 180/13 (e) 1,61% / 14,43% / 0,09% (f) 50,12% / 56,13%

(g) K = 1094/15 (h) 17,15% / 10,73% / 43,98% (i) 91,01% / 81,63%

(j) K = 115 (k) 8,19% / 5,78% / 31,48% (l) 86,32% / 72,36%

Figure 4.19 – Raffinement sous-pixellique (ht = 0,5). Colonne de gauche : carte de
disparité, avec en rouge les occultations détectées. En légende : les paramètres estimés auto-
matiquement. Colonne du milieu : erreur d’estimation. En rouge, le masque des points dont
la disparité n’est pas connue (d’après la vérité-terrain fournie par Middlebury). En cyan,
les disparités mal estimées pour l’erreur pixellique (supérieure ou égale à 1). En légende :
le pourcentage d’erreur pixellique / erreur Middlebury (strictement supérieure à 1) / erreur
sous-pixellique (supérieure ou égale à 0,5) dans les zones occultées (d’après la vérité-terrain).
Les pixels déclarés occultés par KZ2 alors qu’ils ne le sont pas sont compabilisés comme des
erreurs dans tous les cas. Colonne de droite : erreur dans la détection des occultations (en
rouge les détections correctes, en jaune les faux négatifs et en cyan les faux positifs). En
légende : le taux de précision et de rappel. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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(a) K = 115/6 (b) 6,30% / 2,20% / 13,91% (c) 61,28% / 52,44%

(d) K = 140/9 (e) 2,99% / 2,57% / 14,55% (f) 46,23% / 58,30%

(g) K = 1129/16 (h) 18,06% / 11,23% / 44,54% (i) 89,33% / 82,80%

(j) K = 1300/11 (k) 9,10% / 6,61% / 30,26% (l) 83,87% / 73,61%

Figure 4.20 – Raffinement sous-pixellique (ht = 0,25). Colonne de gauche : carte de
disparité, avec en rouge les occultations détectées. En légende : les paramètres estimés auto-
matiquement. Colonne du milieu : erreur d’estimation. En rouge, le masque des points dont
la disparité n’est pas connue (d’après la vérité-terrain fournie par Middlebury). En cyan,
les disparités mal estimées pour l’erreur pixellique (supérieure ou égale à 1). En légende :
le pourcentage d’erreur pixellique / erreur Middlebury (strictement supérieure à 1) / erreur
sous-pixellique (supérieure ou égale à 0,5) dans les zones occultées (d’après la vérité-terrain).
Les pixels déclarés occultés par KZ2 alors qu’ils ne le sont pas sont compabilisés comme des
erreurs dans tous les cas. Colonne de droite : erreur dans la détection des occultations (en
rouge les détections correctes, en jaune les faux négatifs et en cyan les faux positifs). En
légende : le taux de précision et de rappel. De haut en bas : Tsukuba, Venus, Teddy et Cones.
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Paire Tsukuba Venus Teddy Cones

Estimation pixellique (ht = 1) 8,20% 3,23% 18,27% 9,63%
Estimation sous-pixellique (ht = 0,5) 5,46% 3,14% 15,35% 8,52%
Raffinement sous-pixellique (ht = 0,5) 7,03% 2,63% 17,15% 8,19%
Estimation sous-pixellique (ht = 0,25) 4,93% 3,42% 17,32% 8,74%
Raffinement sous-pixellique (ht = 0,25) 6,30% 2,99% 18,06% 7,30%

(a) Erreur pixellique

Paire Tsukuba Venus Teddy Cones

Estimation pixellique (ht = 1) 2,71% 2,84% 11,20% 6,55%
Estimation sous-pixellique (ht = 0,5) 2,30% 2,05% 10,40% 6,33%
Raffinement sous-pixellique (ht = 0,5) 2,31% 2,23% 10,73% 5,78%
Estimation sous-pixellique (ht = 0,25) 2,43% 2,71% 11,44% 6,36%
Raffinement sous-pixellique (ht = 0,25) 2,20% 2,57% 11,23% 6,61%

(b) Erreur Middlebury

Paire Tsukuba Venus Teddy Cones

Estimation pixellique (ht = 1) 8,20% 22,15% 50,72% 35,44%
Estimation sous-pixellique (ht = 0,5) 23,11% 17,18% 42,50% 29,33%
Raffinement sous-pixellique (ht = 0,5) 23,66% 15,34% 43,98% 31,48%
Estimation sous-pixellique (ht = 0,25) 13,64% 15,56% 41,61% 27,05%
Raffinement sous-pixellique (ht = 0,25) 13,91% 14,55% 44,54% 31,48%

(c) Erreur sous-pixellique

Figure 4.21 – Erreurs d’estimation pour les trois méthodes testées (estimation pixellique,
estimations sous-pixelliques et raffinement sous-pixellique). Les raffinements sous-pixelliques
s’entendent respectivement comme le raffinement au demi-pixel de la carte pixellique et le
raffinement au quart de pixel de ce premier raffinement. Les scores en rouge correspondent
pour chaque erreur et chaque paire aux scores les plus faibles.

157



Paire Tsukuba Venus Teddy Cones

Taille du volume de coût (en mégapixels) 3,6 6,6 20,2 20,2
Temps d’exécution (en secondes)
pour la méthode sous-pixellique 20 59 139 151
Temps d’exécution (en secondes)
pour le raffinement sous-pixellique 8 23 74 75

(a) ht = 0,5

Paire Tsukuba Venus Teddy Cones

Taille du volume de coût (en mégapixels) 7,2 13,2 40,4 40,4
Temps d’exécution (en secondes)
pour la méthode sous-pixellique 104 271 711 633
Temps d’exécution (en secondes)
pour le raffinement sous-pixellique 42 111 285 292

(b) ht = 0,25

Figure 4.22 – Temps d’exécution pour chaque niveau de précision : (a) demi-pixel, (b) quart
de pixel. La taille du voulume de coût est donnée par Nx ×Ny ×Nt/ht, où NX ×Ny est la
taille de l’image de référence et Nt la taille de l’intervalle de disparité. Pour le raffinement, il
s’agit du temps cumulé (on comptabilise le temps de calculs de chaque échelle).

tion de la disparité, en particulier au niveau de la maison. Il s’agit en effet de surfaces
dont la disparité varie de manière subpixellique, et la valeur pixellique retenue par
l’algorithme ne cöıncide pas toujours avec la disparité pixellique la plus proche de la
disparité réelle. Notons que la paire Tsukuba est la seule qui possède une vérité-terrain
pixellique, ce qui explique que, pour une estimation pixellique de la disparité, l’erreur
pixellique et l’erreur subpixellique soient égales.

La détection des occultations est également très bonne, puisqu’on atteint un taux
de 82,25% pour la précision et de 85,37% pour le rappel avec Teddy (ces scores seront
améliorés par la suite). Il faut toutefois souligner que les occultations peuvent très
isolées (un pixel), comme dans la paire Venus, ce qui ne correspond pas à une réalité
pertinente (voir l’analyse sur l’occultation réalisée dans le chapitre 2). Enfin, on notera
la grande variabilité des valeurs du paramètre K, qui est compris entre 10 et 130,5. Vu
la sensibilité de l’algorithme à la valeur de ses paramètres, il semble illusoire d’espérer
obtenir des résultats globalement corrects en fixant une valeur unique pour K.

L’algorithme est très rapide, puisqu’il fournit des résultats en quelques secondes.
Cela est principalement dû à l’efficacité de l’algorithme de Ford-Fulkerson utilisé
pour calculer la coupure minimale. Pour un nombre d’itérations donné, la complexité est
de l’ordre du nombre de sommets et d’arcs construits dans le graphe. Or, on construit
au plus 5 arcs par sommets, et le nombre de sommets est majoré par le double du
nombre de pixels (on ne construit au plus que deux sommets par pixel). Le nombre
d’α-expansion moves par itération est donné par le nombre de disparité dans l’intervalle
de disparité. on en déduit que la complexité est proportionnelle à la taille du volume
de coût, ce que l’on vérifie dans le tableau 4.4. On voit par ailleurs dans la figure 4.5
qu’en augmentant le nombre d’itérations maximal autorisé, les résultats varient peu
qualitativement. Seule la paire Venus semble en bénéficier (un des trous sur la gauche
est comblé). Le choix de ce nombre semble donc justifié.

Lorsqu’on modifie la valeur de K, en conservant les dépendances des autres pa-
ramètres (figure 4.6), on constate qu’effectivement, plus K est grand, moins la carte
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présente d’occultation et plus elle est régulière. Cela est visible en particulier dans le
fond de la scène. En revanche, cette sur-régularisation a pour effet d’introduire des
artéfacts sur le bord droit de la lampe, en introduisant une mauvaise estimation des
contours de bôıtes sur la table. Dans l’exemple (d), pour la valeur de K vaut approxi-
mativement 33 (et est donc environ trois fois plus grand que par défaut), tout le fond
de la scène est bien estimé (sur le bord droit des pieds de la table en particulier), mais
les deux barres dans le bras de la lampe fusionnent. Au contraire, si K prend une valeur
plus faible, alors l’occultation tout comme les sauts de disparité sont plus présentes. On
remarque en particulier l’apparition d’occultations isolées au dessus de la lampe et à
gauche de la caméra. Si on modifie la valeur de λ par rapport à celle de K (figure 4.7),
on change le poids relatif du terme d’attache aux données + occultation et du terme de
régularité. Si λ est choisi plus faible (égal à K/10 par exemple), alors il devient moins
coûteux d’introduire des discontinuités ; au contraire, s’il est plus grand (λ = K/2.5
par exemple), alors la régularité est privilégiée, quitte à introduire davantage d’occul-
tation. Une fois encore, l’effet le plus visible de ce changement de régularité s’observe
sur le fond de la scène (coin en haut à droite). L’effet du rapport entre λ1 et λ2 est
plus subtil (figure 4.8). Lorsque λ1 est choisi grand (λ1 = 6λ), alors il devient encore
plus coûteux d’introduire une discontinuité de disparité qui ne cöıncide pas avec une
discontinuité de couleur. L’algorithme a donc tendance à aligner les discontinuités de
couleur et de disparité, ce que l’on voit de manière très nette dans le coin en haut à
gauche de la scène (à comparer avec l’image de référence). La discontinuité que l’on
observe suit exactement un contour présent dans l’image Enfin, la modification du seuil
qui détermine si le coût de régularité est λ1 ou λ2 (figure 4.9) ne semble pas avoir d’effet
très visible sur les résultats.

On voit ainsi que le paramètre le plus critique est le coût d’occultation K. Kolmo-

gorov et Zabih ont proposé une heuristique qui semble fournir une valeur raisonnable
pour ce paramètre, mais il est utile de signaler que ce calcul, qui dépend d’un pourcen-
tage sur les assignements, est en réalité très sensible au choix de l’intervalle de disparité.
Si celui-ci est mal estimé, par exemple s’il est beaucoup plus grand que sa véritable
valeur, alors la valeur de K augmente (puisqu’on ajoute des corrélations possibles).

Densification Dans la figure 4.13, on observe que, de manière attendue, les pour-
centages d’erreurs décroissent à mesure que la quantité d’information (c’est-à-dire de
disparité connue) augmente dans les cas considérés. En particulier, introduire 10% d’in-
formations permet de passer d’une erreur pixellique de 8,20% à 2,44%, soit une erreur
divisée par trois.

La détection des occultations dans les vérités-terrains donne dans l’ensemble de
bons taux de rappel, allant jusqu’à 97,03%. Le taux de précision est moins bon lorsque
les paramètres sont choisis automatiquement, car on observe dans ce cas de nombreuses
détections isolées (1 pixel). En réglant manuellement ces paramètres, on parvient à les
éliminer en partie, mais en perdant quelques détections initialement correctes (comme
le montre la baisse du taux de rappel dans la seconde expérience). Ainsi, si la disparité
est correctement estimée, la méthode KZ2 fournit un bon détecteur d’occultation, à
condition d’en modifier les paramètres.

Précision subpixellique L’estimation pixellique de la disparité réalisée à partir des
paires sur-échantillonnées montre des résultats variables. Pour le cas de la rampe (fi-
gure 4.15), on observe ainsi que le résultat est visuellement plus satisfaisant à mesure
que l’on augmente la précision, car la scène présente une disparité subpixellique. La
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quantification introduite par la méthode KZ2 introduit dans ce cas des artéfacts gê-
nants pour l’interprétation visuelle. Cependant, on observe dès cette expérience que
l’erreur d’estimation calculée à partir de la vérité-terrain ne reflète pas toujours le gain
apporté par l’augmentation de la précision. Ainsi, la carte précise au quart de pixel est
visuellement plus proche de la rampe affine, mais présente des erreurs plus importantes
(+6,71% pour l’erreur subpixellique dans le pire des cas). Notons que l’erreur pixellique
est la même pour chaque précision.

Sur des scènes plus complexes, le gain apporté par la précision subpixellique dépend
de la scène et de l’erreur mesurée. À part pour Tsukuba, on observe une améliora-
tion des résultats avec la précision subpixellique (qu’elle soit directe ou obtenue par
raffinement). Ce comportement peut être expliqué par le fait qu’il s’agit de la seule
carte pixellique des quatre paires considérées, alors que, visiblement, la scène n’est pas
constante par morceaux (on pourra considérer le cas de la lampe par exemple). Aussi,
il est raisonnable de penser que, dans ce cas précis, la fiabilité de la précision subpixel-
lique de la vérité-terrain est à mettre en cause. L’erreur subpixellique la plus faible est
par ailleurs obtenue – pour les trois paires à vérité-terrain subpixellique – est obtenue
avec la précision du quart de pixel, avec un gain maximal de 9,11 atteint pour la paire
Teddy.

Considérons ensuite le raffinement pixellique. On commence par analyser le raffine-
ment réalisé à partir d’une version quantifiée de la vérité-terrain des paires de Middle-
bury. Commençons par noter que l’erreur pixellique n’est pas systématiquement nulle,
et ce, bien que la carte raffinée ne diffère au plus que d’un demi-pixel de la carte initiale
quantifiée. Cela est dû au fait que l’écart de la disparité raffinée avec la vérité-terrain
subpixellique peut être égale à 1 tout en conduisant à un écart à la version quantifiée
égal à 0,5. En effet, si la disparité correcte (subpixellique) vaut 1,5 par exemple, sa
quantification conduit à la valeur 1 (suivant la convention choisie) et une erreur d’un
demi-pixel dans l’étape de raffinement peut aboutir à la valeur 0,5. D’autres erreurs
pixelliques, observées au niveau des discontinuité de la scène, s’expliquent quant à
elle par la convention choisie pour passer d’une carte sur-échantillonnée à une carte à
l’échelle initiale et par le choix des intervalles de disparité adaptatifs. Les pixels situés
dans de telles régions sont associés dans la scène sur-échantillonnée à des pixels inter-
polés dont l’intervalle de disparité est plus grand que celui du pixel considéré (car son
voisin possédant une disparité pixellique différente, l’union de leurs deux intervalles est
nécessairement plus large). Ainsi, l’erreur commise peut excéder le pixel. Néanmoins,
on observe que l’erreur Middlebury est nulle partout sauf pour la paire Cones, ce qui
s’explique par le fait que, pour cette erreur, seules discontinuités de la scène peuvent
être impliquées (l’erreur de quantification étant inférieure ou égale à 1). Le raffinement
des vérité-terrains montrent, dans trois cas sur quatre, un gain pour l’erreur subpixel-
lique. À nouveau, la seule paire qui échoue à ce test est la paire Tsukuba. L’erreur
double entre l’estimation pixellique (par l’algorithme original) et le raffinement, pour-
tant réalisé à partir d’une information fiable.

Intéressons-nous enfin à l’expérience de raffinement, réalisée à partir de l’estima-
tion pixellique. Les résultats sont naturellement moins bons que ceux obtenus à partir
de la vérité-terrain quantifiée, car le raffinement dépend fortement de l’initialisation.
En effet, si une erreur est commise à une échelle, alors elle ne peut être corrigée aux
échelles suivantes, à moins que le pixel ne soit déclaré occulté. Néanmoins, pour cer-
taines paires, l’erreur pixellique reste proche (voire plus fiable) que celles obtenues en
estimant directement la disparité subpixellique. Pour terminer, comparons en termes
d’efficacité l’estimation subpixellique et le raffinement. Le gain apporté par la stratégie
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de raffinement est nettement visible dans les tableaux de la figure 4.22. Le temps de
calcul est ainsi divisé (en moyenne) par 2,3.

Conclusion

La méthode originale de Kolmogorov et Zabih reste l’une des rares méthodes
à produire des détections satisfaisantes de cartes d’occultations, tout en étant d’une
complexité algorithmique raisonnable. Cette performance repose sur deux particularités
de la méthode. D’une part, la fonctionnelle d’énergie n’est pas minimisée exactement,
mais décrôıt selon une règle de descente (les expansion moves), dont chaque pas est
choisi de manière optimale. D’autre part, l’optimisation du pas de descente repose
entièrement sur la représentabilité par un graphe de l’énergie sous-jacente, qui découle
du choix particulier de la fonctionnelle initiale. La résolution se fait donc par coupure
de graphes, dont les algorithmes sont connus pour être particulièrement efficaces grâce
à la dualité avec le problème de recherche de flot maximal. Malgré les contraintes liées à
la représentabilité des énergies considérées, l’algorithme reste suffisamment souple pour
permettre des modifications importantes. Nous avons ainsi pu spécifier l’intervalle de
disparité de chaque pixel. Cette possibilité permet d’exploiter l’efficacite des coupures
de graphes au profit d’autres problèmes, tels que la densification de cartes éparses ou le
raffinement subpixellique de cartes pixelliques. Une telle approche peut en particulier
améliorer les résultats obtenus avec des méthodes plus fiables (pour produire des cartes
éparses ou pixelliques) mais incapables de densifier leurs résultats ou trop coûteux en
termes de calcul pour envisager une précision subpixellique.

Néanmoins, la fonctionnelle d’énergie considérée dans cette méthode ne repose sur
aucune modélisation explicite du phénomène d’occultation. Celle-ci n’est considérée
que comme une alternative moins coûteuse que la mise en correspondance. Or, le cha-
pitre précédent a démontré que l’occultation obéissait à des règles précises. Celles-ci ne
sont partiellement que prises en compte (et de manière implicite) dans le terme d’injec-
tivité. Ainsi, bien qu’expérimentalement, la détection d’occultation reste satisfaisante,
elle introduit parfois des occultations isolées (de la taille d’un pixel) qui sont tout à
fait artificielles et ne correspondent pas à de véritables occultations. Par ailleurs, ce
terme repose sur le choix d’un paramètre qui n’est pour l’instant pas rigoureusement
justifié et ni compris. Lorsque l’on utilise la méthode comme simple détecteur d’occul-
tations, on observe en particulier que la valeur proposée par défaut de ce paramètre
n’est visblement plus adaptée au problème.
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5.4.4 Application au débruitage TV-Huber . . . . . . . . . . . . . . . . . 196

5.4.5 Discussion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 198

Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 200

Introduction

La méthode des directions alternées (en anglais ADMM pour Alternating Direction
Method of Multipliers) a été initialement proposée en  par Gabay et Mercier [9]
et en  parGlowinski etMarrocco [10]. C’est l’une des nombreuses méthodes [7]
proposées pour résoudre les problèmes composites de la forme

min
x∈X

{

G(x) + F (Kx)
}

.
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Cette méthode a fait l’objet d’une étude intensive ces dernières années, en parti-
culier à propos de sa convergence. Les résultats de convergence proposés se limitent
généralement à des hypothèses restrictives sur le rang de la matrice K ainsi que sur la
régularité des fonctions F et G. L’ADMM est par ailleurs reliée à d’autres méthodes
classiquement rencontrées en optimisation convexe, comme les méthodes Douglas-

Rachford ou Peaceman-Rachford, ainsi qu’on le verra au paragraphe 5.1.3, ce
qui a permis en particulier d’en proposer de nombreuses variantes.

Dans ce chapitre, on commencera par proposer une courte revue de la méthode des
directions alternées classique, ainsi que ses liens avec d’autres méthodes, et certaines des
variantes récemment proposées dans la littérature (section 5.1). On montrera ensuite
dans la section 5.2 que l’algorithme classique peut se réécrire comme un algorithme
primal-dual proximal. On propose alors à une preuve de la convergence de ce dernier
dans le cas régulier, d’où on peut dériver un résultat de convergence sur la méthode
des directions alternées. Enfin, la section 5.3 présente une variante simple de l’ADMM
dont on démontre qu’elle présente un meilleur taux de convergence théorique.

5.1 La méthode des directions alternées

On présente dans cette section le problème étudié dans ce chapitre et on introduit
la méthode des multiplicateurs, dont on rappelle quelques résultats connus. Une courte
revue d’algorithmes existants liés à cette méthode est enfin présentée.

5.1.1 Position du problème

Problème composite Nous étudions dans ce chapitre les problèmes composites de
la forme

min
x∈X

{

G(x) + F (Kx)
}

. (5.1)

Pour l’instant, on ne fait aucune hypothèse particulière sur les fonctions convexes et
propres G : X → R ∪ {+∞} et F : Z → R ∪ {+∞}, ni sur l’opérateur linéaire
continu K : X → Z (de norme finie), si ce n’est l’existence d’une solution au pro-
blème (5.1). Dans ce qui suit, X et Z désignent des espaces de Hilbert de dimensions
finies. Le problème sans contrainte (5.1) peut également s’écrire sous la forme d’un
problème sous contrainte linéaire :

min
(x,z)∈X×Z

Kx=z

{

G(x) + F (z)
}

. (5.2)

Cette écriture permet en outre de rendre le lagrangien du problème séparable en x et z,
le couplage se faisant dans la contrainte linéaire.

De nombreuses méthodes ont été proposées pour résoudre ce problème. Elles re-
posent généralement sur une stratégie d’éclatement qui vise à découpler les deux termes
de la fonction, puis elles exploitent des hypothèses de régularité sur les fonctions ou de
rang sur l’opérateur. On s’intéressera dans cette section à l’ADMM (et ses variantes),
tandis qu’une autre méthode sera présentée dans la section suivante.

Lagrangien augmenté Pour résoudre le problème (5.2), la méthode ADM propose
de considérer le lagrangien augmenté, défini pour tout (x,y,z) ∈ X × Z × Z par

Lλ(x,y,z) = G(x) + F (z) + 〈y,K x− z〉+
1

2 λ
‖K x− z‖2
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où le paramètre λ est supposé strictement positif. Le lagrangien augmenté possède les
mêmes points selles que le lagrangien

L(x,y,z) = G(x) + F (z) + 〈y,K x− z〉
où y est un multiplicateur de Lagrange permettant de tenir compte de la contrainte
égalité Kx = y. L’ajout du terme quadratique permet d’accélérer la recherche de ces
derniers. On peut ainsi s’intéresser au problème primal-dual

min
(x,z)∈X×Z

sup
y∈Z

Lλ(x,y,z) (5.3)

dont une solution (x∗,y∗,z∗) fournit une solution x∗ au problème (5.1) (avec Kx∗ = z∗).

5.1.2 L’algorithme ADMM

La méthode des multiplicateurs Pour résoudre le problème de recherche de point-
selle (5.3), une première méthode, appelée méthode des multiplicateurs, a été propo-
sée. Elle consiste à alterner une minimisation partielle du lagrangien augmenté en les
variables primales (x,z) et une étape de montée de gradient en la variable duale y.
Cela conduit à l’algorithme suivant : on initialise avec y0 ∈ Z∗, puis on effectue pour
tout n ∈ N les mises-à-jours suivantes







(xn+1,zn+1) = argmin
(x,z)∈X×Z

Lλ(x,yn,z)

yn+1 = yn + σ
∂Lλ

∂y
(xn+1,yn,zn+1)

qui s’écrit encore






(xn+1,zn+1) = argmin
(x,z)∈X×Z

{

G(x) + F (z) + 〈yn,K x− z〉+
1

2 λ
‖K x− z‖2

}

yn+1 = yn + σ (K xn+1 − zn+1).

On notera que la méthode des multiplicateurs, telle qu’elle est écrite ici, suppose l’exis-
tence d’un minimum unique pour la fonction (x,z) 7→ Lλ(x,yn,z), ce qui n’est a priori
pas le cas.

Directions alternées La méthode des multiplicateurs transforme le problème de
minimisation du problème composite (5.1) en une série de problèmes de minimisations
où les variables sont à nouveau couplées, donc plus difficiles à résoudre. Pour s’affranchir
de cette difficulté, on peut choisir de remplacer la minimisation partielle du lagrangien
en (x,z) en deux problèmes de minimisations séparées en x et z. Les deux minimisations
peuvent se faire en parallèle à partir de l’itération (xn,yn,zn) :







xn+1 = argmin
x∈X

Lλ(x,yn,zn)

zn+1 = argmin
z∈Z

Lλ(xn,yn,z)

ou bien, dans le cas de l’ADMM, de manière successive, en mettant à jour l’une de
deux variables primales entre les deux minimisations partielles, par exemple :







xn+1 = argmin
x∈X

Lλ(x,yn,zn)

zn+1 = argmin
z∈Z

Lλ(xn+1,yn,z).
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L’ADMM nous amène donc à considérer l’algorithme suivant :






xn+1 = argmin
x∈X

{

G(x) + 〈yn,K x〉+
1

2 λ
‖K x− zn‖2

}

zn+1 = argmin
z∈Z

{

F (z)− 〈yn,z〉+
1

2 λ
‖K xn+1 − z‖2

}

yn+1 = yn +
1

λ
(K xn+1 − zn+1).

où, pour plus de lisibilité, on a supprimé les termes constants superflus. Ainsi qu’on
le montrera à la section suivante, le choix σ = 1/λ pour le pas de montée est un
choix naturel pour cet algorithme. Dans [1], les auteurs montrent par ailleurs que cette
valeur apparâıt lorsque l’on construit l’algorithme ADMM en écrivant les conditions
d’optimalité pour les points selles du lagrangien.

Une fois encore, l’algorithme proposé suppose l’unicité des solutions des deux pro-
blèmes de minimisations partielles, ce qui n’est pas assuré pour le premier problème
(le second est un problème fortement convexe donc strictement convexe). Il faut pour
cela introduire d’autres hypothèses, généralement sur la forte convexité de G ou une
hypothèse sur le rang de K, pour assurer la forte convexité du premier problème.

Convergence La plupart des résultats de convergence, dont certains seront présentés
plus bas, repose sur des hypothèses plus ou moins restrictives concernant l’opérateur K
ou les fonctions G et F . Les cas les plus intéressants sont ceux qui transforment les
deux problèmes de minimisations partielles en des problèmes fortement convexes, soit
grâce à la forte convexité des fonctions, soit grâce au rang de la matrice K (qui rend
le terme quadratique x 7→ ‖K x − zn‖2 fortement convexe). Ce sont naturellement les
conditions les plus restrictives.

Un premier résultat très général [3] assure que

Théorème 13 Si le lagrangien L admet un point-selle, alors on a trois résultats de
convergence pour la suite des itérées de l’algorithme ADMM

1. convergence du résiduel : si on pose rn = K xn − zn pour tout entier n, la
suite (rn)n∈N converge vers 0 ;

2. convergence vers le minimum : la suite (G(xn)+F (zn))n∈N tend vers le minimum
de la fonction x 7→ G(x) + F (Kx) ;

3. convergence de la variable duale : la suite (yn)n∈N converge vers y∗.

On notera que, sans hypothèse additionnelle, la convergence des variables primales n’est
pas assurée.

Il faut par ailleurs distinguer les résultats de convergence dit ergodiques, qui s’ap-
pliquent à la suite définie comme une moyenne arithmétique (pondérée ou non) des
variables générées par l’algorithme, des résultats non ergodiques, qui concernent direc-
tement la suite des variables (xn,yn,zn)n∈N.

Généralisation La méthode des directions alternées a été en réalité introduite pour
résoudre le problème plus général

min
(x,z)∈X×Z

Ax=Bz

{

G(x) + F (z)
}

.

168



On se ramène au cas étudié ici lorsque A = K et B = IZ (l’identité). La raison pour
laquelle on se place dans ce chapitre dans ce cas particulier tient au fait que nous ferons
plus tard des hypothèses de régularité qui se traduiront dans le cas général par la forte
convexité de la fonction y 7→ F ∗(B∗(y)). Cette hypothèse se traduit en particulier par
l’inversibilité de l’opérateur B, qui permet de se ramener dans le cas particulier en
réécrivant la contrainte linéaire B−1Ax = z.

5.1.3 Liens avec d’autres algorithmes

On a déjà vu le lien entre l’ADMM et la méthode des multiplicateurs. Dans ce
paragraphe, on va expliciter ses liens avec d’autres méthodes fréquemment rencon-
trées en optimisation convexe, ainsi que quelques unes des variantes proposées dans la
littérature.

Méthode Douglas-Rachford Montrons que l’ADMM n’est rien d’autre que l’algo-
rithme de Douglas-Rachford appliqué au problème dual. Celui-ci est donné par

max
y∈Z

{

−G∗(−K∗y)− F ∗(y)
}

(5.4)

qui est équivalent au problème

min
y∈Z

{

g(y) + f(y)
}

avec g(y) = G∗(−K∗y) et f(y) = F ∗(y). La méthode de Douglas-Rachford résout
ce genre de problème à l’aide de l’algorithme







pn+1 = proxg/λ(2 yn − qn)

qn+1 = qn + pn+1 − yn

yn+1 = proxf/λ(qn+1)

pour un certain λ > 0.
Montrons que cet algorithme, appliqué au problème dual (5.4), devient la mé-

thode des directions alternées. Commençons par considérer la mise-à-jour de la variable
duale y. L’identité de Moreau assure que

yn+1 = qn+1 −
1

λ
proxλf∗(λ qn+1). (5.5)

Intéressons-nous ensuite à la mise-à-jour de la première variable auxiliaire p. Par défi-
nition de l’opérateur proximal, puis de la conjuguée convexe de la fonction G, on a

pn+1 = argmin
p∈Z

{

λ

2
‖2 yn − qn − p‖2 + G∗(−K∗p)

}

= argmin
p∈Z

{

sup
x∈X

λ

2
‖2 yn − qn − p‖2 + 〈−K∗p,x〉 −G(x)

}

Aussi, le problème que l’on cherche à résoudre est le problème de recherche de point-
selle

min
p∈Z

sup
x∈X

{

λ

2
‖2 yn − qn − p‖2 + 〈−K∗p,x〉 −G(x)

}
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qui est équivalent à

max
x∈X

inf
p∈Z

{

λ

2
‖2 yn − qn − p‖2 + 〈−K∗p,x〉 −G(x)

}

Or, pour tout x ∈ X et p ∈ Z donnés, on a

λ

2
‖2 yn − qn − p‖2 + 〈−K∗p,x〉 =

λ

2

∥
∥
∥
∥2 yn − qn +

Kx

λ
− p

∥
∥
∥
∥

2

− λ

2

∥
∥
∥
∥2 yn − qn +

Kx

λ

∥
∥
∥
∥

2

+
λ

2
‖2 yn − qn‖2

Cette quantité est minimale par rapport à p lorsque le premier terme s’annule, ce qui
est le cas pour pn+1 = 2 yn − qn + K x/λ. On obtient alors, pour tout x ∈ X donné,

inf
p∈Z

{

λ

2
‖2 yn − qn − p‖2 + 〈−K∗p,x〉 −G(x)

}

= −λ

2

∥
∥
∥
∥2 yn − qn +

Kx

λ

∥
∥
∥
∥

2

+
λ

2
‖2 yn − qn‖2 −G(x).

Finalement, la mise-à-jour de la variable auxiliaire p devient

pn+1 = 2 yn − qn +
1

λ
K xn+1

où la variable xn+1 est donnée par

xn+1 = argmax
x∈X

{

−λ

2

∥
∥
∥
∥2 yn − qn +

Kx

λ

∥
∥
∥
∥

2

+
λ

2
‖2 yn − qn‖2 −G(x)

}

= argmin
x∈X

{

λ

2

∥
∥
∥
∥2 yn − qn +

Kx

λ

∥
∥
∥
∥

2

+ G(x)

}

. (5.6)

L’introduction de la nouvelle variable x permet de réécrire la mise-à-jour de la seconde
variable auxiliaire q :

qn+1 = yn +
1

λ
K xn+1. (5.7)

Revenons à la mise-à-jour de la variable duale y, donnée par (5.5), et que l’on réécrit
à l’aide de la nouvelle variable x :

yn+1 = yn +
1

λ

(

K xn+1 − proxλf∗(λ yn + K xn+1)
)

. (5.8)

Posons zn+1 = proxλf∗(λ yn + K xn+1) ; la définition de l’opérateur proximal assure que

zn+1 = argmin
z∈Z

{
1

2 λ
‖z − (λ yn + K xn+1)‖2 + F (z)

}

= argmin
z∈Z

{
1

2 λ
‖z −K xn+1‖2 − 〈yn,z〉+ F (z)

}

. (5.9)

L’introduction de cette nouvelle variable primale permet de réécrire (5.8) et (5.7) res-
pectivement :

yn+1 = yn +
1

λ
(K xn+1 − zn+1) et qn+1 = yn+1 +

1

λ
zn+1 (5.10)
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ce qui assure que la mise-à-jour (5.6) de la variable duale x se lit

xn+1 = argmin
x∈X

{

λ

2

∥
∥
∥
∥yn +

Kx− zn

λ

∥
∥
∥
∥

2

+ G(x)

}

= argmin
x∈X

{
1

2 λ
‖Kx− zn‖2 + 〈K x,yn〉+ G(x)

}

. (5.11)

Finalement, le calcul de y (donné par la première équation dans (5.10)) ne nécessite
que les calculs des deux variables primales x et z, donc les mises-à-jours sont données
par (5.11) et (5.9). C’est précisément l’algorithme ADMM.

ADMM proximal (PADMM) Au lieu de calculer exactement les deux minimisa-
tions dans l’algorithme ADMM, on peut se contenter d’une minimisation approchée,
en ajoutant un terme quadratique dans les deux lagrangiens considérés [1] :







xn+1 = argmin
x∈X

{

G(x) + 〈yn,K x〉+
1

2 λ
‖K x− zn‖2 +

1

2
‖x− xn‖2

}

zn+1 = argmin
z∈Z

{

F (z)− 〈yn,z〉+
1

2 λ
‖K xn+1 − z‖2 +

1

2
‖z − zn‖2

}

yn+1 = yn +
1

λ
(K xn+1 − zn+1).

On voit alors que cela revient à introduire deux opérateurs proximaux pour les mises-
à-jours des deux variables primales : c’est pourquoi on parle d’ADMM proximal. Un
intérêt majeur de l’ajout de ces termes quadratiques est de rendre les deux problèmes
associés fortement convexes, donc d’assurer l’unicité de la solution.

Utilisation des distances de Bregman On peut remplacer dans l’algorithme
PADMM les opérateurs proximaux par des itérations de Bregman :







xn+1 = argmin
x∈X

{

G(x) + 〈yn,K x〉+
1

2 λ
‖K x− zn‖2 + Dxn

(x,xn)
}

zn+1 = argmin
z∈Z

{

F (z)− 〈yn,z〉+
1

2 λ
‖K xn+1 − z‖2 + Dzn

(z,zn)
}

yn+1 = yn +
1

λ
(K xn+1 − zn+1).

Les plus courantes consistent à considérer deux matrices positives P et Q pour définir
la distance de Bregman ‖·‖P = 〈P · ,·〉 (idem pour ‖·‖Q). On choisit généralement les
deux matrices P et Q de la forme P = I − α tMM (voir le chapitre suivant).

ADMM relaxé Dans un paragraphe précédent, on a montré que l’ADMM est en
réalité la méthode de Douglas-Rachford appliquée au problème dual (5.4). Or, une
variante de cet algorithme, appelée Peaceman-Rachford relaxé, est donnée par







pn+1 = proxg/λ(2 yn − qn)

qn+1 = qn + 2 βn (pn+1 − yn)

yn+1 = proxf/λ(qn+1)

où la suite (βn)n est à valeurs dans ] 0 ; 1 ]. On retrouve la méthode de Douglas-

Rachford lorsque cette suite est identiquement égale à 1/2, tandis que le cas particu-
lier βn = 1 est appelé méthode de Peaceman-Rachford. L’idée est donc d’appliquer
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la méthode de Peaceman-Rachford relaxé au problème dual pour obtenir une ver-
sion relaxée d’ADMM. On obtient alors l’algorithme suivant :







xn+1 = argmin
x∈X

Lλ(x,yn,zn)

yn+1/2 = yn +
2 βn − 1

λ

∂Lλ

∂y
(xn+1,yn,zn)

zn+1 = argmin
z∈Z

Lλ(xn+1,yn+1/2,z)

yn+1 = yn+1/2 +
1

λ

∂Lλ

∂y
(xn+1,yn+1/2,zn+1)

que l’on peut interpréter comme des minimisations partielles, avec après chaque mise-à-
jour d’une variable primale un pas de montée (ou éventuellement de descente lorsque βn <
1/2) de gradient (soit une de plus que dans le cas non relaxé, où βn = 1/2).

5.2 Algorithme PDHG : cas régulier

On présente dans cette section une nouvelle preuve de convergence de l’algorithme
primal-dual PDHG sur-relaxé, dans le cas particulier où les fonctions considérées sont
fortement convexes. La preuve est inspirée de celle proposée dans [4], mais où les condi-
tions sur les différents paramètres ont été choisies les moins contraignantes possibles.
On obtient ainsi des taux de convergence optimaux meilleurs, qui sont ceux présentés
dans [5] avec une preuve différente.

5.2.1 Algorithme PDHG

Soient X et Y deux espaces de Hilbert réels de dimension finie. On considère à
nouveau dans cette section le problème composite

min
x∈X

f(Ax) + g(x) (5.12)

où f : X → R ∪ {+∞} et g : Y → R ∪ {+∞} sont des fonctions propres, convexes et
s.c.i.. L’opérateur linéaire A : X → Y est supposé continu, d’adjoint A∗. On suppose
par ailleurs qu’il est borné, de norme L

L = ‖A‖ = sup
x∈X,‖x‖≤1

‖Ax‖.

En utilisant la conjuguée convexe f ∗ : Y → R ∪ {+∞} de la fonction f , on obtient
une nouvelle formulation primale-duale du problème (5.12), donnée par le problème de
recherche de point-selle

min
x∈X

sup
y∈Y

g(x) + 〈Ax,y〉 − f ∗(y). (5.13)

On pose L(x,y) = g(x) + 〈Ax,y〉 − f ∗(y) le lagrangien du problème (5.13).
Pour résoudre le problème primal-dual (5.13), on se propose d’étudier l’algorithme

suivant :






y0 ∈ Y

x0 ∈ X

x̄0 = x0

et ∀n ∈ N,







yn+1 = proxσf∗(yn + σAx̄n)

xn+1 = proxτg(xn − τA∗yn+1)

x̄n+1 = xn+1 + θ (xn+1 − xn)

(5.14)
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où les pas de temps σ > 0 et τ > 0 et le paramètre de relaxation 0 < θ ≤ 1 seront
spécifiés plus tard. Quand θ = 0, cet algorithme est connu sous le nom PDHG (pour
Primal Dual Hybrid Gradient) [14]. L’étape de sur-relaxation a été introduite par [13]
(pour la minimisation de la fonctionnelleMumford-Shah), puis étudiée dans un cadre
plus large dans [8], puis plus récemment dans [5]. La mise-à-jour de la variable duale y
peut être interprétée comme un pas de montée de gradient proximale, tandis que la
mise-à-jour de la variable primale est un pas de descente de gradient proximale.

5.2.2 Résultats de convergence dans le cas régulier

Désormais, les fonctions f ∗ et g sont supposées fortement convexes, de paramètre
respectif δ > 0 et γ > 0. On rappelle que l’opérateur A est de norme L. On définit alors
le conditionnement de la fonction g + f(A·) comme étant la quantité κ = L2/(γδ) 1.
On a le résultat de convergence ergodique suivant :

Théorème 14 Supposons que le problème (5.13) admet une solution, notée (x∗,y∗).
Si on choisit les paramètres τ > 0, σ > 0 et 0 < θ ≤ 1 tels que

max

{

1

τγ + 1
,

1

σδ + 1

}

≤ θ ≤ 1

L2τσ
(5.15)

alors, pour tout ω vérifiant

max

{

1

τγ + 1
,

θ + 1

σδ + 2

}

≤ ω ≤ θ (5.16)

on a la majoration suivante pour tout N ∈ N et pour tout (x,y) ∈ X × Y :

0 ≤ 1

2τ
‖xN − x‖2+(1− ωL2τσ)

1

2σ
‖yN − y‖2

+
N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

≤ ωN

2τ
‖x0 − x‖2 +

ωN

2σ
‖y0 − y‖2.

Posons maintenant TN =
N∑

n=1

1

ωn−1
=

1− ωN

ωN−1(1− ω)

et définissons XN =
1

TN

N∑

n=1

1

ωn−1
xn et YN =

1

TN

N∑

n=1

1

ωn−1
yn.

Alors on a l’encadrement suivant pour tout (x,y) ∈ X × Y

0 ≤ 1− ω

ω(1− ωN)

1

2τ
‖x− xN‖2 +

1− ω

ω(1− ωN)
(1− ωL2τσ)

1

2σ
‖y − yN‖2

+ L(XN ,y)− L(x,YN)

≤ 1

TN

1

2τ
‖x− x0‖2 +

1

TN

1

2σ
‖y − y0‖2.

1. Cette définition recouvre celle usuellement utilisée pour les fonctions fortement convexes et de
gradient lipschitizien, qui est alors définie comme étant le rapport de la constante de Lipschitz sur
le paramètre de forte convexité. Dans ce cas, le conditionnement est nécessaire supérieur ou égal à 1.
Dans le cas plus général considéré ici, le conditionnement peut être inférieur à 1.
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Démonstration : Commençons par considérer une itération de l’algorithme dans sa
forme la plus générale : pour tous (ȳ,ỹ) ∈ Y 2 et (x̄,x̃) ∈ X2, on pose







ŷ = proxσf∗(ȳ + σAx̃)

x̂ = proxτg(x̄− τA∗ỹ).

Optimalité Par définition de l’opérateur proximal, le point x̂ est le minimiseur d’une
fonction fortement convexe :

x̂ = argmin
x∈X

{
1

2τ
‖x̄− τA∗ỹ − x‖2 + g(x)

}

.

Les conditions nécessaires d’optimalité du premier ordre assurent que

−1

τ
(x̂− x̄)− A∗ỹ ∈ ∂g(x̂).

On obtient de manière similaire (en considérant la définition du point ŷ)

− 1

σ
(ŷ − ȳ) + Ax̃ ∈ ∂f ∗(ŷ).

Forte convexité Exploitons à présent les hypothèses de régularité. En utilisant la
définition de la forte convexité, on obtient (en développant les produits scalaires)

g(x)+
1

2τ
‖x−x̄‖2 ≥ g(x̂)+〈A(x̂−x),ỹ〉+ 1

2τ
‖x̂−x̄‖2+

1

2τ
‖x−x̂‖2+

γ

2
‖x−x̂‖2 (5.17)

et

f ∗(y)+
1

2σ
‖y−ȳ‖2 ≥ f ∗(ŷ)−〈Ax̃,ŷ−y〉+ 1

2σ
‖ŷ−ȳ‖2+

1

2σ
‖y−ŷ‖2+

δ

2
‖y−ŷ‖2. (5.18)

Sommons les deux inégalités (5.17) et (5.18). On obtient après un réarrangement des
termes

L(x̂,y)− L(x,ŷ) ≤ 1

2τ
‖x− x̄‖2 − 1 + τγ

2τ
‖x− x̂‖2 − 1

2τ
‖x̄− x̂‖2

+
1

2σ
‖y − ȳ‖2 − 1 + σδ

2σ
‖y − ŷ‖2 − 1

2σ
‖ȳ − ŷ‖2

+ 〈A(x̂− x),ŷ − ỹ〉 − 〈A(x̂− x̃),ŷ − y〉.

Choix de x̂, x̄, x̃ et ŷ, ȳ, ỹ On spécifie maintenant les différents points impliqués
dans l’itération. On choisit x̂ = xn+1, x̄ = xn, x̃ = xn + θ (xn − xn−1) pour 1 ≥ θ > 0
(pour l’instant laissé libre), et ŷ = yn+1, ȳ = yn et ỹ = yn+1. Après simplification, on
obtient

L(xn+1,y)− L(x,yn+1) ≤
1

2τ
‖x− xn‖2 +

1

2σ
‖y − yn‖2

− 1 + τγ

2τ
‖x− xn+1‖2 − 1 + σδ

2σ
‖y − yn+1‖2

− 1

2τ
‖xn − xn+1‖2 − 1

2σ
‖yn − yn+1‖2

+ θ 〈A(xn−1 − xn),y − yn+1〉 − 〈A(xn − xn+1),y − yn+1〉.
(5.19)
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Posons τγ = µ > 0 et σδ = µ′ > 0. Pour tout n ∈ N, on définit

∆n =
1

2τ
‖x− xn‖2 +

1

2σ
‖y − yn‖2.

On peut alors réécrire l’inégalité (5.19) avec ∆n, µ et µ′, ce qui donne

L(xn+1,y)− L(x,yn+1) ≤ ∆n − (1 + µ) ∆n+1 −
1

2τ
‖xn − xn+1‖2 − 1

2σ
‖yn − yn+1‖2

+ θ 〈A(xn−1 − xn),y − yn+1〉 − 〈A(xn − xn+1),y − yn+1〉

+
µ− µ′

2σ
‖y − yn+1‖2.

(5.20)

Produits scalaires dans (5.20) Majorons les produits scalaires dans l’inégalité (5.20).
On commence par écrire pour tout 0 < ω ≤ θ la décomposition

θ 〈A(xn−1 − xn),y − yn+1〉 = ω 〈A(xn−1 − xn),y − yn〉
+ ω 〈A(xn−1 − xn),yn − yn+1〉
+ (θ − ω) 〈A(xn−1 − xn),y − yn+1〉.

Bornons chacun des deux derniers termes. En utilisant l’inégalité deCauchy- Schwarz

puis la définition de la norme L, on a pour tout α > 0 (puisque ω ≥ 0)

ω 〈A(xn−1 − xn),yn − yn+1〉 ≤ ω L ‖xn−1 − xn‖ · ‖yn − yn+1‖

≤ ω L
(

α

2
‖xn−1 − xn‖2 +

1

2α
‖yn − yn+1‖2

)

.
(5.21)

De même, puisque θ − ω ≥ 0, on a pour tout α′ > 0

(θ − ω) 〈A(xn−1 − xn),y − yn+1〉 ≤ (θ − ω) L

(

α′

2
‖xn−1 − xn‖2 +

1

2α′
‖y − yn+1‖2

)

.

(5.22)
En injectant dans (5.20) les deux bornes (5.21) et (5.22), on obtient après simplification

L(xn+1,y)− L(x,yn+1) ≤ ∆n − (1 + µ) ∆n+1

+

(

ω
α

2
+ (θ − ω)

α′

2

)

L ‖xn−1 − xn‖2 − 1

2τ
‖xn − xn+1‖2

+
(

ω L

2α
− 1

2σ

)

‖yn − yn+1‖2

+ ω 〈A(xn−1 − xn),y − yn〉 − 〈A(xn − xn+1),y − yn+1〉

+

(

(θ − ω) L

2α′
+

µ− µ′

2σ

)

‖y − yn+1‖2.
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Choisissons α = α′ = ωLσ. De cette manière, on a ωL/α = 1/σ, de sorte que le terme
en ‖yn − yn+1‖2 s’annule, ce qui entrâıne :

L(xn+1,y)− L(x,yn+1) ≤ ∆n − (1 + µ) ∆n+1

+ ω
θL2τσ

2τ
‖xn−1 − xn‖2 − 1

2τ
‖xn − xn+1‖2

+ ω 〈A(xn−1 − xn),y − yn〉 − 〈A(xn − xn+1),y − yn+1〉

+

(

θ − ω

ω
+ µ− µ′

)

1

2σ
‖y − yn+1‖2.

(5.23)

Puisque 1 + µ = 1/ω + 1 + µ− 1/ω, on a

−(1 + µ) ∆n+1 = − 1

ω
∆n+1 +

(
1

ω
− µ− 1

) (
1

2τ
‖x− xn+1‖2 +

1

2σ
‖y − yn+1‖2

)

ce qui implique que le membre de gauche dans (5.23) devient

∆n −
1

ω
∆n+1 + ω

θL2τσ

2τ
‖xn − xn−1‖2 − 1

2τ
‖xn − xn+1‖2

+ ω 〈A(xn−1 − xn),y − yn〉 − 〈A(xn − xn+1),y − yn+1〉

+
(

1

ω
− µ− 1

)
1

2τ
‖x− xn+1‖2 +

(

θ − ω

ω
+

1

ω
− µ′ − 1

)

1

2σ
‖y − yn+1‖2.

(5.24)

Conditions sur ω, θ, τ et σ L’idée est à présent d’imposer des contraintes sur les
valeurs des paramètres de sorte de simplifier l’inégalité précédente en la majorant par
une expression plus simple. On commence par imposer que θ, τ et σ vérifient θL2τσ ≤ 1.
Ensuite, on choisit θ de sorte que 1/ω − µ− 1 et (θ − ω)/ω + 1/ω − µ′ − 1 soient tous
deux négatifs, ce qui entrâıne que

1

µ + 1
≤ ω et

θ + 1

µ′ + 2
≤ ω.

Ainsi, on peut majorer le terme de droite dans (5.24) par

∆n −
1

ω
∆n+1 + ω

1

2τ
‖xn−1 − xn‖2 − 1

2τ
‖xn − xn+1‖2

+ ω 〈A(xn−1 − xn),y − yn〉 − 〈A(xn − xn+1),y − yn+1〉.

Finalement, si on revient à l’inégalité (5.23), on obtient

L(xn,y)− L(x,yn) ≤ ∆n −
1

ω
∆n+1

+ ω
1

2τ
‖xn−1 − xn‖2 − 1

2τ
‖xn − xn+1‖2

+ ω 〈A(xn−1 − xn),y − yn〉 − 〈A(xn − xn+1),y − yn+1〉.

(5.25)

176



Convergence ergodique Multiplions (5.25) par 1/ωn puis sommons pour n entre 0
et N − 1. Si on pose x−1 = x0, certains se télescopent, et on obtient alors

N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

≤ ∆0 −
1

ωN
∆N −

1

2τωN−1
‖xN−1 − xN‖2

− 1

ωN−1
〈A(xN−1 − xN),y − yN〉.

(5.26)

On majore à nouveau le produit scalaire à l’aide de β > 0,

− 1

ωN−1
〈A(xN−1 − xN),y − yN〉 ≤

L

ωN−1

(

β

2
‖xN−1 − xN‖2 +

1

2β
‖y − yN‖2

)

.

L’inégalité (5.26) devient alors

N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

≤ ∆0 −
1

ωN
∆N +

(

Lβ

2ωN−1
− 1

2τωN−1

)

‖xN−1 − xN‖2

+
L

ωN−1

1

2β
‖yN − y∗‖2.

Si on choisit β = 1/(Lτ), le terme en ‖xN−1 − xN‖2 disparâıt, et on obtient l’inégalité
suivante

N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

≤ ∆0 −
1

ωN
∆N +

L2τσ

ωN−1

1

2σ
‖y − yN‖2.

Maintenant, on remplace ∆0 et ∆n par leurs définitions respectives :

N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

≤ 1

2τ
‖x− x0‖2 +

1

2σ
‖y − y0‖2

− 1

ωN

1

2τ
‖x− xN‖2 − 1

ωN
(1− ωL2τσ)

1

2σ
‖y − yN‖2.

Puisque ωL2τσ ≤ θL2τσ ≤ 1 et L(xn,y) − L(x,yn) ≥ 0 pour tout n ∈ N, on obtient
après un réarrangement des termes

0 ≤ 1

ωN

1

2τ
‖x− xN‖2 +

1

ωN
(1− ωL2τσ)

1

2σ
‖y − yN‖2

+
N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

≤ 1

2τ
‖x− x0‖2 +

1

2σ
‖y − y0‖2.

Divisons maintenant par TN 6= 0, ce qui assure que

0 ≤ 1− ω

ω(1− ωN)

1

2τ
‖x− xN‖2 +

1− ω

ω(1− ωN)
(1− ωL2τσ)

1

2σ
‖y − yN‖2

+
1

TN

N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

≤ 1

TN

1

2τ
‖x− x0‖2 +

1

TN

1

2σ
‖y − y0‖2.

(5.27)
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Utilisons la convexité du lagrangien L en sa première variable, et sa concavité en sa
seconde variable, pour écrire :

0 ≤ L(XN ,y)− L(x,YN) ≤ 1

TN

N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

.

Ainsi, l’encadrement (5.27) devient

0 ≤ 1− ω

ω(1− ωN)

1

2τ
‖x− xN‖2 +

1− ω

ω(1− ωN)
(1− ωL2τσ)

1

2σ
‖y − yN‖2

+ L(XN ,y)− L(x,YN)

≤ 1

TN

1

2τ
‖x− x0‖2 +

1

TN

1

2σ
‖y − y0‖2

(5.28)

ce qui achève la démonstration. �

Remarque : L’encadrement (5.28) permet de démontrer la convergence linéaire des
variables xn et, si 1 6= ωL2τσ, celle des yn, de taux ω. Mieux encore, écrivons la
définition

L(xn+1,y
∗)−L(x∗; yn+1) = g(xn+1)−g(x∗)+f ∗(yn+1)−f ∗(y∗)+〈Axn+1,y

∗〉−〈Ax∗,yn+1〉.

La forte convexité de g et de f ∗ et les conditions d’optimalité pour x∗ et y∗ impliquent

g(xn+1)− g(x∗) ≥ 〈−A∗y∗,xn+1 − x∗〉+
γ

2
‖xn+1 − x∗‖2

et f ∗(yn+1)− f ∗(y∗) ≥ 〈Ax∗,yn+1 − y∗〉+
δ

2
‖yn+1 − y∗‖2.

Ainsi, on obtient

γ

2
‖xn+1 − x∗‖2 +

δ

2
‖yn+1 − y∗‖2 ≤ L(xn+1,y

∗)− L(x∗,yn+1)

puisque la somme des produits scalaires s’annule. Ainsi, si on choisit d’abandonner le
contrôle sur le prima-dual gap, l’inégalité (5.19) devient

0 ≤ 1

2τ
‖x∗ − xn‖2 +

1

2σ
‖y∗ − yn‖2

− 1 + 2τγ

2τ
‖x∗ − xn+1‖2 − 1 + 2σδ

2σ
‖y∗ − yn+1‖2

− 1

2τ
‖xn − xn+1‖2 − 1

2σ
‖yn − yn+1‖2

+ θ 〈A(xn−1 − xn),y∗ − yn+1〉 − 〈A(xn − xn+1),y
∗ − yn+1〉.

(5.29)

Il s’ensuit que tous les calculs depuis (5.19) jusqu’à (5.28) restent valables, avec cette
fois µ et µ′ remplacés par µ̃ = 2µ et µ̃′ = 2µ′ et sans les termes en L, de même que dans
les conditions sur les paramètres. En d’autres termes, des calculs similaires prouvent le
corollaire suivant :
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Corollaire 1 Supposons que le problème (5.13) admet une solution, notée (x∗,y∗).
Si on choisit les paramètres τ > 0, σ > 0, 0 < θ ≤ 1 tels que

max

{

1

2τγ + 1
,

1

2σδ + 1

}

≤ θ ≤ 1

L2τσ
(5.30)

alors, pour tout ω̃ vérifiant

max

{

1

2τγ + 1
,

θ + 1

2σδ + 2

}

≤ ω̃ ≤ θ (5.31)

on a la majoration suivante pour tout N ∈ N

‖x∗ − xN‖2 ≤ ω̃N
(

‖x∗ − x0‖2 +
τ

σ
‖y∗ − y0‖2

)

. (5.32)

De plus, si ω̃L2τσ 6= 1, alors on a également

‖y∗ − yN‖2 ≤ ω̃N

1− ω̃L2
Kτσ

(
σ

τ
‖x∗ − x0‖2 + ‖y∗ − y0‖2

)

. (5.33)

Pour tous τ , σ et θ, les bornes inférieures 1/(2τγ + 1) et (θ + 1)/(2σδ + 2) pour ω̃
sont plus petites que celles obtenues pour ω. Ainsi, le nouveau taux ω̃, qui n’est a
priori valable que pour la convergence des itérées, est meilleur le taux global ω (qui
lui est également valable pour la convergence du gap). Notons par ailleurs que tout
choix de paramètres satisfaisant (5.15) est compatible avec les contraintes (5.30), ce
qui signifie qu’un choix de paramètres (τ,σ,θ) donné par le théorème 14 assure à la fois
la convergence linéaire du gap au taux ω donné par (5.16) et celle des itérées au taux
ω̃ donné par (5.31).

5.2.3 Choix des paramètres

Le théorème 14 est valable tant qu’on parvient à choisir les pas de temps τ et σ et
le paramètre de relaxation θ qui satisfont les contraintes imposées. La valeur minimale
des ω correspondant donne alors le taux de convergence de l’algorithme. On va étudier
ici plusieurs choix possibles, ainsi que les taux de convergence associés. On procèdera
de la manière suivante :

1. On fixe τ > 0.

2. On cherche les conditions sur σ pour que les inégalités (5.15) existent pour au
moins un θ (i.e. pour que le membre de gauche soit inférieur au membre de
droite).

3. On minimise la quantité (θ + 1)/(σδ + 2) par rapport à θ vérifiant (5.15) et par
rapport à σ vérifiant les conditions déterminées à l’étape précédente.

4. On compare ce minimum à 1/(τγ+1) puis on en déduit une borne inférieure ω∗(τ)
pour ω grâce à (5.16).

5. On minimise enfin ω∗(τ) par rapport à τ puis on en déduit le taux optimal ω∗

ainsi que le taux ω̃ correspondant sur la convergence des itérées.

On adaptera évidemment cette procédure lorsqu’un ou plusieurs paramètres seront fixés
au préalable.
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Cas θ = 1 Fixons τ > 0. En remplaçant θ = 1 dans (5.15), on obtient la contrainte
suivante sur le pas σ

1 ≤ 1

L2τσ
(5.34)

ce qui implique que σ ≤ 1/(L2τ). La valeur de θ étant fixée, on cherche maintenant
à minimiser 1/(σδ/2 + 1) par rapport à σ vérifiant les conditions (5.34). Puisque la
fonction σ 7→ 1/(σδ/2 + 1) est décroissante sur R+, son minimum est atteint lorsque σ
est maximal, et vaut

min
σ vérifiant (5.34)

{

1

σδ/2 + 1

}

=
1

δ/(2L2τ) + 1
.

Comparons cette valeur à 1/(τγ + 1). Il est clair que 1/(δ/(2L2τ) + 1) est supérieur

à 1/(τγ + 1) dès que τ ≥
√

δ/(2γL2). Ainsi, la borne inférieure ω∗(τ), qui vaut le
maximum entre ces deux quantités, est donnée par

ω∗(τ) = max

{

1

τγ + 1
,

1

δ/(2L2τ) + 1

}

=







1

τγ + 1
if 0 < τ <

√

δ/(2γL2)

1

δ/(2L2τ) + 1
if τ ≥

√

δ/(2γL2).

Celle-ci est minimale pour τ ∗ =
√

δ/(2γL2) et conduit au taux de convergence optimal

ω∗ = ω∗(τ ∗) =
1

√

(γδ)/(2L2) + 1
=

1
√

1/(2κ) + 1
.

Ce taux est atteint pour

τ = τ ∗ =

√

δ

2γL2
et σ =

1

L2τ ∗
=

√

2γ

δL2
.

On vérifie par ailleurs que le taux de convergence sur les itérées ω̃ associé à ce choix de
paramètres vérifie dans ce cas ω̃ = ω∗ et que cette valeur est minimale étant donnée la
contrainte θ = 1.

Meilleur taux de convergence (θ < 1) On cherche à présent à déterminer les
valeurs des paramètres conduisant au taux de convergence minimal.

Théorème 15 Le meilleur taux de convergence dans le théorème 14 est obtenu en
choisissant

τ =
δ

2L2

(

1 +

√

1 +
4L2

γδ

)

et σ =
γ

2L2

(

1 +

√

1 +
4L2

γδ

)

pour les pas de temps, ainsi que, pour le paramètre de relaxation,

θ =

√

1 +
4L2

γδ
− 1

√

1 +
4L2

γδ
+ 1

=

√
1 + 4κ− 1√
1 + 4κ + 1

< 1.

Ces valeurs satisfont τγ = σδ et θL2τσ = 1. On a par ailleurs ω∗ = θ.
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Démonstration : Fixons τ > 0 et déterminons les condtions que σ doit vérifier pour
assurer l’existence de θ satisfaisant (5.15). Il existe de telles valeurs de θ si

1

τγ + 1
≤ 1

L2τσ
et

1

σδ + 1
≤ 1

L2τσ
.

qui s’écrit également

σ ≤ 1

L2τ
+

γ

L2
et (L2τ − δ) σ ≤ 1.

Déterminons ensuite les conditions sur σ pour que ces inégalités existent. Si L2τ−δ est
négatif, i.e. τ ≤ δ/L2, la seconde inéqualité est toujours vérifiée. La première inégalité
fournit donc une borne supérieure pour σ. Ainsi, étudions le cas L2τ−δ est strictement
positif, i.e. τ > δ/L2. Le pas σ doit alors vérifier les deux majorations

σ ≤ 1

L2τ
+

γ

L2
et σ ≤ 1

L2τ − δ
. (5.35)

Comparons ces deux majorants. Puisque

1

L2τ
+

γ

L2
− 1

L2τ − δ
=

γL2τ 2 − γδτ − δ

L2τ(L2τ − δ)

avec L2τ(L2τ − δ) positif, 1/(L2τ) + γ/L2 est supérieur à 1/(L2τ − δ) si et seulement
si γL2τ 2 − γδτ − δ ≥ 0, c’est-à-dire si et seulement si τ ≥ τ ∗, donné par

τ ∗ =
δ

2L2

(

1 +

√

1 +
4L2

γδ

)

>
δ

L2
.

Ainsi, pour tout δ/L2 < τ ≤ τ ∗, les conditions (5.35) deviennent σ ≤ 1/(L2τ) + γ/L2.
Si τ > τ ∗, alors les conditions (5.35) se lisent σ ≤ 1/(L2τ − δ). En conclusion, le
paramètre σ doit vérifier

σ ≤







1

L2τ
+

γ

L2
si 0 < τ ≤ τ ∗

1

L2τ − δ
si τ ∗ < τ.

(5.36)

Maintenant, fixons σ vérifiant (5.36) et minimisons la quantité (θ + 1)/(σδ + 2)
avec θ vérifiant les contraintes (5.15). La fonction θ 7→ (θ + 1)/(σδ + 2) atteint son
minimum quand θ est minimal. Or, la borne inférieure de θ est donnée par

max

{

1

τγ + 1
,

1

σδ + 1

}

.

Calculons explicitement cette quantité. Remarquons tout d’abord que, si τ > δ/L2,
alors

δ

L2τ − δ
≤ τγ ⇐⇒ γL2τ 2 − γδτ − δ ≥ 0 ⇐⇒ τ ≥ τ ∗. (5.37)

Supposons que τ > τ ∗, ce qui entrâıne τ > δ/L2. Puisque σ est majoré par 1/(L2τ−δ),
on en déduit que σδ ≤ τγ, ce qui implique la borne inférieure de θ est donnée dans ce
cas par

θ∗(σ) = max

{

1

τγ + 1
,

1

σδ + 1

}

=
1

σδ + 1
si 0 < σ ≤ 1

L2τ − δ
. (5.38)
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Considérons à présent le cas τ ≤ τ ∗. Puisque

1

L2τ
+

γ

L2
≥ τγ

δ
⇐⇒ γL2τ 2 − γδτ − δ ≤ 0 ⇐⇒ τ ≤ τ ∗,

on en déduit que la borne inférieure de θ vaut

θ∗(σ) = max

{

1

τγ + 1
,

1

σδ + 1

}

=







1

σδ + 1
si 0 < σ ≤ τγ

δ
1

τγ + 1
si

τγ

δ
< σ ≤ 1

L2τ
+

γ

L2
.

(5.39)

Minimisons (θ + 1)/(σδ + 2) par rapport à σ, quand θ est égal à sa borne infé-
rieure θ∗(σ), donnée par (5.38) lorsque τ > τ ∗ et (5.39) sinon. Cela revient à minimiser
la quantité suivante par rapport à σ :

θ∗(σ) + 1

σδ + 2
=







1

σδ + 1
si τ > τ ∗ ou

(

τ ≤ τ ∗ et 0 < σ ≤ τγ

δ

)

1

τγ + 1
× τγ + 2

σδ + 2
si

(

τ ≤ τ ∗ et
τγ

δ
< σ ≤ 1

L2τ
+

γ

L2

)

.

Dans les deux cas, le minimum est atteint quand σ est maximal, égal à sa borne
supérieure donnée par (5.36). Ainsi,

min
σ vérifiant (5.36)
θ vérifiant (5.15)

{

θ + 2

σ + 1

}

=







1− δ

L2τ
si τ > τ ∗

min

{

1

τγ + 1
,

1

τγ + 1
× τγ + 2

δ/(L2τ) + δγ/L2 + 2

}

si τ ≤ τ ∗.

Comparons cette valeur à 1/(τγ + 1), pour en déduire la borne inférieure de ω∗(τ) :

ω∗(τ) = max







1

τγ + 1
, min

σ vérifiant (5.36)
θ vérifiant (5.15)

{

θ + 2

σ + 1

}






.

Grâce à (5.37), on obtient que

ω∗(τ) =







1− δ

L2τ
si τ > τ ∗

1

τγ + 1
si τ ≤ τ ∗

qui est minimal pour τ = τ ∗ ce qui conduit au taux optimal :

ω∗ = 1− δ

L2τ ∗
=

√

1 + (4L2)/(γδ)− 1
√

1 + (4L2)/(γδ) + 1

obtenu pour τ = τ ∗ et σ = τ ∗γ/δ. On peut par ailleurs vérifier que le taux ω̃ valable
pour la convergence de la variable primale est dans ce cas donné par

ω̃ =
1

τ ∗γ/2 + 1
=

√

1 + (4L2)/(γδ)− 1
√

1 + (4L2)/(γδ) + 3
=

√
1 + 4κ− 1√
1 + 4κ + 3

. �
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5.2.4 Relaxation sur la variable duale

La démonstration précédente peut être adaptée lorsque l’on inverse les rôles des
variables primale et duale, c’est-à-dire lorsque l’on considère le problème équivalent

min
y∈Y

sup
x∈X

{

F ∗(y) + 〈(−K∗)y,x〉 −G(x)
}

.

Dans ce cas, la variable primale est mise-à-jour avant la variable duale, et la relaxa-
tion est faite sur la variable duale y au lieu de la variable primale x. Cela conduit à
l’algorithme dual







xn+1 = proxτG(xn − τK∗ȳn)

yn+1 = proxσF ∗(yn + σKxn+1)

ȳn+1 = yn+1 + θ (yn+1 − yn).

On obtient alors dans ce cas un résultat similaire :

Théorème 16 Supposons que le problème (5.13) admet une solution, notée (x∗,y∗).
Si on choisit τ > 0, σ > 0 et 0 < θ ≤ 1 vérifiant

max

{

1

τγ + 1
,

1

σδ + 1

}

≤ θ ≤ 1

L2τσ
(5.40)

alors, pour tout ω tel que

max

{

θ + 1

τγ + 2
,

1

σδ + 1

}

≤ ω ≤ θ

alors on a la majoration suivante pour tout N ∈ N et pour tout (x,y) ∈ X × Y :

0 ≤ (1− ωL2τσ)
1

2τ
‖xN − x‖2 +

1

2σ
‖yN − y‖2

+
N∑

n=1

1

ωn−1

(

L(xn,y)− L(x,yn)
)

≤ ωN

2τ
‖x0 − x‖2 +

ωN

2σ
‖y0 − y‖2.

Posons pour tout N ≥ 1

TN =
N∑

n=1

1

ωn−1
=

1− ωN

ωN−1(1− ω)

et définissons

XN =
1

TN

N∑

n=1

1

ωn−1
xn et YN =

1

TN

N∑

n=1

1

ωn−1
yn.

Alors on a l’encadrement suivant pour tout (x,y) ∈ X × Y

0 ≤ 1− ω

ω(1− ωN)
(1− ωL2τσ)

1

2τ
‖x− xN‖2 +

1− ω

ω(1− ωN)

1

2σ
‖y − yN‖2

+ L(XN ,y)− L(x,YN)

≤ 1

TN

1

2τ
‖x− x0‖2 +

1

TN

1

2σ
‖y − y0‖2.
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5.3 Application à l’ADMM

On commence par rappeler que les itérations de l’ADMM sont équivalentes aux
itérations de l’algorithme PDHG avec sur-relaxation étudié dans la section précédente,
mais appliqué à un autre problème. Ainsi, on pourra utiliser les résultats de convergence
pour en déduire le taux de convergence ergodique optimal d’ADMM. Par ailleurs, on
remarquera qu’une légère relaxation d’un des pas dans l’ADMM permet théoriquement
d’en accélerer la convergence.

5.3.1 Lien entre PDHG avec sur-relaxation et ADMM

On rappelle que les itérations de l’algorithme ADMM sont données par







z0 ∈ X

y0 ∈ Y
et ∀n ∈ N,







xn+1 = argmin
x∈X

{

G(x) + 〈Kx,yn〉+
1

2 λ
‖Kx− zn‖2

}

zn+1 = argmin
z∈X

{

F (z)− 〈z,yn〉+
1

2 λ
‖Kxn+1 − z‖2

}

yn+1 = yn +
1

λ
(Kxn+1 − zn+1).

Posons ξn+1 = Kxn+1 et introduisons la fonction convexe

GK(ξ) = inf
x∈X,Kx=ξ

G(x).

Par optimalité, on a pour tout x ∈ X

G(xn+1) + 〈Kxn+1,yn〉+
1

2 λ
‖Kxn+1 − zn‖2 ≤ G(x) + 〈Kx,yn〉+

1

2 λ
‖Kx− zn‖2.

On en déduit en particulier que, si Kx = Kxn+1, alors

G(xn+1) + 〈Kxn+1,yn〉+
1

2 λ
‖Kxn+1− zn‖2 ≤ G(x) + 〈Kxn+1,yn〉+

1

2 λ
‖Kxn+1− zn‖2.

Il s’ensuit que

G(xn+1) + 〈Kxn+1,yn〉+
1

2 λ
‖Kxn+1 − zn‖2 = GK(ξn+1) + 〈ξn+1,yn〉+

1

2 λ
‖ξn+1 − zn‖2

= min
ξ∈Y

{

GK(ξ) + 〈ξ,yn〉+
1

2 λ
‖ξ − zn‖2

}

.

Il vient en particulier que

ξn+1 = argmin
ξ∈Y

{

GK(ξ) + 〈ξ,yn〉+
1

2 λ
‖ξ − zn‖2

}

= proxλGK
(zn − λ yn).

La montée de gradient en y s’écrit alors

yn+1 = yn +
1

λ
(ξn+1 − zn+1) ⇐⇒ zn+1 − λyn+1 = ξn+1 − λ (2 yn+1 − yn)

⇐⇒ ξn+1 + λ yn = zn+1 + λyn+1,

et implique d’une part que

ξn+1 = proxλGK
(ξn − λ (2 yn − yn−1))

et d’autre part, en utilisant l’identité de Moreau, que

zn+1 = proxλF (ξn+1 + λ yn) = zn+1 + λyn+1 − λ proxF ∗/λ(yn + ξn+1/λ).
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On peut alors réécrire les mises-à-jour de xn+1, yn+1 et zn+1 de la manière suivante







ξ0 ∈ Y ∗

y0 ∈ Y

ȳ0 = y0

et ∀n ∈ N,







ξn+1 = proxλGK

(

ξn − λ ȳn

)

yn+1 = proxF ∗/λ(yn + ξn+1/λ)

ȳn+1 = yn+1 + (yn+1 − yn).

(5.41)

D’après la section précédente, il s’agit de l’algorithme PDHG avec sur-relaxation sur
la variable duale, qui résout le problème de recherche de point-selle

min
ξ∈X

sup
y∈Y

{

GK(ξ) + 〈ξ,y〉 − F ∗(y)
}

où on a g = GK , f = F et A = Id (de norme L̃ = 1). Le paramètre de relaxation
vaut θ = 1, les pas de temps valent respectivement τ = λ et σ = 1/λ. On posera par
ailleurs L̃(ξ,y) = GK(ξ) + 〈ξ,y〉 − F ∗(y).

5.3.2 Taux de convergence de l’ADMM classique

Utilisons le théorème 16 pour calculer le taux de convergence optimal de l’algo-
rithme (5.41). Pour pouvoir l’appliquer, il nous faut tout d’abord vérifier que g est
fortement convexe. Or, si G est fortement convexe (de paramètre γ), alors GK est
fortement convexe, de paramètre γ/L2. En effet, il est suffisant de montrer G∗

K est dif-
férentiable et que son gradient∇G∗

K est lipschitzien de constante L2/γ (voir chapitre 1).
C’est bien le cas ici car

G∗
K(y + h) = G∗

(

K∗(y + h)
)

= G∗(K∗y + K∗h) = G∗(K∗y) + 〈∇G∗(K∗y),K∗h〉
+o(‖K∗h‖).

Par conséquent, g est fortement convexe, de paramètre γ̃ = γ/L2. On a par ailleurs
par hypothèse que f ∗ est fortement convexe, de paramètre δ. On pose dans ce cas le
conditionnement κ = (1/δ)/γ̃ = L2/(γδ).

On peut ainsi appliquer le théorème 16. La condition (5.40) est toujours vérifiée,
puisque

max

{

1

λγ/L2 + 1
,

1

δ/λ + 1

}

≤ 1.

Ainsi, pour tout λ > 0, Le taux de convergence vérifie

max

{

1

(λγ)/(2L2) + 1
,

1

δ/λ + 1

}

≤ ω ≤ 1.

La borne inférieure de ce taux vaut 1/((λγ)/(2L2) + 1) lorsque λ ≤
√

2δL2/γ et
vaut 1/(δ/λ + 1) sinon. Le taux optimal est donc donné par

ω∗ =
1

√

(γδ)/(2L2) + 1
=

1
√

1/(2κ) + 1
= ω̃ atteint pour λ =

√

2δL2

γ
.
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Ainsi, si on pose ΞN =
1

TN

N∑

n=1

1

ωn−1

ξn, on a pour tout (ξ,y) ∈ Y ∗ × Y

0 ≤ 1− ω∗

ω∗(1− (ω∗)N)
(1− ω∗)

√
γ

8 δL2
‖ξ − ξN‖2 +

1− ω∗

ω∗(1− (ω∗)N)

√

δL2

2γ
‖y − yN‖2

+ L̃(ΞN ,y)− L̃(ξ,YN)

≤ 1

TN

√
γ

8 δL2
‖ξ − ξ0‖2 +

1

TN

√

δL2

2γ
‖y − y0‖2

avec TN = (1− (ω∗)N)/((ω∗)N−1(1− ω∗)), qui s’écrit également pour tout ξ = Kx

0 ≤ γ/L2

4(
√

(γδ)/(2L2) + 1)
‖Kx−KxN‖2 +

δ

2
√

(γδ)/(2L2)
‖y − yN‖2

+
ω∗(1− (ω∗)N)

1− ω∗

(

L̃(KXN ,y)− L̃(Kx,YN)
)

≤ (ω∗)N

(√
γ

8 δL2
‖Kx−Kx0‖2 +

√

δL2

2γ
‖y − y0‖2

)

.

Cet encadrement assure la convergence linéaire des itérées yn et Kxn lorsqu’elle est
appliquée à (x,y) = (x∗,y∗) (mais non nécessairement celle de xn seul). À nouveau,
il est possible, en choisissant de perdre le contrôle sur le primal-dual gap, d’obtenir
comme taux de convergence ω̃ à la place de ω∗. Par ailleurs, si on pose E = G + F (K·)
et ξ = Kx, on a par définition,

E(x) = GK(ξ) + F (ξ) = sup
y∈Y
L̃(ξ,y) = sup

y∈Y
L̃(Kx,y)

On en déduit que E(x∗) = L̃(Kx∗,y∗) ≥ L̃(Kx∗,YN), ce qui implique que l’inégalité
précédente devient lorsque x = x∗ (en ignorant les deux premiers termes quadratiques)

0 ≤ ω∗(1− (ω∗)N)

1− ω∗

(

L̃(KXN ,y)− E(x∗)
)

≤ (ω∗)N

(√
γ

8 δL2
‖Kx−Kx0‖2 +

√

δL2

2γ
‖y − y0‖2

)

.

Si on connâıt par ailleurs un ouvert borné BY contenant y∗, alors on peut prendre la
borne supérieure sur y ∈ BY dans cet encadrement, et obtenir

0 ≤ ω∗(1− (ω∗)N)

1− ω∗

(

E(XN)− E(x∗)
)

≤ (ω∗)N

(√
γ

8 δL2
‖Kx∗ −Kx0‖2 +

√

δL2

2γ
sup
y∈BY

‖y − y0‖2

)

ce qui implique une convergence linéaire (ergodique) de l’énergie primale, de taux ω∗.
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5.3.3 Variante proposée de l’ADMM

On se propose maintenant de relaxer le choix du pas λ dans les mises-à-jour z et
de y dans les itérations de l’ADMM. Plus précisément, si λ est remplacé par λ′ ≤ λ
dans chacune de ces deux mises-à-jour :







xn+1 = argmin
x∈X

{

G(x) + 〈Kx,yn〉+
1

2 λ
‖Kx− zn‖2

}

zn+1 = argmin
z∈X

{

F (z)− 〈z,yn〉+
1

2 λ′
‖Kxn+1 − z‖2

}

yn+1 = yn +
1

λ′
(Kxn+1 − zn+1)

alors on peut montrer que ces nouvelles itérations sont équivalentes à celles de l’algo-
rithme suivant







ξ0 ∈ Y ∗

y0 ∈ Y

ȳ0 = y0

et ∀n ∈ N,







ξn+1 = proxλGK

(

ξn − λ ȳn
)

yn+1 = proxF ∗/λ′(yn + ξn+1/λ′)

ȳn+1 = yn+1 +
λ′

λ
(yn+1 − yn)

où le paramètre de sur-relaxation vaut cette fois θ = λ′/λ ≤ 1. On a alors τ = λ
et σ = 1/λ′. Déterminons le meilleur taux de convergence que cet algorithme peut
atteindre, afin d’en déduire la valeur optimale des paramètres.

D’après le théorème 16, les pas λ et λ′ doivent être liés par la relation

max

{

1

λγ/L2 + 1
,

1

δ/λ′ + 1

}

≤ λ′

λ
≤ 1.

Fixons λ′ > 0. Cherchons les conditions que doit vérifier λ pour que l’encadrement
précédent soit valable. De manière équivalente, on cherche λ satisfaisant au moins un
des deux ensembles de conditions suivants

1

λγ/L2 + 1
≤ 1

δ/λ′ + 1
et

1

δ/λ′ + 1
≤ λ′

λ
et

λ′

λ
≤ 1 (5.42)

ou

1

λγ/L2 + 1
≥ 1

δ/λ′ + 1
et

1

λγ/L2 + 1
≤ λ′

λ
et

λ′

λ
≤ 1. (5.43)

Suivant les valeurs de λ′, on va établir si ces deux ensembles de conditions admettent
des éléments. Commençons par les conditions (5.42), qui sont équivalentes à

max

{

δL2

γλ′
,λ′

}

≤ λ ≤ λ′ + δ. (5.44)

Pour que de tels λ existent, il faut (puisqu’on a nécessairement λ′ ≤ λ′ + δ) que

δL2

γλ′
≤ λ′ + δ. (5.45)
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Il est aisé de vérifier que tout réel positif λ′ vérifiant (5.45) est supérieur à (λ′)∗ (stric-
tement si on considère également l’inégalité stricte dans (5.45)), donné par

(λ′)∗ =
δ

2

(√

1 +
4L2

γδ
− 1

)

.

Aussi, l’ensemble des réels λ strictement positifs vérifiant les conditions (5.42) est un
intervalle non vide si et seulement si λ′ ≥ (λ′)∗. La borne inférieure est alors don-

née par λ′ si λ′ >
√

δL2/γ et par (δL2)/(γλ′) sinon. Intéressons-nous à présent aux
conditions (5.43). On peut vérifier qu’elles s’écrivent de manière équivalente

λ′ ≤ λ ≤ δL2

γλ′
et λ

(

1− γλ′

L2

)

≤ λ′. (5.46)

Le premier encadrement entrâıne que λ′ ≤ (δL2)/(γλ′), soit λ′ ≤
√

δL2/γ. Aussi, on
peut d’ores et déjà affirmer que, si λ′ ne vérifie pas cette inégalité, alors aucun réel λ ne
peut satisfaire les conditions (5.43). On supposera donc dans la suite de cette analyse
que le premier encadrement peut être satisfait. Pour interpréter la seconde relation,
il est nécessaire de tenir compte du signe du terme entre parenthèses. Deux cas de
figure sont envisageables. Si ce terme est négatif ou nul, c’est-à-dire si λ′ ≥ L2/γ, alors
cette inégalité est toujours vraie. Les conditions (5.46) impliquent alors

L2

γ
≤ λ′ ≤

√

δL2

γ
.

Ainsi, si L2/γ ≤ δ, alors il existe des réels λ vérifiant les conditions (5.43) lorsque λ′

vérifie l’encadrement précédent. Si L2/γ > δ ou si λ′ < L2/γ, alors 1 − γλ′/L2 est
positif strictement, et les conditions (5.46) deviennent

λ′ ≤ λ ≤ min

{

δL2

γλ′
,

λ′

1− (γλ′)/L2

}

.

Notons que, puisque L2/γ vérifie (strictement) la relation (5.45), alors il est strictement

supérieur à (λ′)∗. On montre de même que
√

δL2/γ > (λ′)∗. Calculons ensuite le membre
de droite de l’encadrement précédent. Puisque

δL2

γλ′
≤ λ′

1− (γλ′)/L2
⇐⇒ 0 ≤ γ

L2
(λ′)2 +

γδ

L2
λ′ − δ ⇐⇒ λ′ ≥ (λ′)∗

on en déduit que, si λ′ < (λ′)∗, alors le pas λ est encadré par

λ′ ≤ λ ≤ λ′

1− (γλ′)/L2
. (5.47)

Si
√

δL2/γ ≥ λ′ ≥ (λ′)∗, nous ignorons la seconde condition dans (5.46) et λ est
contraint par le premier encadrement. Reprenons à présent l’analyse complète.

1. On a montré que, si λ′ < (λ′)∗, alors les conditions (5.42) ne peuvent être sa-
tisfaites. En revanche, les conditions (5.43) conduisent dans ce cas à l’encadre-

ment (5.47). On a en effet λ′ <
√

δL2/γ et λ′ < L2/γ .
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2. On a ensuite établi que, si λ′ >
√

δL2/γ, alors ce sont cette fois-ci les condi-
tions (5.43) qui ne peuvent être satisfaites. Néanmoins, cette hypothèse implique
que λ′ ≥ (λ′)∗ ; les conditions (5.42) prennent alors la forme (5.44), où la borne
inférieure vaut λ′ :

λ′ ≤ λ ≤ λ′ + δ. (5.48)

3. Enfin, si λ′ est compris entre (λ′)∗ et
√

δL2/γ, alors les deux ensembles de condi-
tions (5.42) et (5.43) peuvent être satisfaites. Elles s’écrivent respectivement

δL2

γλ′
≤ λ ≤ λ′ + δ et λ′ ≤ λ ≤ δL2

γλ′

ces deux encadrements pouvant être réunis en un seul, donné par (5.48).

On voit donc finalement que les conditions sur λ ne dépendent que de la valeur relative
de λ′ par rapport à (λ′)∗.

Maintenant qu’on a établi les valeurs admissibles pour les pas λ et λ′, on peut
minimiser le taux de convergence ω. On rappelle qu’il est contraint par

max

{

λ′/λ + 1

λγ/L2 + 2
,

1

δ/λ′ + 1

}

≤ ω ≤ λ′

λ
.

On cherche donc à minimiser la borne inférieure de cet encadrement. Calculons le mini-
mum de la fonction λ 7→ (λ′/λ + 1)(λγ/L2 + 2) pour λ satisfaisant la contrainte (5.47)
si λ′ < (λ′)∗ et la contrainte (5.48) sinon. Puisqu’il s’agit d’une fonction strictement
décroissante, son minimum est atteint lorsque λ est maximal. Il s’ensuit que

min
λ satisfaisant

(5.48) et (5.47)

{

λ′/λ + 1

λγ/L2 + 2

}

=







1− γλ′

L2
si λ′ < (λ′)∗

1

δ/λ′ + 1

δ/λ′ + 2

(δ/λ′ + 1)γλ′/L2 + 2
si λ′ ≥ (λ′)∗.

Comparons maintenant ce mimimum à 1/(δ/λ′ + 1). Pour ce faire, on montre d’une
part que

1− γλ′

L2
≥ 1

δ/λ′ + 1
⇐⇒ δ

λ′
− δ

λ′

γλ′

L2
− γλ′

L2
≥ 0 ⇐⇒ λ′ ≤ (λ′)∗

et d’autre part que

1

δ/λ′ + 1

δ/λ′ + 2

(δ/λ′ + 1)γλ′/L2 + 2
≤ 1

δ/λ′ + 1
⇐⇒ δ

λ′
≤
(

δ

λ′
+ 1

)

γλ′

L2

⇐⇒ λ′ ≥ (λ′)∗.

Nous avons donc prouvé que ω est minoré par

ω∗(λ′) =







1− γλ′

L2
si λ′ < (λ′)∗

1

δ/λ′ + 1
si λ′ ≥ (λ′)∗

qui est alors minimal pour λ′ = (λ′)∗. On en déduit le taux

ω∗ =

√

1 + (4L2)/(γδ)− 1
√

1 + (4L2)/(γδ) + 1
=

√
1 + 4κ− 1√
1 + 4κ + 1
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obtenu lorsque les pas de temps λ et λ′ sont choisis comme suit :

λ′ =
δ

2

(√

1 +
4L2

γδ
− 1

)

et λ = λ′ + δ =
δ

2

(√

1 +
4L2

γδ
+ 1

)

.

Le lecteur pourra vérifier que cette valeur est strictement inférieure au taux ω∗ obtenu
dans le cas de l’ADMM classique. Finalement, en reprenant les mêmes calculs que pour
l’ADMM classique, on montre que pour tout N ≥ 1

0 ≤ λ′

2
‖y − yN‖2 +

ω∗(1− (ω∗)N)

1− ω∗

(

L̃(ΞN ,y)− L̃(ξ,YN)
)

≤ (ω∗)N

(

1

2λ
‖ξ − ξ0‖2 +

λ′

2
‖y − y0‖2

)

car, ici, les paramètres optimaux vérifient ω∗ = θ = 1/(τσ). On voit ainsi que choisir les
paramètres λ et λ′ de manière à obtenir la plus petite valeur de ω conduit à perdre le
contrôle sur la convergence de la variable x. Cette convergence reste néanmoins assurée
par la forte convexité (cf. proposition 7). Pour la convergence de la variable duale, le
taux

ω̃ =

√

1 + (4L2)/(γδ)− 1
√

1 + (4L2)/(γδ) + 3
=

√
1 + 4κ− 1√
1 + 4κ + 3

est à nouveau valable.

Remarque : Si l’on tient à conserver ce contrôle, une manière simple de procéder est
de considérer un L̃ 6= L et de poser

λ′ =
δ

2






√
√
√
√1 +

4L̃2

γδ
− 1




 et λ ≥

(
L

L̃

)2 δ

2






√
√
√
√1 +

4L̃2

γδ
+ 1






de sorte d’avoir λγ/L2 + 1 ≥ δ/λ′ + 1. La condition (5.40) du théorème 16 s’écrit alors
√

1 + (4L̃2)/(γδ)− 1
√

1 + (4L̃2)/(γδ) + 1
≤
(

L̃

L

)2
√

1 + (4L̃2)/(γδ)− 1
√

1 + (4L̃2)/(γδ) + 1
≤ 1

On en déduit L̃ doit être compris entre L et L

√

1 +
√

γδ/L2. Sous cette condition, le

théorème 16 assure que le taux de convergence ω est minoré par

max

{

λ′/λ + 1

λγ/L2 + 2
,

1

δ/λ + 1

}

dont on montre qu’il vaut dans le cas présent 1/(δ/λ + 1). Ainsi, le meilleur taux est
donné par

ω∗ =

√

1 + (4L̃2)/(γδ)− 1
√

1 + (4L̃2)/(γδ) + 1
avec 1− ω∗

θ
= 1−

(
L

L̃

)2

≤
√

γδ/L2

1 +
√

γδ/L2

et on a pour tout N ≥ 1

0 ≤ 1− (L/L̃)2

2λ
‖ξ − ξN‖2 +

λ′

2
‖y − yN‖2 +

ω∗(1− (ω∗)N)

1− ω∗

(

L̃(ΞN ,y)− L̃(ξ,YN)
)

≤ (ω∗)N

(

1

2λ
‖ξ − ξ0‖2 +

λ′

2
‖y − y0‖2

)

.
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5.4 Exemples numériques

5.4.1 Algorithme FISTA

On peut comparer les taux obtenus pour l’ADMM modifié avec ceux obtenus pour
un autre algorithme de descente proximale accéléré, proposé par Nesterov [11] et
Beck et Teboulle [2]. Il s’agit de considérer la forme sans contrainte du problème
primal, donnée par

min
x∈X

{

F (Kx) + G(x)
}

et de le résoudre par méthode de gradient explicite-implicite (voir chapitre 1), en ajou-
tant un pas de sur-relaxation :

x0 = x̄0 ∈ X et







xk+1 = proxτG

(

x̄k − τ K∗∇
(

F (Kx̄k)
))

x̄k+1 = xk+1 + βk+1 (xk+1 − xk)

où les paramètres variables de la sur-relaxation sont donnés par

tk+1 =
1− q tk

2 +
√

(1− q tk
2)2 + 4tk

2

2
et βk = (1 + τ γ − tk+1τγ)

tk − 1

tk+1

avec q = τγ/(1 + τγ), pour τ ∈
]

0 ; δ/L2
]

. Dans le cas où F ∗ et G sont sup-

posées fortement convexes, de modules respectifs δ et γ, on peut montrer [6] que
la convergence de cet algorithme est linéaire. Lorsque les pas sont choisis constants

(tk = t = 1/
√

τγ/(1 + τγ)), ce taux vaut alors 1−√q [6, Remark B.2], ce qui conduit
au taux minimal

ω∗
FISTA = 1−

√

τγ

1 + τγ
= 1−

√
√
√
√

γδ/L2

1 + γδ/L2
= 1−

√

1

1 + κ

et on a la majoration suivante pour tout k ∈ N

E(xk)− E(xk) ≤ (ω∗
FISTA)k

(

E(x0)− E(xk) + γ
‖x0 − x∗‖2

2

)

.

L’intérêt de cet algorithme réside dans le cas où ∇F et proxG sont calculables.

5.4.2 Comparaison théorique avec FISTA et PDHG

On peut comparer les taux théoriques obtenus pour chacun des quatre algorithmes
considérés dans cette section, qui sont l’ADMM, l’ADMM modifié, PDHG sur-relaxé
et FISTA (cas fortement convexe). Ainsi, la figure 5.1 affiche la valeur des taux théo-
riques minimaux en fonction du conditionnement. Ainsi, il apparâıt que, comme prévu,
l’ADMM classique affiche le taux le moins bon, que l’ADMM modifié et PDHG offrent
le même taux, qui est légèrement moins bon que celui de FISTA. Tous les taux tendent
vers 1 lorsque le problème est mal conditionné.

5.4.3 Premier test quadratique

On commence dans ce paragraphe par comparer numériquement les performances
de l’ADMM et de l’ADMM modifié sur un exemple simple.
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Figure 5.1 – Comparaison des taux de convergence ω théoriques en fonction du condition-
nement κ, pour l’ADMM classique (rouge), l’ADMM modifié (magenta), PDHG sur-relaxé
(bleu) et FISTA (vert). L’ordonnée sont en échelle logarithmique.

Problème considéré Soit N un entier naturel. Considérons le problème suivant sous
contrainte égalité :

min
x=(xi)i∈[[ 0 ; N−1 ]]∈R

N

x0=1

{
M −m

2
‖KNx‖2 +

m

2
‖x‖2

}

(5.49)

où l’opérateur linéaire KN : R
N → R

N−1 est défini par (KNx)i = (xi+1 − xi)/2
pour tout i ∈ [[ 0 ; N − 2 ]], avec ‖KN‖ ≤ 1. Le conditionnement de ce problème
vaut M/m, de sorte que, si l’on choisit M très grand devant m, alors ce problème
est mal conditionné. On peut donc poser F (z) = (M −m) ‖z‖2/2 pour tout z ∈ R

N−1

et G(x) = m ‖x‖2/2 + χ{1}(x0) pour tout x = (xi)i∈[[ 0 ; N−1 ]] ∈ R
N . Ces deux fonc-

tions sont fortement convexes, de modules respectifs M − m et γ = m. On vérifie
que F ∗(y) = ‖y‖2/(M −m)/2, qui est fortement convexe, de module δ = 1/(M −m).
Appliquons à ce problème les deux versions de l’ADMM présentées dans cette section.

Résolution explicite Le minimiseur du problème (5.49) peut être calculé de manière
explicite. Il suffit pour cela d’introduire le sous-vecteur x̃ de x, défini comme suit :

∀ i ∈ [[ 0 ; N − 2 ]] , x̃i = xi+1

de sorte que x = (1,x̃). Le problème sous contrainte (5.49) peut alors s’écrire sous la
forme non contrainte

min
x̃=(x̃i)i∈[[ 0 ; N−2 ]]∈RN−1

{

M −m

2

(

‖KN−1x̃‖2 +
(x̃0 − 1)2

4

)

+
m

2
(‖x̃‖2 + 1)

}

en remarquant que ˜(KNx) = KN−1x̃. Le minimiseur x̃∗ de ce problème fortement
convexe est donné par l’équation d’Euler, qui assure que x̃∗ = A−1b, avec

A = m IN−1 + (M −m) tKN−1KN−1 +
M −m

4
e0,0
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Figure 5.2 – Minimiseur théorique du problème (5.49).

avec e0,0 la matrice carrée de taille N−1 ayant tous ses coefficients nuls à l’exception du
coefficient d’indice (0,0), qui vaut 1, et b = (M −m) e0/4, où e0 est le premier vecteur
de la base canonique de RN−1. Le minimiseur du problème initial (5.49) est alors donné
par x∗ = (1,x̃∗). Pour M = 1000 et m = 1, la figure 5.2 affiche l’allure de x∗.

Application de l’ADMM L’ADMM modifié s’écrit pour ce problème






xn+1 = argmin
x=(xi)i∈R

N

x0=1

{
m

2
‖x‖2 + 〈Kx,yn〉+

1

2 λ
‖Kx− zn‖2

}

zn+1 = argmin
z∈RN−1

{
M −m

2
‖z‖2 − 〈z,yn〉+

1

2 λ′
‖Kxn+1 − z‖2

}

yn+1 = yn +
1

λ′
(Kxn+1 − zn+1).

La mise-à-jour de z s’écrit grâce à l’équation d’Euler

zn+1 =
yn + Kxn+1/λ′

M −m + 1/λ′
.

Pour calculer explicitement la mise-à-jour de x, on utilise à nouveau les sous-vecteurs
introduits au paragraphe précédent. Le problème à résoudre s’écrit alors sans contrainte
(en ignorant les termes constants)

min
x̃=(x̃i)i∈RN−1

{

m

2
‖x̃‖2 + 〈x̃, tKN−1ỹn〉+

1

2 λ

(

‖KN−1x̃− z̃n‖2 +
(

x̃0 − 1

2
− (zn)0

)2
)}

.

L’équation d’Euler assure cette fois que x̃n+1 = A−1
n bn, avec

An = m IN−1 +
1

λ
tKN−1KN−1 +

1

4λ
e0,0

et bn = − tKN−1ỹn +
1

λ
tKN−1z̃n +

(

−(yn)0

2
+

1

2λ
(zn)0 +

1

4λ

)

e0.

On a alors xn+1 = (1,x̃n+1).
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Choix des paramètres On teste dans cette expérience deux jeux de paramètres
différents pour λ et λ′. Le premier (désigné sous le nom d’ADMM classique) correspond
au paramètre optimal pour l’ADMM classique déterminé dans cette section, qui vaut
dans ce cas

λ = λ′ =

√
√
√
√

2L2

m(M −m)
.

On prendra L = 1. Le second jeu de paramètres (ADMM modifié) correspond aux
paramètres optimaux dans l’ADMM modifié, conduisant au meilleur taux de conver-
gence :

λ =
1

2(M −m)





√

1 +
4L2(M −m)

m
+ 1





et λ′ = λ− 1

M −m
=

1

2(M −m)





√

1 +
4L2(M −m)

m
− 1



 .

Mesure de la convergence Pour comparer la convergence des trois jeux de para-
mètres, on utilisera trois outils :

1. la distance quadratique au minimiseur ‖xn − x∗‖2 ;

2. la différence absolue entre l’énergie à l’itération n et l’énergie minimale ;

3. un primal-dual gap.

Concernant le dernier outil, le gap qui devrait être pris en compte est celui correspon-
dant au problème primal-dual résolu, qui est la recherche de point-selle du lagrangien
augmenté associé au problème initial (5.49). Malheureusement, l’énergie primale don-
née par

sup
y∈RN−1

{
m

2
‖xn‖2 + 〈Kxn − zn,yn〉+

M −m

2
‖zn‖2 +

1

2 λ′
‖Kxn − zn‖2

}

est généralement infinie, car Kxn n’est pas contraint à être égal à zn. De ce fait, utiliser
ce gap n’est pas pertinent. C’est pourquoi on se propose ici d’utiliser la conjuguée
convexe de x 7→ F (Kx), ce qui permet de réécrire le problème primal (5.49) sous la
forme primale-duale

min
x=(xi)i∈[[ 0 ; N−1 ]]∈R

N

x0=1

sup
z′∈RN−1

{

m

2
‖x‖2 + 〈Kx,z′〉 − 1

2(M −m)
‖z′‖2

}

Ce problème admet au moins une solution, donnée par (x∗,(z′)∗), avec

(z′)∗ = argmax
z∈RN−1

{

m

2
‖x∗‖2 + 〈Kx∗,z′〉 − 1

2(M −m)
‖z′‖2

}

= (M −m) Kx∗

(on résout l’équation d’Euler). Le gap pour ce problème vaut

G(xn,z′
n) = P(xn)−D(zn)

où l’énergie primale en xn vaut P(xn) = m ‖xn‖2/2 + (M −m) ‖Kxn‖2/2, tandis que
l’énergie duale en z′

n vaut

D′(z′
n) =

m

2
‖x′‖2 + 〈Kx′,z′

n〉 −
1

2(M −m)
‖z′

n‖2
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(a) Énergie E(xn)− E(x∗)

(b) Distance au minimiseur ‖xn − x∗‖2

(c) Primal-dual gap

Figure 5.3 – Mesure de la convergence pour l’ADMM (rouge), l’ADMM modifié (magenta),
PDHG sur-relaxé (bleu) et FISTA (vert) pour le problème quadratique. En trait plein, les me-
sures empiriques, en pointillé, les valeurs théoriques (décroissance linéaire en ω pour l’énergie
et le gap et en ω̃ pour la convergence de la variable primale, sauf pour FISTA). Les ordonnées
sont en échelle logarithmique.
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avec x̃′ = − tKN−1z
′
n/m. On sait que le gap G(xn; z′

n) doit tendre vers 0 si (xn)n tend
vers x∗ et (z′

n)n tend vers (M −m) Kx∗ = (M −m) z∗. On en déduit en particulier que
la suite (G(xn; (M −m) zn))n doit tendre vers 0. C’est ce gap-là que l’on considèrera
dans les expériences réalisées.

La figure 5.3 présente l’évolution des trois mesures décrites plus haut, pour un même
nombre d’itérations. On affiche par ailleurs l’évolution de ces mêmes mesures obtenues
lorsque l’on applique le PDHG sur-relaxé avec les paramètres optimaux déterminés au
paragraphe 5.2.3 et lorsque l’on applique FISTA (cas fortement convexe) avec des pas
constants (voir paragraphe précédent). Dans ce dernier cas, on ne considère que les
deux premières quantités (le gap étant mal défini).

5.4.4 Application au débruitage TV-Huber

Problème considéré Soit uh ∈ R
3NxNy une image couleur RGB (éventuellement

bruitée). On cherche à résoudre

min
vh∈R

3NxNy

{

1

2µ
‖vh − uh‖2 +

1

2
TVh

Huber(v
h)

}

(5.50)

où l’opérateur linéaire gradient ∇h : R3NxNy → R
3NxNy × R

3NxNy est défini pour toute
image vh par ∇hvh = t(δh

xvh,δh
y vh), où les différences finies sont données pour tout

indice (i,j) ∈ [[ 0 ; Nx − 1 ]]× [[ 0 ; Ny − 1 ]] par

(δh
xvh)i,j =







vh
i+1,j − vh

i,j si i < Nx − 1

0 sinon
et (δh

y vh)i,j =







vh
i,j+1 − vh

i,j si j < Ny − 1

0 sinon

et avec TVh
Huber(v

h) défini par

TVh
Huber(v

h) =
Nx−1∑

i=0

Ny−1
∑

j=0

h
(

‖(∇hvh)i,j‖
)

où h(t) =







|t|2
2

si |t| ≤ 1

|t| − 1

2
si |t| > 1.

Ce problème peut être interprété comme un problème de débruitage, avec un terme
d’attache aux données quadratique et un terme de régularisation défini par une version
régularisée de TV (voir figure 5.4), qui agit comme une régularisation quadratique
lorsque les variations sont faibles et comme la régularisation TV sinon. Ce modèle peut
donc être rapproché du modèle ROF étudié plus en détail dans le chapitre suivant.
Le paramètre µ > 0 permet de pondérer l’importance relative du terme d’attache aux
données par rapport au terme de régularisation.

Application de l’ADMM Posons G = ‖· − uh‖2/(2µ) et

F (φ) =
Nx−1∑

i=0

Ny−1
∑

j=0

h
(

‖φi,j‖
)

avec F ∗(ξ) =
Nx−1∑

i=0

Ny−1
∑

j=0

1

2
‖ξi,j‖2 + χ[ 0 ;1 ](‖ξi,j‖).

L’ADMM modifié s’écrit pour ce problème






vh
n+1 = argmin

vh∈R
3NxNy

{

1

2µ
‖vh − uh‖2 + 〈∇hvh,ξh

n〉+
1

2 λ
‖∇hvh − φh

n‖2

}

φh
n+1 = argmin

φh∈(R3NxNy )2

{

F (φh)− 〈φh,ξh
n〉+

1

2 λ′
‖∇hvh

n+1 − φh‖2
}

ξh
n+1 = ξh

n +
1

λ′
(∇hvh

n+1 − φh
n+1).
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(a) Image originale uh (b) Image bruitée gh (c) Image débruitée v∗

Figure 5.4 – Image originale uh (à gauche), image bruitée gh (au milieu) et image débruitée v∗

(à droite). Le bruit ajouté est un bruit blanc gaussien additif, de variance 100 (les images sont
à valeurs entre 0 et 255). L’image débruitée v∗ est obtenue en appliquant une régularisation
quadratique avec une attache aux données quadratique. Source : détail de l’image Hepatica

nobilis flowers, par Archenzo.

Chacune des deux minimisations partielles se résolvent grâce à l’équation d’Euler, qui
assure que la mise-à-jour de l’image vh est calculée par

vh
n+1 =

(

1

µ
I +

1

λ
(∇h)∗∇h

)−1 (
1

µ
uh +

1

λ
(∇h)∗φh

n − (∇h)∗ξh
n

)

tandis que la mise-à-jour de la seconde variable primale φh est donnée par

φh
n+1 =

τ ′(ξn)i,j + (∇vn+1)i,j

|τ ′(ξn)i,j + (∇vn+1)i,j|
|(φn+1)i,j|

avec

|(φn+1)i,j| =







τ ′|(ξn)i,j + (∇vn+1)i,j|
τ ′ + 1

si |τ ′(ξn)i,j + (∇vn+1)i,j| ≤ τ ′ + 1

|τ ′(ξn)i,j + (∇vn+1)i,j| − τ ′ si |τ ′(ξn)i,j + (∇vn+1)i,j| > τ ′ + 1.

(5.51)

Choix des paramètres On va à nouveau tester les deux jeux de paramètres (λ,λ′)
correspondant à l’ADMM classique et à l’ADMM modifié.

Commençons par déterminer la régularité du problème. Les fonctions F ∗ et G sont
fortement convexes, de modules respectifs δ = 1 et γ = 1/µ. L’opérateur gradient est
borné, de norme L ≤ 2

√
2, avec L tendant vers cette borne supérieure lorsque Nx ou Ny

tendent vers +∞.
Les trois jeux de paramètres sont donc donnés par

1. ADMM classique : λ = λ′ = 4
√

µ ;

2. ADMM modifié :

(λ,λ′) =

(

1

2

(√

1 +
32

µ
+ 1

)

,
1

2

(√

1 +
32

µ
− 1

))

.

Mesure de la convergence Pour mesurer la convergence, on utilise cette fois deux
outils distincts : la différence entre l’énergie primale et son minimum et la distance
quadratique en vh

n et le minimiseur v∗ du problème. La première mesure dépendant
de la valeur de la solution v∗, cette dernière est obtenue expérimentalement en faisant
tourner sur un temps long la méthode PDHG sur-relaxé.
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Résultats expérimentaux La figure 5.4 présente l’image initiale bruitée uh ainsi
que le débruitage v∗ réalisé en résolvant le problème (5.50). On a choisi µ = 2 pour
cette expérience. On compare ensuite les performances de l’ADMM classique, l’ADMM
modifié, le PDHG sur-relaxé et FISTA. La figure 5.5 présente quant à elle la convergence
de l’énergie et celle de la variable primale pour chaque expérience. Dans chaque cas,
on affiche également la courbe de décroissance théorique, qui, en échelle logarithmique,
est une droite de pente ln(ω̃) pour la distance au minimiseur.

5.4.5 Discussion

ADMM classique versus ADMM modifié Les deux expériences présentées aux
paragraphes précédents montrent dans les deux cas que la version modifiée de l’ADMM
proposée dans ce chapitre conduit à de meilleures performances que l’ADMM classique.
Pour une comparaison juste, on a choisi pour l’ADMM classique et une des versions de
l’ADMM modifié les paramètres conduisant théoriquement au meilleur taux de conver-
gence. On observe alors que, tant pour l’énergie primale et pour le primal-dual gap,
l’introduction d’un paramètre λ′ 6= λ permet effectivement d’accélérer la décroissance.

Comparaison avec les taux théoriques Dans le premier exemple du problème
quadratique, les performances observées empiriquement sont bien meilleures que celles
attendues (qui sont affichées en pointillés). Cela peut expliquer par le fait que le pro-
blème est beaucoup plus régulier que ceux concernés par les différentes preuves de
convergence démontrées dans ce chapitre.

Dans la régularisation TV-Huber, on observe pour l’ADMM, l’ADMM modifié et
PDHG une bonne corrélation entre les courbes théoriques et les courbes empiriques
dans le cas de la convergence de la variable primale (même si cette convergence n’a pas
été formellement démontrée dans le cas des ADMM). En revanche, il apparâıt que la
convergence de l’énergie et du gap soit meilleure en pratique qu’en théorie, puisqu’elle
semble afficher le même taux que celle de la variable primale.

Oscillations de FISTA et de PDHG accéléré Pour FISTA et PDHG sur-relaxé,
on observe des oscillations dans le problème quadratique. Dans le cas de FISTA, ce
phénomène a déjà été observé [12] pour des problèmes similaires. Ces oscillations sont
dues à l’étape de sur-relaxation, et apparaissent lorsque θ est choisi trop grand en
comparaison des valeurs propres de l’opérateur m IN + (M −m)K∗

NKN .

Dans le cas de l’algorithme primal-dual, de telles oscillations n’ont pas été rap-
portées à notre connaissance. Il est vraisemblable qu’elles soient également dues à la
sur-relaxation, pour des raisons similaires à celles intervenant dans FISTA. Cependant,
à l’heure où ce manuscrit est rédigé, l’étude théorique de ce phénomène n’a pas encore
abouti.

Mis à part l’apparition d’oscillations dans le cas quadratique mal conditionné, qui
ralentissent localement la convergence des algorithmes PDHG et FISTA, il doit être
noté que ces deux algorithmes ne font pas intervenir l’inversion d’une matrice (qui, dans
le cas du débruitage TV-Huber, peut s’avérer être d’une taille très importante). Ainsi,
une itération dans ces deux algorithmes est bien moins coûteuse en temps de calculs.
En d’autres termes, même si la convergence en termes de nombre d’itérations peut
être meilleure pour l’ADMM modifié, celle est très inférieure lorsqu’elle est mesurée en
temps total de calculs.

198



(a) Énergie E(xn)− E(x∗)

(b) Distance au minimiseur ‖xn − x∗‖2

Figure 5.5 – Mesure de la convergence pour l’ADMM (rouge), l’ADMM modifié (magenta),
PDHG sur-relaxé (bleu) et FISTA (vert) pour le débruitage TV-Huber. En trait plein,
les mesures empiriques, en pointillé, les valeurs théoriques (décroissance linéaire en ω pour
l’énergie et en ω̃ pour la convergence de la variable primale). Les ordonnées sont en échelle
logarithmique.
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Conclusion

On a proposé dans ce chapitre une version modifiée de l’algorithme ADMM en
relaxant légèrement le choix du paramètre de la version classique de l’algorithme, en
introduisant un second paramètre. Dans le cas fortement convexe, on a démontré, en
écrivant les itérations de l’ADMM sous la forme d’un algorithme primal-dual connu sous
le nom de PDHG, la convergence de ce nouvel algorithme, sous certaines conditions
sur les deux paramètres.

L’introduction de ce second paramètre, s’il est correctement choisi, conduit à une
meilleure convergence théorique que l’ADMM classique. On a déterminé pour ces deux
versions les paramètres conduisant au meilleur taux de convergence théorique, ainsi
que, pour la version modifiée, des paramètres associés à un taux sous-optimal mais
permettant de conserver un contrôle sur la convergence des deux variables.

Des tests expérimentaux, dont l’un sur le débruitage, confirment qu’en pratique, la
version modifiée de l’ADMM présente de meilleures performances que la version clas-
sique. Dans un cas simple mais mal-conditionné, elle affiche par ailleurs un meilleur
comportement que deux autres algorithmes accélérés classiques, qui sont l’algorithme
primal-dual PDHG sur-relaxé et FISTA (accéléré dans le cas fortement convexe).
Ces deux derniers présentent en effet des oscillations qui dégradent leur vitesse de
convergence. Néanmoins, dans des cas moins pathologiques, même si les deux versions
d’ADMM étudiées offrent des convergences comparables à ces deux algorithmes en
termes de nombre d’itérations, l’inversion d’un opérateur nécessaire pour l’ADMM le
rend moins compétitif lorsque la convergence est mesurée en termes de temps de calcul.

Références

[1] Hedy Attouch and Mohamed Soueycatt. Augmented lagrangian and proxi-
mal alternating direction methods of multipliers in Hilbert spaces. applications to
games, PDE’s and control. Pacific Journal of Optimization, 5(1) :17–37, 2008.

[2] Amir Beck and Marc Teboulle. A fast iterative shrinkage-thresholding algo-
rithm for linear inverse problems. SIAM Journal on Imaging Sciences, 2(1) :183–
202, 2009.

[3] Stephen Boyd, Neal Parikh, Eric Chu, Borja Peleato, and Jonathan Eck-

stein. Distributed optimization and statistical learning via the alternating di-
rection method of multipliers. Foundations and Trends® in Machine Learning,
3(1) :1–122, 2011.

[4] Antonin Chambolle and Thomas Pock. A first-order primal-dual algorithm for
convex problems with applications to imaging. Journal of Mathematical Imaging
and Vision, 40(1) :120–145, 2011.

[5] Antonin Chambolle and Thomas Pock. On the ergodic convergence rates of a
first-order primal–dual algorithm. Mathematical Programming, pages 1–35, 2015.

[6] Antonin Chambolle and Thomas Pock. An introduction to continuous optimi-
zation for imaging. Acta Numerica, 25 :161–319, 5 2016.

200



[7] Patrick L. Combettes and Jean-Christophe Pesquet. Proximal splitting me-
thods in signal processing. In Fixed-point algorithms for inverse problems in
science and engineering, pages 185–212. Springer, 2011.

[8] Ernie Esser, Xiaoqun Zhang, and Tony Chan. A general framework for a class
of first order primal-dual algorithms for convex optimization in imaging science.
SIAM Journal on Imaging Sciences, 3(4) :1015–1046, 2010.

[9] Daniel Gabay and Bertrand Mercier. A dual algorithm for the solution of
nonlinear variational problems via finite element approximation. Computers &
Mathematics with Applications, 2(1) :17–40, 1976.

[10] Roland Glowinski and A. Marrocco. Sur l’approximation, par éléments finis
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6.1 Le modèle Rudin-Osher-Fatemi . . . . . . . . . . . . . . . . . . . . 204

6.1.1 Position du problème . . . . . . . . . . . . . . . . . . . . . . . . . 204
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Introduction

L’acquisition de tout signal numérique s’accompagne inévitablement de bruit, c’est-
à-dire d’une dégradation de signal original. Le débruitage est donc un sujet central du
traitement du signal. Une bonne méthode de débruitage doit corriger la dégradation
observée tout en préservant tant que possible les caractéristiques fondamentales du
signal acquis.

Parmi les méthodes les plus connues de débruitage d’images, la méthode ROF repose
sur une formulation variationnelle du problème. Elle consiste à définir une fonctionnelle
d’énergie à deux termes, dont l’un est la norme TV du signal. Ce modèle est populaire
car la norme TV est une bonne norme pour les images, en ce sens que les images natu-
relles ont généralement une faible norme TV. Ainsi, rechercher le signal le plus proche
du signal observé et de norme TV la plus faible possible est une manière naturelle de
débruiter. L’intérêt principal de l’utilisation de la norme TV est qu’elle préserve les
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discontinuités des images, ce que ne parviennent pas toujours à faire les autres mé-
thodes de débruitage. Malheureusement, le débruitage d’une image est généralement
une étape préliminaire à un autre traitement, et ne constitue pas une fin en soi. Or, la
minimisation de la fonctionnelle ROF n’est pas toujours très efficace. Il a été montré
que ce problème se résout en O(N) pour des signaux 1D, mais de tels algorithmes
ne sont pas généralisables pour des dimensions supérieures. Néanmoins, des stratégies
dites d’éclatement ont été introduites pour exploiter cette efficacité du cas 1D dans le
problème 2D (qui est le cas des images en niveaux de gris). Ces algorithmes sont en par-
ticulier parallélisables, car ils décomposent le problème 2D en plusieurs problèmes 1D
indépendants.

L’objectif de ce chapitre est de généraliser ces méthodes au cas de la couleur. Expé-
rimentalement, l’application simple de ces algorithmes sur des images couleurs ne pro-
duit pas des résultats satisfaisants. C’est pourquoi nous en proposons une modification,
dont nous montrons qu’elle converge. Une comparaison expérimentale de l’algorithme
proposé avec d’autres algorithmes permet d’en noter la performance.

6.1 Le modèle Rudin-Osher-Fatemi

6.1.1 Position du problème

Débruitage pur Le modèle ROF (Rudin-Osher-Fatemi) a été introduit en  [7]
comme modèle de débruitage pur d’un signal. Par débruitage pur, on sous-entend qu’au-
cune déconvolution n’est réalisée sur le signal (comme ça peut être le cas avec les
problèmes de déconvolution). Le modèle de formation du signal est donc

g = u + n

où g : Ω ⊂ R
n → R

m est le signal observé, u : Ω ⊂ R
n → R

m le signal idéal (inconnu)
et n : Ω ⊂ R

n → R
m un bruit blanc gaussien additif (inconnu également). L’objectif est

donc d’estimer le signal idéal à partir de son observation bruitée g. Le débruitage d’une
image en niveaux de gris correspond au cas n = 2 et m = 1 tandis que le débruitage
d’une image en couleurs (RGB par exemple) correspond au cas n = 2 et m = 3.

Les méthodes les plus simples (et certainement les plus utilisées) procèdent par
un filtrage linéaire de l’image. En d’autres termes, pour estimer la valeur u(x) d’un
pixel x, on calcule la moyenne de l’image bruitée g sur un certain voisinage du pixel en
question. Si ce voisinage est un voisinage spatial (une fenêtre centrée en x par exemple),
alors le résultat est généralement une image certes débruitée, mais floue. Une stratégie
pour éviter cet écueil a été proposée avec l’utilisation des NL-means (moyennage non
local), qui consiste à considérer un voisinage dans l’espace des couleurs : on moyenne
des pixels qui présentent le même aspect visuel sur une petite fenêtre. Cette approche
permet de mieux préserver les discontinuités de l’image, mais implique de trouver pour
tout pixel suffisamment de répliques pour pouvoir le débruiter. Ce genre de méthode
repose également sur un nombre important de paramètres, qui sont nécessaires pour
définir les différentes proximités.

Le défi principal du débruitage pur est donc de parvenir à supprimer (autant que
possible) le bruit, tout en préservant les discontinuités de l’image. Le cadre de travail le
plus naturel est donc l’espace BV des fonctions à variations bornées [6]. Dans le modèle
ROF, l’idée centrale est de trouver une estimation du signal de norme TV minimale,
étant entendu que les images dites naturelles présentent une faible norme TV.
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Modèle variationnel Le modèle ROF est un modèle variationnel, où la fonctionnelle
d’énergie comporte deux termes. Le premier terme est un terme d’attache aux données ;
il est défini par la norme L2 pour gérer le bruit blanc gaussien. Le second terme est un
terme de régularisation ; ainsi qu’on l’a déjà évoqué, dans le modèle ROF, il s’agit de
la norme TV. On cherche donc à résoudre le problème

min
v∈BV(Ω;Rm)

{
1

2λ

∫

Ω
|v(x)− g(x)|2 dx + TV(v)

}

(6.1)

où λ > 0 est un paramètre permettant de modifier les importances respectives du terme
d’attache aux données et du terme de régularité. Plus λ est grand, plus la régularisation
TV est importante. Il est à noter que la présence du terme quadratique rend ce problème
fortement convexe, donc la solution est unique.

Dans leur article original [7], les auteurs minimisent cette fonctionnelle d’énergie
grâce à des équations aux dérivées partielles non linéaires. Nous allons montrer dans
ce qui suit que d’autres approches plus efficaces peuvent être envisagées pour résoudre
ce problème.

6.1.2 Cas 1D : complexité en O(N)

Commençons par considérer le cas simple d’un signal discret 1D (n = 1 et m = 1).

Problème discret La version discrète du modèle ROF est donnée par

min
vh∈RN

{

1

2λ

N−1∑

i=0

(vh
i − gh

i )2 +
N−1∑

i=0

|(∇hvh)i|
}

(6.2)

où le signal observé est un vecteur réel gh = (gh
i )i∈[[ 0 ; N−1 ]] de taille N et où le vecteur

dérivée ∇hvh = ((∇hvh)i)i∈[[ 0 ; N−1 ]] est défini par les différences finies

(∇hvh)i =







vh
i+1 − vh

i si i < N − 1

0 sinon.

Notons que le problème (6.3) peut encore s’écrire sous la forme

min
vh∈RN

{
1

2λ
‖vh − gh‖2

2 + TVh
1D(vh)

}

(6.3)

où on définit la norme TV discrète d’un signal 1D vh par TVh
1D(vh) = ‖∇hvh‖1. On en

déduit que résoudre le problème ROF 1D revient essentiellement à évaluer l’opérateur
proximal associé à la fonction TVh

1D.

Algorithme de Condat Proposé en  par Laurent Condat [2], cette méthode
repose sur la caractérisation des sur-solutions et sous-solutions du problème (6.3), c’est-
à-dire des majorants et des minorants de la solution, qui satisfont un certain nombre de
conditions. Celles-ci découlent de l’équation d’Euler associé au problème étudié. En
faisant des hypothèses de constance locale de la solution, on construit progressivement
des sur- et sous-solutions, jusqu’à ce qu’une impossibilité apparaisse (typiquement,
la sur-solution passant sous la solution ou la sous-solution passant au-dessus de la
solution). On peut alors identifier le point jusqu’auquel les hypothèses sont correctes,
puis reprendre l’estimation de la solution à partir de ce point. La complexité de cet
algorithme est de O(N) dans la majorité des cas, mais est moins bonne dans le pire
des cas.
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Algorithme de Johnson L’algorithme proposé par Nicholas Johnson en  [5]
repose quant à lui sur la programmation dynamique. Le principe est de transformer le
problème global (6.3) en une série de problèmes locaux (définis sur les i premiers coeffi-
cients du vecteur). L’idée est de considérer l’estimation d’un vecteur de i points comme
la minimisation d’une énergie à trois termes : l’énergie du dernier point i, l’énergie du
vecteur privé de ce point, et l’énergie d’interaction entre ces deux composantes du vec-
teur initial, qui ne dépendant que du i-ème et du i− 1-ème point. Si l’énergie optimale
du vecteur composé des i− 1 premiers points peut être rapidement calculée quelle que
soit la configuration testée, alors le problème est simplifié, car il s’agit uniquement de
trouver le i-ème point, les i−1 premiers points étant alors pris optimaux pour ce choix.
Johnson montre que ce schéma de résolution repose en pratique entièrement sur la
recherche du zéro d’une fonction affine par morceaux qui est progressivement mise à
jour. Or, l’encodage d’une telle fonction est peu coûteuse, car il s’agit uniquement d’en
stocker les points de rupture. La complexité de l’algorithme est en O(N).

Malheureusement, ces deux approches exploitent des propriétés liées à l’unidimen-
sionnalité du signal, et ne peuvent donc pas être étendues à des cas plus généraux
(n > 1 ou m > 1).

6.1.3 Cas 2D : stratégies d’éclatement

Intéressons-nous à présent au cas des images en niveaux de gris, qui correspond au
cas n = 2 et m = 1 des signaux 2D. L’idée des stratégies d’éclatement est de transformer
le problème considéré en une série de sous-problèmes que l’on sait résoudre de manière
efficace. Dans le cas de l’éclatement horizontal/vertical par exemple, on pourra exploiter
l’efficacité des algorithmes deCondat et de Johnson pour résoudre les sous-problèmes
qui apparaissent.

Les approches étudiées dans ce paragraphe repose sur la méthode d’éclatement
de Dykstra, présentée au chapitre 1. On parle également parfois de descentes par
coordonnées, car, dans le cas de l’éclatement par ligne/colonne par exemple, il s’agit
essentiellement de traiter chaque coordonnée successivement. Cette section reprend en
grande partie la démarche déjà présentée dans [1].

Problème discret Le problème discret correspondant prend la forme générique sui-
vante :

min
vh∈R

Nx×Ny







1

2λ

Nx−1∑

i=0

Ny−1
∑

j=0

(vh
i,j − gh

i,j)
2 +

Nx−1∑

i=0

Ny−1
∑

j=0

‖(∇hvh)i,j‖k






. (6.4)

Le gradient ∇hvh de l’image vh est cette fois défini comme suit

(∇hvh)i,j =

(

(δh
xvh)i,j

(δh
y vh)i,j

)

où les différences finies sont données par

(δh
xvh)i,j =







vh
i+1,j − vh

i,j si i < Nx − 1

0 sinon
et (δh

y vh)i,j =







vh
i,j+1 − vh

i,j si j < Ny − 1

0 sinon.

On suppose ici que les images sont des matrices réelles de taille Nx×Ny, d’indices (i,j)
appartenant au carré [[ 0 ; Nx − 1 ]]×[[ 0 ; Ny − 1 ]]. Pour la version discrète de la norme TV,

206



on peut choisir k = 2, ce qui revient à considérer la version isotrope de TV :

TVh
iso(v

h) =
Nx−1∑

i=0

Ny−1
∑

j=0

√

(δh
xvh)2

i,j + (δh
y vh)2

i,j

ou k = 1, auquel cas on considère la version anisotrope (qui découple les directions
horizontales et verticales) :

TVh
aniso(v

h) =
Nx−1∑

i=0

Ny−1
∑

j=0

|(δh
xvh)i,j|+ |(δh

y vh)i,j|.

Éclatement horizontal/vertical ou ligne/colonne L’idée ici est de transformer le
problème discret (6.4) en une série de problèmes ROF 1D, de sorte de pouvoir utiliser
un des deux algorithmes présentés plus haut. On va pour cela considérer la version
anisotrope de TV, ce qui revient à s’intéresser au problème

min
vh∈R

Nx×Ny

{
1

2λ
‖vh − gh‖2

2 + TVh
h(vh) + TVh

v(vh)
}

(6.5)

où on pose TVh
h(vh) = ‖δh

xvh‖1 et TVh
v(vh) = ‖δh

y vh‖1. Le lagrangien de ce problème
est composé de trois termes, un terme différentiable et deux termes dont l’opérateur
proximal peut être évalué, puisqu’il ne s’agit ni plus ni moins que de normes TV 1D (ho-
rizontale et verticale). On peut donc appliquer la méthode d’éclatement de Dykstra.
Il s’agit de considérer le problème dual équivalent

min
xh,yh∈R

Nx×Ny

{

(TVh
h)∗(yh) + (TVh

v)∗(xh) +
1

2λ

∥
∥
∥λ(xh + yh)− gh

∥
∥
∥

2

2

}

. (6.6)

Les solutions v∗ et (x∗,y∗) des problèmes primal et dual sont reliées par la relation

v∗ = gh − λ (x∗ + y∗).

On résout le problème dual par minimisations partielles alternées :







xh
n+1 = argmin

x∈R
Nx×Ny

{

(TVh
h)∗(x) +

1

2λ

∥
∥
∥λ(x + yh

n)− gh
∥
∥
∥

2

2

}

yh
n+1 = argmin

y∈R
Nx×Ny

{

(TVh
v)∗(y) +

1

2λ

∥
∥
∥λ(xh

n+1 + y)− gh
∥
∥
∥

2

2

}

.
(6.7)

L’image vh
n est donnée à chaque itération par vh

n = gh − λ(xh
n + yh

n). On reconnâıt la
définition des opérateurs proximaux associés à (TVh

h)∗ et (TVh
v)∗, que l’on sait calcu-

ler à l’aide de l’identité de Moreau et de l’algorithme de Condat ou l’algorithme
de Johnson (appliqués en parallèle sur toutes les lignes ou toutes les colonnes du
problème). Ces deux mises-à-jours sont en effet respectivement des problèmes de Nx

(resp. Ny) minimisations de la forme (6.3) entièrement séparés sur les lignes (resp. les
colonnes).

Éclatement carrés pairs/impairs Restons pour l’instant dans le cas de la TV
anisotrope k = 1. Remarquons qu’il est possible de décomposer la norme TV en deux
termes, l’un portant sur les carrés de coin supérieur gauche de coordonnées paires et
l’autre portant sur les carrés de coin supérieur gauche de coordonnées impaires. Plus
précisément, commençons par définir le carré de coin supérieur gauche (i,j) en posant
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pour (i,j) ∈ [[−1 ; Nx − 1 ]]× [[−1 ; Ny − 1 ]] l’opérateur d’extraction Si,j, qui est défini
par

Si,jv
h = (vh

i,j,v
h
i,j+1,v

h
i+1,j+1,v

h
i+1,j)

si i ∈ [[ 0 ; Nx − 2 ]] et j ∈ [[ 0 ; Ny − 2 ]] (autrement, si le carré est entièrement inclus
dans le domaine de l’image). Si i ∈ [[ 0 ; Nx − 2 ]] mais que j ∈ {−1,Ny − 1}, alors

Si,−1v
h = (vh

i,0,v
h
i+1,0) et Si,Ny−1v

h = (vh
i,Ny−1,v

h
i+1,Ny−1).

De même, si j ∈ [[ 0 ; Ny − 2 ]] mais que i ∈ {−1,Nx − 1}, alors
S−1,jv

h = (vh
0,j+1,v

h
0,j) et SNx−1,jv

h = (vh
Nx−1,j,v

h
Nx−1,j+1).

Enfin, dans les autres cas, on a

S−1,−1v
h = (vh

0,0), SNx−1,−1v
h = (vh

Nx−1,0),

S−1,Ny−1v
h = (vh

0,Ny−1) et SNx−1,Ny−1v
h = (vh

Nx−1,Ny−1).

Désormais, on dira que le carré de coin supérieur gauche (i,j) est pair (resp. impairs) si i
et j sont pairs (resp. impairs). Si on ne considère que les carrés pairs (respectivement
impairs), alors on constate d’une part que tous les pixels ui,j sont présents exactement
une fois et, d’autre part, que les carrés (au sens large, c’est-à-dire même réduits à un
segment ou à un point) sont tous disjoints.

On définit ensuite l’opérateur D, en posant pour tout carré S = t(s1,s2,s3,s4)

Ds = t(s2 − s1,s3 − s2,s4 − s3,s1 − s4)

puis Ds = s2 − s1 pour tout carré S = t(s1,s2) et enfin Ds = 0 si s = (s1) ∈ R. Son
adjoint sur R4, noté D∗, est donné pour tout ξ = (ξ1,ξ2,ξ3,ξ4) par

D∗ξ = (ξ4 − ξ1,ξ1 − ξ2,ξ2 − ξ3,ξ3 − ξ4)

tandis qu’il vaut D∗ξ = (−ξ,ξ) si s n’est pas un véritable carré. Grâce aux remarques
faites plus haut, on peut alors vérifier que

TVh
aniso(v

h) =
Nx−1
∑

i=0
i pair

Ny−1
∑

j=0
j pair

‖D(Svh)i,j‖1

︸ ︷︷ ︸

= TVh
e (vh)

+
Nx−1
∑

i=−1
i impair

Ny−1
∑

j=−1
j impair

‖D(Svh)i,j‖1

︸ ︷︷ ︸

= TVh
o(vh)

À nouveau, on peut utiliser la méthode d’éclatement de Dykstra, ce qui revient cette
fois à résoudre le problème dual

min
xh,yh∈R

Nx×Ny
(TVh

e )∗(xh) + (TVh
o)∗(yh) +

1

2λ

∥
∥
∥λ(xh + yh)− gh

∥
∥
∥

2

2
(6.8)

par minimisations partielles alternées :






xh
n+1 = argmin

x∈R
Nx×Ny

{

(TVh
e )∗(x) +

1

2λ

∥
∥
∥λ(x + yh

n)− gh
∥
∥
∥

2

2

}

yh
n+1 = argmin

y∈R
Nx×Ny

{

(TVh
o)∗(y) +

1

2λ

∥
∥
∥λ(xh

n+1 + y)− gh
∥
∥
∥

2

2

}

.
(6.9)

Calculons les deux conjuguées convexes (TVh
e )∗ et (TVh

o)∗. Par définition de la conju-
guée convexe, on a pour tout x ∈ R

Nx×Ny

(TVh
e )∗(x) = sup

v∈R
Nx×Ny







〈v,x〉 −
Nx∑

i=0
i pair

Ny∑

j=0
j pair

‖D(Sv)i,j‖1







.
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On peut facilement vérifier que

〈v,x〉 =
Nx−1
∑

i=0
i pair

Ny−1
∑

j=0
j pair

〈(Sv)i,j,(Sx)i,j〉.

Ainsi, pour calculer la conjuguée convexe (TVh
e )∗(x), il suffit de savoir résoudre

sup
s∈R4

{

〈s,Si,jx〉 − ‖Ds‖1

}

et sup
s∈R2

{

〈s,Si,jx〉 − ‖Ds‖1

}

suivant la taille du vecteur (Sx)i,j (on ignore le cas trivial où (Sx)i,j est un singleton,
car il n’y a alors pas de régularisation). On peut montrer que

sup
s∈R4

{

〈s,Si,jx〉 − ‖Ds‖1

}

=







0 si x = D∗ξ et ‖ξ‖∞ ≤ 1

+∞ sinon

et sup
s∈R2

{

〈s,Si,jx〉 − ‖Ds‖1

}

=







0 si x = D∗ξ et ‖ξ‖∞ ≤ 1

+∞ sinon.

Il s’ensuit que, si on pose K = {D∗ξ | ‖ξ‖∞ ≤ 1,ξ ∈ R
4 ou ξ ∈ R

2}, alors

(TVh
e )∗(x) =

Nx−1
∑

i=0
i pair

Ny−1
∑

j=0
j pair

χK(Si,jx) et (TVh
o)∗(y) =

Nx−1
∑

i=−1
i impair

Ny−1
∑

j=−1
j impair

χK(Si,jy).

Puisque ‖g‖2
2 =

Nx−1
∑

i=0
i pair

Ny−1
∑

j=0
j pair

‖Si,jg‖2
2 =

Nx−1
∑

i=−1
i impair

Ny−1
∑

j=−1
j impair

‖Si,jg‖2
2

on en déduit que les minimisations partielles alternées peuvent s’écrire à l’aide de
l’opérateur S : pour tout (i,j) pairs,

Si,jx
h
n+1 = argmin

s∈Rd

{

χK(s) +
1

2λ
‖λ s− Si,j(g

h − λ yh
n)‖2

2

}

et pour tout (i,j) impairs,

Si,jy
h
n+1 = argmin

s∈Rd

{

χK(s) +
1

2λ
‖λ s− Si,j(g

h − λ xh
n+1)‖2

2

}

avec dans les deux cas d égal à la taille de Si,jg
h. En particulier, on cherche à résoudre

le problème générique sur le carré (en ayant factorisé par λ dans la norme)

min
s∈R4

{

χK(s) +
1

2
‖s− s0‖2

2

}

avec s0 ∈ R
4,

qui s’écrit aussi min
ξ∈R

4

‖ξ‖∞≤1

{
1

2
‖D∗ξ − s0‖2

2

}

.

Il est possible de résoudre ce problème de manière exacte en utilisant la méthode de
Newton, mais [1] assure qu’il est suffisant de procéder à deux minimisations partielles
alternées : la première en minimisant l’énergie en (ξ2,ξ4) pour (ξ1,ξ3) fixées (égales à
leur valeur précédente) et la seconde en minimisant l’énergie en (ξ1,ξ3) pour (ξ2,ξ4)
fixées (égales à leurs nouvelles valeurs).
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6.2 Théorie des descentes alternées multiples

On propose dans cette section un algorithme qui alterne plusieurs pas de descentes
proximales (généralisées) pour résoudre, entre autres, les problèmes duaux posés par
la méthode par éclatement de Dykstra. On appliquera ensuite cet algorithme au
débruitage ROF des images en couleurs RGB.

6.2.1 Position du problème

On s’intéresse dans cette section au problème de la forme

min
x∈X
y∈Y

{

f(x) + g(y) +
1

2
‖Ax + By − c‖2

}

(6.10)

où f : X → R et g : Y → R sont des fonctions convexes, propres et s.c.i.. Les opérateurs
linéaires A : X → Z et B : Y → Z sont supposés continus, tandis que c ∈ Z.

Pour résoudre ce problème, une première approche consiste à alterner les minimi-
sations partielles, respectivement en x et en y. Néanmoins, la forme des fonctions f
et g peuvent rendre ces deux opérations complexes. Si le minimiseur ne possède pas
de forme close, alors la minimisation peut se faire de manière approchée, à l’aide par
exemple de la méthode de Newton. La précision de la résolution est alors cruciale,
car, si l’erreur d’approximation est trop importante, le schéma alternatif peut alors
perdre se stabilité.

6.2.2 Algorithme

Pour résoudre le problème (6.10), on se propose de considérer une autre approche
que celle de la minimisation alternée. Au lieu de minimiser alternativement selon chaque
variable x et y, on propose de calculer des pas de descentes proximales. Celles-ci peuvent
être basées sur des itérations de Bregman pour plus de généralités.

Il s’agit donc de considérer l’algorithme suivant, où K et L sont deux entiers naturels
non nuls : on choisit xO

K ∈ X et y0
L ∈ Y , puis, pour tout n ≥ 0,







xn+1
0 = xn

K







∀ k ∈ [[ 0 ; K − 1 ]]

xn+1
k+1 = argmin

x∈X

{

f(x) +
1

2
‖Ax + Byn − c‖2 +

1

2
‖x− xn+1

k ‖2
M

}

xn+1 =
1

K

K∑

k=1

xn+1
k et yn+1

0 = yn
L







∀ ℓ ∈ [[ 0 ; L− 1 ]]

yn+1
ℓ+1 = argmin

y∈Y

{

g(y) +
1

2
‖Axn+1 + By − c‖2 +

1

2
‖y − yn+1

ℓ ‖2
P

}

yn+1 =
1

L

L∑

ℓ=1

yn+1
ℓ

où M et P sont deux matrices symétriques. Si M et P sont l’identité, alors cet algo-
rithme alterne donc K descentes proximales en x puis L descentes proximales en y, avec
des moyennages entre chaque ensemble de descentes. Dans le cas général, les descentes
proximales sont remplacées par des itérations de Bregman (voir chapitre 1). L’intérêt
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de cet algorithme se manifeste évidemment si les descentes proximales peuvent être
évaluées de manière exacte. Nous allons montrer que cet algorithme converge bien vers
la solution du problème (6.10).

Démonstration : On commence par considérer une forme plus générale des mises-
à-jours pour les variables x et y. On initialise d’une part x̂0 ∈ X, puis on définit les
itérations suivantes :

∀ k ∈ [[ 0 ; K − 1 ]] , x̂k+1 = argmin
x∈X

{

f(x) +
1

2
‖Ax + Bȳ − c‖2 +

1

2
‖x− x̂k‖2

M

}

d’autre part, on initialise avec ŷ0 ∈ Y et on définit les points

∀ ℓ ∈ [[ 0 ; L− 1 ]] , ŷℓ+1 = argmin
y∈Y

{

g(y) +
1

2
‖Ax̃ + By − c‖2 +

1

2
‖y − ŷℓ‖2

P

}

.

On pose alors x̃ =
1

K

K∑

k=1

x̂k et ỹ =
1

L

L∑

ℓ=1

ŷℓ.

Conditions d’optimalité Soit n ≥ 0, k ∈ [[ 0 ; K − 1 ]] et ℓ ∈ [[ 0 ; L− 1 ]]. Les
conditions nécessaires d’optimalité pour x̂k+1 s’écrivent

−A∗(Ax̂k+1 + Bȳ − c)−M(x̂k+1 − x̂k) ∈ ∂f(x̂k+1) (6.11)

tandis que celles pour ŷℓ+1 sont données par

B∗(Ax̃ + Bŷℓ+1 − c)−N(ŷℓ+1 − ŷℓ) ∈ ∂g(ŷℓ+1). (6.12)

Convexité de f La convexité de la fonction f implique que, pour tout p ∈ ∂f(x̂k+1),
on a l’inégalité suivante

∀x ∈ X, f(x) ≥ f(x̂k+1) + 〈p,x− x̂k+1〉
ce qui implique, grâce à (6.11), que pour tout x ∈ X,

f(x) ≥ f(x̂k+1)− 〈A∗(Ax̂k+1 + Bȳ − c),x− x̂k+1〉 − 〈M(x̂k+1 − x̂k),x− x̂k+1〉.

Utilisons l’identité −2〈a,b〉 = ‖a‖2 +‖b‖2−‖a+ b‖2 pour réécrire l’inégalité précédente
en remplaçant le premier produit scalaire :

f(x) +
1

2
‖Ax + Bȳ − c‖2 ≥ f(x̂k+1) +

1

2
‖Ax̂k+1 + Bȳ − c‖2 +

1

2
‖A(x− x̂k+1)‖2

−〈M(x̂k+1 − x̂k),x− x̂k+1〉.
(6.13)

Le produit scalaire restant se décomposant des deux manières suivantes

〈M(x̂k+1 − x̂k),x− x̂k+1〉 = 〈M(x̂k+1 − x̂k),x− x̂k〉 − ‖x̂k+1 − x̂k‖2
M

et 〈M(x̂k+1 − x̂k),x− x̂k+1〉 = −‖x− x̂k+1‖2
M + 〈M(x− x̂k),x− x̂k+1〉,

on peut sommer ces deux relations et utiliser la symétrie de M pour établir que

2 〈M(x̂k+1 − x̂k),x− x̂k+1〉 = −‖x̂k+1 − x̂k‖2
M − ‖x− x̂k+1‖2

M + ‖x− x̂k‖2
M .

Ainsi, en revenant à (6.13),

f(x) +
1

2
‖Ax + Bȳ − c‖2 +

1

2
‖x− x̂k‖2

M ≥ f(x̂k+1) +
1

2
‖Ax̂k+1 + Bȳ − c‖2

+
1

2
‖x− x̂k+1‖2

M +
1

2
‖A(x− x̂k+1)‖2 +

1

2
‖x̂k+1 − x̂k‖2

M .
(6.14)
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Moyennage local Si on moyenne les inégalités (6.14) pour k entre 0 et K − 1, on
obtient

f(x) +
1

2
‖Ax + Bȳ − c‖2 +

1

2K
‖x− x̂0‖2

M

≥ 1

K

K−1∑

k=0

f(x̂k+1) +
1

2K

K−1∑

k=0

‖Ax̂k+1 + Bȳ − c‖2 +
1

2K
‖x− x̂K‖2

M

+
1

2K

K−1∑

k=0

‖A(x− x̂k+1)‖2 +
1

2K

K−1∑

k=0

‖x̂k+1 − x̂k‖2
M

où les termes dans la somme des ‖x − x̂k‖2
M se télescopent. Ainsi, la convexité des

fonctions f , x 7→ ‖Ax + Bȳ − c‖2 et x 7→ ‖A(x− x̂k+1)‖2 assure que

f(x) +
1

2
‖Ax + Bȳ − c‖2 +

1

2K
‖x− x̂0‖2

M

≥ f(x̃) +
1

2
‖Ax̃ + Bȳ − c‖2 +

1

2K
‖x− x̂K‖2

M

+
1

2
‖A(x− x̃)‖2 +

1

2K

K−1∑

k=0

‖x̂k+1 − x̂k‖2
M .

(6.15)

Convexité de g et moyennage local En utilisant cette fois la convexité de la
fonction g, on montre de même que

g(y) +
1

2
‖Ax̃ + By − c‖2 +

1

2L
‖y − ŷ0‖2

P

≥ g(ỹ) +
1

2
‖Ax̃ + Bỹ − c‖2 +

1

2L
‖y − ŷL‖2

P

+
1

2
‖B(y − ỹ)‖2 +

1

2L

L−1∑

ℓ=0

‖ŷℓ+1 − ŷℓ‖2
P .

(6.16)

Somme de (6.15) et (6.16) Sommons maintenant les deux inégalités (6.15) et (6.16),
ce qui donne

f(x) + g(y) +
1

2K
‖x− x̂0‖2

M +
1

2L
‖y − ŷ0‖2

P

+
1

2
‖Ax + Bȳ − c‖2 +

1

2
‖Ax̃ + By − c‖2

≥ f(x̃) + g(ỹ) +
1

2K
‖x− x̂K‖2

M +
1

2L
‖y − ŷL‖2

P

+
1

2
‖Ax̃ + Bȳ − c‖2 +

1

2
‖Ax̃ + Bỹ − c‖2

+
1

2
‖A(x− x̃)‖2 +

1

2
‖B(y − ỹ)‖2

+
1

2K

K−1∑

k=0

‖x̂k+1 − x̂k‖2
M +

1

2L

L−1∑

ℓ=0

‖ŷℓ+1 − ŷℓ‖2
P .

(6.17)
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Ajoutons ensuite ‖Ax−By− c‖2/2 et ‖B(y− ȳ)‖2/2 des deux côtés de l’inégalité, puis
réarrangeons les termes :

f(x) + g(y) +
1

2
‖Ax−By − c‖2

+
1

2K
‖x− x̂0‖2

M +
1

2L
‖y − ŷ0‖2

P +
1

2
‖B(y − ȳ)‖2

≥ f(x̃) + g(ỹ) +
1

2
‖Ax̃ + Bỹ − c‖2

+
1

2K
‖x− x̂K‖2

M +
1

2L
‖y − ŷL‖2

P +
1

2
‖B(y − ỹ)‖2

+
1

2K

K−1∑

k=0

‖x̂k+1 − x̂k‖2
M +

1

2L

L−1∑

ℓ=0

‖ŷℓ+1 − ŷℓ‖2
P

+
1

2
‖A(x− x̃)‖2 +

1

2
‖B(y − ȳ)‖2

− 1

2
‖Ax + Bȳ − c‖2 − 1

2
‖Ax̃ + By − c‖2

+
1

2
‖Ax + By − c‖2 +

1

2
‖Ax̃ + Bȳ − c‖2.

(6.18)

Simplifions les trois dernières lignes de cette inégalité. Commençons par développer les
quatre carrés des deux dernières lignes, ce qui nous donne le produit scalaire

−1

2
‖Ax + Bȳ − c‖2 − 1

2
‖Ax̃ + By − c‖2 +

1

2
‖Ax + By − c‖2 +

1

2
‖Ax̃ + Bȳ − c‖2

= 〈A(x− x̃),B(y − ȳ)〉.
(6.19)

En le combinant avec les deux carrés restants, on obtient ‖A(x − x̃) + B(y − ȳ)‖2/2,
qui est positif. On peut alors simplifier l’expression de (6.18), en minorant le membre
de droite

f(x) + g(y) +
1

2
‖Ax + By − c‖2

+
1

2K
‖x− x̂0‖2

M +
1

2L
‖y − ŷ0‖2

P +
1

2
‖B(y − ȳ)‖2

≥ f(x̃) + g(ỹ) +
1

2
‖Ax̃ + Bỹ − c‖2

+
1

2K
‖x− x̂K‖2

M +
1

2L
‖y − ŷL‖2

P +
1

2
‖B(y − ỹ)‖2.

(6.20)

Moyennage global Notons (x∗,y∗) une solution du problème (6.10) et notons E son
lagrangien. Ensuite, spécifions les différents points des itérations, en choisissant pour
tous 0 ≤ k ≤ K et 0 ≤ ℓ ≤ L

(x̂k,ŷℓ) = (xn+1
k ,yn+1

ℓ ), xn =
1

K

K∑

k=1

xn
k , ȳ = yn =

1

L

L∑

ℓ=1

yn
ℓ , (x̃,ỹ) = (xn+1,yn+1)

En moyennant les inégalités (6.20) pour n entre 0 et N − 1, les termes ‖B(y− yn)‖2 se
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télescopent, ce qui entrâıne

E(x,y) +
1

2KN

N−1∑

n=0

‖x− xn+1
0 ‖2

M +
1

2LN

N−1∑

n=0

‖y − yn+1
0 ‖2

P +
1

2N
‖B(y − y0)‖2

≥ 1

N

N∑

n=1

E(xn,yn) +
1

2KN

N−1∑

n=0

‖x− xn+1
K ‖2

M +
1

2LN

N−1∑

n=0

‖y − yn+1
L ‖2

P

+
1

2N
‖B(y − yN)‖2.

Si on initialise chaque étape globale n ≥ 1 en posant

xn
0 = xn−1

K et yn
0 = yn−1

L

alors on obtient quatre sommes télescopiques

E(x,y) +
1

2KN
‖x− x0

K‖2
M +

1

2LN
‖y − y0

L‖2
P +

1

2N
‖B(y − y0)‖2

≥ 1

N

N∑

n=1

E(xn,yn) +
1

2KN
‖x− xN

K‖2
M +

1

2LN
‖y − yN

L ‖2
P +

1

2N
‖B(y − yN)‖2.

(6.21)

On introduit alors les deux moyennes

XN =
1

N

N∑

n=1

xn et Y N =
1

N

N∑

n=1

yn

puis, en utilisant l’inégalité de Jensen dans (6.21) et en appliquant cette dernière
à (x,y) = (x∗,y∗), on obtient

E(x∗,y∗) +
1

2KN
‖x∗ − x0

K‖2
M +

1

2LN
‖y∗ − y0

L‖2
P +

1

2N
‖B(y∗ − y0)‖2

≥ E(XN ,Y N) +
1

2KN
‖x∗ − xN

K‖2
M +

1

2LN
‖y∗ − yN

L ‖2
P +

1

2N
‖B(y∗ − yN)‖2

qui se lit également

E(XN ,Y N)− E(x∗,y∗) ≤ 1

N

{

‖x∗ − x0
K‖2

M − ‖x∗ − xN
K‖2

M

2K
+
‖y∗ − y0

L‖2
P − ‖y∗ − yN

L ‖2
P

2L

+
‖B(y∗ − y0)‖2 − ‖B(y∗ − yN)‖2

2

}

(6.22)

ce qui prouve que la suite des (XN ,YN) définit une suite minimisante pour le lagran-
gien E , avec une erreur décroissant en O(1/N). �

6.2.3 Accélération

On propose maintenant une variante de l’algorithme, en introduisant une accéléra-
tion de type FISTA pour obtenir une convergence plus rapide, donné par les mises-à-
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jours suivantes pour n ≥ 0 :






xn+1
0 = xn +

1

tn+1

(xn−1 − xn) +
tn

tn+1

(xn
K − xn−1)







∀ k ∈ [[ 0 ; K − 1 ]]

xn+1
k+1 = argmin

x∈X

{

f(x) +
1

2
‖Ax + Bȳn − c‖2 +

1

2
‖x− xn+1

k ‖2
M

}

xn+1 =
1

K

K∑

k=1

xn+1
k et yn+1

0 = yn +
1

tn+1

(yn−1 − yn) +
tn

tn+1

(yn
L − yn−1)







∀ ℓ ∈ [[ 0 ; L− 1 ]]

yn+1
ℓ+1 = argmin

y∈Y

{

g(y) +
1

2
‖Axn+1 + By − c‖2 +

1

2
‖y − yn+1

ℓ ‖2
P

}

yn+1 =
1

L

L∑

ℓ=1

yn+1
ℓ

ȳn+1 = yn+1 +
tn+1 − 1

tn+2

(yn+1 − yn)

où on choisit l’initialisation x0
K ,x−1 = x0 ∈ X et y0

L,y−1 = y0 ∈ Y , et où la suite des
paramètres de relaxation (tn)n∈N doit vérifier

∀n ≥ 0, t2
n ≥ tn+1(tn+1 − 1). (6.23)

Le choix tn = (n + 1)/2 convient par exemple.

Démonstration : On vérifie que tn+1 > 0 pour tout n ∈ N, ce qui permet d’écrire
l’inégalité (6.20) au point

(x,y) =
tn+1 − 1

tn+1

(xn,yn) +
1

tn+1

(x∗,y∗)

Si on utilise par ailleurs la convexité de E et qu’on multiplie l’inégalité résultante
par t2

n+1, on obtient

tn+1(tn+1 − 1)
(

E(xn,yn)− E(x∗,y∗)
)

+
1

2
‖B((tn+1 − 1) yn + y∗ − tn+1 ȳ)‖2

+
1

2K
‖(tn+1 − 1) xn + x∗ − tn+1 x̂0‖2

M +
1

2L
‖(tn+1 − 1) yn + y∗ − tn+1 ŷ0‖2

P

≥ t2
n+1

(

E(xn+1,yn+1)− E(x∗,y∗)
)

+
1

2
‖B((tn+1 − 1) yn + y∗ − tn+1 yn+1)‖2

+
1

2K
‖(tn+1 − 1) xn + x∗ − tn+1 xn+1

K ‖2
M

+
1

2L
‖(tn+1 − 1) yn + y∗ − tn+1 yn+1

L ‖2
P .

Posons ȳ = yn +
tn − 1

tn+1

(yn − yn−1),

on obtient (tn+1 − 1) yn + y∗ − tn+1 ȳ = (tn − 1) yn−1 + y∗ − tn yn.

Si on choisit (avec par convention x−1 = x0 et y−1 = y0)

x̂0 = xn+1
0 = xn +

1

tn+1

(xn−1 − xn) +
tn

tn+1

(xn
K − xn−1)

et ŷ0 = yn+1
0 = yn +

1

tn+1

(yn−1 − yn) +
tn

tn+1

(yn
L − yn−1)
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on a alors d’une part

(tn+1 − 1) xn + x∗ − tn+1 x̂0 = (tn − 1) xn−1 + x∗ − tn xn
K

et (tn+1 − 1) yn + y∗ − tn+1 ŷ0 = (tn − 1) yn−1 + y∗ − tn yn
L.

d’autre part. Ainsi, (6.20) devient

tn+1(tn+1 − 1)
(

E(xn,yn)− E(x∗,y∗)
)

+
1

2
‖B((tn − 1) yn−1 + y∗ − tn yn)‖2

+
1

2K
‖(tn − 1) xn−1 + x∗ − tn xn

K‖2
M +

1

2L
‖(tn − 1) yn−1 + y∗ − tn yn

L‖2
P

≥ tn+2(tn+2 − 1)
(

E(xn+1,yn+1)− E(x∗,y∗)
)

+
1

2
‖B((tn+1 − 1) yn + y∗ − tn+1 yn+1)‖2

+
1

2K
‖(tn+1 − 1) xn + x∗ − tn+1 xn+1

K ‖2
M +

1

2L
‖(tn+1 − 1) yn + y∗ − tn+1 yn+1

L ‖2
P .

Sommons pour n entre 0 et N − 1 ; après télescopage des termes, on obtient alors
(puisque t1 = 0)

1

2
‖B((t0 − 1) y−1 + y∗ − t0 y0)‖2

+
1

2K
‖(t0 − 1) x−1 + x∗ − t0 x0

K‖2
M +

1

2L
‖(t0 − 1) y−1 + y∗ − t0 y0

L‖2
P

≥ tN+1(tN+1 − 1)
(

E(xN ,yN)− E(x∗,y∗)
)

+
1

2
‖B((tN − 1) yN−1 + y∗ − tN yN)‖2

+
1

2K
‖(tN − 1) xN−1 + x∗ − tN xN

K‖2
M +

1

2L
‖(tN − 1) yN−1 + y∗ − tN yN

L ‖2
P

qui se réécrit E(xN ,yN)− E(x∗,y∗) ≤ CN

tN+1(tN+1 − 1)

avec

CN =
‖B(y∗ − t0 y0 + (t0 − 1) y−1)‖2 − ‖B(y∗ − tN yN + (tN − 1) yN−1)‖2

2

+
‖x∗ − t0 x0

K + (t0 − 1) x−1‖2
M − ‖x∗ − tN xN

K + (tN − 1) xN−1‖2
M

2K

+
‖y∗ − t0 y0

L + (t0 − 1) y−1‖2
P − ‖y∗ − tN yN

L + (tN − 1) yN−1‖2
P

2L
.

(6.24)

On vient ainsi à nouveau de prouver la convergence de l’algorithme, avec cette fois une
erreur décroissant en O(1/N2). �

6.2.4 Application au modèle ROF

Montrons à présent comment cet algorithme peut être utilisé dans une approche
d’éclatement pour résoudre le problème ROF dans le cas des images couleurs.
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Version discrète de TV 2D couleur Dans le cas des images couleurs (on se res-
treint ici au cas des images à m = 3 canaux couleurs RGB, mais la démarche est
généralisable au cas multi-spectral avec m > 3), l’image u peut se décomposer en trois
images mono-valuées

u = (uR,uG,uB) avec uR,uG,uB ∈ R
Nx×Ny .

Une manière simple de définir la norme TV sur de telles images est de choisir une
norme TV sur les images en niveaux de gris, puis de sommer cette norme sur les trois
canaux. En choisissant par exemple la TV (spatialement) anisotrope, on obtient

Nx−1∑

i=0

Ny−1
∑

j=0

‖(∇h(vh)R)i,j‖1 + ‖(∇h(vh)G)i,j‖1 + ‖(∇h(vh)B)i,j‖1 (6.25)

alors que la version (spatialement) isotrope donne

Nx−1∑

i=0

Ny−1
∑

j=0

‖(∇h(vh)R)i,j‖2 + ‖(∇h(vh)G)i,j‖2 + ‖(∇h(vh)B)i,j‖2. (6.26)

L’inconvénient majeur de ces deux versions de TV est qu’elles découplent totalement
les différents canaux couleur. Or, les discontinuités de couleurs ont tendance à s’aligner
sur ces canaux. On peut imaginer coupler les variations sur chaque canal en remplaçant
la somme par la racine carrée de la somme des carrés par exemple :

Nx−1∑

i=0

Ny−1
∑

j=0

√

‖(∇h(vh)R)i,j‖2
2 + ‖(∇h(vh)G)i,j‖2

2 + ‖(∇h(vh)B)i,j‖2
2. (6.27)

Une telle version, contrairement à la version anisotrope présentée en début de ce para-
graphe, couple non seulement les variations horizontales et verticales, mais également
les variations sur chaque canal. On la désignera par la suite sous le nom de TV iso-
trope. En suivant le formalisme de l’article IPOL [3], on remarque que pour généraliser
la définition de la norme TV aux images couleurs, une manière de procéder est de
commencer par définir le gradient de couleur en (i,j) comme une matrice de taille 2×3

(∇hvh)i,j =
(

(∇h(vh)R)i,j,(∇h(vh)G)i,j,(∇h(vh)B)i,j

)

=




(δh

x(vh)R)i,j (δh
x(vh)G)i,j (δh

x(vh)B)i,j

(δh
y (vh)R)i,j (δh

y (vh)G)i,j (δh
y (vh)B)i,j





(∇hvh)i,j =




(δh

xvh)i,j

(δh
y vh)i,j



 avec







(δh
xvh)i,j =

(

(δh
x(vh)R)i,j (δh

x(vh)G)i,j (δh
x(vh)B)i,j

)

(δh
y vh)i,j =

(

(δh
y (vh)R)i,j (δh

y (vh)G)i,j (δh
y (vh)B)i,j

)

puis de choisir une norme sur cette matrice. On peut par exemple définir pour tous
entiers a et b la norme ‖·‖a,b en posant pour toute matrice A = (ai,j)1≤i≤2

1≤j≤3

‖A‖a,b =
∥
∥
∥

(

‖A·,1‖a,‖A·,2‖a,‖A·,3‖a

)∥
∥
∥

b
.

Les différentes normes TV couleur proposées plus haut correspondent donc respective-
ment à la définition de ‖(∇vh)i,j‖1,1, ‖(∇vh)i,j‖2,1 et ‖(∇vh)i,j‖2,2. On peut également
choisir d’intervertir l’ordre de traitement respectif de la coordonnée spatiale et du canal
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couleur, en définissant pour tous entiers α et β la norme ‖·‖α,β en posant pour toute
matrice A = (ai,j)1≤i≤2

1≤j≤3

‖A‖α,β =
∥
∥
∥

(

‖A1,·‖α,‖A2,·‖α

)∥
∥
∥

β
.

Ce choix nous permet par exemple de proposer une version anisotrope (spatialement) de
la norme TV qui couple par ailleurs les canaux couleurs, en choisissant α = 2 et β = 1 :

‖(∇hvh)i,j‖2,1 =
∥
∥
∥

(

‖(δh
xvh)i,j‖2,‖(δh

y vh)i,j‖2

)∥
∥
∥

1
= ‖(δh

xvh)i,j‖2 + ‖(δh
y vh)i,j‖2. (6.28)

La version isotrope (6.27) est alors obtenue en choisissant α = β = 2.
On peut étendre la définition des normes matricielles ‖A‖α,β et ‖A‖a,b à toute

matrice A. La norme ‖A‖α,β (resp. ‖A‖a,b) est donc obtenue en appliquant la norme ℓα

aux lignes (resp. ℓa aux colonnes) de la matrice A, avant d’appliquer la norme ℓβ

(resp. ℓb) au vecteur résultant. Dans ce cas, on montre aisément que ‖A‖α,β = ‖ tA‖a,b.

Éclatement sur les carrés pairs/impairs : version anisotrope On choisit dans
ce paragraphe de considérer la version spatialement anisotrope de TV (6.28) (obtenue
en choisissant (α,β) = (2,1)), ce qui revient à s’intéresser au problème ROF :

min
vh∈R

Nx×Ny







1

2λ

Nx−1∑

i=0

Ny−1
∑

j=0

‖vh
i,j − gh

i,j‖2
2 +

Nx−1∑

i=0

Ny−1
∑

j=0

‖(∇hvh)i,j‖2,1






(6.29)

On applique la méthode par éclatement sur les carrés sur le problème (6.29). En repre-
nant les mêmes notations que dans la section précédente, on rappelle que la méthode
d’éclatement de Dykstra nous amène à considérer le problème dual

min
xh∈R

3×Nx×Ny

yh∈R
3×Nx×Ny

{

(TVh
e )∗(xh) + (TVh

o)∗(yh) +
1

2λ

∥
∥
∥λ(xh + yh)− gh

∥
∥
∥

2

2

}

car l’anisotropie spatiale de la norme TV choisie permet à nouveau de séparer la
norme TV sur les carrés pairs et les carrés impairs, en écrivant :

Nx−1∑

i=0

Ny−1
∑

j=0

‖(∇hvh)i,j‖2,1 =
Nx−1
∑

i=0
i pair

Ny−1
∑

j=0
j pair

‖D(Si,jv
h)‖2,1

︸ ︷︷ ︸

= TVh
e (vh)

+
Nx−1
∑

i=−1
i impair

Ny−1
∑

j=−1
j impair

‖D(Si,jv
h)‖2,1

︸ ︷︷ ︸

= TVh
o(vh)

Des calculs analogues à ceux de la section précédente permettent de montrer que

(TVh
e )∗(x) =

Nx−1
∑

i=0
i pair

Ny−1
∑

j=0
j pair

χK(Si,jx) et (TVh
o)∗(y) =

Nx−1
∑

i=−1
i impair

Ny−1
∑

j=−1
j impair

χK(Si,jy)

avec K = {D∗ξ | ξ = (ξk)k∈[[ 1 ; 4 ]] ou k∈[[ 1 ; 2 ]], avec ξk ∈ R
3 et ‖ξk‖2 ≤ 1}. On cherche

donc à résoudre le problème

min
xh∈R

3×Nx×Ny

yh∈R
3×Nx×Ny







Nx−1
∑

i=0
i pair

Ny−1
∑

j=0
j pair

χK(Si,jx
h) +

Nx−1
∑

i=−1
i impair

Ny−1
∑

j=−1
j impair

χK(Si,jy
h) +

1

2λ
‖λ(xh + yh)− gh‖2

2







.

218



Introduisons deux variables auxiliaires ξh
x et ξh

y , de taille 3 × Nx × Ny. Si on définit
ensuite les opérateurs Dx et Dy en posant pour tous i et j pairs

Si,j(D
xξh

x) = D∗(Si,jξ
h
x)

puis, pour i et j impairs, Si,j(D
yξh

y ) = D∗(Si,jξ
h
y )

alors on peut faire le changement de variables xh = Dxξh
x et yh = Dyξh

y . Dans ce cas,
on peut réécrire le problème sous la forme

min
ξh

x ,ξh
y ∈R

3×Nx×Ny

‖(ξh
x)i,j‖2≤1

‖(ξh
y )i,j‖2≤1

{
1

2
‖Dxξh

x + Dyξh
y − gh/λ‖2

2

}

qui est bien de la forme (6.10). L’image vh est alors donnée à chaque itération par vh
n =

gh−λ(Dx(ξh
x)n−Dy(ξh

y )n) = gh−λ(xh
n+yh

n). On peut donc utiliser l’algorithme proposé
au paragraphe précédent, en choisissant

M =
1

τ
I −Dx (Dx)∗ et P =

1

τ
I −Dy (Dy)∗.

On en déduit en particulier que

‖ξ‖2
M =

1

τ
‖ξ‖2 − ‖Dxξ‖2 et ‖ξ‖2

P =
1

τ
‖ξ‖2 − ‖Dyξ‖2

qui définissent des normes si τ ‖Dx‖2 ≤ 1 et τ ‖Dy‖2 ≤ 1. Un calcul rapide assure
que ‖Dx‖ = ‖Dy‖ = 2. On obtient alors les itérations suivantes : pour tout n ≥ 0,







(ξh
x)n+1

0 = (ξh
x)n

K







∀ k ∈ [[ 0 ; K − 1 ]]

(ξh
x)n+1

k+1 = argmin
ξh

x∈R
3×Nx×Ny

‖(ξh
x)i,j‖2≤1

{
1

2
‖Dxξh

x + (Dyξh
y )n − gh/λ‖2 +

1

2 τ
‖ξh

x − (ξh
x)n+1

k ‖2

−1

2
‖Dxξh

x −Dx(ξh
x)n+1

k ‖2
}

(ξh
x)n+1 =

1

K

K∑

k=1

(ξh
x)n+1

k et (ξh
y )n+1

0 = (ξh
y )n

L







∀ ℓ ∈ [[ 0 ; L− 1 ]]

(ξh
y )n+1

ℓ+1 = argmin
ξh

y ∈R
3×Nx×Ny

‖(ξh
y )i,j‖2≤1

{
1

2
‖Dx(ξh

x)n+1 + Dyξh
y − gh/λ‖2 +

1

2 τ
‖ξh

y − (ξh
y )n+1

ℓ ‖2

−1

2
‖Dyξh

y −Dy(ξh
y )n+1

ℓ ‖2
}

(ξh
y )n+1 =

1

L

L∑

ℓ=1

(ξh
y )n+1

ℓ
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qui, après simplification, s’écrit






(ξh
x)n+1

0 = (ξh
x)n

K







∀ k ∈ [[ 0 ; K − 1 ]] ,∀ (i,j) pair

Si,j(ξ
h
x)n+1

k+1 = projB(0,1)

(

Si,j(ξ
h
x)n+1

k + τ D
(

D∗(Si,jξ
h
x)n+1

k + Si,j(D
y(ξh

y )n − gh/λ)
))

(ξh
x)n+1 =

1

K

K∑

k=1

(ξh
x)n+1

k et (ξh
y )n+1

0 = (ξh
y )n

L







∀ ℓ ∈ [[ 0 ; L− 1 ]] ,∀ (i,j) impair

Si,j(ξ
h
y )n+1

ℓ+1 = projB(0,1)

(

Si,j(ξ
h
y )n+1

ℓ + τ D
(

D∗(Si,jξ
h
y )n+1

ℓ + Si,j(D
x(ξh

x)n+1 − gh/λ)
))

(ξh
y )n+1 =

1

L

L∑

ℓ=1

(ξh
y )n+1

ℓ

où B(0,1) est la boule unité pour la norme ‖·‖2,∞. On remarque en particulier que
chaque pas de descentes proximales s’écrit comme la projection sur la boule unité d’un
certain vecteur, qui est donc calculable de manière exacte et efficace.

Éclatement sur les carrés pairs/impairs : version pseudo-isotrope La ver-
sion anistrope étudiée dans le paragraphe précédent découple totalement les variations
horizontales et verticales, mais la version isotrope (α = β = 2) n’est pas éclatable
sur les carrés pairs et impairs. Néanmoins, il est possible de conserver un certain cou-
plage des directions horizontales et verticales dans la norme TV, tout en en préservant
l’éclatement, en introduisant

TVh
pseudo-iso(v

h) =
Nx−1
∑

i=0
i pair

Ny−1
∑

j=0
j pair

‖D(Svh)i,j‖2,2

︸ ︷︷ ︸

= TVh
e (vh)

+
Nx−1
∑

i=−1
i impair

Ny−1
∑

j=−1
j impair

‖D(Svh)i,j‖2,2

︸ ︷︷ ︸

= TVh
o(vh)

qui peut être vue comme une approximation de la TV isotrope (6.27). On la désignera
par la suite sous le terme de TV pseudo-isotrope, pour la distinguer de la version
isotrope définie L’algorithme reste alors le même, à l’exception des projections qui se
font sur la boule unité pour la norme ‖·‖2,2.

Mesure de la convergence Pour mesurer la convergence, on utilise le primal dual
gap associé au problème primal-dual étudié ici

min
vh∈R

3×Nx×Ny

sup
xh∈R

3×Nx×Ny

yh∈R
3×Nx×Ny

{
1

2λ
‖vh − gh‖2

2 + 〈vh,xh + yh〉 − (TVh
e )∗(xh)− (TVh

o)∗(yh)
}

qui correspond à la différence (positive) entre l’énergie primale, donnée par

EP(vh) = sup
xh∈R

3×Nx×Ny

yh∈R
3×Nx×Ny

{
1

2λ
‖vh − gh‖2

2 + 〈vh,xh + yh〉 − (TVh
e )∗(xh)− (TVh

o)∗(yh)
}

=
1

2λ
‖vh − gh‖2

2 + TVh
e (vh) + TVh

o(vh)
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(a) Image originale u (b) Image bruitée g (c) Image débruitée V ∗

Figure 6.1 – Image originale u (à gauche), image bruitée g (au milieu) et image débruitée
V ∗ (à droite). Le bruit ajouté est un bruit blanc gaussien additif, de variance 100 (les images
sont à valeurs entre 0 et 255). L’image débruité V ∗ est obtenue ici en utilisant l’algorithme
PDHG, en poussant les itérations jusqu’à convergence. Source : détail de l’image Hepatica

nobilis flowers, par Archenzo.

et l’énergie duale :

ED(xh,yh) = min
vh∈R

3×Nx×Ny

{
1

2λ
‖vh − gh‖2

2 + 〈vh,xh + yh〉 − (TVh
e )∗(xh)− (TVh

o)∗(yh)
}

Cette différence présente un unique zéro, atteint en (v∗,x∗,y∗). Une manière de mesurer
la convergence est donc de calculer à chaque itération n cette différence. Cette quantité
vaut

G(vh
n,xh

n,yh
n) = EP(vh)− ED(xh,yh) = TVh

e (vh) + TVh
o(vh)− 〈vh,xh + yh〉.

Un critère d’arrêt peut alors être choisi, en stoppant les itérations dès que la valeur du
gap tombe en-dessous d’un certain seuil.

6.3 Résultats expérimentaux

On présente dans cette section quelques résultats et comparaisons expérimentaux
pour le problème ROF 2D couleur. Le code utilisé est écrit en C++ et utilisé en
Matlab grâce à la fonction Mex. La parallélisation est réalisée grâce à OpenMP et les
expériences ont été lancées sur une machine à deux cœurs.

6.3.1 Choix de la référence

Expérience Pour tester l’algorithme proposé dans la section précédente, on ajoute
artificiellement du bruit gaussien sur une image initiale, considérée sans bruit (cf fi-
gure 6.1). L’image choisie est une image RGB, de taille 201×201, à valeurs entre 0 et 1.
Le bruit ajouté est un bruit blanc gaussien, de variance (10/255)2. Le paramètre λ est
alors choisi égal à 0,1. La reconstruction v∗ est alors la sortie de l’algorithme considéré.

Reconstruction de référence La pertinence du modèle ROF (ainsi que le choix du
paramètre λ) n’est pas étudiée ici, mais la qualité de la résolution du problème ROF
lui-même. L’objectif est donc de résoudre de manière exacte le problème ROF (dans
sa version isotrope, donnée par (6.27)), et on évaluera les résultats selon cet objectif.
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Dans ce cadre, les TV anistrope et pseudo-isotrope sont considérées ici comme des
approximations de la TV isotrope.

Afin d’évaluer la minimisation du problème ROF par la méthode des descentes
alternées, on choisit comme méthode de référence l’algorithme PDHG (cf. chapitre 5),
étudié par exemple dans [4]. Comme cette méthode permet de résoudre le problème
ROF avec TV isotrope, on utilisera la sortie V ∗ de cet algorithme comme reconstruction
de référence (en poussant les itérations jusqu’à convergence). En d’autres termes, on
supposera que V ∗ est le minimiseur du problème ROF considéré.

Outils de comparaison Pour comparer les résultats obtenus avec la reconstruction
de référence, notée V ∗, on utilisera deux outils. Le premier est l’énergie de la recons-
truction v∗, donnée par

E(v∗) =
1

2λ
‖v∗ − gh‖2 + TVh

iso(v
∗).

On supposera que le minimum de cette fonctionnelle est atteint en V ∗, et vaut 293,7285.
Aussi on mesurera la distance au minimum en calculant la différence relative

δE(v∗) =
E(v∗)− E(V ∗)

E(V ∗)
.

Plus cette quantité est faible, meilleure est la minimisation. On utilisera également
l’erreur quadratique moyenne, définie comme suit

err(v∗) =
‖V ∗ − v∗‖2

2

NxNy

où le domaine de l’image gh est de taille Nx ×Ny. Plus cette erreur est faible, plus v∗

est proche du miminiseur V ∗.

6.3.2 Descentes alternées pour l’éclatement sur carrés

Qualité de la minimisation On a choisi comme critère d’arrêt d’utiliser le pri-
mal dual gap introduit à la section précédente, et de stopper les itérations lorsque le
gap moyen valait moins de 0,01 par pixel. Les images débruitées sont présentées à la
figure 6.2. Quatre méthodes sont testées : la version pseudo-isotrope et la version aniso-
trope (avec et sans accélération). Pour cette expérience, on choisit K = L = 3 le nombre
d’itérations locales. On calcule alors pour chaque méthode (TV anisotrope/pseudo-
isotrope, version non accélérée/accélérée) l’énergie associée à l’image v∗ obtenue. Pour
la version pseudo-isotrope, celle-ci vaut 301,6866 (soit δE = 2,71%) pour la ver-
sion classique et 304,9170 (soit δE = 3,81%) pour la version accélérée ; pour la ver-
sion anisotrope, elle vaut respectivement 304,2137 (soit δE = 3,57%) et 301,7970
(soit δE = 2,75%).

Les reconstructions obtenues présentent par ailleurs les erreurs quadratiques moyennes
de 0,0002 pour la version pseudo-isotrope et la version anisotrope non accélérée ; elle
est de 0,0001 pour la version anistrope accélérée.

Nombre d’itérations locales et globales Comparons pour chaque expérience le
nombre d’itérations globales, noté N , nécessaires avant la sortie de la boucle principale
sur n, en fonction du nombre d’itérations locales K = L. Le résultat de cette expérience
est donné par le tableau 6.3. On rappelle que le nombre de descentes total est donné
par (K + L)N , ce qui nous permet également de donner la durée moyenne d’une des-
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(a) N = 25 (b) N = 12

(c) N = 114 (d) N = 48

Figure 6.2 – Résultats obtenus par la méthode présentée. Ligne du haut : version pseudo-
isotrope, algorithme non accéléré à gauche et accéléré à droite. Ligne du bas : version pseudo-
isotrope, algorithme non accéléré à gauche et accéléré à droite. En légende, le nombre d’ité-
rations globales N . Le nombre d’itérations locales vaut ici K = L = 3 pour les quatre
expériences.
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Itérations locales K = L 1 2 3 4 5 6 7 8 9 10

Itérations globales N 37 29 25 23 22 21 20 20 20 19
Temps total (en secondes) 0,090 0,086 0,089 0,095 0,102 0,110 0,115 0,127 0,138 0,141
Temps par descente (en millisecondes) 1,216 0,741 0,590 0,516 0,463 0,437 0,411 0,397 0,383 0,371

(a)

Itérations locales K = L 1 2 3 4 5 6 7 8 9 10

Itérations globales N 20 14 12 12 12 12 12 12 12 12
Temps total (en secondes) 0,081 0,065 0,061 0,068 0,074 0,081 0,088 0,095 0,101 0,110
Temps par descente (en millisecondes) 2,025 1,161 0,847 0,708 0,617 0,563 0,495 0,495 0,468 0,458

(b)

Itérations locales K = L 1 2 3 4 5 6 7 8 9 10

Itérations globales N 189 138 114 100 92 86 82 80 77 76
Temps total (en secondes) 0,575 0,566 0,588 0,622 0,670 0,718 0,770 0,838 0,886 0,953
Temps par descente (en millisecondes) 1,521 1,026 0,860 0,778 0,728 0,696 0,671 0,655 0,639 0,627

(c)

Itérations locales K = L 1 2 3 4 5 6 7 8 9 10

Itérations globales N 90 58 48 44 41 40 38 38 37 36
Temps total (en secondes) 0,451 0,348 0,341 0,358 0,377 0,411 0,432 0,472 0,497 0,521
Temps par descente (en millisecondes) 2,506 1,500 1,184 1,017 0,920 0,856 0,812 0,776 0,746 0,724

(d)

Figure 6.3 – Nombre d’itérations nécessaires avant convergence. De haut en bas : (a) TV pseudo-isotrope classique, (b) TV pseudo-isotrope accéléré,
(c) TV anisotrope classique et (d) TV anisotrope accéléré. Pour chaque expérience, on donne le nombre d’itérations globales N nécessaires avant arrêt
de l’algorithme, en fonction du nombre d’itérations locales K = L, le temps total d’exécution et la durée moyenne d’une descente (qui est le temps
total divisé par 2 N (K + L)).
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(a) TV pseudo-isotrope (b) TV anisotrope

Figure 6.4 – Influence du nombre d’itérations locales K = L sur le temps d’exécution. Pour
le même critère d’arrêt, on affiche le temps de calcul nécessaire avant l’arrêt des itérations
en fonction du nombre d’itérations locales. Les durées sont également consultables dans le
tableau 6.3.

cente. La figure 6.4 permet quant à elle de visualiser le temps d’exécution en fonction
du nombre d’itérations locales K = L. Pour des raisons de stabilité, tous les temps
donnés sont en réalité des moyennes réalisées sur dix expériences identiques.

Gap Pour comparer la convergence des versions accélérée et non accélérée dans le
cas de la TV pseudo-isotrope, on affiche l’allure des deux gaps (ramenés au nombre de
pixels) dans la figure 6.5.

On teste également l’influence du critère d’arrêt. Dans la figure 6.6, on affiche le
temps d’exécution en fonction du seuil choisi pour le gap ainsi que l’énergie atteinte.

6.3.3 Comparaison avec d’autres méthodes

Algorithme PDHG En définissant un critère d’arrêt basé sur le primal-dual gap (on
stoppe les itérations lorsque le gap – calculé toutes les cinquantes itérations – descent
en-dessous de la valeur 0,001), l’algorithme s’arrête pour l’image testée au bout de 1
750 itérations, pour 4,1957 secondes de temps de calculs. L’énergie du résultat vaut
304,3616 et l’erreur quadratique moyenne est de 0,0002. L’erreur relative sur l’énergie
est de 3,62%. Le résultat obtenu est présenté à la figure 6.7(a).

Éclatement carrés pairs/impairs sur chaque canal On teste également l’éclate-
ment sur les carrées proposé dans [1]. Celle-ci, décrite dans la section 6.1.3, est conçue
pour les images en niveaux de gris. On choisit donc de l’appliquer sur chaque canal
couleur, ce qui supprime toute corrélation entre les canaux. Le résultat est présentée à
la figure 6.7(b) Le temps d’exécution vaut dans ce cas 0,0781 secondes, l’énergie vaut
314,9710 (d’erreur relative 7,23%) et l’erreur moyenne vaut 0,0005.

6.3.4 Discussion

Performance Malgré l’approximation due à la définition de la TV pseudo-isotrope,
les résultats obtenus pour cette version de TV présentent une énergie proche de la
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Figure 6.5 – Allure des gaps moyens (échelle logarithmique en ordonnée) au cours des
itérations. En bleu, la méthode classique et en rouge, la version accélérée (TV pseudo-isotrope,
K = L = 3). Remarquer les oscillations du gap dans la version accélérée.

(a) Influence sur l’énergie (b) Influence sur le temps de calcul

Figure 6.6 – Influence du choix du critère d’arrêt sur l’énergie et le temps d’exécution.

(a) (b)

Figure 6.7 – Comparaison avec deux autres méthodes. De gauche (a) : PDHG avec critère
d’arrêt et à droite (b) éclatement sur carrés pour chaque canal.
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reconstruction de référence donnée par l’algorithme PDHG, avec une différence rela-
tive δE = 2,71% pour le meilleur résultat, qui est celui obtenu avec la TV pseudo-
isotrope, sans accélération. En outre, les quatre résultats restent meilleurs que celui
obtenu en résolvant le problème indépendamment sur chaque canal. La version pseudo-
isotrope accélérée est néamnoins moins bon que celui obtenu en utilisant un critère
d’arrêt pour l’algorithme PDHG.

En terme d’erreur quadratique, le meilleur résultat est étonnamment obtenu pour la
version accélérée avec la TV anisotrope. Néanmoins, compte tenu du temps de calcul de
cette expérience (près de six fois plus que pour la version accélérée avec la TV pseudo-
isotrope), et du nombre d’itérations (qui quadruple), la convergence des deux versions
n’est pas comparable. Il semblerait donc que le gap ne mesure pas la convergence de
la même manière dans les deux cas. Elle reste dans tous les cas comparable à celle
obtenue avec l’algorithme PDHG.

Accélération La version accélérée converge effectivement plus vite que la version
classique. Pour un nombre égal d’itérations locales, le nombre d’itérations globales est
divisé en moyenne par 1,8 dans le cas de la TV pseudo-isotrope et par 2,2 dans le
cas anisotrope. En termes de temps de calculs, ce facteur est moins important, car la
sur-relaxation ajoute des calculs supplémentaires. Il est en moyenne de 1,5 (versions
pseudo-isotrope et anisotrope confondues). Néanmoins, dans la figure 6.5, on remarque
que, dans le cas de la version pseudo-isotrope, le gap oscille dans la version accélérée, ce
qui peut expliquer que la reconstruction est légèrement moins bonne (en tant d’énergie
et en terme d’erreur) que pour la version non accélérée.

Temps d’exécution Théoriquement, la convergence dépend à la fois du nombre de
descentes total, donné respectivement pour chaque variable duale par la quantité KN
et LN et du nombre d’itérations globales, donnée par N . Les encadrements (6.22)
et (6.24) montrent ainsi que l’erreur décrôıt avec N , mais que le facteur CN décrôıt
quant à lui avec K et L. Ainsi, pour un même nombre de descentes total, plus K et L
sont petits, et plus le facteur CN est grand, si bien que l’erreur décrôıt lentement ;
aussi, un nombre d’itérations globales N plus grand est nécessaire pour s’approcher de
la convergence. Néanmoins, si on augmente K et L, on ne peut espérer faire baisser N
au-delà d’une certaine valeur, car CN possède un terme constant qui ne dépend ni de K
et ni de L. Dans le cas non accéléré (6.22), si K et L sont divisés par deux par exemple,
alors il faut au moins doubler la valeur de N pour obtenir une borne comparable pour
l’erreur. Ainsi, en théorie, ajouter des itérations locales n’est pas forcément une bonne
stratégie.

En pratique, le critère le plus utile reste le temps d’exécution. Or celui-ci dépend non
seulement du nombre de descentes total, mais également du temps de calcul de chacune
de ces descentes. L’éclatement sur les carrés implique en pratique de paralléliser les
calculs sur chaque carré. L’initialisation de la parallélisation prend elle-même un certain
temps, aussi plus on fait de calculs successifs sur un même carré, moins on perd de
temps. Cela explique que l’évolution des temps de calculs observés dans le tableau 6.3.
Pour la version accélérée, le temps d’exécution décrôıt dans un premier temps avec la
valeur de K = L, car on perd moins de temps à initialiser la parallélisation. Ensuite, à
partir de K = L = 4, la durée des calculs crôıt, car le nombre d’itérations globales N
varie très peu, tandis qu’on ajoute des pas de descentes. Le calcul de la durée moyenne
d’une descente tend à confirmer cette interprétation, puisqu’elle décrôıt avec K = L.
Notons par ailleurs que cette durée moyenne est plus élevée pour la version accélérée,
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car il comprend le temps dédié à la sur-relaxation.
La valeur optimale pour K = L semble, pour un même algorithme, peu varier

d’une expérience à l’autre. Ainsi, pour la version accélérée avec la TV pseudo-isotrope,
il semble que, généralement, le choix optimal soit k = L = 3. Pour le cas non accéléré,
il semble davantage se situer autour de la valeur 2.

Précision de la reconstruction Enfin, en analysant les courbes de la figure 6.6,
on voit que, de manière attendue, l’énergie décrôıt lorsque le seuil choisi pour le gap
décrôıt, car on est alors plus proche de la convergence. De même, le temps de calcul suit
une tendance inverse. Ainsi, plus le seuil choisi est petit, meilleure est la reconstruction,
mais plus longue est l’exécution de l’algorithme. Un bon compromis pourrait être de
choisir un seuil compris entre 0,1 et 0,2, puisque l’énergie vaut alors autour de 316, ce
qui conduit à une différence relative δE ≈ 7,5%, pour un temps de calcul situé autour
du centième de seconde. La reconstruction est alors dans ce cas visuellement proche de
celle obtenue pour un seuil de 0,01.

Conclusion

Nous avons proposé dans ce chapitre un algorithme qui permet d’utiliser la méthode
d’éclatement sur les carrés pairs/impairs proposé dans [1] pour le problème ROF cou-
leur. La version de la variation totale choisie dans le cadre de cette méthode n’est pas la
version isotrope classique, mais une approximation qui couple néanmoins les directions
horizontales et verticales. L’intérêt principal de l’algorithme proposé réside dans son
efficacité computationnelle : il bénéficie non seulement de la structure parallèle de la
méthode d’éclatement utilisée, mais il permet de plus de gagner du temps sur les calculs
locaux en enchâınant sur chaque carré des pas de descentes. Des tests expérimentaux
ont permis de vérifier les performances de cette méthode, tant en termes de temps de
calculs qu’en termes de qualité de la minimisation.

Néanmoins, le choix optimal du nombre d’itérations locales reste obscur. S’il est
clair qu’il ne doit être choisit trop petit pour bénéficier du gain de temps apporté par
les descentes locales, ni trop grand d’après l’analyse théorique de la convergence, aucune
heuristique n’a été établie pour le sélectionner de manière optimale. On a observé qu’elle
variait entre la version accélérée et la version classique. Dépend-elle d’autres facteurs ?

Un travail futur consisterait à utiliser l’algorithme de descentes alternées proposé
pour généraliser l’approche adoptée ici pour résoudre d’autres problèmes de type ROF
(avec des TV basées sur les valeurs singulières du gradient, par exemple), mais éga-
lement à d’autres types de problèmes de forme proche. On pense en particulier à la
déconvolution d’images, où la formulation variationnelle ne diffère que d’un opérateur
linéaire dans le terme d’attache aux données.
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de cartes éparses et le raffinement subpixellique de
cartes pixelliques.
La seconde partie de ce manuscrit traite de manière
plus générale de deux algorithmes d’optimisation
convexe, pour lequels deux variantes accélérées sont
proposées. Le premier est la méthode des directions
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