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Résumé

Cette these s'inscrit dans le contexte de la reptéton et du traitement possibiliste des
connaissances en vue de concevoir un systéme rgliétation de scéne observée par de multiples
capteurs. Les capteurs fournissant une ou desmatans imparfaites, les recherches se sont féealis
sur une représentation possibiliste des connaissalim effet, ce formalisme permet d'introduiralet
manipuler explicitement au sein d'un méme cadreatees imperfections portées par les informations
collectées mais aussi certaines connaissaacgsiori sur la scéne, les capteurs, les conditions
d’acquisition exprimées de maniere vague soit pgg experts soit résultant d’observations ou de
jugements ambigus.

Nous avons donc adopté une approche basée su@oaethles possibilités afin d’aborder ce sujet et
ceci, dans un environnement multi-sources de cesaaces : des capteurs, des sources additiondelles
connaissances, etc. Ce travail est divisé en pitsiétapes : état de I'art et maitrise de la tleédes
possibilités, analyse hiérarchique/sémantique dmesc étude de I'exploitation de la théorie des
possibilités dans différents niveaux sémantiquesgpixelique, pixelique, objet et scéne) et finaeat,
application de I'approche proposée a des fins efprétation de scéne.

L’objectif final de cette thése est de développersysteme d’interprétation de scene basé sur une
démarche possibiliste. Cette approche permet dwie une analyse hiérarchique de scéne en se
reposant sur deux processus : ascendant et destebhdaprocessus ascendant permet d’accumuler
I'évidence sur I'existence des régions (ou objéts)dis que le processus descendant permet desrasttr
cause, par I'expert, le contenu informationnel ggons et objets identifiés dans le processusdsc.

En effet, ce systeme met en place les outils pitistds nécessaires a I'exploitation conjointe de
plusieurs sources de connaissances (fusion) aiméliorer I'interprétation des données acquisesuen
d’une représentation plus riche de la scéne obserlgs deux principales applications visées sontd
la segmentation / classification (processus ascendale démixage (processus descendant).

Les performances du systéme d’interprétation pdpsmnt évaluées en utilisant plusieurs types
d'images (images de synthese, images mammograghifmages du type IRM, images SONAR, et
Images satellitaires). Les résultats obtenus geéstdncourageants et montrent I'efficacité de éotie
des possibilités comme un cadre de représentatsncdnnaissances priori et comme outil de
raisonnement permettant d’extraire de nouvellea@sances a partir des connaissances disponibles.
De plus, I'approche proposée s’est montré tresafé pour l'intégration de plusieurs sources des
connaissances, pour I'utilisation de la notion a@esimilarité afin d’avoir une idée plus approfondie
contenu thématique des régions (ou objets) idéntifidans la scéne.

Mots clés :

Interprétation de scéne, Théorie de possibilitédfilement de distribution de possibilités, Mesdee
similarité, fusion de connaissances.



Abstract

This thesis considers the context of the possitailisiowledge representation and processing inrorde
to develop a scene interpretation system obseryechlitiple sensors. The research is focusing on a
possibilistic knowledge modeling of the imperfenformation provided by the sensors. Indeed, this
formalism allows introducing and explicitly maniptihg, within the same framework, certain
imperfections carried by the collected informatiamd also someriori knowledge about the scene,
sensors, and acquisition conditions expressed pgrexor resulting from observations or ambiguous
judgments.

We, therefore, have adopted an approach basedarséhof possibility theory to address this issue i
a multi-source knowledge environment: sensors, tada@il sources of knowledge, etc. This work is
divided into several stages: study of the statethef art and mastery of the possibility theory,
hierarchical/semantic scene analysis, study ofag@ication of possibility theory in different sentiz
levels (sub-pixel, pixel, region, object and scerme) finally the application of the proposed appio
for scene interpretation.

The final objective of this thesis is to develogaene interpretation system based on a possibilisti
approach. This approach performs a hierarchicalesamalysis relying on two processes: ascending and
descending processes. The ascending process albmwsulating evidences on the existence regions (or
objects), while the descending process allows rgalinto question, by the expert, the informational
content of the regions and objects identified ie #scending process. Indeed, this system setseup th
possibilistic tools allowing to jointly exploitingnultiple sources of knowledge (fusion) in order to
improve the interpretation of the acquired data, ahds, enriching the representation of the obskrve
scene. The two main performed applications are satation/classification (ascending process) and the
unmixing (descending process).

The performance of the proposed system is evalueied several types of images (synthetic images,
mammographic images, MRI images, SONAR images atgllise images). The obtained results are
very encouraging and show the effectiveness ofilpitisstheory as a framework fopriori knowledge
representation and as a reasoning tool to extewtkmowledge from available knowledge. Moreover,
the proposed approach has been very effectivenfegiiating multiple knowledge sources, for using of
the concept of similarity in order to get a deejgera of thematic content of the regions (or objects
identified in the observed sense.

Keywords:

Scene interpretation, Possibility theory, Refinio§ possibility distribution, Similarity measure,
Knowledge fusion.
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INTRODUCTION GENERALE

Dans le domaine de la vision par ordinateur et’id¢elligence artificielle, la construction d'un
systéme d’interprétation de scénes constitue detmeht un champ tres important et tres prometteur d
recherche. L’objectif visé par un tel systéme é&spbrter aux experts des outils d’aide a la dénigeur
facilitant I'exploitation conjointe de plusieursusoes de connaissances se rapportant a la scesrwéds
et de pouvoir améliorer ainsi leur compréhensiorcete méme scene. Dans ce contexte, I'utilisation
d’un systéme d’'imagerie permet la projection dedane, sous la forme d'images. On parle dans ce cas
précis de systemes d'interprétation d’image.

A. Problématiques de l'interprétation de scene

Un processus d’interprétation de scéne rassenmbipleroches et les outils permettant I'identifimati
du contenu sémantique des données collectées, eigué peuvent étre issues d’'une ou de plusieurs
sources de connaissances. Ce processus a clairb@esrin de la capacité d'extraire de nouvelles
connaissances en s'appuyant sur les données éekedbut comme le fait I'étre humain, afin d’assur
I'interprétation de la scéne observée. A ce tlggontenu sémantique des données collectéesiadgeart
la scene est donc fortement lié aux systémes disitign de I'information mais aussi aux connaisssnc
a priori de I'expert qui donnent une sémantique aux obsiens Ainsi, l'identification du contenu
sémantique d’'une scéne est réalisée par la coapémitre les données collectées et les différypiss
de connaissances disponibles (connaissaagasori de I'expert, connaissances acquises au cours du
processus dinterprétation, connaissances sur fesegsus physiques d’acquisition de l'information,
etc.).

Cette coopération peut étre réalisée sur chacunidgsiveaux d’abstraction communément définis :
le niveau sous-pixelique, le niveau pixelique, ileau région, le niveau objet et le niveau scenbéaje.
Ces cing niveaux d'interprétation, basés essemtiwlht sur les méthodes de reconnaissance de formes,
sont appeléniveaux sémantiques d’interprétation

La description par I'expert (en se basant sur sesassancea priori) des informations et données
collectées constitue un probleme récurrent lorfad®nception d'un systéme d’interprétation de scen
Ce probleme devient plus complexe dans le contettées données sont trés difficiles a discriminer
(données bruitées ou fortement texturées, par ee¢rap lorsque le niveau sémantique d'interprétatio
s’éleve (par exemple, le niveau sémantique « senen effet, le processus d’interprétation de ecén
doit alors prendre en compte et intégrer dans sEanismes une richesse de connaissaa@emri de
plus en plus importante, car dans la majorité getemes d’interprétation de scene, les connaissance
priori de I'expert sont considérées comme représentatilescontenu sémantique a identifier.
Néanmoins, ces connaissaneepriori fournies par I'expert ne représentent généralergahin sous-
ensemble des connaissances caractérisant comptétlEseontenus sémantiques de la scene. Ainsi, la
capacité d'extraire de nouvelles connaissancesriir pl@s données collectées et d’en qualifier leur
certitude (essentielle lors du processus d'inteagian), constitue I'un des problemes majeurs ratrés
pour la conception des systemes d’interprétatioscéae.
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En général, les données collectées ainsi que lesasances extraites au cours de ce processus
souffrent d'un ou de plusieurs types d'imperfecsidelle que l'incertitude et I'imprécision. De pluss
connaissancea priori de lI'expert sont généralement exprimées d’'une @nanvague. Ceci rend le
processus d’interprétation de scéne encore pluplexs Pour ces raisons, une représentation adgéquat
des connaissances mises en jeu et des imperfedgoent indispensable. Une telle représentatian do
aussi permettre, d’'un cété d’intégrer et d’exploitenjointement les connaissances disponibles sssue
des différents types de sources de connaissancel@g@nocessus d’interprétation et d'un autre cdée,
manipuler explicitement les différentes formes gherfections entachant les données collectées.

De plus, le processus d’interprétation de scéneeesgénéral conditionné par I'objectif visé par
I'expert. En effet, cet objectif permet de précikemniveau sémantique d’interprétation de scengeet
guider ainsi le processus d’interprétation afinxtf@re essentiellement la partie des connaissances
intéressantes qui sont associées au niveau sémmanigg par I'objectif. De l'autre cété, la majéries
systemes d’interprétation de scéne (concernarttdesniveaux sémantiques d’interprétation de scene
le niveau sous pixelique, le niveau pixelique ehileau région) operent sur le niveau pixeliquerpou
aboutir au niveau sous pixelique ou pour aboutinigeau région, sans formaliser les liens entretroes
niveaux. Pourtant, un tel lien ne peut gu’ameélidesrrésultats globaux de I'interprétation.

Cette thése s'inscrit donc dans le domaine deemgst d’interprétation de scenes observées par de
multiples capteurs, dans l'objectif de mettre aliposition de I'expert un ensemble d’outils destin
I'aider au cours de son processus de compréhedsitmnscene observée et de sa prise de décision.

Dans un premier lieu, ces outils permettent a kekpl'une maniére simple et flexible de représente
ses connaissances liées aux informations et dorrwlestées a partir de la scéne et ceci, dans le
contexte ou ces informations et données sont tfésilds a discriminer tout en prenant en comps |
différentes formes d'imperfections portées pardmmées, informations et connaissances disponibles.

Dans un deuxiéme lieu, les outils informatiquesresff d’'une part, la possibilité d’exploiter
conjointement plusieurs sources des connaissara@ation référencée par le terme: fusion) en
permettant notamment la production de nouvellenassances a partir des données disponibles et
d’autre part, de formaliser des liens entre legaix d’interprétation considérés et ainsi, la rengs
cause ou plus généralement le raffinage du corgémantique identifié.

B. Approche générique proposée

Dans ce travail de recherche, nous proposons w@énsgsle segmentation/interprétation d'image basé
sur la théorie des possibilités dans un environmémaulti-sources de connaissances pour les trois
niveaux sémantiques d’interprétation suivants squelique, pixelique, région. En effet, cettedfié
offre plusieurs avantages au sein d’'un processogetrétation de scéne parmi lesquels I'efficaeitéa
simplicité en termes de représentation et d'intidgmades connaissancaspriori de I'expert, a des fins
de traitement et de fusion au sein d'un méme catirgformations imparfaites issues de différentes
sources de connaissances. Par ailleurs, ce systénterprétation de scene repose sur une analyse
hiérarchique qui opére sur trois niveaux d’intergtién voisins (ici pixelique, région et sous-pigek)
au travers de deux phases de traitement : une peasadante et une phase descendante (Figure 0.1).
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Niveau région (N+1)

——

Phase ascendante

. Régions\homogénes &
(segmentajon) g g

Contenu tRé¢matique de
chaque régi Phase descendante

(démixage)

Niveau pixelique (N) /

Images

Niveau sous-pixelique (N-1)

Raffinage Raffinage
quantitatif spatial
(proportion) (distribution)
du contenu du contenu

Figure 0.1 : Brique conceptuelle générique exploita la richesse des connaissances portant sur deseaux sémantiques
voisins N-1, N et N+1 (avec N correspondant ici aniveau pixelique)

La phase ascendante a pour objectif de réalisealae et la segmentation d’'image représentant une
scene observée. En effet, cette phase, initialg¥eles connaissances priori de I'expert liées au
contenu sémantique, comporte deux étapes consesuliy raffinement-estimation des distributions de
possibilités et la diffusion des connaissances possibiliste®tape du raffinement-estimation des
distributions de possibilités permet la productithnnouvelles connaissances a partir des connaéssanc
disponibles en vue d’une représentation plus raln€ontenu sémantique a identifier. En se basant su
'ensemble des connaissances issues de la pregtigpe, une étape de diffusion des connaissances
possibilistes est menée afin d’accumuler les éddgmsur les régions et ainsi, de finaliser le Esge de
segmentation de I'image. Les résultats ainsi olgtessutrouvent donc clairement au niveau sémantique
« région » de par le fait des connaissances ieftiapportées par I'expert et décrivant des régienia
scéne.

La phase descendante a pour objectif d’améliometelprétation des différentes régions homogénes
identifiees dans la phase ascendante et donc deefiex de raffiner le contenu thématique de ces
régions. Nous proposons dans cette phase, unechiepde démixage pixeliqgue basée sur la notion de la
similarité possibiliste. Cette approche permet digser I'ensemble des pixels composant chaguenmégio
identifiée afin de fournir une représentation piede du contenu thématique de ces régions (r@ifina
quantitatif permettant d’avoir le contenu thémagicglobal dans la région considérée et/ou raffinage
spatial permettant d’avoir la distribution spati@ ce contenu thématique). Cette représentationgber
aussi de réaliser, dans une étape ultérieure, basepd’analyse de la similarité entre les different
régions en fonction de leurs contenus thématiqaes dlobjectif de fusionner les régions ayant des
caractéristiques similaires et donc compléter Igs@de la scéne observée.
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C. Plan du manuscrit

Ce manuscrit est donc organisé en six chapitres :

Le premier chapitre vise a introduire le procesdlisterprétation de scene tout en mettant
'accent sur les éléments essentiels et les prailgoes concernées par notre travail de
recherche (la conception d'un systeme d’interpi@tatie scéne dans un contexte de multi-
sources de connaissances). Un bref rappel de mestaiéthodes de reconnaissance de formes
utilisées dans les systémes d’interprétation deesest présenté. Une étude bibliographique des
systémes d'interprétation de scéne appartenantaaunohdes niveaux d’interprétation (niveau
sous-pixelique, niveau pixelique, niveau régioweaiu objet et niveau scéne globale) est aussi
donnée dans ce chapitre.

Le deuxieme chapitre est dédié a la définitionadedtion d’'information imparfaite ainsi qu’aux
différents cadres mathématiques utilisés pour lprésentation et le traitement de ces
informations (théorie des probabilités, théorie figgtions de croyance, théorie des ensembles
flous et théorie des possibilités). Une attentiartipuliére est portée a la théorie des possibilité
et aux différents concepts de base de cette thedligribution de possibilités, mesure de
possibilité, mesure de nécessité, opérateurs denfust criteres possibilistes de décision.
L'utilité et les raisons qui nous ont incitées dwig de la théorie des possibilités dans un
processus d’interprétation de scene sont eégaletétaitiées.

Le troisieme chapitre aborde essentiellement ldlproatique de I'estimation des distributions
de possibilités a partir d’'un ensemble réduit deneissances fournies par un expert. Dans un
premier temps, un état de I'art sur les méthodestihation des distributions de possibilités
dans le domaine de l'interprétation de scene, @stdment présenté. Dans un deuxiéme temps,
et en se basant sur une estimation initiale ddsldisons de possibilités, nous proposons et
évaluons une approche qui exploite le contexteigdpditine fagon itérative, afin d’enrichir les
connaissances exprimées par l'expert et réalisesi ain raffinage de [I'estimation des
distributions courantes de possibilités.

Le quatrieme chapitre est consacré a la notionindidasité entre deux informations possibilistes
(i.e. deux distributions de possibilités). Aprewiaprésenté les différentes catégories existantes
de mesures de similarité, nous proposons une methedmnettant de choisir une mesure de
similarité, en se basant sur la capacité de digtaition entre les classes thématiques contenues
dans la scéne observée. Ensuite, nous proposondénm@rche méthodologique permettant de
réaliser la classification pixeligue mais ausspéaation de démixage pixelique en se basant sur
le concept de la similarité possibiliste spati@lette démarche sera appliqguée et évaluée dans le
contexte d’'un mono-capteur.

Le cinquieme chapitre est dédié a la mise en oaeéapproche possibiliste (en deux phases,
ascendante et descendante) de segmentation/intédigmeé d'image proposée. La phase
ascendante (qui réalise la segmentation d'imaggioupe deux étapes : haffinementet la
diffusion des connaissances possibilistéine attention particuliere est portée a [Ieffet
d’enrichissement des connaissances d’expert paodeeaux eéchantillons lors du processus de
segmentation dans un contexte ou les classes #intles a discriminer (faible contraste,
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environnement tres bruité ou I'existence de clagsedtimodales). A lissue de la phase
descendante, chaque région identifiée dans la gsrsndante sera caractérisée par un vecteur
descriptif composé des histogrammes des taux ddsvare aux différentes classes thématiques
présentes dans cette région (démixage).

* Le sixieme chapitre propose une extension de l@gp@ de segmentation/interprétation
d'image, proposée dans le cinquieme chapitre. E'difj est d’exploiter plusieurs primitives
dans la phase ascendante, et de quantifier laasit@ien termes de contenu thématique) entre
les régions identifiees dans la phase ascendantel@fréaliser la fusion entre ces régions. Une
évaluation globale de I'approche proposée est adsaillée dans ce chapitre.

Finalement, nous concluons en présentant les dbjeatteints dans ce travail et en évoquant de
nouvelles perspectives de futures recherches poéliaer le systéme d’interprétation propose.






Chapitre 1

| NTERPRETATION DE SCENE

1.1 Introduction

Le termescénedésigne un sous-ensemble d’'un environnement audsgjuel sont considérés de
multiples objets ayant un sens sémantique et dasiores spatiales reliant ces objets. Le processus
d’interprétation de scéne a pour objectif d’ideatifet d’analyser ce contenu sémantique afin cééner
de nouvelles connaissances.

Généralement, deux types de connaissance sontsaéesspour mener a bien ce processus: les
connaissances issues de la scéne elle-méme (paplexdes informations collectées a partir d’'uriquat
en analyse d’une scéne médicale, des mesuresleetaate en analyse d’une scéne en télédétectipn, .
et des connaissances liées a I'expert impliqué danmsocessus d'interprétation (le médecin, damage
de l'analyse d’'une scene médicale ou le photofinéée opérant sur une scene d’environnement). La
coopération entre ces deux formes de connaisspece®t de révéler, de comprendre et d’interpréter |
contenu de la scene.

L'utilisation d'un capteur d'imagerie, projette $aene réelle dans un nouvel espace de représantatio
des connaissances, celui d'une image numériqued'&nres termes, grace au systéme d’imagerie,
I'espace réel 3D est transformé en un espace 20padamt des mesures physiques qui constituent
I'image. Pour cette raison, les deux termes d’prégation de scene et d’interprétation d’'image sont
souvent confondus.

Notons que I'échelle d’analyse de la scene obsepatde systéme d'imagerie peut s'étendre du
niveau "microscopique" (un prélevement de laboratobservé par un microscope) jusqu’a un niveau
"macroscopique” (une ville observée par un satllit’image représentant la scene est considérée
comme une matrice 2D dont les éléments (pixels) des vecteurs de mesures sur un ensemble de
primitives «features» sélectionnées. Ces primitives peuvent étre pample, des valeurs numeériques
(DN : Digital Numbers) mesurant les informationsofdmétriques d’une scéne pergue dans l'une des
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bandes spectrales utilisées par le systéme d'ineafespectral patterns), ou des caractérisations de
relations spatiales (i.e. des mesures contextuetlésxturales opérant sur despatial patterns»), ou
encore des primitives temporellestémporal patterns).

Plusieurs images d’'une méme scéne peuvent étreuréapt par plusieurs types de systéemes
d’'imagerie simultanément (seules les dimensionsiadpsa et spectrales sont considérées) mais aussi
éventuellement a des moments différents. Aux deumemsions précédentes s’ajoute donc, une
dimension temporelle.

Le terme "interprétation de scéne" désigne les niggees de raisonnement et d’analyse visant a
extraire la sémantique contenue dans ces imagészamme le font les humains [1]. Etant donné quie ¢
processus opére sur une « projection » (et doncreskiction) de la scene réelle dans un espace
d'images, au travers de capteurs physiques, céitbet d’interprétation exige [l'intégration de
connaissances priori liées a I'expert ainsi que de connaissances ctughas diverses, afin d’analyser
la scéne.

Dans ce chapitre, nous abordons le cadre générdlinderprétation de scéne. Ensuite, nous
présentons le processus d’interprétation de sddsues la troisieme partie, nous donnons un brefelapp
de certaines méthodes de reconnaissance de foouesns utilisées en interprétation de scéne. Nous
enchainons par la présentation des niveaux sémastigu processus dinterprétation en détaillant
certains systémes d'interprétation de scéne aparté chacun de ces niveaux et ceci dans 'obpheti
mettre en avant les problématiques liées a la @bioced’'un systeme d’interprétation de scéne et qui
nous intéressent dans notre travail.

1.2 Cadre général d'interprétation de scene

Dans le domaine de la vision par ordinateur etidielligence artificielle, la question d’interpgaiton
de scene est fortement liée a la perception visuelest-a-dire a la perception du monde réel gar d
systémes d'imagerie (systeme visuel humain, car@&B, ...etc.). La notion de perception visuelle
désigne I'ensemble des actes de détection d'unees¢ies objets visibles, les structures et les
événements), de reconnaissance et de descripteand®ms symboles [1]. Bien que les humains arrivent
facilement et de maniére robuste a réaliser ute perception visuelle, cette tache reste toujanrdéfi
pour les systemes de vision par ordinateur airsipqur les approches d’intelligence artificielle.

by

La vision par ordinateur vise a imiter la visionnmaine en utilisant ses propres meécanismes
d’observation, d’analyse et d’interprétation dengcéAinsi, son objectif est de doter les ordinaeliun
systéme de vision permettant de comprendre leuraamement a partir des données issues de systemes
d’'imagerie. Cette maniére de procéder s’effectuaipa série de procédures de traitement de domées
d’extraction d'informations basées sur la géomgétte physique, les statistiques et les théories
d’apprentissage [2]. Chaque étape d’'un tel sysieneaitement est conditionnée par des connaissance
a priori spécifiques au domaine considéré [3].

Selon le paradigme de Marr [4], un systéme de riskt une succession de procédures qui permettent
de transformer l'information d’'un niveau d’abstiantvers un niveau d’abstraction plus élevé. Marr a
ainsi organisé cette succession en trois niveawepl@sentation : le bas niveau qui vise a détéeser
changements d'intensité significatifs dans une enaff & en extraire des caractéristiques de base
(régions, contours,...etc.), le niveau intermédiguedécrit les liens entre les deux espaces 2Dgéna
et 3D (monde réel), et le haut niveau qui traitelaledescription complete d’'une scene. Dans ce
paradigme, Marr ne tient pas compte du réle degsaissancesa priori ou des connaissances d’expert
pour la coopération entre ces trois niveaux [1LhsAil'extraction du contenu sémantique de la scéne
devient trés difficile [6].
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Aujourd’hui, et malgré le fait que les ordinatepossédent une puissance de calcul supérieuree I'ét
humain, on n'arrive pas a produire des systemessiten robustes. Cela est di principalement auxdeu
fossés entre la réalité et ce qui est percu (Figire:

« Le fossé sensorigjui est défini comme « le fossé di a I'enregisawinou la projection, de la
scéne 3D sur une ou plusieurs images 2D » [5] [6].

* Le fossé sémantiqugui est plus délicat a traiter. Il est défini comm I'insuffisance des
informations extraites a partir des pixels, poueripréter la scene » [5] [6]. Il s’agit du manque
de connaissancespriori nécessaires pour extraire la sémantique conteangeldmage.

L’homme arrive pourtant, a combler ces deux fosg@ge a plusieurs avantages qu'il possede :
beaucoup de connaissancas priori, sa faculté d’'apprentissage, sa faculté d’appration et
d’analogie,’... A l'inverse, la machine, qui ne patsgas de tels avantages, a toujours des diffgculté
pour remédier a ce probleme. Ceci explique le dai¢é I'humain et la machine peuvent avoir des
interprétations différentes de la scéne analysée.

RVB=(25, 210, 40)
Texture=(0.5,0.4)

Monde réel (3D) Systeme d'imagerie
(Image (2D))

Fossé sensoriel

Figure 1.1 : Le fossé sensoriel et le fossé sémantq

Pour résumer, le processus d’interprétation deescensiste a apporter des solutions aux problemes
liés a ces deux fossés. Dans la suite de ce obhapdus allons présenter ce processus tout ennnetta
avant ses éléments pertinents.

1.3 Processus d'interprétation de scene

Le processus d'interprétation de scene vise aifé@rie contenu sémantique de la scéne obsenjée [7
par I'exploitation conjointe des mesures numériqigsies du systeme d'imagerie et de certaines
connaissances priori sur la scene analysée, sur les capteurs dispsreblies conditions d’acquisition
exprimées de maniére plus vague (soit par des @xperésultant d’observations et de jugements}eCe
coopération conjointe peut étre réalisée aux difftr niveaux d’interprétation : le niveau sous-ixes,
le niveau pixelique, le niveau région, le niveauyeblou le niveau scene globale. Ces niveaux
d’interprétation, basés essentiellement sur lehodéts de reconnaissance de formes, sont appelés les
niveaux sémantiques de linterprétation de scémedifficile tache d’identification du contenu pour
chaque niveau sémantique d’interprétation estrwete influencée par plusieurs facteurs :
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L'objectif final : les résultats de l'interprétatialépendent fortement de I'objectif recherché par
I'expert. Cet objectif permet de préciser le niveamantique de l'interprétation et d’adopter une
stratégie qui focalise I'analyse uniqguement swdetenu sémantique correspondant a ce niveau.
Une telle stratégie permettrait d’exploiter une ngima masse de données dans un temps
raisonnable (par exemple, la fouille de donnéegldelétection) [15].

Les connaissances priori : qui peuvent étre liées a I'expert ou extraitesadt le processus
d’interprétation (connaissances extraites a uramstionné). Ces connaissances jouent un role
primordial dans le processus de linterprétatioma@e niveau sémantique du processus
d’interprétation nécessite certains types de casaaces priori. D'une maniére générale, les
connaissances priori que I'on doit prendre en compte dans le proced$oterprétation d’'une
scene peuvent étre classifiées en trois catéd@iies

» Les connaissances liées a la scene : modeles génmétdes objets dans la scéne et
leurs relations, le domaine d’application, etc.

» Les connaissances portant sur la correspondaneelargcéne et I'image : les propriétés
des images, en particulier leur géométrie et lét loklu au processus d’acquisition, sont
liées au type du systéme d’'imagerie (optique, ragtamar, etc.) et a ses caractéristiques
physiques (la longueur focale, I'angle d’acquisitiles cameéras, les résolutions spatiale
et spectrale, la polarisation du capteur, etc.).

» Les connaissances liées a I'image : types et oelatspatiales entre les caractéristiques
de base de I'image tels que les bords, les ligassggions, etc.

Les connaissances liees au domaine d'applicatiorsi afju’aux capteurs physiques
d’acquisition des images peuvent influencer la m@@nidont la scene est percue. A titre
d’exemple, sans avoir de telles connaissancesadi@rprésentée d’'une tumeur du sein dans la
Figure 1.2 obtenue par imagerie IRMmagerie par résonance magnétigugBreast MRI
dataset RIDER Hhttp://www.cancerimagingarchive.ngt/) peut également s'interpréter trés
differemment comme par exemple, la présence deégdaans une image de télédétection.

Figure 1.2 : Image d’'une tumeur du sein par IRM

La représentation des connaissances et des impenteccette représentation doit permettre,
d’'un coté d'intégrer les connaissances disponibiess le processus d'interprétation et d'un
autre c6té, de gérer explicitement les différefiveses d'imperfections entachant les données
aux différents niveaux sémantiques.

Les méthodes qui réalisent l'interprétation: leshodes utilisées aux différents niveaux d'un

systéme d'interprétation de scéne doivent étreegéd@ine maniere intelligente afin d’anticiper

les effets d’'imprécision [46]. Elles peuvent étédestionnées priori par I'expert (d’une facon
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statique) et/ou durant le processus d’interprétaitune facon dynamique). Des telles méthodes
accordent au processus d'interprétation de scepagacité d'obtenir de bonnes performances
dans des environnements tres complexes [100]. lemaissancesa priori liées aux
caractéristiques des données délivrées par le nsgstBimagerie telles que les résolutions
spectrale, spatiale et temporelle, la polarisa@nl’angle d’incidence jouent un rble trés
important dans le traitement intelligent des ima@géss connaissances permettent la sélection
convenable tant des données disponibles que démdast afin d’atteindre I'objectif visé [12] :
par exemple, I'utilisation de données haute régmiuklles que les images optiques SPOT-4 ou
radar ERS-2 et des méthodes de fusion multi-soutee®s images, pour une analyse précise de
la couverture terrestre [29].

Il est important de noter que le processus d'imégtion de scene peut étre basé sur des données
délivrées par un seul systéme d’imagerie ou suddeaées délivrées par plusieurs systemes d’'in@geri
c'est-a-dire un systeme multi-capteurs permettanfodrnir plusieurs projections physiques de laece
imagée. La Figure 1.3 illustre le schéma généradrduessus d’interprétation.

Scéne

Interprétation de scene
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g £
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interprétée

Figure 1.3 : Schéma général du processus d'interpiation de sceéne

Dans ce schéma, nous pouvons noter que l'intetpBtde scéne est souvent réalisée au niveau de
chaque systéme d’'imagerie, seul, le résultat faeall'interprétation étant obtenu par la fusion des
différentes interprétations partielles. Cette appeo présente l'avantage de pouvoir appliquer les
connaissances priori au niveau de chaque capteur d’'une fagon indépéndi®s autres capteurs. Ceci
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est considéré comme une lacune aussi car I'inféomag croisée » porte une connaissance utile pour |
processus d’interprétation.

Les systémes de vision par ordinateur sont caisésépar de nombreux types d’'imperfections qui
accompagnent leurs différents niveaux, depuisdietnent d’'images (bas niveau) jusqu’aux analyses
(niveau intermédiaire), la reconnaissance de foretdSnterprétation de scene (haut niveau) [4&r P
conséquent, un processus d’interprétation de sdeiteposséder les mécanismes permettant de gérer
explicitement les informations imparfaites pour duéentification du contenu sémantique soit plus
fiable. Afin de prendre en compte le probléme deserfections au cours d’un processus d’interpi@tati
de scene, quatre cadres mathématiques sont courdratilisés : la théorie des probabilités, la theor
des croyances, la théorie des ensembles floustieédaie des possibilités [9]. Chacune de ces ahpo
possede ses propres modes de représentation daissamtes et ses propres outils de traitement et de
raisonnement appropriés pour les différents typspéerfection d’information [11]. Généralement, la
théorie des probabilités est la plus utilisée piaiter la forme particuliére de I'imperfection gest
lincertitude. Cependant, il existe certains cassdéesquels les sources d'imperfections ne sont pas
simplement représentables par un modele probabibitd que le mangque de connaissances concernant la
gualité de I'image (la définition de la qualité idmage elle-méme est basée sur la perception mamai
et difféere d’'une personne a l'autre), I'imprécisidans les calculs, 'ambiguité dans la descriptiea
objets, ... [46]. Dans ces cas, la théorie des crpmaussi appelée théorie de Dampster-Shafer), la
théorie des ensembles flous et la théorie des Iplites sont mieux adaptées pour traiter ces types
d’'imperfections.

La théorie des croyances représente I'appartend@ahaque pixel, région ou objet aux différentes
classes dans la scene via des fonctions de masseogence. Ce mode de représentation permet
d’intégrer, a la fois, I'imprécision et l'incertitke relatives aux connaissances disponibles.

La théorie des ensembles flous utilise des fonstidappartenance permettant la représentation de
'appartenance partielle et répondant ainsi a la-exclusivité des connaissances. Ce mode de
représentation floue permet donc, de modélisepféuision dans un contexte ambigu.

Finalement, la théorie des possibilités permetdadtisation d’une forme particuliere d'imperfection
qui est celle d'une incertitude ou les connaisssndisponibles pour décrire cette incertitude sont
données ou formulées d’'une maniére ambigle (vaipitie 2).

Notons gue le cadre probabiliste est trés limitéequi concerne la représentation et l'intégraties
connaissances de I'expert, ce qui rend le procedsu®rprétation de scéne trés difficile dans ah t
cadre [46], alors que les autres cadres apportestniécanismes permettant d’'une facon flexible et
satisfaisante de représenter et d'utiliser I'enderdb ces connaissances.

Le processus d’interprétation de scene est basatedement sur les méthodes de reconnaissance de
formes. Plusieurs méthodes de reconnaissance dedoont été développées afin d’améliorer les
performances des systémes de vision par ordinéd#es que les techniques basées sur l'intelligence
artificielle, les systemes experts [118], les régede neurones [24] [25], les systémes a baseglesreé
[26], etc.

Dans la suite, nous allons donner un bref rappelntiéthodes de reconnaissance de formes les plus
utilisées dans les systémes de vision par ordinafguparticulier, nous nous intéressons aux méthod
utilisées dans le cadre des applications suivaiéedémixage, la classification et la segmentation

Dans le cadre de notre travail, les applicatione qous considérons se focalisent sur les trois
premiers niveaux sémantiques d’'interprétation @mec le niveau sous pixelique, le niveau pixeligtie
le niveau région.
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1.4 Méthodes de reconnaissance de formes

Jusqu’a la moitié des années 1990, les méthoddisj@ggs pour la reconnaissance de formes ont été
principalement basées sur des approches statistdmssiques, telles que les méthodes bayésie®BEs [
ou les méthodes basées sur le calcul de la distaimimale [64] . Bien que ces méthodes traditiolasel
aient de bonnes performances, leur capacité gén&nasoudre la confusion interclasse est limkRée.
conséquent, ces derniéres années, et a la suiteragp®s en technologie informatique, des straségie
alternatives ont été proposées, notamment I'utitinades réseaux de neurones artificiels [65]albses
de décision [66], la machine a vecteur de supf}, les méthodes issues de la théorie des ensemble
flous [95] . L'incorporation des informations liéasix structures spatiales (telles que la texture) a
aussi été proposée [20].

Dans la suite, on présente brievement les méthatkesreconnaissance de formes les plus
fréquemment utilisées pour les trois premiers nixeaémantiques d’interprétation de scéne: sous
pixelique, pixelique et région.

1.4.1 Les méthodes bayésiennes

Le théoréme de Bayes [63] a une influence longuarafonde sur la représentation statistique des
connaissances. Deux éléments clés constituentriaufe bayésienne : une distribution de probabilités
priori et une distribution de probabilités conditionnelde vraisemblance. Par la combinaison de ces
deux distributions, la probabilité conditionnedigposterioripeut étre exprimée de la fagon suivante :

Pr(4, /G )PF(Gn )

Pr(Gn /%q)= Pr(x,)

(1.1)

ou x, est la valeur numérique mesurée de la primitive« ghattern » caractérisant le pixel, la région, ou
méme I'objet observé. Ce pattern est supposé apiaét une classe thématiqug iSsue d’'un ensemble
exhaustif et exclusif de M classes contenues darseéne. Pr(g) est la distribution de probabilités
priori (la distribution de I'occurrence de la classg) €t Prk/C,,) est la distributions de probabilités
conditionnelles aux différentes classes thématigdissribution de vraisemblance). La regle de dénis
associe chaque pattern observé a la classe thémgtayr laquelle la probabilig posteriori Pr(Gy/x,)

est la plus élevée :

%, 0Cpy, i et seulement si PC x{ =) njex PRCx/ 9,1<m} (1.2)

En supprimant le terme commun RJ( cette régle de décision, appelée maximarposteriori
(MAP), est réduite a la maximisation le produit desix distributions Pr(g) et Pr./C.,).

1.4.2 Les méthodes markoviennes

Dans tout processus d'interprétation de scene, oletegte spatial apporte toute une gamme
d’'informations utiles. L'utilisation appropriée dig notion de contexte spatial permet I'éliminatides
ambiguités possibles, la récupération d’informaiamanquantes et la correction d'erreurs [18].
L'utilisation du contexte spatial pour modélises nnaissancespriori (la distribution de probabilités
a priori Pr(G,)) afin d’aider a l'interprétation de scéne, estsidérée comme une procédure raisonnable.
En effet, un pixel est généralement entouré papikests de la méme classe et il est donc moinsgineb
d’avoir des pixels voisins appartenant aux auti@sses de la scene.

Les champs de Markov constituent un outil utilperformant pour caractériser l'information relative
au contexte spatial, outil qui a été largemenisédtipbour la segmentation et la restauration d’irmage
[19][20]. Ces champs sont des configurations (tigses) définies sur le champ d’étiquettes C eraour
chaque pixel. Le champ d’étiquettes C est obtepartr d'une étape d'initialisation par un expeut ar
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une segmentation préliminaire de I'image considdpse exemple, par seuillage d’histogramme ou
I'application de I'algorithme des k-moyennes).

Une fois le contexte C modélisé d’'une facon prdisibi (au moyen des champs de Markov), cette
modélisation sera considérée comme une sourcerdeissancea priori. Le théoréme de Bayes sera
utilisé pour combiner ces connaissan@espriori et I'ensemble des distributions de probabilités
conditionnelles aux différentes classes thématigQesretrouve alors une formule similaire a I'édomat
1.1):

Pr(x, / C)[Pr(C)

Pr(C/x, )= Prex.)

(2.3)

Ainsi, le probleme se "résume" au calcul de la igométion optimale du champ d’étiquettes C qui
maximise la probabilitéa posteriori Pr(Ck,). Pour cette optimisation, un algorithme itéra&f que
I'ICM « Iterated Conditional Modes [21], pourra étre appliqué.

1.4.3 Les modeles de mélanges

Dans les modeles de mélanges, fréequemment utéisédassification, on considére que les pixels
formant I'image suivent une loi dont la fonction densité est un mélange de plusieurs densités de
probabilités (densité multimodale). Les modes dansistogramme indiquent I'existence de plages de
vecteurs d’attributs pour lesquels le nombre delpiayant ces vecteurs est plus élevé que sure&ut
plages. Ces modes peuvent correspondre a certéigiesis ou caractéristiques (certains types da,tiss
par exemple) dans I'image.

Soit x, la valeur numérique mesurée de la primitive car&ant un pixel dans une bande spectrale
considérée (e.g. niveau de gris). Sa distribufigr) peut étre représentée par une distribution de
probabilités de la forme :

F (%) = AL T 06) + A, Tf(30) + ME-A Uk (%) (1.4)

avec X A <1,i =1, 2, ...,k et ,y+h++) = 1. Les parametrel sont appeléses coefficients de
pondérationdu mélange tie mixing weighds Le coefficient); peut étre interprété comme étant la
probabilitéa priori d’observer la valeux, sachant I'occurrence de la class€RZ(/C)).

Les fonctiond; sont appelées les densités du mélange. Bien gquearte quelle loi puisse étre suivie
par chaque densifg la plus courante et la plus simple a appliqueta(@lus rapide a calculer) est la loi
normale dont la fonction de densité est une gamssi€saussian Mixture Modgl[22]. Les parametres
de chaque gaussienne (sa moyenne et sa variamte@stiomés en utilisant des méthodes telles que la
méthode de maximum de vraisemblance. L'optimisatie cette méthode est souvent réalisée via
I'algorithme Espérance-Maximisation (EM) qui eseuméthode itérative pour optimiser la fonction de
vraisemblance dans le cas de manque d’informa#idh [

1.4.4 Les méthodes basées sur la théorie des ensemblesdl

L'un des problemes majeurs rencontrés en recoraraiesde formes est le probléme de la confusion
inter-classes [63]. Ce probléme, qui constitue mvirennement d’ambiguité, peut se produire pour les
scenes ayant des motifs complexes, c’est-a-dire @vehevauchement spectral et/ou spatial deseslass
Dans le domaine spectral, les caractéristiguegfliectance, émission, ou rétrodiffusion de difféesn
classes peuvent étres similaires. Dans le domaiatas un pixel, une région, ou méme un objet peut
contenir des zones représentatives de plus d'wassel(i.e. probleme de pixels mixtes ditmixels»).

En effet, dans les méthodes de reconnaissancerdeddasées sur la représentation probabilistgueha
pixel, région ou objet est supposé appartenir a atnene seule classe parmi les différentes classes
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figurantes dans la scene. Par conséquent, ces deétine fournissent pas les mécanismes permettant de
faire face au probleme de « mélange » de clas8gssfuation souvent appelée non-exclusivité. Neto

a ce stade que certaines méthodes itératives @dsodes markoviennes, par exemple) se basant sur
I'utilisation de niveaux de gris, exploitent le ¢texte spatial des pixels afin de remédier au problde
chevauchement spectral. Néanmoins, ces méthodgmgmat souvent une information de nature
imprécise, ce qui augmente I'ambiguité lors dddasification pixelique [111].

La théorie des ensembles flous, introduite par &deh [60], fournit un cadre conceptuel pour la
représentation des connaissances ambigués. Généntjel'application de cette théorie dans le
processus d'analyse de scéne consiste a assoclagie objet observé (pixel, région ou objet) de
'image, c'est-a-dire a chaque valeur numeériqueur@s de la primitive caractérisant I'objet, desréeg
d’appartenance (dans lintervalle [0, 1]) aux diffiétes classes. Ces degrés d’appartenance soiteensu
utilisés dans le calcul d'une mesure floue (I'epieofloue [85], par exemple). Une telle mesure prm
d’attribuer une « décision finale » concernantpagenance de I'objet & I'une des classes congdéré

En effet, 'utilisation d’'un tel cadre mathématigpeur représenter et intégrer les connaissances
ambigués, rend la conception de méthodes de reissanae de formes, basée sur des modéles
interprétables, plus facile et capable de résouese problemes d’ambiguité rencontrés lors d'un
processus d’interprétation [26].

Parmi les méthodes basées sur la théorie des elesefidis, I'algorithme de Fuzzy C-Means et les
systémes a base de réegles floues sont trés utiiiseésla littérature.

1.4.4.1 L’algorithme Fuzzy C-Means (FCM) :

L'algorithme FCM [94] fournit un moyen classiqueusaésoudre le probléme de regroupement ou
«clustering» selon les degrés d’appartenance binaires (sa@bi0 1) de chaque objet a une classe. |l
permet d’attribuer a chaque objet des valeurs digppance a chacune des classes thématiques dans
l'intervalle [0 1].

Pour une image comportant M classes thématiquem@esa priori), le principe de base de cet
algorithme consiste a représenter chaque classeyrpvecteur de référenggj=1, ..., M. On suppose
disponible a linitialisation, un ensemble de N teers de mesures, i=1,...N de méme dimension,
chaque vecteux; correspondant & un objet i. Pour chacun de cdswex, on considére également les
degrés d'appartenangg de ce vecteux; a la classe j. L'algorithme FCM a alors pour obifetaffiner
de facon itérative, lgs; et les M vecteurs de réferenggj=1, ..., M, en minimisant la fonction objective
suivante :

N M
2
IUN=Y D (x-y) (L5)
=1 j=1
avecV = {vi, V,, ... w} et U la matrice [y] 0[0,1], i= 1,..., N, j= 1,..., M telle qué}}‘il W =1
représentant la partition floue générée par l'aljore. La distance Euclidienneq-(/,-)2 peut étre

remplacée par la distance de Mahalanobis, la redtridevenant alors une matrice de covariance floue
(plus de détails sont donnés dans le chapitre 3).

1.4.4.2 Les systemes a base de regles floues:

Une régle floue est une construction qui a la fogaeérale «i A alors B», ouA et B sont des
propositions contenant des termes linguistiquesefiet, I'utilisation des termes linguistiques dares
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regles permet d'une facon flexible, de représerts connaissances humaines et d'exprimer
I'imprécision et I'incertitude inhérentes dans cesnaissances. Chaque regle floue posséde un rieeau
certitude, et ceci forme la différence entre urgledloue et une régle classique qui utilise laidog
binaire [63].

Généralement, un systéme a base de regles flouesnegosé de trois étapes principales (Figure 1.4).
La premiere étape est lduzzification» qui implique la partition de I'espace des privais «entrées»
en sous-espaces flous, chacun étant caractérisénpafonction d’appartenance (voir chapitre 3). Les
regles floues sont ensuite générées pour chaqueespace. La deuxieme étape estnférence» qui
nécessite le calcul du niveau de certitude de @haggle floue et de combiner les différentes régles
floues. L'étape finale est ladefuzzification : elle consiste a transformer la sortie flous digles de
décision en des sorties» binaires pour le systeme [63].

Defuzzmcatlon

1

Entrees Sorties

Figure 1.4 : Architecture générale d'un systeme adse de régles floues

1.45 Les méthodes de fusion d’information multi-sources

Généralement, il est tres difficile pour une méthaleé reconnaissance de formes d’aborder tous les
aspects du probleme traité (discrimination entseclasses, traitement d'imperfections, etc.) ebasant
sur une seule source de connaissance. En outrenétiede de reconnaissance de formes peut étre
meilleure que d’autres méthodes pour résoudre pecagarticulier du probleme traité, tandis que
d’autres méthodes peuvent étre supérieures suutom plan [63]. Ceci a motivé, en reconnaissance de
formes, I'utilisation conjointe (ou la fusion) déupieurs sources de connaissances hétérogenes. Cett
utilisation permet a une méthode de reconnaissdecéormes d’exploiter la complémentarité et la
redondance de ces sources de connaissances a#alider des inférences qui ne sont pas réalisables
partir d’'une seule source (par exemple, réduireértitude dans un processus de classification).

Dans le domaine de la vision par ordinateur, lee@ssus d’analyse de scene est fortement lié a la
problématique de fusion de plusieurs sources dasaissances [10]. Ceci est due a I'émergence de
plusieurs types de capteurs d’'image (visible, nofnge, radar, etc.) fournissant différentes mesures
physiques (images multi-résolution, images multiterelles, images multi-bandes spectrales et images
multi-polarisations). Notons que d’autres sourcescdnnaissances peuvent étre obtenues a partir des
calculs effectués sur les mesures numériques feairpiar un seul capteur ou des sources de
connaissances liées a l'expert [71]. En effet, dgidn d'images issues de plusieurs sources de
connaissances consiste a les combiner en une is®@age « fusionnée » ayant un contenu « amélioré »
rendant ainsi la mission de I'expert, plus faciteipdétecter, reconnaitre et identifier les obpeésents
dans la scéne [28]. Par conséquent, le processusrgrétation de scene peut étre réalisé enaitilides
méthodes de reconnaissance de formes baséesfgsiola d’informations issues de telles sources.[29]
Toutefois, en analyse de scéne, il y a plusiewsanix de reconnaissance : le niveau capteursyéauni
des primitives et le niveau des décisions (Figuf®) &t a chaque niveau, nous pouvons identifier
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différents types d'imperfections [46]. Par conséquée probleme de la gestion de ces imperfections
devient de plus en plus complexe en fusion d'infmtions [9] et les systemes d'interprétation doivent
étre en mesure de faire face a ce type d’'informdtid

Le processus de fusion est composé principalementuhtre étapes : 1) la modélisation, 2)
I'estimation, 3) la combinaison et 4) la décisi@d][ L'étape de modélisation comprend le choix é'un
méthode de représentation des connaissances adapté&gpproche de fusion retenue. L’'étape
d’estimation consiste alors a déterminer les digtions numériques nécessaires pour estimer les
informations a fusionner. La troisiéme étape cdesis choisir un opérateur approprié pour la fusion.
L'étape finale de décision implique le choix d'urdgle de décision basée sur les informations fesrni
par les différentes sources.

D’une maniére générale, le processus de fusionterprétation de scenes observées par des capteurs
d’'images peut étre réalisé selon quatre niveadgréifits [71] (Figure 1.5) :

» Fusion au niveau "signal" : les signaux provergntlifférents capteurs sont combinés
pour créer un nouveau signal avec un rapport sgurabruit meilleur que le rapport des
signaux d’origine, c'est-a-dire avant la fusion.

» Fusion au niveau "pixel" : cette fusion est efféetwpixel par pixel. Chaque pixel de
image fusionnée est déterminé a partir d'un erdende pixels correspondants dans
les images sources.

» Fusion au niveau "primitive" : cette fusion néctsane étape d’extraction de primitives
a partir d'un ensemble de pixels (intensités, agstozones de textures, ....). Les
primitives de méme nature sont ainsi combinées.

» Fusion au niveau "décision" : cette fusion opemsdan niveau d’abstraction plus élevé
gue les précédents niveaux et combine les résulmtplusieurs algorithmes pour
aboutir a une décision finale fusionnée. Les imagkentrée sont traitées
individuellement pour l'extraction d'informationd.es informations obtenues sont
ensuite combinées en appliquant des regles dei@®gpigur avoir une décision finale.
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Figure 1.5 : Les différents niveaux de fusion des doées multi-capteurs

La théorie des probabilités, la théorie des croganta théorie des ensembles flous et la théose de
possibilités constituent les principaux outils néatiatiques les plus rencontrées dans la littérgtooe
fusionner les informations issues de plusieurs casurde connaissances. Les techniques de fusion
associées a la théorie des possibilités serontgplésifiquement présentées dans le chapitre 2eter c
théorie constitue le cadre de notre travail deesatie.

1.5 Niveaux d'interprétation d’'une scéne

Au cours des trois dernieres décennies, plusigustermes d’interprétation de scenes ont été mis en
ceuvre dans différents domaines d'application [1§s Gystemes ont été congus selon différentes
philosophies, modeles et motivations. lls differeat un certain nombre d'aspects tels que I'objecti
final, le niveau des connaissances disponibles etgrésentation de ces connaissances, la métigazlolo
a suivre et le domaine d'application. Généralemientnéthodologie utilisée par ces systemes sert de
critére pour classifier ces systemes d'interprétatie scéne en différentes familles [1] [3]: lest&ges
basés sur les connaissances [30], les systémes saséne théorie de décision particuliére [313, le
systémes basés sur le mode de raisonnement [82], et

La sémantique dans une image dépend d’'un cétéjveéawndes connaissances manipulées et de la
perception qu’a I'expert de cette image et d'urreaabté, de 'objectif poursuivi par I'expert [STet
objectif détermine la nature du processus d’intggiion et I'échelle de la zone d’étude, ce quinitef
ainsi les résolutions spatiale et spectrale corhesaAinsi, partant de ce constat, nous proposens
classifier les systemes d'interprétation de scemefomction des niveaux sémantiques sur lesquels
I'interprétation est opérée. Ces niveaux sont :
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- Le niveau sous-pixelique,
- Le niveau pixelique,

- Le niveau région,

- Le niveau objet,

- Le niveau sceéne.

Chaque niveau sémantique est caractérisé par |lapaissances nécessaires et le mode de
représentation pour mettre en ceuvre les objectftseindre. Plus le niveau sémantique devient aibstr
plus des connaissancespeori sont indispensables et plus les modes de repatsentdeviennent
complexes et de ce fait, la gestion des imperfastaevient cruciale.

Dans ce paragraphe, nous allons décrire chaquawna&mantique d'interprétation, la représentation
des connaissances associées et montrer des exedeplsgstemes d'interprétation opérant sur ces
niveaux. Un intérét particulier est porté sur legstpremiers niveaux (sous-pixelique, pixeliquégion)
en explicitant les problemes rencontrés tels quetetvention de I'expert lors du processus
d’interprétation (i.e. les parametres a estimea), réprésentativité des connaissances disponibles,
I'exploitation du contexte spatial comme une soumdeitionnelle de connaissances, la possibilité de
mise en cause par I'expert des résultats obtenusiaeaux supérieurs (région, objet et scene) et le
traitement des imperfections.

1.5.1 Le niveau sous-pixelique

Ce niveau d’interprétation de scene concerne ltifleation du contenu informationnel des pixels
comportant un mélange de plus d’'une classe pasndiféérentes classes thématiques contenues dans la
scene analysée (pixels mixtes). Ce phénomene, quespond au fossé sensoriel [3], est di
essentiellement a la résolution spatiale des ceptduau chevauchement spectral entre les infoometi
des classes [63]. Dans le domaine spectral, lestgaistiques de réflectance, émission, ou réfigldn
des différentes classes peuvent étres similairassle domaine spatial, un pixel, une région, omené
un objet peut contenir des zones représentativetuded’une seule classe.

Les connaissancespriori concernant ce niveau sont d'une part, liées awamémes d’interaction
entre le parametre physique mesuré et les diffésesubstances ou classes pures existantes dagsiéa s
(souvent appeléegndmembejset d'autre part, aux résolutions spatiale et spkr du systeme
d’'imagerie. Ces connaissances permettent la s@ectinvenable tant des données disponibles que des
méthodes de traitement afin d’identifier le contsnus-pixelique.

Les caractéristiques spectrales d’'une classe mntesspuvent représentées par un spectre unique et
peuvent étre extraites automatiquement a I'aideydrthmes non supervisés [63] ou supervisés lasqu
les données d’apprentissage sont disponibles [39].

Deux approches sont principalement utilisées poodétiser la contribution des différentes classes
pures au spectre mesuré a partir d'un pixelmodéle linéaireui considére que ce spectre mixte est la
somme pondérée des spectres des classes purescetdie non-linéairgui tient compte de la diffusion
multiple du rayonnement incident (solaire, ondearadnde ultrason, etc.) [13] (voir chapitre 4 pplus
de détails). Ainsi, le processus de démixagmmixing» des pixels mixtes vise a identifier les classes
pures constituant le spectre mesuré d’'un pixel enaihsi que la proportion de chacune de ces classes
présentes dans le pixel analysé (souvent appekde d’abondance D’'une maniere générale, le
processus de démixage est réalisé en utilisardtlamd’appartenances multiples et partielles deqale
pixel (représentation floue [12]) et dans chaquedbaspectrale, aux différentes classes pures.



Interprétation de scene 20

S. Verbeireret al [40] ont proposé une approche pour la classificatious-pixelique des zones de
cultures régionales. Cette approche est composéateuabe étapes. Dans un premier temps, le modéle
linéaire est adopté pour générer des cartes d'anoeda partir d'images SPOT. Ensuite, un réseau de
neurones est utilisé pour leur classification. Ipegmtissage du réseau de neurones est effectua sur
base d’'une vérité terrain validée par un expertcdsstruction d’'une base d’apprentissage représenta
de la scéne observée ainsi que le non-traitemé@npdifections entachant les données extraites furme
les principales limitations de cette approche.

Z. B. Rabah [3] a proposé une approche pour I'omégation des données de type hyper-spectrale
(IHS). Cette approche a permis dans un premier genipffectuer une analyse spectrale basée sur un
modele de mélange linéaire et d’'une mesure de aitédilspectrale (angle spectral) entre la signature
spectrale calculée pour chaque pixel et une baseydatures spectrales de référence. L'objectifatte
phase est de retrouver la composition quantitagivejualitative de chaque pixel de I'image (cartes
d’abondance). Dans un deuxieme temps, les connassaxtraites sont interprétées en les fusionnant
avec d'autres sources de connaissances liées gettepour aboutir & une cartographie précise des
phénoménes a I'origine des risques naturels mehégaerre. Cette phase d'interprétation a étégéal
par une fusion possibiliste basée sur un modeleorfeau qui permet de traiter conjointement les
problémes d’ambiguité entachant les IHS et d'inteté caractérisant les méthodes de démixage
spectral. Un aspect trés important de cette apprast liée a I'exploitation conjointe de plusieurs
sources de connaissances (connaissances extraipestia des données disponibles ainsi que les
connaissances d’expert). Cependant, cette appmétessite une intervention active de I'expert dans
toutes les étapes : la construction d'une baseagles floues, la définition des parametres du neodel
neuro-flou ainsi que la constitution d’'une baseggdi@ntissage représentative.

D’une maniére générale, nous constatons que lesams d'interprétation de scéne au niveau sous-
pixelique, sont basées essentiellement sur l'atité de multiples images (multi-spectrales ou hype
spectrales) et adoptent le modéle linéaire poudise¥de démixage. Néanmoins, ces approches abiorden
le probleme des pixels mixtes seulement « pixelpeaal » ce qui rend trés compliqué I'identificatidu
contenu informationnel de régions ou d’objets cortgyd un mélange de plus d’'une classe parmi les
différentes classes pures contenues dans la scene.

Ainsi, a ce stade, la question qui se pose esimfitent peut-on réduire 'ambiguité liée a I'existen
des pixels mixtes, dans le cas ou on ne disposel’gne seule source d’image et ceci dans un cantext
de haute résolution spatiale ?". Généralement darc®ntexte, les méthodes utilisées dans le pragess
d’interprétation de scéne sont des méthodes damasance de formes opérant soit au niveau pixeliq
ou a un niveau plus élevé (région, objet, scénedaic ne prennent pas compte le contenu
informationnel sous-pixelique.

1.5.2 Le niveau pixelique

A ce niveau, les systemes d'interprétation de sceéowsidérent le pixel comme la granularité
informationnelle de base dans le processus d'ird&ton, puisque ce pixel résulte d'une empreinte
correspondant a une cellule de résolution du captéabjectif consiste alors a identifier le conten
informationnel de chaque pixel individuellement. €mtenu est associé soit a la classe unique @l pix
(parmi les différentes classes de la scéne), soit alément d’information caractérisant chaque Ipixe
information de détection de changement, des paramphysiques (taux d’humidité, rugosité, etc.y de
parametres 3D permettant la construction d’un neodamérique de terrain,...

Au niveau pixelique, les connaissaneegriori sont basées soit sur les informations du niveas-so
pixelique (I'appartenance de chaque pixel de lI'imagx différentes classes thématiques dans la)scene
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Soit sur une représentation statistique extraite mhesures physiques en sortie du capteur, et qui
caractérise la fréquence d'occurrence des valeassirées pour chaque pixel [63].

Le mode de représentation probabiliste est effeatuénoyen des distributions de probabilités sur
'ensemble des classes ou chaque pixel (dans chespare de primitive) est associé a une valeur de
probabilité caractérisant I'occurrence de ce poehs la classe considérée. Ce mode de représantatio
probabiliste permet de modéliser I'incertitude ir@rde aux connaissances disponibles.

Les méthodes bayésiennes, basées sur la reprémermneatbabiliste, sont utilisées dans plusieurs
travaux d'interprétation de scene au niveau pixeliq

L. Bruzzone et D. F. Prieto [33] ont proposé ungraphe pour la détection de changement
automatique. La technique proposée est baséehgpothése que la densité de probabilit&)Rrélculée
sur les valeurs de niveau de gris de pixels damadje de différence, peut étre modélisée comme une
densité d'un mélange de deux classes : classexdés pion-modifiés et classe de pixels modifiés. Ces
deux classes sont supposées avoir des densitésobabiité gaussiennes dont les parametres sont
estimés par I'approche de maximisation d’espérdab.

A. Villa et al[34] ont utilisé I'analyse discriminante en compuss indépendantes QDA :
Independent Component Discriminant Analysigour la classification pixelique en télédétettibes
fonctions de densité de probabilités de chaque osamnge indépendante sont estimées en utilisant la
méthode d’estimation par noyalK®E : Kernel Density Estimation et enfin, la regle de Bayes est
appliguée pour la décision de classification finale

L’algorithme de maximum de vraisemblance (ML) a &fgement utilisé pour la classification
thématique des images surtout dans le domaine tidéldétection [35][63]. M. Térma [43] a essayé
d’améliorer le taux de reconnaissance dans lesszoaiirelles en utilisant une méthode de fusiorimul
sources. Les images ont été d’'abord classifiéesilésant I'algorithme de maximum de vraisemblaete
les résultats de classification ont été fusionnéaide de différentes méthodes de fusion baséesesu
théoréme de Bayes.

L'appartenance d'un pixel a une classe donnée déplenl’occurrence statistique de la valeur
numérique mesurée pour la classe considérée. @adi les méthodes basées sur la représentation
probabiliste trés sensibles au bruit et incapadbbediscriminer les classes dans un contexte oalasses
sont trés difficiles a discriminer (c’est-a-direeavla présence d’un fort chevauchement des valeurs
observées pour les différentes classes). De @usprésentation probabiliste ne permet pas dliatég
d'une facon flexible, les connaissances de typergag de I'expert qui sont, par nature, ambigigts
liées au contenu sémantique de I'image.

Afin de remédier a ces inconvénients liés a la éspntation probabiliste, d’autres modes de
représentation des connaissances ont été utilisés.

F. Ludic [36] a développé un outil de classificatipixeligue d’'images #ull : Fuzzy Reasoning
applied to Image Intelligence L’outil Full, implémenté dans une boite & outils ENVI, est lsasda
représentation des connaissances selon les thé@sesnsembles flous et des croyances de Dempster-
Shafer. La représentation floue des connaissamstedbinue au travers de fonctions d’appartenamxe a
formes prédéfinies : gaussienne, triangulaire ézafrale ou la forme de I'histogramme normalisés Le
parametres de ces fonctions sont estimés a pagiéchantillons sélectionnés par I'expert. Lestfons
de masse sont ensuite calculées a partir des doscti’appartenance en utilisant des méthodes de
transformations telles que la normalisation deswal d’appartenance. Le but de cet outil est de
comparer plusieurs opérateurs de fusion et réglededision dans le cadre de la classification djesa

appliguée a la cartographie de la couverture duLsosélection par I'expert, des échantillons coésds
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comme totalement représentatifs des différentessetadans la scene et ensuite I'utilisation de ces
échantillons pour I'estimation des parametres destfons d’'appartenance constituent I'inconvénient
majeur de cette méthode.

L. Roux and J. Desachy [37] ont présenté une métdedusion d’informations multi-sources pour la
classification d'images satellitales. Les princgsataractéristiques de cette méthode sont I'utdisale
la théorie des possibilités pour gérer I'incertéutee a la classification des pixels et la poigghde
fusionner les sources numériques (les bandes afectte I'image). Les distributions de possibilgéat
simplement estimées par la normalisation d’histognas des données d’apprentissage et ceci dans
chaque bande spectrale. Cette méthode a été afpliqu des images du satellite Landsat avec un taux
de reconnaissance de 'ordre de 78%. Ce résukatmodeste, est d0 a la négligence du conteateabkp
des pixels a classifier ainsi que la forte dépeodatatistique des données d’apprentissage séleéde
par I'expert.

T. Nakashimaet al [83] ont proposé une méthode de classificatiorédasir des régles floues qui
permettent de mettre I'accent sur une ou plusielasses. lls ont considéré le probleme de claatific
comme un probleme de minimisation des codts etemployé la notion de pondération dans le
processus d'apprentissage. Les régles floues samérées en tenant compte des pondérations des
données d’'apprentissage, et en utilisant des enserfibus triangulaires. Cette méthode a été éealué
sur plusieurs applications de traitement d’'imagdies que le diagnostic du cancer du sein a partir
d'images mammographiques. Le taux de reconnaissartaé de I'ordre de 94% (dans le cas d'images
mammographiques) et de I'ordre de 64% (dans leleda classification des images du satellite Landsa
base de donné&TATLOG. L'intervention importante de I'expert tant aweau de la construction des
regles floues qu'au niveau de pondération constitusnconvénient essentiel de cette méthode. Dg plu
la négligence du contexte spatiale des pixels n@gtepas la bonne discrimination des classes ayant
fort chevauchement (comme c’est le cas pour lea@&esSTATLOG.

Farahet al [29] ont proposé une approche semi-automatique poterprétation des images, en
tenant compte des imperfections qui accompagneptazessus. Cette approche comporte trois modules.
Le premier module est un module d’apprentissagé bassl'évaluation de trois méthodes de fusion (une
méthode probabiliste, une méthode possibilistenet méthode reposant sur la théorie des croyances)
appliquées aux images satellitales. Le deuxiémeuteadse a déterminer la meilleure méthode de fusio
en utilisant une base de regles et un raisonnembase de cas (CBR). Le dernier module est conaacré
la fusion d'images multi-capteurs en utilisant lailleure méthode de fusion récupérée par le CBR. Le
distributions des probabilités (respectivement, pessibilités et celles des masses de croyance) son
estimées par la méthode de I'estimation a baseogiaun«KDE : Kernel Density Estimation [107]
(respectivement, par I'algorithme de possibilistianeans (PCM) [109]) & partir des régions d’intérét
choisies par I'expert. Cette approche a été valgléeun ensemble d’'images optiques SPOT-4 et des
images radar ERS-2 représentant une région tunisieantrale. Nous constatons dans cette approche
I'utilisation d’une méthode non-paramétrigd®E pour I'estimation des distributions de probabdit®
partir d'un ensemble limité d’échantillons sélentiés par I'expert. Cependant, cette approche péapos
dans [29] présente des limitations liées a la conosbn d’'une base des régles ainsi qu'a la déperala
des régions d'intérét choisies par I'expert poastimation des distributions (probabiliste, podisita et
celle des croyances) caractérisant les différeal@sses dans la scene. Le contexte spatial est auss
négligé dans cette méthode d’interprétation deescén

D’une maniere générale, I'utilisation des repréatons floue et possibiliste dans les méthodes
proposées pour l'identification du contenu inforimanel et I'interprétation de scéne au niveau [ijed
permet, d’un coté de gérer lattribution des pixalx différentes classes par rapport a la représent
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probabiliste et d'un autre coté, d’intégrer les rainsances d'expert liées au contenu sémantique de
'image. En revanche, ces méthodes operent suemsEmbles limités d’échantillons d’apprentissage et
qui sont considérés comme représentatifs des eliffés classes dans la scéne. De plus, le contexte
spatial des pixels permettant de réduire l'incedtt lice a la classification de ces pixels n'est pa
exploité dans la majorité de ces méthodes. En, efést méthodes ne fournissent pas les mécanismes qu
permettent d’évaluer l'incertitude liée a la cléissition des pixels.

1.5.3 Le niveau région

Ce niveau d’interprétation porte sur l'identifiGatidu contenu informationnel des entités homogenes
(régions) formées par des pixels connectés qui da® caractéristiques similaires telles que les
caractéristiques colorimétriques, texturales ou phologiques. Généralement, le processus
d’interprétation de scene au niveau région comm@acaine phase d'analyse basée sur des technigues
de segmentation des images disponibles afin diegti@s régions homogénes de la scene.

Les connaissancespriori liées aux caractéristiques des régions permegtaréralement d’exprimer
I'apparence visuelle de chaque classe de régioels. fi2ut se traduire par des termes linguistiques o
des descripteurs qualitatifs qui peuvent étre mpr&s par des fonctions d’appartenance ou par la
délimitation des échantillons considérés commeésgntatifs des régions a identifier. Ces échantllo
servent soit a estimer des distributions (probsteii d'appartenance, possibiliste ou des masses de
croyance) caractérisant les régions d’'intérét [26it & extraire des caractéristiques textureiles que
des coefficients d’homogénéité basés sur la mateosooccurrence (GLCM)) [27], etc.

F. Liu et al[41] ont proposé une méthode de segmentation das@our l'identification du contenu
des plaques d'athérosclérose dans I'étre vivantteGaéthode est composée de deux parties. Dans la
premiere partie, des cartes de probabilités sarérgés en se basant sur des réseaux bayésiersgéech
pixel de ces cartes, une valeur de probabilité pHaggnance a une classe donnée est attribuée
individuellement. Les densités de probabilités dimthelles sont estimées a partir d'un ensemiphidi
d’échantillons d’apprentissage par le biais d'uséingation basée sur la méthode a base de noyau
«KDE : Kernel Density Estimation. Dans la seconde partie, ces cartes de prdiésbdt un modele
basé sur les champs de Markov (MRF) sont combifieési@xploiter une regle de décision basée sur le
maximuma posteriori(MAP) et ceci afin d’attribuer une étiquette dasse a chaque région homogene.
Dans cette méthode, nous constatons ['utilisatefadnéthoddKDE pour I'estimation des distributions
de probabilités a partir d'un ensemble limité d@atillons d’apprentissage ainsi que I'exploitatidun
contexte spatial afin de réduire l'incertitude |gda classification des régions détectées. L'edton a
partir d’'un ensemble limité d’échantillons congtitune contrainte de cette méthode. De plus, les
résultats obtenus par l'utilisation des champs dekiglv dépendent fortement des conditions initiales
[42].

F. Huet et S. Philipp [100] ont aussi proposé wsiésye de fusion d'images. Dans un premier temps,
I'image analysée est segmentée par plusieurs methiel segmentation. Ensuite, chaque région détectée
dans les images segmentées est interprétée efttribuant une valeur d’appartenance a une classe
donnée. Ces valeurs d’appartenances sont estimgadiades données d’'apprentissage et en utilisant
I'algorithme des K plus proches voisins K-NN [98Fs images interprétées sont ensuite fusionnées par
un opérateur de fusion de la théorie des enserfibles Plusieurs opérateurs de fusion ont été coéispa
Cette méthode présente l'intérét d'utiliser la ésgntation floue ainsi que la fusion multi-sourdes
connaissances (plusieurs images segmentées) adimétiorer les résultats de la segmentation.
Cependant, cette méthode dépend d'un ensembleélichit d'échantillons d'apprentissage pour
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I'estimation des valeurs d'appartenance des régiétectées. De plus, aucune évaluation de lirtaesi
liée a la classification de ces régions n'a étés@adans ce systeme.

W. Eziddin [111] a présenté une approche de segtientd'images par diffusion des connaissances
dans le domaine possibiliste, approche qui a pdyjectf de détecter des tumeurs en imagerie
mammographique. Un aspect important du raisonnememiain a été modélisé dans ce processus de
classification des pixels en intégrant de manitgnaiive, I'information issue du contexte spatial aks
pixels. En outre, cette approche permet d’évaleenhleurs d’appartenance des pixels afin d’affiegr
résultats de segmentation. Cette approche peuteégentiellement résumée en quatre étapes (Figure
1.6):

« L'initialisation de I'approche qui est basée sus d®mnnaissances descriptives exprimées par
'expert. Ces connaissances sont représentées gsadidtributions de possibilités ayant des
formes prédéfinies et associées aux différentessetathématiques présentes dans I'image. La
projection de ces connaissances sur l'image init@rmet de générer des images appelées
« cartes possibilistes » représentant I'appartenate chaque pixel de I'image initiale aux
différentes classes thématiques.

» Le systeme de décision qui a pour objectif d'atteibles pixels ayant une appartenance a une
classe thématique donnée avec un fort degré deuderta cette classe, et ceci selon la regle de
décision adoptée. Ces pixels classifiés avec une fertitude sont appelégermes possibilistes
et forment les connaissances extraites a chaqragidgté Les pixels qui ne sont pas classés
durant cette itération sont considérés comme agpamt a une classe nommeée « rejet ». Cette
classe est une classe de rejet de classificatpaeire; en effet, I'appartenance aux différentes
classes, des pixels qui y sont rangés, sera ré&avdlrant I'itération suivante.

 Le systeme de diffusion des connaissances posg#silise charge ensuite de diffuser
itérativement dans le voisinage des pixels les a@sances extraites de I'image (i.e. germes
possibilistes), dans I'espace des connaissanceabpistes. Cette étape aboutit a la mise a jour
des cartes possibilistes qui seront utiliséestérdition suivante. Deux modes d’intégration des
germes possibilistes (i.e. point d’encrage dessekgjsont été proposés : statiqgue et dynamique.
De méme, en se basant sur le principe du filtrdlagao [117], deux stratégies de diffusion ont
été proposées : la méthode de diffusion classe&latla diffusion croisée. Dans la premiére
stratégie, le choix de la cliqgue de diffusion otiemaboutit a la sélection de différentes cliques
en fonction de la carte possibiliste considéréerdganche, pour la stratégie de diffusion croisée,
une méme clique est appliquée pour la diffusionademaissances sur toutes les cartes. Ces deux
stratégies de diffusion des connaissances, aimsiegudeux modes d’'intégration des germes ont
été évaluées de maniére qualitative et quantitative

« Le systéeme d’évaluation qui permet, d'un c6té diésmal’incertitude liée a la classification des
pixels afin d’enrichir I'ensemble des germes padfistes et d’'un autre cété, d'évaluer la
nécessité de poursuivre le processus itératif ffiestbhn possibiliste des connaissances.

La nature itérative de cette approche permet a@ensropager les connaissances extraites a tostes le
zones de forte ambiguité de I'image. La prise dasilth de classer un pixel, retardée jusqu’au mamen
ou la connaissance propagée sera «jugée » stdfisaprmet également de réduire lincertitude
inhérente a la classification des pixels. Les tésulobtenus par cette approche ont montré leur
supériorité par rapport aux approches classiquagpfoche LevelSet [113], I'approche FCM [97] et
I'approche de segmentation par croissance de rggibh4]). Cependant, I'estimation initiale des
distributions de possibilités nécessite I'interventde I'expert afin de sélectionner les formesdse de
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ces distributions ainsi que le besoin d'appliques dalgorithmes d’optimisation pour le réglage
automatique des paramétres associés a ces disiniut

Notons gue ce travail a constitué le point de déiane partie de la méthodologie d’interprétatim
scéne que nous proposons dans notre travail. gattie concerne le raffinement et la segmentatam p
diffusion des connaissances possibilistes.

Image originale ~Geénération des ] <::||]|] Sources de
distributions de possibilités connaissances

y
Cartes possibilistes (1)

.

l Systéme de décision
Diffusion des connaissances
Possibiliste

v

Cartes possibilistes (t+1)

\4

Image segmentég — Systeme d’'évaluation <

finale

Figure 1.6 : Méthode de segmentation d'image par flusion des connaissances possibilistes

Les méthodes d’interprétation proposées au nivégiom, ont de plus en plus tendance a utiliser les
représentations floue ou possibiliste dans le @R d’interprétation de scene et ceci dans urextent
de plusieurs sources des connaissances : contpatmlsdes pixels ou des régions, connaissances
d’expert, résultats de plusieurs méthodes de seigtiem etc. Cette tendance est due au besoirsartis
d’intégrer des connaissancasriori d’'une part, et de manipuler explicitement les irfgxtions liées
aux connaissances d’'autre part.

Notons que d’'une maniére générale, les méthodgmedes dans la littérature suivent une démarche
« ascendante » du niveau sémantique le plus basa(nisous-pixeliqgue, ou pixelique) vers le niveau
objet. Aucune méthode ne propose une démarcherdkstde permettant de déterminer, pour les régions
détectées, les caractéristiques fondamentalespguctymposition/contenu global des classes thénetiqu
de base. Nous proposons d'investiguer une telleaddme descendante d'interprétation dans le cadre du
systeme d’interprétation présenté dans ce travail.

1.5.4 Le niveau objet

La présence d’'une ou de plusieurs entités du tygem (ayant des structures et des caractéristiques
spécifiques) peut aboutir a la constitution d’'umteau informationnel d’'un niveau sémantique plus
élevé que celui possédé par ces régions. L'ensedebtes entités "région” forment un « objet » st le
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connaissancea priori nécessaires a ce niveau d'interprétation de seene liées aux différentes
structures et caractéristiques des régions ainsi lgudescription sémantique des objets eux-mémes
(connaissances qualitatives ou de haut niveau) [datjprésence conjointe de régions ayant une forme
rectangulaire et de régions d'ombres peut sugdéristence de batiments ; la présence conjointe
d’yeux et d’une bouche peut caractériser I'occureatiun visage (objets 3D), etc.

Les connaissances qualitatives décrivant les obfatsernent généralement, les aspects géométriques
(forme, localisation, orientation, etc.), morphatpges, radiométriques et contextuels des régioms qu
forment I'objet. La représentation des connaissaacgriori permet, au niveau « objet », de s’appuyer
sur des stratégies de raisonnement pour combirepimitives simples ou régions extraites par les
niveaux inférieurs, au sein de primitives plus ctares formant des objets. Cette représentation peut
étre faite par plusieurs méthodes. Par exempiméthode « frame » qui est un schéma contenantstoute
les connaissancespriori liées a un type donné d’'objets [16] constitue xemgple type.

Plusieurs besoins de I'expert peuvent s’exprimee aiveau tel que la classification d’objet, levsui
d’objet, la vidéo-surveillance, la reconnaissandebjéts 3D, etc. V. Amberg [15] a proposé une
approche hiérarchique d’interprétation de scengsréir d’'une unique image complexe d'un radar a
ouverture de synthése haute résolution. Cette abpra été appliquée pour l'extraction quasi-
automatique du réseau routier. La stratégie dimétation de scene consiste a travailler a plusieur
niveaux en détectant a chaque niveau des structuresbjets de plus en plus petits. Une étape de
classification de scéne a été réalisée dans unigrememps afin de formuler une idée rapide de
I'occupation des sols d’'une scene et piloter dimgirocessus suivant d’extraction. Dans cette éiape
méthode de classification bayésienne contextuedte groposée. Cette méthode inclut un algorithene d
classification ponctuelle au sens du maximum desemablance d’une image prétraitée afin d’élimireer |
bruit du speckle et une régle de décision majodtddans un deuxieme temps, une méthode d’extractio
des réseaux routiers a été proposée. Cette métbateorte deux étapes : 1) la localisation des trosi¢
rectilignes des routes de la scéne en utilisattalzsformation de « Hough » et 2) I'extraction dacé
des routes par un algorithme de suivi. Cette ap@rguésente une analyse multi-échelle permettant de
focaliser I'analyse sur les objets « évidents » kpe#l humain peut détecter facilement puis d’exglo
les connaissances liées a ces objets afin de gpilgeifinement la recherche des autres objetsaibert
des algorithmes proposés lors de cette approchgadictulier I'algorithme de suivi, présentent un
nombre non négligeable de parameétres a choisiri [@eite fortement les performances de cette
approche.

F. Prandiet al [43] ont proposé une approche semi-automatiquéebasar des régles floues pour
I'extraction et la reconnaissance des objets 3Dsdas zones urbaines. Dans un premier temps, les
composants structuraux descriptifs (connaissanbesudgéomeétriques) de I'objet sont extraits a parti
d’'une adaptation numérique de surfadeSM : Digital Surface Matching. Les DSM ont été utilisées
afin d'automatiser et d’accélérer la reconnaissai@seobjets topographiques dans des scénes complexe
Ensuite, les composants extraits ont été intégnés dn processus d'inférence floue afin de rectmenai
I'identité des objets détectés. Dans ce procesdnfmnce floue, des connaissances qualitatives
relatives aux objets et associées a ces notiongedsités et de textures sont données par I'exes.
connaissances sont représentées par des fonctapmadenance trapézoidales définies en utilisast d
méthodes heuristigues. Dans cette méthode, ortansis le role des connaissances d’expert afin de
reconnaitre les objets dans la scene. En revaradtee intervention croissante de I'expert, par
l'introduction des concepts heuristiques pour fummster avec différents jeux de données, rend cette
méthode treés sensible a ce type de connaissances.
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B. Gonget al[45] ont proposé deux signatures sémantiques puéliarer les méthodes de recherche
d’objets 3D basées sur les primitives liées a tenéod’objet. La premiére signhature sémantique sbasi
a émuler la description humaine des objets en temiegtributs et la deuxiéme signature consiste a
décrire un objet en le comparant avec les clas&asets connuesa priori. Ces deux signatures
permettent de mettre en correspondance les pranitile forme de bas niveau avec des descriptions
sémantiques de haut niveau relatives aux objetse €eopération entre les informations de bas ni\eta
les connaissances d’expert du haut niveau perragiédiorer la reconnaissance des objets.

D’une maniere générale, les méthodes d’interpo¥igiroposées au niveau objet dépendent fortement

priori liées a I'expert. Malgré toutes les tentatives thenatisation du processus d’extraction des objets
dans les scénes, le role de I'expert reste cradiialde réaliser une reconnaissance fiable de logtso
Encore une fois, nous constatons a ce niveau, ¢itapte capacité de la représentation floue pour
I'intégration des connaissances d’expert dansdegssus d'interprétation.

1.5.5 Le niveau scene

C’est le niveau sémantique le plus élevé d'un systale vision par ordinateur dont la tache
principale est 'identification de I'ensemble ddgeis existants dans la scene et la descriptidatgade
cette scene (structures, objets, et ses relatioag)dela de la reconnaissance d'objets iscidgd4]. Ce
niveau d’interprétation se caractérise par la rggesde disposer d’'un ensemble plus large de
connaissancea priori principalement qualitatives portant d’'une part; s différents types d’objets
présents dans la scéne et d’autre part, sur lextenspatial / temporel de ces objets [45] [46].efrt,
de telles connaissances sont trés importantes g@aenir une description précise de la scéne. Par
exemple, une relation spatiale permet soit de gala présence d'un objet par I'existence d’auttgsts
déja détectés dans son contexte réel (un aérogtogeaéralement a cété d’une ville, une voituresast
un route, etc.), soit d’inférer une nouvelle hygsih d’objet (une ville peut conduire a I'existenien
aéroport) [7]. L'exploitation de la diversité desnoaissances priori disponibles ainsi que le
raisonnement mené influencent le choix de la remtésion de ces connaissances. En effet, cette
représentation doit étre flexible pour permettreind’cété, l'intégration autant que possible des
connaissances de l'expert, et d'un autre c6té, dmipulation des différents types d’imperfections
intrinséquement liées a ces connaissances [4@&xidte plusieurs mécanismes de représentation des
connaissances pour ce haut niveau tels que lekgiee [47], les régles de production [48], lesesis«
sémantiques [49], etc. Le choix d’'un mécanismeegrésentation dépend fortement de I'objectif vise,
des données disponibles et des contraintes liEgspdication considérée.

Plusieurs systemes d’interprétation au niveau soah&té proposés dans la littérature. lls differen
par un certain nombre d'aspects tels que les gtemtéd'interprétation, la représentation des
connaissances ou le domaine d’application. Parsitrevaux, on peut citer le systéme d’interprétatio
sémantique d’'image proposé par C. Hudelot [1]. y3tesne est basé sur la vision cognitive et se ifaeal
sur la proposition de solutions génériques et inddpntes de toute application. L'architecture psépo
est une architecture distribuée qui se base scwdpération de trois systemes a base de connagssanc
(SBCs). Pour chaque SBC, un modele générique aréfiosé en formalisant la connaissance et des
stratégies de raisonnement dédiées. Deux ontolagiegté utilisées pour faciliter I'acquisition the
connaissance et permettre I'interopérabilité elasetrois différents SBCs. Les solutions propos#ds
été validées sur une application de diagnosticquetales pathologies végétales et en particulier des
pathologies du rosier de serre. Deux inconvénieigurs de ce systeme de vision cognitive sontesl)
relations entre les concepts visuels associés &lasse et les descripteurs numériques d'images, so
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codées manuellement, et 2) ce systéme ne tientgapte des imperfections liées aux connaissances
disponibles. Afin de réduire le fossé entre lesnaissances symboliques et les données numériques, u
solution proposée en prolongement du travail dedbkiste a recourir & des méthodes de reconneéssan
de formes.

P. Garnesson el [7] ont proposé un systéme multi-spécialistes plbaterprétation de scene
(MESSIE : Multi Expert System for Scene Interpretation andcl&ation). Ce systeme dispose d'une
architecture du type tableau noibkackboard» et est composé de trois niveaux : 1) niveau &Y@g
contient les spécialistes d’extraction des prireiiet le choix des algorithmes de traitement d’en&)
niveau objet qui fournit un ensemble de spéciajsiehacun d'entre eux étant spécialisé dans la
reconnaissance d’une classe d’'objets, et 3) niseane qui permet de guider l'interprétation deckns.

Ce sont les spécialistes qui décident quels objetscher et dans quelles zones de I'image. Ils gr@uv
étre déclenchés a la demande d’autres spéciatistastomatiquement lorsqu’'un événement intéressant
se produit sur le tableau noir. Les objets dansckne ont été représentés d'une facon générique
(indépendante de type de capteur en vue d’'unecapipin future dans le cadre de la fusion multi-
capteurs). Cette représentation est basée suequaitits de vue (géométrique, radiométrique, ceatex
spatial et fonctionnalité) et réalisée en utilisdes regles et des réseaux sémantiques. Chaqueesbje
lié & un spécialiste qui dispose de sa propreégfi@ide reconnaissance. La détection des objelsigst

en ceuvre en deux étapes : 1) des objets saillabjist4 macroscopiques) sont d'abord recherchés, pui
2) ces objets sont utilisés pour soutenir la dietecte petits objets. Les relations spatiales dag®@bjets
sont principalement prises en compte pour valider rejeter) les hypothéses d’objets. Pour gérer les
imperfections (I'incertitude et I'imprécision) desodéles et des données, MESSIE utilise la théase d
ensembles flous et la théorie des possibilitéssySeme a été validé sur une application d'inteéagiah

de scéne en imagerie aérienne.

Un point clé de ce systeme est la représentatignotigets en se basant sur les quatre points de
vue (géométrique, radiométrique, contexte spatifdrectionnalité) et d’'une facon indépendante ety
de capteur. Un autre point clé réside dans l'afili;n des représentations floue et possibiliste dé
gérer les différents types d'imperfections liéeg aannaissances disponibles. Un inconvénient majeur
de ce systéme est l'utilisation intensive des cmsaaces d'expert, ce qui rend la conception de ce
systeme tres liée a I'application visée.

T. Matsuyama and V. Hwang [17] ont proposé un syetd’interprétation de scene appelé SIGMA :
A knowledge-based aerial image understanding syst€m systéme repose sur une hiérarchie de trois
systemes experts de raisonnement :1) I'expert denbgeau de vision (LLVE : Low Level Vision
Expert) qui fournit des connaissances liées awhodéts d'analyse d’image, 2) I'expert de sélectien d
modéle (MSE : Model Selection Expert) qui posséele donnaissances de correspondance entre les
données image (bas niveau) et la scene (des obgits)) le systeme d’expert de raisonnement
géométrique (GRE : Geometric Reasoning Expert) peurisonnement spatial entre les objets. Les
différents systémes experts communiquent entre pax des requétes. La représentation des
connaissances est basée sur le concept de cladgetsl’ Une classe d’objets représente les prégrigit
structures d’un objet du domaine d’application iafnge les connaissances liées a la fagon de reftoana
cet objet (regles de raisonnement spatial). Afirvéléfier I'existence d’objets hypothétiques, LL\&St
d’abord activé par le module de reconnaissancejet@ble raisonnement spatial entre ces objets est
réalisé par le systeme GRE qui effectue une acatiool d’évidences en intégrant des processus
descendant et ascendant permettant de testerjéts, aévaluer leur consistance et de les regmoupe
systéme propose une architecture claire et biendlisée pour l'interprétation de scene. En effettec
architecture permet la séparation de trois typesot@aissances 1) les connaissances liées a I'jrdage
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les connaissances liées a la scene et 3) les ssanaks permettant la mise en correspondancel@ntre
scene et I'image. Un autre point clé de ce systeomsiste en ['utilisation du processus descendaint g
permet d’'un cbté (en coopération avec le proceasaendant) d’accumuler des évidences concernant
I'existence de ces objets, et d'un autre coté, pltdter les connaissances d’expert liées a la satatien
LLVE. Ce processus descendant permet de réduirdmperfections liées a la segmentation. Un
inconvénient majeur de ce systéme est I'acquisiies connaissances nécessaires pour la mise ea ceuvr
de ce systeme.

Généralement, la majorité des systémes d’interjisétau niveau scéne présentés précédemment sont
composeés de plusieurs niveaux sémantiques (gémanaldrois niveaux) allant des bas niveaux vers les
hauts niveaux. Les connaissaneggsriori et les connaissances d’expert sont primordialed#térents
niveaux. Nous constatons aussi I'importance depl@tation du contexte spatial des objets dans ces
systémes d'interprétation. Le lien entre ces nixeanstitue I'un des problemes majeurs rencontés |
de la conception de tels systemes ainsi que I'atgui des connaissances nécessaires pour le pusces
d’interprétation. L'adaptation des processus asaenedt descendant dans le systéme d’interprétdgon
scene (par exemple, le systeme SIGMA) semble étpiuls prometteuse afin de remédier au probleme
du lien entre les différents niveaux sémantiquedarivhoins, ces systemes ne fournissent pas les
mécanismes permettant a I'expert d’explorer plugerfient (ou de remettre en cause), le contenu
informationnel des objets détectés au plus haaanind’interprétation.

1.6 Conclusions

Dans ce chapitre, nous avons présenté, dans unepréeu, le cadre général pour toute tache
d’interprétation de scéne. Ensuite, nous avonstdégprocessus d'interprétation de scene et lgsugn
relatifs. Nous avons particulierement souligné portance des connaissances priori dans
l'identification du contenu sémantique pour lesfé@iénts niveaux d’interprétation de scéne : sous-
pixelique, pixelique, région, objet et scene. Nausns également montré la nécessité de manipuder le
divers types d’'imperfections affectant le procesdusterprétation afin d’avoir une interprétatiofup
fiable et plus robuste de la scéne. Un bref ragpealertaines méthodes de reconnaissance de foréwés a
présenté. Ces méthodes sont souvent appliquédsaggipremiers niveaux sémantiques d’interprétation
de scéne : sous pixelique, pixelique et régionfdation de I'objectif final ou du besoin exprimérp
I'expert, nous avons dressé un état de I'art aulesrsystemes existants en les catégorisant sslaiiq
niveaux sémantiques d'interprétation. Un regardiqdier a été porté sur les niveaux d'interprétatie
scéne les plus bas (sous pixelique, pixeliqueprggt les problémes qui y sont associés car equx
correspondent a I'objectif de ce travail de thédsétude de ces systemes nous permet de déduire les
remarques suivantes :

* Les systemes d'interprétation de scéne concernaribhs niveaux" operent au niveau pixelique
soit pour aboutir au niveau sous-pixelique (démaxgar exemple), soit pour aboutir au niveau
région, sans formaliser les liens entre ces triesaux. Pourtant, un tel lien ne peut qu’améliorer
les résultats globaux de l'interprétation.

e L'importance du réle de I'expert a été montrée danmajorité de ces systemes. Néanmoins, le
lien entre les connaissances de l'expert et lesuraesnumériques permettant d’extraire le
contenu sémantique de la scéne constitue un prebtécurrent lors de la conception d'un
systéme d'interprétation de scene. Notons a cessfaddifficulté pour la représentation et
I'intégration des connaissances d’expert dans feeste ou les classes thématiques contenues
dans la scéne sont tres difficiles a discriminera@e trés bruitée ou fortement texturée, par
exemple).
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« Une tendance importante dans la majorité des segstédfinterprétation consiste a utiliser
plusieurs sources de connaissances (plusieurs ucapteles sources de connaissances
additionnelles, ...) et ceci afin d’'améliorer lesulésts d’interprétation et les rendre plus fiables
et plus robustes.

e Un intérét croissant pour l'utilisation de la thiéordes ensembles flous et la théorie des
possibilités dans le processus d'interprétationtéa abnstaté. Cet intérét est motivé par la
flexibilité de ces deux théories pour la reprédmaet l'intégration des connaissances
disponibles et pour la fusion des connaissancestlge hétérogéne et entachées d’ambiguités et
d’incertitudes.

e La majorité des systemes d’interprétation propespssent sur des connaissanagiori qui
sont supposées représentatives du contenu infarmn&dfi & identifier (connaissances
qualitatives, échantillons d’apprentissage, donngasti-capteurs). L’'acquisition de telles
connaissances lors du processus d’interprétatinstitae I'un des problemes majeurs rencontrés
pour la conception des systémes d’interprétatioscd@me. Ceci montre I'importance de doter le
systéme d'interprétation d’'un mécanisme d’extractite connaissances a partir des données
elles-mémes avec une évaluation de la certitudea®saissances extraites.

En se basant sur les remarques précédentes camcégrasystemes existants d’interprétation de
scéne, nous proposons une approche d’interprété¢icatene qui permet de tirer profit des avantdges
certains systemes (représentation et diffusioatitér des connaissances dans I'espace possilplli§)
et de remédier aux inconvénients d'autres systersagput les systemes opérant aux niveaux
d’interprétation sous pixelique, pixelique et régimanque d’'une démarche permettant de remettre en
cause, par I'expert, du contenu informationnel diggons identifiées au niveau région). En effet, ce
travail de recherche s’inscrit dans le contextéadeprésentation des connaissances en vue devoimce
un systéme d’interprétation de scénes dans unameément multi-sources de connaissances. Etant
donnés les différents types d'imperfections liéas sources de connaissances, nous nous focalisons s
une représentation possibiliste des connaissanfies déexploiter le maximum d'informations
disponibles, en termes de caractéristiques et etste spatiale. En effet, ce formalisme permet
d’intégrer et de manipuler explicitement et au skirméme cadre, les différentes formes d’'imperdecti
d’'informations (liées aux capteurs, aux conditiahacquisitions, aux observations et connaissances
d’experts, etc.) ainsi que des connaissaagasori portant sur la scéne analysée.

Dans ce travail, nous avons aussi adopté une andlgsarchique/sémantigue de scene ou nous
étudions l'application de la théorie des poss#slitdans les différents niveaux sémantiques (sous-
pixelique, pixelique, région, objet et scéne). €etinalyse hiérarchique repose d'une part sur un
processus ascendant permettant d’accumuler I'ég@sur I'existence des régions (ou objets), ettctau
part, sur un processus descendant permettant diee raatcause par I'expert, le contenu informatibnne
des objets détectés précédemment.

L’objectif final de ce travail de thése consistenéttre en place les outils possibilistes nécessaire
I'exploitation conjointe de plusieurs sources denr@issances afin d’améliorer I'interprétation des
données acquises en vue d'une représentation ol de la scéne observée : les deux principales
applications visées sont donc la segmentation @émeixage. Ainsi, dans le processus de segmentation
un aspect important du raisonnement humain a étdélisé, en intégrant de maniére itérative,
I'information issue du contexte spatial des pixdlidée sous-jacente est de construire une base
d’apprentissage représentative (par raffinage) dé&rentes classes d'une part, et de réduire
l'incertitude liée a la classification des pixetsd de la diffusion des connaissances possibilttagre
part. La coopération entre le raffinage de classés diffusion des connaissances possibilistesigede
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discriminer les classes dans un contexte ou ceseadasont difficiles a discriminer (faible conteast
environnement tres bruité ou existence de classétimodales). Dans I'étape de démixage, le contexte
spatial des pixels est exploité afin d’identifierdontenu informationnel des régions détectées kdans
processus de segmentation. Afin de détailler 'aplpe proposée, il est nécessaire de caractérser le
imperfections et les méthodes permettant de le€hised. Ceci sera détaillé dans le chapitre 2.






Chapitre 2

IMPERFECTION DE L 'INFORMATION -
CADRES MATHEMATIQUES

2.1 Introduction

L'analyse d'une scene constitue une phase esdentiahs le processus d’interprétation de cette
scéne. Cette phase consiste en I'extraction dinédions contenues dans les données issues
potentiellement de plusieurs sources de connaissafes informations sont pour la plupart impas&it
c'est-a-dire qu'elles comportent des incertitudiegrécisions, incomplétudes, ambiguités, voire lgse
puissent étre erronées. Il faut noter que ces if@p@rns accompagnent également toutes les étapes d
processus d’extraction d’informations & partir desirces de connaissances, depuis les phénoménes
observés jusqu’aux traitements et d'interprétafid®]. Par conséquent, pour qu’une interprétation de
scéne soit cohérente, riche et fiable, il faut grenen considération ces imperfections dans les
différentes phases de traitement et d’analyse.

Dans ce chapitre, nous abordons, dans un premepstela définition et la caractérisation de
linformation ainsi que les différentes formes dierfections pouvant l'entacher. Ensuite, nous
présentons les aspects essentiels des différepmoches utilisées pour représenter et traiter les
informations imparfaites. La théorie des poss#sliest particulierement détaillée car elle seraidénée
comme le cadre général du systéme d’interprétatoiscéne que nous proposons. En fin de chapitre,
nous discuterons de l'intérét fondamental que mpre la fusion d’informations imparfaites en vue
d’obtenir une information finale plus fiable.

2.2 Caractérisation d’'information (imperfection et hétérogénéité)

En traitement de 'information, les trois termesargielsdonnée informationet connaissanceont
souvent utilisés pour désigner des concepts quheeauchent. En effet, ces termes ne sont pasigiéfin
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précisément et la frontiere entre ces termes egefet souvent subjective. Plusieurs définitionceke
termes ont été proposées dans la littérature [EOprincipale différence entre ces termes résiae da
niveau d’abstraction considéré. Lasnnéegnormalement brutes) sont considérées comme &aunile
plus bas d’abstraction,ififormation (donnée traitée et portant un sens informatif)le@stiveau suivant
et enfin, laconnaissancginformation synthétisée) constitue le niveau laspélevé parmi ces trois
niveaux [51].

Les données brutes ne portent pas de significgtasticuliere. Pour que ces données deviennent
informatives, elles doivent prendre un sens daeshtexte de leur utilisation. Par exemple, |la wakex
= 39 » ne représente qu’un entier positif d'un pdie vue mathématique purement abstrait. Cettaivale
peut étre transformée afin qu’elle devienne pléisrinative en lui associant un sens physique tel«gue
= 39°C »,x est alors considérée comme un élément dans umbleseyant un sens sémantique.
Finalement, en précisant le contexte lié & = 39°C » (température ambiante ou température d'un
patient, par exemple), cette valeur devient aldus ppformative et nous pouvons méme la considérer
comme étant « une information ».

2.2.1 Définition d’une information

Une information est définie (Figure 2.1) [51] comoretriplé @, Q, Inf) comportant deux ensembles
0, Q et une fonctionnf associant ces deux ensembles.

L'ensemble®, appeléensemble de définition de l'informatiosst formé des objets sur lesquels porte
cette information (ensemble de patients, ensemblezahes ayant les dimensions des cellules de
résolution d’un capteur donné, etc.).

L’ensembleQ, appeléensemble de contenus informationnedst formé des valeurs informatives
délivrées par l'information (températures, labéésions électrique, décisions, valeurs de réfhesta
mesurées par un capteur, etc.).

La fonctionInf(.) est appelé®onction informativeElle représente la mesure d’'une quantité physique
ou simplement un modéle mathématique associanbjet de 'ensembl® a un ou plusieurs contenus
informationnels de I'ensembl€. Chaque correspondance entre un oléjgfl® et un contenu
informationnelx,[] Q réalisée via la fonctiomf(.) est appelée uglément d’information

Fonction informative
Inf(.)

0 Q

Figure 2.1 : Définition et structure de 'information

Considérons, a titre d’exemple, le cas d'une imageérique. La formation d'une telle image
implique l'utilisation d’'un capteur réalisant la suge d’'une quantité physique (réflectance, absmrpti
radiance, etc.) sur une scéne du monde réel. Ceurappere sur des objets élémentaires, appelés
cellules de résolutignayant des dimensions « imposées » par les cot@safe ce capteur. Ces objets
élémentaires sont représentés sous la forme dks piaes I'image en sortie du capteur. Le résukalad
mesure, réalisée par le capteur au niveau de clwljuée de résolution, est présenté sous la fatime
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niveau de gris associé avec chaque pixel de I'inmageérique. Par conséquent, I'ensemble de défimitio
associé a cette information d’'imagerie est simplaraenstitué par 'ensemble des cellules de réswiut
(ayant les dimensions imposées par le capteurhseimble des contenus informationnels est formé par
les niveaux de gris de lI'image, et finalement,daction informative est constituée par le procesiis
mesure de la quantité physique pour laquelle céenamest destiné. A titre d’exemple, la Figure 2.2
illustre un exemple d'une telle information en ¢#éection (capteur multi-spectral SPOT en mode
panchromatique) correspondant a une image optigli@elde la Réunion.

Fonction informative
Inf(.) :
(Capteur SPOT)
Imagerie panchromatiqueg

lle de la Réuniond) Image numériqueck)

Figure 2.2 : Exemple d’'une information en télédéteion

Il est important de noter que la connaissance denletion informative est cruciale pour réalises le
taches de haut niveau de traitement d'informatianssi appeléedaches intelligentes comme
I'interprétation de scene, la fusion d’'informatiptesfouille de connaissances, etc.

A titre d’exemple, lorsqu’un capteur actif est ig#l (capteur radar en télédétection, par exemple),
I'interprétation, en termes de contenu sémantiduse zone sombre dans I'image observée, correspond
a une zone de non-réflectance (une zone lisse;&-dse que la longueur d’onde utilisée est largem
supérieure aux variations de la surface terrefirminée), ou simplement a une zone d’'ombre. En
revanche si le capteur utilisé est un capteur pdssilti ou hyper spectral), alors l'interprétation
sémantique d’'une zone sombre est completementatiti® Cette interprétation revient a chercher les
classes thématiques qui absorbent I'onde électroétagie incidente dans la bande spectrale concernée

2.2.2 Caractérisation d’'une information

Du point de vue de la modélisation mathématique, imformation peut étre caractérisée par trois
propriétés principales : I'exhaustivité, I'exclusévet la force du lien [74].

Une information est dite@xhaustivesi V6,000, il existe un élémenk,[1Q qui vérifie le lien
Inf(6) =x,. En d'autres termes, I'exhaustivité signifie quensembleQ contient tous les
contenus informationnels possibles et qui sontygtsgbar la fonction informativinf.

Une information est ditexclusivesi Y6,,00, il existe un et seulement un, contenu informatédn
X, O Q qui vérifie I'associationnf(6,,) = x,. Ceci signifie qu'un objet ne peut pas étre assaci
deux contenus informationnels a la fois.

La troisieme propriété, la force du lien, se famalgur la véracité de I'association entre les sbjet
de I'ensemble de définition et les contenus infarommels. En effet, une information peut
avoir soit un lien d’association binaire dans lddu§©,,) = x, est une association totalement
vraie ou totalement fausse, soit un lien ayantudmacité partielle pour laquellef(6,,) = x, est
associée a un degré de vérité partielle. Cettomate lien partiel constitue la caractéristique
fondamentale permettant de « sortir » des cloigopssées par les théories mathématiques qui
n'operent que dans un monde binaire de véracité.
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En se basant sur ces trois propriétés, deux typiefordhation peuvent étre distingués: une
informationparfaite et une informatioimparfaite

En effet, une information est difgarfaite si et seulement si elle est exhaustive, exclusivea
fonction informative réalise un lien binaire. Eradtre termes, le contenu informationRglQ associé a
I'objet ©,,]0, est connu avec une totale certitude.

Toute information qui ne vérifie pas ces conditiessditeimparfaite

2.2.3 Notion d’information imparfaite

La définition que nous venons de donner d’une infiion imparfaite est certainement trés générale
et reflete le nombre impressionnant de termesséslidans la littérature pour décrire les différente
formes d’imperfection. Néanmoins, la définition géale donnée d'une information nous permet de
distinguer deux dimensions pour décrire I'impeifattd’'une information. La premiére dimension
concernelimperfection intrinsequeliée a la structure de l'information elle-méme, lat deuxieme
dimension concernémperfection extrinsequiée au contexte d’utilisation de I'information.

Avant de décrire et de modéliser d’'une fagcon peétisiperfection intrinseque, nous allons montrer
quelques exemples de formes d’imperfections extguss car cette dimension est fortement liée au
contexte et a I'objectif de I'utilisation de l'infnation.

L'incomplétudeest I'une des formes d’'imperfection extrinsequend’ information. Il s’agit du fait
gu’une information, méme parfaite, n'est pas «assmrmative » pour un processus décisionnel dans
lequel cette information est fournie par une sodleeonnaissance. Ce manque « d’informativité g ren
cette information incompléte pour atteindre I'objewisé. Dans une telle situation, les informagon
apportées par d’autres sources de connaissanceisontournables afin d’augmenter la fiabilité du
processus décisionnel global. A titre d’exempleinesgerie optique, les objets se trouvant danszane
d’ombre ne peuvent pas étre détectés et I'utiisadiautres sources d’'information est incontoureabl

Une autre forme d’imperfection extrinseque d’unéoiimation est celle dwonflit. Cette forme
d'imperfection est rencontrée lorsque plusieursrimiations sont exploitées dans un processus de pris
de décision. Deux informations sont dites en cordii elles portent des contenus informationnels
contradictoires pour la prise d'une décision [58].titre d’exemple, une information décisionnelle

N

attribuant avec certitude, une classe a un objeters« total » conflit avec une autre information
décisionnelle attribuant avec certitude, une cladi$@rente a ce méme objet. Notons a ce stade,
I'utilisation d’'une échelle qualifiant le degré denflit entre deux informations allant du totaleren

conflictuel vers le total accord.

Concernant I'imperfection intrinseque d’une infotiog, il existe deux modeles de base de ces
imperfections :l'incertitude et 'ambiguité Nous décrivons brievement ci-dessous ces deugstyp
d’imperfections.

2.2.3.1 L’incertitude

En considérant une information qui vérifie lesdrpropriétés de base eXhaustivité I’ exclusivitéet
le lien total ('association entre un contenu informationrgl Q et un obje®©,,[10, est soit totalement
vraie ou totalement fausse).

Etant donné un obj&,[00, cette information est di@certainesi le contenu informationne}] Q
qui est associé avec I'objét,J0 est inconnu. En d’autres termes, l'incertituderedtive a la vérité
« binaire » de l'association entre un objet ded@mble de définition de cette information et letean
informationnel qui est supposé étre en lien avéobget. Le résultat d'un tirage aléatoire, la dém a
prendre face a une situation et la classe d'untatges un probléme de reconnaissance de formes
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constituent des exemples de cas pratiques poundiEsgn est confronté a la forme d’incertitude de
l'imperfection intrinseque d’une information.

Les différentes approches permettant le traitemdimformations incertaines (théorie des
probabilités, théorie des croyances et la théoes possibilités) se différencient par leur mode de
représentation des connaissances disponiblesdesteiption de I'incertitude, ainsi que par lesilsude
traitement et de raisonnement permettant de mamipgs informations incertaines afin de «lever
I'incertitude » et arriver ainsi a une décisiontagre d’association entre un obf@t,J® et 'unique
contenu informationned,[] Q qui lui est associé.

Notons a ce stade que l'imprécision n'est qu'un pasticulier de l'incertitude. En effet, une
information est dite imprécise lorsqu'elle est afée® par l'incertitude et lorsque les connaissances
disponibles concernant le contenu informationneheeché x,(0Q, sont données sous la forme d’'un
sous-ensembla [ Q de contenus informationnels.

L’imprécision référe donc a un défaut quantitatif de connaissaq@ ne permet pas de décrire
précisément I'unique contenu informationnel. Cdtiame d’'imperfection est souvent rencontrée en
intégrant les erreurs dans les systemes de mesimesques. Néanmoins, l'imprécision est aussi
rencontrée dans les systemes décisionnels. Pampéxeé@tant donné un systeme de reconnaissance de
formes ouQ = {C;, G, G, C,;, G} désigne I'ensemble composé de cing classes quii Sgpposées
mutuellement exhaustives et exclusives, alorsdres I'incapacité d'associer un objet a I'une desxd
classes Cou G représente une information imprécise parce quegia classe de I'objet considéré n’est
connue qu’au travers du sous-ensemblg G} [ Q.

2.2.3.2 L’ambiguité

La majorité des travaux de recherche s’est foal@é I'incertitude. Pourtant, plusieurs situations
réelles ne vérifient pas les conditions de baskmeertitude et, malgré ce « défaut », les ouditkaptés
au traitement de l'incertitude ont été appliquésnd’ facon abusive a I'autre forme d’imperfection de
l'information. Considérons, par exemple, la clasation pixelique dans le cas de pixels comportant
plusieurs contenus thématiques. Dans ce cas, nouseas confrontés a la « contradiction conceptuelle
d’affecter ces pixels a un seule classe parmi lasses thématiques (ce qui ne correspond pas a la
réalité).

Les différentes solutions proposées pour traitetype de situations en appliquant les approches
classiques de traitement de I'incertitude (esskertnent les approches probabilistes) ne sont qee de
solutions artificielles qui cherchent & contourn@rdeuxiéme forme d’'imperfection intrinseque de
I'information qui est 'ambiguité.

Cette forme d’imperfection concerne l'informatierhaustivemais pas nécessairemexclusiveet
pouvant avoir defiens partiels c’est-a-dire que chaque obfet,[J® peut étre associé simultanément a
plusieurs contenus informationnels@eavec des degrés non forcément binaires de vérité.

La théorie des ensembles flous a été proposéelafiporter un outil permettant la représentatiom de
connaissances ainsi que des mécanismes de raisemngiin de traiter cette forme d’'imperfection.

En effet, et étant donné qu’une telle informatidestpas exclusive et que le lien entre un objemnet
contenu informationnel n'est pas forcément bindiaethéorie des ensembles flous considere chaque
objet de I'ensemble de définition comme étant en kvec « tous » les contenus informationnels avec
une force de lien variant entre « 0 » et « 1 »teQadracité ou force, de lien partielle devient forection
définie sur 'ensemble des contenus informationeekdle est appelée fanction d’appartenance
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Notons gqu'au-dela des différentes formes d'impeides rencontrées, les contenus informationnels
peuvent étre de type quantitatif (numérique ou ikéhaqualitatif (symbolique et ordinal), voire des
contenus hybrides (une information symbolique cquedes nombres) [54]. Ainsi, cette hétérogénéité
d’'informations doit étre prise en compte lors ditément d’informations.

2.3 Approches de modélisation d’informations imparfaites

La modélisation concerne le passage d'informatexigsites des sources de connaissances vers une
représentation mathématique liée a une approchmeuhéorie, particuliére. Cette modélisation est u
tache indispensable dans les différentes étapeas sygteme d’interprétation de scéne. Une bonne
modélisation permet & un tel systeme de gérer ateptient les différentes formes d’imperfections
rencontrées et de combiner les informations afibidnir des informations plus fiables et améliaiesi
leurs interprétations.

Différentes théories et approches ont été proposims la littérature pour modéliser les
imperfections. Les principales approches sontthéorie des probabilités, la théorie des fonctidas
croyance, la théorie des ensembles flous et laithées possibilités. Chacune de ces théories comce
un type d’imperfection et un contexte particuliGapplication.

Dans ce paragraphe, nous présentons brievemenhéases tout en mettant I'accent sur le type
d’'imperfection modélisée. Un intérét particulierasporté sur la théorie des possibilités car allestitue
le cadre que nous avons adopté dans notre travadatherche.

Nous allons noter dans la suite de ce paragrafreseimbleQ = {xi, X,,..., Xy} qui représente un
univers de contenus informationnels comportant Bménhts que l'on appellsingletons (valeurs
observables, classes, hypothéses, décisions ékfinesnetc.).

2.3.1 Théorie des probabilités

La théorie des probabilités est la théorie la pagandue pour modéliser les informations affectées
par l'incertitude [55] (c’est-a-dire un et un sesihgleton peut se produire), I'objectif étant de
« découvrir » cet unique singleton. Dans le cadreadte théorie, la connaissance liée a la réialisdes
singletonsx, est représentée par une distribution de probébiktr(.). Cette distribution associe a chaque
singletonx, de Q, une valeur Pr(¥ désignant la probabilité pour que le singletgnsoit I'unique
singleton qui s’est produit [56] :

Pr: Q-[0]
¥ - Prig.

L'occurrence d’'un événemetd Q (A est un sous-ensemble 8 signifie que I'unique singleton
qui s’est produit appartient & cet événement. CGetteirrence est caractérisée par une mesufd éité
mesure de probabilitéqui est la somme des probabilités élémentairfestaks aux singletons formant
cet événement. En d'autres termes, la valeur de gesure PA) peut étre interprétée comme le degré
de croyance pour que l'unique singleton qui s’estpit, appartienne au sous-ensenfl€ette mesure
de probabilité P#&) est définie comme une mesure ensembliste guievées propriétés suivantes :

« Pr@)=0etPrQ) =%, .oPrx) =1;
« [OA, BOQ, Pr(AOB) = Pra)+PrB)-Pr(ANB) ;

*  Pr(A)+Pr(A°) =1, avecA® I'événement complémentaire Ae

(2.1)

La théorie des probabilités repose sur des bas##matiques solides et riches et elle constitue un
outil puissant pour représenter fidelement lesrmfdions entachées par l'incertitude. Néanmointe ce
théorie ne permet pas la modélisation du raisonnetmegmain ou les informations et les connaissances
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fournies sont de nature ambigie [57]. A titre diepde, la réalisation de deux singletons a la fois
(comme c’est le cas des pixels comportant plusielasses thématiques, i.e. des mixels), constitue u
cas d’ambiguité pour lequel la théorie des proltébipropose des solutions artificielles.

2.3.2 Théorie des fonctions de croyance

La théorie des fonctions de croyance, aussi appleédgie de Dempster-Shafer, est issue des travaux
de Dempster en 1967 sur les probabilités inféreatesupérieures [58], et ensuite reprise par kafes
le nom de lahéorie de I'évidencgs9]. Elle est devenue un outil trés populairergelligence artificielle
pour aborder les problemes liés a la représentat@aconnaissances et a la prise de décision. Cette
théorie traite le cas ou l'univers des contenuserinfitionnelsQ est exhaustif et exclusif et permet de
modéliser a la fois I'incertitude et I'imprécisi@xprimée d’'une fagon ensembliste. La modélisatien d
cette forme d’imperfection se réalise au traverdelex fonctions, I'une dite derédibilité Cr(.) et I'autre
dite deplausibilité PI(.), toutes deux dérivées d’une fonction de madesagoyancen(.).

Dans cette théorie, les fonctions de masses daceysont définies sur tous les sous-ensentbles

(événements) possibles de l'univédset pas seulement sur les singletons comme dati@daie des
probabilités. La fonctiom(.) de masses de croyance est définie comme suit :

m: X -[od

A A 2.2)

oum(A) désigne la croyance en la réalisation de I'évéamd : c’est donc la croyance que le singleton
unique qui s’est produit, appartienne effectivemgeret événemem. Par ailleurs, cette fonctiom(.)
vérifie les propriétés suivantes :
« m(0)=0;
¢ ZacaMA) =1
Il est important de noter que la masse de croyastaffectée a chaque sous-ensemble de singletons

A d’'une facon globale, et qu’il n'est pas possikéela répartir sur les singletons composant I'évéargm
A.

Ainsi, a partir de la fonctiom(.), on définit respectivement les fonctions dedibsité Cr(.) et de
plausibilitéPI(.) comme suit :

Cr(=7 mBy 2.3)
BOA
PIA= > m(B=1-C(A) (2.4)
Bn AZ@

ou A° représente I'événement complémentairéddea fonction de crédibilit€r(A) peut étre interprétée
comme la croyance minimale en la réalisatiorAdandis que la fonction de plausibili(A) mesure la
croyance avec lagquelle on ne doute pas de la aéialisdeA et peut étre interprétée comme la croyance
maximale en la réalisation da. En effet, cette capacité de la théorie de Deny&hefer pour
représenter le doute entre la réalisation desetimyt permet de traiter des informations incertante
nature probabiliste ainsi que certains types aepfcision, mais avec une interprétation différatgda
théorie des probabilités (i.e. ensembliste). Néanmaette théorie comme la théorie des probabijlité
permet pas de traiter les informations ambigies.
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2.3.3 Théorie des ensembles flous

La théorie des ensembles flous, proposée par Zewet965 [60], constitue un outil mathématique
puissant pour la modélisation, la description girlae de décision dans le cas d’informations atidsg
approximatives, imprécises ou vagues. Ces typesod'nations imparfaites ont des limites mal désnie
et sont plus fréquentes dans le raisonnement huroaithéorie des ensembles flous tente donc d'imite
la facon avec laquelle 'humain manipule ces infations. Elle est basée sur l'idée d’appartenance
partielle ou plusieurs contenus informationnels ve@ti se produire simultanément, mais aussi
partiellement.

Nous allons faire un bref rappel des principauxcepts de cette théorie afin de montrer sa capacité
de modélisation et de description des informatieinsoncepts manipulés par I’humain. Rappelons que
ces informations et concepts sont essentiels @gm®tessus d’interprétation de scéne.

2.3.3.1 Définitions

Dans la théorie des ensembles classiques, I'apente d’'un élément a un ensemble classique ou
algébrique peut avoir deux états logiques : appartel ne pas appartenir a cet ensemble. Zadefté te
de sortir de cette logique binaire en introduidantotion d’appartenance partielle. Cette notionma
d’avoir des graduations dans I'appartenance d’@méht a un ensemble. Il s’agit d’autoriser un éldme
a appartenir plus moins fortement & un ensemble.

SoientQ un univers exhaustif de contenus informationneés (e singletons) eA, une propriété
caractérisant les singletons @e En considérant le raisonnement humain, ces songgdepeuvent vérifier
cette propriété d’'une fagon partielle. Une telleppiété est appeléeagueou ambigué Cette propriété
est représentée comme un ensemble Alaiéfini sur cet univers. Cet ensemble est caraéérar une
fonction d’appartenancegéfinie par :

Ha: Q-[0]

25
% —Ha &) (2:9)

ou pa(x,) désigne le degré d’appartenance du singlgt@nl’ensemble flolA. Dans le cas ou le nombre
de singletons est raisonnable, on peut écrirensetrable flou comme suit :

A={0% Ba)/ % 0D, 1A ) 0P.1] (2.6)

Ainsi, un ensemble flok est complétement défini sur l'univegspar sa fonction d’appartenancg u
associant chaque singletgnde Q a une valeur yx,)0[0,1] qui représente le degré d’appartenance du
singletonx, a I'ensembleA, c’est-a-dire le degré de vérité qug appartienne a (ou vérifie cette
propriété ambigué).

Trois cas sont a distinguer :

- Ma(X)=0 :x, n'appartient pas A ;

- 0 < (%) <1 :x, appartient partiellement/ et

- Ha(Xy) = 1 :x, appartient entierement/

Bien que la fonction d’appartenance puisse prendneporte quelle forme (tant que cette fonction
permet d’'associer a chaque singletoneine valeur de l'intervalle [0,1]), cing types slards de
fonction d’appartenance sont les plus frequemmeélités dans le cadre de cette théorie, il s’ags d

fonctions S, fonctions L, fonctions triangulairésctions trapézoidales et fonctions gaussienrigs [&
Figure 2.3 illustre les formes géométriques decams types de fonctions d’appartenance.
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Notons que le choix de lI'une de ces formes de fonstd’appartenance dépend essentiellement des
connaissances exprimées par I'expert. Une foisrad de la fonction d’appartenance sélectionnée par
I'expert, les paramétres associés a cette fonstont déterminés soit manuellement par I'expert @'’un
facon empirique et directe, soit par I'utilisatidiun processus automatique d’optimisation appligué
des mesures floues (considérées comme des fondijactives) telles que I'entropie floue ou l'indic
flou [84] [85].

Ha H M
1+ Fonction 1- Fonction 1 Fonction
S L Jriangulaire
Q Q Q
Ha H .
11 Fonction 14 Fonction
trapézoidale gaussienne
Q Q

Figure 2.3 : Formes classiques de fonctions d’app@nance

Dans le cas of2 = {xg, X,,..., X} désigne I'ensemble des niveaux de gris que I'bseove dans une
image numeérique, les formes classiques de fonct@ppartenance sont utilisées pour la représentati
des connaissances ambigues liées a ces niveauisdet@xprimées souvent par un expert. La fonctio
S (resp. la fonction L) est couramment utilisée rpmprésenter le fort degré de «luminosité » ou
de brillance (resp. un degré d’'« obscurité ») de®lgp Les fonctions triangulaires, trapézoidalés e
gaussiennes sont également utilisées pour déoesepthges de niveaux de gris dites « moyennes ».
Considérons, a titre d’exemple, un systéme deifitzgson d'images reposant sur un ensemble deesegl
floues [63]. Une regle potentielle de ce systemat @ére la suivante : « si le niveau de gris duwebix
observé estmoyen ALORS ce pixel doit étre attribué la classe "végé&t ». Si une fonction
d’appartenance trapézoidale de la Figure 2.4 dséet pour modéliser I'information ambigie "niveau
de grismoyen, les niveaux de gris entre 115 et 135 vérifietalement cette regle en ayant des valeurs
d’appartenance totale. Les niveaux de gris dansinesvalles [100, 115] et [135, 150] vérifient
partiellement cette régle, et les niveaux de gri&xtérieur de I'intervalle [100,150] ont une vate
d’appartenance nulle.

Q

100 115 135 150
Figure 2.4 : Exemple de fonction d’appartenance trpézoidale pour modéliser le conceptrfioyen”

2.3.3.2 Opérations sur les ensembles flous
Les opérations permettant de « combiner » les dnssnalgébriques peuvent étre généralisées aux
ensembles flous. Considérons deux ensembles #oed B de Q caractérisés par deux fonctions
d’appartenance fet . Parmi les opérations définies sur les ensemladas,fon peut citer :
« Complément le complément de I'ensemble noté A°, est un ensemble flou défini par le
biais de la fonction d’appartenance donnée pountaieQ par:
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e () =1=HA () (2.7)
» Egalité: les deux ensembldset B sont dits égaux si et seulement si :
[, 09, Ha(X) =HB(%n) (2.8)
* Inclusion: 'ensembleA est dit inclus danB si et seulement si :
0% 0Q, HA(%) <HB(Xn) (2.9)

* Intersection: l'intersection de deux ensembles floAset B de Q est un ensemble flou
constitué des éléments @k affectés du plus petit des degrés d’appartenansettB. La
fonction d’appartenance den B est donc donnée pour toyideQ par :

[ 0Q, Hang(%n) = minf A(%)He(%)) (2.10)

L’ensemble flou obtenu par I'opératelmtersection représente les éléments devérifiant les deux
propriétésA etB simultanément, comme c’est illustré dans la Figuse

u

1. Ha He HanB

Q

Figure 2.5 : Fonction d’appartenance de l'intersedbn de deux ensembles flous A et B

* Union: l'union de deux ensembles flodset B de Q est un ensemble flou constitué des
éléments d& affectés du plus grand des degrés d’appartenancdeux ensembles flous
etB (Figure 2.6). La fonction d’appartenanceAléB est donnée pour tonideQ par

(%, 0Q, Hans(Xy) = maxf a (%, )i g (4)) (2.11)

Ha Mg Hane

vo

Figure 2.6 : Fonction d’appartenance de I'union deleux ensembles flous A et B

L'ensemble flou obtenu par I'opératdunion représente les éléments@evérifiant les propriétés
ouB ou les deux a la fois.

Aprés avoir donné un apercu rapide sur quelquesctsspssentiels de la théorie des ensembles flous
et permettant de traiter les informations ambigum@sis allons accorder une attention particuliete a
théorie des possibilités. En effet, cette théoemmet de traiter et de fusionner les informatioassdun
contexte d’incertitude ou les connaissances dig@sipour décrire cette incertitude sont de nature
ambigué et non probabiliste. Notons que ce typmpEirfection est tres frequemment présent dans les
concepts et les informations manipulés par 'honsor@me dans le cas sur lequel nous nous focalisons :
I'interprétation de scene.
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2.3.4 Théorie des possibilités

La théorie des possibilités est une théorie radatient nouvelle, destinée a la gestion de l'inaafét
épistémique : c’est-a-dire, I'incertitude dans ontexte ou les connaissances disponibles sontregps
d’une fagon ambigué. A titre d’exemple, en chertlaaidentifier la classe d’'un pixel donné (contexte
d’incertitude : ensemble exhaustif et exclusif desses et la classe du pixel considéré n'estgasue),
une connaissance épistémique peut étre celle egpnrar un expert en « décrivant le niveau de gilis »
pixel avec le terme ambiggombre

Cette théorie a été introduite par Zadeh en 19T8nw® une extension de la théorie des ensembles
flous et de la logique floue [52]. Elle a ensuité développée et décrite en profondeur par Dultois e
Prade [69].

Dans la théorie des possibilités, I'incertitude l&la réalisation d’'un événemexiiQ (A peut étre un
sous-ensemble algébrique @eou méme un ensemble flou défini $drest exprimée par deux mesures
ensemblistes : la mesure de possibilité et celleébessité [70]. L'utilisation de ces deux mesulass
la théorie des possibilités permet d’encadrer ddoabilité de réalisation de cet événemént

Dans les paragraphes suivants, nous allons prédesteoncepts de base de cette théorie tels que la
distribution des possibilités, la mesure de polgbia mesure de nécessité, les opérateurs denfes
les criteres possibilistes de décision. Ces coscepront & la base du systéme d'interprétation
possibiliste que nous allons décrire dans les tfesysuivants de ce manuscrit.

2.3.4.1 Distribution de possibilités

Considérons un univers composé de N singlefdas{xi, X,..., Xy} €t supposons que I'on se trouve
dans un contexte d'incertitude (c’est-a-dire qusgul singleton de) se produit mais nous ne le
connaissons pas). La théorie des possibilités eepos la notion de distribution de possibilitéstéeo
11.), attribuant a chaque singletan de Q une valeur dans l'intervalle [0,1] qui encode eoftat de
connaissance ou croyance, sur la possibilité dédisation éventuelle de chaque singletpde Q. La
valeur1i(X,) encapsule nos connaissances liées a I'occurmmangletonx,. En d’autre termesyx,)
représente dans quelle mesure il est possibleegsiadletorx, soit I'unique singleton qui s’est produit.

Dans ce contexte, deux cas extrémes des connaisssmut donnés :
» Connaissance completél! x,0Q, T(X,)=1 etT(X,)=0, OXnQ, Xn#Xn;

» Ignorance totale [0 x,00Q, 1(x,)=1 (tous les singletons sont considérés commeadait
possibles).

Dans le cas d'une connaissance complete, seul ngiegn dispose de la valeur maximale de
possibilité tandis que tous les autres singletorisine possibilité d’occurrence nulle. En revandbeas
de l'ignorance totale désigne la situation ou npasdisposons d’aucune connaissance permettant de
favoriser (ou défavoriser) les différents singletopar conséquent, tous les singletons se voitgiftueer
le méme niveau maximal de possibilité.

La valeur de possibilite maximale(m)= max_cq(n(x,)), appelée lehauteurde la distribution de
possibilités, est un indicateur qui mesure degré de consistancéou compatibilité) avec les
connaissances disponibles (représentées par fddigtn de possibilités) concernant la réalisation des
singletons. Cet indicateur détermine le (ou lesylsiton(s) ayant le degré de compatibilité le @levé
avec les connaissances disponibles.

La distributionTy.) est appelée distribution de possibilittsmale(elle est diteconsistanteavec les

connaissances disponibles) s'il existe au moinssingleton x,(JQ qui est totalement possible (i.e.
h(m=1). Dans le cas contraire (i.em( 1), cette distribution est diteon normaliséeu inconsistante
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avec les connaissances disponibles et, dans caeirtagmuvel indicateumc(n)[0, 1] peut étre utilisé
pour caractériser ce degré d’inconsistance destaldlition de possibilités :

Inc(r) = XT&X(’T% ))=1- ht) (2.12)

Q

Figure 2.7 : Distribution de possibilités non-norméisée et degré d’'inconsistance

2.3.4.2 Mesure de possibilité et mesure de nécessité
En se basant sur le concept de distribution deilgligs, deux mesures sont dérivées pour
caractériser I'incertitude liée a I'occurrence tliaque sous-ensemble (aussi appeléwgmementALIQ :
la mesure de possibilil@ et lamesure de nécessite Ces deux mesures sont définies par :
N(A) = max((x, )
X UA

(2.13)
N(A) =1-T(A%)

OUAC est 'événement complémentaireAlé.e. ADAS=Q et An A°=00).

La mesure de possibilitd(A) estime le niveau de consistance (avec les cosaraies disponibles
représentées par la distribution de possibili)éde la réalisation de I'événemehtElle représente dans
quelle mesure il est possible que l'unique singletpde Q qui s’est produit, soit dans le sous-ensemble
A. SIiTI(A)=1 (resp.I1(A) = 0), 'événemenA est considéré comme un événement totalement p®ssib
(resp. impossible) a s’étre produit (i.e. 'unicgiegletonx, deQ qui s’est produit est totalement possible
gu’il soit dansA).

Notons gue cette mesure de possibilité satisfaiptepriétés suivantes :

e TI(J)=0 etII(Q)=1 ;
« DA BUQ, II(AUB) = maxII(A), I1(B)) ;
« [OA BOQ, II(AnB) < min(I1(A), I1(B)).

En revanche, la mesure de nécessitd)Néprésente le niveau de certitude sur la réaisale
I'événement A, impliqué par les connaissances disponibles (septées par la distribution de
possibilitésr). Elle représente dans quelle mesure on est gafta I'unique singletor, deQ qui s’est
produit, soit dans le sous-ensemBleSi N(A) = 1 (resp. N&) = 0), la réalisation de I'événemeftest
considérée comme totalement certaine (resp. inoejtde s’étre produite.

La mesure de nécessité satisfait les propriétésusigs :
 N(O)=0etNQ)=1;
e OABOQ, NAOB) = maxN(A), N(B))
« OABOQ, N(ANnB) =min(N(A), N(B))
Ainsi, l'incertitude liée a la réalisation de chagavénemenALQ est caractérisée par l'intervalle
possibiliste [N(A),IT(A)] qui permet de délimiter la probabilité de réafisn deA (i.e. N(A) < Pr(A) <
I1(A)) [78].
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Notons aussi les propriétés suivantes concernamtdeex mesures qui permettent de distinguer
clairement des mesures probabilistes :

o TI(A)+I(AY) =21

« N(A)+NAY)<1:

* min{N(A), N(A“)}=0 ;

« maxTI(A), I(A%)}=1;

* TI(A) < 1= N(A)=0;

« NA>0=IIA) =1

Ces propriétés sont essentielles pour comprend@portement décisionnel dans un environnement
possibiliste (comme c’est le cas dans notre étlidterprétation de scene).

2.3.5 Regles de décision possibiliste

Malgré le fait que la théorie des possibilités stilisée pour gérer l'incertitude, ce qui signifje’'un
contenu informationnel unique de (qui est inconnu) se produise et que I'objectifmug consiste a
déterminer ce contenu, il est étonnant de constpterla question de la prise de décision est teés p
abordée dans cette théorie. Dans ce paragraphs, atlons étudier les régles existantes de prise de
décision dans un cadre possibiliste.

Supposons que les connaissances disponibles staligation des éléments de I'univéssoient de
nature ambigué. Elle sont donc représentées pardistigbution de possibilités associant a chaque
singletonx, une valeur de possibilit§x,) représentant la possibilité pour guesoit 'unique singleton
qui s’est produit.

La problématique de prise de décision possibitistesiste & définir une régle de décision permettant
d’identifier, & partir de la connaissance de ldrittistion n(.), le singletorx, le plus vraisemblable. Etant
donné que les deux mesures ensemblistes de piésilbip), et de nécessité N), permettent de
caractériser l'incertitude liée a la réalisationatraque événemeAt] Q, une décision possibiliste peut
étre prise en se basant sur ces deux mesures. dileds deux mesures estimées pour tous les
événements d€, une régle de décision peut étre déterminée poanditre I'événement qui s’est
produit c’est-a-dire I'événement qui contient I'gué singletorx, qui s’est produit.

Pour le processus de prise de décision, nous imiterls aux événements simples notgs {x.},
n=1, 2, ..., N, qui ne comportent qu’'un seul singietp

Deux familles de régles peuvent étre distinguédss:regles basées sur I'utilisation directe de

l'information encapsulée dans la distribution desgibilités, et les regles basées sur I'utilisatitas
mesures d’incertitude associées a cette distribat@possibilités.

2.3.5.1 Regle de décision basée sur la possibilité maximale

La regle de décision basée sur la possibilité mabdnest sans doute la régle de décision la plus
« intuitive » et la plus utilisée en classificatipassibiliste. Elle consiste a sélectionner I'évaapt A,
ayant la mesure de possibilité la plus éleveée :

(R1) : Décision ssiIA, 0Q, n# ny, TI(A,) < (A (2.14)

Etant donné que la mesure de possibilité d’'un éwénésA, = {x,} se réduit a la valeur de possibilité
du singleton (i.eIl(A,) = 11X,)), cette régle consiste a sélectionner I'événerdgngui contient le
singleton ayant le degré de compatibilité le plisv& avec les connaissances disponibles (i.e.
7'C(Xno): ma)s(nEQ(n(Xn))-
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2.3.5.2 Regle de décision basée sur la mesure de nécessié&imale

Cette regle de décision est réalisée en fonctiotadeesure de nécessité maximale seule (i.e. en
fonction de la borne inférieure de la probabilitécdurrence). Elle consiste a sélectionner I'évéaem
Aayant la mesure de nécessité la plus élevée.

(R2) : Décisiomn ssiA, Q, n# ng, N(A,) < N(Ang) (2.15)

Dans [131], I'équivalence entre cette regle de giéni avec la regle de décision basée sur la
possibilité maximale a été donnée. Par conséquetie régle décisionnelle n’apporte aucun avantage
supplémentaire par rapport a la régle de décisg@d sur la possibilité maximale.

2.3.5.3 Regle de décision basée sur la maximisation de Kite de confiance

D’autres régles de décision possibilistes sont ld@p&es sur la base des mesures d'incertitude.iParm
ces régles, on peut citer la régle basédiadice de confiancgroposé par S. Kikuclet al [76].

En effet, I'indice de confiance est une mesure aéititude définie comme une combinaison des
mesures de possibilité et de nécessité afin detifjeartincertitude liée a la réalisation de chaqu
événemenA O Q :

Ind: 2* _.[-1}

A= Ind (A=TT (AF NA- 1, DATIQ (2.16)

Cet indice présente les propriétés suivantes :
- Ind(A) O[-1,1];
- Ind(A) = -1, si N@) =TI(A) = 0 (ce cas désigne une totale invalidation déddisation de&);
et
- Ind(A) = +1, si N@) =TI(A) = 1 (ce cas désigne la totale validation de ddisétion deh).

Cette régle de décision consiste a sélectionngen@émentA, ayant I'indice de confiance le plus
éleve :

(R3) : Décision ssiTA, 0Q, n# no, Ind(A,) < Ind(Ano) (2.17)

En se limitant (pour le processus décisionnel) @&bnementg\, I'indice de confiance peut s’écrire
de la maniére suivante :
Ind (A,) =II(A,) + N(A,) — 1
=n(%:) + 1 -TI(A) — 1
=7(Xy) + 1 — max, n(x,) — 1
=7(Xy) — Ma%zn (Xn)

Ind (A,) mesure donc I'écart entre la valeur de possibdii singletorx, et la valeur maximale de
possibilité des autres singletons @e Par conséquent, et ceci dans les deux cas debuligins
normalisées ou non, seul I'élément ayant la vadleupossibilité maximale produira une valeur d'iedic
de confiancestrictement positive, et tous les autres singletons produic®® valeurs négatives de cet
indice (Figure 2.8).
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Ind(Any) Ind (Ano)
LY 0 v % > Ind
I S— >
: %T(Xno)'T[(an)
T(an)'Tl(Xno)

Figure 2.8 : Indices de confiance associés aux diféntes décisionsA,q : décision ayant la possibilité maximaleA,; :
décision ayant la deuxiéme plus grande possibilité)

Dans le cas ou plusieurs éléments présentent l&enélaur maximale de possibilité, cet indice prend
la valeur zéro. On en déduit donc, que cette regteéquivalente a la regle de décision basée sur la
possibilité maximale. Le véritable intérét de ceétgle de décision réside dans sa version la plicses
qui n'accepte la prise de décision que si la vateaximale de I'indice de confianded(A.,) dépasse un
certain seuil S prédéfini (que I'on appefleuil possibiliste de confiancautorisant ainsi, I'option de
rejet. Cette regle est donc formalisée par :

(R3-rejet) : Décisiomyo ssi, DA, 0Q, n# ng, INd(An) > INd(A,), et
INd(An) =S (2.18)
Sinon Décision = Rejet

Notons que le seuil possibiliste de confiance $i e regle (R3-Rejet), est basé sur I'écart elese
deux plus grandes valeurs de possibilités assoaidesingletons d2, et qu'aucune décision n’est prise
si la certitude liée a la réalisation de I'événetifgpne dépasse pas le seuil S.

2.4 Fusion d'information dans un cadre possibiliste

La fusion des informations est le processus quisist®t & combiner les informations issues de
différentes sources de connaissances afin d'areélites performances des traitements et donc,
linterprétation de ces informations [71]. La fusiaest particuliérement intéressante dans le cas
d’'informations imparfaites et hétérogénes afin teolir des informations plus fiables qui permetieme
meilleure prise de décision. L’exploitation conjire plusieurs sources de connaissances pereg, gr
a la complémentarité et a la redondance des intwnsadisponibles, de faire face a I'imperfection d
ces sources.

Il est bien évident que le besoin de la fusionifféréntes informations imparfaites est crucial sién
cadre des systemes d'interprétation de scéne. foestcette raison que nous allons décrire brieméme
ces opérateurs de fusion d’informations possib#ist

La théorie des possibilités propose plusieurs famit’'opérateurs de combinaison d’informations
issues de plusieurs sources possibilistes [72]f5)][La capacité d’évaluer ces informations ou dlut
ces sources en termes de fiabilité, complémentadtibndance et conflit permet de choisir I'opéarate
de fusion le plus adapté aux spécificités des imémions.

Soientr; etn, deux distributions de possibilités représentastid®rmations fournies respectivement
par deux sources;®t S. Nous allons présenter les principales famillespérateurs de fusion : les
opérateurs conjonctifs, disjonctifs, et adaptatifs.

2.4.1 Opérateurs de fusion conjonctive

Les opérateurs conjonctifs (ou opérateurs d’'intgie ensembliste T-norme) notés sont utilisés
pour la combinaison des sources fiables qui ne gasten contradiction totale (i.e. l'intersectices d
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supports des distributions de possibilités n'ess pa&nsemble vide). Ces sources sont dites
«concordantes et elles fournissent des informations qui senaecord. La distribution de possibilités
finale d’'un opérateur conjonctif représente lesiimfations fournies par les deux sources conjointéme
Par conséquent, I'effet d’'un opérateur conjoncsif @e réduire I'incertitude globale en permettamt d
produire l'information la plus prometteuse, c’egtige celle pour laquelle toutes les sources s'aaot
a dire gu'elle devrait étre la bonne valeur quen leherche. Différents opérateurs conjonctifs ogt ét
proposés [73]:

- Le minimum (Zadeh T-norme)tH(x) = m;(X) LX) = min(my(X), m2(X)) ;

- Le produit probabiliste () = m;(X) Una(X) = m1(X)-12(X) ;

- Le produit linéaire (Lukasiewicz T-normej;(X) = my(X) Lra(X) = max0, my(X)+mx(X)-1) ;

- etc.

La Figure 2.9 montre un exemple de l'utilisation ldgérateur conjonctif «nin » pour fusionner
deux distributions de possibilités et,.

T A

Ty o o

Q

Figure 2.9 : Opérateur de fusion conjonctive min

Notons que la hauteur de la distribution résultdutte)=h(m,,m,)=maxmin(r.(x), no(X)), constitue un
indicateur mesurant le degré de consistance (ovédeg cohérence) entre les deux distributions de
possibilités. Dans ce contexte, deux cas extrémesusistance sont donnés :

> les deux sources sont ditestetal accord: h(rp) = 1, c’est-a-diré1x,0Q, T4(Xy)= Te(X,)=1 ;

» les deux sources sont tatale contradictiorn h(ry) = O (les deux distributions; et, n'ont
aucune intersection informative).

En effet, plus les sources sont en confit ou erradittion partielle : h{y) < 1, plus la fiabilité des
sources est mise en cause. Pour faire face a ealg/pituations, soit on élimine les sources nalnds,
soit on prend en compte des informations suppléarest[73].

2.4.2 Opérateurs de fusion disjonctive

Les opérateurs disjonctifs (ou opérateurs d’uniaseebliste, T-conorme) notés sont utilisés pour
la combinaison entre sources discordantes (i.gaetielle ou totale contradiction). Ces opérateants
été congus de telle sorte gu’ils gardent autamifafimation que possible des deux distributions de
possibilités parce que I'information sur I'uniguaegletonx que I'on cherche est certainement encodée
par au moins I'une des sources (au moins I'unesdasces disponibles est supposée étre fiable) onais
ne sait pas laquelle. La distribution de posséslifinale d’'un opérateur disjonctif représentedsues
informations fournies par les différentes sourd@st opérateur augmente donc l'incertitude globale e
fournit un résultat fiable mais moins précis quaame des sources prise séparément. Ceci rédait san
doute, son utilité.

Différentes formes d’opérateurs disjonctifs ontg@posées [73]:

- Le maximum (Zadeh T-conormejg(X) = m1(X)[hno(X) = maxm(X), ma(X)) ;
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- La somme probabilisteny(X) = n1(X) [a(X) = w1 (X)+mo(X) - 7o(X)-1m2(X) ;
- Le produit linéaire (Lukasiewicz T-conormejri(X) = m;(X)ro(X) = min(my(X)+mx(X),1) ;
- etc.

La Figure 2.10 montre un exemple de I'opérateurjarantif « max » pour fusionner les deux
distributions de possibilités etn,.

T A

1

Q

Figure 2.10 : Opérateur de fusion disjonctive max

2.4.3 Opérateurs de fusion adaptative

Les opérateurs adaptatifs sont utilisés s'il n’ys pan consensus au niveau de la fiabilité des
différentes sources (i.e. les sources d'informatsouffrent d’'un conflit partiel). Dans ce cas, les
opérateurs adaptatifs sont proposés afin présetwenforcer I'information consensuelle, et de présr,

a moindre échelle, I'information conflictuelle emties sources d’information. Un exemple d’opérateur
adaptatif a été proposé par Dubois et Prade [7&].0pérateur permet de passer continlment du mode
conjonctif au mode disjonctif des que le conflitrerles deux sources augmente:

mpp(X) = Max[no(X)/h(m,m), Min(n(X),1- hiry,m)] (2.19)

La Figure 2.11 montre I'opérateur adaptatif powidaner les deux distributions de possibilitg®t
n,. En effet, cette opération est construite pouforeer, le comportement du mode conjonctif (le ghic
milieu) par rapport au comportement du mode digjbnc
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Figure 2.11 : Opérateur de fusion adaptative de Dulis et Prade

2.5 Théorie des possibilités en interprétation de scene

Dans les différents niveaux sémantiques d’'un psaeslinterprétation de scéne (sous-pixelique,
pixelique, région, objet ou scéne), la présencafafinations imparfaites de nature possibiliste. (i.e
incertaines et décrites avec des connaissanceseréjgsies) peut étre facilement constatée. Ces
connaissances épistémiques trouvent leurs origiogsdans la description réalisée par les expests d
leurs connaissances par le biais de variablesifitigues, soit dans le fait d'utiliser un faiblermiore
d’échantillons ce qui rend non fiable la modélizatide ces échantillons (caractéristiques) par des
distributions de probabilités. De plus, la coopgératonjointe ou la fusion, est indispensable edes
mesures numeériques (issues du systéeme d’'imagerdessi certaines connaissanagwiori sur la scéne
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exprimées par les experts de maniere vague ou ambigette coopération vise a identifier le contenu
sémantique de la scene observée.

Nous constatons donc, que dans le cadre des systd@tinéerprétation de scene, la théorie des
possibilités représente un cadre logique et Iégitpaur la représentation des connaissances etl@our
traitement de ces connaissances. Cette théoriegmgdusieurs avantages qui la rendent tres wiihs d
un processus d'interprétation de scene :

- sa capacité de représentation des connaissancéguaésb

- les outils simples et pratiques proposés par teéerie pour le traitement et la fusion des
informations ambiglies et pour la quantification ldiecertitude liée a I'occurrence des
événements de I'ensemble des contenus informat®n(en utilisant les mesures de
possibilité et de nécessité) ;

- la simplicité et la flexibilité (en termes de cd)cypour le traitement et la fusion des
informations issues de différentes sources de ¢esauzces.

De ce fait, les chercheurs ont de plus en plusursca ['utilisation de cette théorie pour la
modélisation des différents niveaux sémantiquesitetprétation de scéne [3][7][29][37][111].
Néanmoins, I'analyse effectuée dans le premieritieaftoncernant les approches possibilistes) nsontr
certains inconvénients liés a l'utilisation dehaarie des possibilités pour l'interprétation derse

En effet, I'estimation des distributions de podg#s caractérisant les différentes classes daes un
scene constitue I'un des inconvénients majeursorgngés. Généralement, cette estimation est basée su
la description par I'expert des différentes classlemnée sous la forme de termes linguistiquedasur
base des formes de distributions de possibilitésigimies (pour représenter cette description).i Cec
nécessite I'estimation des paramétres de ces fotmgsen offrant un cadre limité de formes de
distributions de possibilités. Dans un contextdesiclasses sont tres difficiles a discriminer @emtres
bruitées, fortement texturées, classes multimogdalgscette description devient tres difficile, wipeu
fiable car nous ne disposons que de zones « sigsaptatives » des classes thématiques présemes da
la scéne (du point de vue de I'expert). L'estimatates distributions de possibilités caractérisast |
différentes classes a partir de ces zones constitne un probléme récurrent dans I'utilisation de |
théorie des possibilités.

Un autre inconvénient des approches possibilisteggsées jusqu’a présent pour l'interprétation de
scene, réside dans le fait que ces approches aotgreu d’'importance au contexte spatial et a 8 r
pour réduire I'ambiguité liée a la caractérisatitas classes thématiques. Rappelons a ce stadé& que
contexte spatial a été exploité dans I'approch@gsée dans [111] afin de réduire I'incertitude Béka
classification des pixels. Dans le travail que nprgposons, plusieurs contributions sont propoaéias
d’apporter certaines réponses aux lacunes et qunestincore ouvertes que nous avons soulevées, dans
un contexte d’application de la théorie des pobgEbien interprétation de scéne.

2.6 Conclusion

Dans ce chapitre nous avons présenté la caratignisde I'information et les différentes formes
d'imperfections pouvant I'entacher tant au niveatrinseque qu’au niveau contextuel. La représentati
de ce type d'information via un modéele mathématido#é simplifier la fusion d’'informations en vue
d’améliorer l'interprétation d’'une scéne observées approches essentielles pour la représentaéisn d
informations imparfaites ont été présentées briévem la théorie des probabilités, la théorie des
croyances, la théorie des ensembles flous et taiéhdes possibilités.
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Nous avons apporté une attention particuliére thdarie des possibilités qui représente un cadre
prometteur pour la représentation des informati@miachées d'incertitude et décrites par des
connaissances ambigles (i.e. les informations Ipbsgs). La notion de distribution de possibgité
constitue l'outil essentiel de la théorie des puligds pour représenter les connaissances disjgsnib
Deux mesures ensemblistes dérivées de cette diribont été présentées : la mesure de possibilité
(resp. de nécessité) qui indique la compatibilitésyg. la certitude) d’occurrence de chaque sous-
ensemble (ou événememt)du contenu informationné&®. La combinaison de ces deux mesures définit
un intervalle possibiliste permettant d’avoir ungantification de lincertitude liée a l'occurrence
chaque événememt. Nous avons ensuite présenté les différents apésatde fusion d’informations
possibilistes. A la fin de ce chapitre, nous avprésenté l'intérét et I'adéquation de I'utilisatide la
théorie des possibilités dans un processus dirdtion de scéne tout en mettant en avant les
principaux avantages de cette théorie.

Cependant, il est indispensable d’aborder la queste I'estimation des distributions de possitsliéé
partir de zones limitées d’échantillons et cecisdan contexte ou les classes thématiques contelanss
la scéne en cours d’analyse sont difficiles a digoer.






Chapitre 3

ESTIMATION DES DISTRIBUTIONS DE
POSSIBILITES DANS LES SYSTEMES DE
CLASSIFICATION PIXELIQUE

3.1 Introduction

L'objectif de notre travail de recherche consiste pdiloposer une approche d’analyse
hiérarchique/sémantique de scéne basée sur I'afiplicde la théorie des possibilités. Cette analyse
considere les différents niveaux sémantiqgues dsgeme (i.e. les niveaux : sous-pixelique, pixelique
région, objet et scene) et propose des solutioosri@ines problématiques associées a ces niveaux
(démixage, segmentation, classification, etc.)rsdifférentes démarches ascendante ou descendante,
propagation des connaissances et des résultats @sucette analyse dans les différents niveaux
sémantiques.

La théorie de possibilités introduite par Zadehl1&78 et brievement présentée dans le chapitre
précédent, est considérée a la base de notrel tpaai différentes raisons. En effet, cette thédaepar
sa flexibilité, sa capacité a réaliser la représ@mt des connaissances imparfaites et les outils d
raisonnement qu’elle propose, permet de faire &aleesituation d’'incertitude en prise de décisiaras
connaissances disponibles sont de nature ambidlle ®mme nous I'avons déja précisé, ce type de
situations est trés fréquemment rencontré lorsgsi€dnnaissances d’experts sont exprimées en kngag
naturel via des variables linguistiques définissdes ensembles flous. Dans une telle situation,
I'application de I'approche bayésienne (i.e. I'apgite optimale de traitement de I'incertitude) sene
démunie de justification physique (a cause des aigmances ambigués et non probabilistes,
disponibles). Il en est de méme lorsque les donst@gistiques disponibles ne sont pas représeesatie
la situation d’incertitude. C’est précisément daesontexte d'application que la théorie des pdish
a été proposée par L. Zadeh, D. Dubois, H. Pratieetd’autres chercheurs.

53
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Comme nous l'avons décrit dans le chapitre prédéd&pplication de cette théorie consiste a
encoder les connaissances ambigués sous la foume distribution de possibilités. Sur la base deece
distribution, un ensemble d'outils de raisonnenesitalors disponible afin de fusionner les difféesn
connaissances ambigués et former deux mesures leistem (de possibilité et de nécessité), sur
lesquelles des outils d’aide a la décision peugpster.

Nous remarquons la dimension primordiale de laomotle distribution de possibilités. Néanmoins,
I'analyse de la littérature liée a cette thématiquantre une certaine faiblesse pour la déterminaties
distributions de possibilités face a I'ensemble neggionnant de travaux consacrés a l'estimation des
densités de probabilités dans le contexte du ra@oent bayésien classiquement utilisé pour le
traitement de I'incertitude.

Il est important de noter que I'estimation des riistions de possibilités souffre de plusieurs
difficultés. Une premiére raison a ces difficultéside en I'absence de regles permettant d’évdduer
qualité ou I'exactitude d'une telle distributiontie®2e a I'aide d’'une méthode patrticuliere [77]. &lrtre
probleme qui rend I'estimation des distributionspaesibilités non-triviale, est 'absence de cossen
sur une signification (ou interprétation) uniquducsens physique » de ces distributions de poisaghil
Par exemple, que signifie que John appartient &ldase des hommesgrands» avec la valeur
d'appartenance 0.7 ? Dubois et Prade [78] ont ddnmé interprétations possibles a cette valeur
d’appartenance : (a) 70% de la population a dédaetJohn est grandigion de vraisemblange(b)
70% de la population décrit grand» comme un intervalle contenant la hauteur de Jefsion
d’ensemble aléatoide et (c) la hauteur de John est & une distancmalizée égale a 0.3 a partir du
prototype idéal de 'homme "grandVigion de compatibilife Par conséquent, plusieurs méthodes
d’estimation des distributions de possibilités ét# proposées dans la littérature et ceci en famcte

l'interprétation de ces distributions.

Dans ce chapitre, nous nous focalisons sur cetiblgmatique d'estimation de distributions de
possibilités a partir d’'un ensemble réduit de cassaces fournies par un expert. Plus préciséraént,
comme nous considérons le cadre d’analyse de scpadir de sources d’acquisition d’informations du
type image(s), cet ensemble de connaissances itdbooulé par « une forme approximative » de
distributions de possibilités, ou bien par la dékton de zones de faibles tailles caractérisesiclasses
thématiques présentes dans la scéne analysée.

Pour notre contexte d'étude, nous supposons qug agisposons d’une ou de plusieurs images d’une
scene comportant M classes thématiqugsnC= 1, 2,..., M. Dans chaque image de la scensgréenu
informationnel de chaque classe est caractérisé upg ou plusieurs propriétés décrivant soit
I'information brute en sortie du capteur (e.g. n#i¢é lumineuse des pixels), soit une primitivepties
haut niveau (liée a la texture, le gradient ddadisité, le contexte spatial, etc.). De plus, reuposons
que les connaissancaspriori concernant chacune de ces propriétés de classeg)quicitées par un
expert via des variables linguistiques (par exemipkepixels sonbrillants en vue de caractériser la zone
de tumeur dans une image médicale) ou via la déliimn sur I'image de la scéne étudiée, de zones
comportant des pixels vérifiant les propriétés ci@rgsant la classe concernée. Il s'agit d'un cctete
d’incertitude ou les connaissances disponibles aifettées par 'ambiguité.

C’est dans ce contexte d’information imparfaite queis proposons d’exploiter le contexte spatial
afin de « raffiner » I'estimation des distributioths possibilités permettant de caractériser Idgrdifites
classes thématiques présentes dans une scéneéanalys
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Dans la suite de ce chapitre, nous nous concengedans un premier temps, sur les méthodes
d’estimation des distributions de possibilités ddmsdomaine de linterprétation de scéne et plus
spécialement, sur les méthodes proposées dattgtatlire, dans le contexte de I'imagerie.

Ensuite, nous proposerons une méthode itérativafiaement de I'estimation des distributions de
possibilités. Sur la base d'une estimation initidés distributions de possibilités (liée aux «l&sb>
connaissances exprimées par un expert), 'apprpcbposée consiste a exploiter le contexte spatial
d’'une facon itérative afin de « renforcer » lesr@iasances disponibles et de réaliser ainsi, dimage
de I'estimation des distributions de possibilités.d’autres termes, la méthode proposée ne congliis
une nouvelle approche d’estimation des distribgtid@ possibilités. En revanche, cette méthodeétiait
positionnée sur le plan d’'une démarche méthodolegizpsée sur un raisonnement possibiliste spatial e
permettant d’enrichir les connaissances expriméed’'gxpert. Une étude expérimentale de la méthode
proposée est ensuite menée en l'appliquant suintbeges de synthése ainsi que sur des images réelles
afin d’en réaliser des évaluations quantitativeguetitatives.

3.2 Etat de I'art des méthodes d’estimation des distribtions de possibilité

De nombreuses méthodes d’estimation de distribsitide possibilités ont été proposées dans la
littérature, en particulier dans le domaine dedeonnaissance de formes [77]. On peut regrouper ces
méthodes en trois catégories.

La premiere catégorie regroupe les méthodes d’astm guidées par I'expert (i.e. les formes des
distributions de possibilités sont sélectionnéed’papert [80] [81] [82] [83]).

La deuxiéme catégorie est celle des méthodes basée&es approches statistiques qui consistent a
réaliser dans un premier temps, une estimatiorddasités de probabilités, puis ensuite, a trangform
ces densités de probabilités en des distributiensodsibilités [90] [91] [92] [93].

La troisieme catégorie est celle des méthodes sasd@pprentissage a partir de données statissiqu
extraites de I'image [95] [97] [121] [100]. Dans gei suit, on propose de décrire brievement, aas tr
catégories tout en mettant I'accent sur la probtisma de caractérisation des classes thématiques,
prédéfinies dans la scéne, par le biais des disimifs de possibilités estimées a partir d’'un efdem
limité d’échantillons (i.e. connaissances fourrmpas un expert).

3.2.1 Meéthodes d’estimation guidées par I'expert

En se basant sur les connaissances expriméesegpeft, ces méthodes d’estimation consistent a
attribuer aux différents singletons (pixels, régimu objets), des valeurs de possibilités partelle
représentant la véracité ou I'adéquation de cegetons avec les différentes propriétés caractériea
différentes classes. Les connaissaraesiori (exprimées par I'expert) sont liées aux différentkasses
et sont souvent représentées par le biais de émscti’appartenance a des ensembles flous ayant des
formes standards de sorte que I'expert n’a qu@ctiéhner la forme qui lui « semble » la plus addeu

Il est bien évident que I'efficacité de telles nmaiths dépend du niveau des connaissances de I'expert
et de sa capacité a représenter les propriétéstéasant les classes thématiques dans la scéhséma
d’'une maniére permettant la mesure de la forcéaikoh entre les singletons (pixels, les régionsesu
objets) avec les propriétés considérées.

Ces méthodes ont été utilisées avec succes damppl@sations de vision par ordinateur pour décrire
certaines relations spatiales comme « au-dessusg & & gauche de » [79][80].

Cette catégorie des méthodes d’estimation guidae$gxpert peut elle-méme étre divisée en deux

sous-catégories : leséthodes heuristiquesu les distributions de possibilités sont entiaaem
déterminées par I'expert et legthodes hybridesu les distributions de possibilités sont parisiént
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déterminées par I'expert (i.e. I'expert sélectiotmdorme standard des distributions de possibiligt
I'utilisation d’approches d’optimisation permet di&terminer les parametres associés a ces formes
standards).

3.2.1.1 Méthodes heuristiques

Les méthodes heuristiques d’estimation dépendenplédement de I'expert tant au niveau du choix
de la forme standard de la distribution de possisil(dupliquant la fonction d’appartenance a un
ensemble flou défini sur I'espace d’'une primitivendée), qu’au niveau de I'estimation des parametres
associés a cette forme [81] [82] [83]. En se basantses connaissances, I'expert réalise cettes tach
d’'une facon manuelle, empirique et selon des estéotalement subjectifs qu'il impose aux degrés de
possibilités pour gu'ils correspondent au mieux propriétés décrivant les classes a caractérisgte C
subjectivité rend ce type de méthodes d’estimathmins robuste surtout dans les applications ou les
parametres doivent étre ajustés jusqu’a ce querfaqmance finale soit acceptable [77].

3.2.1.2 Méthodes hybrides

Dans la plupart des applications, il est trés dliffi pour I'expert, d’estimer la distribution de
possibilités en se basant sur ses seules connzgssan

Il doit donc recourir & des méthodes automatiqusen intégrant certaines informations statisteque
résumant I'opinion d’un expert, peuvent estimerdasametres associés aux distributions de po$égili

Si nous limitons la forme sélectionnée a un chpiécgique (par exemple, triangulaire, trapézoidal,
etc.) alors le probleme d'estimation se réduit apuobleme d’optimisation d’'un nombre limité de
parametres.

A titre d’exemple, et a partir de connaissanagwriori (i.e. zones d’'apprentissage), les différentes
classes présentes dans une image peuvent étréecarses. En effet, pour chaque clasgec@ntenue
dans 'image, une zone d’apprentissagepéut étre définie par I'expert. Cette zone comespa une
petite région de lI'image que I'expert juge repréatve d'une classe. L'ensemble des pixels sit@@sd
cette zone d’apprentissage Vérifient les propriégigctérisant la classe concernée. Cet ensemble de
pixels permet d’extraire certaines informationdistigues telles que la moyenne et I'écart type4]10
Etant données ces informations statistiques, laldlision des possibilités,, caractérisant la classg,C
peut étre construite. Par exemple, dans le casutiisation d’'un modéle triangulaire opérant sur
I'intensité des niveaux de gris (Figure 3.1), lénpodlu sommet de ce modele est celui corresporalént
moyenne « m» des niveaux de gris de la zone d’'apprentissagée& support de ce modeleAg, » est
considéré comme fonction de I'écart typgdes niveaux de gris. Dans [104]; = 3o, car cette forme
représente assez fidelement une distribution nermal
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Figure 3.1 : Méthode a base d’estimation statistiquides parametres

Néanmoins, le processus d’optimisation peut étpdiqyeé sur des mesures indicatives, calculées a
partir de primitives et considérées comme des fonstobjectives a optimiser. Le calcul de ces nesur
(telle que I'entropie floue ou I'indice flou [84B%]) permet d’évaluer I'information ambigué contenu
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dans une classe. Ceci permet donc d’accomplir tittee d’estimation d’'une maniére plus efficace et
surtout plus objective par rapport aux méthodesistagues et en termes d’optimisation des parargetre
des distributions de possibilités. Dans ce sengsiglrs algorithmes peuvent étre employés pour
I'optimisation des parametres. On peut citer, r& tihdicatif et non exclusif : le recuit simulé [86s
algorithmes génétiques [87] et 'algorithme d’of8ation par essaims particulaires [88]. L'optimicat

des parameétres des distributions de possibilitéffestue, pour chacun de ces algorithmes, d'une
maniere stochastique [89]. Ceci explique le fai¢ des résultats obtenus par ces algorithmes peuvent
différer d’'une réalisation a une autre.

D’une maniére générale, la caractérisation pateteses linguistiques des classes présentes dans une
scene, devient trés difficile dans un contexte alafusion interclasses ou ces classes sont difficile
discriminer (faible contraste, contexte tres bruithevauchement spectral et spatial) ou tout
"simplement" multimodales. Ainsi, dans ce conteldashoix de la forme des distributions de posisésl
constitue une difficulté majeure rencontrée lord’délisation de telles méthodes d’estimation geed
par I'expert. Par conséquent, les méthodes baséepprentissage a partir de des données staéstiqu
extraites de l'image, ou bien les méthodes bas@dsa sransformation d’'une distribution de probiéd
vers une distribution de possibilités peuvent étilesées. Nous allons donc détailler ces méthodes

3.2.2 Méthodes de transformation d'une distribution de probabilités en une
distribution de possibilités

Une mesure de possibilité peut coder une famillendsures de probabilité [91]. Ce fait est la base d
I'utilisation de la transformation de I'informaticstatistique/probabiliste en une information pa$iste
qui permet d'avoir, pour chaque valeur de probtbillou valeur de fréquence d'occurrence), un
intervalle possibiliste de confiance substituartecealeur (ou un intervalle de compatibilité). sinune
telle transformation permet de passer de l'espawdapiliste vers I'espace possibiliste tout en
quantifiant I'incertitude liée a I'occurrence daagietons deQ. En effet, dans plusieurs situations, les
données statistiques disponibles souffrent d'impi@e. C'est le cas, par exemple, lorsque la talke
I'ensemble des données disponibles est si petitdlgue peut pas constituer une représentatioidesal
de l'information probabiliste. Une représentatioosgibiliste de I'information permet d'utiliser les
mécanismes de raisonnement possibiliste afin dlgrtdes nouvelles connaissances a partir de dsnnée
disponibles. Une autre raison de I'existence d'talle transformation est que la prise de décisiansd
un systeme de traitement d’information est géndérafg basée sur la fusion de plusieurs types
d'informations qui sont affectées de différentegnfes d’'imperfection: information incertaine,
information possibiliste, information ambigle, e&fin de traiter ces différents types d’'informatson
dans un cadre commun, une transformation d’un tigoeeprésentation de connaissances vers un autre
devient incontournable [74].

Les méthodes de transformation d’une distributierptbbabilités en une distribution de possibilités
sont basées sur I'utilisation de données statistica sont réalisées en deux étapes consécutives :

En utilisant les données statistiques extraitesalumage ou d’'une base d'apprentissage, une fanctio
d’incertitude (décrivant l'incertitude inhérente xawlonnées statistiques) est d’abord estimée (par
exemple, une densité de probabilité, une fonctiencbyance, etc.). Cette fonction d’incertitude est
ensduite transformée en une distribution de pogsibil

Dans de nombreuses applications, les histogramorasatisés ont été traditionnellement considérés
comme des estimations de densités de probabifiéen dispose d’'un grand nombre d’échantillons
appartenant a une région d’intérét dans une imdggtogramme normalisé de ces échantillons peet ét
considéré comme une approximation d'une densitépdmbabilités caractérisant la classe/région
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particuliere. A ce stade-la, les méthodes de toamsftion d’'une distribution de probabilités en une
distribution de possibilités peuvent étre utilispesr générer des distributions de possibilitéardindes
histogrammes.

Etablir une relation entre la représentation dinfations probabiliste et la représentation
d’'informations floue (plus largement possibilisi@)bénéficié d’'une attention particuliere depuis les
propos de Zadeh a cet égard [52]. Plus récemmergrabléme a été étudié par plusieurs auteurs (par
exemple, Duboiet al. [90] [91], Klir [92], Yamada [93], etc.) en se laas sur le principe de cohérence
probabilités-possibilités proposé par Zadeh [5Zn®la suite, nous allons présenter quelques pesci
reliant les distributions de probabilités a celtbes possibilités, tout en détaillant la transforomat
probabilités-possibilités proposée par Dubois-Pradieest adoptée dans notre travail de recherche a
cause des bonnes performances de cette méthodeansfotmation (dans le domaine de la
reconnaissance de formes [110]), ainsi que la piigside I'appliquer dans les deux directions de
transformation.

3.2.2.1 Principe de cohérence probabilités-possibilités déadeh
Zadeh a défini le principe de cohérence probabiligssibilitts comme suit :
« Un fort degré de possibilité n'implique pas urgmeélevé de probabilité. Un faible degré de
probabilité n'impligue pas non plus, un faible degte possibilité. Toutefois, si un événement est
impossible, il est forcément improbable » [52].

L. Zadeh a souligné que la cohérence probabilibgsipilités est une formalisation approximative de
I'observation heuristique qui consiste a dire «ap& diminution de la possibilité d'un événemendtan
diminuer sa probabilité, mais pas vice-versa ».[52]

Soit une variable aléatoire prenant ses valeurs dans l'univers de discOuEs {x, X, ..., X} €t
considérons deux représentations de cette variable

- Par une distribution de probabilitésRy(n=1, 2, ..., N et
- Par une distribution de possibilitéé,).

Zadeh a défini le degré de cohérengefre ces deux distributions comme:

C,=>" Prx, )a(x,) 3.1)

3.2.2.2 Transformation de Dubois et Prade

Duboiset al [90] ont suggéré que toute transformation d’uistribution de probabilités Pr en une
distribution de possibilités, devrait étre guidée par les deux principes sisvan
- Le principe de cohérence probabilités-possibildéZadeh Dubois et Prade [78] ont formulé ce
principe en indiquant que la mesure de possibilitd événemenfQ doit étre supérieure ou
égale a sa mesure de probabilité, qui doit éteereBme supérieure ou égale a sa mesure de
nécessité :
N(A)<Pr(A) <N (A),0A0Q (3.2)

ot M(A) = rxrn]Da/z(n()g), Pr(A)=>_ Prx, ) etN(A) =1-T1(A°) = rXPDiQ{ 1-n(%,)} -

x, A



Estimation des distributions de possibilités dasdystemes de classification pixelique 59

- Le principe de préservation de préféren@e principe fait en sorte que toute transfornmatio
d’une distribution de probabilités Pr en une disttion de possibilités doit satisfaire la relation
suivante [91]:

PrA)< Pr@)~ M (A<M B), 0A,BIQ (3.3)

En vérifiant ces deux principes, une transformatitune distribution de probabilités Pr en une
distribution de possibilitést a été suggérée par Dubois et Prade [90]. Cettsftianation est définie
par :

n(x) = ZN: min| Pré ), Prg, (3.4)

Cette transformation définie par 'Equation (3.4) appeléesymétriquecar elle est applicable dans les
deux directions de transformation Rret T-Pr. En effet, la transformation «inverse », denreh
Equation (3.5) et appliquée a la distribution degiluilités obtenue, permet de retrouver la distrioude
probabilités initiale :

Pr(x, )i%M (3.5)

ou TI(X,)=1>T1(Xp) >...> TU(Xy) €t TU(Xn+1)=0.

3.2.3 Meéthodes a base d'apprentissage.

A la différence des méthodes présentées précédamieeméthodes a base d’apprentissage adoptent
une approche d’estimation directe des distributidegpossibilités a partir de données statistigEes.
analyse de scene, ces données statistiques pedweribrmées par des zones, délimitées par un texper
sur I'image de la scéne étudiée, comportant deduerifiant les propriétés caractérisant chaalase
classes prédéfinies.

Parmi les méthodes a base d'apprentissage, nawss ditlgorithme Fuzzy C-Means (FCM) et la
méthode basée sur I'algorithme des k plus procbesns. Ces deux méthodes sont largement utilisées
pour I'estimation des distributions de possibiliéégartir de données statistiques.

3.2.3.1 L’algorithme Fuzzy C-Means (FCM)

L'algorithme Fuzzy C-Means (FCM) [94] est I'une déschniques les plus utilisées pour la
segmentation et la classification des images [93].[Cette technique permet de générer une partitio
floue plutét qu'une partition classique d’'un ensémini de données. A lissue de cette partitioas d
ensembles flous caractérisant les classes prégiefitlains I'image, sont formés. Ainsi, chaque éclhamti
(i.e. pixel) de l'image peut appartenir a plusiediasses, avec différentes valeurs d’'appartenares a
classes.

Considérons = {P;, P,, ..., R} un ensemble fini formé de N pixels ou chaque pb&en niveau de
grisx 0 Q, et supposons M, le nombre de classes thématifjiadgorithme FCM permet de déterminer
un ensemble des centres de gravité des cl&sses, v, ... i} et une matricdJ= [p;] O[0,1], i= 1,...,
N, j=1,.., M avech"ﬁl K =1, représentant la partition floue générée paratgrithme. Les valeurs
d’appartenancejpsont estimées par I'algorithme FCM en minimisaaohd maniére itérative, la fonction
objective suivante :
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(3.6)

ou Pk représente le degré d’appartenance du pixel R (doriveau de gris esf) a une classe k etki||
est la distance euclidienne entre le centre déaksse Cet le niveau de gris du pixel P. Le paramétre
mO[1,00[ est un paramétre qui permet de fixer le niveaudlou » de la partition obtenue. Dans le cas
ou m=1, les valeurs d’appartenangecanvergent vers 0 ou 1 et donc chaque pixel ésbwd a une
classe donnée unique.

En raison de [utilisation de la contrainte proliske représentée pan"ﬁl ; =1, les degrés

d’appartenance générées par l'algorithme FCM neésemtent pas la notion intuitive de degrés
d’appartenance ou compatibilité, mais plutét derélegle partage ou de vraisemblance [96]. En d'autre
termes, la génération du degré d’appartenancexal Bidépend de tous les autres pixels dans l'image
Ceci ne permet pas a l'algorithme FCM de traiterdeutliers» et le rend tres sensible au bruit [77]. Par
ailleurs, I'algorithme FCM dépend de la notion detptype (i.e. le centre de gravité de clagspour
caractériser la forme des classes [101]. Ceci impo® forme des classes qui prend souvent une forme
similaire a celle d’'une gaussienne.

3.2.3.2 Méthode basée sur I'algorithme des k plus procheoisins

Etant donné un ensemble ffaformé de N pixel$S= {P,, P, ..., R} ou chaque pixel a un niveau de
gris x; 0 Q, I'algorithme des k plus proches voisins k-NN [98%t une méthode non paramétrique qui
consiste a retenir la classe la plus représentéai pes k pixels les plus proches du pixel de lamble
S, et ceci en utilisant la régle du vote majoritalra simplicité de mise en ceuvre et les bons résult
obtenus ont rendu cette technique tres populaire.

Keller et al[99] ont introduit la notion d’ensemble flou a @gorithme, aboutissant a I'algorithme
Fuzzy k-NN qui permet d’attribuer a un pixel P dduimagel, des valeurs d'appartenance aux
différentes classes prédéfinies dans la sceneéétueln utilisant I'équation suivante :

k
2 My furx-x))
b= (3.7)

> (1/lx-xp)™

=1

)Zl(m-l)

ou I représente le degré d’appartenance du pixééPensembl& a la classe &t [k-x|| est la distance
euclidienne appliquée sur les intensités des pRelsR

by

Les méthodes floues basées sur Il'algorithme k-NMNnposent aucune allure a la fonction
d’appartenance et elles ne dépendent que de Endestentre les échantillons de la classe considérée
[99][100][101][102]. Cependant, et d'une facon séablke a I'algorithme FCM, l'algorithme k-NN
souffre de l'utilisation de la contrainte probasiéi représentée p@i"ilpij =1 [103]. En outre, cet
algorithme ne génere pas de fonctions d’'appartenbsses dans les zones de chevauchement entre les
classes [77].

Un inconvénient majeur des méthodes a base d’afigsage réside dans le fait que la caractérisation
des classes est réalisée a partir d’'ensemblegsirdiechantillons (données statistiques extraitearir
des zones représentatives, délimitées par un exqeltmage). En effet, la génération des conrsaises
a partir de ces données limitées devient tréescddfdans un contexte de confusion interclassess@a
contexte, I'expert aura tendance a sélectionnezde®es les plus représentatives et néglige leesautr
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zones qu'il considére moins représentatives, maistant souvent majoritaires dans la scéne ! Ds, plu
la sélection des zones d'apprentissage par I'expste empreinte de subjectivité, et donc pedié rdif
d’un expert a l'autre. Par conséquent, la carasz#dn des classes via des distributions de pdig&sbi
estimées juste a partir des zones d’apprentiss@lgetisnnées par I'expert devient une tache trés
difficile.

Dans la suite de ce chapitre, nous proposons demter une approche permettant le raffinement des
distributions de possibilités estimées a partir deses d’apprentissage et ceci en vue de « mieux »
caractériser les classes présentes dans la scéoet glans un contexte ou ces classes sont dif§icl

discriminer.

3.3 Approche proposée pour le raffinement des distribubns de possibilités

Dans les systemes d’interprétation de scene, kEctaisation exprimée par I'expert des différentes
classes, joue un rdle essentiel pour lidentifmatidu contenu sémantique de cette scene. Cette
caractérisation est réalisée, soit par le biaised®mes linguistiques caractérisant les propriééétisees
par les pixels appartenant a ces classes, soitapdélimitation manuelle (par I'expert) des zones
comportant des pixels considérés comme caractgréstides classes présentes dans la scene.

Notons que le choix des zones représentatives deulexpert) des différentes classes constitue le
moyen le plus simple (souvent adopté par I'exppdd rapport a la caractérisation par des termes
linguistiques surtout dans un contexte ou les elsent difficiles & discriminer (confusion intaxsses).

Il est bien évident que I'expert se focalise suddéimitation des zones « les plus caractéristigues
des classes thématiques et évite ainsi les zonespbapporter une confusion pour la discriminaties
classes. Ce qui signifie que I'expert a tendanséléctionner les zones qu'il juge comme les pluspu
et les moins bruitées des classes thématiquessdPaéquent, et d’'un point de vue de l'ingénierde, |
question de la représentativité de ces zones detrfent soulevée lorsque ces zones seront consgléré
pour l'apprentissage des connaissances de l'ex@mtte question de représentativité des zones
caractéristiques reste toujours ouverte et aucépense générique n'a été apportée dans la littératu
cette question clef.

Dans ce paragraphe, nous proposons une approctafidement des distributions de possibilités
estimées a partir de zones d’apprentissages détisniar un expert et dont la représentativité ldsses
thématiques n’est pas forcément optimale. Cetteoapp exploite les connaissances issues de plasieur
sources de connaissances (description d’experbreexte spatiale des pixels) et qui sont représsnté
dans un espace possibiliste.

En utilisant les mécanismes de raisonnement ptissbipatial, I'approche proposée integre de
maniere itérative, l'information issue du contexgpatial des pixels afin d'enrichir la base
d’apprentissage initiale (raffinement) des difféesnclasses. En effet, I'exploitation du contexiatisl
des pixels permet I'extraction de nouveaux pixelana une possibilité d'appartenance a une classe
thématique donnée avec un fort degré de certirtdmeci selon la régle de sélection (décision) sgop

Les pixels sélectionnés a chaque itération (appgémes possibilistssont ajoutés a la base
d'apprentissage des différentes classes. Notondagbase d’apprentissage initiale est formée par le
zones d’apprentissage délimitées par I'expert.

Soity = {C4, C,,..., Gu} un ensemble exhaustif et exclusif de M classéstitiques contenues dans
la scéne analysée et soi§ B {Zo1, Zo2..., Zom} UN ensemble comportant des zones d’apprentissage
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initiales pour les différentes classes thématiquesiéfinies, zones délimitées par I'expert dans une
imagel donnée de la scéne analysée.

L'approche que nous proposons est illustrée dafiguee 3.2. Il s’agit d’'une approche itérative dan
laquelle chaque itération «t» de I'approche dfinement proposée est constituée de trois étapes
essentielles :

+ L'estimation des distributions de possibilités atipade I'ensemble B4J}_,B, de zones
d’apprentissage : cette estimation des distribatiate possibilités est basée sur les
transformations des distributions de probabilités\des distributions de possibilités.

e La projection de limagd sur ces distributions de possibilités permettamtgdnérer des
images appeléescartes possibilistes (CP,cm,, m= 1, ..., M) qui représentent la possibilité
d’appartenance de chaque pixel de I'image initiaax différentes classes thématiques/de

« L’exploitation des cartes possibilistes ainsi qes thformations spatiales par le biais d’'un
systéme de raisonnement possibiliste spatial aéinsélectionner de nouveaux germes
possibilistes pour chacune des classes thématiqiess.germes sont ajoutés a I'ensemble
B:Uf:;% By pour I'estimation des distributions de possibditél'itération suivante « t+1 ».

Le processus d’enrichissement des zones d'appsaggsest ensuite répété itérativement jusqu’a ce
gu’aucun germe ne puisse étre rajouté a I'ensedddeones d’apprentissage.

-
B, ]
L

Estimation des distribution$
de possibilités

|
o

—— — Distributions de possibilités
Distributions de possibilité EEEs
1 1 Tch
L >

|:> Projection des
connaissances possibiliste

Image
Originale

Extraction de N germes
possibilistes

Figure 3.2 : Approche proposée pour le raffinementles distributions de possibilités

Dans la suite, nous allons présenter en détaitwiedes étapes de cette approche.

3.3.1 Estimation des distributions de possibilités

Comme nous l'avons déja précisé, dans cette éhatrs, considérons que la connaissanpeiori est
exprimée par l'expert a travers la définition deitpe zones d'apprentissage considérées comme
représentatives des différentes classes thématifiodgectif de ce sous-systéme est de réalisparéir
de ces zones d’apprentissage, une estimation d&#bdiions de possibilités aux différentes classes
thématiques (Figure 3.3). La méthode que nous gmd’appliquer comporte deux phases.
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Dans un premier temps, la méthode d’estimationnpgau KDE Kernel Density Esimatign107],
qui est une méthode non-paramétrique d’estimatienlad densité de probabilité, est utilisée pour
I'estimation des densités de probabilités des etassncernées a partir des zones d’apprentissages.
effet, la méthode KDE est particulierement utiliskms le cas ou les données statistiques sonédéimit
De plus, cette méthode, non-paramétrique, pernestidier la forme de la distribution de probabilités
suivie par les données statistiques sans imposdlud & cette distribution. Bien souvent, le noyau
utilisé dans cette méthodeest choisi comme la densité d’'une fonction gaussiestandard (espérance
nulle et variance unitaire) (Equation (3.8)). Gé&tgment, le choix du noyakl est peu influent sur
I'estimation des distributions de probabilités, snin’en est pas de méme pour la largeur du nay@e
parametre de lissage). En effet, une valeur tridgefale L provoque l'apparition de détails artificiels
apparaissant sur la distribution de probabilitésrege. Pour une valeur detrop grande, la majorité des
caractéristiques est au contraire effacée. Le ctleix est donc une question centrale dans I'estimation
de distributions de probabilités. L'effet de ce ighsur la sélection des germes possibilistes serdiéd
dans le paragraphe 3.4.3.

E(X) =miz:: K(%} (3.8)

Avec x une variable aléatoire prenant ses valeurs dang/€érs de discour® = {Xg, X, ..., Xn} €t E(X)
est la valeur estimée de la densité de probahikté

Dans un deuxieme temps, les densités de probab#itési obtenues sont transformées en des
distributions de possibilités en utilisant la trf@msiation de probabilités-possibilités symétrique
proposée par Dubois-Praf89] [105][106].

n
{21}, C1 " Tc1 Tc2
1- 1-
PCl Pcz
l Transform!ion
/HQ :Q symétrique de :Q
KDE Dubois-Prade

Figure 3.3 : Méthode d’estimation des distributionde possibilités a base de transformation probabikit-possibilité

3.3.2 Projection des connaissances possibilistes

L’étape d’estimation des distributions de posdibdliaboutit & la construction de M distributions de
possibilités (associées aux M classes thématiguefCi, C,,..., Gu} présentes dans la scene analysée et
prédéfinies par I'expert dans I'image obseri)ée

e Q-[0]

« ne (4 (3.9)

oux désigne la primitive observée.
Tc_(X(P)) associe alors chaque pixéllPayant une valeur de primitivgP)UJQ, a un degré de

possibilité d’étre de la classg,Gn =1, ..., M. Etant donnée lI'imagele tailleHxW, I'application de ces
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distributions de possibilités sur cette image perdamerojection des connaissances de I'expertjnsi,a
I'obtention de M images de tailléxW appelées cartes possibilis@8 ¢, m=1, ..., M :

CR.cm (i) = Tem(X(P (1)), i=1,...H; j=1,..W

Chaque carte possibilis@P, ¢, m= 1, ..., M a les mémes dimensions que I'imbget comporte les
degrés de possibilités pour tous les pixels deakjet, d’étre de la classe,C

Il est intéressant de remarquer que la projectemabnnaissances possibilistes constitue la premiér
étape dans tous les systemes de classificatioibpizsss d'images au niveau pixelique (Figure 3.4)

La deuxieme étape dans de tels systemes de aatisifi consiste en I'application d’'un raisonnement
possibiliste et des mécanismes de décision suMlezartes possibilistes afin de former I'image dite
thématiqueou chaque pixel sera associé a une, et une sasgecldsses thématiques prédéfinies par
I'expert.

Distributions de possibilité

1 Cl TrCM

Image
thématique

Image
originale Q

o Projection des "
) connaissances possibilis{

CPic,,

Raisonnement possibiliste
& mécanismes de décisiof

Figure 3.4 : Processus de classification pixeliqudes images

3.3.3 Sélection des germes possibilistes

Un aspect essentiel de I'approche proposée deeaitint des distributions de possibilités, réside
dans lintégration de nouvelles connaissances lsofeme de nouveaux échantillons dont la possbili
d’appartenance aux différentes classes thémategteertaine. Ces échantillons sont appelégdasnes
possibilistes Ce processus est fortement inspiré des appratshesgmentation d’'images par croissance
de régions (i.e. sélection et « intégration » deslgi ayant des valeurs spectrales similaires &Zdess
représentatives voisines).

Un germe possibiliste associé a une classe donpésstCdéfini comme étant un pixel pour lequel
I'état des connaissances possibilistes disponiidesiet d’affirmer avec la plus grande certitude gee
pixel appartient a la classg,C

Dans ce travail, nous proposons une démarche ferteinspirée de la vision humaine pour la
sélection des germes. En effet, I'analyse humaioecernant la possibilité d’appartenance aux
différentes classes d’un pixel se passe en deuygstem

Dans un premier temps, et relativement a chaqueselthématique, le contexte spatial « local » est
considéré comme une source de connaissance parttpister le degré de possibilité pour un pixel
concerné d’appartenir a chaque classe thématiquerdtessus, dit decalisation d’attention spatiale
consiste donc, pour chaque pixel considéré, a estimn degré de possibilité « spatial »
conditionnellement aux différentes classes thématiq
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La deuxieme phase, ditBappréciation décisionnelle spatigleonsiste a apprécier la certitude, ou le
niveau de confiance, d'une prise de décision pattribution d’'une étiquette de classe a chaquelpx
confrontant les nouveaux degrés de possibilité iiondellement aux autres classes thématiques.

En considérant I'ensemble des classes thématigeefC,, C,,..., Gy}, les cartes possibilisteSP, ¢,
m=1, ..., M, et pour chaque pixe}®, la mise en place de cette démarche est réaleséde haniere
suivante :

- Phase de focalisation d’'attention spatiale
La distribution spatiale de possibilitésy = [m (C1), T, (C2), ..., T, (Cw)] (définie sur

I'ensemble des classes thématiqugest obtenue par I'application d’'un opérat@ufi’opérateur

de moyenne, par exemple) sur le voisinage sp¥(@) centré sur le pixel fPau niveau des
différentes cartes possibiliSt€®, ¢y M= 1,...,M:

T (Cy) = PD\‘P(% )(CFf G, (P) (3.10)

- Phase d’appréciation décisionnelle spatiale

Sur la base de la distribution spatiale de podsibjlun indice de confiance spatial est établrpou
chaque classe.C

ind (An)= 7, (Cr) -max[ s, ()] (3.11)

ou A={Cn}, m=1,..., M. Rappelons a ce stade que cet indiceatdiance permet de quantifier
lincertitude liée a la réalisation de chaque évémat élémentairehA, m=1,..., M (i.e.
l'incertitude liée a I'appartenance du pixgl@chacune des classes thématiques).

Dans le cas o® = I, (i.e. 'opérateur d'identité e¥(P,) = {Po}), la distribution spatiale de
possibilités est tout simplement réduite a la iiistion de possibilités pixelique représentée dans
les cartes possibilistegtko = [Tro(C1), TRACo), ..., Teo(Cw)], 0U T, (Cr) = Teo(Cm) = CPi ¢, (Po).-

Dans ce cas, l'indice spatial se réduit a un inthdedit pixelique.

La régle de prise d'une décision que nous propoatnrs, pour qu’'un pixel considéré soit un
germe possibiliste ou non, est basée sur les deaaux pixelique et spatial a la fois. En effet,
en considérant I'indice de confiance pixeliqod (établi a partir de la distribution de possibsité
pixeliqueTry = [Tro(Cy), Th(C2), ..., Te(Cum)]), la régle de décision proposée est la suivante

P,CJl est un germe possibiliste ssi :
Ind({Cp}) =S

- . . (3.12)
Ind({CmO}) = 7T|>O(C rTb) —-max T[F(;)(C m=S
mzm,

[, O/

ou S est un seuil de confiance décisionnelle ap@lsur les deux niveaux pixelique et spatial.
Notons que, I'ensemble des germes possibilistectsghnés en exploitant conjointement les
deux niveaux pixelique et spatial est en réalité sons-ensemble des germes possibilistes
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sélectionnés au niveau pixelique seul pour lesgualsilisation conjointe des indices de
confiance pixelique et spatiale est effectuée dendut d’augmenter la certitude dans le
processus d’extraction des germes possibilistes.

Finalement, I'approche de raffinement des distidng de possibilités proposée est résumée de la
facon algorithmique suivante :

Entrée :

- La sélection par un expert des zones d’apprengsBag {Zo 1, Zo.2,..., Zom};
- La base d’échantillons d'apprentissage est insiaipar les zones d’apprentissage ;

- Le critere d’arrét des itérations est mis a lamside « non verifié ».

Tant que (Le critere d’arrét des itérations est non véyikéire

» Premiére étape :Calcul des cartes possibilistes

- Estimation des distributions de probabilités pobhaaune des classes thématiques
prédéfinies dans la scéne par I'application de édhode du noyau KDE sur la base
d’apprentissage ;

- Transformation des distributions de probabilitésdes distributions de possibilités
par I'application de la transformation symétriquegmsée par Dubois-Prade ;

- Calcul des M cartes possibilistes correspondantdifférentes classes thématiques :
CP cnfin))=Ten(X(P(i,)))), i=1,..,H; j=1,..,W.

» Deuxiéme étape Détermination des germes possibilistes
« Pour chaque pixel P de I'imadeaire

- Extraction d'un voisinag¥/(P) (par exemple 3x3 pixels) centré sur P pourskenble
des cartes possibilistes ;
- Calcul de la distribution spatiale de possibilifges I'application de I'opérateud
(moyenne) sur I'ensemble des cartes possibilistes ;
- Calcul des indices de confiance pixeligue et spatialind pour 'ensemble des
classes thématiques ;
= Si (Il existe une classe thématiquge@our laquelleind > S etind > S) Faire
- Ajouter le pixel P comme germe possibiliste a lemble de germes
Zn=UES Z, mode la classe &
=  Fin-Si

* Fin-Pour

» Troisiéme étape :Vérification du critéere d’'arrét
- Critere d'arrét adopté : L’évolution du nombre derrges sélectionnés par chaque
itération. Si ce nombre n’est pas nul, une nouviédi&tion est lancée, sinon c’est la
fin de la boucle des itérations.
Fin - Tant que

Sortie : Distributions de possibilités raffinées.
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3.4 Expérimentations et résultats

Dans cette section, I'évaluation de [Iefficacité Uapproche itérative proposée en termes de
caractérisation des classes prédéfinies dans d@éme smalysée, est étudiée. Deux cas de discriminati
de classes sont principalement considérés. Il tsdgs cas de faible et de grande complexité de
discrimination des classes en termes de classificatixeligue. Dans la section 3.4.1, un ensemble
d'images de synthése est généré a des fins d'dimiude convergence de I'approche itérative proposé
Les sections suivantes abordent I'efficacité demiéthode de sélection des germes possibilistes et
l'impact du seuil sur le processus de raffinement.

3.4.1 Présentation des données expérimentales

Dans le but d'évaluer I'approche proposée, une évdg synthese de taille 96x128 pixels, illustrée
dans la Figure 3.5-(a), a été générée. Cette imagynthése est composée de deux classes thématique
{C1, CJ}. La classe & présente dans la scéne sous la forme de quateés abjntérét, circulaires de
tailles différentes; la classe, €onstitue le fond de I'image. Nous faisons I'hypde que les classes
d’objets présents sur I'image analysée suiventdigsibutions de probabilités gaussiennes. Leslpixe
sont donc générés a partir de variables aléatgaessiennes G(ns,), pour la classe de;Cet G(m, o)
pour la classe £

Afin de générer une image représentant le cas daibée complexité de discrimination de classes,
les parametres suivants sont utilisés (Figure 35:(G(160, 10) pour la classe,@t G(100, 15) pour la
classe & La notion de faible complexité de discriminatiest interprétée (dans notre travail) par un
écart important des valeurs moyennes et des pettears d'écart-type des distributions de prolitisil
D’une fagon similaire, I'utilisation des paramétmsgvants G(120, 15) pour la classeef G(100, 20)
pour la classe fpermet de représenter le cas de grande complexitisdrimination entre les classes
(Figure 3.5-(c)). La notion de grande complexited@erimination est interprétée (dans notre trayzar
un faible écart des valeurs moyennes des distoibsitde probabilités et une augmentation des valeurs
d’écart type. Ceci implique donc un faible conteasitre les classes a discriminer ce qui rend corapl
la classification au niveau pixelique.

Des zones d’'apprentissage de taille réduite (1@¥ddls) sont positionnées par I'expert (comme étant
des zones représentatives des classes thématignsisléarées) et indiqguées sur l'image générée. En
utilisant ces zones initiales d’apprentissage,titiegtion initiale des distributions de probabilitdes
différentes classes thématiques est réalisée panékhode d'estimation KDE. L’application de la
transformation Prt symétrique de Dubois-Prade permet d’obtenir lestridutions de possibilités
initiales qui sont également représentées daniglad=-3.5.
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Figure 3.5 : (a) Images de synthése avec les zod&gpprentissage (b) image de synthése (cas de faldomplexité de
discrimination entre classes) et les distributionsle possibilités initiales, (c) image de synthéseag&de grande complexité de
discrimination entre classes.) et les distributionsle possibilités initiales

Comme nous pouvons le constater, dans le cas ldie fmamplexité de discrimination des classes,
I'allure gaussienne (aussi appelée en cloche) dashdtions de possibilités obtenues est biengiés,
tandis que dans le cas de grande complexité derdisation de classes et a cause du fort niveau de
chevauchement, l'allure gaussienne des distribgitide possibilités n'est pas totalement préservée.
Notons que, dans la Figure 3.5-(c), le soubresautt la classe £est d0 au nombre réduit d’échantillons
engendrés d’'une facon aléatoire et surtout a fiegton par la méthode KDE (i.e. probléeme du chax d
la largeur du noyal).

3.4.2 Evaluation de la méthode de sélection des germessgibilistes

Dans cette section, la méthode proposée de séladti® germes possibilistes est étudiée en fonction
du seuil de confiance S. Une fenétre de taille @ix8ls centrée sur chaque pixel est considérée eomm
le contexte spatial de ce pixel. Une fois les zodepprentissage initiales délimitées par I'expert,
I'approche itérative proposée est appliquée a bjende synthése dans les deux cas considérésaf.dec
faible et de grande complexité de discriminatiotreetes classes). Dans la Figure 3.6, le nombre de
germes correctement sélectionnés ainsi que de gexmenément sélectionnés est donné pour les deux
cas considérés, en fonction du seliil[B1] (notons que c’est grace a l'utilisation d’igess synthétiques
gue nous pouvons apprécier le choix correct ou des germes sélectionnés).
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Figure 3.6 : Nombre de germes (corrects et erronésglectionnés par la méthode d’extraction de germes fonction du
seuil dans le cas gaussien: (a) cas de faible coayité de discrimination entre les classes (b) cas drande complexité de
discrimination entre les classes

Dans le contexte de faible complexité de discritmmaentre les classes, la régle de sélection des
germes possibilistes (Equation (3.12)) permet d&pd un nombre important de germes corrects et un
faible nombre de germes erronés et ceci méme psufaibles valeurs du seuil S (Figure 3.6-(a)).

En revanche, dans le cas d’'un contexte de granmu@legité de discrimination entre les classes, le
nombre des germes corrects sélectionnés diminuéerapnt en fonction de seuil de confiance S et le
nombre de germes erronés est augmenté d’'une fagoortante pour les faibles valeurs du seuil S
(Figure 3.6-(b)).

Notons que notre objectif est d’extraire avec laspyrande certitude, des germes corrects. Par
conséquent, le choix d’'une valeur du seuil permettle réduire considérablement I'extraction des
germes possibiliste « erronés » est d’une impoetgronordiale. Pour montrer I'effet du seuil sus le
distributions de possibilités raffinées, nous avappliqué I'approche proposée sur I'image de sysghe
dans le contexte de grande complexité de discrimimaentre les classes et ceci pour les valeurs
suivantes de seuil : S =0.1, 0.5, et 0.8. Legsltats ainsi obtenus sont donnés dans la Figure 3.7

— Classezi —— Classe2 o — Classe2

S=0.1 05 S=0.5

Possibilité
o
Possibilité
Possibilité

01 JL B 0.1 B 0.1
() 50 100 150 200 250 % 50 100 150 200 250 0 50 100 150 200 250
Niveau de gris Niveau de gris Niveau de gris

Figure 3.7 : Effet de la veleur de seuil S sur lesgdributions de possibilités raffinées dans le cade grande complexité de
discrimination entre classes et pour S=0.1, 0.5 818

Comme nous pouvons le remarquer, le choix d'urt@daialeur de seuil (S= 0.1) implique l'intégration
d’'un grand nombre de germes erronés. En revanetadix d’une grande valeur de seuil de confiance
(le cas de S= 0.8, illustré dans la figure 3.7peemet de sélectionner qu’un nombre extrémemeblefai
et non significatif de germes. Par conséquentdiisibutions de possibilités raffinées sont pragigent
inchangées et se confondent avec les distributienpossibilités initiales (estimées a partir deseso
d’apprentissages fixées par I'expert).

En conclusion, dans les deux cas de contextesible f&t de grande complexité de discrimination
entre les classes, la sélection d’une valeur di Sesupérieur & 0.3 produit un nombre extrémement
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faibles de germes erronés tout en aboutissantréomntre raisonnable de germes corrects dans leecas d
contexte de grande complexité. Pour la suite, ramaptons le choix d’'une valeur de seuil S=0.5 qui
semble aboutir & un compromis raisonnable entraeol@bre de germes corrects (avec une grande
confiance), et un tres faible nombre de germemésoLa Figure 3.8 montre le positionnement spatial
des germes possibilistes sélectionnés a l'issugratessus de raffinement et ceci pour les deusetas
thématiques dans le cas de grande complexité dendisation de classes et pour une valeur de seuil
S=0.5. Nous pouvons constater que les germes jlisgside la classeQresp. de la classe,Csont
positionnés dans les zones de la class@eSp. de la classe,C en d’'autres termes, pas de germes
erronés pour les deux classee0G,.

(a) (b)

Figure 3.8 : (a)lmage de synthése (cas de grandengglexité de discrimination entre classes.), (b) gess possibilistes
sélectionnés pour la classe C(c) gemes possibilistes sélectionnés pour la das;

3.4.3 Effet de la largeurL du noyau de la méthode KDE

La largeur du noyal est un parameétre qui présente une forte influencéegésultat de I'estimation
de distributions de probabilités. Pour les distiitns de probabilités gaussiennes, le choix optioeate
paramétre est donné par [108]:

1
_[40° )®
(s a1

ou o est I'écart type des n échantillons. Ce choixrogtia été utilisé dans I'évaluation de la méthoele d
sélection des germes possibilistes dans le cascldasses ayant des distributions de probabilités
gaussiennes (sous-section 3.4.2). Afin de morigtetl de ce parameétre dans I'évaluation de la wd¢h

de sélection des germes possibilistes (dans ldesslistributions de probabilités de Rayleigh ains

le cas des distributions multimodales gaussientieagge de synthése illustrée dans la Figure 8)5a(

été utilisée. Dans un premier temps, les pixels générés a partir de variables aléatoires de Ryyle
R(oy), pour la classe et R,) pour la classe L£et, dans un deuxiéme temps, a partir de variables
aléatoires multimodales gaussiennes G@n) et G(m, o,) pour la classe de;CDans les deux cas
Rayleigh et multimodales, les paramétres utiliggs ks suivants :

- Le cas de Rayleigh de faible complexité de discration entre les classes (avec les paramétres
suivants {11(100), 0x(30)}), et le cas Rayleigh de grande complexité&dberimination entre les
classes (avec les parametres suivamt&h), o,(30)}.

- Le cas de multimodales gaussien de faible complalé discrimination entre les classes (avec
les parametres suivants {G(50, 10) et G(150, 1®})le cas multimodales gaussien de grande
complexité de discrimination entre les classesqdge paramétres suivants {G(100, 10), resp.
G(100, 15)}).

Quatre valeurs de la largeur du noyau 0.5, 2,Id edleur optimale (i.e. calculé a partir de I'Etjoa
(3.13)) ont été testées dans la méthode de sélaiti® germes possibilistes et les résultats sontrés
dans : Figure 3.9, Figure 3.10, Figure 3.11 etf@gul?
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Figure 3.9 : Nombre de germes (corrects et erronésglectionnés par la méthode d’extraction de germes fonction du
seuil, dans le cas de Rayleigh avec une faible cdexité de discrimination entre les classes et poguatre valeurs de la
largeur du noyau 0.5, 2, 7 et valeur optimale
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Figure 3.10 : Nombre de germes (corrects et errongsélectionnés par la méthode d’extraction de gerrseen fonction du
seuil, dans le cas de Rayleigh avec une grande cdexité de discrimination entre les classes et poguatre valeurs de la
largeur du noyau 0.5, 2, 7 et valeur optimale
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Figure 3.11 : Nombre de germes (corrects et errongsélectionnés par la méthode d’extraction de gerrseen fonction du
seuil, dans le cas de multimodales gaussien ave@uaible complexité de discrimination entre les ckses et pour quatre
valeurs de la largeur du noyau 0.5, 2, 7 et valewptimale
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Figure 3.12 : Nombre de germes (corrects et errongsélectionnés par la méthode d’extraction de gerrseen fonction du
seuil, dans le cas de multimodales gaussien ave@igrande complexité de discrimination entre les c&ses et pour quatre

valeurs de la largeur du noyau 0.5, 2, 7 et valewptimale

On constate que dans le cas de Rayleigh (avee feilgrande complexité de discrimination entre les
classes et pour une valeur de la larged?) que la valeur de seuil S=0.3 permet de sélectiohan
nombre de germes corrects (avec une grande coefida@lus €élevé et sans avoir de germes erroneés.
Dans le cas de multimodales gaussiens (avec faibtrande complexité de discrimination entre les
classes et pour une valeur de la larget?), la méme valeur de seuil S=0.3 peut étre adoplidée
d’avoir un compromis raisonnable entre le nombregelenes corrects et le faible nombre de germes
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erronés. Ces valeurs de largeur du ndya? ainsi que de seuil S=0.3 seront adoptées daswtlade
ce travail pour traiter le cas de Rayleigh et ke @& multimodales gaussiens.

3.4.4 Comportement de I'approche proposée

Dans cette section, la qualité des distributionspdssibilités raffinées est évaluée dans les deux
contextes de faible et de grande complexité deridigtation entre les classes thématiques présentes
dans la scéne analysée. Pour pouvoir mener cetteadon, nous avons besoin d’avoir des distrimgio
de possibilités de référence permettant d’appréaieualité des distributions de possibilités obten
apres raffinement.

Etant donné que nous utilisons des images de sapieur lesquelles les distributions de probabilité
sont parfaitement connuaspriori, nous proposons de considérer comme référencdisigibutions de
possibilités obtenues par I'application de la mdéhde transformation symétrique de Dubois et Prade
sur les distributions de probabilités G(my) et G(m, o5) .

Dans la Figure 3.13, les distributions de possésliinitiale et aprés raffinement sont données et
comparées par rapport aux distributions de réfé&ratans les deux contextes de faible et de grande
complexité de discriminations de classes.

a. Informations extraites par cette approche
Une analyse des résultats obtenus montre deuxisitaaifférentes :

» Lorsque I'approche proposée est appliquée poutirfiation des distributions de possibilités
dans le cas ou les classes thématiques sont estadivt « faciles » a discriminer, alors les
distributions de possibilités raffinées convergeats les distributions de possibilités de
référence (Figure 3.13- (c)).

» Lorsque les classes thématiques sont difficilessérichiner (situation rencontrée lorsque les
deux classes ont un fort niveau de chevauchemere kurs distributions de possibilités),
nous remarguons une convergence « sélective »isteibutions de possibilités se focalisant
sur l'extraction des germes les plus discriminafd&®est-a-dire, les germes les plus
« fréquents » avec une grande confiance). Le tataps germes se trouvent vers les centres
des distributions implique une déviation des disiions de possibilités raffinées afin de
s’éloigner des zones de chevauchement entre lesciiesses.

Néanmoins, il est important de noter que dans ées @as, les distributions de possibilités obtenues
(apres raffinement) tronquent les « queues degildibns » (dues a la forme gaussienne des
distributions initiales) et se focalisent sur lesrges discriminants les plus « fréquents » darssédae.

En d'autres termes, le processus proposé d'extraales germes possibilistes (qui s’inspire de la
focalisation d'attention de la vision humaine) awle pas d'importance aux germes en queue de

distributions méme si ceux-ci font une bonne disgration entre les différentes classes.

Ces résultats soulévent la question importante adsidnification physique des distributions de
possibilités utilisées pour la classification pigak d'images et construites grace a I'approchmstitée
proposée. En effet, dans le cas d'une faible caxitplede discrimination entre les classes, les
distributions de possibilités raffinées encapsuleme signification decaractérisation des différentes
classes tandis que dans le cas des classes relativeniificilas a discriminer, les distributions de
possibilités raffinées sont construites de sorte2aiser une meilleure discrimination (et non une
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meilleure caractérisation) des classes considé@stte interprétation explique la déviation desres
des distributions de possibilités raffinées papoaipaux distributions de possibilités de référence
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Figure 3.13 : (a) Image de synthése (cas de faildemplexité de discrimination), (b) les distributiors de possibilités
référence, initiale (c) les distributions de possilités référence et raffinée, (d) Image de synthégeas de grande complexité
de discrimination), (e) les distributions de possibités référence, initiale (f) les distributions depossibilités référence et

raffinée

b. Convergence de I'approche

Sur le plan de I'évaluation quantitative, la Fig@t&4 représente I'évolution du nombre des germes

sélectionnés dans les deux cas considérés, enidiondtt nombre d'itérations de raffinement des
distributions de possibilités.
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Figure 3.14 : (2) Nombre de germes séléctionnés eas de faible complexité de discrimination entre eclasses et (b)

nombre de germes séléctionnés en cas de grande ctexrjié de discrimination entre les classes
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Etant donné que le volume des germes sélectiorstégiksé comme critére d'arrét du processus de
raffinement, les résultats obtenus permettent destater la convergence rapide, en moins de cing
itérations, de I'approche proposée et ceci dansléesx contextes de faible et de grande complexté d
discrimination entre les classes.

3.4.5 Résultats expérimentaux sur des images médicales

Dans ce paragraphe, les performances de l'apprpcbposée en termes de caractérisation et
discrimination entres les classes dans des imagdgates est évaluée a titre purement illustrati€et
effet, deux images sont seulement utilisées : mage d’'une tumeur du sein obtenue par imagerie IRM
«imagerie par résonance magnétigpe  (Breast MRI dataset RIDER
(http://www.cancerimagingarchive.ngt/et une image mammographique extraites de la asages
MIAS fournie par la société savante anglaistafhmographic Image Analysis Soc)ety
(http://www.mammoimage.org/databage@figure 3.11). Chaque image comporte deux clastesu
normal et tissu tumoral. Dans le cas de la premigr@ge (Test-1), les deux classes peuvent étre
facilement discriminées et dans le deuxiéme cast{2) il s’agit d’'une image dans laquelle les stss
sont difficiles & discriminer.

L'approche proposée de raffinement des distribstide possibilités a été appliquée sur les deux
images Test-1, 2 ou deux zones d’apprentissagailte 20x10 pixels sont positionnées par un expert,
sur chacune de ces images (comme étant des zgmésamtatives des deux classes: tissu normaket tis
tumoral). Ces zones d'apprentissage ainsi quedas distributions de possibilités initiales et irades
sont illustrées dans la Figure 3.16.

Tesi-1 Tesi-2

Figure 3.15 : (Test-1) Image d’une tumeur du sein dbnue par imagerie IRM et (Test-2) une image mammogphique
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Figure 3.16 : Effet de raffinement des distributionsgde possibilités
(a) et (d) image IRM et image mammaographique respégement avec deux zones d’apprentissage
(b) et (e) distributions de possibilité intiales
(c) et (f) distributions de possibilités raffinées

Comme nous pouvons le constater, I'effet de raffieet est moins remarquable dans le cas facile a
discriminer entre les classes tandis que cet dffeient plus « visible » dans le cas de grandécdifé
de discrimination entre les classes (ou le prosedsuraffinement permet de réduire I'ambiguité laou
confusion, interclasses).

L'impact de ce processus de raffinement des digidhs de possibilités sera abordé plus en détail
dans le chapitre 5 qui abordera la question de segition d'image.

3.5 Conclusions

Dans ce chapitre, nous avons présenté une bretiesgndes méthodes d’estimation des distributions
de possibilités en les répartissant en trois caiggo les méthodes d’estimation guidées par I'expes
méthodes de transformation d’'une distribution dabpbilités en une distribution de possibilitésest |
méthodes basées sur de I'apprentissage. Nous distimgué, dans la premiere catégorie, les appsoche
heuristiques, des approches hybrides. Ces derniémes part intégrent I'opinion de I'expert pour la
représentation des connaissances ambigués enig@actt les formes standards des distributions de
possibilités, et d'autre part, permettent la déteation des parametres de ces distributions par
I'intermédiaire d’'une optimisation de mesures floue

Un intérét particulier a été porté aux méthodetalesformation d’'une distribution de probabilités e
une distribution de possibilités. Cette deuxiemeégarie est tres intéressante car elle permet
l'intégration des données statistiques. Nous awabmdé le principe général de ces méthodes en se
focalisant sur la méthode proposée par Dubois-Ppedmettant la transformation symétrique. Cette
transformation a été adoptée dans notre travaiedeerche a cause des bonnes performances de cette
méthode de transformation dans le domaine de tmneissance de formes.
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D’une maniere générale, la majorité des méthodestidiation des distributions de possibilités
tentent de caractériser les classes a partir dhserable limité d'échantillons (données statistiques
extraites & partir de zones représentatives, déisipar un expert sur une image). Ceci constitue u
inconvénient majeur de ces méthodes surtout dansomtexte de confusion interclasses (grande
complexité de discrimination entre les classes).

Une approche de raffinement des distributions desipdités a été proposée dans ce chapitre. Cette
approche procéde en trois étapes : une estimagioulidtributions de possibilités a partir d’'un enisie
limité de données, une projection de ces distidimstide possibilités sur I'image étudiée et enfin
I'application d’'un mécanisme de raisonnement pdgsi exploitant le contexte spatial et permeti@eat
sélectionner des nouveaux germes possibilistes dguant intégrés dans I'ensemble des échantillons
d’apprentissage).

Dans la premiére étape, une approche d’estimati@ndistributions de possibilités a été adoptée.
Cette approche est basée sur l'application de dhntqgue KDE afin d’'estimer une distribution de
probabilités, et dans un deuxiéme temps, en l'egfitin de la transformation de Dubois Prade
symeétrique permettant d’obtenir les distributioespbssibilités pour les différentes classes thémes
présentes dans la scene analysée. Ces distribdigopassibilités sont ensuite utilisées pour réalime
projection possibiliste (liee aux différentes cesghématiques) des connaissances contenues dans
I'image analysée. Un ensemble de cartes poss#slestt obtenu a l'issue de cette projection.

L’application d’'un mécanisme de raisonnement pdssty est ensuite effectuée sur les cartes
possibilistes dans I'objectif d’enrichir 'ensemhdes données disponibles par la sélection de nanvea
germes appartenant avec une grande certitude #idxedies classes considérées dans la scene. Ces
nouveaux germes sont injectés dans I'ensemble dappsage d’'une fagon itérative permettant aiesi d
réaliser un raffinement des distributions de paligib estimées.

L’approche proposée pour le raffinement des digtidins de possibilités a été appliquée aux images
de synthése ainsi qu'a des images médicales (IRkhashmographie) comportent deux classes. Les
résultats obtenus montrent que I'ambiglité entseclasses a été réduite considérablement. L'ingact
cette réduction de I'ambigtiité sur la segmentatfiimages sera approfondi dans le chapitre 5.






Chapitre 4

SIMILARITE POSSIBILISTE

4.1 Introduction

La notion de similarité représente un concept d&degt un outil fondamental dans le raisonnement
humain face aux probléemes de la vie quotidienne neemia compréhension du langage, la
reconnaissance des formes ou la prise de déciseanhumains forment un modele mental de certains
concepts a travers leurs expériences. lls utilisentmodele comme la base pour un raisonnement
analogique qui consiste en la mise en corresporeddnice situation (ou d’'un objet) antérieure etnd’u
situation nouvelle qui lui est « similaire », aftien déduire une décision, une interprétation, etc.
correspondant a la situation en cours [118].

David Hume [120] a exprimé ce type de comportenpantle principe d’extrapolation :Ia reality,
all arguments from experience are founded on thélaiity, which we discover among hatural objects,
and by which we are induced to expect effects ainolthose, which we have found to follow fromhsuc
objects. From causes, which appear similar, we exémilar effects. This is the sum of all our
experimental conclusions Ainsi, Hume suggére d’extrapoler certaines pévgs d'un objet
parfaitement bien connu vers d’autres objets ¢ugdat similaires.

Le concept de similarité a fait I'objet d'importartavaux de recherche dans les différents domaines
du traitement de l'information tels que la recossance de formes, la fouille des données et
lintelligence artificielle [121][122] (par exemplepour le raisonnement a base de cas [119], le
raisonnement analogique [118], etc.). Rissland][&2®uligné I'importance et le rble central du ospt
de similarité en I'expliquant par la difficulté deprésenter des concepts du monde réel. Pour résume
I'utilisation de la similarité a été menée danble de transcrire le comportement humain et motpage
l'idée qu'il est généralement tres difficile de géaliser a partir d’'un ensemble d’apprentissagadim
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Plusieurs méthodes de reconnaissance de formefosmmhent basées sur I'utilisation du concept de
similarité. Le «clustering» est par exemple, basé sur le principe du regmept d’éléments ayant des
valeurs de primitives les plus proches ou simifair€ertaines méthodes ajoutent également une
contrainte pour éviter que des éléments ayant dksirs de primitives éloignées ou dissimilaires, se
retrouvent dans les mémes groupes. La technique @té\support Vector Machineest basée sur des
fonctions "noyau” qui ne sont que des formes deuressde similarité. Par exemple, la fonction noyau
gaussienne entre deux valeurs d’'une primitivet x, est définie commé&(x.,x,) = exp(e(|k. - X2 |[))
aveca>0. Etant donné que la valeur de cette fonctiorirdim six; est proche dg,, alors cette fonction
peut étre interprétée comme une mesure de sirdild&3]. Notons aussi que la régle de décision par
vote majoritaire (cas de la fusion de plusieursigigas) ou la régle de classification basée sur la
similarité entre I'objet & classifier et un enseenlle cas d’apprentissage (par exemple, I'algoritkime
NN) sont fondées sur l'utilisation du concept duikirité.

Dans ce chapitre, nous allons présenter, dansamigr temps, le concept de similarité entre deux
informations ainsi que les catégories existantes rdesures de similarité qui sont proposées dans la
littérature. L'attention sera focalisée sur la $amié entre des informations possibilistes (isesilmilarité
entre distributions de possibilités) encodant damaissances liées a la description pixelique dssek
thématiques présentes dans une image. Face &idalthfsouvent rencontrée pour le choix d’'une mesu
de similarité, nous proposons ensuite une méthedglkction d’'une mesure de similarité qui sojtlles
en adéquation afin de réaliser I'opération de diaation pixelique. Cette méthode est basée suhtéx
de la mesure permettant une meilleure discriminagittre les classes thématiques dans la scene.

Au-dela de l'application classique du concept duilarité pour la classification pixelique, nous
proposons dans la derniére partie de ce chapite,démarche méthodologique permettant de réaliser
'opération de démixage pixeligue en se basanteswoncept de similarité possibiliste spatiale.t€et
démarche sera appliquée et évaluée dans le contextenono-capteur, la ou le démixage n’est presque
jamais appliqué. L'une des forces de la démarcbpqgzée est d'identifier de maniere efficace le eont
informationnel de régions ayant des modalités cergd ou bien composées de pixels mixtes (des pixels
comportant un mélange de plus d’'une classe pasriiféérentes classes thématiques contenues dans la
scéne analysée).

4.2 Mesures de similarité

Tout systéme ayant pour but d’analyser ou d’orgarasitomatiquement un ensemble de données ou
de connaissances (systéme de fouille des donraresx@mple) doit utiliser sous une forme ou uneeaut
une mesure de similarité dont le but est d’étdelirressemblances ou les relations qui existens ég
informations manipulées [130]. Cette mesure foufaitpossibilité d’ordonner les données, de les
hiérarchiser ou de les classer. Une mesure deasitéikk Sim » entre deux informations X et Y dédmi
sur un univers de discouts (par exemple, deux objets représentés par ded®wsad’attributs, un objet
et un ensemble d'objets ou deux ensembles d'obggs)une fonction qui prend ses valeurs dans
l'intervalle [0,1] et satisfait les propriétés saintes[1 X, YO Q :

* Non négativité Sim(X, Y)> 0,
* Symétrie Sim(X, Y) = Sim(Y, X),
* Autosimilarité maximale Sim(X, X) = 1.
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En fonction de la nature des données a compangsiepks mesures de similarité ont été proposées
dans la littérature [124]. La conception de cesuressest basée essentiellement sur deux pointsede v
géométrique et ensembliste [121].

Les mesures basées sur le point de vue géométragueléesnesures de similarité métriques
considerent les informations & comparer comme étls® points dans un espace meétrique de
représentation. Par conséquent, ces mesures néadiges un premier temps, une mesure de distance
entre les informations a comparer et transformestiée, cette mesure de distance en une mesure de
similarité.

En revanche, les mesures de similarité ensemblistesidérent chaque information représentant un
objet, comme étant un sous-ensemble algébriquenigdrs des primitive§2 (comportant les primitives
réalisées par cette information). Par conséquesntnlesures de similarité ensemblistes sont basgés s
nombre de primitives communes ou distinctes, aforimations considérées (représentant les objets a
comparer).

Sur la base de ces deux catégories de mesuresndarig, plusieurs travaux de recherche ont
proposé des généralisations afin de réaliser lapacsison entre informations ambigués représentées
comme des ensembles flous définis sur 'uni¥efd21]. Les mesures de similarité ainsi obtenues son
appelées mesures de similarité floues. Dans la,suitus présentons brievement ces trois catégieies
mesures : les mesures de similarité métriquesnhistes et floues.

Dans le cas ou les informations a comparer somatiere possibiliste (i.e. chaque information est
représentée par une distribution de possibilitig)mense majorité des travaux existants propose de
transposer les mesures de similarité floues entisudo®t les fonctions d’appartenance aux ensembles
flous par les distributions de possibilités. Maldeé fossé sémantique en terme de différence de
signification physique entre une fonction d'appastece (représentant un ensemble flou) et une
distribution de possibilités (encodant la posgibitjue chaque singleton soit 'unique qui s’esdpit),
nous n'allons pas mettre en cause cette transpostinous considérons donc, ce méme point de vue.

4.2.1 Mesures de similarité métriques

Ces mesures sont utilisées dans divers domaines qoantifier la ressemblance entre deux
informations (i.e. deux objets) représentées paxk decteurs de primitives numériques appartenamt a
espace métrique de dimension finie (souvert, RM). Dans ce cas, la similarité entre deux infornetio

est considérée comme étant inversement proporfierdene mesure de distance entre les deux vecteur
de primitives. Rappelons, a ce stade, qu’'une fonae mesure de distance d(.,.) est définie par

d:oxQ — R
X, Y) - dX,Y)
ou d(.,.) vérifie les axiomes d’'une métrique :
e Autosimilarité constanted(X, X) = d(Y, Y),0 X, YOQ ;
e Minimalité: d(X, X) < d(X, Y),0X, YOQ;
e Symeétrie d(X, Y) = d(Y, X),0 X, YOQ ;
» Inégalité triangulaire: d(X, Y)<d(X, Z) +d(Z, Y),OX,Y et Z1Q .

Sur la base d’'une telle mesure de distance, unarmeég similarité est obtenue par la transformation
de cette mesure via une fonction de proportiomaiiverse Sim(X,Y)=g[d(X,Y)] pour laquelle g(0)=1.
Alors que la distance mesure le degré de différemtee deux vecteurs, une mesure de similarité &lonn
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le degré de ressemblance entre ces deux vecteaus Becteurs ayant une grande similarité seront
proches en termes de distance et vice versa. Raégoent, la recherche des informations similaess
traduit par la recherche de faibles distances surtsures de similarité élevées.

Comme exemple de ces mesures, nous citons lesckst deMinkowski[125] qui sont les plus
souvent utilisées. Etant donnés deux vecteursKae dimension N, X =X, X ... X' €t Y = 1, s ...
w]', les équations (4.1) et (4.2) indiquent les distande Minkowski et une mesure de similarité

associée a cette distance :
N p
d, (%) =8> [%-v| (4.1)
i=1

dy(X,Y)

N (4.2)

sim (X.Y) =1-

ou [[-w,+0] est appelé facteur d’ordre de la distance de Migki. Trois valeurs de p sont souvent
utilisées :

La distance de Manhattan (p = 1) :
N
X, Y) = D % Wl
n=1
La distance Euclidienne (p = 2) :

(X, Y) =

La distance de Chebychev (poF:

(X, Y) = maX{x, -yn|, n=1, 2, ..., N.

4.2.2 Mesures de similarité ensemblistes

Les mesures de similarité ensemblistes considéhemters Q des singletons comme étant les
primitives pouvant se produire par une informatidwec cette vision, une information décrivant ufeob
peut étre représentée par un sous-ensemble ddiyesrieQ. Par conséquent, mesurer la similarité (i.e.
guantifier la ressemblance) entre deux informati@wsent & comptabiliser le « nombre » de primgive
communes (ou distinctes) entre les deux objet®septés par ces informations.

Le modéle proposé par Tversky [131] est la meseresithilarité ensembliste la plus utilisée. En
supposant A et B deux sous-ensembles de primite@®sentant deux objets, la mesure de similagité d
Tversky est définie de la fagcon suivante :

\AmB\
S

(A B) =\A N B| +o/AB| +BB-A| (43)

avec :

|AnBj| le cardinal du sous ensemble d'intersectioneefitet B (i.e. nombre de primitives communes
contenues dans les deux informations) ;
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|A-B| (resp. |B-A|) désigne le cardinal du complétaie de B dans A (resp. de B dans A), et
a, B> 0 sont deux facteurs de pondération permettadifffgencier I'importance des primitives dans
les deux informations considérées.
Plusieurs mesures particuliéres de similarité ebfistas (correspondant & des cas patrticuliers du
modéle de Tversky) sont proposées dans la litteratu
Par exempléindice de Jaccarckest la mesure ensembliste correspondant aux gapewticulieres de
a=p=1:
ANnB
(M

Cette mesure de similarité ensembliste correspdad/igion la plus simple qui consiste a considérer
la similarité comme étant le rapport entre le na@mbe primitives communes et le nombre total de
primitives.

Poura = 1 etp = 0 (respa = 0 etp = 1) la mesure de similarité ensembliste de Tverskéduit a la
mesure d'inclusiomle B dans A (resp. A dans B) :

. f(AnB
S'”\'versk)(A-B)lazl, B=0 = %
. f(AnB
S'”\'versk)(A-B)la:O, B=1 = %

Finalement, pounr = B = 0.5, la mesure de similarité ensembliste de Skigoorte le nom du le
coefficient de Dice
2f (An B)

Si vers AaB a=p=05 —
Mrversio(AB)| a=p=05 f (A (B)

4.2.3 Mesures de similarité floues

Les mesures de similarité floues constituent umeégdisation des mesures de similarité métriques et
ensemblistes lorsque les informations décrivant dbgets sont de nature floue (i.e. I'information
décrivant un objet par I'intermédiaire d’'un enseenidu défini sur I'univers des primitive).

De nombreuses contributions de mesures de simildldues ont déja été proposées [132] et
appliguées dans des domaines tels que le traitafiier@ige, la reconnaissance de formes ou la fodéle
données [61][133][134].

A titre d’exemple, en supposaf = {X;, X...., Xy} l'univers des primitives, la distance de
Minkowski d’ordre p peut étre généralisée aux informatidosels A et B définie via les fonctions
d’appartenancg,(.) etpg(.) par :

N . 1/p
dup(A B)=| 2 ‘HA(XH) 'UB(Xn)‘ S
n=1

Alors, en considérant la fonction de transformatistance-similarité

Sim@A,B) = g[d(A, B)] = 1- dA, B)
nous obtenons les mesures de similarité flouesstes :

Mesure de Manhattan, ou W-Similarité, p=1:

Simu(AB) = 1

Mz

D aAl) Mg (%)
1

n



Similarité possibiliste 84

Mesure de similarité euclidienne floue, p = 2,

‘2

N
Sim(AB) = 1 -\/ﬁnZ:JUA(Xn) -Hg(*n)

Mesure de similarité de Chebychev, ou L-Similafité;, o,
Simen(AB) =1 - max |pA Xn) -uB(xn)|

Bouchon-Meunieret al [135] ont proposé une mesure de similarité floue et une extension du
modéle de Tversky [131] et ont mis I'accent dan36]1 sur 'importance du classementaaking»
induit par I'application d’'une mesure de similardénnée sur des paires d'objets plutdét que sur les
valeurs de similarités elles-mémes.

A titre d’exemple/’indice de Jaccardlou est obtenu en substituant les ensembles ddgeds par les
ensembles flous :

m(MA()h)’ pg( )ﬁ))

>
Simy(AB) = IA EI ,\I
2, max{iu,(h). ol )
Dans [151], la similarité entre deux ensemblesdlauété interprétée comme une relation floue
définie sur ces ensembles et qui correspond ag @egrc lequel les deux ensembles flous sont égaux.

Notons que malgré les nombreuses mesures de siéiflrues proposées dans la littérature, ces
mesures ont été utilisées de facon arbitraire epir@qune, sans justification ou argumentation
convaincante [127]. En réalité, pour une applicationnée, il est difficile de donner une justifioat
satisfaisante pour l'utilisation de telle ou tathesure de similarité choisie parmi une liste toegylie de
mesures. Une mesure de similarité peut étre tfécaed pour une application donnée et entierement
infructueuse dans un autre contexte [128]. Celatraola nécessité de proposer une méthodologie
permettant d’avoir un consensus pour le choix d'telee ou telle mesure de similarité dans une
application donnée.

Comme nous I'avons déja mentionné auparavant, ldaces ou les informations décrivant des objets
sont de nature possibiliste, 'immense majorité ttesaux de recherche généralise les mesures de
similarité floues aux informations possibilistes eamplacant les fonctions d’appartenance aux
ensembles flous par les distributions de possikiliDans la suite de ce chapitre, nous allons mefse
l'intérét du concept de similarité dans le procesdiinterprétation de scéne tout en proposant une
méthodologie de sélection d’'une mesure de sinéladtur la discrimination entre les classes thématiq
dans la scéne.

4.3 Similarité et interprétation de scéne

Comme nous avons souligné précédemment, dans tooegsus d'interprétation de scéne, les
informations disponibles peuvent étre trées com@ekétérogenes (quantitatives, qualitatives, bésair
ordinales, ...) [126] et touchées par différentpety d'imperfections (incertitude, imprécision,
ambiguité,©...) [121]. D’'une maniére générale, damgprocessus d’analyse de scéene, I'attributiom d’u
pixel, région ou objet, & une classe est baséermumesure de similarité entre I'information déant/ce
pixel (région ou objet) et les informations décnivkes différentes classes thématiques. De mémeieét
la difficulté de discrimination revient & mesurardimilarité entre ces différentes classes. On gdent
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facilement constater I'importance majeure des nessute similarité dans presque toutes les taches
réalisées au sein des systemes d'interprétaticoaiee.

Par conséquent, la nature de l'imperfection quea# les différentes informations ainsi que la
modélisation mathématique pour la représentatiooedenformations est d’une importance cruciale car
ceci conditionne les différentes opérations a séalsur ces informations et, en particulier, lair@atles
mesures de similarité a utiliser.

Nous rappelons que I'ambiguité est due principalegrada qualification par des termes linguistiques
des caractéristiques du systeme d’interprétatiarg ta faible représentativité des bases d'exemples
titre d’exemple, pour caractériser la classe «orgaicification » dans les images mammographiques,
radiologue utilise des termes linguistiques telge duillant, rond, lisse, long, etc. [154]. Une smur
supplémentaire de I'ambiguité, qui est spécifiqua alassification pixelique, concerne l'existerd®
pixels mixtes (i.e. des pixels représentant defulesl de résolution comportant plusieurs classes
thématiqgues en méme temps). Ce type d’informatiomsstitue un probleme récurrent dans toute
tentative de discrimination interclasses dans wegssus d’interprétation de scéne. Généralemart, pl
les classes sont « faciles » a discriminer (i.einmnde confusion interclasses), plus elles peugéet
représentées par des termes linguistiques quissomantiguement différents [137].

Pour toutes ces raisons, la modélisation posgwilies informations utilisées en interprétation de
scene est tout a fait légitime. Ainsi, dans le eade la théorie des possibilités, la comparaisa de
informations imparfaites revient a mesurer la snitié entre des distributions de possibilités etldar
ainsi I'ambiguité due au « chevauchement » enseclasses. Plusieurs mesures de similarité ont été
proposées a cet égard dans la littérature [1274nMéins, il existe un réel besoin pour un consessus
le choix d’une mesure de similarité [136].

Dans le paragraphe suivant, nous proposons unedutigie de sélection d’'une mesure de similarité
dans le cadre particulier de la classification joxes.

4.4 Similarité inter-classes

Considérons une scéne comportant M classes théreatff;, C,,..., Gy} et supposon€2 = {x,,
Xa,..., Xn} 'univers de discours représentant 'ensemble wideurs potentielles de la primitive mesurée.
Nous supposons aussi que chaque classe thématjgue=C, 2, ..., M est décrite par une information
possibiliste encodée par une distribution de pd&éir,,, m=1,..., M définie suf.

Dans ce contexte, et en considérant une mesurindargé possibiliste Sim(.,.), nous proposons de
caractériser cette mesure par umarice de similaritéle dimensions MxM donnée par :

Sim(nl,nl) Sim(nl,nz) ...... Sim(nl,n M)
Sim= Sim(nz,nl) Sim(nz,nz) ...... Sim(nz,nM) (4.4)
Sim(n,\,I ,nl) Sim(nM ,nz) ...... Slm(nM Ty, )

Cette matrice permet de nous renseigner, d'unenfagymthétique, sur la similarité entre les
différentes classes thématiques présentes danscaéme analysée. Il s’agit d’'une matrice symétrique
(car : SiMftmy, Tm2) = SiM@Emz, Tmy), OM1, m2 =1, 2, ...,M) pour laquelle les élémentsrsavant sur la
diagonale sont unitaires (car : Sitp(n,m) =1,0m=1, 2, ...,M).

Parmi les mesures de similarité les plus fréquenmertontrées dans la littérature, les cing mesures
suivantes ont été retenues dans le cadre de rotte €
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- Trois mesures dilinkowski: étant donné que les distributions de possibil#ént représentées
par des vecteurs des valeurs réelles dans liftery@,1], les mesures d®linkowski peuvent étre
utilisées [129]. Les trois cas particuliers de meswule Minkowski sont retenus :

1. Mesure de Manhattan :
N

Siml(nl,nz) :1-%Z|n1(xi) -nz(xi)| (4.5)

i=1

2. Mesure de similarité euclidienne floue :

2

sim, (z,x,) =1-\/%iZNl:|nl(xi) ,(x) (4.6)

3. Mesure de similarité de Chebychev :

sim,, (,.n,) :1-m?'|:1x|n1(xi) 7, (%) (4.7)

- La mesure de similarité IA kaformation Affinity» : cette mesure de similarité entre deux
distributionsn; etm,, est basée sur la combinaison entre une mesulestdace df;, n,) et une

valeur d’'inconsistance de l'intersection entre @esx distributiondnc(n,, ) [141].
. _ . Kld(m, m,)+AMIhC(my, 7y)
Sim,, (m,, m,) =1- iy (4.8)

aveck > 0 and: > 0, df,m;) représente une distance entre les deux distimitde possibilités (la
distance euclidienne ddinkowskientre les deux distributions etn, a été considérée).

Notons que cette mesure de similarité possibilese parmi les trés rares mesures de similarité
possibiliste qui ne soit pas une généralisationatir des mesures de similarité floues au cas [ilistsib

- La mesure de similarité SlSimilarity Index»: cette mesure entre les distributionset n,, est
définie par [141]:

Simg (nl, nz) = min{a(nl, nz),a(l-ﬂl,l-n 2)} (4.9)

ou
2 m (% )xm, (%)
a(m, n,)=——=2 (4.10)

> { max(m, (%) , (x))}

si Y {max(my(x), m2(x))}? = 0, alors Sirg(my, I7:r2) =a(my, o) = 1.

La question pour laquelle nous allons essayer didppune réponse est : comment sélectionner la
mesure de similarité la mieux adaptée pour la iiscation des classes dans un contexte d’interfioéta
de scéne ?

Dans cet objectif, nous proposons de considéremmuritere de sélection, la distance euclidienne
De entre les matrices de similarité (correspondaxtdifférentes mesures de similarité possibilisetdn
matrice unité ) (qui est supposée correspondre a la mesure desiéoptimale) :

D, = \/ Y sim(m.m ), (1)1 (4.11)
i,jd1,2,...M}
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Plus la distanc®g est faible, meilleure est la discrimination intdisse de la mesure de similarité
évaluée. Par conséquent, la mesure de similarigsilgbiste a retenir est celle dont la matrice de
similarité associée est la plus proche de la netrigté |, au sens de la distance euclidienne.

4.4.1 Exemple d’évaluation de la similarité entre deux @sses

Pour évaluer I'approche de sélection de la mesarsiilarité, nous proposons de considérer le cas
d’'une scene comportant deux classe®CG. Les pixels de ces deux classgse€G suivent dans un
premier temps, un loi de probabilité gaussienne,@frfavec une moyenne « m » et un écart typesx
sur laquelle la transformation symétrique de DulBoisde a été appliquée et dans un deuxieme temps, u
loi de probabilité Rayleigh Rf avec un paramétre sur laquelle la transformation symétrique de
Dubois-Prade a été aussi appliquée.

La raison de ce choix réside dans le fait que ees types de lois sont les plus utilisés en imageri
pour la modélisation des classes existantes darscdae. Les valeurs initiales choisies pour les
parametres caractéristigues de chaque classeesostiivantes : pour la classg @,=120,5,=20 ; pour
la classe & my;=140,5,=20 (Figure 4.1-(a) et (c)) (dans le cas des tistions gaussiennes) @t o=
40 (dans le cas des distributions Rayleigh (Figu2e(a))).

Pour étudier le comportement des mesures de sit@ilaioposées, la distance euclidierihea été
calculée pour chaque mesure de similarité en faigamer, dans un premier temps, la moyenne de la
classe @ puis, dans un deuxiéme temps, I'écart-type deldsse G générée selon la densité de
probabilités gaussienne (resp. le parameirée la classe £générée selon la loi de Rayleigh), tout en
conservant une valeur fixe pour la moyenne et itétlype de la classe;Gresp. une valeur fixe pour le
parametrey; de la classe {.

Les Figure 4.1-(b) et -(d) présentent I'évolutianld mesure de la distance euclidiebBreau fur et a
mesure que les moyennes s’éloignent ou que letségpes différent.

La Figure 4.2-(b) présente I'’évolution de la mesde la distance euclidienig au fur et a mesure
que les paramétres, a, s'éloignent.

D’aprés les courbes de la Figure 4.1-(b) et -(daefigure 4.2-(b), la mesure de la similarité de
Chebychev Sin(n;, ;) est la mesure de similarité possibiliste la @dsptée parmi les cing mesures
choisies pour décrire la similarité entre les delasses gaussiennes. En effet, cette mesure kstjoel
produit la distance euclidienne la plus faible,npiales différentes mesures testées, entre la reatiéc
similarité et la matrice unité et ceci lorsquevateurs étudiées de Jim;|, p,- o1, et ¢~ ;] augmentent.
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Figure 4.1 : Distance euclidienn®g correspondant aux différentes mesures de similaét possibilistes,
(a) et (c) deux distributions de possibilités gaugEsnes représentant les deux classes € C,,
(b) évolution de la mesureDg en fonction de la différence des moyennes entreslelasses Cet C,
(d) évolution de la mesureDg en fonction de la différence d'écart-types entresk classes Cet C,.
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Figure 4.2 : Distance euclidienn®¢ correspondant aux différentes mesures de similagtpossibilistes,
(a) deux distributions de possibilistés de Rayleigteprésentant les deux classes, @t C,,
(b) évolution de la mesureDg en fonction de la différence de paramétre; et a, entre les classes &t C,.

Il est important de noter que la mesure de sindgpbssibiliste de Chebychev, Sinest la seule
mesure de similarité (parmi les 5 mesures consgdgrgui ne fait pas intervenir toutes les valews d
primitives de l'universQ. En effet, cette mesure ne fait intervenir queal@ur de primitive pour laquelle
I'écart des degrés de possibilités est le pluséédanre les distributions de possibilités consiegré

Dans la suite nous allons retenir cette mesureirdagté Sim, dans I'approche proposée pour la
réduction d’ambiguité entre les classes et ceck dam cadre de représentation possibiliste. Deux
exemples d’applications liées a linterprétationsdeénes, des mesures de similarité possibilistestse
abordés dans les paragraphes suivants : la ctadiifi et le démixage pixelique.
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4.5 Similarité possibiliste et classification pixelique

Aprés avoir présenté le concept de similarité std#férentes mesures de similarité ainsi qu’une
démarche permettant de sélectionner la mesure ndiéasié possibiliste la mieux adaptée pour la
discrimination de classes thématiques en vue dilassification pixelique, nous allons proposer dzas
paragraphe une démarche de classification pixeligisée sur les mesures de similarité possibiliEes.
effet, nous supposons d’opérer la classificatioxelgjue sous I'hypothése du monde fermé. Cette
hypothese signifie que lI'image analyséeeprésente une scéne analysée composée d'un dasemb
exclusif et exhaustif = {Cy, C,, ..., G4} comportant M classes thématiques prédéfinies.

4.5.1 Démarche de classification pixelique

Le processus «classique » de classification pueli possibiliste consiste a représenter les
connaissances priori sur les M classes par I'intermédiaire de M distibns de possibilitésc(.), m =
1,..., M, définies sur l'univers des primitivés. Dans un deuxiéme temps, et en adoptant la regle d
décision de la possibilité maximale, chaque pixel Fe I'image analysée pour lequel la valeur de
primitive observée ex(P), sera attribué a la classe ayant la valeuiodsibilité maximale :

M
Classe(P) = (» SietSeulementSi TendX(P)) = max Tem(X(P))
m=1

Notons que ce processus de classification peuto@@éfié de ponctuel car la prise de décision de
classification ne fait intervenir que la valeur ldeprimitive mesurée au niveau de chaque pixel sans
exploiter le contexte spatial (qui d'ailleurs peéduire I'ambiguité potentielle entre les différsnt
classes). Une deuxiéme difficulté de ce processudassification réside dans le fait que les diations
de possibilités utilisées représentent des coraraises plus faibles que les densités de probabddés
ces distributions sont issues soit d’une descripgiar I'expert, des différentes classes thématigiges
des variables linguistiques des primitives obsesyéeit d’une caractérisation non représentatias p
I'expert de ces classes en indiquant des zonestegdile pixels "purs" appartenant a ces différentes
classes. Dans ce contexte, et afin de remédies daux lacunes rencontrées en classification pixeli
possibiliste, nous proposons d’utiliser I'hypothésiitive que I'immense majorité des pixels sautr®
dans des régions homogenes. Comme illustré suiiglare=4.3, sur la base de cette hypothése, la
démarche de classification possibiliste proposée ploaque pixel Bl consiste & : :

- Considérer un voisinage spati{P), par exemple un voisinage de 3x3 pixels ou pix8ls,
centré autour de chaque pixel P ;

- Estimer la distribution de possibilités(.) de la classe a laquelle sont supposés appatbesiles
pixels de ce voisinagé(P) ;

- Reéaliser une classification pixelique en se basantes valeurs mesurant la similarité possibiliste
Sim,(Te,Tery), M =1, .., M pour la prise de décision de clasaifon possibiliste (et ceci a la place
des valeurs de possibilités ponctueties(P), m =1, .., M.

La méthode d'estimation de la distribution de patigds est celle proposée dans le chapitre

précédent a partir d’'une information limitée fogrpiar I'expert au travers des zones d'apprentissage
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Figure 4.3 : Similarité possibiliste et classificabn pixelique.

La mesure de similarité utilisée dans cette étapéaemesure de similarité Sjmetenue dans I'étape
d’évaluation de la similarité entre les classesFigure 4.4 illustre I'approche proposée dans tedtane
image de synthése de taille 100x100 pixels et ceépale deux classes. L'intensité des pixels dans
chaque classe a été générée par une distributionale Les valeurs choisies pour les parametres
caractéristiques de chaque classe sont les susvaptair la classe;Cny=110,0;=10 ; pour la classe,C
m,=160,5,=10.

Zones d’apprentissag+ osf i
il 1 0.7
Q 0.6f
C1: G(mye) |I § o5t
g 0.4f
C,: G(m2,62) 03
f 1 0.2
mi?ﬁi%' Voisinage autour de B | 01

0 50 100 150 200 250
Q

Figure 4.4 : (a) Image de synthése originale, zonds®pprentissage et une zone autour du pixel considé R, ; (b)
distributions de possibilitésn,, 7wy, etmpg.

La Figure 4.4 montre que la caractérisation de whauixel B de I'imagel est réalisée en prenant en
compte son voisinage au travers de la constitutiendistribution de possibilitésey.). En effet,
I'approche proposée permet de comparer cettelulisivh de possibilités locale avec les distribusiole
possibilités des différentes classes, et non pasmeent un degré d’appartenance de parametrestextra
du voisinage du faux distributions de possibilités des classes.

4.5.2 Résultats de classification pixelique

En utilisant des images de synthese ainsi quendiegeis réelles, nous allons évaluer les performances
de I'approche proposée. Nous proposons de comler@ésultats obtenus avec ceux des approches de
classification basées sur les champs de Markov [68]. Rappelons que les champs de Markov
constituent un outil utile et performant pour cégaser I'information relative au contexte spatiBke
plus, les approches de classification utilisantdeamps de Markov sont considérées comme étant la
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référence pour ce type de problémes de classiitatia méthode de type markovienne que nous
choisissons, utilise I'algorithme ICM lterated Conditional Modes [21] pour le calcul de la
configuration optimale du champ d'étiquettes. Effetefle choix d’'une telle approche basée sur
I'algorithme ICM est dQ au fait que cette approekela plus fréquemment utilisée dans la clasdifio
contextuelle [18], et a prouvé son efficacité déarsélioration des résultats de classification.

4.5.2.1 Images simulées

Pour ce faire, 'image de synthése de la Figuree$®dd’abord considérée pour I'évaluation des
performances de I'approche proposée d'une pamestperformances de I'approche de classification
basée sur les champs de Markov, d’autre part. Istsbditions de possibilités sont estimées a pdds
zones d’apprentissage délimitées par I'expert ‘smage |. De méme, les distributions de possibilités
localesTy(X) sont estimées a partir de fenétres de taid, Bx5 et &7 autour de chaque pixel de
l'image de synthese. En mesurant la similaritéeslatrdistribution de possibilités locate, et chacune
des M distributions de possibilités caractérisastdeux classes thématiques, chaque pixel estugtta
la classe pour laquelle la similarité est la pllevée. Dans I'approche Markovienne, I'algorithme K-
moyennes est utilisé pour la segmentation initi@ldimage de synthése et I'algorithme ICM estétéb
fois, avec une 8-connexité et un paramétre d’ipigr égal & 1.5. En effet, ces réglages de I'algorithme
ICM ont permis d’avoir les meilleurs résultats dassification des images de télédétection [63]ext d
images obtenues par imagerie IRM [68]. L'optimatied ces paramétres a été validée empiriquement sur
I'image de synthése.

Pour chaque expérience, le taux d’erreur de cleasdn est calculé en faisant varier la différedes
moyennes et des écarts-types entre les deux clgsdetisées. La Figure 4.5 présente les tauxedier
dans le cas Markovien et dans le cas de I'apprpobigosée observés pour des fenétres de taile 3

60

—— Approche proposée o,-0,=0
50l —— Approche proposée 0,-0,=10
Approche proposée g,-0,=20
===+ Approche Markovienne g,-06,=0 ||
===- Approche Markovienne ¢,-0,=10

Approche Markovienne g,-6,=20 ||

Taux d'erreur %
8 3
/
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~
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Figure 4.5 : Evolution du taux d’'erreur de classifiation en fonction des caractéristiques des deux elses (moyennes et
écarts-types) dans le cas Markovien (traits en paiitiés) et dans le cas de I'approche proposée (ttaipleins) pour des
fenétres de taille ¥3

Nous remarquons la supériorité des performance&pperoche proposée par rapport a I'approche
markovienne. En effet, le taux d’erreur obtenualeléssification pixelique lorsqu’on utilise la téte
proposée est toujours moins élevé que le tauxallebtenu par I'approche Markovienne. Notons aussi
gue l'approche proposée permet de réduire sigtifmaent le taux d’erreur quand le chevauchement
entre les deux classes augmente (faibles diffésetiéeart-type pour des valeurs de moyennes prixches

La Figure 4.6 présente les taux d’erreur dansdeded’approche proposée observés pour des fenétres
de taille %3, 5x5 et K7.
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Figure 4.6 : Evolution du taux d’erreur de classifiation en fonction des caractéristiques des deux slses (moyennes et
écarts-types) dans le cas de I'approche proposéeys des fenétres de taille 83 (a), 55 (b) et %7 (c)

Nous constatons aussi que I'estimation des digtoibs de possibilités localag(Xx) a partir des
fenétres de taille>% et &7 ont permis d’avoir une meilleure réduction d’agiité entre les classes par

rapport aux fenétres de taillx® De plus, nous constatons que I'augmentationaisinage de plus de
5x5 n'apporte pas une grande réduction de taux diesre

La Figure 4.7 montre les résultats en termes dedaureur lorsque les deux classes thématiquets son

engendrées par des densités de probabilité du Rgdeigh. Nous remarquons que ces résultats

aboutissent aux mémes conclusions que dans leesaslasses thématiques engendrées par des lois
gaussiennes.
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Figure 4.7 : Evolution du taux d’erreur de classifiation en fonction des caractéristiques des deux slses ¢; eta,) (a) dans
le cas Markovien et dans le cas de I'approche propée pour des fenétres de taillex3 et (b) dans le cas de I'approche
proposée pour des fenétres de taillex3d, 5x<5 et &7

Finalement, la Figure 4.8 présente un exemple sldted de classification de I'image de synthése par
application de I'approche Markovienne ainsi quepiache proposée (pour des fenétres de tailB) 8t

pour les valeurs suivantes j(@; = 110,0; = 10) et G(m, = 120,06, = 20) dans le cas gaussienuet 40
eta,= 70 dans le cas de Rayleigh.
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(b) ©

(d) (e) ®

Figure 4.8 : Classification d'image de synthese
(a) image originale, cas gaussienne et (d) imageaginale, cas Rayleigh ;
(b) et (e) résultats de la classification par 'apmpche Markovienne (cas gaussien et cas Rayleigh pextivement) et ;
(c) et (f) résultats de la classification par 'appoche proposée (cas gaussienne et cas Rayleigh extjvement)

Y

On observe une homogénéité intéressante des régioss déterminées a partir d’échantillons
reposant sur des mesures limitées a des fenétresllde3x3 et cette homogénéité est plus importante
gue celle obtenue par I'approche Markovienne.

Pour interpréter la supériorité des résultats alstgrar I'approche proposée par rapport a I'approche
markovienne, il faut noter que les résultats obdgrar I'approche markovienne dépendent fortement de
la classification initiale réalisée (que nous avaigenu par l'application de l'algorithme des K-
moyennes). Ce choix a été réalisé afin de compesedeux approches dans un contexte de complexité
modérée. Notre objectif n'est pas de montrer gappfoche proposée est meilleure que I'approche
markovienne, mais gu’au moins les performancesnques obtenons sont comparables a I'approche de
référence qui est celle des méthodes markovierdetans que cette comparaison entre I'approche
proposée et I'approche Markovienne se base sundages de synthése pour lesquelles la génération es
réalisée sans tenir compte de la corrélation mjxelispatiale.

4.5.2.2 Images réelles

Nous allons évaluer les performances de I'appralehelassification proposée sur des images réelles.
En effet, la Figure 4.9 présente un exemple desifiestion d’'une image « optique » d’une tumeur du
type mélanome (image en niveau de gris et de @ilBx433 pixels et sans réalité terrain) par I'approche
markovienne ainsi que par I'approche proposée. Papproche markovienne, les deux distributions de
probabilités conditionnelles B(C) associées aux deux classes(f0meur) et ¢ (peau saine) sont
supposeées de type gaussien et les autres parargetreles mémes que ceux utilisés dans le cas de
I'image de synthése.

Pour l'approche proposée, la phase d’apprentissggmis de caractériser ces deux classed G
par des distributions de possibilités estiméesrtir mies zones d’apprentissage positionnées papeie.

En utilisant les mesures de similarité Siemtre la modélisation possibiliste de chacunedées classes
et les distributions de possibilité locales assxig@ chaque pixel, les résultats de la classificagbnt
présentés dans la Figure 4.9.

Ne disposant pas d'une réalité terrain, il est bdeident que nous ne pouvons pas réaliser la
comparaison entre les approches via des paramgti@astitatifs du type taux d’erreur. Nous nous

Y

limitons, donc, a une simple comparaison visueli®. effet, I'analyse visuelle des résultats de
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classification nous permet d’observer une homodgéngéiéressante des régions déterminées a pastir de
fenétres de tailleX®. Cette homogénéité est compatible avec celleabtpar I'approche markovienne.

—— Tumeur

Zones d'apprentissage 09 — Peausaine

possibilité

(] 50 100 150 200 250
niveau de gris

@) (b)

Bl Tumeur

[0 Peausaine

© (d

Figure 4.9 : Classification d'image de mélanone
(a) image orginale et zones d’apprentissage,
(b) estimation des distributions de possibilités dedeux classes considérées,
(c) classification par la méthode markovienne;
(d) classification par I'approche proposée

4.6 Similarité possibiliste et démixage pixelique

Un deuxiéme exemple d'application de la similagtissibiliste est présenté dans ce paragraphe. Il
s’agit de la problématique de démixage pixeliquan®un premier temps, nous allons expliciter cette
application, puis nous proposons d'étudier I'apgiien de la démarche de classification pixelique qu
nous venons de présenter, dans I'objectif de efdiisdémixage pixelique. Les résultats obtenusiear
images de synthese ainsi que sur des images reett@st présentés.

En effet, le contenu informationnel des pixels mixteprésente un mélange de plus d’une classe des
différentes classes thématiques contenues danste.sCe type de pixels est di principalement a la
limitation de la résolution spatiale et spectralecdpteur utilisé. La limitation de la résolutigratale du
capteur implique que les pixels peuvent couvrispliune classe sur le « terrain » (contexte des#as
résolution™)

L’intensité mesurée d’'un pixel mixte est alors uélange d’intensités engendrées par les classes
thématiques « pures » sous-jacentes, qui sontegxpdes endmembers figurantes dans la scéne.

Il est important de noter que la résolution spatiaet la résolution spectrale ont une relation
inextricable ou la variabilité spectrale élevée deses locales de la scéne analysée devient apgparen
quand la résolution spatiale devient plus fine.sfitiutilisation de capteurs avancés, avec uneluéisn
Spatiale supérieure, ne permet pas nécessairerseafg\etr la confusion interclasses issue de I'exisé
des pixels « mixtes ». Par conséquent, I'applicaties méthodes de démixage des pixels devient trés



Similarité possibiliste 95

importante dans le processus de l'interprétationagdgme ou le contenu sous-pixelique est préciedeset
résultats de classification plus précis sont négess

Une méthode de démixage (en anglaismixing vise a identifier les classes pures constituant |
spectre mesuré au sein d’'un pixel mixte ainsi quarbportion de chacune de ces classes présemgs da
le pixel, appelé¢aux d’abondance

Deux types de modéles sont principalement utilipés les approches de démixage pour la
modélisation de la contribution des différentessts pures au spectre mesuré a partir d’'un pixedmi
le modéle linéaireet les modeles non-linéaireBlous nous contentons, dans ce paragraphe, deedécr
modele linéaire qui est utilisé dans 'immense mg§ales travaux liés au démixage pixelique a caese
sa simplicité de I'application.

Le modele linéaire est basé sur I'hypothése selqudlle I'intensité spectrale mesurée d’'un mixel es
une combinaison linéaire des intensités spectddesclasses thématiques pures présentes dansete pix
mixte, pondérées par le taux d'abondance de lase&lgsure correspondante. Ceci s’exprime
mathématiquement de la maniére suivante : en sappXg la variable aléatoire représentant I'intensité
mesurée de la classe thématique @ = 1, 2, ..., M, et,, le taux d’'abondance de la classgdans un
pixel mixte donné, alors, la variable aléatofreeprésentant l'intensité mesurée de ce méme pikeem
est donnée pat = YM_, 1. X, (avecIM_, 1, = 1). Le démixage consiste alors a déterminer les
différents taux d’abondancg, m = 1, 2, ..., M a partir de la seule intensité unés X. Il est bien
évident que cette opération de démixage est d’xmérae difficulté lorsque I'information disponibseir
les pixels mixtes est issue d'un seul capteur. tQdesir cette raison que les travaux qui traitent le
démixage considerent l'utilisation de plusieursteaps aboutissant ainsi a plusieurs observations de
chaque pixel mixte qui partagent toutes, les métaes d’abondance. A titre d’exemple, en imagerie
satellitaire du type multi, ou hyper, spectral st&ne analysée est observée dans N bandes spectrale
(Figure 4.10). Dans ce cas, l'intensité spectradsurée pour chaque pixel mixte P est un vectputeR
dimension N, appelée vecteur de réflectance spectta considérant R la matrice de tailleNN des
réflectances spectrales des classes thématiqueesp dans chaque bande spectrale, et A le vei¢eur
taille M comportant les taux d’abondance dans welpinixte, nous pouvons alors exprimer la relation
entre le vecteur de réflectance spectraldd&matrice A et le vecteur des taux d’abondaradgsimple
relation matricielle :

R,=R.A (4.12)



Similarité possibiliste 96

Vecteur de Matrice des classes Vecteur des valeurs
réflectance spectrale pures « endmembers » d’abondance
[Re] [R] [A]

Bande N II Classe M
Modéle de démixage Pa | |"Classe 2
Bande 2 - A=R1R, Classe 1
Bande 1 RN | Cartes d'abondance
56% (C1)
0% (C2)
Un pixel mixte P * C\lﬁM Rp=
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Figure 4.10 : Schéma général d’'un processus de dé&mage spectral utilisant le modéle linéaire

Les méthodes de démixage ont donc pour objectivdiser la matrice R afin de pouvoir calculer le
vecteur A et établir ainsi des cartes d’abondamemdes de méme taille que I'image observée) et
comportant chacune, le taux d'abondance d’'unee&ldssnée dans tous les pixels de la scéne.

Plusieurs méthodes de démixage basées sur ce niivdeliee ont été proposées dans la littérature.
Nous citons les plus utilisées telles quBRt : Pixel Purity Index [142], «<SMA : Spectral Mixture
Analysis» [39] [143], «SVD : Singular Value Decomposition[144], «ML : Maximum Likelyhooc
[145] et les méthodes basées sur I'analyse en ceampandépendantesli@A Independent Component
Analysis» [146].

La question essentielle que nous soulevons iciaroeda situation ou I'image issue d’'un seul capteu
est disponible pour réaliser le processus de dé&miXaans ce cas, les méthodes classiques de dé&mixag
pixelique se trouvent démunies d’autres informati@pectrales, aboutissant ainsi a des résultats
médiocres de démixage.

En effet, dans ce contexte que nous appelons maptewr, Nous proposons de considérer
I'hypothese que chaque pixel observé se trouve dansontexte spatial qui lui est similaire. Ceci
signifie que la composition d’'un pixel, en termes cbntenu thématique, est quasi identique a la
composition des pixels se trouvant dans son vajsirspatial trés proche. Sous cette hypothese, nous
proposons de considérer les pixels se trouvant tnsisinage spatial proche comme étant des
réalisations aléatoires du pixel central. Notone gette proposition consiste a substituer la dimans
multi spectrale (ou plus généralement : multi-cagtpar la dimension spatiale.

L’approche de démixage pixeligue que nous propqsmssiste a estimer a partir du voisinage local
de chaque pixel P de I'image, la distribution degiloilitéste encodant la classe thématique de ce pixel
(méme démarche que nous avons adopté pour lafidassn pixelique), et de considérer les mesuees d
similarité possibilistes (aprés normalisation) camrdtant les mesures des taux d’abondance
correspondant a la compaosition du pixel considg4&[;

M
T, :Simw(nCm,np)/ZSimm (nq,n p), m=1,2, .., M (4.13)
k=1
Dans la plupart des applications sur des imageleséal est trés difficile de déterminer la

composition exacte des pixels mixtes. C'est pourquous proposons dans la suite d’évaluer cette
approche sur une image de synthése pour laqualle fir@ns,a priori, les taux d’abondance durant le
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processus de génération de cette image. Le madékire est adopté pour la génération des variables
aléatoires représentant les intensités engendrées.

4.6.1 Deémixage possibiliste d’images simulées

L'image de test que nous proposons d'utiliser esttallle 550x550, et comporte deux classes
thématiques. Elle est composée de onze secteuenisli

- Secteur 1 : secteur comportant des pixels « pudesla classe
- Secteur 2 : secteur comportant des pixels « pudesla classe £

- Secteur 3 : secteur comportant des pixels mixtes s taux d’abondance suivants = 10% et

T, =90% ;

- Secteur 4 : secteur comportant des pixels mixtes s taux d’abondance suivants = 20% et
T, =80% ;

- Secteur 5 : secteur comportant des pixels mixtes Bs taux d’abondance suivants = 30% et
T,=70% ;

- Secteur 6 : secteur comportant des pixels mixtes ks taux d'abondance suivants = 40% et
T, = 60% ;

- Secteur 7 : secteur comportant des pixels mixtes ks taux d'abondance suivants = 50% et
T, =50% ;

- Secteur 8 : secteur comportant des pixels mixtes s taux d'abondance suivants = 60% et
T, = 40% ;

- Secteur 9 : secteur comportant des pixels mixtes s taux d’abondance suivants = 70% et
T, =30% ;

- Secteur 10 : secteur comportant des pixels mixtes ks taux d’abondance suivants = 80%
et 1,=20% ;

- Secteur 11 : secteur comportant des pixels mixtes kes taux d’abondance suivants = 90%
et 1,=10% ;

L'image de synthése ainsi générée est illustrés taRigure 4.11, dans le cas ou les deux classes C
et G sont supposées suivre des lois de probabilité sgguses : G(r¥100, 6,=15) pour G, et,
G(my=150,6,=15) pour G.

Les zones d'apprentissage positionnées par I'expent destinées a réaliser I'estimation des
distributions de possibilités des deux classes dftigoes (en suivant la démarche développée dans le
chapitre précédent).
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Seceur 1 (class G) -{
Seceur 2 (class () -{

;

:{Zones d’apprentissage*

Secteurs 3-11
(Mélange linéaire de G and G,)

Figure 4.11 : Image de synthése composée de dewassks et C,, zones d’apprentissage et mélange linéaire dg €t C,

Les résultats obtenus, par I'application de I'appe proposée sur I'image de synthése des classes
gaussiennes de la Figure 4.11, en termes de ckateendance sont données dans la Figure 4.12.

Par simple inspection visuelle de ces cartes d'déoce, on constate la variation linéaire des valeur
d’abondance dans les cartes correspondantes axxldsses.

100%

0%

(@) G ©

Figure 4.12 : (a) Image de synthése composée de xielasses générées par deux distributions gaussiesn (b) carte
d’abondance de la classe (&t (c) carte d’'abondance de la classe,C

La méme conclusion peut étre formulée lorsque Bende synthése est construite pour deux classes
C: et G supposeées suivre des lois de probabilités du Rggdeigh : R¢; = 30) pour G, et, R, = 70)
pour G, (Figure 4.13)
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Figure 4.13 : (a) Image de synthese composée de xlelasses générées par deux distributions Rayleigltb) carte
d'abondance de G et (c) carte d’'abondance de G

Une étape d’analyse quantitative des cartes d'abares est menée afin de confirmer les résultats de
l'inspection visuelle. Dans chaque secteur de mde synthése, la moyenne et I'écart type desirgle
d’abondance calculées par I'approche proposéedsmmtées dans le Tableau 1 (cas gaussien) et Tableau
2 (cas Rayleigh) :

Tableau 1 : Valeurs d’abondance des classes & C, (cas gaussien) dans chaque secteur de I'imagesyethése

Secteur 3 Secteur 4 Secteur § Secteur b Secteur|7 ecteur 8 Secteur 9 Secteur 1(L Secteur 11
Ci(10%) | Cy(20%) | Ci(30%) | Ci(40%) | Cy(50%) | Ci(60%) | Cy(70%) | Ci(80%) | Ci(90%)
Cx(90%) | Cu(80%) | Cx(70%) | Co(60%) | Cx(50%) | Cu(40%) | Cx(30%) | Cu(20%) | C,(10%)
Moyenne
(C)% 14 20 28 39 50 61 72 79 87
Ecig t)ype 0.07 0.08 0.09 0.10 0.10 0.09 0.08 0.08 0.06
1,
Moyenne
(Co)% 86 80 72 61 50 39 28 21 13
EC"’Eg t)ype 0.06 0.07 0.09 0.10 0.10 0.10 0.09 0.07 0.06
2,

Tableau 2 : Valeurs d’abondance des classes €t C, (cas Rayleigh) dans chaque secteur de I'image dethése

Secteur 3 Secteur 4 Secteur § Secteur 6 Secteur|7 ecteur 8 Secteur 9 Secteur 1(L Secteur 11

Ci(10%) | Ci(20%) | Ci(30%) | Ci(40%) | Ci(50%) | Ci(60%) | Cy(70%) | Ci(80%) | Ci(90%)
CA90%) | CA80%) | CA70%) | Cx60%) | Ci(50%) | Ci40%) | Cx30%) | Cx20%) | Ci(10%)
Moyenne
ok 18 24 32 42 51 62 71 77 81
Ecig t)ype 0.1 0.08 0.088 0.06 0.09 0.08 0.1 0.07 0.08
1,
Moyenne
i 82 76 68 58 49 38 29 23 19
Ecazg t)ype 0.09 0.08 0.09 0.10 0.09 0.07 0.06 0.08 0.08
2,
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Nous remarquons que dans tous les cas de figumseur moyenne d’estimation des taux
d’abondance est inférieure & 10%. Cette erreur anggmlorsque la présence d’'une classe thématique
dans les pixels mixtes est faible (inférieure a p086diminue lorsque ce taux de présence augminte.
est aussi tres important de noter les faibles valda I'écart-type ce qui montre une bonne comjpbigdib
avec les valeurs des taux d’abondance utiliséesla@énération des secteurs d’'images de synthése.

4.6.2 Démixage possibiliste d'images réelles

L’application de cette approche sur des imageseeaiontre aussi des résultats dignes d’analyse. En
effet, dans certains types d'images, la descriptiea classes thématiques par I'expert est une tache
difficile. Ceci rend le processus d'interprétatigrus difficile. Par exemple, dans le cas de la
mammographie, la difficulté d’interprétation de desmges est due essentiellement a la variété de la
densité des tissus, des structures compliguéesidude la grande diversité existante dans lesszdee
tumeur en termes de type, de forme, de contoucs,Aétsi, I'expert a souvent besoin d'un systeme
d’aide a l'interprétation réalisant par exempleg wpération de segmentation préliminaire de cegésia
Malheureusement, aucun systéme de segmentatioeuteagsurer une segmentation totalement fiable
permettant de donner une idée précise sur les tomesales [111].

Dans ce paragraphe, nous allons montrer l'effiéacié I'approche proposée afin de mettre en
évidence le contenu des régions d’intérét dandelleimage. Pour ce faire, nous proposons d’'appliq
la démarche de démixage pixeligue sur des imagesnmgraphiques extraites de la base d’'images
MIAS. L'image donnée dans la Figure 4.14 montrexemple de la difficulté d'interprétation de ceayp
d'images. Il s’agit d'images comportant des régiates faible contraste et fortement texturées.
L’estimation des distributions de possibilités desix classes de tissus normaux et tumoraux, a garti
zones caractéristiques fixées par I'expert, molargrand chevauchement des intensités mesurées entr
ces deux classes.

Zones d'apprentissage 1

o0.ol| = Tissus tumoraux
sl —— Tissus normaux

Possibilité

0 50 100 L‘SD 200 250
Niveau de gris

@) (b)

Figure 4.14 : (a) Image mamographique de la base MB, (b) distributions de possibilités de tissus nonaux et tumoraux
estimées a partir des zones caractéristiques fixépar I'expert

Dans un premier temps et afin d’avoir une premiélkee des régions d'intérét, une phase de
classification pixelique, en utilisant I'approcheposée, a été appliquée sur cette image, Figlige(4).
La segmentation de cette image permet de mettravant plusieurs régions d’'intérét de différentes
formes et tailles. Malgré le fait que cette segmigon permette a I'expert de focaliser son attensior
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certaines régions, elle ne permet pas d’aller lgimsdans le processus d’interprétation en délivpns
de détails concernant le contenu sémantique deadgémet notamment sur les foyers tumoraux, par
exemple.

La carte d'abondance obtenue par I'approche dexdéymiproposée et correspondant a la classe du
tissu tumoral est donnée dans la Figure 4.15-leeest superposée a I'image originale dans largigu
4.15-c. Cette carte d’abondance représente lesreseda similarité possibilistes aprés normalisaties
valeurs d’abondance), calculées entre la distobutie possibilité de la classe Tissus tumoraux et
chacune des distributions de possibilités locates

. ,::\l" - !
= ~n
-
-t
~ . ”,
. C; : Tissus Tumoraux . C; : Tissus Tumoraux

I:l C, : Tissus normaux . C; : Tissus normaux

(@) (b) ©

Figure 4.15 : (a) Image mamographique segmentée pbapproche proposée, (b) les valeurs d’abondancesda classe
« tumeur » et (c) la superposition des valeurs d’amdance de la classe « tumeur » et 'image orginale

L’analyse visuelle des résultats de démixage l@svaleurs d’abondance de tissus tumoraux) permet
d’explorer la distribution spatiale des valeurshiadance de tissus tumoraux tout en mettant ent avan
les zones ayant des grandes valeurs d’abondarmyes (imoraux). Une telle analyse permet a I'expert
de constituer une idée plus précise sur le coné¢na localisation des foyers tumoraux (généralémen
des petites régions d'intérét) au-dela des foyeirsitifs (généralement des grandes régions d’inéré
ainsi que I'étendue de tissus tumoraux. Ceci cuesties informations précieuses pour le clinicign |
permettant une interprétation plus fine des imagedysées.

4.7 Conclusions

Dans ce chapitre, nous avons présenté, dans urieprieu, le concept de similarité ainsi que les
différentes catégories de mesures de similaritpge@es dans la littérature. Ensuite, nous avorseipié
la notion de la similarité possibiliste et son iBtédans le processus d'interprétation de scenesNo
avons particulierement insisté sur 'importancecdtte notion pour formaliser la discrimination ents
distributions de possibilités tout en soulignantpl®bleme de sélection d’'une mesure de similarité
adéquate pour le probleme a résoudre. Afin de dommeconsensus relatif au choix d’'une mesure de
similarité, nous avons proposé une méthode d’étialuales mesures de similarité en classification
pixelique. Cette méthode nous a permis de chaigindsure de similarité qui maximise la discrimiorti
entre distributions de possibilités. En se basantesrésultat de cette méthode, nous avons dévélop
une approche permettant la classification pixelique la base des mesures de similarité possililiste
permettant I'intégration d’informations contextesllspatiales et des connaissareg®iori. En effet,
'un des points-clés de I'approche proposée (dams perspective de classification et de démixage
pixelique), est de caractériser chaque pixel &iflas en prenant en compte son voisinage au tsager
la constitution de distributions de possibilitésdt®s. L'autre point-clé de notre approche estiibation
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de la similarité entre distributions de possilditécales et distributions de possibilités desseaset non
pas entre les degrés de possibilité d'appartenatee paraméetres mesurés ponctuellement, aux
différentes distributions de possibilités des &assLes premiers résultats tant sur des images
synthétiques (en comparaison avec une approcheoMarine) que sur des images médicales réelles
semblent prometteurs. Les étapes suivantes camsistalider ces premiers résultats sur différgypes
d’'images ayant un nombre de classes supérieuna deu



Chapitre 5

SYSTEME DE
SEGMENTATION /INTERPRETATION
POSSIBILISTE D' IM AGE

5.1 Introduction

La segmentation est I'une des opérations de treitérd’'image « bas niveau » ayant pour but de
regrouper les pixels d’'une image connectés parcertaine relation, en des régions homogeénes (selon
des criteres prédéfinis). Il s’agit donc, d’'une mp@&n qui permet de passer du niveau des mesures
numériques associées aux différents pixels, awanide régions ayant un sens sémantique plus éleveé g
les données en sortie du capteur.

A ce jour, il existe un nombre important de méttwodie segmentation d’image que l'on peut
regrouper en trois principales catégories : leods dites orientéedgions qui visent a regrouper des
pixels connectés ayant des propriétés similairedesnrégions homogénes, les méthodes dites orgentée
contours qui cherchent a détecter les frontieres des araagts brusques dans I'image (par exemple, la
détection des changements dus aux contours demségil objets) et les méthodes ditgbrides basées
sur la mise en place d’'une coopération entre lax geemieres méthodes de segmentation [100].

Par ailleurs, en fonction de leur nature itératikes méthodes de segmentation d'imagevent
également étre répertoriées en deux catégorissméthodesion itérativequi réalisent la segmentation
en une seule étape et les méthod&stives qui aboutissent a une image segmentée apres yiisie
étapes itératives tout en exploitant les résuliaermédiaires de ces étapes [111]. Les méthodes de
segmentation d’'image par croissance de régiBegion Growing> [115] constituent I'un des exemples
les plus fréquemment rencontrés parmi les méthagesegmentation itérative. Le principe de ces
méthodes consiste en la sélection d’'un ensembleixaéds initiaux appelégermesqui constituent les

103
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points de départ des régions finales a identiftas méthodes examinent, ensuite, si les pixelsngois
des germes initiaux ont des propriétés similaireselles des germes et déterminent ainsi les pixels
voisins que l'on doit ajouter aux différentes régio Ce processus est répété d’'une facgon itérative e
similaire a celle utilisée dans le regroupeme@tustering» (voir chapitre 1 et 3).

Notons que I'immense majorité des méthodes de sagitmen d’image opérent sur les données de
bas niveau qui sont les mesures numériques isesesagteurs (i.e. les intensités associées awrdalitls
pixels) ou sur des grandeurs numériques calculgesta de ces mesures. Cette forte dépendance, par
rapport aux capteurs, constitue un inconvénienteuaraje ces méthodes de segmentation car les régions
détectées sont homogénes selon des criteres agpligx données issues des capteurs et non selon des
criteres baseés sur le contenu sémantique des ségimstituant la scene observée et que nous chmercho
a interpréter. Ceci explique I'intérét croissanupbintégration au sein des méthodes de segmentati
d'image des connaissanaegriori liées au contenu sémantique des images a segmenter.

Notons que suite a la segmentation d'image en élfisns homogénes, les systémes d’interprétation
de scene appliquent une opération de classificatidimage qui, sur la base de connaissances
sémantiques du haut niveau (liées aux potentielsses thématiques présentes dans la scéne ajalysée
consiste a attribuer un label de classe a chagisnréomogene détectée.

Cette intégration des connaissances « haut nivgewun traitement collaboratif avec les données
bas niveau occupe une place trés importante danadivités de recherche actuelles en vision par
ordinateur. A ce stade, deux questions sont soedevquelles sont les connaissances de type haa#uni
que l'on considére intéressantes a intégrer (ehwamh peut-on les représenter ?), et quels somuigEs
permettant d’exploiter ces connaissances en segtimnt'image et interprétation de scéne ?

Parmi ces connaissances, nous nous focalisongswohnaissances exprimées par I'expert d'une
maniere vague via des contraintes épistémiquessa@alainsi, la projection de ses connaissances
sémantiques sur les propriétés des quantités plesiqesurées des régions observées sur I'image
analysée. Ceci justifie notre choix de I'applicatidu cadre possibiliste pour I'analyse et la sedat&m
des images considérées.

A l'issue de la segmentation en régions homogeélaephase de classification d'image consiste a
analyser chaque région homogeéne identifiée afimid®tribuer un sens sémantique comme étant :

- d'une seule classe parmi les classes thématigéefimies (i.e. classification sous I'hypothese
du monde fermé), ou

- une région homogene comportant des mixels quilgomélange des classes prédéfinies, ou bien

- une région comportant une nouvelle classe thénatign identifiée initialement par I'expert (i.e.
classification sous I'’hypothése du monde ouvert).

La majorité des travaux sur la classification dgeae focalise sur I'hypothese du monde fermé et se
contente de l'attribution d’'un label de classe pdes classes thématiques prédéfinies a chaquerrégi
homogéne détectée. C’est pour cette raison quebeaule travaux en traitement d'image ne font pas |
distinction et considérent comme étant identigeesieux opérations de segmentation et de clasiifica
d'image. A ce titre, la théorie des ensembles fl(risson extension vers la théorie des possibilités
apporte un outil fort intéressant pour la segmeériatlassification d'image permettant non seulenant
fidéle représentation des connaissances ambigy@smeées par I'expert, mais aussi de considérer
I'appartenance partielle d’une région a une clgsssuant aussi la totale appartenance et la totate
appartenance). En effet, I'application de la théatés ensembles flous en segmentation/classificatio
d’'image consiste a transcrire la description degedg sous la forme d’ensembles flous [84] en
transformant les mesures numériques issues demucagn des valeurs d’appartenance, aboutissant ain
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a desimages dites floue@.e. des images comportant I'appartenance plrtitds pixels aux différentes
classes). Ainsi, les méthodes de segmentationifitasi®n floues opérent sur les images floues dans
I'objectif d'identifier les régions homogénes et tgur attribuer des appartenances partielles aux
différentes classes thématiques. Parmi les méthddesegmentation/classification floues des images,
nous pouvons citer: l'algorithme C-moyennes floksizzy C-Means, FCM) [94], la classification
hiérarchique floue [116] et la classification flooentextuelle itérative [38] (plus de détails camest

ces méthodes de segmentation floue peuvent étreésalans [111]).

La théorie de possibilités est aussi appliguée guistion de segmentation/classification d’'images
[37][72][138][139][140][111]. D'une facon généraleette application est tres similaire a celle séid
dans le cadre de la théorie des ensembles flolescdisiste a traduire la description donnée gapkrt,
en des distributions de possibilités décrivanelation entre les mesures numeériques issues desucsp
et les différentes classes thématiques qui compdsmage a segmenter. Ces distributions permettent
ainsi de produire des images ditestes possibilistegcorrespondant au concept d’'images floues) ou des
opérations de traitement d'image ainsi que desabpés de fusion possibiliste peuvent étre appkgué
sur ces images.

D’une maniere générale, ces méthodes de segmemithdissification d’'image suivent une démarche
« ascendante » du niveau pixelique vers le nivdgat ®n caractérisant les classes thématiques par
I'intermédiaire des connaissances épistémiquesre&ps par I'expert. Cette caractérisation devieyd t
difficile dans un contexte ou ces classes sonicdé$ a discriminer (faible contraste, environneinees
bruité ou existence de classes multimodales). Ds, @t malgré le fait que ces méthodes soient basee
sur le concept d’appartenance partielle, il estgdot de constater qu’elles n’ont pas été applgpéer
l'interprétation de la composition des régions hgemes en termes de démixage et d'extraction de
connaissances sur la composition/contenu de téligsns en termes de classes constituantes.

Dans ce chapitre, nous proposons une approchegdestation/interprétation d'image basée sur une
démarche possibiliste opérant dans les deux directiascendante et descendante (Figure 5.1).

Démarche ascendante

=

distributions de possibilitég possibilistes & Segmentation
Possibiliste

‘ Raffinement-Estimation de$ ‘ Diffusion croisée des connaissancg

Image

e Image
Originale

Segmentée

. Démarche descendante
Vecteurs de descripteurs de chaque
région détectée dans la démarche - - .
Démixage régional
ascendant

Figure 5.1 : Schéma global de I'approche proposé&degmentation/interprétation d'image basée sur undéémarche
possibiliste opérant dans les deux directions : asgdante et descendante

Dans la direction ascendante, nous proposons dermere démarche de segmentation possibiliste
d'images composée de deux étapes consécutivesraffieement (visant a construire une base
d’apprentissage représentative des différentesedaset ladiffusion des connaissances possibilistes
[111] (permettant de réduire I'incertitude liéeaacdlassification pixelique). Cette exploitation jmnte
des sources de connaissances permet d’accumulévilences sur les régions (ou objets) et aboutit a
une image segmentée-classifiée de la scéne analysée
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La direction descendante que nous proposons canagra démarche de démixage appliquée au
niveau des régions en exploitant le contexte mgixelispatial. Cette démarche permet a I'expert deene
en cause le contenu informationnel des régiong®obiétectés dans la phase ascendante de I'approche
proposée. A lissue de cette démarche descenddrgigue région détectée dans la démarche ascendante
peut étre caractérisée par un vecteur de desarpteaut niveau qui ne se limitent pas a un simple
étiquetage par un label de classe. En effet, pasrmiomposants de ce vecteur nous proposons d@ntég
les histogrammes des taux d’abondance de chacsnelakses thématiques dans les pixels composants
chaque région considérée.

D’un premier lieu, nous rappelons le principe déimament des distributions de possibilités. Ersuit
nous présentons le principe de diffusion des c@esaaces possibilistes et les méthodes utilisées pou
effectuer cette diffusion des connaissances. Noakanons par I'étude de l'effet d’enrichissemeas d
connaissances d'expert par de nouveaux échantlonke processus de segmentation dans un contexte
ou les classes sont difficiles a discriminer. Fénaént, nous présenterons la démarche descendante
permettant de déterminer, pour les régions détectidms la phase ascendante, leurs compositions
globales en termes des classes thématiques de base.

5.2 Analyse ascendante pour la segmentation possibilkst

L'interprétation humaine du contenu d'une scénesista a focaliser I'attention, d’abord sur les
objets les plus apparents dans la scéne et quiepe@ire considérés comme des « références » pour
I'interprétation. Les connaissances liées a cestshjlentifies dans la scéne vont ensuite permdére
guider plus finement l'interprétation progressiveémettant des hypothéses précises sur le voistesye
objets de référence [7]. Ce raisonnement consigte,da réaliser une propagation par diffusion des
connaissances visant a valider I'existence desemuwobjets.

Une premiére modélisation de ce type de raisonnepmn la segmentation d'image en exploitant
I'information issue du contexte spatial des obgtété proposée dans [111]. Dans cette modélisation
possibiliste, la caractérisation des différentesss thématiques présentes dans I'image estedirect
exprimée par I'expert sous la forme de distribigide possibilités (ayant des formes prédéfiniesjteC
caractérisation, injectée par I'expert, est ensaiploitée afin de construire des cartes posdiedis
correspondant aux différentes classes présentesldasténe. L'analyse de ces cartes possibilistes,
permis d’identifier les zones les plus caractéyists des classes désignées par I'expert. Etanéddan
faible connaissance injectée par I'expert, ces g@oat souvent réduite a des pixels isolés poquéds
nous avons une forte confiance d'appartenir aubérdintes classes thématiques. Ces pixels sontéxppel
des germes possibilistes. En se basant sur cesgertm processus de diffusion des connaissances
possibilistes est réalisé via un raisonnement pitiss¢ appliqué aux informations contextuellestspes
et ceci dans le but de classifier des nouveauxXixe

Le choix par I'expert d’'une forme discriminantedistributions de possibilités pour la caractérati
des différentes classes devient trés difficile dansontexte ou ces classes sont relativementitifi &
discriminer (faible contraste, environnement trégité ou existence de classes multimodales). Par
conséqguence, les objets de référence représertantasses désignées par I'expert, sont réduitsa d
« pixels isolés » de référence.

Afin de remédier a ce probléme présent dans l@ésyestde segmentation d'image proposé dans [111],
nous proposons une démarche de segmentation piggsien deux phases. La premiére phase consiste a
réaliser le processus d’estimation-raffinement @décment détaillé, des distributions de possibilité
exprimées par l'expert dans l'objectif d'extraire déritables objets de référence caractérisant les
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différentes classes. La deuxiéme phase consiste alo I'application du processus de diffusion des
connaissances possibilistes spatiales en se magdet objets-germes extraits dans la premiérsepha

5.2.1 Raffinement-Estimation des distributions de possibités

Dans ce travail, nous avons proposé une approéhatite de raffinement des distributions de
possibilités. Sur la base d’'une distribution desfimktés initiale (exprimée par un expert soit sda
forme d’'une forme standard ou en sélectionnantnserable réduit d’échantillons), I'approche proposée
consiste a appliqguer un raisonnement possibiligpatiad dans [I'objectif d’enrichir une base
d’apprentissage par des échantillons, i.e. dedgpigaractéristiques.

L’application itérative de I'approche proposée (@das deux contextes de faible et de grande
complexité de discrimination entre les classes #iigues présentes dans la scéne analysée) a permis
d’aboutir & des distributions ayant pour caradiéue de se focaliser sur les germes les plus
représentatifs de chaque classe thématique, etnégliger » I'ensemble des échantillons se trouvant
dans la queue des distributions réelles représecdarmémes classes.

Dans l'approche de segmentation possibiliste ques pooposons, I'application du processus itératif
de raffinement-estimation vise I'extraction de lajanité des germes caractéristiques. Ensuite, nous
proposons de considérer la projection possibiliteces germes, sous la forme de cartes possibiliste
correspondantes aux différentes classes thématiqoesme étant lesbjets possibilistes de référence
pour la formation des régions finales dans I'imaggmentée. En d’autres termes, notre objectif est
d’exploiter les cartes possibilistes issues du gseus itératif de raffinement-estimation comme tpdén
départ du processus de segmentation finale ensaé@alia diffusion des connaissances possibilistes
engendrées par les objets possibilistes de référamsi obtenus. Cette diffusion des connaissances
possibilistes sera présentée dans la suite.

Pour la suite, nous considérons la scene analgsébdgervée via une imagecomme étant formée
de M classes thématiques = {C;, C,,..., Gy} prédéfinies par I'expert. A l'issue du processis
raffinement-estimation, M distributions de possiéd raffinées sont obtenues. L’application de ces
distributions de possibilités sur I'imageonduit & construire M cartes possibilisB c,, m=1, ..., M.

5.2.2 Diffusion des connaissances possibilistes

Dans le systeme de segmentation d'image proposé ddri], deux méthodes de diffusion des
connaissances possibilistes ont été proposéediffugion possibiliste dite classe/classe et ldudibn
possibiliste dite croisée.

La méthode de diffusion possibiliste classe/clagsgsiste a extraire les régions correspondant aux
différentes classes thématiques prédéfinies eisaéalune mise-a-jour des M cartes possibilistesel’
facon indépendante les unes des autres. Danswéttede, une fonction « g » (Equation (5.1)), istwe
domaine du traitement d’image (par exemple, réatlisa filtrage moyen), est exploitée afin de diffus
les connaissances possibilistes dans le conteatmkges différents pixels (Figure 5.2).

CR. (t+1)=g(CP, (1)), m=1,....N (5.1)
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Distributions de possibilité

iwt ¥
|:> Projection des Js_-> E> Diffusion des
connaissances possibilistg connaissances possibilistes
Image originale CP|,cm(t) CP ¢ (t+1)
m

Figure 5.2 : Méthode de diffusion des connaissancpsessibilistes classe/classe pour une classe théiopa¢ donnée

En revanche, la méthode de diffusion possibilistésée consiste a exploiter I'ensemble des M cartes
possibilistes pour réaliser la mise a jour de chacd’entre elles d’'une facon itérative. Dans cette
méthode, une fonction@ » est exploitée afin de diffuser les connaissapossibilistes dans le contexte

spatial des différents pixels (Figure 5.3)

CR. (t+1)= Q(CPR (1),...,CP¢ (1),....,CPg, (1)), m=1,..., ! (5.2)
Distributions de possibilité
1 Cq Tch
Cﬁcl(t) “““ T T T P P PP PPPPPPPPIPR
vt
L
|:> Projection des )|s—_> E> Diffusion des |:>
connaissances possibiliste! connaissances possibilistes
Image CPic, (1) CPc_(t+1)
Originale | m
CPig, ®

Figure 5.3 : Méthode de diffusion croisée des conisgances possibilistes

La fonction adoptée pour réaliser la diffusion desnaissances possibilistes dans les deux méthodes
est basée sur l'utilisation des sous-fenétres idéfipar le filtre de Nagao [117]. Le choix de dediest
di & sa capacité a conserver les caractéristiqgepixels proches des contours.

En effet, notons F{, f,, ..., fg}, 'ensemble des 9 sous-fenétres spatiales, appeli§gues définies
par le filtre de Nagao et contenues dans le vaiginde chaque pixel (par exemple, la configuration
présentée dans la Figure 5.4 pour un voisinaged®>chaque pixel).
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Figure 5.4 : Configuration des sous-fenétres (ouigues) du filtre de Nagao

Pour un pixel P donné, chaque carte possibilt®ec, m = 1, 2, ..., M, apporte 9 informations
possibilistes spatiales correspondant aux neufi@igChacune de ces informations spatiales cordéent
valeur moyenne des valeurs de possibilité véhisulgsr la clique considérée au niveau de la carte
possibiliste donnée. Cette représentation permeésiemer I'ensemble des connaissances possibilistes
sous la forme d’'une matrice possibiliste ayantghds (correspondante chacune a une clique) et M
colonnes (correspondant chacune a une classe gponaéeme illustré dans la Figure 5.5.

Ainsi, chaque cliqué, permet de définir, & une itération « t » donnée distribution de possibilités
Tk, Sur I'ensemble des M classes thématiques{C,, C,,..., Gu}ou

- 1
T[t,n(Cm)‘— Z T[t,(i,j)(cm) 5.3
Card(fy ) &, (5-3)

La valeurty ,(Cr,)) représente dans quelle mesure il est possiliigration « t », que la classe,Goit
I'unigue singleton qui s’est produite étant donméllquef,.

Pour chaque pixel considéré P, la méthode de difiudasse/classe des connaissances possibilistes
consiste a sélectionner une sous-fenétre gagname/eau de chaque carte possibiliste, et ceciddin
mettre & jour les connaissances a l'itération sue/a

Thr1, /{Crn)=Max(,n(Cw), n=1,..,.9 (5.4)

En revanche, la méthode de diffusion croisée demaiesances possibilistes consiste a identifier
(pour chaque pixel) une sous-fenétre « optimalarmpl’ensemble des sous-fenétres de Nagao associée
a I'ensemble des classes et d'utiliser cette méus-genétre afin de mettre a jour 'ensemble detesa
possibilistes.
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Figure 5.5 : Méthode de diffusion croisée de diffisn des connaissances possibilistes basée sur lepies de Nagao

Dans cette méthode, lindice de confiance estsétiicomme mesure d'incertitude permettant
d’évaluer la quantité d’information utile pour lage de décision dans chacune des neuf distritaitien
possibilités, correspondant aux neuf cliques deaNaglors, a une itération t donnée, et en conaidér

une cliquef,, n =1, 2,..., 9, chaque classe thématique seratéasse par la mesure de l'indice de
confiance :

Ind;n (Cr) =I({Crm}) + N{Cr}) — 1
=m(Cm) + 1 ~II({C} %) — 1
=1 o(Cr) + 1 — madm men(Cy) — 1
=1, Crm) — Mz 7, Cid)

Ainsi, un indice de confiance global associé a akadiquef,, n =1, 2,..., 9, est défini par :

Indy, = max, Ind;, (C) (5.4

La cligue optimale, qui est considérée pour la ndigeur des connaissances possibilistes, est celle
ayant l'indice de confiance maximal

ft,n(optimale) > Indt,n(optimale)= ma)ﬁu{l,z ..... 9} Indt,n

ainsi :
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T p(Cr) = 1 i) (Gm)
T card f, , ptimale) {i,ﬂm{ﬂzopﬁmam &) (5.5)

Dans [111] [112] , I'évaluation de ces deux appescte diffusion des connaissances possibilistes a
été menée sur la base dimages de synthese aiasil@glimages mammographiques. L'approche de
propagation par diffusion croisée a montré une baisation des connaissances possibilistes et pour |
classification pixeligue dans les zones homogeéef#s.revanche, la diffusion du type classe/classe
présente le seul avantage d’une harmonisationatesatssances possibilistes dans les zones de centou
de séparation entre les différentes classes. Paegaent, et comme notre objectif concerne la fioma
des régions homogenes (plutét que la préservatisnocdntours), nous allons adopter I'approche de
diffusion croisée des connaissances possibilisiaslp suite de notre travail.

5.3 Comportement de la démarche de segmentation propasé

Dans ce paragraphe, nous allons évaluer le compentede I'approche ascendante proposée pour la
segmentation possibiliste. Le schéma général de approche est donné dans Figure 5.6.

Distributions de possibilités
Initiales (Expert) / Zones
réduite d’apprentissage

T,
1 Cl TlCM

Distributions de possibilité
Raffinement-Estimatio 1 1 Tie,, P C&%g.?.s
des distributions de ossiol |ste§>
possibilité:
CP| ’C1
a N Diffusion croisée
. des connaissance
Projection des . LS Image
. L . possibilistes & Segmenték
connaissances possibilis . Segmentation g P
Possibilistt
CPc,,
[

Figure 5.6 : Schéma global de I'analyse ascendargeur la segmentation possibiliste

Cette évaluation est réalisée sur des images dbésmainsi que sur des images réelles. Deux types
de classes d'objets sont principalement considédessclasses monomodales (ou ces classes sdesfaci
ou difficiles a discriminer) et le cas des clagsedtimodales.

5.3.1 Evaluation des performances dans le cas de classesnomodales

Pour I'évaluation des performances de I'approcloersdante de segmentation possibiliste dans le cas
de classes monomodales d’objets, nous considélioregé de synthése illustrée dans la Figure 3-(c)
comportant des objets de différentes tailles d'clagses donnée (Cet se trouvant dans un contexte du
fond appartenant & une autre classg. (s pixels des deux classesdf G sont générés par des lois
gaussiennes G(iio;) et G(m, 6,) ou par des lois de Rayleighdg) et Rw).

La Figure 5.7 illustre les deux cas considéres :

- Le cas gaussien de faible complexité de discrirtinaéntre les classes (avec les parametres
suivants {G(160,10), G(100,15)}) et le cas gaussien de grande compladetéliscrimination
entre les classes (avec les parametres suivantsZ@15), G(100,20)}), et
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- Le cas de Rayleigh de faible complexité de disaration entre les classes (avec les parametres
suivants f11(100), a,(30)}, et le cas Rayleigh de grande complexité werinination entre les
classes (avec les parametres suivam&h), o,(30)}.

Cas gaussien

(b)

Cas de Rayleigh

() (d)

Figure 5.7 : Images de synthese (cas gaussien)édajb) faible et grande complexité de discriminatio entre les classes
respectivement et (cas de Rayleigh) (c) et (d) féébet grande complexité de discrimination entre leslasses respectivement

Les connaissances initiales d’expert ont été idgsxtde deux fagons : soit en délimitant des zones
limitées caractéristiques des classes, soit padeseription (en utilisant des variables linguistg) de
certaines propriétés ambigués caractérisant cesedaEtant donnée la similarité des résultatsnabte
nous optons pour le choix le plus simple, celuidéémiter par I'expert, des zones caractéristiodes
faibles tailles.

La Figure 5.8 illustre les cartes possibilisteseahes a I'issue du processus de diffusion croisée d
connaissances possibilistes et ceci pour les desxgaussien et de Rayleigh en faible et grande
complexité de discrimination entre les classes. Pramiéere analyse visuelle de ces cartes montre
I’'hnomogénéité importante des régions détectées |gsudeux classes;@t G. L'analyse visuelle des
résultats en termes d’'images segmentées, donngds sweme figure, montre la bonne détection des
objets recherchés, et ceci pour les différentdiedal’objets considérés. Le bruit du type « sglatre »
sur les images segmentées augmente en fonctica a®riplexité des images considérées mais n'altére
pas la bonne détection des objets d'intérét majeur.
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Cas gaussien <

Cas de Rayleigh <

C)
-

Classe G Classe G Image segmentée

Figure 5.8 : Cartes possibilistes des classeg & C, et les résultats de la segmentation a l'issue dedémarche de
segmentation proposée (a) et (b) dans le cas gaessavec une faible et grande complexité de discrimation entre les
classes respectivement et (c) et (d) dans le casRigyleigh avec une faible et grande complexité desgrimination entre les

classes respectivement.

Etant donné que nous appliquons une approcheivigrd¢ segmentation possibiliste, la Figure 5.9
représente I'évolution, en fonction du nombre dit®ns, de I'erreur quadratique moyenne entre les
cartes possibilistes successives obtenues au deuesdiffusion croisée des connaissances possésli
et ceci dans les deux cas considérés. Nous consti@grande rapidité de la convergence du prosessu
de diffusion croisée des connaissances possililisie effet, I'erreur quadratique moyenne (et pecir
les deux classes; @t G) converge vers la valeur zéro en moins de dodézatibns dans les deux cas:
gaussien et Rayleigh.

Une étape de classification pixelique basée suedée de décision de la possibilité maximale a été
appliquée sur I'image de synthése dans les deurarasdérés : gaussien et Rayleigh et dans lesequat
configurations suivantes :

avant raffinement des distributions de possibilitésatsdiffusion des connaissances (i.e. seules

les connaissances de I'expert sont exploitées,ctemaissances contextuelles ne sont pas

exploitées) ;

- avant raffinement des distributions de possibilitésaetcla diffusion croisée des connaissances
possibilités (i.e. seules les connaissances depdiéxsont exploitées pour la diffusion des
connaissances possibilistes) ;

- apresraffinement des distributions de possibilitésa@tsdiffusion des connaissances (i.e. en se

basant sur les connaissances spatiales pour Eérimades germes possibilistes et en affinant

I'estimation des distributions de possibilités, @ue diffusion de connaissance n’est opérée) ;

- aprésraffinement des distributions de possibilitéaetcla diffusion croisée des connaissances
possibilistes (i.e. en se basant sur les connaissaspatiales pour I'extraction des germes
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possibilistes et en affinant I'estimation des dittions de possibilités, puis en opérant la
diffusion des connaissances possibilistes).
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Figure 5.9 : Erreur quadratique moyenne entre deux artes possibilistes successives dans la diffusioesdconnaissances
possibilistes, (cas gaussien)
(a) et (b) faible et grande complexité de discrimiation entre les classes respectivement et (cas dayRigh)
(c) et (d) faible et grande complexité de discrimiation entre les classes respectivement

L’'image de synthése a été générée 100 fois et jenme et I'écart-type des taux de reconnaissance
sont utilisés comme criteres d’évaluation du pregesde segmentation possibiliste descendante. Le
Tableau 3 (resp. Tableau 4 ) présente les tauea®naissance dans le cas gaussien et pour ue faibl
(resp. grande) complexité de discrimination ergsedlasses.

Tableau 3. Taux de reconnaissance dans le cas gausgiet Faible complexité de discrimination) pour legjuatre

configurations considérées (avec et sans raffinemtedes distributions de possibilités) et (avec et sa diffusion des
connaissances possibilistes)

Taux de reconnaissandEcart type

Avan_t raffinement et sans 88.19 0.40
diffusion des connaissances

A'vanF raffinement et avec 94.49 1.30
diffusion des connaissances

Apre; raffinement etsans 8921 241
diffusion des connaissances

Apres raffinement et avec

diffusion des connaissances) 27.10 0.09

Comme nous pouvons le constater :
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- la diffusion croisée des connaissances possilsliatpermis une nette amélioration du taux de
reconnaissance de l'ordre de 6% dans le cas owdesaissances initiales de I'expert (i.e.
distributions de possibilités fixées par I'expeswnt utilisées sans raffinement, et de I'ordre %e 8
dans le cas ou ces distributions de possibilitégtnraffinées) ;

- l'application du seul processus de raffinementdissibutions de possibilités n’a apporté qu’une
amélioration de I'ordre de 1% en termes de tausedennaissance ;

- l'application de la seule diffusion croisée desr@insances a permis une augmentation du taux
de reconnaissance d’environ 3% (entre les cas shmawec raffinement des distributions de
possibilités) ; et finalement

- l'association du processus de raffinement desildigions de possibilités avec la diffusion croisée
des connaissances possibilistes a permis une aaté&iode I'ordre de 9%.

Il est aussi trés important de noter la baisse aleuv de I'écart-type ce qui montre une sorte de
stabilité des valeurs de taux de reconnaissanseatenues.

Ces résultats se confirment pour le cas gaussiet @ve grande complexité de discrimination entre
les classes (Tableau 4). Seul le taux de recoramaissaprés raffinement des connaissances de Iltexper
connait une diminution de l'ordre de 4% par rap@artcas sans raffinement de ces distributions de
possibilités. Ce phénoméne a été signalé lors derdsentation du processus d’affinement des
distributions de possibilités afin de montrer gubjectif du processus d'affinement consiste a eagt
les germes possibilistes les plus fréquents eplles caractéristiques, et non d’améliorer le taex d
reconnaissance. En revanche, la diffusion croisée ebnnaissances possibilistes sur la base de
I'ensemble des germes capturés par le processwdfisement des distributions de possibilités amper
une tres forte amélioration du taux de reconnadsséae I'ordre de 17%). Ce qui montre le grandr@ité
de l'association entre les deux processus du eaffent et de diffusion des connaissances poss#silist

Tableau 4 : Taux de reconnaissance dans le cas gaassjet Grande complexité de discrimination) pour Is quatre
configurations considérées (avec et sans raffinenteties distributions de possibilités) et (avec et sa diffusion des
connaissances possibilistes)

Taux de reconnaissandEcart type

A_vant raffinement et sans 76.79 212
diffusion des connaissances

A_van_t raffinement et avec 80.35 258
diffusion des connaissances

Apreg raffinement et sans 72.14 3.85
diffusion des connaissances

Apre_s raffinement etavec 89.26 1.40
diffusion des connaissances) I =

De la méme fagon, le Tableau 5 (resp. Tableau &eptte le taux de reconnaissance dans le cas de
Rayleigh pour le cas de faible (resp. grande) cerifd de discrimination entre les classes.



Systéme de segmentation/interprétation possibilitteage 116

Tableau 5 : Taux de reconnaissance dans le cas de Régh (et Faible complexité de discrimination) pour les quate
configurations considérées (avec et sans raffinemtedes distributions de possibilités) et (avec et sa diffusion des
connaissances possibilistes)

Taux de reconnaissandEcart type

Avant raffinement et sans 80.17 215
diffusion des connaissances

A'van't raffinement et avec 03.34 232
diffusion des connaissances

Apre; raffinement et sans 675 1.74
diffusion des connaissances

Apres raffinement et avec

diffusion des connaissances) 23.94 L2r

Tableau 6 : Taux de reconnaissance dans le cas de Ragh (et Grande complexité de discrimination) poudes quatre
configurations considérées (avec et sans raffinenteties distributions de possibilités) et (avec et sa diffusion des
connaissances possibilistes)

Taux de reconnaissandEcart type

A_vant raffinement et sans 66.84 203
diffusion des connaissances

A_van_t raffinement et avec 62.92 1.95
diffusion des connaissances

Apreg raffinement et sans 58.50 239
diffusion des connaissances

Apre_s raffinement etavec 85.74 191
diffusion des connaissances) — ==

Comme nous pouvons le constater, les résultatmobtdans le cas de Rayleigh sont fortement
similaires au cas gaussien lorsque les classeemedds une grande complexité de discrimination.
L'amélioration du taux de reconnaissance est enplue spectaculaire suite a I'application de la
diffusion croisée des connaissances possibilistesias base de I'ensemble des germes possibilistes
capturés par le raffinement (de l'ordre de 27%)urRBmt, nous remarquons dans le cas de grande
complexité de discrimination des classes (et samgplication du processus de raffinement des
distributions de possibilités) une diminution derdire de 4% du taux de reconnaissance suite a
I'application de la diffusion croisée des connaiess par rapport a la configuration sans diffusies
connaissances. Ce résultat, fort intéressant,fi@gmile la diffusion des connaissances possilsliste
qualité « médiocres ou faibles » dans le cas Is difficile pour la classification (i.e. cas de Ragh
avec une grande complexité de discrimination dessels), aura pour effet de dégrader les taux de
reconnaissance au lieu de les améliorer. Par coeséql’'application de la diffusion croisée des
connaissances ne permet pas I'amélioration desdaugconnaissance dans toutes les configuratems d
classes a discriminer. En revanche, I'applicatiomjainte des deux processus de raffinement des
distributions de possibilités et de la diffusiors d®nnaissances possibilistes apporte une améiorat
certaine du taux de reconnaissance dans tousdetedayures.

5.3.2 Evaluation des performances au cas des classes nmtidales

Dans ce paragraphe, nous proposons d’évaluerrBintée I'approche ascendante proposée pour la
segmentation possibiliste dans le cas ou les olgetgerchés dans une image sont de nature gaussienn
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bimodale se trouvant dans un fond d’'image de nagaressienne. Un exemple d'images de synthése
ayant cette nature est donné dans la Figure 5.40s [Be cas de faible, resp. grande, complexité de
discrimination de classes, 'objet d’intérét, €st engendré par un mélange de deux gaussie@®{é®,:

10) et G(150, 10) Figure 5.10, resp. G(75, 15) @26, 15) Figure 5.10 ; et, la classe fond d'imagge,

est engendré par une loi gaussienne : G(100, €, (100, 15).
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Figure 5.10 : (a), (b) et (c) Image de synthése niimhodales pour le cas de faible complexité de disenination entre
classes, distributions de possibilités initiales eaffinées respectivement des classes C1 et & (d), (e) et (f) grande
complexité de discrimination entre classes, distrilttions de possibilités initiales et raffinées respivement des classes C

et G,

Les distributions de possibilités initiales obtemugiite a la délimitation par I'expert de zones
caractéristiques des deux classes sur les imagaeyntleése sont données dans la Figure 5.10, resp.
Figure 5.10, dans le cas de Faible, resp. Grauaeplexité de discrimination de classes.

A l'issue de l'application du processus de raffimgmdes distributions de possibilités initialesyuso
remarquons bien que I'extraction des germes les fslkqguemment rencontrés dans les deux classes,
permet de fournir I'estimation des distributions plessibilités de ces deux classes dans les deux cas
considérés Figure 5.10, resp. Figure 5.10, dansak de Faible, resp. Grande, complexité de
discrimination de classes.

La Figure 5.11 représente les cartes possibilettesssegmentation a I'issue du processus de diffus
croisée des connaissances possibilistes et cecilpsuwleux cas considérés des classes multimodales
gaussiennes : faible et grande complexité de diguation entre les classes. Les résultats obtenus
montrent une homogénéité importante des régiorxtlEs pour les deux classgeCG.
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Figure 5.11 : Cartes possibilistes des classes & C, et les résultats de la segmentation a l'issue dedémarche de
segmentation proposée (a) et (b) dans le cas multisales gaussien avec une faible et grande compléxite discrimination
entre les classes respectivement

La Figure 5.12 représente I'évolution, en fonctiun nombre d'itérations, de I'erreur quadratique
moyenne entre les cartes possibilistes successhtesiues au cours de la diffusion des connaissances
possibilistes, dans les deux cas considérés.
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Figure 5.12 : Erreur quadratique moyenne entre deuxartes possibilistes successives dans la disffusies connaissances
posssibilistses pour les classes multimodales gaasses (a) faible complexité de discrimination entr les classes et (b)
grande complexité de discrimination entre les class

Les résultats obtenus permettent de constatemhzecgence rapide du processus de diffusion croisée
des connaissances possibilistes. En effet, I'emaadratique moyenne (et ce pour les deux clasgsets C
C,) a atteint une valeur trés proche de zéro en na@rdouze itérations dans les deux cas considérés.

Concernant I'évaluation quantitative de I'approcigesegmentation possibiliste proposée, une étape
de classification pixeliqgue basée sur la régle @gsibn de « possibilité maximale » a été appligauée
'image de synthése dans les deux cas considésadakses multimodales gaussiennes et dans lag quat
configurations :

- avantraffinement des distributions de possibilitésatsdiffusion des connaissances ;

- avant raffinement des distributions de possibilitésetcla diffusion croisée des connaissances
possibilités ;

- aprésraffinement des distributions de possibilitésatsdiffusion des connaissances ;

- aprésraffinement des distributions de possibilitéaetcla diffusion croisée des connaissances
possibilistes.
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Cette évaluation a été réalisée sur 100 imagesyuthése (avec les mémes parametres pour les
classes multimodales gaussiennes). Les valeursmmegeadu taux de reconnaissance ainsi que les écart-
type moyens sont présentés dans le Tableau 7 (Fegpeau 8) pour le cas de faible (resp. grande)
complexité de discrimination entre les classes.

Tableau 7 : Taux de reconnaissance dans le cas desssks multimodales gaussiennes (et Faible compléxie

discrimination) pour les quatre configurations congdérées (avec et sans raffinement des distributiorte possibilités) et
(avec et sans diffusion des connaissances posssbés)

Taux de reconnaissandEcart type

A_van_t raffinement et sans 98.10 0.39
diffusion des connaissances

A'van't raffinement etavec 99.80 0.23
diffusion des connaissances

Apre_s raffinement et sans 98.20 055
diffusion des connaissances

Apre_s raffinement etavec 99.95 0.07
diffusion des connaissances) I —_

Dans le cas de faible complexité de discriminaBatre les classes, on constate que le processus de
raffinement n’a pas un grand effet sur les résul@d® segmentation obtenus par la diffusion des
connaissances possibilistes. En revanche, daritsidgdien de grande complexité de discriminatiorrent
les classes (Tableau 8), on constate une amétinrd®nviron 23% en termes de taux de reconnaissanc
aprés application conjointe du processus de raffere des distributions de possibilités et de diffias
croisée de connaissances possibilistes par rappocas ou seules les connaissances de I'expert sont
exploitées.

Tableau 8 : Taux de reconnaissance dans le cas desssks multimodales gaussiennes (et Grande compléxite

discrimination) pour les quatre configurations conglérées (avec et sans raffinement des distributiortde possibilités) et
(avec et sans diffusion des connaissances possstés)

Taux de reconnaissandEcart type

Avant raffinement e_:t sans 63.00 265
diffusion des connaissances

A_van_t raffinement etavec 66.50 4.00
diffusion des connaissance

%]

Apre; raffinement _et sans 64.32 152
diffusion des connaissances ==

Aprés raffinement et avec
diffusion des connaissances) 86.50 1.84

En conclusion, dans les deux cas: monomodal etimadal, et quelle que soit la complexité de
discrimination des classes, I'application de I'ajgbre proposée pour la segmentation possibiliste des
images apporte un gain considérable en termesdeleareconnaissance pixelique.

Les résultats obtenus par la démarche de segnmanfatiposée sont comparés aux résultats obtenus
par I'application de la méthode de segmentatiorkmaenne et ceci dans les différents cas considérés
cas gaussien de faible et grande complexité deidisation entre les classes, cas de Rayleigh itiefa
et grande complexité de discrimination entre less#s et cas multimodal gaussien de faible et grand
complexité de discrimination entre les classes Igab 9). Notons que la méthode de segmentation
markovienne utilise I'algorithme ICM et pour lesmé&s parameétres utilisés dans le chapitre précédent.
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Tableau 9 : Taux de reconnaissance pixelique et écdytpe pour la méthode de segmentation proposée atinéthode de

segmentation markovienne dans les cas suivants :scgaussien de faible et grande complexité de dismination entre les

classes, cas de Rayleigh de faible et grande conxiié de discrimination entre les classes et cas ninhodal gaussien de
faible et grande complexité de discrimination entrdes classes

Cas gaussien Cas de Rayleigh Cas multinedgdjaussien
Faible Grande Faible Grande Faible Grande
complexité | complexité | complexité | complexité | complexité | complexité
entre les entre les entre les entre les entre les entre les
classes classes classes classes classes classes
Taux de 99.78 86.77 98.46 97.52 93.53 78.15
reconnaissance T — I ==
MRF
Ecart type 0.04 1.67 0.29 1.28 0.67 2.83
Taux de 97.10 89.26 93.94 85.74 99.95 86.50
reconnaissance == == I
Approch
PrOPOSEE - Ecart type 0.09 1.40 1.27 191 0.07 1.84

Nous constatons que I'approche de segmentationbjilisie proposée permet d’obtenir un taux de
reconnaissance proche de celui obtenu par I'apprdetrsegmentation markovienne dans le cas gaussien
de faible complexité de discrimination entre lemssks. Dans les cas de Rayleigh de faible et del@ga
complexités de discrimination entre les classegpfoche de segmentation markovienne présente une
supériorité par rapport a I'approche proposée. Nausarquons aussi une supériorité de I'approche
proposée par rapport a I'approche markovienne dansas gaussien de grande complexité de
discrimination entre les classes ainsi que danadamultimodal gaussien de faible et grande contpkex
de discrimination entre les classes. Cette supérides résultats obtenus par I'approche propgseée (
rapport a I'approche markovienne) est due de & fdépendance de I'approche markovienne par rapport
a la classification initiale réalisée. En effetfteeclassification est réalisée par I'algorithmes d&
moyennes qui est tres sensible au bruit de typ etpoivre ». Dans le paragraphe suivant, ndossl

évaluer I'approche de segmentation possibilistpgsée sur des images réelles.

5.3.3 Evaluation des performances au cas d’images réelles

Dans ce paragraphe, I'approche proposée pour lmesggtion possibiliste est appliquée sur des
images réelles permettant I'observation de tumeéersein. Il s’agit d'images du type IRM, dans un
premier temps, et des images mammographiques dasecond temps.

a) Test sur la base RIDER

Concernant les images du type IRM, la base RIDEBERp:{/www.cancerimagingarchive.ngt/
comprenant des images IRM du sein ainsi que ldévéairain des tumeurs (identifiee manuellement par
les radiologues) est d’abord évaluée. Chaque inrageomposée de deux classes : tissus hormaux et
tissus tumoraux. Dans la Figure 5.13, deux imagseges de cette base d’'images ainsi que la vérité
terrain (i.e. région tumorale délimitée par lesohutjues) sont présentées.
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Figure 5.13 : A gauche : Régiones de Iésion mammaiet, a droite : la vérité terrain associée (les mes tumorales sont
délimitées par des radiologues)

Deux zones d’apprentissages de taille 10x10 pigelst positionnées par I'expert et identifiées
comme étant des zones représentatives des degegldssus normaux et tissus tumoraux. Ces zones
d’apprentissage, les distributions de possibilitégales (issues de ces zones d’apprentissags) qire
les distributions de possibilités apres raffinensntt illustrées dans la Figure 5.14.

1 1
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Figure 5.14 : Deux images (Test-1 et Test-2) du typ@M du sein issues de la base RIDER) avec les zorapprentissage
délimitées par I'expert. (a) et (c) les distributims de possibilités initiales (b) et (d) et des dibutions de possibilités aprés
raffinement

Dans ce cas (considéré comme étant un cas facilesdémination entre les classes), on constate que
I'effet de raffinement est peu remarquable au nivées distributions de possibilités initiales dfimaes.
Afin d’évaluer quantitativement les résultats obterpar la démarche de segmentation proposée, les
vérités terraines des régions tumorales sont cafepanux résultats obtenus par I'application de
plusieurs méthodes classiquement utilisées en segtin des images IRM (suivies par la délimitation
des régions tumorales). Trois méthodes de segnamtdimages IRM sont sélectionnées pour cette
évaluation :

1. La méthode de segmentation d'image par croissamcégions [115] ;
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2. La méthode de segmentation d'image semi-supervisaezy Pattern Matching (FPM) proposée
dans [110]. Cette méthode est basée sur la tranmafion des différents histogrammes de classe
(établis a I'aide des ensembles d’apprentissageetite taille) en des distributions de possibilités
en utilisant la transformation symétrique ®rde Dubois-Prade. Dans cette méthode, des
échantillons « références » de chacune des classdsutilisés pour la prise de décision afin
d’attribuer un nouvel échantillon a l'une des diffiétes classes prédéfinies. Quand un nouvel
échantillon est "accepté" comme appartenant a ldewe classes prédéfinies, cet échantillon est
utilisé pour ajuster I'histogramme de la classesa#rée et par conséquent, la distribution de

possibilités de cette classe.

3. La méthode de segmentation markovienne utilisatgdrithme ICM (les mémes parametres que
ceux utilisés dans le chapitre précédent, soniqpis).

Ces trois méthodes ont été appliquées sur les Brameest données dans la Figure 5.13. Les résultat
obtenus sont donnés dans la Figure 5.15, sacharlegumémes zones d’apprentissage sont considérées
pour toutes les méthodes (croissance de régiongttode semi-supervisée FPM). Dans cette Figure
5.15, les frontiéres des zones tumorales identifipar les différentes méthodes considérées) quresla
réalité terrain donnée par les radiologues, sanhgorimées. Comme on peut le constater par unplsim
analyse visuelle, les résultats obtenus par l'agmode segmentation proposée (en termes de
délimitation des régions tumorales) sont les « pgbusches » de la réalité terrain donnée par les
radiologues.

Segmentation identifiée par un radiologue

Segmentation par la méthode appliquée

Croissance de régions  Semi-supervisée FPM MRF Démarche proposée

(d)

Test-2

Figure 5.15 : Contour identifié de la zone tumoralet réalité terrain : (a) Méthode de segmentation ar croissance de
régions, (b) Méthode de segmentation semi-superves€PM, (c) Méthode de segmentation markovienne €tj) Méthode
de segmentation possibiliste proposée

Notons que le fait de disposer, pour la base d'esd®M RIDER, d’'une réalité terrain nous permet
de réaliser une évaluation quantitative du tauredennaissance pixelique. En effet, apres avoiliGi
les quatre méthodes de segmentation considéréssedtia évaluation, nous proposons d’évaluer be tau
de reconnaissance ainsi I'écart type de ce tauramnaissance sur un ensemble comportant 10 images
issues de la base RIDER. Les résultats de cettaadioan sont présentés dans le Tableau 10.
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Tableau 10 : Taux de reconnaissance pixelique et étaype pour les quatres méthodes de segmentationr=idérées

Croissance de régions

Semi-supervisée FPM

MRF

Approche proposé

D

Taux de reconnaissance

83.95

84.74

88.77

87.32

1.76 5.35 2.53 0.61

Ecart type

Comme nous pouvons le constater, I'approche de esegtion possibiliste proposée permet d’obtenir
un taux de reconnaissance proche de celui obtend'gmproche de segmentation markovienne et
supérieur aux taux de reconnaissance des deux destistassiquement utilisées de croissance de ggion
et la méthode semi-supervisée FPM. La faible vadieurécart type, obtenue par la démarche proposée
montre également une bonne compatibilité avecr¢ocw identifié manuellement par le radiologue.

b) Test sur la base MIAS.

Un deuxiéme test d’évaluation des performances&geroche de segmentation possibiliste proposée
a été realisé sur des images mammographiques isgieesla base de données MIAS
(http://www.mammoimage.org/databages/ Cette base de données comprend des images
mammographiques sans vérité terrain. Chaque imagparte deux classes de tissus : tissu normal et
tissu tumoral. Deux images issues de cette base ibastrées dans la Figure 5.16. Deux zones
d'apprentissages de taille 10x10 pixels sont pwsiges par I'expert comme étant des zones
représentatives des deux classes considérées.istebutions de possibilités initiales ainsi ques le
distributions de possibilités apres raffinementt gmalement illustrées dans la Figure 5.16.
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Figure 5.16 : Deux images de test mammographiquesex les zones d'apprentissage (a) et (c) les dibtitions de
possibilités initiales (b) et (d) les distributiongde possibilités aprés raffinement

Les quatre méthodes de segmentation d’images (ag@és pour les images du type IRM) sont
évaluées pour la segmentation de ces images maraptogues. Les résultats obtenus sont donnés dans
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la Figure 5.17 (les mémes zones d’apprentissagepsises en compte pour la méthode de croissance de

régions et la méthode semi-supervisée FPM).
MRF

Démarche proposée

Croissance de région Semi-supervisé FPM

@ (b) © (d)

Figure 5.17 : Contour identifié de la zone tumorale(a) Méthode de segmentation par croissance de liégs, (b) Méthode
de segmentation semi-supervisée FPM, (c) Méthode slegmentation markovienne et, (d) Méthode de segntation
possibiliste proposée

Une analyse visuelle des résultats obtenus montre lg@s performances de I'approche de
segmentation possibiliste proposée sont tres cabfe a celles de la méthode de classification
markovienne (MRF) en termes de localisation du @antCependant, dans la démarche proposée, le
raffinement des distributions de possibilités etdifusion possibiliste des connaissances sont des
processus entierement automatiques qui ne nécesaiteune intervention de I'expert pour déterminer
les parametres (comme c’est le cas de la méthodeegimentation markovienne). De plus, on peut
constater que la démarche proposée permet d’ameimeilleure homogénéité des régions détectées par
rapport aux régions détectées par la méthode dssarwe de régions et la méthode semi-supervisée
FPM.
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Afin de montrer I'effet du processus de raffinemdas distributions de possibilités dans I'approche
de segmentation possibiliste proposée, la Figur® #lustre un ensemble d'images mammographiques,
issues de la base MIAS, segmentées par la métteddfdsion croisée des connaissances possibilistes

sans et avec application du processus de raffinedesndistributions de possibilités.
Segmentation par diffusion des Segmentation par diffusion des

connaissances (SANS raffinement connaissances (AVEC raffinement
des distributions de possibilités) des distributions de possibilités)

Images de test

@) (b) (©

Figure 5.18 : Effet du processus de raffinement defistributions de possibilités sur les résultats d&a segmentation
possibiliste (a) segmentation par diffusion des coaissances et sans raffinement des distributions g@ssibilités, (b)
segmentation par diffusion des connaissances et avaffinement des distributions de possibilités, (cMéthode de
segmentation markovienne.

Comme nous pouvons le constater sur cette figuedfetl du processus de raffinement des
distributions de possibilités se traduit en terrdase meilleure précision pour délimiter les zones
tumorales.

Cet effet est plus marqué pour les images ayantgusede complexité de discrimination entre les
classes (Test-1 et Test-2). De plus, les résultatia segmentation obtenue sont trés proches de ceu
issus de la segmentation markovienne (considémaenecoptimale, d’'une maniére générale).
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Finalement, I'approche de segmentation possibipstposée a été appliquée sur des images SONAR
représentant des fonds marins composés de dewseslagéverbération et ombre. Une particularité
intéressante de ces images est que la réflectansarées des pixels issus de la classe réverbération
(resp. ombre) sont de nature aléatoire obéissamie i de Rayleigh (resp. gaussienne).

Test-1 Test-2

Figure 5.19 : Images SONAR utilisées pour I'évaluan de la démarche acendante de segmentation posksie

Les zones d’apprentissage, délimitées par un exjesriistributions de possibilités (avant et aprés
raffinement) ainsi que les résultats de la segntientabtenue sont donnés dans la figure 5.20 (resp.
figure 5.21) pour I'image SONAR Test-1 (resp. T2pt-
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Figure 5.20 : Image SONAR Test-1 avec zones d’appréssage,
(a) distributions de possibilités initiales des deuclasses (révérbération et ombre) et segmentatiqrar diffusion des
connaissances ;
(b) distributions de possibilités raffinées des deuclasses (réverbération et ombre) et segmentatiqgrar diffusion des
connaissances

@)

Test-1
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Figure 5.21 : Image SONAR Test-2 avec zones d’appréssage,
(a) distributions de possibilités initiales des deuclasses (révérbération et ombre) et segmentatiqrar diffusion des
connaissances ;
(b) distributions de possibilités raffinées des deuclasses (réverbération et ombre) et segmentatiqguar diffusion des
connaissances

L'analyse visuelle des résultats obtenus montrelgumarche proposée associant le processus de
raffinement des distributions de possibilités aleediffusion croisée des connaissances possilsliste
permet d’avoir une meilleure homogénéité de régaitectées (par rapport aux régions détectée par |
processus de diffusion sans raffinement des didtabs de possibilités) et une forte diminution des
zones d’'ombre détectées du type fausse alarme.

Dans la suite de ce chapitre, nous allons exploi¢te démarche possibiliste de segmentation ainsi
que le processus de démixage des pixels par clgzsgmsé dans le chapitre précédent) afin d’extrai
les connaissances liées au contenu de chacunégiess résultantes du processus de segmentation.

5.4 Proposition d’'une démarche « descendante » de dérape

Dans un processus d'interprétation de scéne, ¢iiatéon des connaissances descriptives de I'expert
est primordiale afin d'extraire le contenu sémamtigde la scéne analysée. Etant donnée une
représentation possibiliste de ces connaissancasiptéves, I'application de I'approche descendante
proposée pour la segmentation possibiliste d'uregénproduit des régions homogenes associées aux
différentes classes thématiques identifiées paméme expert. Il s’agit donc, d'un processus de
classification « possibiliste » d’'une scéne dansamtexte d’incertitude ou on opére sous I'hypothés
monde fermé (i.e. les M classes thématiques sergdales classes rencontrées dans la scéne analysée
par I'intermédiaire de I'image) (Figure 5.22).

Notons la différence fondamentale en termes d'difge@t de finalités entre les processus de
segmentation et de classification au niveau régignseffet, I'objectif de la segmentation consiate
identifier les régionshomogéneddans l'image, tandis que l'objectif de la clagsifion consiste a
attribuer un label désignant I'une des classes d@tigoes a chaque région identifiée. Par conséqgaeént,
sous I'hypothése du monde fermé, le processusadsifitation se trouve dans I'obligation d’attribue
unique label de classe a chaque région.
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Lorsqu'il s'agit d’une régiomure (i.e. tous les pixels de cette région représerdest cellules de
résolution ne comportant que cette méme classeattigue), les deux processus de segmentation et de
classification sont en parfaite cohérence.

En revanche, lorsqu'il s’agit d’'une régiamxte(i.e. les pixels composants cette région sonpdess
mixtes correspondant & un mélange de classes tig@es), ou d’'une région pure mais d’une classe non
« prévue »a priori (hypothése du monde ouvert), alors les objectifsdbrix processus de segmentation
et de classification présentent une forme d’'incehée au niveau de la décision qui doit étre présdep
processus de classification. Deux solutions somisagées dans la littérature a ce probléme : soit o
affecte le label majoritairement présent (au niveixelique) a la classe considérée, soit on intege
nouvelle classe thématique (dite: classe rejetcasse «poubelle ») a I'ensemble des classes
thématiques identifiées par I'expert.

|:> | Systeme de segmentatio|n|:> |:> | Classification possibiliste||:> -

Image Originale |mage Segmentée

Q . Ci
| Segmentation possibilist+ . C,

1

1

100% 100% 100% !
me.

0% 0% 0%

Figure 5.22 : Schéma général du systeme de segmeiata-classification possibiliste sous I'hypothése'ah monde fermé

Dans ce travail, nous supposons que I'on opére Boysothése d’'un monde fermé comportant M
classes thématiques prédéfinies par I'expert.

Afin de remédier a l'incohérence, en termes d'diffigcentre les deux processus de segmentation et
de classification, nous proposons une démarchdedirétation descendante basée sur I'analyse de
I'ensemble des pixels composants chaque régiotéddnidentifiée. La finalité de cette démarchedest
produire une description plus riche en termes dsassances qu'une simple attribution d'un label de
classe a chaque région homogéne extraite par Bapprde segmentation possibiliste (proposée dans le
paragraphe précédente).

En effet, nous proposons l'application de la méthdd démixage pixelique basée sur la similarité
possibiliste (développée dans les chapitres prétg€dsur 'ensemble des pixels d’une région d'iétér
donnée afin de former un vecteur descriptif deecetgyion dont les composantes sont les histogrammes
des taux d'abondance des classes thématiques rifggsdans la scene analysée) et calculés sur
I'ensemble des pixels de la région considérée (Eig§L3).
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RegloAn d'intérét : . C,
! . C,
Démixage pixelique et ' !
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d’abondance

1

Figure 5.23 : Exemple de vecteur descriptif d’'uneégion d'intérét

Cette description d’une région d’intérét est tiebe, en termes d’informations, comparée a un gmpl
processus de classification et permet de réaliseranalyse plus fine du contenu sémantique deylarré
consideéree.

Nous allons illustrer cette démarche en s’appugantimage de synthese donnée dans la Figure 5.24
comportant deux classes thématique@endrée par une loi gaussie@(ey,c,), et G engendrée par
une loi gaussienne Ggm,). Quatre objets de forme circulaire constituarst iégions d’intérét sont
présentes dans cette image :

- une région R(en haut a gauche) représentant un objet pur dadae ¢
- une région R (en bas a gauche) représentant un objet compogixels mixtes qui sont un
mélange linéaire : A= 0.8 de la classe;@t A, = 0.2 de la classe,C

- deux régions Ret R, (en haut a droite et en bas a droite) représedtnt objets composés de
pixels mixtes qui sont un mélange linéaire;:=20.6 de la classe;@t A, = 0.4 de la classe,C

De plus, deux cas sont évalués : un cas ou les dasses Cet G sont de faible complexité a étre
discriminées (€= G(160,10) et €= G(100,15)), et un cas ou les deux classest@; sont de grande
complexité a étre discriminées,(€G(120,15) et = G(100,20)).

Rappelons que les connaissances d’expert sont demad la délimitation des zones d’apprentissage
de taille 10x10 pixels.

Ci: G(m1,61) R;

C; zone d’'apprentissage

C,: G(mz,(rz) fond

2] ' A3'C1+ A4'C2 R3 et R4
RZ A1'C1 + A2'C2 G

g ~+{C; zone d'apprentissage |

Figure 5.24 : Image de synthése-type avec les zowkapprentissage

Les résultats de la segmentation par I'approchesilpiiste proposée, pour les deux images de
synthese, sont donnés dans la Figure 5.25. Patesamplyse visuelle de ces résultats, nous comstato
que la démarche possibiliste de segmentation péeppsrmet de détecter les régions d’intéréts avec,
dans le cas de grande complexité de discriminatjoelques petites régions de type fausse alarme.
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@

(b)

Figure 5.25 : Images de synthése segmentées pappeoche possibiliste proposée : (a) cas de faibleroplexité de
discrimination, et (b) cas de grande complexité ddiscrimination

Le processus de démixage pixelique, basé sur ldasté possibiliste, est ensuite appliqué sur
image de synthése dans les deux cas considéessfédétres de taille 5x5 autour de chaque pixel de
'image sont considérées). Les cartes des tauxod@ddnce pour les deux classese€G ainsi que les
vecteurs descriptifs des régions d'intéréts déésc{én phase de segmentation possibiliste) sastrifis
dans la Figure 5.26 et la Figure 5.27. L'inspectitsuelle des cartes d’abondances (dans les deux ca
considérés) montre une excellente correspondarioe &s cartes et la réalité-terrain de ces imdges
synthése.

Dans le cas de faible complexité de discriminatioays remarquons la parfaite adéquation des
histogrammes des taux d’abondance des classes(ptgas R correspondant a la classeg @ fond de
I'image correspondant a la classg.@e plus, les histogrammes des taux d’abondaeseldsses (&t
C, dans la région d’intérét,Rresp. régions Ret R;) présentent des formes monomodales centrées sur
les vrais coefficients de mélange de classgs08 et A= 0.2 (resp. A= 0.6 et A= 0.4).
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Figure 5.26 : (a) Image de synthése (cas de faildemplexité de discrimination),

(b) et (c) les cartes des taux d’abondance pour ldgux classes Cet C, respectivement,
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(d) (e) les vecteurs descriptifs des taux d’abondaa des classes pures (région, Rorrespondant a la classe ¢ le fond de
I'image correspondant a la classe £
(f) et (g) les vecteurs descriptifs des taux d’abalance des classes;@t C, dans la région d’'intérét R, (resp. régions R et
Rs)
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Figure 5.27 : (a) (a) Image de synthése (cas de gde complexité de discrimination),
(b) et (c) les cartes des taux d’abondance pour ldgux classes Cet C, respectivement,
(d) (e) les vecteurs descriptifs des taux d’abondaa des classes pures (région, Rorrespondant a la classe ¢ le fond de
I'image correspondant a la classe £
(f) et (g) les vecteurs descriptifs des taux d’abalance des classes;@t C, dans la région d’'intérét R, (resp. régions R et
Rs)

Malgré la grande complexité de discrimination desxdclasses Cet G, nous remarquons que les
histogrammes des taux d’abondance des classes(ptges R correspondant a la classe @ fond de
'image correspondant a la classg €uggérent fortement la pureté (i.e. non ou taddd mélange) des
deux classes et G. De plus, et malgré cette complexité de discritmma les histogrammes des taux
d’abondance des classesél G dans les régions d'intérét,RR; et R, permettent d’apprécier les vrais
coefficients de mélange de classes (les moyennessihistogrammes correspondent aux vraies valeurs
de ces coefficients : & 0.8 et A= 0.2 pour la région Ret Ai= 0.6 et A= 0.4 pour les régions;Rt Ry).

5.4.1 Application de I'approche descendante aux images edles

Dans ce paragraphe, nous proposons d'appliquer dmacthe possibiliste proposée pour
linterprétation de régions d'intérét issues de segmentation possibiliste dans le cas dimages
mammographiques, extraite de la base dimages MIASIrnie par la société savante
anglaise Mammographic Image Analysis SocietyNotons que dans ces images, les régions cintér
correspondent a des zones de surdensité dansndeghmammaire. En effet, le médecin focalise son
attention sur ces zones qui comportent des tissneraux potentiels et il souhaite étre confortésdsm

décision.
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L'image mammographique donnée dans la Figure @28i{ustre un exemple d'une image
comportant une zone tumorale faiblement texturégedforte contraste. Cette image est considérée par
les médecins, comme étant d’'une faible compleatélidcrimination de la zone tumorale par rapport au
tissu sein. Le résultat de l'application de l'appre ascendante proposée pour la segmentation
possibiliste est illustré dans Kgure 5.28-(b) (seuls les contours des zones tie®rsont portés sur
cette figure). L’application de I'approche descertda(en utilisant une fenétre démixage de taillg)5x
pour l'interprétation de la zone tumorale centi@b®utit aux cartes de taux d’abondance pour lselas
Tissu tumoral et Tissu sein données dans La Fi§u28-(c) et la Figure 5.28-(d) respectivement.
L’histogramme de taux d'abondance de la classeuTiemoral est donné dans la Figure 5.28-(e).
Comme nous pouvons le remarquer, le taux d’abordpogr cette classe est fortement concentré autour
de la valeur unitaire maximale. L’histogramme dextd’abondance pour la classe Tissu normal est auss
donné dans la zone de tissu sein (Figure 5.28Kipalement, I'histogramme de taux d’abondance pour
la classe Tissu tumoral est donné pour une zorteegat sur les deux types de tissu, Figure 5.28-(g).
Nous remarqguons la forte baisse du taux d’abondarieeclasse de tissu tumoral due a la présence du
tissu normal dans cette fenétre.
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Figure 5.28 : Approche descendante appliquée pouirterprétation d'images mammographiques (a) Imageorginale (cas

de faible complexité de discrimination) ; (b) Imagesegmentée par la démarche possibiliste proposég) & (d) les cartes

des taux d’abondance des deux classes « Tissu tumosaet «Tissu sein » respectivement ; (e) Histogranerd’abondance

de la classe Tissu tumoral de la zone suspecte ;Kiistogrammes de taux d’abondance des deux classelssu normal &

Tissue tumorale (dans la zone de tissu sein) ; (g)dtbgramme de taux d’abondance de la classe Tissuoral dans une
fenétre comportant les deux types de tissu

L'image mammographique donnée dans la Figure %ll28tre un autre exemple d'une image
considérée par le médecin comme étant de grandplexité. Cette image comporte une zone tumorale
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fortement texturée, de faible contraste et de pleltiégions pour lesquelles le médecin porte ugrént
particulier afin d'étudier I'étendue de la zone tuale. Les résultats obtenus aboutissent aux mémes
conclusions que celles de I'image considérées aRgure 5.28. L'analyse du résultat de I'applicat

de l'approche descendante a une région détectééaparoche ascendante, Figure 5.29-(f), montre
clairement qu'il s'agit d'une région comportant doge concentration de tissu tumoral montrantidans

présence d’autres foyers tumoraux dans le voisidaga zone tumorale centrale.
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Figure 5.29 : Approche descendante appliquée pouirterprétation d'images mammographiques (a) Imageorginale (cas
de grande complexité de discrimination) ; (b) Imagesegmentée par la démarche possibiliste proposég) & (d) les cartes
des taux d’abondance des deux classes « Tissu turmosaet «Tissu sein » respectivement ; (e) Histogranerde taux
d’abondance de la classe Tissu tumoral de la zonespecte ; (f) Histogramme de taux d’abondance de tdasse Tissu

tumoral dans une masse suspecte

Par conséquent, il est clair que les vecteurs ieiéer proposés par I'approche descendante et
extraits & partir des régions détectées, permedtentmédecins d’avoir une idée plus précise comcern
le contenu informationnel de ces régions.

5.5 Conclusion

Dans ce chapitre, nous avons proposé une apprachele permettant de contribuer aux objectifs
visés par linterprétation de scene. Les approgmesposées de raffinement des distributions de
possibilités, de segmentation par diffusion croidég connaissances possibilistes ainsi que de d§mix
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pixelique possibilistes sont cadencées séquencenmmt |'objectif de former I'approche globale
proposée. L'approche d'interprétation de scéneqsép comporte deux phases : une phase ascendante et
une phase descendante.

La phase ascendante consiste & considérer lesissamees injectées par I'expert comme un point de
départ. Ces connaissances sont d’abord transforemédss distributions de possibilités initialessiite,
un processus de raffinement de ces distributionsapgliqué. L'objectif du raffinement consiste a
extraire le maximum d’échantillons caractéristiques plus fréquents, afin de réaliser a partircee
échantillons, une nouvelle estimation des distiitmgt de possibilités des différentes classes présen
dans la scéne analysée. Finalement, la phase astendpére une segmentation possibiliste par la
diffusion des connaissances possibilistes qui t&sutu processus de raffinement des distributtins
possibilités. Ces connaissances sont présentéedasfarme de cartes possibilistes d’appartenange a
différentes classes. A lissue de la phase ascémdinscéne analysée est représentée sous la forme
d’une carte de régions homogénes.

La phase descendante de l'approche proposée aorisis€aliser I'interprétation des différentes
régions homogénes identifiées dans la phase asuengar le biais de I'approche d’'analyse et de
démixage pixelique possibiliste proposée dans hepitres précédents. L'objectif de cette analyse
consiste a représenter chaque région par un vedeeuwdescripteurs comportant les histogrammes des
taux d’abondance aux différentes classes de laesaalysée. Un vecteur de descripteurs apporte une
source de connaissance tres riche permettant igpnéter d’'une facon fine le contenu sémantique de
chaque région en termes de composition pixeligéestttique de I'ensemble des pixels composant cette
région. L’'objectif visé par cette phase descendantesiste soit a confirmer la présence d’'une unique
classe thématique dans chaque région, soit a &naps contenu sémantique afin qu'un expert ou un
systéme automatisé de prise de décision puissenereme décision finale soit en attribuant la ragio
une seule classe, soit en explicitant les diff@grtlasses formant cette région ainsi que leur taux
d’abondance.

Nous avons évalué I'évaluation des performancesl'@gproche ascendante de segmentation
possibiliste dans le cas de classes monomodalesukiimodales. Les résultats obtenus sur la base
d'images de synthése ont montré I'effet de regrongye de I'approche de raffinement des distributions
de possibilités et la segmentation par diffusiarisg&re des connaissances possibilistes et cecrrapge
d’augmentation du taux de reconnaissance surtaug da contexte ou les classes thématiques sont
difficiles & discriminer.

Nous avons aussi évalué la performance de la démgrossibiliste de segmentation d’'image en
termes de convergence. Les résultats obtenus ontrénane convergence rapide du processus de
diffusion des connaissances possibilistes (moinsqadatorze itérations) et ceci dans tous les cas
considéres.

Les résultats de I'évaluation montrent I'efficacité I'approche proposée en termes d'interprétation
(identification du contenu thématique des régioistétét), sur la base d’images de synthése (dant o
maitrise parfaitement bien leur contenu) ainsi suedes images médicales liées a I'analyse de ttsmeu
de sein (essentiellement des images mammographiques






Chapitre 6

VERS UN SYSTEME GLOBAL
D' INTERPRETATION DE SCENE

6.1 Introduction

Dans le chapitre précédent, nous avons proposéappreche de segmentation/interprétation d'image
basée sur une démarche possibiliste comportantpteases: ascendante et descendante.

La phase ascendante est composée de deux étapesutores : lgaffinementet ladiffusion des
connaissances possibilistdses connaissances de I'expert (i.e. connaissanbesit niveau »), liées aux
différentes classes de la scene analysée, comdtiteigooint de départ de cette phase. Un traitement
collaboratif entre ces connaissances haut nivedasetionnées issues du capteur bas niveau permet
d’accumuler les évidences sur les régions (ou pgtaboutit & une image segmentée-classifiéa de |
scene analysée.

La phase descendante consiste a réaliser l'intatfmé des différentes régions homogénes idensifiée
dans la phase ascendante. Dans cette phase, thppie démixage pixelique possibiliste proposés dan
le quatriéme chapitre est appliquée au niveau élgions permettant d’analyser I'ensemble des pixels
composant chaque région d'intérét identifiée. Lrzalité de cette analyse est de caractériser chaque
région d’intérét par un vecteur de descripteurspgmant les histogrammes des taux d’abondance aux
différentes classes de la scéne analysée. Ainsgxgplicitant les différentes classes formant chaque
région, une décision peut étre prise concernammigénéité de la région d’intérét (i.e. une région
homogéngure ou mixte.

L’approche de segmentation/interprétation d'imagmgppsée a été jusque-la basée essentiellement sur
une seule primitive (i.e. raffinement des distribns de possibilités décrivant chaque classe) igxtra
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d'une seule image (i.e. une seule source de donhnBesplus, notre attention a été focalisée sur
l'interprétation de la région d’intérét donnée.

En effet, le systeme d’interprétation de scene gissomprendre la totalité de la scéne observée
(identifier et analyser les différentes régions anjets composant la scéne et étudier leurs rekation
spatiales). Dans la conception de tels systemespmastate une tendance croissante d’exploiter guusi
primitives afin de réduire la confusion interclas§ette tendance est motivée par I'accessibilité de
plusieurs sources de données (par exemple, imagiétey infrarouge, radar, SIG, ...). Les primitives
utilisées peuvent étre calculées a partir d'unéesenage (niveau de gris, écart type, entropie) etc en
provenance de plusieurs images issues de diffécapteurs (aprés une phase de recalage géométrique
de ces images).

Dans ce chapitre, nous proposons d'étendre I'apgrode segmentation/interprétation d’'image
proposée dans le chapitre précédent et ceci afttotbe cette approche d’opérations de fusion peamiet
d’exploiter plusieurs primitives dans la phase adeate, mais aussi d’'un systeme d’'analyse de leesce
dans la phase descendante (Figure 1.3).

Dans la phase ascendante, deux stratégies damntaiteseront considérées. La premiére consiste a
réaliser le traitement capteur par capteur (ou éna&r image), d’'une fagon indépendante et ensuite a
réaliser la fusion des résultats. L'autre stratégiesiste a réaliser le traitement conjointemerprenant
en compte tous les capteurs ou toutes les imagssd€ux stratégies aboutissent chacune a une image
segmentée qui constitue I'entrée du systeme d’aealg la scene.

La premiére phase du systeme d’analyse de scemsésmorn la construction d’'un rapport descriptif
pour chacune des régions identifiées dans la phasendante. Le rapport descriptif d’une région
comporte des informations liées a cette régiowgldeur de descripteurs, la forme et la taille,) gtimsi
gue des informations liées aux relations spatiaigee la région d’intérét et les autres régionedées
(régions adjacentes par exemple). Dans le proceksu®nstruction des rapports descriptifs et aéin d
former le vecteur des descripteurs de chaque redjimpproche de démixage pixelique possibiliste
proposée sera appliquée sur chacune des régiontffiées. En exploitant ces rapports descriptifse u
phase d’analyse de la sceéne par région sera enseitee dans l'objectif de localiser les régions
homogénes « pures » et de fusionner des régionsd@mas « mixtes » (parRegion Merging) ayant
des caractéristiques similaires selon des critprésiéfinis et finalement donner une interprétation
globale de la scéne analysée.

Une évaluation globale de I'approche proposée détaillée et appliguée a une image comportant
plus de deux classes.
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6.2 Fusion inter-primitives

La sélection des primitives constitue une étape itr@ortante dans le processus d'interprétation de
scéne. A ce stade, il faut rappeler que I'utilisatdes primitives corrélées (qui ne représentestlpa
variation entre les classes) peut dégrader plub@& djenrichir les résultats a l'issue du processus
d’interprétation [63]. Notons qu’une pondératiorupétre attribuée a chacune de ces primitives (ou a
sources de données considérées) afin de prendr@ngpte la fiabilité de ces primitives (ou les s@sjc
Cette pondération doit étre aussi choisie d’'unerfagidicieuse afin d’éviter la dégradation dans le
processus d’interprétation.

L'objectif dans ce paragraphe est d’étudier I'iététe fusionner plusieurs images de primitives dans
I'approche de segmentation/interprétation d'imaggpsée et ceci en exploitant les opérateurs derfus
proposés dans le cadre de la représentation passibNotons que les images de primitives peugénat
extraites d’'une seule image de la scéne (obsersatdt d’'un seul capteur) ou a partir de plusieurs
images issues de plusieurs capteurs (telle quenieges multi-spectrales, les images hyper-spestrale
...). D’'une maniere générale, la sélection des piast calculées a partir de plusieurs images regalée
(issues de différents capteurs) permet d’obtergraomplémentarité spectrale et spatiale plus iraptet
que celle obtenue a partir d’'une seule image [B3B] [

Dans un premier lieu, nous considérons la scenlyssen (et observée via Q images recalges
l5,...,lp ayant la méme taille HxW) comme étant formée delddses thématiquas= {C,, C,,..., G4}
prédéfinies par I'expert qui délimite aussi un eniske comportant des zones d’apprentissage initiales
pour ces différentes classes thématiques dansniageslq, g=1,...,Q données de la scene analysée.
Supposons que N images de primitives ont été éadrai partir des Q images originales de la scene .
Notons que les Q images originales comportantdesnées brutes en sortie des capteurs peuventrétre u
cas particulier d'images de primitives (Q = N).

Dans la phase ascendante, et afin d’obtenir I'insgamentée en régions homogénes, nous adoptons
deux stratégies de raffinement-estimation desibigions de possibilités caractérisant les M classe
(prédéfinies par I'expert dans la scéne), commérselisé en Figure 6.2 :

- La premiére stratégie consiste a réaliser le mffient-estimation des distributions de possibilités
pour les M classes et d’'une facon individuelle pchaque image de primitive sélectionnée.

- Dans la deuxiéme stratégie, le raffinement-estwnationjoint des distributions de possibilités
(i.e. en prenant en compte les N images de priesjipour les M classes est réalisé. Une valeur
de possibilité conjointe,(Cn, {I1, I2,...,})) représente dans quel mesure il est possibleleue
pixel By soit simultanément un germe possibiliste de lasdaG dans chacune des images de
primitives I,, n=1, ..,N. La regle que nous proposons pour laepdisine décision qu’'un pixel
considéré soit un germe possibiliste ou non, esddoaur les deux niveaux pixelique et spatial a la
fois et pour chaque primitive (Equation (6.1)) :

Pol{ 14, 12,...,IN} €St un germe possibiliste ssi :

INd({Cy. 1) =S,

INd({Cyry. 1) =TR(C 1) ~MaXTTR (C pl 1) S
m#m,

(6.1)

[, W/ n=1,..,\

ou Ind({C, In}) est l'indice de confiance de la classg,@u niveau pixelique et en prenant en

compte I'image de primitivéy, et S est le seuil de confiance décisionnelle gpplisur les deux
niveaux : pixelique et spatial. Notons que le reffnent-estimation conjoint des distributions de
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possibilités est effectué dans le but d’augmeratereltitude dans le processus d’extraction des
germes possibilistes.

L’étape de raffinement-estimation des distributidespossibilités, pour les deux stratégies adoptées
image/image et conjoint, aboutit a la constructlenN distributions de possibilités pour chacuneles
classes considérées dans la scene analysée. Ggite de raffinement est suivie par une étape de
projection des connaissances possibilistes pemtedtavoir N cartes possibilistes pour chaque @ass
notéeLLP, c, (HxXW), m=1, ..., Metn=1, ...,N.

Pour chaque classe,des N cartes possibilist&P,, ¢, sont ensuite fusionnées en utilisant I'un des
opérateurs de fusion proposés dans le cadre passibEtant donné un pixel P, le degré de posbil
pour gue ce pixel soit de la classg &3t donné par :

CPep (1)) = CPiy.om ()a(P(i.))))*...* CPycm ((P(i.))))
Tz om0 (P (1)) ... Tuy.om (n(P(1.]))), i=1,..H; j=1,.,W

ou * est un opérateur de fusiow, n=1, ...,N désigne la primitive observée au pixéijPet
T, cn(X1(P(i,)))) est le degré de possibilité d’étre dellsse G étant donné la primitive n.

Cette fusion aboutit a avoir M cartes possibilisEgzrésentant chacune des M classes. En exploitant
ces cartes possibilistes, la diffusion croiséeaemaissances possibilistes est réalisée. La msaiion
de lindice de confiancénd est utilisée comme régle de décision et ceci @éirdélimiter les régions
homogénes. Rappelons que cet indice représentetl’éotre les deux plus grands degrés de possibilit
sur l'univers de discours. Nous avons adopté lasieana plus stricte de cette regle de décisioruéiiqn
(2.18)) qui n'accepte la prise de décision qua sidleur de I'indice de confianted dépasse un certain
seuil S prédéfini. Notons qu’une valeur élevée deseuil permet d’avoir une idée rapide des régions
homogénes « pures » dans la scéne analysée.
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Figure 6.2 : Phase ascendante du systeme proposintirprétation de scene et les deux stratégies deffinement-
estimation des distributions de possibilités adopés : le raffinement-estimation des distributions dg@ossibilités d’'une

facon individuelle (gauche) et le raffinement-estimtion conjoint des distributions de possibilités (bite).

6.3 Application de la phase ascendante a une image dgddétection

Dans ce paragraphe, nous proposons illustrer legltaés obtenus par I'application de la phase
ascendante du systeme d'interprétation de scermmgde sur un exemple en télédétection. Dans cet
exemple, la scene qui contient quatre classes tigirea, est observée par le capteur multi-spectral

SPOT sur trois bandes spectrales qui sont mongré€gyure 6.3 [148].
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Figure 6.3 :(a) Image SPOT composée de quatre classe
(b) premiére bande, (c) deuxiéme bande, et (d) teieme bande

Quatre zones d’'apprentissages de taille 10x10po@respondant aux quatre classes sont délimitées
par un expert, sur I'image SPOT. Ces zones soigugds en Figure 6.4.

. C, : Champs couverts
. C, : Zone boisée

|:|C3ZSO| nu

. C,: la sénescence de la végétation

Figure 6.4 : Image du capteur SPOT et zones d’appréissage considérées

6.3.1 Le raffinement-estimation des distributions de pogbilités

Dans cette phase, et dans un premier temps, ngliglagnms le processus de raffinement-estimation
image/image, pour chague bande spectrale de I'i8&§2T). Dans un deuxieme temps, nous appliquons
le processus de raffinement-estimation conjointiGeur les deux stratégies considérées, nousgterm
d’obtenir quatre distributions de possibilités irades caractérisant les quatre classes prédéfilaies
I'image SPOT, pour chacune des images de primifiviegire 6.5, Figure 6.6, et Figure 6.7).

1 1 1 1
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Figure 6.5 : Distributions de possibilités pour Ie quatre classes dans la premiére bande (a) disttibons de possibilités
initiales, (b) distributions de possibilités raffirtes image/image et (c) distributions de possibilggaffinées conjointement
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Figure 6.6 : Distributions de possibilités pour legjuatre classes dans la deuxieme bande (a) distrifimns de possibilités
initiales, (b) distributions de possibilités raffirtes image/image et (c) distributions de possibilggaffinées conjointement
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Figure 6.7 : Distributions de possibilités pour le quatre classes dans la troisieme bande (a) distutions de possibilités
initiales, (b) distributions de possibilités raffirtes image/image et (c) distributions de possibilggaffinées conjointement

Nous remarquons l'aspect plus « lisse » des digtobs de possibilités raffinées dans le cas du
raffinement-estimation conjoint par rapport au dagaffinement estimation image/image, ce qui ést d
aux contraintes imposées pour sélectionner lesegepuossibilistes dans le cas du raffinement-estmat
conjoint.

6.3.2 La projection des connaissances possibilistes

L'étape du raffinement-estimation des distributios possibilités aboutit, dans chaque bande
spectralel,, n=1, 2, 3, a la construction de quatre distrdngi de possibilités (associées aux quatre
classes thématiques= {C1, C,, C;, C4} présentes dans la scene analysée et prédéfiaideppert dans
les images observées I, 13). Dans chague bande spectrale, I'application deqoatre distributions de
possibilités sur 'image associée permet d’avomtrpicartes possibiliste€R,, ¢, N=1, 2, 3 et m=1, 2,

3, 4 correspondant aux degrés de possibilités iffésethts pixels aux quatre classes prédéfinies dian
scene analysée.

Apres la phase de raffinement-estimation des Higions de possibilités ainsi que celle de la
projection de ces connaissances possibilistespbase de fusion des cartes possibilistes est effect
Cette phase de fusion aboutit a une carte posséilnique pour chacune des quatre classes priédéfin
CPc, m=1, 2, 3, 4.

Etant donné que les bandes spectrales peuverta@tsalérées comme des source®rcordantes
fournissant des informations qui sont en accordisredoptons, pour la fusion des cartes possilsliste
I'opérateur conjonctif «nin » (Zadeh T-norme) [73]:
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CPop (i) = CPiy.om ()a(P(i.))))*...* CPycn(*n(P(i.))))
=MiN(T1,cn(*a(P(1.1)), - Tl crn(P(111))
Les résultats de la fusion des cartes possibilistéigles, raffinement-estimation image/image et

raffinement-estimation conjoint des distributions dossibilités sont présentés dans les Figure 6.8,
Figure 6.9 et Figure 6.10.

(b) (c) (d)

Figure 6.8 : Cartes possibilistes pour les quatrda@sses aprés le processus de la fusion (sans ra#fieent des distributions
de possihilités), (a) image originale, (b) carte psibiliste de la classe £ (c) carte possibiliste de la classe,((d) carte
possibiliste de la classe £ et (e) carte possibiliste de la classe,C

() (b) (c) (d)

Figure 6.9 : Cartes possibilistes pour les quatrdasses apres le processus de la fusion (aprés naéfinent-estimation
image/image des distributions de possibilités), (&@nage originale, (b) carte possibiliste de la clas G, (c) carte possibiliste
de la classe G (d) carte possibiliste de la classezCet (e) carte possibiliste de la classe,C

(a) (b) (c) (d)

Figure 6.10 : Cartes possibilistes pour les quatrelasses apres le processus de la fusion (aprés irement-estimation
conjoint des distributions de possibilités), (a) irage originale, (b) carte possibiliste de la clas€g, (c) carte possibiliste de
la classe G, (d) carte possibiliste de la classesCet (e) carte possibiliste de la classe,C

Il est bien évident qu'une analyse visuelle deslltéts ne permet pas de donner une préférence de

'approche a adopter (parmi les trois présentésans raffinement/estimation, avec raffinement/
estimation image par image et, avec raffinememtasion conjointe). En effet, les trois approches
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montrent des résultats similaires. Une légére peéfie (visuelle) est attribuée a I'approche avec
raffinement/estimation conjointe car nous remarguame homogénéité plus marquée des zones de forts
degrés de possibilités pour les différentes clag3eplus, notons la présence de grandes zonesldiesf
degrés de possibilités aux différentes classessigfie qu'il s’agit de grandes zones mixtes.

6.3.3 La diffusion des connaissances possibilistes et sggntation possibiliste

Le processus de segmentation est accompagné daoegsus de classification dans lequel nous
proposons d’ajouter une cinquieme classe repré#efga régions homogeénes « mixtes » qui sont
difficiles & segmenter (on suppose que nous opémaus I'hypothese du monde fermé, c'est-a-direeseul
les quatre classes identifiées par I'expert sodggmtes dans la scene analysée).

La regle de classification pixelique que nous adieptse base sur la valeur de I'indice de confiance
Ind. En effet, si I'indice de confiance est supéri@ume valeur de seuih 8.e. il existe une classe unique
ayant un degré de possibilité supérieur d’au m&y tous les autres degrés de possibilités), alors le
pixel est attribué a cette classe. En revanche, wleur de I'indice de confiance est inférieutesauil
S, alors le pixel est attribué a la classeq@i est une classe de rejet de classification teaipe. Afin
d’obtenir I'image segmentée en régions homogeérmedifiusion croisée des connaissances possibilistes
est appliquée sur les cartes possibilistes isseela gphase de fusion (et ceci pour les trois cas de
distributions de possibilités : initiales, raffinem-estimation image/image et raffinement-estinmtio
conjoint).

Les résultats du processus de segmentation/ctagifi adopté (pour une valeur de seuil d’'indice de
confiance $= 0) sont présentés dans les Figure 6.11, Figat: 6t Figure 6.13.

(b) (c)

Figure 6.11 : Segmentation/classification de I'imag SPOT sans raffinement des distributions de possiités (a) image
orginale, (b) contours des régions identifiées dar$mage segmentée, (c) image classifiée

(b) (c)

Figure 6.12 : Segmentation/classification de I'imag SPOT au cas du raffinement-estimation image/image) image
orginale, (b) contours des régions identifiées danmage segmentée, (c) image classifiée
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(b) (c)

Figure 6.13 : Segmentation/classification de I'imag SPOT au cas du raffinement-estimation conjoint (a)mage orginale,
(b) contours des régions identifiées dans image segntée, (c) image classifiée

Nous constatons pour les deux cas de raffinemeagefimage et raffinement conjoint, I'effet de
raffinement en termes d’élimination des petitesiagg est plus visible permettant ainsi de mieux
identifier les zones homogeénes (a titre d’exemnplepne mixte en haut a droite de la scéne anglysée

De plus, le raffinement/estimation conjoint perrd&tboutir a des régions plus homogénes que les
deux autres approches (en termes de régions d&tagstiellement dans cette image).

Afin de montrer I'intérét de I'indice de confianpeur l'inspection des régions homogénes « pures »
ainsi que les régions homogénes « mixtes », noossautilisé, dans le cas de raffinement-estimation
conjoint des distributions de possibilités, troideurs du seuil S = 0.5, 0.1, et 0. Les résultats de la
classification pour ces trois valeurs de seuildite de confiance sont présentés dans la Figude 6.1

() (d)

Figure 6.14 : Classification de I'image SPOT au catu raffinement-estimation conjoin (a) image orginag, (b) image
classifiée pour $= 0.5, (c) image classifiée pour,$ 0.1 et (d) image classifiée pour,S 0

En effet, plus cette valeur de seuil est grandes f@s régions détectées sont pures. Nous pouvons
constater que pour la valewy $0.5, la classification de I'image SPOT en seabhasur la maximisation
de lindice de confiancénd, nous permet d’avoir une idée sur la localisati@s régions homogenes
« pures » pour lesquelles on est totalement certirleurs contenus sémantique dans la scéne @émalys
De plus, cet indice pour la valeus S 0, nous permet de localiser les régions homag&mixtes »
comportant un mélange trés important de plusielasses. Afin de mettre en évidence ces régions
homogenes « mixtes », nous allons utiliser dansuite, la valeur §= 0 et ceci dans le cas de
raffinement-estimation conjoint des distributioresgbssibilités.

6.4 Phase descendante et analyse de scéne en télédétect

En élargissant I'approche descendante du systemtembrétation de scene proposé, une étape de
modélisation des régions est effectuée. Cette étquair objectif de constituer un formalisme petardt
d’'incorporer des connaissanaegriori pour chacune des régions détectées dans la pbamedante. Ce
formalisme est composé des rapports ou chaque ntapmacerne une région détectée et comporte les
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informations caractéristiqgues de cette région dedjee le vecteur descriptif, la localisation, ldlda..

ainsi que des connaissaneepriori liées a la taille, forme (par exemple, une forrolygonale pour les
champs agricoles), orientation et contexte spatiés régions (ou objets) dans la scéne. Ces
connaissancea priori enregistrées dans les rapports constituent desagties imposées qui seront
utilisées pour guider I'analyse de la scéne. Dissrégports doivent répondre a des questions dai:typ
guelles sont les régions adjacentes de la régionéddt ? ». L'exploitation des rapports des région
détectées permet de réaliser I'analyse de la sstede fusionner les régions (iRegion Merginyselon

des criteres prédéfinis.

6.4.1 Modélisation des régions

La phase ascendante d’analyse de scene vise seréaliprocessus de segmentation/classification
dans I'objectif d’extraire, de labéliser et de cdde les parametres géométriques (taille, formsitiom,
localisation des régions adjacentes etc.) des mégidentifiées dans la scéne analysée (Figure .6.15)

Dans la phase descendante, chaque région idengBé analysée plus finement (en appliquant
'approche de démixage pixelique possibiliste ps#®) dans I'objectif d’extraire le vecteur desdfipt
décrivant la distribution statistique des taux diadlance des pixels composant cette région, aux
différentes classes thématiques.

Image
Segmentée

. =

Extraction des régions détectées

| !
2 . .

o

Rapport RAPPOI | vieeriecnriereeresisastsasesasensans Rapport
(Ry) (R2) (Re)

C 2 C

Figure 6.15 : Systeme de modélisation des régions

Ainsi, les informations essentielles caractérigdnaque région identifiée sont extraites et enneggst
dans le rapport descriptif lié a cette région. Des plors de la phase d’'analyse ascendante, I'exeert
imposer une taille minimale des régions identifiéa d’éviter d’avoir un nombre élevé de régiales
faibles tailles). A titre d’exemple, la Figure 6.liistre les résultats de la phase d’analyse aisudn
d’'une image SPOT segmentée par raffinement-estmatinjointe des distributions de possibilités suiv
par la diffusion des connaissances possibilistass(fa contrainte d’avoir des régions de tailleimaile
T.=50 pixels). Les régions de faible taille sont gippes en labélisant leurs pixels avec le mémd labe
de classe que la région englobant la région déeftaldle.
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Figure 6.16 : Application de la contrainte liée ad taille des régions détectées (a) image segmentée raffinement-
estimation conjoint et avant I'application de la catrainte T ,=50 pixels (b) image segmentée par raffinement-estation
conjoint et aprés I'application de la contrainte T,,=50 pixels

On constate clairement que l'application d’'uneetetbntrainte, permet de supprimer les petites
régions qui sont souvent des fausses alarmessgultie la phase ascendante, I'ensemble des pa@amétr
géomeétriques concernant chaque région identifigtecadculé et enregistré dans le rapport descrietif
cette région. La phase descendante consiste &agpliapproche de démixage pixelique possibikste
chacune des régions identifiées dans la phasedesten

Au niveau de chaque source d’information (i.e. leasgectrale dans ce cas) les distributions de
possibilités initiales (estimées a partir des zod&gpprentissage) permettent d'obtenir les cartes
d’abondance pour 'ensemble des classes thématiduesiveau de chaque classe thématique, la carte
d’abondance finale est obtenue comme étant la nmeydas cartes d’abondance des différentes sources
d’'information. Les résultats obtenus par I'applicatde I'approche proposée sur I'image SOPT, en

termes de cartes d’abondance, sont donnés dargulz 6.17.

0%

(a) (b) () (d) (e)

Figure 6.17 : Cartes d’abondance pour les quatre abses thématiques (a) image originale (b) carte diandance de la
classe G (c) carte d’abondance de la classe,@d) carte d’abondance de la classe4&t (e) carte d’abondance de la classe
C4

Une analyse visuelle de ces cartes montre un chbgaent entre d’'un c6té les classegChamps
couverts), G (Zone boisée) et Jla sénescence de la végétation), et de l'auti®& edtre la classesC
(Sol nu) et la classe,@la sénescence de la végétation). En revanchejgehevauchement est constaté
entre la classe {&Sol nu) et les deux autres classe&G.

Pour chaque région identifiée, le vecteur de dpwaris comporte les quatre histogrammes
représentant les distributions statistiques desd@abondance des différentes classes dans cgitré

Les Figure 6.18, Figure 6.19 et Figure 6.20 illeistrdes exemples de régions identifiées par I biai
de la phase ascendante sur Iimage SPOT considéméeque les vecteurs descriptifs associés a ces
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régions. La Figure 6.18 présente une région « pifre. ne comportant qu'une seule classe théngtiqu
tandis que les deux autres figures : Figure 6.18 Eigure 6.20 présentent des régions « mixtes ».
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Figure 6.18 : Exemple d’une région homogene-pure sllimage SPOT : (a) Image originale segmentée sols contrainte
T,,=50 pixels, (b) La région homogéne- pure, et (c) Leesteur descriptif associé
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Figure 6.19 : Exemple d’'une région homogene-mixteomportant un fort mélange des quatre classes thémgtes : (a)
Image originale segmentée sous la contraintg, 50 pixels, (b) La région homogéne-mixte, et (¢) Leseteur descriptif
associé

— Classel
[, [—
Classe2 . C.
2., Classe3
X ||~ Classe4
- Il c:
n 40
()
o
[
" - Ce.
g 20
: M
10
00 01 0.2 0‘3 0‘4 D‘S 0‘6 0‘7 0‘8 0.9 1
Taux d'abondance
(a) (b) (©

Figure 6.20 : Exemple d'une région homogéene-mixteomportant un fort mélange des quatre classes thémigues : (a)
Image originale segmentée sous la contrainte,¥£50 pixels, (b) La région homogéne-mixte, et (c) Lesuteur descriptif
associé

Ces exemples montrent l'un des intéréts fondam&nti®s vecteurs descriptifs proposés par cette
démarche. En effet, ils peuvent confirmer/infirniaspect pure d’'une région identifiée et donner une
information essentielle sur le contenu qualitatd.(les classes thématiques contenues) et qudstiize.
les taux d’abondance des classes thématiques) égiens identifiées. Nous remarquons que
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I'histogramme des taux d’abondance des classeRs la région illustrée dans la Figure 6.18, grtes
des valeurs d’abondance centrées sur la valeuy, «& qui suggére fortement la pureté de la cl@sse
De plus, les histogrammes des taux d’abondanceldsses ¢ C,, C; et G, dans les régions illustrées
dans la Figure 6.19 et la Figure 6.20 permetteapptécier le mélange de ces classes. Notonsega titr
d’exemple, que l'inspection visuelle de la régithnstrée dans la Figure 6.19, laisse a penser gaiit
d’une région mixte ne comportant que les contehématiques : €et G, pourtant, nous remarquons la
présence de taux d’abondance important des detesatlisses thématiquesdt surtout G

Les histogrammes des taux d’abondance des class€,CC; et G dans les différentes régions
identifiées dans la phase ascendante seront eédpldéns la suite afin d’étudier la similarité ertes
régions en termes du contenu thématique. Unedrllde de similarité est menée dans le but d’acdompl
I'interprétation de la scéne (au-dela de l'inspmttiisuelle).

6.4.2 Similarité de régions
Une fois I'ensemble des régions contenues danscémes analysée identifié, trois questions
s'imposent:
1. Etant donnée une région spécifique dans la scémdieq sont les régions qui lui sont similaires
dans la scéne analysée ?

2. Etant donnée une classe spécifique dans la scaabesjsont les régions qui contiennent cette
classe ?

3. Region Merging Etant données deux régions adjacentes, a quehunisont-elles similaires au
point de les fusionner en une seule région (ounsdebien les garder comme étant deux régions
distinctes) ?

Ces trois questions impliguent la définition d’'umesure de similarité entre deux régions identifiées
dans la scéne analysée. Pour le calcul de cettarenee similarité, nous allons nous contenter des
vecteurs descriptifs comportant les taux d’abondssans considérer les parametres géométriques qui
caractérisent les différentes régions.

Chaque région Rest caractérisée par un vecteur descifyif= [A c,(X), Ar c(X), ---, Ar,c,,(¥)] OU

x0[0,1] désigne le taux d’abondancefg} c (x) désigne I'histogramme de taux d’abondance déakse

thématique G dans la région R

Similarité liée a une classe thématigue

Y

Dans la littérature, des mesures de distance stliséas pour déterminer a quel point un
histogramme differe d’'un autre histogramme (i.e.urponesurer la «dissimilarité » entre les
histogrammes)[149]. Etant donné que les histograsnpeivent étre considérés comme des vecteurs
numériques, les mesures de distance métriques tglie les mesures ddinkowski (voir chapitre 4),
peuvent étre utilisées. D’autres techniques de eoaon d’histogrammes ont été introduites dans la
littérature, nous citons, la distangétest qui est basée sur les statistiques [150jtersection des
histogrammes [151] et les techniques basées scortgaraison des histogrammes cumulatifs [149].
Malgré cette diversité des mesures de similariteedas histogrammes proposées dans la littératire,
choix d’une mesure convenable reste toujours uastoun ouverte.
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De plus, par une simple normalisation des histogram(afin d’avoir une valeur maximale égale a
I'unité) les histogrammes normalisés peuvent éresiclérés comme des fonctions d’appartenance a des
ensembles flous. Par conséquent, les mesures dargém introduites a l'origine pour quantifier la
ressemblance entre deux ensembles flous, peuvest @ne appliquées pour la comparaison de deux
histogrammes [149].

Pour la sélection de la mesure de similarité ehiseogrammes, Van der Weket al [149] ont
proposeé quatre propriétés qu’une telle mesureveoitier :

1. La réflexivité : Deux histogrammes identiques doivent avoir uneungede similarité unitaire ;

2. La symétrie :La mesure de similarité entre deux histogrammésndgpendante de 'ordre de
leur présentation ;

3. La résistance au bruit :.Une bonne mesure de similarité ne doit pas évg itffluencée par le
bruit, et doit étre décroissante en fonction dedraentation du niveau de bruit ;

4. La résistance au décalage des valeurs mesurédse bonne mesure de similarité doit étre
performant et ne pas étre trop affectée par unefaiécalage des valeurs mesurées (phénoménes
de «Enlightening» et «Darkening»). Cette mesure doit étre aussi décroissante rettidm de
'augmentation du décalage des valeurs mesurées.

Une étude expérimentale de I'applicabilité des mesde similarité aux histogrammes normalisés a
abouti a plusieurs mesures de similarité donnéess da49]. Parmi ces mesures de similarité

d’histogrammes proposées, nous avons retenu larendsusimilarité suivante entre I'histogramme du
taux d’abondancég c (x) et I'histogramme du taux d’abondankeg c,(x) :

2y (R0 A5 (3]
‘ARk,Cm (¥O ARh.qn(’é‘ (6.2)

=1 giRk,sz ARh,cm =0

SimH(ARk,cm. ARh,Cm) =

Cette mesure prend ses valeurs dans l'intervalld f les deux histogrammes normalig@sc et
ARh*Cm sont considérés comme étant des fonctions d'agpamte a des ensembles flouas,et O

indiquent les opérations d’intersection et d'unies ensembles flous & |désigne la cardinalité de
I'ensembleA.

Notons que la majorité des mesures proposées dd8% §pportent des résultats comparables. La
raison du choix de cette mesure Siméside dans sa capacité, d'un coté, de quantdiezone de
chevauchement entre les histogrammes et, d’autée d@pporter une solution au cas trivial ou ldm
deux histogrammes comparés est nul (i.e. la réggorontient pas la classe correspondante).

A titre d’exemple, la Figure 6.21 présente cingregles de régionsRR,, Rs, R, et R; identifiées en
appliquant la phase ascendante sur 'image SP@E gtcteurs descriptifs associés a ces régions.
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Figure 6.21 : Exemple de régions identifiées en aliguant la phase ascendante et leurs vecteurs degifs (a) image
segmentée, (b) RégionsRR,, Rs, R, et Rs et (¢) vecteurs descriptifs

Notons que les trois régions,RR, et R, sont adjacentes et sont donc potentiellement dateti & une
fusion (i.e.région merginy et ceci malgré la différence visuelle entre lespdrégions Ret R. La
sélection de deux régions « €éloignées»eRR; a pour objectif d'étudier la similarité en termgs
distribution de classes dans la scéne.

Concernant les deux régions & R (R, est encerclée par la région)Ret en considérant la mesure
de similarité choisie Sim(Equation (6.2) ), nous obtenons les résultatsasis :
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* Simy(Arc; AR,ct) = 0.4

* Simy(Ar,c, Arycy) =0

*  Simy(Ar,csPR,cy) = 0.05;
* Simy(Ar,c,AR,c,) =0.07.

Notons :

- L’absence de similarité entre les régions R1 eré&&ivement a la classe, (et ceci malgré la
présence de cette classe dans la régignsRnifie 'absence totale de la classe dans la
composition des pixels de la régiop;R

- La similarité la plus élevée est celle liee a Essk ¢ et ceci malgré la faible présence de cette
classe dans la région..REn effet, les histogrammes d’abondance donnés ldaRigure 6.21 ne
sont pas normalisés et la régiopdst de faible taille comparée a la région IR normalisation
des histogrammes permet de s’affranchir de la aoné& de taille et met en évidence la forte
similarité des distributions d’abondance de lags#aS dans les deux régions (Figure 6.22) ;
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Figure 6.22 : Exemple de I'effet de la normalisatio sur les histogrammes d’abondance liée aux classdsns la région R
(a) les histogrammes d’abondance non normalisés @) les histogrammes d’abondance normalisés

- L'analyse visuelle de la similarité entre les deégions R et R est fortement influencée par la
similarité des histogrammes d’abondances liés dagses ¢ et G malgré que les valeurs
mesurées soient plus faible que celle concernatiatse & Notons que les faibles mesures de
similarité entre les histogrammes d’abondancesdi®s classes L£et C, sont dus de la faible
ampleur des valeurs de taux d’abondance liés aasset ¢ et C, dans la région R(i.e.
concentration des valeurs de taux d’abondance acéstaines valeurs)

Concernant les deux régiong Bt Ry qui sont adjacentes mais d’apparences non sisslaies
mesures de similarités des histogrammes d’abondauce les suivantes :

* Simy(Ar,c,s Aryc) = 0.24
* SimI-I(ARl,cz, AR3,CZ) =0.57;
* SiMy(Ar,cs Arycy) = 0.11
* Simy(Ar,c, Aryc,) =0.27.

Malgré I'apparence visuelle de différence entredmsx régions (affichées en format RGB), ces deux
régions sont fortement similaires. En effet, leatgeiclasses contenues dans la scéne sont prédantes
ces deux régions. Notons que la « couleur » dortendans une région est fortement influencée par la
forte abondance de certaines classes. Néanmoitts, représentation en format RGB (classiquement
utilisée en imagerie satellitaire) ne tient pas ptande la similarité des histogrammes d’abondance
(méme avec des faibles valeurs).
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Analysons brievement les mesures de similaritéstbgrammes d’abondance entre les deux couples
de régions (B Rs) et (R, Re) :

*© Simy(Ag,c; Arycr) = 0.24 Sim(Ar,c, Argcr) = 0.37 ;
* Simy(Ar,c,) Arycy) = 0.57; SiM(Ar,c, Argc,) = 0.49 ;
* Sim(Aryca Arycy) = 0.11 Sim(Ar, cs: Argc,) = 0.56 ;
. SimH(ARl,c4, AR3,C4) =0.27. Sim(Ang% AR5,04) = 0.66.

En effet, les deux régions;Rt R, semblent (visuellement parlant) étre extrémemienitares. Cette
apparence de similarité visuelle est trés forterdentinée par la dominance des abondances desslasse
C, et G, Pourtant, les histogrammes d’abondance liés Esses ¢et Gsont aussi fortement similaires
malgré leurs faibles abondances. De plus, lesdratomes d’abondance liés aux classgddDs les (R
Rs) sont plus similaires que ceux entre les régidts Rs) et ceci malgré I'apparence visuelle similaire
entre leurs les régions {RRs).

Cette analyse de similarité des histogrammes desdabondance montre une facette importante de
I'interprétation de scéne qui ne se limite pas selale labellisation de région (i.e. classificatipobale).
Elle permet de qualifier d’'une fagon plus fine Entenu thématique des différentes régions ce dui es
partiellement ignoré dans une fonction de clas#ifio.

Similarité globale entre deux régions

Considérons deux régiong Bt R, de la scene analysée. En supposanp@iﬁgcm, ARh*Cm) la mesure

de similarité que nous considérons entre les higtomes décrivant le taux d’abondance de la classe
thématique G, m=1, 2, ..., M dans les deux régions considérdess a mesure de similarité globale
Sims(Vr VR, €ntre ces deux régiong Bt R, peut étre définie par le biais d’une fonctibrpermettant

de combiner I'ensemble des mesures de similaribés outes les classes thématiques dans les deux
régions:

1 VXV[0,1]
(VRk, VRh) — Sinb(VRk, VRh) = ?[SimH(ARk’Cm, ARh’Cm)]’ m= 1,..,M

ou V représente I'ensemble des vecteurs descriptifctgaisant les différentes régions identifiées dans
la phase ascendante.

Dans le processus de construction des rapportsiptifs¢ les valeurs de similarité calculées aimse
des informations liées a la localisation des régitainsi que les régions adjacentes) sont enrégsstr
dans le rapport descriptif de chaque région. Ceursde similarité enregistrées sont exploitéesipe
fonction ¥ pour définir la similarité globale entre les réaggo Cette similarité est a son tour exploitée
dans la phase d’analyse de la scéne afin d’'unedfgféctuer une étape de fusion des régions tigsc
et d’autre part de fournir une analyse globaleadscEne.

A ce stade, étant donné que les valeurs de sitéileaiculées sont issues des sources d’information

indépendantes (i.e. les histogrammes des taux wmme), et afin de combiner ces valeurs de la

similarité, tout en prenant en compte la compléariét de ces sources d’informations, nous proposons
I'application de la fonctior® qui n’est qu'un simple moyennage des valeursin@ssité liées aux

différentes classes thématiques :
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; , M, Simy ( , )
Sime(Vry, Ve = HSIMu(Ar, ¢,y Arpc )] = H ARK,I\jm AR, C,

m=1

En considérant cette fonctiofi nous obtenons les résultats suivants (conceteantégions de la
Figure 6.21) :

* Pour les deux régions {RR,) : Sims(Vgry, Vr,) = 0.13
» Pour les deux régions {RRs) : Sims(Vr;, Vrg) = 0.32
» Pour les deux régions {RRy) : Simg(Vg;, Vr,) = 0.33
* Pour les deux régions {RRs) : Simg(Vgry, Vrs) = 0.26
* Pour les deux régions ¢RRs) : Simg(Vrs, Vrg) = 0.52

Les valeurs obtenues pour la similarité entre &gons (R, Ry) et (R, Rs) soulevent la question
importante concernant les critéres a appliquer fgofusion de régions. En effet, si I'objectif geflsion
concerne le regroupement des régions en fonctierfates taux d’abondance des classes, alors tgus le
algorithmes de fusion de régions auront pour résdié fusionner les deux régiongeRR,, Sims(Vr,,

VR,) = 0.13 plutdt que les deux régions®R R, Sims(Vr;, Vrs) = 0.32. En revanche, le fait de considérer
la similarité en termes de similarités des histogres des taux d’abondance, I'approche que nous
proposons favorisera la fusion entrg,(Rs) plutét que (R Ry).

Notons que des résultats similaires sont obtenusadoptant les autres mesures de similarité
d’histogrammes. Par conséquent, il s’agit de degigues de raisonnement pour la fusion de régians q
peuvent avoir une certaine divergence en termestdeats.

6.4.3 Rapport d’interprétation de scéne

A l'issue de l'application de I'ensemble des méttmde traitement et d'analyse de scene, un rapport
récapitulatif est délivré. En général, ce rappsttadonné sous la forme d’'une image thématique dans
laquelle les différentes régions détectées sonialises et des couleurs, prédéfinies par I'expert,
indiquent les labels de ces régions. En réali®agit d’un rapport de classification de sceneat d’'un
rapport d’'interprétation de scéne. La question olotenu d’'un rapport d’interprétation de scene est e
réalité une question encore ouverte et dépendniierie de I'application considérée et des exigentes e
contraintes imposées par I'expert.

En effet, si I'objectif visé par I'expert consisheétudier la dispersion spatiale des taux d’aborelan
des différentes classes thématiques dans une skempiestion de la classification et des régions
identifiées devient secondaire. Dans ce cas, lgorap’interprétation de scéne sera réduit a uembie
d'images des taux d’abondance pixelique avec autéambges que le nombre de classes thématiques.
Dans d’autres exemples d’application, certainegraonies peuvent coupler le contenu thématique avec
la forme géométrique des régions détectées (cesfjlie cas en imagerie satellitaire lorsque I'difj est
de détecter des régions/batiments de formes ebtrtteraus spécifiques). En imagerie médicale, cexain
applications considérent qu’un rapport d'interptiétadoit simplement indiquer les régions de turseur
ainsi que des régions « suspectées ».

Cette diversité de formes de rapports d’interpi@tatmontre la grande difficulté pour la définition
d’'un rapport générigue d’'interprétation de scéhestl bien évident, que I'objectif de notre traval peut
pas couvrir cette notion de rapport d’interprétatiiune facon globale. Néanmoins, I'ensemble des
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outils d’'analyse et d'interprétation que nous avpngposé donne lieu a un ensemble important de
moyens permettant de caractériser I'ensemble desspit des régions identifiées dans la scene.

Dans ce paragraphe, nous proposons d'illustrerxemple de rapport d’interprétation de scene. Le
processus de construction de ce rapport compaéentsllement deux étapes :

- La fouille de connaissances liées a I'hnomogénéié cegions identifiees dans I'approche
ascendante. Cette fouille est réalisée grace acbewes descriptifs des régions calculés dans la
démarche descendante et permet de donner lesdiitrertie des taux d’abondance de chacune
des classes thématiques dans les différentes gegilemtifices. Le centre d’inertie des taux
d’abondance pour une classg @ans une région st défini par :

D, Aryc, (WX
- X10.4]
Y AR (0

x10,1]

CIRk'Cm

- L'étude de la similarité globale entre les régisesbase sur la similarité des histogrammes des
taux d’abondance. Cette étude permet d’aboutireadétision concernant la fusion des régions
« Region Merging> adjacentes ayant des caractéristiques des taardiance similaires.

La Figure 6.23 présente une régioneR sept régions RRs, Ry, Rs, Rs, R; et Ry adjacentes de cette
région R ainsi que les vecteurs descriptifs associés auctkeade ces régions. Notons qu’on a négligé les
petites régions adjacentes de la régian(ffar manque d’'espace nécessaire pour présentes tms
régions dans la méme figure).
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Figure 6.23 : Exemple de construction d’un rapportd’interprétation de scéne

En considérant la fonctio mesurant la similarité globale de régions, nougmins les résultats
suivants :

* Pour les deux régions {RR,) : Sims(Vry, Vr,) = 0.13

* Pour les deux régions {RRs) : Sims(Vgy, Vrs) = 0.28
* Pour les deux régions {RRy) : Simg(Vgry, Vr,) = 0.26
* Pour les deux régions {RRs) : Simg(Vg;, Vrs) = 0.28

* Pour les deux régions {RRs) : Simg(Vgry, Vre) = 0.12
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* Pour les deux régions {RR;) : Simg(Vgy, Vry) = 0.32
* Pour les deux régions {RRg) : Simg(Vg,, Vrg) = 0.14

Pour la fusion des régions adjacentes, une cotgraist imposée concernant la similarité globale
Sims(Vr VR €ntre les régions adjacentes. Nous supposonsl@uerégions adjacentes peuvent étres
fusionnées si la similarité globale entre ces deégions dépasse un seuil donné &Wg,, Vg, > 0.3
(valeur fixée d'une fagon empirique). Par exemigle deux régions Ret R, peuvent étres fusionnées.

L’application des deux étapes précédentes (laléodés régions et la fusion des régions) sur I&s hu

réegions R, R, Rs, Ry, Rs, Rs, Ry, et R, nous permet de compléter le rapport d’interpigtapar
I'information suivante :

- La fusion des régions adjacentes : {(R,) : pas de fusion, (RRs) : fusion, (R, Ry) :
pas de fusion, (RRs) : pas de fusion, (RRs) : pas de fusion, (RR;) : fusion, (R,
Reg) : pas de fusion}

- Taux d’'abondance moyen des classesGg C; et G, dans les régions;RR,, Rs, Ry,

Rs, Rs, Ry, et Ry :
C C; Cs C,

Centre Ecart Centre Ecart Centre Ecart Centre Ecart

d’inertie type d'inertie type d’inertie type d’inertie type
Ry 0.12 11.7 0.13 155 0.40 10.8 0.35 20.9
R> 0.05 0.6 0 0 0.72 7.0 0.23 7.1
Rs 0 0 0.08 1.0 0.70 6.6 0.22 6.5
R4 0.43 19 0.20 35 0.08 2.0 0.29 24
Rs 0.37 23.8 0.10 19.9 0.08 10.7 0.45 235
Rs 0.47 4.6 0.25 55 0.04 6.1 0.24 5.0
R7 0.33 5.9 0.11 6.6 0.10 5.7 0.46 6.8
Rs 0.70 92.5 0.12 105.2 0.07 37.9 0.11 187.3

A partir de ce rapport, I'expert peut avoir uneeddus précise concernant la dispersion des classes

dans les différentes régions identifiées :

» Laclasse ¢a une forte présence dans la régigreRune présence moyenne dans les régions
R4, Rs, R et R..

» La classe ga quasiment une faible présence dans les hutngéd®, R, Rs, Rs, Rs, Rs, R,
et R.

» La classe ga une forte présence dans les deux régignst R, et une présence moyenne
dans la région Ret ceci malgré I'apparence visuelle de similagitére ces trois régions.

» La classe ¢a une présence moyenne dans toutes les régidia sagion R.
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Nous constatons que la comparaison des grandegryvale taux d’abondance de classes dans les
différentes régions permet de confirmer juste laepce visuelle de certaines de ces régions mailpa
similarité des histogrammes des taux d’abondaremeefemple, la similarité globale de deux régions R
et R, Sims(VRr;, Vry) = 0.32 est supérieur de celle de deux régianst R, Sims(Vg;, Vrs) = 0.29 malgré
le fait que les grandes valeurs de taux d’abonddecglasses dans les deux régiopeiRR, soient tres
proches.

Il est aussi trés important de noter les granddsuxs de I'écart type de taux d’abondance des
différentes classes dans certaines régions RR et R) ce qui rend la classification des régions en
fonction des forts taux d’abondance des classasdigéicate. Par exemple, en se basant seulement sur
cette valeur de taux d’abondance, la régigns®a attribuée a la classg @algré la présence trés
importante de la classe, @ans cette région.

6.5 Conclusion

Dans ce chapitre, nous avons présenté une extedsidiapproche de segmentation/interprétation
d'image proposée dans le cinquieme chapitre. @adtension a pour objectif de doter cette approche,
d'un c6té, d’'opérations de fusion permettant d’eitpt plusieurs primitives dans la phase ascendante
de l'autre cété, d’'un systeme d‘analyse de la sagadisant principalement la fusion des régions
détectées dans la phase ascendante.

Dans un premier temps, dans la phase ascendantr, stiatégies ont été considérées pour le
processus de raffinement-estimation des distribstide possibilités : la premiére consiste a rgalese
raffinement-estimation image/image ou bien captateur et d'une facon indépendante et la deuxieme
qui consiste a réaliser le raffinement-estimatiame fagon conjointe (en prenant en compte towgss |
images ou tous les capteurs). Nous avons montrdequaffinement-estimation conjoint apporte une
homogénéité plus marquée des zones de forts dég@sssibilités pour les différentes classes.

L'élargissement réalisé dans la phase descendamtd'agproche proposée a été fait par la
construction des rapports descriptifs de chacuserégions identifiées dans la phase ascendante. Ces
rapports comportent des informations caractéris8ggur chacune de ces régions (le vecteur de§dapti
localisation, la taille,...etc.). Le fait d’avoir ceapports, nous a permis d’étudier deux types de la
similarité entre les régions : la similarité liéaerge classe thématique (qui permet d’explorerdpeatision
de cette classe dans les différentes régions) giridarité globale entre deux régions (qui permet
prendre une décision pour la fusion de deux régaaljecentes).

Nous avons évalué les performances de I'approcbpopee sur une image multi-spectrale SPOT
comportant trois bandes spectrales et quatre clafssmatiques. Les résultats obtenus ont montré
I'efficacité de I'approche proposée afin d’apprédes régions en termes du contenu thématiquecet ce
malgré la différence de I'apparence visuelle ecte régions. En conclusion, cette approche nous a
permis de qualifier d'une facon plus approfondie dentenu thématique des différentes régions
identifiées dans la scéne.



CONCLUSIONS ET PERSPECTIVES

Dans ce travail de recherche, nous avons aborttétaatique de la représentation et du traitement
possibiliste des connaissances en vue de concewoisystéme d'interprétation de scene dans un
environnement multi-sources de connaissancesépteurs, sources additionnelles de connaissances).

Le traitement d’informations imparfaites collect@epartir de la scéne ainsi que la représentatsn d
connaissancea priori sur cette scene, indispensable pour le processusrgdrétation, constituent des
difficultés majeures rencontrées lors de la conoppd’'un systeme d’interprétation de scene. Afin de
répondre a ses difficultés, nous avons choisidarile des possibilités, comme cadre de travail comm
pour la représentation et le traitement des inftiona et connaissances disponibles. En effet,pacté
de cette théorie a représenter des informationsilgiistes (c’est-a-dire incertaines et décritescades
connaissances épistémiques), ainsi que les méasmidenraisonnement qu’elle propose pour permettre
I'exploitation de telles informations et connaisses dites possibilistes, constituent les atoutsrtieds
justifiant le choix de cette théorie.

A. Interprétation de scéne & théorie des possibilés

Dans le premier chapitre de ce manuscrit, le caérgral et les problématiques concernées par
I'objectif de notre travail de recherche sur la @gption d’'un systéme d’interprétation de scene étét
présentés.

Un bref rappel de certaines méthodes de reconmaissde formes utilisées dans les systemes
d’interprétation de scéne a été présenté. Ce rappuintré I'intérét des méthodes de reconnaissaece
formes basées sur des modeles interprétables gekekes méthodes basées sur la théorie des ersembl
flous ainsi que les méthodes basées sur la fusogplubieurs sources de connaissances hétérogenes et
ceci afin de rendre plus facile et étre capableédeudre les problemes d’ambiguité rencontrésdans
processus d’interprétation.

En fonction de 'objectif final visé par I'experin état de I'art autour des systémes existantg a ét
réalisé en les catégorisant selon cing niveaux séqgues d’interprétation (niveau sous-pixeliqueeaiu
pixelique, niveau région, niveau objet et niveaanscglobale). L'intérét de cet état de I'art a é¢é
montrer deux lacunes essentielles dans les systéfimgsrprétation de scéne opérant sur les trois
niveaux d’interprétation de scene les plus basspixelique, pixelique et région). La premiére laeu
réside dans le manque de liens explicites entretrmés niveaux (c’est-a-dire l'interprétation des
différentes régions homogénes identifiées au nivégion). La deuxiéme lacune est que la majorigé de
systémes d’interprétation proposés reposent surcdesaissancesa priori (un ensemble réduit de
connaissances) pour la caractérisation des cladsasifiées dans la scéne d'ou le besoin, lors du

processus d'interprétation, d’acquisition des nd#lese connaissances a partir des connaissances
disponibles avec une évaluation de la certitudecdasaissances extraites

La caractérisation de l'information et les difféesnformes d’imperfections pouvant I'entacher ainsi
gue les différents cadres mathématiques utilisésr pa représentation et le traitement de ces
informations, ont été présentées dans le deuxidragitce. Les quatre principales théories abordéess s
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la théorie des probabilités, la théorie des fomstide croyance, la théorie des ensembles floua et |
théorie des possibilités. Concernant cette dernéfférents concepts et outils tels que la disiiitn de
possibilités, les mesures de possibilité et degsfige les regles de décision possibiliste, lesatipérs de
fusion d’informations possibilistes ont été présenCe chapitre a ainsi montré l'intérét de la tieedes
possibilités comme outil puissant permettant dergéncertitude dans un contexte ou les connaisssn
disponibles sont exprimées d'une facon ambiguéefteerts décrivent leurs connaissances par le déais
variables linguistiques, ou bien ces connaissameesiennent de l'utilisation d'un faible nombre
d’échantillons extraits de la scene). Il est ctpie tout processus d'interprétation de scene et t
profit des avantages procurés par une telle théamei la rend tres utile dans un processus
d’interprétation de scéne.

B. Représentation possibiliste des connaissancesraites a partir des connaissances disponibles

Le troisieme chapitre a réalisé une synthése d&gatites techniques d'estimation des distributions
de possibilités, dans le domaine de I'interprétatie scene a partir d'images. En effet, ces didiohs
de possibilités encodent les connaissances lié&s @escription pixeligue de classes thématiques
présentes dans une image. Ces techniques d’estimsirépartissent en trois catégories selon gg’ell
sont directement et explicitement guidées par kEexpou bien qu’elles reposent sur des processus
d’apprentissage ou encore qu’elles transforment digsibutions de probabilités en distributions de
possibilités. Un intérét particulier a été porté anéthodes de transformation d'une distribution de
probabilités en une distribution de possibilités ede permet I'intégration des données statissgque
Parmi ces méthodes de transformation de donnéestigtees partielles (distribution de probabilités)
distribution de possibilités, la méthode proposés Pubois-Prade permettant la transformation
symétrique a été particuliéerement détaillée et saodans notre travail de recherche a cause degdon
performances de cette méthode de transformatios ldatomaine de la reconnaissance de formes.

L’objectif principal de ce chapitre a été de monteedifficulté de caractériser les classes théguits
identifiees dans la scéne a partir de variableguigtiques (ou de la sélection de formes standafids
d’estimer des distributions de possibilités) surtdans un contexte de confusion interclasses ou ces
classes sont difficiles a discriminer (faible caste, contexte trés bruité, chevauchement spestral
spatial ou encore existence de classes multimgdales

Face a cette difficulté, I'expert tend a carac&#ries classes via la délimitation, sur une imaigs,
zones limitées considérées comme représentativeeglelasses. Une telle caractérisation impose un
autre probleme résidant dans I'estimation desiligions de possibilités a partir d’'un ensembleitbm
des données statistiques extraites a partir dearess représentatives

Afin de répondre a ce probléme de constitution id&idutions de possibilités a partir d'un nombre
réduit d’échantillons, une approche de raffinenusg distributions de possibilités a été proposée da
chapitre. Cette approche est composée de trois®tame estimation des distributions de possabilit
partir d'un ensemble limité de données, une prigeatle ces distributions de possibilités sur I'imag
étudiée, et enfin, I'application d’'un mécanismer@isonnement possibiliste exploitant le contexegiap
comme étant une source additionnelle des connaesapermettant de sélectionner des nouveaux
germes possibilistes appartenant avec une grantude aux différentes classes considérées dans la
scéne (qui seront intégrés dans I'ensemble desntbbas d’apprentissage d’'une fagcon itérative).
L'estimation des distributions de possibilités aaurs du processus de raffinement a été réalisée en
adoptant I'approche suivante : la technique KDEéa &abord, appliquée sur I'ensemble d’échantglon
disponible afin d’estimer une distribution de proitités et ensuite I'application de la transforroatide
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Dubois Prade symétrique a permis d’obtenir legitligions de possibilités pour les différentes stss
thématiques présentes dans la scéne analysée.

L’application de cette approche proposée (danslées contextes de faible et de grande complexité
de discrimination entre les classes thématiqueseptés dans la scéne analysée) a montré que cette
approche se focalise sur I'extraction des germegpllgs discriminants (les germes les plus fréqletgs
chaque classe thématique, et néglige I'ensemble édbantillons se trouvant dans la queue des
distributions réelles représentant ces mémes dasse

C. Notion de similarité entre informations possibiistes

Le quatrieme chapitre a abordé I'utilisation dentztion de la similarité entre deux informations
possibilistes (i.e. deux distributions de posdiddl). Les différentes catégories existantes de regsie
similarité ont été présentées. Face au problémehdix d’'une mesure de similarité, une méthode de
sélection d’'une mesure de similarité, en se basantla capacité de discrimination, en termes de
classification pixelique, entre les classes thémas contenues dans la scéne, a été proposée.

L’objectif principal de ce chapitre était de présera notion de la similarité possibiliste et nrent
son intérét dans le processus d'interprétation cnes surtout son importance pour formaliser la
discrimination entres les distributions de posiésl et évaluer ainsi lI'ambiguité due au
« chevauchement » entre les classes.

Une démarche méthodologique permettant de ré#isgassification pixelique mais aussi I'opération
de démixage pixeligue en exploitant le concept desimilarité possibiliste pour Iintégration
d’'informations contextuelles spatiales et des cmsaaces priori a été proposée. Dans cette démarche,
chaque pixel a classifier a été caractérisé eraptean compte son voisinage au travers de la totsti
de distributions de possibilités locales. Les dewocessus de classification et de démixage pixelant
été réalisés en exploitant la similarité entre ritistions de possibilités locales et distributiods
possibilités des classes, et non pas entre legslelgrpossibilité d’appartenance des paramétrasréses
ponctuellement, aux différentes distributions degthlités des classes.

Les résultats obtenus par I'application de cetmmatéhe sur des images de synthéses ainsi que sur
des images médicales réelles (en comparaison aecapproche Markovienne) semblent prometteurs.

D. Approche de segmentation/interprétation possibigte multi-niveaux

Le cinquieme chapitre a été consacré a la mise emrecede l'approche possibiliste de
segmentation/interprétation d’'image opérant surtles niveaux d’interprétation les plus bas (sous-
pixelique, pixeliqgue et région). Le fait de traleil sur les 3 niveaux d'interprétation conduit & un
approche en deux phases : une phase ascendanteerguet de construire des régions de pixels
homogenes a partir de pixels bruts (niveau pixeliguniveau région) suivie par une phase descendante
qui exploite 'homogénéité des régions constitugesr analyser plus finement le contenu thématique
des pixels sous-jacents (niveau régiomiveau sous-pixelique).

Les connaissances injectées par I'expert constifegmoint de départ de la phase ascendante. Cette
phase regroupe l'approche de raffinement des lbligions de possibilités et la segmentation par
diffusion croisée des connaissances possibilistgis résultent du processus de raffinement des
distributions de possibilités. Ces connaissances mprésentées sous la forme de cartes posabilist
d’appartenance aux différentes classes. A l'isseidadphase ascendante, la scéne analysée est donc
représentée sous la forme d’'une carte de régiomsdenes.
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La phase descendante de l'approche proposée campapproche d'analyse et de démixage
pixeligue possibiliste. Dans cette phase, chaggieméhomogene identifiée dans la phase ascendssite,
représentée par un vecteur descriptif comportanhitogrammes des taux d’abondance aux différentes
classes de la scene analysée. L'objectif visé tle phase est d’expliciter les différentes clagsamant
cette région ainsi que leur taux d’abondance.

Les résultats de I'évaluation ont montré un tauxed®nnaissance intéressent (proche de celui obtenu
par I'approche de segmentation markovienne) aing ¢p convergence rapide de la démarche
possibiliste de segmentation d’'image et I'efficAde la démarche de démixage pixelique possibdiste
termes de caractérisation de chaque région d’'int€edte évaluation a été réalisée en utilisanthase
d'images de synthése, des images mammographigliséad pour la détection de tumeurs du sein, ainsi
que des images SONAR. La diversité des imagessigihnipulées en termes de modalité d'acquisition
mais aussi de scene sous-jacente, montre clairdenpatentiel trés intéressant de I'approche prépos

E. Vers une interprétation globale de scéne

Le dernier chapitre a été dédié a une extensidiaproche de segmentation/interprétation d'image
proposée et ceci au cours de la phase ascendamtesetndante. Dans la phase ascendante, deux
stratégies de raffinement-estimation des distrimgi de possibilités ont été adoptées : raffinement-
estimation image/image (et d'une facon indépendaptela deuxiéme qui consiste a réaliser le
raffinement-estimation d’une fagon conjointe (eer@nt en compte toutes les images). Nous avons
montré que le raffinement-estimation conjoint appame homogénéité plus marquée des zones de forts
degrés de possibilités pour les différentes clagsestension réalisée dans la phase descendaaitalét
construire des rapports descriptifs de chacunerétgiens identifiées dans la phase ascendante et qui
comportent des informations caractéristiques swacahe de ces régions (le vecteur descriptif, la
localisation, la taille,...etc.). Cette extension slémphase descendante nous a permis de quadsfier
types de la similarité entre les régions : la snité liée & une classe thématique (qui permetpibesr
la dispersion de cette classe dans les différedgions) et la similarité globale entre deux régi¢aqui

permet de prendre une décision pour la fusion d& digions adjacentes).

Une évaluation globale de I'approche proposée aéstiisée en utilisant une image multi-spectrale
SPOT comportant trois bandes spectrales et quases thématiques. Les résultats obtenus ont énontr
I'efficacité de I'approche proposée pour qualifttune fagon plus approfondie le contenu thématique
des différentes régions identifiées dans la scéne.

F. Bilan

Ce travail de thése propose une approche globalilmeant aux objectifs visés par tout probleme
difficile d'interprétation de scene. Cette approche opéaamt trois niveaux d’interprétation sous-
pixelique, pixelique et région, et dans un enviement multi-sources de connaissances, a permis
d’exploiter les complémentarités intrinseques qustent entre ces trois niveaux afin d’offrir dagits
possibilistes permettant d’améliorer l'interpré&atides données acquises et ainsi, d’aboutir & une
représentation plus riche de la scene observées @xte approche, la sélection des zones représesta
des classes thématiques présentes dans I'imaggtaena seule intervention de I'expert.

Les résultats obtenus par I'application de I'appeproposée sur plusieurs types d’'images (images
de synthése, images mammographiques, images duRypeimages SONAR et images satellitaires)
ont été trés encourageants et ont montré l'effiéade la théorie des possibilités comme un cadre de
représentation des connaissanggsiori de I'expert mais aussi de raisonnement et de riysgsmettant
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d’une part d’extraire de nouvelles connaissancpartir des connaissances disponibles, et d’awtre p
d’intégrer plusieurs sources de connaissanceslegmsecessus d'interprétation de scene.

G. Perspectives

Notre travail de these a permis d'ouvrir plusieperspectives. Ces perspectives peuvent étre
regroupées en deux catégories :

A- Perspectives a court terme

La mise en place d’'une coopération entre I'apprattheegmentation proposée dans la phase
ascendante et d’autre méthodes, ditastours peut étre envisagée. Une telle coopération ne
peut qu'améliorer les résultats globaux de la segation surtout dans les zones frontieres.
De méme, dans les cas des images multi-spectratgper-spectrales, une coopération peut
étre effectuée entre la méthodologie de démixagpgsee dans la phase descendante et
d’autres méthodes de démixage proposée dan<ladiite.

Le choix des valeurs de seuil possibiliste (pousé&ection des germes possibilistes) a été
réalisé en utilisant des images de synthése eedagon empirique. Ce choix mérite encore
des recherches dans le but de développer une noftlyeel permettant de choisir ce seuil
d'une fagcon automatique et selon l'application eagée (en se basant sur les zones
d’apprentissage, par exemple).

B- Perspectives a long terme

L’analyse hiérarchique reposant sur les deux phasssndante et descendante et opérant aux
niveaux d'interprétation les plus bas (sous-pixediqpixelique et région) ne représente
gu’une instance d’'une approche générique opérartr@s niveaux voisins d'interprétation.
Ainsi, ce concept d’analyse hiérarchique pourrait &épliqué et adapté a des niveaux
d’abstraction plus élevés (niveau objet et nivea@ns). Par exemple, une phase ascendante
partant du niveau objet vers le niveau scene, pedtidentifier les objets d'intérét et
éventuellement leurs relations spatiales avec @audbjets dans la scéne alors qu’une phase
descendante partant de niveau scéne vers le niggan, permet d’identifier les différentes
régions composant ces objets d'intérét et aingioksibilité de reconnaitre des sous-classes
d’objets (Figure 7.1).

Dans son état actuel, le systeme d’interprétateoscgne proposé ne prend pas en compte une
dimension fondamentale de l'interprétation de sca&rgavoir la dimension temporelle qui
permet la compréhension de I'évolution de cetteaad au travers de cette évolution, une
compréhension de la scéne observée a un instamiéddrextension envisagée serait de
permettre au systeme proposé d’effectuer une mdtifion de séquences d’images de la
scene observée (i.e. en termes d’événements).fén whe telle extension peut étre réalisée
par I'étude de I'évolution des vecteurs descriptiés régions d'intérét et qui peut permettre
I'analyse, l'interprétation et le suivi plus spégife de changement dans la scéne. Néanmoins,
lintroduction de la composante temporelle nécessigalement la prise en compte de
nouvelles problématiques telles que les différedeesonditions de prises des images, etc.
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Niveau scene (N+1)

Identification d’objets - Objel
d’intérét ) )
- Relations spatiales
Reconnaissances des
Niveau objet (N) sous-classes d’objets

Images segmentéees . .
Niveau région (N-1)

Raffinage quantitatif (proportion) du
contenu

Figure 7.1 : Brique conceptuelle générique exploitd la richesse des connaissances portant sur deseaux sémantiques
voisins N-1, N et N+1 (avec N correspondant ici aniveau objet)
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Résumé

Cette thése s'inscrit dans le contexte de la représentation ef du
traitement possibiliste des connaissances en vue de concevoir un systéme
d'interprétation de scéne ohservée par de mulfiples capteurs. Les capteurs
fournissant une ou des informations imparfaites, les recherches se sont
focalisées sur une représentation possibiliste des connaissances. En effet,
ce formalisme permet d'introduire et de manipuler explicitement au sein
d'un méme cadre, cerfaines imperfections portées par les informations
collectées mais aussi certaines connaissances a priori sur la scéne, les
capteurs, les conditions d'acquisition exprimées de maniere vague soif par
des experts soit résultant d'ohservations ou de jugements amhigus.

Ce travail est divisé en plusieurs étapes : état de I'arf et maitrise de la
théorie des possibilités, analyse hiérarchique/sémantique de scéne, étude
de I'exploitation de la théorie des possibilités dans différents niveaux
sémantiques (sous-pixelique, pixelique, objet et scéne] et finalement,
application de I'approche proposée a des fins d'interprétation de scéne.
L'objectif final de cette thése est de développer un systéme d'interprétation
de scéne basé sur une démarche possibiliste. Cette approche permef
d'effectuer une analyse hiérarchique de scéne en se reposant sur deux
processus : ascendant et descendant. Le processus ascendant permet
d'accumuler I'évidence sur |'existence des régions (ou objets), tandis que le
processus descendant permet de mettre en cause, par I'expert, le contenu
informationnel des régions et objets identifiés dans le processus ascendant.
En effet, ce systéme met en place les outils possibilistes nécessaires a
I'exploitation conjointe de plusieurs sources de connaissances (fusion)
afin d'améliorer I'interprétation des données acquises en vue d'une
représentation plus riche de la scéne ohservée : les deux principales
applications visées sont donc la segmentation / classification (processus
ascendant) et le démixage (processus descendant).

Les performances du systéme d'interprétation proposé sont évaluées
en ufilisant plusieurs types d'images (images de synthése, images
mammographiques, images du type IRM, images 5ONAR, ef Images
satellitaires). Les résultats obtenus sont trés encourageants et montrent
I'efficacité de la théorie des possibilités comme un cadre de représentation
des connaissances a priori et comme oufil de raisonnement permettant
d'extraire de nouvelles connaissances a partir des connaissances
disponibles. De plus, I'approche proposée s'est montré trés efficace pour
I'intégration de plusieurs sources des connaissances.

Mots-clés : Interprétation de scéne, Théorie de possihilités, Raffinement de
distribution de possibilités, Mesure de similarité, Fusion de connaissances.
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Abstract

This thesis considers the context of the possibilistic knowledge
representation and processing in order to develop a scene interpretafion
system observed by multiple sensors. The research is focusing on a
possibilistic knowledge modeling of the imperfect information provided
by the sensors. Indeed, this formalism allows introducing and explicitly
manipulating, within the same framework, certain imperfections carried hy
the collected information and also some priori knowledge about the scene,
sensors, and acquisition conditions expressed by experts or resulting from
ohservations or ambiguous judgments.

This work is divided info several stages: study of the state of the art and
mastery of the possibility theory, hierarchical/semantic scene analysis,
study of the application of possibility theory in different semantic levels
(sub-pixel, pixel, region, object and scene), and finally the application of
the proposed approach for scene interpretfation.

The final objective of this thesis is to develop a scene inferprefation system
based on a possibilistic approach. This approach performs a hierarchical
scene analysis relying on two processes: ascending and descending
processes. The ascending process allows accumulating evidences on the
existence regions (or objects), while the descending process allows calling
into question, by the expert, the informational confent of the regions and
objects identified in the ascending process. Indeed, this system sets up
the possibilistic tools allowing to jointly exploiting multiple sources of
knowledge (fusion) in order to improve the interpretation of the acquired
data and, thus, enriching the representation of the ohserved scene. The two
main performed applications are segmentation/classification (ascending
process) and the unmixing (descending process).

The performance of the proposed system is evaluated using several types
of images (synthetic images, mammographic images, MRI images, SONAR
images and satellite images). The obtained results are very encouraging
and show the effectiveness of possibility theory as a framework for priori
knowledge representation and as a reasoning tool to extract new knowledge
from available knowledge. Moreover, the proposed approach has been very

-effective for integrating mulfiple knowledge sources.

Keywords : Scene infterpretation, Possibility theory, Refining of possihility
distribution, Similarity measure, Knowledge fusion.
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