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Chapitre 1

Introduction

Le développement des techniques d’acquisition, de simulation et de collecte,
dans tous les champs de l’activité humaine, engendre un nombre croissant de
données. Formellement, un ensemble de données correspond à un ensemble
V = {x1, . . . , xN}, chaque donnée élémentaire xi appartenant à l’espace R

p,
p ≥ 1.

L’explosion de ces masses de données s’est accompagnée de la volonté d’une
exploitation systématique et maximale. Bien que s’agissant de données de
natures différentes, issues de domaines variés, cette exploitation vise le plus
souvent à des objectifs communs : débruitage, partitionnement, apprentissage,
organisation, catégorisation et plus généralement fouille. Formellement, cette
exploitation prend la forme de l’étude de fonctions définies sur l’ensemble
discret V .

Les traitement du signal et de l’image peuvent être vus comme des cas
particuliers du cadre précédent. Un signal 1D, à temps discret, correspond à
une fonction définie sur l’ensemble de données {t1, . . . , tN}, chaque ti désignant
un instant. De même, une image 2D discrète, correspond à une fonction définie
sur l’ensemble de données {x1, . . . , xN}, chaque xi désignant les coordonnées
d’un pixel de l’image. Ces deux exemples ont trois caractéristiques importantes.
La première concerne le volume : N est souvent très grand. La deuxième
caractéristique concerne la dimension : p est faible (1 pour les signaux, 2 pour
les images). Enfin, la troisième concerne l’échantillonage : le plus souvent, ce
dernier est régulier. Ces trois caractéristiques ont un impact direct sur les
techniques employées dans le traitement et l’analyse du signal et de l’image.

Une caractéristique commune aux différents ensembles de données collectées
depuis quelques décennies est qu’ils sont de grand volume (N très grand) et de
grande dimension (p très grand). Bien que de dimensionnalité apparente élevée,
plusieurs ensembles de données, obtenus dans divers domaines d’application,



Introduction

ont en réalité une faible dimension intrinsèque. Considérons par exemple une
série d’images de tailles n × n capturées par une caméra en mouvement.
Cet ensemble de données a une dimension apparente égale à n2 alors que la
dimension intrinsèque est égale à un. Cette notion de dimension intrinsèque
peut être formalisée à l’aide d’une mesure de probabilité sur une sous-variété
M de R

p. La dimension intrinsèque correspond alors à la dimension de M.
Ceci a notamment conduit au développement de nombreuses méthodes pour la
réduction de dimension.

En pratique, la paramétrisation d’une sous-variété à partir d’un nombre fini
d’échantillons s’avère difficile. Au sein de la communauté de l’apprentissage
statistique, le modèle de sous-variété est remplacé par un graphe pondéré
dont les sommets correspondent aux instances xi et les poids à une mesure
de similarité entre les instances. On est ainsi amené à étudier des fonctions
définies sur des graphes pondérés, c’est-à-dire à prendre en compte la relation
d’adjacence en vue de l’étude de ces fonctions. Ce type d’approches a été très
populaire, notamment en apprentissage semi-supervisé, en particulier pour la
classification.

Au-delà du cadre de l’apprentissage, le modèle de graphe pondéré peut
également être considéré pour des données en faible dimension échantillonnées
de manière irrégulière. Les approches basées sur des arbres couvrant minimaux
ou des triangulations de Delaunay sont maintenant d’un usage fréquent.
Même pour des données de faible dimension échantillonnées régulièrement, on
rencontre des modélisations sous la forme de graphes pondérés. En analyse
de l’image, la modélisation par champs de Markov a permis de traiter un
large spectre d’applications, du débruitage à la segmentation. Depuis quelques
années, les méthodes dites non locales ont constitué une direction de recherche
très importante. Ces méthodes ont pour essence la remarque que les images
naturelles sont constituées de beaucoup de petites parties, appelées patchs,
similaires. La modélisation des pixels d’une image comme sommets d’un graphe
pondéré permet de tenir compte de cet aspect. L’algorithme des moyennes non
locales, qui a en particulier introduit une nouvelle mesure de similarité entre
les pixels d’une même image, a beaucoup popularisé ce type d’approches.

Notons enfin que pour beaucoup de types de données, la notion de graphe
est intrinsèque. C’est le cas par exemple pour des données collectées sur des
réseaux sociaux, biologiques et de communication. Un autre exemple concerne
la modélisation 3D à l’aide de maillages polygonaux.

La discussion précédente montre que les graphes pondérés constituent un
puissant outil de modélisation pour des types très hétérogènes de données. Le
concept de fonction, ou de signal, sur un graphe pondéré apparaît comme une
notion unifiante, comme en attestent beaucoup d’articles récents ainsi que la
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tenue de sessions spéciales sur ce thème dans des conférences nationales et
internationales.

Longtemps, les approches basées sur les équations aux dérivées partielles
(EDP) et sur l’analyse harmonique ont été incontournables en traitement du
signal et de l’image. Au coeur de ces méthodes, se trouvent de nouvelles
représentations des signaux et des images. La notion d’échelle y joue un rôle
important : on souhaite obtenir une description d’un même signal à différents
niveaux de détail. La théorie espace-échelle (scale space en anglais) permet
d’obtenir de telles représentations. Dans sa version discrète et linéaire, ces
représentations sont obtenues en appliquant des filtres gaussiens de largeurs
différentes. Dans les approches multi-échelles basées sur les ondelettes, une
nouvelle représentation est obtenue en changeant de base. Dans tous les cas,
ces représentations prennent la forme de décompositions multi-échelles : un
signal ou une image est représenté comme la somme d’un signal présentant
très peu de détails et d’une série de signaux permettant de reconstruire les
détails initiaux.

L’approche variationnelle sur graphes basée sur des a priori de régularité,
ainsi que l’approche EDP sur graphes ont été développées récemment plus en
détail dans [ELB08, BEM09, LTE10, ZS05]. Les approches de type analyse
harmonique commencent également à émerger via quelques travaux récents.

Contributions principales

Nous développons dans ce manuscrit trois approches permettant de construire
des décompositions multi-échelles de signaux définis sur des graphes pondérés
généraux. Il est important de noter que nos contributions concernent tant les
méthodes proposées et leur variété que la diversité des données auxquelles elles
s’appliquent.

La première approche est basée sur une approche variationnelle hiérarchique
inspirée par Tadmor et al. [TNV04]. Cette approche généralise la décomposition
mono-échelle structure-texture, proposée initialement pour les images. Nous
l’adaptons à des signaux définis sur des graphes généraux. Cette approche est
implémentée à l’aide d’un procédé de régularisation discrète. Nous proposons
deux versions basées sur des a priori différents : un a priori quadratique relié
à la matrice laplacienne associée au graphe, et un a priori de type variation
totale. L’étude de la convergence est effectuée et le choix des paramètres discuté
dans chaque cas. Nous détaillons l’application des décompositions obtenues au
rehaussement de détails dans les images et les modèles 3D.

La deuxième approche que nous développons est une analyse multirésolu-
tion de l’espace des signaux sur un graphe donné. Cette construction, inspirée
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Introduction

par [GNC10], repose sur l’organisation du graphe sous la forme d’une hiérarchie
de partitions. Nous développons un algorithme permettant la construction
adaptative de telles hiérarchies.

Enfin, dans la troisième approche, nous adaptons l’algorithme du lifting,
permettant de factoriser toutes les transformées en ondelettes dans le cadre
classique, à des signaux sur graphes. Bien que cette adaptation soit immédiate,
son application pose divers problèmes pratiques. Nous optons pour une
approche basée sur l’itération d’étapes de liftings élémentaires où un unique
coefficient de détail est calculé à chaque fois. Nous proposons enfin une version
multicycle de cette transformée.

Plan du manuscrit

La suite de ce manuscrit est organisée de la manière suivante.

Chapitre 2

Nous introduisons dans ce chapitre le vocabulaire et les notions, utiles
pour la suite, concernant les graphes pondérés. Les matrices associées sont
définies et certaines de leurs propriétés énoncées. Nous nous intéressons ensuite
aux approches de construction de graphes pondérés à partir d’un ensemble
de données. Les graphes que l’on y obtient sont des graphes de similarité,
c’est-à-dire que le poids affecté à une arête reliant deux sommets relève de
la similarité accordé à ces sommets. Outre les constructions classiques, nous
rappelons également certaines constructions récentes principalement issues de
la communauté d’apprentissage. Nous définissons le concept de signal sur
graphe et rappelons une famille d’opérateurs permettant de définir des mesures
relatives de régularité. La suite du chapitre traite de la modélisation des
images numériques comme des signaux sur des graphes. La spécificité de la
construction des graphes à partir d’images y est présentée et le lien avec les
filtres de voisinage établi.

Chapitre 3

Nous abordons dans ce chapitre des méthodes variationnelles pour le
débruitage de signaux définis sur l’ensemble des sommets d’un graphe pon-
déré général. Nous commençons par rappeler quelques éléments d’analyse et
d’optimisation convexes utiles pour la suite, le cadre de l’analyse bayésienne
et les a priori classiques en traitement de l’image. Ces a priori sont ensuite
transposés sur des graphes, et donnent lieu à deux fonctions d’énergie : l’une,

12



quadratique, basée sur les matrices laplaciennes ; l’autre, non différentiable, de
type variation totale (TV). Nous caractérisons la solution du problème basé
sur la pénalisation TV sur graphes. Cette caractérisation fait apparaître un
équivalent de l’espace G introduit par Meyer dans [Mey01]. Nous introduisons
cet espace et le caractérisons à son tour. Enfin, nous détaillons l’application de
trois algorithmes proximaux récents à ce problème. Nous effectuons enfin des
tests de débruitage sur des images et des maillages.

Chapitre 4

Nous introduisons dans ce chapitre deux décompositions multi-échelles
de signaux définis sur l’ensemble des sommets d’un graphe pondéré général.
Ces décompositions sont basées sur un principe de régularisation itérative,
introduit dans [TNV04], et que nous adaptons et généralisons à des signaux
sur graphes. Les propriétés de chacune des décompositions introduites sont
étudiées. En particulier, la convergence des représentations obtenues est établie
et le choix des paramètres d’échelle discuté. Pour la décomposition basée
sur l’a priori TV, le choix du premier paramètre peut être caractérisé. Cette
caractérisation fait apparaître la norme Gw définie dans le chapitre précédent.
Nous proposons de la calculer à l’aide de l’algorithme primal-dual de Chambolle
et Pock [CP11a]. Pour la décomposition basée sur l’a priori TV, nous énonçons
également un résultat de décomposition d’énergie. Enfin, la dernière section est
consacrée aux exemples et applications. Nous mettrons l’accent, en particulier,
sur l’application de notre méthode au rehaussement de détails pour les images
numériques et les maillages. Pour ces derniers, nous considérons aussi bien le
rehaussement de détails géométriques que celui de détails photométriques.

Chapitre 5

Plusieurs constructions de transformées multi-échelles sur des graphes ont
été proposées récemment. Nous examinerons d’abord deux exemples : la
transformée basée sur les ondelettes de diffusion introduite par Coifman et
Maggioni dans [CM06] et celle basée sur les ondelettes spectrales introduite par
Hammond et al. dans [HVG11]. Nous abordons la construction d’ondelettes de
Haar sur une hiérarchie et présentons un algorithme permettant la construction
adaptative d’une hiérarchie de partitions à partir d’un graphe pondéré. Des
exemples de décompositions viennent illustrer cette approche pour les images
et les bases de données d’images. Nous développons ensuite une transformée
basée sur le lifting. Nous détaillons l’adaptation de cet algorithme aux signaux
sur graphes et discutons les difficultés d’une telle adaptation. La difficulté
principale concerne l’étape de partitionnement des sommets. Nous optons

13



Introduction

ici pour une approche inspirée par [JNS09], où un unique coefficient de
détail est calculé à chaque étape de lifting. Nous détaillons la sélection
des sommets, l’effet sur les fonctions de base, ainsi que l’extension de la
transformée à plusieurs cycles. Nous calculons enfin, sur des images, les
erreurs d’approximation non linéaire à M termes, obtenues avec différentes
configurations de graphes et comparons les résultats avec ceux obtenus à l’aide
de trois transformées en ondelettes classiques.

Chapitre 6

Ce dernier chapitre présente plusieurs remarques finales et perspectives
concernant les travaux abordés dans ce manuscrit.

14



Chapitre 2

Graphes et signaux

2.1 Introduction

Nous introduisons dans ce chapitre le vocabulaire et les notions dont nous
ferons usage dans toute la suite de ce manuscrit.

Ce chapitre est organisé de la manière suivante. Dans la section 2.2, nous
introduisons la notion de graphe pondéré ainsi que le langage de la théorie des
graphes dont nous nous servons. L’étude des propriétés d’un graphe G peut
se faire en examinant les valeurs et vecteurs propres de certaines matrices
associées. Il s’agit là de la théorie spectrale des graphes [Chu97, Moh91,
Moh97, Spi07]. Les matrices laplaciennes y jouent un rôle important. Nous
définissons ces matrices et énonçons certaines propriétés utiles pour la suite
du document. Les développements ultérieurs feront usage principalement de la
version combinatoire du laplacien. Une autre matrice importante est la matrice
de transition associée à une chaîne de Markov dont les états sont les sommets
du graphe. La section 2.3 est dédiée aux approches de construction de graphes
pondérés à partir d’un ensemble de données. Les graphes que l’on y obtient sont
des graphes de similarité, c’est-à-dire que le poids affecté à une arête reliant
deux sommets relève de la similarité que l’on accorde à ces sommets. Outre les
constructions classiques (graphes des plus proches voisins et ǫ graphes), nous
rappelons également certaines constructions récentes principalement issues
de la communauté d’apprentissage. Dans la section 2.4, nous définissons le
concept de signal sur graphe. Il s’agit de fonctions définies sur l’ensemble
des sommets d’un graphe pondéré général. L’étude de ces signaux repose
sur une famille d’opérateurs discrets que nous donnons ici. Ces opérateurs
permettent de définir des mesures relatives de régularité. Nous nous servirons
de ces mesures pour proposer des décompositions mono-échelles de signaux sur
graphes dans le chapitre 3 et multi-échelles dans le chapitre 4. Enfin, la section
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2.5 traite de la modélisation des images numériques comme des signaux sur
des graphes. Les spécificités de la construction des graphes à partir d’images y
sont présentées. Au-delà de la construction des graphes, cette section illustre un
aspect important de la modélisation : l’utilisation des attributs de l’image pour
définir le graphe permet de mieux tenir compte des structures. Une conclusion
de ce chapitre est présentée dans la section 2.6.

2.2 Graphes pondérés et matrices associées

Nous introduisons dans cette section, d’une part, les concepts de théorie
des graphes sur lesquelles nous nous appuierons dans la suite de ce manuscrit,
et d’autre part, les matrices associées à des graphes pondérés. Il s’agit des
matrices d’adjacence, des matrices laplaciennes, et de la matrice de transition
associée à une marche aléatoire sur un graphe.

2.2.1 Premières définitions

Soit V un ensemble fini non vide. On appelle graphe sur V tout couple
G = (V,E) où E ⊂ V ×V . Les éléments de V sont appelés des sommets et ceux
de E des arêtes. Notons que la définition que nous donnons ici exclut la notion
d’arêtes multiples. Dans la suite, V (G) désignera l’ensemble des sommets d’un
graphe G et E(G) l’ensemble de ses arêtes.

On appelle ordre de G le cardinal de V (G). Si e = (u, v) ∈ E, on dira que
– e est incidente à u et à v ;
– u et v sont les extrémités de e ;
– u et v sont voisins (ou adjacents), et on notera u ∼ v.
– e est une boucle si u = v.
Un sommet u ∈ V (G) est dit isolé s’il n’a aucun voisin. G est dit non

orienté si (u, v) ∈ E(G) si et seulement si (v, u) ∈ E(G).
Les graphes que nous considérons dans toute la suite de ce manuscrit sont

supposés d’ordre fini, sans aucun sommet isolé, sans boucles et non orientés,
sauf mention contraire.

Si u ∈ V (G), on notera d(u) le nombre de ses voisins. On dira que d(u)
est le degré simple de u. Le graphe G est dit k-régulier si d(u) = k pour tout
u ∈ V (G).

Deux sommets u, v ∈ V (G) sont dits connectés s’il existe un chemin les
reliant, c’est-à-dire s’il existe u0, . . . , un ∈ V (G) tels que

(i) u0 = u ;

(ii) un = v ;
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(iii) (∀i ∈ {0, . . . , n− 1}) ui ∼ ui+1 .
Une partie W ⊂ V (G) est dite connectée si toute paire de sommets dans W
est connectée par un chemin inclus dans W . Une composante connexe est une
partie connectée maximale. G est connexe s’il contient une unique composante
connexe. Un exemple de graphe connexe est le graphe complet, pour lequel
(u, v) ∈ E(G) pour tous u, v ∈ V (G).

Soit H un graphe. On dit que H est un sous-graphe de G si :
(i) V (H) ⊂ V (G) ;
(ii) E(H) ⊂ E(G).

On dit d’un sous-graphe H de G qu’il est couvrant si V (H) = V (G).
Un graphe G muni d’une fonction symétrique w : E(G) → R s’appelle un

graphe pondéré. Dans toute la suite de ce document, la fonction de pondération
w est supposée à valeurs dans R

+
∗ . Pour (u, v) ∈ E, la quantité w(u, v) est

interprétée comme une mesure de similarité entre u et v.
Soit u ∈ V (G). On appelle degré pondéré de u la quantité

dw(u) =
∑

v∼u

w(u, v) .

Si H = (V (H), E(H), wH) désigne un graphe pondéré, on dit que H est un
sous-graphe pondéré de G si

(i) (V (H), E(H)) est un sous-graphe de (V,E) ;
(ii) w|E(H) = wH .

2.2.2 Coloration

Soit G un graphe et k ≥ 2 un entier. Une k-coloration de G est une fonction
c : V → {1, . . . , k} telle que

(∀e = (u, v) ∈ E(G)) c(u) 6= c(v).

On dit que G est dit k-coloriable s’il admet une k-coloration. Le plus petit k
tel que G soit k-coloriable s’appelle le nombre chromatique de G et est noté
χ(G). Un graphe 2-coloriable est dit biparti.

Tout graphe admet un sous-graphe couvrant biparti. Le problème du sous-
graphe couvrant biparti maximal consiste à en sélectionner un ayant le plus
grand nombre d’arêtes. Si G est pondéré, on cherche alors un sous-graphe
biparti couvrant maximisant le critère suivant :

∑

u∼v
u∈A,v∈B

w(u, v), (2.1)

où A et B désignent les deux parties du sous-graphe. Ce problème est équivalent
à celui de la recherche d’une coupe maximale que nous décrivons maintenant.
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2.2.3 Coupe maximale

On est souvent amené à partitionner l’ensemble des sommets V (G) d’un
graphe pondéré G en deux parties disjointes A et B. De telles partitions
s’appellent des coupes. On associe à une coupe (A,B) la fonction d’utilité
suivante :

∑

u∼v
u∈A,v∈B

w(u, v). (2.2)

Le problème de la coupe maximale consiste alors à déterminer une coupe
maximisant l’utilité 2.2. Ce problème, équivalent au problème du sous-
graphe couvrant biparti maximal, est NP-complet. Le lecteur intéressé par
les algorithmes d’approximation de ce problème pourra consulter la section 4
[Moh97].

Le problème de la coupe maximale sera rencontré dans le chapitre 5 de
ce manuscrit dans le contexte des transformées multi-échelles de signaux sur
graphes. Nous y verrons en particulier que l’adaptation de la transformée de
lifting [Swe96] à des signaux sur graphes nécessite un critère de partitionnement
des sommets.

2.2.4 Coupes en optimisation combinatoire

En optimisation combinatoire, la notion de coupe est différente de celle
que nous venons de rappeler : elle s’applique à des graphes orientés ayant des
noeuds remarquables. Plus précisément, soit G un graphe pondéré orienté. On
suppose que V (G) contient deux sommets particuliers : un sommet noté s et
appelé source ; un sommet noté t et appelé puits. Une s/t coupe est définie
comme étant une partition de V (G) en deux ensembles S et T tels que s ∈ S
et t ∈ T (c.f. figure 1 2.1). On associe à une telle coupe le coût suivant :

C(S, T ) =
∑

(u,v)∈S×T

w(u, v). (2.3)

Le problème de la s/t coupe minimale est celui de la recherche d’une coupe
minimisant le coût (2.3). Ce problème peut être résolu en temps polynomial.
L’article [BK04] présente, dans le contexte de la vision par ordinateur,
une comparaison des performances de plusieurs algorithmes et en propose
un nouveau, disponible à l’adresse http://pub.ist.ac.at/~vnk/software.

html.
Greig et al. [GPS89] ont été les premiers à faire le lien entre la mi-

nimisation d’une énergie discrète et la recherche d’une coupe minimale.

1. Cette figure est tirée de l’article [BK04]
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Graphes pondérés et matrices associées

Figure 2.1 – s/t coupe d’un graphe pondéré orienté.

L’énergie considérée dans [GPS89], ainsi que dans plusieurs autres travaux
([BVZ01, BK04, KZ04]), est de la forme

E(l) =
∑

p∈P

Dp(lp) +
∑

p,q∈N

Vp,q(lp, lq) (2.4)

où P est l’ensemble des pixels d’une image, l = (lp)p∈P est une labellisation
de P , chaque lp étant dans un ensemble fini {1, . . . , Q}, et N désignant un
système de voisinage. Nous reviendrons sur ce lien dans le chapitre 3.

2.2.5 Matrices associées à un graphe pondéré

Dans toute cette section, G désigne un graphe pondéré d’ordre N . On pose
V (G) = {u1, . . . , uN}.

Matrice d’adjacence

On appelle matrice d’adjacence pondérée associée à G la matrice W(G) ∈
R

N×N définie par

Wi,j(G) =







w(ui, uj), si ui ∼ uj,

0, sinon.
(2.5)

La matrice W(G) caractérise E(G). En effet, ui ∼ uj si et seulement si
Wi,j(G) 6= 0 (la fonction de poids w est supposée à valeurs dans R

+
∗ ). Ainsi,

un graphe pondéré correspond à la donnée d’un ensemble V et d’une matrice
d’adjacence sur V .
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Matrices laplaciennes

On appelle matrice laplacienne (non normalisée) associée à G la matrice
L(G) ∈ R

N×N définie par

Li,j(G) =















dw(ui), si ui = uj,

−w(ui, uj), si ui ∼ uj,

0, sinon.

(2.6)

On appelle matrice laplacienne normalisée associée à G la matrice L̃(G) ∈
R

N×N définie par

L̃i,j(G) =



















1, si i = j,

− w(ui,uj)√
dw(ui)

√
dw(uj)

, si ui ∼ uj,

0, sinon.

(2.7)

Notons D ∈ R
N×N la matrice diagonale des degrés :

Di,j =







dw(ui), si i = j,

0, sinon .
(2.8)

Les matrices laplaciennes s’expriment en fonction de D :

L = D−W, (2.9)

et
L̃ = D−1/2LD−1/2 = I−D−1/2WD−1/2. (2.10)

Les applications linéaires de matrices L et L̃ sont données par

(Lf)i =
N
∑

j=1

wi,j(fi − fj), (2.11)

et

(L̃f)i =
1

√

di,i

N
∑

j=1

wi,j





fi
√

di,i

− fj
√

dj,j



 . (2.12)

Les formes quadratiques associées aux matrices L et L̃ sont données par

〈Lf, f〉 =
1
2

N
∑

i,j=1

wi,j(fi − fj)2, (2.13)
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〈L̃f, f〉 =
1
2

N
∑

i,j=1

wi,j





fi
√

di,i

− fj
√

dj,j





2

, (2.14)

où 〈., .〉 désigne le produit scalaire canonique sur R
N .

Les équations (2.13) et (2.14) montrent que les matrices symétriques L et L̃

sont semi-définies positives. Elles ont donc N valeurs propres réelles positives
(comptées avec leur multiplicité) chacune.

Remarquons à ce stade que ces valeurs propres ne dépendent pas du choix
de la numérotation des sommets. En effet, si σ désigne une permutation de
V (G) et L′ la matrice laplacienne relativement à la nouvelle numérotation, alors
L′ = P−1LP, où P désigne une matrice de permutation. Nous noterons dans la
suite α0 ≤ α1 ≤ . . . ≤ αN−1 les valeurs propres de L et α̃0 ≤ α̃1 ≤ . . . ≤ α̃N−1

celles de L̃.
Notons que α0 = α̃0 = 0. Les multiplicités de α0 et de α̃0 sont égales

aux nombres de composantes connexes de G (Propositions 2 et 4 de [vL07]).
Rappelons enfin que du fait de la normalisation, le spectre de L̃ est borné
(Lemme 1.7 (v) de [Chu97]) :

ρ(L̃) ≤ 2, (2.15)

où ρ(L̃) désigne le rayon spectral de L.

Marche aléatoire sur un graphe

On peut associer à un graphe pondéré G une chaîne de Markov à espace
d’états dans V (G). Rappelons qu’un processus aléatoire X = (Xn)n≥0 défini
sur un espace de probabilité (Ω,A,P) et à valeurs dans un ensemble fini, ici
V (G), est une chaîne de Markov de loi initiale λ et de matrice de transition
P ∈ R

N×N si
(i) (∀i ∈ {1, . . . , N}) P(X0 = ui) = λi ;
(ii) (∀i0, . . . , in+1 ∈ {1, . . . , N}) P(Xn+1 = uin+1 |Xn = uin , . . . , X0 = ui0) =

P(Xn+1 = uin+1 |Xn = uin) = Pin,in+1 .
La construction standard d’une chaîne de Markov sur G consiste à

normaliser les lignes de la matrice d’adjacence W. En effet, notons

K = D−1W. (2.16)

La matrice K est alors aléatoire et sert de matrice de transition à une chaîne
de Markov dès qu’on se donne une loi initiale.

Remarquons à ce point que le spectre de L̃ est relié à celui de K : f est
vecteur propre de L̃ associé à la valeur propre λ si et seulement si D−1/2f est
vecteur propre de K associé à la valeur propre 1− λ. Ainsi, la matrice K a elle
aussi N valeurs propres réelles (comptées avec leur multiplicité).
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Figure 2.2 – 50 points générés aléatoirement dans [0, 5]× [0, 5].

2.3 Construction d’un graphe pondéré à partir
d’un ensemble de données

Considérons un ensemble V = {u1, . . . ,uN} où ui ∈ R
p pour tout i ∈

{1, . . . , N}. Dans la suite, nous ne ferons aucune hypothèse ni sur le paramètre
p, ni sur l’échantillonnage des points ui. En particulier, p peut être très grand
et les ui échantillonnés de manière non uniforme.

Nous présentons dans cette section quelques procédés de construction
de graphes de similarité sur V . Ces constructions peuvent être séparées en
deux catégories. Dans la première, on construit d’abord l’ensemble des arêtes
E(G) à partir d’une distance sur R

p. La distance choisie dans la suite est la
distance euclidienne. Le choix de la fonction de pondération se fait ensuite. Les
algorithmes de la seconde catégorie construisent simultanément la topologie du
graphe et les poids de ses arêtes.

Le lecteur intéressé pourra consulter [LG12] pour d’autres constructions
non mentionnées ici.

2.3.1 Construction de la topologie

Graphe complet

Une première construction consiste à considérer le graphe complet sur V (G).
La figure 2.3 montre un exemple de graphe complet sur l’ensemble des 50 points
générés aléatoirement dans [0, 5]× [0, 5] de la figure 2.2.

D’un point de vue algorithmique, il est souvent préférable de disposer de
graphes dont les matrices d’adjacence sont creuses.
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Figure 2.3 – Graphe complet sur les points de la figure 2.2.

Figure 2.4 – Triangulation de Delaunay des points de la figure 2.2.

Triangulation de Delaunay

La triangulation de Delaunay de V est le graphe dual du diagramme de
Voronoï. La figure 2.4 montre le graphe correspondant à la triangulation de
l’ensemble des points de la figure 2.2.

En grande dimension, le nombre d’arêtes de la triangulation de Delaunay
devient important. Une approche basée sur un arbre couvrant de poids minimal
est alors plus appropriée.

Arbre couvrant de poids minimal

Soit G le graphe complet sur V . On associe à tout arbre couvrant G′ de G
le coût suivant :

c(G′) =
∑

(u,v)∈E(G′)

w(‖u− v‖), (2.17)

où w est une fonction décroissante. Un arbre couvrant est dit minimal (abrégé
en MST) s’il minimise le coût (2.17). L’algorithme de Prim [CLRS01] permet
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Figure 2.5 – Un MST sur les points de la figure 2.2.

Figure 2.6 – Graphe des k plus proches voisins avec k = 2.

de construire de tels arbres. L’intérêt de l’arbre couvrant de poids minimal est
qu’il est connexe et contient |V | − 1 arêtes.

La figure 2.5 montre un MST sur les points de la figure 2.2.

Graphes des plus proches voisins

Soit k ≥ 2 un entier. Les graphes des k plus proches voisins sont obtenus
en connectant chaque sommet à ses k plus proches voisins selon la distance
euclidienne. Les graphes ainsi obtenus sont orientés : un sommet u peut
appartenir aux k plus proches voisins de v sans que v n’appartienne aux k
plus proches voisins de u. La figure 2.6 montre un exemple d’un tel graphe.

Afin d’obtenir un graphe non orienté on peut procéder de deux manières.
Dans la première, on ne prend pas en compte l’orientation des arêtes. Ceci
fournit un graphe dont chaque sommet est connecté à au moins k autres
sommets. On parlera alors du graphe des k voisins. Cela correspond à retirer
les orientations des arêtes dans la figure 2.6.
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Figure 2.7 – Graphe des k plus proches voisins mutuels avec k = 2.

Figure 2.8 – ǫ-graphe avec ǫ = 1.

Dans la deuxième approche, on connecte deux sommets u et v si et
seulement s’ils sont mutuellement voisins, c’est-à-dire si u appartient aux k
plus proches voisins de v et réciproquement. On parlera alors du graphe des k
voisins mutuels. Un exemple de tel graphe est donné dans la figure 2.7.

ǫ-graphe

Soit ǫ > 0 un réel. Le ǫ-graphe est obtenu en connectant deux sommets u et
v si ‖u− v‖ ≤ ǫ. Le graphe que l’on obtient est alors non orienté ; un exemple
est donné dans la figure 2.8.

b-matching

La construction d’un graphe par b-matching à été proposée dans [JWC09]
dans le contexte de l’apprentissage semi-supervisé. Cette approche permet en
particulier de construire un graphe régulier, contrairement aux graphes des plus
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proches voisins et au ǫ-graphe. La topologie du graphe peut être encodée par
une matrice binaire B ∈ R

N×N avec la convention :

Bi,j =







1, si ui ∼ uj,

0, sinon.
(2.18)

Soit D ∈ R
N×N la matrice des distances : Di,j = ‖ui−uj‖. La matrice B choisie

est celle qui minimise, sous contraintes, sur l’ensemble des matrices binaires,
la norme de Frobenius de DB :

B̂ = argmin
B∈RN×N

‖DB‖F . (2.19)

Les contraintes sont les suivantes :














∑N
j=1 Bi,j = b,

Bi,i = 0,

Bi,j = Bj,i.

(2.20)

Le graphe dont la topologie est encodée par B est ainsi b-régulier. Nous
renvoyons le lecteur vers [HJ07] pour les détails relatifs à la résolution du
problème de minimisation précédent.

2.3.2 Fonctions de similarité

Une fois la topologie de G fixée, nous pouvons associer un poids w(u, v)
à chaque arête (u, v). La quantité w(u, v) représente alors une mesure de
similarité entre u et v.

Dans la suite de ce manuscrit, nous considérons les deux fonctions de
similarité suivantes :

(∀u, v ∈ R
p) w(u, v) = e−‖u−v‖2/σ2

, (2.21)

(∀u, v ∈ R
p) w(u, v) =

1
‖u− v‖+ ǫ

(2.22)

où σ et ǫ sont deux constantes strictement positives fixées.
Le paramètre σ joue un rôle important dans la formule (2.21) puisqu’il

contrôle la distribution des similarités que l’on obtient. En choisissant σ petit,
on ne considère comme similaires que des points très proches au sens de la
distance d. Plus la valeur de σ est grande plus on autorise des points distants
à être considérés comme similaires. Le paramètre σ joue donc le rôle de seuil.

Si l’on souhaite accorder la même importance à toutes les arêtes, on choisit
simplement w(u, v) = 1 pour tout (u, v) ∈ E(G).

Nous décrivons maintenant deux approches de construction simultanée de
la topologie et des poids d’un graphe.
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2.3.3 Construction simultanée de la topologie et des
poids

L’approche de Daitch et al.

Dans [DKS09], les auteurs proposent une formulation variationnelle pour la
construction d’un graphe à partir d’un ensemble de données V . Un graphe étant
caractérisé par sa matrice d’adjacence W, les auteurs proposent de minimiser
sur l’ensemble des matrices W symétriques à entrées positives et à diagonale
nulle, le critère suivant :

f(W) =
N
∑

i=1

∥

∥

∥

∥

∥

∥

diui −
N
∑

j=1

wi,juj

∥

∥

∥

∥

∥

∥

2

, (2.23)

où di =
∑N

j=1 wi,j désigne le degré du sommet i. Notons pour i ∈ {1, . . . , N}

Ei =

∥

∥

∥

∥

∥

∥

ui −
1
di

N
∑

j=1

wi,juj

∥

∥

∥

∥

∥

∥

2

. (2.24)

Ainsi, Ei représente l’erreur que l’on commet lorsqu’on prédit le vecteur ui à
partir de ses voisins uj en utilisant les poids des arêtes comme coefficients de
pondération. Remarquons que ce critère a été proposé dans [RS00]. La fonction
f s’écrit alors

f(W) =
N
∑

i=1

d2
iEi, (2.25)

et permet ainsi d’agréger toutes les erreurs en un seul critère. Le critère f(W)
est choisi au lieu de

∑N
i=1 Ei car il est quadratique en W. En effet, remarquons

d’abord qu’il s’écrit en fonction de la matrice laplacienne L sous la forme

f(W) = ‖LU‖2
2, (2.26)

où U est la matrice dont les lignes sont données par les vecteurs u⊤
i , et ‖.‖2

désigne la norme de Frobenius. Ensuite, l’application qui associe à toute matrice
symétrique W ∈ R

n×n la matrice LU ∈ R
n×d est linéaire. Du point de vue de

l’optimisation, le problème de minimisation de f(W) est posé sur un espace de
dimension n(n−1)

2
, ce qui peut en faire un problème de très grande échelle. Le

lecteur intéressé pourra trouver des détails sur l’algorithme de minimisation
utilisé par les auteurs ainsi que sur les propriétés des graphes obtenus dans
[DKS09].
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Le graphe ℓ1

La construction du graphe ℓ1 à été proposée dans [CYY+10] et vise à une
meilleure adaptativité ainsi qu’à une meilleure robustesse vis-à-vis du bruit qui
peut avoir contaminé les éléments de V . La construction repose sur le concept
de décomposition parcimonieuse dans un dictionnaire [Mal09, SMF10, Ela10].

Dans la construction du graphe ℓ1 les vecteurs ui jouent le rôle d’atomes. On
construit donc un dictionnaire D = [u1, . . . ,uN ]. Pour i ∈ {1, . . . , N}, notons
Di le dictionnaire obtenu en retirant le vecteur ui :

Di = [u1, . . . ,ui−1,ui+1, . . . ,uN ].

L’approche de [CYY+10] consiste a décomposer chaque vecteur ui dans le
dictionnaire Di. La décomposition choisie est celle de norme ℓ1 minimale.
L’entrée (i, j) de la matrice d’adjacence est donnée par

Wi,j = αi
j (2.27)

où αi
j est la jème composante de ui dans Di. Remarquons que pour effectuer

la décomposition précédente il faut que pour tout i ∈ {1, . . . , N}, rg(Di) ≥ p.
En particulier, cela implique que N ≥ p+ 1. Ceci peut être problématique si p
est très grand. Remarquons également que le graphe obtenu est orienté.

2.4 Signaux sur graphes

On désigne par signal sur graphe toute fonction associant une quantité
scalaire ou vectorielle à tout sommet d’un graphe G. Nous définissons dans
cette section des opérateurs différentiels discrets agissant sur de tels signaux.
Munis de ces opérateurs, nous définissons des mesures permettant de quantifier
la “régularité” relative de signaux sur graphes. Dans toute cette section, G
désigne un graphe pondéré sur V = {u1, . . . , uN}.

2.4.1 Espaces H(V ) et H(E)

Un signal sur G est donc une fonction f : V (G)→ R
m. Nous nous limitons

dans la suite de cette section au cas scalaire : m = 1. L’ensemble des signaux
sur G est noté dans la suite H(V ). Il est muni du produit scalaire suivant :

(∀f, g ∈ H(V )) 〈f, g〉H(V ) =
∑

u∈V

f(u)g(u). (2.28)

28



Signaux sur graphes

On est aussi amené à considérer des signaux scalaires définis sur l’ensemble
E(G) des arêtes d’un graphe pondéré G. Nous noterons cet espace H(E) et
considérons le produit scalaire suivant :

(∀F,G ∈ H(E)) 〈F,G〉H(E) =
N
∑

(u,v)∈E(G)

F (u, v)G(u, v). (2.29)

Pour F ∈ H(E) et u ∈ V , on notera F (u, .) le vecteur [F (u, v), v ∼ u]⊤, et
‖F (u, .)‖2 =

∑

v∼u F (u, v)2.

2.4.2 Opérateurs de différence

Nous rappelons ici les opérateurs introduits dans [ELB08, ZS05]. Le lecteur
intéressé par le calcul discret sur graphes pourra consulter l’ouvrage récent
[GP10].

Opérateurs du premier ordre : gradient et divergence

Une notion de dérivée directionnelle peut être introduite en considérant
l’opérateur de différence ∇w : H(V )→ H(E) suivant :

(∀f ∈ H(V ))(∀(u, v) ∈ E(G)) (∇wf)(u, v) =
√

w(u, v)(f(v)− f(u)). (2.30)

L’opérateur ∇w étant linéaire sur des espaces de dimension finie, il admet
un adjoint (∇w)∗ : H(E)→ H(V ) relativement aux produits scalaires 〈., .〉H(V )

et 〈., .〉H(E), c’est-à-dire vérifiant :

(∀f ∈ H(V ))(∀G ∈ H(E)) 〈∇wf,G〉H(E) = 〈f, (∇w)∗ G〉H(V ). (2.31)

L’expression de (∇w)∗ est obtenue en prenant f = 1{u} dans l’équation
précédente. On obtient alors

(∀F ∈ H(E)) ((∇w)∗ F )(u) =
∑

v∼u

√

w(u, v)(F (v, u)− F (u, v)). (2.32)

L’opérateur divergence divw : H(E)→ H(V ) est donné par

divw = − (∇w)∗ . (2.33)
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Opérateurs du deuxième ordre : p-laplaciens

La composition des opérateurs ∇w et divw permet d’obtenir un opérateur
laplacien sur H(V ). Notons ∆w : H(V ) → H(V ) l’opérateur défini pour tout
f ∈ H(V ) par :

∆wf = −1
2

divw(∇wf). (2.34)

Son expression est donnée par

(∆wf)(u) =
N
∑

v∼u

w(u, v)(f(u)− f(v)). (2.35)

En comparant avec l’équation (2.11) on voit que la matrice de ∆w dans la base
canonique de H(V ) n’est autre que la matrice laplacienne L.

Au-delà des opérateurs linéaires que nous venons de rappeler, l’intérêt du
formalisme présenté est qu’il permet d’introduire des opérateurs non linéaires
agissant sur des signaux sur graphes. Un exemple de tels opérateurs est donné
dans [ELB08] où les auteurs définissent une famille d’opérateurs p-laplaciens
∆w,p : H(V )→ H(V ) définis pour tout f ∈ H(V ) par

(∀p ≥ 2) ∆w,pf = −1
2

divw(‖∇wf‖p−2∇wf). (2.36)

L’expression est donnée par

(∆w,pf)(u) =
1
2

N
∑

v∼u

w(u, v)
(

‖(∇wf)(u, .)‖p−2 + ‖(∇wf)(v, .)‖p−2
)

(f(u)− f(v)) .

(2.37)

Pour p = 2, on retrouve l’opérateur linéaire ∆w. Pour p > 2, les opérateurs
∆w,p sont non linéaires.

Opérateurs normalisés

Une approche similaire à celle que nous venons de rappeler à été introduite
dans [ZS05]. L’opérateur de différence de l’équation (2.30) y est remplacé par
une version normalisée donnée par

(∀f ∈ H(V ))(∀(u, v) ∈ E(G)) (∇̃wf)(u, v) =
√

w(u, v)





f(v)
√

dw(v)
− f(u)
√

dw(u)



 .

(2.38)
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L’opérateur ∇̃w est encore linéaire sur des espaces de dimension finie. Il
admet un adjoint

(

∇̃w
)∗

. L’opérateur d̃iv
w

= −
(

∇̃w
)∗

est donné par :

(∀F ∈ H(E)) (d̃iv
w
F )(u) =

∑

v∼u

√

√

√

√

w(u, v)
dw(u)

(F (u, v)− F (v, u)). (2.39)

La composition de ∇̃w et d̃iv
w

donne lieu à un opérateur laplacien dont
la matrice dans la base canonique n’est autre que la matrice laplacienne
normalisée L̃ :

∆̃wf = −1
2

d̃iv
w

(∇̃wf), (2.40)

(∆̃wf)(u) =
1

√

dw(u)

N
∑

v∼u

w(u, v)





f(u)
√

dw(u)
− f(v)
√

dw(v)



 . (2.41)

Ici encore, l’intérêt de cette approche est que l’on peut définir une famille
d’opérateurs p-laplaciens normalisés non linéaires :

(∀p ≥ 2) ∆̃w,pf = −1
2

d̃iv
w

(‖∇̃wf‖p−2∇̃wf). (2.42)

Nous nous limiterons dans la suite aux opérateurs non normalisés.

2.4.3 Mesures de régularité

Mesure basées sur ∇w

Soit f ∈ H(V ) et u ∈ V . La quantité

‖(∇wf)(u, .)‖ =

(

∑

v∼u

| (∇wf)(u, v)|2
)1/2

=

(

∑

v∼u

w(u, v) (f(u)− f(v))2

)1/2

(2.43)
représente une mesure de la variation locale de f au sommet u. En agrégeant
ces quantités, on peut obtenir une mesure globale de la régularité relative de
f . On est donc amenés à considérer la fonctionnelle suivante :

(∀p ≥ 1)(∀f ∈ H(V )) Jw
p (f) =

1
p

∑

u∈V

‖(∇wf)(u, .)‖p. (2.44)

En dérivant, pour p ≥ 2, l’expression (2.44) on obtient les opérateurs p-
laplaciens non normalisés 1 [ELB08] :

∇Jw
p = 2∆w,p. (2.45)

1. L’opérateur ∇ dans le terme de droite dans (2.45) désigne le gradient d’une fonction
définie sur un ouvert de R

N .
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La fonctionnelle Jw
p pour p = 2 est une forme quadratique de matrice L.

Elle a été considérée dans divers travaux parmi lesquels [GO07, ELB08].

Pour p = 1, on obtient une fonctionnelle non différentiable de type variation
totale sur H(V ). Cette fonctionnelle a été considérée dans divers travaux parmi
lesquelles [ELB08, GO08, PBC08, BEM09].

Le même principe peut être repris avec les opérateurs normalisés de la
section précédente. Cette approche a été proposée pour p = 2 dans [ZS04] et
pour p ≥ 1 dans [ZS05] dans un cadre d’apprentissage semi-supervisé.

Nous attirons l’attention du lecteur sur le fait que les coordonnées des
sommets ui de G n’ont joué aucun rôle dans les opérateurs et les mesures
que nous avons introduits. Le point important ici est que nous nous servons
exclusivement de la relation d’adjacence pondérée entre les sommets pour
étudier des signaux sur graphes.

Mesures basées sur le spectre des matrices laplaciennes

Les normes que nous venons d’introduire sont basées sur l’opérateur de
différence ∇w. Nous définissons ici deux normes basées sur le spectre des
matrices laplaciennes L et L̃. L’espace H(V ) est ici identifié avec R

N et nous
notons ses éléments en gras.

Les matrices laplaciennes introduites dans 2.2.5 étant symétriques réelles,
elles sont diagonalisables dans une base orthonormée chacune. Fixons une base
orthonormée (e1, . . . , eN) constituée de vecteurs propres de L. De même, fixons
une base orthonormée (ẽ1, . . . , ẽN) constituée de vecteurs propres de L̃. Dans
cette section nous voyons les vecteurs propres ei et ẽi comme des signaux sur
V (G).

Les bases (ei) et (ẽi) étant orthonormées, nous avons

(∀f ∈ H(V )) f =
N
∑

i=1

〈f, ei〉 ei, (2.46)

et

(∀f ∈ H(V )) f =
N
∑

i=1

〈f, ẽi〉 ẽi. (2.47)

On peut alors définir des a priori de parcimonie [Mal09, SMF10] dans ces
bases en considérant les normes ℓ1 des composantes :

(∀f ∈ H(V )) ‖f‖L =
N
∑

i=1

|〈f, ei〉|, (2.48)
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et

(∀f ∈ H(V )) ‖f‖L̃ =
N
∑

i=1

|〈f, ẽi〉|. (2.49)

Nous nous sommes limités dans toute la suite de ce manuscrit aux mesures
basées sur les opérateurs de différence. Les fonctionnelles basées sur ces mesures
seront utilisées dans le chapitre suivant dans un cadre variationnel. Dans le
chapitre 3 nous les utiliserons pour générer des décompositions multi-échelles
de données définies sur des graphes.

2.5 Les images comme des fonctions sur des
graphes

Dans cette section nous nous intéressons à une modélisation discrète où
l’on considère les images comme des fonctions définies sur l’ensemble des
sommets d’un graphe pondéré. Nous commençons par présenter les étapes
qui permettent d’arriver à un tel modèle. Nous reprenons ensuite, dans le cas
spécifique des images, la construction des graphes à partir d’un ensemble de
données.

Notons que l’utilisation des graphes en traitement d’images ne se réduit pas
à la modélisation. Par exemple, la notion de graphe intervient aussi dans des
algorithmes d’optimisation combinatoire permettant de minimiser des énergies
discrètes [BVZ01, Cha05, DS06]. Nous verrons une telle application des graphes
dans le chapitre suivant. Le lecteur pourra consulter l’ouvrage [LG12] pour un
état de l’art récent sur l’utilisation des graphes en traitement et analyse de
l’image.

2.5.1 Principe

Deux types de modélisations sont souvent rencontrées en traitement et
analyse de l’image. Une image étant considérée comme une fonction, deux
facteurs interviennent : le domaine de définition et l’ensemble d’arrivée. Pour
l’ensemble d’arrivée, nous considérons pour l’instant qu’il s’agit de R pour une
image en niveaux de gris et de R

3 pour une image en couleurs, auquel cas on
notera f (l) la lème composante. Notons cependant que la prise en compte de
la quantification des images est fondamentale pour l’utilisation d’algorithmes
d’optimisation combinatoire pour approcher les minima de fonctions d’énergies.
Dans la suite de cette section nous nous intéressons uniquement à l’ensemble
de définition.
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Une image continue est une fonction (ou plus généralement une distribu-
tion) définie sur un domaine borné Ω de R

2. Une image discrète f est une
fonction définie sur une grille Z. Dans la suite nous noterons {x1, . . . , xN} les
points de Z et parlerons de pixels. Nous noterons fi au lieu de f(xi) si f est
une image en niveaux de gris. De même, nous noterons f (l)

i la lème application
composante si f est une image en couleurs. Souvent, Z est vu comme le résultat
de la discrétisation d’un domaine continu, ce qui fait le lien entre l’approche
discrète et l’approche continue.

Dans cette section nous considérons une image discrète comme un signal
sur l’ensemble des sommets d’un graphe de proximité. Considérer une image
discrète comme une fonction sur un graphe revient à remplacer la proximité
spatiale entre pixels par celle induite par ce graphe. Ainsi, on considère que
les intensités (ou les couleurs) ne sont plus définies sur une grille mais sur un
ensemble de sommets dont la relation de proximité est donnée séparément par
l’ensemble des arêtes. L’identification entre les pixels et les sommets du graphe
permet de retrouver l’image.

La démarche qui consiste à considérer une image discrète f comme une
fonction sur l’ensemble des sommets d’un graphe se fait en deux étapes. Dans
la première, on associe à tout pixel xi un vecteur de caractéristiques ϕ(xi) =
xi ∈ R

p. L’application ϕ permet alors de passer de la grille Z à l’ensemble
{x1, . . . , xN}. Cette étape, qui peut être adaptative si l’on utilise les valeurs
prises par l’image f , peut être implémentée de différentes manières.

A ce stade, on peut considérer l’image f non plus comme une fonction sur
Z mais comme une fonction sur {x1, . . . , xN}. Afin de traiter cette fonction,
on construit un graphe de proximité G à partir de l’ensemble {x1, . . . , xN}. On
considère alors f comme une fonction sur V (G) et on se sert des mesures de
régularité définies dans la section précédente.

Nous donnons maintenant quelques exemples de vecteurs de caractéris-
tiques.

2.5.2 Vecteurs de caractéristiques

Parmi les vecteurs de caractéristiques que l’on peut associer à un pixel,
nous considérons trois variantes. La première est donnée par

ϕ1(xi) = xi.

Le graphe construit à partir de l’ensemble ϕ1(Z) n’est pas adaptatif : les
valeurs de l’image f n’interviennent pas dans la construction. Ce graphe encode
simplement une notion de proximité spatiale entre les pixels. La figure 2.10
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Figure 2.9 – Partie de l’image “Lena”.

Figure 2.10 – Graphe-grille construit de à partir de l’image “Lena” de la figure
2.9.

montre la topologie d’un graphe en 4 voisinage construit à partir de l’image de
la figure 2.9.

La deuxième variante, donnant lieu à une construction adaptative, est
obtenue en considérant la fonction suivante :

ϕ2(xi) = (λxi, fi),

où λ est une constante strictement positive. Si λ = 0, on obtient un graphe qui
encode une notion de proximité photométrique (ou colorimétrique si l’image
est en couleurs) sans aucune référence à la distribution spatiale des pixels. En
choisissant λ > 0, on tient compte de la distribution spatiale des pixels. Le
paramètre λ permet alors de balancer l’importance des facteurs spatiaux et
photométriques. La figure 2.11 montre le graphe des 4 plus proches voisins
au sens de la distance euclidienne avec λ = 0. La recherche des plus proches
voisins a été effectuée pour chaque pixel au sein d’une fenêtre de taille 11x11.
Enfin, la figure 2.12 montre le ǫ-graphe obtenu avec le même choix ; la valeur
de ǫ est de 20.

Une autre construction adaptative, la troisième, est enfin obtenue en
considérant des patchs centrés en chaque pixel. Ce type d’approche a été
popularisée en traitement d’images depuis l’introduction par Buades et al. de
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Figure 2.11 – Graphe des 4 plus proches voisins au sens de la distance
photométrique. La recherche des voisins est limitée à une fenêtre de taille 11x11.

Figure 2.12 – ǫ-graphe au sens de la distance photométrique. La recherche de
voisins est limitée à une fenêtre de taille 11x11.

l’algorithme des moyennes non locales [BCM10]. Avec le notations de cette
section, ceci correspond à considérer la fonction suivante :

ϕ3(xi) = pi,

où
pi = {fj, j ∈ Nr(i)},

et Nr(i) désigne l’ensemble des pixels qui se trouvent à l’intérieur d’une boule
ℓ∞ fermée de centre xi et de rayon r. Si les images que l’on considère sont en
couleurs, alors nous modifions la définition des patchs de la manière suivante :

pi = {f (l)
j , 1 ≤ l ≤ 3, j ∈ Nr(i)}.

La figure 2.13 montre la graphe des 4 plus proches voisins au sens de la
distance euclidienne avec λ = 0. La recherche des plus proches voisins a été
effectuée pour chaque pixel au sein d’une fenêtre de taille 11x11.

Dans la pratique [SWAC12, DFKE07], afin d’atténuer l’instabilité due à la
présence de bruit dans les images, les vecteurs ϕ2(xi) et ϕ3(xi) sont calculés
à partir d’une version lissée de f , obtenue par un prétraitement, par exemple
par un filtrage gaussien.
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Figure 2.13 – Graphe des 4 plus proches voisins au sens de la distance
euclidienne entre patchs. La recherche des voisins est limité à une fenêtre de
taille 11x11, et les patchs sont de taille 5x5.

2.5.3 Débruitage d’images par filtres de voisinage

On considère le modèle de dégradation suivant :

g = f + ǫ. (2.50)

Dans (2.50), f désigne une image “idéale” non observée et ǫ une dégradation
appliquée à f donnant lieu à une image observée g de plus faible qualité que f .
On se place dans le cadre où ǫ est un vecteur aléatoire de moyenne nulle et dont
les composantes sont indépendantes identiquement distribuées (i.i.d.). Le but
est de construire un estimateur f̂ de f à partir de l’observation g. L’approche
que l’on adopte est celle du débruitage par filtres de voisinages.

Une estimation linéaire f̂ de f est obtenue par convolution. Classiquement,
l’estimation f̂i du pixel i dépend des distances spatiales entre i et les autres
pixels j. L’archétype de ce type de méthodes est le filtre gaussien donné par

f̂i =
1
Ci

N
∑

j=1

e−‖xi−xj‖2/2σ2

fj, (2.51)

où Ci est un coefficient de normalisation. Le concept de filtre de voisinage
a été introduit par Yaroslavsky dans [YE96]. Dans cette approche, les poids
intervenant dans le débruitage dépendent de l’image. L’équation générique de
débruitage est la suivante :

f̂i =
1
Ci

N
∑

j=1

Wf (xi, xj)fj. (2.52)

Dans (2.52), Wf désigne un noyau, éventuellement dépendant de f . Le filtre
de Yaroslawsky [YE96] s’obtient avec le choix

Wf (xi, xj) = 1{‖f(xi)−f(xj)‖≤h}. (2.53)
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Le filtre SUSAN [SB97] s’obtient avec le choix

Wf (xi, xj) = exp{−‖f(xi)− f(xj)‖2/2σ2}. (2.54)

Enfin, le filtre bilatéral [TM98] correspond au choix

Wf (xi, xj) = exp{−‖f(xi)− f(xj)‖2/2σ2
r}exp{−‖xi − xj‖2/2σ2

p}. (2.55)

L’adaptativité des filtres que l’on vient de présenter est obtenue en
comparant les valeurs ponctuelles des pixels (intensité ou couleur). Le filtre
des moyennes non locales introduit par Buades et al. dans [BCM10] propose
de comparer des fenêtres centrées en chaque pixel ; ces fenêtres sont appelées
des patchs. Le filtre des moyennes non locales est obtenu grâce au procédé
(2.52) avec le choix :

Wf (xi, xj) = exp{−‖F (xi)− F (xj)‖2
2,a/2σ

2}. (2.56)

Ici, F (xi) désigne un patch centré au pixel i, c’est-à-dire que F (xi) est le vecteur
obtenu par concaténation des intensités de f au sein d’une fenêtre centrée en
i. La norme ‖.‖2,a est la norme ℓ2 pondérée par une gaussienne de variance Ga.
Cette pondération permet de prendre en compte une notion de localité lors de
la comparaison de patchs.

En pratique, deux points viennent modifier les définitions des filtres que
nous venons de rappeler. Le premier concerne la localité des filtres. On restreint
en général le voisinage de chaque pixel à une fenêtre de recherche. Ce point est
motivé par des raisons algorithmiques et vise à pouvoir effectuer le débruitage
en un temps raisonnable. Le deuxième point concerne la robustesse au bruit. A
cette fin, les comparaisons entre pixels, qu’elles soient basées sur les intensités
ou sur les patchs, sont souvent calculées à partir d’une version lissée de
l’image observée. Une telle image peut être obtenue simplement par un filtrage
gaussien.

Enfin, le procédé que nous venons de rappeler peut être itéré afin d’obtenir
une meilleure estimation. Nous abordons cette approche dans la sous-section
suivante en faisant le lien avec les graphes.

2.5.4 Lien avec les graphes

Si on interprète le noyau Wf de la sous-section précédente comme la matrice
d’adjacence d’un graphe construit sur l’ensemble des pixels, on voit que la
formule (2.52) devient

f̂ = Kf, (2.57)
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où K est la matrice de transition de la marche aléatoire sur le graphe, décrite
dans (2.2.5). Ainsi, pour débruiter on multiplie par la matrice de transition.

Les différents filtres présentés dans la sous-section précédente peuvent être
retrouvés grâce aux constructions de graphes présentées dans 2.5.2. La formule
(2.57) peut être réécrite en prenant en compte l’interprétation de K comme
une matrice de transition :

f̂i =
N
∑

j=1

P(Xn+1 = j|Xn = i)fj (2.58)

= E[f(Xn+1)|Xn = i]. (2.59)

On peut itérer le processus de débruitage en considérant des puissances de
la matrice K. Ainsi, on pose







f0 = f,

fn+1 = Kfn.
(2.60)

Du point de vue de la sous-section précédente, ceci correspondant à garder
le même noyau au cours des itérations. On pourra se référer à [SSN09] pour
d’autres stratégies d’itérations des filtres de voisinage. La formule (2.59) devient

fn+1
i = E[f(Xn)|X0 = i]. (2.61)

On peut donc faire le lien entre les propriétés asymptotiques des filtres et celles
de la marche aléatoire sur le graphe correspondant.

Il existe aussi un lien entre l’opération de débruitage et la mesure de
régularité (2.49). Ce lien repose sur l’observation que u est un vecteur propre
de L associé à une valeur propre λ si et seulement si D−1/2u est vecteur propre
de K associé à la valeur propre 1−λ. Cette équivalence permet de montrer que
si G est un graphe régulier alors l’opération Kf fait décroître la mesure (2.49).
En effet considérons la décomposition de f dans la base (ẽi)i=1,...,N des vecteurs
propres de L :

f =
N
∑

i=1

〈f, ẽi〉ẽi. (2.62)

Nous avons alors

Kf =
N
∑

i=1

〈f, ẽi〉Kẽi (2.63)

=
N
∑

i=1

〈f, ẽi〉KD−1/2D1/2ẽi (2.64)

(2.65)
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Si G est régulier, alors D−1/2 commute avec K. On a alors

Kf =
N
∑

i=1

〈f, ẽi〉D−1/2KD1/2ẽi (2.66)

=
N
∑

i=1

(1− λi)〈f, ẽi〉D−1/2D1/2ẽi (2.67)

=
N
∑

i=1

(1− λi)〈f, ẽi〉ẽi (2.68)

(2.69)

La norme ‖.‖L de Kf est donc inférieure à celle de f :

‖Kf‖L =
N
∑

i=1

|(1− λi)||〈f, ẽi〉| (2.70)

≤
N
∑

i=1

|〈f, ẽi〉| = ‖f‖L, (2.71)

(2.72)

où l’inégalité précédente repose sur le fait, mentionné dans (2.2.5), que 0 ≤
λi ≤ 2 pour tout i ∈ {1, . . . , N}.

2.6 Conclusion

Ce chapitre a permis de poser quelques définitions concernant les graphes
pondérés et les signaux. Ces définitions seront d’un usage constant dans la suite
de ce manuscrit. Nous avons également rappelé comment, pour les signaux
sur graphes, des mesures relatives de régularité peuvent être définies à partir
d’opérateurs différentiels discrets. La construction d’un graphe pondéré à partir
d’un ensemble de données à été détaillée. Enfin, nous avons vu les spécificités
de la modélisation, par des graphes pondérés, des images. Cette modélisation a
permis d’intégrer dans un même formalisme l’ensemble des filtres de voisinages.

Le chapitre suivant examine comment les mesures de régularité définies
ici peuvent être utilisées comme a priori dans un cadre variationnel pour le
débruitage et la simplification de signaux sur graphes.
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Chapitre 3

Approches variationnelles pour
le débruitage de signaux sur
graphes

3.1 Introduction

Nous abordons dans ce chapitre des méthodes variationnelles pour le
débruitage de signaux définis sur l’ensemble des sommets d’un graphe pondéré
général.

Ce chapitre est organisé de la manière suivante. Nous rappelons tout
d’abord dans la section 3.2 quelques éléments d’analyse et d’optimisation
convexes en dimension finie. Les outils présentés dans cette section seront
utiles pour le développement du présent chapitre et pour le suivant. Dans
la section 3.3 nous rappelons le cadre de l’analyse bayésienne et examinons
deux a priori classiques en traitement de l’image : l’a priori de Sobolev
discret et celui basé sur la variation totale (TV). L’objet de la section 3.4
est de transposer les deux a priori précédents au cas des signaux sur graphes.
En vue de l’étape d’optimisation, nous réécrivons ces a priori à l’aide de
produits matrice-vecteur. Nous caractérisons la solution du problème basé
sur la pénalisation TV sur graphes. Cette caractérisation fait apparaître un
équivalent de l’espace G introduit par Meyer dans [Mey01]. Nous introduisons
cet espace et le caractérisons. La fonctionnelle TV sur graphes n’étant pas
différentiable, nous détaillons l’application de trois algorithmes proximaux
récents à ce problème. Nous montrons également rapidement comment un
algorithme combinatoire simple, basé sur les coupures de graphes, permet
d’obtenir des solutions approchées du problème quantifié. Dans la section 3.5,
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nous effectuons plusieurs tests de débruitage sur des images et des maillages.
Une conclusion de ce chapitre est présentée dans la section 3.6.

3.2 Éléments d’analyse et d’optimisation convexes

Nous rappelons dans cette section quelques éléments d’analyse et d’opti-
misation convexes en dimension finie. Notre présentation est brève : le but est
d’établir quelques notations et de regrouper des résultats qui seront utiles pour
la suite de ce chapitre et pour le suivant. Nous ferons référence à l’ouvrage
[BC11] pour les preuves des résultats énoncés ici. Le lecteur intéressé pourra
également consulter les ouvrages [HUL01, BL06, Roc96].

Dans toute cette section, (H, 〈., .〉) désigne un espace euclidien et ‖.‖ la
norme induite par 〈., .〉.

3.2.1 Espace Γ0(H)

Définition 3.1. Soit f : H →]−∞,+∞].

1. Le domaine de f est l’ensemble dom(f) = {x ∈ H : f(x) < +∞}.
2. On dit que f est propre si dom(f) 6= ∅.
3. L’épigraphe de f est l’ensemble epi(f) = {(x, a) ∈ H × R : f(x) ≤ a}.
4. On dit que f est convexe si son épigraphe est un ensemble convexe.

5. On dit que f est semi-continue inférieurement (s.c.i.) si son épigraphe
est fermé.

6. Γ0(H) désigne l’ensemble des fonctions de H dans ] −∞,+∞] propres,
s.c.i. et convexes.

Remarque 3.1. Notons que si f est convexe, dom(f) est un ensemble convexe.
En effet, dom(f) = L(epi(f)), où L : (x, a) ∈ H × R 7→ x ∈ H est linéaire.
De plus, f est convexe si et seulement si (Proposition 8.4 [BC11])

(∀x, y ∈ dom(f)) (∀α ∈]0, 1[) f(αx+ (1−α)y) ≤ αf(x) + (1−α)f(y). (3.1)

Si f est propre et l’inégalité précédente stricte pour tout α ∈]0, 1[ et tous
x, y ∈ dom(f) distincts, alors f est dite strictement convexe.

Exemple 3.1. Soit C une partie de H. On appelle fonction indicatrice de C
la fonction définie pour tout x ∈ H par

ιC(x) =







0, si x ∈ C,
+∞, sinon.

(3.2)
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Il est aisé de voir que ιC ∈ Γ0(H) si et seulement si C est une partie de H
convexe, fermée et non vide.

3.2.2 Fonction conjuguée

Définition 3.2. Soit f : H →] −∞,+∞]. La fonction conjuguée de f est la
fonction f ∗ : H →]−∞,+∞] définie pour tout y ∈ H par

f ∗(y) = sup
x∈H

(〈x, y〉 − f(x)) . (3.3)

Exemple 3.2. Soit C une partie non vide de H.

(ιC)∗(y) = sup
x∈C
〈x, y〉 =: σC(y). (3.4)

La fonction σC s’appelle fonction d’appui de C.

Le théorème suivant est connu sous le nom de théorème de Fenchel-Moreau.

Théorème 3.1 (Théorème 13.32 [BC11]). Soit f ∈] −∞,+∞] propre. Alors
f est s.c.i. et convexe si et seulement si f = f ∗∗ ; auquel cas f ∗ est propre.

Le corollaire suivant sera d’un usage fréquent dans la suite.

Corollaire 3.1 (Corollaire 13.33 [BC11]). Soit f ∈ Γ0(H). Alors, f ∗ ∈ Γ0(H)
et f ∗∗ = f .

Exemple 3.3. La notion de norme duale jouera un rôle important dans la
suite. Rappelons que si N désigne une norme sur H, l’application N∗ définie
pour tout y ∈ H par

N∗(y) = max
N(x)≤1

〈x, y〉 (3.5)

est une norme sur H dite norme duale de N . De plus,

N∗∗ = N. (3.6)

Nous avons le résultat suivant 1 :

(∀y ∈ H) N∗(y) = ι{N∗≤1}(y). (3.7)

En effet,

(∀y ∈ H) N(y)
(3.6)
= sup

N∗(x)≤1
〈x, y〉 = σ{N∗≤1}(y).

L’application N∗ étant une norme, l’ensemble non vide C = {N∗ ≤ 1} est fermé
et convexe. Par suite, ιC ∈ Γ0(H) et le résultat découle de (3.4) et du corollaire
3.1.

1. Le symbole * en indice désigne la norme duale. Le même symbole placé en exposant
désigne la fonction conjuguée.
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3.2.3 Opérateur proximal

Nous commençons par rappeler la notion de projection sur un convexe
fermé.

Proposition 3.1 (Théorème 3.14 de [BC11]). Soit C une partie de H non
vide convexe et fermée, et x ∈ H. L’application y ∈ C 7→ ‖x− y‖2 atteint son
infimum en un unique point noté projCx :

projCx = argmin
y∈C

‖x− y‖2. (3.8)

De plus, projcx est l’unique point y de C vérifiant

(∀z ∈ C) 〈z − y, x− y〉 ≤ 0. (3.9)

La notion de projection sur un convexe se généralise à l’aide du concept
d’opérateur proximal introduit par Moreau dans [Mor62].

Proposition 3.2 (Définition 12.23 de [BC11]). Soit f ∈ Γ0(H) et x ∈ H. La
fonction y ∈ H 7→ 1

2
‖x − y‖2 + f(y) atteint son infimum en un unique point

noté proxfx :

proxfx = argmin
y∈H

f(y) +
1
2
‖y − x‖2. (3.10)

L’opérateur proxf : H → H ainsi défini s’appelle opérateur proximal de f .

Exemple 3.4. Soit C une partie deH non vide, convexe et fermée. On sait que
ιC ∈ Γ0(H). On peut donc définir l’opérateur proximal de ιC . En appliquant
la définition, on voit que proxιC

= projC . La notion d’opérateur proximal
généralise donc celle d’opérateur de projection.

La proposition suivante est connue sous le nom d’identité de Moreau. Elle
a été introduite dans [Mor62] et généralisée dans [CW05].

Proposition 3.3. Soit f ∈ Γ0(H) et z ∈ H. Alors

(∀λ > 0) z = proxλfz + λproxf∗/λ(z/λ). (3.11)

L’identité (3.11) conduit à une famille de décompositions mono-échelles
d’un signal z ∈ H. Cette famille est paramétrée par λ et f . L’identité de
Moreau permet également le calcul de l’opérateur proximal d’une fonction à
partir de celui de sa conjuguée.
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3.2.4 Algorithmes proximaux

Nous serons amenés dans ce chapitre et le suivant à utiliser des algo-
rithmes proximaux pour la minimisation de fonctionnelles non différentiables.
Nous présentons dans cette section trois algorithmes génériques ; il s’agit
de l’algorithme explicite-implicite [CW05], de celui de Beck et Teboulle
[BT09b, BT09a] et enfin de celui de Chambolle et Pock [CP11a]. Le lecteur
intéressé pourra consulter [CP11b] pour une introduction aux principaux
algorithmes proximaux utilisés en traitement du signal et de l’image. Notons
enfin que nous n’abordons pas ici les algorithmes multi-pas. Une introduction
peut être trouvée dans le chapitre 4 de [Wei08].

Algorithme explicite-implicite

Soit F1 ∈ Γ0(H) et F2 : H → R convexe, différentiable à gradient β-
lipschitzien, β > 0, :

(∀x, y ∈ H) ‖∇F2(x)−∇F2(y)‖ ≤ β‖x− y‖ (3.12)

On suppose que le problème suivant

Minimiser
x∈H

F1(x) + F2(x) (3.13)

admet au moins une solution, c’est-à-dire que Argmin
H

F1 + F2 6= ∅. Ceci est

le cas, par exemple, si lim
‖x‖→+∞

F1(x) + F1(x) = +∞. Cette solution est alors

caractérisée par l’équation suivante [CW05] :

(∀γ > 0) x = proxγF1
(x− γ∇F2(x)). (3.14)

L’algorithme explicite-implicite (forward-backward en anglais) construit
une suite (x(k))k qui converge vers une solution du problème (3.13) [CW05].
L’algorithme est le suivant :



























x(0) ∈ H,
γ(n) ∈]0, 2/β[,

y(n) = x(n) − γ(n)∇F2(x(n)),

x(n+1) = proxγ(n)F1
y(n).

(3.15)
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Algorithme de Beck et Teboulle (FISTA)

Cet algorithme a été introduit dans [BT09b, BT09a]. Il s’agit d’une
modification de l’algorithme explicite-implicite et permet de construite une
suite (x(n)) telle que (F1 + F2)(x(n)) converge vers (F1 + F2)(x∗), où x∗ ∈
ArgminF1 + F2.

Notons que la suite des itérés (x(n)) n’est plus assurée de converger vers
une solution de (3.13). L’intérêt ici est que la vitesse de convergence de (F1 +
F2)(x(n)) est optimale au sens de [Nes03]. L’algorithme de Beck et Teboulle est
le suivant :























































x(0) ∈ H, z(0) = x(0), t(0) = 1,

y(n) = z(n) − β−1∇F2(z(n)),

x(n+1) = proxβ−1F1
y(n),

t(n+1) = 1+
√

4(t(n))2+1

2
,

λ(n) = 1 + t(n)−1
t(n+1) ,

z(n+1) = x(n) + λ(n+1)(x(n+1) − x(n)).

(3.16)

Algorithme primal-dual de Chambolle et Pock

Le problème type considéré dans [CP11a] est le suivant :

Minimiser
x∈X

F (Kx) +G(x). (3.17)

Ici, X et Y désignent deux espaces vectoriels de dimension finie, F ∈ Γ0(Y),
G ∈ Γ0(X ) et K : X → Y est un opérateur linéaire. On suppose ici que le
problème type (3.17) admet une solution. Les auteurs proposent l’algorithme
suivant :















yn+1 = proxσF ∗(yn + σKxn),

xn+1 = proxτG(xn − τK∗yn+1),

xn+1 = xn+1 + θ(xn+1 − xn),

(3.18)

où K∗ désigne l’opérateur adjoint de K. La convergence de l’algorithme (3.18)
est garantie si θ = 1 et 0 < τσL2 < 1 où L = ‖K‖ = max

‖x‖≤1
‖Kx‖ désigne la

norme subordonnée de K. Nous renvoyons le lecteur intéressé à [CP11a] pour
une étude de la vitesse de convergence de (3.18).

3.3 Le cadre bayésien pour le débruitage d’images

Nous rappelons dans cette section quelques approches variationnelles
développées pour le débruitage d’images. Il s’agit là de méthodes qui visent
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à estimer une image originale à partir d’une version bruitée. Nous rappelons,
en particulier, comment de telles méthodes peuvent être obtenues à partir d’une
analyse bayésienne.

Cette section ne contient ni état de l’art complet, ni comparaisons des
performances des différentes approches. Le but ici est de rappeler certains
modèles utilisés en traitement de l’image dont nous généraliserons l’usage aux
signaux sur graphes dans la section 3.4. Le lecteur intéressé par un état de l’art
des méthodes de débruitage d’images pourra consulter les articles de synthèse
[BCM10, Mil11] ainsi que les références qui y sont fournies.

Nous considérons dans ce qui suit les images digitales scalaires de taille
m×n comme des vecteurs dans X = R

N , N = m×n, obtenus en concaténant
les colonnes des matrices images. L’espace X est muni du produit scalaire usuel
noté dans la suite 〈., .〉X et ‖.‖X désigne la norme associée. Ainsi, on notera
fi l’intensité en un pixel i. On s’autorisera également à noter fl,k afin de faire
apparaître les coordonnées de la grille sous-jacente. L’espace Y = R

N ×R
N est

muni du produit scalaire suivant :

(∀p = (p1,p2),q = (q1,q2) ∈ Y) 〈p,q〉Y =
N
∑

i=1

(

p1
i q

1
i + p2

i q
2
i

)

,

et ‖.‖Y désigne la norme associée.

3.3.1 Débruitage par minimisation d’énergie

Considérons deux images f,u0 ∈ X . Nous supposons que ces deux images
sont reliées par le modèle suivant :

f = u0 + η, (3.19)

où η désigne une perturbation aléatoire affectant le signal “parfait” u0 et
donnant lieu à l’observation bruitée f. Nous préciserons la nature de cette
perturbation dans la sous-section suivante. Le but ici est de construire un
estimateur û de u0.

Dans une approche variationnelle, l’estimateur û minimise une fonction
d’énergie E de la forme

E(u) = λR(u) +D(u, f). (3.20)

Le terme R(u), appelé fonction de pénalisation ou terme de régularité sert
à favoriser une classe de signaux ayant des propriétés prédéfinies. Le terme
D(u, f), appelé terme d’attache aux données, sert quant à lui à favoriser la
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proximité entre les signaux candidats u et le signal observé f. Enfin, λ > 0 est
un paramètre, dit de régularisation, qui permet de balancer l’importance des
deux termes précédents.

Les méthodes de minimisation d’énergie sont à la croisée de plusieurs métho-
dologies. En particulier, elles peuvent être reliées aux approches d’estimation
bayésienne [GG84, GG86, Gem90, Bes93], à la régularisation de problèmes
inverses mal posés (chapitre 1 de [Sch10]), et enfin aux méthodes variationnelles
continues [AK06]. Le lecteur intéressé pourra consulter le chapitre 5 de [Sch10]
ainsi que les références qui y sont données pour plus de détails.

Dans ce qui suit, nous adoptons un point de vue bayésien. Notre présen-
tation est inspirée de [GG86] auquel nous renvoyons le lecteur pour plus de
détails.

3.3.2 Le cadre bayésien

Nous précisons tout d’abord la nature de la dégradation η. Nous supposons
que η est une réalisation d’une variable aléatoire à valeurs dans X . On se
restreindra ici au modèle le plus simple : celui du bruit blanc gaussien.

L’approche bayésienne pour le débruitage comporte cinq étapes. La pre-
mière consiste à formuler une préférence ou un a priori quant aux signaux
que l’on souhaite privilégier. Dans le cadre bayésien, cette préférence prend
la forme d’un modèle probabiliste : on se donne une densité de probabilité Π
sur X , appelée densité a priori. Dans la pratique, cette densité a une forme
gibbsienne, c’est-à-dire

(∀u ∈ X ) Π(u) =
1
z
e−βR(u), (3.21)

où z est une constante de normalisation. Le terme βR(u) s’appelle alors énergie
de l’a priori Π.

Dans la deuxième étape, on précise le modèle de dégradation. Il s’agit
d’un modèle probabiliste reliant le signal observé f au signal inconnu u0.
Formellement, ceci revient à se donner la loi conditionnelle de f sachant u0.
Dans le cas d’un bruit blanc gaussien cette loi est donnée par :

(∀u ∈ X ) Π(f|u) =
( 1

2πσ2

)N/2

exp
{

− 1
2σ2
‖f − u‖2

}

. (3.22)

L’objet de la troisième étape est de mettre à jour la densité a priori Π au
vu des observations que l’on a obtenues. Formellement, il s’agit de calculer la
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densité de la loi conditionnelle de u sachant f, appelée densité a posteriori. La
formule de Bayes donne alors

(∀u ∈ X ) Π(u|f) =
Π(f|u)Π(u)

Π(f)
. (3.23)

La densité de probabilité Π(u|f) combine maintenant l’a priori Π et le modèle
de bruit.

La quatrième étape est une étape d’estimation ponctuelle qui consiste à
sélectionner une seule image û à partir de la densité a posteriori Π(u|f). Nous
considérons ici l’estimateur du maximum a posteriori (MAP) qui consiste à
sélectionner û parmi les maximiseurs de Π(u|f) :

û ∈ Argmax
u∈X

Π(u|f) = Argmax
u∈X

Π(f|u)Π(u) = Argmin
u∈X

− ln (Π(f|u)Π(u)) .

(3.24)
En remplaçant par les expressions (3.21) et (3.22) on arrive à

û ∈ Argmin
u∈X

λR(u) +
1
2
‖u− f‖2, (3.25)

où λ = βσ2. Remarquons que si R ∈ Γ0(X ), le problème (3.25) admet comme
une unique solution proxλR(f).

Enfin, la cinquième étape est une étape d’optimisation du critère (3.25),
généralement de manière approchée, en construisant une suite minimisante.

Remarquons que si l’on fixe le modèle de bruit et le choix de l’estimateur
ponctuel, seul le choix de la densité a priori subsiste.

Nous examinons dans la sous-section suivante deux exemples classiques d’a
priori utilisés en traitement de l’image. Nous généraliserons plus tard ces deux
a priori aux signaux sur graphes en utilisant les opérateurs de la section 2.4.

3.3.3 A priori classiques en traitement de l’image

Les a priori classiquement utilisés en traitement de l’image peuvent être
regroupés en deux familles. La première comporte les a priori basés sur la
régularité de l’image sous-jacente. Ces a priori pénalisent différentes fonctions
dépendant d’une norme du gradient. Les deux exemples classiques sont l’a
priori de Sobolev [TA] et celui de la variation totale [ROF92]. Dans le cadre
discret de ce manuscrit nous adoptons la discrétisation suivante de l’opérateur
gradient : ∇ : X → Y :

(∇u)1
l,k =







ul,k+1 − ul,k, si 1 ≤ k ≤ m− 1,

0, si k = m,
(3.26)
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(∇u)2
l,k =







ul+1,k − ul,k, si 1 ≤ l ≤ n− 1,

0, si l = n.
(3.27)

La seconde famille d’a priori concerne ceux favorisant la parcimonie des
images dans diverses bases ou repères obliques (frames en anglais) [Mal09]. Les
exemples classiques sont la base de Fourier et diverses bases d’ondelettes. Nous
nous limiterons dans ce chapitre à la première famille d’a priori.

Nous ne détaillons pas dans cette section les algorithmes d’optimisation
utilisés. Certains algorithmes seront détaillés dans la section 3.4 dans le cadre
des signaux sur graphes.

A priori de Sobolev

L’énergie de l’a priori de Sobolev est donnée par βJ2, où β > 0 et

J2(u) =
n
∑

l=1

m
∑

k=1

‖ (∇u)l,k ‖2. (3.28)

Cet a priori a été introduit par Tikhonov dans [TA] dans le cadre de
la régularisation de problèmes inverses mal posés. Remarquons à ce point
que l’énergie J2 est une forme quadratique reliée à une version discrète de
l’opérateur laplacien. En effet,

J2(u) = 〈∇u,∇u〉Y = 〈u,∇∗∇u〉Y , (3.29)

où ∇∗ désigne l’opérateur adjoint de ∇ relativement aux produits scalaires
〈., .〉X et 〈., .〉Y . En posant div = −∇∗ et ∆ = div ◦ ∇ on obtient alors

J2(u) = −〈∆u,u〉X . (3.30)

En adoptant l’a priori J2, l’estimateur û est obtenu comme solution du
problème suivant :

Minimiser
u∈X

λJ2(u) +
1
2
‖u− f‖2

X , (3.31)

où λ = βσ2. Résoudre (3.31) revient donc à minimiser la forme quadratique
suivante :

Q2(u) =
1
2
〈Au,u〉X − 〈u, f〉X , (3.32)

où
A = I− 2λ∆. (3.33)
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Il est aisé de vérifier que l’opérateur A est défini positif. Par conséquent, le
problème (3.31) admet une unique solution û, elle-même solution du système
linéaire

Au = f. (3.34)

Remarquons que le système linéaire (3.34) correspond à celui obtenu par
une discrétisation de l’équation aux dérivées partielles

u− λ∆u = f, (3.35)

avec conditions aux bords de Neumann [AK06].
Dans la pratique, la solution û du problème (3.31) ne permet pas d’obtenir

un compromis satisfaisant entre la réduction de bruit et la préservation des
contours des objets présents dans l’image originale. Nous illustrons rapidement
le comportement de la solution de (3.31).

La première colonne de la figure 3.1 représente les images de test que nous
avons sélectionnées. La deuxième colonne représente les versions artificiellement
bruitées de ces images. Nous avons considéré un bruit blanc gaussien d’écart-
type σ = 20.

La première colonne de la figure 3.2 représente les estimateurs û obtenus
avec (3.31). Nous avons systématiquement optimisé la valeur du paramètre λ :
les images que nous montrons sont les meilleures, en terme de PSNR 1.

A priori basés sur la variation totale

L’utilisation de la semi-norme de la variation totale (TV en abrégé) a été
initiée en traitement de l’image dans [ROF92]. Dans le cadre discret de ce
manuscrit, nous considérons la semi-norme suivante

J1(u) =
n
∑

i,j=1

‖ (∇u)i,j ‖, (3.36)

où ∇ est l’opérateur de différence défini dans (3.26)-(3.27).
Remarquons à ce point que d’autres versions discrètes de la semi-norme

TV peuvent être considérées. De telles variantes peuvent être obtenues soit en
modifiant la discrétisation (3.26)-(3.27) du gradient, soit en modifiant la norme
intervenant dans (3.36). Un exemple de la première approche peut être trouvé
dans [CLL11] où les auteurs proposent une version basée sur un schéma aux
différences finies décentré. Le lecteur intéressé pourra trouver dans [WL11] une
étude de l’erreur entre la solution du problème continu introduit dans [ROF92]

1. Peak Signal-to-Noise Ratio.
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Figure 3.1 – Images de test et leur version bruitée avec un bruit blanc gaussien
d’écart-type σ = 20.
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PSNR = 26.05 PSNR = 26.90

PSNR = 28.04 PSNR = 29.16

PSNR = 27.13 PSNR = 28.24

Figure 3.2 – Images débruitées par minimisation d’énergie. La colonne de
gauche présente les résultats obtenus avec l’a priori J2. Celle de droite présente
les résultats obtenus avec une pénalisation TV. Les images montrées sont
obtenues pour des valeurs de λ optimales en terme de PSNR.
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et les solutions correspondant à divers schémas aux différences finies. L’exemple
standard obtenu avec la deuxième approche est la TV anisotrope obtenue
en remplaçant la norme ℓ2 dans (3.36) par une norme ℓ1. Cette approche
a été considérée dans [Cha05, BT09a]. La semi-norme TV anisotrope a été
récemment considérée dans [CVGO10] pour le débruitage d’images de codes-
barres. Le lecteur intéressé pourra consulter [CCC+10] pour une introduction
aux divers aspects de la TV ainsi qu’à son utilisation en traitement de l’image.

Posons, pour u ∈ X et λ > 0

E1(u) = λJ1(u) +
1
2
‖u− f‖2

X . (3.37)

Adopter la TV comme a priori amène à considérer le problème suivant (appelé
ROF dans la suite) :

Minimiser
u∈X

E1(u). (3.38)

Notons que λJ1 ∈ Γ0(X ). Par conséquent, le problème (3.38) admet une unique
solution et il s’agit de proxλJ1

.
L’énergie E1 n’est pas différentiable. Dans [Cha04], Chambolle fournit une

caractérisation de la solution û du problème (3.38) ainsi qu’un algorithme pour
le calcul de cette solution. Comme remarqué dans [CW05], la caractérisation
donnée dans [Cha04] peut être obtenue en appliquant la décomposition de
Moreau de la manière suivante :

f = proxλJ1
(f) + λproxJ∗

1 /λ(f/λ),

= û + λproxJ∗
1 /λ(f/λ),

(3.39)

où J∗
1 désigne la fonction conjuguée de J1. L’expression de J∗

1 est donnée dans
[Cha04] par

J∗
1 = ιK , (3.40)

où
K = {divp, ‖pi,j‖ ≤ 1,∀i, j ∈ {1, . . . , n}, (3.41)

et

(∀i, j ∈ {1, . . . , n}) ‖pi,j‖ =
√

(

p1
i,j

)2
+
(

p2
i,j

)2
. (3.42)

La colonne de droite de la figure 3.2 montre les résultats obtenus avec cette
approche. Ici aussi, la valeur de λ a été optimisée 1ans la page Nos résultats sont
obtenus avec la fonction tvdenoise fournie avec le package tvreg disponible
à l’adresse http://www.getreuer.info/home/tvreg.. On peut constater que
les résultats obtenus sont meilleurs qu’avec un a priori de Sobolev.

1. d
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3.4 Approches variationnelles pour le débrui-
tage de signaux sur graphes

Nous généralisons à des signaux définis sur l’ensemble des sommets
d’un graphe pondéré d’ordre fini la méthodologie rappelée dans la section
précédente. L’application de cette extension au débruitage d’images (vues
comme des signaux sur graphes), de maillages (avec et sans attributs de
couleur) sera considérée dans la section suivante.

Afin de pouvoir adopter ici une approche bayésienne, nous avons besoin
de définir des a priori pour les signaux définis sur un graphe donné. Les a
priori que nous considérons ici ne dépendent que de la topologie de G et de la
fonction de poids w. Ainsi, on considère fixée dans toute la suite de cette section
une matrice d’adjacence pondérée W ∈ R

N×N représentant un graphe connexe
sur {1, . . . , N}. Si le graphe n’est pas connexe, on se ramène à l’hypothèse de
connexité en considérant chaque composante connexe séparément.

En vue de l’étape d’optimisation qui va suivre, nous considérons les éléments
de H(V ) comme des vecteurs de l’espace X = R

N muni du produits scalaire

〈f, g〉X =
N
∑

i=1

figi,

et de la norme associée ‖.‖X =
√

〈., .〉X .
Nous modifions légèrement les notations des opérateurs ∇w et divw du

chapitre précédent et adoptons celles que nous avons introduites dans [HLE12].
Posons Y = R

N×N muni du produit scalaire

〈F,G〉Y =
N
∑

i,j=1

fi,jgi,j,

et de la norme associée ‖.‖Y =
√

〈., .〉Y . Nous désignerons par Fi,. la ième ligne
de la matrice F et par F.,j la jème colonne. Sur Y nous considérons aussi la
famille de normes mixtes suivante

(∀p, q ≥ 1) ‖F‖p,q =

(

N
∑

i=1

(‖Fi,.‖q)
p

)1/p

, (3.43)

si p <∞, et
(∀q ≥ 1) ‖F‖∞,q = max

i∈{1,...,N}
‖Fi,.‖q. (3.44)

La norme mixte ℓp,q de F est donc simplement la norme ℓp du vecteur dont les
composantes sont les normes ℓq des vecteurs lignes de F. La norme duale de
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‖.‖p,q est donnée par ‖.‖p∗,q∗ où p∗ et q∗ désignent les exposants conjugués de
p et q, respectivement.

Nous réécrivons aussi l’opérateur de différence ∇w et son adjoint défini dans
le chapitre précédent sous forme matricielle : ∇w : X → Y

(∇wf)i,j =
√
wi,j(fj − fi). (3.45)

L’opérateur adjoint ∇w,∗ : Y → X vérifiant

〈∇wf,G〉Y = 〈f,∇w,∗G〉X , (3.46)

pour tous (f,G) ∈ X × Y est donné par

(∇w,∗G)i =
N
∑

j=1

√
wi,j(gj,i − gi,j). (3.47)

L’opérateur divergence divw : Y → X est égal à −∇w,∗ :

(divwG)i =
N
∑

j=1

√
wi,j(gi,j − gj,i). (3.48)

L’opérateur ∆w : X → X , défini par ∆w = −1
2
divw ◦ ∇w, correspond au

laplacien non normalisé :

(∆wf)i = (Lf)i =
N
∑

j=1

wi,j(fi − fj). (3.49)

Enfin, les mesures de régularité du chapitre précédent se réécrivent sous la
forme plus générale

Jw
p,q(f) =

1
p

(‖∇wf‖p,q)
p

=
1
p

N
∑

i=1





N
∑

j=1

w
q/2
i,j |fi − fj|q





p/q

. (3.50)

Nous nous intéressons dans ce chapitre aux cas (p, q) ∈ {(2, 2), (1, 2), (1, 1)}.
Le premier cas correspond à un a priori quadratique associé au laplacien non
normalisé. Les deux derniers correspondent à des a priori de type variation
totale.

Reprenons enfin le modèle de dégradation de la section précédente. Soit
u0, f ∈ X deux signaux sur le graphe de matrice d’adjacence W. Nous
supposons que u0 et f sont reliés par le modèle de dégradation suivant :

f = u0 + η. (3.51)

Ici aussi, η désigne un vecteur aléatoire sur un espace probabilisé (Ω,A,P).
Comme dans la section précédente, nous nous limitons au modèle du bruit
blanc gaussien. Le but est de construire un estimateur û de u0.
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3.4.1 A priori quadratique

Formulation

L’équivalent de l’a priori de Sobolev pour les signaux sur G a été introduit
dans le chapitre précédent. Avec les présentes notations il est donné par

Jw
2,2(u) =

1
2

N
∑

i,j=1

wi,j(ui − uj)2.

= 〈Lu,u〉X ,
(3.52)

où L désigne la matrice du laplacien non normalisé.
Posons pour u ∈ X et λ > 0

Ew
2,2(u; f, λ) = λJw

2,2(u) +
1
2
‖u− f‖2

X . (3.53)

Considérer, dans une approche bayésienne, un a priori dont l’énergie est
proportionnelle à Jw

2,2 amène à poser le problème d’optimisation suivant :

Minimiser
u∈RN

Ew
2,2(u; f, λ). (3.54)

Le problème (3.54) correspond à un cas particulier des fonctionnelles
considérées dans [BEM07, LEB07, ELB08, BEM09] pour la simplification et
le débruitage d’images, de maillages et de données en grande dimension. Les
auteurs de [GO07] proposent une formulation variationnelle continue dont la
discrétisation correspond à (3.54). Ils s’en servent pour le débruitage et la
segmentation d’images.

Propriétés

Le problème (3.54) revient à minimiser la forme quadratique

Qw
2 (u) =

1
2
〈Bu,u〉 − 〈u, f〉 , (3.55)

où
B = 2λL + I. (3.56)

Soit γ ∈ R. Notons que

γ ∈ Sp(B) ⇐⇒ γ − 1
2λ

∈ Sp(L).
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La matrice laplacienne étant symétrique semi-définie positive, nous avons
Sp(B) ⊂ [1,+∞[, et donc la matrice symétrique B est définie positive. Ceci
permet d’affirmer que le problème (3.54) admet une unique solution elle-même
solution du système linéaire

Bu = f. (3.57)

Notons que la solution du problème (3.54) préserve la moyenne du signal
original. En effet,

(∀u ∈ R
N) 〈Bu, 1〉 = 〈u, 1〉+ 2λ〈Lu, 1〉,

= 〈u, 1〉+ 2λ
N
∑

i,j=1

wi,j(ui − uj),

= 〈u, 1〉.

Pour la résolution de (3.57) nous avons opté pour des méthodes itératives
simples, à savoir la méthode de Jacobi et sa variante Gauss-Seidel.

Méthode de Jacobi

La méthode de Jacobi [Cia88] permet de construire itérativement la solution
d’un système linéaire Cu = f, où C ∈ R

N×N est une matrice inversible. La
méthode repose sur la décomposition :

C = M−N, (3.58)

où M est la matrice diagonale telle que mi,i = ci,i, pour tout i ∈ {1, . . . , N}.
L’algorithme est le suivant :







u(0) donné

u(n+1) = M−1Nu(n) + M−1f.
(3.59)

La convergence de l’algorithme (3.59) est assurée si et seulement si
ρ(M−1N) < 1 (Théorème 5.1-1 de [Cia88]). Si la matrice C du système linéaire
est symétrique définie positive, la condition ρ(M−1N) < 1 est vérifiée en
particulier si la matrice (forcément symétrique) M⊤ + N est définie positive
(Théorème 5.3-1 de [Cia88]).

Examinons le cas du système linéaire (3.57). Nous avons M = 2λD + I et
N = 2λW. Ainsi, M⊤ + N = M + N = 2λ(W + D) + I. Il suffit donc de montrer
que W + D est symétrique semi-définie positive, ce qui est immédiat.
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Éxplicitons les itérations de l’algorithme (3.59) pour le système (3.57) :






u(0) donné

u
(n+1)
i =

(

fi + 2λ
∑N

j=1 wi,ju
(n)
j

)

/ (1 + 2λdi,i) .
(3.60)

Avec le choix u(0) = f, les itérations de (3.60) correspondent à un filtre de
voisinage itératif dont les poids ne varient pas au cours des itérations.

Gauss-Seidel

Une variante de (3.60) peut être obtenue en remplaçant la matrice M dans
(3.58) par M′ donnée par

(M′)i,j =







ci,j, si i ≤ j,

0, sinon.

On obtient alors la méthode Gauss-Seidel dont les itérations, dans notre cas,
sont les suivantes :







u(0) donné

u
(n+1)
i =

(

fi + 2λ
∑i−1

j=1 wi,ju
(n+1)
j + 2λ

∑N
j=i wi,ju

(n)
j

)

/ (1 + 2λdi,i) .
(3.61)

Version normalisée

L’approche bayésienne avec un a priori quadratique peut être développée
en considérant l’a priori normalisé suivant :

J̃w
2,2(u) = 〈L̃u,u〉

=
1
2

N
∑

i,j=1

wi,j





fi

d
1/2
i,i

− fj

d
1/2
j,j





2

(3.62)

Le problème d’optimisation correspondant est alors le suivant :

Minimiser
u∈RN

Ẽw
2,2(u; f, λ) (3.63)

où
Ẽw

2,2(u; f, λ) = λJ̃w
2,2(u) +

1
2
‖u− f‖2

X . (3.64)
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Le système linéaire (3.57) devient alors

B̃u = f, (3.65)

où
B̃ = 2λL̃ + I, (3.66)

et l’algorithme de Jacobi est donné par














u(0) donné

u
(n+1)
i =

(

fi + 2λ
∑N

j=1
wi,j

d
1/2
i,i d

1/2
j,j

u
(n)
j

)

/ (1 + 2λdi,i) .
(3.67)

Notons qu’ici aussi, la moyenne du signal original est préservée :

(∀u ∈ R
N) 〈B̃u, 1〉 = 〈u, 1〉+ 2λ〈L̃u, 1〉

= 〈u, 1〉+ 2λ
N
∑

i,j=1

wi,j





ui

d
1/2
i,i

− uj

d
1/2
j,j





= 〈u, 1〉.

L’a priori J̃w
2 a été considéré dans divers travaux [ZS04, ZBL+04, ZS05]

dans le cadre de la classification semi-supervisée [CSZ+]. Les auteurs de [ZS05]
définissent une famille d’a priori dont J̃w

2 est un cas particulier.

3.4.2 A priori basé sur la variation totale

Nous considérons dans cette section un a priori de type variation totale
pour des signaux définis sur G.

Formulation

L’équivalent de l’a priori TV pour les signaux sur G est donné par Jw
1,q. Nous

considérons ici principalement le cas q = 2 qui peut être relié au 1-laplacien
isotrope [ELB08]. Le cas q = 1 sera considéré en lien avec les algorithmes
d’optimisation combinatoire qui peuvent y être employés ; il peut être relié au
1-laplacien anisotrope [LTE10].

Rappelons que

Jw
1,2(u) = ‖∇wu‖1,2 =

N
∑

i=1





N
∑

j=1

wi,j (ui − uj)
2





1/2

. (3.68)
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Comme nous l’avons vu, choisir, dans une approche bayésienne couplée à
un estimateur MAP, un a priori dont l’énergie est proportionelle à Jw

1,2 amène
à poser le problème suivant :

Minimiser
u∈RN

Ew
1,2(u; f, λ), (3.69)

où
Ew

1,2(u; f, λ) = λJw
1,2(u) +

1
2
‖u− f‖2

X , (3.70)

et λ > 0.
Le problème (3.69) a été introduit par Osher (chapitre 16 de [Ana00] et

[COS01]) dans le cas de graphes non pondérés. Dans [COS01], cette formulation
permet d’introduire un filtre itératif, appelé filtre TV digital, pour le débruitage
d’images. Le cadre de [Ana00] est plus général puisqu’il traite du débruitage de
signaux définis sur des graphes. Notons que le modèle de graphe y est motivé
par des applications où l’échantillonnage des données est irrégulier.

La formulation avec des coefficients de pondération a été proposée dans
[BEM07, LEB07, ELB08, LTE10] pour le débruitage et la simplification
d’images, de maillages et de données en grandes dimensions. Dans [GO08], les
auteurs proposent une fonctionnelle continue dont la discrétisation est identique
à (3.70).

La TV comme fonction d’appui

Notons que Jw
1,2 ∈ Γ0(X ). Le problème (3.69) admet donc une unique

solution û. Nous caractérisons dans ce qui suit cette solution.
L’a priori Jw

1,2 est positivement homogène. Il peut donc s’écrire comme
fonction d’appui d’un ensemble convexe Kw [HUL01]. L’écriture de Jw

1,2 à l’aide
des normes mixtes permet d’identifier Kw. En effet,

(∀u ∈ XN), Jw
1,2(u) = ‖∇wu‖1,2,

= max
‖F‖∞,2≤1

〈∇wu,F〉Y ,

= max
‖F‖∞,2≤1

〈u, divwF〉X ,

= max
v∈Kw
〈u, v〉X ,

= σKw(u). (3.71)

où
Kw = {divwF : F ∈ Y , ‖F‖∞,2 ≤ 1}. (3.72)

Ainsi, d’après (3.4), nous avons
(

Jw
1,2

)∗
= ιKw . (3.73)

61



Approches variationnelles pour le débruitage de signaux sur graphes

Espace Gw

Notons

Gw = {divwF, F ∈ Y}. (3.74)

Cet espace, que nous introduisons ici, est le pendant discret sur graphes de
l’espace G introduit par Meyer dans [Mey01] pour modéliser les textures et
les motifs oscillants. Dans notre cadre, on peut montrer que si le graphe G
est connecté, l’espace Gw s’identifie avec le sous-espace X0 de X constitué de
signaux de moyenne nulle. En effet, si u = divwF, alors

〈u, 1〉X = 〈divwF, 1〉X = −〈F,∇w1〉Y = 0. (3.75)

Ainsi, Gw ⊂ X0. D’autre part, nous avons

Im(∆w) = Im(divw ◦ ∇w) ⊂ Im(divw) = Gw. (3.76)

D’où

rg(∆w) ≤ dim(Gw). (3.77)

Rappelons à ce stade que la multiplicité de la valeur propre nulle pour ∆w est
égale au nombre de composantes connexes de G. Le graphe G étant supposé
connexe, nous avons que rg(∆w) = N − 1 = dim(X0). Finalement, Gw ⊂ X0 et
dim(Gw) ≥ dim(X0), d’où Gw = X0.

Notons que le résultat précédent a été énoncé dans [AABFC05] (proposition
2.2) pour une version discrète de la norme G issue de la discrétisation des
opérateurs différentiels intervenant dans le modèle ROF, à la manière de
[Cha04].

Remarquons enfin que le résultat précédent n’est en général pas vrai si l’on
remplace l’opérateur de différence ∇w par sa version normalisée.

Nous munissons Gw de la norme suivante :

(∀u ∈ Gw) ‖u‖Gw = inf{‖F‖∞,2, F ∈ Y , divwF = u}. (3.78)

L’espace Kw s’identifie alors avec la boule unité pour la norme Gw, que l’on
notera BGw(1).
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Caractérisation - Problème dual

L’identité de Moreau rappelée dans (3.11) permet de caractériser la solution
û de (3.69). En effet,

f = proxλJw
1,2

f + λprox(Jw
1,2)∗/λ(f/λ)

= û + λproxιBGw (1)/λ(f/λ)

= û + projBGw (λ)(f)

(3.79)

Nous avons ainsi la caractérisation suivante de û :

û = f − projBGw (λ)(f) (3.80)

Cette caractérisation fournit une dualisation du problème (3.69) : on associe
alors au problème primal (3.69) le problème, dit dual, du calcul de la projection
de f sur une boule de rayon prédéfini pour la norme ‖.‖Gw . Ce dernier problème
s’énonce comme suit :

Minimiser
‖G‖∞,2≤1

‖λdivwG− f‖2
X . (3.81)

La fonctionnelle (3.69) n’est pas différentiable. Nous détaillons dans ce qui
suit certains algorithmes permettant de calculer des solutions approchées.

Algorithme de projection de Chambolle

L’algorithme de projection de Chambolle a été proposé dans [Cha04]. Cet
algorithme construit une suite minimisante convergeant vers la solution d’un
problème dual similaire à (3.81). Son adaptation au problème (3.81) est donnée
par les itérations suivantes :



















G(0) = 0 ,

(

G(n+1)
)

i,j
=

(G(n))i,j + τ
(

∇w(divwG(n) − f/λ)
)

i,j

1 + τ‖(∇w(divwG(n) − f/λ))⊺i,.‖X

.
(3.82)

Les itérations dans (3.82) convergent si la condition suivante sur τ est vérifiée :

0 < τ ≤ 1
‖divw‖2

, (3.83)
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où ‖divw‖ désigne la norme de l’opérateur divergence subordonnée aux normes
‖.‖X et ‖.‖Y :

‖divw‖ = sup{‖divwG‖X : G ∈ Y , ‖G‖Y ≤ 1}.

L’inégalité suivante a été démontrée dans [GO08]

∀G ∈ Y , ‖divwG‖2
X ≤ 4m‖G‖2

Y , (3.84)

où m := max di,i
1≤i≤n

. En conséquence, la convergence de l’algorithme (3.82) est

assurée si
0 < τ ≤ 1

4m
.

Finalement, l’unique solution û du problème (3.69) est donnée par û =
f − λdivwG∞, où G∞ est la limite de la suite (Gn)n≥0 définie dans (3.82).

Détails d’implémentation des algorithmes du gradient projeté et de
celui de Beck et Teboulle appliqués au problème dual

L’algorithme du gradient projeté peut être obtenu comme cas particulier
de l’algorithme explicite-implicite. Ici, il s’agit d’appliquer cet algorithme au
problème dual (3.81). L’identification avec les notations du problème type
(3.13) est comme suit

H ≡ Y , F1 ≡ ιB‖.‖∞,2
, F2 ≡ ‖λdivw.− f‖2

X . (3.85)

Afin de pouvoir appliquer l’algorithme du gradient projeté et celui de Beck
et Teboulle, nous avons besoin d’évaluer proxγF1

et ∇F2. Commençons par le
calcul de l’opérateur proximal.

Il s’agit ici de calculer la projection sur la boule unité B∞,2(1) pour la norme
‖.‖∞,2. Cette projection est donnée par

(∀G ∈ Y) projB∞,2(1)(G) = G̃, (3.86)

où

(G̃)i,j =
(G)i,j

max(1, ‖(G)i,.‖2)
. (3.87)

D’autre part, pour l’évaluation du gradient, nous avons

(∀G ∈ Y) F2(G) = −λ2〈G,∇w ◦ divwG〉Y + 2λ〈G,∇wf〉Y + 〈f, f〉X . (3.88)

D’où
(∀G ∈ Y) ∇F2(G) = −2λ2 (∇w ◦ divw) G + 2λ∇wf. (3.89)
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Détails d’implémentation de l’algorithme primal-dual de Chambolle
et Pock

L’algorithme primal-dual de Chambolle et Pock a été rappelé dans la
deuxième section de ce chapitre. Nous détaillons ici son application au problème
(3.69). L’identification avec les notations du problème type (3.17) est la
suivante :

K ≡ ∇w, F ≡ ‖.‖1,2, G ≡ 1
2λ
‖.− f‖2

X .

L’adjoint de ∇w est donné par −divw.
Commençons par le calcul de l’opérateur proximal de σF ∗. Les normes ‖.‖1,2

et ‖.‖∞,2 étant duales, nous avons, d’après (3.7), que F ∗ = ιB∞,2(1). Ainsi,

proxσF ∗ = proxσιB∞,2(1)
= projB∞,2(1). (3.90)

Nous sommes donc amenés, comme dans les deux algorithmes précédents, à
calculer la projection sur la boule unité pour la norme ‖.‖B∞,2 . La formule est
donnée dans (3.87).

Le calcul du second opérateur proximal est immédiat puisqu’il s’agit de
celui d’une fonctionnelle quadratique. L’expression est donnée par

(∀u ∈ X ) proxτG(u) =
λu + τ f

τ + λ
. (3.91)

La convergence de cet algorithme est assurée si τσ‖∇w‖2 < 1, où ‖∇w‖
désigne la norme de ∇w subordonnée aux normes ‖.‖X et ‖.‖Y .

Minimisation par coupures de graphes

Nous montrons ici brièvement comment l’algorithme des α-expansions
[BVZ01] peut être employé pour résoudre de manière approchée le problème
ROF pour des signaux sur graphes. La fonctionnelle de pénalisation que nous
avons considérée jusqu’à présent est Jw

1,2. Afin de pouvoir utiliser l’algorithme
des α-expansions, nous remplaçons Jw

1,2 par Jw
1,1 dont l’expression est donnée

par

(∀u ∈ X ) Jw
1,1(u) =

N
∑

i,j=1

√
wi,j|ui − uj|.

Nous supposons aussi que les signaux u sont quantifiés, c’est-à-dire à valeurs
dans un ensemble fini L. Ici, nous prenons L = {1, . . . , p}. Le problème (3.69)
devient alors

Minimiser
u∈LN

Ew
1,1(u; f, λ), (3.92)
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où

Ew
1,1 = λ

N
∑

i,j=1

√
wi,j|ui − uj|+

1
2

N
∑

i=1

|ui − fi|2. (3.93)

Soit u un signal sur G à valeurs dans L et α ∈ L. Une α-expansion de u

désigne tout signal v tel que

{i ∈ {1, . . . , N} : ui = α} ⊂ {i ∈ {1, . . . , N} : vi = α}. (3.94)

Notons Xα(u) l’ensemble des α-expansions de u.
Un minimum local de (3.92) au sens des expansions est un signal û tel que

(∀α ∈ L)(∀u ∈ Xα(û)) E1,1(û) ≤ E1,1(u). (3.95)

Dans [BVZ01], les auteurs montrent que si u∗ désigne un minimum global alors
il existe c > 0 tel que

E1,1(û) ≤ cE1,1(u∗). (3.96)

Afin de calculer un minimum local au sens des expansions, l’algorithme
3.1, dit des α-expansions, a été proposé dans [BVZ01]. La boucle comprenant
les instructions 3 à 8 s’appelle un cycle. Il a été montré dans [Vek99] que cet
algorithme se termine en O(N) cycles.

L’étape cruciale dans l’algorithme 3.1 est l’instruction 4 consistant à trouver
à partir d’un signal u et de α ∈ L une α-expansion de u d’énergie Ew

1,1 minimale.
Les auteurs de [BVZ01] montrent que cette étape peut être implémentée de
manière efficace en calculant une s/t-coupe minimale sur un graphe particulier.
Nous renvoyons le lecteur intéressé à [BVZ01] pour les détails concernant cette
partie.

L’algorithme que nous employons ici est générique : il peut être employé
pour toute fonction d’énergie de la forme

E(f) =
∑

u∼v

Vu,v(fu, fv) +
∑

u∈L

Du(fu), (3.97)

telle que Vu,v(., .) soit une distance pour tout u, v ∈ V . Pour la fonctionnelle
(3.92), des algorithmes plus spécifiques ont été développés par Chambolle dans
[Cha05] et Darbon et al. dans [DS06]. Une autre approche a été introduite par
Ishikawa dans [Ish03]. L’intérêt de ces approches est qu’elles permettent de
résoudre le problème de minimisation de manière exacte.

Un des inconvénients de l’utilisation des algorithmes de coupures de graphes
sur les images est que ces graphes ont autant de sommets que l’image a de
pixels. Des techniques de réduction de ces graphes commencent à émerger,
notamment les travaux récents [ML12a, ML12b].
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1: Initialization : u ∈ LN .
2: success = 0
3: for all α ∈ L do
4: Find û = argmin

u′∈Xα(u)
E1,1(u; f, λ)

5: if E1,1(û; f, λ) < E1,1(u; f, λ) then
6: u← û, success← 1
7: end if
8: end for
9: if success = 1 then

10: goto 2
11: end if
12: Return û

Algorithme 3.1: Algorithme des α-expansions

3.5 Expériences

Nous présentons dans cette section des résultats de débruitage d’images et
de simplification de maillages polygonaux.

3.5.1 Images

Nous testons les algorithmes basés sur les deux a priori Jw
1 et Jw

2

relativement à différentes configurations de graphes. La première ligne de la
figure 3.3 présente l’image de test “Barbara” et une version artificiellement
bruitée à l’aide d’un bruit blanc gaussien d’écart-type s = 20. La deuxième
ligne de 3.3 correspond aux résultats obtenus par régularisation quadratique.
Chaque image est obtenue en considérant un graphe particulier. L’image (c)
est obtenue par régularisation quadratique sur le graphe de 4-voisinage non
pondéré. L’image (d) est obtenue à l’aide d’un graphe de 8-voisinage dont les
arêtes ont été pondérées par une similarité gaussienne entre pixels. L’image (e)
est obtenue à l’aide du graphe des 25 plus proches voisins au sein d’une fenêtre
21× 21 au sens de la distance ℓ2 entre patchs de taille 5× 5. Enfin, l’image (f)
est obtenue à l’aide du graphe obtenu en connectant chaque pixel à tous les
pixels se trouvant à l’intérieur d’une fenêtre 11× 11. Les poids sont calculés en
transformant la distance entre patchs de taille 5× 5 en similarités gaussiennes.
Le meilleur PSNR est obtenu avec le graphe des plus proches voisins au sens
de la distance entre patchs. Le graphe, dont chaque pixel est connecté à tous
les pixels se trouvant à l’intérieur d’une fenêtre, et les poids calculés à partir de
patch, fournit également un très bon résultat. Visuellement, ce dernier résultat
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semble plus artificiel que celui obtenu par plus proches voisins. Dans tous les
cas où des noyaux gaussiens interviennent au niveau des poids, les largeurs
des noyaux gaussiens ont été optimisées en terme de PSNR. Le paramètre de
régularisation λ a également été optimisé relativement au même critère. Enfin,
les résultats sont obtenus à l’aide de l’algorithme de Jacobi dont nous avons
tronqué les itérations dès que la variation relative de la norme infinie entre
deux itérés est inférieure à 10−6.

La troisième ligne de la figure 3.3 correspond aux résultats obtenus par
régularisation basée sur la variation totale. Chaque image est obtenue en
considérant un graphe particulier. Relativement aux résultats obtenus par
régularisation quadratique, une même colonne correspond au même graphe
(obtenu avec les mêmes paramètres, sauf pour les largeurs des noyaux qui ont
été optimisées). Ainsi, les images (g), (h), (i), (j) correspondent respectivement
au graphe de 4-voisinage non pondéré, au graphe de 8-voisinage pondéré, au
graphe des plus proches voisins, et au graphe fenêtre. Ici encore, c’est le résultat
obtenu à partir de graphe des plus proches voisins qui permet d’avoir le meilleur
PSNR, vient ensuite le graphe basé sur de fenêtres de voisinage. Visuellement, il
est difficile de distinguer des différences entre les images (i) et (j). L’algorithme
utilisé est celui de Chambolle et Pock (version 1) avec 500 itérations pour
chaque image. Dans tous les cas, nous avons vérifié qu’au bout de ce nombre
d’itérations la variation relative de l’énergie est inférieure à 10−6.

Remarquons que le passage de l’a priori quadratique à celui de la variation
totale améliore le PSNR pour les configurations en 4 et 8 voisinage. Cependant,
pour des configurations de types plus proches voisins et graphes fenêtres, les
résultats obtenus avec l’a priori quadratique fournissent un meilleur PSNR.
L’adaptativité introduite par les poids permet ainsi d’obtenir de très bons
résultats en considérant un opérateur linéaire.

3.5.2 Maillages

Nous illustrons dans cette sous-section l’utilisation de l’approche de ré-
gularisation sur graphes pour la simplification de maillages polygonaux. Un
maillage polygonal fournit intrinsèquement un graphe (non pondéré) dont les
sommets appartiennent à R

3. Il est possible d’introduire une pondération des
arêtes, par exemple en utilisant l’inverse de la distance euclidienne (w ≡ 1/d).
La figure 3.4 montre les résultats obtenus pour différentes valeurs du paramètre
de régularisation λ. La deuxième ligne correspond aux résultats obtenus en
considérant Jw

2 comme fonction de pénalisation. La troisième ligne correspond
aux résultats obtenus en considérant Jw

1 comme fonction de pénalisation.
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(a)

Image originale

(a)

Image bruitée

(c)

PSNR = 26.02

(d)

PSNR = 26.69

(e)

PSNR = 28.91

(f)

PSNR = 28.23

(g)

PSNR = 27.23

(h)

PSNR = 27.33

(i)

PSNR = 28.65

(j)

PSNR = 27.94

Figure 3.3 – Comparaison des résultats obtenus sur le débruitage de
“Barbara” relativement à différentes configurations de graphes et deux
différentes énergies.
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Chaque composante à été simplifiée indépendamment des autres, la valeur de
λ étant commune à toutes les composantes.

Maillage original

w ≡ 1

λ = 10

w ≡ 1

λ = 2

w ≡ 1/d

λ = 10

w ≡ 1/d

λ = 2

w ≡ 1

λ = 10

w ≡ 1

λ = 5

w ≡ 1/d

λ = 10

w ≡ 1/d

λ = 5

Figure 3.4 – Comparaison de la simplification d’un maillage triangulaire
obtenue par deux énergies différentes et deux fonctions de poids différentes.

La figure précédente a été obtenue en manipulant les coordonnées associées
à chaque sommet. À présent, le maillage original de la figure 3.4 inclut trois
coordonnées de couleur (R,G,B) en chaque sommet. C’est cette information que
l’on considère pour la simplification. La deuxième ligne est obtenue à partir de
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l’a priori Jw
2 . La troisième ligne est obtenue à partir de l’a priori Jw

1 . Dans
chaque ligne, le paramètre λ varie ainsi que la fonction de poids. La fonction
de poids est ici égale à l’inverse de la distance euclidienne entre les coordonnées
spatiales des sommets.

Maillage original

w ≡ 1

λ = 0.5

w ≡ 1

λ = 1

w ≡ 1/d

λ = 0.5

w = 1/d

λ = 1

w ≡ 1

λ = 2

w ≡ 1

λ = 10

w ≡ 1/d

λ = 2

w ≡ 1/d

λ = 10

Figure 3.5 – Comparaison de la simplification des attributs de couleur d’un
maillage triangulaire obtenue par deux énergies différentes et deux fonctions
de poids différentes.
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3.6 Conclusion

Nous avons abordé dans ce chapitre des méthodes variationnelles pour le
débruitage de signaux définis sur l’ensemble des sommets d’un graphe pondéré
général. Nous avons rappelé quelques éléments d’analyse et d’optimisation
convexes utiles pour la suite, ainsi que le cadre de l’analyse bayésienne et
les a priori classiques en traitement de l’image. Ces a priori ont été ensuite
transposés sur des graphes, et ont donné lieu à deux fonctions d’énergie : l’une
quadratique, basée sur les matrices laplaciennes, l’autre non différentiable, de
type variation totale (TV). Nous avons caractérisé la solution du problème
basé sur la pénalisation TV sur graphes. Cette caractérisation a fait apparaître
un équivalent de l’espace G introduit par Meyer dans [Mey01]. Nous avons
introduit cet espace et l’avons caractérisé à son tour. Nous avons également
détaillé l’application de trois algorithmes proximaux récents au problème TV-
ℓ2 sur graphes. Nous avons enfin effectué des tests de débruitage sur des images
et de simplification de maillages avec attributs géométriques et colorimétriques.
Les notions introduites dans ce chapitre sont à la base des décompositions
multi-échelles que nous introduisons dans le chapitre suivant.
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Chapitre 4

Décompositions multi-échelles
hiérarchiques de signaux sur
graphes

4.1 Introduction

Nous introduisons dans ce chapitre deux décompositions multi-échelles de
signaux définis sur l’ensemble des sommets d’un graphe pondéré général. Ces
décompositions sont basées sur un principe de régularisation itérative, introduit
dans [TNV04], et que nous adaptons et généralisons à des signaux sur graphes.
Nous étudions les propriétés des représentations obtenues et en proposons
une application en rehaussement de détails pour les images numériques et les
maillages 3D.

Ce chapitre est organisé de la manière suivante. Nous rappelons dans la
section 4.2 des approches classiques de décompositions mono-échelles proposées
pour les images et les maillages. Il s’agit de décompositions de la forme
f = u + v. L’intérêt de ces décompositions est révélé à travers des exemples
d’applications en interpolation de données, en segmentation d’images, et en
rehaussement de détails. Dans la section 4.3, on rappelle quelques approches
permettant de générer des décompositions multi-échelles pour les images et les
maillages. Nous présentons en particulier l’approche hiérarchique de Tadmor,
Nezzar et Vese [TNV04] pour la décomposition d’images. Cette approche est
transposée au cadre des signaux sur graphes à l’aide de l’a priori quadratique
du chapitre précédent dans la section 4.4, et à l’aide de l’a priori TV sur graphes
dans la section 4.5. Les propriétés de chacune des décompositions introduites
sont étudiées selon deux axes : convergence des représentations et choix des
paramètres d’échelle. Pour la décomposition basée sur l’a priori TV, le choix du
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premier paramètre peut être caractérisé. Cette caractérisation fait apparaître
la norme Gw définie dans le chapitre précédent. Nous proposons de la calculer
à l’aide de l’algorithme primal-dual de Chambolle et Pock [CP11a]. Pour la
décomposition basée sur l’a priori TV, nous énonçons également un résultat
de décomposition d’énergie. Nous montrons dans la section 4.6 des exemples
de décompositions obtenues avec l’a priori TV. La section 4.7 est dédiée à
l’application de notre méthode au rehaussement de détails pour les images
numériques et les maillages. Pour les maillages, nous considérons aussi bien
le rehaussement de détails géométriques que celui de détails photométriques
associés aux sommets du maillage. Une conclusion de ce chapitre est présentée
dans la section 4.8.

Dans tout ce chapitre, G désigne un graphe pondéré sur {1, . . . , N} de
matrice d’adjacence W ∈ R

N×N .

4.2 Décompositions u + v

Nous considérons dans cette section des décompositions d’un signal f sous
la forme

f = u + v. (4.1)

Un premier exemple d’une telle décomposition a déjà été considéré dans
le chapitre précédent : il s’agit du débruitage, qui apparaît ici comme un cas
particulier de décomposition. Dans ce contexte, le signal u correspond à un
estimateur d’un signal “parfait” non observé, et v correspond au bruit résiduel,
du point de vue de l’algorithme utilisé et de ses paramètres.

Au-delà du cadre du débruitage, on peut être amené à considérer des
décompositions de la forme (4.1) dans divers contextes, selon l’interprétation
que l’on fait des signaux u et v. Le plus souvent, il s’agit de simplifier le
signal f ou d’en extraire des informations spécifiques, en vue du traitement, de
l’analyse, de l’approximation ou de la compression.

Nous présentons dans cette section quelques exemples classiques de décom-
positions ainsi que certaines de leurs applications en traitement du signal, de
l’image et des maillages et modèles 3D.

Décomposition en hautes et basses fréquences

L’exemple canonique de décomposition en traitement du signal et de l’image
est celui de la décomposition en hautes et basses fréquences. Si f ∈ R

N désigne
un signal unidimensionnel, correspondant à l’échantillonnage régulier d’une
fonction sur un intervalle borné, on obtient une composante basses fréquences
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u en appliquant à f un filtre passe-bas linéaire et invariant [GW99, OS75]. La
différence v = f − u correspond alors à une composante hautes fréquences. Le
filtrage numérique correspond dans ce cadre à une convolution, pouvant être
implémentée ou analysée dans le domaine spectral à l’aide de la transformée
de Fourier rapide.

Un exemple simple de décomposition est obtenu en considérant l’approxi-
mation linéaire à M termes. Dans ce cas, la composante basses fréquences est
donnée par

u =
1
N

M−1
∑

n=0

〈f, en〉en,

où (en)l = ei2πnl/N , pour tout l ∈ {0, . . . , N − 1}.
La représentation f = u + v que l’on obtient ici est adaptée à des signaux

stationnaires [Mal09]. Les applications concernent, par exemple, le débruitage
et la compression [OS75]. Pour le traitement de l’image, des décompositions
plus géométriques sont nécessaires.

Décomposition structure-texture pour les images

Le principe de la décomposition structure-texture a été introduit par Meyer
dans [Mey01]. Une image f est décomposée sous la forme f = u + v. La
composante u, dite de structure, est censée contenir uniquement les formes
contrastées des objets présents dans la scène visuelle capturée, tandis que la
composante v, dite de texture, contient les "motifs oscillants", c’est-à-dire les
textures et le bruit éventuel.

Remarquons qu’il s’agit d’une décomposition à caractère géométrique qui
ne peut être obtenue par simple décomposition linéaire en hautes et basses
fréquences car des fréquences élevées peuvent apparaître à la fois dans la partie
structure, du fait des discontinuités dues aux frontières des objets, et dans la
partie v, du fait des textures et éventuellement du bruit.

Les premières approches pour la décomposition structure-texture ont été
développées dans un cadre fonctionnel continu. Nous considérons donc ici une
image f définie sur un ouvert Ω de R

2 et à valeurs dans R. Dans [Mey01],
Meyer propose un cadre général permettant de séparer les composantes u et
v. Le principe est formulé de manière variationnelle et consiste à considérer le
problème suivant

argmin
(u,v)∈X1×X2

{λF1(u) + F2(v), f = u+ v}. (4.2)

Dans (4.2), X1 et X2 désignent deux espaces de fonctions sur Ω, F1 et F2

deux fonctionnelles sur X1 et X2, respectivement, telles que Fi(u) < +∞
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si et seulement si u ∈ Xi, i ∈ {1, 2}. Un choix judicieux des espaces Xi

et des fonctionnelles Fi doit être tel que si u contient principalement des
zones homogènes, F1(u) << F2(u), et inversement si v est très texturée,
F2(v) << F1(v).

Les choix de X1 et F1 ont très vite convergé vers l’espace des fonctions à
variations bornées et la semi-norme de la variation totale [CL97]. Plusieurs
choix ont été proposés pour le couple (X2, F2). Le modèle ROF pour le
débruitage correspond au choix X2 = L2(Ω) et F2 = ‖.‖2

2. Dans [Mey01], Meyer
propose l’espace suivant pour modéliser les “motifs oscillants”

X2 = G = {divg : g ∈ L∞ × L∞}. (4.3)

L’espace G ainsi défini est muni de la norme suivante, dite norme G,

(∀v ∈ G) ‖v‖G = inf{‖g‖L∞ : v = divg}. (4.4)

Du fait de la définition de la norme G, la minimisation du problème de
Meyer se révèle difficile. Plusieurs travaux ont été proposés afin de pallier ce
problème, parmi lesquels [AABFC05, AC05, CE05, AGCO06, GLMV07, MS89,
She05]. Des états de l’art détaillés des approches variationnelles du type (4.2)
pour la décomposition structure-texture, peuvent être trouvés dans [BLMV10,
Gil09].

Une approche différente pour la décomposition structure-texture a été
proposée dans [SED04, SED05]. Il s’agit de l’approche MCA (Morphological
Component Analysis). Le lecteur intéressé pourra consulter [PFS+07, BSFM07]
ainsi que l’article de synthèse [FSBM10].

L’intérêt des décompositions structure-texture a été illustré au travers
de divers travaux récents. Une des premières applications a porté sur la
problématique de la reconstruction de zones détériorées ou masquées dans
des images (inpaiting en anglais) [Mas02, BSCB00]. La problématique de
l’inpaiting est classée le plus souvent en deux catégories : inpaiting de structure
et inpaiting de texture. Cette distinction est donc liée au type d’information
présent dans l’image sous-jacente. Les images naturelles contenant le plus
souvent à la fois des structures saillantes et des textures très oscillantes,
l’inpaiting simultané de ces deux types d’informations se révèle important. Une
approche naturelle consiste alors à isoler les composantes structure u et texture
v et à appliquer des algorithmes différents sur chaque composante. Cette
approche a été adoptée dans [BVSO03], où les auteurs appliquent l’algorithme
[BSCB00] afin de compléter la partie structure u et un algorithme de synthèse
de texture [EL99] pour compléter la partie v. Les deux composantes sont alors
recombinées pour obtenir une reconstruction finale. Ce principe est illustrée
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Figure 4.1 – Illustration de l’utilisation de la décomposition structure-texture
pour l’inpaiting simultané des structures et textures dans les images.

dans la figure 4.1 tirée de [BVSO03]. Signalons enfin, que d’autres algorithmes
d’inpaiting ont eu recours à la décomposition structure-texture, notamment
dans [ESQD05].

L’application de la décomposition structure-texture à la détection de
contours a été considérée dans [BLMV10] où les auteurs ont proposé d’effectuer
la détection sur la partie u.

En segmentation d’images, les auteurs de [BT06] ont proposé de séparer
les composantes u et v et d’effectuer la segmentation sur la partie structure
uniquement. Récemment, les auteurs de [CPGN+12] ont combiné une décompo-
sition structure-texture avec l’algorithme de segmentation basé sur les coupes
normalisées de Shi et Malik [SM00]. Ce dernier est basé sur la décomposition
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Figure 4.2 – Approche pour la segmentation d’images introduite dans
[CPGN+12]. La première étape consiste en une décomposition structure-
texture.

spectrale d’un graphe de similarité construit à partir de l’image à segmenter.
Les auteurs de [CPGN+12] ont proposé de construire le graphe de similarité à
partir de la composante structure de l’image originale. Ils montrent que ce choix
permet d’avoir un graphe moins dense, permettant ainsi d’accélérer l’étape
de décomposition spectrale nécessaire à l’application de cet algorithme. Les
auteurs montrent aussi que, moyennant un choix judicieux de la fonction de
poids, une telle approche n’altère pas la qualité de la segmentation finale. Enfin,
ils proposent également un procédé de raffinement de la segmentation illustré
dans la figure 4.2, issue de [CPGN+12].

Les applications de la décomposition structure-texture que nous avons
rappelées jusqu’à présent appartiennent au domaine du traitement de l’image.
En photographie numérique, il est aussi fréquent d’être amené à décomposer
une image en une partie de texture et une autre, constante par morceaux,
de structure. Les applications principales concernent le rehaussement ou
l’atténuation de détails [BPD06, FAR07, FFLS08, GO11], la fusion d’images
[FAR07], l’édition d’images [OCDD01, KRFB06] et le tone mapping [TT99,
DD02] pour la visualisation d’images à grande gamme dynamique (High
Dynamic Range Imaging).

Pour les applications en rehaussement de détails, il s’agit de faire apparaître,
à partir de la manipulation des composantes u et v, des détails initialement
présents dans la scène visuelle, mais dont le procédé d’acquisition a réduit
l’importance. Un exemple est donnée dans la figure 4.3 issue de [FAR07]. À
l’inverse du rehaussement, on peut être amené dans le contexte de la retouche
d’images, à chercher à atténuer certains détails présents dans la scène visuelle
capturée.

En photographie numérique, la composante u est obtenue généralement
en appliquant un filtre non linéaire à f ou par diffusion anisotrope [PM90,
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input image coarse scale boosting medium scale boosting fine scale boosting combined result

Figure 4.3 – Illustration de la problématique du rehaussement de détails.

Figure 4.4 – Édition du maillage à gauche.

Tsc06]. L’usage du filtre bilatéral [TM98] est maintenant largement répandu et
constitue l’approche standard pour obtenir la composante u ; la composante v
étant obtenue par différence avec f .

Décomposition de maillages et de modèles 3D

Dans le domaine de l’infographie (computer graphics) et de la vision par
ordinateur, on est également amené à décomposer des modèles 3D représentés
sous la forme de maillages polygonaux. La décomposition à laquelle nous faisons
référence ici est différente de la décomposition d’un maillage polygonal en sous-
maillages sémantiques comme dans [Sha08]. Il ne s’agit pas non plus d’une
représentation multi-résolution où l’échantillonnage des points varie selon la
résolution choisie [EDD+95]. La décomposition que nous considérons ici est
une décomposition d’un maillage en deux composantes, l’une contenant une
description sommaire de la géométrie de l’objet modélisé, et l’autre contenant
les détails géométriques fins. Il s’agit là de l’équivalent de la décomposition
structure-texture pour les modèles 3D. La motivation principale est d’améliorer
la description d’un objet géométrique en modélisant explicitement sa surface à
deux niveaux différents [PKG06]. Les applications appartiennent au domaine
du débruitage et à l’édition de modèles 3D [BKP+10]. La figure 4.4, tirée de
[PKG06], illustre un exemple d’édition d’un modèle 3D.
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4.3 Décompositions multi-échelles

4.3.1 Définition et motivations

Les décompositions que nous avons rappelées dans la section précédente
sont mono-échelles : un signal f est représenté par deux composantes u et
v. Dans cette section on s’intéresse à des décompositions multi-échelles de f,
c’est-à-dire des représentations de f sous la forme

f = sk + dk + · · ·+ d1. (4.5)

Dans (4.5), le signal sk représente une approximation basse échelle 1 de f et les
di les détails nécessaires à la reconstructions de f à partir de sk. En particulier,
pour i ∈ {1, . . . , k}, di désigne la couche de détail permettant de passer de
l’approximation si à l’échelle i à l’approximation si−1 à l’échelle plus fine i− 1.

Les motivations amenant à considérer des décompositions de la forme (4.5)
pour le traitement de l’image sont multiples. Elles ont pour point commun le
constat que l’interprétation des images dépend de l’échelle à laquelle on les
observe [Wit84, Lin93]. Par exemple, la séparation structure-texture dépend
de manière intrinsèque de l’échelle d’observation : ce qui est considéré comme
texture à une échelle donnée peut correspondre à des structures si on l’observe
à des échelles plus fines.

La remarque importante qui précède est aussi valable au-delà du traitement
du signal et de l’image, en particulier pour le traitement de maillages et de
modèles 3D. Dans ce cadre, la notion d’échelle d’observation est simulée au
niveau du rendu par la technique du niveau de détail (level-of-detail) [PGK02,
BKP+10].

Plus généralement, pour le traitement, il est important de pouvoir contrôler
l’échelle spatiale des détails que l’on manipule et il est souvent préférable
d’opérer sur les détails à différentes échelles, au lieu d’une unique échelle.

Le concept d’analyse multi-résolution (AMR) introduit par Mallat dans
[Mal89] permet de formaliser la notion de décomposition multi-échelle que
nous venons de rappeler. L’AMR est à la base de la construction des bases
d’ondelettes et de la transformée en ondelettes rapide [Mal09, D+92]. La
généralisation de cette approche aux signaux sur graphes présente des difficultés
et fait l’objet de beaucoup de travaux récents. Le chapitre suivant est consacré à
cette approche. Dans le présent chapitre, nous nous intéressons à des approches
où une représentation du type (4.5) est obtenue en considérant soit une famille
de filtres à paramètre croissant, soit l’approche hiérarchique de [TNV04].

1. Nous réservons dans ce manuscrit le terme résolution à l’échantillonnage des signaux
considérés
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4.3.2 Décompositions basées sur le principe de la pyra-
mide laplacienne

Cette approche est principalement utilisée en photographie numérique
[RJW96, PFFG98, CPD07a, FFLS08]. Il s’agit de reprendre le principe de
la pyramide laplacienne introduite dans [BA83]. Notons toutefois que dans
ces approches, l’étape de sous-échantillonnage initialement proposée dans
[BA83] n’est pas retenue car, d’une part, les applications ne concernent pas
la compression d’images, et d’autre part, les approximations successives sont
obtenues par un filtrage adaptatif et ne correspondent donc pas à l’application
d’un filtre passe-bas. En particulier, l’opération de filtrage n’est pas linéaire.

Plus spécifiquement, le principe de ces approches est de construire une
famille d’images (s1, . . . , sk). Chaque image si correspond à une approximation
à l’échelle i de l’image originale f. La notion d’échelle est ici capturée par
un paramètre exogène, s’agissant généralement d’un paramètre de l’algorithme
utilisé. La famille de détails est alors construite par différences successives en
prenant di = si−1 − si.

Dans [CPD07a], chaque approximation si est obtenue en appliquant le
filtre bilatéral [TM98] à f, les largeurs des noyaux spatial et photomotérique
augmentant à mesure que i progresse. Dans [FFLS08], les approximations
si sont obtenues comme solutions d’un problème d’optimisation quadratique
générique, correspondant à une régularisation laplacienne pondérée, dont le
paramètre de régularisation augmente à mesure que i devient plus grand.

Il est à noter enfin qu’une approche basée sur le même principe a également
été proposée dans [HPFS11] où les auteurs utilisent l’estimateur de Nadayara-
Watson [Nad64] pour obtenir les approximations si. Les auteurs proposent
également une approche bayésienne permettant d’inférer, en présence de bruit,
les niveaux de détails crédibles et ceux correspondant à des artéfacts dus au
bruit.

Lorsque l’approche que nous venons de décrire est implémentée avec des
filtres linéaires, il est équivalent d’appliquer les filtres successifs au signal initial
f ou récursivement à chaque approximation si. Ceci n’est plus vrai si les filtres
utilisés ne sont pas linéaires. Nous décrivons dans la sous-section suivante des
approches où les couples (si,di) sont obtenus récursivement. Nous détaillons
en particulier l’approche de Tadmor, Nezzar et Vese utilisant une pénalisation
basée sur la variation totale.
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4.3.3 L’approche hiérarchique de Tadmor, Nezzar et
Vese pour la décomposition d’images

Cette approche de décomposition a été introduite dans [TNV04] dans un
cadre continu. Ici, nous nous plaçons dans le cadre discret de la section 3.3 et
présentons l’approche de [TNV04] dans ce cadre.

Rappelons la fonctionnelle ROF du chapitre précédent :

(∀f,u ∈ R
N) (∀λ > 0) E(u; f, λ) = λJ1(u) +

1
2
‖u− f‖2, (4.6)

où

J1(u) =
n
∑

i,j=1

‖ (∇u)i,j ‖, (4.7)

La minimisation de (4.6) conduit à la décomposition à deux niveaux f =
uλ + vλ où uλ est le minimiseur et vλ le résidu. Cette décomposition est ici
interprétée comme une décomposition structure-texture comme dans [Mey01].
Les auteurs de [TNV04] proposent d’étendre cette décomposition mono-échelle
en une décomposition multi-échelle hiérarchique en décomposant les résidus
successifs à des échelles de plus en plus fines.

Principe

Illustrons le principe avec deux paramètres d’échelles 0 < λ1 < λ0. Une
première décomposition f = u0 + v0 est obtenue en décomposant f à l’échelle
λ0 :

u0 = argmin
u∈RN

E(u; f, λ0), (4.8)

et
v0 = f − u0 (4.9)

Dans [TNV04], la composante u0 correspond à une description sommaire de
l’image f, contenant principalement les frontières des objets présents dans f.

Ensuite, la décomposition est raffinée en décomposant le résidu v0 à l’échelle
λ1. On obtient alors v0 = u1 + v1, où

u1 = argmin
u∈RN

E2(u; v0, λ1), (4.10)

et
v1 = v0 − u1. (4.11)
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f uλ0
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vλ4
+ 120

                                    

Figure 4.5 – Décomposition de l’image d’une empreinte en 5 étapes.

La composante u1 contient maintenant la texture correspondant à l’échelle λ1,
du point de vue de la fonctionnelle utilisée. Nous disposons à ce stade de la
décomposition à trois niveaux f = u0 + u1 + v1.

Pour une famille de paramètres λ0 > λ1 > . . . > λn > 0, on obtient la
décomposition

f = u0 + . . .+ un + vn. (4.12)

La suite (ui)i≥0 représente l’image f aux différentes échelles λi tandis que
la somme u0 + . . .+ un fournit une représentation multi-couche de f. À mesure
que les λi décroissent, les images ui intègrent de plus en plus de texture et
la somme partielle

∑n
i=0 ui s’approche de f. La figure 4.5, tirée de [TNV04],

illustre le principe.

Dans [TNV04], la convergence de
∑n

i=0 ui vers f est établie, dans un cadre
fonctionnel, pour la suite dyadique λi+1 = λi/2. La convergence de la série

∑

i ui

permet d’interpréter la suite des sommes partielles comme un espace d’échelles
inverse à temps discret [SG06, OBG+05]. La représentation commence avec une
version simplifiée u0 et progresse vers l’image originale à mesure qu’on effectue
des décompositions successives.

Un espace d’échelles continu basé sur le principe de la représentation multi-
échelle hiérarchique a été proposé dans [TA09]. Des applications en débruitage
et en reconstruction y sont considérées. Le même principe est repris dans [AT11]
en utilisant une pénalisation basée sur la variation totale et un terme d’attache
aux données avec une norme ℓ1.

Nous reprenons dans la suite de ce chapitre le principe de la décomposition
hiérarchique de [TNV04], et l’appliquons à des signaux sur graphes. Dans ce
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qui va suivre nous considérerons les décompositions obtenues avec les a priori
Jw

2 et Jw
1,q du chapitre précédent et étudions leurs propriétés.

4.4 Décomposition multi-échelle hiérarchique
de signaux sur graphes basée sur un a
priori quadratique

Dans toute la suite de cette section, G désigne un graphe pondéré d’ordre
N et f ∈ R

N .

4.4.1 Principe

Nous développons une décomposition multi-échelle de f basée sur la
décomposition hiérarchique de [TNV04]. Comme dans [TNV04], la notion
d’échelle est ici extrinsèque au signal f : elle est dictée par l’a priori choisi ainsi
que par la suite (λi)i≥0. L’a priori utilisé dans cette section est Jw

2 , défini dans
le chapitre précédent et basé sur la matrice laplacienne L(G). Afin d’alléger les
notations, nous noterons L au lieu de L(G).

Rappelons la fonctionnelle quadratique (non normalisée) du chapitre
précédent :

(∀λ > 0) (∀u ∈ H(V )) Ew
2 (u; f, λ) = λ〈Lu,u〉+

1
2
‖u− f‖2

2. (4.13)

Soit λ0 > λ1 > . . . > λn > 0 une famille décroissante de paramètres
d’échelle. La décomposition multi-échelle hiérarchique basée sur la fonctionnelle
(4.13) est donnée par l’algorithme suivant :























v−1 = f,

ui = argmin
u∈H(V )

Ew
2 (u; vi−1;λi), 0 ≤ i ≤ n,

vi = vi−1 − ui, 0 ≤ i ≤ n.

(4.14)

L’algorithme (4.14) donne lieu à la décomposition

f =
n
∑

i=0

ui + vn. (4.15)

Intuitivement, à mesure que les λi décroissent, les résidus vi contiennent de
moins en moins d’information. Nous précisons cette intuition dans la section
suivante.
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4.4.2 Convergence et choix des paramètres

Nous commençons par établir la convergence de la décomposition.

Convergence

Fixons pour la suite de cette section une base orthonormée (e0, . . . , eN−1)
de H(V ) formée par des vecteurs propres de L. Chaque vecteur propre ei est
associé à une valeur propre αi avec 0 = α0 ≤ . . . ≤ αN−1. Nous exprimons tout
d’abord dans cette base le résultat d’une seule étape de décomposition.

Proposition 4.1. Soit λ > 0. Notons uλ = argmin
u∈H(V )

Ew
2 (u; f, λ) et vλ = f − uλ.

Alors

uλ =
N−1
∑

j=0

1
1 + 2λαj

〈f, ej〉ej, (4.16)

et

vλ =
N−1
∑

j=0

(

1− 1
1 + 2λαj

)

〈f, ej〉ej. (4.17)

Démonstration. Le résultat découle de la caractérisation (3.57) du chapitre
précédent et du fait que la matrice 2λL + I est symétrique. En effet,

(∀j ∈ {0, . . . , N − 1}) 〈f, ej〉 = 〈(2λL + I)uλ, ej〉
= 〈uλ, (2λL + I)ej〉
= (1 + 2λαj)〈uλ, ej〉.

Remarque 4.1. 1. La proposition précédente établit donc un lien entre la
régularisation quadratique laplacienne et le filtrage spectral dans une base
formée par des vecteurs propres de L. Dans cette base, chaque composante
〈f, ej〉 est “modulée” indépendamment de autres et en fonction de la
valeur propre αj et du paramètre d’échelle λ.

2. Dans le cadre euclidien, la remarque précédente peut être exploitée pour
calculer la solution uλ. Ceci est possible car, d’une part, les vecteurs
propres de L ont une forme analytique (il s’agit des exponentiels com-
plexes) et, d’autre part, l’algorithme de la transformée de Fourier rapide
permet un calcul aisé des composantes. Pour un graphe quelconque, les
vecteurs propres n’ont pas de forme analytique particulière.
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3. Rappelons que si A0, . . . , Ak−1 désignent les composantes connexes de G,
alors dim(ker(L)) = k et ker(L) = vect(1A0 , . . . , 1Ak−1

). Ainsi,

uλ = projker(L)f +
N−1
∑

j=k

(

1
1 + 2λαj

〈f, ej〉ej

)

(4.18)

et

projker(L)f =
k
∑

j=1

f |Aj
1Aj

, (4.19)

où f |Aj
désigne la moyenne de la restriction de f à la composante connexe

Aj.

Nous pouvons à présent prouver la convergence de la décomposition obtenue
à l’aide de l’algorithme (4.14).

Proposition 4.2. Soit (λn)n≥0 une suite décroissante dans R
+ telle que

lim
n→+∞

λn = 0. Soit (un)n≥0 et (vn)n≥0 les suites obtenues en appliquant

l’algorithme (4.14) avec les λi comme paramètres d’échelle. Alors

f =
+∞
∑

i=0

ui. (4.20)

Démonstration. En utilisant la proposition 4.1 nous avons, par récurrence
immédiate,

(∀n ≥ 0) (∀j ∈ {0, /ldots,N − 1}) 〈vn, ej〉 =

(

Πn
i=0(1−

1
1 + 2λiαj

)

)

〈f, ej〉.
(4.21)

Notons Pn = Πn
i=0

(

1− 1
1+2λiαj

)

. Les valeurs propres λi étant toutes positives,
(Pn)n≥0 est décroissante et positive. De plus, le terme général ne tend pas vers
1, donc lim

n→+∞
Pn = 0.

Choix de la suite d’échelles λi

Nous optons ici pour une suite de paramètres de la forme λi = λi−1/2.
Le premier paramètre λ0 doit être choisi suffisamment grand afin que u0

corresponde à une version simplifiée du signal f. Les décompositions suivantes
viendront alors compléter f en y rajoutant des couches successives de détail.
Pour λ0 très grand, nous voyons, d’après le point 3 de la remarque 4.1, que
u0 correspondra au signal constant sur chaque composante connexe Ai. Cette
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limite étant asymptotique, on pourrait envisager d’utiliser le critère suivant
pour choisir λ0 :

‖projker L(f)‖2 = (1− ǫ)‖uλ‖2, (4.22)

où ǫ est petit (de l’ordre de 10−1 ou 10−2). Ici encore, on aurait besoin de
calculer tout le spectre de la matrice laplacienne afin de pouvoir appliquer le
critère (4.22). Nous verrons dans la section suivante que pour la décomposition
obtenue avec un a priori de variation totale, le premier paramètre peut être
caractérisé. Nous proposerons alors de le calculer.

4.5 Décomposition multi-échelle hiérarchique
de signaux sur graphes basée sur la varia-
tion totale

4.5.1 Principe

Dans toute la suite de cette section, G désigne un graphe pondéré d’ordre
N et f ∈ R

N un signal sur G. Comme dans le chapitre précédent, nous noterons
la matrice d’incidence A(G) simplement A, et la matrice d’adjacence pondérée
W.

Nous développons une décomposition hiérarchique basée sur l’a priori Jw
1,2

du chapitre précédent. Rappelons l’expression de Jw
1,2 et de la fonctionnelle de

régularisation associée Ew
1,2 :

Jw
1,2(u) =

N
∑

i=1





N
∑

j=1

wi,j (ui − uj)
2





1/2

et

(∀λ > 0) Ew
1,2(u; v, λ) = λJw

1,2(u) +
1
2
‖u− v‖2

2. (4.23)

Soit λ0 > λ1 > . . . > λn > 0 une famille décroissante de paramètres
d’échelle. La décomposition multi-échelle hiérarchique basée sur la fonctionnelle
(4.23) est donnée par l’algorithme suivant :























v−1 = f,

ui = argmin
u∈H(V )

Ew
1,q(u; vi−1;λi), 0 ≤ i ≤ n,

vi = vi−1 − ui, 0 ≤ i ≤ n.

(4.24)
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L’algorithme (4.14) donne lieu à la décomposition

f =
n
∑

i=0

ui + vn. (4.25)

Nous étudions les propriétés de cette décomposition dans les sections qui
suivent.

4.5.2 Convergence

Nous commençons par établir la convergence de (4.25). Le résultat suivant
est une conséquence immédiate de la caractérisation (3.80) du chapitre
précédent.

Proposition 4.3. Soit (λn)n≥0 une suite décroissante dans R
+ telle que

lim
n→+∞

λn = 0. Soit (un)n≥0 et (vn)n≥0 les suites obtenues en appliquant

l’algorithme (4.24) avec (λn)n≥0 comme suite de paramètres d’échelle. Alors

f =
+∞
∑

i=0

ui. (4.26)

Démonstration. Nous établissons le résultat suivant : lim
n→+∞

‖f −∑n
i=0 ui‖Gw

2
=

0. Le résultat final découle du fait que ‖.‖Gw
2

est une norme sur R
N et de

l’équivalence des normes en dimension finie.
D’après la caractérisation (3.80) du chapitre précédent, nous avons

f −
n
∑

i=0

ui = vn = projGw
2 (λn). (4.27)

Ainsi, ‖f −∑n
i=0 ui‖Gw

2
≤ λn. D’où finalement

lim
n→+∞

‖f −
n
∑

i=0

ui‖Gw
2

= 0.

Remarque 4.2. La preuve précédente montre que, mesurée avec la norme
‖.‖Gw

2
, la vitesse de convergence de la décomposition hiérarchique vers f est

dictée par la vitesse à laquelle la suite d’échelles (λn)n≥0 décroît vers zéro.

La proposition suivante relie l’énergie de f à celles des ui.
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Proposition 4.4. Soit (λn)n≥0 une suite décroissante dans R
+ telle que

lim
n→+∞

λn = 0. Soit (un)n≥0 et (vn)n≥0 les suites obtenues en appliquant

l’algorithme (4.24) avec les λi comme paramètres d’échelle. Alors
∞
∑

i=0

(

‖ui‖2 + 2λiJ
w
1,2(ui)

)

= ‖f‖2. (4.28)

La preuve de la proposition précédente repose sur le lemme suivant.

Lemme 4.1. Soit λ > 0, uλ = argmin
u∈RN

Ew
1,2(u; f, λ) et vλ = f − uλ. Alors

〈uλ, vλ〉 = λJw
1,2(uλ). (4.29)

Démonstration. D’après l’équation (3.80) du chapitre précédent, nous avons
vλ = projGw

2 (λ)f . En appliquant la caractérisation donnée dans la proposition
3.1 du chapitre 3, on voit que vλ est l’unique vecteur de Gw

2 (λ) vérifiant

(∀w ∈ Gw
2 (λ) 〈w− vλ, f − vλ〉 ≤ 0. (4.30)

Ainsi,
(∀w ∈ Gw

2 (λ)) 〈w− vλ,uλ〉 ≤ 0. (4.31)

D’où

〈uλ, vλ〉 = sup
w∈Gw

2 (λ)
〈uλ,w〉 = λ sup

w∈Gw
2 (1)
〈uλ,w〉,

= λσGw
2 (1)(uλ),

= λJw
1,2(u). (4.32)

Nous démontrons à présent le résultat de la proposition 4.4.

Démonstration. Pour i ≥ −1, la décomposition vi = ui+1 + vi+1 implique que

‖vi‖2 = ‖vi+1‖2 + ‖ui+1‖2 + 2〈ui+1, vi+1〉. (4.33)

En utilisant le résultat du lemme précédent, nous avons

〈ui+1, vi+1〉 = λi+1J
w
1,2(ui+1).

D’où
‖vi‖2 − ‖vi+1‖2 = ‖ui+1‖2 + 2λi+1J

w
1,q(ui+1). (4.34)

En sommant dans l’égalité précédente pour i allant de −1 (avec v−1 = f) à
n− 1 on obtient

‖f‖2 − ‖vn‖2 =
n
∑

i=0

(

2λiJ
w
1,q(ui) + ‖ui‖2

)

. (4.35)
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4.5.3 Choix de la suite d’échelle λi

Dans cette sous-section nous considérons une progression dyadique de la
suite d’échelles λi : λi+1 = λi/2, avec λ0 donné. Le choix du premier paramètre
λ0 est important puisqu’il détermine la performance de la décomposition. En
particulier, si λ0 est choisi trop grand, beaucoup de niveaux seront nécessaires à
la reconstruction du signal original. Pour un graphe d’ordre élevé, ou contenant
beaucoup d’arêtes, le coût associé à une telle décomposition peut être très
important. Si, à l’inverse, λ0 est trop petit, peu de niveaux de détails seront
capturés. La proposition suivante montre qu’il existe une valeur critique λ
au-delà de laquelle toute décomposition de f est de la forme f = f + v où
f désigne le signal dont les composantes sont toutes égales à la moyenne de
f :f i = 1

N

∑N
j=1 fj, et v = f − f.

Proposition 4.5. Soit f ∈ R
N and λ > 0. Soit uλ la solution du problème

(4.23). Alors,

‖f − f‖Gw ≥ λ =⇒ ‖f − uλ‖Gw = λ,

‖f − f‖Gw ≤ λ =⇒ uλ = f, (4.36)

où la norme ‖.‖Gw est celle introduite dans (3.78).

La proposition précédente est l’analogue pour les signaux sur graphes
du théorème 3 de [AABFC05]. Le résultat découle ici immédiatement de la
caractérisation (3.80). Cette proposition fournit une interprétation de la norme
‖.‖Gw : l’intervalle ouvert ]0, ‖f − f‖Gw [ représente l’intervalle d’échelles qui
induisent une décomposition non triviale, c’est-à-dire une décomposition où le
minimiseur n’est pas la moyenne du signal considéré.

En adoptant un progression dyadique, λi+1 = λi/2, de la suite d’échelles, et
en considérant le résultat de la proposition précédente, il est facile d’encadrer
la valeur de λ0 sous la forme :

1
2
‖f − f‖Gw ≤ λ0 < ‖f − f‖Gw . (4.37)

Dans la suite, on prendra

λ0 =
3‖f − f‖Gw

4
, (4.38)

ce qui correspond au point milieu.
Afin d’automatiser le choix du premier paramètre, nous sommes donc

amenés à calculer la norme Gw du signal centré f − f. Les détails sont donnés
dans ce qui suit.
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Calcul de la norme Gw

Dans [AC05], les auteurs proposent de calculer la norme G d’une image
par dichotomie, en exploitant précisément le résultat de la proposition 4.5.
Cependant, les auteurs remarquent que cette méthode ne permet pas d’avoir
une approximation précise de la norme G. Une approche similaire a également
été proposée dans [SAC06]. Nous proposons dans cette section d’utiliser
l’algorithme primal-dual de Chambolle et Pock [CP11a] afin de calculer la
norme Gw d’un signal centré.

Dans la suite de cette sous-section, les espace X et Y sont ceux de la section
3.4 du chapitre précédent. Soit u ∈ Gw. Le calcul de ‖u‖Gw revient à résoudre
le problème convexe suivant :

Minimiser
G∈Y

‖G‖∞,2,

sous contrainte divw(G) = u. (4.39)

Le problème (4.39) peut être réécrit sous la forme

Minimiser
G∈Y

‖G‖∞,2 + ι{u} ◦ divw(G). (4.40)

L’application de l’algorithme de Chambolle et Pock avec les identifications
suivantes

F ≡ ι{u}, K ≡ divw, G = ‖.‖∞,2,

et avec θ = 1 amène à considérer le itérations suivantes :


















Gn+1 = proxτ‖.‖∞,2
(Gn + τ∇wvn),

vn+1 = proxσ〈.,u〉X
(vn + σdivwGn+1),

vn+1 = 2vn+1 − vn.

(4.41)

Notons à ce stade que le problème dual associé à (4.39) est donné par

Minimiser
v∈X

〈u, v〉X ,
sous contrainte Jw(v) ≤ 1, (4.42)

et présente donc une contrainte sur la variation totale de la variable de décision
v.

Calcul des opérateurs proximaux

Le calcul du second opérateur proximal dans (4.41) est immédiat puisqu’il
s’agit de l’opérateur proximal d’une fonction linéaire. L’expression est la
suivante :

∀v ∈ X , proxσ〈.,u〉X
(v) = v− σu. (4.43)
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Afin de calculer le premier opérateur proximal dans (4.41), nous appliquons
l’dentité de Moreau, en utilisant le fait que la conjuguée d’une norme est la
fonction support de la boule unité pour la norme duale et que les normes ‖.‖∞,2

et ‖.‖1,2 sont duales. Ainsi, nous obtenons

proxτ‖.‖∞,2
(G) = G− τprox‖.‖∗

∞,2/τ (
1
τ

G)

= G− τproxιB1,2(1)
(
1
τ

G)

= G− projB1,2(τ)(G), (4.44)

où B1,2(τ) désigne la boule centrée en zéro et de rayon τ pour la norme ‖.‖1,2.

Calcul de la projection sur une boule pour la ‖.‖1,2

Nous venons de voir que, afin de calculer le premier opérateur proximal dans
(4.41), nous avons besoin de calculer la projection d’une matrice G ∈ Y sur une
boule pour la norme ‖.‖1,2. Nous proposons ici d’étendre l’algorithme proposé
dans [CR05, DFL08], qui calcule la projection ℓ2 d’un vecteur dans Rn sur une
boule ℓ1. À cette fin, nous avons besoin d’introduire un opérateur de seuillage
doux [Don95] agissant sur des matrices G ∈ Y . Une extension similaire à des
champs de vecteurs a récemment été proposée dans [FP11] et utilisée dans une
étape intermédiaire permettant de calculer la projection d’un vecteur sur une
boule TV de rayon donné.

L’opérateur de seuillage doux au niveau µ, µ > 0, que nous proposons est
défini comme suit :

(SµG)i,j =











0 if ‖G⊺

i,.‖X ≤ µ,
(

1− µ
‖G

⊺

i,.‖X

)

Gi,j if ‖G⊺

i,.‖X > µ.
(4.45)

Ainsi,

‖SµG‖1,2 =
N
∑

i=1

‖(SµG)⊺i,.‖X =
N
∑

i=1





N
∑

j=1

(SµG)2
i,j





1/2

=
N
∑

i=1
‖G

⊺

i,.‖X≥µ

(

1− µ

‖G⊺

i,.‖X

)

‖G⊺

i,.‖X

=
N
∑

i=1
‖G

⊺

i,.‖X≥µ

(

‖G⊺

i,.‖X − µ
)

. (4.46)
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La proposition qui suit fait le lien entre l’opérateur de seuillage doux que
nous venons de définir et le calcul de la projection sur une boule pour la norme
‖.‖1,2.

Proposition 4.6. Soit G ∈ Y et r > 0. Si ‖G‖1,2 ≤ r, alors projB1,2(R)(G) = G.
Sinon, il existe un unique µ > 0 tel que projB1,2(R)(G) = SµG.

Démonstration. La première assertion découle de la définition de l’opérateur
de projection. Supposons à présent que ‖G‖1,2 > r. Notons tout d’abord que,
au vu de (4.46), l’application µ 7→ ‖Sµy‖1,2 définie sur [0,∞[ et à valeurs dans
R est affine par morceaux, continue et décroissante. De plus, ‖S0y‖1,2 = ‖G‖1,2

et ‖SµG‖1,2 = 0 pour tout µ ≥ max
i=1,...,N

‖y⊺i,.‖X . Il existe donc un unique µ > 0

tel que ‖SµG‖1,2 = r. Afin de montrer que SµG = projB1,2(R)(G), il suffit
d’observer que SµG est l’unique solution (c.f., par exemple, [CDVLL98] pour
le cas vectoriel) du problème

Minimiser
H∈Y

‖G‖2
Y + µ‖H‖1,2. (4.47)

D’où

(∀H ∈ B1,2(r)) ‖SµG− G‖2
Y ≤ ‖H− G‖2

Y + µ(‖H‖1,2 − r), (4.48)

de telle sorte que

(∀H ∈ B1,2(r)) ‖SµG− G‖2
Y ≤ ‖H− G‖2

Y . (4.49)

Ce qui conclut la preuve.

En examinant l’équation (4.46), nous voyons que la pente de l’application
linéaire par morceaux µ 7→ ‖Sµy‖1,2 change au points ‖G⊺

i,.‖X , i = 1, . . . , N .
L’algorithme 4.1 permet de calculer la projection.

4.6 Exemples de décompositions obtenues avec
Jw1,2

Nous présentons à présent quelques décompositions obtenues en appliquant
notre proposition de décomposition pour uniquement l’énergie Jw

1,2. Nous
considérons trois types de données : des images, des maillages 3D et des
nuages de points. Afin d’obtenir ces décompositions, des graphes de similarités
appropriés sont construits pour chaque type de données. Soit F les données
à décomposer. Nous considérons que F est dans l’espace R

n×m avec n le
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1: INPUT : G ∈ Y , 0 < r ≤ ‖G‖1,2.
2: OUTPUT : projB1,2(R)(G).
3: Calculer : ‖G⊺

i,.‖X for i = 1 . . . n.
4: Trier ‖G⊺

i,.‖X dans l’ordre décroissant afin d’obtenir An ≤ An−1 ≤ . . . ≤ A1.

5: Calculer bi := ‖Sai
G‖ =

∑i
j=1(Aj − Ai) for i = 1 . . . n.

6: Trouver k tel que bk ≤ r < bk+1.
7: µ← ak + bk−R

k
.

8: projB1,2(R)(G)← SµG.

Algorithme 4.1: Projection sur une boule de rayon r pour la norme ‖.‖1,2

nombre d’instances (sommets du graphe) et m le nombre de composantes (la
dimensionalité du vecteur associé à un sommet). Quand m > 1, les données
sont donc multivaluées : à chaque sommet i est associé un vecteur FT

i,. ∈ R
m.

Dans ce cas la décomposition est effectuée composante par composante, mais
les paramètres d’échelle (λi)i≥0 sont communs à toutes les composantes. Pour
tous les exemples que nous présenterons, le premier paramètre d’échelle λ0

sera déterminé automatiquement comme nous l’avons proposé. Cependant,
pour les maillages colorés, ce paramètre a été fixé manuellement. Quand les
données à traiter sont uni-dimensionnelles (F ∈ R

n×1), la valeur de λ0 est fixée
à 3‖F − F‖Gw/4. Lorsque les données sont multivaluées, la valeur de λ0 est
fixée à max

1≤i≤m
3‖FT

i −F
T

i ‖Gw/4. Dans ces deux cas, la norme Gw est calculée avec

l’algorithme que nous avons proposé.

4.6.1 Images

Nous commençons par considérer un graphe de voisinage très simple : un
graphe grille en 4-voisinage non pondéré (w = 1). La figure 4.6 présente les
sommes des couches successives obtenues avec cette construction de graphe
pour l’image "Barbara". On peut clairement constater la reconstruction qui
s’effectue au fur et à mesure de la sommation des couches successives. Les
premiers niveaux donnent une représentation très lisse et contenant uniquement
les larges variations d’intensité de l’image initiale. À partir de la cinquième
couche, une première description géométrique de l’image est obtenue. La
première ligne de la figure 4.8 présente les couches successives extraites. On
peut constater comment l’information de texture est reconstruite au fur et
à mesure des décompositions en couches. Dans cette figure, la constante 120
a été rajoutée aux images afin de faciliter leur visualisation. Afin d’illustrer
l’importance du graphe considéré, nous considérons cette fois un graphe
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particulier. Chaque pixel est connecté à ses 10 plus proches voisins (en terme
de distance entre patchs de taille 5 × 5) recherchés dans une fenêtre de
taille 21 × 21. Les arêtes de ce graphe sont fixées avec un poids unitaire
comme pour le graphe grille précédent. La deuxième ligne de la figure 4.8
présente les sommes des couches successives obtenues avec cette construction
de graphe pour l’image de Barbara. On peut constater, en comparaison des
résultats obtenus avec un graphe grille, que les premiers niveaux présentent une
meilleure description géométrique de l’image initiale et la partie géométrique de
l’image est reconstruite plus tôt dans les sommations effectuées. On remarquera
également que dans les parties texturées de l’image, la construction non
locale du graphe permet une meilleure reconstruction comparativement à un
graphe grille. Pour quantifier ceci, la figure 4.9 présente l’erreur quadratique
moyenne entre l’image originale et les sommes des couches successives. La
figure 4.10 permet d’illustrer à nouveau l’intérêt d’une représentation de graphe
adaptée aux données. Partant d’une image d’empreinte digitale naturellement
bruitée, notre approche de décomposition est appliquée en utilisant différentes
topologies de graphes avec différents poids :

– Un graphe grille en 4-voisinage non pondéré,
– Un graphe grille en 8-voisinage pondéré par des poids gaussiens sur les

niveaux de gris des pixels,
– Un graphe des 25 plus proches voisins sélectionnés dans une fenêtre de

recherche 21×21 et pondéré par des poids gaussiens sur des patchs 5×5.
On constate que dans le cas d’un graphe grille en 4-voisinage non pondéré,

les contours sont flous dans les premiers niveaux de le décomposition. Utiliser
un graphe pondéré en 8-voisinage permet d’améliorer cet aspect (les contours
sont moins flous) mais de la texture est préservée dans les premiers niveaux et
le bruit n’est pas concentré dans le dernier résidu. Avec un graphe exploitant
une configuration non locale (par la topologie et les poids), on constate que
la texture a complètement disparu du premier niveau et seule l’information
géométrique a été capturée. La reconstruction est également plus homogène et
chaque décomposition fournit une partie distincte de la texture initiale, ce qui
permet une meilleure décomposition.

4.6.2 Maillages et nuages de points 3D

Nous montrons à présent l’intérêt de notre approche au-delà des données
classiques d’images organisées sur une grille régulière. Nous considérons pour
cela le cas des maillages triangulés et des nuages de points 3D. Un maillage tri-
angulé est un ensemble de sommets et d’arêtes organisés en faces triangulaires.
Chaque sommet est décrit par un ensemble d’attributs géométriques et/ou
photométriques. Les attributs géométriques sont les coordonnées 3D de chaque
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Figure 4.6 – Somme des couches successives extraites de l’image "Barbara".
Les résultats sont obtenus avec un graphe grille non pondéré en 4-voisinage.
La dernière image (en bas à droite) présente le dernier résidu.

sommet. Les attributs photométriques sont les couleurs de chaque sommet.
Suivant le type d’attribut considéré, différents types de signaux sur graphes
sont obtenus (le graphe est connu a priori). Nous considérerons, dans la suite,
des maillages avec attributs géométriques et des maillages avec des attributs
photométriques. Dans le premier cas (attributs géométriques), les poids sont
fixés à w(u, v) = 1

1+‖f(u)−f(v)‖
. Dans le second cas (attributs photométriques),

les poids sont gaussiens.

La figure 4.11 présente les sommes des couches successives extraites à
partir du signal géométrique d’un maillage 3D. Le résultat est donc obtenu
en appliquant notre décomposition aux coordonnées des sommets du maillage.
Comme pour les images, la représentation commence avec une version grossière
des données initiales et les détails géométriques sont recouvrés au fur et
à mesure de la sommation des différentes couches. Au douzième niveau, le
maillage original est complètement recouvré. Il faut noter toutefois que le
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Figure 4.7 – Somme des couches successives extraites de l’image "Barbara".
Les résultats sont obtenus avec un graphe non pondéré des 10 plus proches
voisins. La dernière image (en bas à droite) présente le dernier résidu.

volume du maillage correspondant à u0 a été rétréci par rapport à celui du
modèle original. Cela suggère que si cette propriété de préservation de volume
du maillage est importante, elle devrait être ajoutée comme contrainte dans la
fonctionnelle de régularisation.

La figure 4.12 présente les sommes des couches successives extraites à partir
du signal photométrique d’un maillage 3D 1. Le résultat est donc obtenu en
appliquant notre décomposition aux couleurs RGB des sommets du maillage
sans modifier les coordonnées de chaque sommet. On remarque que le dernier
résidu contient encore de l’information de texture. La somme des six premières
couches (i compris entre 0 et 5) peut être interprétée comme la partie structure
d’une décomposition structure/texture du maillage coloré original. Ceci peut

1. Ce maillage 3D provient des données fournies par la société Cyberware Head & Face
Color 3D Scanner et est disponible à http ://www.cyberware.com.
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Figure 4.8 – Couches extraites de l’image "Barbara". La première ligne
présente les résultats obtenus avec un graphe grille non pondéré en 4-voisinage.
La seconde ligne présente les résultats obtenus avec un graphe non pondéré des
10 plus proches voisins.

être particulièrement intéressant si l’on souhaite effectuer une segmentation du
maillage.

La figure 4.13 présente enfin les sommes des couches successives extraites
à partir du signal géométrique d’un nuage de points 3D. Cette fois, le graphe
n’est pas connu a priori et est construit comme un graphe des 10 plus proches
voisins. Les arêtes sont pondérées par l’inverse de la distance euclidienne.

4.7 Applications en rehaussement de détails
pour les images et les maillages

Afin de montrer l’intérêt de la décomposition multi-échelle que nous
obtenons, nous montrerons comment celle-ci peut être exploitée dans le cadre
d’applications en photographie numérique. En effet, de nombreux récents
développements en photographie numérique [CM11, CT03, TT99, CPD07b,
DD02, FFLS08, FAR07, SSD09] décomposent une image en une couche de base
lisse capturant les larges variations d’intensité et en une ou plusieurs couches
de détails capturant les détails à plusieurs niveaux d’échelle. Dans la plupart
de ces applications, les détails extraits sont ensuite manipulés à de multiples
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Figure 4.9 – MSE (Mean Squared Error) entre les somme des différentes
couches et l’image originale "Barbara" pour les deux constructions de graphe
(grille ou plus proches voisins).

échelles pour rehausser l’information initiale tout en évitant d’introduire des
artéfacts visuels.

4.7.1 Comparaison avec l’état de l’art

Avant de présenter l’application de notre approche dans plusieurs ap-
plications de photographie numérique, nous comparons la décomposition
que nous obtenons avec les approches les plus connues de l’état de l’art
[CPD07b, FAR07, TT99, CT03, FFLS08]. Ces approches utilisent toutes des
filtres dont les paramètres sont modifiés afin de simplifier de plus en plus
l’image de résidu au fur et à mesure de l’extraction des couches de détails. Le
principal défaut de ces approches est qu’il n’y a aucune garantie de convergence
de la somme des couches obtenues vers l’image initiale. Ce n’est pas le cas
de notre approche. Ceci est illustré par la figure 4.14. Nous avons considéré
une décomposition d’une image initiale f en 15 couches. La première colonne
présente, pour chaque approche, une image avec sur la partie gauche la première
couche obtenue u0 (une version grossière de l’image) et sur la partie droite le
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Figure 4.10 – Décomposition d’une image d’empreinte digitale. Première
ligne : image originale. Deuxième ligne : graphe non pondéré de 4-voisinage.
Troisième ligne : graphe de 8-voisinage pondéré par poids gaussiens. Quatrième
ligne : 25-plus proches voisins avec poids gaussiens sur patchs 5× 5.

résidu v0 (on a f = u0 +v0). La deuxième colonne présente sur la partie gauche
une version intermédiaire de l’image initiale par la somme des 8 premières

couches
(

7
∑

i=0
ui

)

et sur la partie droite le résidu
(

f −
7
∑

i=0
ui

)

. La dernière

colonne présente sur la partie gauche la somme des 15 couches
(

14
∑

i=0
ui

)

et sur

la partie droite le résidu
(

f −
14
∑

i=0
ui

)

. On constate tout de suite les bénéfices

obtenus avec notre approche :

– Le dernier résidu ne contient quasiment pas de zones de contours
contrairement aux autres approches.

– La première couche est réellement constante par morceaux, ne contient
pas de texture ou de contours, mais bien uniquement les larges variations
d’intensité de l’image initiale.
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Figure 4.11 – Somme des couches successives extraites sur un maillage avec
attributs géométriques (présenté en haut à gauche). La topologie du graphe
est connue a priori et les arêtes sont pondérées par l’inverse de la distance
euclidienne.
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Figure 4.12 – Somme des couches successives extraites sur un maillage avec
attributs photométriques (présenté sur la première ligne). La topologie du
graphe est connue a priori et les arêtes sont pondérées par des poids gaussiens.
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Figure 4.13 – Somme des couches successives extraites sur un nuage de points
d’une hélice toroïdale bruitée. La topologie du graphe est un 10 plus proches
voisins et les arêtes sont pondérées par l’inverse de la distance euclidienne.
Chaque sommet du graphe est identifié par une unique couleur.

– Les sommes partielles obtenues ne contiennent pas d’effet de flou ou
d’oscillations autour des arêtes. Ceci est particulièrement important car
des oscillations présentes dans les couches produisent des halos lorsque
les couches sont manipulées indépendamment et recombinées ensuite
[FFLS08].

4.7.2 Rehaussement de contours

Nous présentons tout d’abord une première application pour le rehausse-
ment de contours dans une image. Une fois que l’image a été décomposée
en n couches, nous proposons d’obtenir un rehaussement des contours (ou
bien une amélioration de la netteté) de la manière suivante : trois niveaux de
rehaussement sont considérés (grossier, intermédiaire, et fin) qui contiennent
chacun un rehaussement des couches de détails. Partant d’une image originale
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Figure 4.14 – Comparaison des résultats obtenus par notre approche (8-
voisinage, poids gaussiens) sur une image avec différentes approches de l’état
de l’art.
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f et de sa décomposition en n couches ui, une version grossière est obtenue
par :

ggrossier =
i=l1
∑

i=0

(1 + iδ1)ui (4.50)

Une version intermédiaire est obtenue par :

gintermediaire = ggrossier +
i=l2
∑

i=l1+1

(δ2 + (i− l1 − 1)δ1δ2)ui (4.51)

Une version fine est obtenue par :

gfin = gintermediaire +
i=n−1
∑

i=l2+1

(δ2
2 + (i− l2 − 1)δ1δ2)ui (4.52)

Des coefficients de rehaussements croissants sont utilisés pour rehausser chacun
de ces niveaux. Les valeurs de ces coefficients sont fixes et valent respectivement
δ1 = 2.5 et δ2 = 0.25. Afin d’automatiser la détermination des niveaux
de décompositions qui sont considérés comme intermédiaires ou fins, nous
déterminons automatiquement les valeurs de l1 et l2 par

l1 =

{

i

∣

∣

∣

∣

∣

255
max(ui)−min(ui)

> s1

}

(4.53)

et

l2 =

{

i

∣

∣

∣

∣

∣

255
max(ui)−min(ui)

> s2

}

(4.54)

Les valeurs par défaut que nous considérons sont s1 = 5 et s2 = 20 (déterminées
expérimentalement). La figure 4.15 présente les résultats de notre approche
en comparaison avec l’approche standard WLS [FFLS08]. Nous considérerons
toujours des résultats obtenus avec un graphe grille en 8-voisinage avec poids
gaussiens (s1 = 10). On constate bien tout d’abord que les détails sont
accentués de manière croissante du niveau grossier vers le niveau fin. La
dernière colonne de la figure 4.15 présente la combinaison moyenne des trois
niveaux d’accentuation des détails. Nos résultats sont très différents de ceux
obtenus avec WLS dont la méthode induit une forte décoloration du résultat
relativement à l’image initiale.

La figure 4.16 présente une comparaison avec des méthodes de l’état de
l’art pour un rehaussement fin. Nos résultats sont similaires à ceux de [CM11]
mais bien meilleurs que les autres approches qui présentent des effets de halos
blanc autour des feuilles de la fleur ainsi que des rehaussement artificiels de
certaines zones dans le fond de l’image. Les différences entre notre approche
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Image Originale
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Figure 4.15 – Sharpening d’une image de fleur.

Image originale

Notre approche
(s1 = 10) [CM11] [SSD09] Photoshop

Unsharp Mask

Figure 4.16 – Comparaison de notre approche de rehaussement de détails fins
avec des approches de l’état de l’art sur l’image de fleur de la figure 4.15.
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et [CM11] sont visibles dans les rainures de la fleur qui sont toutes rehaussées
globalement par notre approche.

Ceci est particulièrement évident sur la figure 4.17 qui présente une image
initiale d’une feuille de rhubarbe dont les détails fins ont été rehaussés par notre
approche et les méthodes BLF [CPD07b], WLS [FFLS08]. On remarque que
seule notre approche permet de conserver une luminance similaire à l’image
initiale tout en accentuant de manière globale les détails même les plus fins.

Image originale BLF [CPD07b] WLS [FFLS08] Notre approche
(8-voisinage pondéré)

Figure 4.17 – Rehaussement des détails d’une feuille de rhubarbe.

La figure 4.18 met à nouveau en avant notre approche par rapport aux
méthodes BLF et WLS. La partie gauche présente l’image avec rehaussement
fin et la partie à droite du trait blanc présente la version avec rehaussement
intermédiaire. Le rectangle blanc présente un zoom d’une zone de l’image
mettant en avant l’effet (indésirable) de halo avec BLF. Notre approche ne
produit pas de halos contrairement à BLF, et de plus, contrairement à WLS,
elle ne modifie pas la luminosité de l’image ni ne rehausse artificiellement des
zones blanches.

4.7.3 Tone mapping

Le tone mapping d’images HDR (High Dynamic Range) est une application
en photographie numérique qui peut également être effectuée en décomposant
une image HDR en une couche de base et une couche de détails [TT99, DD02].
La couche de base est ensuite transformée de manière non linéaire vers une
image de plus faible dynamique et est recombinée avec la couche de détails.
La couche de base doit préserver les discontinuités et ne pas produire de halos
[TT99]. Elle doit également être suffisamment lisse pour conserver un contraste

107



Décompositions multi-échelles hiérarchiques de signaux sur graphes

Image originale BLF [CPD07b]

WLS [FFLS08] Notre approche (8-voisinage pondéré)

Figure 4.18 – Illustrations des problèmes de halo (BLF) et de modification
d’intensité globale (WLS). δ1 = 2, δ2 = 0.05.

raisonnable après réduction de la dynamique [CT03]. La figure 4.18 résume le
principe du tone mapping selon l’approche de Durand et Dorsey [DD02]. En
nous basant sur leur framework de tone mapping [DD02], nous utilisons notre
méthode de décomposition en lieu et place de la leur reposant sur un filtre
bilatéral. Un résultat est montré dans la figure 4.20. On peut constater que les
structures importantes sont bien préservées ou rehaussées dans l’image finale
obtenue après tone mapping. À nouveau le rehaussement global effectué par
notre méthode est bien plus prononcé que pour les autres méthodes (à la fois
l’intérieur et l’extérieur de la pièce ont leurs détails de rehaussés).

4.7.4 Retouche virtuelle de portraits

Nous présentons à présent une application pour la retouche virtuelle de
portraits. Il existe de nombreux programmes commerciaux, vendus sous forme
de plugins dans Photoshop, qui permettent d’effectuer de la retouche d’images.
Souvent cette retouche est limitée à du débruitage, mais certains plugins
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Figure 4.19 – Principe du tone mapping [DD02].

dédiés au domaine de la presse et de la mode ont pour objectif de retoucher
virtuellement des photos de portraits. Ce type de retouches s’intéresse plus
particulièrement à la peau des personnes apparaissant sur ces portraits. Il
permet de lisser la peau, de supprimer certaines aspérités ou de l’acné, tout en
améliorant le visuel final du portrait. L’effet recherché est exactement l’inverse
de celui du rehaussement : on cherche ici à atténuer des détails de peau
gênants. La plupart de ces techniques nécessitent une forte interaction avec
l’utilisateur car elles requièrent de délimiter les zones de peau à retoucher et
de spécifier le type de traitement ad hoc à appliquer à chaque zone. Nous
proposons d’effectuer une retouche virtuelle de portraits, toujours de manière
interactive, mais cette fois en limitant l’interaction à la sélection de couches de
détails. Le principe est le suivant. Partant d’une décomposition en n couches
d’une image, une nouvelle image est reconstruite en sommant les couches mais
en supprimant quelques unes des couches de la décomposition. La figure 4.22
présente un exemple d’une telle manipulation où, pour supprimer l’acné, les 4
premières couches de détails ont été supprimées de la reconstruction de l’image.
On peut constater que l’effet visuel de retouche est bien atteint : la peau est
plus lisse et sans défauts.

Pour éviter un aspect trop abstrait, comme dans la figure 4.22, la
manipulation des couches peut se faire de manière interactive et permettre
d’obtenir des résultats visuellement très réalistes et moins artificiels que ceux
obtenus avec le plugin Portraiture de photoshop [Plu] (voir figure 4.22).
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BLF [DD02] WLS [FFLS08]

Subr et al. [SSD09] Notre approche (graphe grille 8-voisinage pondéré)

L’image HDR originale obtenue à partir de différentes expositions de la même scène.

Figure 4.20 – Comparaison avec différents algorithmes de tone mapping.

4.7.5 Rehaussement de détails sur des maillages

Pour terminer ces illustrations, nous montrons l’aspect générique de notre
approche en effectuant un rehaussement de détails sur des maillages. Nous
considérons deux types de rehaussement : celui de maillages classiques où
une fonction associe à un noeud ses coordonnées 3D et celui de maillages
colorés ou une fonction associe à un noeud sa couleur RGB. Effectuer une
décomposition d’un maillage classique permettra d’obtenir des versions où
l’apparence du maillage peut varier d’un maillage grossier à un maillage fin
rehaussé (même si le nombre de noeuds du maillage ne varie pas). Effectuer
une décomposition d’un maillage coloré permettra d’obtenir des versions où
l’apparence des couleurs du maillage peut varier de grossières à fines rehaussées.
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Image originale Couches u1 à u4 supprimées.

Figure 4.21 – Retouche d’un portrait pour un effacement d’acné.

Tout comme pour les images, nous définissons trois niveaux de rehaussement
de détails d’un maillage. Ces niveaux de rehaussement (grossier, intermédiaire
et fin) sont obtenus par :

ggrossier =
i=l1
∑

i=0

(1 + iδ1)ui (4.55)

gintermédiaire = ggrossier +
i=l2
∑

i=l1+1

(1 + iδ1)ui (4.56)

gfin = gintermédiaire +
i=n−1
∑

i=l2+1

(1 + iδ1)ui (4.57)

Les valeurs par défaut que nous considérons pour les paramètres de ce rehaus-
sement sont δ1 = 0.15, l1 = n/3 et l2 = 2n/3 (déterminés expérimentalement).
Les figures 4.23 et 4.24 présentent des rehaussements obtenus pour deux
maillages dont l’un comporte très peu de noeuds. On constate bien que les
détails sont accentués de manière croissante du niveau grossier vers le niveau
fin. Les figures 4.25 et 4.26 présentent des rehaussement de couleurs sur des
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Image originale Couches u1 à u3 supprimées

Couches u1 à u3 et u6 à u9 supprimées Plugin Portraiture de Photoshop

Figure 4.22 – Retouche interactive d’un portrait et comparaison avec le plugin
Portraiture de photoshop.
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maillages obtenus à partir de scanners 3D récents qui capturent simultanément
la géométrie et la photométrie d’un maillage. Ces scanners ont souvent
néanmoins le défaut de produire des couleurs qui paraissent globalement floues
sur la surface du maillage. Notre approche de rehaussement de détails est alors
tout particulièrement adaptée à ce cas de figure. On peut constater que la
version rehaussée fine présentée dans les figures 4.25 et 4.26 permet d’obtenir un
maillage dont la couleur globale paraît visuellement beaucoup plus nette. Il est
important de noter qu’il n’existe à l’heure actuelle aucune méthode équivalente
permettant d’effectuer un tel rehaussement de détails sur des maillages colorés.
Ceci est d’un très grand intérêt notamment pour l’industrie cinématographique
qui utilise maintenant fréquemment des répliques 3D des acteurs par un scan
complet de leur corps pour les insérer ensuite dans des scènes réelles ou
virtuelles.

4.8 Conclusion

Nous avons introduit dans ce chapitre deux décompositions multi-échelles
de signaux définis sur l’ensemble des sommets de graphes pondérés généraux.
Ces décompositions sont inspirées de l’approche multi-échelle hiérarchique de
[TNV04]. Nous avons étendu cette approche au cadre général des signaux sur
graphes grâce aux outils variationnels introduits dans le chapitre précédent.

Nous avons étudié les propriétés des décompositions proposées. Pour la
fonctionnelle quadratique, le lien avec le filtrage spectral permet de conclure
rapidement à la convergence de la représentation. Le choix du premier
paramètre n’est cependant pas immédiat, car il nécessite la connaissance de
tout le spectre de la matrice laplacienne.

Les propriétés de la décomposition basée sur l’a priori TV ont été étudiées
au moyen de techniques d’optimisation convexe. En particulier, nous avons vu
que la caractérisation de la TV sur graphes comme fonction support permettait
de conclure directement à la convergence de la représentation. La vitesse de
convergence, mesurée avec la norme Gw, que nous avons définie pour des signaux
sur graphes, est reliée directement à la décroissance des paramètres d’échelle.
Nous avons également proposé le calcul du premier paramètre en calculant la
norme Gw du signal (centré) que l’on souhaite décomposer.

Nous avons enfin considéré l’application de notre décomposition au rehaus-
sement de détails. Nous avons pu, au sein d’un même cadre méthodologique,
considérer le rehaussement de détails pour les images ainsi que pour les
maillages 3D avec attributs géométriques et photométriques.
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Maillage original Maillage grossier

Maillage intermédiaire Maillage fin

Figure 4.23 – Rehaussement d’un maillage comportant peu de noeuds (1487
noeuds, 2918 faces).
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Maillage original Maillage grossier

Maillage intermédiaire Maillage fin

Figure 4.24 – Rehaussement d’un maillage (43533 noeuds, 88002 faces).
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Maillage coloré original Maillage coloré grossier

Maillage coloré intermédiaire Maillage coloré fin

Figure 4.25 – Maillage coloré de faible qualité rehaussé (17215 noeuds, 29461
faces).
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Maillage coloré Original Maillage coloré grossier

Maillage coloré intermédiaire Maillage coloré fin

Figure 4.26 – Maillage coloré de haute qualité rehaussé (553053 noeuds,
1105611 faces).
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Chapitre 5

Transformées multi-échelles de
signaux sur graphes

5.1 Introduction

Nous introduisons dans ce chapitre deux transformées multi-échelles agis-
sant sur des signaux définis sur l’ensemble des sommets d’un graphe pondéré
général. Ces transformées donnent lieu à des décompositions multi-échelles
similaires à celles proposées dans le chapitre précédent. La spécificité des
transformées que nous considérons ici est qu’elles correspondent à des déve-
loppements dans des bases multi-échelles dont les éléments ont des supports
localisés. Ces transformées correspondent donc à de nouvelles représentations
des signaux en question.

Ce chapitre est organisé de la manière suivante. Dans la section 5.2, nous
présentons rapidement l’intérêt des approches multi-échelles dans le cadre
classique du traitement du signal et de l’image ainsi que les difficultés rencon-
trées lors de l’adaptation de ces approches aux signaux sur graphes. Plusieurs
constructions de transformées multi-échelles sur des graphes ont été proposées
récemment [CK03, CM06, HVG11, SRV12, NO12]. Nous examinons dans la
section 5.3 les transformées basées sur les ondelettes de diffusion introduites par
Coifman et Maggioni dans [CM06] et sur les ondelettes spectrales introduites
par Hammond et al. dans [HVG11]. Ces deux constructions ont pour point
commun d’interagir avec le graphe sous-jacent via des matrices associées
(matrice laplacienne dans [HVG11] et matrice de transition dans [CM06]).
Dans la section 5.4, nous abordons la construction d’ondelettes de Haar sur une
hiérarchie de partitions. Cette approche est directement inspirée de [GNC10].
Nous rappelons dans cette section l’algorithme que nous avons introduit dans
[HLE11b, HLE11a] permettant la construction d’une hiérarchie de partitions
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à partir d’un graphe pondéré. Dans la section 5.5 nous développons l’approche
basée sur le lifting. Nous détaillons l’adaptation de cet algorithme aux signaux
sur graphes et discutons les difficultés d’une telle adaptation. La difficulté
principale concerne l’étape de partitionnement des sommets. Nous optons ici
pour une approche inspirée par [JNS09], où un unique coefficient de détail est
calculé à chaque étape du lifting. Nous détaillons la sélection des sommets,
l’effet sur les fonctions de base, ainsi que l’extension de la transformée à
plusieurs cycles.

5.2 Transformées multi-échelles pour les si-
gnaux et les images

Pour des signaux discrets échantillonnés régulièrement, la base discrète de
Fourier présente deux avantages importants. D’abord, elle diagonalise toutes
les transformations linéaires invariantes par translation, et donc tous les filtres
numériques. Ensuite, la transformée correspondante peut être effectuée de
manière rapide et efficace grâce à l’algorithme de la transformée de Fourier
rapide. Cependant, pour une large classe de signaux, la transformée de Fourier
présente de nombreux problèmes dus principalement au fait que les vecteurs de
la base associée ne sont pas à support compact. Ceci a pour effet que la variation
d’une seule composante temporelle ou spatiale entraîne la modification de
toutes les composantes dans le domaine spectral.

La base canonique de R
N fournit une base parfaitement localisée en temps.

Cependant elle présente le même problème que la base de Fourier discrète,
cette fois dans le domaine spectral : la variation d’une seule composante dans
le domaine spectral affecte toutes les composantes temporelles.

Les bases d’ondelettes [Mal09] permettent la localisation simultanée en
temps et en échelle. L’impact le plus important de cette localisation est que
ces bases permettent de représenter de larges classes de signaux de manière
parcimonieuse, c’est-à-dire avec peu d’entrées non nulles, ou plus généralement
de manière compressible, autrement dit avec peu de coefficients de magnitudes
élevées.

Une application naturelle des transformées en ondelettes concerne la
compression avec pertes de signaux digitaux ([VK95, DN+99]). Le procédé
consiste à quantifier puis à effectuer un codage entropique des coordonnées
du signal que l’on souhaite compresser dans la base d’ondelettes utilisée.
L’approximation du signal original a lieu lors de l’étape de quantification. Les
coefficients ainsi quantifiés et codés sont transmis ou stockés. L’approximation
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du signal original est enfin effectuée en appliquant la transformée inverse aux
coefficients stockés ou transmis.

Une autre application concerne le débruitage de signaux altérés par un
bruit blanc gaussien. Initialement proposée par Donoho et Johnstone [DJ94],
l’approche wavelet shrinkage consiste à seuiller individuellement les coefficients
du signal bruité dans une base d’ondelettes. Cette approche est similaire à la
quantification de ces coefficients en vue de la compression. Le seuillage doux des
coefficients d’ondelettes, introduit dans [DJ94], peut être interprété de manière
variationnelle [CDVLL98].

Les approches précédentes sont réalisables en pratique car les transformées
directes et inverses peuvent être implémentées de manière efficace grâce à
l’algorithme de la transformée en ondelettes rapide, développé par Mallat
[Mal09]. Un autre algorithme, dit du lifting, introduit par Sweldens dans
[Swe96, Swe98] permet également d’effectuer rapidement les transformées
directes et inverses. Dans [DS98], Daubechies et Sweldens montrent que toute
transformée en ondelettes basée sur des filtres finis peut être implémentée
grâce à l’algorithme du lifting. Un premier intérêt de cet algorithme est qu’il
ne nécessite pas de mémoire supplémentaire : tous les calculs intermédiaires
peuvent être effectués en utilisant l’espace mémoire occupé par le signal
original.

Au-delà de l’avantage algorithmique qu’il présente pour les signaux échan-
tillonnés de manière régulière, l’algorithme du lifting permet également de
construire des bases d’ondelettes dites de seconde génération. Il s’agit, en
particulier, de bases pour des signaux définis sur des courbes ou des surfaces,
ou encore des signaux dont l’échantillonnage est irrégulier. Nous détaillerons
cet algorithme dans la section 5.5 où nous proposerons son application à des
signaux définis sur l’ensemble des sommets de graphes pondérés généraux.

Une application récente de la parcimonie ou de la compressibilité des
représentations des signaux dans des bases d’ondelettes concerne les solutions
de problèmes inverses mal posés. Dans ce cadre ([Mal09, SMF10, DDDM04,
DFL08]), la parcimonie est conçue comme un a priori : lors de l’inversion d’un
opérateur linéaire, on cherche à favoriser les signaux dont la représentation est
la plus parcimonieuse possible dans une base donnée. Cet a priori est mis en
oeuvre en pratique en pénalisant la norme ℓ1 de la nouvelle représentation.

En dimension 2, les transformées multi-échelles classiques sont généralement
obtenues par produit tensoriel de transformées unidimensionnelles. Il s’agit là
de transformées séparables, capables de détecter des discontinuités horizontales
ou verticales. Pour le traitement de l’image, un nombre important de travaux
a été dédié à la conception de transformées dites géométriques, c’est-à-
dire capables de représenter de manière efficace des images présentant des
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discontinuités le long de contours qui ne sont ni verticaux ni horizontaux. Le
lecteur intéressé par une introduction à ce sujet pourra consulter l’article récent
[JDCP11] ainsi que les multiples références y fournies.

Les décompositions que nous venons de mentionner plus haut correspondent
à des développements des signaux dans des bases orthonormées ou des
trames (frame en anglais). Récemment, un intérêt croissant a été porté à la
construction de transformées redondantes. Dans ce cadre, on considère un
dictionnaire constitué par la concaténation de plusieurs bases ou trames et
on cherche à y exprimer de manière efficace les signaux que l’on souhaite
étudier. Du fait de la redondance du dictionnaire, il existe une multitude de
représentations d’un même signal. La recherche de la représentation la plus
parcimonieuse est alors formulée de manière variationnelle ; des algorithmes
dits de poursuite sont alors employés. Le lecteur intéressé pourra consulter
l’ouvrage récent [Ela10] pour une introduction à ce type d’approches.

Toutes les approches mentionnées précédemment considèrent des bases, des
trames, ou des dictionnaires fixes et les transformées correspondantes sont
linéaires. Un autre type d’approche consiste à construire une base à partir
du signal dont on dispose. Cette approche donne lieu à des transformées multi-
échelles non linéaires et permet d’adapter les fonctions de base au signal que
l’on souhaite analyser. L’algorithme du lifting, introduit par Sweldens [Swe96,
Swe98], permet de construire des transformées multi-échelles adaptatives et
inversibles en considérant des opérateurs de prédiction non linéaires. Cette
approche a été considérée notamment dans [PH02, CDSB03, HPPP05] pour la
compression de signaux. Notons enfin que des transformées multi-échelles non
linéaires ont été proposées dans [AD00, CM01, ADLT07]. Ces transformées
ne sont plus basées sur l’algorithme du lifting mais sur une approche
multirésolution très proche développée par Harten dans [Har93, Har96].

5.2.1 Difficultés d’adaptation pour les signaux sur graphes

L’efficacité des méthodes basées sur des transformées multi-échelles pour
l’étude et le traitement du signal et de l’image justifie l’intérêt d’introduire des
transformées multi-échelles pour des signaux définis sur l’ensemble des sommets
de graphes pondérés généraux. Ces transformées seront alors être utilisées sur
des données dès qu’une relation d’adjacence pondérée pertinente peut y être
définie.

Les transformées en ondelettes classiques sont obtenues en calculant, à l’aide
d’algorithmes rapides, des produits scalaires avec des translatés et dilatés d’une
unique ondelette mère. Dans sa version continue, la transformée en ondelette
est générée à partir d’une ondelette mère ψ admissible [D+92]. La transformée
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directe associe donc à f la fonction Wf de deux variables, donnée pour tout
t > 0 et tout a ∈ R par

Wf (t, a) =
∫

R

1
t
ψ∗(

x− a
t

)f(x)dx. (5.1)

L’adaptation de cette approche à des signaux définis sur l’ensemble des
sommets d’un graphe général pose des problèmes évidents. Tout d’abord,
la définition d’une notion de translation pour les signaux sur graphes est
problématique. La définition la plus naturelle consiste à poser pour un signal
f ∈ R

N sur un graphe d’ordre N ,

f(.− k) = f(mod(.− k,N)). (5.2)

Cette définition est insatisfaisante puisqu’elle dépend de manière directe de
l’ordre des sommets du graphe, alors que cet ordre n’a pas de signification
intrinsèque. Ensuite, le même problème se pose pour définir les opérations de
dilatation, de modulation et de sous-échantillonnage d’un signal sur graphe
[SNF+12]. Enfin, et en lien avec l’opération de sous-échantillonnage, la
construction de sous-graphes capturant des propriétés structurelles des graphes
initiaux est problématique.

5.3 Transformées multi-échelles définies dans
le domaine spectral

Dans toute cette section, G désigne un graphe pondéré de matrice
d’adjacence pondérée W ∈ R

N×N .

5.3.1 Ondelettes de diffusion

Cette construction a été proposée par Coifman et Maggioni dans [CM06]
dans un cadre très large incluant à la fois des fonctions sur des graphes, des
variétés, et des espaces métriques généraux. Nous détaillons dans cette section
cette approche dans le cadre de fonctions définies sur des graphes pondérés.

Notons, comme dans l’équation (2.16), K la matrice de transition associée
à la marche aléatoire naturelle sur G. La construction de [CM06] interagit
avec G via le calcul de puissances dyadiques d’une matrice reliée à K. Plus
précisément, notons

T = I− L̃ = D−1/2WD−1/2 = D1/2KD−1/2.
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La matrice T est symétrique et similaire à K ; elle a donc le même spectre
que K. La symétrie de T facilite la représentation de puissances de l’opérateur
associé.

La construction de [CM06] repose sur le fait que les matrices T2j

ont des
rangs de plus en plus faibles à mesure que j est grand ; asymptotiquement,
ce rang est égal à celui de la matrice dont les lignes sont toutes égales à la
distribution stationnaire de la chaîne de Markov de matrice de transition K.
Donc, asymptotiquement, la suite de matrices T2j

est de rang 1. La décroissance
du rang des T2j

est exploitée pour construire une analyse multirésolution de
R

N . Une suite emboîtée de sous-espaces de R
N

R
N = V0 ⊃ V1 ⊃ . . .VJ , (5.3)

est construite de la manière suivante. Notons Φ0 = (δk)k∈X0 la base canonique
de R

N , où X0 = {1, . . . , N} désigne l’ensemble des indices. À ce stade,
la matrice T est interprétée comme celle représentant un opérateur de
diffusion, que l’on notera T , dans Φ0. Les colonnes de T engendrent l’image
de l’opérateur T . Ces colonnes sont utilisées pour construire une famille
orthonormée Φ1 = (ϕ1,k)k∈X1 telle que tout élément de Im(T ) soit approchable
à ǫ près par un vecteur dans vect(Φ1), où ǫ est un paramètre de précision, de
l’ordre de 10−4 dans [CM06]. À cette fin, les auteurs utilisent un algorithme
d’orthonormalisation similaire au procédé de Gram-Schmidt et décrit dans la
section 5 de [CM06]. L’espace V1 correspond alors à vect(Φ1).

Le même procédé est appliqué à l’opérateur T 2. Plus précisément, la
restriction de T 2 à V1 est représentée dans la base Φ1. Notons T2

1 la matrice
correspondante. Les colonnes de cette matrice sont utilisées pour construire
une famille orthonormée Φ2 = (ϕ2,k)k∈X2 telle que tout élément de Im(T 2

|V1
)

soit approchable à ǫ près par un vecteur dans vect(Φ2). À cette fin, le
même algorithme d’orthonormalisation est employé. Remarquons à ce stade
que vect(Φ2) est un sous-espace de R

|X1| et pas nécessairement de R
N . Afin

d’obtenir un sous-espace de R
N , les auteurs de [CM06] proposent d’étendre

les vecteurs de la famille Φ2 à R
N . En notant Φ̃2 la famille de vecteurs ainsi

étendus à R
N , l’espace V2 est alors défini comme étant égal à vect(Φ̃2).

Plus généralement, pour la famille (T 2j
)j=0,...,J , le procédé précédent est

itéré et donne lieu à une analyse multirésolution de R
N sous la forme (5.3). Les

espaces Vj forment des espaces d’approximations engendrés par les fonctions
d’échelle

(ϕl,k) k∈Xl
l=1,...,J

.

Les espaces de détails sont obtenus, comme dans le cadre de l’analyse
multirésolution classique de Mallat et Meyer [Mal89], en considérant les
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supplémentaires orthogonaux des espaces d’échelle, et sont engendrés par les
“ondelettes”

(ψl,k) k∈Xl
l=1,...,J

.

En conclusion, les espaces d’échelle sont obtenus en examinant les puis-
sances dyadiques d’un opérateur relié à la matrice de transition de la marche
aléatoire naturelle sur le graphe pondéré sous-jacent.

5.3.2 Ondelettes spectrales

Cette approche a été introduite par Hammond et al. dans [HVG11] et peut
être vue comme une adaptation de la transformée en ondelettes continue à des
signaux sur graphes. Cette approche permet de construire pour tout paramètre
d’échelle t > 0 une ondelette ψt,n ∈ R

N où n désigne l’index d’un sommet du
graphe. Chaque ψt,n est de moyenne nulle et centrée autour du sommet de
l’index n. De plus, les supports des ψt,n décroissent à mesure que t décroît.

La construction proposée dans [HVG11] interagit avec le graphe sous-jacent
via l’opérateur laplacien L = D −W associé. Les valeurs et vecteurs propres
de L permettent de définir un équivalent de la transformée de Fourier pour
les signaux sur graphes. Plus précisément, notons, comme dans le chapitre 2,
0 = λ0 ≤ . . . λN−1 les valeurs propres de L et (ei)i une base orthonormée de
R

N formée par des vecteurs propres de L. La transformée de Fourier associe à
un signal f ∈ R

N défini sur les sommets de G le vecteur de ses composantes
dans la base (ei)i :

f̂(l) = 〈el, f〉 =
∑

i

f(i)el(i). (5.4)

La transformée inverse correspond au développement de f dans la base (ei)i :

f =
∑

l

f̂(l)el.

Le point d’entrée de la construction de [HVG11] est la remarque que le
calcul de la transformée en ondelette (5.1) peut s’effectuer sans avoir à dilater
f directement. Plus précisément,

Ŵf (t, ω) = ψ̂∗(tω)f̂(ω). (5.5)

La transformée proposée dans [HVG11] est construite précisément par
analogie avec l’équation (5.5) et utilise les vecteurs propres de L comme base
de Fourier. Pour une fonction g : R→ R fixée, cette transformée associe à tout
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signal f ∈ R
N sur G la famille de signaux définie pour tout paramètre d’échelle

t > 0 et en tout sommet n par

Wf (t, n) = (T t
gf)(n) =

∑

l

g(tλl)f̂(l)el(n). (5.6)

Les ondelettes sont obtenues en appliquant la transformée précédente aux
signaux de la base canonique :

ψt,n = T t
gδn.

Ainsi, les coefficients de la transformée (5.6) sont obtenus par produits scalaires
avec les ondelettes :

Wf (t, n) = 〈ψt,n, f〉. (5.7)

La fonction g joue le rôle de noyau et agit comme un filtre passe-bande.
Comme pour le cadre continu, la transformée est inversible moyennant une
hypothèse d’admissibilité sur g. Cette hypothèse est donnée dans le lemme
5.1 de [HVG11] et l’inversion permet alors de synthésiser un signal sur graphe
à partir de la connaissance de sa transformée en ondelettes pour toutes les
échelle t > 0. En pratique, une transformée discrète est nécessaire et les
auteurs proposent d’échantillonner le paramètre d’échelle de manière régulière
en échelle logarithmique sur un intervalle fini. Le théorème 5.6 de [HVG11]
montre que la transformée correspond alors au développement dans une trame
dont les bornes sont données en fonction du noyau g et du spectre de L. Dans
[LVDV11], les auteurs proposent une construction donnant lieu à trame de
Parseval [Chr08] (tight frame en anglais), c’est-à-dire une trame dont les bornes
sont égales. Cette transformée y est appliquée à l’analyse de données issues de
l’imagerie par résonance magnétique fonctionnelle.

D’un point de vue algorithmique, la transformée en ondelettes proposée
requiert la diagonalisation de la matrice L. Pour des graphes d’ordre élevé,
ceci est irréalisable et les auteurs de [HVG11] proposent une approximation
polynomiale du noyau g afin d’éviter de calculer le spectre de L. Les détails
sont fournis dans la section 6 de [HVG11].

Enfin, du fait de la redondance de la transformée présentée ici, la
reconstruction d’un signal à partir de sa transformée n’est pas unique. Les
auteurs proposent de reconstruire la solution de norme minimale obtenue en
appliquant la pseudo-inverse de la matrice représentant la transformée.

Dans [HJV12], la transformée en ondelettes spectrale a été appliquée au
débruitage d’images modélisées comme des signaux sur graphes. Les auteurs
proposent en particulier la minimisation d’une fonctionnelle de type ℓ1-ℓ2, où
la norme ℓ1 est appliquée aux coefficients de la transformée et permet de
promouvoir la parcimonie de la représentation dans la nouvelle base.
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5.4 Transformée de Haar sur une hiérarchie

Comme dans la section précédente, G désigne un graphe pondéré d’ordre
N . Le but est de construire des transformées multi-échelle pour les signaux sur
G correspondant à des développements de ces signaux dans des bases ou des
trames multi-échelles.

Les constructions que nous avons rappelées dans la section précédente
interagissent avec le graphe sous-jacent via la matrice de transition associée
à la marche aléatoire naturelle sur G pour la construction de [CM06] et via
l’opérateur laplacien pour l’approche de [HVG11]. Dans cette section, nous
nous intéressons à la construction d’une famille d’ondelettes directement dans
le domaine spatial via l’organisation du graphe sous la forme d’une hiérarchie
de partitions. Nous commençons tout d’abord par montrer comment une
analyse multirésolution (AMR) de l’espace des fonctions sur un graphe découle
immédiatement de l’organisation de ce graphe sous la forme d’une hiérarchie
de partitions.

5.4.1 Transformée de Haar sur une hiérarchie

L’approche que nous décrivons ici est celle proposée par Gavish, Nadler
et Coifman dans [GNC10]. Cette approche repose sur la construction d’une
famille (V(l))l=1,...,L de partitions de V (G) vérifiant

– V(1) = {V (G)}
– V(l) est plus fine que V(l−1), c’est-à-dire que tout élément de V(l) est inclus

dans un élément de V(l−1).
On dira alors que la famille (V(l))l=1,...,L est une hiérarchie de partitions ou
simplement une hiérarchie. Notons pour tout l ∈ {1, . . . , L}, nl le cardinal de
V(l) et posons V(l) = {V(l)

1 , . . . ,V(l)
nl
}.

Les auteurs de [GNC10] montrent qu’une telle hiérarchie induit une AMR
de l’espace des fonctions sur V (G). En effet, notons, X (l) le sous-espace de
H(V ) = {f : V (G) → R} formé par les signaux constants sur chaque partie
V(l)

i , i ∈ {1, . . . , nl}. Nous avons alors

vect(1) = X (1) ⊂ X (2) ⊂ . . . ⊂ X (L) = H(V ). (5.8)

Ainsi, l’hypothèse d’emboîtement des partitions donne lieu à une famille
croissante (au sens de l’inclusion) de sous-espaces de H(V ) pouvant être
interprétée comme une AMR de cet espace.

Comme dans l’AMR classique [Mal89], une base d’ondelettes peut être
construite en considérant les supplémentaires orthogonaux de chaque espace
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d’échelle X (l). En effet, notons W(l) le supplémentaire orthogonal de X (l) dans
X (l+1) :

X (l+1) = X (l) ⊕W(l). (5.9)

Nous avons alors

H(V ) =W(1)
⊥⊕ . . . ⊥⊕W(L−1)

⊥⊕X (1). (5.10)

La représentation (5.10) de l’espace H(V ) permet de décomposer tout signal
f ∈ H(V ) sous la forme

f = d1 + . . .+ dL−1 + s1, (5.11)

où di ∈ W(i), si ∈ X (i) et si+1 = di + si.
Au vu de (5.10), on peut donc construire une base orthonormée de H(V )

en concaténant des bases orthonormées des espaces W(l), l ∈ {1, . . . , L− 1} et
de X (1). Nous examinons plus en détail les signaux intervenant dans ces bases.

Afin de clarifier la nature des signaux de base, nous illustrons le passage
d’un niveau l + 1 au niveau l. L’espace d’échelle de niveau l + 1, X (l+1), est
constitué des signaux constants sur les parties X (l+1)

i , i = 1, . . . , nl+1. Il est
donc de dimension nl+1. De même, l’espace d’échelle X (l) est de dimension nl.
L’espace de détail W(l) est alors de dimension nl+1 − nl.

Chaque partie X (l)
i va donner lieu à une famille (ψl,i,j)j de fonctions de base

toutes à support sur X (l)
i . De plus, ces fonctions de base doivent être :

– normées ;
– orthogonales aux fonctions d’échelle au niveau l ;
– orthogonales entre elles.
La première condition n’est pas restrictive puisque l’on peut normaliser

les signaux de base à la fin de la procédure. La deuxième condition revient
à imposer une moyenne nulle ; on parlera alors d’ondelettes. On perd alors
un “degré de liberté” et l’on voit que si l’on note sub(l,i) le nombre de sous-
parties de X l

i apparaissant au niveau l+ 1, on aura alors sub(l,i)− 1 fonctions
de base. Enfin, la dernière condition peut être vérifiée en appliquant un
procédé d’orthogonalisation de Gram-Schmidt. La figure 5.1, tirée de [GNC10],
illustre la construction des fonctions de base correspondant à une hiérarchie de
partitions.

La transformée finale associe à tout signal f sur G le vecteur dont les
composantes sont données par les produits scalaires avec les signaux de
base. Les auteurs de [GNC10] montrent que la décroissance des coefficients
d’ondelettes de la transformée précédente peut être reliée à une notion de
régularité du signal initial. Cette notion de régularité est définie relativement
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Figure 5.1 – Illustration des fonctions de base obtenues à partir d’une
hiérarchie de partitions.

à l’arbre sous-jacent. Plus précisément, notons pour S ⊂ V (G), ν(S) =
|S|/|V (G)|. Les auteurs définissent la distance suivante sur V (G) :

(∀x, y ∈ V (G)) d(x, y) =







ν(partie(x, y)), si x 6= y

0, sinon,
(5.12)

où partie(x, y) est la plus petite partie contenant x et y.
Munis de la distance précédente, les auteurs définissent une notion de

continuité höldérienne de la manière suivante. Soit C > 0 et 0 < α < 1.
On dira qu’un signal f est (C, α) Hölder continue si

(∀i, j ∈ V (G)) |f i − fj| ≤ Cd(x, y)α. (5.13)

Le théorème 1 de [GNC10] montre alors que 1.

(∀l, k, j) |〈f, ψl,k,j〉| ≤ NC2α+1ν(X l
k)α+1/2. (5.14)

1. Le facteur N apparaissant dans le terme de droite est dû à la définition que nous
adoptons ici pour le produit scalaire sur V (G) : ∀f, g ∈ V (G), 〈f, g〉 =

∑

N

i=1 figi
. Les auteurs

de [GNC10] choisissent de travailler avec le produit scalaire suivant : 〈f, g〉 =
∑

N

i=1 figi
/ N
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Dans un cadre où les signaux sont définis sur des ensembles finis, il n’est
pas évident de décider si l’inégalité (5.14) peut avoir un impact pratique sur
la construction de la transformée. En effet, la notion de régularité absolue
présentée plus haut peut difficilement discriminer des classes de signaux : pour
tout α ∈]0, 1[ et pour tout f ∈ R

N , il existe C > 0 tel que f soit (C, α) Hölder
continue.

Intuitivement, les valeurs absolues des coefficients de la transformée doivent
être reliées à la variance du signal analysé sur chaque partie de la hiérarchie.
Ce lien est explicitement formulé dans [GNC10] où l’inégalité suivante est
démontrée 2 :

(∀l, k, j) |〈f, ψl,k,j〉| ≤ Nσ(f,X l
k), (5.15)

où σ(f,X l
k) désigne l’écart-type empirique de f sur la partie X l

k.
Notons enfin que d’autres transformées multi-échelles basées sur l’organisa-

tion d’un ensemble de données sous la forme d’une hiérarchie de partitions ont
également été proposées dans des travaux récents. En particulier, la transformée
de [GNC10] peut être vue comme une généralisation de celle proposée dans
[EA02] pour des arbres binaires complets. Dans [Mur07], Murtagh propose
une transformée multi-échelle basée sur la représentation d’un ensemble de
données sous la forme d’un dendrogramme (section 14.3.12 de [HTF01]). Cette
transformée est appliquée à l’ensemble de données lui-même et non à des
signaux définis sur cet ensemble de données. Une approche similaire à [GNC10]
a été proposée dans [LNW08], et la transformée correspondante est appliquée
à l’ensemble de données et non à des signaux sur l’ensemble de données.

Lorsque la transformée de [GNC10] est appliquée à une arbre binaire
complet, elle correspond à une transformée de Haar 1D appliquée à une per-
mutation des données. Dans [REC11], les auteurs proposent une généralisation
de cette transformée. Une version redondante est introduite dans [REC12]. Les
transformées de [REC11, REC12] sont appliquées au débruitage d’images : les
coefficients d’ondelettes sont seuillés et la transformée inverse est appliquée.
Une approche de type “cycle-spinning” [CD+95] est enfin appliquée. Notons
enfin que l’approche de [REC11] est similaire à celle proposée récemment dans
[Plo09].

5.4.2 Construction adaptative d’une hiérarchie à partir
d’un graphe pondéré

Nous proposons dans cette sous-section un algorithme permettant la
construction d’une hiérarchie de partitions à partir d’un graphe pondéré.

2. Voir note 1.
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Cette construction, proposée dans [HLE11b, HLE11a] est adaptative, c’est-
à-dire qu’elle dépend du signal que l’on souhaite analyser. Formellement,
cette construction dépend donc d’un graphe pondéré et d’un signal sur ce
graphe. Appliquée à la hiérarchie ainsi obtenue, la transformée de la sous-
section précédente sera globalement non linéaire, bien qu’elle soit linéaire si
l’on considère la hiérarchie fixée.

Au-delà de l’aspect adaptatif de la construction de la hiérarchie, il est
également souhaitable que cette construction soit robuste au bruit qui peut
s’ajouter aux observations dont on dispose. Nous détaillons dans ce qui suit les
différentes étapes de notre algorithme.

Description de l’algorithme

L’algorithme que nous introduisons ici produit, à partir d’un graphe
pondéré G0 = G et d’un signal f0 ∈ R

N sur l’ensemble des sommets de G, une
hiérarchie de graphes pondérés (Gi)i et de signaux (f i)i ∈ R

|V (Gi)| définis sur ces
graphes. En particulier, cet algorithme fournit un partitionnement hiérarchique
des sommets du graphe initial G0. C’est ce dernier aspect qui nous intéressera
pour la suite de cette section.

L’algorithme procède par agrégations successives des sommets. L’agrégation
des sommets d’un graphe donné est précédée par une étape de partitionnement
de ses sommets. Dans notre cas, ce partitionnement est réalisé de manière
adaptative en fonction du signal dont on dispose. De plus, il repose sur
une étape de simplification préliminaire elle-même basée sur un procédé de
régularisation sur graphes décrit dans le chapitre 3 de ce manuscrit.

Après chaque agrégation, une relation d’adjacence et un signal sont définis
sur les agrégats. Le processus est itéré sur le nouveau graphe pondéré ainsi
obtenu, de manière adaptative, relativement au nouveau signal construit.
Nous détaillons dans la suite de cette sous-section les différentes étapes de
l’algorithme.

Utilisation de l’a priori TV

Du fait de l’hétérogénéité des valeurs de f, nous proposons d’appliquer une
étape de régularisation. Cette étape doit pouvoir, d’une part, révéler les pos-
sibles groupements des sommets de G en réduisant les variations s’apparentant
à du bruit, et d’autre part, préserver les discontinuités importantes du signal
en question. Nous avons opté pour une approche basée sur la minimisation du
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modèle ROF sur graphes défini dans la chapitre 3. Rappelons ici qu’il s’agit de
considérer le problème suivant :

Minimiser
u∈RN

Ew
1,2(u; f, λ), (5.16)

où
Ew

1,2(u; f, λ) = λJw
1,2(u) +

1
2
‖u− f‖2

X , (5.17)

et λ > 0.
Notons f∗ l’unique solution du problème (5.16). Le partitionnement des

sommets de G est alors obtenu en considérant les classes d’équivalence d’une
relation d’équivalence Rǫ

f∗ que nous décrivons maintenant.

Partitionnement adaptatif des sommets d’un graphe

On propose ici de partitionner les sommets de G en prenant en compte à la
fois la topologie du graphe et le signal f∗ obtenu après l’étape de régularisation.

Intuitivement, deux sommets voisins appartiennent à un même sommet si
les valeurs prises par f en ces deux sommets sont proches. Fixons un réel positif
ǫ. Notons, pour deux sommets i et j de G, df (i, j) = |f i− fj|. Nous considérons
la relation binaire Rǫ

f définie de la manière suivante : iRǫ
fj si et seulement

si i = j où s’il existe un chemin (l1, . . . , ln) reliant i et j tel que pour tout
k ∈ J1, k − 1K df (lk, lk+1) < ǫ. Cette relation binaire est réflexive, symétrique
(G est non orienté), et transitive. Il s’agit donc d’une relation d’équivalence. Les
classes d’équivalence correspondantes forment ainsi une partition de l’ensemble
des sommets de G.

La partition précédente peut être vue comme une croissance de région, et
le paramètre ǫ permet de contrôler la finesse de cette partition.

Construction d’un graphe pondéré et d’un signal sur ce graphe par
agrégation

Notons P ǫ(G0) = {P0,1, . . . , P0,n0} les classes d’équivalence distinctes
obtenues à l’étape précédente. Nous noterons P0,i ∼ P0,j si P0,i et P0,j ont
des représentants adjacents dans le graphe G0.

On construit un nouveau graphe G1 dont les sommets correspondent
aux classes d’équivalence P0,i. De manière équivalente, les sommets de G0

appartenant à une même partie P0,i sont agrégés pour former un unique sommet
de G1. On obtient ainsi un ensemble de sommets dont le cardinal est égal aux
nombres de classes d’équivalence obtenues précédemment. Si u ∈ V (G1), on
notera R0

u l’ensemble des sommets de G0 qui ont été agrégés pour former u.
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Deux sommets u, v ∈ V (G1) sont connectés par une arête s’ils représentent
deux classes d’équivalence ayant des représentants adjacents dans G0. Afin de
tenir compte des volumes des parties agrégées, nous proposons de pondérer
les arêtes du graphe G1 de la manière suivante. Pour tout couple de sommets
adjacents u, v ∈ V (G1),

w1(u, v) =
cut(R0

u, R
0
v)

|R0
u|

+
cut(R0

u, R
0
v)

|R0
v|

.

où
cut(A,B) =

∑

a∈A,b∈B

w(a, b),

et A et B désignent deux parties d’un graphe pondéré par la fonction w.
Nous disposons à ce stade d’un graphe pondéré G1 = (V (G1), E(G1), w1).

Nous définissons enfin un signal f1 sur G1 en considérant le moyennes de f0 sur
chaque classe d’équivalence P0,. :

(∀u ∈ V (G1)) f1(u) =
1
|R0

u|
∑

v∈R0
u

f0(v).

Itération du procédé et terminaison de l’algorithme

Nous venons de montrer comment un graphe pondéré d’agrégats peut être
construit de manière adaptative à partir d’un graphe initial. Ce procédé est
alors itéré sur la paire (G1, f1) : une étape de régularisation/simplification est
effectuée, suivie d’un partitionnement des nouveaux sommets et enfin de la
construction du graphe des agrégats et du nouveau signal. Afin de garantir
un nombre croissant d’agrégats au cours de la hiérarchie, nous modifions le
paramètre de régularisation λi à chaque étape en le divisant par deux : λi+1 =
λi/2.

Enfin, l’algorithme se termine lorsqu’on arrive à un graphe d’agrégats à un
seul sommet. Nous illustrons dans ce qui suit la transformée de Haar sur la
hiérarchie dont nous venons de décrire la construction.

5.4.3 Expériences

Afin de montrer le comportement de la décomposition multi-échelle que
nous obtenons, nous présentons plusieurs exemples de son utilisation sur des
images et bases de données. Partant d’un signal initial f, nous présentons les
différents niveaux de décomposition obtenus, à savoir les fonctions de détails
dL−i et d’échelle sL−i, avec sL−i = dL−i−1 + sL−i−1.
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Images

Nous considérons tout d’abord le cas des images. La figure 5.2 présente la
décomposition multi-échelle que nous obtenons sur les 6 premiers niveaux (i ∈
[0, 6]) d’une hiérarchie adaptative construite à partir d’un graphe en 8-voisinage
pondéré avec des poids gaussiens. La figure 5.3 présente la décomposition multi-
échelle obtenue sur la même image mais en utilisant un graphe des 7 plus
proches voisins pris dans un voisinage 11× 11 avec des poids gaussiens sur des
patchs 5×5. Comme cela est attendu, quel que soit le graphe considéré, chaque
niveau de détail permet de capturer des informations de plus en plus fines et
localisées au fur et à mesure de la décomposition multi-échelle. On constate
également l’importance d’utiliser une représentation adaptée des pixels. En
effet, l’image originale de "Barbara" contenant beaucoup de zones de textures,
la décomposition obtenue est bien plus pertinente lorsque l’on utilise un graphe
de voisinage exploitant des patchs (à la fois dans sa construction, et dans sa
pondération). Ceci se constate à la fois dans les fonctions de détails extraits
qui concernent des zones de texture proches, mais également dans les fonctions
d’échelle dans lesquelles les frontières sont mieux délimitées. Cet effet est
également mis en avant sur la décomposition obtenue dans la figure 5.4.

Image originale

dL−1 sL−1 dL−2 sL−2 dL−3 sL−3

dL−4 sL−4 dL−5 sL−5 dL−6 sL−6

Figure 5.2 – Décomposition multi-échelle de "Barbara" : graphe en 8-voisinage,
poids gaussiens.
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Image originale

dL−1 sL−1 dL−2 sL−2 dL−3 sL−3

dL−4 sL−4 dL−5 sL−5 dL−6 sL−6

Figure 5.3 – Décomposition multi-échelle de "Barbara" : graphe des 7-plus
proches voisins, poids gaussiens sur patchs 5× 5 dans un voisinage 11× 11.

Bases d’images

Afin d’illustrer la généricité de l’approche, considérons à présent des données
beaucoup moins communes et difficiles à traiter dans leur ensemble : des bases
de données d’images. Nous considérons deux bases d’images. La première est
la base USPS (United States Postal Service) contenant des images de chiffres
manuscrits scannés d’enveloppes de l’U.S. Postal Service. Les images sont de
taille 16×16. La fonction associée à un noeud est donc un vecteur de R162

. Nous
considérons 400 images de cette base (40 par chiffre manuscrit). La seconde
base est la Olivetti Face Image Database qui contient 400 images de visages
(40 personnes avec 10 images par personne). Les images de chaque personne
présentent des variations en temps d’acquisition, illumination et expression.
Les images sont de taille 92 × 112. La fonction associée à un noeud est donc
un vecteur de R

92×112.

Pour ces deux bases, la construction d’une hiérarchie adaptative est
effectuée à partir d’un graphe initial des 7 plus proches voisins avec une fonction
de poids entre deux images u et v définie par w(u, v) = 1

1+‖f(u)−f(v)‖
. Nous

présentons tout d’abord les 5 premiers niveaux de décimation obtenus, c’est-à-
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Image originale

dL−1 sL−1 dL−2 sL−2 dL−3 sL−3

dL−4 sL−4 dL−5 sL−5 dL−6 sL−6

Figure 5.4 – Décomposition multi-échelle de "Man" : graphe des 7-plus proches
voisins, poids gaussiens sur patchs 5× 5 dans un voisinage 11× 11.

dire les graphes après agrégation de noeuds. Les figures 5.5 et 5.6 présentent
les résultats obtenus pour les deux bases d’images. Chaque graphe (Gi, f i)
présenté après le premier niveau est donc une version décimée du graphe
Gi−1 avec une fonction f i−1 qui est obtenue comme la moyenne des images
du cluster correspondant à une classe d’équivalence. Ceci permet d’illustrer
comment l’agrégation des graphes opère au fur et à mesure de la construction
de la hiérarchie. On constate bien à la fois une décimation du graphe et une
modification de la fonction associée aux noeuds survivants.

Les figures 5.7 et 5.8 présentent les fonctions d’échelle et de détail obtenues
pour les niveaux de décomposition L − 3 et L − 5 sur les bases USPS et
Olivetti. Il est cette fois ci beaucoup plus difficile d’évaluer visuellement la
pertinence de la décomposition pour de telles masses de données, d’autant que
la distance considérée pour comparer deux images est très simple. Néanmoins,
les expériences conduites mettent en avant l’intérêt de notre approche formulée
sur des graphes : une fois que la topologie et les poids du graphe initial décrivant
les données sont fixés, l’algorithme est identique.
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(G0,f0) (G1,f1)

(G2,f2) (G3,f3)

(G4,f4)

Figure 5.5 – Graphes des niveaux de décomposition des 400 images de la base
USPS.
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(G0,f0) (G1,f1)

(G2,f2) (G3,f3)

(G4,f4) (G5,f5)

Figure 5.6 – Graphes des niveaux de décomposition des 400 images de la base
Olivetti.
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dL−3 sL−3

dL−5 sL−5

Figure 5.7 – Décomposition de 400 images de la base USPS : fonctions de
détail et d’échelle des niveaux 3 et 5.
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dL−3 sL−3

dL−5 sL−5

Figure 5.8 – Décomposition de 400 images de la base Olivetti : fonctions de
détail et d’échelle des niveaux 3 et 5.
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5.5 Transformées multi-échelles par lifting sur
graphes

Nous avons vu dans la section précédente que l’organisation des sommets
d’un graphe G sous la forme d’une hiérarchie de partitions induisait une analyse
multirésolution naturelle de l’espace H(V ) des fonctions sur V (G). Nous avons
également proposé un algorithme permettant la construction adaptative d’une
telle hiérarchie. Nous nous intéressons dans cette section à une approche
alternative, visant à construire des transformées multi-échelles en utilisant le
schéma du lifting introduit par Sweldens dans [Swe96, Swe98].

5.5.1 Schéma du lifting pour les signaux 1D

Le schéma du lifting factorise des transformées en ondelettes orthogonales
ou biorthogonales en des étapes élémentaires pouvant être effectuées dans le
domaine spatial. Cet algorithme a deux applications. La première est qu’il
permet d’accélérer la transformée en ondelettes rapide en factorisant les étapes
de filtrage numérique et de sous-échantillonnage. De plus, d’un point de vue
pratique, les transformées directes et inverses peuvent être implémentées in
situ, c’est-à-dire sans occuper de mémoire autre que celle allouée au signal
initial. La deuxième application du schéma du lifting est qu’il permet la
construction de transformées multi-échelles dites de seconde génération, c’est-
à-dire des transformées s’appliquant à des signaux définis sur domaines bornés
et des surfaces [SS95].

Illustrons rapidement le principe pour un signal 1D x = (x1, . . . , xN). Le
lecteur pourra se référer à la figure 5.9, qui illustre la transformée du lifting
directe, et à la figure 5.10, qui illustre la transformée inverse.

La première étape du schéma du lifting consiste à partitionner les indices
de x en deux sous-ensembles, que l’on notera I et J . En dimension 1, I peut
correspondre aux indices impairs et J aux indices pairs. Nous noterons xI =
(xi, i ∈ I), et xJ = (xj, j ∈ J). Une seule étape de lifting consiste en deux
opérations : une opération de prédiction et une opération de mise à jour. Dans
la première, on calcule, à partir du vecteur xJ , à l’aide d’une application P :
R

|J | → R
|I|, une approximation x̃I de xI :

x̃I = P (xJ), (5.18)

puis on évalue l’erreur de prédiction (xI)∗ :

(xI)∗ = xI − x̃I . (5.19)
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Figure 5.9 – Transformée du lifting directe.
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Figure 5.10 – Transformée du lifting inverse.

Dans la seconde opération, on calcule une approximation basse résolution du
signal x en additionnant le vecteur xJ et une transformation linéaire U : R|I| →
R

|J | de (xI)∗. On obtient alors le vecteur

(xJ)∗ = xJ + U
(

(xI)∗
)

. (5.20)

Cette deuxième opération vise à préserver les moments d’ordre k du signal
initial x dans la version basse résolution (xJ)∗. Une seule étape de lifting
correspond alors à l’application T : x ∈ R

N → (x)∗.
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Remarquons à ce stade que T est bijective, indépendamment des choix
des applications P et U . En effet, l’inverse de T s’obtient mécaniquement en
inversant l’ordre des étapes et en changeant les signes :

xJ = (xJ)∗ − U
(

(xI)∗
)

, (5.21)

et
xI = (xI)∗ + x̃I . (5.22)

L’opérateur U de mise à jour étant linéaire, si l’on suppose de plus que P
est linéaire, alors T correspond à un changement de base. Nous examinerons
l’effet des opérations de mise à jour et de prédiction sur les signaux de base
directement dans le contexte des signaux sur graphes dans la sous-section
suivante.

Nous venons de décrire une unique étape de lifting. Ce procédé peut être
itéré en l’appliquant au signal (xJ)∗. Notons que des étapes de normalisation
peuvent être effectuées au préalable.

La transformée de Haar s’obtient avec le schéma précédent avec, d’une part,
un opérateur de prédiction P correspondant au résultat d’une interpolation
polynomiale constante par morceaux :

x̃2m−1 = x2m, x∗
2m−1 = x2m−1 − x2m, (5.23)

et, d’autre part, la mise à jour suivante

x∗
2m = x2m +

1
2
x∗

2m−1, (5.24)

permettant de préserver la moyenne du signal.
Si l’on augmente l’ordre de l’opérateur de prédiction, c’est-à-dire si l’on

passe d’une interpolation constante par morceaux à une interpolation linéaire
par morceaux, on obtient la transformée biorthogonale CDF(2,2) de Cohen,
Daubechies et Feauveau [Mal09].

Notons que le schéma du lifting facilite la construction de transformées
adaptatives en utilisant des opérateurs de prédiction non linéaires. Ce type
d’approche a été proposé pour la compression de l’image et de la vidéo,
par exemple dans [CDSB03, PH02, KPPBB+12]. Notons cependant que ces
transformées multi-échelles non linéaires ne correspondent généralement plus
à des changements de base.

Notons également que le schéma du lifting s’adapte naturellement à des
signaux dont l’échantillonnage est irrégulier. En effet, cet échantillonnage peut
être pris en compte dans l’étape de prédiction, si cette dernière est effectuée
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par exemple par interpolation polynomiale par morceaux. Ce type d’approches
a été proposé notamment dans [DSvS04] pour la régression non paramétrique
avec design aléatoire. Des techniques similaires ont également étés proposées
dans [WSB05, WCBD05, SO08, BCW08] pour la compression et la collecte
distribuées de données enregistrées par des capteurs organisés en réseau.

Nous décrivons dans la sous-section suivante l’adaptation du schéma du
lifting à des signaux définis sur graphes.

5.5.2 Lifting sur graphes

L’adaptation du schéma du lifting à des signaux définis sur des graphes
généraux a été proposée en particulier dans [She10, NO09]. Bien que cette
adaptation soit immédiate, son application pose certains problèmes. Nous
commençons par spécifier le schéma du lifting dans le contexte des signaux
sur graphes. On se limite dans toute la suite à des opérateurs linéaires pour
l’étape de prédiction. De plus, les opérateurs P et U sont locaux : la prédiction
et la mise à jour d’un signal en un sommet k ∈ V (G) ne dépend que de ses
voisins l ∼ k.

Partitionnement des sommets

Soit G un graphe pondéré sur V (G) = {1, . . . , N} et W sa matrice
d’adjacence pondérée. Afin de pouvoir effectuer une étape de lifting, il est
nécessaire de partitionner V (G) en deux parties. Comme nous le verrons
dans la suite, le critère de partitionnement dépend, d’une part, du domaine
d’application et, d’autre part, des propriétés de la transformée que l’on souhaite
obtenir. Nous fixons pour l’instant deux parties I et J formant une partition
de V (G).

Prédiction

Rappelons que les graphes sur lesquels sont définis les signaux que nous
étudions sont des graphes de similarité. Ainsi, nous utilisons les poids des arêtes
pour définir l’étape de prédiction.

L’étape de prédiction du schéma du lifting peut s’écrire à l’aide d’une
matrice de prédiction P ∈ R

N×N vérifiant

(i)

(∀j ∈ J) (∀l ∈ V (G)) pj,l = δj,l =







1, si j = l,

0, sinon,
(5.25)
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(ii)

(∀i ∈ I) (∀l ∈ V (G)) pi,l =















wi,l
∑

j∈J
j∼i

wi,j
, si l ∈ J et l ∼ i

0, sinon.
(5.26)

Évaluer l’erreur de prédiction revient alors à multiplier par la matrice I− P.

Mise à jour

De la même manière, l’étape de mise à jour peut s’écrire à l’aide d’une
matrice U ∈ R

N×N vérifiant

(i)
(∀i ∈ I) (∀l ∈ V (G)) ui,l = δi,l, (5.27)

(ii)
(∀j ∈ J) (∀l ∈ V (G)) uj,l 6= 0 =⇒ l ∼ j et l ∈ I. (5.28)

Transformée globale

Une étape de la transformée globale est représentée par la matrice

T = (I + U) (I− P) . (5.29)

Posons g = Tf. Les composantes (gi)i∈I correspondent à des coefficients de
détail ou d’ondelettes alors que les composantes (gj)j∈J correspondent à des
coefficients d’échelle.

Plus généralement, plusieurs étapes de prédiction/mise à jour peuvent être
effectuées :

T =
k
∏

m=1

(I + Um) (I− Pm) . (5.30)

La transformée précédente peut être itérée sur le signal (gj)j∈J à condition
de définir un nouveau graphe sur les sommets dans J .

Remarques concernant le partitionnement

Nous identifions à ce stade une première difficulté concernant l’application
du schéma du lifting à un graphe pondéré général. Cette difficulté concerne le
partitionnement de l’ensemble des sommets en deux ensembles. Ce problème
comporte deux aspects.
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Le premier aspect concerne l’utilisation des arêtes disponibles dans le
graphe. En effet, notons que lors d’une seule étape de lifting, seules les arêtes
dont les extrémités appartiennent à deux parties différentes interviennent dans
la prédiction et la mise à jour. Nous dirons d’une arête e = (l, k) ∈ E(G)
dont les extrémités appartiennent à une même partie (l, k ∈ I ou l, k ∈ J)
qu’elle est conflictuelle. L’information contenue dans les arêtes conflictuelles
n’est donc pas exploitée dans le schéma du lifting. Cet aspect doit être pris en
compte lors du partitionnement.

Un critère naturel peut être obtenu en sommant les poids de toutes ces
arêtes ; on est alors amené à minimiser ce critère. Il s’agit là du problème
du sous-graphe couvrant biparti maximal, qui, comme nous l’avons vu au
chapitre 2, est équivalent au problème de la coupe maximale. Ce dernier
problème est NP-dur. Dans [NO09], les auteurs utilisent l’algorithme randomisé
proposé dans [FM01] pour calculer une solution approchée. Les auteurs de
[MEO11, MEDdMO11] utilisent l’algorithme proposé dans [Hsu83]. Les travaux
[MEO11, MEDdMO11] portent sur la compression de la vidéo.

Le deuxième aspect concerne la compressibilité des coefficients de détail.
Ce point est clairement lié au précédent. Cependant, il est difficile d’énoncer
un critère global à optimiser.

Au vu de ces difficultés, nous avons opté pour une approche gloutonne,
inspirée par [JNS09], consistant en une suite d’étapes de liftings élémentaires.
Cette approche a aussi l’avantage de clairement montrer l’effet des opérations
de prédiction et de mise à jour sur les signaux de bases.

5.5.3 Transformée multi-échelle par suite de liftings
élémentaires

Afin de pallier le problème du partitionnement des sommets du graphe,
nous adoptons ici une stratégie qui consiste à calculer les coefficients un à un.
On parlera alors d’étapes élémentaires de lifting. Cette approche est inspirée
par [JNS09] et a été initialement proposée dans [JNS01] pour des signaux 2D
échantillonnés de manière irrégulière.

Description de l’algorithme

L’approche proposée dans [JNS09] est résumée 1 dans l’algorithme 5.1.
Initialement, les coefficients d’échelle correspondent au signal f. Chaque

itération de la boucle 3 de l’algorithme 5.1 correspond à une unique étape de

1. Nous adoptons une numérotation ascendante, contrairement à celle utilisée dans
[JNS09].
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1: Entrée : Un graphe pondéré G sur J1, NK et un signal f ∈ H(V ).
2: Initialisation : S0 := V (G), D0 := ∅, c0,i := fi, ∀i ∈ S0.
3: for all r ∈ J1,mK do
4: Choisir un sommet ir ∈ Sr−1.
5: Sr := Sr−1\{ir}
6: Dr := Dr−1

⋃{ir}
7: Prédiction :

dr := cr−1,ir −
∑

k∼ir
k∈Sr

αr,kcr−1,k. (5.31)

8: Mise à jour :

(∀k ∈ Sr) cr,k =







cr−1,k + βr,kdr, si k ∼ ir

cr−1,k, sinon.
(5.32)

9: end for
Algorithme 5.1: Transformée multi-échelles par suite de liftings élémentaires

lifting. Un sommet ir est sélectionné, et un coefficient de détail est calculé
en ir. Ce coefficient de détail correspond à une erreur de prédiction comme
expliqué plus haut. Ici, on se restreint à des opérateurs de prédiction locaux
correspondant à des combinaisons linéaires convexes reliées aux poids des arêtes
concernées :

(∀k ∈ Sr, k ∼ ir) αr,k =
wir,k

∑

l∼ir
l∈Sr

wir,l

. (5.33)

Le choix de la normalisation est motivé par la volonté d’obtenir des coefficients
de détail nuls pour des fonctions localement constantes. Remarquons que bien
que l’opérateur de prédiction soit linéaire si l’on considère la topologie et
les poids des arêtes du graphe fixés, il peut être globalement non linéaire si
l’on autorise le graphe à dépendre du signal que l’on analyse. Le choix des
coefficients βr,k sera adressé dans la suite.

Remarquons également que dès lors qu’un coefficient de détail a été calculé
en un sommet ir, ce sommet n’intervient plus dans les itérations suivantes.
Ceci revient à retirer ce sommet du graphe ; en particulier toutes les arêtes
incidentes à ir sont également retirées. Cette remarque a une incidence sur la
sélection des sommets (ligne 4 de l’algorithme 5.1).

Avant de détailler la sélection des sommets de détail et l’opérateur de mise
à jour, nous étudions l’effet du lifting sur la construction des signaux de base.
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Effet sur la base primale

Comme pour le schéma du lifting classique [Swe96, Swe98], la transformée
que nous venons de décrire est bijective. La transformée inverse s’obtient
simplement en inversant chaque étape de lifting élémentaire comme décrit
précédemment.

La transformée que nous venons de présenter est ainsi linéaire et inversible.
Elle correspond donc à un changement de base. On s’intéresse ici à l’effet des
étapes de prédiction et de mise à jour sur les éléments de cette base.

Notons Tr : RN → R
N la transformée correspondant à l’application de r

étapes de liftings élémentaires :

(∀f ∈ R
N) (Trf)l =







cr,l, si l ∈ Sr,

dl, si l ∈ Dr.
(5.34)

L’application linéaire Tr peut s’écrire sous la forme

Tr = Er ◦ . . . ◦ E1, (5.35)

où les Ei désignent les étapes de liftings élémentaires. Notons (φ0,i)1≤i≤N la
base canonique de R

N : φ0,i(j) = δi,j. Le lemme suivant sera utile pour la suite.

Lemme 5.1. Pour tout i ∈ J1, NK

E−1
r (φ0,i) =























φ0,i + αr,iφ0,ir , si i ∼ ir et i ∈ Sr,

−∑i∼ir
i∈Sr

βr,iφ0,i +

(

1−∑i∼ir
i∈Sr

αr,iβr,i

)

φ0,ir , si i = ir,

φ0,i, sinon.
(5.36)

Démonstration. La démonstration est immédiate. Pour inverser une étape de
lifting élémentaire, il faut d’abord annuler la mise à jour, puis ensuite calculer
la prédiction et l’additionner à l’erreur.

À chaque étape r ∈ J1,mK, les coefficients de Trf dans la base canonique
correspondent aux coordonnées de f dans une nouvelle base MSBr :=
{φr,i, ψr,j}i∈Dr,j∈Dr :

f =
∑

i∈Sr

cr,iφr,i +
∑

i∈Dr

diψr,i. (5.37)

Du fait de la linéarité de Tr, la base MSBr est obtenue, pour tout r ∈ J1,mK,
en appliquant T−1

r aux vecteurs de la base canonique :






(∀i ∈ Sr) φr,i = T−1
r (φ0,i),

(∀j ∈ Dr) ψr,j = T−1
r (φ0,i).

(5.38)
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La proposition suivante établit une relation entre les vecteurs des bases MSBr.

Proposition 5.1. Soit r ∈ J2,mK. La relation de récurrence entre les fonctions
d’échelle aux niveaux r et r − 1 est donnée par :

(∀i ∈ Sr) φr,i =







φr−1,i + αr,iφr−1,ir si i ∼ ir

φr−1,i sinon.
(5.39)

La fonction de détail au niveau r est donnée par :

(∀i ∈ Dr) ψr,i =











φr−1,ir −
∑

i∼ir
i∈Sr

βr,iφr,i, si i = ir,

ψr−1,i sinon.
(5.40)

Démonstration. La démonstration repose sur le fait que Tr = Er ◦ Tr−1 et sur
le lemme 5.1. En effet, pour tout i ∈ Sr

φr,i = T−1
r (φ0,i) = T−1

r−1 ◦ E−1
r (φ0,i)

=







T−1
r−1(φ0,i + αr,iφ0,ir) si i ∼ ir,

T−1
r−1(φ0,i), sinon ,

=







φr−1,i + αr,iφr−1,ir si i ∼ ir,

φr−1,i, sinon .

Pour tout i ∈ Dr,

ψr,i = T−1
r (φ0,i) = T−1

r−1 ◦ E−1
r (φ0,i)

=















T−1
r−1

(

−∑i∼ir
i∈Sr

βr,iφ0,i + (1−∑i∼ir
i∈Sr

αr,iβr,i)φ0,ir

)

si i = ir,

T−1
r−1(φ0,i), sinon ,

=















T−1
r−1

(

φ0,ir −
∑

i∼ir
i∈Sr

(βr,iφ0,i − αr,iφ0,ir)

)

si i = ir,

T−1
r−1(φ0,i), sinon .

=











φr−1,ir −
∑

i∼ir
i∈Sr

βr,i (φr−1,i − αr,iφr−1,ir) si i = ir,

ψr−1,i, sinon .

(5.40)
=











φr−1,ir −
∑

i∼ir
i∈Sr

βr,iφr,i si i = ir,

ψr−1,i, sinon .
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Sélection des sommets de détail

Nous détaillons ici l’étape 4 de l’algorithme 5.1. Au vu de la discussion
précédente, nous énonçons deux critères de sélection des sommets. Le premier
critère consiste simplement à sélectionner, à chaque étape r ∈ J1,mK, le sommet
ayant le plus grand degré parmi les sommets restants :

ir = arg max
i∈Sr−1

∑

j∈Sr−1

wi,j. (5.41)

Intuitivement, l’erreur de prédiction en un sommet de degré élevé doit être
faible. En appliquant ce critère, on cherche donc à favoriser la propriété de
parcimonie de la transformée.

Rappelons que la sélection d’un sommet ir à une étape r invalide toutes
les arêtes incidentes à ir aux étapes suivantes. Afin de prendre en compte cet
aspect, le deuxième critère que nous proposons considère le ratio entre le degré
et le nombre de voisins :

ir = arg max
i∈Sr−1

∑

j∈Sr−1
wi,j

Card({j ∼ i, j ∈ Sr−1})
. (5.42)

En particulier, à degré égal, le critère (5.42) favorise le sommet ayant le plus
petit nombre de voisins.

Étape de mise à jour

L’équation (5.40) permet de clarifier l’effet de l’étape de mise à jour ainsi
que le calcul des coefficients qui y interviennent. Notons, pour f ∈ R

N ,
∫

f

la valeur moyenne de φr,i et posons Ir,i =
∫

φr,i. Notons que I0,i = 1 pour
tout i ∈ J1, NK. Comme pour les transformées multi-échelles classiques, nous
souhaitons que le moment d’ordre zéro des fonctions de détail ψr,ir soit nul.
Ceci est équivalent, d’après (5.40), à

(∀r ∈ J1,mK Ir−1,ir =
∑

i∼ir
i∈Sr

βr,iIr,i. (5.43)

Nous optons, comme [JNS01, JNS09], pour la solution de norme euclidienne
minimale donnée par

βr,i =
Ir,iIr−1,ir
∑

j∼ir
j∈Sr

I2
r,j

. (5.44)
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Terminaison de l’algorithme et notion de cycle

Le nombre de liftings élémentaires a été spécifié dans l’algorithme 5.1 par
le paramètre m. Nous précisons ici ce paramètre.

Notons tout d’abord que m dépend de la topologie du graphe. En effet,
chaque lifting élémentaire invalide les arêtes incidentes au sommet où le
coefficient de détail est calculé. Ainsi, selon la topologie du graphe considéré,
il peut arriver qu’au bout d’un certain nombre m de liftings élémentaires,
toutes les arêtes du graphe soient invalidées. Autrement dit, tous les sommets
appartenant à Sm n’ont pour voisins que des sommets appartenant à Dm. Il
n’est alors plus possible d’effectuer de prédiction, et l’algorithme se termine.
On dira alors qu’on a effectué un seul cycle de lifting.

Nous proposons dans la suite une extension de cet algorithme à plusieurs
cycles.

Transformée à plusieurs cycles

Afin de pouvoir procéder à de nouveaux cycles de la transformée, il est
nécessaire de définir un nouveau graphe. Notons mi le nombre de liftings
élémentaires à la fin de chaque cycle i (m1 = m). Ainsi, à la fin du cycle i, nous
avons V (G) = Smi

⋃Dmi
. Un nouveau graphe doit être défini sur Smi

. Nous
proposons d’inférer la topologie ainsi que les poids des arêtes de ces graphes
à partir de la matrice d’adjacence W. Ainsi, deux sommets i, j ∈ Smi

sont
connectés si est seulement si Wi+1

i,j 6= 0. Observons que si W est binaire, Wn
i,j

donne le nombre de chemins de longueur n reliant i et j. Nous illustrons dans ce
qui suit l’effet de la transformée du lifting que nous proposons sur des images.
Nous nous intéressons à l’approximation à M termes et comparons avec la
transformée orthogonale de Haar et celle, biorthogonale de Cohen, Daubechies
et Feauveau, CDF(2,2).

5.5.4 Expériences

Nous illustrons dans cette sous-section le comportement de la transformée
du lifting que nous venons de décrire. Nous nous limitons aux cas des images
numériques, bien que l’approche décrite plus haut s’applique à des signaux plus
généraux.

L’illustration que nous donnons est l’erreur d’approximation non linéaire à
M termes : la transformée du lifting est appliquée aux images 2 de la figure 5.11.
Ensuite, seuls les M plus grands coefficients de détail (en valeur absolue) sont

2. Ces images sont de taille 128x128.
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gardés : les autres coefficients sont remplacés par zéro. Enfin la transformée
inverse est appliquée et l’erreur d’approximation calculée. Nous avons opté
pour le psnr entre l’image originale et celle reconstruite à partir des M plus
grands coefficients. La formule du psnr est donnée par :

psnr(f, g) = 10 log10

(

2552

EQM(f, g)

)

, (5.45)

où EQM désigne l’erreur quadratique moyenne. Toutes les transformées
engendrent un unique coefficient d’échelle : tous les autres coefficients corres-
pondent à des coefficients de détail. Enfin, le critère de sélection des sommets
est le degré.

La figure 5.12 montre l’erreur d’approximation de l’image “Barbara” pour
différentes valeurs de M . Sur cette figure nous montrons, d’une part, l’erreur
d’approximation de la transformée du lifting pour différentes constructions de
graphes, d’autre part, l’erreur d’approximation obtenue avec les transformées
orthogonales de Haar, Daubechies 4, Daubechies 8, et biorthogonale de
CDF(2,2). Les différentes configurations de graphes que nous avons considérées
sont :

1. Le graphe de 4 voisinage non pondéré ;

2. Le graphe de 8 voisinage pondéré avec des poids gaussiens (σ = 15) ;

3. Le graphe des 25 plus proches voisins basé sur la distance photométrique
dans une fenêtre 21x21. Les distances sont transformées en similarités
gaussiennes (σ = 10).

Les transformées basées sur les configurations 2 et 3 fournissent des erreurs
de prédiction bien plus faibles que celles des transformées classiques non
adaptatives. Notons cependant que pour effectuer la transformée inverse il
est nécessaire de disposer, d’une part, du graphe sous-jacent, d’autre part,
des coefficients du lifting. Les performances montrées dans la figure 5.12 ne
peuvent donc pas être exploitées directement pour effectuer la compression des
images en question. Le point important ici est qu’il est possible de construire
des représentations très compressibles en appliquant la transformée du lifting
que nous décrivons.

La figure 5.13 et 5.14 montrent les approximations à 1024 et 256 termes, res-
pectivement, de l’image “Barbara” pour différents graphes et pour différentes
transformées. Ces images confirment les performances de la figure 5.12.

Enfin, les mêmes tests ont étés effectués sur l’image “Lena”. Les résultats,
reportés dans les figures 5.15, 5.16 et 5.17, sont similaires.
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Figure 5.11 – Images de test.
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Figure 5.12 – Erreur d’approximation non linéaire à M termes pour l’image
“Barbara”. Transformées considérées : lifting sur graphe (4 et 8 voisinage, plus
proches voisins), Haar, Daubechies 4, Daubechies 8, CDF(2,2).
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(a) (b) (c)

(d) (e) (f)

Figure 5.13 – Reconstructions de l’image “Barbara” à partir de 1024
coefficients. (a) lifting sur graphe 4 voisinage non pondéré. (b) lifting sur graphe
8 voisinage pondéré. (c) lifting sur graphe des 25 plus proches voisins ; poids
gaussiens. (d) Haar. (e) Daubechies 4. (f) : CDF(2.2).

5.6 Conclusion

Nous avons présenté dans ce chapitre deux transformées multi-échelles
agissant sur des signaux définis sur des graphes généraux. Ces transformées
donnent lieu à des décompositions multi-échelles des signaux en questions et
correspondent à des changements de base.

La première approche que nous avons développée est inspirée de [GNC10].
Ce travail montre qu’une AMR de l’espace des fonctions sur un graphe peut
être obtenue dès que l’on dispose d’une hiérarchie de partitions des sommets
de ce graphe. Nous avons proposé un algorithme permettant la construction de
telles hiérarchies. Nous avons montré son intérêt au travers des exemples sur
des images et des base de données d’images.

Dans la seconde approche, nous avons opté pour une adaptation de
l’algorithme du lifting. Nous avons détaillé cette adaptation ainsi que les
difficultés qu’elle pose et opté pour une approche gloutonne présentée dans
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(a) (b) (c)

(d) (e) (f)

Figure 5.14 – Reconstructions de l’image “Barbara” à partir de 256
coefficients. (a) lifting sur graphe 4 voisinage non pondéré. (b) lifting sur graphe
8 voisinage pondéré. (c) lifting sur graphe des 25 plus proches voisins ; poids
gaussiens. (d) Haar. (e) Daubechies 4. (f) CDF(2.2).

[JNS09]. En particulier, nous avons proposé un critère de sélection des sommets
et avons étendu l’approche de [JNS09] à plusieurs cycles. Des comparaisons
concernant l’erreur d’approximation à M termes ont été effectuées afin, d’une
part, d’étudier l’effet du choix du graphe sous-jacent, et, d’autre part, de
comparer avec d’autres transformées classiques.
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Figure 5.15 – Erreur d’approximation non linéaire à M termes pour l’image
“Lena”. Transformées considérées : lifting sur graphe (4 et 8 voisinage, plus
proches voisins), Haar, Daubechies 4, Daubechies 8, CDF(2,2).
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(a) (b) (c)

(d) (e) (f)

Figure 5.16 – Reconstructions de l’image “Lena” à partir de 1024 coefficients.
(a) lifting sur graphe 4 voisinage non pondéré. (b) lifting sur graphe 8 voisinage
pondéré. (c) lifting sur graphe des 25 plus proches voisins ; poids gaussiens.
(d) Haar. (e) Daubechies 4. (f) CDF(2.2).
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(a) (b) (c)

(d) (e) (f)

Figure 5.17 – Reconstructions de l’image “Lena” à partir de 256 coefficients.
(a) lifting sur graphe 4 voisinage non pondéré. (b) lifting sur graphe 8 voisinage
pondéré. (c) lifting sur sur graphe des 25 plus proches voisins ; poids gaussiens.
(d) Haar. (e) Daubechies 4. (f) CDF(2.2).
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Chapitre 6

Conclusion et perspectives

Ce dernier chapitre présente plusieurs remarques et perspectives concernant
les travaux que nous avons présentés dans les chapitres précédents.

Dans ce manuscrit, nous nous sommes intéressés à la décomposition de
signaux définis sur des graphes pondérés généraux. Nous avons développé trois
algorithmes permettant de générer de telles décompositions. Nous rappelons
chacune d’entre elles dans la suite.

Décompositions multi-échelles hiérarchiques

Ces décompositions sont basées sur un principe de régularisation itérative
introduit dans [TNV04] et que nous avons adapté et généralisé à des signaux
sur graphes. Ces décompositions ont été déclinées sous deux formes : l’une
provenant d’une fonctionnelle de régularisation quadratique basée sur la
matrice laplacienne et l’autre d’une fonction non différentiable de type variation
totale. Dans les deux cas, la convergence de la représentation a été établie et
le choix des paramètres discuté. La preuve de convergence de la décomposition
basée sur l’a priori quadratique s’obtient en considérant l’effet de cette
régularisation sur les composantes du signal dans la base des vecteurs propres
de la matrice laplacienne. La preuve de convergence de la décomposition basée
sur l’a priori de variation totale s’obtient en considérant le problème dual
associé au modèle ROF sur graphe. Pour cet a priori, le choix du premier
paramètre de décomposition est encadré. Cet encadrement fait apparaître la
norme Gw du signal (centré) que l’on souhaite décomposer. Au niveau des
applications, nous avons détaillé l’application de notre approche au travers
de multiples applications en rehaussement de détails dans les images et les
maillages. La comparaison de notre méthode avec celles de l’état de l’art
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s’est révélée satisfaisante et ouvre de nombreuses applications en photographie
numérique.

Concernant les perspectives, il nous semble naturel de nous servir de la
décomposition que nous obtenons afin de générer des segmentations hiérar-
chiques d’images et de maillages. L’approche que nous voudrions adopter
consiste à appliquer un même algorithme de segmentation aux sommes
successives des couches que nous obtenons. La segmentation obtenue à chaque
étape sera ainsi raffinée après l’ajout de chaque nouvelle couche de détail,
garantissant ainsi l’emboîtement des partitions. Une autre perspective qu’il
serait intéressant d’étudier est le choix du premier paramètre d’échelle pour
la décomposition avec l’a priori quadratique. Disposer d’une méthode rapide
permettant l’automatisation de ce choix serait intéressant. Dans la section
portant sur les expériences de cette partie, nous avons utilisé exclusivement
des décompositions obtenues avec l’a priori TV. Il serait utile de comparer
plus en détail ces résultats à ceux que l’on obtient avec l’a priori quadratique.
Une extension de ces travaux au modèle (TV, ℓ1) (tout comme dans [AT11]),
modèle reconnu comme plus apte à capturer les textures, est également un axe
de recherche privilégié. Enfin, les applications des décompositions obtenues
semblent, d’après les résultats que nous avons présentés, d’un intérêt fort dans
le domaine de la photographie numérique.

Transformée de Haar sur une hiérarchie

Nous avons abordé dans cette partie de notre travail la construction
d’ondelettes de Haar sur une hiérarchie de partitions comme proposé dans
[GNC10]. Nous avons présenté ensuite un algorithme permettant la construc-
tion adaptative d’une hiérarchie de partitions à partir d’un graphe pondéré.
Au niveau des expériences, nous avons montré les décompositions obtenues sur
des images ainsi que sur des bases d’images.

Nous projetons d’utiliser les résultats de cette partie pour le débruitage
d’images. L’approche que nous voudrions adopter serait de type “wavelet
shrinkage”, c’est-à-dire qu’elle consisterait à seuiller individuellement les
coefficients de détail avant d’appliquer la transformée inverse. Dans le cas d’un
bruit blanc gaussien, du fait de l’orthogonalité de la transformée, le problème
de l’estimation dans le domaine spatial (ou bien du graphe) est équivalent à
celui de l’estimation dans le domaine des coefficients de la transformée. Notons
que ce type d’approche a été introduit récemment, pour une construction
d’arbre différente, dans [REC11, REC12]. Une autre question qui nous semble
importante concerne la construction de la hiérarchie. Les théorèmes 2 et 3
de [GNC10] fournissent respectivement des encadrements des magnitudes des
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coefficients de détail et de l’erreur ℓ1 d’approximation. Ces deux résultats
restent à étudier afin de savoir s’ils peuvent guider l’étape de construction de
la hiérarchie, en vue d’une meilleure compressibilité des coefficients de détail.

Lifting sur graphes

Nous avons développé dans la dernière partie de ce travail une transformée
multi-échelle basée sur le schéma de lifting. L’adaptation de cet algorithme pose
des problèmes. En particulier, le problème du partitionnement des sommets du
graphe se révèle particulièrement délicat. Nous avons opté pour une approche
basée sur des étapes de liftings élémentaires, où un unique coefficient de détail
est calculé à chaque étape. Au niveau des expériences, nous nous sommes limités
au calcul de l’erreur d’approximation non linéaire sur des images.

Parmi les perspectives que nous envisageons, la première concerne l’inté-
gration d’une étape d’orthonormalisation à la fin de chaque lifting élémentaire.
Ces étapes permettent d’obtenir une transformée unitaire et d’envisager une
approche de type “wavelet shrinkage” pour le débruitage. Une autre perspective
serait de définir une transformée de lifting redondante. Un moyen simple pour
obtenir de la redondance consisterait à appliquer plusieurs fois la transformée
décrite ici, en modifiant le critère de sélection des sommets à chaque itération.

Remarques finales

Nous concluons ce chapitre par quelques remarques générales. Les ensembles
de données que nous avons considérés dans ce manuscrit ont été définis par
des images, des bases d’images, des maillages 3D et des nuages de points
en dimension 3. Nous souhaiterions dans le futur appliquer nos transformées
à d’autres signaux sur graphes, par exemple à des réseaux sociaux ou de
communication. Le challenge applicatif est très actuel et important mais
également différent de celui que nous avons considéré dans cette thèse. En effet,
dans de tels exemples de réseaux complexes, les signaux ne résident plus sur
les sommets du graphe mais uniquement sur les arêtes à travers lesquelles est
encodée un notion d’interaction. Nous projetons dans une première approche
de considérer le graphe dual pour explorer de telles données directement à l’aide
de nos algorithmes.
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Décompositions multi-échelles de données définies sur des graphes.

Résumé

Cette thèse traite d’approches permettant la construction de décompositions multi-échelles
de signaux définis sur des graphes pondérés généraux. Ce manuscrit traite de trois approches
que nous avons développées.

La première approche est basée sur un procédé variationnel itératif et hiérarchique et
généralise la décomposition structure-texture, proposée initialement pour les images. Deux
versions sont proposées : l’une basée sur un apriori quadratique et l’autre sur un apriori
de type variation totale. L’étude de la convergence est effectuée et le choix des paramètres
discuté dans chaque cas. Nous détaillons l’application des décompositions que nous obtenons
au rehaussement de détails dans les images et les modèles 3D.

La deuxième approche fournit une analyse multirésolution de l’espace des signaux sur
un graphe donné. Cette construction repose sur l’organisation du graphe sous la forme d’une
hiérarchie de partitions. Nous avons développé un algorithme permettant la construction
adaptative de telles hiérarchies.

Enfin, dans la troisième approche, nous adaptons le schéma de lifting à des signaux sur
graphes. Cette adaptation pose divers problèmes pratiques. Nous nous sommes intéressés
d’une part à l’étape de sous-échantillonnage, pour laquelle nous avons adopté une approche
gloutonne, et d’autre part à l’itération de la transformée sur des sous-graphes induits.

Mots-clés : Analyse multi-échelle, Optimisation convexe, Laplacien, Ondelettes,
Traitement d’images.

Multiscale Decompositions of Data Defined on Graphs

Abstract

This thesis is concerned with approaches to the construction of multiscale decompositions
of signals defined on general weighted graphs. This manuscript discusses three approaches
that we have developed.

The first approach is based on a variational and iterative process. It generalizes the
structure-texture decomposition, originally proposed for images. Two versions are proposed:
one is based on a quadratic prior while the other is based on a total variation prior. The
study of the convergence is performed and the choice of parameters discussed in each case.
We describe the application of the decompositions we get to the enhancement of details in
images and 3D models.

The second approach provides a multiresolution analysis of the space of signals on a
given graph. This construction is based on the organization of the graph as a hierarchy of
partitions. We have developed an adaptive algorithm for the construction of such hierarchies.

Finally, in the third approach, we adapt the lifting scheme to signals on graphs. This
adaptation raises a number of practical problems. We focused on the one hand on the
subsampling step for which we adopted a greedy approach, and on the other hand on the
iteration of the transform on induced subgraphs.

Keywords: Laplacian, Wavelets (Mathematics), Image processing.
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