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Segmentation d'IRM multimodales par réseaux de neurones :
 Stratégies de transfert d'apprentissage pour des ensembles de données de taille limitée

Base de données

Résultats

Introduction : Qu’est-ce que le transfert d'apprentissage ?
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Bases de données cibles Dynamic U-Net [8]Base de données source U-Net [7] 

Sterimgli

Discussion, Conclusion &  Perspectives 

Publications

➢ Réseau de Neurones Convolutionnels (CNN).
➢ Publié en 2016
➢ 125000 paramètres
➢ Architecture fixe, symétrique Encodeur, Décodeur.

❖ BraTS :
➢ Apprentissage : 80% (1001 patients)
➢ Validation : 4% (50 patients)
➢ Test : 16% (200 patients)
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Dice moyen Dice par classe
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Le même prétraitement a été appliqué aux données sources et cibles en utilisant un outil open source: la BraTS toolkit [6]:
➢ Réechantillonage des images en voxels isotropes :  1mm3.
➢ Co-registration de tous les cerveaux dans l’espace du template BraTS avec l’algorithme ANTs [9].
➢ Extraction des cerveaux avec l’algorithme HD-BET.

Contexte : 
➢ L’apprentissage profond (Deep Learning) est la méthode 

la plus utilisée pour automatiser la segmentation d’images 
médicales. Cependant, cette tâche est  complexe et est 
souvent limitée par la nécessité d'un grand nombre de 
données annotées et la phase longue d'entraînement 
requises par les modèles d'apprentissage profond.[1]

➢  Le transfert d’apprentissage (Transfert Learning, TL) se 
présente comme une solution prometteuse pour contourner 
ces limitations en capitalisant sur les connaissances 
préalablement acquises par des modèles pré-entraînés sur 
de larges collections de données préexistantes.[2]

➢ Réseau de Neurones Convolutionnels (CNN).
➢ Publié en 2021
➢ 33 millions paramètres
➢ Architecture flexible en fonction de la tâche de 

segmentation, asymétrique, Encodeur, Décodeur.

Division des jeux de données :

➢ Les entrainements ont été répétés pour un nombre croissant de patients 
issus des données d’apprentissage afin de déterminer un nombre de 
patients jusqu’au quel le transfert d’apprentissage aurait un intérêt en termes 
de précision avec les modèles U-Net et Dynamic U-Net.

➢ Modèles évalués avec la métrique Dice sur les données de test.

                                             

❖ MS-SEG:
➢ Apprentissage : 56% (30 patients)
➢ Validation : 19% (10 patients)
➢ Test : 25% (13 patients)

                                             

✓ Expériences:

➢ Scratch : le modèle cible est entraîné sans 
transfert d’apprentissage (à partir de zéro).

➢ Half learning rate (fig-7.a) : transfert 
d’apprentissage avec mise à jour de tous les 
paramètres du modèle cible.

➢ Freeze encoder : Pas de mise à jour des 
paramètres de l’encodeur du modèle cible lors de 
l’entrainement.

➢ Freeze decoder (fig-7.c) : Pas de mise à jour des 
paramètres du décodeur du modèle cible lors de 
l’entrainement.

➢ Freeze both (fig-7.d) : Pas de mise à jour des 
paramètres de l’encodeur et du décodeur du 
modèle cible lors de l’entrainement.

                                             

Expériences
U-Net/Dynamic 

U-Net 
Paramètres totaux

Paramètres 
entrainables

Paramètres non 
entrainables 

Fine tune all layers 125,229/33,092,517 125,229/33,092,517 0/0

Freeze encoder 100% / 100% 56% / 49% 44% / 50%

Freeze decoder 100% / 100% 68% / 79% 33% / 21%

Freeze both 100% / 100% 23% / 28% 77% / 72%

BraTS: Glioblastomes cérebraux [3] Sterimgli: Glioblastomes post résection [4] MS-SEG: Sclérose en plaques [5] 

• 1251 patients
• Séquences : Flair,T1w,T1w-Gd,T2w
• Labels : Tumeur, Nécrose, Oedème

• 28 patients
• Séquences : Flair,T1w,T1w-Gd,T2w
• Labels : Tumeur, Cavité, Oedème, Cicatrice

• 53 patients
• Séquences : Flair,T1w,T1w-Gd,T2w
• Labels : Sclérose en plaques

❖ Sterimgli :
➢ Apprentissage : 60% (30 patients)
➢ Validation : 18% (10 patients)
➢ Test : 22% (13 patients)
                                             

Objectifs :

➢  Evaluer l’efficacité du transfert d’apprentissage pour la segmentation 
des bases de données de taille limitée.

➢ Evaluer l’impact de différentes stratégies de transfert d’apprentissage 
sur les performances des modèles.

➢ Evaluer l’impact de la taille des bases de données cibles sur les 
bénéfices du transfert d’apprentissage.

➢ Examiner la généralisation du modèle source sur différentes bases de 
données cibles plus ou moins similaires (différentes pathologies).

➢ Examiner l’impact de l’architecture du modèle sur l’efficacité du 
transfert d’apprentissage. 

Glioblastomes

Sclérose en plaques

IRM Sources

IRM Cibles

❖BraTS : le Dice moyen est 0.79 pour le U-Net et 0.84 pour 
le Dynamic U-Net.

❖Sterimgli

✓ U-Net :  intérêt du transfert d’apprentissage quel que soit 
le nombre de patient, maximal pour 9 patients.

➢ Aucune différence significative observée entre les 
expériences de transfert d’apprentissage.

➢ Gain de Dice moyen des expériences de transfert 
d’apprentissage par rapport à l’apprentissage « de zéro » 
(Scratch) est entre +275 et 321%.

➢ Dice par classe : l’œdème et la cavité ont les Dice les 
plus élevés. L’œdème est une classe qui est assez 
représentée dans les bases de données sources et cibles. 
La cavité très représentée dans la base cible ressemble 
physiquement à la nécrose qui est très représentée dans 
la base source. La tumeur et la cicatrice ont les Dice les 
plus faibles du fait d’un manque de représentativité de 
ces classes dans la base cible.

✓ Dynamic U-Net : Toutes les expériences atteignent des 
Dice supérieurs aux Dice atteints par le modèle U-Net. Le 
U-Net atteignant un Dice moyen de 0. 35 comparé à un 
Dice moyen de 0.45 pour le Dynamic U-Net.

➢ Pas de bénéfice significatif du transfert d’apprentissage 
par apport à l’apprentissage de zéro  (Scratch).

Transfert de paramètres

Dice moyen/par classe
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➢ Nous n’observons pas 
dans ces cas, de 
bénéfices du transfert 
d’apprentissage.

➢ Bénéfices du transfert d’apprentissage observés pour le modèle U-Net comparativement au 
modèle Dynamic U-Net. Ceci pourrait s’expliquer par le fait que le U-Net soit un modèle plus 
ancien et moins performant que le Dynamic U-Net.
➢ Bénéfices du transfert d’apprentissage observés pour la base de données Sterimgli 
comparativement à la base de données MS-SEG. Ceci pourrait s’expliquer par le fait que le 
transfert d’apprentissage a de meilleures performances sur des bases de données cibles 
semblables aux bases de données sources. 

➢ Le gain du transfert d’apprentissage bien que relativement modeste en termes de précision s’observe davantage pour des données 
cibles semblables aux données sources et pour les modèles conventionnels tels que le modèle U-Net, les modèles récents comme le 
Dynamic U-Net étant assez performants avec ou sans le transfert d’apprentissage.
➢ Perspective: Evaluer le transfert d’apprentissage en fonction des métriques de similarité des bases de données sources et cibles.
➢ Ce projet constitue une avancée dans la compréhension du transfert learning, une méthode de deep learning  qui pourrait permettre 
d'obtenir des segmentations précises à partir d'un nombre restreint d’images et de labélisations et ainsi potentiellement alléger la 
charge de travail des radiologues pour une tâche souvent très chronophage et fastidieuse.

Frozen layers
Finetune layers

Last layers

Entrées : 
IRM Multimodales

Modèle : Réseau de Neurones 
Convolutionnels (CNN) pré-entraîné

Sorties : 
Segmentations

Modèle : CNN ajusté (Finetuned) pour une nouvelle tâche 

.
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Modèles
Matériels et Méthodes

Figure 1 : Différentes étapes du Transfert d’apprentissage 

Figure 2 : Glioblastomes de la base de données BraTS. Figure 3 : Glioblastomes de la base de données Sterimgli. Figure 4 : Sclérose en plaques de la base de données MS-SEG. 

Figure 5 : Architecture du réseau de neurones U-Net. Figure 6 : Architecture du réseau de neurones Dynamic U-Net. 

Figure 7 : Différentes stratégies de Transfert d’apprentissage 

MS-SEG

✓ Base de données source : 

✓ Bases de données cibles : 

Tableau  : Nombre de paramètres non entrainables après chaque expérience de transfert d’apprentissage 

Figure 8 : Dice moyens obtenus avec les modèles U-Net et 
Dynamic U-Net sur la base de données Stérimgli 

Figure 9 : Dice par classe obtenus avec les modèles U-Net et 
Dynamic U-Net sur la base de données Stérimgli 

Figure 10 : Dice obtenus avec les modèles U-Net et Dynamic U-Net sur la base de données MS-SEG 

Plan expérimental 

➢ Aucune différence 
significative observée entre 
les expériences de transfert 
d’apprentissage.

➢ Les expériences de 
transfert d’apprentissage   
atteignent un Dice de 0.4 en 
moyenne  pour le U-Net et 
0.45 pour le Dynamic U-Net.

➢ Ces valeurs sont du même 
ordre que les Dice obtenus 
lors des entraînements à 
partir de zéro (Scratch).
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