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1 Introduction
Comment faire émerger de nouveaux opérateurs de recherche locale bien adaptés à un pro-

blème combinatoire particulier ? Certains travaux proposent déjà une génération automatique
d’opérateurs à partir de constituants de base d’heuristiques [1], ce qui limite cependant la
possibilité de produire des opérateurs complètement nouveaux. La spécificité de ce travail, est
de faire émerger de nouveaux algorithmes de recherche locale grâce aux techniques de neuro-
évolution [3] et d’apprentissage par renforcement, sans présupposer l’existence de constituants
prédéfinis, mais en faisant "jouer" et évoluer ces "agents de recherche locale" dans un monde
ouvert constitué du paysage de fitness du problème à résoudre, à la manière de ce qui a été
récemment fait pour l’étude de l’émergence de nouveaux moyens de locomotions par des intel-
ligences artificielles dans des environnements complexes [4].

2 Apprentissage d’algorithmes de recherche locale pour ré-
soudre des problèmes pseudo-booléens

Dans ce travail, nous considérons exclusivement des problèmes pseudo-booléens. Dans ce
cas, l’espace de recherche est défini par X = {0, 1}N . La qualité de ces solutions est évaluée à
l’aide d’une fonction objectif fobj : X → R. La relation de voisinage est définie par une fonction
d’inversion de bit, notée flipi : X → X , i ∈ J1, NK telle que flipi(x) est égal à x sauf sa ième

composante qui est inversée (passage de 0 à 1 et vice versa). Étant donné une solution x ∈ X , on
note ainsi N (x) = {flipi(x) | i ∈ J1, NK} l’ensemble de ses voisins dans l’espace de recherche.
On introduit aussi une fonction d’observation d’un état à valeur dans l’espace des observations
Ω, correspondant dans notre cas aux variations de la fonction objectif fobj pour chaque inversion
possible d’un bit de x : o(x) = (fobj(flip1(x)) − f(x), · · · , fobj(flipN (x)) − f(x)) ∈ RN .

Nous utilisons le formalisme de l’apprentissage par renforcement pour définir une stratégie
de recherche locale sous la forme d’une politique π : Ω → A avec A = {flipi | i ∈ J1, NK}, un
ensemble d’actions. Une telle politique peut être paramétrée par un vecteur de paramètres θ.
L’ensemble de toutes les politiques est Π = {πθ | θ ∈ Θ} où Θ est l’espace des paramètres.

Etant donné une instance I = (X , fobj), une solution initiale x0 ∈ X , une politique πθ, et un
horizon H, une trajectoire T (πθ, I, x0, H) est une séquence x0, a0, x1, a1, · · · , xH−1, aH−1, xH ,
telle que ∀i ∈ J0, H − 1K, ai = πθ(o(xi)) et ∀i ∈ J1, HK, xi = δ(xi−1, ai−1), avec δ : A × X → X
la fonction de transition de l’environnement.

Contrairement au cadre d’apprentissage classique de l’apprentissage par renforcement, où une
récompense peut être attribuée après chaque action, dans notre contexte, la récompense est cal-
culée globalement pour chaque trajectoire donnée : R(πθ, I, x0, H) = maxx∈T (πθ,I,x0,H) fobj(x).

Dans ce contexte, trouver un algorithme efficace de recherche locale pour résoudre un en-
semble d’instances revient à construire une politique optimale.



3 Apprentissage par neuro-évolution d’une stratégie de re-
cherche locale

Nous proposons d’utiliser un réseau de neurones gθ, paramétré par un vecteur de nombres
réels θ, pour définir une nouvelle politique de recherche locale déterministe πθ : RN → A,
appelée Neuro-LS. Ce réseau de neurones prend en entrée le vecteur d’observation o(x) défini
plus haut et produit en sortie un vecteur gθ(o) de taille N dont la composante gθ(o)i correspond
à un score de préférence associé à chaque observation oi. Ensuite, l’action ai correspondant
au score le plus élevé gθ(o)i est sélectionnée. gθ présente deux propriétés importantes qui le
rendent consistant pour résoudre tout type d’instance : (1) il est équivariant relativement à
des permutations du vecteur des observations qu’il reçoit en entrée, et (2) son nombre de
paramètres ne dépend pas de la taille N du problème considéré.

Suivant le principe de la neuro-évolution, l’ensemble de paramètres θ de gθ est optimisé afin
de maximiser les récompenses R(πθ, I, x0, H) estimées sur des ensembles d’instances. Il s’agit
d’un problème d’optimisation stochastique boîte noire dans un espace de recherche à valeurs
réelles R|θ| et nous utilisons la stratégie évolutionnaire à estimation de distribution CMA-ES [2]
pour le résoudre.

4 Expérimentations
Pour évaluer l’efficacité de notre approche, nous définissons un environnement de jeu basé

sur des problèmes pseudo-booléens de type modèle NK, qui nous permettent de décrire un
paysage de fitness dont la taille du problème et la rugosité (déterminant le nombre de minima
locaux) peuvent être ajustées facilement.

Les résultats montrent que différentes politiques émergent grâce à la neuro-évolution, chacune
étant adaptée à la résolution d’un type particulier de distribution d’instances du modèle NK
(paysages lisses ou rugueux). Notre algorithme est compétitif par rapport aux procédures
de recherche locale déterministe de base pour tous les types de modèle NK considérés dans
ce travail. En particulier pour les paysages rugueux, il peut obtenir des résultats nettement
meilleurs avec une stratégie émergente originale, qui met en œuvre notamment ponctuellement
un choix d’action qui dégrade beaucoup le score sur le court terme, mais qui s’avère très efficace
à long terme pour échapper aux pièges des optima locaux.
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