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Résumé :
L’apprentissage de modèle de rangement est une tâche

difficile, dans laquelle les données fournies peuvent
être limitées, expliquant qu’une prédiction prudente soit
désirable. Pour répondre à cette problématique, nous utili-
sons un modèle probabiliste paramétrique très populaire :
le modèle de Plackett–Luce. Ce modèle est ici appliqué
dans le cas imprécis où les paramètres estimés ont valeur
dans des ensembles. En particulier, nous étudions com-
ment faire une inférence prudente et sceptique à partir de
ce modèle, et illustrons son application en apprentissage
supervisé sur le problème de rangement d’étiquettes.

Mots-clés :
Apprentissage de préférences, inférence prudente,

données médiocres.

Abstract:
Learning ranking models is a difficult task, in which

data may be scarce and cautious predictions desirable. To
address such issues, we explore the extension of the po-
pular parametric probabilistic Plackett–Luce model, often
used to model rankings, to the imprecise setting where es-
timated parameters are set-valued. In particular, we study
how to achieve cautious or skeptic inference with it, and
illustrate their application on label ranking problems, a
specific supervised learning task.

Keywords:
Preference learning, cautious inference, poor data.

1 Introduction

Apprendre et estimer des modèles probabilistes
de rangement d’objet est une problématique as-
sez ancienne : les premiers travaux datent au
moins des années 1920 [17]. Récemment, ce
problème a connu un renouveau notamment
grâce à l’intérêt grandissant pour le machine
learning [8]. Les approches les plus courantes
se basent sur l’association d’une utilité aléatoire
à chaque objet devant être rangé, ce qui permet
d’obtenir des lois de probabilité [2] pour directe-
ment définir une loi paramétrique sur l’ensemble
des rangements [15].

Plusieurs raisons peuvent motiver une estimation
prudente ou ensembliste d’un modèle de ran-
gement. Par exemple, l’information disponible
peut être incomplète, ce qui est typiquement le
cas lors des débuts d’un système de recomman-
dation ; ou quand des rangements partiels sont
observés. De plus, comme les inférences d’un
modèle de rangement sont difficiles à réaliser et
sujettes à incertitude, il est potentiellement utile
de donner des prédictions partielles, et donc de
s’abstenir, quand l’information n’est pas fiable.

La théorie des probabilités imprécises est un
cadre mathématique où les estimations partielles
sont formalisées sous la forme d’ensembles de
loi de probabilités. Dès lors, ce cadre est bien
adapté pour donner des prédictions partielles et
pour résoudre le problème précédent. À notre
connaissance, il n’a pas été appliqué sur les
modèles de rangement.

Dans ce papier, nous utilisons les probabilités
imprécises pour inférer à partir de jeux de
données un modèle paramétrique de rangement,
celui de Plackett–Luce. Ce modèle est présenté
dans la section 2. Nous étudions les inférences
possibles dans la section 3, en montrant qu’il
existe effectivement des méthodes pour faire des
estimations précautionneuses basées sur des en-
sembles de paramètres. La section 4 présente
une application à l’apprentissage supervisé de
rangements d’étiquettes, à partir de fonctions de
vraisemblance relative [7] (aussi nommée fonc-
tion de contour de vraisemblance en théorie des
possibilités) avec des estimations imprécises.



2 Modèle de Plackett–Luce

Dans ce papier est étudié le problème d’esti-
mation d’un modèle probabiliste de rangement
d’un ensemble d’objets ou d’étiquettes Λ =
{λ1, . . . , λn}. Ce modèle prend en compte des
ordres totaux d’étiquettes, c’est-à-dire des rela-
tions � dans Λ qui sont complètes, transitives et
asymétriques. Tout ordre complet � d’étiquettes
peut être identifié par sa permutation induite,
aussi appelé rangement d’étiquettes, τ étant la
permutation de la forme :

λτ(1) � λτ(2) � · · · � λτ(n).

Nous utiliserons les termes d’ordre sur les
étiquettes, de rangement et de permutation
de manière interchangeables. L(Λ) représente
toutes les n! permutations dans Λ, et τ représente
une permutation générique.

2.1 Plackett–Luce (PL)

Ce papier s’intéresse à un modèle proba-
biliste particulier P : 2L(Λ) → [0, 1] : le
modèle de Plackett–Luce (PL) [3, 9]. C’est un
modèle à n paramètres, appelés forces : ∀i ∈
{1, . . . , n}, vi ∈ R>0 (réels strictement positifs).

Le vecteur de force v = (v1, . . . , vn) permet de
définir complètement le modèle PL. Pour n’im-
porte quel vecteur de la sorte, une probabilité est
attribuée à un rangement τ dans L :

Pv(τ) :=
n∏
k=1

vτ(k)∑n
`=k vτ(`)

. (1)

Les paramètres v1, . . . , vn sont définis à une
constante multiplicative près. Il est commun de
supposer

∑n
k=1 vk = 1. Par conséquent, le pa-

ramètre v = (v1, . . . , vn) peut être vu comme
un élément à l’intérieur du n-simplexe Σ :=
{(x1, . . . , xn) ∈ Rn

≥0 :
∑n

k=1 xk = 1} dénoté
int(Σ).

Ce modèle a une interprétation assez
intéressante : plus une force vi est élevée,
plus l’étiquette λi est préférée. La probabilité

que λi soit rangée en premier est alors :∑
τ∈L(Λ),τ(1)=i

Pv(τ) = vi.

Sachant que λi est la première étiquette, la pro-
babilité que λj soit la seconde dans le rangement
(ou autrement dit la première choisie parmi les
étiquettes restantes), est égale à vj/

∑n
k=1,k 6=i vk.

Ce raisonnement peut être répété pour chaque
étiquette. Par conséquent, pour un modèle PL
défini par v, trouver le � meilleur � (le plus pro-
bable) rangement requiert simplement de trouver
la permutation τ?v qui range les forces dans un
ordre décroissant :

τ?v∈ arg max
τ∈L(Λ)

Pv(τ
′)⇔vτ(1) ≥ · · · ≥ vτ(n).

(2)

2.2 Plackett–Luce imprécis (IPL)

Un modèle de Plackett–Luce imprécis est ob-
tenu lorsque les forces prennent valeur dans un
sous-ensemble Θ de int(Σ) 1. À partir de ce der-
nier, il est possible de calculer les probabilités
inférieures et supérieures d’un rangement τ :

PΘ(τ) := inf
v∈Θ

Pv(τ),

PΘ(τ) := sup
v∈Θ

Pv(τ),∀τ ∈ L(Λ).

La notion de � meilleur � rangement pour un
modèle IPL est ambiguë, comme deux vec-
teurs v 6= u ∈ Θ peuvent être associés à
différents � meilleurs � rangements τ?v 6= τ?u .
Deux manières communes d’étendre (2) sont
alors considérées :

Maximalité de Walley–Sen. La maximalité de
Walley–Sen [18, 19] considère que τ1 domine
τ2 (notée τ1 �M τ2) si et seulement s’il est plus
probable pour n’importe quel v ∈ Θ que :

τ1 �M τ2 ⇔ (∀v ∈ Θ), Pv(τ1) > Pv(τ2). (3)

1. Prendre int(Σ) plutôt que Σ assure que toutes les
probabilités sont positives et que l’équation (1) est bien
définie.



L’ensembleMΘ des rangements maximaux est
composé de tous les rangements non-dominés
en ce sens :

MΘ :={τ ∈ L(Λ) :@τ ′ tel que τ ′ �M τ}. (4)

Il est possible d’avoir |MΘ| > 1 quand Θ est
imprécis.

E-admissibilité. Un rangement τ est E-
admissible [14] si et seulement s’il est le
� meilleur � selon l’équation (2), pour certains
v ∈ Θ. Dès lors, l’ensemble EΘ de tous les
rangements E-admissibles est :

EΘ :=
⋃
v∈Θ

arg max
τ∈L(Λ)

Pv(τ) = {τ : (∃v ∈ Θ)

tel que (∀τ ′ ∈ L(Λ)), Pv(τ) ≥ Pv(τ
′)}.

(5)

En comparant les équations (4) et (5), il est pos-
sible de remarquer que EΘ ⊆MΘ.

3 Décision à partir d’un Plackett–
Luce imprécis

Dans cet article est présenté une méthode pour
inférer sur les modèles IPL, sans hypothèse sur
Θ, se basant sur l’approximation de l’ensemble
des rangements maximaux. En effet, appliquer
exactement l’équation (3) aux n!(n!− 1) paires
de rangements est tout bonnement impossible
même pour de petites valeurs de n. D’autres
approches sont possibles pour inférer, notam-
ment en obtenant l’ensemble des rangements
E-admissibles, mais nous ne l’aborderons pas
ici.

Nous allons donc montrer que la vérification
de la maximalité peut être simplifiée. En effet,
le numérateur de l’équation (1) ne dépend pas
de τ (les produits pouvant être réarrangés dans
n’importe quel ordre). Par conséquence, quand
deux permutations τ et τ ′ sont comparées avec
l’équation (3), uniquement les dénominateurs
jouent un rôle : τ �M τ ′ si et seulement si pour

tout v ∈ Θ :

Pv(τ)

Pv(τ ′)
=

n−1∏
i=1

∑n
j=i vτ ′(j)∑n
j=i vτ(j)

. (6)

Supposons que les forces sont connues avec
précision, que τ et τ ′ ont pour unique différence
une paire d’éléments échangée : τ(k) =
τ ′(k) ∀k ∈ {1, . . . ,m} \ {i, j} où i 6= j et
τ(j) = τ ′(i), τ(i) = τ ′(j), et que, sans perte
de généralité, i < j. Alors, le produit des termes
dans l’équation (6) ne diffère que pour les ratios
ayant le rang j, mais pas le rang i. De plus, en
utilisant τ(i) = τ ′(j), on obtient :

(6) =
n∏
k=1

k/∈{i+1,...,j}

∑n
`=k vτ ′(`)∑n
`=k vτ(`)︸ ︷︷ ︸

=1

·
j∏

k=i+1

∑n
`=k vτ ′(`)∑n
`=k vτ(`)

=

j∏
k=i+1

vτ(i) +
∑n

`=k, 6̀=j vτ ′(`)

vτ(j) +
∑n

`=k, 6̀=j vτ(`)
.

Dans ce dernier ratio est introduit pour tout
k ∈ {i + 1, . . . , j} la somme des forces Ck :=∑n

`=k, 6̀=j vτ(`) =
∑n

`=k, 6̀=j vτ ′(`). Ces termes
étant positifs, cela a pour conséquence :

τ �M τ ′ ⇔ (∀v ∈ Θ),
Pv(τ)

Pv(τ ′)
> 1

⇔ (∀v ∈ Θ), vτ(i) > vτ(j).

Dans le cas où les forces ne sont pas connues
avec précision, la dernière inégalité est valide
tant que la condition suivante (suffisante, mais
pas nécessaire) est respectée :

vτ(i) := inf
v∈Θ

vτ(i) > vτ(j) := sup
v∈Θ

vτj.

Pour clore le raisonnement, si on suppose un
rangement τ où λ` est préféré à λk, alors que
vτ(k) > vτ(`) pour certains k 6= `, alors il est
possible de trouver un � meilleur � rangement
τ ′ (c’est-à-dire un rangement qui domine τ se-
lon l’équation (3)) en changeant simplement les
étiquettes λ` et λk. En d’autres termes, dès que



vk ≥ v`, tous les rangements admissibles maxi-
mums satisfont λk � λ`.

Dès lors, étant donné un modèle IPL avec
comme forces Θ ⊆ int(Σ), il est possible de
déduire un ordre partiel à partir des comparai-
sons paire par paire des forces bornées : plus
particulièrement, il est possible d’inférer que
λk � λ` quand vk ≥ v`. Cet ordre partiel peut
être obtenu facilement : il peut contenir des so-
lutions non optimales selon le critère de maxi-
malité, mais il contient à coup sûr toutes les
solutions maximales.

4 Application au rangement
d’étiquettes

Dans cette section nous étudions l’application du
modèle IPL à l’apprentissage supervisé de ran-
gements. Dans le cas usuel multi-classes, l’ap-
prentissage supervisé consiste à associer une ins-
tance x ∈ X à une étiquette Λ = {λ1, . . . , λn}
représentant sa classe. Dans le cas de l’ordon-
nancement d’étiquettes, x ∈ X est associée, au
moins théoriquement, à un ordre total ŷ sur les
étiquettes �x dans Λ.

Les jeux d’apprentissage sont constitués de plu-
sieurs instances associées à des rangements
(xi, τi), avec i ∈ {1, . . . ,m}, dans le but d’es-
timer la probabilité conditionnelle théorique
Px : 2L(Λ) → [0, 1] associée à une instance
x ∈ X . Bien qu’idéalement les rangements τi de-
vraient être totaux, il est possible de considérer
des rangements partiels τi, correspondant à des
observations incomplètes.

4.1 Estimation et prédiction

Cas précis. [4] a proposé une approche locale
basée sur les instances x ∈ X les plus proches
pour faire des prédictions.

Soit NK(x) l’ensemble des instances les plus
proches, chaque voisin xi ∈ NK(x) étant as-
socié avec un rangement (potentiellement par-
tiel) τi ; et soitMi le nombre d’étiquettes rangées
dans τi. En adoptant l’hypothèse classique d’une

approche basée sur les instances voisines qui
suppose les distributions localement constantes
(par exemple, dans le voisinage de x), alors la
probabilité d’observer τ1, . . . , τK sachant un pa-
ramètre de valeur v est :

P (τ1, . . . , τK |v) =
K∏
i=1

Mi∏
m=1

vτi(m)∑Mi

j=m vτi(j)
. (7)

Il est dès lors possible d’utiliser le maximum
de vraisemblance pour déterminer v à partir
de τ1, . . . , τK en maximisant (7) — ou par
équivalence son logarithme :

l(v) =
K∑
i=1

Mi∑
m=1

[
log(vτi(m))− log

Mi∑
j=m

vτi(j)

]
.

Plusieurs méthodes ont été étudiées pour
obtenir ce maximum, notamment l’algorithme
de Minoration-Maximisation (MM) [12],
une génération de l’algorithme d’Espérance-
Maximisation (EM). C’est un algorithme
itératif dont le but est, pour chaque itération,
de maximiser une fonction Qk(v) minorant le
logarithme de vraisemblance, la fonction étant :

K∑
i=1

Mi∑
m=1

[
log(vτi(m))−

log
∑Mi

j=m vτi(j)

log
∑Mi

j=m v
(k)
τi(j)

]
;

où v(k) est une estimation de v durant la kème

itération. Quand les paramètres sont fixés, la
maximisation de Qk est solvable analytiquement
et l’algorithme converge vers l’estimation du
maximum de vraisemblance v∗ de v. Le meilleur
rangement τ∗ est alors :

τ∗ ∈ arg max
τ∈L(Λ)

P (τ|v∗);

obtenu simplement en ordonnant les étiquettes
selon v∗ (voir l’équation (2)).

Cas imprécis. Un modèle IPL est en correspon-
dance une à une avec une estimation imprécise
d’un paramètre, pouvant être obtenu ici en pro-
longeant la vraisemblance traditionnelle par la
fonction de contour de vraisemblance [7].



Soit un espace de paramètres Σ et une fonc-
tion de vraisemblance positive L. La fonction de
contour de vraisemblance est alors :

L∗(v) =
L(v)

maxv∈Σ L(v)
;

par définition, L∗ prend valeur dans ]0, 1] : plus
L∗(v) est proche de 1, plus v est probable. Na-
turellement, il est possible d’obtenir des estima-
tions imprécises en considérant des � coupes
� de la fonction. Soit β dans [0, 1], les coupes-
β de la fonction de contour de vraisemblance,
notées B∗β , sont définies par :

B∗β = {v ∈ Σ : L∗(v) ≥ β} .

Quand B∗β est déterminée, il est facile d’obtenir
une prédiction imprécise ŷ en tant que range-
ment partiel, en utilisation les résultats de la
section 3 : on retrouve ŷ tel que λi � λj ⇔
λi �k λj, ∀vk ∈ B∗β . Il est nécessaire de mettre
en avant que le choix de β influence directement
la précision (et donc la robustesse) du modèle :
B∗1 = v∗ donne en général lieu à une prédiction
précise ; quand β décroı̂t, le modèle IPL est
de moins en moins précis, pouvant donner des
prédictions partielles (voire vides).

Dans nos expériences, la fonction de contour
de vraisemblance est modélisée par génération
de plusieurs forces v selon des lois de Dirichlet
ayant pour paramètre β = γv∗, où v∗ est l’esti-
mation du maximum de vraisemblance obtenu
avec le meilleur modèle PL (ou par équivalence,
la meilleure force v) et γ > 0 un coefficient
qui permet de contrôler la concentration des pa-
ramètres générés autour de v∗.

Exemple. Il est possible d’illustrer le fonction-
nement de cette méthode sur un cas simple, par
exemple un jeu de données comportant des ran-
gements de trois étiquettes λ1, λ2 et λ3. Nous
souhaitons estimer de manière robuste le range-
ment τ à partir de ses 5 voisins les plus proches.

Supposons que les rangements les plus proches
soient τ1 = (λ2, λ1, λ3), τ2 = (λ2, λ1, λ3),
τ3 = (λ2, λ1, λ3), τ4 = (λ1, λ3, λ2) et τ5 =

(λ1, λ3, λ2). On obtient dans le cas précis vopt =
[0.53, 0.32, 0.15] et il est donc possible de
conclure que τ = (λ1, λ2, λ3).

En partant dans le cas imprécis, on commence
par générer K forces artificielles vk et à calculer
leur vraisemblance Lk pour modéliser la fonc-
tion de contour de vraisemblance L∗. Dans cet
exemple, le coefficient α de la loi est égal à
5 vopt, ce qui est suffisant pour obtenir des forces
centrées autour de vopt.

Sur la figure 1 montrant la fonction de contour
de vraisemblance, il est possible de remarquer
du premier coup d’oeil que seuls deux degrés
de liberté existent : v3 = 1 − v1 − v2. Cette
observation est cohérente avec la définition du
modèle de Plackett-Luce vu dans la section 2.

Figure 1 – Fonction de contour de vraisemblance

La fonction varie de 0 à 1 et sa valeur diminue
dès que les forces générées vk sont éloignées de
la force optimale vopt. De plus, une interprétation
des préférences entre objets est possible directe-
ment sur la figure, via les trois médianes :

— La médiane rouge délimite la préférence
entre λ1 et λ2.

— La médiane verte délimite la préférence
entre λ1 et λ3.

— La médiane bleue délimite la préférence
entre λ2 et λ3.

L’intersection des médianes correspond à la si-
tuation v = [1/3, 1/3, 1/3] où il est impossible
de dire qu’une étiquette est préférée à une autre,
donnant un rangement vide.



Pour faire une prédiction imprécise sur le range-
ment τ, il faut � couper � la fonction de contour
de vraisemblance à partir d’une coupe-bêta B∗β .
Dans cet exemple, en prenant β = 0.9, soit une
robustesse relativement faible, aucun change-
ment n’est obtenu sur le rangement final. En
effet, comme il est possible d’observer sur la
figure 2, l’ensemble des forces générées vk res-
pectant L∗k ≥ 0.9 ne coupe aucune médiane. Par
conséquent, toutes les forces donnent le même
ordonnancement d’étiquettes et le rangement fi-
nal reste τ = (λ1, λ2, λ3).

Figure 2 – B∗0.9

En passant sur une coupe-bêta B∗β avec un co-
efficient β = 0.5, la prédiction est différente.
D’une part, on voit sur la figure 3 qu’une ma-
jorité de forces sont dans la même zone que
dans la figure 2, ce qui indique que le rangement
τ = (λ1, λ2, λ3) est toujours valide. D’autre part,
certaines forces générées sont en dehors de la
zone ce qui fait changer les ordres prédits :

— Au-dessus de la médiane rouge, on ob-
tient λ2 � λ1.

— En-dessous de la médiane bleue, on ob-
tient λ3 � λ2

Dans notre approche, un ordre �x entre deux
étiquettes est retenu s’il est commun à toutes
les forces générées. Ainsi, comme les deux cas
précédents sont spécifiques qu’à certaines forces,
la procédure s’abstient de prédire une relation
sur ces étiquettes. Par contre, λ1 � λ3 est
toujours valide et c’est donc la seule relation
prédite.

Figure 3 – B∗0.5

4.2 Évaluation

Quand les rangements observés et prédits sont
complets, plusieurs mesures de précision pro-
posés par [11] permettent de mesurer la distance
entre ceux-ci. Ici, le tau de Kendall est utilisé :

Aτ (y, ŷ) =
C −D

n(n− 1)/2
; (8)

où C et D sont respectivement le nombre de
paires concordantes et le nombre de paires dis-
cordantes dans y et ŷ.

Pour les prédictions imprécises ŷ, la mesure de
la précision est divisée en deux composants [6] :
l’exactitude (CR), mesurant la précision de la
comparaison, et la complétude (CP) :

CR(y, ŷ) =
C −D
C +D

,

CP (y, ŷ) =
C +D

n(n− 1)/2
;

(9)

où C and D sont les mêmes que dans
l’équation (8). Si ŷ est complet, alors
CP (y, ŷ) = 1 et CR(y, ŷ) = Aτ (y, ŷ) ; tandis
que CR(y, ŷ) = 1 et CP (y, ŷ) = 0 si ŷ est vide
(aucune comparaison possible).

4.3 Résultats

Nous avons réalisés nos expériences sur
différents jeux de données, adaptés par [4]. Les
résultats affichés sont sur le jeu de données



Bodyfat. Plusieurs nombres de voisins sont
testés, K ∈ {5, 10, 15, 20}, (pour l’estimation
du maximum de vraisemblance et en utilisation
l’équation (8)), et le meilleur est choisi par vali-
dation croisée à 10 plis et répétée 3 fois. Les en-
sembles des paramètres B∗β sont obtenus comme
expliqué précédemment, en générant 200 forces
avec γ ∈ {1, 10}, les meilleures valeurs étant
choisies par validation croisée à 10 plis et répétée
3 fois.

Nous avons aussi comparée notre approche avec
celle de [5], basée sur un rejet selon un seuil de
probabilité de paires de préférences, selon trois
configurations :

— avec les jeux de données originaux ;
— en supprimant quelques étiquettes avec

une probabilité p ∈ [0, 1] ;
— en introduisant du bruit, en échangeant

des étiquettes avec une probabilité p ∈
[0, 1], les étiquettes choisies au hasard.

La figure 4 montre les résultats de chaque
méthode pour le jeu de données Bodyfat (m =
252, n = 7) quand les rangements ne sont pas
perturbés, avec un intervalle de confiance de
95% (±2 écart types de l’exactitude mesurée).
La variation du coefficient β dans les coupes
bêta permet de faire varier la robustesse du
modèle. Notre approche basée sur la fonction
de contour de vraisemblance donne des résultats
semblables, quelque soit le jeu de données, que
la méthode basée sur l’abstention.

Figure 4 – Comparaison des méthodes sans per-
turbation

La figure 5 montre que les deux méthodes sont
aussi semblables quand les jeux de données
possèdent des étiquettes manquantes. Il est
aussi possible de voir que pour un niveau de
complétude donné, l’exactitude est plus basse
que dans le cas non perturbé. En moyenne,
plus la perturbation est grande, plus l’exactitude
moyenne est basse. Les résultats sont similaires
quand les jeux de données sont bruités comme il
est possible de le voir dans la figure 6.

Figure 5 – Comparaison des méthodes avec 60%
d’étiquettes manquantes

Figure 6 – Comparaison des méthodes avec 60%
d’étiquettes échangées

Ces résultats sont encourageants, car ils
montrent qu’il est possible d’obtenir au moins
des résultats semblables aux approches de l’état
de l’art. Néanmoins, il reste à identifier les cas
où les deux approches donnent des résultats
différents.



5 Conclusion

Dans ce papier, nous avons fait une recherche
préliminaire pour faire de l’inférence robuste
et des prédictions prudentes avec le modèle
de Placket–Luce, un modèle de rangement po-
pulaire en statistiques. Nous avons fourni des
méthodes efficaces quand les données dispo-
nibles sont pauvres, soit de mauvaise qualité
(bruitées, partielles) ou incomplètes. Nous avons
démontré l’intérêt de notre approche dans le
rangement d’étiquettes, en présence de données
manquantes ou bruitées.

Des recherches ultérieures pourraient se baser
sur le problème d’estimation afin de l’améliorer,
par exemple en se basant sur une extension des
approches bayésiennes [10] en considérant des
ensembles à priori. Une autre piste serait de
développer des méthodes nativement imprécises
d’estimation de la vraisemblance, par exemple
en couplant des algorithmes utilisant la loi sta-
tionnaire d’une chaı̂ne de Markov [16] avec
les travaux récents sur les chaı̂nes de Markov
imprécises [13].

De plus, comme le modèle de Plackett–Luce est
connu pour être fortement lié avec les modèles
RUM [1, 20], il serait intéressant d’étudier le
lien quand le modèle RUM devient imprécis (par
exemple, dans notre cas, en considérant des lois
de Gumbel avec des paramètres imprécis).
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Label ranking methods based on the Plackett–Luce
model. In Proceedings of the 27th Annual Inter-
national Conference on Machine Learning - ICML,
2010.

[4] W. Cheng, E. Hüllermeier, and K. J. Dembczynski.
Label ranking methods based on the Plackett–Luce
model. In Proceedings of the 27th International
Conference on Machine Learning (ICML-10), pages
215–222, 2010.
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