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Résumé – Les modèles numériques nécessitant des ressources importantes en temps, mémoire et puissance de calcul sont présents
dans de nombreuses disciplines scientifiques. Nous considérons une simulation astrophysique qui calcule de nombreuses sorties à
partir de peu de paramètres d’entrée, et qui peut ponctuellement produire des anomalies. Nous proposons une méthode de réduction
de modèle par régression basée sur des réseaux de neurones et une méthode d’apprentissage robuste aux anomalies. Nous informons
le choix d’une architecture avec une analyse statistique des prédictions du code. Nous démontrons l’intérêt de l’approche proposée
en la comparant avec les méthodes de réduction de modèle couramment utilisées en radioastronomie.

Abstract – Numerical models requiring significant resources in time, memory and computing power are present in many scientific
disciplines. We consider an astrophysical simulation that computes many outputs from few input parameters, and that may
occasionally produce anomalies. We propose a neural network based regression model reduction method and an anomaly robust
learning method. We inform the choice of an architecture with a statistical analysis of the code predictions. We demonstrate the
interest of the proposed approach by comparing it with model reduction methods commonly used in radio astronomy.

1 Introduction
Des simulations numériques permettent de modéliser des phé-
nomènes complexes dans de nombreuses disciplines scienti-
fiques, dont l’astrophysique. Les modèles les plus réalistes
tiennent compte de nombreux aspects, potentiellement multi-
physiques. Les ressources de calcul, de temps et de mémoire
nécessaires à l’évaluation de ces modèles peuvent être très
importantes, limitant ainsi leurs possibilités d’utilisation. Il
est commun de remplacer ces simulations coûteuses par des
modèles réduits, approchant le comportement original avec
des complexités moindres [1].

Dans ce travail, nous présentons une réduction du code as-
trophysique Meudon PDR1 [2]. Cette simulation numérique
permet d’étudier le processus de naissance d’étoiles, en parti-
culier l’influence d’une étoile naissante sur son nuage molécu-
laire parent. Il s’agit d’une simulation déterministe, itérative
et multi-physique qui tient compte de processus thermiques,
radiatifs et chimiques. À partir de quelques paramètres phy-
siques, ce code calcule l’intensité de nombreuses raies d’émis-
sion pour diverses espèces chimiques, chacune correspondant
à une transition entre deux niveaux quantiques. En radioas-
tronomie, ce type de modèle est typiquement réduit avec des
méthodes d’interpolation à partir d’une grille d’évaluations [3].

Nous proposons d’approcher ce code par un perceptron
multicouche, une classe de fonctions polyvalente permettant
de ne pas faire d’hypothèses fortes sur le modèle. Le code
Meudon PDR peut produire des erreurs pour certaines entrées
à cause de sa nature itérative et des systèmes d’équations

1https://ism.obspm.fr

considérés. Nous identifions ces points anormaux et les retirons
de l’ensemble d’apprentissage. La plupart des travaux sur les
réseaux de neurones considèrent de nombreuses entrées et
peu de sorties, par exemple en classification d’image ou en
détection, tandis que le modèle considéré ici contient peu
d’entrées et beaucoup de sorties. Nous proposons plusieurs
méthodes pour améliorer la précision du modèle réduit tout en
limitant la complexité du réseau.

La Section 2 décrit les propriétés du code Meudon PDR. La
Section 3 introduit les méthodes proposées. La Section 4 com-
pare l’approche par régression et les méthodes d’interpolation
pour une approximation du code Meudon PDR.

2 Approximation de Meudon PDR

2.1 Code Meudon PDR
Le code Meudon PDR [2] calcule un grand nombre d’intensités
de raies d’émission L > 103 à partir d’un nombre restreint de
paramètres physiques D . 10. Il peut être représenté par une
fonction f : x ∈ RD 7→ f(x) = y ∈ RL. La prédiction f(x)
est un vecteur de prédictions individuelles notées f`(x) avec
` = 1, . . . , L. Dans ce travail, nous cherchons à approcher le
code Meudon PDR par rapport à D = 4 variables2 , les autres
étant fixées à des valeurs standards. Un total de L = 5375
intensités de raies d’émission sont considérées. Ces intensités
sont strictement positives et couvrent de très nombreux ordres

2Il s’agit de la pression thermique Pth, l’intensité du champ radiatif inci-
dent G0, l’extinction visuelle totale Atot

V et l’angle d’incidence α
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FIGURE 1 : Matrice de corrélation entre les raies de sortie du
code Meudon PDR. Les motifs périodiques qui apparaissent
dans la matrice proviennent de la manière arbitraire dont ont
été organisées les raies d’une même espèce chimique. Pour des
raisons de lisibilité, certaines espèces ne sont pas indiquées.

de grandeur, jusqu’à 30 pour certaines raies `. Les valeurs les
plus faibles ayant autant d’importance que les valeurs les plus
élevées, nous considérons y` comme le logarithme décimal
de l’intensité de la raie `. La fonction f correspondante est
hautement non-linéaire. Pour des raisons physiques, nous la
supposons continue et différentiable. Chaque évaluation est un
calcul intensif et nécessite de quelques heures à quelques jours
en raison des nombreux processus pris en compte.

De fortes similarités existent entre certaines raies prédites
par le code. La Figure 1 illustre ces similarités avec la matrice
de corrélation entre les différentes raies. Certaines sont presque
identiques, à un facteur multiplicatif près. Ces similarités sont
complexes à décrire ou à prédire physiquement et ne peuvent
se résumer à l’appartenance à une même espèce chimique.

Des valeurs anormales peuvent apparaître dans les prédic-
tions du code Meudon PDR. Ces valeurs peuvent atteindre
une erreur d’un facteur 100. Tenir compte de l’existence de
ces valeurs est donc crucial pour obtenir un modèle réduit pré-
cis. Cependant, ces anomalies n’affectent pas simultanément
toutes les raies prédites par le code. Le sous-ensemble des
sorties individuelles affectées varie d’un point anormal à un
autre. Ces points anormaux sont donc difficiles à identifier.

2.2 Régression par réseaux de neurones
Les perceptrons multicouches [4, chapitre 20] sont une classe
de fonctions bio-inspirées. Ils bénéficient de très fortes garan-
ties théoriques pour l’approximation de fonctions, grâce aux
théorèmes d’approximation universelle [5]. Encore peu pré-
sents en radioastronomie [6], ils sont de plus en plus utilisés
dans de nombreuses disciplines scientifiques. Cette popularité
vient en partie de leur polyvalence. Des hypothèses sur la fonc-
tion à approcher peuvent être exploitées dans le choix d’une
architecture. Le choix de la fonction d’activation, en l’occu-
rence GELU, permet par exemple de contraindre la régularité
du modèle. Le choix de l’architecture peut avoir un fort impact
sur les performances du réseau.

L’apprentissage d’un perceptron multicouche est une mini-
misation de fonction de coût réalisée par descente de gradient
stochastique. Nous utilisons l’écart quadratique (EQ) comme
fonction de coût, ce qui est très courant en régression. Pour un
couple (x,y) et une sortie `, l’écart quadratique s’écrit

LEQ(f , (x, y`)) = (f`(x)− y`)
2
. (1)

Cette fonction pénalise fortement les grandes erreurs, ce qui la
rend très sensible aux anomalies.

3 Architecture et anomalies

3.1 Choix informé d’architecture
L’architecture d’un réseau de neurones est spécifique à la tâche
qu’il réalise. Le code Meudon PDR calcule un grand nombre
de raies d’émission à partir de très peu de paramètres d’entrées.
Nous proposons trois méthodes qui facilitent le choix d’une
architecture adaptée à ce cas particulier.

L’apprentissage de non-linéarités avec un nombre limité
de couches cachées est difficile. Fournir au réseau des non-
linéarités pré-définies, par exemple des fonctions de noyau,
facilite cet apprentissage. Nous appliquons une transforma-
tion polynomiale Pp(x) de degré p des entrées. Cette ap-
proche est classique en régression mais peu utilisée avec des
réseaux de neurones. Elle remplace le vecteur d’entrée de di-
mension D par un vecteur contenant tous les monômes de
degrés au plus p formés à partir des D entrées. Par exemple,
pour D = 3 et p = 2, x = (x1, x2, x3) est remplacé par
P2(x) = (x1, x2, x3, x

2
1, x

2
2, x

2
3, x1x2, x1x3, x2x3) ∈ R9.

Pour p = 3 et D = 4, P3(x) ∈ R34. Cette transformation est
implémentée comme partie intégrante du modèle. Elle est sui-
vie d’une normalisation pour assurer un bon conditionnement.
Il est donc possible de calculer le gradient du modèle ∇xf
avec une méthode d’auto-différentiation.

La plupart des paramètres du réseau appartiennent à la der-
nière couche cachée du fait du nombre important de sorties. Le
dimensionnement de cette dernière couche est donc critique
pour obtenir la meilleure réduction de modèle possible. Une
dernière couche trop grande peut mener à un sur-apprentissage
et une dernière couche trop petite à un modèle trop régularisé.
En régression, la dernière couche d’un réseau de neurone cor-
respond à une transformation affine. Choisir la taille optimale
de cette couche revient donc à estimer la dimension L̃ ≤ L du
sous-espace dans lequel vivent les L intensités de raies. Une
analyse en composantes principales (ACP) [4, chapitre 23] sur
les intensités y permet d’estimer cette dimension.

Prédire simultanément L raies est une tâche complexe. La
Fig. 1 montre que si certaines raies se ressemblent beaucoup,
d’autres ne sont pas corrélées. Il peut donc être plus simple
d’apprendre à prédire des sous-ensembles de raies homogènes.
Un partitionnement spectral [4, chapitre 22] permet de re-
grouper les L sorties en segments homogènes. La matrice de
corrélation des raies est utilisée comme matrice de similarité.
La forte corrélation au sein d’un segment réduit le nombre de
composantes principales nécessaires et donc le nombre de para-
mètres à entraîner. Les calculs intermédiaires nécessaires pour
un segment sont également mieux exploités. Un ensemble de
petits réseaux spécialistes disjoints, chacun dédié à un segment,
peut donc être avantageux par rapport à un unique réseau.
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3.2 Robustesse aux anomalies
L’apprentissage de modèle en présence de valeurs aberrantes
est un sujet crucial en apprentissage statistique [7]. Une ap-
proche commune est d’utiliser une fonction de coût robuste,
c’est-à-dire pénalisant peu les grandes erreurs, par exemple
la log-densité d’une distribution de Cauchy. Pour un couple
(x,y) et une sortie `, la fonction de Cauchy s’écrit

LC(f , (x, y`)) = log
(
1 + (f`(x)− y`)

2
)
. (2)

La limite de cette d’approche est que l’apprentissage peut igno-
rer des points valides mais difficiles à reproduire, par exemple
des changements de régime brusques. Ce comportement est à
éviter pour le code Meudon PDR.

Nous appliquons la procédure en trois temps de [8]. Consi-
dérons un ensemble d’apprentissage contenant Ntrain couples
(x,y) ∈ RD × RL. Un premier réseau de neurones est en-
traîné avec la fonction de Cauchy (2) pour définir un mo-
dèle robuste aux anomalies. Une revue pour manuelle des
points de l’ensemble d’apprentissage associés à de grandes
erreurs permet d’identifier les anomalies. Un masque binaire
M ∈ MNtrain,L(R) est construit, avec m` = 0 si une valeur
est identifiée comme anormale, et 1 sinon. Un masque ma-
triciel M ∈ MNtrain,L(R) plutôt qu’un vecteur de dimension
Ntrain limite le nombre de valeurs masquées. Il ne rejette que
les quelques valeurs affectées par une anomalie au sein d’une
simulation plutôt que l’ensemble des L sorties. Cette étape
requiert une bonne connaissance de la simulation considérée et
de la physique sous-jacente. Elle peut être partiellement auto-
matisée, de sorte à minimiser le nombre d’actions demandées
à l’utilisateur. Quelques heures suffisent alors pour obtenir un
masque satisfaisant.

Un nouveau réseau est alors entraîné avec une erreur qua-
dratique moyenne masquée, qui pénalise fortement les grandes
erreurs et ignore les anomalies. Pour un triplet (x,y,m) et
une sortie `, elle s’écrit

Lm(f , (x, y`,m`)) = m` (f`(x)− y`)
2
. (3)

L’ajout de ce masque à l’écart quadratique (1) permet d’exiger
du modèle réduit qu’il soit précis aux points correspondant
aux changements de régimes, difficiles à reproduire mais très
informatifs en astrophysique. La qualité du masque influe
cependant grandement sur le modèle réduit obtenu.

4 Expériences

4.1 Critères d’évaluation
Les réseaux de neurones proposés sont comparés avec plu-
sieurs méthodes d’interpolation : plus proche voisin, linéaire,
par splines [9] et par fonction de base radiale (RBF) [10]. Ces
méthodes d’interpolation sont fréquemment utilisées dans la
communauté astrophysique pour remplacer un modèle numé-
rique à partir d’une grille d’évaluations [3].

La comparaison est basée sur trois critères principaux : la
durée d’évaluation, le nombre de paramètres nécessaires pour
décrire le modèle, et la précision d’approximation. La durée
d’évaluation est mesurée sur l’ensemble des L raies pour 1 000
points. Par souci d’équité, les réseaux de neurones sont évalués
sur CPU. Leurs durées peuvent être encore réduites en les uti-
lisant sur GPU. Le nombre nécessaire de paramètres pour une

méthode d’interpolation est égal au nombre de données dans
la grille d’apprentissage. La précision des modèles réduits est
évaluée sur l’ensemble de test. Pour quantifier les précisions,
nous définissons une nouvelle métrique appelée facteur d’er-
reur (EF) qui est une version symétrisée de l’erreur relative.
Pour un couple (x,y) et une sortie `, le facteur d’erreur s’écrit

EF(f , (x, y`)) = 10|f`(x)−y`|, (4)

avec f`(x) et y` des intensités en échelle logarithmique. Le
facteur d’erreur peut également être exprimé en pourcentage
grâce à la transformation 100 × (EF − 1). Dans la suite, le
facteur d’erreur est indiqué en pourcentage s’il est inférieur à
100%, sinon il est converti en facteur multiplicatif et précédé
par le signe ×.

La distribution d’erreurs obtenue est résumée par sa
moyenne, son percentile à 99% et son maximum. Le percentile
à 99% et le maximum permettent d’estimer une borne supé-
rieure sur l’erreur du modèle réduit. Le percentile à 99% est
plus robuste que la valeur maximale aux points anormaux po-
tentiellement présents dans les données de test. Il fournit donc
une borne supérieure plus informative que le maximum.

Dans des observations récentes [11], les erreurs d’étalon-
nage conduisent à des erreurs multiplicatives moyennes d’en-
viron 10%. Pour qu’une réduction de modèle soit pertinente
pour l’analyse des observations, son facteur d’erreur moyen
doit donc être inférieur à 10% (EF = 1, 1).

4.2 Résultats
Deux ensembles de données sont construits à partir d’éva-
luations du code Meudon PDR. L’ensemble d’apprentissage
est utilisé pour construire les modèles réduits. Il contient
Ntrain = 14× 14× 14× 7 = 19 208 points formant une grille
régulière dans l’espace des paramètres. L’ensemble de test
contient Ntest = 3192 simulations. Ces points sont tirés aléa-
toirement et indépendamment d’une loi uniforme à l’intérieur
de l’enveloppe convexe de la grille d’apprentissage.

La Table 1 présente les résultats sur l’ensemble de test. On
observe que l’approche par régression avec un réseau de neu-
rones surpasse les méthodes d’interpolation pour toutes les
métriques. Les réseaux de neurones sont 100 à 1 000 fois plus
rapides que les méthodes d’interpolation tout en nécessitant
20 fois moins de paramètres en mutualisant les calculs inter-
médiaires. Il sont également beaucoup plus précis, avec des
erreurs moyennes jusqu’à deux fois plus faibles et des erreurs
maximales jusqu’à trois fois plus faibles. Les choix d’archi-
tecture informée et la gestion des anomalies provoquent une
diminution de l’erreur moyenne sur les données de test et une
diminution significative des erreurs les plus importantes.

Pour la totalité des L = 5375 sorties, L̃ ' 1 000 compo-
santes principales suffisent pour une reconstruction avec un
facteur d’erreur moyen inférieur à 0, 1%. Si la fonction de coût
utilisée pour l’apprentissage du réseau est l’écart quadratique
moyen, alors L̃ est aussi le nombre minimal de neurones dans
la dernière couche cachée assurant une erreur d’approximation
moyenne inférieure à 0, 1% lors de la transformation linéaire.

Nous choisissons de fixer l’architecture à trois couches ca-
chées de même dimension, obtenue par la méthode précédente.
L’objectif de ce travail n’est pas de produire un réseau optimal,
mais de proposer des méthodes génériques et performantes de
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TABLE 1 : Comparaison des approches par régression par ré-
seaux de neurones et par interpolation. Le temps de calcul des
méthodes par splines n’est pas indiqué car l’implémentation
de Scipy ne permet une comparaison équitable pour des fonc-
tions à valeurs vectorielles. Pour les réseaux de neurones, R
correspond au dimensionnement de la dernière couche cachée
par ACP, P au développement polynomial avec p = 3, M au
masque et S à la segmentation des raies.

Méthode Facteur d’erreur (%) Param. Temps
moy. 99% per. max (million) (ms cpu)

Voisin ×13,1 ×11,7 ×3e5 103 62
Linéaire 15.7 ×2,3 ×143 103 1,5e3

Sp
lin

e Linéaire 15,7 ×2,3 ×144 103 -
Cubique 11,2 ×2,2 ×122 103 -

Quintique 19,1 ×2,9 ×304 103 -

R
B

F Linéaire 10,2 96,8 ×99 103 1,1e4
Cubique 10,4 ×2,1 ×112 103 1,1e4

Quintique 10,9 ×2,1 ×118 103 1,1e4

R
és

ea
ux

R 7,3 64,8 ×81 7,4 12
R+P 6,2 49,7 ×84 7,4 13

R+P+M 5,5 42,3 ×41 7,4 13
R+P+M+S 4,9 44,5 ×44 3,2 14

réduction de tels modèles. La Table 1 montre que cet objec-
tif est atteint sans optimisation d’hyperparamètres, comme le
nombre de couches ou leurs tailles respectives, qui nécessite-
rait une validation croisée et davantage de données.

L’identification des anomalies sur l’ensemble d’apprentis-
sage produit un masque retirant 57 498 valeurs, soit 0.39% des
données d’apprentissage. Le masque assure l’apprentissage
du modèle sur des données valides. Il fournit également aux
utilisateurs du code Meudon PDR un indicateur de la fiabilité
des résultats obtenus au voisinage de certains paramètres.

Les raies sont partitionnées en quatre segments de sorte à
maximiser le rapport entre les corrélations moyennes intra
et inter-segments. Les corrélations moyennes intra et inter-
segments sont de 0, 895 et 0, 462 respectivement, tandis que
la corrélation moyenne entre toutes les raies est de 0, 73. Les
segments contiennent respectivement 3712, 1272, 241 et 150
raies. Ce déséquilibre entre segments provient du déséquilibre
entre molécules. Par exemple, H2 génère plus de la moitié des
raies d’émission, et ces raies sont toutes hautement corrélées,
comme le montre la Fig. 1. Pour chaque segment, le nombre de
composantes principales assurant une erreur de reconstruction
inférieure à 0.1% est respectivement d’environ 500 (' 13%
des 3712 raies du segment), 350 (' 28%), 100 (' 41%), 75
(50%). Les plus gros segments sont les plus homogènes, ce
qui permet de grandement réduire le nombre de paramètres
à entraîner. La Table 1 montre les performances obtenues en
utilisant ces valeurs pour définir la taille de la dernière couche
cachée de chacun des sous-réseaux. L’utilisation de réseaux
spécialistes permet de diviser par 2 le nombre de paramètres
en maintenant le niveau de précision.

5 Conclusion
Dans ce travail, nous avons considéré une réduction de modèle
contenant peu d’entrées et beaucoup de sorties. Une régres-
sion avec réseaux de neurones est plus performante qu’une
interpolation pour toutes les métriques considérées. Fournir
des non-linéarités pré-définies au réseau facilite l’apprentis-

sage. Une ACP permet d’informer le choix d’une architecture.
Une segmentation des sorties permet de définir des réseaux
spécialistes disjoints plutôt qu’un réseau général, ce qui ré-
duit le nombre de paramètres à entraîner. La définition semi-
automatique d’un masque tient compte des données anormales.
Les dérivées du modèle réduit obtenu sont calculables avec de
l’auto-différentiation. L’approche présentée est suffisamment
générale pour être appliquée à des modèles similaires dans
d’autres disciplines.
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