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Résumé
Les nouvelles constellations de satellites permettent l’acquisi-
tion d’images à hautes résolutions temporelle et spatiale en tout
point de la Terre. Ces données, assemblées sous forme de sé-
ries temporelles d’images satellitaires (SITS), représentent une
source d’informations importante pour suivre l’évolution de la
surface terrestre. L’apprentissage profond est une des solutions
les plus prometteuses pour permettre l’analyse automatique
des gros volumes de données acquises par les nouvelles gé-
nérations de satellites. Cependant, ces techniques n’exploitent
bien souvent que les structures temporelles ou spatiales. Afin
de tirer bénéfice de la complémentarité temporelle et spatiale
des données, nous utilisons dans ce travail une modélisation
sous forme de graphes dans le cadre de l’apprentisage pro-
fond. Nous proposons ainsi une comparaison de six réseaux de
neurones pour graphes issus de l’état de l’art appliqués aux
SITS.

Mots Clef
Graphe spatio-temporel, réseaux de neurones pour graphes,
séries temporelles d’images satellitaires, télédétection.

Abstract
The new satellite constellations allow the acquisition of high
temporal and spatial resolution images at any point on the
Earth. These data, assembled in the form of satellite image
time series (SITS), are an important source of information for
monitoring the evolution of the Earth’s surface. Deep learning
is one of the most promising solutions for the automatic ana-
lysis of large volumes of data acquired by new generations of
satellites. However, these techniques often only exploit temporal
or spatial structures. In order to take advantage of the temporal
and spatial complementarity of the data, we use in this work a
graph-based modeling in the context of deep learning. We thus
propose a comparison of six graph neural networks applied to
SITS.
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Analyse par graphe pour des séries temporelles
d’images satellitaires

Les progrès significatifs des techniques d’observation de la
Terre au cours des dernières années permettent aux systèmes
d’acquisition modernes, e.g. les constellations de satellites
Sentinel-2 et Pléiades, de capturer à hautes résolutions spatiales
et temporelles l’ensemble des surfaces émergées. Grâce à
la capacité de revisite de ces satellites, les données peuvent
être organisées sous forme d’un cube spatio-spectro-temporel,
aussi appelé séries temporelles d’images satellitaires (SITS)
et formé par une séquence d’images acquises pour la même
localisation mais à des instants différents. Cette disponibilité
des données ouvre ainsi la perspective d’un suivi précis des
surfaces terrestres à l’échelle mondiale, comme la cartographie
de l’occupation des sols [9].
En raison de leur volume et de leur complexité, les SITS
ne peuvent pas être traitées manuellement à grande échelle
et nécessitent donc le développement d’outils de traitement
automatique. Une solution adoptée par la communauté de la
télédétection est l’utilisation de techniques d’apprentissage
automatique et profond. En particulier, les avancées récentes
dans l’analyse des SITS ont conduit au développement de
nouvelles méthodes d’apprentissage profond permettant de tirer
le meilleur parti de la structure temporelle contenue dans les
SITS [15] ou encore d’exploiter conjointement les dimensions
spatiales et temporelles des SITS [16]. Ces approches adaptées
à la classification de séries temporelles sont toutefois incapables
de produire une prédiction pour chaque instant de la série, ce qui
réduit leur utilité pour analyser précisément dans le temps l’évo-
lution des paysages nécessaire, par exemple, pour le suivi de
systèmes de culture multiples [6]. De plus, ces techniques néces-
sitent de travailler avec les images complètes à haute résolution,
ce qui peut être coûteux en mémoire car les SITS peuvent être
volumineuses. Pour résoudre ce problème, l’approche orientée
objets est traditionnellement utilisée en télédétection [2].
L’approche orientée objets ne se soucie plus uniquement des
caractéristiques des pixels indépendemment les uns des autres.
La structure euclidienne régulière de l’image est abandonnée
afin de prendre en compte des zones spatialement homogènes,
les objets, comme unités de travail. Le traitement de ces objets
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FIGURE 1 – Exemple de graphe spatio-temporel à partir d’une série temporelle d’images satellitaires extraite du jeu de données
DynamicEarthNet. Dans la série temporelle d’images satellitaires (a), les objets (b) sont extraits à chaque instant (par un algorithme
de superpixels par exemple). Ensuite, un graphe spatio-temporel est construit en reliant ces objets avec des arêtes spatiales (en gris)
et temporelles (en bleu) (c).

peut être réalisé indépendamment les uns des autres, ou via
un graphe d’adjacence de régions pour prendre en compte les
relations spatiales entre eux; les nœuds du graphe représentent
les objets et une arête relie deux nœuds si leurs régions sont
adjacentes. En considérant la dimension temporelle en plus
de la dimension spatiale, ce paradigme peut être étendu aux
SITS pour obtenir des graphes dynamiques comme cela a été
fait dans certains travaux antérieurs [7].
Dans la littérature, un graphe est dit dynamique si sa
structure ou ses attributs dépendent du temps [10]. Parmi les
représentations sous forme de graphe existantes, le graphe
spatio-temporel (STG), contenant des arêtes spatiales et
temporelles comme le montre la Figure 1, est adapté à
l’analyse des SITS. Ainsi, avec l’approche orientée objets, une
SITS peut être représentée et utilisée de différentes manières
grâce à une représentation en graphe dynamique afin de réduire
la complexité mémoire tout en limitant la perte d’information.

Apprentissage profond sur graphes spatio-
temporels pour la classification de nœuds
Pour apprendre à partir de cette représentation spécifique des
données, une approche intéressante est l’utilisation des réseaux
de neurones pour graphes (GNN). Ceux-ci reposent sur le
même principe d’optimisation que les réseaux de neurones
classiques appliqués aux images et aux textes mais ils prennent
en compte les caractéristiques structurelles des graphes,
comme la notion de voisinage des nœuds et leur invariance
à la permutation. Les approches GNN les plus récentes
reposent sur des convolutions spectrales et spatiales [8, 11],
la récurrence [3, 14], et les mécanismes d’attention [13, 18].
En télédétection, seuls quelques travaux ont utilisé les GNN
sur des STG extraits de SITS, en se limitant aux architectures
basées sur les mécanismes d’attention [4, 5].
Ainsi, l’objectif de ces travaux est d’étudier la performance
des GNN sur les SITS. Nous proposons donc une étude
comparative des réseaux de neurones pour graphes sur
les séries temporelles d’images satellitaires avec les deux
contributions suivantes :

1. un nouveau jeu de données de graphes spatio-temporels
construit à partir de SITS,

2. ainsi qu’une comparaison des performances de
six modèles de GNN pour la classification de
nœud (GCN [11], GraphSAGE [8], GatedGCN [3],
EvolveGCN [14], GAT [18], SAN [13]) sur ce nouvel
ensemble de données afin de déterminer quels modèles
s’adaptent aux SITS.

Il est à noter que l’identification d’objets sur des images satelli-
taires n’est pas aisée et rend la construction de STG complexe.
En effet, un grand nombre de techniques de segmentation d’ob-
jets existent et son choix impacte fortement la création des STG.
Bien qu’une étude approfondie serait nécessaire ultérieurement,
l’utilisation d’une approche standard, comme l’algorithme de
superpixels SLIC [1], permet de mettre en lumière l’intérêt
des STG pour l’analyse des SITS. Un tel ensemble de données
adapté aux SITS fait en effet défaut à la communauté de
télédétection pour évaluer les futures contributions dans ce
domaine. Bien qu’il existe de nombreux jeux de données pour
la classification des SITS [12, 15, 19], aucune de ces données
ne peut être utilisée pour une tâche de classification de nœuds
sur les STG car les annotations sont données pour la série
temporelle entière. Nous proposons donc un jeu de données
de graphes spatio-temporels dérivé de DynamicEarthNet [17].
L’avantage de DynamicEarthNet est de fournir des annotations
pour chaque pixel et à chaque instant. Ainsi, il permet de
cartographier précisément l’occupation des sols sur plusieurs
dates, ce qui représente une tâche plus difficile. Les SITS
sont composées d’images multispectrales PlanetScope avec
des réflectances dans le visible et le proche infrarouge, et ont
des résolutions spatiales (3 mètres par pixel) et temporelles
(acquisition mensuelle) élevées. Ces caractéristiques permettent
donc l’utilisation d’une structure de graphe spatio-temporel.

A l’issue de nos travaux, le jeu de données de graphes
spatio-temporels construits à partir des SITS, le code, les
modèles pré-entrainés ainsi que les résultats obtenus seront
librement mis à disposition de la communauté.
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