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RÉSUMÉ
Des travaux récents dans le domaine du traitement du langage naturel ont démontré l’efficacité des
modèles de langage pré-entraînés pour une grande variété d’applications générales. Les modèles
de langage à grande échelle acquièrent généralement ces capacités en modélisant la distribution
statistique des mots par un apprentissage auto-supervisé sur de grandes quantités de texte. Toutefois,
pour les domaines spécialisés à faibles ressources, tels que le traitement de documents cliniques, la
nécessité d’intégrer des connaissances structurées reste d’une grande importance. Cette nécessité est
d’autant plus grande pour les langues autres que l’anglais. Cet article se concentre sur l’une de ces
applications spécialisées de la modélisation du langage à partir de ressources limitées : l’extraction
d’informations à partir de documents biomédicaux et cliniques en français. En particulier, nous
montrons qu’en complétant le pré-entraînement en mots masqués des réseaux neuronaux transformer
par des objectifs de prédiction extraits d’une base de connaissances biomédicales, leurs performances
sur deux tâches différentes de reconnaissance d’entités nommées en français peuvent être augmentées.

ABSTRACT
Unsupervised language model augmentation via knowledge graphs for French biomedical entity
recognition

Recent work in natural language processing has demonstrated the effectiveness of large pre-trained
language models for a wide variety of general applications. Large language models typically acquire
these capabilities by modelling the statistical distribution of words via self-supervised training on
large amounts of text. However, for low-resource settings, such as clinical document processing,
particularly in languages other than English, the need to integrate structured domain knowledge
remains of high importance. This paper focuses on one such low-resource specialised application of
language modelling - information extraction from French-language clinical & biomedical documents.
In particular, we show that supplementing the masked-language pre-training of transformer neural
networks with prediction objectives extracted from structured biomedical knowledge graphs improves
the downstream performance on two different named entity recognition tasks in French.

MOTS-CLÉS : TALN biomédical/clinique, extraction des informations, apprentissage automatique
supervisé et auto-supervisé.

KEYWORDS: Biomedical/clinical NLP, information extraction, supervised & self-supervised
machine learning.
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1 Introduction

Les développements des dernières années en informatique et science des données représentent des
pistes de recherche assez prometteuses pour le domaine de la santé, et l’utilisation généralisée
des dossiers de santé électroniques (DSÉ) dans l’informatique médicale a beaucoup augmenté la
disponibilité de dossiers cliniques en texte libre qui peuvent potentiellement être utilisés pour aider à
la prise de décision par les professionel.les de santé (Wang et al., 2019). Simultanément, les progrès
dans le traitement automatique du langage naturel (TALN), notamment des approches basées sur
l’apprentissage profond, ont rendu possible un traitement du texte beaucoup plus sophistiqué et
efficace, et ont facilité l’amélioration de l’état de l’art dans plusieurs domaines d’application. En
particulier, la modélisation de langage générale par des réseaux de neurones transformer (Vaswani
et al., 2017) s’est avérée très efficace pour de nombreuses applications. L’utilité de cette modélisation
repose sur le paradigme d’apprentissage par transfert, où les représentations des données apprises
sur une certaine tâche d’apprentissage, habituellement auto-supervisée, peuvent être utilisées d’une
manière performante pour une autre tâche dans le même domaine d’application. Cette approche est
d’autant plus utile pour les domaines à faibles ressources, tels que le domaine du traitement des textes
cliniques, pour lesquels la quantité de données disponibles pour entraîner des algorithmes sur des
tâches spécifiques n’est souvent pas suffisante (Dubois et al., 2017). La communauté de la recherche
biomédicale fait alors un usage de plus en plus intensif de ces techniques d’exploration de texte pour
toute une série d’applications différentes (Ayala Solares et al., 2020). Toutefois, la modélisation de
langage faite uniquement à partir du texte libre se trouve souvent insuffisante pour bien intégrer dans
ces modèles les connaissances du domaine clinique qui sont nécessaires pour un traitement efficace et
fiable des documents cliniques (Sushil et al., 2021). Dans ce travail, nous nous concentrons sur la
tâche de la reconnaissance des entités nommées, l’une des tâches supervisées les plus étudiées dans le
domaine du traitement des textes cliniques. Le travail d’adaptation des modèles de langage est divisé
en trois parties :

— L’adaptation des modèles pour le domaine clinique par pré-entraînement sur un corpus de cas
cliniques (section 2.2),

— L’intégration des connaissances du domaine par l’introduction des tâches supplémentaires -
classification des triplets et prédiction des liens - basées sur le graphe de connaissances UMLS
(Bodenreider (2004), section 2.3).

— L’adaptation des modèles pour les tâches de classification des mots par rapport à des catégories
spécifiques au domaine (sections 2.4 et 3).

Nous étudions les performances de trois variantes de l’encodeur de texte BERT (Devlin et al., 2019)
sur trois tâches de reconnaissance des entités nommées. Les trois variantes pour lesquelles nous
présentons des résultats dans ce papier sont CamemBERT (Martin et al., 2020), FlauBERT (Le
et al., 2020), et une version de l’encodeur entraînée from-scratch sur un corpus de cas cliniques en
français. Une description plus détaillée des corpus utilisés se trouve dans la section 1.3. Nous mettons
à disposition le code et les modèles utilisés lors de nos expériences.

1.1 Encodeurs transformer pour le domaine clinique

Il existe plusieurs études qui adaptent l’architecture neuronale des transformers pour le domaine
médical ; notamment Alrowili & Shanker (2021); Li et al. (2020); Lee et al. (2020) et Alsentzer
et al. (2019). Ces travaux ont tous introduit des nouvelles variantes du modèle BERT et montrent des
résultats au niveau de l’état de l’art sur des tâches telles que la prédiction de mortalité des patients, la
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reconnaissance des entités médicales, la classification des documents, etc. Les travaux listés ci-dessus
sont tous basés sur la langue anglaise et assez peu de projets ont été réalisés pour le français. Bien
que le développement d’un modèle de langage français spécialisé pour le domaine biomédical soit un
sujet de recherche très pertinent sur lequel quelques travaux ont déjà été menés (Berhe et al., 2022;
Dura et al., 2022; El Boukkouri et al., 2020), il n’existe pas de modèle de langage clinique en français
librement disponible à la communauté de recherche, au moment de la rédaction de cet article. Il existe
aussi quelques études sur l’adaptation des transformers français à des tâches de traitement de textes
médicaux comme la reconnaissance des entités (Le Clercq de Lannoy et al., 2022; Copara et al.,
2020) et la classification des documents (Chenais et al., 2021), mais il s’agit d’un domaine qui n’a
pas encore été pleinement exploré.

1.2 Travaux connexes : intégration des bases de connaissances biomédicales

Une grande partie des données liées au domaine de la santé et de la médecine est stockée sous une
forme structurée, comme les ontologies ou les graphes de connaissances. L’importance d’exploiter
ces données pour des applications d’apprentissage machine est donc largement reconnu dans ces
domaines, particulièrement pour le traitement du texte (Chang et al., 2020; Nicholson & Greene,
2020). Il a été démontré que les méthodes d’apprentissage combinant des représentations neuronales
de texte avec des données biomédicales structurées améliorent les résultats obtenus dans une large
gamme de tâches du traitement du texte médical en anglais (Naseem et al., 2022; Meng et al., 2021;
Roy & Pan, 2021). Plusieurs stratégies pour intégrer les graphes de connaissances dans les modèles
de langue de type BERT existent. Ces méthodes peuvent être divisées en deux types d’approches : 1)
des modifications de l’architecture neuronale du modèle pour intégrer des plongements de graphes
de connaissance dans le même espace vectoriel que les plongements de mots (Peters et al. (2019),
par exemple), et 2) des modifications des données et de l’objectif de pré-entraînement pour que le
modèle prenne en compte les informations contenues dans la base de connaissances en construisant
ses plongements de mots, sans changer la structure interne du transformer. Dans ce travail, nous nous
limitons aux approches du deuxième type, en nous positionnant dans un paradigme centré sur les
données (Hamid, 2022). Autrement dit, nous exploitons uniquement la flexibilité des transformers
de s’adapter à plusieurs modalités de données et plusieurs objectifs d’apprentissage. Nous pouvons
conclure qu’avec des architectures qui sont généralisables de telle manière pour la modélisation de
langage, il n’y a pas toujours besoin de changer leur structure pour les adapter aux types de données
autres que le texte.

1.3 Données utilisées

Corpus de texte clinique Pour le pré-entraînement par mots masqués des modèles, nous utilisons
la partie française du corpus E3C (European Clinical Case Corpus, Minard et al. (2021)), mis à dispo-
sition par l’organisation ELG (European Language Grid) 1. Ce corpus consiste en des descriptions
des cas cliniques tirés de revues médicales en français ainsi que des documents d’information sur les
médicaments en provenance d’une base de données publique française. Nous nous limitons à ce cor-
pus uniquement pour montrer l’efficacité de ces approches, même dans les situations pour lesquelles
une quantité relativement faible de textes est disponible. Au total, il contient 25 740 documents. Pour
nettoyer les documents de ce corpus, nous avons simplement enlevé les URLs et supprimé les phrases

1. https://live.european-language-grid.eu/catalogue/corpus/7618
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contenant moins de quatre mots. Après ce nettoyage, le corpus entier de pré-entraînement se compose
de 63,7 millions de mots et 2,7 millions de phrases.

Base de connaissances médicales Nous exploitons la base de connaissances UMLS (Système de
langage médical unifié, (Bodenreider, 2004)) pour l’entraînement supplémentaire sur les données
structurées. La partie française du métathésaurus UMLS (version 2022AB) contient 203 059 noms de
concepts, catégorisés par 60 764 identifiants uniques (CUIs) et liés les uns aux autres par presque 1,5
millions de relations sémantiques structurées.

Corpus d’évaluation Nous utilisons deux tâches de classification des mots pour évaluer la capacité
des modèles de reconnaître les entités médicales dans les documents cliniques, à partir des corpus
médicaux annotés suivants :

1. QUAERO : (Névéol et al., 2014) Pour cette évaluation, nous disposons du corpus de titres
MEDLINE annotés dans le cadre de QUAERO, une ressource pour la reconnaissance et la
normalisation des entités médicales. Ces titres sont annotés au niveau des mots avec des CUIs
et des regroupements sémantiques d’UMLS.

2. CAS-DEFT : Ce corpus consiste en des annotations du corpus CAS (Grabar et al., 2018) qui
ont été mises à disposition dans le contexte du Défi Fouilles de Texte (DEFT) 2021 (Grouin
et al., 2021). Nous utilisons les annotations des mots en fonction des groupes sémantiques
UMLS comme les étiquettes d’entraînement pour cette tâche.

Les tailles des partitions de ces corpus utilisées dans nos expériences sont détaillées dans le tableau 4.

TABLE 1 – Nombre de documents utilisés pour l’affinage des modèles de langue pour la reconnais-
sance des entités médicales.

train dev test
QUAERO 788 790 787
CAS-NER 167 54 54

2 Méthodologie

2.1 Le Métathésaurus UMLS

Le métathésaurus UMLS est constitué de grandes quantités de concepts biomédicaux recoltés à
partir de nombreuses sources d’informations biomédicales ontologiques. L’un de ses aspects les plus
utiles est la manière dont il fournit des liens sémantiques entre des paires de concepts provenant de
systèmes terminologiques différents. Cela permet notamment de regrouper sous le même identifiant de
concept plusieurs termes différents provenant de vocabulaires médicaux différentes. Nous considérons
le métathésaurus UMLS comme un graphe G = (C,R,E), où C est l’ensemble de concepts du
métathésaurus, R est l’ensemble de types de rélations sémantiques qui peuvent exister entre les
éléments de C, et E est l’ensemble de liens sémantiques qui existent dans le graphe. Nous générons
alors nos données d’apprentissage à partir d’ensembles de triplets ordonnés (h, r, t) ∈ E, où (h, r) ∈
C × C et r ∈ R. Les valeurs possibles pour r, soit les types de regroupement sémantique du
métathésaurus, sont les suivantes :
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1. AQ : h peut qualifier t

2. QB : h peut être qualifié par t

3. PAR : h est un concept parent de t dans un des vocabulaires sources

4. CHD : t est un concept parent de h dans un des vocabulaires sources

5. RN : h a une définition plus étroite que t

6. RB : h a une définition plus large que t

7. SY : h et t sont synonymes

En utilisant les termes associés avec chaque concept c ∈ C, nous construisons des séquences textuelles
à partir des triplets (h, r, t). Comme il peut y avoir plusieurs termes associés avec chaque concept,
nous utilisons les preferred terms indiqués par le métathésaurus, sauf dans les cas des synonymes
r =SY, auquel cas nous utilisons un autre terme associé avec le concept pour répresenter l’entité t.

2.2 Entraînement des modèles de langage

Pour effectuer l’entraînement par mots masqués des modèles de langue, nous séparons le corpus
E3C décrit dans la section 1.3 en phrases, en coupant celles qui dépassent la longueur de séquence
maximale. Pour les expériences détaillées dans ce travail, nous utilisons la configuration standard
pour des modèles de type BERT; 15% des mots masqués, taux d’apprentissage 2× 10−5, avec une
longueur de séquence maximale de 256.

2.3 Entraînement avec une base de connaissance

À partir du métathésaurus UMLS, nous formulons deux objectifs de classification pour compléter
le pré-entraînement des modèles de langue. Le premier pas pour faciliter l’intégration de ces tâches
dans le processus d’entraînement est de redéfinir le vocabulaire et les tokens spéciaux utilisés par les
modèles BERT. Pour les modèles que nous entraînons à partir de zéro, nous rajoutons la liste de tous
les mots uniques apparaissant dans la partie française de l’UMLS (5 870 mots), en excluant ceux qui
contiennent des caractères non alphabétiques, au vocabulaire initial tiré du corpus E3C. Ce vocabulaire
supplementaire tiré du métathésaurus comprend les termes complexes (des concepts médicaux qui
sont dénotés sous forme de groupes de mots plutôt que des mots uniques) ainsi que les termes simples.
Cela permet aux transformers d’améliorer la modélisation des textes spécifiques au domaine médical
et d’encoder plus directement les concepts du graphe de connaissance. Pour structurer les séquences
d’entrées pour l’entraînement à base des relations sémantiques, nous rajoutons 8 tokens spéciaux aux
vocabulaires des modèles ; un pour représenter chacun des types de relation qui apparaissent dans le
graphe.

Classification des triplets En s’inspirant du travail de Hao et al. (2020), nous construisons un jeu
de données pour la classification binaire des triplets (h, r, t) du graphe de connaissances comme étant
vrai ou faux, où h et t sont les noms des concepts en question et r la relation entre eux. Nous tirons
un échantillon des triplets du graphe comme exemples positifs. Ensuite, pour équilibrer le jeu de
données avec des exemples négatifs, nous tirons des paires de concepts qui appartiennent au même
groupe sémantique, mais pour lesquels une relation r n’existe pas. Afin de générer des exemples
d’entraînement de faux triplets, nous utilisons deux stratégies différentes d’échantillonnage négatif.
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Premièrement, pour former des exemples directement contrastés pour les relations existantes, nous
échantillonnons les triples (h, r, t) où h et t appartiennent à différents groupes sémantiques et construi-
sons des faux triplets correspondants avec le même type de relation et les mêmes catégories de groupe
sémantique, c’est-à-dire (ĥ, r, t̂) /∈ G où ĥ et t̂ appartiennent au même groupe sémantique que h et t,
respectivement. Deuxièmement, afin de fournir des exemples contrastés pour les types de relation,
nous échantillonnons des triplets pour lesquels h et t appartiennent au même groupe sémantique, et
formons l’exemple d’entraînement négatif en changeant le type de relation r. Par souci de l’équilibre
du jeu de données, les ensembles de données de classification des triples utilisés dans ce travail sont
constitués de 50 % d’exemples positifs (triples réels du métathésaurus), de 25 % d’exemples générés
par la première méthode d’échantillonnage négatif et du reste par la seconde. Les données d’entrée
pour les transformers sont alors sous la forme [CLS]wh

1 · · ·wh
m[REL]w

t
1 · · ·wt

n[SEP], où [CLS]
et [SEP] sont des tokens spéciaux standards pour l’encodage BERT, [REL] est le token spécial
qui correspond à r, et les wh

i et wt
i sont les séquences de tokens émises par le tokenizer pour h et t

respectivement. Le token [CLS] est transmis à une couche de classification linéaire qui produit une
prédiction binaire, comme il est d’usage pour des tâches de classification avec des modèles BERT
pré-entraînés.

Prédiction des entités Pour cette tâche de classification, nous complexifions le problème de
classification des triplets décrit ci-dessus en le combinant avec l’objectif de prédiction des mots
masqués. Les séquences d’entrées pour cette tâche ont la même structure que la précédente, mais
au lieu de créer des exemples synthétiques des fausses relations et utiliser uniquement [CLS] pour
prédire si la relation existe ou pas, nous masquons systématiquement les tokens wt

i avec le même
mask token utilisé pour l’entraînement à partir du texte libre. Le modèle aura alors comme objectif de
prédire l’entité t d’une relation à partir de h et r. La formulation de ce dernier est partiellement basée
sur celle de Meng et al. (2021).

Pour chacune des deux tâches décrites ci-dessus, nos expériences sont faites sur un jeu de données
de 100K séquences, où les relations ont été tirées aléatoirement parmi les entrées françaises dans le
tableau de relations MRREL.RRF du métathésaurus.

2.4 Affinage des modèles pour la reconnaissance des entités biomédicales

À partir des trois corpus d’évaluation mentionnés dans la section 1.3, nous effectuons l’affinage de
bout-en-bout des modèles pour la classification des mots des cas cliniques en fonction des catégories
spécifiques au domaine médical. Pour faciliter l’implémentation de ces deux tâches, nous avons
pré-traité les documents pour que l’étiquetage des mots soit “plat”, c’est-à-dire avoir une seule
étiquette par mot. Pour effectuer ce prétraitement, nous avons utilisé directement l’ensemble des
relations sémantiques UMLS pour remplacer des chevauchements par des concepts plus généraux.

Les annotations sont sous la forme BRAT (Stenetorp et al., 2012), et peuvent alors être dénotées
comme un ensemble A = {ai = (CUIai ,SGai , sai

1 , sai
2 )} ⊂ C × T × N × N où CUI et SG

représentent l’identifiant du concept et le groupe sémantique respectivement. s1 et s2 correspondent
au span occupé par le mot dans le document en question (par souci de simplicité, nous nous limitons
à la notation des spans continues, mais dans la pratique, nous traitons également des annotations
discontinues). Pour aplatir les entités imbriquées, nous définissons un ensemble de concepts “de base”
pour chaque groupe sémantique, en utilisant les types sémantiques, une catégorisation plus fine des
concepts de l’UMLS. Ensuite, en utilisant les relations hiérarchiques (PAR/CHD et RB/RN), nous
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pouvons calculer une mesure de généralité d’un concept par le nombre minimal d’étapes entre le
concept et un des concepts de base. La procèdure de mise à plat des annotations A d’un document est
alors la suivante :

1. Calculer l’ensemble (de taille n) des chevauchements entre mentions d’entités, effectivement
un ensemble de combinaisons des éléments de A :

O = {gk = (a1 · · · am) : sa1
2 ≤ sa2

1 , . . . , s
am−1

2 ≤ sam
1 }nk=1

2. Pour chaque élément g de O, nous prenons ensuite l’ensemble ϕ(g) ⊂ C de concepts ayant
une relation hiérarchique plus général (PAR ou RB) avec les concepts du chevauchement.

3. Les annotations imbriquées g sont alors remplacées avec l’élément de ϕ(g) le plus spécifique :

argmaxϕ(g) [minb∈Bd(g, b)]

où d est une fonction qui produit la “distance” hiérarchique entre deux concepts et B est
l’ensemble de concepts de base. Si ϕ(g) est vide, nous ne gardons que l’annotation la plus
courte parmi les éléments du chevauchement.

Tâche 1 : QUAERO-SG Dans cette tâche, l’objectif est de classifier les mots en fonction du
groupe sémantique de l’UMLS auquel ils appartiennent. La granularité utilisée pour les annotations
QUAERO nous donne dix regroupements, dont nous nous focalisons sur les suivants :

1. Désordre/trouble (DISO)

2. Procédure (PROC)

3. Structure anatomique (ANAT)

4. Substance chimique (CHEM)

5. Être vivant (LIVB)

6. Entité physiologique (PHYS)

En rajoutant une catégorie none pour les mots qui n’appartiennent à aucun de ces regroupements,
nous obtenons alors un problème de classification avec une cardinalité de 7, pour lequel le nombre
d’occurrences est affiché dans le tableau 2.

TABLE 2 – Nombre d’occurrences de chacune des catégories cibles dans la tâche QUAERO-SG.
Catégories QUAERO-SG train dev test
DISO 1067 963 1144
PROC 741 748 719
ANAT 486 460 474
CHEM 377 395 363
LIVB 323 345 340
PHYS 177 173 157
Total 3171 2911 3040

Tâche 2 : CAS-CATEG Les cas cliniques de ce corpus sont annotés avec 14 types d’entités, 7
étant utilisées pour la tâche de reconnaissance des entités, présentées dans le tableau 3.
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TABLE 3 – Nombre d’occurrences de chacune des catégories cibles dans la tâche CAS-CATEG.
Catégories CAS-CATEG train dev test
sosy (signe ou symptôme) 13 977 4 940 4 297
examen 2 997 1 054 917
pathologie 2 064 460 238
traitement 1 824 859 884
moment 1 783 467 478
substance 1 517 542 346
dose 1 122 131 58
Total 25 284 8 453 7 218

3 Expériences

L’entraînement par mots masqués a été lancé à partir de deux modèles de langue pré-entraînés sur les
corpus en langue française du domaine général ; les versions base de CamemBERT (Martin et al.,
2020) et FlauBERT (Le et al., 2020). Nous comparons les performances de ces deux modèles avec
une version du modèle DistilBERT (Sanh et al., 2019) initialisé de zéro avec les mêmes paramètres
d’architecture que camembert-base. Toutes les trois architectures ont le même nombre (12) de
couches neuronales et de têtes d’attention, et la même taille de vecteurs de sortie (d = 768). La
seule différence architecturale réside dans la valeur de la dimension intérieure : H = 2048 pour
FlauBERT, contre H = 3072 pour les deux autres. Pour l’entraînement par mots masqués effectué
sur le corpus E3C, nous avons entraîné chacune de ces variantes pendant 64 époques avec la méthode
d’optimisation Adam avec pondération (Loshchilov & Hutter, 2017), ce que nous utilisons également
pour le reste des entraînements et affinage.

Pour la tâche de classification des triplets, nous entraînons les modèles pendant 8 époques avec un
taux d’apprentissage de 10−4. La tâche de prédiction des entités étant plus complexe et ayant une
dimension de sortie plus élevée, la décroissance de la valeur de la fonction de perte a atteint un palier
autour de 24 époques, ce qui est effectivement la durée d’apprentissage pour laquelle les résultats
sont présentés (le taux d’apprentissage utilisé est identique à celui de la classification des triplets).

Pour les étapes finales d’affinage pour la reconnaissance des entités, nous avons entraîné les modèles
de bout-en-bout avec une couche linéaire de classification des mots pendant 4 époques sur le jeu
train, avec les hyperparamètres suivants (choisis en fonction de la performance sur le jeu dev) :
taux d’apprentissage 5 × 10−5, longueur maximale des séquences 512 et une taille effective des
batchs de 64. Les F-mesures (macro) sur le jeu de test pour les deux tâches de reconnaissance des
entités sont indiquées dans le tableau 4, avec pour référence une comparaison avec un des modèles
de langue anglaise biomédicale les plus largement utilisés, BioBERT de Lee et al. (2020). Dans le
tableau, “MLM E3C” fait référence au pré-entraînement sur le corpus E3C, “ClfTriples” à la tâche de
classification des triplets et “EntPred” à l’affinage par prédiction des entités.

Nous voyons qu’en général, l’entraînement sur le corpus E3C apporte le plus de bénéfices pour les
modèles pré-entraînés. L’ajout des tâches basées sur l’UMLS apporte des améliorations variables en
fonction des deux différentes tâches d’évaluation. Bien que les résultats obtenus dans ces expériences
ne soient pas au niveau de l’état de l’art sur les tâches définies sur les corpus QUAERO et CAS
(Hiot et al., 2021; van Mulligen et al., 2016), il est important de noter l’amélioration systématique
de la F-mesure apportée par l’ajout des tâches d’entraînement sur les relations sémantiques UMLS,
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TABLE 4 – Résultats sur les deux jeux de données test.
Modèle de base Adaptation QUAERO-SG CAS-CATEG
BioBERT - 51,8 46,1
flaubert_base_cased - 55,3 46,0

+ MLM E3C 59,4 (+4,1) 48,1 (+2,1)
+ ClfTriples 59,7 (+0,3) 51,5 (+3,4)
+ EntPred 64,5 (+4,8) 54,2 (+2,7)

camembert-base - 57,4 46,2
+ MLM E3C 61,8 (+4,4) 49,6 (+3,4)
+ ClfTriples 63,1 (+1,3) 52,8 (+3,2)
+ EntPred 68,9 (+5,8) 56,6 (+3,8)

DistilBERT from-scratch + MLM E3C 53,5 39,7
+ ClfTriples 61,7 (+8,2) 48,0 (+8,3)
+ EntPred 64,3 (+2,6) 53,1 (+5,1)

notamment l’objectif de classification des triplets dans le cas du modèle entraîné à partir de zéro.

4 Conclusion et Perspectives

Cet article présente une étude sur l’effet de l’augmentation des modèles de langage en utilisant
une phase de pré-entraînement supplémentaire sur un graphe de connaissances médicales. Cette
augmentation permet notamment d’améliorer les performances des modèles considérés sur deux
tâches de reconnaissance d’entités nommées. Le code et les modèles utilisés seront mis à disposition
pour permettre l’éventuelle reproduction des expériences et l’amélioration des approches.

Limitations et travaux futurs La mise en œuvre des approches proposées dans ce travail présente
de nombreuses limitations qui peuvent entraver les performances. Celles-ci seront abordées dans
des travaux ultérieurs. Premièrement, pour faciliter la comparaison directe des différentes phases
d’entraînement, nous avons enchaîné de manière séquentielle les pré-entraînements MLM et KB, ce
qui risque d’introduire un biais en faveur des objectifs les plus récents, étant donné la tendance de tels
modèles de langue d’oublier des informations précédemment apprises (Korbak et al., 2021). Dans les
prochaines étapes de ce travail, nous comptons mélanger les séquences d’entraînement en provenance
du métathésaurus avec celles provenant des corpus du texte libre, et faire apprendre les modèles
avec une fonction objectif mixte (Hao et al., 2020; Yao et al., 2019). La continuation de ce travail
comprendra également l’élargissement de l’éventail des objectifs supplémentaires ; nous étudierons
l’impact de la prédiction des liens entre les concepts du graphe, ainsi que la classification des concepts
par rapport à leurs catégories sémantiques dans l’ontologie UMLS. Enfin, il est important de noter la
limitation des tâches d’évaluation en termes de taille des corpus et de granularité et d’exhaustivité
des catégories d’entités considérées. Les travaux futurs impliqueront aussi des évaluations sur la
reconnaissance des entités d’une granularité plus riche ainsi que d’autres types de tâches d’évaluation
du domaine du traitement du langage clinique.
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