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Résumé — Cet article présente une méthode d’apprentissage par transfert & noyau, sous un modele de mélange gaussien a k classes pour les
données d’entrée. En s’appuyant sur les avancées récentes de la théorie des matrices aléatoires, nous proposons de nouvelles perspectives dans
les schémas d’apprentissage par transfert pour les cas difficiles, par exemple, ici, lorsque les statistiques de premier ordre de toutes les classes
de données coincident. L’article montre que la distribution asymptotique de la fonction de décision LS-SVM est gaussienne pour toute fonction
a noyau. En conséquence, un schéma d’optimisation est proposé pour minimiser le taux d’erreur de classification. Nos résultats théoriques sont
corroborés par des simulations, puis appliqués avec succes au contexte de 1’apprentissage par transfert pour la classification d’images PolSAR.

Abstract — This article analyzes a kernel-based transfer learning method, under a k-class Gaussian mixture model for the input data. Following
recent advances in random matrix theory, we propose new insights in transfer learning schemes for challenging cases, when the first order
statistics of all data classes coincide. The article proves the asymptotic normality of the LS-SVM decision function for any smooth kernel
function. As a result, an optimization scheme is proposed to minimize the classification error rate. Our theoretical results are corroborated

through simulations and then successfully applied to the context of transfer learning for PoOISAR image classification.

1 Introduction

En apprentissage automatique classique, les tiches sont gé-
néralement traitées séparément. Cette approche ne tient toute-
fois pas compte de la similarité potentiellement élevée entre les
taches. L’apprentissage par transfert vise a exploiter les infor-
mations contenues dans une tiche (source) pour aider & amélio-
rer les performances de généralisation d’une autre tiche (tar-
get); voir [1] et [2] pour des tutoriels détaillés et diverses inter-
prétations des méthodes actuelles.

Cet article se concentre spécifiquement sur une version least-
square support vector machine (LS-SVM) de 1’apprentissage
par transfert, telle que présentée dans [3]. Cette derniere consiste
a partager une partie de I’hyperplan de séparation dans les taches
sources et target, puis a résoudre une optimisation SVM pa-
rallele pour les deux tiches, sous cette contrainte d’hyperplan
partagé. Malgré la simplicité de la méthode, la compréhen-
sion du comportement et des performances de I’apprentissage
par transfert reste trés empirique. La question du choix appro-
prié des hyperparametres du SVM est particulierement fonda-
mentale afin d’éviter le redoutable probleme du transfert néga-
tif, par lequel 1’optimisation de la tache source entrave plutdt
qu’elle n’aide la tiche target.

De premieres percées ont été réalisées récemment dans [4, 5]
en supposant un modele statistique de grande dimension, en
utilisant les avancées modernes en matiere de matrice aléatoire.
Le présent article exploite ces récentes découvertes pour géné-

raliser le modele LS-SVM a un mécanisme d’apprentissage par
transfert kernel LS-SVM, naturellement approprié pour traiter
des structures de données complexes. Plus précisément, 1’ar-
ticle fournit une analyse théorique généralisant le modele [6, 5]
a un modele de données avec différentes structures de cova-
riance pour chaque classe de données.

Nos principales contributions peuvent étre résumées comme
suit : (i) dérivation de la performance asymptotique de 1’ap-
prentissage par transfert LS-SVM dans I’hypothese de données
nombreuses et de grande dimension; (ii) analyse de la relation
entre les structures des matrices de covariance dans toutes les
classes de données (source et farget) et le fonctionnement in-
terne de ’apprentissage par transfert; (iii) application a la clas-
sification des images SAR polarimétriques.

2 Modeéele et hypotheses
2.1 Modéele des données

Soit {(x1,¥1)s - - -, (Xn, yn)} un ensemble de n échantillons
provenant de k classes, avec x; € RP et y; € {lq,...,0;}
pour £, € R I’étiquette associée a la classe C,. Nous définis-
SonS Y = [y1,...,yn] et € = [l1,...,¢]".Onnotey = J £
avec, J = [j1,...,jk), ot jo = {6(y; = L)}, estle vec-
teur indicateur ! de la classe C, de cardinalité n,. On définit
en outre ¢, = ng/npoura € {1,....k}, ¢ = [c1,...,cx]"

i

1. 6(.) estle symbole de Kronecker



P£I,-11,1TetP. 2 1 JTPJ = Diag(c) — cc'.

L’ensemble de données est divisé entre un sous-ensemble
target, qui contient des échantillons provenant exclusivement
de deux classes et un sous-ensemble source, qui contient tous
les autres échantillons, souvent nombreux, par rapport au sous-
ensemble rarget.

Notre probleme pratique est de classer de nouvelles données
inconnues dans 1I’une des deux classes target tout en bénéficiant
de I’existence des données sources étiquetées. On notera 77 et
T les deux classes target d’intérét, les k — 2 restantes étant des
classes sources. La tache qui nous intéresse est donc la classi-
fication dans les classes Cr, et Cr,, avec 11,15 € {1,...,k},
tout en s’entrainant sur tous les échantillons disponibles, c’est-
a-dire en incluant les données sources au processus d’entraine-
ment. Afin de simplifier 1’analyse, nous nous concentrons, sans
perte de généralité, sur le cadre de & = 4 classes (dans la suite,
nous désignerons ces indices de classe par S1, 11, S2, T2) : Cpy
et Cr, du coté de la cible et Cg, et Cg, du coté de la source.
L’extension a un scénario multi-classes est cependant immé-
diate. On pourrait imaginer un scénario a kr classes target et
kg classes sources, en imaginant une extension one versus all
du cas binaire.

Les performances de classification sur Cr, et Cr, vont na-
turellement dépendre fortement de la similarité de distribution
des données dans les classes sources. Cette similarité est carac-
trisée par la matrice noyau K, dont les entrées sont définies par
Ki; = f (xi — x;||*/p), ot f : R — Rest la fonction noyau.

2.2 Décision par le LS-SVM

La méthode LS-SVM [7] a pour but de prédire I’étiquette
de classe ¢« des données entrantes x, grice a un apprentissage
effectué sur le jeu de données d’entrainement X = {x;}!"_;, en
concevant un hyperplan de séparation w ' ¢o(x) + b entre Cr, et
Cr,, qui est défini par le probléme d’optimisation :

n

. gl 2
L = |w|*+ < ; 1
argmin. Lw,e) = [w|? + ng (1)
telque e; =y, —w' p(x;)—b,i=1,....,n
ou 7y > 0 est un hyperparametre qui pénalise I’erreur de prédic-
tion par rapport a la complexité potentielle du modele. La ré-
solution de (1) par la méthode du multiplicateur de Lagrange o

conduit a la solution W = [p(x1) - - -

N

ou
1,1}
« Q<In-|-Q)YQ(yb1n)
17Q1, @
, — aQy
- 17Q1,
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avec K = {p(x;)7 ga(xj)}ij et Q = (K—i— %In) . En
utilisant le kernel trick, on remplace K par K = {f(||x; —
;|2 /p)}7 o etk(x) = {f(Ix = x;11*/p)}j=s-

e(xn)] @ = Zl aip(Xi),

Etant donnés « et b, une nouvelle donnée x est alors classée
dans les classes C, en fonction de la valeur de la fonction de
décision

9(x) = > aip(x) () + b= aTk(x) +b. ()

Pour classifier des données target, le seuil de décision de
g(x) est a définir, ce que nous verrons dans la section 3, en
s’appuyant sur sa distribution asymptotique. En régime grande
dimension, la plupart des méthodes d’apprentissage statistique,
y compris le LS-SVM, considerent que les algorithmes fonc-
tionnent dans un régime p < n. Avant de passer aux résultats
principaux de 1’apprentissage par transfert LS-SVM, quelques
hypotheses techniques supplémentaires sont nécessaires pour
se placer dans un régime de classification non trival.

2.3 Régime non trivial et hypotheses
Nous supposons que, pour a € {1,...,k}:

Xi=p+\pwi,

ol g =0€RPetw; ~N(0,p~tC,) avec C, € RP*P une
matrice symétrique définie non-négative. Dans cet article, nous
nous focaliserons donc sur le probleme non trivial de séparation
de données centrées, i.e. p = 0.

Pour éviter des résultats triviaux, nous supposons, comme
dans [8, 5], que les statistiques de classe satisfont certaines
conditions de taux de croissance entre les matrices de cova-
riances des données.

x; €C, si

1 .
En posant C° £ ~ E ng C, et en définissant le parametre
n

a=1

2 . . .
72 ZtrC° > 0, il a été montré dans [8] que, pour tout 7 # 7 :
p

p_1||xi — xj||2 —-r230 pour tout 7 # j, 4

Ce phénomene (problématique) de concentration de la distance
permet d’approximer asymptotiquement f(||x; — x;||*/p) par
un développement de Taylor d’ordre deux de f autour de 7.
On supposera ici que la fonction noyau f est au moins trois
fois dérivable dans un voisinage de 7. Ainsi, le comportement
asymptotique de I’apprentissage par transfert LS-SVM dépen-
dra fortement des deux premieres dérivées de f autour de 7.

Les performances de classification des LS-SVM en haute
dimension dépendront fortement de la nature de la fonction
noyau. Cette caractéristique devient adaptable a différents pro-
blemes donnés comme exploré dans [8] et [5] pour une diffé-
rence évanescente des moyennes entre les classes.

Dans un cadre statistique classique, les caractéristiques du
cadre SVM ont fait de I’analyse de ses performances une tiche
difficile. Les performances des SVM ont été étudiées avec dif-
férentes approches (en introduisant la dimension VC [9] ou
I’interprétation bayésienne [10]) en gardant p et n fixes. L’ana-
lyse asymptotique récente menée dans [5] a ouvert la porte
a des pistes d’amélioration pour le cadre LS-SVM. Mainte-
nant, nous avons ’intention de mener le méme type d’analyse
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FIGURE 1 — Evaluation des performances par A/ (FE,, V,) pour

les classes Cr, (en bleu) et Cr, (en rouge).

asymptotique afin d’explorer le fonctionnement interne entre
les données source et cible dans un contexte d’apprentissage
par transfert. Les performances de classification des LS-SVM
en haute dimension dépendent fortement de la nature de la
fonction noyau. Cette caractéristique devient adaptable a diffé-
rents problémes donnés comme exploré dans [8]. Avec les hy-
potheses précédentes, nous sommes maintenant capables d’ef-
fectuer une analyse technique de notre probléme d’apprentis-
sage par transfert LS-SVM en haute dimension.

3 Résultats asymptotiques

Afin d’évaluer les performances du classifieur et I’impact
des données sources dans I’ensemble d’apprentissage, lorsque
n,p — 00, notre objectif est de fournir une approximation de
g(x) dans ce régime. La solution (e, b) de (2) est une fonc-
tion de y et de Q. Comme Q) n’est pas directement accessible,
nous procédons en deux étapes : (i) en exploitant les résultats
de [8], nous exploitons une "linéarisation" asymptotique tech-
niquement commode de K, (ii) qui permet ensuite d’effectuer
un développement de Taylorlsur Q autour de son terme domi-
nant (f(T) 1, 1]; + % In) . En procédant comme dans [5],
nous obtenons ensuite des approximations précises, dans un
cadre asymptotique, pour « et b. Dans le cas d’applications
du papier, nous nous concentrons sur la classification de don-
nées a vecteur moyenne nul (et donc seulement discriminées
par les covariances de classe). Conformément aux remarques
faites notamment dans [8] et [5]. nous avons démontré qu’il
était plus intéressant d’utiliser des noyaux vérifiant f’(7) = 0.

En posant :
te = p Y?2tr(Cu—C°), t=1[ts,....tx], (5
tca = [tr(CaCy),...,tr(CuCp)]", (6)
T = [tci, . ..tcrl, M=[uy,...,p], @)
m, = p L f(1)tta+ 2077 [ (7) e, ®)
W, = p° (f"(r))" tt" trC2, ©)
Cr = —2p2f"(1)c" TP, (10)

le résultat principal de [5] s’étend comme suit :

Théoreme 1 (Approximation Gaussienne) Soit x € C,,a €
{T1,T>}. En considérant vérifides les hypothéses enoncées, la
loi asymptotique de g(x) défini par (3) est donnée par :

Ve (g(x|x€C) —Ea) SN(0,1), (1)

out la moyenne E, et la variance V , sont définis comme
B, = ¢4+~ P,m, +~Cr, (12)
V, = 29%¢"P,W,P.0, (13)

Ce théoréme nous permet de pouvoir caractériser les perfor-
mances de classification pour les deux classes (voir Fig. 1). On
est ramené a une séparation uni-dimensionnelle de deux gaus-
siennes. On peut ainsi également caractériser le seuil de déci-
sion optimal qui permet de séparer les classes Cr, et Cr,. Sion
désigne par s le seuil de décision d’appartenance a la classe,
I’erreur de classification P, est donnée par
1

§(P(g(x)>s\x€CTl)+ P(g(x) <s|xe€Cr)).

Avec le résultat du Theoreme 1 et apres quelques manipula-
tions 2, on peut définir le seuil * optimal s,,; de classification
entre les deux variables gaussiennes G; ~ N(Er,,Vr,) et
Go ~ N (Er,,VT,) qui minimise la probabilité P, :

ETQVTl - ET1VT2 _ (VT1VT2)1/2 >
VTl - VTQ VTl - VTZ

[(Er, —E1,)*+ (Vo, = V1,) (In(Vr,) — In(Vr,))]

Dans ce régime spécifique, la probabilité d’erreur asymptotique
va dépendre des labels. Il est ainsi possible d’établir des stra-
tégies optimales d’étiquetage des données apres avoir étudié
leurs caractéristiques les unes par rapport aux autres.

P.=

Sopt =

1/2

4 Classification d’images PolSAR

L’approche d’apprentissage par transfert que nous proposons
est ici appliquée a un probleme de classification de terrain pour
des images polarimétriques de radar a ouverture synthétique

2. On peut minimiser la probabilité d’erreur en dérivant Pe(z) =
1/2(P(g(x) >s|x€Cr)+ P(g9(x) <s|x€Cr)), g(x) ayant
une distribution gaussienne, on a acces explicitement & P (z) et dériver.

3. La question d’un seuil optimal basée sur les concentrations des classes
ayant déja été étudiée dans [5], nous nous concentrons sur le cas de classes
équilibrées.
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FIGURE 2 — Classification entre deux zones cibles (Targetl et
Target2) d’une image SAR polarimétrique de Bretigny fournie
par ’ONERA a1’aide zones sources (Sourcel et Source2). p =
54, n = 2000 (1000 par classe).

FIGURE 3 — Haut : Vérité terrain. Bas : Classification LS-SVM

(PolSAR). Un exemple visuel est représenté sur la Figure 2 ou
I’objectif est de séparer les deux classes de terrain présentées.
Les vecteurs moyens statistiques (empiriques) des deux classes
sont ici tres proches. Les données SAR étant complexes (deux
canaux) et polarimétriques (trois canaux), la taille des vecteurs
de données réelles est p. = 6. En concaténant ces données dans
une petite fenétre spatiale carrée de taille p,, = 3 X 3 pixels,
le vecteur caractérisant chaque pixel a finalement la taille p =
PcPzy = 54.

L’utilisation de deux zones spatiales adjacentes définit les
deux ensembles finaux de données Cr, , Cr, etCg, , Cg,. Confor-
mément aux hypotheses de 2.3, les données utilisées (source et
target) sont ici toutes centrées (a vecteur moyenne nulle) et on
utilisera comme fonction noyau f(z) = (z — 7)2, telle que
f(r)=0.

Les performances de 1’algorithme sont bonnes pour la ma-
jeure partie des pixels de I’'image. On constate une dégradation
des résultats homogene en bas de I’'image. Cela pourrait étre dii
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FIGURE 4 — Densités de probabilité des classes Cr, et Cr,

a la différence d’angle pendant 1’acquisition des données par le
radar.

Les valeurs de la fonction de décision pour les données sont
affichées en Fig. 4. On constate que sur des données réelles, les
valeurs se répartissent également selon deux gaussiennes. Mal-
gré une adéquation plus faible au modele gaussien cela permet
d’avoir acces a la probabilité d’erreur de classification ainsi que
le seuil de classification optimal.

5 Conclusion

Cet article propose une méthodologie améliorée d’appren-
tissage par transfert LS-SVM pour séparer des classes ayant
des moyennes statistiques égales. Notre analyse souligne éga-
lement I’importance d’une analyse asymptotique pour anticiper
les performances de 1’algorithme. Nous avons pu illustré la per-
tinence de I’approche sur des données PolSAR réelles.

Notre travail propose par conséquent de nouvelles perspec-
tives dans le domaine de 1’apprentissage par transfert, et il ouvre
la voie a des améliorations réalisables dans ce cadre élémen-
taire de LS-SVM.
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