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Construction d’un jeu de données d’apprentissage adapté
pour la reconstruction 3D par stéréophotométrie
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Résumé – La stéréophotométrie est une technique de reconstruction 3D de la surface d’un objet, à partir de plusieurs images de celui-ci, prises
du même point de vue mais avec différents angles d’éclairage. Dans cet article, une revue des méthodes récentes de stéréphotométrie est d’abord
proposée. Dans un second temps, nous définissons un ensemble de contraintes à suivre pour la génération d’un jeu de données d’apprentissage
pertinent, utilisable pour l’apprentissage de réseaux de neurones convolutionnels dédiés à la stéréophotométrie. Nous illustrons l’importance de
la variabilité de ce jeu de données, avec des exemples comparatifs de reconstruction de champs de normales.

Abstract – Photometric stereo is a technique for the 3D-reconstruction of the surface of an object, from several images of it, shot from the
same point of view but with different lighting angles. In this paper, a review of recent photometric stereo methods is proposed. Then, a set of
constraints is defined, to allow the generation of a relevant dataset for the training of convolutional neural networks dedicated to photometric
stereo. The importance of the variability of such a dataset is finally illustrated, with comparative examples of normal fields reconstruction.

1 Contexte

La stéréophotométrie est une technique de reconstruction 3D
permettant d’estimer la normale en chaque point de la surface
d’un objet, à l’aide de m ⩾ 3 photographies de cet objet,
prises depuis le même point de vue mais avec des directions
d’éclairage différentes. La carte de normales ainsi estimée peut
ensuite être intégrée en une carte de profondeur représentant le
relief (altitude de chaque point), comme cela est présenté sur la
Fig. 1. Les premiers travaux dans ce domaine [22] ont consid-
éré le cas idéal d’une surface parfaitement lambertienne, c’est-
à-dire dont la réflectance est caractérisée par un scalaire ap-
pelé l’albédo. Or, les images de la plupart des objets du monde
réel exhibent des effets lumineux d’une grande diversité, qui ne
sont pas bien prédits par la loi de Lambert. En particulier, leur
réflectance comporte le plus souvent une composante spécu-
laire, conférant un aspect brillant à la surface imagée. Cette
composante spéculaire met généralement en défaut la résolu-
tion classique de la stéréophotométrie.
Pour tenir compte des reflets spéculaires, trois grandes familles
de méthodes ont été développées dans la littérature. La résolu-
tion classique de la stéréophotométrie a d’abord été étendue
à des modèles de fonctions de distribution de la réflectance
bidirectionnels (BRDF) plus généraux, comme par exemple le
modèle de Torrance et Sparrow [8]. Une autre approche con-
siste à traiter les spécularités comme des données aberrantes
et à recourir à des techniques d’estimation robuste [11]. Plus
récemment, les méthodes fondées sur l’apprentissage profond
par réseaux de neurones se sont imposées comme les plus effi-
caces pour gérer ce type de surface [4, 18, 20]. C’est dans ce
contexte que s’inscrit le travail que nous présentons ici.

FIG. 1: Principe de la stéréophotométrie. À partir d’un ensemble
d’images prises sous des directions d’éclairage différentes (à gauche),
une carte de normales peut être estimée (au centre), de laquelle on
peut déduire une carte de profondeur par intégration. Dans ce travail
nous nous intéressons à l’amélioration des techniques neuronales pour
l’estimation des normales.

La qualité des résultats obtenus par les approches fondées sur
l’apprentissage profond repose sur deux facteurs principaux :
1. la qualité de la base d’apprentissage, qui doit être la plus
représentative possible de la diversité des phénomènes lumineux
observables ; 2. l’architecture du réseau, qui doit assurer une
bonne capacité de généralisation sur de nouvelles données.
Ici, nous contribuons à améliorer ce premier facteur : nous
élaborons un nouveau jeu de données synthétique adapté, et
montrons qu’entraîner un des réseaux de l’état de l’art en stéréo-
photométrie sur ces nouvelles données induit un gain signifi-
catif dans la précision des cartes de normales estimées. Ce
jeu de données est disponible en accès libre, pour favoriser
une recherche ouverte et reproductible. En section 2, une vue
d’ensemble des techniques existantes de stéréophotométrie par
apprentissage est proposée. Nous introduisons les règles de
génération de notre base d’apprentissage en section 3, suivie
d’une comparaison quantitative des performances obtenues.



2 Revue de l’état de l’art

Les techniques d’apprentissage profond pour la stéréophoto-
métrie reposent sur l’utilisation de réseaux de neurones con-
volutionnels. Généralement, une architecture de réseaux pure-
ment convolutionnels requiert un nombre donné (fixe) d’images
d’entrées. Mais en stéréophotométrie, le nombre d’images varie
car il dépend du mode opératoire de l’acquisition. Pour éviter
d’avoir à entraîner un modèle de réseau différent pour chaque
nombre possible d’images d’éntrées, deux alternatives ont été
proposées dans la littérature : la première consiste à utiliser
une carte d’observation (observation map) [16, 23], qui projette
toutes les observations correspondant à un même pixel sous des
éclairages différents dans un espace de taille fixe - typiquement
un hémisphère échantillonné. Le but d’une carte d’observation
est donc de faire un “résumé” de taille fixe des informations
contenues dans un ensemble de taille variable d’images. La
deuxième alternative consiste à recourir à un module de pool-
ing [4, 12, 14, 21], qui aggrège les différentes caractéristiques
de chaque image extraites par des couches préalables de con-
volution (Fig. 2). Cela permet d’obtenir des caractéristiques
d’images de taille fixe à partir d’un nombre variable d’images
d’entrées. Différentes méthodes de pooling peuvent être con-
sidérées. Il est montré dans [5] que le max pooling se mon-
tre plus performant que l’average pooling dès que le nombre
d’images est supérieur à 16. Ce dernier a en effet tendance à
sur-lisser les caractéristiques saillantes et à être trop sensible
aux régions des images ayant peu d’intérêt. À l’inverse, il a
été montré dans [13] que le max pooling peut parfois ignorer
une grande partie des caractéristiques extraites des images, qui
peuvent être pourtant pertinentes.

FIG. 2: Architecture neuronale utilisée dans [4] pour la stéréopho-
tométrie calibrée. L’estimation d’une carte de normales (à droite) est
réalisée à partir d’images d’entrées (à gauche) qui concatènent les
images en couleurs (compensées au préalable par les intensités lu-
mineuses) et les directions d’éclairage associées.

Ici, nous nous focalisons sur la résolution du problème de la
stéréophotométrie calibrée, c’est-à-dire que nous supposons
connues les différentes orientations de la source lumineuse,
et que nous compensons les images par les intensités asso-
ciées à chacune des images. Lorsque les orientations des lu-
mières sont inconnues, on parle de stéréphotométrie non cali-
brée. Le problème de la stéréophotométrie non calibrée a été
étudié dans [4] et [15], et partiellement résolu en définissant un
réseau de neurones préalable de prédiction de l’orientation de
l’éclairage associé à chaque image. Ces données estimées ali-
mentent ensuire un second réseau qui, lui, résout le problème
de la stéréophotométrie calibrée. Pour nos expériences, nous
reprenons l’architecture neuronale de [4] pour l’estimation de
la normale dans le cas calibré. Cette architecture, présentée
en Fig. 2, est divisée en trois modules distincts : un module
d’extraction de caractéristiques (à gauche), un module d’aggré-
gation de ces caractéristiques (au centre), et un module de ré-
gression qui prédit la carte de normales (à droite). Notons que
le module d’extraction traite chaque couple image/direction de
manière totalement indépendante. L’orientation de la lumière
(vecteur de R3) est représentée sous forme d’une imagette cou-
leur, concaténée à l’image associée. L’image résultante con-
stitue l’entrée de l’extracteur de caractéristiques.

3 Une base d’apprentissage améliorée

Il est en pratique difficile d’acquérir une grande base de don-
nées d’images réelles, accompagnées de vérités terrains 3D
pour les objets photographiés. Pour cette raison, les techniques
de stéréophotométrie par apprentissage statistique reposent en
général sur l’utilisation de bases de données d’objets 3D syn-
thétiques, notamment les bases “Blobby”, “Structure” intro-
duites dans [5] et ”CyclePS” dans [10].

Bases d’apprentissages existantes. La base de données Blobby
est composée de 10 formes géométriques, chacune observée
depuis 1296 points de vue distincts. Comme son nom l’indique,
les formes présentes dans Blobby sont lisses et régulières (Fig. 3a).
Le jeu de données Structure est, quant à lui, constitué d’objets
à géométries complexes contenant des détails fins (Fig. 3b).
Il comporte 8 objets, imagés de 1387 à 6874 points de vue.
Pour simuler des surfaces avec une réflectance lumineuse non
lambertienne, un matériau de la base MERL [17] est tiré aléa-
toirement, et appliqué lors de chaque rendu, fournissant au to-
tal 25920 échantillons pour Blobby et 59292 pour Structure.
Dans les deux cas, chaque échantillon est imagé sous 64 direc-
tions lumineuses différentes, sélectionnées aléatoirement sur
l’hémisphère (Fig. 4b). Enfin, la base CyclePS [10] est égale-
ment composée d’objets complexes, mais ne contient que 18
objets imagés depuis 10 vues (Fig. 3c). Le nombre de matéri-
aux disponible est, par contre, conséquent, puisque la réflectance
paramétrique Disney’s principled BSDF [3] est utilisée, ce qui
permet de faire varier la couleur, la rugosité ou la proportion
de réflectance spéculaire, etc.), et ainsi de générer une quasi-
infinité de matériaux différents pour habiller ces objets 3D.
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FIG. 3: Exemples d’images des jeux de données de l’état de l’art
Blobby, Structure et CyclePS, et des deux jeux de données proposés
dans cet article (GREYC Blobby et GREYC Object).

x

y

z

(a) Répartition de DiLiGenT

x

y

z

(b) Répartition aléatoire.

FIG. 4: Distribution des directions d’éclairage dans le jeu de données réelles
DiLiGenT, et exemple d’une distribution aléatoire. L’axe z correspond à l’axe
optique de l’appareil photographique, l’objet imagé se situant aux coordonnées
(0, 0, 0).

Variabilité de la géométrie et des matériaux. En pratique, on
peut remarquer que tous ces jeux de données synthétiques man-
quent de diversité en terme de géométrie et de textures. Par ex-
emple, bien que la base Structure soit composée d’objets com-
plexes, tous ces objets sont des statues. De même, le nombre de
matériaux différents de la base de matériaux MERL n’est que de
100, ce qui est nettement insuffisant pour modéliser l’immense
diversité des matériaux présents dans la nature. On peut donc
penser qu’une plus grande diversité de formes et de matériaux
dans les images de la base d’apprentissage s’avèrerait béné-
fique pour l’entraînement de réseaux de neurones pour la stéréo-
photométrie. C’est ce que nous montrons dans la suite de cet
article. Pour ce faire, nous créons notre propre pipeline de
génération de données images pour l’apprentissage des réseaux.
En pratique, nous utilisons le logiciel Blender [6] et son moteur
de rendu Cycles. Nous générons deux jeux de données : GR-
EYC Blobby contient des objets avec des surfaces lisses, et GR-
EYC Object des objets complexes présentant des discontinuités
fortes, des arêtes, des coins, etc. Notre version de Blobby com-
porte 3000 objets distincts, générés par la somme de potentiels
gaussiens aléatoires, suivi d’une extraction d’iso-surfaces par
l’algorithme du Marching Cubes. Les 56 objets plus détaillés
sont des maillages 3D provenant du site Sketchfab [2]. Pour
permettre l’apprentissage de surfaces non lambertiennes, plus
de 1100 matériaux différents, extraits du site Ambientcg [1],
sont appliqués aléatoirement sur les objets (soit bien plus que
les 100 matériaux de Structure et Blobby). Des exemples d’im-
ages issues de ces bases sont illustrées en Fig. 3d,e. Dans un
but de reproductibilité de nos résultats, nous mettons aussi à
disposition le code de génération de ces deux bases [9].

Sélection des éclairages. Pour valider la pertinence de nos
jeux de données, et pour vérifier que les modèles entraînés sur
ces données synthétiques sont en capacité de généraliser sur
des images réelles, nous évaluons les performances de recon-
struction sur le jeu de données réelles DiLiGenT [19]. Cette
base contient 10 objets différents, pris depuis le même point
de vue sous 96 éclairages différents (Fig. 4a). Pour chaque
objet photographié, la vérité terrain (cartes de normales) a été
obtenue via la mesure de la profondeur par un scanner laser.
Cela permet de mener une évaluation quantitative sur des don-
nées réelles. Nous aurions également pu utiliser le jeu de don-
nées de validation SynthPS [7], mais celui-ci est composé d’ima-
ges synthétiques. Afin de limiter le biais lié à une différence de
variabilité entre les éclairages utilisés pour la base d’apprentissage
et pour le jeu de validation, les images de nos jeux de don-
nées sont générées avec les mêmes 96 directions d’éclairage
que celles définies par DiLiGenT, en ajoutant cependant un
bruit léger sur les coordonnées 3D de la source lumineuse, afin
de rendre le modèle plus robuste à une possible imprécision
de positionnement des sources. De même, pour permettre aux
jeux de données d’être représentatifs de différentes conditions
d’éclairages, l’intensité lumineuse de la source est également
choisie de manière aléatoire. Le tableau 1 récapitule les car-
actéristiques des bases existantes, et de celles que nous pro-
posons.

TAB. 1: Tableau récapitulatif des caractéristiques des différentes bases
d’apprentissage utilisables en stéréophotométrie

# objets # vues # total échantillons # éclairages # matériaux
Blobby 10 1 296 25 920 64 100
Structure 8 1387-6874 59 292 64 100
CyclePS 18 10 180 1 300 90 000
GREYC Blobby 3000 5 15 000 96 1 100
GREYC Object 56 267 15 000 96 1 100

4 Comparaison des performances

La mesure de performance de reconstruction 3D est réalisée en
mesurant l’erreur angulaire moyenne (en degrés) sur l’orientation
des normales estimées. Le tableau 2 résume les performances
obtenues en entraînant le réseau avec les jeux de données de la
colonne de gauche et en le validant sur chacun des jeux de don-
nées. On peut tout d’abord remarquer que l’erreur moyenne
lors de la validation sur les jeux Blobby est plus faible que
sur les autres jeux de données, ce qui paraît logique au vu
de la simplicité des formes présentes dans Blobby. La valida-
tion est plus pertinente si elle est menée sur le jeu de données
réelles DiLiGenT. Sur ce jeu de validation, les résultats sem-
blent quantitativement similaires si l’on entraîne sur Blobby ou
sur Structure (resp., sur GREYC Blobby ou GREYC Object).
Mais en réalité, les résultats obtenus en apprenant uniquement
sur les Blobby sont sur-lissés, comme cela est illustré quali-
tativement sur l’exemple du Buddha de DiLiGenT et sur une
pièce de monnaie de RealRTI (Fig. 5). Enfin, les résultats
s’améliorent lorsque les bases d’apprentissage sont combinées.
En effet, l’entraînement en parallèle sur GREYC Object et GR-



EYC Blobby donne de meilleurs résultats qu’un entraînement
séparé sur GREYC Object ou GREYC Blobby (et de même pour
Blobby et Structure).
Surtout, le modèle entraîné sur l’ensemble des jeux de données
(existants et proposés) est plus performant que ceux entrainés
uniquement sur les bases existantes ou celles proposées. Ceci
est clairement visible par l’évaluation sur les données réelles de
DiLiGenT : ajouter nos données aux bases couramment utilisés
permet de diminuer l’erreur moyenne de 9.25 degrés à 8.79
degrés, soit un gain appréciable de 6%.

TAB. 2: Erreur moyenne angulaire obtenue selon le jeu de données utilisé
pour l’entraînement (première colonne) ou la validation (colonnes deux à six).
L’écart type est donné entre parenthèses. Les jeux de données sont nommés
par acronymes. DB1 : Structure, DB2 : Blobby, DB3 : GREYC Blobby, DB4
: GREYC Object. Dans l’état de l’art l’apprentissage est réalisé sur DB1 +
DB2. Augmenter cette base avec nos jeux de données (DB1 + DB2 + DB3
+ DB4) permet une amélioration significative des résultats sur données réelles
(en gras).

Structure Blobby GREYC
Blobby

GREYC
Object

DiLiGenT

DB1 8.44 5.06 10.9 15.39 9.38 (4.05)
DB2 9.24 3.34 10.7 16.75 10.12 (4.09)
DB3 14.76 13.52 3.03 11.03 11.9 (3.82)
DB4 16.33 16.53 5.69 8.56 11.26 (3.42)
DB1+DB2 9 5.20 11.24 15.84 9.25 (3.80)
DB3+DB4 13.48 14.65 3.46 7.22 11.24 (3.30)
DB1+DB2 8.74 4.91 4.72 9.48 8.79 (3.39)
+DB3+DB4

FIG. 5: De gauche à droite : une des images d’entrée, carte de normales
obtenue lorsque l’apprentissage est réalisé sur Structure, et carte de normales
obtenue lorsque l’apprentissage est réalisé sur Blobby, pour deux objets réels
issues des jeux de données DiLiGenT (en haut) et RealRTI (en bas).
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