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Notations 

     Soit � une matrice � × � symétrique définie positive appelée métrique, <. , . > le produit scalaire et  

‖. ‖ la norme induits par �. Pour des vecteurs dans ℝ
, �-orthogonaux et �-normés signifient 

respectivement orthogonaux et normés par rapport à la métrique �. On rappelle qu’une matrice � × �  

B est �-symétrique si �� est symétrique ; alors � a p valeurs propres réelles et il existe une base �-

orthonormée de ℝ
 formée de vecteurs propres de �. Soit ℝ
∗ l’espace dual de ℝ
. Soit ‖�‖ la norme 

spectrale de �. On note т la transposée de la matrice . On note �∙� une suite de matrices ou de vecteurs 

ou de réels selon le contexte. On utilise l’abréviation p.s. pour “presque sûrement”.  
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1 Approximation stochastique de vecteurs et valeurs propres 

1.1       Formulation  

 

     Dans le cas d’un flux de données ou de données massives que l’on traite séquentiellement, on peut 

utiliser des algorithmes d’approximation stochastique pour estimer en ligne, par exemple, les paramètres 

d’une fonction de régression (par exemple, Lalloué, Monnez, Albuisson, 2022), des centres de classe en 

classification non supervisée (Cardot, Cénac, Monnez, 2012), des composantes principales d’une ACP 

(par exemple, Cardot, Degras, 2018). Les vecteurs de données entrants sont utilisés pour actualiser 

l’estimation courante jusqu’à la convergence vers le paramètre à estimer. Quand on utilise ce type de 

processus, il n’est pas nécessaire de stocker les données et, en raison de la simplicité relative des calculs 

à effectuer, on peut utiliser un plus grand nombre de données que pour une méthode non séquentielle 

dans le même temps de calcul. De plus, ce type de méthode utilise moins d’espace mémoire qu’une 

méthode non séquentielle (Balsubramini, Dasgupta, Freund, 2013).  

     Dans ce contexte, considérons le problème de l’estimation par un processus récursif de vecteurs 

propres et des valeurs propres correspondantes par ordre décroissant de l’espérance mathématique �-

symétrique inconnue � d’une matrice aléatoire � × �. Beaucoup d’articles ont été consacrés à ce 

problème dans le cas où � est une matrice symétrique (� =  �) ou une matrice �-symétrique, la 

métrique � étant connue. Citons parmi d’autres les algorithmes de Benzécri (1969), Krasulina (1970), 

Oja (1982), Karhunen et Oja (1982), Oja et Karhunen (1985), Brandière (1994, 1995, 1998), Brandière 

et Duflo (1996) et Duflo (1997) dans le cas de l’ACP. Oja et Karhunen (1985) ont démontré la 

convergence p.s vers un vecteur propre unitaire ��, correspondant à la plus grande valeur propre simple 

�� de �, du processus (Xn) défini récursivement au pas � par ���� = �������� �‖�������� �‖, en supposant les 

matrices aléatoires ��, � ≥  1, mutuellement indépendantes d’espérance mathématique � et presque 

sûrement bornées (‖��‖ ≤ $ ∈ ℝ��, &� > 0, ∑ &� = ∞, ∑ &�*+�,�+�,� < ∞. Ils ont démontré la 

convergence de processus -��. /, 1 ≤ 0 ≤ �, du même type pour estimer, après orthonormalisation, des 

vecteurs propres �. correspondant aux valeurs propres �. de � en ordre décroissant.  
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     L’hypothèse d’indépendance des matrices aléatoires �� peut ne pas être vérifiée, par exemple dans 

l’ACP en flux d’un vecteur aléatoire 1 dans ℝ
 étudiée dans le paragraphe 2, lorsque l’espérance 

mathématique de 1 et la métrique 2 dans ℝ
 sont estimées en ligne. En utilisant des méthodes de 

démonstration différentes, Monnez et Skiredj (2021) ont étudié deux cas où les matrices �� ne sont pas 

indépendantes, le premier lorsque 34��|6�7 converge p.s. vers �, 6� étant la tribu engendrée par 

��, … , ��9�, le second lorsque �� converge p.s. vers � ; dans cet article, des résultats d’expériences 

dans le cas de l’ACP en flux montrent que les processus prenant en compte au pas � toutes les 

observations de 1 jusqu’à ce pas dans la  définition de �� convergent en général plus rapidement que 

les processus classiques prenant en compte une ou un mini-lot d’observations.  

     Nous donnons dans le paragraphe 1.2 un théorème de Monnez (2022) qui étend et généralise des 

résultats précédents - la matrice � n’est pas nécessairement l’espérance mathématique d’une matrice 

aléatoire, la métrique � est supposée inconnue et les matrices �� non indépendantes - et s’applique aux 

processus prenant en compte à chaque pas un mini-lot d’observations ou toutes les observations 

jusqu’au pas courant. 

1.2       Convergence presque sûre d’une extension du processus de Oja  
 

     Soit ��, … , �
 les valeurs propres en ordre décroissant d’une matrice �-symétrique B inconnue et 

pour 0 ∈  :1, … , �;, �. un vecteur propre �-normé correspondant à �.. Soit ���� une suite de métriques 

aléatoires dans ℝ
, <. , . >� le produit scalaire et ‖. ‖� la norme induits par ��. Pour 0 ∈ :1, … , <;, < ≤
�, considérons les processus -�=�. /, ->=�./, -��. / dans ℝ
 tels que, pour � ≥ 1 : 

>=���. = �� + &�����=�. , 

�=���. = >=���. − ∑ 〈>=���. , ����B 〉�������B ,   ����. =  =�DEF
G =�DEF G�DEBH. . 

Le <-uplet de vecteurs ������ , … , ����I � est obtenu par une orthonormalisation de Gram-Schmidt par 

rapport à ���� de ->=���� , … , >=���I /. Les hypothèses sur �, respectivement ��, &�, ��, ��. , sont notées 

H1, respectivement H2, H3, H4, H5. Supposons : 

(H1a) � est �-symétrique. (H1b) Les r plus grandes valeurs propres de � sont simples. 
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(H2a) Pour tout �, � + &��� est inversible.  

(H3a) &� > 0, ∑ &� = ∞, ∑ &�*+�+� < ∞.   (H4) �� → �, ∑ &�‖�� − �‖ < ∞+�  p.s. 

(H5) ��. , 0 ∈ :1, … , <;, est une variable aléatoire absolument continue par rapport à la mesure 

de Lebesgue, indépendante de la suite ����. 

     Considérons le processus de moyennisation pondérée �K�� dans l’ensemble des matrices � × � et 

pour 0 ∈ :1, … , <;, < ≤ �, le processus réel -Λ�. /, tels que, pour � ≥ 1 : 

K��� = �1 − &��K� + &���, K� = 0. Pour &� = �
� , K��� = �

� ∑ �..��  

Λ���. = < K�������. , ����. >���. 
Faisons l’hypothèse H2b sur K� : 

(H2b) K� → �, ∑ &�‖K� − �‖+� < ∞, ∑ &�‖�K��� − ����‖+� < ∞ p.s. 

Un modèle de corrélation entre les matrices aléatoires �� est défini par cette hypothèse. Notons que, 

dans le cas vectoriel, ce modèle a été utilisé par exemple par Ljung, Pflug, Walk (1992) et Monnez 

(1991, 2006). 

Théorème 1.1. Sous les hypothèses H1a,b sur �, H2a sur ��, H2b sur K�, H3a sur &�, H4 sur �� et 

H5 sur ��. , pour 0 ∈ :1, … , <;, ��.  converge vers �. ou −�., Λ�.  converge vers �., ∑ &�M< ���. , ��. >�−+�
�.M < ∞ et ∑ &�+� MΛ�. − �.M < ∞ p.s. 

     La démonstration est dans (Monnez, 2022). Notons que, dans le cas déterministe où la matrice � est 

connue et �� = �, il est facile de démontrer que �� converge vers �� ou −�� lorsque �� n’est pas 

orthogonal à ��, ce qui est vérifié presque sûrement sous l’hypothèse H5.  

1.3       Corollaires 

 

     Donnons des conditions suffisantes sur �� qui impliquent l’hypothèse H2b sur K�. Les 

démonstrations des lemmes sont dans (Monnez, 2022). 

     6� étant la tribu engendrée par ��, ��, ���, ��*, �*, … , ��9�� , ��9�* , ��, supposons  

�� = ��� + ��* avec 34��*|6�7 = 0 p.s. 

K� = K�� + K�* avec K���. = �1 − &��K�. + &���. , 0 ∈ :1,2;, K�� + K�* = 0. 
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Faisons les hypothèses : 

(H2c) ∑ &� ‖��� − �‖+� < ∞ p.s.    (H2d) 34��*|6�7 = 0 p.s., OP��34‖��*‖*7 < ∞. 

(H2e) ∑ &�G�K���� − ����*G+�,� < ∞ p.s.    (H2f) OP��‖��*‖ < ∞ p.s.  

(H3b) &� > 0, ∑ &� = ∞, ∑ &�
Q
R+�+� < ∞, ��

 ��DE ≤ 1 + S&� + S�, S ∈ 70,24, S� ≥ 0, ∑ S� < ∞+� .  

     Notons que l’hypothèse H3b implique H3a et que, pour &� = �
�T, H3b est vérifiée à partir d’un certain 

rang �U pour 
*
V < W < 1 et si & > �

* pour W = 1.  

Lemme 1.1. Sous les hypothèses H2c sur ��� et &� > 0, &� = X�1�, ∑ &� = ∞+� , on a : K�� → B, 

∑ &�‖K�� − �‖ < ∞+� , ∑ &�G�K���� − �����G <+�  ∞ p.s. ; pour K�* = 0, l’hypothèse H2b est vérifiée.  

Lemme 1.2. Sous les  hypothèses H2d sur ��*, H3a sur &� et 
��

 ��DE ≤ 1 + S&� + S�, S ∈ 70,24, S� ≥ 0, 

∑ S� < ∞+� , on a : K�* → 0 p.s., ∑ &�34‖K�*‖*7 < ∞+� , ∃ $ > 0: 34‖K�*‖*7 ≤ $&� ; si ∑ &�V/* < ∞+� , 

∑ &�‖K�*‖ < ∞+�  p.s. 

Lemme 1.3. Sous les hypothèses H2c sur ���, H2d sur ��*, H3b sur &�, on a : K� → �, 

∑ &�‖K� − �‖+� < ∞ p.s. ; si de plus H2e ou H2f sur ��* est vérifiée, ∑ &�‖�K��� − ����‖ < ∞+�  p.s. 

     A partir de ces lemmes, on déduit des corollaires du théorème 1.1. Soit A l’ensemble des hypothèses 

H1a,b sur B, H2a sur ��, H3b sur &�, H4 sur ��, H5 sur ��. . 

1) Cas général 

     D’après le lemme 1.3, l’hypothèse H2b est vérifiée sous H2c, H2d, H2e ou H2f, H3b ; on a alors : 

Corollaire 1.1. Sous A, H2c sur ���, H2d sur ��*, H2e ou H2f sur ��*, on a les conclusions du théorème 

1.1. 

2) Cas du théorème de convergence de Oja et Karhunen 

     Soit ��� = �, ��* = �� − �, K�� = �, alors K�� = � for � ≥ 1. Les hypothèses H2c,e sont vérifiées. 

Corollaire 1.2. Sous les hypothèses A, 34��|6�7 = � et OP��34‖�� − �‖*7 < ∞, on a les conclusions 

du théorème 1.1. 
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     Ce corollaire s’applique en particulier au cas où les matrices �� sont mutuellement indépendantes et 

d’espérance mathématique �. C’est une extension du théorème 2 de Oja et Karhunen (1985), démontré 

par la méthode de l’EDO (équation différentielle ordinaire) en supposant � = �, les < plus grandes 

valeurs propres de � positives et ‖��‖ ≤ $ p.s. 

3) Cas où 34��|6�7 converge p.s. vers � 

     Soit ��� = 34��|6�7, ��* = �� −  34��|6�7. Alors 34��*|6�7 = 0. 

Corollaire 1.3. Sous les hypothèses A,  ∑ &�‖34��|6�7 − �‖+� < ∞ p.s., OP��34‖�� −  34��|6�7‖*7 <
∞ et OP��‖�� −  34��|6�7‖ < ∞ p.s., on a les conclusions du théorème 1.1. 

     Ce corollaire, qui s’applique lorsque 34��|6�7 converge p.s. vers �, est une extension du théorème 

1i et du corollaire 2i de Monnez et Skiredj (2021), qui ont été démontrés en utilisant une méthode de 

Duflo (1997, p. 343) et des arguments d’algèbre extérieure, en supposant � connue, il existe $ > 0 tel 

que OP��‖��‖ < $ p.s., ∑ &�34‖34��|6�7 − �‖7+� < ∞ et une autre hypothèse non utilisée ici.  

4) Cas où �� converge p.s. vers � 

     Soit ��� = ��, ��* = 0, K�* = 0, alors K�* = 0 pour � ≥ 1. D’après le lemme 1.1, l’hypothèse H2b 

est vérifiée sous H2c et H3a. D’après le théorème 1.1, ∑ &�M< ���. , ��. >�− �.M < ∞+�  p.s. ; sous H4, 

comme ∑ &�‖�� − �‖ < ∞+�   d’après H2c, ∑ &�M< ����. , ��. >�− �.M+� < ∞ p.s. 

Corollaire 1.4. Sous les hypothèses A avec H3b remplacée par H3a et ∑ &� ‖�� − �‖+� < ∞ p.s., on a 

les conclusions du théorème 1.1 et pour 0 ∈ :1, … , <;, ∑ &�M< ����. , ��. >�− �.M < ∞+�  p.s. 

     Ce corollaire, qui s’applique lorsque l’on dispose d’une suite de matrices aléatoires �� convergeant 

p.s. vers �, est une extension du théorème 1ii et du corollaire 2ii de Monnez et Skiredj (2021), qui ont 

été démontrés en utilisant le théorème de Robbins et Siegmund (1971) et des arguments d’algèbre 

extérieure, en supposant � connue. 

5) Définition d’autres processus 

     Par exemple, supposons que les matrices aléatoires �� soient i.i.d. avec 34��7 = � et 34‖��‖*7 <
∞. Soit �� = �

� ∑ �.�� . Alors 34��7 = �, 34‖�� − �‖*7 = \ ]�
�^, �� → � p.s. En supposant ∑ ��

√� < ∞+� , 
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on a ∑ &�‖�� − �‖+� < ∞ p.s. Si l’on définit les processus - �̀./ en remplaçant �� par �� dans la 

définition des processus -��. /, on peut appliquer le corollaire 1.4 à ces nouveaux processus. 

     De même, d’après le lemme 1.3, sous H2c, H2d et H3b, on a K� → �, ∑ &�‖K� − �‖+� < ∞ p.s. Si 

l’on définit les processus - �̀./ en remplaçant �� par K� dans la définition des processus -��. /, on peut 

appliquer le corollaire 1.4 à ces nouveaux processus.
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2 Analyse en composantes principales (ACP) d’un flux de données 

2.1       Formulation  

 

     Soit 1�, … , 1
 les composantes d’un vecteur aléatoire 1 dans ℝ
 défini sur un espace probabilisé 

�Ω, b, P� et d = 34�1 − 3417��1 − 3417�т7 sa matrice de covariance. Soit 2 une métrique dans ℝ
 

définissant une distance entre deux observations de 1, qui peut dépendre de la loi de 1. 

Formulation de l’ACP. Pour e ∈ :1, … , <;, < ≤ �, déterminer au pas e une combinaison linéaire des 

composantes centrées de 1, Kf = gfh�1 − 3417�, gf  ∈  ℝ
∗, qui soit non corrélée à K�, … , Kf9� et de  

variance maximale sous la contrainte gfh29� gf = 1. 

Définition 2.1. La combinaison linéaire des composantes centrées de  1 déterminée au pas e de l’ACP 

est appelée la lième composante principale. 

     Nous avons donc à maximiser la forme quadratique ghdg sous les contraintes ghdgB = 0, i ∈
:1, … , e − 1;, et gh29�g = 1. On établit aisément que : 

Proposition 2.1. gf est un vecteur propre 29�-normé de la matrice 29�-symétrique � = 2d 

correspondant à sa lième plus grande valeur propre �f, qui est la variance de la lième composante 

principale. Pf = 29�gf  est un vecteur propre M-normé de la matrice 2-symétrique d2 correspondant 

à la même valeur propre �f. 

     Pf = 29�gf maximise Ph2d2P = Ph234�1 − 3417��1 − 3417�т72P = 34��1 − 3417�h2P�*7 
sous les contraintes Ph2PB = 0 (P est 2-orthogonal à PB), i ∈ :1, … , e − 1;, et Ph2P = 1 (P est 2-

normé). Pour tout j ∈ Ω, �1�j� − 3417�h2Pf est l’abscisse de la projection de 1�j� − 3417 sur l’axe 

�3417, Pf�.  

Définition 2.2. L’axe �3417, Pf� d’origine 3417 et de vecteur directeur 2-normé Pf est appelé le lième 

axe principal. 

Proposition 2.2. Le sous-espace engendré par P�, … , PI maximise 34‖k�1 − 3417�‖*7, k étant 

l’opérateur de projection 2-orthogonale sur un sous-espace de dimension < contenant 3417. 
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     Un cas particulier d’ACP est l’ACP normée, lorsque 2 est la matrice diagonale des inverses des 

variances des composantes de 1. L’ACP normée revient à utiliser des données standardisées, i.e. des 

observations de 2E
R�1 − 3417�, et la métrique identité, donc donne la même importance à chacune des 

composantes de 1.  

2.2       Approximation stochastique des composantes principales de l’ACP 
 

     Soit -1��, … , 1�lE , … , 1��, … , 1�l� , … / une suite d’observations i.i.d. de 1 (flux de données) ; 

1��, … , 1�l� sont introduites au pas � des processus. Soit 1̅� la moyenne de l’échantillon 

-1��, … , 1�l�/ et d� sa matrice de covariance, d� = �
n� ∑ ∑ 1.B1.Bт − 1̅�lFB,��.,� 1̅�т, o� = ∑ p.�.,�  ; soit 

2� un estimateur de 2 déterminé récursivement à partir de cet échantillon. 

     Soit ���� une suite de métriques aléatoires dans ℝ
 convergeant presque sûrement vers � = 29�, 

<. , . >� le produit scalaire et ‖. ‖� la norme induits par ��. Pour 0 ∈ :1, … , <;, définissons les processus  

->=�./, -�=�. /, -��. / et -Λ�. /, l’orthonormalisation au pas � étant faite par rapport à la métrique ���� : 

>=���. = �� + &�����=�. ,   �=���. = >=���. − ∑ 〈>=���. , ����B 〉�������B ,   ����. =  =�DEF
G =�DEF G�DE

,BH.  

K��� = �1 − &��K� + &���, K� = 0,   Λ���. = < K�������. , ����. >���, avec 

�� = 2�-j���q�� − 1̅�1̅�т� + j*��q*� − 1̅�1̅�т�/ = 2��j��q��+j*�q*� − 1̅�1̅�т�, 
q�� = �

n� ∑ ∑ 1.B1.BтlFB,��.,� ,  q*� = �
l� ∑ 1�B1�Bт ,l�B,�  j�� ≥ 0, j*� ≥ 0, j�� + j*� = 1.  

�� est une combinaison convexe de deux matrices. Des poids différents variant dans le temps sont 

affectés à l’ensemble des observations passées et à celui des observations courantes. Pour j*� = 0, les 

observations passées et courantes de 1 sont prises en compte au pas �, pour j�� = 0 seules les p� 

observations  courantes le sont. Supposons : 

(H1a) � est �-symétrique. (H1b) Les r plus grandes valeurs propres de � sont simples. 

(H2a) Pour tout �, � + &��� est inversible.  

(H3a) &� > 0, ∑ &� = ∞, ∑ &�*+�+� < ∞.  
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(H3b) &� > 0, ∑ &� = ∞, ∑ &�
Q
R+�+� < ∞, ��

 ��DE ≤ 1 + S&� + S�, S ∈ 70,24, S� ≥ 0, ∑ S� < ∞+� .  

(H3c) &� > 0, ∑ &� = ∞, ∑ ��
√� < ∞,+� ∑ &�*+�+� < ∞. 

(H4) �� → �, ∑ &�‖�� − �‖ < ∞+�  p.s. 

(H5) ��. , 0 ∈ :1, … , <;, est une variable aléatoire absolument continue par rapport à la mesure 

de Lebesgue, indépendante de la suite ����. 

(H6a) 2� → 2 p.s.   (H6b) ∑ &�‖2� − 2‖ < ∞+�  p.s. 

(H7a) 1 a des moments d’ordre 4.  (H7b) 1 est p.s. bornée.  

     Notons que H3b implique H3c.  

     Soit �� = ��� + ��* avec ��* = j*�2�q*� − 3411т7�,  

��� = � + �2� − 2�-j���q�� − 1̅�1̅�т� + j*��q*� − 1̅�1̅�т�/ + j��2�q�� − 3411т7� −
2�1̅� − 3417�1̅�т − 23417�1̅� − 3417�т. 

     Sous H7a, 1̅� → 3417, q�� → 3411т7 p.s., 34‖1̅� − 3417‖7 = \-1/√�/, 34‖q�� − 3411т7‖7 = 

\-1/√�/ ; comme ∑ ��
√� < ∞+� , ∑ &�‖1̅� − 3417‖+� < ∞, ∑ &�‖q�� − 3411т7‖ < ∞+�  p.s. Donc, sous  

H3c, H6b et H7b, ∑ &� ‖��� − �‖+� < ∞ p.s. De plus, 34��*|6�7 = 0 et, sous H7b, ‖��*‖ est p.s. bornée, 

donc les hypothèses H2d,f sont vérifiées. Lorsque j*� = 0 pour tout �, H7b peut être remplacée par 

H7a, �� → � sous H6a et H7a, donc 〈����. , ��. 〉� → �. lorsque ��. → ±g. p.s. En appliquant les 

corollaires 1.1 et 1.4, on obtient :  

Théorème 2.1. Sous H1b sur �, H2a sur ��, H3b sur &�, H4 sur ��, H5 sur ��. , H6a,b sur 2� et H7b 

sur 1, pour 0 ∈ :1, … , <;, ��.  converge vers g. ou −g., Λ�.  converge vers �., ∑ &�M< ���. , ��. >�−+�
�.M < ∞, ∑ &�+� MΛ�. − �.M < ∞ p.s. Lorsque j*� = 0 pour tout �, on a les mêmes conclusions avec  

l’hypothèse H3b remplacée par H3c et  H7b par H7a ; de plus, pour 0 ∈ :1, … , <;, 〈����. , ��. 〉� converge 

vers �.,  ∑ &�M〈����. , ��. 〉� − �.M < ∞+�  p.s.  

     Notons que, lorsque j*� = 0 pour tout �, l’hypothèse H7b, “1 est p.s. bornée”, n’est pas demandée. 
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3 Analyse canonique généralisée (ACG) d’un flux de données 

3.1       Formulation  

     On utilise une formulation probabiliste de l’analyse canonique généralisée (generalized canonical 

correlation analysis, gCCA) définie par Carroll (1968). 

     Soit un vecteur aléatoire 1 dans ℝ
, défini sur un espace probabilisé �Ω, b, P�, dont l’ensemble des 

composantes est partitionné en s sous-ensembles de variables aléatoires réelles :1t�, … , 1tIu;, v ∈
:1, … , s;, ∑ <t = �wt,� . Soit 1t le vecteur aléatoire dans ℝIu dont les composantes sont 1t�, … , 1tIu , 

et dt = dXx&<41t7 la matrice de covariance de 1t, d = dXx&<417 celle de 1, dt. = dXx&<41t , 17 la 

matrice de covariance 3y-1t − 341t7/�1 − 3417�тz, v ∈ :1, … , s;. Supposons : 

(H7c) Il n’y a pas de relation affine entre les composantes de 1. 

Alors les matrices dt , v ∈ :1, … , s;, et d sont inversibles.  

Formulation de l’ACG. Pour e ∈ :1, … , <;, < ≤ min-<�, … , <w/, déterminer au pas e une combinaison 

linéaire de variance 1 des composantes centrées de 1, Kf = ~fт�1 − 3417�, non corrélée à  K�, … , Kf9�, 

appelée lième composante générale, et pour v ∈ :1, … , s;, une combinaison linéaire de  variance 1 des 

composantes centrées de 1t , �ft = -�ft/т-1t − 341t7/, appelée lième composante canonique du kième 

sous-ensemble de variables, qui maximisent ∑ �*-Kf , �ft/wt,� , � désignant un coefficient de corrélation 

linéaire.  

     Nous verrons que deux cas particuliers de l’ACG sont l’ACP normée (<t = 1 pour tout v) et 

l’analyse canonique  (s = 2). 

3.2       Interprétation de l’ACG comme une ACP 

     L’espace �*�Ω, b, P� est muni du produit scalaire 〈�, >〉 = 34�>7. Pour v ∈ :1, … , s;, soit Πt 

l’opérateur de projection orthogonale sur le sous-espace de �*�Ω, b, P� engendré par les composantes 
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centrées de 1t. Soit ~f = --~f�/т … -~fw/т/т,  ~ft ∈ ℝIu , v ∈ :1, … , s;. Soit 2 la métrique diagonale par 

blocs dans ℝ
 dont le kième bloc diagonal est -dt/9�
.  

     Supposons que Kf soit déterminée ; alors :   

∑ �*-Kf , �ft/wt,�  max ⟺  �*-Kf , �ft/ = gXO*-Kf, �ft/ max, v ∈ :1, … , s; 

⟺  �ft = �u��
G�u��G, v ∈ :1, … , s;. 

Proposition 3.1. Pour e ∈ :1, … , <;, ~f est un vecteur propre d-normé de la matrice � = 2d 

correspondant  à sa lième plus grande valeur propre �f = ∑ �*-Kf , �ft/wt,�  et, pour v ∈ :1, … , s;, 

--~ft/тdt~ft/� *⁄  �ft =  -~ft/т-1t − 341t7/ . On a Kf = ∑ --~ft/тdt~ft/� *⁄  �ftwt,� . 

     La démonstration est dans le paragraphe 3.4.  

     Donc pour e ∈ :1, … , <;, la lième composante générale de l’ACG de 1, Kf = ~fт�1 − 3417�, de 

variance 1, est colinéaire à la lième composante principale de l’ACP de 1 avec la métrique 2, 

gfт�1 − 3417�, de variance �f, et ~f = ��
���. Un cas particulier de l’ACG est l’ACP normée lorsque <t =

1 pour tout v, la métrique diagonale 2 étant celle des inverses des variances des composantes de 1. 

3.3       Approximation stochastique des composantes générales et canoniques de l’ACG 

     Soit -1��, … , 1�lE , … , 1��, … , 1�l� , … / une suite d’observations i.i.d. de 1 avec 1.B =
]-1.B� /т … ]1.Bw ^т^т

, 1.Bt �<t , 1�, v ∈ :1, … , s; ; le mini-lot -1��, … , 1�l�/ est introduit au pas � des 

processus. Pour v ∈ :1, … , s;, soit 1̅�t la moyenne de l’échantillon -1��t , … , 1�l�t / de 1t, d�t =
�

n� ∑ ∑ 1.Bt -1.Bt /т − 1̅�tlFB,��.,� -1̅�t/т
, o� = ∑ p.�.,� , sa matrice de covariance, calculées récursivement.  

     Soit ���� la matrice diagonale par blocs d’ordre � dont le kième bloc diagonal est d�t. La matrice �� 

est symétrique définie positive à partir d’un certain rang. Sous l’hypothèse H7a, d�t → dt a.s., 

3yGd�t − dtGz = \ � �
�n�� = \ ] �

√�^, car o� ≥ �. Comme ∑ ��
√� < ∞+�  sous H3c, ∑ &�Gd�t − dtG <+�
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∞ p.s. Donc �� → 29�, ∑ &�‖���� − 29�‖ < ∞+�  et ∑ &�‖�� − 29�‖ < ∞+�  p.s. ; l’hypothèse H4 

est vérifiée.  

     Soit 2� la matrice diagonale par blocs d’ordre � dont le kième bloc diagonal est 2�t défini ci-après. 

Pour v ∈ :1, … , s;, pour obtenir une estimation de 2t = -dt/9�
 solution de l’équation dt� = �, 

définissons le processus d’approximation stochastique -2�t , � ≥ 1/ tel que : 

2�t = 2�9�t − &�-d�t2�9�t − �/ ; donc 2� = 2�9� − &������2�9� − ��. 

D’après (Monnez, 2022, Théorème 2), les hypothèses H6a,b sur 2� sont vérifiées : 

Théorème 3.1. Sous les hypothèses &� > 0, &� = X�1�, ∑ &� = ∞+�  et H7a,c, 2� → 2 et 

∑ &�‖2� − 2‖+� < ∞ p.s. 

     Définissons les processus ->=�./, -�=�. /, -��. /, -Λ�. /, 0 ∈ :1, … , <;, comme pour l’ACP : 

>=���. = �� + &�����=�. ,   �=���. = >=���. − ∑ 〈>=���. , ����B 〉�������B ,   ����. =  =�DEF
G =�DEF G�DE

,BH.  

K��� = �1 − &��K� + &���, K� = 0,   Λ���. = < K�������. , ����. >���, avec 

�� = 2�-j���q�� − 1̅�1̅�т� + j*��q*� − 1̅�1̅�т�/ = 2��j��q��+j*�q*� − 1̅�1̅�т�, 
q�� = �

n� ∑ ∑ 1.B1.BтlFB,��.,� ,  q*� = �
l� ∑ 1�B1�Bт ,l�B,�  j�� ≥ 0, j*� ≥ 0, j�� + j*� = 1.  

     En appliquant le théorème 2.1 avec l’hypothèse complémentaire H7c, on obtient :   

Théorème 3.2. Sous H1b, H2a, H3b, H5 et H7b,c, pour 0 ∈ :1, … , <;, ��.  converge vers g. = ��.~.  ou 

−g., Λ�.  converge vers �., ∑ &�M< ���. , ��. >�− �.M < ∞+� ,  ∑ &�+� MΛ�. − �.M < ∞ p.s. Lorsque  j*� =
0 pour tout �, on a les mêmes conclusions avec l’hypothèse H3b remplacée par H3c et H7b par H7a ;  

de plus, pour 0 ∈ :1, … , <;, 〈����. , ��. 〉� → �., ∑ &�M〈����. , ��. 〉� − �.M < ∞+�,�  p.s. 

     Au pas �, on obtient une estimation séquentielle de g. et �., donc de ~.. On peut estimer 341t7 par 

1̅�t et dt par d�t, donc estimer les composantes générales et canoniques de l’ACG. 
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3.4       Démonstration de la proposition 3.1 

    Rappel. Soit >, ��, … , �
 des éléments de l’espace �*�Ω, b, P� des variables aléatoires réelles de 

moment d’ordre deux fini, muni du produit scalaire 〈�, q〉 = 34�q7. Soit � = ��� … �
�т. Soit ‖. ‖ la 

norme vectorielle euclidienne usuelle. Soit Π l’opérateur de projection orthogonale sur le sous-espace 

de �* engendré par ��, … , �
. Dans la régression linéaire au sens des moindres carrés de > par rapport 

à ��, … , �
, on détermine le vecteur $ de dimension � tel que 34�> − $т��*7  soit minimale. On a : 

Lemme 3.1. On suppose les composantes de � linéairement indépendantes. Alors : 

34�> − $т��*7 p0� ⇔ $т� = Π> ⇔  $ = �34��т7�9�34�>7. 
     ΠtKf est obtenu en faisant la régression linéaire de Kf = ~fт�1 − 3417� par rapport aux  composantes 

centrées de 1t: ΠtKf = -$ft/т-1t − 341t7/ avec  

$ft = -dt/9�3y-1t − 341t7/Kfz =  -dt/9� 3y-1t − 341t7/�1 − 3417�тz~f = -dt/9�dt.~f. 

                               ∑ gXO*-Kf , �ft/wt,� = ∑ gXO*-Kf , ΠtKf/wt,� = ∑ 34KfΠtKf7wt,� =
              ∑ ~fт3y�1 − 3417�-1t − 341t7/тz$ft =wt,� ~fт ∑ -dt./т-dt/9�dt.wt,� ~f = ~fтd2d~f .  
Ainsi ~f maximise ~тd2d~ sous les contraintes ~тd~B = 0, i ∈ :1, … , e − 1; (Kf n’est pas corrélée  à  

K�, … , Kf9�) et ~тd~ = 1 (Kf est de variance 1). Par conséquent, ~f est un vecteur propre d-normé de 

la matrice 29�-symétrique � = d9�d2d = 2d correspondant à sa lième plus grande valeur propre �f 

= ~fтd2d~f =  ∑ gXO*-Kf , �ft/wt,� . Donc Kf = ~fт�1 − 3417�, de variance 1, est colinéaire à la lième 

composante principale gfт�1 − 3417� de l’ACP de 1 avec la métrique 2 de variance �f, et ~f = ��
���.  

     Soit ~f = --~f�/т … -~fw/т/т, ~ft ∈ ℝIu , v ∈ :1, … , s;. Kf = ∑ -~ft/т-1t − 341t7/wt,� . 

     Comme 2d~f = �f~f, ΠtKf = ]-dt/9�dt.~f^h -1t − 341t7/ =  �f-~ft/т-1t − 341t7/. 

     �ft = �u��
G�u��G = 

-��u/т-�u9�y�uz/
 �-��u/т-�u9�y�uz/� = -��u/т-�u9�y�uz/

]-��u/т�u��u^
ER

 , Kf = ∑ --~ft/тdt~ft/E
Rwt,�  �ft. 
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4 Analyse canonique (AC) d’un flux de données 

4.1       Formulation 

     On considère l’analyse canonique de deux ensembles de variables aléatoires réelles. Soit � et q deux 

vecteurs aléatoires dans ℝ
 et ℝw respectivement définis sur un même espace probabilisé. Soit les 

matrices de covariance d� = 34�� − 34�7��� − 34�7�т 7, d* = 34�q − 34q7��q − 34q7�т 7, d�* =
34�� − 34�7��q − 34q7�т 7, d*� = �d�*�т. On suppose qu’il n’y a pas de relation affine entre les 

composantes de 1 = ]�q^.  

Formulation de l’AC. Pour e ∈ :1, … , <;, < ≤ p0���, s�, déterminer au pas e une combinaison linéaire 

des composantes centrées de �, �f = �fт�� − 34�7�, et une combinaison linéaire des composantes 

centrées de q, �f = �fт�q − 34q7�, de variance 1, non corrélées respectivement à ��, … , �f9� et 

��, … , �f9�, appelées respectivement lième composante canonique en R et en S, qui maximisent le 

coefficient de corrélation linéaire ���f , �f�. 

     Soit ` = �d��9�d�* et � = �d*�9�d*�. 

Proposition 4.1. �f est un vecteur propre d�-normé de la matrice d�-symétrique `� et �f un vecteur 

propre d*-normé de la matrice d*-symétrique �`, correspondant à la même lième plus grande valeur 

propre of = �*��f , �f�, et �f = �
�n� `�f, �f = �

�n� ��f. 

     La démonstration est dans le paragraphe 4.4.  

4.2 Interprétation de l’AC comme une ACG  

     Considérons l’ACG du vecteur aléatoire 1 = ]�q^ dans ℝ
�w. Soit d la matrice de covariance de 1 

et Kf = ~fт�1 − 3417�, e ∈ :1, … , <;, < ≤ p0���, s�, la lième composante générale de variance 1 de 

l’ACG. D’après la  proposition 3.1, ~f est un vecteur propre d-normé correspondant à la lième plus grande 

valeur propre �f de la matrice 
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� = 2d = ��d��9� 0
0 �d*�9�� ] d� d�*

d*� d* ^ = � �
 �d��9�d�*
�d*�9�d*� �w � = ��
 `

� �w�. 

Proposition 4.2. ��f�f� , e ≤ p0� ��, s�, est un vecteur propre de � correspondant à la lième plus grande 

valeur propre �f = 1 + ���f , �f� ; on a ��f�f� = �2�f ~f, �f + �f = �2�f  Kf ; �f et �f sont les lièmes 

composantes canoniques respectivement en � et q de l’ACG de Z. 

     La démonstration est dans le paragraphe 4.4. 

4.3       Approximation stochastique des composantes canoniques de l’AC  

     Pour estimer en ligne ~. et �. pour 0 ∈ :1, … , <;, on utilise pour l’ACG de 1 = ]�q^ les processus 

-��. /, -Λ�. / ou -〈����. , ��. 〉�/ lorsque j*� = 0 pour tout �, définis dans le paragraphe 3.3. Sous les 

hypothèses du théorème 3.2, ��.  converge p.s. vers g. = ��.~. = �
√* ��.�.�, Λ�.  ou 〈����. , ��. 〉� vers �. =

1 + ���., �.�. 

4.4 Démonstrations 
 

Démonstration de la proposition 4.1 

     1) On ne prend pas en compte dans un premier temps les conditions de non-corrélation. Soit Π�, 

respectivement Π*, l’opérateur de projection orthogonale sur le sous-espace de �*�Ω, b, P� engendré 

par les composantes centrées de �, respectivement q.  

     Au pas e, on cherche un couple ��f, �f� tel que ���f, �f� = gXO��f , �f� soit maximal.  

     Pour �f fixé, �f = �fт�q − 34q7� est colinéaire à Π*�f obtenu en effectuant la régression linéaire de 

�f par rapport à q − 34q7 : �f = �R��
��  avec Wf = ‖Π*�f‖ = gXO��f, �f� = ���f , �f� ; Π*�f = 

Wf�fт�q − 34q7� avec, d’après le lemme 3.1 : 

Wf�f = �d*�9�34�q − 34q7��f7 = �d*�9�34�q − 34q7��� − 34�7�т7�f = �d*�9�d*��f = ��f. 

     De même, pour �f fixé, �f = �fт�� − 34�7� est colinéaire à Π��f obtenu en effectuant la régression 

linéaire de �f par rapport à � − 34�7 : �f = �E��
��  avec Wf�f = `�f. Donc : 
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�f = �
�� `�f = �

��R `��f et �f = �
��R �`�f. 

     f� et g� sont respectivement vecteurs propres de `� et �` correspondant à la même valeur propre  

of = Wf* =  �*��f , �f�, f� = �
�n� `�f, �f = �

�n� ��f.  

     2) `� et �` sont de rang min ��, s�. Les vecteurs propres de la matrice d�-symétrique `� =
�d��9�d�*�d*�9�d*� correspondant à des valeurs propres supposées distinctes sont d�-orthogonaux : 

pour e ≠ i ≤ min ��, s�, �fтd��B = 3y�f�Bz = 0, �f et �B ne sont pas corrélées.  

     Donc, pour e ∈ :1, … , <;, �f vérifiant �fтd��B = 0, i ∈ :1, … , e − 1; et maximisant ���f , �f� est un 

vecteur propre d�-normé de `� correspondant à la lième plus grande valeur propre of = �*��f , �f�. De 

même, �f est un vecteur propre C*-normé de �` correspondant à la même valeur propre.   

Démonstration de la proposition 4.2 

     Comme �f = �
�n� `�f et �f = �

�n� ��f :  

� ��f�f� = ��
 `
� �w� ��f�f� = -1 + �of/ ��f�f�. 

��f�f� , e ≤ min ��, s�, est un vecteur propre de � correspondant à la valeur propre 1 + �of. Notons que 

�−�f�f � , e ≤ min ��, s�, est un vecteur propre de � correspondant à 1 − �of. Les autres max��, s� −
min ��, s� valeurs propres de � sont égales à 1 : pour �� > s, �¤ = 0, ¤ ≠ 0�, � ]¤0^ = ]¤0^. Donc, la 

lième plus grande valeur propre de � est �f = 1 + �of   et ��f�f� est colinéaire au vecteur propre d-normé 

~f correspondant à �f.  

     Comme �fтd��f = 34��f�*7 = 1, �fтd*�f = 1 et �fтd�*�f = 34�f�f7 = ���f, �f� = �of, le carré de 

la d-norme de ��f�f� est égal à :  

��fт �fт� ] d� d�*
d*� d* ^ ��f�f� = �fтd��f + 2�fтd�*�f + �fтd*�f = 2 + 2�of = 2�f. 

Donc :  
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��f�f� = �2�f ~f,  ���f , �f� = �of = �f − 1, 

Kf = ~fт�1 − 3417� = �
�*�� ��fт �fт� �� − 34�7

q − 34q7 � = �
�*�� ��f + �f�. 

     �f = �fт�� − 34�7�, colinéaire à Π��f, et �f = �fт�q − 34q7�, colinéaire à Π*�f, sont donc 

colinéaires respectivement à Π�Kf et à Π*Kf et sont les lièmes composantes canoniques respectivement 

en � et q de l’ACG du vecteur aléatoire 1. 
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