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Résumé – Dans cet article, nous nous intéressons à la complétion d’une série temporelle d’images satellitaires multi-spectrales à partir d’une
série temporelle d’images satellitaires hyper-spectrales. Nous proposons pour cela une nouvelle approche d’apprentissage profond. Notre contri-
bution principale réside dans la tâche de complétion de l’erreur qui permet d’améliorer la qualité de complétion. Nous montrons que l’approche
proposée est capable de fournir des prédictions haute fidélité avec de meilleurs indices de qualités que les approches de la littérature, sur des
images réelles issues des bases de données CIA / LGC et Sentinel-2 / Sentinel-3.

Abstract – In this paper, we are interested in the completion of a time series of multi-spectral images from a time series of hyper-spectral
ones. To that end, we propose a new deep learning approach to that end. Our main contribution lies in the error completion task which allows to
improve the completion performance. We show that our proposed method is able to produce high fidelity predictions with better quality indices
than state-of-the-art methods on true images taken from the CIA / LGC database and Sentinel-2 / Sentinel-3 data.

1 Introduction
L’observation satellitaire de notre planète a connu des avan-

cées instrumentales significatives depuis plusieurs décennies.
Cependant, afin de maintenir un rapport signal-à-bruit (RSB)
constant, l’augmentation du nombre de bandes spectrales dans
les imageurs hyperspectraux se fait au détriment de la réso-
lution spatiale. Ainsi, notre planète est aujourd’hui observée
par des imageurs multi-spectraux et hyper-spectraux fournis-
sant respectivement une bonne résolution spatiale et spectrale.
De plus, la période d’échantillonnage de ces imageurs peut
aussi fortement varier. Par exemple, cette période est d’environ
5 jours pour les satellites Sentinel-2 (S-2) contre 1,4 jours pour
Sentinel-3 (S-3). Or, pour certaines applications comme l’ob-
servation marine côtière, il est nécessaire d’observer le milieu
avec une bonne résolution à la fois spatiale, spectrale et tempo-
relle. Malheureusement, aucun satellite aujourd’hui n’est ca-
pable de combiner ces trois propriétés. Par exemple, S-2 four-
nit une résolution spatiale variant de 10 à 60 m pour 13 bandes
spectrales alors que S-3 fournit une résolution spatiale de 300
m pour 21 bandes. Alors que la fusion d’images multi- et hyper-
spectrales acquises en même temps a été très étudiée [1, 2],
la complétion de séries temporelles d’images multi-spectrales

*Ce travail est financé par la SFR « Campus de la Mer » et par le CNES,
dans le cadre du projet TOSCA « OSYNICO ». Les expériences présentées
dans cet article ont été en partie réalisées sur la plate-forme de calcul scienti-
fique CALCULCO, gérée par le SCoSI de l’ULCO.

à partir d’images hyper-spectrales (aussi connue sous le nom
de fusion spatio-temporelle) l’a été beaucoup moins [3]. Nous
nous intéressons ici à ce dernier problème.

La littérature est principalement axée sur des méthodes pon-
dérées de filtrage [4], de krigeage [5] et de régression [6]. D’autres
techniques sont basées sur le démélange [7] ou sur l’apprentis-
sage de dictionnaires [8]. Enfin plus récemment, des approches
fondées sur l’apprentissage profond [9] et/ou sur les réseaux
antagonistes génératifs [10] ont été proposées. Dans cet article,
nous proposons une nouvelle méthode de complétion de série
temporelle d’images multi-spectrales basée sur l’apprentissage
profond. La structure de l’article est organisée comme suit.
Dans la section 2, nous introduisons le problème considéré et
notre méthode. Une validation expérimentale est fournie dans
la section 3 alors que nous concluons dans la section 4.

2 Problématique et méthode proposée
Dans cette section, nous introduisons le problème considéré

et la méthode développée. Plus précisément, nous considérons
deux séries temporelles d’images multi- et hyper-spectrales.
Nous supposons par ailleurs que (i) la période d’échantillon-
nage des images hyper-spectrales est plus petite que celle des
images multi-spectrales et que (ii) certaines images multi- et
hyper-spectrales sont acquises les mêmes jours. De plus, nous
supposons que pour une image multi-spectrale à l’instant t2,
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FIGURE 1 – Périodes d’échantillonnage considérées.

il existe deux paires d’images multi- et hyper-spectrales res-
pectivement acquises aux instants t1 et t3, et une image hyper-
spectrale acquise à l’instant t2. Plus précisément, nous notons
M(ti) et H(ti) les images respectivement multi- et hyper-spectrales
acquises à l’instant ti. Ainsi, comme dans [11] et comme on
peut le voir sur la figure 1, nous cherchons à estimer M(t2) à
partir de M(t1), M(t3), H(t1), H(t2) et H(t3).
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FIGURE 2 – Structure de la méthode proposée.

Pour résoudre ce problème, nous proposons une approche
d’apprentissage profond nommée CSTF (pour Completion Spatio-
Temporal Fusion en anglais). Cette approche est itérative (voir
figure 2) et est composée de deux blocs – un bloc de fusion et
un bloc de complétion d’erreur résiduelle – qui sont alternati-
vement lancés plusieurs fois. Un bloc de fusion est exécuté une
dernière fois pour fournir l’estimation de M(t2).

Le bloc de fusion est présenté sur la figure 3 et peut être vu
comme une extension à 5 images de la stratégie proposée dans
[9] qui utilise 3 images, c.-à-d. 2 images hyper-spectrales et 1
image multi-spectrale. Dans notre extension, nous estimons la
différence entre des paires d’images hyper-spectrales prises à
des instants adjacents, que nous concaténons ensuite avec les
images multi-spectrales disponibles pour prédire M(t2). Pour
cela, la fonction de perte considérée est l’erreur quadratique
moyenne entre l’image prédite et la cible.

Notre principale contribution réside dans le second bloc, pré-
senté en figure 4. En sortie du bloc de fusion, nous estimons
M(t2) et nous avons alors 3 images multi-spectrales qui peuvent
être comparées aux 3 images hyper-spectrales. En particulier,
en dégradant spatialement ces dernières et en considérant les
longueurs d’ondes communes avec les premières, nous obte-
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FIGURE 3 – Structure du bloc de fusion.
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FIGURE 4 – Structure du bloc de complétion d’erreur rési-
duelle.

nons des images comparables dont les différences sont utili-
sées pour améliorer l’estimation de M(t2), à la fois en terme
de contenu spatial et spectral, dans un autre bloc de fusion.

D’un point de vue mathématique, l’image M(t2) prédite dans
le bloc de fusion est liée aux données disponibles selon

M(t2) =h
(
f1
(
M(t1)

)
, f2

(
M(t3)

)
, f3(H(t3))− f4(H(t2)),

f5
(
H(t1)− f4(H(t2)

))
,

(1)

où ∀i = 1, . . . , 5, fi(·) est une fonction d’extraction de caracté-
ristique (composée d’une couche de convolution et d’une fonc-
tion d’activation ReLu) et h(·) est une fonction qui concatène
les caractéristiques des différentes (différnces des) images et
des réseaux résiduels. Il est à noter que durant le premier pas-
sage dans le bloc de fusion, nous traitons les images hyper-
spectrales pour prédire M(t2). Cependant, cette image prédite
est utilisée comme entrée du bloc de complétion d’erreur rési-
duelle dont les sorties sont utilisées comme les images hyper-
spectrales d’entrée du prochain passage du bloc de fusion.



Méthode PSNR SAM SSIM SCC UQI PSNR SAM SSIM SCC UQI
Tests avec 25 m de résolution spatiale (CIA / LGC) Tests avec 60 m de résolution spatiale (S-2 / S-3)

STARFM 24.2 0.6897 0.3974 0.1712 0.5357 17.7 0.9165 0.0531 0.0316 0.0692
DCSTFN 23.6 0.2187 0.7309 0.1211 0.7434 25.6 0.4090 0.1816 0.0214 0.0791

DMnet 24.0 0.2147 0.7421 0.2012 0.7529 19.2 0.4096 0.0555 0.0252 0.07382
DL-SDFM 21.4 0.2591 0.3146 0.0359 0.1720 30.1 0.4878 0.5037 -0.0023 0.0008

CSTF 36.4 0.1277 0.9215 0.5225 0.9701 32.9 0.7891 0.6372 0.0311 0.0748

TABLEAU 1 – Performances des méthodes testées pour les bases de données considérées.

Le bloc de complétion d’erreur résiduelle consiste en 3 fonc-
tions similaires gi(·) qui sont respectivement appliquées à M(ti)
et H(ti) pour i = 1, . . . , 3, selon

Hr(ti) = gi(H(ti),M(ti)) = H(ti)− f ′
i (M(ti)) , (2)

où f ′
i(·) est la fonction d’extraction de caractéristique de la i-

ème image multi-spectrale, et Hr(ti) est l’image hyper-spectrale
résiduelle qui est utilisée comme entrée du bloc de fusion sui-
vant, permettant d’y améliorer la prédiction de M(t2). Il est
à noter que chaque fonction f ′

i(·) réalise une dégradation des
images multi-spectrales – pour les rendre comparables à leurs
images hyper-spectrales respectives – mais elles fournissent
aussi des traitements spécifiques, c.-à-d. 3 couches convolu-
tionnelles, chacune étant suivie d’une fonction d’activation ReLu.

3 Validation expérimentale
Nous étudions ici les performances de notre méthode pro-

posée CSTF. Pour cela, nous considérons des bases de données
d’images réelles où l’image M(t2) est connue mais pas utilisée
dans l’étape d’apprentissage. En particulier, nous considérons
les bases de données 1 CIA / LGC [12] – aux résolutions spa-
tiales de 25 m (pour Landsat) et 500 m (pour MODIS) pour les
images respectivement multi-spectrales et hyper-spectrales, et
6 bandes spectrales dans tous les cas – et des données S-2 à
60 m de résolution spatiale et S-3 pré-traitées [13] 2.

Pour ces jeux de données, nous comparons les performances
obtenues par notre méthode CSTF avec celles obtenues par
de nombreuses approches, c.-à-d. STARFM [4], DCSTFN [9],
DMnet [3] et DL-SDFM [11]. Mis à part DL-SDFM, les mé-
thodes de la littérature que nous testons utilisent 3 images ac-
quises aux instants t1 et t2 pour réaliser la complétion. L’ap-
prentissage est réalisé par extraction de patchs extraits d’une
série temporelle de 24 paires d’images. Afin de pouvoir utiliser
des indices quantitatifs de performance, nous considérons pour
chaque base de données 3 images multi-spectrales à prédire.

Pour des raisons de calcul, toutes les méthodes d’apprentis-
sage profond utilisent des patchs de taille 150 × 150 durant
la phase d’apprentissage. Lors de l’étape de prédiction, il de-
vient alors nécessaire de reconstruire l’image M(t2) complète

1. Les bases de données CIA et LGC peuvent être respectivement obtenues
à http://dx.doi.org/10.4225/08/5111AC0BF1229 et à http:
//dx.doi.org/10.4225/08/5111AD2B7FEE6.

2. Ce pré-traitement permet de corriger les effets atmosphériques dans les
données, afin de pouvoir comparer les images satellitaires à des acquisitions in
situ. Cependant, une telle comparaison n’est pas réalisée dans cet article.

à partir des patchs estimés. Nous avons remarqué dans des tests
préliminaires que le zero padding – qui est la stratégie par dé-
faut dans TensorFlow – engendrait des artefacts visibles. Aussi,
nous avons remplacé cette stratégie par un padding symmé-
trique qui supprime ces effets. Dans ces tests, le bloc de fusion
est appelé 6 fois alors que le bloc de complétion d’erreur rési-
duelle est lancé 5 fois.

Afin de quantifier les performances des méthodes testées,
nous utilisons des critères de performance classiques 3, à savoir
(i) le PSNR [14] (qui est le rapport entre la plus grande valeur
possible de puissance du signal et la puissance du bruit), (ii) le
SAM moyen [15] (le SAM mesure l’angle entre le spectre de
référence et celui estimé, pour chaque pixel), (iii) le SSIM [14]
qui est une mesure de similarité entre deux images en terme
de perception visuelle, (iv) le SCC [16] (le coefficient de cor-
rélation spatiale) et (v) l’UIQI [17] qui modélise la distorsion
de l’image prédite selon la perte de corrélation, la distorsion de
luminance et la distorsion de contraste.

Il est à noter que les images S-2 et S-3 présentent des nuages
– qui ne sont pas nécessairement observés en même temps dans
les images acquises le même jour – qui peuvent avoir des posi-
tions différentes et faire diminuer les valeurs des critères de per-
formance. De plus, le pré-traitement remplace les valeurs aux
niveaux des nuages par des NaN qui ne sont pas utilisés pour les
calculs de performance. Le tableau 1 montre les performances
atteintes pour chacune des bases de données, pour une unique
bande spectrale à 60 m de résolution spatiale. L’approche CSTF
que nous proposons surpasse toutes les méthodes de la littéra-
ture qui ont été testées, pour tous les indices de performance,
sur les données CIA / LGC. Lorsque nous considérons les tests
sur les données S-2 / S-3, notre approche donne les meilleures
performances pour deux indices, c.-à-d. le PSNR et le SSIM.
Mis à part pour le SAM 4, les performances atteintes pour tous
les autres indices sont proches des meilleurs valeurs obtenues.
Il est notable que notre approche fournit toujours de meilleures
performances que l’approche DL-SDFM, qui utilise elle-aussi
5 images pour prédire M(t2) mais qui n’utilise pas de bloc de
complétion d’erreur résiduelle, qui est la principale innovation
de notre méthode.

Pour illustrer ces résultats, nous fournissons sur la figure 5
une image M(t2) prédite par chaque méthode, pour une lon-
gueur d’onde, et l’image de référence de la base CIA / LGC.
La plupart des détails sont perdus avec STARFM et DL-SDFM.

3. Nous avons utilisé l’implémentation fournie à https://github.
com/andrewekhalel/sewar.

4. Le SAM peut être amélioré en exécutant plus de blocs dans la boucle.

http://dx.doi.org/10.4225/08/5111AC0BF1229
http://dx.doi.org/10.4225/08/5111AD2B7FEE6
http://dx.doi.org/10.4225/08/5111AD2B7FEE6
https://github.com/andrewekhalel/sewar
https://github.com/andrewekhalel/sewar


FIGURE 5 – De g. à d. : image de référence et prédictions obtenues avec STARFM, DCSTFN, DMnet, DL-SDFM et CSTF.

Ces détails sont préservés avec les autres méthodes mais semblent
légèrement plus précis avec CSTF qu’avec DCSTFN et DMnet.

4 Conclusion
Nous avons proposé une nouvelle méthode d’apprentissage

profond pour compléter une série temporelle d’images multi-
spectrales à partir d’images hyper-spectrales. Elle consiste en
une boucle où sont exécutés de manière alternée un bloc de
fusion et un bloc de complétion d’erreur résiduelle. La princi-
pale innovation de notre méthode réside dans ce dernier et les
résultats expérimentaux montrent l’intérêt de notre approche.
Dans de futurs travaux, nous aimerions mieux caractériser les
performances de notre méthode en fonction de ses paramètres
et appliquer notre stratégie à d’autres architectures et modèles.
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