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Résumé
La reconnaissance précoce de gestes manuscrits non seg-
mentés est la tâche consistant à reconnaître le plus rapide-
ment possible des gestes dessinés dans un flux continu, les
uns après les autres. Cette tâche est particulièrement dif-
ficile pour les gestes multi-touch car il n’est pas possible
de savoir quand le geste a commencé et s’est terminé. Pour
les gestes mono-stroke, dans un contexte d’application où
le doigt n’est jamais retiré de l’appareil entre les gestes, la
reconnaissance est encore plus complexe. Dans ce travail,
nous présentons une extension du réseau convolutif 3D à
long terme (OLT-C3D) afin d’aborder la nouvelle tâche
de reconnaissance précoce des gestes non segmentés qui
n’a été abordée que par très peu de travaux jusqu’à pré-
sent. Pour évaluer notre approche, nous avons créé deux
bases de données synthétiques à partir de bases existantes
librement disponibles, MTGSetB et ILGDB, en simulant les
données en continu dans deux scénarios d’application dif-
férents. Nous proposons également une nouvelle métrique
pour évaluer cette tâche spécifique. Notre approche ob-
tient de bonnes performances sur les deux nouveaux jeux
de données et servira de référence pour de futurs travaux
sur cette tâche.

Mots Clef
Réseau à Convolution Spatio-temporel, Reconnaissance
précoce, gestes non segmentés, flux de données, Online
Long-Term C3D, WaveNet 3D

Abstract
Early recognition of untrimmed handwritten gestures is the
task of recognizing as soon as possible gestures drawn in
a continuous stream, the ones after the others. This is par-
ticularly challenging for multi-touch gestures because it is
not possible to know when the gesture has started and fini-
shed. For mono-stroke gestures, in an application context
where the finger is never removed from the device between
gestures, the recognition is even more complex. In this work
we present an extension of the Online Long-Term Convolu-
tional 3D (OLT-C3D) network to address the new task of
early recognition of untrimmed gestures which have been

addressed by very few works. To evaluate our approach, we
created two synthetic datasets from freely available bench-
marks, MTGSetB and ILGDB, simulating the streaming
data in two different application scenarios. We also pro-
pose a new metric to evaluate this specific task. Our ap-
proach achieves good performances on the two new data-
sets and will be a baseline for future works on this challen-
ging task.

Keywords
Spatio-Temporal Convolutional Neural Network Early re-
cognition Untrimmed gestures Streaming data Online
Long-Term C3D WaveNet 3D.

1 Introduction
Du point de vue de l’interaction avec l’utilisateur, des in-
teractions réactives et naturelles avec les dispositifs tac-
tiles sont essentielles pour une expérience réussie. L’inter-
action gestuelle permet à l’utilisateur de manipuler natu-
rellement le dispositif, mais elle est souvent limitée à des
fonctionnalités très basiques comme le zoom, la rotation
et le défilement. La difficulté d’ajouter de nouveaux gestes
est double : la précision de la reconnaissance et la réac-
tivité du système. Avec plus de gestes, certains partage-
ront des débuts communs, de sorte que le système ne peut
pas toujours prédire à partir des premières traces, car cela
conduirait à des exécutions de commandes potentiellement
indésirables. Mais lorsque nous voulons manipuler le dis-
positif en temps réel, nous ne pouvons pas attendre que
l’utilisateur finisse de faire le geste de zoom pour appliquer
effectivement le zoom, le geste doit être détecté dès les pre-
miers instants pour produire un retour en direct. Pour être
en mesure de gérer de telles manipulations directes, nous
avons besoin d’un système capable de reconnaître très tôt
les gestes de l’utilisateur, juste après que la partie commune
entre les gestes soit passée. Aujourd’hui, cela ne fonctionne
que pour un nombre très limité de gestes bien conçus, avec
une approche ad hoc qui ne peut être généralisée.
Une autre difficulté dans l’interaction de l’utilisateur avec
le geste est un contexte d’application où les gestes sont
faits l’un après l’autre, alors les limites de début et de fin



des gestes ne sont pas nécessairement claires et cela peut
perturber la reconnaissance. Cela est particulièrement vrai
pour les gestes mono-touch, lorsque le doigt n’est jamais
retiré du dispositif entre les gestes, comme pour l’écriture
d’un mot à la main, mais les gestes sont complètement
mélangés dans l’espace (voir figure 1). Les gestes multi-
stroke posent également problème car les pauses intra-
gestes (lorsque tous les doigts sont retirés de l’appareil)
entre deux tracés ne peuvent pas être distinguées d’une
pause inter-gestes, donc nous ne sommes donc pas en me-
sure de dire où commence le geste. Peu de travaux s’inté-
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FIGURE 1 – Exemple d’une séquence non segmentée gé-
nérée à partir d’ILGDB. Chaque couleur représente des
gestes différents. Dans un contexte non segmenté, les
gestes sont enchaînés dans le même espace. (a) : selon les
trois dimensions, x, y et le temps. (b) : uniquement les di-
mensions spatiales.

ressent à ce problème difficile, la plupart d’entre eux trai-
tant de la reconnaissance précoce de gestes effectués par
un corps humain complet, soit à partir de vidéos RVB [1]
ou de vidéos de squelettes 3D [2–4]. En ce qui concerne la
reconnaissance de gestes 2D, certains travaux ont abordé
la reconnaissance précoce de gestes segmentés [5–7], mais
pas dans un contexte non segmenté.
Pour résoudre ce problème, nous présentons une approche
basée sur un CNN 3D spatio-temporel appelé OLT-C3D [7]
conçu pour la reconnaissance de gestes segmentés. OLT-
C3D, couplé à un système de rejet temporel, est capable de
reporter une détection pour éviter une détection mal classi-
fiée, mais il peut être instable car la cohérence entre les
images n’est pas explicitement entraînée, ce qui le rend
peu fiable dans un contexte non segmenté. Nous l’étendons
au contexte non segmenté en régularisant le réseau avec la
perte CTC (Connectionist Temporal Classification), ce qui
améliore la stabilité et la robustesse du système. Comme il
s’agit d’une nouvelle tâche, nous définissons un nouveau
protocole d’évaluation : nous avons créé deux ensembles
de données artificielles pour simuler le flux de gestes, et
nous proposons une nouvelle métrique d’évaluation.
Les contributions de cet article sont résumées comme suit :

— Nous avons conçu une méthode pour la tâche de
reconnaissance précoce de gestes non segmenté en
utilisant un CNN 3D spatio-temporel avec un sys-
tème de rejet temporel. Pour améliorer sa stabilité
de prédiction dans le temps, nous proposons de ré-
gulariser le réseau avec la perte CTC.

— Nous proposons deux stratégies de représentation
des gestes indépendantes de la vitesse pour les

gestes multi-touch et mono-stroke.
— Nous construisons deux nouveaux ensembles de

données stimulantes de séquences de gestes gé-
nérées pour évaluer notre système sur des scéna-
rios applicatifs et nous proposons une nouvelle mé-
trique pour évaluer spécifiquement la reconnais-
sance précoce des gestes non segmentés.

2 État de l’art
Peu de travaux ont abordé la tâche de reconnaissance pré-
coce des gestes 2D. Uchida et al. [5] ont construit un sys-
tème basé sur des classificateurs de trames multiples, un
classificateur faible est construit par trame. À chaque ins-
tant, le système combine les résultats des classifieurs des
instants précédents et de l’instant courant pour déterminer
la classification courante. Une autre approche de combi-
naison de classificateurs est également utilisée dans le tra-
vail de Chen et al. [6], ils ont conçu des classifieurs dé-
pendant de la longueur des gestes et un système de rejet
basé sur les scores de confiance et la répétition de la pré-
diction. Yamagata et al. [8] ont conçu une approche mo-
délisant explicitement les bifurcations de trajectoire entre
les chiffres manuscrits, un réseau LSTM est utilisé pour
prédire la classe et la trajectoire future. Récemment, une
nouvelle approche basée sur un réseau de neurones convo-
lutif 3D (CNN) appelé OLT-C3D (pour Online Long-Term
Convolutional 3D) [7] a été conçue pour gérer la visibilité
à long terme sans avoir besoin d’une couche de récurrence
grâce à des convolutions dilatées dans le temps. Cette ap-
proche dispose d’un système de rejet pour éviter les erreurs
de classification dans les premiers stades. Toutes ces ap-
proches ont été réalisées pour un contexte segmenté avec
un seul geste à la fois, et ne considèrent pas le contexte
non segmenté.
La reconnaissance précoce des 3D gesture en considérant
un corps humain complet en 3D a été davantage considérée
dans les travaux précédents. En ce qui concerne la recon-
naissance précoce des gestes 3D, les premiers travaux ont
utilisé des méthodes basées sur des modèles tentant de faire
correspondre des séquences partielles de gestes [9,10]. Plus
récemment, Wang et al. [11] ont conçu un modèle avec la
stratégie professeur-élève, deux réseaux sont formés pour
avoir une représentation interne proche. Le premier réseau
(professeur) est capable de voir la séquence entière tan-
dis que le second réseau (élève) ne peut voir qu’une partie
précoce de la séquence. Wang et al. [12] ont construit un
réseau capable de prédire plusieurs actions plausibles, ce
qui est particulièrement utile dans les premiers stades où
l’action ne peut être clairement identifiée. De plus, le mo-
dèle est entraîné avec une stratégie faiblement supervisée
en prédisant les postures futures, ce qui aide le réseau à
bien généraliser. Une autre façon de traiter les étapes pré-
coces est de définir une stratégie d’option de rejet liée à la
confiance comme certaines autres approches [6, 7, 13].
En ce qui concerne le cas non segmenté, la prédiction
d’action de gestes 3D dans un flux non segmenté a été abor-



dée par Escalante et al. [14] et Liu et al. [15]. Leurs réseaux
sont capables de prédire la classe à partir d’une observa-
tion partielle, mais aucune stratégie pour traiter les début
de geste n’est utilisée. L’architecture de Liu et al., SSNet,
est inspirée de WaveNet [16], utilisant une pile de couches
convolutives 1D causales et dilatées. SSNet est capable de
traiter un flux en temps réel, en donnant une nouvelle ré-
ponse à chaque nouvelle trame.
Weber et al. [2] ont abordé le problème de la reconnais-
sance précoce avec un réseau récurrent. Un réseau LSTM
est entraîné avec une classe supplémentaire pour représen-
ter les instants entre les gestes. Molchanov et al. [1] ont
proposé un réseau récurrent convolutif (CRNN), le flux
d’entrée a été divisé en petits ensembles de trames avant
l’extraction de caractéristiques par un CNN. Ensuite, les
caractéristiques sont introduites dans un RNN pour extraire
les informations temporelles à long terme. Un système de
rejet basé sur le score du classifieur est utilisé pour traiter
les premiers stades des gestes. Boulahia et al. [4] ont uti-
lisé une combinaison de SVMs entraînés avec un ensemble
de caractéristiques créées à la main, un système de rejet
complexe basé sur les scores de confiance a été conçu.
À partir de ces travaux, nous pouvons remarquer que la
tâche de reconnaissance précoce du geste 2D n’a pas été
abordée dans le contexte du flux de gestes non segmen-
tés. Dans le contexte des gestes 3D, la plupart de ces mé-
thodes sont entraînées avec une stratégie trame par trame,
ce qui peut conduire à des résultats de prédictions instables
entre des trames consécutives, rendant la méthode inutili-
sable dans un contexte applicatif. De plus, cette instabilité
est rarement prise en compte dans la métrique d’évaluation
finale puisqu’il s’agit souvent d’une métrique basée sur les
résultats des trames individuelles. Dans notre travail, nous
proposons une stratégie d’apprentissage qui prend explici-
tement en compte la stabilité temporelle avec une régula-
risation CTC (Connectionist Temporal Classification). De
plus, nous présentons une nouvelle métrique qui pénalise
durement les prédictions instables dans le temps.

3 Methode
Dans un contexte d’application où un geste est associé à
une commande, chaque détection mal classifiée entraînera
l’exécution d’une commande indésirable. Pour éviter de
détecter quelque chose dans les premiers instants, où le
geste n’est pas clairement identifiable, nous avons d’abord
besoin d’un mécanisme de rejet efficace. Ensuite, nous de-
vons assurer la stabilité des prédictions pour qu’elles soient
cohérentes entre les trames consécutives.
Notre méthode étend le réseau 3D convolutif à long terme
en ligne (OLT-C3D) [7] pour répondre à la tâche de recon-
naissance précoce des gestes non segmentés. Tout d’abord,
le signal en ligne de la trace des doigts sur le dispositif
doit être traduit en une séquence d’images. Nous avons
conçu deux nouvelles stratégies pour modéliser l’évolution
du geste dans le temps, inspirées des stratégies précédentes.
La représentation est utilisée comme entrée du réseau OLT-

C3D, entraîné à traiter un flux de gestes non segmentés. Un
système de rejet est utilisé pour reporter la détection dans
les premières instants. Pour traiter la cohérence du geste
détecté entre les trames, une sortie supplémentaire est ajou-
tée pour être entraînée avec la perte CTC.

3.1 Représentation du Geste
Pour choisir notre représentation des gestes, nous devons
prendre en compte les deux scénarios d’application dif-
férents qui nécessitent une reconnaissance précoce dans
un contexte non segmenté. Dans le premier scénario, nous
considérons des gestes multi-touch effectués les uns après
les autres. Entre deux tracés, tous les doigts peuvent être
retirés du dispositif, et c’est également le cas entre deux
gestes. Dans le second scénario, le doigt n’est jamais retiré
de l’appareil, il ne fait que des gestes mono-stroke, comme
lorsqu’on écrit un mot avec des lettres.
Comme la représentation dans [7], nous choisissons de re-
présenter le geste avec une séquence d’images pour être
utilisable avec le réseau OLT-C3D. À chaque nouvelle in-
formation significative nous créons une nouvelle image re-
présentant le geste à ce stade.
Nous obtenons du dispositif le signal en ligne, c’est-à-
dire une liste de points, avec l’horodatage et les positions
des doigts, et nous devons le convertir en une séquence
d’images. Tout d’abord, pour obtenir une représentation in-
dépendante de la vitesse, nous rééchantillonnons le geste
en utilisant la quantité de déplacement au lieu d’utiliser le
temps. Entre chaque nouvelle image, la même quantité de
déplacement (que nous appelons θ) a été dessinée sur le
dispositif, si plusieurs traits sont effectués en même temps
(geste multi-touch), alors le déplacement de tous les traits
est pris en compte pour calculer la quantité de déplacement.
Nous pouvons obtenir le nouvel ensemble de points S à
partir de l’ensemble des points P non déjà dessinés et or-
donnés dans le temps comme suit :

S =

{
pt ∈ P

∣∣∣∣∑
pt=1

∥pt−1 − pt∥ < θ

}
(1)

Notons que cette stratégie de rééchantillonnage est appli-
cable dans le cas en ligne et si les doigts ne bougent pas,
alors aucun traitement n’est nécessaire et aucun nouveau
résultat n’est donné.
Une autre difficulté est que nous ne pouvons pas deviner
à l’avance quelle serait la taille du geste, l’utilisateur peut
faire le geste à n’importe quelle échelle, mais notre image a
une résolution spatiale finie. Pour résoudre cette difficulté,
nous avons prédéfini une échelle à l’avance et si le geste at-
teint le bord de l’image, alors nous déplaçons l’image dans
la direction opposée pour laisser de l’espace.
Pour représenter la dynamique dans l’image fixe, nous
ajoutons un deuxième canal sur l’image pour notifier la
présence d’un doigt sur le dispositif. Ce deuxième canal
est très clairsemé et ne contient que une valeur dans les
positions où se trouvent les doigts à chaque instant. Grâce



à ce canal, le réseau peut déduire dans quelle direction le
trait est dessiné.
Dans l’approche précédente, le geste était traduit en une
séquence d’images où chaque nouvelle image contient les
nouvelles positions des doigts avec toutes ses trajectoires
précédentes, faisant apparaître certains motifs. Dans un
contexte non-segmenté, ceci n’est pas possible puisque
nous ne savons pas quand le geste commence, et nous ne
pouvons pas garder toute la trajectoire de tous les gestes
car la trace se superposerait aux trajectoires des gestes pré-
cédents. Au lieu de cela, nous avons besoin d’une stratégie
de représentation compatible avec une séquence de gestes.
Cette stratégie doit dépendre du contexte du scénario décrit
ci-dessus. Nous pouvons aborder différemment la stratégie
de représentation des gestes multi-touch et celle des gestes
mono-stroke.

Stratégie de Représentation Multi-Touch. Pour la re-
présentation des gestes multi-touch, la trajectoire sera com-
plètement réinitialisée lorsque tous les doigts auront été
retirés du dispositif pendant un très court instant, qu’il
s’agisse d’un moment inter-tracé ou inter-geste. De cette
façon, la trajectoire du geste est accumulée jusqu’à ce que
les tracés effectués simultanément soient terminés. Nous
pouvons ajouter une image noire lorsque cela se produit
pour notifier cet événement de manière plus explicite au
réseau. De plus, cela permet au réseau de prédire quelque
chose sur cette image noire tout en étant sûr que le trait est
terminé, ce qui est très important pour détecter les gestes
qui sont des sous-parties d’autres gestes.
Cette stratégie n’est pas applicable aux gestes mono-stroke
si le doigt n’est jamais retiré de l’appareil.

Stratégie de Représentation des Gestes Mono-stroke.
Pour les gestes mono-stroke, comme il n’y a pas de points
de rupture identifiables, la trajectoire du geste est accumu-
lée dans une fenêtre glissante glissante ψ. Chaque image
contiendra une quantité de déplacement de ψ × θ. Une
grande fenêtre de glissement conduira à des images brui-
tées avec une trace potentiellement superposées avec des
morceaux de gestes passés, et une fenêtre trop courte ne
fera apparaître aucun motif sur les dimensions spatiales.
La figure 2 présente un exemple de cette représentation.

3.2 Architecture OLT-C3D avec Système de
Rejet Temporel et Régularisation CTC

L’architecture OLT-C3D [7] (Online Long-Term Convolu-
tional 3D) est composé d’un empilement de couches de
convolution 3D. Les convolutions sont causales : pour cal-
culer la sortie de chaque image, le futur est complètement
ignoré. Cela garantit son utilisabilité pour les applications
en temps réel. Les convolutions sont dilatées temporelle-
ment afin d’augmenter le champ réceptif dans la dimen-
sion temporelle. Avec deux blocs de 5 couches convolu-
tionnelles avec un taux de dilatation croissant, le réseau
peut faire une prédiction en voyant jusqu’à 64 images pré-
cédentes. 64 images sont suffisantes pour voir au moins un

FIGURE 2 – Exemple de la représentation d’une séquence
de trois gestes. Une fenêtre glissante ψ de deux unités de
déplacement est utilisée dans cet exemple : chaque image
contient un nouvel élément d’information avec la précé-
dente.

geste complet. Voir [7] pour plus de détails sur l’architec-
ture du réseau.
Nous modifions le réseau pour avoir quatre sorties : le score
de confiance (1 neurone de sortie, appelé g), les scores de
classification (f ), la combinaison du blank et des scores de
classe (outctc) et la sortie auxiliaire (h). Ces sorties sont re-
présentées dans la figure 3. Trois pertes sont utilisées pour
entraîner le réseau.

blank

FIGURE 3 – Le réseau est composé de quatre sorties. La
sortie de prédiction de classe est partagée avec la sortie
CTC pour former une représentation interne commune.

3.3 Système de Rejet Temporel
Le réseau OLT-C3D est entraîné avec une perte par trame,
inspirée à l’origine de la perte SelectiveNet [17], incorpo-
rant un entraînement d’un score de confiance.
Cette perte est calculée comme suit :

L(f,g) =
1

m

m∑
i=1

ℓ (f (xi) , yi) g (xi) + λΨ
(
c− ϕ̂ (g)

)
(2)

où Ψ(a) = max(0, a)2, λ est un hyperparamètre relatif à
l’importance de la contrainte de couverture (nous le fixons
à λ = 32 comme l’approche précédente). c est la couver-
ture ciblée. ϕ̂ (g) est la couverture empirique, c’est-à-dire
la valeur moyenne de g(x), et ℓ est la perte d’entropie croi-
sée.
Pendant l’inférence, nous considérerons que la trame de



prédiction est acceptée si g est supérieur à un seuil γ, fixé
à 0,5.
La sortie auxiliaire h est constituée de prédictions de classe
comme f , mais est entraînée par une perte d’entropie croi-
sée traditionnelle par trame Lh.
La perte de rejet temporel et la perte auxiliaire sont des
pertes par trame, et aucune considération n’est donnée à
la cohérence entre trames consécutives. Nous abordons ce
problème avec la régularisation CTC.

3.4 Régularisation avec la Perte de la Clas-
sification Temporelle Connexionniste
(CTC)

La sortie outctc du réseau est entraînée avec la perte CTC
Lctc. Notez que les scores de classe qui font partie de
outctc sont partagés avec la perte de rejet temporel.
La perte CTC [18] est utilisée pour optimiser l’alignement
entre une annotation au niveau de la séquence (c’est-à-dire
les classes se produisant pendant la séquence, sans les li-
mites de segmentation de début/fin) et une sortie par trame.
La sortie par trame est traitée dans la perte CTC pour sup-
primer les prédictions identiques consécutives de la sortie
par image. Un blank est également utilisé comme un rejet
pour ne prédire aucune des classes possibles.
L’utilisation de la perte CTC n’est pas nécessaire pour l’en-
traînement du réseau puisque nous avons la segmentation
temporelle des gestes, nous aurions pu entraîner notre ré-
seau uniquement avec la perte par trame. Mais la perte
CTC apporte une stabilité de prédiction temporelle au ré-
seau car elle nécessite un bon alignement entre l’annotation
de niveau séquence et la séquence prédite, ce qui est très
utile pour notre tâche. Nous pouvons remarquer que le rôle
du blank dans la CTC est relativement proche de celui du
score de confiance du système de rejet temporel. Le princi-
pal avantage du score de confiance par rapport au blanc est
que nous pouvons facilement le modifier en utilisant diffé-
rents paramètres (couverture ciblée c, λ, seuil de confiance
γ).
Pour la détection finale, nous utilisons la sortie de prédic-
tion de classe f avec le score de confiance g. La perte CTC
est juste utilisée pour entraîner la représentation interne du
réseau et pour lisser la prédiction de classe au fil du temps,
nous pouvons la considérer comme une stratégie de régu-
larisation.

3.5 Perte finale optimisée
La perte finale optimisée est calculée comme suit :

L = αL(f,g) + (1− α)Lh + ωLctc (3)

où nous avons fixé α = 0, 5 et ω = 0, 01 pour que l’ordre
de grandeur de la perte CTC soit proche de celle des autres
pertes.

3.6 Détails du réseau
Les images générées par notre représentation sont de 40
par 40 pixels, avec un déplacement de quantité θ égal à

4,4 pour ILGDB et 1,5 pour MTGSetB (une fois mis à
l’échelle par 0,2 pour ILGDB et 0,03 pour MTGSetB). La
fenêtre glissante ψ pour la représentation de l’ILGDB est
fixée à 2. Le Dropout est utilisé dans toutes les couches
convolutionnelles et denses, avec un taux de 0,1 pour
les couches convolutionnelles et de 0,2 pour les couches
denses. Chaque couche convolutive apprend 30 filtres.
Une couche dense de 100 unités est utilisée après les
couches convolutionnelles, toutes les sorties partagent cette
couche. Une couche dense supplémentaire, avec le même
nombre d’unités, est utilisée juste avant la couche de sortie
de confiance finale. Pendant l’apprentissage, une rotation
aléatoire (suivant une distribution normale avec µ = 0 et
σ = 15◦) est appliquée à la séquence (la même rotation
pour toutes les images d’une séquence) pour améliorer la
généralisation. La couverture c de la perte par rejet tem-
porel est fixée à 0,7 pour MTGSetB et à 0,3 pour ILGDB.
L’entraînement est effectué avec une taille de batch de 5
séquences.

4 Expériences
4.1 Génération de jeux de données synthé-

tiques
Pour évaluer notre approche sur cette tâche, nous avons
généré deux jeux de données à partir de ILGDB [19] et
MTGSetB [20]. ILGDB est un jeu de données de gestes
mono-stroke contenant 21 classes de gestes effectués par
38 utilisateurs. Ces 21 classes sont divisées en 7 groupes
de 3 classes, où ces 3 classes partagent un début commun,
rendant presque impossible la détection précoce avant la
bifurcation de ces 3 gestes. Nous générons des séquences
avec entre 4 et 8 gestes sélectionnés aléatoirement. La sé-
quence est générée de manière à ce que le dernier point
d’un geste soit le même que le premier point du geste sui-
vant. En suivant la répartition originale train/test, 119 sé-
quences sont utilisées pour l’apprentissage et 210 pour le
test. Ce jeu de données est particulièrement difficile car
les séquences ne comportent aucune pause et il est donc
très difficile de déterminer le début et la fin des gestes.
De plus, il comporte peu d’exemples d’entraînement. Pour
faire face à la faible quantité de données, nous avons gé-
néré un jeu de données augmenté en utilisant différentes
échelles de gestes (5 échelles différentes) et en utilisant le
même geste dans plusieurs séquences (chaque geste est mis
dans 5 séquences). Au final, chaque geste d’entraînement
est utilisé 25 fois dans les séquences, ce qui donne 2621 sé-
quences d’entraînement. Un exemple de séquence générée
est donné dans la figure 1.
MTGSetB est un ensemble de données de gestes multi-
touch contenant 31 classes différentes effectuées par 33
utilisateurs. Nous avons construit des séquences de 4 à 8
gestes aléatoires de sorte à ne pas être en mesure de dif-
férencier un blanc entre les gestes et un blanc entre les
gestes, chaque geste étant recentré en fonction du geste pré-
cédent dans la séquence, rendant impossible une segmenta-



tion spatiale entre les gestes. Selon la répartition originale
entre l’entraînement et le test, séparée par utilisateurs, on
obtient 607 séquences de gestes pour l’entraînement et 672
pour le test. Nous avons également généré une version aug-
mentée de l’ensemble de données avec différentes échelles
(3 échelles différentes) et en utilisant chaque geste dans 2
séquences. Nous avons ainsi obtenu 3076 séquences d’en-
traînement.
Ces deux jeux de données sont disponibles librement 1

4.2 Métrique de détection en ligne bornée
(BOD)

Nous proposons une nouvelle métrique appelée "Bounded
Online Detection (BOD) Metric", inspirée des métriques
de détection en vision par ordinateur. L’idée principale de
cette métrique est de n’autoriser qu’une seule détection par
bornes de vérité terrain, en conditionnant la détection à une
certaine quantité de chevauchement entre la borne de la vé-
rité terrain et la borne de détection. Toute détection qui n’a
pas assez de chevauchement ou qui n’a pas la bonne clas-
sification sera considérée comme un faux positif.
Notez que pour calculer cette métrique, nous avons besoin
des bornes des prédictions. Si nous avons une sortie de
classification par trame, nous aurons besoin d’une straté-
gie pour la transformer en une sortie bornée. Cette stratégie
doit être compatible avec le contexte en ligne, c’est-à-dire
que nous ne devons pas utiliser les prédictions futures pour
estimer une borne de début et de fin. Dans notre cas, la pre-
mière image acceptée est considérée comme le début du
geste, et le rejet suivant ou la prédiction d’une classe diffé-
rente est la fin de ce geste.
Nous avons conçu le IoUst qui est une variante de la me-
sure Intersection Over Union pour le contexte en ligne.
Comme nous ne voulons pas pénaliser la prédiction tardive
sur ce critère, nous calculons le chevauchement à partir de
la borne de début de prédiction. Un IoUst élevé caractérise
une détection qui correspond bien à la born de la vérité de
terrain à partir de la borne de début de prédiction.
La métrique a deux paramètres : "canCorrect (CC)" et ∆.
canCorrect est un booléen, s’il est vrai, il donne au modèle
la possibilité de se corriger s’il a fait une erreur de détec-
tion sur un geste donné. ∆ est une valeur comprise entre
0 et 1, et correspond à la valeur minimale de IoUst auto-
risée pour considérer le geste comme un vrai positif. Pour
un contexte applicatif qui ne nécessite pas de conserver la
prédiction pendant le geste (juste un pic), ∆ peut être fixé
à 0. Une valeur de 1 signifierait que la borne de fin de la
prédiction devrait correspondre exactement à la borne de
fin de la vérité de terrain pour être un vrai positif.
La détection est considérée comme un vrai positif (TP)
si la vérité terrain avec le IoUst maximum n’a pas
déjà été correctement détectée (ou faussement détectée si
canCorrect = False), s’il s’agit de la prédiction de classe
correcte, et si le IoUst est strictement supérieur à ∆. Si-

1. Jeux de données disponibles sur : https://www-intuidoc.
irisa.fr/en/mtgsetb-and-ilgdb-untrimmed/

non, elle est considérée comme un false positive (FP). Un
exemple d’application de la métrique est présenté dans la
figure 4.

98%> 13%< 65%>

FN

IoUst

TP
TP if canCorrect

FP   otherwise

Results FP

Miss Miss

FN

Ground truth

Detections

FIGURE 4 – Exemple d’une application de la métrique
BOD (Bounded Online Detection) avec ∆ = 50%.

Une fois la Precision et le Rappel calculés, nous pouvons
calculer la la FMesure globale finale en utilisant le calcul
traditionnel : FMesure = 2∗Rappel∗Precision

Precision+Rappel , et en calcu-
lant ensuite sa micro-moyenne. Nous calculons également
la distance normalisée de détection (NDToD) utilisée dans
des travaux antérieurs [6, 7], qui mesure la précocité de la
détection. Cette métrique ne prend en compte que les dé-
tections positives.

4.3 Résultats
Résultats de la reconnaissance précoce en contexte seg-
menté. Pour comparer notre approche aux travaux pré-
cédents, nous l’avons évaluée dans un contexte segmenté.
Dans ce contexte, seule la première détection est utilisée
car une application saurait qu’un seul geste est dessiné. La
comparaison effectuée avec le jeu de données MTGSetB
est présentée dans le tableau 1. Notre méthode a amélioré
de manière significative les valeurs taux d’acceptation po-
sitif (TAR) et taux d’acceptation négatif (FAR). Presque
aucun geste n’est rejeté (RR : Taux de rejet). Néanmoins,
les détections se produisent un peu plus tard que dans le
cas de [7]. Cela montre en particulier le bon impact de la
régularisation CTC, même dans un contexte segmenté.

TABLE 1 – Comparaison avec les approches précédentes
pour une valeur de précocité équivalente (NDToD), éva-
luation en segmenté

Method TAR FAR RR NDtoD
Chen et al. [6] 81.89 % 14.56 % 3.54 % 37.04 %
OLT-C3D [7] 89.25 % 7.24 % 3.51 % 30.77 %

This work 93.5 % 6.44 % 0.1 % 33.1 %

La figure 5a montre le comportement du système selon
l’évolution du geste. Nous pouvons voir que 50 % des
gestes ont été détectés avant 27 % de leur achèvement.
Parmi eux, 95,4 % ont été correctement classés. Comme
le montre la figure 5b, la précocité peut varier considéra-
blement entre les catégories de gestes, de près de 100 %
pour A_02 à moins de 15 % pour B_04. Cela dépend no-
tamment de la longueur du début commun entre les gestes.
En ce qui concerne l’exactitude (accuracy) sans précocité,
en prenant la prédiction à la dernière image pour chaque
geste, nous obtenons un score de 97,33 % contre 94,45 %
pour [7].

https://www-intuidoc.irisa.fr/en/mtgsetb-and-ilgdb-untrimmed/
https://www-intuidoc.irisa.fr/en/mtgsetb-and-ilgdb-untrimmed/
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FIGURE 5 – Comportement et précocité du système sur le
jeu de données MTGSetB, évaluation en segmenté.

4.4 Résultats de la reconnaissance précoce
non segmenté

Nous avons évalué notre approche dans le contexte non
segmenté sur les deux ensembles de données précédem-
ment décrits avec la métrique BOD. Les résultats sont pré-
sentés dans le tableau 2. La méthode a été évaluée avec dif-
férentes combinaisons de paramètres de la métrique. Pour
MTGSetB, nous avons obtenu une FMesure de 83,6 % à
76,1 % selon la valeur du ∆, sans possibilité de corriger
l’erreur, et de 88,2 % à 86,8 % si le modèle peut se cor-
riger. Ces résultats montrent que le réseau est capable de
bien prédire jusqu’à la fin du geste pour ce jeu de don-
nées. Pour ILGDB, les résultats varient beaucoup plus en
fonction de ∆, cela signifie que le réseau n’est pas capable
d’identifier correctement la fin du geste, cela est cohérent
avec la difficulté de ce jeu de données car les gestes sont
totalement enchaînés, et les transitions entre les gestes ne
sont pas facilement identifiables.

TABLE 2 – Évaluation en non-segmenté sur MTGSetB et
ILGDB avec different parametres de la métrique BOD.
CC : CanCorrect.

MTGSetB ILGDB
CC ∆ FMeasure NDToD FMeasure NDToD

False
0.0 83.6 % 32.7 % 61.1 % 68.7 %
0.5 77.1 % 32.5 % 45.1 % 68.2 %
0.95 76.1 % 32.4 % 24.3 % 71.9 %

True
0.0 88.2 % 34.0 % 68.0 % 69.3 %
0.5 87.7 % 35.8 % 54.3 % 70.4 %
0.95 86.8 % 36.1 % 30.9 % 75.4 %

4.5 Impact de la régularisation CTC
Pour montrer l’importance de la régularisation CTC, nous
avons évalué le système avec et sans cette régularisation,
les résultats sont présentés dans le tableau 3. Sur les deux
jeux de données, la régularisation CTC a un impact signifi-
catif sur les résultats, en particulier sur ILGDB. En raison
de la perte CTC qui encourage les prédictions à être cohé-
rentes entre les images, la précision et la précocité sont par-
ticulièrement impactées : +1,6 % de précision pour MTG-
SetB et +8,8 % pour ILGDB. Nous pouvons en déduire que
le réseau a préféré reporter davantage sa détection pour évi-
ter l’instabilité de la détection.

Résultats qualitatifs. La figure 6 (en haut) montre un
exemple d’une séquence de MTGSetB avec les prédictions
et les détections du réseau. Pour le premier geste, on voit
que le réseau rejette les prédictions (i.e., confiance infé-
rieure à 0.5) jusqu’au début du deuxième tracé du geste
"X" pour être sûr de ne pas confondre avec le geste "W"
qui est aussi contenu dans le jeu de données. Pour les deux
gestes suivants, il attend également que les parties com-
munes avec d’autres gestes soient passées. Nous observons
un comportement similaire sur ILGDB (figure 6, en bas),
mais en raison de la difficulté de ce jeu de données, il a du
mal à conserver un score de confiance cohérent, ce qui peut
produire des faux positifs et des détections manquées.

5 Conclusion
Nous avons présenté une approche visant à relever le défi
de la reconnaissance précoce des gestes non segmentés.
Tout d’abord, de nouvelles stratégies de représentation sont
conçues pour prendre en compte des séquences de gestes à
un ou plusieurs tracés. Nous avons proposé de régulariser le
CNN spatio-temporel en utilisant la perte CTC pour appor-
ter une stabilité aux prédictions. De plus, nous proposons
un nouveau protocole d’évaluation avec une nouvelle mé-
trique, et deux jeux de données artificiels. Notre méthode
a obtenu des résultats supérieurs à ceux d’autres approches
en contexte segmenté. De bons résultats sont obtenus dans
un contexte non segmenté, ce qui constituera un score de
référence solide pour les futurs travaux.
L’application de la perte CTC peut être une porte ouverte à
l’apprentissage faiblement supervisée, en utilisant unique-
ment l’annotation au niveau de la séquence, ce qui sera ex-



FIGURE 6 – Exemple de détections sur MTGSetB (en haut) et ILGDB (en bas). Le réseau attend les instants décisifs pour
obtenir une confiance élevée. Notez que certaines images intermédiaires ont été supprimées pour la visibilité.

TABLE 3 – Impact de la regularisation avec le CTC, contexte non segmenté, métrique BOD avec canCorrect = False,∆ =
0.25

Dataset Variant Precision Recall FMeasure NDtoD

MTGSetB CTC 70.7 % 87.0 % 78.0 % 32.7 %
No CTC 69.1 % 85.2 % 76.3 % 32.3 %

ILGDB CTC 56.4 % 55.6 % 56.0 % 69.2 %
No CTC 47.6 % 54.2 % 50.7 % 66.5 %

ploré dans les travaux futurs. Nous nous pencherons égale-
ment sur la tâche de reconnaissance précoce d’actions d’un
corps humain en 3D.
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