
HAL Id: hal-03675591
https://hal.science/hal-03675591v2

Submitted on 24 Jun 2022

HAL is a multi-disciplinary open access
archive for the deposit and dissemination of sci-
entific research documents, whether they are pub-
lished or not. The documents may come from
teaching and research institutions in France or
abroad, or from public or private research centers.

L’archive ouverte pluridisciplinaire HAL, est
destinée au dépôt et à la diffusion de documents
scientifiques de niveau recherche, publiés ou non,
émanant des établissements d’enseignement et de
recherche français ou étrangers, des laboratoires
publics ou privés.

Apport des ontologies pour le calcul de la similarité
sémantique au sein d’un système de recommandation

Ngoc Luyen Le, Marie-Hélène Abel, Philippe Gouspillou

To cite this version:
Ngoc Luyen Le, Marie-Hélène Abel, Philippe Gouspillou. Apport des ontologies pour le calcul
de la similarité sémantique au sein d’un système de recommandation. 33ème Journées Franco-
phones d’Ingénierie des Connaissances (IC 2022), Jun 2022, Saint-Étienne, France. pp.189-198,
�10.48550/arXiv.2205.12539�. �hal-03675591v2�

https://hal.science/hal-03675591v2
https://hal.archives-ouvertes.fr


Apport des ontologies pour le calcul de la similarité sémantique au
sein d’un système de recommandation

LE Ngoc Luyen1,2, Marie-Hélène ABEL1, Philippe GOUSPILLOU2

1 Université de technologie de Compiègne, CNRS, Heudiasyc (Heuristics

and Diagnosis of Complex Systems), CS 60319 - 60203 Compiègne Cedex, France
2 Vivocaz, 8 B Rue de la Gare, 002200, Mercin-et-Vaux, France

Résumé
La mesure de la parenté ou ressemblance sémantique entre
les termes, les mots, ou les données textuelles joue un rôle
important dans différentes applications telles que l’acquisi-
tion de connaissances, les systèmes de recommandation, et
le traitement du langage naturel. Au cours des dernières an-
nées, de nombreuses ontologies ont été développées et utili-
sées pour structurer les connaissances au sein des systèmes
d’information. Le calcul de similarité sémantique à partir
d’ontologie s’est développé et selon le contexte est complété
par d’autres méthodes de calcul de similarité. Dans cet ar-
ticle, nous proposons et appliquons une approche pour le
calcul de la similarité sémantique basée sur l’ontologie au
sein d’un système de recommandation.

Mots-clés
Similarité sémantique, Ontologie, Système de Recomman-
dation, Plongement de mots

Abstract
Measurement of the semantic relatedness or likeness bet-
ween terms, words, or text data plays an important role
in different applications dealing with textual data such as
knowledge acquisition, recommender system, and natural
language processing. Over the past few years, many onto-
logies have been developed and used as a form of structured
representation of knowledge bases for information systems.
The calculation of semantic similarity from ontology has
developed and depending on the context is complemented
by other similarity calculation methods. In this paper, we
propose and carry on an approach for the calculation of
ontology-based semantic similarity using in the context of
a recommender system.

Keywords
Semantic Similarity, Ontology, Recommender System

1 Introduction
Avec le développement d’Internet et du World Wide Web,
les sites Web ou applications e-commerce contiennent des
de données textuelles structurées, semi-structurées ou non

structurées qui ne cessent d’augmenter. La recherche d’in-
formations sur ces sources de données permet d’améliorer
certaines tâches telles que la recherche, le classement. Plus
précisément, le calcul de la similarité sémantique montre à
quel point deux concepts, deux termes ou deux entités sont
proches, sur la base de la comparaison des liens taxono-
miques et des propriétés sémantiques [32].
En structurant et en organisant un ensemble de termes ou
de concepts au sein d’un domaine de manière hiérarchique
et en modélisant les relations entre ces ensembles de termes
ou de concepts à l’aide d’un descripteur relationnel, une on-
tologie permet de spécifier un vocabulaire conceptuel stan-
dard pour représenter les entités du domaine [30]. Diverses
applications utilisant des ontologies décrivent des termes,
des entités et quantifient les relations entre eux [29, 18].
Ces dernières années, l’utilisation d’ontologies est deve-
nue plus populaire dans les systèmes de recommandation
[15, 27]. Ainsi, le calcul de similarité sémantique basé sur
l’ontologie permet d’améliorer la précision des tâches d’ap-
pariement, de recherche et de classement sur des éléments
ou des profils d’utilisateurs.
Une ontologie peut être représentée selon différents mo-
dèles : (1) Le modèle de représentation en triplet dé-
finit une ontologie comme un ensemble de triplets
〈sujet, prédicat, objet〉 où la relation entre le sujet et l’ob-
jet est exprimée par le prédicat. Le sujet est une ressource 1,
le prédicat est une propriété d’une ressource, et l’objet
identifie la valeur de la propriété de la ressource. L’ob-
jet d’un triplet peut contenir une autre ressource ou un
littéral. (2) Le modèle de représentation graphique consi-
dère qu’une ontologie est un graphe orienté où les nœuds
représentent les ressources ou les littéraux tandis que les
arcs représentent les propriétés nommées. (3) Le modèle
de représentation orienté objet définit une ontologie comme
un ensemble d’objets, dans lequel les objets correspondent
aux ressources et les variables d’instance de l’objet corres-
pondent aux propriétés de ressources [8].
En considérant une ontologie comme un ensemble de tri-
plets, les approches courantes de calcul de similarité sé-

1. Une ressource peut être une classe, un instance, un concept, un
nombre, un chaîne de caractères [8]



mantique basées sur une ontologie présentent deux points
faibles. Le premier point faible concerne la mesure de si-
milarité qui se calcule soit entre objets, soit entre objets et
prédicats [32, 21]. Le calcul basé sur les objets n’utilise pas
les informations du sujet, alors qu’elles peuvent contenir
des informations contextuelles du triplet intéressantes pour
la comparaison. Le second point faible concerne la distinc-
tion du type des objets : textuels ou numériques [24]. Le
calcul de similarité entre des objets numériques consiste en
un simple calcul arithmétique. Le calcul de similarité entre
des objets textuels est basé sur la fréquence des mots com-
posant les objets textuels à comparer. Ce calcul ne tient pas
compte de la dépendance sémantique entre ces mots. Cette
dernière peut être une richesse pour la comparaison. Dans le
cadre de nos travaux, nous visons le traitement de ces deux
points faibles afin de définir un calcul de similarité séman-
tique plus précis au sein d’un système de recommandation.
Le reste de cet article est organisé comme suit. Tout
d’abord, la section 2 présente des travaux de la littérature
sur lesquels s’appuie notre approche. La section 3 présente
nos contributions principales sur la construction du système
de recommandation exploitant la mesure de similarité entre
des ensembles de triplets. Avant de conclure, nous testons
nos travaux dans la section 4 à partir d’un cas expérimen-
tal traitant de l’ achat/vente de véhicules d’occasion. Enfin,
nous concluons et présentons les perspectives.

2 Travaux de la littérature
2.1 Apport des ontologies
Dans le contexte du partage des connaissances, une onto-
logie est une description formelle et explicite des connais-
sances partagées qui consiste en un ensemble de concepts
dans un domaine et les relations entre ces concepts [13].
L’utilisation des ontologies facilite le partage et la réutili-
sation des connaissances entre les personnes et les appli-
cations largement diffusées. L’usage des ontologies permet
[2] :

— L’organisation des données : une ontologie est
construite sur la base des structures naturelles
de l’information en permettant de visualiser les
concepts et leurs relations.

— L’amélioration de la recherche : au lieu de recher-
cher par mot-clé, la recherche sur les ontologies
peut renvoyer des synonymes à partir des termes de
la requête.

— L’intégration de données issues de différentes
sources, différents langages.

Fondamentalement, une ontologie peut être représentée
par le langage OWL qui permet de contraindre les faits
RDF dans un domaine particulier. Un fait RDF est dé-
fini par un triplet qui est un ensemble de trois compo-
sants : un sujet, un prédicat et un objet. Intuitivement, un
triplet 〈sujet, prédicat, objet〉 exprime qu’un sujet donné
a une valeur donnée pour une propriété donnée[2, 23].
Une ontologie représentée en OWL possède un mécanisme
d’inférence ou de raisonnement permettant de déduire les
connaissances supplémentaires.

La similarité sémantique basée sur l’ontologie fait référence
à la proximité de deux termes 2 au sein d’une ontologie don-
née. La distance entre deux termes est une représentation
vectorielle numérique de la distance entre deux termes l’un
de l’autre [20]. Cela permet d’utiliser l’ontologie pour re-
chercher efficacement des éléments liés ou pour identifier
des associations entre des termes.
L’utilisation des ontologies comme une base de connais-
sance devient de plus en plus populaire dans les tâches de
modélisation, d’inférence des nouvelles connaissances, ou
de calcul de similarité pour des systèmes de recommanda-
tion [11]. Dans la section suivante, nous rappelons les no-
tions de base des systèmes de recommandation et précisons
le rôle que peut y jouer une ontologie notamment dans cer-
tains domaines.

2.2 Système de recommandation basé sur les
ontologies

Le système de recommandation (SdR) est conventionnelle-
ment défini comme une application qui tente de recomman-
der les éléments les plus pertinents aux utilisateurs en rai-
sonnant ou en prédisant les préférences de l’utilisateur dans
un élément en fonction d’informations connexes sur les uti-
lisateurs, les éléments, et les intéractions entre les éléments
et les utilisateurs [22, 19]. En général, les techniques de re-
commandation peuvent être classées selon 6 principales ap-
proches : les SdRs basés sur les données démographiques,
les SdRs basés sur le contenu, les SdRs basés sur le filtrage
collaboratif, les SdRs basés sur la connaissance, les SdRs
sensibles au contexte, et les SdRs hybrides.
Dans plusieurs domaines tels que les services financiers,
les produits de luxe coûteux, l’immobilier ou les automo-
biles, les articles sont rarement achetés et les évaluations
des utilisateurs ne sont souvent pas disponibles. De plus, la
description des articles peut être complexe et il est difficile
d’obtenir un ensemble raisonnable de notes reflétant l’his-
torique des utilisateurs sur un article similaire. Par consé-
quent, les SdRs basés sur les données démographiques, sur
le contenu, et sur le filtrage collaboratif ne sont générale-
ment pas bien adaptés aux domaines dans lesquels les élé-
ments possèdent les caractéristiques mentionnées. Des sys-
tèmes de recommandation basés sur les connaissances re-
présentées au moyen d’ontologies sont alors proposés pour
relever ces défis en sollicitant explicitement les besoins des
utilisateurs pour ces éléments et une connaissance appro-
fondie du domaine sous-jacent pour les mesures de simila-
rité et le calcul des prédictions [17].
Pour améliorer la qualité de la recommandation, les calculs
de similarité entre éléments ou le profil utilisateur dans un
système de recommandation joue un rôle très important. Ils
permettent d’établir une liste de recommandations tenant
compte des préférences des utilisateurs obtenues suite aux
déclarations des utilisateurs ou bien de leurs interactions.
Nous détaillons dans la section suivante les mesures de si-
milarité sémantique entre les éléments au sein d’un système
de recommandation.

2. Une terme est utilisé pour exprimer un concept, un sujet, un prédi-
cat, un objet, ou un ensemble de triplets



2.3 Mesure de similarité sémantique
Les avantages de l’utilisation des ontologies consistent en
la réutilisation de la base de connaissances dans divers do-
maines, la traçabilité et la capacité d’utiliser le calcul et
l’application à une échelle complexe et à grande échelle
[26]. En fonction de la structure du contexte applicatif et
de son modèle de représentation des connaissances, diffé-
rentes mesures de similarité ont été proposées. En général,
ces approches peuvent être classées selon quatre stratégies
principales [32, 24] : (1) basée sur le chemin, (2) basée sur
les caractéristiques, (3) basée sur le contenu de l’informa-
tion, et (4) la stratégie hybride qui inclut des combinaisons
des trois stratégies de base.
En mesurant la similarité sémantique basée sur le che-
min, les ontologies peuvent être considérées comme un
graphe orienté avec des nœuds et des liens, dans lequel
les classes ou les instances sont interconnectées principale-
ment au moyen de relations d’hyperonyme et d’homonyme
où l’information est structurée de manière hiérarchique en
utilisant la relation ‘est-un’ [24]. Ainsi, les similarités sé-
mantiques sont calculées en fonction de la distance entre
deux classes ou instances. De cette manière, plus le che-
min est long, plus les deux classes ou instances sont sé-
mantiquement différentes [32]. Le principal avantage de
cette stratégie est la simplicité car elle nécessite un faible
coût de calcul basé sur le modèle de graphe et ne néces-
site pas les informations détaillées de chaque classe et ins-
tance [21]. Néanmoins, le principal inconvénient de cette
stratégie concerne le degré de complétude, d’homogénéité,
de couverture et de granularité des relations définies dans
l’ontologie [32].
Lors de la mesure des similarités sémantiques basées sur les
caractéristiques, les classes et les instances dans les ontolo-
gies sont représentées comme un ensemble de caractéris-
tiques ontologiques [32, 24]. Les points communs entre les
classes et les instances sont calculés en fonction de leur en-
semble de caractéristiques ontologiques. De cette manière,
l’augmentation de la différence de deux classes ou instances
dépend de l’augmentation de nombreuses propriétés parta-
gées et de la diminution des propriétés non-partagées entre
elles [34]. L’évaluation de la similarité peut être réalisée en
utilisant plusieurs coefficients sur les ensembles de proprié-
tés tels que l’indice de Jaccard [16], le coefficient de Dice
[10] ou l’indice de Tversky [33]. L’avantage de cette stra-
tégie est qu’elle évalue à la fois les points communs et les
différences d’ensembles de propriétés comparées qui per-
mettent d’exploiter plus de connaissances sémantiques que
l’approche basée sur le chemin. Cependant, la limitation est
qu’il est nécessaire d’équilibrer la contribution de chaque
propriété en décidant la standardisation et la pondération
des paramètres sur chaque propriété.
En mesurant les similitudes sémantiques basées sur le
contenu de l’information (CI), on utilise le contenu de l’in-
formation comme mesure de l’information en associant des
probabilités d’apparition à chaque classe ou instance dans
l’ontologie et en calculant le nombre d’occurrences de ces
classes ou instances dans l’ontologie [32]. De cette ma-

nière, les classes ou instances peu fréquentes deviennent
plus informatives que les classes ou instances fréquentes.
Un inconvénient de cette stratégie est qu’elle exige des
ontologies larges avec une structure taxonomique détaillée
afin de bien différencier les classes.
Au-delà de la mesure des similarités sémantiques mention-
née ci-dessus, il existe un certain nombre d’approches ba-
sées sur des combinaisons des trois principales stratégies.
Par exemple, Hu et al. [14] utilisent la combinaison de la
stratégie basée sur les caractéristiques et la stratégie basée
sur le chemin. Ils utilisent la logique de description pour
représenter les caractéristiques des entités et la mesure de
similarité cosinus pour calculer une similarité. De leur côté,
Batet et al. [5] utilisent l’équation 1 pour calculer la simila-
rité sémantique basée sur les caractéristiques des classes et
des instances et l’approche basée sur le contenu de l’infor-
mation.

Sim(c1, c2) = −log2
|T (c1) ∪ T (c2)| − |T (c1) ∩ T (c2)|

|T (c1) ∪ T (c2)|
(1)

où T (ci) = {cj ∈ C | cj est la superclasse de ci}, C
contient la hiérarchie complète des concepts ou la taxono-
mie de l’ontologie.
Dans nos travaux, nous avons choisi de travailler sur la re-
présentation d’une ontologie au moyen de triplets. Un tri-
plet RDF comporte trois composants : sujet, prédicat et ob-
jet. En particulier, le sujet peut être le nom d’une classe,
ou un instance. Le prédicat est le nom d’une propriété d’un
classe ou d’un instance. L’objet est une valeur d’une pro-
priété de la classe ou du instance qui peut se séparer en un
littéral ou un nom d’une autre classe ou un autre instance.
Le nom d’une classe, d’un instance, ou des littéraux sont
exprimés via un texte pouvant comporter plusieurs mots.
Afin de préparer leur traitement, ces contenus textuels sont
vectorisés. Nous précisons dans la section suivante les mé-
thodes que nous avons étudiées à cette fin.

2.4 Représentations vectorielles de mots
Une ontologie est composée de concepts et de relations.
Ces éléments sont étiquetés par des textes (un ou plusieurs
mots). Pour que les machines comprennent et effectuent des
calculs sur ces contenus textuels, il faut les transformer en
une représentation numérique en utilisant un corpus textuel
[6]. La vectorisation de mots permet de représenter un mot
par un vecteur à valeurs réelles et ce vecteur décrit le mieux
possible le sens de ce mot dans son contexte. En général,
plusieurs techniques sont proposées pour vectoriser un mot
telles que celles basées sur la fréquence de mots (e,g. TF-
IDF [31]) ou le sac de mots continus (CBOW) ou encore le
saut de gramme (Skip-Gram) (e,g. Word2vec [25]).
Le TF-IDF 3 est une mesure statistique basée sur un corpus
de documents 4. Cette technique évalue la pertinence d’un

3. TF-IDF (Term Frequency-Inverse Document Frequency) est noté
pour la Fréquence du Terme et la Fréquence Inverse du Document

4. Dans le contexte d’une ontologie, un ensemble de triplets est équi-
valent un document



mot par rapport à un document dans un corpus de docu-
ments. Tout d’abord, on calcule la fréquence relative d’un
mot m dans un document d comme suit :

tf(m, d) =
f(m, d)∑

m′∈d f(m′, d)
(2)

où f(m, d) dénote le nombre de fois où le mot m appa-
raît dans le document d,

∑
m′∈d f(m′, d) dénote le nombre

total des mots dans le document d. Ensuite, on mesure la
quantité d’informations fournies par le mot m dans le cor-
pus de documentsD avec la fréquence inverse du document
comme suit :

idf(m,D) = log
N

|d ∈ D : m ∈ d|
+ 1 (3)

où N est le nombre de documents dans le corpus, |d ∈ D :
m ∈ d| est le nombre de documents où le mot m apparaît.
Donc, la valeur de tf.idf du mot m dans le document d au
sein du corpus D est définie comme suit :

tf.idf(m, d,D) = tf(m, d)× idf(m,D) (4)

Une valeur tf.idf(m, d,D) élevée d’un mot m dans un do-
cument d indique que ce mot est pertinent pour ce document
au sein du corpus de documents D [31].
La technique de sac de mots continus, CBOW, construit
la représentation vectorielle d’un mot mi via la prédiction
de son occurrence et la connaissance des mot avoisinants.
Autrement dit, le saut de gramme, Skip-Gram, construit
la représentation vectorielle d’un mot mi en prédisant son
contexte d’occurrence. Donc, étant donné une séquence
de mots d’apprentissage {m1,m2, ...,mT } l’objectif du
CBOW est de maximiser la moyenne des log-probabilités :

1

T

T∑
t=1

∑
−c≤j≤c,j 6=0

log p(mt|mt+j) (5)

Tandis que l’objectif de Skip-gram est de maximiser la
moyenne des log-probabilités :

1

T

T∑
t=1

∑
−c≤j≤c,j 6=0

log p(mt+j |mt) (6)

où c est la taille du contexte. La formulation de Skip-gram
définit p(mt+j |mt) en utilisant la fonction softmax :

p(mt+j |mt) =
exp((v′mt+j

)T vmt
)∑M

i=1 exp((v
′
mi

)T vmt
)

(7)

où vmt est la représentation vectorielle d’entrée du motmt,
et v′mt+j

, v′mi
sont les représentation vectorielles de sortie

du motmt+j ,mi.M est le nombre de mots dans le diction-
naire du corpus.
Word2vec est l’une des implémentations les plus popu-
laires pour créer un plongement de mots en utilisant une
architecture d’apprentissage automatique à l’aide d’un ré-
seau de neurones. Il prédit les mots en fonction de leur

contexte en combinant les deux techniques CBOW et Skip-
gram [25, 4]. En particulier, la figure 1 illustre l’archi-
tecture de Word2vec qui comporte conventionnement trois
couches : couche d’entrée, couche cachée, et couche de sor-
tie. D’abord, un dictionnaire de mots avec la taille N est
synthétisé à partir d’un corpus de textes. Ensuite, le pro-
cessus d’apprentissage automatique crée et met à jour les
valeurs des poids des matrices WT×N , W ′T×N . Une fois
l’apprentissage terminée, nous obtenons la matrice WT×N
pour le plongement de mots.

...

... ...

m1

m2

m3

mT

H1

Hk

m1

m2

m3

mT

Couche d’entrée Couche cachée Couhe de sortie

WT×N W ′T×N

Mot d’entrée CBOW Skip-Gram Mot de sortie

FIGURE 1 – L’architecture du modèle de Word2vec

Plusieurs plongements de mots sont créés en utilisant ce
modèle pour des langues différentes [25]. Fauconnier [12],
et Hadi et ses collègues [1] implémentent ce modèle à par-
tir des textes en français. D’ailleurs, plusieurs autres tra-
vaux ont obtenu de bons résultats dans la conversion d’un
mot en une représentation vectorielle tels que Fastext [7],
Glove [28], le modèle Transformer avec l’implémentation
du BERT [9].

Un plongement de mots entraîné avec de très grands corpus
permet d’obtenir rapidement la représentation vectorielle
d’un mot. Dans nos travaux, nous avons fait le choix de cal-
culer la mesure de similarité entre deux termes textuels en
tenant compte de la combinaison de CBOW et Skip-gram.
La similarité entre les deux termes textuels qui se com-
posent de mots différents peut profiter de cette forme de
représentation afin de calculer la distance entre eux. Dans
la section suivante, nous détaillons notre approche proposée
pour mesurer de similarité au sein d’un système de recom-
mandation.



3 Mesure de similarité au sein d’un
système de recommandation

3.1 Système de recommandation pour
l’achat/vente des véhicules d’occasion

Dans le cadre de nos travaux, nous nous intéressons à
l’illustration de la mesure de similarité sémantique sur le
système de recommandation basé sur les connaissances re-
présentées au moyen d’ontologies dans une application e-
commerce de vente/achat des véhicules d’occasion.
Les données d’un SdR basé sur la base de connaissances re-
présentées au moyen d’ontologies se concentrent sur trois
types principaux : les profils de l’utilisateur, les descrip-
tions d’éléments ou les attributs d’éléments, et les intérac-
tions entre les utilisateurs et les éléments. Tout d’abord, les
profils d’utilisateur incluent les informations personnelles
et les préférences de l’utilisateur sur les éléments de véhi-
cule. Ils peuvent être organisés et être réécrits sous la forme
des triplets formellement définis comme suit :

GU = {au1 , au2 , ..., aun, } (8)

où aui dénote le triplet aui = 〈sujeti, prédicati, objeti〉.
Autrement dit, le triplet aui peut aussi s’exprimer comme
〈ressourcei, propriétéi, énoncéi〉. Par exemple, “Louis
aime la voiture modèle S de Tesla”. Cette expression
naturelle peut se représenter sous la forme de deux triplets
différents comme 〈Louis, aime, la_voiture_modèle_s〉,
〈la_voiture_modèle_s, est_fabiquée_par, Tesla〉. En-
suite, les descriptions de véhicule peuvent également être
représentées comme un graphe de connaissance. Elles
peuvent être définies selon la même approche :

GV = {av1, av2, ..., avn, } (9)

où avi dénote le triplet avi = 〈sujeti, prédicati, objeti〉 ou
avi = 〈ressourcei, propriétéi, énoncéi〉. Enfin, lorsqu’un
utilisateur effectue une intéraction sur des éléments de des-
cription de véhicule en donnant une note, un commentaire
ou en ajoutant à une liste de favoris, on marque ces intérac-
tions pour avoir une analyse de l’intention et du comporte-
ment de l’utilisateur afin de proposer des recommandations
pertinentes. Donc, les intéractions sont définies comme une
fonction à plusieurs paramètres :

SR : GU ×GV ×GC1 × ...×GCn → Intéraction (10)

où GU correspond à l’utilisateur, GV correspond aux élé-
ments de description de véhicule, GCis correspond aux in-
formations contextuelles, par exemple : objectifs, locations,
temps, ressources [3]. Les ontologies sont développées pour
profiler des utilisateurs et modéliser des éléments de des-
cription de véhicules [19]. Sur la base de ces ontologies,
les données RDFs sont collectées et stockées dans un tri-
plestore interrogeable au moyen de requêtes SPARQL. Des
règles peuvent être définies pour déduire ou filtrer les élé-
ments en utilisant les inférences ontologies. Dans ce cas, le
SdR basé sur les connaissances comporte les quatre princi-
pales tâches suivantes :

— Recevoir et analyser les demandes des utilisateurs à
partir de l’interface utilisateur.

— Construire et réaliser des requêtes sur la base de
connaissance.

— Calculer des similarités sémantiques entre l’élément
de véhicules, le profil utilisateur.

— Classer les éléments correspondant aux besoins de
l’utilisateur.

Les mesures de similarité entre les éléments ou le profil
utilisateur est une tâche importante pour générer la liste
des recommandations la plus pertinente. Le travail s’effec-
tue à partir des données RDFs qui sont organisées sous la
forme de triplets 〈sujet, prédicat, objet〉. Les comparai-
sons entre deux triplets se limitent souvent aux objets com-
muns ou non communs. Les informations de sujet et prédi-
cat peuvent cependant également fournir des informations
importantes sur l’objet lui-même et sa comparaison avec
d’autres triplets. Dans la section suivante nous présentons
comment dans notre approche nous exploitons ces deux ac-
cès à l’information pour calculer les similarités sémantiques
entre les triplets d’une base de connaissances.

3.2 Mesure de similarité sémantique entre les
triplets

Nous avons choisi de définir une approche hybride tenant
compte de la combinaison des approches de calcul de la me-
sure de similarité sémantique basées sur les caractéristiques
et basées sur le contenu de l’information. Le sujet, le pré-
dicat et l’objet dans un triplet contiennent des informations
importantes. Un ensemble de triplets permet d’agréger des
informations provenant de triplets simples. Par conséquent,
la mesure de la similarité sémantique entre ensembles de
triplets doit prendre en compte tous les triplets/éléments de
chaque ensemble.
La mesure de la similarité sémantique se concentre sur la
comparaison de deux ensembles de triplets à partir de tous
leurs éléments en les séparant en informations quantita-
tives et informations qualitatives. D’une part, la comparai-
son d’objets est réalisée en utilisant la stratégie de simi-
larité sémantique basée sur les propriétés. D’autre part, la
comparaison des sujets et des prédicats est effectuée par la
stratégie de similarité sémantique basée sur le contenu de
l’information.

3.3 Mesure des informations qualitatives
Les informations qualitatives font référence aux mots, aux
étiquettes utilisés pour décrire les classes, les relations,
et les annotations. Dans un triplet, le sujet et le pré-
dicat expriment une information qualitative. Les objets
peuvent contenir des informations qualitatives ou quanti-
tatives. Par exemple, nous avons trois triplets suivants :
〈ford_focus_4_2018, la_boı̂te_de_vitesse,mécanique〉
〈ford_focus_4_2020, la_boı̂te_de_vitesse,mécanique〉
〈citron_c5_aircross, la_boı̂te_de_vitesse,mécanique〉
Tous les composants de ces trois triplets sont qualitatifs.
L’information du sujet de trois triplets peut être utilisée pour
contribuer à la mesure de similarité entre eux. Dans cette
section, nous nous concentrons sur la mesure de la simila-



rité sémantique pour les Sujets, Prédicats et Objets Quali-
tatifs (SPOQ). Nous proposons la même formule pour les
trois composants afin de calculer la similarité.
Soient deux SPOQs as1 et as2 dont les vecteurs de
mots sont M1 = {m11,m12, ...,m1k} et M2 =
{m21,m22, ...,m2l}, leur similarité sémantique est définie
comme suit :

Sim1(as1, as2) =

∑k
i=1 S̄(m1i, as2) +

∑l
j=1 S̄(m2j , as1)

k + l
(11)

où S̄(m, as) dénote la similarité sémantique d’un mot m et
d’un SPOQ. La fonction S̄(m, as) est formellement calcu-
lée comme suit :

S̄(m, as) = max
mi∈M

S̄(m,mi) (12)

où mi ∈ M = {m1,m2, ...,mk} est le vecteur de mots
de as. Chaque mot mi est représenté par un vecteur nu-
mérique. On peut utiliser les techniques introduits dans le
section 2.4. L’approche basée sur la fréquence de mots TF-
IDF facilite l’obtention de la probabilité d’un mot dans un
ensemble de triplets. Cependant, le principal inconvénient
de cette approche est qu’elle ne peut pas capturer l’informa-
tion sémantique du mot et l’ordre du mot dans l’ensemble
de triplets parce qu’elle crée le vecteur basé sur la fréquence
du mot dans un ensemble de triplets et la collection des en-
sembles de triplets. Nous proposons l’utilisation de CBOW
et Skip-gram avec l’implémentation de Word2vec [25, 1]
afin de surmonter cela. Nous calculons finalement la simi-
larité entre deux mots mi, mj par la similarité cosinus :
S̄(mi,mj) =

mi.mj

‖mi‖‖mj‖ .

3.4 Mesure des informations quantitatives
Les informations quantitatives sont des informations
numériques qui sont utilisées pour exprimer l’infor-
mation de type nominal, ordinal, intervalle, ou ratio.
Dans un triplet, l’objet utilise souvent cette forme
d’information pour manifester des informations des
propriétés pour les classes, concepts de l’ontolo-
gie. Par exemple, nous avons des triplets suivants :
〈ford_focus_4_2018, a_le_kilométrage, 107351〉
〈ford_focus_4_2020, a_le_kilométrage, 25040〉
〈citron_c5_aircross, a_le_kilométrage, 48369〉
Les objets de ces triplets sont des valeurs numériques. La
comparaison entre chiffres s’effectue simplement par les
mesures de distance. Afin de comparer deux objets diffé-
rents, nous utilisons la distance euclidienne entre deux ob-
jets. Ainsi, plus la différence entre deux objets est petite,
plus la similitude entre eux est grande. Soient deux objets
ao1 et ao1 dont les vecteurs sont ao1 = {o11, o12, ..., o1k}
et ao2 = {o21, o22, ..., o2k}, leur similarité sémantique est
définie comme suit :

Sim2(ao1, ao2) =
1

1 +
√

1
k

∑n
i=0(o1i − o2i)2

(13)

3.5 Mesure des triplets
La comparaison de deux triplets a1 = 〈as1, ap1, ao1〉 et
a2 = 〈as2, ap2, ao2〉 est effectuée en fonction du type d’in-
formation des objets dans les triplets. Si l’objet contient des
informations qualitatives, la similarité sémantique entre a1
et a2 est définie comme suit :

SimI(a1, a2) =
1

N

∑
i∈P,ω∈Q

ω × Sim1(ai1, ai2) (14)

où P = {s, p, o} correspond aux informations de sujet,
predicat, et objet sous la forme de vecteur de mots. Q =
{α, β, γ} est le poids respectifs pour les composants de tri-
plet. N est le nombre de composants de triplet.
Par ailleurs, si l’objet contient des informations quantita-
tives, la mesure de similarité sémantique des triplets a1 et
a2 est définie comme suit :

SimII(a1, a2) =
1

N
(

∑
i∈P,ω∈Q

ω × Sim1(ai1, ai2)+

γ × Sim2(ao1, ao2))

(15)

où P = {s, p} correspond aux informations de sujet et
predicat sous la forme de vecteur de mots. Q = {α, β}
représente les poids respectifs du sujet et du prédicat. Et γ
est le poids pour l’objet.
Par conséquent, la similarité sémantique de deux ensembles
de triplets G1 = {a1, a2, ..., ag} et G2 = {a1, a2, ..., ag}
est calculée sur la base de comparaison de similarité de
chaque triplet simple comme suit :

Sim(G1, G2) =
1

L
(

L∑
j=0

SimI(a1j , a2j)) +

1

H
(

H∑
j=0

SimII(a1j , a2j))

(16)

où L est le nombre de triplets qui contient les objets qua-
litatifs. H est le nombre de triplets qui contient les objets
quantitatifs.

4 Cas expérimental
Dans cette section nous testons notre approche dans le cas
d’une application d’achat/vente de véhicules. Nous mesu-
rons ainsi la similarité sémantique entre deux ensembles de
triplets représentant chacun un véhicule. Tout d’abord, la
transformation d’un mot à un vecteur est réalisée en utili-
sant le corpus de mots entraîné qui est développé dans le
travail de Hadi et al [1]. Nous avons choisi d’utiliser le mo-
dèle CBOW et Skip-gram au lieu de TF-IDF à cause des
problèmes concernant la capture de l’information séman-
tique qui est presque impossible sur la technique de TF-
IDF. La figure 2 démontre la distance très proche des mots,
groupes de mots dans un même secteur en utilisant les vec-
teurs entraînés de Word2vec.



FIGURE 2 – La distance proche entre les mots, groupes qui
sont vectorisés par le corpus de mots entraîné

En utilisant l’ontologie, nous pouvons reconstruire la base
de connaissances d’un domaine sous une forme lisible par
des machines ainsi que les humaines. À partir des ontolo-
gies des véhicules développées dans le travail [19], nous
réalisons une collection des instances des classes et leurs
relations afin de créer un triplestore de données RDF. La fi-
gure 3 illustre deux ensembles de triplets représentant deux
voitures.
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FIGURE 3 – Les données de triplets sont représentées par
un graphe (vo note pour l’Ontologie de Véhicule)

La description de chaque véhicule est représentée par les in-
formations textuelles et les informations numériques. Notre
approche propose de séparer la mesure de la similarité en
deux calculs séparés. L’un s’applique aux informations nu-
mériques parce qu’elles exigent les calculs simples pour

avoir la distance ou la similarité. L’autre s’applique aux
informations textuelles lorsqu’une classe où un instance
d’une ontologie se composent à partir d’un groupe de mots
et chaque mot a des dépendance sémantique avec les autres.
En profitant des travaux du domaine de traitement du lan-
gage naturel avec les méthodes d’apprentissage profond sur
de très grands corpus, les données catégorielles peuvent être
représentées dans un vecteur numérique qui contient les re-
lations du mot avec les mots récurant provenant de plusieurs
documents en ligne.

V1 V2 V3 V4 V5

V1

SiLi 1.0

N-2 1.0

N-1 1.0

V2

SiLi 0.57 1.0

N-2 0.50 1.0

N-1 0.61 1.0

V3

SiLi 0.50 0.48 1.0

N-2 0.48 0.46 1.0

N-1 0.64 0.57 1.0

V4

SiLi 0.54 0.49 0.62 1.0

N-2 0.49 0.47 0.50 1.0

N-1 0.58 0.60 0.59 1.0

V5

SiLi 0.54 0.46 0.69 0.68 1.0

N-2 0.48 0.45 0.53 0.52 1.0

N-1 0.59 0.55 0.60 0.71 1.0

TABLE 1 – La mesure de similarité entre les 5 voitures avec
les trois approches différentes

Sur la base des instances collectées, nous réalisons des ex-
périmentations et des évaluations sur trois approches sui-
vantes :

1. N-1 : notre approche proposée principale avec l’uti-
lisation du modèle de Word2vec [1] pour vectoriser
les informations qualitatives.

2. N-2 : notre approche avec l’utilisation du modèle
de TF-IDF pour vectoriser les informations qualita-
tives.

3. SiLi : l’approche proposée par Siying Li et ses col-
lèges [21], cette approche hybride combine la stra-
tégie basée sur le contenu et celle sur les caractéris-
tiques mais ne considère que les objets et les prédi-
cats des triplets.

La table 1 affiche les résultats de calcul de la similarité entre
les 5 voitures de marques différentes. En particulier, V1 est
le “Renault captur 2”, V2 est la marque “posrche taycan”,
V3 est le “ford focus 4”, V4 est la marque ”audi a1 sport-
back“, et V5 est le “citroen c5 aircross”. Les ensembles de
triplets de ces voitures sont montrés dans l’appendice A.



En analysant les résultats obtenus et présentés dans la table
1, nous arrivons sur plusieurs conclusions. Premièrement,
notre approche N-1 donne le résultat de calcul de la simila-
rité entre les voitures plus élevé que les autres approches
dans 8 sur 10 cas de comparaisons. Toutefois, le résul-
tat de calcul de la similarité de notre approche est moins
élevé que l’approche de SiLi dans la comparaison de deux
cas : entre les voitures V4, V3 et entre les voitures V5, V3.
Deuxièmement, notre approche en utilisant le technique
TF-IDF N-2 pour la représentation vectorielle de mot a ob-
tenu les résultats le plus bas dans tout les cas de comparai-
son. Cela s’explique par la capacité de capture des informa-
tions contextuelles et sémantiques de l’approche Word2vec
qui est meilleur que celle de l’approche TF-IDF.

Les expérimentations montrent que notre approche N-1 a
obtenu de bons résultats pour les mesures de similarité
entre les ensembles de triplets. L’utilisation du sujet dans
la comparaison permet d’ajouter de l’information à la me-
sure de similarité d’un triplet. Aussi, la distinction conte-
nus textuels et numériques permet d’appliquer la formule
appropriée selon le type de contenu. Au final la somme
des deux calculs représente la similarité mesurée. Compte
tenu des cette distinction, de la prise en compte des triplets
contextuels et du calcul à partir des contenus textuels enri-
chi des dépendances sémantiques entre les mots constituant
le texte, la similarité obtenue est plus précise que celles ren-
contrées dans la littérature [32, 24, 21].

5 Conclusion et perspectives
La mesure de similarité sémantique sur la base de l’onto-
logie est une tâche importante pour proposer une liste de
recommandations pertinentes à un utilisateur. Dans cet ar-
ticle, nous proposons une stratégie hybride qui combine
la stratégie basée sur les caractéristiques et basée sur le
contenu de l’information. Avec notre approche, afin de ne
pas perdre d’information, les trois composants d’un tri-
plet sont considérés dans le calcul de similarité. La dis-
tinction de type de données, textuel ou numérique, permet
d’effectuer un calcul adapté et plus précis. Nous avons ef-
fectué une première expérimentation de notre approche et
l’avons comparée à deux autres calculs de similarité. Les
résultats obtenus montrent son intérêt. Nous devons main-
tenant poursuivre nos travaux et en premier lieu effectuer
d’autres tests sur des corpus différents et des applications
différentes. Nous devons concéder que les mots non consi-
dérés dans le corpus entraîné posent un problème. En pers-
pective, la résolution de ce problème ainsi que la construc-
tion d’un corpus des triplets entraînés pourraient être des
travaux prometteurs dans le futur.
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A Appendice : Ensembles de triplets
des voitures utilisés dans les expé-
rimentations

<vo:RC2,rdf:type,vo:Automobile>
<vo:RC2,vo:année,vo:2022-01-01>
<vo:RC2,vo:mis en circulation,vo

:2022-04-28>
<vo:RC2,vo:contrôle technique,vo:non

requis>
<vo:RC2,vo:kilométrage,vo:5493>
<vo:RC2,vo:carburant,vo:hybride essence é

lectrique>
<vo:RC2,vo:boîte de vistesse,vo:

automatique>
<vo:RC2,vo:coleur extérieure,vo:noir>
<vo:RC2,vo:nombre de portes,vo:5>
<vo:RC2,vo:nombre de places,vo:5>
<vo:RC2,vo:puissance fiscale,vo:5>
<vo:RC2,vo:puissance din,vo:93>



<vo:RC2,vo:Critique d’Air,vo:1>
<vo:RC2,vo:emission de CO2,vo:35>
<vo:RC2,vo:consommation mixte,vo:1.5>
<vo:RC2,vo:norme euro,vo:euro6>
<vo:RC2,vo:fabriquer par,vo:Renault

occasion>
<vo:RC2,vo:type de véhicule,vo:4x4, SUV &

Crossover occasion>
<vo:RC2,vo:location,vo:Cher>
<vo:RC2,vo:price,vo:36580>

Listing 1 – V1 Renault Captur 2 (RC2)

<vo:PT,rdf:type,vo:Automobile>
<vo:PT,vo:année,vo:2022-01-01>
<vo:PT,vo:mis en circulation,vo

:2022-09-10>
<vo:PT,vo:contrôle technique,vo:non requis

>
<vo:PT,vo:kilométrage,vo:4932>
<vo:PT,vo:carburant,vo:electrique>
<vo:PT,vo:boîte de vistesse,vo:automatique

>
<vo:PT,vo:coleur intérieure,vo:cuir ivoire

>
<vo:PT,vo:coleur extérieure,vo:noir metal>
<vo:PT,vo:nombre de portes,vo:4>
<vo:PT,vo:nombre de places,vo:4>
<vo:PT,vo:garranty,vo:20 mois>
<vo:PT,uvso:puissance fiscale,vo:8>
<vo:PT,vo:puissance din,vo:530>
<vo:PT,vo:Critique d’Air,vo:0>
<vo:PT,vo:emission de CO2,vo:0>
<vo:PT,vo:norme euro,vo:euro6>
<vo:PT,vo:fabriquer par,vo:Porsche

occasion>
<vo:PT,vo:type de véhicule,vo:Berline

occasion>
<vo:PT,vo:location,vo:Rhône>

Listing 2 – V2 Porsche Taycan (PT)

<vo:FF4,rdf:type,vo:Automobile>
<vo:FF4,vo:année,vo:2020-01-01>
<vo:FF4,vo:mis en circulation,vo

:2020-09-06>
<vo:FF4,vo:contrôle technique,vo:non

requis>
<vo:FF4,vo:kilométrage,vo:107351>
<vo:FF4,vo:carburant,vo:diesel>
<vo:FF4,vo:boîte de vistesse,vo:mécanique>
<vo:FF4,vo:coleur extérieure,vo:gris foncé

>
<vo:FF4,vo:nombre de portes,vo:5>
<vo:FF4,vo:nombre de places,vo:5>
<vo:FF4,vo:garranty,vo:12 mois>
<vo:FF4,vo:puissance fiscale,vo:4>
<vo:FF4,vo:puissance din,vo:95>
<vo:FF4,vo:Critique d’Air,vo:2>
<vo:FF4,vo:emission de CO2,vo:89>
<vo:FF4,vo:consommation mixte,vo:4.5>
<vo:FF4,vo:norme euro,vo:euro6>
<vo:FF4,vo:fabriquer par,vo:Ford occasion>

<vo:FF4,vo:type de véhicule,vo:Berline
occasion>

<vo:FF4,vo:location,vo:Loiret>
<vo:FF4,vo:price,vo:16750>

Listing 3 – V3 Ford Focus 4 (FF4)

<vo:AA1,rdf:type,vo:Automobile>
<vo:AA1,vo:année,vo:2018-01-01>
<vo:AA1,vo:mis en circulation,vo

:2018-09-15>
<vo:AA1,vo:contrôle technique,vo:non

requis>
<vo:AA1,vo:kilométrage,vo:20211>
<vo:AA1,vo:carburant,vo:diesel>
<vo:AA1,vo:boîte de vistesse,vo:

automatique>
<vo:AA1,vo:coleur extérieure,vo:bleu>
<vo:AA1,vo:coleur intérieure,vo:noir>
<vo:AA1,vo:nombre de portes,vo:5>
<vo:AA1,vo:nombre de places,vo:5>
<vo:AA1,vo:garranty,vo:12 mois>
<vo:AA1,vo:puissance fiscale,vo:4>
<vo:AA1,vo:puissance din,vo:90>
<vo:AA1,vo:Critique d’Air,vo:2>
<vo:AA1,vo:emission de CO2,vo:101>
<vo:AA1,vo:consommation mixte,vo:3.6>
<vo:AA1,vo:norme euro,vo:euro6>
<vo:AA1,vo:fabriquer par,vo:Audi occasion>
<vo:AA1,vo:type de véhicule,vo:Citadine

occasion>
<vo:AA1,vo:location,vo:Yvelines>
<vo:AA1,vo:price,vo:23200>

Listing 4 – V4 Audi A1 sportback (AA1)

<vo:CC5,rdf:type,vo:Automobile>
<vo:CC5,vo:année,vo:2020-01-01>
<vo:CC5,vo:mis en circulation,vo

:2020-06-26>
<vo:CC5,vo:contrôle technique,vo:non

requis>
<vo:CC5,vo:kilométrage,vo:48368>
<vo:CC5,vo:carburant,vo:diesel>
<vo:CC5,vo:boîte de vistesse,vo:mécanique>
<vo:CC5,vo:coleur extérieure,vo:bleu>
<vo:CC5,vo:nombre de portes,vo:5>
<vo:CC5,vo:nombre de places,vo:5>
<vo:CC5,vo:garranty,vo:12 mois>
<vo:CC5,vo:puissance fiscale,vo:6>
<vo:CC5,vo:puissance din,vo:131>
<vo:CC5,vo:Critique d’Air,vo:2>
<vo:CC5,vo:emission de CO2,vo:106>
<vo:CC5,vo:consommation mixte,vo:4.1>
<vo:CC5,vo:norme euro,vo:euro6>
<vo:CC5,vo:fabriquer par,vo:Citroen

occasion>
<vo:CC5,vo:type de véhicule,vo:4x4, SUV &

Crossover occasion>
<vo:CC5,vo:location,vo:Yvelines>
<vo:CC5,vo:price,vo:28890>

Listing 5 – V5 Citroen C5 aircross (CC5)


