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- Les gradients par récurrence temporelle ne permettent 

   pas de découvrir des variables d’état.

(   (t+1),p(t+1) ) = RNN(   (t),    (t),   (t),p(t) )σ σε ∆ε

ε iε i(     ,X,R) = FFNN(   ,    ,X,R)σ

- Furukawa, T., et Yagawa, G., 1997 : loi élasto-visco-

   plastique.

(∆λ,∆σ) =            (σ,∆ε)FFNN

- Mucha, G., et Waszczyszyn, Z., 1997 : prédiction de 

   l’incrément de contraintes en élasto-plasticité.

   Application à une plaque trouée.

(∆ε1,∆ε2) =            (σ1,σ2,ε1,ε2,∆σ1,∆σ2)FFNN

- Ghaboussi, J., Garrett, J.H.Jr., Wu, X., 1990 : 
   modèle bi-axial pour le béton

Lois de Comportement et Réseaux Neuronaux - Bilan

Contributions Extérieures

Contributions LMR

- existence d’un réseau récurrent pouvant représenter

   les lois élasto-visco-plastiques. 



= F(x,u(t))
dx

dt
y = G(x,u(t))

y(t+1) = h( y(t),...,y(t-ny),u(t),...,u(t-nu) )^ ^ ^ 

Architecture 1 : ARX, reconstruction d’états

+ : apprentissage
- : choix de ny, nu, taille du réseau

x(t+1) = h( x(t),u(t) )^ ^

y(t) = C x(t)^ ^

Architecture 2 : réseau à variables d’état

+ : forme interprétable, taille du réseau
- : apprentissage difficile

réseau à variables d’état, gradient par récurrence

dans le temps, apprentissage par Levenberg-

Marquardt

Représentation Neuronale des Equations d’Etat
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DONNEES D’APRENTISSAGE
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 Output (solid) and one−step ahead prediction (dashed) (output # 1)
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élastique, du critère et

Déformations non apprises

apprentissage du retour

de l’écoulement (1D)
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Représentation de l’écrouissage isotrope

(après 1000 itérations)
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400 iterations, p observed output 
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400 iterations, no p observed 

le gradient des variables d’état non observées en 
sortie est presque nul ! (propriété des réseaux récurrents)

p sortie observable
sans p

p, déformation plastique cumulée

Génération automatique de variables d’état



- Récurrence dans le temps possible en mélangeant 

   réseaux à horizon et réseaux récurrents.

  

Génération automatique de variables d’état

- Gradient trompeur --> méthodes d’apprentissage 

   stochastiques.

- Mesures d’efforts en clientèle sur des voitures à

  partir de quelques accéléromètres.

- Conditons aux limites inconnues.

probabilités conditionnelles.

Simulation en présence d’informations partielles 

Modèles Neuronaux : Perspectives



Utiliser les réseaux de neurones là où ils sont le 
   plus utiles, par exemple,

(EF - Réseaux de neurones)
Une meilleure hybridation des modèles

- identification des lois de transition d’échelle 

   dans les approches micro-macro (implantation 

   d’un générateur de réseaux de neurones dans Z-set).

- identification de la raideur tangente en dynamique

  (et non pas la réponse globale du système).

- Calcul de la viscosité dans les systèmes couplés 

fluide-structure (optimisation de voiles).

Modèles Neuronaux : Perspectives (suite)


