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L'apprentissage non-supervisé
et ses contradictions

Jérémie Sublime 1, 2

L’apprentissage machine, également appelé apprentissage artificiel [2], ou encore
machine learning en anglais, est un domaine scientifique lié à l’intelligence artifi-
cielle et qui se trouve à la frontière entre l’informatique et les statistiques. L’objectif
de ce domaine est la conception et l’étude d’algorithmes capables « d’apprendre »
à partir de données. Ces algorithmes d’apprentissage sont ensuite utilisés pour des
tâches diverses et variées : analyse et traitement d’images (i.e. reconnaissance de
visages), détection d’anomalies (i.e. connexions frauduleuses), systèmes de recom-
mandation (Google, Youtube, Amazon, Netflix, etc.), tri et catégorisation d’informa-
tion, et même pour apprendre à des programmes à jouer aux échecs, au Go 3, ou aux
jeux vidéos 4.

On divise généralement l’apprentissage machine en trois grandes catégories : l’ap-
prentissage supervisé, non-supervisé et par renforcement.

Dans l’apprentissage supervisé, les algorithmes sont entraînés à reconnaître et
catégoriser des données à partir d’exemples étiquetés. On apprendra, par exemple, à
un réseau de neurones à faire la différence entre des photos de chats ou de chiens en
lui montrant des centaines d’images et en lui précisant à chaque fois de quel animal
il s’agit de sorte qu’il finira par apprendre ce qui caractérise un chat ou un chien, et
saura reconnaître ces caractéristiques sur une photo qu’il n’aura jamais vue.
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Dans l’apprentissage non-supervisé, conçu à la base comme une tâche explora-
toire, les algorithmes sont amenés à traiter des données non-étiquetées pour y trou-
ver des structures, des groupes d’objets similaires, ou des anomalies. Si on reprend
l’exemple précédent avec les photos de chats et de chiens, on fournira cette fois-ci
toutes les photos à l’algorithme sans lui préciser de quel animal il s’agit. Avec un peu
de chance, la méthode non-supervisée s’apercevra toute seule qu’il y a deux animaux
différents selon les photos, et fera un tri pour séparer les chiens et les chats. Mais il
se peut aussi qu’elle décide de les trier par couleur (en mélangeant chiens et chats),
qu’elle fasse de multiples catégories par race, ou encore qu’elle fasse un tri selon des
critères difficilement compréhensibles pour un humain (la couleur du papier peint
par exemple) en ne se préoccupant nullement des animaux présents sur les images.
On parle de clustering lorsque l’apprentissage non-supervisé regroupe ensemble des
données considérées comme similaires selon des critères plus ou moins transparents.
Les groupes ainsi formés sont appelés clusters.

L’apprentissage par renforcement est un domaine un peu différent des précédents
puisqu’on cherche ici à influencer le comportement d’un algorithme d’intelligence
artificielle à partir de récompenses si l’algorithme se comporte comme on le souhaite,
et de pénalités dans le cas contraire. Ce type d’apprentissage est davantage utilisé
pour apprendre aux algorithmes à jouer à des jeux (en choisissant les bons coups à
jouer) plutôt que pour traiter des données.

L’apprentissage supervisé est sans doute la catégorie la plus connue des cher-
cheurs tous domaines confondus, avec ses réseaux de neurones aux performances
extraordinaires en analyse d’image. L’apprentissage par renforcement, quant à lui,
est le plus médiatisé auprès du grand public pour ses succès lorsque les machines
battent les meilleurs humains sur des jeux ou des tâches que l’on estimait il y a
quelques années encore trop complexes pour qu’un algorithme puisse vaincre un
jour un humain. Quant à moi, je travaille depuis le début de ma carrière de chercheur
sur l’apprentissage non-supervisé, la branche moins connue de l’apprentissage, la
plus mal posée aussi, et qui sera le sujet de cet article. J’aborderai un certain nombre
de contradictions et de questions que l’on peut voir émerger dans ce domaine un peu
particulier.

Un apprentissage non-supervisé détourné
de son but exploratoire initial?

Lorsqu’il est présenté à des étudiants dans l’enseignement supérieur, l’apprentis-
sage non-supervisé est généralement abordé sous l’angle du clustering : cette tâche
exploratoire que j’ai évoquée plus haut et qui consiste à regrouper ensemble des don-
nées similaires dans des clusters. Ce cours sur le clustering fait généralement partie
d’un module plus large d’apprentissage machine et est l’occasion de présenter les
principales familles d’algorithmes de clustering : on présentera les K-moyennes [11]
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pour les méthodes dites « basées centroïdes », le clustering basé sur la densité des
données dans l’espace [5, 1], le clustering hiérarchique [16] qui construit les clusters
sur plusieurs niveaux comme un dendrogramme, et parfois la version statisticienne
des K-moyennes sous la forme des modèles de mixtures gaussien. Pour chaque fa-
mille d’algorithmes, on détaillera les grands principes, la complexité algorithmique,
mais aussi quels types de clusters peuvent et ne peuvent pas être trouvés par ces
algorithmes. Les structures que chacun des algorithmes peuvent identifier sont géné-
ralement illustrées comme dans la figure 1 ci-après (qui évoque aussi les temps de
calcul). En effet, chaque famille d’algorithmes de clustering présuppose des formes
de clusters à trouver et leur séparabilité.

C’est ce dernier point qui vient généralement mettre le premier coup de canif au
concept de l’apprentissage non-supervisé comme méthode exploratoire : l’idée de
devoir donner à l’avance presque toutes les informations sur les clusters qu’on va
chercher si on veut avoir une petite chance de les trouver.

FIGURE 1. Quelques exemples de méthodes de clustering appli-
quées à diverses configurations de points dans l’espace. © Scikit-learn 5

Certains réfutent parfois ce point en expliquant qu’il s’agit — avec le choix de
l’algorithme — de faire une hypothèse a priori sur cette forme, et non pas de la

5. https://scikit-learn.org/stable/auto examples/cluster/
plot cluster comparison.html#sphx-glr-auto-examples-cluster-plot-cluster-
comparison-py.
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connaître à l’avance. Cet argument est à mon avis naïf, étant donné l’impossibilité
d’émettre une hypothèse éclairée sans avoir déjà une très bonne idée de ce qu’on
cherche. Il souligne cependant bien le côté « problème mal posé » du clustering.

Si on regarde maintenant les applications concrètes de l’apprentissage non-
supervisé dans la vie d’un chercheur ou d’un industriel, on s’aperçoit assez vite
que dans la plupart des cas pratiques ce n’est pas tellement le côté exploratoire
qui motive son utilisation, mais plutôt l’absence de données annotées. En effet,
l’immense majorité des tâches de traitement de données ou d’images qui utilisent
des techniques d’intelligence artificielle dans la vie réelle, sont des tâches pour
lesquelles on cherche des classes précises et connues : dans mon exemple d’intro-
duction, on voulait séparer les chiens et les chats, en imagerie médicale, on voudra
par exemple classifier si des tissus sont cancéreux ou non, en imagerie satellite on
voudra identifier et classer différents types de bâtiments vus du ciel, en marketing
digital on voudra identifier des catégories sociaux-économiques bien précises pour
cibler des publicités en ligne, etc. Cependant, il se trouve que ces domaines sont
parfois confrontés à une absence de données annotées (absence totale ou nombre
insuffisant) pré-existantes pour une application précise, empêchant alors d’avoir
recours aux classiques algorithmes d’apprentissage supervisés. Dans ces conditions,
l’utilisation de l’apprentissage non-supervisé — qui lui ne nécessite pas de données
annotées — peut sembler être une alternative séduisante par rapport au coût de
création d’une base suffisante de données étiquetées. On se retrouve alors de fait
avec une utilisation détournée de l’apprentissage non-supervisé, qui a perdu tout
caractère exploratoire, et est utilisé par défaut pour pallier un manque de données
étiquetées. Et ce détournement n’est pas sans conséquences puisque ces algorithmes
n’ont absolument pas été conçus pour que leurs clusters convergent comme par
magie vers les classes recherchées pour les applications réelles. Les résultats sont
souvent assez décevants, surtout lorsqu’ils sont comparés aux performances qu’on
aurait pu avoir avec des étiquettes et un bon algorithme supervisé.

Mais alors pourquoi continue-t-on de détourner les méthodes non-supervisées
plutôt que d’étiqueter des données pour passer ensuite au supervisé? On peut citer
deux explications complémentaires : la première est la relative simplicité des don-
nées et des méthodes, jusqu’à la fin des années 90. Cela permettait aux méthodes
non-supervisées de conserver des performances correctes dans le meilleur des cas, et
de pouvoir envisager un étiquetage manuel pas trop coûteux en cas de nécessité de
passer à du supervisé. Dans le même temps, la complexité des données a également
explosé, creusant ainsi les écarts de performances entre les algorithmes. La seconde
explication est la percée récente des réseaux de neurones profonds qui sont parti-
culièrement gloutons en données étiquetées pour pouvoir atteindre les excellentes
performances que nous leur connaissons. Si je résume, nous sommes donc dans une
conjoncture où les données sont à la fois plus nombreuses, plus complexes et donc
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plus difficile à étiqueter, et nous avons aussi des algorithmes supervisés qui néces-
sitent de plus en plus de données annotées.

L’imagerie satellite et l’imagerie médicale — deux domaines que je connais bien
— sont de bons exemples de l’apparition de plus en plus fréquente de ce type de
problème. En imagerie satellite, la variété des paysages, des capteurs (dont la ré-
solution et le nombre de bandes varient) et des applications, fait que des données
annotées pour une application seront rarement réutilisables pour un autre problème
avec des images d’une autre région. En imagerie médicale, on retrouve ce même
problème de format d’acquisition qui change et de variété des applications (rendant
les annotations déjà faites pas forcément utiles d’un problème à l’autre), mais aussi
des conflits d’experts qui ne sont pas d’accord sur la façon dont certaines images
complexes devraient être annotées, ajoutant donc en plus un problème de confiance
dans les annotations. Ainsi, lorsque ces experts métier (géographes, professeurs de
médecine, ou autres) se tournent vers les spécialistes de l’apprentissage supervisé
pour voir si on ne pourrait pas automatiser l’interprétation de leurs images, ou même
prédire de futures évolutions avec le dernier réseau de neurones à la mode, on leur
répond souvent que c’est possible mais qu’il faudra fournir des centaines (parfois
des milliers) d’images précisément annotées. Si les très gros instituts et conglomé-
rats peuvent peut-être fournir ces annotations (et parfois les partager par la suite avec
le reste de la communauté), les autres doivent renoncer à l’idée ou tenter leur chance
avec un spécialiste de l’apprentissage non-supervisé.

L’apprentissage non-supervisé a fait beaucoup de progrès depuis ses débuts, et
est lui aussi entré dans l’ère des réseaux de neurones. Il existe donc quelques ré-
ponses dans l’arsenal non-supervisé qui permettent de s’attaquer à des images ou
des données complexes avec des outils adaptés : l’auto-encodeur [9, 7] reste à mon
sens l’architecture de base la plus utilisée lorsqu’on veut combiner apprentissage
non-supervisé et réseaux de neurones. Cette architecture qui est présentée dans sa
forme la plus simple sur la Figure 2 ci-après, vise à compresser et à reconstruire les
données en entrées via un encodeur et un décodeur symétriques qui pourront être
composés de diverses couches de neurones qui dépendront de l’application. L’enton-
noir de l’auto-encodeur permet généralement de récupérer une version des données
débruitée et encodée dans un espace latent qui sera plus facilement utilisable, par
exemple par une méthode de clustering classique. Ainsi, l’auto-encodeur permet à la
fois de réutiliser la majorité des composants (couches et fonctions d’activation) des
réseaux de neurones classiques, et peut-être combiné soit à des méthodes de cluste-
ring classiques, soit à quelques couches neuronales supplémentaires spécifiques pour
obtenir l’algorithme non-supervisé voulu.

Il n’en reste pas moins que malgré la possibilité technique de construire des ré-
seaux de neurones non-supervisés capables de s’attaquer à des données aussi com-
plexes que des images satellites ou médicales, nous restons dans ce cas de figure, pas
du tout exploratoire, où l’on attend d’une méthode non-supervisée qu’elle trouve des
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FIGURE 2. Exemple d’une architecture de base d’auto-encodeur
qu’on pourra modifier selon l’application.

clusters qui vont coller avec des classes réelles très précises sur lesquelles les experts
eux-même ne sont parfois pas d’accord. Pour prendre un exemple issu de mon ma-
nuscrit d’habilitation [15] : "Attendre d’un réseau de neurones non-supervisé qu’il
vous trouve des lésions sur une image médicale, c’est comme demander à un enfant
de 5 ans de colorier ce qui lui paraît remarquable sur cette même image. Les deux
ont à peu près les mêmes capacités visuelles, le réseau de neurones sera peut-être
légèrement meilleur en coloriage, et aucun des deux n’a la moindre idée de ce qui
est sur l’image ou de ce que vous attendez de lui. Vous aurez votre coloriage, mais il
n’est pas certain que le résultat soit le résultat attendu."

Dans ces conditions, et puisque nous assumons que nous ne sommes plus dans
un contexte exploratoire mais bien dans un cas où l’on sait ce qu’on cherche, où
l’on a juste pas assez de données annotées : puisque l’on possède quelques don-
nées annotées, pourquoi ne pas les utiliser pour aider l’algorithme de clustering?
Ce cadre a d’ailleurs été étudié et s’appelle l’apprentissage semi-supervisé. Hélas,
les choses ne sont pas si simples. Si effectivement l’apprentissage semi-supervisé est
bien un domaine qui existe et qui consiste à fournir des données étiquetées et d’autres
non-étiquetées à un algorithme d’apprentissage pour qu’il apprenne mieux, pour le
moment, il concerne principalement l’amélioration des performances d’algorithmes
supervisés auxquels il faudra quand même fournir un maximum de données étique-
tées, et pour lesquels fournir quelques données non-étiquetées pourra améliorer les
performances en fin d’apprentissage. En revanche, les expériences pour faire l’in-
verse — avoir majoritairement des données non-étiquetées et fournir quelques don-
nées étiquetées à un algorithme non-supervisé (comment?) — sont encore rares et
très balbutiantes. On aura donc tendance à considérer que le semi-supervisé n’existe
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pas vraiment, ou reste en tout cas très supervisé.
De cette section, on pourrait conclure que non seulement les méthodes non-

supervisées sont finalement assez peu utilisées dans un cadre vraiment exploratoire,
mais surtout que même quand on n’a pas d’autre choix que de les utiliser il y a de
fortes chances que les résultats soient décevants. Cependant, nous allons voir par
la suite qu’on peut tout de même utiliser les algorithmes non-supervisés avec une
certaine efficacité, à condition de bien appréhender les limites de la non-supervision.

L’apprentissage non-supervisé serait-il
quand même un peu supervisé?

Étant donné ce qui a été évoqué précédemment sur les difficultés des méthodes
non-supervisées à répondre aux attentes de trouver des classes réelles sur des appli-
cations pratiques, je me suis souvent posé la question de savoir comment d’autres
chercheurs et moi-même arrivions tout de même à atteindre des résultats honorables
(pour du non-supervisé) sur des problèmes complexes avec nos algorithmes. En ef-
fet, si on regarde la littérature scientifique, cet apprentissage non-supervisé — qui
semble ne rien avoir pour lui — reste utilisé par de nombreux chercheurs dans de
nombreux domaines, en particulier à cause du manque de données étiquetées. Et les
résultats sont parfois impressionnants.

C’est un récent co-encadrement de stage et une rétrospection sur mon expérience
personnelle qui m’ont apporté quelques éléments de réponse que je vais partager
avec vous. Le stage en question avait pour but de faire de la segmentation de lésions
liées à la DMLA 6 sur des images médicales en infrarouge [14] : un problème as-
sez classique d’imagerie médicale donc, avec des lésions plus ou moins complexes
à détourer selon les images, des experts pas d’accord sur les cas complexes, et pas
assez d’images bien annotées pour entraîner un réseau de neurones supervisé de
type UNet [12]. Notre stagiaire c’est donc tourné vers les WNets [17], le réseau de
neurones équivalent aux UNets en non-supervisé pour faire de la segmentation. Ce
réseau repose d’ailleurs en partie sur l’architecture d’auto-encodeur évoquée pré-
cédemment. Les premiers résultats furent ce qu’on pouvait attendre : mauvais. Les
lésions qui nous intéressaient n’étaient que rarement séparées du reste, coupées en de
multiples classes, ou complètement ignorées au profit d’autres éléments structurels
présents dans les images et qui avaient sans doute été jugés plus remarquables par
l’algorithme non-supervisé. Malgré tout, nous avons persévéré : notre stagiaire avait
pour habitude de nous montrer de nouveaux résultats tous les 3 ou 4 jours au fil des
modifications apportées sur les fonctions d’activation des neurones, les changements
de fonctions de perte, ou de tous autres paramètres de son algorithme. Il s’est avéré
qu’au fil des modifications et de nombreux essais et erreurs, les résultats se sont

6. Dégénérence maculaire liée à l’âge, une pathologie de l’œil.
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lentement mais sûrement améliorés. Il m’est alors apparu comme assez évident que
faute de pouvoir superviser un algorithme directement et automatiquement avec de
grands volumes de données étiquetées, il était possible de le guider au fil des essais à
partir de résultats visuels et des résultats sur les quelques données étiquetées à dispo-
sition : il est possible de choisir certains paramètres en fonction de ce qui fonctionne
ou de ce qui ne fonctionne pas. Mais n’y a-t-il pas là une forme de supervision qui
ne dit pas son nom?

En effet, en y réfléchissant bien, le processus que nous avons décrit est plus ou
moins le même que celui que j’ai pu constater chez la majorité des chercheurs qui
font de l’apprentissage non-supervisé : on part d’une méthode de base (et nous avons
vu que le choix de cette méthode va favoriser certaines formes de clusters et peut
donc déjà être vu comme une forme de supervision), puis on va modifier et guider
cette méthode par tous les moyens détournés possibles et imaginables jusqu’à avoir
des résultats satisfaisants sur l’application qui nous intéresse. Et ce processus de
guidage — quel que soit sa forme [6] — nécessite une certaine expertise et demande
du temps ; en particulier par rapport aux méthodes supervisées pour lesquelles il
suffit généralement d’adapter un peu les formats en entrée de l’algorithme pour que
de bons résultats sortent assez rapidement. Je pense donc pouvoir affirmer que le
secret d’un apprentissage non-supervisé qui donne de bons résultats est que tout le
monde « triche » en compensant l’absence de supervision via des données étiquetées
par une autre forme de supervision : celle d’un processus de guidage manuel de
l’algorithme (du choix de la méthode de base aux paramètres) jusqu’à atteindre les
résultats voulus.

Cette reconnaissance d’une supervision autrement que directement par les don-
nées en non-supervisé (a priori courante, mais rarement admise ouvertement) sou-
lève tout de même quelques questions :

— peut-on toujours parler d’apprentissage non-supervisé dans ce contexte?

— pourrait-on automatiser ce processus? En effet, si on regarde de plus près, cela
ressemble à de l’apprentissage par renforcement qui serait fait à la main. Mais, c’est
également assez proche de l’autoML [8] tel qu’on le pratique en apprentissage su-
pervisé ;

— quelles conséquences le recours à ce processus peut-il avoir lors de la comparai-
son des performances de plusieurs méthodes non-supervisées?

Je vais m’attarder sur la dernière question qui est assez essentielle pour de nom-
breux chercheurs en apprentissage : nous sommes tous plus ou moins soumis à une
certaine injonction à publier, et chacun sait que — à tort ou à raison — pour être
publiable un algorithme applicatif doit bien souvent montrer qu’il fait mieux (ou au
moins aussi bien) que ses concurrents de la littérature. Dès lors qu’on se place dans
le prisme d’une application réelle, on peut oublier les indices classiques de clustering
[13, 3], et on se concentrera sur une évaluation par le prisme des indices supervisés
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classiques tels que la précision, le rappel ou le score F1. Bien que nous soyons en
contexte non-supervisé ici, nous avons tout de même ces quelques images annotées
à notre disposition qui, si elles ne sont pas assez nombreuses pour entraîner une
méthode supervisée, suffisent généralement pour avoir une évaluation quantitative.
Or, si on admet l’existence de ce processus de supervision détournée des méthodes
non-supervisées pour les rendre plus compétitives, on s’aperçoit assez vite que la
comparaison ne sera pas équitable entre une méthode nouvellement proposée par
des chercheurs qui l’auront sur-optimisée et qui ne pourra que battre ses concurrents
non-supervisés réutilisés depuis d’autres applications plus ou moins proches et qui
eux n’auront pas forcément reçu le même niveau d’optimisation par une supervision
détournée. Bien que n’ayant pas de solution à ce problème, je pense que ce sujet
méritait d’être détaillé, d’autant que ce phénomène du nouvel algorithme qui écrase
complètement des concurrents pourtant a priori sérieux (mais sans doute pris sur
l’étagère) est assez courant dans la littérature non-supervisée.

A l’issue de cette seconde partie de réflexion, on s’aperçoit finalement que la
clé d’un apprentissage non-supervisé qui donne des résultats corrects sur des don-
nées complexes est très certainement d’apporter la supervision autrement que par
les étiquettes, de manière à tout de même guider l’algorithme. Si ce processus est
aujourd’hui à mon avis massivement pratiqué, il reste très artisanal et serait à perfec-
tionner. Est-ce à dire pour autant qu’en faisant cela, les méthodes non-supervisées
peuvent faire aussi bien que les méthodes supervisées? La réponse courte sera non.
Certes cette supervision détournée améliore considérablement les résultats, mais elle
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ne battra jamais une supervision directe et automatisée par les étiquettes des classes
recherchées. Cependant, le gain de temps reste considérable par rapport au proces-
sus de construction à la main d’un corpus de données annotées de quelques milliers
d’images.

Conclusion

Nous avons abordé dans ce texte plusieurs aspects et contradictions de l’appren-
tissage non-supervisé. Nous avons vu que contrairement à l’idée que l’on s’en fait et
à la façon dont on l’enseigne, il n’est a priori que rarement exploratoire : on l’ap-
plique comme solution par défaut sur des problèmes bien supervisés pour lesquels
on n’a pas ou peu de données étiquetées. En y regardant de plus près, on s’aperçoit
aussi que ce qu’on appelle apprentissage non-supervisé est finalement assez souvent
supervisé de manière détournée : que ce soit par le choix de l’algorithme qui va fa-
voriser certains clusters constituant ainsi une première forme de supervision, ou bien
dans des choix plus pointus d’architecture et de modèles qui seront des points encore
plus forts de supervision.

Personnellement, je n’aime pas le qualificatif de « non-supervisé » qui est à mon
avis trompeur. Je ne suis pas le seul. Certains préfèrent maintenant parler de self-
supervised learning [18, 4, 10] : l’apprentissage des données par les données. C’est
un meilleur nom. Et cette idée fonctionne très bien sur certaines tâches. Cependant,
et bien que ce ne soit pas le sujet de ce texte, on pourrait argumenter que les prin-
cipaux succès du self-supervised learning ont été accomplis en indiquant aux algo-
rithmes quelle partie des données pourrait être apprise à partir de quelle autre, et donc
avec une supervision externe. Je reste par conséquent peu convaincu que les données
seules puissent jamais apporter la supervision nécessaire pour les nombreuses tâches
de classification ou de traitement d’image avancées qu’on souhaite réaliser sans avoir
à annoter des milliers de données manuellement. En effet, ces annotations manuelles
servent à indiquer à l’algorithme quel est son but et quelles classes il doit trouver :
elles servent à lui expliquer pourquoi il est intéressant de grouper par exemple des
chiens et des chats plutôt que de grouper des photos majoritairement vertes. Aussi,
il me semble que penser l’apprentissage non-supervisé sans concevoir qu’il y a un
but derrière est illusoire. Une forme de supervision — peu importe laquelle, et qui
pourra être plus ou moins complexe selon le but recherché — doit exister pour guider
l’algorithme.

Au delà de la reconnaissance des forces et des limites de l’apprentissage non-
supervisé, et d’un éventuel changement de nom pour mieux coller à la réalité de son
utilisation, il me semble que les prochaines avancées pour sortir l’apprentissage non-
supervisé de ses contradictions devraient se concentrer sur deux points évoqués dans
cet article :
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(1) le développement de méthodes faiblement supervisées où le guidage d’un al-
gorithme vers des classes réelles pourrait se faire à partir de très peu d’exemples
annotés en plus de données non-annotées ;

(2) la reconnaissance et la formalisation de l’actuel processus de supervision détour-
née, de manière à pouvoir l’utiliser plus efficacement et à assurer des comparaisons
équitables de méthodes non-supervisées.
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