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Résumé. Les nombreuses techniques d’apprentissage et de fouille de données

peuvent se révéler d’importants atouts dans divers domaines, mais choisir la

technique la plus appropriée pour une application précise est une tâche très com-

plexe pour un non-expert. Notre objectif est ainsi de produire un assistant de

modélisation répondant à ce besoin, par une approche à la frontière du méta-

apprentissage et des heuristiques évolutionnaires. Nous présentons ici le fonc-

tionnement prévu de cet assistant, suivi d’une discussion de notre approche du

problème de caractérisation des instances d’apprentissage, qui reste un verrou

majeur du méta-apprentissage et méta-mining.

1 Motivation

L’apprentissage a été un secteur très prolifique ces dernières décennies, produisant nombre

de techniques et algorithmes. Cependant, leurs performances sont sujettes à d’importantes va-

riations d’un jeu de données à l’autre. On retrouve ainsi dans les "No free lunch theorems"

(Wolpert, 1996) l’idée qu’il n’existe pas de solution meilleure en toute situation, d’apprentis-

sage meilleur dans tous les domaines. Firent suite nombre d’études catégorisant l’adéquation

du biais d’algorithmes particuliers avec certains domaines ou situations, tels (Aha, 1992) et

(Gama et Brazdil, 1995) qui y ont appliqué des techniques d’apprentissage de règles afin de dé-

crire les conditions engendrant des différences de performance significatives entre algorithmes.

Ces applications de l’apprentissage à l’étude de sa propre applicabilité ont posé les fondations

du domaine du méta-apprentissage. Malgré bien d’autres applications fructueuses (Kalousis

et Hilario, 2001b), et perspectives de recherches, telles la récursion infinie d’apprentissages

auto-adaptatifs (Vilalta et Drissi, 2002), le problème du méta-apprentissage est toujours d’ac-

tualité, et les perspectives applicatives restent nombreuses. Parmi ces dernières, on considérera

en particulier les récentes approches "meta-mining", qui s’affranchissent du cadre restreint de

l’apprentissage au meta-niveau pour adresser une question plus large : Considérant un besoin

et un jeu de données, quelle suite de traitements donnera les meilleurs résultats ?



Un algorithme est considéré capable d’apprentissage si sa performance s’améliore avec

l’expérience (Mitchell, 1997). Dans le cas du méta-apprentissage, la plupart des approches

impliquent la génération de méta-données, c’est-à-dire de données sur le problème de l’ap-

prentissage, qui sont ensuite utilisées pour entrainer un algorithme d’apprentissage au méta-

niveau. Notre perspective sur le sujet est que l’on peut définir un ensemble de méta-données

comme une population de méta-instances d’apprentissage, chacune décrivant l’application de

traitements précis à un jeu de données particulier, et qu’une bonne solution à un problème de

méta-apprentissage peut être obtenue par l’emploi d’une heuristique évolutionnaire au sein de

cette population. Le potentiel d’une telle approche n’a, à notre connaissance, pas encore été

étudié, mais des approches comparables présentent des résultats encourageants, notamment

pour des problèmes de satisfiabilité (SAT) (Xu et al., 2012) ou de sélection d’instance (Leyva

et al., 2015).

Nous envisageons donc l’application de cette méthodologie à un assistant de modélisation,

dont le fonctionnement prévu est illustré par la figure 1 et est présenté de manière plus complète

dans (Raynaut et al., 2015).

FIG. 1 – Assistant de modélisation.

Un élément crucial pour la réalisation de cette approche, ainsi que le sujet de ce papier, sera

la caractérisation de ces méta-instances. Ce problème peut être considéré comme une version

étendue du problème de caractérisation des jeux de données, étudié par la plupart des approches

de méta-apprentissage. Ce dernier consiste en la définition d’un ensemble de propriétés (alors

appelées méta-attributs) caractérisant finement des jeux de données, mais néanmoins soumis

aux pré-requis imposés par les algorithmes d’apprentissage qui leur seront appliqués. Ces der-



niers imposent notamment l’utilisation de vecteurs de méta-attributs de taille fixe, ce qui im-

plique des agrégations (par exemple la variance individuelle des différents attributs d’un jeu

de données devient la variance moyenne sur ce jeu de données...) et donc une importante perte

d’information (Kalousis et Hilario, 2001b). Ce problème pourrait être résolu par l’emploi au

méta-niveau d’une heuristique évolutionnaire dont la fonction de "fitness" reposerait sur une

dissimilarité entre méta-instances. Cette dissimilarité pouvant être construite sur l’ensemble

des informations disponibles, on s’affranchit des restrictions de représentation, se rapprochant

en cela des approches "anti-essentialistes" telles que décrites par Duin (2015).

2 Caractérisation des instances d’apprentissage

Cette section concerne les attributs qui décriront nos méta-instances, ainsi appelés méta-

attributs. L’ensemble de ces méta-attributs devrait être suffisamment important pour permettre

une caractérisation fine de toute expérience de data-mining, mais un équilibre devra être trouvé

pour éviter l’abondance de méta-attributs trop dépendants et limiter la complexité computa-

tionnelle. De plus, afin de pouvoir discriminer des méta-attributs ou méta-instances, la compa-

raison de méta-attributs au sein d’une méta-instance, tout comme la comparaison d’un même

méta-attribut entre plusieurs méta-instances, devra être possible et sensée.

On peut intuitivement diviser les méta-attributs selon trois dimensions, comme illustré en

figure 1. Pour des raisons de volume, on ne s’intéressera ici qu’aux méta-attributs décrivant les

jeux de données, ceux décrivant les traitements employés et l’évaluation des modèles résultants

seront privilégiés dans de futurs travaux.

Le problème de caractérisation d’un jeu de données a été étudié selon deux axes :

• Le premier consiste en l’emploi de mesures statistiques et information-théorétiques

pour décrire le jeu de données. Cette approche, notamment mise en avant par le projet

STATLOG (Michie et al., 1994), et employée dans une majorité d’études postérieures

(Kalousis, 2002; Vilalta et Drissi, 2002; Leyva et al., 2015), présente nombre de me-

sures très expressives, mais sa performance repose intégralement sur l’adéquation entre

le biais de l’apprentissage effectué au méta-niveau et l’ensemble de mesures choisies.

On note parfois l’emploi de techniques de sélection d’attributs à ce méta-niveau (Kalou-

sis et Hilario, 2001a), mais les résultats expérimentaux ne permettent pas de conclure à

la supériorité de quelconque mesure indépendamment du méta-apprentissage employé

(Todorovski et al., 2000).

• Le second axe d’approche considère quant à lui non pas des propriétés intrinsèques

du jeu de données étudié, mais plutôt la performance d’algorithmes d’apprentissage

simples exécutés dessus. Introduit comme "landmarking" par Pfahringer et al. (2000),

cette approche emploie initialement le taux d’erreur d’un ensemble d’algorithmes ba-

siques comme méta-donnée. Comme précédemment, les résultats suggèrent une forte

dépendance de l’efficacité de cette approche avec le choix des algorithmes de base et du

méta-niveau, ne révélant aucune combinaison uniformément supérieure. Des dévelop-

pements postérieurs ont introduit des mesures plus complexes, tel Peng et al. (2002)

proposant comme méta-attributs des propriétés structurelles d’un arbre de décision

construit sur la donnée.



Les expériences conduites par Fürnkranz et Petrak (2002) sur ces différentes approches

tendent à conclure que toutes peuvent réaliser de bonnes performances dans diverses parties de

l’ensemble des jeux de données, sans qu’aucune ne domine globalement.

La transition de paradigme entre notre approche et le méta-apprentissage traditionnel nous

affranchit des pertes d’information causées par les agrégations évoquées plus tôt, mais nous

place face à un nouveau défi : il est possible de caractériser librement les méta-instances, mais

il faut pouvoir les comparer de manière sensée. Le coeur du problème réside en la compa-

raison de méta-attributs décrivant des attributs particuliers de la donnée, comme illustré dans

l’exemple suivant.

Exemple Considérons deux jeux de données, A et B illustrés en figure 2. A décrit 12 attributs

de 100 individus, et B 10 attributs de 200 individus. On souhaite comparer les résultats de 5

mesures statistiques et informationnelles relevées sur les attributs individuels de ces jeux de

données (comme illustré sur le second attribut de A). L’information complète que l’on souhaite

comparer est donc un vecteur de 60 valeurs pour A et de 50 pour B.

FIG. 2 – Comparaison de mesures relevées sur des attributs individuels.

Notre approche est de comparer les attributs de A et B par paires les plus similaires,

comparant les attributs en surnombre à d’hypothétiques attributs vides. L’hypothèse émise

ici est qu’un attribut absent équivaut à un attribut dont aucune valeur n’est connue. Pour

en revenir à l’exemple, la comparaison des 5 mesures s’effectuera donc entre l’attribut de

A et l’attribut de B les plus similaires selon ces mêmes mesures, puis sur les second plus

similaires et ainsi de suite, pour finir par comparer les mesures relevées sur les deux attributs

surnuméraires de A avec leur valeur sur un hypothétique attribut vide. Cette comparaison

par paire permet de s’affranchir de l’ordre de présentation des attributs, qui ne recèle aucune

information, se concentrant sur la topologie réelle du jeu de données.



Supposant qu’une comparaison très expressive résultera en un "fitness" plus juste, nous

envisageons d’utiliser l’ensemble des mesures, statistiques comme issues de la théorie de l’in-

formation, présentées dans la littérature citée précédemment, ainsi que les différents méta-

attributs construits sur les approches de "landmarking". Des recherches plus poussées seront

cependant nécessaires pour limiter la duplication d’information entre les deux approches.

3 Conclusion et perspectives

Les méta-attributs présentés ici donnent un aperçu de la structure des méta-instances qui se-

ront manipulées par l’heuristique évolutionnaire. En d’autres termes, ces méta-attributs consti-

tueront le génome des méta-instances, dont l’évolution contrainte par divers mécanismes heu-

ristiques devra permettre la découverte des traitements apportant une réponse satisfaisante au

besoin de l’utilisateur.

Cependant, afin de compléter et d’évaluer notre approche, plusieurs tâches importantes

restent à compléter. Tout d’abord, une représentation du besoin de l’utilisateur permettant son

élicitation automatique ou semi-automatique sera nécessaire. En effet, l’assistant s’adressant

à des non-experts, il devra aider à la définition formelle du besoin qui indiquera la cible de

l’évolution. De plus, la sémantique d’une telle représentation pourra permettre de réduire la

complexité computationnelle de l’heuristique en éliminant les méta-instance ne pouvant pas

répondre au besoin de l’utilisateur.

La dissimilarité entre méta-instances devra ensuite être formalisée afin de construire la

fonction fitness de l’heuristique, qui devra à son tour être définie et calibrée. La création de

mécanismes "prédateurs" limitant la prolifération de méta-instances "inutiles" devra également

être considérée. On s’intéressera en particulier aux approches génétiques (Bacardit et Llorà,

2013) et mémétiques (Smith, 2007) présentant des propriétés désirables, telles l’absence de

contrainte quant à la structure du génome, et un parallélisme natif très souhaitable pour une

approche computationnellement très complexe.
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Summary

Machine learning has proven to be a powerful tool in diverse fields, and is getting more

and more widely used by non-experts. One of the foremost difficulties they encounter lies

in the choice and calibration of the machine learning algorithm to use. Our objective is thus

to provide assistance in the matter, using a meta-learning approach based on an evolutionary

heuristic. We expand here previous work presenting the intended workflow of a modeling

assistant by describing and discussing the characterization of learning instances we intend to

use.


