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Résumé. Nous étudions dans cet article les apports respectifs de différentes re-
présentations de mots, de la méthode ensembliste et d’un transformer spécialisé
que nous appelons CamemBERT judiciaire, sur la tâche de recherche d’entités
nommées dans les décisions de justice françaises. Nous comparons les perfor-
mances des modèles BiLSTM-CRFs entre eux, individuellement ou constitués
en ensembles, et avec le modèle de Ngompé et al. (2019) pris comme référence
à battre. Les résultats obtenus montrent une amélioration.

1 Introduction
La première expérimentation d’apprentissage automatique de décisions de justice a été

conduite par Aletras et al. (2016). Elle a montré dans quelle mesure la machine pouvait par-
venir à la même décision que les juges de la Cour européenne des droits de l’homme avec un
algorithme SVM. Suárez et al. (2020) ont montré que depuis lors, les approches neuronales ont
considérablement amélioré l’état de l’art dans le traitement automatique du langage naturel en
général et dans la reconnaissance d’entités nommées (NER) en particulier.

La Cour de cassation française a été la première à appliquer la NER à des décisions de
justice françaises. Barriere et Fouret (2019) ont, pour elle, annoté des arrêts avec 4 étiquettes,
personne physique, personne morale, adresse et date de naissance, et ont fait entraîner ces
annotations à un réseau de neurones. La reconnaissance d’entités fonctionne sur tout type de
chaîne de caractères. Filtz et al. (2020) l’ont appliquée à des dates, et Fernandes et al. (2020) à
des montants, dans des décisions judiciaires rédigées respectivement en allemand et en portu-
gais. Mathis (2021) a étendu cette approche à de nombreuses autres entités liées à la procédure
judiciaire, soit un total de 27 étiquettes, comme la juridiction et les dates de jugement. Sur un
large ensemble de données (1706 décisions), il a évalué les champs aléatoires conditionnels
(CRF), de Lafferty et al. (2001), SpaCy, de Honnibal et Montani (2017), Flair, d’Akbik et al.
(2019), et DeLFT (Deep Learning For Text), de Lopez (2018).

La sortie en 2018 par Google de son modèle BERT, de Devlin et al. (2018), basé sur un
vaste corpus généraliste, a été suivie de variantes sectorielles. Le modèle dit Legal BERT, de
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Chalkidis et al. (2020), a été expérimenté pour de la classification, mais pas pour de la NER. Il
montre qu’un pré-entraînement mené à partir de rien sur du contenu juridique uniquement est
plus efficace qu’un pré-entraînement complémentaire après ajout de contenu juridique à la base
BERT d’origine. La plupart des recherches ont porté sur de l’anglais. CamemBERT, de Martin
et al. (2019), et FlauBERT, de Le et al. (2019), sont les plus connus des modèles linguistiques
généralistes français dérivés de BERT. JuriBERT, de Douka et al. (2021), est une variante de
CamemBERT spécialisée dans le droit. Comme Legal BERT, il s’appuie sur un corpus et un
nombre d’étiquettes réduits. Le but de cet article est d’évaluer quel gain en performance par
rapport au modèle CRF (baseline) de Ngompé et al. (2019) peut être obtenu, d’une part avec un
CamemBERT Judiciaire, d’autre part en recourant à des méthodes d’ensemble. Les objectifs
de cet article sont les suivants.

1. Nous proposons un CamemBERT Judiciaire afin de vérifier si ses performances vont
au-delà du modèle CRF (baseline) de Ngompé et al. (2019).

2. Nous montrons que les méthodes d’ensemble BiLSTM-CRF peuvent aussi donner de
meilleurs résultats que la baseline, en utilisant à la fois des embeddings (plongements) lexicaux
statiques et contextuels.

2 État de l’art

2.1 BiLSTM-CRF, transformers et NER

Li et al. (2020) définissent la reconnaissance d’entités nommées (NER) comme la recon-
naissance des mots ou séquences de mots appartenant à des types sémantiques prédéfinis tels
que la personne, le lieu, l’organisation, etc. ou liées au domaine d’intérêt, comme, ici, le type
de juridiction. Les approches traditionnelles de NER comprennent l’exécution de règles, l’ap-
prentissage non supervisé comme le clustering et l’apprentissage supervisé comme le HMM et
le CRF. Des approches plus récentes utilisent les algorithmes d’apprentissage profond comme
le LSTM (Hochreiter et Schmidhuber, 1997) et sa variante bidirectionnelle avec une couche
CRF (BiLSTM-CRF) (Huang et al., 2015)), qui avance et recule le long des phrases pour une
meilleure appréhension du contexte. D’autres s’appuient sur des réseaux convolutifs (carac-
tère BiLSTM-CRF + CNN), qui fonctionnent au niveau du caractère plutôt qu’au niveau du
mot (token). Enfin, le transformer utilise l’auto-attention empilée et des couches entièrement
connectées par points pour construire les blocs de base du codeur et du décodeur.

Selon Li et al. (2020), les expériences menées sur diverses tâches montrent que les transfor-
mers, en particulier BERT, produisent une qualité supérieure tout en prenant beaucoup moins
de temps d’apprentissage. Dans le domaine judiciaire, Trias et al. (2021) et Shankar et Bud-
darapu (2018) ont démontré l’intérêt de la démarche ensembliste appliquée à la NER avec
l’apprentissage profond.

2.2 Baseline

Les CRF cherchent à maximiser une probabilité conjointe en se fondant sur l’idée que les
étiquettes peuvent être liées à d’autres étiquettes selon leur position dans le document ou une
sous-séquence donnée du document.
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Ngompé et al. (2019) ont obtenu de très bonnes performances en NER (une F-measure
globale de 94,82%) avec leur modèle CRF comparé au modèle de type Markov cachés (HMM)
(McCallum et al., 2000), appliqués aux décisions de justice françaises. La robustesse de leur
modèle était basée sur l’ensemble de caractéristiques définies soit manuellement en obser-
vant les décisions (lemmatisation des mots, étiquetage grammatical (POS tagging), présence
de ponctuation ou non, etc.) soit à l’aide des algorithmes BDS et SFFS pour la sélection bi-
directionnelle et séquentielle en avant flottante des meilleures caractéristiques. Ces derniers
sont implémentés à travers les fonctions potentielles que le modèle essaie de trouver via la
meilleure pondération possible (les paramètres λi) qui maximisent la F-measure du modèle
durant l’entraînement. Un autre modèle CRF a aussi été entraîné pour découper les décisions
en trois sections, pour faciliter la recherche voire améliorer la performance du modèle CRF du
NER en réduisant le champ de recherche des entités.

Nous reprenons le jeu de données de Ngompé et al. (2019) et nous comparons leur modèle
CRF avec des architectures fondées sur du BiLSTM-CRF avec différents types d’embeddings.

3 Méthodologie

3.1 CamemBERT judiciaire
CamemBERT Judiciaire (CJ) est un modèle de type transformer dérivé du CamemBERT

de Martin et al. (2019). Il a été entraîné sur un ensemble de données de 30 Go constitué de ju-
gements et arrêts d’appel, de la législation, de débats parlementaires et de questions au Gouver-
nement. Plutôt que d’être entraîné à partir de rien, CJ est entraîné avec un modèle linguistique
à base de masque (MLM) à partir du point de contrôle existant de CamemBERT, un modèle
généraliste de langue française monté avec la bibliothèque HuggingFace de Wolf et al. (2020).
Nous faisons porter l’entraînement au niveau du document plutôt que de la phrase, pour aug-
menter la longueur du contexte. Comme la taille moyenne des documents dépasse de loin la
séquence traditionnelle de 512, nous les avons divisés avec un chevauchement de 32 jetons
(tokens). L’architecture est identique à celle de CamemBERT, à savoir 12 couches, 12 têtes
d’attentions et une taille cachée de 768. Le vocabulaire est également inchangé et fixé à 32005
jetons. Pour la phase d’entraînement, nous nous appuyons sur des lots de 2048 phrases, un
abandon (dropout) de 0,1, sur une phase d’échauffement (warm-up) de 500 pas au cours de la-
quelle le taux d’apprentissage est augmenté linéairement de 0 à 2e-4 puis diminué linéairement
au cours de la même époque. Les précisions initiales BPC (Bits Per Character) et MLM sont
respectivement de 5,079 et 0,518 avant apprentissage et de 0,741 et 0,874 après apprentissage.
Cela montre que le langage juridique français est assez prévisible et qu’un simple transformer
est capable de prédire avec précision les jetons masqués. CJ a été affiné pour la NER avec
NERDA, de Kjeldgaard et Nielsen (2021). Il se montre capable de gérer le français standard
ainsi que la syntaxe et le vocabulaire spécifiques au domaine juridique.

3.2 Méthode ensembliste BiLSTM-CRF
Le but des modèles d’apprentissage est de trouver la meilleure approximation, l’hypothèse

appelée h de la fonction réelle f , qui donne la valeur de y pour chaque observation x telle que
y = f(x) pour chaque tuple (x, y) du jeu de données. L’apprentissage ensembliste (ensemble
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learning) utilise un système de vote pour départager plusieurs modèles dans la prédiction des
classes de NER. La figure 1 illustre un exemple de classification à la fois par un modèle typique
BiLSTM-CRF et par un ensemble de BiLSTM-CRFs, qu’on appelle apprenants (learners) de
base. L’entraînement parallèle des apprenants de base fait apparaitre des étiquetages éventuel-
lement différents. Un mécanisme de vote majoritaire permet de les départager. En cas d’égalité
entre deux étiquettes, le modèle sélectionne celle de l’apprenant où sa performance est la plus
élevée. Nous définissons plusieurs ensembles. Le premier (E0) exploite des embeddings sta-

FIG. 1 – Aperçu de l’ensemble BiLSTM-CRF pour la reconnaissance d’entités nommées en
comparaison avec le BiLSTM-CRF standard.

tiques uniquement (w2vec et FastText), le second (E1) des embeddings contextuels (ELMo et
BERT-base), le troisième (E2) combine embeddings statiques et contextuels. Le dernier (E3)
combine tous les modèles BiLSTM-CRF et le CamemBERT judiciaire :
• E0 = BiLSTM-CRF(w2vec) + BiLSTM-CRF(FastText)
• E1 = BiLSTM-CRF(ELMo) + BiLSTM-CRF(BERT-base)
• E2 = E0 + E1
• E3 = E2 + CJ

3.3 Jeu de données utilisé
Afin de tester les performances de la NER sur notre méthode ensembliste et notre CJ, nous

utilisons le jeu de données de Ngompé et al. (2019). 1. Cela permet d’utiliser ses données en
entrée et ses résultats comme baseline. Ces décisions de justice ont été choisies au hasard en
variant les juridictions et les années. Elles comprennent 6 catégories d’entités nommées : le
numéro d’enregistrement de la décision (N° de décision), le type de tribunal (Chambre, Juri-
diction et Ville), la date du jugement (Date) et les personnes telles que les juges, les avocats et

1. Le jeu de données et l’implémentation sont accessibles sur : https://github.com/lawbot-porject/
ensemble_judicial_ner
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les parties (Personne). Les personnes ont été annotées soit par leur nom, soit par leur prénom,
soit par leurs initiales en cas de pseudonymisation. La dernière classe est la Fonction de tiers
(avocat, juge, conseiller, greffier). Le jeu de données comprend 503 décisions de justice avec
un total de 1997384 tokens distribués en 33240 séquences. Dans le jeu de données d’appren-
tissage, nous observons la distribution suivante des entités nommées (nombre d’annotations) :
N° de décision (1321), Chambre (7641), Juridiction (1308), Ville (1304), Date (1590), Per-
sonnes (7723), Fonction (2062). 2 Nous avons utilisé le format standard CoNLL-2003 (Sang et
De Meulder, 2003) et le modèle BIEO pour représenter les entités (Konkol et Konopík, 2015).
Le jeu de données a été réparti entre 80% de données d’entraînement et 20% de données de
test.

4 Résultats

4.1 Apprentissages élémentaires

La première tâche de la NER est de représenter le texte. Les embeddings statiques comme
FastText (Joulin et al., 2016) et Word2vec (Mikolov et al., 2013) permettent de distinguer ma-
juscules et minuscules, noms masculins et féminins, les verbes dans leurs différentes conjugai-
sons, etc. Les embeddings contextuels, comme ELMo (Peters et al., 2018) et le célèbre BERT
(Devlin et al., 2018), prennent en compte le contexte des mots dans une phrase lors de la gé-
nération de son vecteur de représentation. A partir de DeLFT, nous avons changé la couche
d’embedding pour chaque apprenant de base. Pour la classification, l’architecture BiLSTM-
CRF est utilisée.

Le modèle CRF de Ngompé et al. (2019) constitue la baseline. Il obtient d’excellentes F-
mesures pour chaque classe, ainsi qu’une bonne F-mesure globale de 94,82%. Le Tableau 1
présente les résultats de chaque modèle élémentaire (en gras les scores supérieurs à ceux de la
baseline). CJ est très proche de la baseline avec une F-mesure globale de 94,43%, mais il ne
la surpasse que sur la classe "Personne". Dérivé de CamemBERT, lui-même déjà entraîné sur
un large corpus de documents français tels que Wikipédia, CJ a une bonne capacité à prédire
les noms propres. De la même manière, chaque apprenant de type BiLSTM-CRF possède une
bonne F-mesure globale, et surpasse la baseline pour la classe "Personne", sauf ELMo qui
sous-performe la baseline sur chaque classe.

4.2 Apprentissages ensemblistes

La F-mesure globale augmente avec le nombre d’apprenants, voir Tableau 2. L’ensemble 1,
avec des embeddings contextuels uniquement, surpasse la baseline sur les classes "Personne"
et "Fonction", avec une F-mesure globale de 92,50%. La méthode d’Ensemble 0, contenant
uniquement des embeddings statiques, surpasse la baseline sur trois classes.

L’ensemble 2 est construit en ajoutant le modèle BiLSTM-CRF issu de word2vec. Ensuite,
la F-mesure sur la classe "Personne" et "Fonction" diminue légèrement mais reste supérieure

2. Les annotations ont été faites par deux juristes. La statistique Kappa de Cohen a été calculée afin de déterminer
le taux inter-accord. Un taux Kappa de 0,705 a été obtenu indiquant que le niveau de concordance est considéré comme
substantiel puisqu’il se situe dans l’intervalle [0,61-0,80].
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Baseline CJ w2vec FastText ELMo BERT-base
Personne 86.72 89.39 94.22 89.48 86.10 87.01
Date de décision 97.30 93.03 87.59 88.08 88.81 87.51
Fonction 95.18 94.99 84.17 88.40 86.87 86.21
Citation juridique 99.12 98.05 95.77 88.82 88.49 88.57
Juridiction 99.30 94.67 96.62 88.04 87.78 86.49
N° de décision 97.62 96.77 84.68 88.84 88.55 87.27
Ville 99.04 94.11 81.43 89.26 88.27 87.54
Totalité 94.82 94.43 89.21 88.7 87.84 87.23
Temps d’entraîn.(en s) 230 865 1271 12008 9033 12169 11910

TAB. 1 – F-mesures des modèles élémentaires

Baseline CJ E0 E1 E2 E3
Personne 86.72 89.39 93.99 93.90 90.60 98.55
Date de décision 97.30 93.03 98.82 95.48 94.78 95.60
Fonction 95.18 94.99 97.40 91.83 96.81 93.66
Citation juridique 99.12 98.05 93.52 93.51 91.75 96.38
Juridiction 99.30 94.67 88.42 96.11 92.12 94.21
N° de décision 97.62 96.77 91.77 90.22 100 93.33
Ville 99.04 94.11 89.69 86.47 92.12 100
Totalité 94.82 94.43 93.37 92.50 93.61 95.96

TAB. 2 – F-mesures des modèles ensemblistes

à la baseline. Néanmoins, la F-mesure est plus élevée sur la classe "N° de décision". L’en-
semble 3 obtient le meilleur score : 95.96%, qui s’explique notamment par les très bonnes
performances des classes "Personne" (98,55%) et "Ville" (100%).

5 Conclusion

Bien que très bien adapté à la NER, le modèle CRF peut être très lent en pratique. La
NER d’ensemble basée sur des modèles BiLSTM-CRF qui mobilisent différents types d’em-
beddings peut être une bonne alternative, lorsque le nombre d’apprenants de base n’est pas très
important. La présence d’un transformer comme CJ en apprenant de base, spécialisé dans la
tâche désirée, a un impact significatif sur le résultat final.
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Summary
In this paper we study named entities recognition in court decisions using a CamemBERT

trained on legal documents. We compare its performance to BiLSTM-CRF and BiLSTM-CRF
ensemble models. We improve the performance of the basic CRF model Ngompé et al. (2019).


