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Résumé
Récemment, le problème des Bandits-Manchots COMbina-
toires (COM-MAB) a été sujet de nombreux travaux de re-
cherche. Au sein de systèmes en interaction avec des hu-
mains, ces techniques, basées sur un apprentissage par ren-
forcement, exploitent une stratégie de considération du re-
tour utilisateur en guise de fonction de récompense. Dans
l’étude de ces stratégies, cet article présente les contribu-
tions suivantes : 1) Nous proposons un modèle général de
stratégie en trois étapes : Feedback Identification, Feed-
back Retrieval et Reward Computing, chacune influant sur
les performances d’un agent ; 2) Suivant ce modèle, nous
proposons une nouvelle méthode de Reward Computing,
BUSBC, améliorant significativement la précision globale
des algorithmes optimistes ; 3) Nous réalisons une analyse
empirique de notre approche et d’autres stratégies issues de
la littérature. Nos expérimentations, réalisées sur trois jeux
de données issus d’applications réelles, confirment nos pro-
positions avec des retours utilisateurs complets ou partiels.

Mots-clés
Bandits-Manchots Combinatoires, Systèmes de Recomman-
dations, Apprentissage par Renforcement

Abstract
Recently, the COMbinatorial Multi-Armed Bandits (COM-
MAB) problem has arisen as an active research field.
In systems interacting with humans, those reinforcement
learning approaches use a feedback strategy as their re-
ward function. On the study of those strategies, this paper
present three contributions : 1) We model a feedback stra-
tegy as a three-step process, namely : Feedback Identifi-
cation, Feedback Retrieval and Reward Computing, where
each step influences the performances of an agent. 2) Ba-
sed on this model, we propose a novel Reward Computing
process, BUSBC, which significantly increases the global
accuracy reached by optimistic COM-MAB algorithms ; 3)
We conduct an empirical analysis on our approach and se-
veral feedback strategies from the literature. Our experi-
ments, conducted on three real-world datasets, confirm our
propositions with significant results whether full or partial
feedback vector are used.

Keywords
Combinatorial Multi-Armed Bandits, Recommender Sys-
tems, Reinforcement Learning

1 Introduction
Les techniques de Bandits-Manchots (MAB) [19] sont au-
jourd’hui employées dans de nombreux secteurs d’activi-
tés tels que la finance, le domaine médical ou les sys-
tèmes de recommandation [7]. Ces approches procurent
de bons résultats en termes de précision globale lorsqu’un
compromis entre exploitation et exploration doit être réa-
lisé. Cependant, dans certaines applications, un agent doit
être capable de recommander plusieurs éléments à chaque
itération [8, 14]. Les Bandits-Manchots COMbinatoires (
COM-MAB) [2, 8], spécialement conçus pour ces situa-
tions, constituent alors un choix judicieux. Les approches
MAB et COM-MAB sont des techniques basées sur un ap-
prentissage par renforcement : un agent réalise une action,
observe une récompense et change son état [22]. Dans le
cadre des systèmes de recommandations, une action cor-
respond à une recommandation et une récompense est dé-
terminée à partir du retour utilisateur émis suite à cette re-
commandation [10]. Ainsi, plusieurs stratégies de prise en
compte du retour utilisateur – désignées sous le terme de
"stratégies" dans la suite de cet article – ont été définies
pour les approches COM-MAB [3]. Dans un cadre applica-
tif réel, ces stratégies peuvent être employées avec diffé-
rents types de retours utilisateur : 1) Des vecteurs complets,
lorsqu’un retour utilisateur est acquis pour chaque élément
composant la recommandation [9] ; 2) Des vecteurs par-
tiels [20, 15], lorsque l’utilisateur émets des retours pour
une partie des éléments de la recommandation ; 3) Des vec-
teurs implicitement déduits des interactions entre l’usager
et le système de recommandations [12, 16], tels que lors de
l’emploi de modèles dits de Bandits en Cascades.
Pour les applications en directe interaction avec les usagers,
ces sujets présentent un intérêt certain. Le jeu de donnée
RSASM 1, issu d’une application réelle, en est un exemple
représentatif où l’objectif est de recommander à des utili-
sateurs des activités à réaliser, sans connaissances initiales
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quant-à leurs préférences. Ce scénario correspond à un pro-
blème MAB ou COM-MAB, où les bras sont les activités
pouvant être proposées et où les retours utilisateurs ex-
priment l’opinion des usagers quant-aux activités qui leur
sont recommandées. Dans de telles applications, plus le
nombre d’éléments recommandés à chaque itération est im-
portant, plus il est difficile de demander aux usagers un re-
tour pour chacun des bras de la recommandation.
En l’absence d’historique d’interactions entre le système et
les utilisateurs, une stratégie adaptée est essentielle à l’ap-
prentissage efficace d’un algorithme COM-MAB. Cepen-
dant, à notre connaissance, les principales approches au-
jourd’hui considérées sont Bandit [11], Semi-Bandit [9],
ou des variantes de la stratégie Semi-Bandit employant des
vecteurs de retours utilisateur partiels portant sur  < k
bras parmi les k éléments constituant la recommandation
[20]. Des études plus approfondies sont nécessaires pour
déterminer comment améliorer les approches COM-MAB
avec ces stratégies d’apprentissage.
Ainsi, inspiré par de précédents travaux de la littérature
[15, 3], nous relevons que toute stratégie peut être défi-
nie comme la succession de trois processus : a) "Feedback
Identification" ; b) "Feedback Retrieval" ; c) "Reward Com-
puting". Nous affirmons que chacun de ces processus in-
flue sur les performances de l’algorithme COM-MAB uti-
lisé et peut donc permettre un gain de précision globale par
des ajustements adaptés. Afin de confirmer cette hypothèse,
nous proposons une nouvelle méthode pour le processus
"Reward Computing", "Bandit Under Semi-Bandit Condi-
tions" (BUSBC). Notre approche est basée sur la combi-
naison de méthodes connues et vise à améliorer les perfor-
mances des algorithmes COM-MAB de type UCB.
Nous avons réalisé des expérimentations avec plusieurs
algorithmes COM-MAB sur trois jeux de données issus
d’applications réelles. Nous avons évalué l’impact sur
la précision globale de plusieurs approches pour chacun
des processus identifié dans notre modèle général, avec
des vecteurs de retours utilisateur complets et partiels.
Nos résultats confirment nos hypothèses et montrent que
BUSBC améliore significativement les performances des al-
gorithmes de type UCB. Nous relevons également, parmi
celles étudiées, des stratégies optimales pour chacun des al-
gorithmes COM-MAB considérés.
Cet article est organisé comme suit. La section 2 présente
les notions relatives au problème COM-MAB et aux straté-
gies de considération du retour utilisateur. La section 3 défi-
nit notre modèle général ainsi que notre approche BUSBC.
La section 4 expose nos résultats expérimentaux. Enfin,
nous concluons et ouvrons de nouvelles perspectives de re-
cherches dans la section 5.

2 Préliminaires
2.1 Bandits-Manchots Combinatoires
Un problème MAB [19] implique un ensemble A =
{a1, ..., am} de m bras indépendants, où chaque bras a 2 A
est un élément à recommander. Au sein d’un système de re-
commandation, à chaque itération t 2 [1, T ], T étant un

horizon connu, un agent sélectionne un bras at 2 A selon
sa politique ⇡ et le recommande à l’utilisateur. Dans cet ar-
ticle, nous considérons le problème COM-MAB [2], consis-
tant en une généralisation du problème MAB où l’agent
doit recommander un ensemble de bras Ak = {a1, ..., ak},
Ak ✓ A, avec 1  k  m, 8t 2 [1, T ]. Parmi les
approches existantes, nous considérons la méthode "Mul-
tiple Plays" [2] qui permet l’emploi séquentiel d’un algo-
rithm MAB pour définir incrémentalement un "Super-Bras"
[8] comme suit : Tant que |St| < k, St = [k

i=1{ai} où
ai = argmax⇡

a2A\St
E[Rt,a]. Le Super-Bras St est donc le

sous-ensemble de k bras de plus haute espérance de récom-
pense selon la politique ⇡ de l’algorithme employé. Ainsi,
tout algorithme MAB de la littérature peut être employé
dans un cadre combinatoire, qu’il soit stochastique [4], non-
stochastique [6], Bayésien [1] ou avec adversaire [5].
Dans un cadre stochastique, où les récompenses sont consi-
dérées comme des variables aléatoires indépendantes et
identiquement distribuées, un algorithme COM-MAB de
politique ⇡ vise à minimiser le regret cumulé ⇢⇡(T ) =

Tµ⇤ �
P

T

t=1 rt, où µ⇤ correspond à l’espérance de récom-
pense du super-bras optimal, sans connaissances préalable
quant à la distribution des espérances de récompenses µa 2
[0, 1] parmi les bras a de A. Dans de nombreuses applica-
tions réelles, il est préféré de considérer la maximisation de
la précision globale Acc⇡(T ) =

PT
t=1 rt

T
. Cette métrique

est fréquemment employé pour évaluer les approches de
Bandits-Manchots [10]. Dans cet article, nous considérons
d’une part une "récompense d’évaluation" rt 2 {0, 1} pour
la recommandation St, inconnue de l’agent et telle que rt =
1 si au moins la moitié des éléments recommandés dans St

donnent satisfaction à l’utilisateur, et rt = 0 sinon (voir
sous-section 4.1.3). D’autre part, à chaque itération, l’agent
COM-MAB observe une récompense Rt, calculée selon la
stratégie appliquée. Cette récompense peut être soit un sca-
laire, soit un vecteur Rt = {Rt,1, Rt,2, ..., Rt, }, avec  
désignant le nombre de bras pour lesquels un retour utilisa-
teur a été émis. Cette récompense est ensuite employée pour
actualiser la connaissance de la distribution des espérances
de récompenses des bras. Pour les algorithmes considérés,
cette actualisation est réalisée au travers de la sommation
des récompenses perçues jusqu’à l’itération courante, pour
chacun des bras a de A : SRt,a = SRt�1,a +Rt,a.

2.2 La considération du retour utilisateur
L es algorithmes COM-MAB, basés sur de l’apprentissage
par renforcement, apprennent à l’aide des récompenses ob-
servées à chaque itération. La fonction de récompense de
tels algorithmes est donc essentielle à leur fonctionnement.
Une stratégie de prise en compte du retour utilisateur est
une fonction de récompense particulière employée par des
agents en interaction avec des humains, tels qu’au sein
de systèmes de recommandations. Plusieurs stratégies ont
donc été proposées pour les algorithmes COM-MAB [3].
Ainsi, soit Yt = {Yt,1, Yt,2, ..., Yt,m}, le vecteur de retours
utilisateur associant un retour spécifique à chacun des bras
a de A à l’itération t. Au sein d’applications réelles, puis-
qu’aucun retour de l’utilisateur ne peut être acquis pour les
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bras non-recommandés, Yt est un concept abstrait. Ainsi,
soit Ft ✓ Yt le vecteur de retours utilisateur réellement
perçu par le système.
A notre connaissance, la plupart des approches tradition-
nelles sont des variantes des modèles suivants : a) Full-
Information [3], où une récompense individuelle est obser-
vée pour tous les bras a de A, qu’ils soient ou non 2 inclus
dans St : RFI

t
= Ft = Yt ; b) Semi-Bandit [9], où une ré-

compense individuelle, associée à chaque bras a de St, est
révélée : RSB

t
= Ft = [a St,a Yt,a ; c) Bandit [11], où

seulement une récompense cumulée 3 associée à St est per-
çue par l’agent : RB

t
= S>

t
RSB

t
; d) Les modèles de Ban-

dits en Cascade [16], dépendants de l’application, et visant
à déduire implicitement Ft en considérant un critère d’ar-
rêt, p.ex., un clic de l’utilisateur sur le premier élément le
satisfaisant dans St. Dans la littérature [3, 18], Semi-Bandit
et Bandit désignent à la fois un niveau d’exhaustivité des
retours utilisateur perçus et une méthode pour déterminer
les récompenses observées par l’algorithme. Dans cet ar-
ticle, nous évoquerons uniquement ces approches en tant
que procédés de calcul des récompenses et désignerons les
contraintes liées à l’acquisition de retours utilisateur par les
termes de vecteurs complets ou partiels.
Il a été démontré que, parmi ces méthodes, Semi-Bandit est
plus efficace dans de nombreux cas [3]. Cette approche a
donc été particulièrement étudiée par la littérature [21]. Ce-
pendant, dans certaines applications, St peut regrouper un
grand nombre d’éléments [13, 14, 15]. Pour éviter à l’usa-
ger de fournir un aussi grand nombre de retours, des va-
riantes considérant des vecteurs de retours utilisateur par-
tiels ont été proposées [15, 17]. Dans ce cadre partiel, le
vecteur de retours utilisateur n’est défini que pour un sous-
ensemble Pt ✓ St. Ainsi, Pt est un vecteur de bras pour
lesquels un retour est demandé à l’utilisateur, tandis que Ft

est le vecteur de retours fournit en réponse par l’utilisateur
ut, les deux vecteurs étant de même dimension  . Dans
cet article, l’objectif d’un agent est de recommander les k
meilleurs bras à chaque itération. Lors de l’emploi de vec-
teurs complets, cet objectif est suivi en percevant à chaque
itération k retours utilisateur tandis que seulement  < k
retours sont prodigués lors de l’emploi de vecteurs partiels.

3 Modélisation
3.1 Stratégie de considération du retour uti-

lisateur : un modèle général
Soit U = {u1, ..., un} un ensemble de n utilisateurs.
À chaque itération t 2 [1, T ], un utilisateur ut sollicite
une recommandation St de k éléments extraits de A =
{a1, ..., am}, où A est l’ensemble des éléments connus par
un système de recommandation employant un algorithme
COM-MAB de politique ⇡. Nous affirmons que chacune des
stratégies précédemment exposées s’ancre dans un modèle
générique composé de trois processus successifs :

2. Full-Information feedback n’est possible que pour les applications
n’étant pas en directe interaction avec les usagers.

3. En simulation ou pour le calcul objectif de cette récompense, un
vecteur de retours utilisateur, tel qu’avec Semi-Bandit est nécessaire.

Feedback Identification : Un ensemble Pt ✓ A, pour le-
quel des retours utilisateurs seront attendus, est déterminé.
Pour les modèles de Bandits en Cascade, cette étape défi-
nit le critère d’arrêt à relever dans l’interaction de l’utilisa-
teur avec le système, p.ex., la sélection d’un élément pré-
féré associé à un bras as de St. Lors de la considération
d’un vecteur partiel de retours utilisateur, cette étape défi-
nit la méthode pour construire Pt à partir de St. Les autres
approches considèrent soit Pt = A ou Pt = St.
Feedback Retrieval : Un vecteur de retours utilisateur ini-
tial Ft est construit. Pour les Bandits en Cascades, cette
étape est employée pour déduire implicitement Ft en consi-
dérant les distances relatives de chaque bras a de St par
rapport au bras as ayant déclenché le critère d’arrêt précé-
demment défini. Les autres méthodes présentées à la sous-
section 2.2 sollicitent explicitement un retour de l’utilisa-
teur pour chacun des bras constituant Pt.
Reward Computing : Une récompense finale Rt, observée
par l’agent, est calculée à partir de Ft. Ainsi, Rt peut cor-
respondre au vecteur de retours utilisateur Ft lui-même, ou
au résultat de n’importe quel traitement appliqué sur Ft,
p.ex., une pondération ou un produit scalaire entre Ft et Pt.
De nombreux travaux ont montré l’intérêt du processus
Feedback Retrieval avec des variantes de Bandits en Cas-
cades [16, 12]. Dans cet article, notre objectif est d’étudier
l’impact sur la précision globale des processus de Feedback
Identification et Reward Computing.

3.2 Bandit under Semi-Bandit Conditions :
BUSBC

Suivant ce modèle général, nous avons implémenté un nou-
veau processus de Reward Computing, BUSBC. Cette mé-
thode est basée sur la combinaison du principe de ré-
compense cumulée de l’approche Bandit et des conditions
d’octroi de récompenses individuelles de l’approche Semi-
Bandit. L’objectif de cette démarche est d’améliorer les per-
formances des algorithmes COM-MAB de type UCB en ca-
nalisant l’usage de la récompense cumulée.
Comme pour toute stratégie, les processus Feedback Identi-
fication et Feedback Retrieval doivent être appliqués avant
d’employer notre méthode. Dans cet article, nous consi-
dérons que le processus Feedback Retrieval est réalisé par
des demandes explicites de retours utilisateur à l’usager ut.
Ainsi, lors de l’emploi de vecteurs complets de retours uti-
lisateur, 8ai 2 St, un retour est sollicité auprès de l’uti-
lisateur, c.-à-d., Pt = St. Avec des vecteurs partiels, des
retours ne sont prodigués que pour  < k bras. Le vec-
teur de retours utilisateur est donc seulement défini pour
un sous-ensemble Pt ✓ St, construit incrémentalement tel
que : Pt = Pt, avec Pt,0 = ? et 8j 2 [1, ];Pt,j =
Pt,j�1 [ {ai} où ai 2 St est sélectionné selon le processus
de Feedback Identification (lignes 1 à 4 de l’algorithme 1).
Concernant ce processus de Feedback Identification, nous
considérons et approfondissons l’étude des approches sui-
vantes, extraites de la littérature [14, 15] :

Reinforce - RE : Cette méthode décrit le procédé le
plus répandu pour le processus de Feedback Identi-
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fication. Elle sélectionne les  bras de St présentant
les plus hautes espérances de récompenses E[Rt,a] :

ai = argmax⇡
a2St \Pt,j�1

E[Rt,a] (1)

Optimal-Exploration - OE : Cette méthode vise à
maximiser la connaissance de l’agent sur la distri-
bution des espérances de récompenses {µ1, ..., µk}
des bras composant St sans considérer son état cou-
rant en regard de la politique ⇡ de l’agent. Elle sé-
lectionne les  bras de St pour lesquels le moins de
retours utilisateur ont été fournis à l’itération t :

ai = argmina2St \Pt,j�1 obsa,t (2)

Où obsa,t est le nombre de retours utilisateur émis
pour le bras a jusqu’à l’itération t.

Lors de l’exécution du processus Feedback Retrieval, nous
construisons le vecteur de retours utilisateur Ft à partir de
Yt en sollicitant l’utilisateur ut pour un retour sur chacun
des bras a inclus dans Pt (ligne 5 de l’algorithme 1) :

Ft = {Yt,a | a 2 Pt} (3)
En tant que processus de Reward Computing, BUSBC dé-
termine d’abord une récompense cumulée RB

t
(ligne 6 de

l’algorithme 1), telle que :

RB

t
= P>

t
Ft (4)

L’algorithme COM-MAB observe ensuite cette récompense
et l’utilise pour mettre à jour sa politique uniquement pour
les bras de Pt jugés pertinents par l’utilisateur ut (lignes 7
à 11 de l’algorithme 1) :

8a 2 Pt, si Ft,a > 0 :

SRt,a = SRt�1,a +RB

t
(5)

Où SRt,a est la somme des récompenses observées pour le
bras a jusqu’à l’itération t.

L’algorithme 1 décrit l’utilisation de BUSBC dans une stra-
tégie considérant des vecteurs partiels de retours utilisa-
teur avec OE en tant que processus de Feedback Identifica-
tion. Pour changer le processus de Feedback Identification
pour RE, la ligne 3 devrait être remplacée par le mécanisme
de sélection correspondant, défini par l’équation 1. De la
même façon, pour employer BUSBC au sein d’une stratégie
considérant des vecteurs complets de retours utilisateur les
lignes 1 à 4 devraient être remplacées par Pt = St.
La stratégie Bandit peut être inefficace dans certains cas,
notamment à cause de récompenses cumulées trop impor-
tantes et de l’octroi de ces récompenses à tous les bras
de St, incluant ceux qui n’ont pas été satisfaisants en réa-
lité. Le second problème peut être traité en n’attribuant
les récompenses cumulées qu’aux bras de St dont le suc-
cès a été effectivement observé, tel que dans une approche
Semi-Bandit avec des récompenses de Bernoulli. Concer-
nant le premier problème, notre théorie est qu’une récom-
pense cumulée pourrait en réalité être avantageuse pour
les approches optimistes. Ainsi, BUSBC est principalement
conçu pour les algorithmes COM-MAB de type UCB.

Algorithme 1 : P-BUSBC-OE
Entrées : St : Super-bras recommandé.

Yt : Retours associés à A ou utilisateur ut.
⇡ : Politique de l’agent.
 : Nombre de retours utilisateur attendus.

1 Pt  ;
2 tant que |Pt| <  faire
3 Construire Pt avec :

Pt = Pt [ {argmina2St\Pt obsa,t}

4 fin

5 Acquérir les retours utilisateur :
Ft = {Yt,a | a 2 Pt}

6 Calculer la récompense cumulée : RB
t
= P>

t
Ft

7 pour a 2 Pt faire
8 si Ft,a > 0 alors
9 Mettre à jour la politique ⇡ avec :

SRt,a = SRt�1,a +RB
t

10 fin
11 fin

4 Expérimentations
4.1 Cadre Expérimental
4.1.1 Jeux de Données
Nos expériences sont exécutées sur plusieurs jeux de don-
nées issus d’applications réelles : RSASM, Jester et Mo-
vieLens (voir Tableau 1). RSASM est un jeu de données
dédié à la recommandation de services, où les retours utili-
sateur sont des variables de Bernoulli, c.-à-d., pour chaque
bras a, Ft,a = 1 si l’utilisateur considère l’élément associé
au bras a comme pertinent ou Ft,a = 0 sinon. Jester traite
de la recommandation de blagues et MovieLens est un jeu
de données pour la recommandation de films très employé
dans la littérature. Pour ces deux jeux de données, les re-
tours utilisateur correspondent à des évaluations comprises
entre 0 et 5. Nous considérons que Ft,a = 1 si l’évaluation
est supérieure ou égale à 4, et Ft,a = 0, sinon.

Jeu de données Utilisateurs Bras Interactions Source
RSASM 2 152 18 > 38K Kaggle

Jester 59 132 150 > 1.7M Kaggle
MovieLens 942 1682 > 100K Groupelens.org

Tableau 1 – Jeux de données

4.1.2 Algorithmes & Approches Concurrentes
Notre objectif est d’observer l’impact de stratégies de prise
en compte du retour utilisateur sur la précision globale d’al-
gorithmes COM-MAB en regard de leur politique ⇡. Ainsi,
lors de nos expériences, nous avons appliqué l’algorithme
Multiple Plays [2] aux algorithmes MAB suivants, extraits
de la littérature :
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- "-greedy [22], avec " = 0.0009
- Thompson Sampling (TS) [1]
- Upper Confidence Bounds 1 (UCB1) [4]
- Upper Confidence Bounds 2 (UCB2) [4]

Ces algorithmes ont inspiré de nombreuses variantes au sein
de la littérature. Puisqu’ils ne tirent avantage d’aucune opti-
misation dépendante du cadre applicatif (p.ex. disponibilité
d’informations contextuelles), nous pensons que nos ob-
servations quant-à leurs performances seront également va-
lables dans leurs déclinaisons plus récentes et spécifiques.
Néanmoins, cette étude porte sur les stratégies de prise en
compte du retour utilisateur ; les algorithmes COM-MAB
fournissent un cadre d’évaluation et ne sont pas en compé-
tition. Nous comparons donc notre méthode BUSBC avec
les approches suivantes, extraites de la littérature :

- Bandit (B) [3, 11]
- Semi-Bandit (SB) [3, 9]
- Bandit and Semi-Bandit (BSB) [15]

À notre connaissance, cet article est également le premier
a considérer des stratégies Bandit (B) avec des vecteurs de
retours utilisateur partiels.
4.1.3 Métrique
Précision Globale. Nous considérons la précision globale
[10], définie par l’équation suivante :

Acc(T ) =

P
T

t=1 rt
T

(6)

Comme expliqué à la sous-section 2.1, rt 2 {0, 1}, est une
récompense d’évaluation modélisant l’opinion globale de
l’utilisateur ut concernant la recommandation St. Elle n’est
employée que dans le calcul de la précision globale et de-
meure inconnue de l’agent. Cette récompense est calculée
en considérant les retours utilisateur associés à chacun des
bras a de St comme suit :

rt =

⇢
1 si

P
k

a=0 Ft,a � k

2 , avec Ft,a 2 {0, 1}
0 sinon

(7)
Les récompenses observées par l’algorithme COM-MAB
(Rt) sont déterminées selon la stratégie employée à par-
tir des retours utilisateur acquis. Une variable d’évaluation
(rt), opérant indépendamment de l’algorithme et de la stra-
tégie est donc nécessaire à l’évaluation de ces approches.
Nous pouvons ainsi observer objectivement les impacts de
la stratégie employée et de la quantité de retours utilisateur
perçus sur les performances de l’algorithme.
4.1.4 Protocole Expérimental
Les stratégies évaluées dans cet article impliquent les pro-
cessus de Reward Computing suivants : Bandit, Semi-
Bandit, Bandit and Semi-Bandit, Bandit under Semi-Bandit
Conditions. Nous les évaluons pour chaque algorithme
COM-MAB sur chaque jeu de données, avec des vecteurs
de retours utilisateur complets et partiels. Lors de l’emploi

de vecteurs partiels, nous comparons pour le processus de
Feedback Identification les méthodes Optimal-Exploration
et Reinforce. Les stratégies étudiées dans cet article sont
identifiées par leurs paramètres et nommées comme suit :

S-C-I, avec :

S : Le niveau d’exhaustivité des retours utilisateur, des vec-
teurs complets (FV) ou des vecteurs partiels (P).
C : Le processus de Reward Computing, Bandit (B), Semi-
Bandit (SB), Bandit and Semi-Bandit (BSB) ou Bandit un-
der Semi-Bandit Conditions (BUSBC).
I : Le processus de Feedback Identification, Optimal-
Exploration (OE), Reinforce (RE) ou "/" lors de l’emploi
de vecteurs complets.

Le nombre k d’éléments recommandés à chaque itération à
été choisi selon les jeux de données : RSASM dispose du
plus faible nombre de bras (18) et seulement un tiers des
retours exprimés sont positifs. Puisque 6 bras, en moyenne,
peuvent satisfaire un utilisateur, nous considérons des re-
commandations de k = 6 éléments. Avec des retours utili-
sateur partiels, les algorithmes COM-MAB présentent leurs
pires performances pour  = 2 [20]. Afin d’observer les
pires performances des algorithmes selon la stratégie em-
ployée, nous considérons donc  = 2 dans ces expériences.
Pour chaque expérience, nous exécutons 10 simulations
d’horizon T = 10 000 itérations. Ainsi, avec des vecteurs
complets, 60 000 retours auront été émis au terme de l’hori-
zon T , contre 20 000 avec des vecteurs partiels. Pour simu-
ler l’arrivée séquentielle d’utilisateurs, nous les sélection-
nons aléatoirement un par un depuis le jeu de données.
Les Tableaux 2 et 3 présentent la précision globale obtenue
par chaque algorithme en fonction de la stratégie employée.
Le Tableau 4 expose les stratégies offrant les meilleures
performances en moyenne, pour chaque algorithme, lors de
l’emploi de vecteurs complets et partiels. La Figure 1 pré-
sente l’évolution de la précision globale de UCB1 et UCB2
sur MovieLens lors de la considération de vecteurs com-
plets, en fonction du processus de Rewards Computing ap-
pliqué. La Figure 2 montre l’évolution de la précision glo-
bale de ✏-Greedy et UCB1 sur RSASM avec des vecteurs de
retours partiels, selon les processus de Rewards Computing
et Feedback Identification employés. Enfin, nous analysons
nos résultats dans la sous-section 4.2. Nous vérifions que les
résultats de précision globale obtenus avec les approches
étudiées sont significativement différents en réalisant des
tests de Kruskal-Wallis et de rangs signés de Wilcoxon.

4.2 Analyse des Résultats
4.2.1 Tests Statistiques
Nous réalisons des tests de Kruskal-Wallis afin de mettre
en évidence les inégalités entre les résultats de chaque stra-
tégies (pour chaque algorithme), c.-à-d., nous testons l’hy-
pothèse nulle H0 : "Il n’y a pas de différences significatives
entre les résultats des différentes stratégies (médianes) lors-
qu’appliquées à un même algorithme". Lorsque les tests de
Kruskal-Wallis indiquent qu’il existe des différences signi-
ficatives entre les résultats, nous réalisons des tests de rangs
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signés de Wilcoxon deux à deux sur la précision globale, c.-
à-d., nous testons l’hypothèse nulle H0 : " Il n’y a pas de
différences significatives entre chaque paire de stratégies
appliquées à un même algorithme".

4.2.2 Synthèse des Résultats
Dans cette partie, nous présentons et analysons les résultats
obtenus par les algorithmes avec différentes stratégies. Pour
des raisons de clarté, nous nous limitons, dans cet article, à
une synthèse de nos principales observations.

RSASM Jester MovieLens
Algorithme Stratégie Acc(T ) Acc(T ) Acc(T )

"-greedy

FV-B-/ 0,490 ±0, 044 0,402 ±0, 003 0,879 ±0, 006

FV-BSB-/ 0,551 ±0, 008 0,416 ±0, 007 0,907 ±0, 007

FV-BUSBC-/ 0,557 ±0, 008 0,436 ±0, 005 0,919 ±0, 004

FV-SB-/ 0,555 ±0, 008 0,453 ±0, 006 0,928 ±0, 003

TS

FV-B-/ 0,351 ±0, 071 0,193 ±0, 017 0,853 ±0, 005

FV-BSB-/ 0,390 ±0, 051 0,395 ±0, 018 0,855 ±0, 005

FV-BUSBC-/ 0,528 ±0, 027 0,415 ±0, 009 0,883 ±0, 010

FV-SB-/ 0,564 ±0, 004 0,446 ±0, 005 0,923 ±0, 003

UCB1

FV-B-/ 0,488 ±0, 004 0,402 ±0, 004 0,853 ±0, 004

FV-BSB-/ 0,557 ±0, 005 0,407 ±0, 004 0,873 ±0, 004

FV-BUSBC-/ 0,563 ±0, 004 0,431 ±0, 005 0,921 ±0, 004

FV-SB-/ 0,555 ±0, 004 0,404 ±0, 006 0,759 ±0, 004

UCB2

FV-B-/ 0,488 ±0, 004 0,173 ±0, 005 0,871 ±0, 012

FV-BSB-/ 0,545 ±0, 011 0,177 ±0, 004 0,874 ±0, 005

FV-BUSBC-/ 0,559 ±0, 005 0,183 ±0, 003 0,915 ±0, 005

FV-SB-/ 0,545 ±0, 005 0,178 ±0, 002 0,837 ±0, 002

Tableau 2 – Résultats avec vecteurs complets de retours utilisa-
teur, meilleurs résultats en gras, seconds en italique

Vecteurs complets : Le Tableau 2 présente les résultats de
précision globale obtenus par chaque algorithme sur chaque
jeu de données, en fonction du processus de Reward Com-
puting employé. Ces résultats sont presque tous significa-
tivement différents (p-value < 0.05), la majorité des dif-
férences non significatives étant observées entre les résul-
tats obtenus par les stratégies FV-BSB-/ et FV-B-/, extraites
de la littérature. Par ailleurs, nous observons que parmi les
méthodes étudiées, notre approche FV-BUSBC-/ est celle
présentant le plus de différences significatives. Nos résul-
tats indiquent que UCB1 et UCB2 obtiennent leur meilleure
précision globale, sur chaque jeu de données, lors de son
utilisation. De plus, la Figure 1 confirme que BUSBC per-
met rapidement et pour tout l’horizon de bien meilleurs ré-
sultats que les méthodes concurrentes. Concernant ✏-greedy
et Thompson Sampling, leurs meilleurs résultats sont obte-
nus avec le processus de Reward Computing SB (stratégie
FV-SB-/ ). Il est néanmoins intéressant de noter que pour
ces algorithmes, sur chaque jeu de données, BUSBC cor-
respond au 2nd meilleur choix malgré le fait que cette ap-
proche n’est pas conçue pour améliorer leurs performances.
Vecteurs partiels : Le Tableau 3 présente les résultats de
précision globale obtenus par chaque algorithme sur chaque
jeu de données, lors de l’acquisition de  = 2 retours par
itération, en fonction des processus de Reward Computing
et de Feedback Identification appliqués. Dans ce cadre par-
tiel, les différences significatives entre les processus de Re-
ward Computing étudiés sont confirmés (p-value < 0.05).
Cependant, ces différences sont moins importantes du fait

RSASM Jester MovieLens
Algorithme Stratégie Acc(T ) Acc(T ) Acc(T )

"-greedy

P-B-OE 0,504 ±0, 037 0,418 ±0, 016 0,875 ±0, 006

P-B-RE 0,448 ±0, 042 0,397 ±0, 014 0,860 ±0, 007

P-BSB-OE 0,480 ±0, 042 0,429 ±0, 009 0,871 ±0, 008

P-BSB-RE 0,483 ±0, 036 0,411 ±0, 009 0,877 ±0, 005

P-BUSBC-OE 0,511 ±0, 025 0,423 ±0, 008 0,878 ±0, 009

P-BUSBC-RE 0,527 ±0, 020 0,421 ±0, 007 0,882 ±0, 006

P-SB-OE 0,523 ±0, 012 0,424 ±0, 008 0,881 ±0, 004

P-SB-RE 0,529 ±0, 008 0,425 ±0, 005 0,893 ±0, 003

TS

P-B-OE 0,469 ±0, 053 0,407 ±0, 016 0,843 ±0, 008

P-B-RE 0,361 ±0, 042 0,424 ±0, 009 0,847 ±0, 018

P-BSB-OE 0,520 ±0, 030 0,427 ±0, 012 0,882 ±0, 006

P-BSB-RE 0,498 ±0, 025 0,422 ±0, 006 0,872 ±0, 005

P-BUSBC-OE 0,533 ±0, 023 0,427 ±0, 011 0,865 ±0, 008

P-BUSBC-RE 0,507 ±0, 030 0,443 ±0, 005 0,878 ±0, 011

P-SB-OE 0,531 ±0, 007 0,420 ±0, 005 0,843 ±0, 006

P-SB-RE 0,548 ±0, 007 0,424 ±0, 002 0,888 ±0, 003

UCB1

P-B-OE 0,547 ±0, 007 0,433 ±0, 007 0,858 ±0, 008

P-B-RE 0,491 ±0, 021 0,395 ±0, 005 0,777 ±0, 005

P-BSB-OE 0,534 ±0, 018 0,422 ±0, 005 0,821 ±0, 007

P-BSB-RE 0,500 ±0, 015 0,398 ±0, 003 0,784 ±0, 003

P-BUSBC-OE 0,545 ±0, 008 0,421 ±0, 006 0,846 ±0, 006

P-BUSBC-RE 0,505 ±0, 018 0,404 ±0, 005 0,826 ±0, 005

P-SB-OE 0,510 ±0, 008 0,401 ±0, 006 0,754 ±0, 004

P-SB-RE 0,503 ±0, 005 0,384 ±0, 004 0,714 ±0, 003

UCB2

P-B-OE 0,517 ±0, 033 0,174 ±0, 007 0,867 ±0, 006

P-B-RE 0,344 ±0, 054 0,173 ±0, 007 0,849 ±0, 010

P-BSB-OE 0,512 ±0, 014 0,170 ±0, 005 0,842 ±0, 011

P-BSB-RE 0,431 ±0, 048 0,178 ±0, 004 0,852 ±0, 006

P-BUSBC-OE 0,508 ±0, 023 0,175 ±0, 003 0,863 ±0, 014

P-BUSBC-RE 0,466 ±0, 031 0,176 ±0, 006 0,875 ±0, 003

P-SB-OE 0,467 ±0, 034 0,174 ±0, 002 0,805 ±0, 016

P-SB-RE 0,473 ±0, 005 0,178 ±0, 004 0,857 ±0, 005

Tableau 3 – Résultats avec vecteurs partiels de retours utilisateur,
meilleurs résultats en gras, seconds en italique

Stratégie Optimale
Algorithme FV P
"-greedy FV-SB-/ P-SB-RE

TS FV-SB-/ P-SB-RE
UCB1 FV-BUSBC-/ P-B-OE
UCB2 FV-BUSBC-/ P-B-OE

Tableau 4 – Identification des combinaisons optimales avec vec-
teurs de retours utilisateur complets et partiels

de la réduction du nombre de retours utilisateur, menant à
davantage de similarités dans les comportements des ap-
proches étudiées. Concernant les processus de Feedback
Identification, nous observons également un impact sur la
précision globale des algorithmes COM-MAB. Dans nos
expériences, la plupart des différences observées sont sta-
tistiquement significatives, avec OE offrant de meilleures
performances que RE dans la plupart des cas. Nous pou-
vons noter que le processus de Rewards Computing Bandit
(stratégies P-B-OE et P-B-RE) présente des résultats plus
compétitifs lors de l’emploi de vecteurs partiels, devenant
le meilleur choix pour l’algorithme UCB1 lorsque employé
avec OE dans ce cadre. Ce constat s’explique notamment
par la réduction du nombre de bras insatisfaisants perce-
vant une récompense. Cependant, nous notons que sur Jes-
ter et RSASM, la précision globale obtenue par UCB1 avec
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(a) UCB1

(b) UCB2

FIGURE 1 – Évolution de la précision globale sur MovieLens
avec des vecteurs de retours utilisateur complets

P-BUSBC-OE devient équivalente à celle obtenue avec P-
B-OE (cf. Figure 2b). Un point important à noter est que
dans ce cadre, les performances des processus de Rewards
Computing sont 1) restreintes par le faible nombre de re-
tours perçus ; 2) influencées par le processus de Feedback
Identification employé. Ainsi, pour un plus grand horizon
ou lorsque davantage de retours utilisateur sont perçus, P-
BUSBC-OE pourrait être un meilleur choix. Par ailleurs,
en observant les résultats indépendamment du processus de
Feedback Identification employé, nous pouvons constater
que BUSBC reste en réalité un meilleur choix pour UCB1
sur chaque jeu de données.

Discussion. Le Tableau 4 expose les stratégies optimales
pour chaque algorithme COM-MAB selon l’exhaustivité
des retours utilisateurs. Nous observons que, généralement,
la stratégie optimale reste la même sur l’horizon. Cepen-
dant, des changements de rangs entre stratégies concur-
rentes peuvent être observés (voir figure 2a : P-BUSBC-
RE). Globalement, nous notons que lorsque la stratégie op-
timale pour un algorithme COM-MAB est inconnue, les ap-
proches BUSBC et OE constituent de meilleurs choix.
Bien que la plupart des différences entre les résultats de pré-
cision globale obtenus soient significatives, certaines ne le
sont pas. Ces situations résultent notamment de deux faits :
a) les processus de Reward Computing étudiés ont des com-
portements proches ; b) les jeux de données présentent des
biais. De plus, l’impact de ces faits augmente en proportion

(a) ✏-Greedy

(b) UCB1

FIGURE 2 – Évolution de la précision globale sur RSASM avec
des vecteurs de retours utilisateur partiels

de la réduction du nombre de retours utilisateur exploités
à chaque itération. Enfin, avec des vecteurs de retours uti-
lisateur partiels, nous observons un certain nombre de dif-
férences non significatives entre les résultats obtenus par
l’application de stratégies de composition totalement dif-
férentes (voir Figure 2b, P-SB-OE et P-BUSBC-RE). Ces
observations illustrent que l’association des processus com-
posant la stratégie impacte autant la précision globale que
leur ajustement indépendant.

5 Conclusions et Perspectives
Dans cet article, nous avons établi que, pour les algorithmes
COM-MAB, toute stratégie de prise en compte du retour
utilisateur pouvait être définie au travers d’un modèle gé-
nérique composé de trois processus. Nous avons également
montré que la modification d’au moins un de ces processus
impacte significativement la précision globale d’un algo-
rithme COM-MAB. Ainsi il est possible d’améliorer les per-
formances d’un algorithme par l’ajustement de sa stratégie.
Nous avons proposé Bandit under Semi-Bandit Conditions
(BUSBC), un nouveau processus de Reward Computing, qui
accroît la précision globale des algorithmes de type UCB.
De plus, notre analyse empirique illustre que, concernant le
processus Feedback Identification, l’approche OE surpasse
généralement RE, bien que cette seconde méthode décrive
le procédé le plus répandu dans la littérature.
La collecte de retours utilisateur et leur usage reste un
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défi dans le domaine de l’apprentissage automatisé. Dans
la mesure où la stratégie optimale peut varier au cours du
temps pour un même algorithme COM-MAB, une pers-
pective particulièrement intéressante serait l’implémenta-
tion d’une approche portfolio pour sélectionner dynami-
quement différentes variantes de chacun des processus du-
rant l’exploitation. Sur le plan industriel, il semble égale-
ment pertinent d’employer simultanément plusieurs straté-
gies. Par exemple, un algorithme COM-MAB pourrait em-
ployer une stratégie de type "Bandits en Cascades" pour ac-
quérir un premier niveau de connaissances avec un mini-
mum de contraintes pour l’utilisateur ainsi qu’une stratégie
considérant un vecteur partiel de retours utilisateur pour en-
richir cette connaissance lorsque l’utilisateur est disposé à
fournir davantage d’informations.
Nous sommes convaincus que des approches de ce type ou-
vriront la voie à une nouvelle génération de systèmes de
recommandation, plus adaptés aux attentes des utilisateurs
et dotés d’un apprentissage plus efficace, capables de mieux
répondre à de nombreuses problématiques rencontrées dans
les applications réelles.
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