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Afin de réaliser les cartes de vigilance bi-quotidiennes, le SCHAPI (Service Central d’Hydrométéorologie
et d’Appui à la Prévision des Inondations) et les 19 SPC (Services de Prévision des Crues) utilisent entre autres
des résultats de modèles numériques généralement lancés de manière déterministe (prévisions de pluie et de
débit hydrologique ou hydraulique). Étant donné le niveau d’incertitudes sur les trois modélisations en jeu, une
prévision déterministe chaînée des trois modèles est peu fiable. Une thèse actuellement en cours a pour objectif
de mettre en place une chaîne de prévision des crues ensembliste en utilisant les prévisions ensemblistes de
pluie  AROME.  Cette  approche  devrait  permettre  de  mieux  appréhender  les  incertitudes  et  de  fournir  une
prévision probabiliste à même de les représenter.

Les prévisions brutes issues des modèles de prévision du temps étant le plus souvent sous-dispersives et
biaisées,  il  est  nécessaire  de  les  post-traiter  avant  leur  utilisation pour la  prévision hydrologique.  L’article
présente les post-traitements effectués sur les PEAROME selon la méthodologie décrite dans Taillardat et al.
(2016). Quatre méthodes de post-traitement sont testées : méthode non-paramétrique basée sur les  Quantile
Regression Forest (QRF), méthode semi-paramétrique (QRF_TAIL) et deux méthodes paramétriques EMOS
(CNORM  et  CGAMMA).  L’analyse  des  différents  ensembles  obtenus  montre  que  les prévisions  brutes
présentent de relativement bonnes caractéristiques. Les méthodes de post-traitement qui donnent les meilleurs
résultats sont les méthodes dites QRF.

MOTS CLEFS : PEAROME, prévisions d’ensemble, post-traitement, vérification des ensembles

Ensemble flood forecasting with an integrated rainfall-hydrology-
hydraulic approach

SCHAPI and SPC (i.e. flood forecasting services) use day-to-day deterministic models, while taking into
account rain forecasts and running hydrological and hydraulic forecast models. Each modelling step is affected
by uncertainties, which impact the reliability of a deterministic forecast. An ensemble approach is an eff icient
way  to  understand  forecast  uncertainties.  A  PhD  currently  underway  aims  at  implementing  an  ensemble
prediction chain from rain forecasting to discharge forecasting, using Meteo France AROME ensemble rain
forecast.

We describe first the main characteristics that an ensemble forecast should verify to be valuable and the
associated tools for assessing it. Raw ensembles from weather forecasting models tend to be underdispersive
and biased. Thus they must be post-processed before using them as input of a hydrological model. According to
Taillardat et al. (2016), four post-processing methods are used: a non-parametric method based on Quantile
Regression Forests (QRF), a semi-parametric one (QRF_TAIL) and two parametric methods EMOS (CNORM
and CGAMMA). The analysis of the raw ensemble and post-processed ensembles show that the raw ensemble
has yet good qualities. The better results are provided by the QRF methods (QRF and QRF_TAIL).

KEY WORDS: PEAROME, ensemble forecasting, post-processing, ensemble verification
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I INTRODUCTION

En  France,  le  SCHAPI  (Service  Central  d’Hydrométéorologie  et  d’Appui  à  la  Prévision  des
Inondations) et les 19 SPC (Services de Prévision des Crues) répartis sur le territoire produisent
deux fois par jour des cartes de vigilance pour la prévision des crues. Pour ce faire, ils utilisent entre
autres des prévisions de modèles numériques. Ces prévisions sont généralement issues de modèles
utilisés de manière déterministe, que ce soit (i) pour la prise en compte des prévisions de pluie, (ii)
pour l’utilisation des modèles hydrologiques (modèles qui permettent d’estimer des débits à l’amont
des bassins versants à partir de pluies mesurées ou prévues) ou (iii) pour l’utilisation des modèles
hydrauliques (modèles qui permettent de transférer les débits amont à l’aval des cours d’eau, et qui
permettent ainsi de gagner en horizon de prévision par rapport à une prévision hydrologique).

Étant  donné  le  niveau  d’incertitudes  sur  les  trois  modélisations  en  jeu  (météorologique,
hydrologique et hydraulique), une prévision déterministe chaînée des trois modèles est peu fiable et
peut être délaissée au profit d’une approche ensembliste. La mise en place d’une chaîne ensembliste
de prévision permettra au prévisionniste de prévoir non plus une hauteur d’eau, mais des gammes
de hauteurs prévues, avec les incertitudes associées.

Une  thèse  actuellement  en  cours  a  pour  objectif  de  mettre  en  place  une  chaîne  ensembliste
hydrologique-hydraulique pour la prévision des crues en utilisant des prévisions ensemblistes de
pluie du modèle AROME. La prévision hydrologique d’ensemble a déjà fait l’objet de nombreuses
études et est opérationnelle sur certaines chaînes de prévision. L’étude en cours a pour objectif la
prolongation de la chaîne de prévision d’ensemble jusqu’à la modélisation hydraulique.

Deux  modèles  hydrologiques  sont  utilisés  pour  la  réalisation  des  prévisions  hydrologiques
d’ensemble :  le  modèle  GRP  (Tangara  (2005),  Berthet  (2010)),  conceptuel  et  non-distribué,
développé  par  Irstea,  et  le  modèle  MORDOR-TS  (Garavaglia  et  al.  (2017),  Rouhier  (2017)),
conceptuel  et  distribué,  développé  par  EDF-DTG.  Le  modèle  hydraulique  Mascaret  1D filaire,
développé au sein du consortium Telemac-Mascaret, est utilisé pour les simulations hydrauliques.
Les aspects relatifs à la réalisation de prévisions d’ensemble hydrologiques ou hydrauliques ne sont
pas abordés dans le présent article.

Le travail est réalisé sur le bassin de l’Odet dans le Finistère, présenté en partie II. La partie III
présente  les  principales  caractéristiques  des  prévisions  d’ensemble  à  évaluer  en  vue  de  leur
utilisation,  ainsi  que  les  outils  associés.  Les  prévisions  de  pluie  utilisées  sont  des  prévisions
d’ensemble  issues  du modèle  AROME de Météo-France ;  elles  sont  décrites  en partie  IV.  Les
prévisions brutes issues des modèles de prévision du temps étant le plus souvent sous-dispersives et
biaisées (Hamill et Colucci, 1997), il est nécessaire de les post-traiter avant leur utilisation en entrée
des modèles hydrologiques. La partie V expose les méthodes de post-traitement mises en œuvre et
les résultats associés.

II DESCRIPTION DU BASSIN D’ÉTUDE

L’Odet est une rivière côtière du département du Finistère.
Elle traverse la ville de Quimper et son exutoire maritime est
situé à Bénodet. La ville de Quimper est régulièrement touchée
par  des  inondations  dues  à  la  concomitance  de  deux
phénomènes : d’une part des pluies excessives sur l’ensemble
du  bassin  versant,  et  d’autre  part  des  marées  hautes
importantes,  parfois  amplifiées  par  des  surcotes  dues  aux
événements maritimes. L’Odet a deux affluents : le Steir et le
Jet (figure (1)).

L’objectif final de la chaîne de modélisation est la réalisation
de prévisions d’ensemble de débits  ou de hauteurs  d’eau en
crue au niveau des trois stations de vigilance : Kervir, Palais de
Justice et Moulin Vert.

Figure  1 :  bassin  versant  de  l’Odet.  La
modélisation  hydrologique  est  effectuée  sur
les  3  sous-bassins  situés  en  tête  de  bassin,
dont les exutoires sont  Tréodet (rivière Odet),
Kerjean  (rivière  Jet)  et  Ty  Planche  (rivière
Steir).
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La surface totale du bassin versant est de 720 km². La modélisation hydrologique est réalisée sur
les trois sous-bassins amont situés en tête de bassin : Odet amont (203 km², exutoire à Tréodet), Jet
(108 km², exutoire à Kerjean) et Steir (181 km², exutoire à Ty Planche).

La modélisation hydraulique est réalisée entre ces trois sous-bassins amont et l’exutoire maritime
situé à Bénodet (station Plaisance).

III EVALUATION DES PREVISIONS D’ENSEMBLE

III.1 Qu’est-ce qu’une prévision d’ensemble ?

D’après Jolliffe et al. (2013), il y a plusieurs manières d’obtenir des prévisions probabilistes : par
utilisation de méthodes statistiques basées sur des données historiques (appelée encore méthode des
analogues), par application de méthodes statistiques basées sur un modèle de prévision déterministe
associé à des statistiques de performance passées, ou par la réalisation d’un ensemble de prévisions
déterministes,  indépendantes  et  équiprobables  au  cours  du  temps.  Cette  dernière  technique  est
nommée prévision d’ensemble. L’estimation de la probabilité d’un événement est alors obtenue par
la fraction des membres qui prévoient l’événement. Les principales méthodes pour la génération des
différents  runs  déterministes  sont  la  perturbation  des  conditions  initiales  et/ou  limites  et  la
perturbation des paramétrisations physiques des modèles.

La prévision d’ensemble fournit donc une prévision probabiliste de la quantité d’intérêt. Dans le
cas de la présente étude, la quantité d’intérêt est soit les précipitations qui sont utilisées à l’amont de
la  chaîne  de  modélisation,  soit  le  débit  simulé  par  le  modèle  hydrologique  ou  le  modèle
hydraulique. Contrairement aux prévisions déterministes, les prévisions probabilistes attribuent une
valeur entre 0 et 1 aux états futurs possibles (Jolliffe et al., 2013).

Lors de la mise en place d’un système de prévision d’ensemble, il est nécessaire d’évaluer ses
performances, de la même manière que ce qui est réalisé de manière courante pour un système de
prévision  déterministe.  L’évaluation  des  prévisions  d’ensemble  permet  d’apprécier  différentes
caractéristiques de l’ensemble : certaines sont propres à l’ensemble uniquement, d’autres sont une
caractéristique conjointe de l’ensemble et de la mesure.

III.2 Fiabilité, résolution et acuité

D’après  Jolliffe  et  al.  (2013),  les  deux  caractéristiques  les  plus  importantes  d’une  prévision
probabiliste sont la fiabilité et la résolution. La fiabilité représente la cohérence statistique entre les
prévisions réalisées a priori et les fréquences observées a posteriori. Un système de prévision est
fiable s’il fournit des estimations non biaisées des fréquences observées pour différentes valeurs de
seuils  de probabilité  considérés.  Pour un tel  système, la densité de probabilité de l’observation,
compilée sur tous les cas pour lesquels la prévision probabiliste est égale à q(x), est exactement
égale à q(x). La fiabilité est une condition nécessaire pour l’utilité dans la pratique d’une prévision
d’ensemble, mais elle n’est pas suffisante. Prenons l’exemple d’une prévision probabiliste qui soit
identique  à  la  fréquence  issue  de  l’étude  de  la  climatologie.  Par  construction,  cette  prévision
probabiliste est fiable. Cependant, elle n’apporte aucune information supplémentaire en termes de
prévision.  Une  prévision  d’ensemble  doit  être  capable  d’apporter  plus  d’information  qu’une
prévision climatologique. La capacité d’une prévision à discriminer a priori les cas pour lesquels
l’événement se produit plus ou moins fréquemment que la climatologie de référence est appelée
résolution (Murphy, 1973). Nous notons que la fiabilité et la résolution sont des fonctions de la
prévision probabiliste et des observations.

Une  autre  propriété,  l’acuité (en  anglais  sharpness),  mesure la  variabilité  de  la  prévision
probabiliste. Cette propriété est fonction uniquement des prévisions. Pour chaque prévision, plus la
dispersion des membres  est  faible,  meilleure est  son acuité.  Gneiting et  al,  (2007) proposent le
paradigme  de  maximiser  l’acuité  des  prévisions  probabilistes,  sous  réserve  que  celles-ci  soient
fiables. Pour un système de prévision parfaitement fiable, l’acuité est identique à la résolution.
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III.3 Évaluation des prévisions probabilistes

De nombreux outils de vérification des prévisions probabilistes ont pour objectif de vérifier la
consistance statistique, i.e. la fiabilité des prévisions d’ensemble : pour un ensemble parfaitement
fiable,  on  ne  peut  pas  distinguer  statistiquement  l’observation  des  membres  de  l’ensemble.  Le
diagramme de fiabilité et l’histogramme de rang remplissent cette fonction. Les diagrammes ROC
en revanche permettent de vérifier la résolution de l’ensemble relativement à un événement donné
(par exemple, le dépassement d’un seuil). Nous introduisons enfin le concept de scores propres, qui
permettent à la fois d’évaluer la fiabilité et la résolution des prévisions probabilistes.

III.3.1 Diagramme de fiabilité
Le diagramme de fiabilité (Wilks, 2011)  est un outil graphique qui résume la distribution jointe

des  prévisions  et  des  observations  pour  des  prévisions  probabilistes  d’événements  binaires,  par
exemple la probabilité de dépassement d’un seuil. La courbe de fiabilité est obtenue en traçant les
fréquences d’observation de l’événement  en fonction de probabilités  prévues.  Le diagramme se
construit point par point, chaque point correspondant à une valeur de probabilité prédite. Pour une
probabilité donnée pi, on considère l’ensemble des prévisions pour lesquelles l’événement est prédit
avec cette probabilité. Parmi ces prévisions, on calcule la fréquence d’observation de l’événement
fi, et l’on place sur le graphique le point (pi, fi). La courbe de fiabilité d’un ensemble parfaitement
fiable est la première bissectrice.

III.3.2 Histogramme de rang
L’histogramme  de  rang,  ou  diagramme  de  Talagrand  (Talagrand  et  al.  (1997)),  permet  de

connaître la fiabilité d’un système de prévision d’ensemble.  Pour construire un histogramme de
rang, on détermine pour chaque couple (observation, prévision) le rang de l’observation parmi les n
membres  de  la  prévision.  L’ensemble  est  fiable  si  chaque  rang  contient  le  même  nombre
d’observations. L’histogramme de rang tracé correspond à l’histogramme du nombre d’observations
dans chaque rang. Un ensemble fiable a donc un histogramme de rang plat, mais ce n’est pas une
condition suffisante pour s’assurer de la fiabilité  d’un ensemble (Hamill,  2001). Les ensembles
sous-dispersifs  ont un histogramme en forme de U, les ensembles  sur-dispersifs  présentent  une
bosse, et les histogrammes non symétriques caractérisent un biais (les quantiles d’ordre élevé ou bas
sont alors sur-représentés).

III.3.3 Courbes ROC
Le  diagramme  de  fiabilité  et  l’histogramme  de  rang  permettent  d’évaluer  la  fiabilité des

ensembles.  Comme nous l’avons vu en partie II.1, la  résolution est  une seconde caractéristique
importante  à  évaluer.  En  effet,  une  propriété  intéressante  des  prévisions  d’ensemble  est  leur
capacité  à  discriminer  les  situations  menant  à  l’occurrence  d’un  événement  (par  exemple,  le
dépassement d’un seuil) des situations menant à la non-occurrence de cet événement. Le diagramme
ROC, pour  Relative Operating Characteristic, est un graphique qui permet d’analyser la capacité
d’un système à réaliser correctement cette discrimination. Il permet donc d’estimer la résolution
pour un événement donné.

La courbe ROC est tracée point par point, en faisant varier les seuils de probabilité testés. Ainsi,
pour chaque seuil de probabilité testé, on construit la table de contingence du système relative à cet
événement  (tableau  (1)).  Elle  permet  de  classer  les  couples  (observation,  prévision)  selon  la
réalisation ou non de l’événement.À partir de ce tableau de contingence on peut calculer :

 le taux de réussite (Hit rate) : H=
a
a+c

 le taux de faux positifs (False alarm rate) : F=
b
b+d

La courbe ROC est un graphique qui représente le taux de réussite
en fonction du taux de faux positifs, lorsqu’on fait varier le seuil de

Tableau 1 : table de contingence pour
le dépassement d’un seuil
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probabilité de l’événement étudié. Le taux de faux positifs est représenté sur l’axe des abscisses, le
taux de réussite sur l’axe des ordonnées.

Pour chaque seuil de probabilité testé, une prévision parfaite a un taux de réussite égal à 1 (H=1)
et  un  taux  de  faux positifs  nul  (F=0).  Le  point  représenté  dans  le  diagramme  est  le  point  de
coordonnées (0,1). Ainsi, plus le point de la courbe ROC est proche du point (0,1) (point en haut à
gauche du graphique), meilleure est la capacité de discrimination du système. Pour une courbe ROC
égale  à  la  première  bissectrice,  le  système  n’est  pas  capable  de  discriminer  entre  les  bonnes
détections et les faux positifs.

Il est à noter que la courbe ROC ne permet pas d’évaluer la fiabilité de la prévision. En effet, si
l’on considère à nouveau une prévision basée uniquement sur la climatologie, nous notons que la
courbe  ROC  serait  sur  la  première  bissectrice,  pourtant  cet  ensemble  est  parfaitement  fiable.
L’utilisation des courbes ROC doit être réalisée en compléments des autres outils de vérification
présentés précédemment.

III.3.4 Scores propres pour évaluer conjointement la fiabilité et la résolution
L’utilisation de scores propres permet d’attribuer à des prévisions probabilistes un résumé de leur

performance en tenant compte à la fois de la fiabilité et de la résolution (Gneiting et al., 2007). Un
score est dit strictement propre si et seulement si la valeur attendue pour le score est minimisée
lorsque la distribution prédictive est issue de la même distribution que l’observation. Le Brier Score
et le Continuous Ranked Probability Score décrits ci-après sont des scores strictement propres.

Le Brier Score (BS) permet de quantifier la capacité à prédire un événement binaire (exemple :
pluie au-dessus d’un seuil ou non). Il est défini de la manière suivante :

BS=
1
k∑1

k

( pi−oi)2 (1)

 k représente le nombre de réalisations du processus de prévisions sur lesquelles la validation
est effectuée,

 pi représente la probabilité prévue de la réalisation de l’événement pour la prévision i,

 oi vaut 1 si l’événement s’est effectivement produit pour la prévision i, 0 sinon.

Le  score  de  Brier  représente  l’erreur  quadratique  moyenne  des  probabilités  prévues,  si  l’on
considère que l’observation vaut 1 si l’événement se produit et 0 sinon. C’est un score compris
entre 0 et 1. Il est négativement orienté, ce qui signifie que plus le score est faible, plus le système
est apte à prédire l’événement binaire. Il est nul si la distribution prédictive est une fonction Dirac
centrée  sur  la  valeur  observée.  Pour  améliorer  sa  valeur,  il  faut  augmenter  les  probabilités  de
prévisions lorsque l’événement se produit, et les diminuer lorsqu’il ne se produit pas.

Le  Continuous  Ranked  Probability  Score  (CRPS)  est  l’intégrale  du  BS  sur  tous  les  seuils
possibles. Il se calcule selon la formule suivante : 

CRPS= 1
k∑1

k

(∫
−∞

+∞

(F (x )−H (x−x0))2dx) (2)

 k représente le nombre de réalisations du processus de prévisions sur lesquelles la validation
est effectuée,

 x0 représente la valeur de l’observation,

 F représente la fonction de répartition de la prévision probabiliste,

 H représente la fonction échelon unité (ou Heaviside) en 0 (vaut 0 si x<0, 1 sinon).

On peut montrer que le BS et le CRPS peuvent être décomposés comme la somme d’un terme
correspondant à la fiabilité, d’un terme correspondant à la résolution et d’un terme d’incertitude.
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IV LES DONNÉES DE PLUIE UTILISÉES

IV.1.1 Les mesures de pluie
Les  mesures  de  pluie  utilisées  pour  le  post-traitement  des  prévisions  d’ensemble  et  pour  la

vérification des ensembles sont les données ANTILOPE (ANalyse par spaTIaLisation hORaire des
PrEcipitations,  Champeaux et  al.,  2009). La lame d’eau ANTILOPE est obtenue par fusion des
données radar et des pluviomètres : la lame d’eau radar permet d’estimer les précipitations de petite
échelle, et les données pluviométriques permettent d’estimer les précipitations de grande échelle.
Les données ANTILOPE sont au pas de temps horaire à une résolution kilométrique. Dans la suite
de l’étude, nous travaillons avec les pluies de bassin, correspondant à la lame d’eau ANTILOPE
moyennée sur le bassin versant. 

IV.1.2 Les prévisions d’ensemble AROME
Les prévisions de pluie utilisées en amont de la chaîne de prévision d’ensemble des crues sont les

prévisions d’ensemble AROME (Seity et al. 2011, Brousseau et al. 2011). Le maillage du modèle
AROME couvre  1800 × 1700 km²,  englobant  l’Irlande,  l’Allemagne,  le  nord  du  Portugal  et  la
Sicile.  La  prévision  d’ensemble  PEAROME  est  constituée  de  12  simulations  AROME
équiprobables. Chaque membre est généré par une perturbation du modèle AROME, de manière à
représenter les incertitudes sur les conditions initiales, les conditions aux limites, les conditions de
surface et l’incertitude sur le modèle lui-même. Chaque membre est forcé à ses frontières par un
membre de prévision d’ensemble ARPEGE (PEARP, Nicolau 2002). Les 12 membres coupleurs de
la PEARP sont sélectionnés automatiquement parmi les 34 membres disponibles.

Les données utilisées couvrent deux périodes : du 24 décembre 2015 au 15 mars 2016 et du 19
mai  2016  au  16  juin  2016.  Chaque  jour  à  21 h,  une  nouvelle  simulation  est  disponible.  Les
prévisions sont au pas de temps horaire, sur une profondeur de 45 heures. La maille horizontale est
de 2,5 km.

V POST-TRAITEMENT DES PRÉVISIONS D’ENSEMBLE AROME

Les prévisions d’ensemble météorologiques sont souvent biaisées et sous-dispersives (Hamill et
Colucci,  1997).  Il  est  donc  nécessaire  de  les  post-traiter  avant  leur  utilisation.  La  période  de
disponibilité des PEAROME étant relativement courte (112 jours), le même échantillon est utilisé
pour l’apprentissage et la validation. La pluie horaire étant une variable météorologique fortement
décorrélée, nous utilisons une méthode de validation croisée : l’apprentissage est réalisé sur tous les
pas de temps sauf celui à prévoir, soit plus de 5000 valeurs (112*45 -1 exactement).

V.1 Méthodologie

V.1.1 Méthode non paramétrique : QRF
Taillardat et al.(2016) ont développé des méthodes non paramétriques basées sur la construction

de forêts aléatoires : Quantile Regression Forest. Le principe de la méthode est la construction d’un
ensemble d’arbres de décision qui constituent une forêt. Le but est d’agréger des observations selon
leur prévision, avec comme hypothèse que des prévisions proches aboutissent à des observations
proches. On considère pour ce faire un ensemble de prédicteurs, qui peuvent être naturellement des
statistiques relatives à la variable à calibrer (ici, les précipitations), mais également des statistiques
relatives à d’autres variables météorologiques issues de l’ensemble.  Dans le cas présent ont été
utilisées la température et l’humidité de surface. D’autres types de prédicteurs peuvent également
être  ajoutés :  indices  de  convection,  le  vent  en  surface,  ou  encore  une  variable  à  modalités
(matin/après-midi/soir/nuit). Dans la suite, on appelle échantillon d’apprentissage un ensemble de
couples (observation, prévision) à partir desquels on va construire une forêt aléatoire

Pour la construction d’un arbre, on scinde de manière itérative l’échantillon d’apprentissage en
deux groupes.  Le  partage  est  réalisé  selon la  valeur  d’un seuil  sur  un des  prédicteurs  pour  les
prédicteurs quantitatifs, ou selon leur modalité pour les prédicteurs qualitatifs. Le prédicteur et le
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seuil  sont  choisis  de  manière  à  maximiser  l’homogénéité  des  valeurs  correspondantes  de
l’observation dans les deux sous-groupes créés.  Chaque sous-groupe est alors redivisé en deux,
jusqu’à l’atteinte d’un critère d’arrêt : nombre minimal de données ou décroissance insignifiante de
la  variance  dans  les  sous-groupes  résultants.  Chaque  sous-groupe  final  est  appelé  feuille :  elle
contient un ensemble d’observations.

La  figure  (2)  illustre  cette  étape  avec  deux
prédicteurs  p1  et  p2  dont  les  valeurs  sont
comprises  entre  0  et  1.  À chaque  point  est
associé  une  observation  de  pluie,  les
prédicteurs associés à cette observation étant
p1 et p2. L’arbre construit dans cet exemple
contient trois feuilles constituées des valeurs
des observations correspondantes.

L’arbre ainsi créé est très dépendant des données d’apprentissage utilisées. Pour une prévision plus
stable, on construit différents échantillons d’apprentissage par bootstrap (tirage avec remise). Par
ailleurs,  puisque  les  arbres  binaires  sont  construits  sur  les  mêmes  données,  ils  ne  sont  pas
indépendants statistiquement.  Afin de les rendre davantage indépendants, on introduit  une étape
aléatoire : chaque nouveau partage de données, i.e. chaque nœud de l’arbre est réalisé à partir d’un
sous-échantillon aléatoire des prédicteurs. On a alors construit une forêt aléatoire.

Une des limites de cette méthode est que l’on ne peut pas prévoir des valeurs en dehors de la
plage atteinte par les observations dans l’échantillon d’apprentissage. En effet, par construction, les
valeurs que la fonction de répartition peuvent atteindre sont comprises entre la plus petite et la plus
grande valeur existant dans l’échantillon d’apprentissage.

Pour post-traiter une nouvelle prévision, on calcule les prédicteurs associés à celle-ci et on associe
pour  chaque  arbre  de  la  forêt  la  feuille  correspondante.  On  obtient  ainsi  un  ensemble
d’observations, à partir desquelles on reconstruit une fonction de répartition empirique.

Dans la suite de l’étude, cette méthode est intitulée QRF.

V.1.2 Méthodes paramétriques : EMOS
Les méthodes EMOS (Gneiting, 2005), pour Ensemble Model Output Statistics, font partie de la

famille des schémas de régression paramétrique pour lesquelles les paramètres de la distribution
prédictive dépendent de la valeur de tous les membres de l’ensemble (moyenne et variance par
exemple).  Le  principe  de  ces  méthodes  est  l’ajustement  d’une  loi  de  probabilité  à  partir  de
l’échantillon  d’entraînement.  Dans  la  suite  de  l’étude,  les  méthodes  intitulées  CNORM et
CGAMMA sont des méthodes EMOS. Les lois de probabilités qui sont ajustées sont respectivement
une loi normale tronquée et une loi gamma tronquée.

V.1.3 Méthode semi-paramétrique : QRF_TAIL
Comme cela a été mentionné précédemment, la méthode QRF est conditionnée par l’échantillon

d’apprentissage,  et  elle  ne  permet  pas  de  prévoir  des  pluies  au-delà  de  la  plus  grande  valeur
enregistrée. Pour pallier cette limite, on combine la méthode QRF avec une méthode paramétrique.
Une  fois  que  l’on  a  la  fonction  de  répartition  issue  des  différentes  feuilles,  on  ajuste  une  loi
paramétrique qui permettra de prévoir des données en dehors de l’échantillon d’apprentissage.

Dans la suite de l’étude, cette méthode est intitulée QRF_TAIL.

V.2 Résultats obtenus

Les quatre méthodes de calibration présentées précédemment sont mises en œuvre sur les trois
sous-bassins  étudiés.  Pour  chaque  sous-bassin,  on  considère  les  prévisions  horaires  sur  chaque
pixel. L’observation correspondante est la lame d’eau ANTILOPE moyennée sur ce sous-bassin. On
fait  donc  l’hypothèse  que  les  pluies  sont  homogènes  sur  le  sous-bassin.  Nous  notons  que  la
fréquence des pluies nulles dans l’échantillon est de 69,5 %.

Figu  re 2   : illustration de la méthode QRF – arbre de décision
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Pour  les  méthodes  QRF,  une  forêt  est  construite  pour  chaque  sous-bassin  versant.  Pour  les
méthodes EMOS, une pdf est ajustée par sous-bassin et par échéance. Pour l’analyse de l’ensemble
obtenu, on compare la moyenne de la lame d’eau ANTILOPE sur un sous-bassin avec l’agrégation
des  distributions  du  système de prévision  d’ensemble  de  chaque pixel  de ce  sous-bassin.  Cela
équivaut à considérer chaque membre de chaque pixel comme un membre d’un super-ensemble à
l’échelle  du  sous-bassin,  le  nombre  total  de  membre  de  ce  super-ensemble  étant  alors
« 12 × nombres de pixels du sous-bassin ».

VI HISTOGRAMMES DE RANG

La figure (3) présente les histogrammes de
rang  calculés  pour  l’ensemble  brut  (RAW
PEARO)  et  pour  les  quatre  méthodes  de
calibration  présentées  précédemment  (QRF,
QRF_TAIL,  CNORM  et  CGAMMA).  Ces
histogrammes de rang sont calculés pour les
3 bassins étudiés confondus et pour toutes les
échéances  de  prévision  confondues  (de  +1
heure à +45 heures).

Il apparaît que l’ensemble brut a tendance à
être sous-dispersif (histogramme en forme de
« U »)  et  biaisé  (tendance  à  la  sous-
estimation des prévisions).

La  méthode  qui  donne  les  meilleurs
résultats  est  ici  la  méthode  QRF.
L’histogramme de rang est plat. La méthode
CGAMMA fournit quant-à-elle un ensemble
biaisé  (surestimation).  La  loi  gamma
tronquée ne semble pas être bien adaptée ici.

VI.1.1 Diagrammes de fiabilité
La figure (4), colonne de gauche, présente les diagrammes de fiabilité de l’ensemble brut et des

différentes méthodes de calibration mises en œuvre pour trois seuils de précipitations différents :
0 mm/h, 0,5 mm/h et 1 mm/h.

Il apparaît que les méthodes QRF et QRF_TAIL produisent des ensembles relativement fiables,
surtout pour le seuil de précipitations de 0 mm/h. Les méthodes CNORM et CGAMMA produisent
des résultats plus nuancés. Nous notons que l’ensemble brut a déjà une relativement bonne fiabilité
avant calibration.

VI.1.2 CRPS
Le tableau (2) indique la valeur moyenne du CRPS obtenue

pour l’ensemble brut et pour chaque méthode mise en œuvre.
Le CRPS est calculé pour les 3 bassins étudiés et pour toutes
les échéances confondues.

L’application de la méthode CGAMMA aboutit à un CRPS
moins  bon  que  l’ensemble  brut.  Les  trois  autres  méthodes
améliorent  la  valeur  du CRPS.  Nous pouvons noter  que les
CRPS  de  l’ensemble  brut  et  des  prévisions  issues  de  la
méthode  CNORM  sont  très  proches.  On  note  une  nette
amélioration  du  CRPS  avec  les  méthodes  QRF  (non-
paramétrique) et QRF_TAIL (semi-paramétrique).

Tableau 2 : CRPS pour l'ensemble brut et les 
quatre méthodes de calibration testées. Le 
CRPS est calculé pour les 3 bassins versants 
étudiés et pour tous les horizons de prévision 
(de +1h à +45h).

Figure 3 : Histogrammes de rang pour l’ensemble brut et pour les
ensembles calibrés
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VI.1.3 Courbes ROC
La figure (4), colonne de droite, présente les courbes ROC pour l’ensemble brut et les différentes

méthodes de calibration mises en œuvre pour les trois mêmes seuils de précipitations : 0 mm/h,
0,5 mm/h et 1 mm/h.

Les graphiques mettent en évidence une nette amélioration de la discrimination des événements
« il pleut » ou « il ne pleut pas » pour toutes les méthodes mises en œuvre par rapport à l’ensemble
brut.  Cette  amélioration  est  plus  marquée  pour  les  deux  méthodes  QRF.  Pour  les  seuils  de
précipitations  supérieurs,  cette  conclusion  est  toujours  vraie,  bien  que  les  résultats  soient  plus
homogènes entre les quatre méthodes mises en œuvre et l’ensemble brut.

VIICONCLUSION

Après avoir présenté les objectifs du travail doctoral engagé dont le but est la mise en place de
prévisions d’ensemble de débits ou de hauteurs de crue, l’article s’est focalisé d’une part sur la
description des méthodes d’évaluation des prévisions d’ensemble et d’autre part sur le travail de
calibration  des  prévisions  d’ensemble  de  pluie  PEArome  réalisé  au  sein  de  Météo-France.  Il
apparaît  que  les  prévisions  d’ensemble  PEArome  brutes  présentent  relativement  de  bonnes
caractéristiques avant leur calibration. Notons cependant que l’analyse effectuée ici est favorable à
l’ensemble brut : on utilise une méthode de voisinage à l’échelle d’un bassin versant, l’observation
est moyennée spatialement, et il y a une proportion importante d’observations nulles (69,5%).

Figure 4 : Diagrammes de fiabilité (gauche) et courbes ROC (droite) pour les ensemble brut et calibrés
(a) seuil de précipitation : 0 mm/h    (b) seuil de précipitation : 0,5 mm/h    (c) seuil de précipitation : 1 mm/h
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Les méthodes de calibration qui donnent les meilleurs résultats sont les méthodes dites QRF, à
savoir  la  méthode  non  paramétrique  QRF  et  la  méthode  semi-paramétriques  QRF_TAIL.
Cependant, il est important de noter que le post-traitement présenté ici a été effectué sur une période
limitée (112 jours) pendant laquelle les événements pluvieux ont été relativement modérés. Il est
probable que les méthodes EMOS et QRF seraient améliorées avec un historique de calage plus
long. Une étude similaire est en cours sur une période plus longue (1 an et 3 mois). Elle permettra
de confirmer ou non les tendances mises en évidence ici. On pourrait également tester d’autres lois
pour la méthode EMOS.

Dans la suite du travail doctoral, ces prévisions d’ensemble calibrées sont utilisées en entrée des
modèles hydrologiques GRP (modèle non distribué) et MORDOR-TS (modèle distribué). Le post-
traitement étant réalisé sur des points de grilles, les membres sont reconstruits selon la méthode
Ensemble Copula Coupling (Schefzik, 2013).

Une étude  d’incertitude  des  deux modèles  hydrologiques  sera  menée  afin  de  connaître  quels
paramètres  sont  les  plus  influents.  Ceux-ci  seront  alors  perturbés,  et  les  prévisions  d’ensemble
hydrologiques  seront  réalisées  par  simulations  de  Monte-Carlo.  Ces  prévisions  d’ensemble
hydrologiques  seront  ensuite  utilisées  en  entrée  du  modèle  hydraulique  Mascaret.  De la  même
manière,  on effectuera une étude d’incertitude du modèle hydraulique et les paramètres les plus
influents seront perturbés pour réaliser les prévisions d’ensemble hydrauliques par simulation de
Monte-Carlo.  Les  performances  des  ensembles  obtenus  seront  évaluées  à  chaque  étape.  On
s’interrogera sur la nécessité de calibrer les prévisions d’ensembles aux différents maillons de la
chaîne : à l’amont du modèle hydrologique, à l’amont ou à l’aval du modèle hydraulique.
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