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Abstract

Cet ouvrage présente les fondements scientifiques de la théorie de
l’apprentissage supervisé, les algorithmes les plus répandus développés
suivant ce domaine ainsi que les deux cadres de l’apprentissage semi-
supervisé et de l’ordonnancement, à un niveau accessible aux étudiants
de master et aux élèves ingénieurs.

La première édition, connue sous le nom Apprentissage machine, fut
traduite en chinois par les éditions iTuring. Dans cette deuxième édition,
un nouveau chapitre est dédié au Deep Learning, sur les réseaux de neu-
rones artificiels, et nous avons réorganisé les autres chapitres pour un
exposé cohérent reliant la théorie aux algorithmes développés dans cette
sphère.

Vous trouverez également dans cette édition quelques programmes des
algorithmes classiques, écrits en langages Python et C (langages à la
fois simples et populaires), et à destination des lecteurs qui souhaitent
connâıtre le fonctionnement de ces modèles désignés parfois comme des
boites noires. Ces programmes libres (GPLv3) essentiels au développement
de solutions big data sont déposés progressivement sur ce gitlab :
https://gricad- gitlab.univ-grenoble-alpes.fr/aminima/machine-learning-tools

À qui s’adresse ce livre ?

• Aux élèves ingénieurs, étudiants de master et doctorants en mathé-
matiques appliquées, algorithmique, recherche opérationnelle, ges-
tion de production, aide à la décision.

• Aux ingénieurs, enseignants-chercheurs, informaticiens, industriels,
économistes et décideurs ayant à résoudre des problèmes de classifi-
cation, de partitionnement et d’ordonnancement à large échelle.



MLTP 4 octobre 2020 17:01 Page v �
�	

�
�	 �
�	

�
�	

Préface

Depuis quelques années, dans les domaines scientifiques, industriels et
personnels, la presence de données numériques et leur utilisation ont ex-
plosé. Certaines de ces données sont massives, nécessitent des outils et
architectures spécifiques, comme en astronomie ou pour les moteurs de
recherche, et constituent les problèmes dits de «big data».

D’autres données ne sont pas si massives, comme les photos ou vidéos fa-
miliales, mais constituent toujours un défi algorithmique. Le grand chan-
gement récent est non seulement la taille, mais aussi le côté omniprésent
de ces données, qui sont utilisées quotidiennement.

Depuis une vingtaine d’années, l’apprentissage statistique («ma-
chine learning» en anglais) s’est considérablement développé, à l’interface
entre l’informatique et les statistiques, et constitue le cœur méthodolo-
gique des algorithmes modernes de traitement de données. Même si les
recherches en apprentissage sont toujours en plein essor, un socle métho-
dologique et algorithmique a émergé.

Ce livre constitue une introduction équilibrée aux concepts et outils les
plus importants de l’apprentissage supervisé et de ses extensions. Un
accent remarquable est mis sur des résultats théoriques élégants, simples
mais puissants, des algorithmes efficaces qui ont montré leurs preuves en
pratique, et des codes permettant de reproduire les expériences.

Francis Bach
octobre 2014
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Avant-propos

L’apprentissage machine est l’un des domaines phares de l’intelligence artificielle.
Il concerne l’étude et le développement de modèles quantitatifs permettant à un
ordinateur d’accomplir des tâches sans qu’il soit explicitement programmé à les
faire. Apprendre dans ce contexte revient à reconnaître des formes complexes
et à prendre des décisions intelligentes. Compte tenu de toutes les entrées exis-
tantes, la difficulté d’accomplir cette tâche réside dans le fait que l’ensemble des
décisions possibles est généralement très complexe à énumérer. Pour contourner
cette difficulté, les algorithmes en apprentissage machine ont été conçus dans le
but d’acquérir de la connaissance sur le problème à traiter en se basant sur un
ensemble de données limitées issues de ce problème.

Concepts étudiés
Pour illustrer ce principe, considérons le cadre de l’apprentissage supervisé que
nous allons en partie traiter dans cet ouvrage. Suivant ce cadre, la décision à
prendre sur une entrée donnée est prise d’après la sortie d’une fonction de pré-
diction qui est inférée en utilisant un ensemble d’exemples étiquetés (ou base
d’entraînement), où chacun de ces exemples est une paire constituée du vecteur
représentatif d’une observation dans un espace vectoriel donné, et d’une réponse
associée à l’exemple (aussi appelée sortie désirée ou sortie réelle). Après la phase
d’estimation ou d’apprentissage, la fonction renvoyée par l’algorithme doit per-
mettre de prédire la réponse associée à de nouvelles observations. L’hypothèse
sous-jacente dans ce cas est que les exemples sont, d’une façon générale, repré-
sentatifs du problème de prédiction sur lequel la fonction sera appliquée. En
pratique, une fonction d’erreur mesure l’écart entre la prédiction du modèle sur
un exemple et sa sortie désirée. À partir d’un ensemble d’entraînement donné,
l’algorithme d’apprentissage choisit alors une fonction, issue d’un ensemble de
fonctions défini au préalable, qui réalise l’erreur moyenne la plus faible sur les
exemples de la base d’entraînement.
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Base
d’entraînement

Algorithme
d’apprentissage

Fonction de
prédiction

Nouvel exemple

Sortie prédite

Figure I - Illustration des deux phases d’un problème d’apprentissage supervisé. Dans la
phase d’apprentissage (schématisée par les traits pleins), une fonction minimisant l’erreur
empirique sur une base d’entraînement est trouvée parmi une classe de fonctions prédéfinies.
Dans la phase de test (schématisée par les traits pointillés), les sorties de nouveaux exemples
sont prédites par la fonction de prédiction.

Cette erreur n’est généralement pas représentative de la performance de l’algo-
rithme sur de nouveaux exemples. Il est alors nécessaire de disposer d’un second
ensemble d’exemples étiquetés, ou une base de test, auxquels l’algorithme n’avait
pas accès et d’estimer l’erreur moyenne de la fonction produite lors de la phase
d’estimation qui sera cette fois représentative de son erreur de généralisation. On
attend de l’algorithme d’apprentissage qu’il trouve une fonction ayant de bonnes
performances en généralisation et non celle qui sera capable de reproduire par-
faitement les réponses associées aux exemples d’entraînement (voir figure I). Les
garanties d’apprenabilité du procédé de la minimisation du risque empirique ont
été étudiées dans la théorie de l’apprentissage machine largement initiée par (1).
Elles dépendent de la taille de la base d’entraînement et de la complexité de la
classe de fonctions où on cherche la fonction de prédiction.
Historiquement, les deux tâches principales du cadre de l’apprentissage supervisé
étaient la classification et la régression. Ces tâches sont similaires à la différence
de l’espace des sorties désirées des exemples. Dans le cas de la classification,
l’espace de sortie est discret alors qu’en régression cet espace est réel.
À la fin des années 1990 et sous l’impulsion de nouvelles technologies, notamment
celles liées au développement d’Internet, de nouveaux cadres d’apprentissage ont
vu le jour. Un de ces cadres est l’apprentissage avec des données partiellement
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étiquetées, ou l’apprentissage semi-supervisé, dont le développement est motivé
par l’effort qu’il faut consentir à constituer des bases d’apprentissage étiquetées
et le constat que les données étiquetées sont chères à obtenir alors que les données
non étiquetées sont foison et qu’elles contiennent de l’information sur le problème
que l’on cherche à résoudre. De ce constat sont nés plusieurs travaux qui avaient
pour objectif d’employer une petite quantité de données étiquetées, simultané-
ment avec une grande quantité de données non étiquetées, pour apprendre une
fonction de prédiction.
L’autre cadre qui a suscité de nombreux travaux dans la communauté d’appren-
tissage depuis les années 2000 concerne le développement de modèles d’ordon-
nancement. Ce cadre a formalisé dans un premier temps les problèmes de la
Recherche d’Information et il a été par la suite étendu à d’autres problèmes plus
généraux.
Depuis de nombreuses années, les algorithmes d’apprentissage développés sui-
vant ces cadres ont été appliqués avec succès à une grande variété de problèmes,
incluant la reconnaissance de la parole et de l’écriture manuscrite, la vision par
ordinateur, la prédiction de la structure des protéines, les systèmes de recom-
mendations, la classification documentaire, les moteurs de recherche, etc.

Organisation du livre
Cet ouvrage présente les fondements scientifiques de la théorie de l’apprentissage
supervisé, les algorithmes les plus répandus développés suivant ce cadre ainsi que
les deux cadres de l’apprentissage évoqués plus haut, à un niveau accessible aux
étudiants de master et aux élèves ingénieurs. Notre souci a été de proposer un
exposé cohérent reliant la théorie aux algorithmes développés dans ce domaine.
En outre, cette étude ne se limite pas à l’exposé de ces fondements, mais présente
aussi quelques programmes des algorithmes classiques proposés dans ce manus-
crit, écrits dans un langage informatique simple et populaire qui est le langage
C 1, et à destination des lecteurs qui cherchent à connaître le fonctionnement de
ces modèles désignés parfois comme des boîtes noires. Ce livre est organisé en six
chapitres principaux et deux annexes. L’enchaînement des idées présentées dans
chacun d’eux est le suivant :

• Dans le chapitre 1, nous décrivons les concepts fondamentaux de la théorie
de l’apprentissage statistique de (1). Nous exposons la notion de consistance
du principe de la minimisation du risque empirique selon lequel la plupart des
algorithmes en apprentissage supervisé ont été développés. L’étude de cette
consistance nous mènera à l’exposé du second principe fondamental en ap-
prentissage qui est la minimisation du risque structurel, ouvrant le champ au
développement de nouveaux modèles en apprentissage machine. En particulier,
1. http://www.tiobe.com/index.php/content/paperinfo/tpci/index.html
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nous présentons dans ce chapitre la notion de borne sur l’erreur de généralisa-
tion en décrivant les hypothèses et les outils nécessaires pour l’obtenir.

• Dans le chapitre 2, nous allons présenter des bornes sur l’erreur de généralisa-
tion qui peuvent être estimées sur une base d’entraînement qui sert à apprendre
un modèle. Ces bornes sont basées sur une notion de complexité de classes dé-
pendante des données, appelée complexité de Rademacher. Avec cette notion il
est aussi possible de dériver facilement des bornes sur l’erreur de généralisation
pour la classification multi-classe. Nous exposons les approches multi-classe ba-
sées sur la classification binaire, appelées approches combinées, et dérivons une
borne sur l’erreur de généralisation des classifieurs linéaires dans ce cas.

• C’est dans le chapitre 3 que nous nous intéressons aux algorithmes de base
issus du domaine de l’optimisation pour la minimisation d’une fonction de
risque convexe majorant le risque empirique appelés algorithmes à direction
de descente. En particulier, nous présentons les conditions nécessaires à véri-
fier un algorithme à direction de descente pour converger vers le minimiseur
d’une fonction objectif convexe et nous décrivons quelques variantes simples et
efficaces de cet algorithme.

• Le chapitre 4 présente les principaux modèles qui sont issus des travaux sur la
modélisation numérique des neurones du système nerveux, appelés plus commu-
nément réseaux de neurones artificiels ou Deep Learning. Ces modèles étaient
précurseurs au développement des méthodes quantitatives en Intelligence Ar-
tificielle et un soin particulier a été porté à la présentation de ces modèles dans
leur contexte historique.

• Dans le chapitre 5, nous présentons les séparateurs à vaste marge (SVM) qui
sont issus du principe de la minimisation du risque structurel. Ces modèles sont
devenus très populaires grâce à leurs justifications théoriques. En particulier,
nous verrons comment utiliser l’astuce de noyau pour plonger l’espace d’entrée
dans un espace de plus grande dimension dans lequel le problème d’apprentis-
sage devient plus simple à résoudre et nous présentons l’extension de ces au
cas multi-classe.

• Le chapitre 6 présente l’algorithme Adaboost. Cet algorithme combine plu-
sieurs classifieurs de base, appelés apprenants faibles, pour construire un clas-
sifieur final, appelé apprenant fort, qui est plus performant que chacun de ces
classifieurs de base. En particulier, nous ferons le lien entre cet algorithme et le
principe de la minimisation du risque empirique énoncé par (1). Nous exposons
en outre l’extension de cet algorithme au cas multi-classe.

• Nous exposons ensuite le cadre de l’apprentissage semi-supervisé dans le cha-
pitre 7. Nous commençons ce chapitre par présenter les algorithmes EM et
CEM développés dans le cadre de l’apprentissage non supervisé, en détaillant
quelques cas particuliers menant à des modèles non supervisés bien connus
comme l’algorithme des k-moyennes. Nous présentons ensuite les hypothèses
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de base en apprentissage semi-supervisé en détaillant les trois approches géné-
ratives, discriminantes et graphiques développées suivant ce cadre.

• C’est dans le chapitre 8 que nous décrivons formellement le cadre de l’ap-
prentissage de fonctions d’ordonnancement (ou learning to rank en anglais) en
focalisant sur deux formes particulières d’ordonnancement appelées ordonnan-
cement d’alternatives et d’ordonnancement d’instances. Nous exposons ensuite
quelques algorithmes développés suivant les approches classiques de l’appren-
tissage de fonctions d’ordonnancement. Nous terminons ce chapitre par mon-
trer la réduction de quelques problèmes d’ordonnancement à la classification
binaire de paires d’observations. Cette réduction ouvre la voie à l’apprentissage
de classifieurs avec des exemples interdépendants que nous analysons avec le
résultat de (2).

• En annexe A, nous donnons quelques rappels des outils de base en probabilité
que nous employons dans cet ouvrage.

• En annexe B, nous donnons les codes programmes de quinze algorithmes pré-
sentés dans les différents chapitres, en détaillant les structures de données
utilisées et en liant les différentes parties des programmes aux points corres-
pondants abordés dans cet ouvrage.
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cas bi-classe, 140, 209

algorithme, 141
code programme, 267

cas multi-classe, 150
algorithme, 153
code programme, 270

adaline, 92
code programme, 261

adaptive
boosting, voir adaboost
linear neuron, voir adaline

affaiblissement du gradient, 107,
109

aire sous la courbe ROC, 196
alternatives, 200
apprenant

faible, 140, 142, 146, 149–151
fort, 140

apprentissage
multi-vue, 184
non supervisé, 155
semi-supervisé, 155
supervisé, 8
transductif, 176

approximation quadratique, 56, 62,
75, 76

area under curve, voir aire sous la
courbe ROC

astuce du noyau, 127
AUC, voir aire sous la courbe ROC
auto-apprenant, 174

code programme, 278
une passe, 176

average pooling, voir regroupement
moyen

average precision, voir précision
axiomes de Kolmogorov, 236

back propagation, voir
rétro-propagation de l’erreur

backpropagation through time, voir
BPTT

backtracking linesearch, voir
recherche linéaire stratégie retour
en arrière

bag of words, voir représentation
sac de mots

base
d’entraînement, 8, 11, 13, 14,

27, 34, 42, 43, 46–49, 51, 56,
60, 88, 90–92, 95, 97, 99–101,
114, 115, 118, 119, 121, 122,
125, 127, 130, 132, 137, 141,
145, 146, 148, 149, 151–153,
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176, 177, 179, 180, 196, 207,
209, 210, 214–216, 220, 221,
223, 226, 229, 230, 232

de test, 14–16
de validation, 42

boosting, 140
borne

de généralisation, 17, 26, 50,
129, 130, 145, 148, 184, 220,
221, 226, 228

dépendante des données, 37
à base de marge, 39, 51,

129, 145, 148
de l’union, 17, 37, 237
de test, 14, 15, 219, 220
exponentielle, 144
uniforme, 14, 16

BPTT, 107

capacité d’une classe de fonctions,
8, 14, 22, 27, 28, 30

changement covarié, 110
classe de fonctions, 7, 8
classification

binaire, 9–11
multi-classe

codes correcteurs, 49
mono-label, 45, 46, 50, 53
multi-label, 45, 46, 53
un contre tous, 46
un contre un, 47

classification EM, 160
non supervisé

algorithme, 161
semi-supervisé

algorithme, 169
code programme, 275

classification maximum likelihood,
voir maximum de vraisemblance
classifiante

classifieur, 9
de Gibbs, 180
de vote, 140, 141, 153, 179

faible, 140, 143
Naive Bayes, 170

cluster assumption, voir hypothèse
de partition

clustering, voir partitionnement
co-training, 184
coefficient multinomial, 171
combinaison convexe, voir

enveloppe convexe
complexité de Rademacher, 14, 30

empirique, 30, 33, 39, 52, 130
fractionnaire, 224–226

condition
d’Armijo, 68, 69, 72
Karush–Kuhn–Tucker, 116,

120, 133
condition de Mercer, 127
conditions de Wolfe, 65, 69
confiance, 130
conjugaison mutuelle, 76, 77
consistance, 12, 13, 21
contrainte

non saturée, 115
saturée, 115

contrainte de courbure, 68
convergence

en probabilité, 12
convergence uniforme

bilatérale, 12
unilatérale, 13

convex hull, voir enveloppe convexe
convexe, 56

fortement, 124, 126
convolutional neural network, voir

réseau convolutif
coput

convexe, 56
corps de Borel, voir tribu
couche

de convolution, 103, 104, 106
de regroupement, 104–106
de sous-échantillonnage, 103

courbe ROC, 196
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covariate shift, voir changement
covarié

coût
0/1, 10
logistique, 43, 97
convexe, 56, 61, 66
exponentiel, 44, 143
hinge, 43, 92, 123
quadratique, 92
à base de marge, 50

crucial pair, voir paire cruciale

DCG, voir gain cumulatif réduit
decision boundary, voir frontière de

décision
decision stumps, 212
densité, 240
densité de probabilité, 156, 167
dimension VC, 14, 21, 22, 26, 28,

30–32, 37, 53
direction de descente, 61–63, 66, 67,

71–74, 77–79
conjuguée, 75
gradient, 58
Newton, 61, 62

discrimination logistique, voir
régression logistique

distance de Hamming, 45, 49
distribution multinomiale, 171
document frequency, 199
dropout, voir décrochage
dual de Wolfe, 117
décision dirigée, voir

auto-apprenant
décrochage, 111
déduction, 8
développement de Taylor, 56, 59,

75, 245

ECOC, voir classification
multi-classe

EM, voir Expectation
Maximisation

empirical risk minimization, voir
minimisation du risque empirique

ensemble de sortie, 9
ensemble fondamental, 235
enveloppe convexe, 39, 148
erreur

de classification, 44, 50, 130
de généralisation, 8, 10
empirique, 8, 11, 43

à base de marge, 50, 130,
132, 146–149

instantanée, 10, 38, 43
quadratique, 92
transductive, 177

espace
d’entrée, 9
de Hilbert, 127
de plongement, 127
de redescription, 119, 127, 130,

132, 146, 178
de représentation, 42
probabilisable, 236
probabilisé, 236, 237, 239

espérance, 241
estimateur non biaisé, 15, 35
exemple étiqueté, 9
Expectation Maximisation, 157

algorithme, 159
expérience aléatoire, 235

feature space, voir espace de
redescription, voir espace de
redescription

feed forward, 97
filtre, 103
fonction

caractéristique, 86
d’activation, voir fonction de

transfert
d’erreur, 8, 58
de croissance, 20, 25, 26, 30–33
de décision, 118
de projection, 127
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de prédiction, 8–12, 14–16, 28
de répartition, 240
de seuillage, voir fonction de

transfert
de transfert, 99, 101, 108
linéaire par morceaux, 108
lipschitzienne, 39, 50, 130, 227
objectif, 87, 92, 93, 116, 120,

122
PReLU, 109
ReLU, 108
sigmoïde, 96, 108
tangente hyperbolique, 108
transfert, 85

forme logistique, 95
formule

BFGS, 63
de Bayes, 237
de Pascal, 25
de probabilités des causes, voir

formule de Bayes
de Taylor-Lagrange, voir

développement de Taylor
des probabilités composées, 237
des probabilités totales, 236,

238
du binôme, 25
Fletcher-Reeves, 79
Ribière-Polak, 78

frontière de décision, 42

gain cumulatif réduit, 197
ghost sample, voir échantillon

virtuel
gradient

algorithme, 57, 124
conjugué, 73, 97

algorithme, 78
code programme, 258

descent , voir algorithme du
gradient

lipschitzien, 71
stochastique, 61, 94

growth function, voir fonction de
croissance

hard margin, voir marge dure
hessienne, 56–60, 62, 63, 75, 76, 78,

116, 187
symétrique positive définie, 56,

63, 75
hyperparamètre, 41
hyperplan

marginal, 116–118, 121
séparateur, 86, 87, 89, 90, 94,

97, 114
hypothèse

de continuité, 165, 187
de Naive Bayes, 170
de partition, 166, 167, 173
de variété, 166, 187
i.i.d., 10

identiquement et indépendamment
distribué, voir hypothèse i.i.d.

idf, voir inverse document
frequency

induction, 8
indépendants en probabilité, 239
interpolation, 72, 73
inégalité

de Bool, 237
de Cauchy-Schwarz, 38, 52, 131,

206, 223, 226
de Chernoff, 222, 243
de concentration, 34, 242
de Hoeffding, 15, 16, 21, 217,

219, 245
de Jensen, 31, 38, 40, 53, 126,

131, 158, 210, 223, 226, 244
de Markov, 243
de McDiarmid, 34–36
de Tchebychev, 20, 243

jugement de pertinence, 194, 196,
197, 199–201, 203, 211

26



MLTP 4 octobre 2020 17:01 Page 27 �
�	

�
�	 �
�	

�
�	

Index

k-moyennes
algorithme, 163
code programme, 273

kernel trick, voir astuce du noyau

label spreading, voir propagation
des étiquettes

Lagrangien, 115, 116, 120, 133, 172
learning rate, voir pas

d’apprentissage
learning to rank, voir

ordonnancement
leave-K-out cross-validation , voir

validation croisée à K plis
lemme

de Sauer, 22
de Massart, 31
de symétrisation, 19
de Talagrand, 39, 52, 131

ligne de niveau, 57, 58
likelihood, voir vraisemblance
line search, voir recherche linéaire
linéairement séparable, 89, 90, 94,

114, 117, 120, 123, 127, 132
lissage de Laplace, 172
listwise, voir ordonnancement

approches
logistic regression, voir régression
loi d’une v.a.r. discrète, 241

Bernoulli, 241

marche aléatoire, 190
marge, 87, 90, 114, 118, 205, 207

ℓ1, 146
d’un exemple, 86
dure, 115
multi-classe, 50
souple, 119

margin, voir marge
matrice

de Gram, 128
définie positive, 64
jacobienne, 116

laplacienne, 187
par blocs, 187
stochastique, 189

max pooling, voir regroupement
maximal

maximum de vraisemblance, 159,
161, 168

classifiante, 160, 161, 168, 171
maximum liklihood, voir maximum

de vraisemblance
mean average precision, 195
mesure de probabilité, 236
mini-batch, 109, 110
minimisation du risque

empirique, 8, 9, 11–13, 16, 46
structurel, 9, 14, 27, 28, 177

mode
batch, 58, 99
en ligne, 60, 86, 90, 92

modèle
informationnel, 202
OKAPI BM25, 202
vectoriel, 198

modèle vectoriel, 249
mot de code, 49
MRE, voir minimisation du risque

empirique
MRS, voir minimisation du risque

structurel
multi-layer perceptron, voir

perceptron multi-couche
mélange de densités, 156
méthode de la sécante, 63
méthodes d’ensemble, 140

neocognitron, 103
neurone formel, 84
nombre chromatique, 219

pur, 219
normalisation par lots, 110
norme

ℓ1, 41
euclidienne, 41
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noyau
Gaussien, 128
polynomial, 128
positif, 127
sigmoïde, 128
symétrique, 127

one vs all, voir classification
multi-classe

one vs one, voir classification
multi-classe

optimisation
d’ordre 1, 60
duale, 117, 122
sans contrainte, 55, 93
sous contraintes, 115, 121, 134

ordonnancement, 193
approches

par liste, 208
par paire, 208
par point, 203

instances
bipartite, 199, 211

orthogonalité mutuelle, 77, 79
outlier, voir point aberrant
overfitting, voir surapprentissage

paire cruciale, 195, 196, 199, 200,
208, 209, 211, 214, 216, 218, 219,
231

pairwise, voir ordonnancement
approches

partitionnement, 159
pas d’apprentissage, 59, 88, 89, 94,

101, 102, 124, 248
adaptatif, 76

pegasos, 124
algorithme, 125

perceptron, 84, 204
algorithme, 88
code programme, 260
multi-couche, 97

algorithme de
rétro-propagation, 101

architecture, 98
code programme, 264

à marge, 91
phase

propagation, 99, 111
rétropropagation, 99, 111

PMC, voir perceptron multi-couche
poids synaptiques, 84
point aberrant, 121
pointwise, voir ordonnancement

approches
pooling, voir couche de

regroupement
PRank, 203

algorithme, 229
code programme, 282

probabilité
P-indépendants, voir

indépendants en probabilité
σ-additivité, 236
σ-algèbre, voir tribu
a priori, 238
a posteriori, 238
conditionnelle, 237
écart-type, 241
échantillon

i.i.d., 10
virtuel, 19, 35

événement
aléatoire, 235
réalisable, 236, 237

événements incompatibles,
236–238

programmation quadratique, 116
propagation

de l’information, 99
des étiquettes, 186

précision, 194
moyenne, 195

pseudo-étiquette de classe, 176
pulvérisation, 21
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qualification de contraintes, 115
quasi-Newton, 61

algorithme, 66
code programme, 253
condition, 63

random walk, voir marche aléatoire
rankboost, 209

algorithme, 230
code programme, 284

rappel, 194
real time recurrent learning, voir

RTRL
recall, voir rappel
Receiver Operating Characteristics,

voir courbe ROC
recherche linéaire, 66, 67, 72–75,

179
algorithme, 74
code programme, 256
stratégie de retour en arrière, 72

recouvrement, 218
fractionnaire, 218, 225

propre exact, 218, 219, 221,
222

regroupement
maximal, 105, 106
moyen, 105

représentation creuse, 249
représentation sac de mots, 198
risque, 10

transductif, 180
RKHS, 129
routage d’information, 193
RTRL, 107
règle

de Bayes, 160
de décision bayésienne, 159, 160
de la chaîne, 102

régression, 9
linéaire, 92
logistique, 95

code programme, 262

multi-classe, 108
ordinale, 203

régularisation, 41
réseaux

convolutifs, 83, 103, 106
profonds, 98
récurrents, 97, 106, 107
sans boucle, 97
à retard temporel, 103

rétro-propagation de l’erreur, 99,
104

algorithme, 100

self-training, voir auto-apprenant
slack variables, voir variables
smoothness assumption, voir

hypothèse de continuité
soft margin, voir marge souple
somme des carrés des résidus, 162
sortie désirée, 8
steepest descent , voir algorithme

du gradient
structural risk minimization, voir

minimisation du risque structurel
structure de données, 248
sum of squared residuals, voir

somme des carrés des résidus
support vector machine, voir

séparateurs à vaste marge
support vectors, voir vecteurs de

support
surapprentissage, 8, 11, 111
symbole de Kronecker, 133
symétrisation, 19, 35
système complet d’événements, 236
séparateurs à vaste marge, 113

algorithme (marge dure), 119
algorithme (marge souple), 122
multi-classe, 53, 132

algorithme, 137
transductifs, 178

taux de décroissance, 68
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technique d’échantillonnage par
rejet, 144, 152

term frequency, 199
tf-idf, 199
théorème

de Hoeffding, voir inégalité de
Hoeffding

de Janson, 217
de Novikoff, 89, 132
de Schwarz, 56
de Vapnik et Chervonenkis, 20
de Zoutendijk, 71
des différences bornées, voir

inégalité de McDiarmid
des gendarmes, 126

time delay neural network, voir
réseaux à retard temporel

training set, voir base
d’entraînement

transfert
Heaviside, 85
linéaire, 86

tribu, 236
des boréliens, 239, 240

univers des possibles, voir ensemble
fondamental

v.a.r., voir variables aléatoires
réelles

valeur propre, 56, 57, 60
valeurs d’utilité, 194
validation croisée à K plis, 42
vanishing gradient, voir

affaiblissement du gradient
variables

aléatoires interdépendantes,
217, 221

aléatoires réelles, 239
mesurable, 240

d’écart, 119, 120, 179
de Lagrange, 115, 120, 122, 171
de Rademacher, 30, 131
discrètes, 240
primales, 116

variables aléatoires
à densité, 240

variance, 241
vecteur

gradient, 56, 58, 60, 62, 74, 76,
77

indicateur
de classe, 45, 100, 165, 168,

172
de groupe, 160, 168

orthonormal, 135
propre, 56–59

vecteur indicateur
de classe, 134

vecteur support, 123
vecteurs de support, 114, 116–118,

120, 121
vector space model, 198
vitesse de convergence, 60

sous-linéaire, 60
vocabulaire, 250
vraisemblance, 156

classifiante, 95, 160, 168, 171

weak learner, voir apprenant faible
worst case study, voir étude de pire

cas

étude de pire cas, 13
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