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Résumé. Les résultats de toute opération de classification ou de classement
d’objets dépendent fortement de la mesure de proximité choisie. L’utilisateur est
amené à choisir une mesure parmi les nombreuses mesures de proximité exis-
tantes. Or, selon la notion d’équivalence topologique choisie, certaines sont plus
ou moins équivalentes. Dans cet article, nous proposons une nouvelle approche
de comparaison et de classement de mesures de proximité, dans une structure
topologique et dans un objectif de discrimination. Le concept d’équivalence to-
pologique fait appel à la structure de voisinage local.
Nous proposons alors de définir l’équivalence topologique entre deux mesures
de proximité à travers la structure topologique induite par chaque mesure dans
un contexte de discrimination. Nous proposons également un critère pour choi-
sir la "meilleure" mesure adaptée aux données considérées, parmi quelques me-
sures de proximité les plus utilisées dans le cadre de données quantitatives. Le
choix de la "meilleure" mesure de proximité discriminante peut être vérifié a
posteriori par une méthode d’apprentissage supervisée de type SVM, analyse
discriminante ou encore régression Logistique, appliquée dans un contexte to-
pologique.
Le principe de l’approche proposée est illustré à partir d’un exemple de données
quantitatives réelles avec huit mesures de proximité classiques de la littérature.
Des expérimentations ont permis d’évaluer la performance de cette approche
topologique de discrimination en terme de taille et/ou de dimension des données
considérées et de sélection de la "meilleur" mesure de proximité discriminante.

1 Introduction
La comparaison d’objets, de situations ou d’idées sont des tâches essentielles pour évaluer

une situation, pour classer des préférences ou encore pour structurer un ensemble d’éléments



Mesures de proximité & Discrimination

matériels ou abstraits, etc. En un mot pour comprendre et agir, il faut savoir comparer. Ces
comparaisons que le cerveau accomplit naturellement, doivent cependant être explicitées si
l’on veut les faire accomplir à une machine. Pour cela, on fait appel aux mesures de proximité.
Une mesure de proximité est une fonction qui mesure la ressemblance ou la dissemblance
entre deux objets d’un ensemble. Ces mesures de proximité ont des propriétés mathématiques
et des axiomes précis. Mais est-ce que ces mesures sont toutes équivalentes ? Peuvent-elles
être utilisées dans la pratique de manière indifférenciée ? Produiront-elles les mêmes bases
d’apprentissage qui serviront comme entrée pour l’estimation de la classe d’appartenance d’un
nouvel objet. Si nous savons que la réponse est non, alors comment pouvoir décider laquelle
utiliser ? Certes, le contexte de l’étude ainsi que le type de données considérées peuvent aider
à sélectionner quelques mesures de proximités, mais laquelle choisir parmi cette sélection ?

On retrouve cette problèmatique dans le cadre d’une classification supervisée ou d’une dis-
crimination. L’affectation ou le classement d’un objet anonyme à une classe dépend en partie
de la base d’apprentissage utilisée. Selon la mesure de proximité choisie, cette base d’appren-
tissage change et par conséquent le résultat du classement aussi.

On s’intéresse ici au degré d’équivalence topologique de discrimination de ces mesures de
proximité. Plusieurs études d’équivalence topologique de mesures de proximité ont été pro-
posées Batagelj et Bren (1992, 1995); Rifqi et al. (2003); Lesot et al. (2009); Zighed et al.
(2012) mais pas dans un objectif de discrimination. Cet article met donc l’accent sur la façon
de construction la matrice d’adjacence induite par une mesure de proximité, tout en tenant
compte des classes d’appartenance des objets, connues a priori, en juxtaposant des matrices
d’adjacence intra-groupe et inter-groupes Abdesselam (2014). Un critère de sélection de la
"meilleure" mesure est proposé. On vérifie en effet a posteriori qu’elle est bien une bonne
mesure discriminante en utilisant la méthode des SVM multi-classes.

Mesure Formule

Euclidean uE(x, y) =
√∑p

j=1
(xj − yj)2

Mahalanobis uMah(x, y) =

√
(x− y)t

∑−1
(x− y)

Manhattan uMan(x, y) =
∑p

j=1
|xj − yj |

Tchebychev uTch(x, y) = max1≤j≤p |xj − yj |

Cosine dissimilarity uCos(x, y) = 1−
∑p

j=1
xjyj√∑p

j=1
x2
j

√∑p

j=1
y2
j

= 1− <x,y>
∥x∥∥y∥

Normalized Euclidean uNE(x, y) =
√∑p

j=1
(
xj−yj

σj
)2

Minkowski uMinγ (x, y) = (
∑p

j=1
|xj − yj |γ)

1
γ

Pearson correlation uCor(x, y) = 1−
∑p

j=1
(xj−x)(yj−y)√∑p

j=1
(xj−x)2

√∑p

j=1
(yj−y)2

= 1− <x−x,y−y>
∥x−x∥∥y−y∥

TAB. 1 – Quelques mesures de proximité.
Où, p désigne la dimension de l’espace, x = (xj)j=1,...,p et y = (yj)j=1,...,p deux points de Rp, (αj)j=1,...,p ≥ 0,

∑−1

la matrice inverse de variances et covariances, x et y les moyennes, σ2
j la variance et γ > 0.
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Cet article est organisé comme suit. Dans la section 2, après avoir rappelé les notions
de structure, de graphe et d’équivalence topologique, nous présentons la façon dont a été
construite la matrice d’adjacence dans un but de discrimination, le choix de la mesure du degré
d’équivalence topologique entre deux mesures de proximité ainsi que le critère de sélection de
la "meilleure" mesure discriminante. Un exemple illustratif est commenté en section 3. Une
conclusion et quelques perspectives de cette approche sont données en section 4.

Le tableau 1 présente quelques mesures de proximité classiques utilisées pour des données
continues, définies sur Rp.

2 Equivalence topologique
L’équivalence topologique repose en fait sur la notion de graphe topologique que l’on dé-

signe également sous le nom de graphe de voisinage. L’idée de base est en fait assez simple :
deux mesures de proximité sont équivalentes si les graphes topologiques correspondants in-
duits sur l’ensemble des objets restent identiques. Mesurer la ressemblance entre mesures de
proximité revient à comparer les graphes de voisinage et à mesurer leur ressemblance. Nous
allons tout d’abord définir de manière plus précise ce qu’est un graphe topologique et comment
le construire. Nous proposons ensuite une mesure de proximité entre graphes topologiques qui
servira par la suite à comparer les mesures de proximité.

2.1 Graphe topologique
Sur un ensemble de points x, y, z, . . . de Rp, on peut, au moyen d’une mesure de proximité

u définir une relation de voisinage Vu qui sera une relation binaire sur E × E. Pour simplifier
la compréhension mais sans nuire à la généralité du propos, considérons un ensemble d’objets
E = {x, y, z, . . .} de n = |E| objets plongés dans Rp.

Ainsi, pour une mesure de proximité u donnée, nous pouvons construire un graphe de
voisinage sur un ensemble d’individus dont les sommets sont les individus et les arêtes sont
définis par une propriété de la relation de voisinage.



Vu . . . x y z t u . . .
... . . .

...
...

...
...

... . . .
x . . . 1 1 0 0 0 . . .
y . . . 1 1 1 1 0 . . .
z . . . 0 1 1 0 1 . . .
t . . . 0 1 0 1 0 . . .
u . . . 0 0 1 0 1 . . .
... . . .

...
...

...
...

... . . .


FIG. 1 – Graphe topologique GVR - Matrice d’adjacence binaire associée.

De nombreuses définitions sont possibles pour construire cette relation binaire de voisi-
nage. On peut, par exemple, choisir l’Arbre de Longueur Minimale (ALM) Kim et Lee (2003),
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le Graphe de Gabriel (GG) Park et al. (2006), ou encore le Graphe des Voisins Relatifs (GVR)
Toussaint (1980), dont tous les couples de points voisins vérifient la propriété suivante :{

Vu(x, y) = 1 si u(x, y) ≤ max(u(x, z), u(y, z)) ; ∀z ∈ E − {x, y} (1)
Vu(x, y) = 0 sinon

c’est-à-dire, si les couples de points vérifient ou pas l’inégalité ultratriangulaire (1), condi-
tion ultramétrique.

La figure 1 montre, dans R2 muni de la distance euclidienne u(x, y) = uE(x, y) =√∑p
i=1(xi − yi)2, un exemple de graphe topologique GVR parfaitement défini par la ma-

trice d’adjacence Vu associée, formée de 0 et de 1. Sur le plan géométrique, cela signifie que
l’hyper-Lunule (intersection des deux hypersphères centrées sur les deux points) est vide.

2.2 Comparaison de mesures de proximité
On dispose de p variables quantitatives explicatives (prédicteurs) {xj ; j = 1, p} et d’une

variable qualitative cible à expliquer y, partition de n =
∑q

k=1 nk individus-objets en q
modalités-groupes {Gk; k = 1, q}.

Pour toute mesure de proximité ui donnée, on construit, selon la propriété (1), la ma-
trice d’adjacence binaire globale Vui qui se présente comme une juxtaposition de q matrices
d’adjacence symétriques Intra-groupe {V k

ui
; k = 1, q} et de q(q − 1) matrices d’adjacence

Inter-groupes {V kl
ui
; k ̸= l; k, l = 1, q} :{

V k
ui
(x, y) = 1 si ui(x, y) ≤ max(ui(x, z), ui(y, z)) ; ∀x, y, z ∈ Gk, z ̸= x, ̸= y

V k
ui
(x, y) = 0 sinon{

V kl
ui
(x, y) = 1 si ui(x, y) ≤ max(ui(x, z), ui(y, z)) ; ∀x ∈ Gk, y ∈ Gl, z ∈ Gl, z ̸= y

V kl
ui
(x, y) = 0 sinon

Vui =


V1

ui
· · · Vlk

ui
· · · V1q

ui

· · ·
Vk1

ui
· · · Vk

ui
· · · Vkq

ui

· · ·
Vq1

ui
· · · Vqk

ui
· · · Vq

ui


A noter que la matrice d’adjacence partitionnée globale Vui ainsi construite, n’est pas sy-

métrique. En effet, pour deux objets x ∈ Gk et y ∈ Gl, les valeurs binaires d’adjacence
V kl
ui
(x, y) et V lk

ui
(y, x) peuvent être différentes.

• Le premier objectif est de regrouper les différentes mesures de proximité considérées,
selon leur similitude topologique pour mieux visualiser leur ressemblance dans un contexte de
discrimination.

Pour mesurer le degré d’équivalence topologique de discrimination entre deux mesures de
proximité ui et uj , nous proposons de tester si les matrices d’adjacence associées Vui et Vuj

sont différentes ou pas. Le degré d’équivalence topologique entre deux mesures de proximité
est mesuré par la quantité :

S(Vui , Vuj ) =

∑n

k=1

∑n

l=1
δkl

n2 avec δkl =
{ 1 si Vui(k, l) = Vuj (k, l)

0 sinon.
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• Le second objectif consiste à établir un critère d’aide à la sélection de la "meilleure"
mesure de proximité ; celle qui parmi toutes les mesures considérées, discrimine au mieux les
q groupes.

On note, Vu∗ = diag(1G1 , . . . , 1Gk
, . . . , 1Gq ) la matrice d’adjacence symétrique bloc-

diagonale de référence "discrimination parfaite" associée à la mesure de proximité inconnue,
notée u∗, où, 1nk

désigne le vecteur d’ordre nk dont toutes les composantes sont égales à 1 et
1Gk

= 1nk
t1nk

, la matrice carrée d’ordre nk dont tous les éléments sont égaux à 1.

Vu∗ =


1G1

0 · · ·
0 0 1Gk

0 0 0 · · ·
0 0 0 0 1Gq


On peut ainsi établir le degré d’équivalence topologique de discrimination S(Vui , Vu∗)

entre chaque mesure de proximité ui considérée et la mesure de référence u∗.

Enfin, afin d’évaluer autrement le choix de la "meilleure" mesure de proximité discrimi-
nante proposée par cette approche, nous avons appliqué a posteriori une technique de clas-
sement par SVM Multiclasses (MSVM) sur la matrice d’adjacence associée à chacune des
mesures de proximité considérée y compris à la mesure de référence u∗.

3 Exemple d’application
Pour illustrer notre approche, nous considérons ici un jeu de données bien connu et relati-

vement simple, celui des Iris Fisher (1936); Anderson (1935). Ces données ont été proposées
comme données de référence pour l’analyse discriminante et la classification par le statisti-
cien Ronald Aylmer Fisher en 1933. Les données complètes se trouvent notamment dans UCI
(2013). Quatre variables (longueur et largeur des sépales et pétales) ont été observées sur 50
fleurs de chacune des 3 espèces d’Iris (Iris Setosa, Iris Virginica, Iris Versicolor).

3.1 Comparaison et classement des mesures de proximité
Les principaux résultats de l’approche proposée sont présentés dans les tableaux et le gra-

phique suivants. Ils permettent de visualiser les mesures qui sont proches les unes des autres
selon l’objectif de discrimination.

Pour ce jeu de données, le tableau 2 récapitule les similarités entre les 8 mesures de proxi-
mité et montre que la mesure uTch de Tchebychev est la plus proche de la mesure u∗ de
référence.

Une Analyse en Composantes Principales (ACP) suivie d’une Classification Hiérarchique
Ascendante (CHA) ont été effectuées à partir de la matrice de similarités entre les 8 mesures
de proximité considérées, afin de les partitionner dans des groupes homogènes et de visualiser
leurs ressemblances.

L’application d’un algorithme de construction d’une CHA selon le critère de Ward, Ward Jr
(1963), permet d’obtenir le dendogramme de la figure 2. Le vecteur similarités S(Vui , Vu∗) de
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S uE uMah uMan uTch uCos uNE uMinγ=5 uCor

uE 1
uMah 0.953 1
uMan 0.977 0.947 1
uTch 0.968 0.934 0.949 1
uCos 0.955 0.946 0.949 0.939 1
uNE 0.968 0.956 0.969 0.945 0.950 1

uMinγ=5 0.992 0.951 0.971 0.975 0.953 0.965 1
uCor 0.949 0.943 0.944 0.930 0.966 0.946 0.948 1
u∗ 0.675 0.673 0.678 0.681 0.675 0.674 0.675 0.673

TAB. 2 – Equivalences topologiques - Similarités S(Vui , Vuj ) et S(Vuj , Vu∗).

la mesure de référence u∗ avec les mesures de proximité considérées est positionné en élément
illustratif dans l’analyse.

Euclidean                                                   

Minkowski                                                   

Manhattan                                                   

Normalized Euclidean                                        

Tchebytchev                                                 

Mahalanobis                                                 

Cosine Dissimilarity                                        

Correlation                                                 
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FIG. 2 – Dendogramme - Structure topologique GVR.

Classe 1 Classe 2 Classe 3 Classe 4 Classe 5
Effectif 3 1 1 1 2
Mesures actives uE , uMin, uMan uNE uTch uMah uCos,uCor

Mesure illustrative u∗

TAB. 3 – Classement de la mesure de référence.

Au vu des résultats présentés dans le tableau 3 de la partition en 5 classes de mesures
de proximité, la mesure de référence inconnue u∗, projetée en élément supplémentaire, serait
donc plus proche des mesures de la classe 3, c’est-à-dire, de la mesure de Tchebychev uTch

qui serait pour ces données, la "meilleure" mesure de proximité parmi les 8 mesures considé-
rées. Ce résultat confirme celui constaté dans le tableau 2, à savoir, une plus grande similarité
S(VuTch

, Vu∗) = 68.10% de la mesure de Tchebychev avec celle de référence u∗.
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3.2 Les mesures discriminantes selon les MSVM
Cette partie consiste à valider les résultats du choix de la meilleure mesure au vu de

la matrice de référence a posteriori en utilisant les MSVM. Nous utilisons ici le modèle
MSVMLLW , Lee et al. (2004), considéré comme le plus fondé théoriquement du fait que
sa solution donne un classifieur qui converge vers celui de Bayes.

Mesure Erreur d’apprentissage (%) Matrice de confusion

uE 0

 50 0 0
0 50 0
0 0 50


uMah 0.66

 50 0 0
0 49 1
0 0 50


uMan 0.66

 50 0 0
0 49 1
0 0 50


uTch 0

 50 0 0
0 50 0
0 0 50


uCos 0.66

 50 0 0
0 49 1
0 0 50


uNE 1.33

 50 0 0
0 50 0
0 2 48


uMinγ=5 1.33

 50 0 0
0 49 1
0 1 49


uCor 1.33

 50 0 0
0 49 1
0 1 49


u∗ 0

 50 0 0
0 50 0
0 0 50


TAB. 4 – Principaux résultats du modèle MSVM

Travailler avec le modèle MSVMLLW implique le choix des valeurs optimales de ses
paramètres : C, représentant le poids des erreurs d’apprentissage, et le ou les paramètres de la
fonction noyau si nous décidons de changer l’espace de données.

Dans le cas des données des Iris de Fisher, nous avons choisi de travailler dans l’espace
d’origine des données et donc d’utiliser un noyau linéaire. Le seul paramètre à optimiser est C.

Pour ce faire, nous allons appliquer une des techniques de sélection du modèle consistant
à tester plusieurs valeurs du paramètre et à choisir celle qui minimise l’erreur test calculée par



Mesures de proximité & Discrimination

validation croisée. Dans cet exemple, nous testons 10 valeurs du paramètres (entre 1 et 100)
pour toutes les bases de données. Aprés simulations, la valeur choisie est C = 1.

Les principaux résultats du modèle MSVMLLW , appliqué sur chacune des matrices d’ad-
jacence induites par les mesures de proximité considérées, sont présentés dans le tableau 4.

Le meilleur taux d’erreur est celui donné par les mesures de Tchebechev uTch et Eucli-
dienne uE , qui est aussi celui enregistré pour la matrice de référence.

L’application du modèle MSVM montre que les mesures de proximité de Tchebechev uTch

et Euclidienne uE sont les plus adaptées pour différencier et séparer au mieux les 3 espèces
d’Iris. Ce résultat confirme celui obtenu précédemment, à savoir le choix de la mesure de
Tchebychev uTch comme la mesure plus proche, parmi les huit mesures considérées, de la
mesure de référence et donc la plus discriminante.

3.3 Expérimentations

Nous avons procédé à des expérimentations sur d’autres jeux de données afin d’essayer
d’évaluer l’effet des données, de leur taille et/ou de leur dimension sur les résultats de la clas-
sification des mesures de proximité toujours dans un but de discrimination. Est-ce que, par
exemple, les mesures de proximité se regroupent différemment selon le jeu de données uti-
lisé ? Selon la taille de l’échantillon et/ou le nombre de variables explicatives considérées dans
un même ensemble de données ?

Pour répondre à ces questions, nous avons donc appliqué l’approche proposée sur différents
jeux de données, présentés dans le tableau 5, qui proviennent tous du référentiel UCI (2013).
L’objectif est de comparer les résultats des classifications des mesures de proximité de toutes
ces expérimentations ainsi que la "meilleure" mesure discriminante proposée pour chacun de
ces jeux de données.

Etant donné un ensemble de données explicatives X(n,p) à n objets et p variables, et une
variable à expliquer ou à discriminer Yq à q modalités-classes.

Pour analyser l’effet du changement de dimension, nous avons considéré le jeu de données
"Waveform Database Generator" pour générer 3 échantillons n˚4 de taille n = 2000 objets et
de dimension p égale respectivement à 40, 20 et à 10 variables.

De même, pour évaluer l’effet du changement de la taille de l’échantillon, nous avons éga-
lement généré 3 autres échantillons n˚5 de taille n égale respectivement à 3000, 1500 et à 500
objets et de même dimension p égale à 30 variables.

Les principaux résultats de ces expérimentations, à savoir les équivalences topologiques
des mesures de proximité discriminantes et l’affectation de la mesure de référence u∗ dans la
classe la plus proche, sont présentés dans le tableau 6.

Pour chacune de ces expérimentations, nous avons retenu une partition en cinq classes de
mesures de proximité afin de les comparer et de bien distinguer les mesures de la classe d’ap-
partenance de la mesure de référence, c’est-à-dire les mesures les plus discriminantes.

Les regroupements des mesures de proximité obtenus pour les trois jeux de données n˚4
sont pratiquement identiques, il n’y a donc pas vraiment d’effet de la dimension.
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n˚ Nom X(n×p) Y(q)

1 Iris 150 × 4 3
2 Wine 178 × 13 3
3 Wine Quality 3000 × 11 2
41 Waveform Database Generator 2000 × 40 3
42 Waveform Database Generator 2000 × 20 3
43 Waveform Database Generator 2000 × 10 3
51 Waveform Database Generator 3000 × 30 3
52 Waveform Database Generator 1500 × 30 3
53 Waveform Database Generator 500 × 30 3

TAB. 5 – Jeux de données.

n˚ Classe 1 Classe 2 Classe 3 Classe 4 Classe 5
1 uCos, uCor uE , uMin, uMan uMah uNE uTch, u∗

2 uCos, uCor uE , uMin, uTch uMah , u∗ uNE uMan

3 uCos, uCor uE , uMin, uMan uMah uNE , u∗ uTch

41 uCos, uCor, uE uMan, uNE uMah uMin uTch, u∗

42 uCos, uCor, uE , uNE uMan uMah uMin uTch, u∗

43 uCos, uCor uE , uMan, uNE uMah uMin uTch, u∗

51 uCos, uCor, uE uMan, uNE uMah uMin uTch, u∗

52 uCos, uCor, uE uMan, uNE uMah uMin uTch, u∗

53 uCos, uCor, uE uMan, uNE uMah uMin uTch, u∗

TAB. 6 – Regroupements et affectation de la mesure de référence u∗.

Quant aux regroupements des mesures de proximité des trois jeux de données n˚5, ils sont
quasiment identiques, il n’y a donc pas du tout d’effet de la taille des échantillons.

A noter que pour tous les échantillons n˚4 et n˚5, tous générés du même jeu de données
"Waveform Database Generator", la mesure de référence idéale u∗ pour la discrimination est
proche de la même mesure de proximité à savoir ici la mesure uTch de Tchebychev. Ce résultat
montre qu’il n’y a ni effet de taille ni effet de dimensionalité sur le résultat du choix de la
meilleure mesure discriminante.

Relativement à l’ensemble des expérimentations, on peut constater un léger changement
dans les regroupements des mesures de proximité. Cependant, on peut noter aussi des équiva-
lences entre certaines mesures telles que {uCos, uCor, uE} et {uNE , uMan}. D’autres encore
restent isolées telles que {uTch}, {uMah} ou encore {uMin}.

4 Conclusion et perspectives

Le choix d’une mesure de proximité est très subjectif, il est souvent fondé sur des habi-
tudes ou sur des critères tels que l’interprétation a posteriori des résultats. Ce travail propose
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une nouvelle approche d’équivalence entre mesures de proximité dans un contexte de discri-
mination.

Cette approche topologique est basée sur la notion de graphe de voisinage induit par la
mesure de proximité. D’un point de vue pratique, dans ce papier, les mesures que nous avons
comparées sont toutes construites sur des données quantitatives. Mais ce travail peut parfaite-
ment s’étendre aux données qualitatives en choisissant la bonne structure topologique adaptée.

Nous envisageons d’étendre ce travail à d’autres structures topologiques et d’utiliser un
critère de comparaison, autre que les techniques de classification, afin de valider le degré
d’équivalence entre deux mesures de proximité. Par exemple, évaluer le degré d’équivalence
topologique de discrimination entre deux mesures de proximité en appliquant le test non pa-
ramètrique du coefficient de concordance de Kappa, calculé à partir des matrices d’adjacence
associées, Abdesselam et Zighed (2011). Cela va permettre de donner une signification statis-
tique du degré de concordance entre les deux matrices de ressemblance et de valider ou pas
l’équivalence topologique de discrimination, c’est-à-dire si vraiment elles induisent ou pas la
même structure de voisinage sur les groupes d’objets à séparer.

Enfin, les expérimentations menées sur différents jeux de données ont montré qu’il n’y pas
du tout d’effet de la dimension et pas vraiment d’effet de la taille de l’échantillon aussi bien sur
les regroupement des mesures de proximité que sur le résultat du choix de la meilleure mesure
discriminante.
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Summary

The results of any operation of clustering or classifying of objects are strongly depend
on the proximity measure chosen. The user has to select one measure among many existing
proximity measures. Yet according to the notion of topological equivalence chosen, some are
more or less equivalent. In this paper, we propose a new approach to comparing and classifying
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proximity measures in a topological structure and a goal of discrimination. The concept of
topological equivalence uses the structure of local neighborhood.

Then we propose to define the topological equivalence between two proximity measures,
in the context of discrimination, through the topological structure induced by each measure.
We also propose a criterion for choosing the "best" measure adapted to data considered among
some of the most used proximity measures for quantitative data. The choice of the "best" dis-
criminating proximity measure can be verified retrospectively by a supervised learning method
type SVM, discriminant analysis or Logistic regression applied in a topological context.

The principle of the proposed approach is illustrated using a real quantitative data example
with eight conventional proximity measures of literature. Experiments have evaluated the per-
formance of this discriminant topological approach in terms of size and/or dimension of the
relevant data and of selecting the "best" discriminant proximity measure.


