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Résumé. Le problème de la disparité des termes (term mismatch) occure fré-
quement en recherche d’information (RI). Il peut se produire lorsque la requête
est courte et/ou ambiguë mais aussi dans des domaines spécialisés où les re-
quêtes sont effectuées par des non-spécialistes et les documents sont rédigés
par des experts. Récemment, le problème de disparité des termes a été abordé à
l’aide de modèles neuronaux d’apprentissage de classement (Neural Learning-
To-Rank) et de plongements de mots pour éviter d’utiliser uniquement la corres-
pondance exacte des termes pour la recherche. Une autre approche au problème
de la disparité des termes consiste à utiliser des bases de connaissances (Know-
ledge Bases) qui peuvent associer différents termes au même concept. Compte
tenu du succès récent des encodeurs de type transformers en traitement auto-
matique du language naturel (TALN), nous proposons KTRel : un modèle de
type Neural Learning-To-Rank (NLTR) qui utilise des plongements de mots,
des plongements de bases de connaissances et des encodeurs transformers pour
la RI dans des domaines spécialisés. Dans cet article, nous évaluons KTRel sur
une tâche de RI médicale.

1 Introduction
Dans des domaines spécialisés comme le domaine médical, les non-spécialistes expriment

leurs requêtes en langage "courant", alors que les documents contiennent des termes spéci-
fiques à un domaine. Par exemple, si un utilisateur demande "Comment les régimes à base de
plantes peuvent prolonger la vie?", un système de recherche d’information (RI) basé sur un
modèle Bag-Of-Words (BoW) ne pourra pas récupérer des documents pertinents tels que "Un
examen de la dépendance à la méthionine et du rôle de la restriction de méthionine dans la
lutte contre le cancer et l’allongement de l’espérance de vie". Pour récupérer ce document, un
système de RI doit pouvoir associer "régimes à base de plantes" avec "restriction en méthio-
nine".
D’une part, les modèles Neural Learning-To-Rank (NLTR) qui utilisent des plongements de
mots appris sur de grandes quantités de texte brut forment une approche prometteuse à ce pro-
blème. Cependant, ces modèles n’ont toujours pas réalisé de percées significatives en RI (Guo
et al., 2019b) et ont du mal à surpasser des méthodes de référence de type BoW sur des collec-
tions de RI standard telles que Robust04 où la quantité de données annotées est limitée (Yang
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et al., 2019).
D’autre part, il a souvent été proposé d’utiliser des bases de connaissances (KB) pour étendre
les requêtes et/ou les documents avec des concepts afin de d’aborder la disparité des termes
puisque le même concept est associé à des mots appartenant à des vocabulaires non-spécialistes
et experts. Cependant, il s’agit d’une tâche difficile car la KB peut être incomplète, conduire
à de l’ajout de bruit et nécessiter des adaptations au cas par cas (Zuccon et al., 2018). Dans
ce travail, nous étudions la possibilité pour les modèles NLTR d’ignorer le bruit introduit par
la KB et de se concentrer sur les connaissances pertinentes pour améliorer la RI dans des do-
maines spécialisés.
Compte tenu du succès récent des encodeurs de type transformers pour plusieurs tâches de
TALN (Devlin et al., 2018; Vaswani et al., 2017; Radford et al., 2019; Lample et Conneau,
2019), nous proposons KTRel : un modèle NLTR qui utilise : (1) des plongements de mots
pré-entrainés sur une grande quantité de texte spécialisé ; (2) des plongements de concepts pré-
entrainés sur une KB spécialisé ; (3) des encodeurs transformers qui associent une séquence
de plongements mots et de plongements de concepts à une représentation de taille fixe. KTRel
est évalué dans le domaine médical en raison des KB et des collections de RI disponibles pour
ce domaine (Goeuriot et al., 2016; Zuccon et al., 2018).

2 État de l’art
Plusieurs modèles ont déjà été proposées afin d’utiliser des KB pour la RI dans des do-

maines spécialisés. Ces modèles utilisent une (ou une combinaison) des trois stratégies sui-
vantes : (1) des règles explicites ; (2) des méthodes d’apprentissage automatique basées sur des
caractéristiques conçues manuellement ; (3) des méthodes d’apprentissage profond.
Règles explicites. Le modèle d’expansion de requêtes à l’aide d’entités (Dalton et al., 2014)
qui utilise les connections entre éléments des KB pour étendre les requêtes avec des entités a
été étudié en profondeur par Jimmy et al. (Zuccon et al., 2018) dans le domaine médical. Ils
montrent que de telles méthodes nécessitent plusieurs choix clés et des décisions de conception
pour être efficaces et sont donc difficiles à utiliser en pratique.
Apprentissage automatique. Soldaini et al. (Soldaini et Goharian, 2017) ont proposé d’utili-
ser des KB pour ajouter des caractéristiques médicales et de santé conçues manuellement afin
d’améliorer la performance des méthodes d’apprentissage de classement pour la RI dans le do-
maine médical. Cependant, cette approche s’appuie sur des caractéristiques conçues manuel-
lement qui nécessitent des connaissances spécifiques au domaine et à la base de connaissances
lors de leur conception.
Apprentissage profond. Récemment, les KB ont été combinées avec succès avec les ap-
proches NLTR pour des systèmes de Question-Réponses (Shen et al., 2018) et pour la re-
cherche sur le web dans le domaine général (Liu et al., 2018). Les modèles NLTR pour la
RI fonctionnent de façon similaire aux modèles neuronaux pour le traitement automatique du
langage naturel (TALN). La principale différence réside dans le fait que les fonctions objectifs
utilisées par les modèles NLTR optimisent le classement d’une liste de documents par rapport
à une requête. Des méthodes d’apprentissage non supervisé ont également été utilisées afin
d’apprendre des réprésentations vectorielles de documents basées sur des concepts médicaux
pour la recherche d’information dans le domaine médicale (Nguyen et al., 2017).
Dans ce travail, nous proposons un modèle NLTR supervisé de type end-to-end qui utilise les
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FIG. 1 – Architecture d’un encodeur transformer

connaissances d’une KB médical. Notre modèle n’est pas spécifique à un domaine dans sa
conception et peut être adapté pour la RI dans d’autres domaines spécialisés.

3 KTRel
Dans cette section, nous décrivons les différentes étapes de notre méthode pour la RI dans

un domaine spécialisé. L’architecture globale de KTRel est montrée sur la Figure 2.
Étape préliminaire. Afin d’inclure des connaissances a priori à notre modèle, nous pré-
entraînons les plongements de mots sur du texte brut d’un domaine spécialisé et nous pré-
entraînons les plongements de concepts sur une KB du même domaine spécialisé.
Étape conceptuelle. Les requêtes et les documents sont annotés avec un ensemble de concepts
candidats originant de la KB du domaine spécialisé. Nous adoptons la même stratégie que Shen
et al. (Shen et al., 2018) : les n-grammes sont annotés avec leurs K-meilleurs concepts candi-
dats afin de traiter l’ambiguïté possible de certains n-grammes. Par exemple, la requête "statin
breast cancer survival nationwide" est associée à la séquence de concepts suivante : [C0360714
, C0075191 , C0638232 , C0006142 , C0678222 , C0006142 , C1332438 , C0006142 , C0678222
, C0038952 , C0220921 , C0038952].
Étape Transformer. Considérant les gains de performance significatifs récemment obtenus
par les transformers en TALN (Devlin et al., 2018; Vaswani et al., 2017; Radford et al., 2019;
Lample et Conneau, 2019), nous proposons d’utiliser des encodeurs transformers pour asso-
cier aux séquences de mots et aux séquences de concepts une représentation de taille fixe. Plus
précisement, l’encodeur transformer suit les étapes suivantes : (1) association des éléments de
la séquence en entrée avec leurs plongements correspondantes ; (2) utilisation du mécanisme
d’auto-attention (Vaswani et al., 2017) pour calculer une représentation des éléments de la
séquence en fonction d’une combinaison linéaire des plongements de leur contexte ; (3) ap-
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FIG. 2 – Architecture de KTRel

plication d’un réseau de neurones de type Feed Forward 1 sur chacun des éléments obtenus
précédemment ; (4) somme des éléments de la séquence de représentations obtenues préalable-
ment pour obtenir une représentation de taille fixe. Notons également qu’après les étapes (2)
et (3) l’encodeur transformer effectue une somme avec les éléments de la couche précédente
suivie d’une normalisation (voir Figure 1).

Étape de pertinence. Une similarité conceptuelle est calculée en utilisant le cosinus entre
l’encodage transformer des concepts de la requête rc et l’encodage transformer des concepts
du document dc. De façon similaire, nous calculons une similarité textuelle (voir Figure 2). Le
score de pertinence entre la requête R et le document D est calculée en faisant une combinaison
linéaire entre la similarité conceptuelle et la similarité textuelle :

Rel(R,D) = a cos (rt, dt) + b cos (rc, dc) (1)

Avec a ∈ R et b ∈ R deux paramètres appris pendant l’entraînement. a et b sont bien
des paramètres du modèle et non pas des hyperparamètres. Par conséquent ils sont appris de
la même façon que les autres paramètres du modèle : en utilisant une méthode basée sur la
descente de gradient (voir Section 4.2).

4 Expériences

4.1 Jeux de données
Collection. Nous évaluons KTRel sur la collection NFCorpus (Boteva et al., 2016) : une

collection en langue anglaise, accessible au public. NFCorpus a été poposée pour développer

1. Ce réseau est composé d’une couche linéaire, d’un fonction d’activation et d’une autre couche linéaire
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Type de requête Exemple Document pertinent associé
titles ultra-processed foods manufactured uncertainty . . .

non-topic titles coffee and artery function caffeine enhances endothelial . . .
video titles the actual benefit of diet vs. drugs . . .placebo study diet drug . . .

video descriptions a dairy-free diet may stop . . . significant dietary intake . . .

TAB. 1 – Exemples de requêtes et d’un document pertinent associé provenant du NFCorpus.
Le corpus étant déjà pré-traité, les exemples ci-dessus ne contiennent ni majuscules, ni ponc-
tuation.

des méthodes de type learning-to-rank dans le domaine médical. Elle se compose de 5276 re-
quêtes rédigées en langage courant et de 3633 documents composés de titres et de résumés de
PubMed et de PMC dans un vocabulaire hautement technique. Les requêtes sont séparées en 4
catégories : titles, non-topics titles, video titles et video descriptions. Des examples de requêtes
et de document pertinents associés sont illustrés sur la Table 1 Nous n’avons pas évalué notre
modèle sur les collections de RI médicales standard telles que CLEF eHealth 2013 (Suomi-
nen et al., 2013) ou CLEF eHealth 2014 (Goeuriot et al., 2014) car elles ne contiennent que
55 requêtes annotées chacunes, ce qui n’est pas suffisant pour entraîner des modèles NLTR
performants (Guo et al., 2019b; Yang et al., 2019).

Base de connaissances. Nous utilisons des concepts médicaux de la version 2018AA du
Metathesaurus UMLS (Bodenreider, 2004). Nous avons choisi UMLS principalement en rai-
son de sa couverture : 3,67 millions de concepts tirés de 203 vocabulaires sources.

4.2 Configuration expérimentale
Concepts. Nous utilisons MetamorphoSys pour extraire le graphe relationnel des concepts

médicaux d’UMLS. Nous éliminons les concepts qui n’appartiennent pas à un type sémantique
médicale (par exemple, les concepts quantitatifs). Le texte est annoté avec des concepts mé-
dicaux en utilisant QuickUMLS (Soldaini et Goharian, 2016). Les paramètres de QuickUMLS
sont réglés sur leur valeurs par défaut. Comme l’ont fait Shen et al. (Shen et al., 2018), nous
fixons le nombre de concepts candidats K à 8.
Plongements de mots. Nous utilisons des plongements de mots entraînés avec word2vec (Mi-
kolov et al., 2013) sur une combinaison de textes de PubMed et PMC disponibles sur : http:
//bio.nlplab.org. Les plongements de concepts sont entraînés sur le graphe relationnel
UMLS avec TransE (Bordes et al., 2013). Toutes les plongements sont mises à jour pendant
l’entraînement de nos modèles pour la RI et les dimensions des plongements de mots et de
concepts sont fixés à 200.
Implémentation. KTRel est implémenté avec pytorch (https://pytorch.org/).
Fonction de perte. Les modèles sont entraînés en minimisant la fonction de perte de Hinge
pour le classement :

L = max(0, 1− Rel(R,D+) + Rel(R,D−)) (2)

Avec D+ un document plus pertinent que D− par rapport à la requête R .
Encodeur transformer. Le nombre de têtes d’attention et la dimension du réseau feed forward
sont sélectionnés parmi {1, 2, 5, 10} et {50, 100, 200, 500} respectivement. Nous avons utilisé

RNTI - X - 5



Modèle Transformer à base de Connaissances pour la RI dans des Domaines Spécialisés:

la fonction d’activation ReLU. Des expériences préliminaires ont montré que l’utilisation d’une
seule couche d’encodeur transformer donne les meilleurs résultats. Cela est probablement dû
à la petite taille de notre collection.
Entraînement. L’optimisateur Adam (Kingma et Ba, 2015) est utilisé avec les valeurs par
défaut des paramètres. La taille des batchs et le taux de dropout sont sélectionnés parmi
{10, 20, 50} et {0.1, 0.0.2, 0, 0.3, 0, 0.4, 0.5} respectivement. Pour lutter contre le surappren-
tissage, en plus du dropout, nous utilisons la strategie early stopping sur la MAP de l’ensemble
de validation.
Validation. Les hyper-paramètres listés ci-dessus sont réglés sur la MAP de l’ensemble de
validation en utilisant une recherche par grille (grid search).
Évaluation. Nous utilisons 4 mesures standard d’évaluation en RI : la MAP, le Rappel, la
Précision et la nDCG sur les 1000 meilleurs document. La nDCG@k (normalized Discounted
Cumulative Gain) est une mesure similaire à la Précision@k qui : (1) prend en compte plus
de niveaux de pertinence que simplement pertinent (1) et non-pertinent (0) ; (2) applique un
coefficient de réduction pour donner plus d’importance aux documents dans le haut du classe-
ment ; (3) est normalisé par le score du classement idéal afin d’avoir une mesure égale à 1 si le
classement retourné est idéal (Järvelin et Kekäläinen, 2002). Ces mesures sont calculées avec
pytrec_eval (Van Gysel et de Rijke, 2018). Nous utilisons un test t (two-tailed paired t-test)
avec correction de Bonferroni pour mesurer les différences statistiquement significatives entre
les mesures d’évaluation. Comme le NFCorpus ne possède que 3633 documents, nous pouvons
évaluer chaque paire (requête, document) dans un délai raisonnable afin d’éviter de dépendre
d’une stratégie de reclassement (Guo et al., 2019b; Zamani et al., 2018). Par conséquent, le
rappel de KTRel et des autres modèles NLTR de référence n’est pas restreint par une étape de
classement antérieure.

4.3 Modèles de référence
Nous comparons KTRel à trois types de méthodes de référence : BoW, NLTR pour la RI et

encodeur BERT pré-entraîné.
BoW. Comme suggéré par Yang et al. (Yang et al., 2019), nous utilisons Okapi BM25 (Robert-
son et Walker, 1994) et Okapi BM25 avec la stratégie de pseudo-relevance feedback RM3 (Lv
et Zhai, 2009) comme références de type BoWs. La racinisation, l’indexation et l’évaluation
de BM25 et BM25-RM3 sont effectués par Terrier (Ounis et al., 2005). Les valeurs des hyper-
paramètres sont réglées sur la MAP de validation avec une recherche par grille.
NLTR. DUET (Mitra et al., 2017), KNRM (Xiong et al., 2017), DRMM (Guo et al., 2016) et
Conv-KNRM (Dai et al., 2018) sont utilisés comme modèles de référence NLTR pour IR. L’en-
traînement et l’évaluation de ces modèles sont effectués avec MatchZoo (Guo et al., 2019a).
Les valeurs des hyper-paramètres sont réglées sur la MAP de l’ensemble validation avec une
recherche aléatoire sur 10 exécutions. Nous utilisons le tuner fourni par MatchZoo pour échan-
tillonner des valeurs de l’espace des hyper-paramètres associé à chaque modèle.
Encodeur BERT pré-entraîné. Nous comparons également KTRel à l’encodeur BERT (Dev-
lin et al., 2018) : un modèle de représentation linguistique état de l’art. Nous utilisons le modèle
"bert-base-uncased" fourni par Hugging Face (Wolf et al., 2019), pré-entraîné sur BooksCor-
pus (Zhu et al., 2015) et English Wikipedia. Lors de l’entraînement, nous ne mettons à jour que
la dernière couche du modèle. Nous verrons dans les perspectives l’utilisation de BERT pré-
entraîné sur des corpus médicaux (Lee et al., 2019) au lieu d’utiliser la version pré-entraînée

RNTI - X - 6



Frej et al.

modèles P@5 P@10 nDCG@5 nDCG@10 MAP Rappel
BM25 0.2846_ 0.2419_ 0.3524 0.3267_ 0.1548_ 0.4740_

BM25-RM3 0.3056_ 0.2603_ 0.3664 0.3431 0.1801_ 0.6249_

DUET 0.1967_ 0.1840_ 0.1857_ 0.1883_ 0.1264_ 0.7673_

KNRM 0.2082_ 0.1887_ 0.1914_ 0.1914_ 0.1216_ 0.7764_

DRMM 0.2940_ 0.2489_ 0.3540 0.3330_ 0.1651_ 0.7051_

Conv-KNRM 0.3146_ 0.2865_ 0.3010_ 0.3090_ 0.2110_ 0.8143_

BERT 0.2084_ 0.1998_ 0.2090_ 0.2196_ 0.1567_ 0.7847_

KTRel-C 0.3127_ 0.2889_ 0.3285_ 0.3295_ 0.2194_ 0.8047_

KTRel-T 0.3204_ 0.3008_ 0.3465_ 0.3369_ 0.2228_ 0.8187_

KTRel 0.3554 0.3294 0.3708 0.3584 0.2411 0.8520

TAB. 2 – Comparaison des performances des différents modèles sur le NFCorpus. (-) indique
une dégradation statistiquement significative de la performance par rapport a KTRel (p-value
< 0.05)

sur des données textuelles du domaine général.
Architecture de KTRel. Pour étudier l’utilité de la combination de concepts et de mots, nous
entraînons et évaluons séparément la partie de l’architecture KTRel qui utilise uniquement des
concepts (dénotée KTRel-C) et la partie qui utilise uniquement le texte (dénommée KTRel-
T) comme illustré dans Figure 2. KTRel-C et KTRel-T sont entraînés indépendamment en
utilisant la même configuration que celle décrite dans la sous-section 4.2.

5 Résultats

Les performances de KTRel par rapport aux modèles de référence sont indiquées dans le
tableau 2. Dans ce qui suit, nous proposons des réponses empiriques à plusieurs questions de
recherche.
Est-il utile pour la RI d’utiliser à la fois des mots et des concepts médicaux? KTRel sur-
passe tous les modèles de référence NLTR sur toutes les mesures de façon statistiquement
significative. Le fait que KTRel surpasse également KTRel-W et KTRel-T prouve empirique-
ment que la RI dans un domaine spécialisé peut bénéficier de la combinaison de représentations
conceptuelles pré-entraînées avec des représentations de mots pré-entraînées.
KTRel peut-il surpasser une base de référence solide de type BoW? KTRel surpasse BM25
avec extension de requête RM3 sur toutes les mesures et le fait de façon statistiquement signi-
ficative sur la majorité d’entre elles. Le classement général est largement amélioré par KTRel :
+33.9% de MAP. Les exceptions notables sont la nDCG@5 et la nDCG@10 : même si KTRel
surpasse BM25-RM3 en termes de nDCG@5 (+1.2%) et de nDCG@10 (+4.4%), les gains ne
sont pas statistiquement significatifs. Il est intéressant de noter que le KTRel est statistique-
ment significatif par rapport à la P@5 (+16.3%) et la P@10 (+26.5%). La différence entre la
P@k et la nDCG@k est que la précision ne prend en compte que la proportion de documents
pertinents alors que la nDCG@k met davantage l’accent sur le classement lui-même et prend
en compte les niveaux de pertinence des documents. Par conséquent, nous pouvons conclure
que même si KTRel est capable de récupérer plus de documents pertinents dans les résultats
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ration statistiquement significative par rapport à BM25-RM3 (p-value < 0.05)

du top-k, BM25-RM3 est toujours une référence solide quand il s’agit du classement des do-
cuments du top-k.
L’encodeur BERT fournit-il des représentations utiles pour la RI dans le domaine médi-
cal? BERT obtient de moins bons résultats que BM25 malgré son succès dans plusieurs tâches
de TALN (Devlin et al., 2018). Cela est probablement dû au fait qu’il est pré-entraîné sur des
ensembles de données non médicales et que le NFCorpus est trop petit pour affiner correcte-
ment l’encodeur BERT pour la RI dans le domaine médical.
Les modèles de référence NLTR peuvent-ils surpasser une base de référence solide de
type BoW? Tout d’abord, nous remarquons que les modèles DUET et KNRM sont moins per-
formants que BM25. Cela est probablement dû au fait que ces modèles ont été développés sur
des ensembles de données beaucoup plus importants (Mitra et al., 2017; Xiong et al., 2017)
que le NFCorpus. Deuxièmement, DRMM obtient de meilleurs résultats que BM25 (+6,7% de
MAP, +3,3% de P@5 et +0,5% de nDCG@5), mais il ne parvient pas à surpasser BM25-RM3;
enfin, Conv-KNRM est le seul modèle de référence NLTR qui parvient à surpasser BM25 et
BM25-RM3 en terme de MAP, Précision et rappel (mais pas en terme de nDCG). Ces résultats
confirment empiriquement que les modèles NLTR n’ont pas réalisé de percées significatives
dans la RI (Guo et al., 2019b).
Les encodeurs transformers fournissent des représentations utiles pour la RI dans des do-
maines spécialisés? KTRel-W et KTRel-C ont des résultats similaires à la meilleure méthode
de référence NLTR. De plus, le fait que ces modèles reposent sur une simple similarité cosinus
entre la la représentation de la requête et la représentation du document démontre empirique-
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ment que les encodeurs transformers produisent des représentations utiles pour la RI.
Comment les modèles NLTR affectent le rappel? Comme le nombre de documents est li-
mité dans le NFCorpus, nous ne nous appuyons pas sur une stratégie de reclassement basée
sur BM25 (Zamani et al., 2018). Par conséquent, le rappel des modèles NLTR n’est pas limité
par le rappel de BM25. Les résultats indiquent que le gain de KTRel en termes de rappel est
significatif par rapport à BM25 (+78.6%) et BM25-RM3 (+36.3%). Cela se produit parce que
les modèles BoW ne peuvent récupérer que les documents qui contiennent des termes de la
requête alors que les modèles NLTR n’ont pas cette restriction.
Combien de données sont nécessaires pour surpasser BM25-RM3 avec une méthode de
type NLTR? Comme nous pouvons le voir sur la Figure 3, le nombre de requêtes nécessaires
pour qu’un modèle NLTR surpasse un modèles de référence tel que BM25 ou BM25-RM3
varie en fonction du modèle que l’on considère. Sur NFCorpus, envions 200 requêtes sont re-
quises par DRMM pour obtenir des résultats comparables à ceux de BM25. Cela est dû au
fait que DRMM est un modèle ayant très peu de paramètres (≈ 450) et qu’il n’a donc pas
besoin de beaucoup de données pour converger. Cependant, et pour les même raisons, DRMM
ne bénéficie pas de l’apport de beaucoup de données d’entraînement et ne parvient même pas
à surpasser le modèle de référence BM25-RM3. Le modèle Conv-KNRM quant à lui parvient
à suprpasser BM25 et BM25-RM3, mais environ 3 000 requêtes sont nécessaires dans l’en-
semble d’entraînement pour que Conv-KNRM surpasse BM25-RM3 sur NFCorpus. Il semble
que moins de données (≈ 1 500 requêtes) sont nécessaires pour le modèle KTRel. Cela sug-
gère que l’utilisation de concepts peut être utile dans des scénarios de ressources limitées. Ces
résultats confirment également que l’entraînement d’un modèle NLTR sur une collection qui
ne contient que quelques centaines de requêtes est une tâche très difficile. Cela pourrait ex-
pliquer pourquoi des percées significatives n’ont toujours pas été réalisées par NLTR sur des
collections de RI standard qui ne contennent que quelques centaines de requêtes au mieux et
quelques dizaines au pire.

6 Conclusions et travaux futurs

Dans cet article, nous proposons KTRel : un modèle NLTR basé sur l’encodeur transfor-
mers qui utilise à la fois des mots et des concepts pour la RI dans des domaines spécialisés.
Nous démontrons empiriquement que l’ajout de concepts à un modèle neuronal d’apprentis-
sage de classement est utile pour la RI dans le domaine médical. Nous montrons que les en-
codeurs de transformers fournissent des représentations de séquences utiles pour la RI. Nous
confirmons aussi empiriquement que BM25 avec l’expansion des requêtes RM3 est toujours
une base de référence solide, en particulier en ce qui concerne les métriques de haute précision.
Comme travail futur, nous prévoyons d’évaluer KTRel sur d’autres collections et d’autres do-
maines spécialisés. Afin de rendre notre modèle extensible à de plus grandes collections, nous
l’adapterons pour apprendre des représentations creuses (sparse) basées sur des mots et des
concepts compatibles avec un index inversé comme suggéré par Zamani et al. (Zamani et al.,
2018).
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Summary
Vocabulary mismatch is a frequent problem in information retrieval (IR). It can occur when

the query is short and/or ambiguous but also in specialized domains where queries are made by
non-specialists and documents are written by experts. Recently, vocabulary mismatch has been
addressed with neural learning-to-rank (NLTR) models and word embeddings to avoid relying
only on the exact matching of terms for retrieval. Another approach to vocabulary mismatch is
to use knowledge bases (KB) that can associate different terms to the same concept. Given the
recent success of transformer encoders for NLP, we propose KTRel: a NLTR model that uses
word embeddings, Knowledge bases and Transformer encoders for IR in specialized domains.
In this work, we evaluate KTRel for medical IR.
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