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Résumé :
Le problème du clustering peut être vu comme la re-

cherche de classes d’équivalence d’objets. Dans la lignée
de travaux récents sur la discrimination prudente, nous
proposons dans cet article une méthode fournissant un
clustering partiel sous la forme d’une matrice relation-
nelle incomplète. Cette approche permet de détecter des
objets ambigus (par exemple sur les bords des classes),
des classes de petite taille qui pourraient être fusionnées,
ou encore des sous-ensembles d’objets dont la relation est
mal définie.
Mots-clés :

Clustering relationnel, clustering prudent.
Abstract:

Clustering has mainly been treated as a relational pro-
blem, where equivalence classes are to be computed. In
the spirit of recent research focused on partial predic-
tions, we propose a method to return a partial clustering
of the data, in the form of an incomplete relational (or
block) matrix. This matrix can eventually be completed
into a full partition (block matrix). This formalization can
be used to detect ambiguous objects (i.e., on the borders
of clusters), small clusters that may potentially be mer-
ged, subsets of objects whose relation is ambiguous, etc.

Keywords:
Relational clustering, partial clustering.

1 Introduction

La classification automatique, ou clustering,
cherche à répartir un ensemble d’observations
x1, . . . ,xn en K sous-ensembles ω1, . . . , ωK .
Le clustering est formellement équivalent à la
recherche de classes d’équivalence, c’est à dire,
le calcul d’une matrice relationnelleR de terme
général Ri,j (i, j = 1, . . . , n), indiquant la pré-
sence (Ri,j = 1) ou l’absence (Ri,j = 0) de
relation entre chaque paire d’objets xi et xj.
La matrice relationnelle représente une relation
d’équivalence si et seulement si elle satisfait
les propriétés suivantes : réflexivité, symétrie, et
transitivité. Si ces conditions sont vérifiées, une

partition des objets peut être retrouvée en réar-
rangeant les lignes et les colonnes de R de ma-
nière à obtenir une matrice diagonale par blocs.
Une telle partition est appelée partition dure car
chaque objet est affecté sans ambiguïté à une
classe unique. Cette contrainte est relaxée dans
les approches probabilistes [2], floues [6, 1] ou
encore évidentielles [12]. Dans ces approches,
on considère que les observations peuvent ap-
partenir à plusieurs classes avec des degrés di-
vers. Dans cet article, nous proposons une ma-
nière différente de relaxer la contrainte de parti-
tion dure. Nous proposons de fournir un clus-
tering dur, mais partiel, dans lequel certaines
relations entre paires d’objets sont inconnues
et peuvent être remplacées de différentes ma-
nières tout en conservant la cohérence avec les
autres relations. Cette idée a des liens avec la
“classification approximative” [10] qui fournit
également des partitions partielles. Nous pro-
posons d’obtenir cette relation partielle à par-
tir d’une matrice de scores mesurant le degré
d’association possible entre chaque paire d’ob-
jets. Cette matrice peut provenir de différentes
sources : il peut s’agir directement de similari-
tés entre objets ou d’un moyennage de matrices
de co-association issus de plusieurs algorithmes
de clustering, par exemple. Le simple seuillage
de cette matrice ne permet pas toujours d’as-
surer l’obtention d’une relation d’équivalence.
Nous proposons dans cet article une méthode
permettant de transformer une matrice de scores
(ou de similarité) en une matrice relationnelle
éventuellement partielle. Une description plus
détaillée de ces travaux peut être trouvée dans
[11]. La suite de cet article est organisée de la



manière suivante : le paragraphe 2 décrit le pro-
blème. Le paragraphe 3 décrit la méthode pro-
posée. Enfin, le paragraphe 4 donne quelques
résultats expérimentaux.

2 Concepts de base

Une partition correspond formellement à une
relation d’équivalence R. Cette relation d’équi-
valence peut être représentée par une matrice R
de taille n × n, avec comme éléments Ri,j ∈
{0, 1} : Ri,j = 1 si i et j sont dans la même
classe et 0 sinon. Comme rappelé dans l’intro-
duction, une relation d’équivalence est une rela-
tion réflexive (les éléments diagonaux Rii = 1,
i = 1, . . . , n), symétrique (Ri,j = Rj,i, i, j =
1, . . . , n) et transitive (si Ri,j = Rj,k, alors
Ri,j = Ri,k). Nous noterons par la suite RA,B

la sous-matrice constituée des lignes dans l’en-
semble A ⊆ {1, . . . , n} et des colonnes dans
l’ensemble B ⊆ {1, . . . , n}.

Si la réflexivité et la symétrie peuvent facile-
ment être vérifiées, il n’en va pas de même avec
la transitivité, à moins que la matrice ne soit ré-
arrangée sous forme de matrice diagonale par
blocs. Une matrice relationnelle diagonale par
blocs est composée de blocs de 1 autour de
la diagonale et de zéros partout ailleurs. Plus
précisément, supposons qu’il existe une parti-
tion P telle que ω1 correspond aux n1 premiers
objets, ω2 aux n2 object suivants, etc. Alors,
Rωkωk

= 1nk×nk
pour tout k = 1, . . . , K, et

Rωkω`
= 0nk×n`

pour tout k 6= `, où 1n×m (res-
pectivement, 0n×m) dénote une matrice de taille
n×m remplie de 1 (respectivement, 0).

Exemple 1. Considérons l’ensemble {1, 2, 3, 4}
avec la partition ω1 = {1, 3}, ω2 = {2, 4}.
La matrice correspondante R est donnée sur la
Figure 1(a). Notons que les deuxièmes et troi-
sièmes lignes/colonnes peuvent être permutées
de manière à obtenir une matrice diagonale par
blocs (Figure 1(b)).

Dans la suite, une matrice avec des éléments
Ri,j violant les contraintes mentionnées précé-
demment sera qualifiée d’incohérente. Une ma-


1 0 1 0
0 1 0 1
1 0 1 0
0 1 0 1


(a)


1 1 0 0
1 1 0 0
0 0 1 1
0 0 1 1


(b)

Figure 1 – Matrice relationnelle et matrice dia-
gonale par blocs associée.

trice R est dite complète si Ri,j ∈ {0, 1} pour
tout i = 1, . . . , n, j = 1, . . . , n. Si un élé-
ment Ri,j est inconnu (ce que nous noterons
Ri,j = ?©), la matrice est dite partielle. Une
matrice partielle est cohérente si chacun de ses
éléments manquants peut être remplacé par soit
un 0 soit un 1 de telle manière que la matrice
résultante complète soit cohérente. Notre travail
cherche à construire une telle matrice (la moins
incomplète possible bien sûr) à partir de don-
nées de scores par paires entre objets. Le résul-
tat sera un clustering incomplet puisque des re-
lations entre objets peuvent être laissées incon-
nues, jusqu’à ce que de nouvelles informations
puissent lever le doute. De manière alternative,
on peut choisir de compléter la relation pour ob-
tenir un ou plusieurs clustering possibles.

Exemple 2. Sur la Figure 2, on trouve un
exemple de matrice incohérente pour un en-
semble de 4 objets : elle ne respecte pas la
symétrie (on a R1,2 6= R2,1) ni la transitivité
(car R1,2 = 1 et R2,4 = 1, mais R1,4 =
0). Elle peut être relâchée en une matrice par-
tielle cohérente, où les valeurs restantes spéci-
fiées correspondent à celles de la matrice origi-
nale. Les complétions possibles correspondent
à 3 partitions :P1 = {{1}, {2, 3}, {4}}, P2 =
{{1, 2, 3}, {4}}, P3 = {{1}, {2, 3, 4}}.

Dans la suite de cet article, nous allons montrer
comment, à partir d’une matrice de scores quel-
conque, obtenir une matrice partielle cohérente.
Nous allons également montrer comment com-
pléter une matrice partielle.




1 1 0 0
0 1 1 1
1 1 1 0
0 0 0 1


(a)


1 ?© ?© 0
?© 1 1 ?©
?© 1 1 ?©
0 ?© ?© 1


(b)

relax

Figure 2 – Une matrice incohérente (a), et une
matrice partielle cohérente (b).

3 Obtention et manipulation de ma-
trices relationnelles partielles

Dans ce travail, on suppose que l’information
d’entrée est disponible sous forme d’une ma-
trice S de scores de taille n× n. Nous interpré-
tons Sij comme une information sur la relation
entre les objets i et j. De plus, nous supposons
que les scores sont compris dans un intervalle
[a, b], plus le score est proche de a, moins il est
probable que les objets soient liés. Plus il est
proche de b, plus la liaison est probable. On sup-
pose de plus qu’il existe un élement neutre c ∈
[a, b] selon lequel des relations plus ou moins
certaines peuvent être identifiées : des scores
Sij ∈ [a, c) (respectivement,∈ [c, b]) supportent
la conclusion Ri,j = 0 (resp., Ri,j = 1), et ce
support est consideré comme faible si le score
est proche de c. En pratique, on choisira sou-
vent c = (a+b)/2. Par exemple, des algorithmes
probabilistes fourniront un score Sij ∈ [0, 1],
avec 0.5 comme élément neutre.

Il est facile de transformer S en une matrice bi-
naireR en fixantRi,j = 0 si Sij < c, etRi,j = 1
dans le cas contraire. Cependant, si les scores
Sij sont estimés indépendamment les uns des
autres, la matrice résultante a des chances d’être
incohérente. De manière alternative, on peut dé-
finir une matrice partielle Rε telle que Rε

ij = 0
si Sij < c − ε, Rε

ij = 1 si Sij ≥ c + ε et
Rε

ij = ?© sinon, pour un ε ≥ 0. Cela revient
à transformer la matrice S en une matrice de
scores imprécis et à poser que Rε

ij = ?© lorsque
c ∈ [Sij − ε, Sij + ε] ∩ [a, b]. Un exemple est
donné en Figure 3.

 1 0.55 0.45 0.2
0.42 1 0.7 0.52
0.55 0.9 1 0.47
0.3 0.48 0.45 1


Matrice de scores initiale

 1 [0.45, 0.65] [0.35, 0.55] [0.1, 0.3]
[0.32, 0.52] 1 [0.6, 0.8] [0.42, 0.62]
[0.45, 0.65] [0.8, 1] 1 [0.37, 0.57]
[0.2, 0.4] [0.38, 0.58] [0.35, 0.55] 1


Matrice de scores imprécis

ε = 0.1

Figure 3 – Matrice de scores probabilistes inco-
hérente S, correspondant à la matrice relation-
nelle partielle R de la Figure 2 ; scores imprécis
obtenus avec ε = 0.1.

On peut alors chercher les valeurs ε correspon-
dant à des matrices Rε cohérentes. La plus pe-
tite valeur satisfaisant cette condition, corres-
pondant à la plus petite altération de la matrice
initiale S, sera notée dans la suite ε∗ et la ma-
trice partielle associée R∗. Calculer ε∗ et R∗ est
un des objectifs de ce travail. Notons que, plutôt
que d’affaiblir S en Rε, on pourrait définir des
intervalles sur les scores par exemple avec des
intervalles de confiance. On peut aussi imagi-
ner que l’on dispose d’intervalles dès le début.
Notre méthode s’applique facilement à ces cas.

3.1 Contrôler et obtenir la cohérence

Comme expliqué plus haut, le but est de calcu-
ler l’altération minimale des scores conduisant
à une matrice relationnelle cohérente. Cet ob-
jectif peut être atteint en partant de ε = 0 et
en augmentant progressivement sa valeur jus-
qu’à ce que Rε soit cohérente, ou bien par une
recherche dichotomique entre 0 et ε avec, par
exemple, ε = maxi,j |Rij − c| (voir l’Algo-
rithme 1).

La cohérence requiert de satisfaire la réflexi-
vité, la symétrie et la transitivité. Comme nous
l’avons déjà souligné, vérifier les deux pre-
mières propriétés est immédiat. Pour la transi-
tivité, notre stratégie repose sur le fait que le
graphe d’une relation correspondant à une par-



Algorithme 1: Déterminer ε∗

Input: Matrice de scores S, precision δ, ε
Output: ε∗
ε∗ ← 0;
ε∗ ← ε;
ε← (ε∗+ε∗)/2;
while |ε∗ − ε| ≥ δ do

Cons(ε)← sortie de l’algorithme 2 pour
Rε ;
if Cons(ε) = 1 then ε∗ ← ε else ε∗ ← ε;
ε← (ε∗+ε∗)/2;

tition est un ensemble de cliques disjointes :
chaque composante connexe Di est fortement
connectée. 1

Proposition 1. Une matrice partielle R est co-
hérente si et seulement si chaque composante
connexe Di du graphe correspondant peut être
complétée pour obtenir une composante forte-
ment connexe (une clique), i.e. 0 6∈ RDi,Di

.

L’algorithme 2 décrit une méthode simple pour
vérifier la cohérence, dérivée de la Proposi-
tion 1 ; elle se fonde sur l’utilisation d’une
méthode permettant d’extraire les composantes
connexes d’un graphe (voir, par exemple, [7]).

Algorithme 2: Vérification de la cohérence de
R
Input: matrice partielle R
Output: Variable Cons (0=incohérente,

1=cohérente)
Cons=1;
Extraction des composantes connexes
D1, . . . , DL;
foreach component Di do

if ∃k, l ∈ D2
i with Rk,l = 0 then set

Cons=0 and stop;
return Cons

1. Rappelons qu’un sous-ensemble de noeuds Di est
une composante connexe s’il existe un chemin entre
chaque paire de noeuds k, l ∈ Di ; c’est une composante
fortement connexe si, pour tout k, l ∈ Di, (k, l) est un
arc du graphe. Ceci reste vrai pour les graphes partiels.

3.2 Déduire des valeurs dans des matrices
partielles cohérentes

Etant donnée une matrice partielle cohérente, il
est possible de déduire un certain nombre de
valeurs manquantes en exploitant les propriétés
de symétrie et de transitivité de la relation. Par
exemple, si Rk,l est connu, on peut immédiate-
ment déduire la valeur de Rl,k = ?©. On peut
également exploiter la transitivité, par exemple
siRk,l = 1 etRl,m = 1 alors queRk,m = ?©. On
procède à tous les remplacements nécessaires
en deux étapes :
– pour chaque composante connexe Di du

graphe de R (obtenue par l’algorithme 2), on
a RDi,Di

= 1|Di|, qui résulte de la transiti-
vité : cela signifie que tout ?© ∈ RDi,Di

doit
être remplacé par un 1.

– puis, si pour une paire d’objets apparte-
nant à deux composantes différentes Di, Dj ,
i 6= j, on observe un 0 ∈ RDi,Dj

(et
donc 0 ∈ RDj ,Di

par symétrie), R ne peut
donc pas être complétée de telle sorte que
RDi∪Dj ,Di∪Dj

forme une matrice unité (c.à.d.
les composantes Di et Dj ne peuvent pas
être agrégées en une seule composante forte-
ment connexe) : tous les éléments manquants
doivent être remplacés par des 0.

Une fois que tous ces remplacements ont été
effectués, le reste des éléments manquants est
impossible à déduire sans information addition-
nelle. Ils pourraient en principe être remplacés
soit par des 1 soit par des 0 — pourvu que les
remplacements soient compatibles les uns avec
les autres. Une illustration de cette procédure
est donnée en Figure 4, dans laquelle on iden-
tifie d’abord les liens obligatoires ( ?© dans R à
remplacer par des 1), puis toutes les séparations
obligatoires ( ?© dans R à remplacer par des 0).
Le résultat final est toujours imprécis puisqu’il
reste quelques ?©. Il est clair que le résultat cor-
respond à un unique clustering si et seulement si
la matrice ne contient plus d’éléments inconnus.
Dans ce cas, la procédure peut être vue comme
“réparant” la matrice initiale.




1 ?© 0 0
0 1 1 ?©
?© ?© 1 ?©
?© ?© ?© 1


Matrice initiale incohérente

1 ?© 0 0
0 1 1 ?©
?© 1 1 ?©
?© ?© ?© 1


Complétion par des uns

1 0 0 0
0 1 1 ?©
0 1 1 ?©
0 ?© ?© 1


Complétion par des zéros

Figure 4 – Déduire des éléments de la matrice.

3.3 Enumérer les complétions : une discus-
sion

Un clustering partiel comme celui décrit au
paragraphe 3.2 permet à l’utilisateur des in-
férences prudentes. En effet, il est possible
d’identifier les relations fortement supportées
par les données, et de s’abstenir lorsque l’in-
formation est trop incertaine. On peut envisager
par la suite un apprentissage actif des relations
manquantes. Dans certains contextes, il est na-
turel d’estimer combien de complétions pour-
raient être faites et combien de classes pour-
raient résulter de ces complétions, puisque notre
approche ne nécessite pas de fixer le nombre
de classes à l’avance. Une solution à ce pro-
blème peut être de fournir des bornes inférieure
et supérieure (K,K) du nombre de classes.
Déterminer une borne supérieure exacte est
très simple, puisque remplacer tous les ?© par
des zéros sépare complètement les composantes
connexes les unes des autres : si D1, . . . , DL

sont les composantes connexes deR, alorsK =
L.

Par contre, une borne inférieure ne peut pas être

obtenue simplement en remplaçant tous les élé-
ments manquants par des 1, puisque la matrice
résultante peut être incohérente (c’est le cas sur
la Figure 2). Pour déterminer K, nous considé-
rons le graphe G représentant l’absence de re-
lation entre objets : les sommets du graphe sont
les objets, et un arc relie deux objets i et j si et
seuelement si Ri,j = 0. Il est clair que chaque
classe correspond à un ensemble d’objets qui
ne sont pas connectés dans G et que chaque
paire d’objets connectés dans G doit appartenir
à des classes différentes. Le nombre minimum
de classes peut donc être obtenu en résolvant
un problème de coloration du graphe G [8]. Si
C est le nombre minimum de couleurs requises
(nombre chromatique) pour que deux sommets
connectés n’aient pas la même couleur, alors
K = C.

Le problème d’explorer toutes les complé-
tions possibles d’une matrice partielle cohé-
rente est plus complexe. Pour toute sous-
matriceRDi∪Dj ,Di∪Dj

contenant des 1 et des ?©,
on peut soit agréger Di et Dj en une classe soit
les laisser séparées : le nombre de complétions
possibles croît de manière exponentielle avec le
nombre L de composantes connexes, qui est lui-
même lié au nombre n d’objets à classer. La
valeur de n étant généralement élevée, on peut
s’attendre à ce que le nombre de complétions
soit lui-même élevé : en conséquence, détermi-
ner l’ensemble exhaustif des complétions n’est
pas envisageable d’un point de vue calcula-
toire. On peut cependant proposer une méthode
simple pour échantillonner dans l’ensemble des
complétions possibles :

1. Soit une paire (i, j) pour laquelle Ri,j =
?©

2. Grâce au tirage aléatoire d’une variable de
Bernoulli de paramètre p, décider si Ri,j =
1 or Ri,j = 0 ;

3. Effectuer les deux étapes du paragraphe
3.2 pour compléter la matrice ;

4. Répéter l’opération jusqu’à ce que la ma-
trice soit complète.

Notons que le paramètre p va directement in-



fluencer le nombre moyen de classes : une va-
leur élevée de p (probabilité d’observer un 1) in-
duira un nombre faible de classes et vice-versa.
Notons aussi que cette procédure ne permet
pas d’échantillonner de manière uniforme dans
l’ensemble des complétions possibles. Pour fi-
nir, on peut considérer le problème de détermi-
ner une complétion spécifique satisfaisant cer-
taines propriétés. Par exemple, on peut fixer le
nombre de classes, ou encore choisir la complé-
tion qui minimise l’écart entre la partition dure
et la matrice de scores initiale S. Notons, cepen-
dant, que si l’objectif est d’obtenir une partition
dure unique à partir des données, l’avantage de
d’abord déterminer une partition prudente puis
de la compléter, n’est pas très clair, en compa-
raison de l’utilisation directe de méthodes clas-
siques (comme par exemple le clustering spec-
tral [14]).

4 Résultats expérimentaux

4.1 Données de type intervalle

Nous illustrons notre approche dans le cas par-
ticulier de données de type intervalle. Nous uti-
lisons le jeu de données Cars [4] qui consiste en
33 modèles de véhicules décrits par 8 intervalles
(prix, capacité du moteur, vitesse max, marche,
accéleration, longueur, largeur, hauteur). Ces
véhicules sont a priori classé en 4 catégories :
Utilitaires, Berlines, Sportives et Luxueuses.

Une représentation 2D obtenue par une ACP
sur données intervalles [5] est donnée en Figure
5. Nous appliquons notre méthode sur une ma-
trice de co-association moyenne obtenue en ré-
échantillonnant les données initiales. Plus pré-
cisement, on tire au hasard un échantillon pré-
cis dans l’ensemble de données intervalles ini-
tial, et on applique une procédure standard des
c-moyennes floues [1] avec K = 4 classes. Ce
procédé est répété 50 fois et les matrices de co-
association sont moyennées pour obtenir la ma-
trice de scores. En utilisant un élément neutre
c = 0.5, on trouve ε∗ = 0, ce qui signifie que
la matrice de scores est cohérente dès le départ.

Figure 5 – Representation du jeu de données
Cars

La partition obtenue est représentée sur la Fi-
gure 6. Pour des raisons de clarté, nous n’avons
pas représenté la transitivité dans chaque classe.
A la place, un objet a été choisi arbitrairement
dans chaque classe et utilisé pour représenter les
relations intra et inter-cluster. La partition trou-
vée est cohérente avec ce qui est rapporté dans
la littérature (voir par exemple [3]). De manière
intéressante, fixer manuellement ε = 0.25 et
compléter la matrice résultante avec des 1 et des
0 donne le clustering prudent représenté sur la
Figure 7. Dans cette représentation, lorsqu’une
relation entre objets est manquante, elle est re-
présentée par une arête en pointillés. On voit
que le clustering partiel isole les véhicules 6-
B et 1-U (indiqués en gras sur la Figure 5),
qui étaient précedemment mal classés. Ces vé-
hicules sont identifiés comme appartenant po-
tentiellement à deux classes, parmi lesquelles se
trouve la bonne.

4.2 Compromis complétude-précision

Un comportement attendu de notre méthode
est que la pertinence des liens restants aug-
mente avec le taux d’abstention. Pour des rai-
sons de place, nous illustrons ce comporte-
ment avec un unique jeu de données segment
issu de l’UCI Machine Learning Repository
[9]. Des résultats très similaires ont été trou-
vés avec 5 autres jeux de données de l’UCI



Figure 6 – Clustering du jeu de données Cars
en 4 classes (ε = 0)

(iris,wine,ecoli,seeds et optdigits). On applique
la procédure suivante : on crée des échantillons
du booststrap en rééchantillonnant avec remise
le jeu de données initial. Un modèle de mélange
gaussien est ajusté sur chaque échantillon grâce
au logiciel MIXMOD, un logiciel de classifica-
tion supervisée et non supervisée disponible à
l’adresse http://www.mixmod.org/ (en
utilisant un nombre de composants égal au
nombre de classes). On l’utilise pour calculer
la probabilité que chaque paire d’instances de
l’ensemble initial appartienne à la même classe.
Ce processus est répété 20 fois et les matrices de
co-association sont moyennées. Puisque notre
approche conduit potentiellement à un cluste-
ring partiel, on utilise deux mesures pour l’éva-
luation du résultat. La première est une exten-
sion de l’indice de Rand [13] qui est classi-
quement utilisé pour évaluer la similarité entre
deux partitions. L’indice de Rand calcule la pro-
portion de paires d’objets pour lesquels les deux
partitions sont en accord : soit les deux objets
sont dans la même classe, soit les deux objets
sont dans deux classes différentes pour les deux
partitions. Une extension naturelle de cet indice

Figure 7 – Clustering du jeu de données Cars
en 4 classes (ε = 0, 25).

consiste à calculer la proportion d’accords uni-
quement sur les paires pour lesquelles Rε

i,j 6=
?©. Le deuxième critère d’évaluation est la com-

plétude de la relation. Une bonne méthode doit
dans l’idéal voir son indice de Rand augmen-
ter lorsque la complétude décroît. Le compro-
mis est contrôlé par la valeur de ε. La Figure 8
présente le résultat obtenu en faisant varier la
valeur de ε. On voit que la complétude n’est ja-
mais égale à un, ce qui signifie que les matrices
intiales ne sont pas cohérentes. Comme attendu,
s’abstenir de s’exprimer sur certaines relations
permet d’accroître les performances. En effet,
l’indice de Rand est augmenté de manière signi-
ficative, au prix d’une décroissance raisonnable
de la complétude.

5 Conclusion

Dans cet article, nous avons proposé une ap-
proche permettant de produire un clustering
partiel des objets à partir de données de scores
de relation entre les paires d’objets. La pre-
mière étape de la méthode consiste à affaiblir
la matrice de scores sous forme d’une matrice



Figure 8 – Résultats de clustering sur les don-
nées Segment

de scores imprécis de telle manière qu’après
seuillage on ne viole pas les propriétés de sy-
métrie et de transitivité. La matrice obtenue est
ensuite complétée en utilisant ces deux proprié-
tés. Si la matrice complétée comporte encore
des valeurs manquantes, alors le clustering est
imprécis car plusieurs clusterings peuvent être
produits à partir de la matrice incomplète. Nous
avons montré sur quelques expériences l’inté-
rêt de la méthode. Dans le futur, nous envisa-
geons de coupler cette méthode avec une mé-
thode d’apprentissage actif pour améliorer les
résultats du clustering.
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