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Abstract

La data science, ou science des données, est la discipline qui traite de la collecte, de la préparation,
de la gestion, de l’analyse, de l’interprétation et de la visualisation de grands ensembles de données com-
plexes. Elle n’est pas seulement concernée par les outils et les méthodes pour obtenir, gérer et analyser
les données ; elle consiste aussi à en extraire de la valeur et de la connaissance.
Cet ouvrage présente les fondements scientifiques et les composantes essentielles de la science des données,
à un niveau accessible aux étudiants de master et aux élèves ingénieurs. Notre souci a été de proposer
un exposé cohérent reliant la théorie aux algorithmes développés dans ces domaines. Il s’adresse aux
chercheurs et ingénieurs qui abordent les problématiques liées à la science des données, aux data scien-
tists de PME qui utilisent en profondeur les outils d’apprentissage, mais aussi aux étudiants de master,
doctorants ou encore futurs ingénieurs qui souhaitent un ouvrage de référence en data science.
À qui s’adresse ce livre ?

• Aux développeurs, statisticiens, étudiants et chefs de projets ayant à résoudre des problèmes de data
science.

• Aux data scientists, mais aussi à toute personne curieuse d’avoir une vue d’ensemble de l’état de
l’art du machine learning.
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accélération, 58
activation

Heaviside, 178
linéaire, 180

adaptive boosting, voir algorithme
Adaboost

Adaptive Linear Neuron, voir
algorithme ADALINE

ADMM, 81, 90
algorithme

Adaboost, 148, 149, 172
ADALINE, 179, 183
aléatoire, 84
CEM, 171
de Gibbs, 126
de gradient proximal, 80
des moindres carrés alternés, 107,

110
du gradient, 77
du gradient stochastique, 83
EM, 171
EM Monte Carlo, 127
LDA, 138
Metropolis Hastings, 125
NMF, 105
perceptron, 209
PESGASOS, 174
SAG, 86
SAGA, 86

analyse en composantes principales
probabiliste, 118, 132

apprentissage
non-supervisé, 66
profond, 177, 205
semi-supervisé, 66, 146, 164, 167,

171
modèles de mélange, 171
modèles discriminants, 171
modèles graphiques, 165

supervisé, 67, 145, 164
attributs des données

agrégation, 215
attribut des données, 214
comparaison, 215
nominaux, 215, 224
ordonnés, 215, 224
quantitatifs, 216, 224
échelle d’intervalle, 216
échelle de ratio, 216

base
d’entraînement, 145, 147, 151,

155–157, 159, 160, 162, 163, 183
BIC, 132, 139
boosting, 148

chaînes de Markov cachées, 119, 134
classe de fonctions, 145
classification, 68

EM, voir algotithme CEM
multi-classe

mono-label, 161, 162
multi-label, 161, 162
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classifieur
binaire, 148
de base, 150
de vote, 148, 149
faible, 148, 172
linéaire, 150
non-linéaire, 155

CMC, 119, 134
condition

d’optimalité, 73
Karush-Kuhn-Tucker, 153, 158

conditionnement, 78
contrainte, 67

non saturée, 152
saturée, 152

convergence, 78
exponentielle, 78

convexité, 74
forte, 76

coût
convexe, 207

DAG, 127
decision boundary, voir frontière de

décision
deep learning, voir apprentissage

profond
densité de probabilité, 171
descente, voir gradient
desired output, voir sortie désirée
différentiation automatique, 196
directed acyclic graphs, voir DAG
direction de descente, voir gradient
discrimination logistique, voir

régression logistique
distance de Hamming, 161, 163
données redondantes, 84
dual de Wolfe, 154
décomposition

canonique de tenseur, 109
de données, 52
exploratoire, 52
récursive, 51
spéculative, 52

déduction, 146
développement de Taylor, 207, 208

échantillonneur de Gibbs, 125
efficacité, 59
empirical risk minimization, voir

minimisation du risque empirique
équilibrage des ressources, 54
erreur

de classification, 175
de généralisation, 145
de Hinge, 175
empirique, 145
quadratique, 183

espace
de Hilbert, 155
de plongement, 155
de redescription, 155, 157

famille exponentielle, 122
familles de lois conjuguées, 121
feature space, voir espace de

redescription
feed forward, 185
fonction

d’activation, 199
d’erreur, 145
de décision, 154
de projection, 155
de prédiction, 145, 164
objectif, 152, 154, 157, 159, 180

forme logistique, 147
fortement convexe, 175
frontière de décision, 151

gradient, 71
descente, voir algorithme du

gradient
stochastique, 183, 187, 190, 202

granularité, 51
graphe moral, 128

hard margin, voir marge dure
hessienne, 152, 154, 166, 207, 208

symétrique positive définie, 154,
207

hyperplan
marginal, 153–155, 159
séparateur, 151, 180, 183, 184

hypersphère, 176
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hypothèse
de continuité, 166
de partition, 172
de variété, 166

i.i.d., 131, 161
identiquement et indépendamment

distribué, voir i.i.d.
induction, 146
iso-efficacité, 62
isotrope, 119

label spreading, voir propagation des
étiquettes

lagrangien, 152, 153, 158
latent dirichlet allocation, voir LDA
LDA, 136
learning rate, voir pas de descente,

voir pas de descente
lemmatisation, 9
ligne de niveau, 208
linéairement séparable, 151, 153, 155,

157, 160, 183, 184
localité, 55
logistic regression, voir régression
loi

a posteriori, 121
a priori, 121
d’Amdahl, 59
d’émission, 129

maintenabilité, 42
map-reduce, 88
marche aléatoire, 169
marge, 151, 155

d’un exemple, 180
dure, 151
souple, 156

matrice
de Gram, 154
jacobienne, 152
laplacienne, 166
par blocs, 166
stochastique, 168

max-pooling, 200
minimisation du risque

empirique, 146, 162

mode
batch, 181

modèle
graphique, 117, 127
hiérarchique, 136
linéaire mixte gaussien, 143
maître-esclave, 57
probabiliste graphique, 117, 127

mot de code, 163
multi-layer perceptron, voir

perceptron multicouche
multistabilité, 218
mélange de lois, 117, 129
méthode

d’ensemble, 148
de Newton, 79
linéaire paramétrique, 147
à base de votes, 148

namenode, 30
normalisation textuelle, 7
noyau

gaussien, 156
polynomial, 156

objectif, 67
optimisation

distribuée, 88
duale, 154, 159
sous contraintes, 152, 159

opérateur proximal, 80–82, 87–90, 92,
93

soft-thresholding, 92
outlier, voir point aberrant
overfitting, voir surapprentissage

parallélisme
d’instructions, 46
de bits, 45
de données, 56
de tâches, 46, 56
explicite, 46
implicite, 46

parcimonie, 71
pas d’apprentissage, voir pas de

descente, 181, 184
pas de descente, 77
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perception
Gestalt, 217
groupes, 218
invariance, 217
multistabilité, 218
perception, 217
pré-attentive, 218
réification, 218
stimulus, 217
émergence, 218

perceptron, 179
multicouche, 179, 185

architecture, 186
pipelining, 57
PMC, voir perceptron multicouche
poids synaptiques, 178
point aberrant, 159
prédiction, 68
PReLU, 203
problème d’optimisation, 67
programmation quadratique, 153
propagation

des étiquettes, 165
prox-simple, voir opérateur proximal

qualification de contraintes, 152

racinisation, 9
random walk, voir marche aléatoire
rectified linear unit, voir ReLU
ReLU, 203
réduction de variance, 85
régression, 68

logistique, 147
régularisation, 70
réseaux récurrents, 185

scalabilité, 62
segmentation, 6
séparateurs à vaste marge, 150

algorithme (marge dure), 156
algorithme (marge souple), 160

slack variables, voir variables d’écart
soft margin, voir marge souple
solution optimale, 67
sortie désirée, 145
statistique bayésienne, 120

steepest descent, voir algorithme du
gradient

supervised learning, voir apprentissage
supervisé

support vector, voir vecteur de
support

support vector machine, voir
séparateurs à vaste marge

surapprentissage, 70, 146

taux d’apprentissage, 77
tenseur, 108
théorème

de Schwarz, 207
tokenisation, 6
training set, voir base d’entraînement

valeur propre, 208
variable graphique

couleur, 221, 225
daltonisme, 222
dégradé, 222
encodage graphique, 214
forme, 221, 222
grain, 221, 225
marque, 219
orientation, 221
position, 220, 224
taille, 220, 223, 224
troisième dimension, 223
valeur, 220, 225
variable de l’image, 214
échelle de couleur, 222

variables
d’écart, 157, 158
de Lagrange, 158, 159
primales, 153

vecteur
de support, 151, 153–155, 157, 159
gradient, 181
indicateur

de classe, 161, 164
propre, 207–209

visualisation interactive d’information,
211

vraisemblance
classifiante, 147, 171


	Table des figures
	Liste des algorithmes
	Introduction
	Prétraitement des données
	Prétraitement des données textuelles
	Segmentation
	Normalisation et filtrage
	Filtrage

	Prétraitement des données image ou vidéo
	Représentations globales
	Représentations locales
	Agrégation de représentations locales
	Représentations apprises

	Exercices

	Gestion de données large-échelle et systèmes distribués
	Les limites des systèmestraditionnels de gestion de données
	Les besoins liés au traitement de grandes masses de données
	Limites des architectures incrémentales

	L'architecture Lambda pour letraitement de grandes masses de données
	La couche batch : traitement de données par lots
	Caractéristiques du jeu de donnéesprincipal
	Stockage du jeu de données principal
	Traitement de données par lots

	La couche service : stockage et requêtes sur les vues batch
	Remarque préliminaire sur le stockage des vues batch
	Stockage des vues batch

	La couche vitesse : traitement de flux de données, stockage et requêtes sur les vues temps réel
	Traitement de flux de données
	Stockage des vues temps réel

	Conclusion

	Calcul haute performance
	Introduction
	Motivations
	Hiérarchies du parallélisme
	Classification des plateformes
	Coûts de communication

	Principes de conception  des algorithmes
	Techniques de décomposition
	Caractéristiques des tâches et des interactions
	Équilibrage des ressources
	Modèles d'algorithmes parallèles

	Modèles analytiques
	Métriques de performances
	Passage à l'échelle des systèmes parallèles
	Effet de la granularité
	Notion d'iso-efficacité

	Conclusion

	Optimisation pour l'analyse de données
	Apprentissage et optimisation
	Introduction à l'optimisation
	Problèmes d'optimisation
	Analyse convexe pour impatients
	Algorithmes d'optimisation

	Algorithmes en science des données
	Algorithmes incrémentaux
	Algorithmes distribués
	Au-delà de ce chapitre

	Exercices

	Décomposition matricielle/tensorielle
	Motivations
	La SVD
	Quelques rappels d'algèbre linéaire
	Approximation de rang faible
	SVD et analyse en composantes principales
	Algorithme pour déterminer la SVD d'une matrice

	Décomposition en matrices non négatives
	Algorithme de Seung et Lee
	Algorithme des moindres carrés alternés
	Comparaison de la SVD et de la NMF

	Décomposition tensorielle
	Décomposition canonique polyadique

	Conclusion
	Exercices

	Modèles génératifs
	Motivations
	Modèles graphiques
	Modèles à variables latentes

	Introduction à la statistique bayésienne
	Généralités
	Algorithmes génériques pour l'inférence bayésienne

	Inférence dans les modèles à variables latentes
	Modèles probabilistes graphiques
	Mélanges
	Analyse en composantes principales  probabiliste
	Chaînes de Markov cachées
	Modèles hiérarchiques à variables latentes

	Références
	Exercices

	Modèles discriminants
	Approches supervisées
	Modèles binaires
	Modèles multi-classes

	Approches semi-supervisées
	Modèles graphiques
	Modèles de mélange
	Modèles discriminants

	Exercices

	Deep learning
	Neurone formel
	Réseaux simples
	Perceptron
	ADALINE
	Perceptrons multicouches (PMC)

	Réseaux à propagation avant
	Composition de fonctions
	Fonction-objectif et descente de gradient stochastique par mini-lots
	Calcul des gradients par rétro-propagation de l'erreur
	Architecture modulaire
	Réseaux quelconques
	Différentiation automatique

	Réseaux convolutifs
	Couche de convolution
	Changements de résolution
	Passage à des couches complètement connectées
	Un exemple : AlexNet

	Optimisations supplémentaires
	Traitement par mini-lots
	Moment
	Fonctions d'activation
	Dropout
	Normalisation de lots
	Augmentation de données

	Réseaux pour la catégorisation d'images
	Exercices

	Visualisation interactive d'information
	Introduction
	Des données au graphique
	Les données
	L'image
	Encodage visuel

	Encodages avancés
	Utilisation multiple des variables graphiques
	Encodage des liens entre individus

	Pour aller plus loin
	Exercices

	Bibliographie
	Index

