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Résumé – Cet article traite le problème de la pré-image en méthodes à noyau pour la reconnaissance des formes. Il s’agit d’un passage obligé

pour les applications dont le résultat du traitement doit pouvoir s’exprimer dans le même espace que les observations et non dans un espace

fonctionnel difficile à appréhender. C’est le cas par exemple pour le débruitage de données au moyen de l’Analyse en Composantes Principales à

noyau. On montre que le problème de la pré-image se prête à une résolution par des méthodes de descente. On profite alors de cette opportunité

pour montrer qu’il est possible d’imposer des contraintes à la pré-image, telle que la non-négativité du résultat comme on peut la rencontrer en

traitement d’images par exemple. Les algorithmes proposés sont illustrés sur le débruitage non-linéaire d’images et les performances atteintes

montrent la pertinence de notre approche.

Abstract – This paper deals with the pre-image problem in kernel-based machine learning. This mapping back from a feature space into the

input space is often crucial in many pattern recognition and denoising tasks. We study a gradient descent solution of the pre-image problem, and

show the ease of imposing non-negativity constraints on the result. The relevance of the proposed approach is illustrated for denoising grayscale

images.

1 Introduction

Au cours des deux dernières décennies, nous avons assisté

à une prolifération des méthodes à noyau grâce à la diversité

des traitements non-linéaires qu’elles autorisent avec un faible

coût calculatoire [1]. Depuis les Machines à Support Vecteurs

de Vapnik [2], ses performances ont été démontrées dans plu-

sieurs domaines pour différentes finalités : détection, classifi-

cation, estimation, régression, prédiction, débruitage, etc. Le

principe clé réside dans l’interprétation d’un noyau défini posi-

tif comme un produit scalaire dans un espace transformé. Ainsi

un tel noyau assure-t-il le passage des données de l’espace

d’observation à l’espace dit de Hilbert à noyau reproduisant,

sans la nécessité d’exhiber la fonction de transformation non-

linéaire associée.

L’importance du passage de l’espace des observations à

l’espace de Hilbert à noyau reproduisant est claire dans

des problèmes décisionnels, tels que la classification et la

régression. Cependant, la fonction réciproque, de l’espace

transformé à l’espace d’observation, est souvent indispensable,

surtout pour retrouver le résultat dans l’espace observable, e.g.,

l’espace des signaux en traitement du signal. Or, les deux es-

paces ne sont pas en bijection, et très peu d’éléments de l’es-
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pace transformé ont un antécédent dans l’espace initial. C’est

un problème inverse, connu sous le nom du problème de la pré-

image. La résolution de ce problème consiste à trouver une ob-

servation dont l’image, par la fonction noyau considérée, soit

la plus proche possible de l’élément en question dans l’es-

pace transformé. Plusieurs méthodes ont été proposées dans

la littérature afin de résoudre ce problème mal-posé : une ap-

proche itérative par point-fixe [3], une technique issue du multi-

dimensional scaling (MDS) [4], et une approche basée sur une

transformation conforme [5]. Voir [6] pour une revue récente

des différentes méthodes.

Cette communication exploite une nouvelle famille d’al-

gorithmes pour la résolution du problème de pré-image. On

montre que ce problème d’optimisation se prête facilement à

une résolution par des algorithmes de descente du gradient. On

en profite alors pour imposer des contraintes supplémentaires

à la pré-image. On s’intéresse en particulier aux contraintes de

non-négativité, comme c’est souvent le cas en traitement des

images. On dérive alors un algorithme à gradient qui impose

la non-négativité des résultats des observations dans l’expres-

sion de la pré-image. La non-négativité de la pré-image est

retenue pour l’application de débruitage, à partir d’un algo-

rithme d’Analyse en Composantes Principales à noyau (ACP-

à-noyau). Pour ce problème, les algorithmes proposés ont des

performances supérieures aux techniques classiques de pré-
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FIGURE 1 – Schéma du problème de pré-image. Le passage de l’espace des observations X à l’espace transformé H est accordé

par le noyau employé, sans la nécessité d’exhiber la fonction de transfert Φ(·). Suite à des opérations dans cet espace (illustrées

ici par la projection dans un sous-espace), on a recours à résoudre le problème de pré-image, selon lequel on détermine la fonction

inverse pour revenir à l’espace des observations, à savoir estimer x∗ à partir de ϕ telle que Φ(x∗) ≈ ϕ.

image étudiées dans [3, 4]. Mais avant d’en arriver là, il est

utile d’introduire les méthodes à noyau et le problème de pré-

image.

2 Méthodes à noyau et pré-image

Le concept des méthodes à noyau consiste à transformer

des données xj , par le biais d’une fonction non-linéaire Φ(·),
de l’espace initial des observations X vers un espace des ca-

ractéristiques H, donnant ainsi leur image Φ(xj) par cette

fonction Φ: xj 7→ Φ(xj). L’intérêt d’utiliser ces méthodes

à noyau réside dans le fait qu’il n’est pas nécessaire d’exhi-

ber cette fonction Φ(·), permettant par là-même d’élaborer des

méthodes de traitement non-linéaires pour une complexité cal-

culatoire réduite. Pour ce faire, on exploite la propriété repro-

duisante du noyau κ(· , ·) associé à l’espace des caractéristiques

H. Cette propriété, dite coup du noyau, permet de transfor-

mer les méthodes linéaires de traitement de données en des

méthodes non-linéaires, sous réserve qu’elles puissent s’expri-

mer en fonction de produits scalaires des observations. Ainsi

la structure des algorithmes demeure-t-elle inchangée, et le

surcoût calculatoire de la non-linéarité négligeable grâce à

l’évaluation des noyaux.

C’est le cas de l’ACP-à-noyau, une extension non-linéaire

de l’ACP classique. A l’instar de l’ACP, elle vise à identifier

un sous-espace pertinent pour les données en maximisant leur

variance projetée. Un tel espace permet d’assurer le débruitage

des données, en y projetant chaque Φ(x). Ceci résulte en une

signature de la forme

ϕ =
n
∑

j=1

γj Φ(xj), (1)

en vertu du Théorème de Représentation [7]. Cependant, tout

le traitement étant réalisé dans l’espace des caractéristiques H,

il est nécessaire de faire le retour inverse vers l’espace des

données, l’espace du traitement du signal, afin d’y interpréter le

résultat et d’évaluer le débruitage comme illustré à la Figure 1.

A l’exception des éléments Φ(xj) de l’ensemble d’ap-

prentissage pour lesquels les antécédents xj existent (et sont

connus), la plupart des éléments de l’espace H n’ont pas de

pré-images exactes et uniques. Pour résoudre ce problème mal-

posé, on a recourt à trouver une solution approchée. Il s’agit

alors de résoudre un problème d’optimisation, qui consiste à

déterminer un antécédent x∗ qui, par la fonction Φ, nous donne

l’image la plus proche possible de ϕ, soit x∗ ∈ X tel que

Φ(x∗) ≈ ϕ. On écrit alors le problème d’optimisation

x∗ = argmin
x∈X

J(x),

où J(x) = 1

2
‖ϕ − Φ(x)‖2H est la fonction coût, et ‖ · ‖H

représente la norme dans l’espace des caractéristiques. En re-

courant au noyau reproduisant κ(·, ·) de H, on peut écrire

x∗ = argmin
x∈X

1

2
κ(x,x)−

n
∑

j=1

γj κ(xj ,x), (2)

le terme indépendant de x étant éliminé.

Par ailleurs, il est bien connu que la solution optimale est

donnée par l’expression x∗ =
∑n

i=1
β∗
i xi (voir par exemple

[3, 4]). On peut alors écrire ce modèle sous forme matri-

cielle, avec x∗ = β∗TX , où X = [x1 x2 · · · xn]
T et

β∗ = [β∗
1
β∗
2
· · · β∗

n]
T est le vecteur des coefficients inconnus.

Il s’agit alors d’estimer ces coefficients β∗
k optimaux au sens

de la minimisation du coût J(x). Bien que la fonction coût ne

soit convexe, rien ne s’oppose à résoudre ce problème avec un

algorithme de gradient.
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FIGURE 2 – Un ensemble de chiffres “8” bruités (première ligne), sur lequel on a appliqué l’ACP-à-noyau pour le débruitage, la pré-image étant

obtenue par l’algorithme point-fixe [3] (seconde ligne), l’approche MDS [4] (troisième ligne), et l’algorithme avec contrainte de non-négativité

de la pré-image (dernière ligne), selon la règle itérative (4).

TABLE 1 – Expressions des noyaux les plus utilisés ainsi que les expressions de leur gradient correspondant.

Noyau Expression ∇xJ(x)

Polynomial κp(xi,xj) = (c+ xi · xj)
p

n∑

i=1

γi p κp−1(xi,x)xi + p κp−1(x,x)x

Gaussien κG(xi,xj) = exp(− 1

2σ2 ‖xi − xj‖
2)

1

σ2

n∑

i=1

γi κG(xi,x) (xi − x)

3 Pré-image avec contraintes de non-

négativité

Nous proposons de résoudre le problème de pré-image au

moyen d’un algorithme de gradient descendant, selon la règle

itérative
x(t+ 1) = x(t)− ηt∇xJ(x(t)), (3)

où ∇xJ(x) est le gradient de J(x) par rapport à x et ηt est le

pas d’adaptation de l’algorithme. La présence de ce paramètre

permet de contrôler la convergence de l’algorithme, contraire-

ment à l’approche point-fixe proposée dans [3]. Pour illustrer

cette expression, on considère le noyau Gaussien et le noyau

Polynomial. Le Tableau 1 résume les expressions de ces deux

noyaux, ainsi que les expressions du gradient correspondant.

Pour simplifier la présentation, nous considérons dans un

premier temps les contraintes de non-négativité sur la pré-

image, avec x∗ ≥ 0. Le problème d’optimisation avec

contraintes est alors défini par

x∗ = argmin
x≥0

J(x).

Nous proposons alors une résolution itérative selon

x(t+ 1) = x(t)− ηt(x(t))∇xJ(x(t)), (4)

où le pas ηt(x(t)), une fonction de x(t), est optimisé afin de ne

pas sortir du domaine admissible de la non-négativité. Comme

préconisé dans [8], on écrit ηt(x(t)) = ηt diag
[

x(t)
]

, où

diag[x(t)] est la matrice diagonale formée par les éléments

de x(t). Une telle formulation du pas permet une convergence

rapide vers les valeurs nulles, comme illustré dans la Figure 3

avec des pas plus importants pour les grandes valeurs de xt,

donnant ainsi en un résultat parcimonieux. En outre, une telle

pondération du pas ηt par diag
[

x(t)
]

permet de simplifier la

contrainte imposée sur le pas, où ηt doit satisfaire l’inégalité

suivante :
ηt ≤ min

i

1

[∇xJ(x(t))]i
.

Utilisant le modèlex∗ =
∑n

i=1
β∗
i xi, nous pouvons étendre

notre approche à une méthode qui impose la non-négativité des

coefficients β∗
i . Le problème d’optimisation avec contraintes

s’écrit dans ce cas

β∗ = argmax
β≥0

J(βTX).

En tenant compte de la linéarité entre x∗ et β∗, on obtient la

relation entre les gradients associés, avec

∇βJ(β
TX) = ∇xJ(x)X

T .

Ainsi obtient-on à partir de (4) la règle suivante

β(t+ 1) = β(t)− ηt diag
[

β(t)
]

∇xJ(x(t))X
T .

On retrouve ici l’algorithme suggéré dans notre précédent tra-

vail [9], et dont les performances ont été montrées en traitement

de signaux biomédicaux EEG.
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FIGURE 3 – Illustration de la pondération du pas par la valeur de x

correspondante.

4 Applications

Dans cette section, l’efficacité de l’approche proposée est

illustrée en débruitage d’une collection d’images du chiffre ma-

nuscrit “8”, de la base de données MNIST 1. Chaque image est

de taille 28×28 pixels, codées en niveau de gris, donc avec des

valeurs comprises entre 0 et 255. Les images ont été bruitées

en ajoutant un bruit de type ”Sel-et-Poivre” de densité 0.1. Une

collection de 500 images a été exploitée pour l’apprentissage

de l’ACP-à-noyau, avec un noyau Gaussien de largeur de bande

σ = 500. Pour construire le sous-espace optimal (illustré par

le plan dans la Figure 1), 50 vecteurs propres ont été retenus.

Une autre collection de dix images a été utilisée pour tester les

différents algorithmes de pré-image.

Nous avons comparé notre méthode de non-négativité sur la

pré-image, avec la technique du point fixe [3] définie par

x(t+ 1) =

∑n

i=1
γi κG(xi,x(t))xi

∑n

i=1
γi κG(xi,x(t))

,

et l’approche MDS [4]. Dans la Figure 2, on trouve les

résultats obtenus en appliquant les méthodes du point-fixe (se-

conde ligne), la MDS (troisième ligne), et l’approche pro-

posée (dernière ligne) sur la série de dix images corrompues

par le bruit (première ligne). La méthode proposée donne de

meilleurs résultats de débruitage par rapport aux autres tech-

niques. Puisque nous utilisons des méthodes itératives, il est

nécessaire d’indiquer le nombre d’itérations pour aboutir aux

résultats souhaités. Nous avons appliqué 100 itérations pour la

technique du point-fixe, alors que seulement 5 itérations ont été

nécessaire pour notre approche.

1. La base de donnée MNIST est accessible via

http ://yann.lecun.com/exdb/mnist/.

5 Conclusion et perspectives

Dans cette communication, nous avons étudié le problème de

pré-image sous contraintes de non-négativité. Nous avons pro-

posé une approche itérative pour résoudre ce problème. La per-

tinence de l’approche proposée est illustrée sur une application

de débruitage des images, en la comparant avec des techniques

existantes. Nos recherches futures porteront sur une étude de

convergence des algorithmes proposés, ainsi qu’une extension

de notre approche à des contraintes de type boı̂te.
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