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Résumé – Cette communication propose une 
méthodologie pour l’optimisation de réseaux de 
neurones artificiels (ANN) pour la modélisation de 
cellules de réseaux réflecteurs. Elle est appliquée à deux 
types de cellules Phoenix, capacitive et inductive, 
définies par cinq entrées. Les résultats démontrent que 
les modèles finaux sont  fiables et précis pour la 
modélisation de la phase et de l’amplitude sur les 
paramètres directs et croisés de la matrice de réflexion. 

1. Introduction 

Les antennes à réseau réflecteur (reflectarray), dont le 
schéma de principe est rappelé figure 1, constituent une 
solution innovante notamment pour les antennes 
spatiales [1-3]. Elles combinent les atouts des antennes 
réseaux pour la réalisation de diagrammes directifs ou 
formés et ceux des antennes réflecteurs n’utilisant qu’une 
seule source primaire. Une antenne reflectarray est 
composée d’une source primaire placée devant un réseau 
de cellules contrôlant les propriétés du champ réfléchi. Il 
est ainsi possible d’agir simplement sur le rayonnement 
de l’antenne en contrôlant les propriétés 
électromagnétiques (EM) des cellules disposées sur le 
panneau. Les reflectarrays passifs - dont les coût, masse 
et encombrement sont faibles -   seraient donc en mesure 
de remplacer à terme les réflecteurs formés utilisés 
aujourd’hui.  

 
Figure 1. Principe d’une antenne à réseau réflecteur 

L’une des problématiques majeures rencontrées dans 
la conception de telles antennes est de choisir la 
géométrie des nombreuses cellules juxtaposées pour 
contrôler les propriétés locales de réflexion et ainsi 
réaliser un diagramme de rayonnement souhaité. Les 
outils de simulation rigoureuse utilisés sont en effet très 
coûteux en termes de temps de calcul. C’est pourquoi il 
est nécessaire d’utiliser des modèles rapides donnant 

accès aux propriétés EM des cellules, particulièrement 
pour la synthèse finale. 

Plusieurs modèles comportementaux basés sur 
l’utilisation des réseaux de neurones artificiels (ANN) 
ont déjà été proposés pour réduire ces temps de calcul [4, 
5]. Ces systèmes ne modélisent cependant que la phase et 
les erreurs observées dans les zones de résonnance sont 
fortes. L’algorithme proposé dans cette étude consiste à 
optimiser la complexité des différents ANN pour avoir la 
meilleure prédiction. Cette communication s’articule 
autour de deux parties distinctes. La cellule d’étude et 
l’algorithme de conception des ANN seront d’abord 
présentés, les performances seront ensuite détaillées. 

2. Structure des ANN et algorithme de 
conception 

2.a. Cellules étudiées 

La figure 2 présente les deux configurations de la 
cellule étudiée. Ces structures capacitive (a) et inductive 
(b) sont issues du principe général de la cellule Phoenix 
[6], dont les propriétés EM sont intéressantes du fait de 
leur métallisation monocouche, de l’accessibilité à 
l’ensemble des plages de phases (-180° jusqu’à 180°) et 
de la possibilité d’utilisation en large bande. Plus 
précisément, les cas capacitif et inductif ont 
respectivement des géométries de type anneau métallique 
et fente annulaire. Le substrat est caractérisé par une 
permittivité de εr = 1,03-j3,09.10-3 et d’une hauteur 
h=20,9mm. Aussi, dans un objectif de conception de 
modèle comportemental, on propose de caractériser 
chaque cellule par cinq entrées : deux pour la géométrie 
de cellule où C1 et C2 varient de 0mm à la taille de maille 
(l=25,6mm), deux pour l’angle d’excitation (θ et φ 
varient respectivement de 0° à 40° et de -180° à -135° du 
fait des symétries) et une pour la fréquence de 
fonctionnement (de 3,4 GHz à 4,2GHz). Les sorties 
souhaitées sont les paramètres de phase et d’amplitude 
des quatre coefficients de la matrice de réflexion (1) pour 
les polarisations directes et croisées. Classiquement, 
cette matrice permet de relier l’onde réfléchie à l’onde 
incidente, dans l’hypothèse de l’excitation par onde 
plane d’un réseau périodique infini de cellules 
identiques. 
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R =                                   (1) 

 
 

  

(a) (b) 

Figure 2. Structures des cellules étudiées                
(a) capacitive                                           
(b) inductive  

 

2.b. Optimisation et algorithme de conception 

Les ANN sont utilisés pour la modélisation de 
systèmes non linéaires où le principe est d’apprendre par 
l’exemple. Cela signifie qu’à partir d’un jeu de 
paramètres entrées / sorties connu, défini comme une 
base d’apprentissage, le modèle neuronal est construit 
afin d’être en mesure de fournir la réponse approximée 
de tout autre jeu d’entrées [7]. Cette partie montre 
comment obtenir la structure finale des ANN pour la 
modélisation de la cellule Phoenix dans les cas capacitif 
et inductif. 

La figure 3 présente un exemple de structure typique 
de modèle neuronal de type Multi Layer Perceptron 
(MLP) [8]. Il est constitué de couches cachées dont le 
nombre de neurones par couche est donné par Ni. 

 

 
Figure 3. Structure d’ANN de type MLP                

La méthode d’optimisation du réseau de la figure 3 
s’inspire de [9], où le principe est d’optimiser la 
complexité du réseau (nombre de neurones dans les 
couches cachées) pour obtenir les meilleures 
performances en termes de prédiction EM et en temps 
d’exploitation. La prédiction est définie par les équations 
(2) et (3). Elles consistent à exprimer l’erreur moyenne 
sur les coefficients de la matrice de réflexion (2) de 
laquelle on tire l’erreur de phase (3) générée par le 
réseau de neurones sur l’ensemble d’une base de test de 
NT échantillons. 

 

 
(2) 

 
(3) 

 
Cette base de test, au même titre que la base 

d’apprentissage d’ailleurs,  est construite à partir  de 
simulations rigoureuses à l’aide d’un logiciel interne. 
Ainsi, la base d’apprentissage est constituée de 3168 et 
13246 échantillons pour les cas capacitif et inductif, ce 
qui correspond respectivement à 22 et 92 géométries 
caractérisées chacune pour 36 incidences et 4 fréquences. 
On note par ailleurs que l’échantillonnage du cas inductif 
est plus dense du fait des plus fortes résonnances de ces 
cellules (donc des variations plus rapides des réponses), 
particulièrement les grandes fentes étroites.  

 
La courbe bleue de la figure 4 présente l’évolution 

typique de la courbe d’erreur moyenne pour le 
coefficient de réflexion R11 (paramètre de sortie le plus 
important puisqu’il fournit la phase réfléchie par la 
cellule) pour la cellule capacitive, en fonction du nombre 
de neurones N1 dans l’unique couche cachée. On note 
que, de manière classique,  l’erreur décroit fortement 
jusqu’à atteindre un palier, puis augmente de nouveau 
avec l’apparition du phénomène dit de sur-apprentissage 
[7]. 

L’algorithme d’optimisation de la complexité du 
réseau consiste simplement à augmenter le nombre de 
neurones dans la couche cachée jusqu’à ce que la dérivée 
première de cette fonction d’erreur (courbe rouge) 
s’annule, c’est-à-dire lorsque le palier est atteint. On note 
que pour chaque complexité, le processus 
d’apprentissage est répété 25 fois du fait du caractère 
aléatoire de l’initialisation des paramètres du réseau. En 
ce qui concerne la modélisation de la phase de la cellule 
capacitive, les résultats montrent que l’annulation de la 
première dérivée est observée pour N1=15, ce qui semble 
satisfaisant car l’erreur sur le paramètre direct de 
réflexion est de EPSR11 = 3.10-2 (lin) correspondant à 
1,48° d’erreur moyenne de phase. 

 
 

 
Figure 4. Erreur moyenne sur le coefficient de 

réflexion direct pour la cellule capacitive  
Courbe bleue : meilleur résultat pour chaque 

complexité / Courbe rouge : dérivée première de la 
fonction d’erreur 

 
Le processus est opéré de façon identique pour la 

modélisation de la cellule inductive. La complexité 
optimale du réseau est obtenue pour 31 neurones dans la 
couche cachée. Bien que la complexité ait été 



XX
èmes

 Journées Nationales Microondes, 16-19 Mai 2017 – Saint-Malo 

augmentée, ce résultat reste cohérent avec la 
discrétisation plus fine de la base d’apprentissage. 

 
Une fois que le nombre de neurones dans la couche 

cachée 1 a été défini, une deuxième étude est menée pour 
évaluer l’apport d’une deuxième couche. La Figure 5 
montre l’erreur en fonction de la complexité N2 pour N1 
fixé à 15 neurones. Par comparaison avec la figure 4, il 
n’y a pas d’amélioration sensible des performances, ce 
qui est en cohérence avec [8] qui stipule que tout 
système non linéaire peut être modélisé par un ANN 
constitué d’une unique couche cachée. 

 

 
Figure 5. Erreur moyenne sur le coefficient de 

réflexion direct pour la cellule capacitive pour un 
ANN de 2 couches avec N1=15 en fonction de N2 

 
Si l’erreur obtenue sur la phase du coefficient R11 est 

tout à fait acceptable, , il n’en va pas de même pour les 
prédictions en amplitude. En effet, du fait de la très 
faible dynamique de variations des amplitudes des 
coefficients R11 et R12 (|R11| et | R12|),  comparativement  
à celle de la phase, l’utilisation d’un même réseau pour la 
prédiction de la phase et de l’amplitude semble 
impossible. 

3. Optimisation de l’algorithme pour 
l’amplitude 

On propose ainsi dans cette communication de 
résoudre cette problématique par la construction de deux 
réseaux différents pour chaque type de cellule, l’un 
modélisant la phase et l’autre modélisant l’amplitude 
[10]. Ainsi la figure 6 propose l’architecture des 
différents réseaux pour la modélisation des cellules 
capacitives et inductives. 

 

 
Figure 6. Architecture globale pour la modélisation 

des cellules capacitives et inductives 
 
S’agissant de la conception des ANN pour la 

modélisation d’amplitude, l’algorithme défini 
précédemment peut être appliqué de manière strictement 

identique avec le calcul d’erreur moyenne sur la base de 
test décrit dans l’équation (3). 

 
(3) 

Les résultats de la figure 7 présentent les complexités 
optimales N1. On observe l’annulation de la première 
dérivée pour N1 = 19 pour les deux types de structures 
capacitive (Figure 7.a) et inductive (Figure 7.b). 

  

 

(a) 

 

(b) 

Figure 7. Erreur moyenne d’amplitude  
Courbe bleue : meilleur résultat pour chaque 

structure / Courbe rouge : dérivée première de la 
fonction d’erreur 

(a) cellule capacitive  
(b) cellule inductive  

4. Analyse des performances 

Les résultats finaux sont présentés dans le tableau I. 
Les valeurs numériques obtenues sur les erreurs des 
coefficients de la matrice de réflexion, des phases et des 
amplitudes sont satisfaisantes, tant sur les moyennes que 
sur les maximas d’erreur pour les deux types de 
structures étudiées. On note également que l’un des 
avantages des ANN concerne le temps d’exploitation, 
puisque le temps d’accès aux propriétés EM est de 
10µs/cellule. 

 
 Capacitive Inductive 

ε R11(lin) 3.10-2 3,8.10-2 
ε φR11 (°) 1,48 1,6 

ε |R11| (lin/dB) 4,9.10-4 -66 3,4.10-4 -69 
max(ε |R11|) 

(lin/dB) 
7,3.10-3 -42 1,8.10-2 -34 

σ(ε |R11|) (lin) 10-5 2,8.10-5 

Tableau I. Performances des ANN 
 
Afin d’illustrer ces résultats numériques, on se 

propose d’observer quelques exemples. 



XX
èmes

 Journées Nationales Microondes, 16-19 Mai 2017 – Saint-Malo 

La figure 8 présente la variation de la phase en 
fonction du coefficient géométrique C2 pour la 
simulation ANN et la simulation rigoureuse (Full-wave) 
dans le cas de la cellule capacitive (figure 8.a) et 
inductive (figure 8.b). Cet exemple est obtenu à 3,4GHz, 
en incidence normale et pour une valeur de C1 fixée à 
23,7mm. Les courbes sont parfaitement superposées, y 
compris dans les zones de résonances des cellules. On 
note que la variation de phase est plus forte dans le cas 
inductif, particulièrement lorsque la fente devient plus 
fine. On observe même que l’ANN régularise les petites 
fluctuations aléatoires observées sur la simulation 
rigoureuse pour C2 voisin de 10mm dans le cas inductif. 

 

 

(a) 

 

(b) 

Figure 8. Variation de phase ANN et full-wave 
(a) cellule capacitive  
(b) cellule inductive 

 
La figure 9 présente enfin, dans les mêmes conditions 

que la figure 8, les variations d’amplitude des paramètres 
direct et croisé dans le cas de la cellule inductive. On 
note que les performances obtenues par la modélisation 
sont cohérentes avec les simulations rigoureuses, y 
compris dans le cas de la polarisation croisée sur laquelle 
le réseau n’a pas été entraîné (on rappelle qu’uniquement 
|R11| a été pris en compte dans la fonction coût (3) pour 
construire l’ANN) 

 

(a) 

 

(b) 

Figure 9. Variation d’amplitude ANN et full-wave 
(a) |R11| (b) |R12| 

5. Conclusion 

Cette communication rend compte des travaux 
effectués sur la modélisation d’une cellule de réseaux 
réflecteurs par la méthode des réseaux de neurones.  

Les différents modèles créés, pour la modélisation de 
la phase et de l’amplitude, prédisent rapidement et avec 
précision le comportement EM des cellules capacitive et 
inductive, que cela soit en termes de phase ou 
d’amplitude sur les paramètres direct et croisé. Une des 
perspectives de ces travaux serait d’utiliser de tels 
modèles comportementaux au sein d’outil d’optimisation 
pour la synthèse de réseaux réflecteurs. 

Ce travail a été réalisé dans le cadre de MERLIN, 
laboratoire commun à Thales et l’IETR avec le support 
du CNES. 
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