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Résumé
Ce travail porte sur l’utilisation des réseaux de neu-
rones convolutifs profonds pour la classification dense des
images d’observation de la Terre. En particulier, nous en-
traînons une variante de l’architecture SegNet sur des
images aériennes en zone urbaine et étudions différentes
stratégies de segmentation sémantique. Nos contributions
sont les suivantes : 1) nous étudions la capacité de trans-
fert des caractéristiques apprises sur des images classiques
aux images aériennes en utilisant un réseau entièrement
convolutif ; 2) nous réalisons la fusion de données hétéro-
gènes (optique et Lidar) en utilisant un nouveau module
neuronal dit de correction résiduelle. Nous démontrons la
pertinence de ces contributions sur le jeu de données IS-
PRS Vaihingen 2D Semantic Labeling.

Mots Clé
Apprentissage profond, segmentation sémantique, télédé-
tection, cartographie sémantique, fusion de données.

Abstract
This work investigates the use of deep fully convolutional
neural networks (DFCNN) for pixel-wise scene labeling of
Earth Observation images. Especially, we train a variant
of the SegNet architecture on remote sensing data over an
urban area and study different strategies for performing
accurate semantic segmentation. Our contributions are the
following : 1) we transfer efficiently a DFCNN from gene-
ric everyday images to remote sensing images ; 2) we per-
form data fusion from heterogeneous sensors (optical and
laser) using residual correction. Our framework improves
state-of-the-art accuracy on the ISPRS Vaihingen 2D Se-
mantic Labeling dataset.

Keywords
Deep learning, semantic segmentation, remote sensing, se-
mantic mapping, data fusion.

1 Introduction
L’introduction des réseaux de neurones entièrement convo-
lutifs par Long et al. [18] a permis d’importants progrès en

segmentation sémantique d’images naturelles, sur des jeux
de données tels que PASCAL VOC2012 [10] et Microsoft
COCO [17]. Si la cartographie automatisée se rapproche
de la segmentation sémantique compte-tenu de la nécessité
de classifier l’ensemble des pixels d’une image, la nature
des images est bien différente de celles traditionnellement
manipulées en vision par ordinateur. En effet, les images
de télédétection sont acquises par avion ou par satellite
et ne se limitent que rarement aux trois canaux optiques
Rouge-Vert-Bleu (RVB). Les objets considérés présentent
alors tous une même perspective dans un plan 2D, ce qui
réduit l’information de profondeur. Par ailleurs, contraire-
ment aux images de type PASCAL VOC, chaque pixel de
l’image possède une sémantique, car il n’existe pas de dis-
tinction claire entre un premier plan et un arrière-plan.
Les premières tentatives de cartographie automatisée utili-
sant l’apprentissage profonds s’intéressaient aux approches
par patch [15]. Les images étaient pré-segmentées et
chaque région était classifiée par un réseau de neurones.
L’introduction de réseaux entièrement convolutifs a per-
mis de s’affranchir de cette pré-segmentation en l’intégrant
dans la phase d’apprentissage, le réseau prédisant alors di-
rectement une carte de même résolution que l’image d’en-
trée [20].
Nous présentons ici une méthode de segmentation séman-
tique d’images aériennes pour la cartographie en zone ur-
baine en utilisant le jeu de données ISPRS [28] et un ré-
seaux de neurones entièrement convolutifs (SegNet). Puis,
à partir de cette approche, nous élaborons une stratégie de
fusion de données hétérogènes par correction résiduelle.

2 Contexte
2.1 Segmentation sémantique
En vision par ordinateur, la segmentation sémantique est
la tâche définie comme l’assignation d’une classe à chaque
région cohérente d’une image. Celle-ci peut être réalisée
notamment en classifiant chaque pixel de l’image. De nom-
breux travaux récents ont montré l’efficacité des réseaux
de neurones entièrement convolutifs dans ce cadre, en sui-
vant les principes introduits par Long et al. [18]. En densi-



fiant les dernière couches d’un réseau classifieur classique,
il est possible d’obtenir non plus un vecteur de probabili-
tés mais des cartes de chaleur indiquant la probabilité des
différentes classes en tout point. Plusieurs adaptations ul-
térieures ont été proposées, comme le retrait des couches
de sous-échantillonnage [7] et la dilatation des couches
convolutives [35] pour conserver la résolution. Plusieurs
modèles s’inspirent en outre des auto-encodeurs convo-
lutifs [36] et présentent une architecture symétrique en-
codeur/décodeur, tels que DeconvNet [24] et SegNet [3].
L’intégration de modèles structurés tels que les champs de
Markov aléatoires ont également été étudiés [38, 1]. Enfin,
l’introduction de nouveaux principes, comme l’apprentis-
sage par résidu [13, 32] et les réseaux de neurones récur-
rents [33], a permis également d’améliorer l’état-de-l’art
sur plusieurs jeux de données de référence.

2.2 Cartographie automatisée à partir
d’images d’observation de la Terre

L’apprentissage profond pour l’observation de la Terre
est un domaine particulièrement actif depuis les pre-
miers réseaux de neurones convolutifs pour l’extraction
des routes [21]. L’utilisation de tels réseaux, pré-entraînés
sur des images naturelles, comme générateurs de caracté-
ristiques a été démontrée comme plus efficace que l’uti-
lisation de caractéristiques expertes pour la classification
par machine à vecteur de support (SVM) [26]. De cette
façon, Lagrange et al. [15] ont obtenu d’excellents résul-
tats en cartographie en combinant superpixels et caracté-
ristiques profondes dans le cadre du Data Fusion Contest
2015 [5]. L’utilisation de réseaux de neurones convolutifs
multi-échelles [37] puis entièrement convolutifs [20] ont
permis d’améliorer cette première approche. En effet, ces
réseaux entièrement convolutifs (Fully-Convolutional Net-
works - FCN) apprennent non seulement la sémantique des
pixels individuels, mais également les structures spatiales
qui les relient, les rendant donc particulièrement adaptés à
la cartographie à partir d’images aériennes.

3 Méthode proposée
3.1 Pré-traitement des données
Les images aériennes à haute résolution sont généralement
trop grandes pour être traitées en une seule passe par un
réseau de neurones convolutifs (Convolutional Neural Net-
work - CNN). Par exemple, la taille moyenne d’une tuile
du jeu de données ISPRS Vaihingen est 2493× 2063, tan-
dis que la majorité des CNN se limitent à une entrée de
256× 256 pixels. Compte-tenu des limitations de la quan-
tité de mémoire des GPU, nous divisons les images haute
résolution en les découpant par fenêtre glissante. Dans le
cas où le pas de la fenêtre glissante est inférieure à sa taille,
les prédictions sont moyennées sur les pixels sujets au re-
couvrement. Ceci permet d’affiner les prédictions le long
des bords de la fenêtre et de lisser les discontinuités qui
pourraient apparaître.
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FIGURE 1 – Réseau de neurones entièrement convolutif
type SegNet

Notre objectif étant d’adapter des réseaux validés par la
communauté vision pour des données de télédétection, les
modèles à notre disposition sont originellement conçus
pour des images RVB à 3 canaux. Or le jeu de données IS-
PRS comprend des acquisitions optiques infrarouge-rouge-
vert (IRRV) de la ville de Vaihingen. Ces canaux présentent
une dynamique similaire et ont été acquises par le même
capteur, donc les données IRRV seront traitées comme des
images RVB. Le jeu de données inclut également des don-
nées acquises par laser (Lidar), desquelles a été dérivé un
modèle de surface (DSM). Nous utilisons également le mo-
dèle de surface normalisé (NDSM) de [11]. Ces données
indiquent la hauteur mesurée par laser en tout point des
images optiques. Enfin, nous calculons l’indice Normalized
Divergence Vegetation Index (NDVI) à partir des canaux
infrarouge et rouge, réputé pour être un bon indicateur de
végétation :

NDV I =
IR−R
IR+R

. (1)

Pour chaque image IRRV, nous construisons donc une
image composite agrégeant le DSM, le NDSM et le NDVI.
Bien qu’hétérogènes, ces données sont complémentaires
et combinent des informations pertinentes pour toutes les
classes. En effet, la hauteur dérivée du DSM permet de
distinguer aisément une route d’un toit ou un arbuste d’un
arbre. Par ailleurs, l’information de hauteur est entièrement
absente de l’image optique IRRV. Par conséquent, nous
souhaitons étudier comment fusionner ces deux sources
d’information pour tirer parti au maximum de leur com-
plémentarité.

3.2 Architecture du réseau de neurones
SegNet. De nombreuses architectures de FCN sont dis-
ponibles pour la segmentation sémantique. Nous retenons
le modèle SegNet [3] (cf. Figure 1) qui présente un équi-
libre satisfaisant entre précision de la classification et
temps de calcul. L’architecture de SegNet est symétrique
et permet de replacer précisément les caractéristiques abs-
traites aux bonnes localisations spatiales. En outre, les ré-
sultats préliminaires avec les modèles FCN [18] et Dee-
pLab [7] n’ont pas permis de constater d’améliorations si-
gnificatives. Toutefois, nous soulignons que nos contribu-
tions ne sont pas spécifiques au modèle SegNet et peuvent
être adaptées à n’importe quelle autre architecture.



SegNet présente une architecture encodeur-décodeur
conçue sur la base des couches de convolution du modèle
VGG-16 [6, 30]. L’encodeur est une succession de couches
convolutives suivies par une normalisation par batch [14]
et des fonctions de transfert non linéaires. Chaque bloc
de 2 ou 3 convolutions est suivi par une couche de sous-
échantillonnage de pas égal à 2.
Le décodeur est une symétrie de l’encodeur et possède
le même nombre de convolutions et le même nombre de
blocs. Les réductions de dimensions sont remplacées par
des sur-échantillonnages. Ceux-ci replacent les valeurs des
activations intermédiaires aux indices (“argmax”) calcu-
lés lors du sous-échantillonnage. Par exemple, la première
couche de sous-échantillonnage calcule le masque des acti-
vations maximales et le transfère directement à la dernière
couche de sur-échantillonnage. Les avant-dernières activa-
tions sont alors replacées aux positions ainsi transférées et
le reste des cartes d’activation sont remplies par des zé-
ros. Ces cartes d’activations éparses sont ensuite densifiées
grâce aux convolutions successives.
L’encodeur étant calqué sur VGG-16, ses poids sont ini-
tialisés à partir de ce même CNN pré-entraîné sur le jeu de
données ImageNet. Les poids du décodeur sont eux initiali-
sés aléatoirement en utilisant la stratégie décrite dans [12].
Si N désigne le nombre de pixels dans une image d’en-
trée, k le nombre de classes, et pour un pixel donné i, si yi

représente son étiquette et (zi1, . . . , z
i
k) son vecteur de pro-

babilité issu de SegNet, nous cherchons alors à minimiser
la fonction de coût logistique multinomiale moyennée sur
toute l’image :

loss = − 1

N

N∑
i=1

k∑
j=1

yij log

 exp(zij)

k∑
l=1

exp(zil )

 . (2)

3.3 Fusion de données hétérogènes par cor-
rection résiduelle

Les images optiques à 3 canaux ne sont qu’un type pos-
sible de données de télédétection. L’imagerie multispec-
trale contient généralement de 4 à 12 bandes, tandis que
l’imagerie hyperspectrale peut contenir plus de 200 canaux
différents. En outre, des images Lidar ou Radar peuvent
également être disponibles. Comme détaillé dans la Sec-
tion 3.1, les images IRRV du jeu de données ISPRS sont
complétées par un DSM, un NDSM et l’indice NDVI. Nous
nous intéressons donc à évaluer s’il est posible : 1) de
construire un deuxième SegNet capable de travailler sur ce
second ensemble de données, 2) de combiner ces deux ré-
seaux pour améliorer les cartes obtenues.
Une approche naïve à la fusion de données serait de conca-
téner les 6 canaux (IR/R/V et DSM/NDSM/NDVI) et d’ap-
prendre une architecture SegNet sur cette entrée. Toutefois,
l’expérience montre que cette méthode n’améliore pas la
précision de la segmentation par rapport à une architecture
simplement basée sur IRRV. Inspirés par la fusion multi-

modale audio-vidéo de [22] et la fusion RVB-profondeur
de [9], nous proposons une approche de fusion tardive,
travaillant sur les prédictions plutôt que sur les données
brutes. Ainsi, nous explorons deux stratégies : 1) le cal-
cul de la prédiction moyenne à partir des cartes de proba-
bilités (Figure 2a), 2) l’apprentissage d’une fusion par ré-
seau de neurones (Figure 2b). Cette dernière utilise un ré-
seau correcteur capable d’apprendre à partir des activations
des deux réseaux parallèles comment corriger la prédiction
moyenne pour raffiner les cartes.
Dans la continuation de l’apprentissage par résidu [13],
nous proposons un module neuronal de correction rési-
duelle. Prenant en entrée les activations intermédiaires des
deux SegNet parallèles, ce réseau apprend la correction à
appliquer sur la prédiction moyenne, comme illustré par Fi-
gure 3.
Si P0 représente le tenseur de la vérité terrain et Pi les
cartes de probabilité du ième SegNet, nous avons :

Pi = P0 + εi avec |εi|�|Pi| (3)

εi est un terme d’erreur faible tant que la prédiction Pi est
suffisamment précise. Le réseau doit idéalement apprendre
à estimer l’erreur et la confiance à accorder à chaque pré-
diction afin de combiner de manière pertinente les deux
flux.
SoitR le nombre de sorties sur lesquelles s’applique la cor-
rection résiduelle. Nous prédisons P ′, la somme de la pré-
diction moyenne et du terme correctif c :

P ′ = Pavg + c =
1

R

R∑
i=1

Pi + c = P0 +
1

R

R∑
i=1

εi + c (4)

Le module de correction résiduelle étant optimisé pour mi-
nimiser la fonction de coût, nous avons :

‖P ′ − P0‖ → 0 (5)

cette contrainte se traduit sur c et εi par :

‖ 1

R

R∑
i=1

εi − c‖ → 0 (6)

Ceci peut s’interpréter comme la modélisation de l’erreur
moyenne à partir des cartes d’activation. En effet, lors de
l’apprentissage, la vérité terrain P0 est connue et la correc-
tion résiduelle apprend à inférer

∑R
i=1 εi. Le concept d’ap-

prentissage par résidu est bien adapté à cette idée de cor-
rection d’erreur, car le résidu est supposé avoir une faible
amplitude par rapport au signal principal de contournement
(qui est une simple fonction identité).

4 Expériences
4.1 Conditions expérimentales
Nous traitons chaque tuile du jeu de données ISPRS Vai-
hingen par une fenêtre glissante de dimensions 128×128 et
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FIGURE 2 – Stratégies de fusion pour notre modèle de SegNet à deux flux.
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FIGURE 3 – Réseau de fusion apprenant la correction ré-
siduelle à appliquer à la moyenne des prédictions hétéro-
gènes.

un pas de 32 pixels. Nous entraînons séparément les deux
SegNet pendant 10 passes sur les données d’apprentissage
avec un taux d’apprentissage de 0,1, divisé par 10 après
5 passes. Le SegNet utilisé est la variante multi-contexte
incluant plusieurs tailles de noyaux de convolutions dans
la dernière couche utilisée dans [2], notée SegNet++. Le
modèle de correction résiduelle est appris dans un second
temps pendant une passe complète, les poids des SegNet
étant alors fixés à leurs valeurs entraînées.
Pour les expériences préliminaires, notre méthode est éva-
luée uniquement sur les données pour lesquelles une vé-
rité terrain est disponible, que nous divisons en deux sous-
ensembles : apprentissage et validation. Pour comparer

TABLE 1 – Résultats des différentes stratégies d’initialisa-
tion sur le jeu de validation.

Init. Aléatoire VGG-16

Ratio lre
lrd

1 1 0.5 0.1 0

Qualité 87.0% 87.2% 87.8% 86.9% 86.5%

TABLE 2 – Résultats sur le jeu de validation.

Modèle/Pas (px) 128 64 32

SegNet IRRG 87.8% 88.3% 88.8%
Fusion (moyenne) 88.2% 88.7% 89.1%
Fusion (correction) 88.6% 89.0% 89.5%

notre méthode à l’état-de-l’art, nous entraînons ensuite
notre modèle sur l’ensemble du jeu de données (apprentis-
sage + validation) avec les mêmes hyperparamètres. Nous
soumettons enfin nos résultats sur le jeu de données de test
au serveur d’évaluation de l’ISPRS, dont la vérité terrain
nous est inconnue.

4.2 Résultats
Comme démontré dans [26], les filtres convolutifs appris
sur des images naturelles peuvent être efficacement trans-
férées pour travailler sur des images aériennes. Toutefois,



TABLE 3 – Résultats du ISPRS 2D Semantic Labeling Challenge Vaihingen.

Méthode imp surf building low veg tree car Qualité

Stair Vision Library (“SVL_3”)[11] 86,6% 91,0% 77,0% 85,0% 55,6% 84,8%
RF + CRF (“HUST”)[27] 86,9% 92,0% 78,3% 86,9% 29,0% 85,9%

CNN ensemble (“ONE_5”)[4] 87,8% 92,0% 77,8% 86,2% 50,7% 85,9%
FCN (“UZ_1”)[31] 89,2% 92,5% 81,6% 86,9% 57,3% 87,3%
FCN (“UOA”)[16] 89,8% 92,1% 80,4% 88,2% 82,0% 87,6%

CNN + RF + CRF (“ADL_3”)[25] 89,5% 93,2% 82,3% 88,2% 63,3% 88,0%
FCN (“DLR_2”)[20] 90,3% 92,3% 82,5% 89,5% 76,3% 88,5%

FCN + RF + CRF (“DST_2”)[29] 90,5% 93,7% 83,4% 89,2% 72,6% 89,1%
FCN + CRF + frontières (“DLR_10”)[19] 92.3% 95.2% 84.1% 90.0% 79.3% 90.3%

SegNet++ (multi-kernel)[2] 91,5% 94,3% 82,7% 89,3% 85,7% 89,4%
SegNet++ (multi-kernel + fusion) 91,0% 94,5% 84,4% 89,9% 77,8% 89,8%

Image IRRV RF + CRF[27]

“DLR” (FCN)[20] SegNet++

FIGURE 4 – Comparaison des segmentations obtenues sur
un extrait du jeu de test ISPRS Vaihingen.
Légende = blanc : routes, bleu : bâtiments, cyan : végéta-
tion basse, vert : arbres, Jaune : véhicules.

nous suggérons que de telles images présentent une régu-
larité et une structure spatiale particulière liée au point de
vue vertical utilisé. Ainsi, il peut exister un intérêt à laisser
ces filtres pré-calculés être modifiés librement lors de l’op-
timisation du réseau. Pour évaluer cette hypothèse, nous
comparons différents taux d’apprentissage pour l’encodeur
(lre) et le décodeur (lrd). Nous testons quatre stratégies :

— même variabilité : lrd = lre, lre/lrd = 1,
— faible variabilité de l’encodeur : lrd = 2 × lre,

lre/lrd = 0, 5,
— très faible variabilité de l’encodeur : lrd = 10×lre,

lre/lrd = 0, 1,
— absence de rétropropagation de l’erreur sur l’enco-

deur (aucune variabilité) : lre = 0, lre/lrd = 0.

Ces valeurs seront comparées avec l’initialisation aléa-
toire de tous les paramètres (encodeur et décodeur), cor-
respondant à l’apprentissage d’un SegNet sans aucun pré-
entraînement (et donc aucun transfert de connaissances).
Notre meilleur modèle améliore l’état-de-l’art sur le jeu
de données ISPRS Vaihingen (cf. Tableau 3) 1. La Fi-
gure 4 illustre une comparaison qualitative entre différentes
méthodes. Les métriques utilisées sont la qualité, définie
comme le taux de bonne classification, et les scores F1 par
classe :

qualité =
tp+ tn

tp+ tn+ fp+ fn
(7)

F1i = 2
précisioni × rappeli
précisioni + rappeli

(8)

rappeli =
tpi
Ci
, précisioni =

tpi
Pi

, (9)

avec tp, tn, fp, fn respectivement le nombre de vrais po-
sitifs, vrais négatifs, faux positifs et faux négatifs, tpi le
nombre de vrais positifs de la classe i, Ci le nombre de
pixels appartenant à la classe i et Pi le nombre de pixels
attribués à la classe i par le modèle. Ces métriques sont
calculées en ignorant un rayon de 3 pixels autour des bor-
dures afin de tenir compte d’éventuelles imprécisions dans
la vérité terrain.
La meilleure méthode précédant notre soumission utilisait
une combinaison de FCN et de caractéristiques expertes,
tandis que la nôtre n’utilise que l’apprentissage statistique.
La meilleure méthode précédente utilisant uniquement un
FCN (“DLR_1”) atteint 88,4%, ce que nous améliorons
de 1,4%. Les précédentes méthodes utilisant les CNN at-
teignent 85,9% (“ONE_5”[4]) et 86,1% (“ADL_1”[25]).
Notre méthode obtient des résultats supérieurs, sans recou-
rir à des caractéristiques expertes ou à des post-traitement
structurés comme les Champs Aléatoires Conditionnels
(Conditional Random Fields - CRF). [19] obtient des résul-
tats supérieurs en utilisant un ensemble de trois réseaux de

1. Résultats détaillés : http://www2.isprs.org/
vaihingen-2d-semantic-labeling-contest.html

http://www2.isprs.org/vaihingen-2d-semantic-labeling-contest.html
http://www2.isprs.org/vaihingen-2d-semantic-labeling-contest.html


neurones parallèles pour la fusion. Toutefois, cette méthode
utilise un apprentissage multi-tâche incluant la prédiction
de frontières comme régularisation et utilise un NDSM
corrigé manuellement comme donnée additionnelle. Sans
ce NDSM corrigé, le taux de bonne classification tombe à
89,4%, un résultat inférieur à notre méthode.

4.3 Discussion
Recouvrement de la fenêtre glissante. Autoriser un re-
couvrement dans la fenêtre glissante augmente le temps
d’inférence mais accroît également la précision du modèle,
comme détaillé dans le Tableau 2. En effet, en divisant
le pas par 2, le nombre d’imagettes à traiter est multiplié
par 4. Cependant, moyenner plusieurs prédictions sur une
même région permet de corriger des artefacts de classifi-
cation, notamment le long des bords où le contexte spatial
est manquant. L’expérience semble indiquer qu’un pas de
32px (75% de recouvrement) est suffisamment rapide pour
la majorité des tâches et augmente significativement la pré-
cision (+1%). Une tuile complète est ainsi traitée en 4 mi-
nutes sur une NVIDIA Tesla K20c avec un pas de 32px et
moins de 20 secondes avec un pas de 128px. Le temps d’in-
férence est doublé dans le cas des deux SegNet parallèles.

Transfert de connaissances. Comme détaillé dans le Ta-
bleau 1, le modèle réalise sa meilleure performance lorsque
le taux d’apprentissage de l’encodeur est relativement
faible. Ceci renforce l’idée que des filtres convolutifs géné-
riques donnent les meilleurs résultats lorsqu’il est possible
de laisser l’optimisation les spécialiser sur une tâche par-
ticulière. Cependant, il est important de souligner qu’une
variabilité trop grande induit un risque de surapprentis-
sage. Ainsi, il est possible d’utiliser le taux d’apprentissage
des paramètres pré-entraînés comme régularisation lors de
l’optimisation. Ces résultats sont similaires aux conclu-
sions de [23] et aux observations générales de [34] concer-
nant le transfert de connaissances.

Fusion de données par correction résiduelle. La fusion
naïve des cartes de prédiction par simple moyenne n’amé-
liore les résultats que par une faible marge (+0,3–0,4%).
La fusion par apprentissage multiplie par deux ce gain.
Comme illustré par la Figure 5, celle-ci combine les deux
cartes de prédiction de façon plus pertinente, en exploitant
leur complémentarité. Ainsi, la correction résiduelle donne
des résultats visuellement plus cohérents. En particulier,
l’image IRRV est plus efficace pour la prédiction des vé-
hicules que notre image composite. En revanche, l’image
composite a l’avantage du NDSM et du NDVI pour distin-
guer la végétation et discriminer entre arbre et herbe. Ainsi,
le réseau de fusion donne plus de poids à l’image optique
pour les voitures et plus de poids à l’image composite pour
la végétation.
Cette approche de fusion améliore nos résultats sur le jeu
de données ISPRS Vaihingen 2D Labeling Challenge jus-
qu’à 89,8% (“ONE_7”, cf. Tableau 3). Les scores F1 sont
significativement améliorés sur les bâtiments et la végéta-
tion grâce à l’apport du DSM et du NDVI. Cependant, bien

Image IRRV Prédiction IRRV Prédiction
composite

Fusion
(moyenne)

Fusion (réseau) Vérité terrain

Image IRRV Prédiction IRRV Prédiction
composite

Fusion
(moyenne)

Fusion (réseau) Vérité terrain

FIGURE 5 – Effets de la fusion de données sur différentes
cartes de prédiction.

que compétitif, le score F1 des véhicules est nettement dé-
gradé. Le décalage spatial des véhicules mobiles dans le
(N)DSM et l’image optique en est la cause la plus probable.

5 Conclusion
Nous avons étudié l’utilisation des FCN pour la carto-
graphie sémantique à partir d’images aériennes en zone
urbaine. En particulier, nous avons montré qu’une archi-
tecture encodeur-décodeur comme SegNet s’adaptait aisé-
ment des images naturelles aux images de télédétection.
Cela renforce l’idée que les banques de filtres convolu-
tifs apprises sur une grande variété d’images peuvent servir
dans de très nombreuses tâches visuelles. Nous avons éga-
lement introduit un module de correction résiduelle pour
la fusion de données tardive. Nous avons montré comment
ce module neuronal peut estimer et corriger de légères er-
reurs dans des cartes de prédictions issues de sources hété-
rogènes. Enfin, nous avons démontré la pertinence de ces
apports en les validant sur le jeu de données ISPRS Vaihin-
gen, sur lequel nous avons amélioré l’état-de-l’art de 1%
par rapport à des méthodes équivalentes sans données ad-



ditionnelles.
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