
HAL Id: hal-00880866
https://hal.science/hal-00880866

Submitted on 6 Nov 2013

HAL is a multi-disciplinary open access
archive for the deposit and dissemination of sci-
entific research documents, whether they are pub-
lished or not. The documents may come from
teaching and research institutions in France or
abroad, or from public or private research centers.

L’archive ouverte pluridisciplinaire HAL, est
destinée au dépôt et à la diffusion de documents
scientifiques de niveau recherche, publiés ou non,
émanant des établissements d’enseignement et de
recherche français ou étrangers, des laboratoires
publics ou privés.

Classification de phénomènes de diffusion de l’eau de
données d’IRM de diffusion

Romain Giot, Maxime Descoteaux, Christophe Charrier

To cite this version:
Romain Giot, Maxime Descoteaux, Christophe Charrier. Classification de phénomènes de diffusion
de l’eau de données d’IRM de diffusion. GRETSI 2013, Sep 2013, France. pp.ID367. �hal-00880866�

https://hal.science/hal-00880866
https://hal.archives-ouvertes.fr


Classification de phénomènes de diffusion de l’eau
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Résumé – La compréhension des maladies neuro-dégénératives passe indubitablement par l’étude et la compréhension des autoroutes des fibres
nerveuses au sein de la matière blanche du cerveau humain. À ce jour, l’imagerie par résonance magnétique de diffusion (IRMd) est le seul
outil non invasif d’étude de l’architecture neuronale du cerveau humain, permettant ainsi d’avoir une meilleure appréhension de l’interaction de
certaines régions du cerveau. Le problème abordé dans cet article concerne la classification de voxels d’IRMd permettant une classification des
fibres nerveuses du cerveau. Dans cet article, la fonction noyau d’un Séparateur à Vaste Marge (SVM) est construite en prenant en compte le
voisinage des données à classifier à l’aide de matrices de convolution optimisées par algorithme génétique. Les résultats obtenus affichent un
meilleur taux de reconnaissance que ceux obtenus par les méthodes de combinaison classiques de classifieurs (agrégation, boosting).

Abstract – The understanding of neurodegenerative diseases undoubtedly passes through the study of human brain white matter fiber tracts.
To date, diffusion magnetic resonance imaging (dMRI) is the unique technique to obtain information about the neural architecture of the human
brain, thus permitting the study of white matter connections and their integrity. However, a remaining challenge of the dMRI community is to
better characterize complex fiber crossing configurations, where diffusion tensor imaging (DTI) is limited but high angular resolution diffusion
imaging (HARDI) now brings solutions. This paper investigates the development of both identification and classification process of the local water
diffusion phenomenon based on HARDI data to automatically detect imaging voxels where there are single and crossing fiber bundle populations.
The technique is based on knowledge extraction processes and is validated on a dMRI phantom dataset with ground truth.

1 Introduction

La compréhension des maladies neuro-dégénératives passe
indubitablement par l’étude et la compréhension des autoroutes
des fibres nerveuses au sein de la matière blanche du cerveau
humain. À ce jour, l’imagerie par résonance magnétique de dif-
fusion (IRMd) est le seul outil non invasif d’étude de l’archi-
tecture neuronale du cerveau humain, permettant ainsi d’avoir
une meilleure appréhension de l’interaction de certaines régions
du cerveau. L’IRMd permet de capturer les phénomènes de dif-
fusion locaux des molécules d’eau qui sont étroitement liés à
la topologie des fibres nerveuses. Les données HARDI (High
Angular Resolution Diffusion Imaging), issues d’IRMd, per-
mettent une reconstruction d’ordre supérieur du phénomène
de diffusion et sont ainsi capables de capturer des fibres aux
multiples configurations en utilisant la fonction de distribu-
tion d’orientation (ODF–orientation distribution function). Les
données utilisées dans ce papier ont été obtenues à partir d’une
décomposition en harmoniques sphériques (SH) du signal HARDI.

Une méthode de classification automatique du phénomène
de diffusion locale d’eau est proposée, afin de différencier les

voxels contenant des populations de fibres nerveuses de même
direction, croisées, ou ne contenant pas de fibres. Contrairement
aux méthodes de l’état de l’art, la technique utilise des informa-
tions de voisinages pour augmenter le taux de reconnaissance.
Les matrices de convolution utilisées pour prendre en compte le
voisinage sont déterminées à l’aide d’une base d’apprentissage
et d’un mécanisme d’optimisation par algorithme génétique [4].
La méthode a été validée sur un jeu de données capturé sur un
fantôme avec une vérité terrain [2]. Les travaux de l’état de l’art
peuvent être trouvés dans [10, 9, 6, 7].

2 Mise au point du classifieur et de son
évaluation

2.1 Méthode proposée

La figure 1 résume l’architecture du système proposé. L’IRMd
capture les voxels suivant plusieurs coupes en deux dimen-
sions. Les travaux de la littérature effectuent la classification
des voxels directement, mais afin d’améliorer les taux de re-



F I G U R E 1 – Résumé du système proposé

connaissance, nous prenons en compte le voisinage 2D des
voxels d’une même coupe. Le but du système est de classer
chaque voxel en trois catégories (pas de fibres, fibres dans une
même direction, fibres dans plusieurs directions) à l’aide d’un
Séparateur à Vaste Marge (SVM) [8]. Le SVM cherche à obte-
nir le meilleur hyperplan séparant deux classes. Comme nous
travaillons avec plusieurs classes, une approche un contre un
est utilisée (nous classons nb classes ∗ (nb classes − 1)/2
classifieurs). Le descripteur de chaque voxel est composé d’une
représentation en harmoniques sphériques (Spherical Harmo-
nics, SH [1]). Comme l’unique descripteurd’un voxel ne prend
pas en compte la valeur des descripteurs voisins, leur classifica-
tion ne permet pas d’obtenir des résultats de classification op-
timums. descripteurs voisins. Il est donc nécessaire de prendre
en compte le voisinage pour améliorer le taux de classification.
Cette prise en compte du voisinage est faite en effectuant une
convolution des voxels de chaque coupe, sur chaque dimen-
sion du descripteur de voxel. En effet, comme chaque voxel est
représenté par un descripteurs en plusieurs dimensions, il est
donc nécessaire de disposer d’une matrice de convolution pour
chacune de ces dimensions (les matrices de convolution sont
identiques quelle que soit la coupe de travail).

2.2 Classification d’un voxel en fonction de son
descripteurs et les noyaux de convolution

Soit F l’espace des caractéristiques de dimension n (i.e.,
chaque voxel est représenté par un vecteur de dimension n)
et K = {k1, · · · , kn}, l’ensemble des noyaux de convolution.
L’application du noyau de convolutionKi sur chaque caractéristique
i de chaque voxel de chaque coupe j est alors défini par :

vcji = vji ⊗ ki,∀i ∈ [1, n],∀j ∈ [1, N ] (1)

où vji [x, y] représente la caractéristique i du voxel situé aux
coordonnées (x, y) de la coupe j, vcj la coupe j après applica-
tion de la convolution des voxels et des caractéristiques, et N
désigne le nombre de coupes.

Nous utilisons une validation croisée à 6 ensembles stratifiés
pour effectuer la classification, ce qui signifie que les données
sont séparées en 6 sous ensembles, où chaque classe est présente
avec le même ratio dans chaque sous ensemble. Chaque sous
ensemble sert à tour de rôle d’ensemble de test, tandis que les
autres servent d’ensemble d’apprentissage (la procédure est
donc appliquée 6 fois afin de classer toutes les données). La
moyenne (µ) et l’écart type (σ) des descripteurs de l’ensemble
d’apprentissage sont calculées afin de normaliser les données
avec la méthode du zscore (score (x) = (x− µ) /σ). L’en-
semble d’apprentissage normalisé sert à apprendre un SVM
avec un noyau gaussien (K (x1,x2) = exp

(
−γ||x1 − x2||2

)
).

Pour évaluer le couple (K, F), nous ne recherchons pas les pa-
ramètres optimums du SVM. Ainsi, γ et C valent les valeurs
par défaut de libsvm (C = 1, γ = 1/n). Naturellement, le SVM
appris sur les sous-ensembles d’apprentissage est utilisé pour
prédire la classe du sous-ensemble de test.

2.3 Évaluation d’un ensemble de noyaux de convo-
lution

Lors la phase d’apprentissage, nous cherchons les matrices de
convolution optimales à l’aide d’un mécanisme d’optimisation
par algorithme génétique. La fonction d’évaluation (2) d’un
génome est basée sur une some pondérée de différentes erreurs
de classification possibles :

1. Missed WM Ratio (MWMR) : le ratio de voxels de matière
blanche classés comme n’étant pas de la matière blanche ;

2. Exchanged WM Ratio (EWMR) : le ratio de voxels de
matière blanche avec un type de fibre (une direction, ou
plusieurs directions) classés comme étant des voxels de
matière blanche avec l’autre type de fibres.

3. Imagined WM ratio (IWMR) : le ratio de voxel hors matière
blanche reconnu comme étant un voxel de matière blanche
de n’importe quel type.

Finalement, la fonction d’évaluation d’un génome rate a été
développée de manière à contrebalancer la non-uniformité des
taux d’erreur définis précédemment, telle que :

rate = α ∗MWMR+ β ∗ EWMR+ γ ∗ IWMR (2)

avec α = 1.5, β = 1 et γ = 2. Le but est de minimiser la valeur
de la fonction, et on voit qu’il est donné plus d’importances aux
erreurs EWMR, puis MWMR, puis IWMR.

2.4 Sélection des meilleurs noyaux de convolu-
tion

Étant donné que l’espace des descripteurs est assez grand,
nous avons utilisé un algorithme génétique [4] pour chercher
les noyaux de convolution les plus performants. Chaque noyau
de convolution est un tableau de dimension w × w, avec w la
largeur du noyau.

Le génome est composé des n noyaux stockés sous la forme
d’un tableau 1D avec des valeurs réelles dans l’intervalle [−2; 2] ;



il a donc une taille de w ∗ w ∗ n, et nous ne cherchons pas à
ce que la somme des valeurs d’un noyau vaille 1. La popula-
tion contient 500 individus, tandis que la population initiale est
définie de la façon suivante :

– un individu où les noyaux de convolutions sont tous des
noyaux gaussiens ;

– 250 individus créés à partir d’une modification du pre-
mier individu (moyenne de chaque noyau gaussien avec
un noyau aléatoire) ;

– 249 individus générés totalement aléatoirement.
La procédure d’optimisation cesse soit après 100 générations,
soit après 3 jours de calculs si les 100 générations n’ont pas été
atteintes. Le croisement utilise 2 points, et sont taux de 0.9. La
mutation est gaussienne et son taux est de 0.1 (une mutation
plus importante n’impliquait pas une convergence plus rapide).
Le nombre d’élites est fixé à 20. La fonction d’évaluation d’un
génome est la fonction rate expliquée précédemment, et l’algo-
rithme génétique cherche à diminuer cette valeur.

3 Mesure des performances

3.1 Protocole
La validation avec de jeux de données étiquettés est un des

plus grands défi de la communauté d’IRMd [5]. Cependant, il y
a d’importants effort pour construire des fantômes ex-vivo afin
de produire des jeux de données plus réalistes que des données
simulées. C’est le cas du jeu de données de la FiberCup. Il
s’agit d’un jeu de données simple d’IRMd 3D, mais unique car
il reproduit des configuration complexes de fibres croisées, si-
milaire à des configuration présentes des le cerveau. La vérité
terrain associée est donc connue et nous sert pour apprendre
et vérifier sur le jeu de données. Pour ce papier, nous utilisons
le jeu de données 3 mm isotropic, 64 directions, b = 1500
s/mm2 [2]. Ainsi, nous utilisons un bon compromis entre des
données synthétiques comme dans [7] et des données in vivo
pour lesquelles il est presque impossible d’obtenir une vérité
terrain. Les bords du fantôme représentent la matière grise, les
fibres dans une direction (respectivement dans plusieurs direc-
tions) sont la matière blanche avec fibres dans une direction
(respectivement la matière blanche avec fibres dans plusieurs
directions), le reste est le liquide cérébro-spinal.

Depuis ce jeu de données HARDI, nous proposons en entrée
du SVM les différents descripteurs de données i)-ii) SH d’ordre
4 et 8 du signal orignal (SH4, SH8 respectivement) [1], or iii)
les valeurs propres du tenseur de diffusion [10] (EIG).

Les résultats de la méthode proposée sont comparés à un clas-
sifieur de base, proche de ce que l’on trouve dans la littérature.
Ce classifieur n’utilise pas d’opération de convolution (il n’a
donc pas connaissance du voisinage des voxels), mais il tra-
vaille avec plus d’informations : chaque voxel est classé par
plusieurs SVM utilisant chacun une vue différente (SH4, SH4
insensible à la rotation [7], SH8, SH8 insensible à la rotation, va-
leurs propores du tenseur de diffusion, SH4 après déconvolution,
ODF4, ODF8). Chaque classifieur est entrainé en utilisant des

(a) classifieur classique (Agrégation de plusieurs classifieurs
SVM)

(b) Méthode (SVM sur convolution de voxels

F I G U R E 2 – Exemple de résultat obtenu. Pour chacune des
sous-images (a) et (b), la colonne de gauche montre les labels
prédits, la colonne du centre représente la vérité terrain, et la
colonne de droite affiche la carte d’erreur. À chaque ligne cor-
respond une coupe différente du fantôme.

paramètres (C,γ) optimums à l’aide d’une recherche dans une
grille de paramètres et d’une validation croisées en 10 ensembles.
Une fusion est opérée avec un SVM final sur les résultats de clas-
sification des autres SVM. Il faut noter que cette fusion à base
de SVM donne de meilleurs résultats qu’un vote majoritaire, ou
que le meilleurs de classifeurs individuels.

Notre méthode semble donc défavorisée, au sens où elle dis-
pose de moins d’informations (i.e., une seule vue des données)
et que les paramètres du SVM ne sont définis de manière opti-
male.

3.2 Résultats
La figure 3 présente l’évolution du score de la fonction d’évaluation.

On voit clairement que l’amélioration des paramètres (les noyaux
de convolution) est lente mais présente.

Le tableau 1 présente les performances obtenues à l’aide du
meilleur jeu de filtres pour chaque couple de données extraites
(SH4, SH8) et de taille de noyau de convolution (5, 7, 9), ainsi
que les performances des deux classifieurs de base.



TA B L E 1 – Performances de reconnaissance (rate/taux global
d’erreur de classification), à l’aide du meilleur noyau de convo-
lution et du meilleur classifieur

Largeur du noyau

# attributs 5 7 9

SH4 (0.28/0.19) (0.29/0.16) (0.26/0.15)
SH8 (0.21/0.14) (0.27/0.17) (0.23/0.12)
EIG (0.42/0.25) (0.44/0.8) (0.40/0.22)

Vote majoritaire SVM
(0.42/0.18) (0.36/0.16)
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F I G U R E 3 – Évolution des scores de la fonction rate au cours
de l’optimisation d’un exemple (noyau de largeur 5, SH4)

Cependant, les résultats obtenus montrent que les taux de
reconnaissance (et de bonne classification) sont meilleurs que
ceux obtenus par les classifieurs de base ou par fusion de classi-
fieur. La figure 2 présente visuellement un exemple de résultats
obtenus par la méthode proposée (avec noyau de taille 5) contre
le meilleur des classifieurs de base.

4 Conclusion
Nous avons proposé un nouveau système de classification

utilisant les SVM qui prend en compte des informations des de
voisinage afin de classer des voxels d’IRM de diffusion. Nous
pouvons différencier les voxels contenant des fibres suivant une
direction unique, des voxels contenant des fibres suivant des
directions multiples et des voxels ne contenant pas de fibres.

Nous pensons qu’une telle méthode ouvre de nombreuses
perspectives quand à l’analyse de la matière blanche de per-
sonnes saines et malades afin d’étudier de maladies neurodégénératives.

Il serait judicieux pour de prochaines expériences d’utiliser
des mécanismes de filtrage à large marge [3] afin d’optimiser
les paramètres du SVM en même temps que les matrices de
convolution. De meilleures performances pourraient être atten-
dues. Utiliser des opérateurs morphologiques sur les résultats
de classification pourrait également réduire les erreurs de recon-
naissance.

Il est également important d’appliquer la méthode sur des
jeux de données issus de vrais cerveaux étiquetés par des chi-
rurgiens ou chercheurs en neurologie.
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