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Résumé—Dans cet article, nous souhaitons évaluer la quan-
tité minimale d’informations nécessaire pour l’estimation de
modèles stochastiques, afin d’améliorer la conception d’une
politique de maintenance préventive. Notre étude est ba-
sée sur des données fournies par un Modèle de Markov Ca-
ché (MMC) de synthèse. Ce modèle synthétique est des-
tiné à produire des observations (ou « symboles ») utilisées
dans le cadre d’une politique de maintenance préventive,
ainsi qu’un indicateur de dégradation correspondant. Nous
représentons ces événements chronologiques sous la forme
de chaînes de Markov cachées d’ordre 1, également appelés
« signatures ». La production de ces symboles est réalisée
en utilisant des distributions uniformes ou normales. Nous
mesurons ensuite la pertinence des paramètres du MMC à
l’aide de l’entropie de Shannon. Les résultats montrent que
l’on peut utiliser une quantité minimale d’informations pour
décrire de manière optimale des modèles. Après une discus-
sion sur l’utilisation d’une nouvelle « fenêtre glissante » de
symboles utilisables dans un système de gestion de main-
tenance assistée par ordinateur, nous comparons l’ensemble
des résultats avec des données réelles issues d’un processus
continu.
Mots-clés—Modèle de Markov Caché, entropie de Shannon,
sélection de modèles, maintenance préventive.

I. INTRODUCTION

Dans cette étude, nous utilisons des MMC 1 pour la dé-
tection de panne, dans le cadre d’une politique de mainte-
nance. Pour disposer d’une « vérité terrain », nous avons
construit un modèle synthétique basé sur un modèle de ré-
férence [1]. Nous avons déjà montré dans [1] que ce mo-
dèle de référence est celui qui se rapproche le plus de la
réalité. Il fournit également de bonnes prédictions dans la
dégradation globale d’un processus. Ce modèle synthétique
produit des observations ou symboles, couramment utilisés
dans une GMAO 2 industrielle. Il produit également des
indicateurs de dégradation : S1, S2, S3 et S4 représentés
dans la Figure 1. Nous avons précédemment trouvé dans
[2], une topologie optimale MMC pour une utilisation en
maintenance industrielle (voir Figure 2).

1. Modèles de Markov Cachés
2. Gestion de la Maintenance Assistée par Ordinateur

De nombreux papiers du domaine utilisent le principe du
minimum Cross-Entropy ([3] et [4]) pour l’optimisation des
problèmes stochastiques. En effet, cette méthode introduite
par [5], est généralement appliquée aux problèmes d’opti-
misation combinatoire (comme par exemple le problème du
voyageur de commerce).
Dans ce papier, nous essayons de trouver la quantité mi-
nimale de données nécessaires pour estimer des modèles
de manière optimale. Nous essayons ainsi de trouver une
valeur maximale d’entropie ou une valeur de convergence.
Cette valeur, si elle existe, nous donnera la taille mini-
male de la fenêtre des observations à utiliser pour l’esti-
mation du modèle. Nous avons utilisé deux distributions
différentes pour la production des symboles (distributions
uniformes ou normales). Le critère de l’entropie de Shan-
non (un critère habituellement utilisé dans la sélection de
modèle) nous a permis d’évaluer la pertinence des observa-
tions étudiées.
La structure de cette étude est la suivante : en Section II,
nous décrivons succinctement les MMC, la méthode utili-
sée pour évaluer la pertinence des paramètres d’un modèle
ainsi que le processus d’évaluation. En Section III, nous dé-
taillons la conception du modèle synthétique. Les résultats
sont donnés dans la Section IV et discutés en Section V.
Pour terminer, nous présentons une application industrielle
et comparons les résultats obtenus au § V-C.
Le but de cette étude est de trouver la quantité minimale
d’informations nécessaire afin de garantir la pertinence des
modèles. Nous souhaitons montrer que notre choix d’une
taille minimale de données, pourrait permettre l’améliora-
tion de la maintenance préventive et la prédiction de panne,
dans un contexte réel.

II. Methodologie

A. Modèle de Markov Caché

Dans cette étude, nous avons choisi d’utiliser les MMC
pour décrire des événements de maintenance industrielle.



Un Modèle de Markov Caché est composé d’un processus
stochastique caché modélisé par une chaîne de Markov et
un processus stochastiques observé dépendant des états du
processus caché [6]. Selon Rabiner [7], Fox [8], c’est un au-
tomate à états cachés qui est constitué d’une variable non
observable. Celle-ci représente l’état du système à modé-
liser. Seule la variable de sortie est observable. Cela nous
permet d’avoir une séquence d’observations en sortie de
l’automate (voir exemple d’une topologie Figure 1).
Un MMC est caractérisé par :
– le nombre d’états ;
– le nombre de symboles émis par état, les symboles cor-

respondent à la sortie physique du système à modéli-
ser ;

– la distribution de probabilité des transitions entre
états ;

– la distribution de probabilité des symboles d’observa-
tions ;

– la distribution des probabilités de l’état initial.

RUN

S1 S2 S3 S4

Production de symboles
1 : SEC
2 : DEP
3 : NET
4 : OBS
5 : . . .

Production de symboles
MMC

π

!

Fig. 1. Modèle de Markov Caché à quatre états discrets.

B. Hypothèse de Markov

La prédiction de l’état futur n’est pas rendue plus précise
par connaissance supplémentaire d’information a priori i.e.
toute l’information utile pour l’estimation à l’instant t est
contenue dans l’état présent du processus.

P (Xn+1 = j|X0, X1, . . . , Xn = i) =

P (Xn+1 = j|Xn = i).
(1)

B.1 Définitions formelles d’un Modèle de Markov Caché à
observations discrètes

– Soit N , le nombre d’états cachés possibles et S =
{s1, s2, . . . , sN}, l’ensemble des valeurs possibles de
cette variable. On notera qt, la valeur de cette variable
à l’instant t ;

– Le processus ainsi modélisé, doit répondre à l’hypo-
thèse Markovienne d’ordre 1 : l’état à un instant t ne
dépend que de l’état à l’instant t− 1 ;

– Soit T , le nombre total de symboles d’observations et
nous notons O = {o1, o2, . . . , oT }, la séquence d’obser-
vations du processus modélisé ;

– Soit A = {aij}, la distribution de probabilité de la
transition d’état avec :

aij = P (qt+1 = sj |qt = si)

1 6 i, j 6 N,
(2)

– Soit B = {bj(k)}, la distribution de probabilité des
observations à l’état j, avec :

bj(k) = P (Ot = ok|qt = sj)

1 6 j ≤ N 1 6 k 6 T,
(3)

avec Ot, la valeur de la variable d’observation à l’ins-
tant t.

– Soit π = {πi}, la distribution des probabilités initiales,
avec :

π = P (q1 = si) 1 6 i 6 N. (4)

– Le Modèle de Markov Caché sera noté :

λ = (A,B, π). (5)

B.2 Entropie de Shannon

Nous avons utilisé ce critère dans [2], pour évaluer la
pertinence de plusieurs séquences d’observations (une sé-
quence pouvant être assimilée à une signature). Nous avons
ainsi pu trouver le modèle le plus pertinent. Dans cet
article, nous avons utilisé l’entropie de Shannon sur des
chaînes de Markov cachées d’ordre 1 pour les données si-
mulées ainsi que pour des données issues d’un contexte réel
(processus continu). L’entropie de Shannon, est une fonc-
tion mathématique qui permet de mesurer la quantité d’in-
formations contenue dans une source d’informations. Cette
source peut être un texte écrit dans une langue donnée, un
signal électrique, un fichier informatique quelconque. . .

B.3 Définition de l’entropie

L’entropie de Shannon est définie dans [9] comme suit :

H(S) = −
n∑

i=1

Pi logPi, (6)

Pi est la probabilité moyenne de voir apparaître le
symbole i dans S

B.4 Principes de l’entropie maximale

Les deux principes de maximisation d’entropie [10] sont
les suivants :
– principe d’assignation des probabilités à une distribu-
tion lorsque nous ne disposons pas d’informations com-
plètes sur elle,

– de toutes les distributions de probabilité qui satis-
font les contraintes, choisir celle qui présente l’entropie
maximale au sens de Shannon [11].

Venkat [12] utilise ce 2ème principe pour la sélection de
modèles, ainsi que [13] pour construire des modèles de plus
en plus précis simplement en rajoutant de l’information.
Notre démarche consiste à comparer la moyenne des entro-
pies des différents modèles. La valeur d’entropie moyenne
serait alors maximale pour les modèles les plus pertinents.
Notre approche consiste à calculer l’évolution de l’entropie
en fonction du nombre de symboles. Le but est de trouver
un maximum d’entropie ou une valeur asymptotique d’en-
tropie pour un nombre de symboles finis. Ces valeurs nous
donneront ainsi une quantité minimale de données pour es-
timer correctement un modèle. Nous avons étudié ces cal-
culs d’entropie sur les données du modèle de synthèse issues



des 2 distributions différentes. Nous avons ensuite analysé,
d’après la même démarche, les données sur un cas concret.
La convergence (L) est définie par la limite de la fonction

d’entropie H, quand S tend vers +∞ :

lim
S→+∞

H(S) = L (7)

C. Processus d’évaluation

Nous avons réalisé un modèle de synthèse (voir § III-
A) afin de produire des observations en adéquation avec
de réelles observations d’une maintenance industrielle. Ces
symboles sont obtenus en utilisant les distributions nor-
males ou uniformes. Le modèle produit parallèlement des
états cachés pour la topologie étudiée (S1 à S4).

RUN

S1 S2 S3 S4

Production de symboles
1 : SEC
2 : DEP
3 : NET
4 : OBS
5 : . . .

Production de symboles
MMC 2

π

!

µ1

λ1

µ2

λ2

µ3

λ3

µ5

µ6

Fig. 2. Modèle de Markov Caché à 4 états. S1 à S4 représentent les
niveaux de dégradations du processus. λi = taux de panne, µi =
taux de réparation. π est la matrice d’initialisation.

D. Topologie MMC

Un MMC peut avoir une représentation graphique (Fi-
gure 2). La topologie choisie est en adéquation avec l’au-
tomate stochastique désiré. Les états représentent les ni-
veaux de dégradation du processus (S1 à S4). Les symboles
de l’automate représentent les observations du processus
quelconque. {S4, S3, S2} sont les états correspondant à un
fonctionnement continu du processus (« RUN »). {S1} est
l’état « STOP », lorsque le processus est arrêté (dans notre
cas, une situation en dépannage). Nous avons utilisé la to-
pologie orientée modèle 2 (voir Figure 2), représentée par
un automate à quatre états.
Un processus Markovien impose d’avoir un découpage

temporel régulier. Un échantillonnage de l’information (1
Heure) nous a permis en effet d’utiliser une modélisation
markovienne.

III. Simulation Industrielle

Les maintenances préventives sont depuis 1996, de plus
en plus présentes dans l’industrie. Celles-ci ont permis
d’avoir une meilleure maîtrise des arrêts de production
non souhaités. Les agents de maintenance consignent leurs
actions préventives ou non, (observations). Chaque agent
peut rajouter un commentaire particulier sur son action
de maintenance spécifique. Ces informations nourrissent
une base de données généralement associée à une GMAO
(voir exemple dans le Tableau I). Par exemple, les acti-
vités de maintenance deviennent des observations consi-
gnées « TEP, AU, DEP, . . . » et caractérisent les activités

Noms Date Opé. Cd Ti N° Code
Dupond 11/01/2007 Huilage VEP 20 1 9
Dupond 11/01/2007 Huilage VEP 20 2 9
Dupond 12/01/2007 Huilage TEP 30 3 5
Dupond 12/01/2007 Huilage TEP 30 4 5
Dupond 13/01/2007 Cadenas SEC 10 5 6
Dupond 13/01/2007 Cadenas TEP 30 6 5
Dupond 13/01/2007 Cadenas TEP 30 7 5
Dupond 16/01/2007 Huilage DEP 90 8 1
Dupond 19/01/2007 Cadenas AU 10 9 3

. . . . . . . . . . . . . . . . . . . . .

TABLE I
Exemple de consignation des événements.

de maintenance sur un processus réel. Pour pouvoir en-
suite travailler avec les algorithmes choisis, ces observations
sont ensuite codées avec des symboles subjectifs (9,5,1,
. . . ) (voir Tableau II). Ces symboles définissent les actions
de maintenance menées sur le processus. Par exemple, le
symbole DEP correspond à un dépannage avec arrêt de
la production. C’est un état critique qu’il faut minimiser.
« MARCHE » et « ARRET », Tableau II, correspondent
à l’état du processus, respectivement si la production est
opérationnelle ou si la production est dans une situation
d’arrêt non souhaité.

Etat du processus
MARCHE
ARRET

N°Obs. Symboles Nature des interventions
1 DEP (Dépannage / arrêt de la production)
2 RM (Réglage Machine)
3 AU (Autre)
4 OBS (Observation)
5 TEP (Travaux Entretien Préventif)
6 SEC (Sécurité)
7 RAN (Remise A Niveau / planifié)
8 NET (Nettoyage Machine)
9 VEP (Visite Entretien Préventif)
10 RAS (pas d’intervention)

TABLE II
Codification symbolique des interventions de maintenance.

Ces différents états de maintenance sont simulés par
notre modèle de synthèse, voir § III-A. Nous choisissons
les paramètres des Modèles de Markov Cachés « λi » (taux
de panne) et « µi » (taux de réparation), voir Figure 2. Ces
paramètres sont déterminés dans [1] afin de correspondre
aux données issues d’une véritable GMAO industrielle (voir
exemple Tableau I).

A. Modèle de synthèse

La topologie d’un Modèle de Markov Caché dépend uni-
quement des éléments non nuls de la matrice de transition
notée A = {aij}. Un tel modèle est dit à « connectivité to-
tale » lorsque sa matrice de transition ne comporte aucun
élément nul. Le modèle de synthèse génère des émissions
de symboles en utilisant les deux distributions suivantes :
– La distribution uniforme : cette loi permet de modéli-

ser des variables aléatoires uniformément réparties sur
un intervalle, comme le montre la Figure 5. La va-
riable aléatoire peut prendre n valeurs équiprobables
possibles {x1, x2, . . . , xn} définie par la probabilité sui-



vante :

P (xi)i∈[1,n] =
1

n
. (8)

Cette loi est peu représentative d’un système réel, car
tous les symboles ont le même poids.

– La distribution normale (Laplace – Gauss) : cette loi
permet de modéliser de nombreuses répartitions de
variables aléatoires. La loi normale est définie par la
densité de probabilité ϕ : R → R+, d’espérance µ et
d’écart type σ :

ϕ(x) =
1

σ
√
2π

e−
1
2 (

x−µ
σ )

2

(9)

Cette loi peut être une bonne représentation d’un sys-
tème réel, car les symboles ont des poids différents. La ma-
trice A (probabilité de passage entre les états) est le résul-
tat de calculs issus de l’algorithme d’apprentissage utilisé
pour le modèle considéré (topologie désirée a priori). Dans
notre situation, ces résultats sont fournis par le modèle de
synthèse avec ses caractéristiques topologiques et reflétant
une distribution des symboles suivant une loi normale (Fi-
gure 4).
Nous avons lancé une première simulation afin de pro-

duire 1000 observations. La matrice A est initialement dé-
finie dans [1] par :

A =


0.500 0.250 0 0.250
0.100 0.070 0.500 0.330
0 0.005 0.495 0.500
0 0 0.001 0.999

 . (10)

Nous avons réalisé un modèle de synthèse sous MATLAB
en utilisant le modèle de référence de [1]. Ces réglages nu-
mériques peuvent caractériser un contexte réel de dégrada-
tion et de réparation. Nous avons ainsi généré une séquence
de 1000 symboles. Ces dernières correspondent aux obser-
vations que nous pouvons trouver dans une base de données
issues d’une GMAO industrielle. Nous avons ainsi construit
12 séquences d’observations (une séquence peut être assi-
milée à une signature). Chaque séquence est ponctuée par
une situation de dépannage (symbole DEP du Tableau II),
où le processus est arrêté. Les symboles sont produits en
utilisant la loi normale ou la loi uniforme.
Nous considérons ces séquences de symboles comme des

chaînes de Markov cachées d’ordre 1 (voir Tableau III) pour
modéliser les niveaux de dégradation d’un processus.

TEP SEC TEP TEP RAS RAS DEP . . .

TABLE III
Séquence d’un message issue des données de maintenance.

Le processus d’évaluation de l’entropie utilise les spécifi-
cations suivantes (voir Figure 3) :
– 1000 2-uplets (Symb_U,Etat_U), pour la distribu-

tion uniforme (Figure 5),
– 1000 2-uplets (Symb_N,Etat_N), pour la distribu-

tion normale (Figure 4).
Chaque séquence se termine par un arrêt du processus

(symbole DEP en rouge).

Modèle de synthèse
Modèle de

Markov Caché
(Référence)

Modèle de synthèse
12 séquences de 1000
2-uplets avec la loi

Uniforme :
(Symb_U ,Etat_U)

Modèle de synthèse
12 séquences de 1000
2-uplets avec la loi

Normale :
(Symb_N ,Etat_N)

Évaluation de l’entropie :

(Symb_U ,Etat_U)

Évaluation de l’entropie :

(Symb_N ,Etat_N)

Évaluation du nombre minimal de données

Fig. 3. Évaluation du nombre minimal de données : le modèle
de synthèse génère 1000 couples (Symboles, Etats) en utilisant
les distributions normales ou uniformes ((Symb_U,Etat_U) et
(Symb_N,Etat_N)).Tous les 2-uplets sont répartis sur 12 sé-
quences. Les 2-uplets sont utilisés dans le processus d’évaluation
afin de déterminer le nombre minimal de données de modélisation,
en utilisant l’entropie de Shannon.
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Fig. 4. Distribution normale des symboles produits par le MMC de
référence. DEP représente l’état 1 du modèle, c’est un arrêt de
production. Le symbole AU (AUtre) est le plus représentatif de
l’état 2. (SECurité) est le plus représentatif de l’état 3 et VEP
(Visite Entretien Préventif) pour l’état 4.

B. Application industrielle

Les données récoltées pour cette étude sont issues d’une
peseuse volumétrique sur une ligne de production de pain
de mie. Tous les processus de l’usine étudiés sont liés entre
eux de manière séquentielle. L’arrêt d’un processus en-
gendre donc l’arrêt des éléments en aval. Ce processus de
production est maintenu par la mise en place d’une poli-
tique de maintenance préventive. Pour ce faire, les agents
de maintenance doivent consigner leurs actions ou observa-
tions dans une base de données centralisée (voir Tableau I).
Un échantillonnage à la journée a été choisi conformément à
la politique de maintenance interne. Si aucune donnée n’est
saisie, nous insérons dans cette base de données le symbole
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Fig. 5. Distribution uniforme des symboles produits par le MMC
référence.
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Fig. 6. Évolution de l’entropie de Shannon à partir des données issues
du modèle de synthèse.

RAS (= tout va bien). Cet échantillonnage temporel régu-
lier nous permet d’être dans une situation d’application de
processus de Markov. Nous utilisons ensuite ces séquences
de symboles (voir Tableau III) pour modéliser le niveau de
dégradation du processus. Nous modélisons cette « signa-
ture » à l’aide de MMC. Les données récoltées sur 2 ans
comprennent environ 2000 événements (voir Tableau I).

IV. RESULTATS

A. Évolution de l’entropie pour le modèle de synthèse

L’évolution de l’entropie de Shannon à partir des don-
nées issues du modèle de synthèse nous donne les résultats
présentés sur la Figure 6. Nous observons un maximum
d’entropie pour 152 symboles avec la distribution normale
et 88 symboles avec la distribution uniforme. Nous voyons
également que la courbe est asymptotique au-delà de 200
symboles.
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Fig. 7. Évolution de l’entropie pour l’application industrielle.

B. Évolution de l’entropie pour l’application industrielle

Les données industrielles, ont été collectées de 2005 à
2007. Les résultats de l’entropie de Shannon sont données
Figure 7. La valeur maximale est atteinte pour 180 sym-
boles. Cette valeur maximale de l’entropie correspond à la
valeur asymptotique pour un nombre élevé de symboles.

V. DISCUSSION

Le but de cette étude était de trouver une quantité mi-
nimale de données pour estimer correctement un modèle.

A. Entropie maximale

Sans connaissance à priori, nous avons évalué différentes
signatures par mesure de l’entropie de Shannon. Cette si-
gnature est considérée comme une chaine de Markov cachée
du 1er ordre. L’entropie de Shannon nous a permis pré-
cédemment [14] d’évaluer la pertinence de modèles. Nous
avons trouvé dans cette étude un maximum d’entropie pour
des données simulées issues de deux distributions diffé-
rentes. La première valeur maximale est de 88 symboles
pour la distribution uniforme et 152 symboles pour la dis-
tribution normale. Les résultats Figure 6 montrent aussi
une valeur asymptotique de l’entropie, indiquant qu’il est
possible d’utiliser un nombre limité de symboles dans la
conceptualisation d’un modèle. Ce modèle ainsi établi avec
un nombre fini de symboles, pourra être remis à jour en
fonction des nouvelles activités de maintenance. Pour une
maintenance prédictive, nous pouvons ainsi établir une « fe-
nêtre glissante » contenant ce nombre de symboles trouvé
précédemment.

B. Fenêtre glissante

La fenêtre glissante (voir Figure 8) contient le nombre
minimal de symboles trouvé au travers des Figures 6 et 7,
où l’entropie est maximale. Tous les symboles à l’intérieur
de cette fenêtre permettraient de réaliser une estimation



des modèles régulièrement. Ces modèles dynamiques pour-
raient ainsi fournir une aide à la décision dans l’organisa-
tion quotidienne de la maintenance préventive. Cette quan-
tité minimale de données pourra être implémentée dans des
algorithmes d’apprentissage. Ceci permettra de réévaluer
régulièrement le modèle. En effet, arrivé à l’instant « Main-
tenant » (Figure 8), nous ne connaissons pas la prochaine
observation. Avec cette fenêtre glissante, nous serons en
mesure d’estimer le prochain état caché. Le but principal
de la fenêtre glissante est de fournir une mise à jour des
modèles à l’instant souhaité.
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Fig. 8. La fenêtre glissante contient le nombre minimal de symboles
qui donne une entropie maximale. Le but principal de la fenêtre
glissante est de prévoir une mise à jour des modèles.

C. Confrontation du modèle de synthèse avec l’application
réelle

Nous comparons les données issues du modèle synthé-
tique avec celles provenant d’une GMAO industrielle. La
codification symbolique choisie étant identique dans les
deux cas (MMC de synthèse et MMC situation réelle), nous
avons une cohérence au niveau des observations du proces-
sus (voir Tableau II). Les données du modèle de synthèse
sont du type Symb_U pour la loi uniforme et Symb_N
pour la loi normale (voir Figure 3).
Dans l’étude du cas réel (voir contexte § III-B), nous avons
trouvé une fenêtre de 180 symboles afin d’obtenir un maxi-
mum d’entropie. Comme nous pouvons le voir sur les Fi-
gures 6 et 7, la mesure de l’entropie (informations issues
du contexte réel) suit le même comportement que l’entro-
pie « synthétique ». Par ailleurs, toutes les valeurs du maxi-
mum d’entropie trouvées précédemment correspondent aux
valeurs asymptotiques des évolutions des entropies respec-
tives. Ainsi, ces valeurs d’entropie maximales nous donnent
une idée sur le nombre minimal d’observations pour esti-
mer le mieux possible les modèles. Ce nombre minimal de
symboles nous donne des éléments pour choisir la taille
minimale de la fenêtre glissante permettant d’optimiser la
conceptualisation des modèles de maintenance préventive.

D. Conclusion

Ainsi, l’étude réalisée montre que l’on peut trouver une
quantité minimale de données pour estimer correctement
un modèle. Il faudra valider ce nombre minimal d’observa-
tions avec de nouveaux tests sur le modèle de synthèse.

Ainsi, dans une future phase d’exploitation, on pourra
donc réévaluer le modèle régulièrement. Dans ces condi-
tions, l’expert pourra bénéficier d’informations lui permet-
tant d’effectuer une programmation dynamique des inter-
ventions de maintenance puisque les actions programmées
par la méthode vont modifier le comportement du système.
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