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Méthodes SVM et MLN pour la reconnaissance automatique d’activités
humaines dans les habitats perceptifs : tests et perspectives

P. Chahuara1 A. Fleury2 M. Vacher 1 F. Portet 1

1 Laboratoire d’Informatique de Grenoble, UJF/Grenoble-INP/CNRS 5217, 38041 Grenoble
2 Univ. Lille Nord de France, F-59000 Lille, France. EMDouai, IA, F-59508 Douai Cedex, France.

Résumé
Cet article compare deux approches pour la reconnais-
sance des Activités de la Vie Quotidiennes (AVQ) dans
un habitat intelligent : - une approche SVM utilisée pour
son excellente capacité de classification, - ainsi qu’une ap-
proche à base de réseaux logiques de Markov pour leur
capacité à allier une excellente expressivité et un raison-
nement dans l’incertain. Ces méthodes ont été testées sur
des données réelles acquises lors d’expérimentations im-
pliquant 21 personnes effectuant des AVQ. Les résultats
montrent la difficulté de la tâche et permettent de dégager
des pistes d’amélioration.

Mots Clef
reconnaissance d’activité, réseaux logiques de Markov,
SVM, habitat intelligent, assistance à domicile.

Abstract
This paper reports the comparison of two methods for the
recognition of Activities of Daily Living (ADL) in a smart
home. A SVM based approach was developed due to its
excellent classification capacity as well as a Markov lo-
gic network one because of its high expressibility and its
capacity to reason with uncertainty. These methods were
evaluated on real data acquired during an experiment that
involved 21 participants performing ADLs. Results show
the difficulty of the task but make it possible to draw ways
of improving the method.

Keywords
Activity Recognition, Markov Logic Network, Support
Vector Machine, Smart Home, Ambient Assisted Living.

1 Introduction
La reconnaissance d’activité humaine à partir de capteurs
est un domaine scientifique en pleine effervescence avec
de nombreuses applications dans le domaine de la sécurité
et de la vidéo-surveillance de lieux publics [7]. Cette re-
cherche s’est récemment étendue à l’assistance à domi-
cile [16, 15, 19], à l’assistance et à la surveillance dans
les unités de soins spécialisés, ainsi qu’à la surveillance et
à l’évaluation de procédés dans l’industrie. La reconnais-
sance d’activité humaine est aussi actuellement très étudiée

pour la fourniture de services en contexte (context-aware)
dans les smartphones et autre objets intelligents.
Dans cet article, nous nous intéressons à la reconnais-
sance d’activité dans le cadre de l’assistance à domicile
et de la domotique. L’environnement considéré est donc
un espace privé dans lequel plusieurs capteurs, activateurs
et matériels domotique coexistent. Ce type d’environne-
ment impose des contraintes au niveau des capteurs ainsi
qu’au niveau des techniques employées pour la reconnais-
sance. La plupart des progrès apportés dans le domaine
de la reconnaissance d’activité proviennent de la vision
par ordinateur [1]. Cependant, non seulement l’installation
de caméras chez l’habitant soulève des questions éthiques
[16], mais elle entraı̂ne aussi un rejet de la part des utili-
sateurs [13] comme nous l’avons mis en évidence. La so-
lution développée dans la cadre du projet SWEET-HOME 1

consiste à compléter les capteurs conventionnels de la do-
motique (détecteurs de présence infra-rouge, interrupteurs,
etc.) par des microphones pour permettre à l’utilisateur de
maı̂triser son environnement grâce à une reconnaissance
vocale et un contrôleur intelligent. Le contrôleur intelli-
gent doit prendre les décisions en fonction du contexte.
Par exemple, l’allumage d’un lampe se fera de manière
différente selon que l’utilisateur interrompt son sommeil
ou qu’il est en train de manger. La reconnaissance d’acti-
vité constitue donc un élément essentiel du système.
La reconnaissance automatique de l’activité humaine
(manger, discuter, regarder la télévision, etc. ) peut être
définie comme l’identification d’une séquence d’actions
atomiques (prendre un ustensile de cuisine, s’allonger,
etc.). Ceci implique d’abstraire les signaux bruts en sym-
boles (propositions) étiquetés temporellement (p.ex. : cla-
quement de porte à 11h32), des signatures de situations
particulières d’événements atomiques sont détectées à tra-
vers un processus d’abstraction hiérarchique. Par exemple,
les mouvements détectés dans la chambre à coucher
peuvent faire partie de l’activité � se lever� qui elle même
peut faire partie d’un plan de journée (p.ex. : matinée du di-
manche). La reconnaissance automatique d’activité est l’un
des secteurs de recherche les plus actifs et les plus ambi-

1. Ce travail a été réalisé dans le cadre du projet Sweet-Home qui
bénéficie d’une aide de l’Agence Nationale de la Recherche portant la
référence ANR–09–VERS–011
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tieux en raison de la quantité importante de bruit dans les
données et de la difficulté de modélisation des situations ;
pour une même personne, une activité peut se dérouler de
nombreuses façons.
Un nombre très important de méthodes ont été proposées
pour la reconnaissance d’activité à partir de capteurs non
visuels. La reconnaissance à base de règles logiques ex-
pertes, qui est très répandue [15, 19], prend difficilement en
compte l’incertitude, souvent à travers une pondération ex-
perte alimentant un système d’inférence floue ou un raison-
nement de Dempster-Shafer. Une autre approche consiste à
modéliser les activités par modèle de Markov caché (Hid-
den Markov Model - HMM) [12, 5]. Plusieurs variantes
permettent plus de souplesse dans l’ordre des séquences
(p.e : les HMM hiérarchiques [12]) ou la modélisation de la
durée des activités [5]. Cependant, malgré une expressivité
améliorée, ces modèles nécessitent beaucoup de données
d’apprentissage, données qui sont très rares dans le do-
maine de l’assistance à domicile. De plus, il reste difficile
d’intégrer des connaissances a priori dans ces modèles pro-
babilistes. Une nouvelle méthode utilisant les réseaux lo-
giques de Markov (MLN) a été appliquée à ce domaine
[17] ; elle combine la puissance d’expressivité de la lo-
gique du premier ordre et la capacité à traiter l’informa-
tion incertaine des méthodes probabilistes. Ceci présente
de multiples avantages : le modèle est défini dans un lan-
gage logique formel qui le rend facilement vérifiable et
réutilisable [2], l’incertitude est prise en compte de manière
systématique, et enfin l’apprentissage du modèle permet
l’inclusion aisée de connaissances a priori.
Dans cet article, nous présentons les méthodes à base de
MLN et de SVM que nous avons employées pour effectuer
une reconnaissance d’activité de la vie quotidienne dans un
environnement perceptif. Nous présentons également les
résultats préliminaires obtenus et discutons des limites des
approches avant de dégager des pistes d’amélioration pour
les modèles.

2 Méthode
La méthode employée pour reconnaı̂tre les activités au fur
et à mesure de l’arrivée des données (c.-à-d. en-ligne) suit
le schéma de la Figure 1. Les données brutes extraites des
capteurs sont composées de valeurs symboliques instan-
tanées (p.ex. : détecteur infra-rouge) ou persistantes (p.ex. :
interrupteur), de série temporelles (p.ex. : température) et
de signaux continus (p.ex. : microphone). Un prétraitement
permet d’extraire des informations de haut niveau comme
par exemple la parole et la localisation de l’habitant. Toutes
les données sont abstraites en vecteurs de description,
chaque vecteur résumant une fenêtre temporelle. Le trai-
tement de ces vecteurs par les classificateurs permet de
décider du type d’activité en cours le plus probable. Les
modèles de classification sont appris de manière super-
visée. Cette section détaille les prétraitements réalisés, les
attributs considérés ainsi que les modèles de classification
et leur apprentissage.
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FIGURE 1 – Fenêtrage temporel utilisé pour l’obtention des
attributs à partir des données fournies par les capteurs.

2.1 Activités pour l’application considérée
Le projet SWEET-HOME a pour but principal de contrôler
les éléments domotiques notamment à travers un système
réactif à la voix. De ce fait, des commandes telles que,
l’allumage de la lumière ou la génération de messages
d’alertes sont générées suite à un ordre explicite (ou im-
plicite dans le cas de détection de situations de détresse).
Cependant, la pertinence de ces commandes dépend de
la situation courante de l’utilisateur, autrement dit du
contexte dans lequel l’ordre a été généré. Nous définissons
le contexte ainsi :

Définition 1 (Contexte) Le contexte est composé d’infor-
mations dynamiques qui permettent de caractériser la si-
tuation courante de l’utilisateur, la situation courante de
l’environnement ainsi que l’état de la communication entre
le système et l’utilisateur.

La définition du contexte est extrêmement dépendante de
l’application mais typiquement la localisation de l’utili-
sateur, la date et l’heure de la journée sont les com-
posantes les plus classiques des systèmes ubiquitaires
context-aware. Dans notre cas, nous souhaitons également
connaı̂tre les activités de la personne afin de générer des
commandes plus fines. Par exemple, si la personne dit ”al-
lume la lumière”, la commande peut être différente selon
que la personne se réveille ou que la personne s’habille
(p.ex., intensité de la lumière). Nous définissons une ac-
tivité ainsi :

Définition 2 (Activité) Une activité est une tâche de la vie
quotidienne, telle que dormir, s’habiller, se nourrir, com-
muniquer, que la personne effectue sur un intervalle de
temps donné. Ces activités sont un sous-ensemble de la
catégorisation de Katz [9].

Les activités considérées ont donc une granularité
complètement différente de celle d’autres études où, par
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exemple, l’usage d’un tournevis doit être détecté. Dans
notre cas, les informations disponibles sont très pauvres,
indirectes (pas de capteurs portés ou fixés aux objets)
et asynchrones (pas de mesure en continue de l’environ-
nement). Cependant, chaque activité est composée d’un
ensemble d’événements qui laisse une ou des signa-
tures caractéristiques de l’activité en cours qui, couplées
au contexte, peuvent permettre d’inférer l’activité cou-
rante. Notre hypothèse est que ces signatures peuvent être
représentées par des statistiques sur les informations four-
nies par les capteurs et le contexte. Étant donné le caractère
dynamique des activités, ces statistiques doivent être cal-
culées sur des fenêtres temporelles inférieures à la taille
minimale des activés visées.

2.2 Prétraitements
Les données brutes provenant de l’habitat intelligent
contiennent de l’information qu’il est nécessaire d’extraire
en vue de la reconnaissance d’activité. Deux types de trai-
tements sont considérés ici : la localisation de la personne
— qui est une information primordiale pour la reconnais-
sance d’activité — et la détection de parole qui permet de
détecter les activités de communication.

Détection de parole. Dans notre approche, les
événements audio sont détectés, en temps réel, par
un algorithme à seuil adaptatif basé sur la transformée en
ondelettes [18]. Les événements sont ensuite classés en
parole ou son de la vie courante (p.ex. : chute d’objet) par
un classificateur utilisant un modèle de mélange gaussien
(24 gaussiennes) appris par algorithme Expectation Maxi-
misation (EM). Les microphones étant omnidirectionnels,
un son peut être enregistré en même temps par plusieurs
microphones placés dans plusieurs pièces ; ces observa-
tions simultanées sont repérées. Pour chaque observation
sonore, le rapport signal sur bruit (RSB) est calculé.

Localisation. Dans les habitats intelligents la localisa-
tion des personnes est typiquement faite en utilisant des
détecteurs de mouvement infrarouge. Afin d’améliorer la
localisation, la méthode que nous avons mise en place
fusionne l’information provenant de plusieurs sources de
données (ici, contacts de porte, microphones et détecteurs
infrarouge). Le modèle de fusion est constitué d’un réseau
dynamique à deux niveaux [4] dont les nœuds représentent
des concepts (ici les différentes localisations) et les arcs
valués représentent la force de la relation entre concepts.

2.3 Calcul des vecteurs d’attributs
Les traces provoquées par une activité humaine et générées
par les capteurs sont difficilement généralisables étant
donné la très grande variété de réalisations d’une même
tâche inter- et intra-personne. Nous considérons donc des
fenêtres temporelles à l’intérieur desquelles les données
brutes inférées sont résumées. De cette manière, l’ordre des
événements est perdu, mais cette abstraction permet juste-
ment d’éliminer des variations pouvant être assimilées à du
bruit pour une plus grande généralisation.

Afin d’obtenir la meilleure résolution possible plusieurs
tailles de fenêtres temporelles (1, 2, 3 et 5 minutes) ont été
considérées avec différents recouvrement (de 0% à 50%
de la taille de la fenêtre). Par ailleurs, les attributs ont été
filtrés afin de ne retenir que ceux qui avait une corrélation
suffisante avec les classes à détecter.

2.4 Les Séparateurs à Vaste Marge (SVM)
Les séparateurs à vaste marge [3] consistent en la construc-
tion d’un hyperplan de séparation ~wT~x + w0 = 0 qui sera
ensuite utilisé par une fonction f() qui permet de savoir à
laquelle des 2 classes appartient un vecteur ~y :

f(~wT~y + w0) = sign(~wT~y + w0) (1)

Étant donné un ensemble d’exemples
{(~x1, e1), . . . , (~xN , eN )} constituant le jeux d’ap-
prentissage, avec ~xi les vecteurs de caractéristiques de
dimension D, et ei ∈ {−1,+1} les classes, l’hyperplan
choisi doit maximiser la distance entre les points les plus
proches de chaque classe tout en restant un séparateur.
Cela revient à minimiser 1

2‖~w‖
2 sous les contraintes

ei(~w
T~xi + w0) ≥ 1, pour i ∈ 1 . . . N . Ceci est classi-

quement résolu par la méthode des multiplicateurs de La-
grange, où le lagrangien est donné par :

L(~w,w0, α) =
1
2‖~w‖

2 −
∑N
k=1 αk

[
ei(~w

T~xi + w0)− 1
]

(2)
où les coefficients αk sont les multiplicateurs de Lagrange.
Le lagrangien doit être minimisé par rapport à ~w et w0, et
maximisé par rapport aux coefficients αk. La résolution du
problème montre que l’hyperplan optimal ne dépend que
des ns vecteurs supports ~xk du problème :

~w =
∑ns

k=1 αk ek ~xk (3)

En notant 〈., .〉 le produit scalaire de deux vecteurs, le
système d’équations 1 devient :

f(~y) = sign
(
~wT~y + w0

)
= sign (

∑ns

k=1ek αk 〈~xk, ~y〉+ w0)
(4)

Ce cadre décrit la méthode de résolution des SVM dans
un cas linéairement séparable. Cependant, le cas non-
linéairement séparable peut être traité en projetant l’en-
semble des points à l’aide d’une fonction noyau K. Dans
ce nouvel espace, les données seront alors linéairement
séparables. Dans notre cas, un noyau RBF est utilisé pour
projeter l’ensemble des points du problème de départ dans
ce nouvel espace :

K(~xi, ~xj) = exp
(
−‖~xi−~xj‖2

2σ2

)
car il permet de meilleurs résultats qu’un noyau polynomial
[6]. Nous utiliserons une méthode � un-contre-tous� pour
gérer le cas multiclasse en utilisant un ensemble de classi-
ficateurs permettant de séparer chaque paire de classes.
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À la différence d’autres méthodes et notamment de la
méthode présentée par la suite, les SVM sont des classi-
ficateurs purs, qui ne vont pas tenter d’inférer des règles
mais juste de construire un ensemble de séparations opti-
males entre les différentes classes et ceci uniquement à par-
tir d’exemples fournis. De plus, le classificateur construit
sera dépendant de l’appartement (du fait de cette construc-
tion), il sera difficile d’exporter les exemples acquis d’une
configuration vers une autre. Cependant, les résultats ob-
tenus lors d’une précédente expérimentation ont montrés
l’intérêt d’une telle approche [6].

2.5 Les Réseaux Logiques de Markov
(MLN)

Un réseau logique de Markov, Markov Logic Network
(MLN) [14] est un modèle statistique qui intègre la lo-
gique de premier ordre et les réseaux de Markov. Un
MLN est composé d’un ensemble de formules logiques
pondérées par des poids w ∈ R permettant d’exprimer
leur degré de vérité. Cette approche relaxe la contrainte de
la logique de premier ordre qui considère qu’une formule
est exclusivement vraie ou fausse. Dans un MLN, quand
une règle est violée, elle devient moins probable mais de-
meure quand même possible. Succinctement, considérons
F un ensemble de formules logiques du premier ordre,
wi ∈ R le poids de la formule fi ∈ F , C un ensemble
de constantes, X un ensemble de variables aléatoires tel
qu’une assignation xi ∈ C deXi ∈ X est une instance ato-
mique (un prédicat avec toutes ses variables instanciées).
Lors du processus d’inférence, le réseau logique de Mar-
kov ML,C construit un réseau de Markov (dans lequel tous
les prédicats sont instanciés) pour obtenir la distribution
P (X = x). Dans la représentation graphique du réseau de
Markov résultant, chaque sommet est un prédicat instancié,
et il existe un arc entre deux sommets si leurs prédicats se
trouvent dans une même formule. La probabilité d’une as-
signation spécifique est donnée par la formule :

P (X = x) = 1
Z exp

(∑
fi∈F wini(x)

)
(5)

où Z =
∑
x′∈χ exp

(∑
fi∈F wini(x

′)
)

est un facteur de
normalisation, χ l’ensemble des états possibles, et n(x) est
le nombre de formules qui sont satisfaites par l’assigna-
tion de valeur à des variables dans X . L’inférence exacte
dans un MLN complexe est un problème insoluble, donc
des méthodes d’approximation de type MCMC sont ap-
pliquées. Dans la littérature, la méthode la plus utilisée
est l’algorithme MC-SAT qui se base sur la résolution
de problèmes de satisfaisabilité booléens. L’apprentissage
d’un MLN consiste en 2 parties indépendantes : l’appren-
tissage des règles logiques, c.-à-d la structure du réseau ;
et celui des poids pour les règles. Kok et Domingos [10]
ont proposé un algorithme d’apprentissage de structure qui
génère des règles candidates et mesure leur pertinence par
une estimation du maximum de log-vraisemblance. Cepen-
dant, ce score n’est pas une mesure de pouvoir de discrimi-

nation et par conséquent il n’est pas adapté à un modèle dis-
criminant tel que la reconnaissance d’activité. Dans cet ar-
ticle, nous présentons trois approches d’apprentissage d’un
MLN pour la reconnaissance d’activités :
1) Le MLN naı̈f avec les règles attributi(X,Vi) →
classe(X,Vc) où les variables X , Vi et Vc représentent
respectivement l’instance à classifier, la valeur du ie attri-
but, et la valeur pour la classe cible. Il est nécessaire de
générer une règle pour chaque combinaison de variables
Vi et Vc. Il faut noter que le graphe résultant de ce MLN
correspond à une structure de modèle de Markov naı̈f, ou
les prédicats d’attributs sont connectés uniquement avec le
prédicat cible ;
2) Le MLN+PLI1 où l’apprentissage de la structure
s’effectue à travers la programmation logique inductive
(PLI). L’algorithme MDIE proposé par Muggleton [11],
implémenté dans le logiciel PROGOL, génère une hy-
pothèse sous forme de programme logique pour expliquer
des prédicats cibles à partir des connaissances introduites
sous forme de règles et une liste d’exemples positifs et
négatifs. L’application de la PLI pour apprendre la struc-
ture d’un MLN a été étudiée par Huynh [8] sur des données
artificielles.
3) Le MLN+PLI2 qui implique une variation dans l’algo-
rithme d’apprentissage MDIE. Dans cette variation, chaque
exemple positif est utilisé indépendamment des autres
pour générer des règles. Ceci conduit à un plus grand
nombre des règles apprises dont les pertinences peuvent
être pondérées lors de la phase d’apprentissage des poids.
L’apprentissage des poids est un problème d’optimisa-
tion qui se traite par des algorithmes de gradient pour
maximiser la fonction de vraisemblance conditionnelle.
La méthode appliquée est Scaled Conjugate Gradient.
Comme la structure d’un MLN est basée sur la logique
de premier ordre, ce modèle offre une meilleure expres-
sivité par rapport aux méthodes statistiques traditionnelles.
De plus, il permet d’ajouter facilement des connaissances
a priori sous forme de règles logiques.

3 Expérimentations et Résultats
3.1 Présentation de la plateforme Domus
La plateforme d’expérimentation Domus a été conçue et
mise en place par l’équipe Multicom du Laboratoire d’In-
formatique de Grenoble [13]. Cet appartement fonction-
nel de 34 m2 est équipé de capteurs et d’actionneurs afin
d’agir sur l’environnement (éclairage, volets, systèmes de
sécurité, chauffage, ventilation, contrôle audio-vidéo . . .).
Plus de 150 capteurs, actionneurs et sources d’informa-
tions sont gérés dans l’appartement. 7 microphones sans fil
placés dans le faux plafond équipent également l’habitat.
La figure 2 décrit l’emplacement des différents capteurs.
Les différents types de capteurs considérés dans cet article
sont les suivants :
– des microphones intégrés au plafond. Ces microphones

peuvent être utilisés pour détecter des sons anormaux,
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FIGURE 2 – Plan de l’appartement DOMUS et disposition
des capteurs.

retranscrire la parole, ou plus généralement classer les
sons et les paroles qui sont entendus dans l’appartement ;

– un grand nombre de capteurs sur bus KNX (norme
ISO/IEC 14543) permettant d’identifier l’utilisation
d’une porte (de communication entre des pièces ou une
porte d’une commodité - réfrigérateurs, placards, etc.),
d’une prise électrique, d’un interrupteur pour la lumière,
d’un volet, etc.

– des capteurs � environnementaux �, avec notamment
des capteurs de luminosité, des capteurs de température
et d’hygrométrie, ou encore un capteur de CO2 ;

– un compteur électrique et un compteur d’eau ;
– un ensemble de caméras de surveillance qui servent uni-

quement à vérifier les expérimentations et à annoter
celles-ci.

Le tableau 1 montre les 31 attributs obtenus à partir des
informations de capteurs.

Attribut Nombre Information

PourcentageLoc x 4 Pourcentage de temps dans la fenêtre tem-
porelle ayant x comme localisation

PredominantLoc 1 Localisation avec le plus grand pourcen-
tage

DerniereLoc 1 Dernière localisation avant le début de la
fenêtre temporelle

TempsDansLoc 1 Temps en seconds dans la localisation
prédominant

ActDesactFenetre y 2 Nombre d’activations/désactivations du
contact de la fenêtre y

ActDesactPorte w 3 Nombre d’activations/désactivations du
contact de la porte w

ActDesactLumiere z 6 Nombre d’activations/désactivations de
l’interrupteur de la lumière z

AmbientSensor 11 Variation de la valeur entre les fenêtres
de : CO2, température, Humidité, lumino-
sité, débit d’eau et électricité.

Power LastUse 1 Identifiant de la dernière utilisation d’une
prise électrique ou d’un interrupteur.

Power LastLastUse 1 Identifiant de l’avant-dernière utilisation
d’une prise électrique ou d’un interrup-
teur.

Classe 1 Repos, préparer et prendre un repas, ran-
gement, hygiène, s’habiller/se déshabiller,
se détendre

TABLE 1 – Attributs utilisés pour la classification

Le fait que cette plateforme soit réalisée comme un appar-
tement classique permet d’organiser des expérimentations
dans lesquelles les personnes vont réaliser leurs activités de
la vie quotidienne de la même manière qu’à leur domicile.

3.2 Données d’expérimentation et activités
Le but de l’expérimentation qui a été menée était d’ob-
tenir des résultats dans l’analyse des activités d’une per-
sonne dans des conditions les plus proches possibles de la
réalité. Pour ce faire, 21 personnes ont été recrutées et ont
eu à charge de réaliser, le plus naturellement possible, des
scénarios prédéfinis qui comportaient différentes activités
(habillage, hygiène, petit-déjeuner, vaisselle, sortie pour les
courses, ménage, écoute de la radio, ...) dont deux conver-
sations téléphoniques. La moyenne d’âge des 21 partici-
pants était de 38.5 ans et s’échelonnait entre 22 et 63 ans.
Chaque session d’enregistrement a duré environ 2 heures
pour une durée totale de plus de 26 heures et 7 minutes.
Ces activités ont été annotées avec le logiciel ADVENE.
À partir des enregistrements, les données correspondant
aux six activités énoncées précédemment et appartenant
aux scénarios ont été extraites automatiquement, et ce pour
différentes tailles de fenêtres temporelles avec différents
recouvrements. L’ensemble des classes à classifier est com-
posé des activités plus la classe rejet qui contient principa-
lement les temps entre chacune des activités du scénario.
Il y a un déséquilibre entre les cardinalités de chacune des
classes. Par exemple, la répartition des échantillons pour
un fenêtrage d’une minute avec un recouvrement de 25%
est respectivement (cf. classes du tableau 1) : 210, 160, 27,
232, 42, 88, 151. Ceci s’explique par la différence entre les
durées moyennes de chacune des activités (p.ex., manger
et se laver les mains).

3.3 Paramétrisation
Pour ces données de localisation, l’apprentissage de la
structure du réseau s’est fait sur 5 des 21 sujets considérés.
Ainsi, ces sujets sont sortis de l’étude de classification des
Activités de la Vie Quotidienne étant donnée que leurs
données de localisation sont supposées connues (ayant ser-
vies de référence).
Avant classification les données sont normalisées. Le
noyau utilisé est un noyau RBF pour lequel l’hyper-
paramètre ainsi que les paramètres de réglage des SVM
sont optimisés au préalable sur un ensemble de test [6].

3.4 Résultats
Le tableau 2 présente les résultats pour la classification
avec les SVM et avec les trois implémentations de MLN
avec et sans la classe rejet (dans le cas sans classe re-
jet, l’apprentissage/test se fait sur six classes). Le modèle
qui donne les meilleurs résultats est le MLN naı̈f. Claire-
ment les activités à reconnaı̂tre dans notre corpus sont sou-
vent liées à un ensemble très réduit d’attributs. Ainsi, par
exemple, la présence dans les toilettes suffit pour expliquer
l’activité hygiène. L’apprentissage dans le cas MLN naı̈f
mesure l’importance de tous les attributs et leurs possibles
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Rejet Sans Avec

Fenêtrage 60 secs 120 secs 60 secs 120 secs
Recouvrement 0 25% 50% 0 25% 50% 0 25% 50% 0 25% 50%

SVM 64,9 67,3 68,6 64,8 63,8 65 51,5 54,9 59,3 55,4 54,8 56,4
MLN naı̈f 65,9 70,8 72,8 76,2 65,4 67,2 51,8 55,9 61,2 54,8 57,7 57,5

MLN+PLI1 40,2 59,8 61,3 47,8 40,8 49,2 45,5 40,8 51,1 31,8 30,4 45,6
MLN+PLI2 64,9 66,8 64,2 60,6 59,8 64,2 51,1 53,3 57,9 50,8 52,0 53,7

TABLE 2 – Taux de bonne classification avec SVM et MLN (avec et sans classe rejet)

valeurs pour inférer chaque activité. Malgré sa simplicité
le MLN naı̈f couvre exhaustivement l’influence de chaque
capteur pour reconnaı̂tre des activités. De plus, il considère
la corrélation inverse des attributs et activités : par exemple,
il va donner une probabilité très basse à l’activité hygiène
si la présence dans le bureau est significative. Par contre,
les règles apprises par PLI risquent de ne pas considérer
certaines relations importantes entre attributs et activités.
Pourtant, la PLI a le potentiel de modéliser des relations
plus complexes entre attributs et cela pourrait être facile-
ment complété avec des règles introduites comme connais-
sance a priori.

Le tableau 3 présente les résultats pour la classification
avec les SVM avec et sans la classe rejet. Ce tableau montre
un fort écart de reconnaissance entre les différentes classes,
qui peut s’expliquer également par le déséquilibre entre
celles-ci. L’augmentation du pourcentage de recouvrement
améliore quelque peu les résultats. Cependant, les résultats
restent faibles pour la classe habillage/déshabillage et pour
la classe hygiène. Ces deux classes ont des fenêtres relati-
vement courtes et des résultats qui se répartissent entre les
différentes classes dans la matrice de confusion. Lorsque
la classe rejet est présente, elle fait partie de ces classes qui
sont mal reconnues. L’ajout de la classe rejet détériore les
résultats sans spécialement significativement changer les
résultats pour chacune des classes. On remarque que beau-
coup d’éléments de la classe rejet sont confondus avec les
autres classes (mais peu d’exemples se retrouvent classés
comme rejet).

Concernant MLN+PLI1, cette méthode n’a pas assez
d’exemples positifs et n’offre donc pas de règles utiles pour
expliquer une activité. Lorsque le réseau de Markov est ins-
tancié, il ne considère pas l’existence des activités qui n’ont
pas été apprises. La méthode MLN+PLI2, dont le temps
d’apprentissage est beaucoup plus long, offre un ensemble
plus conséquent de règles couvrant toutes les activités pos-
sibles. Cette augmentation du nombre de règles explique
la différence de performance entre ces deux méthodes. Ce-
pendant, le MLN naı̈f reste la méthode la plus performante.
Le tableau 4 présente les performances pour chaque acti-
vité avec cette méthode. Les performances pour les classes
rejet et habillage sont aussi les plus basses. Les résultats
pour la classe habillage sont meilleurs à cause du poids po-
sitif important associé aux règles relatives aux présences
de courtes durées associées à cette classe, un poids négatif

étant associés aux présences longues (contre-exemples).
De plus amples expérimentations sont nécessaires pour
trancher entre deux explications possibles. La première ex-
plication serait une très forte ambiguı̈té entre les classes
mal détectées et les autres, du fait du peu d’utilisation
de portes ou d’appareils électriques dans le cas de l’ha-
billage ou du rejet par exemple et du fait aussi que cer-
taines activités sont dissociées d’un lieu unique d’occur-
rence (l’habillage partage son lieu avec d’autres activités).
Les résultats de sélection de variables montrent que les at-
tributs les plus importants sont : la localisation présente, la
dernière localisation, le temps de présence dans la pièce, et
les pourcentages de présence dans chaque pièce. La loca-
lisation est donc essentielle pour la reconnaissance des ac-
tivités. Les classes rejet et habillage sont distribuées dans
plusieurs localisations, par conséquence la localisation ne
suffit pas à les reconnaı̂tre. D’ailleurs, aucun capteur ne
permet de reconnaı̂tre facilement l’habillage, (par exemple,
il n’y a pas des capteurs dans le tiroir).
La seconde explication serait en rapport avec le découpage
temporel. En effet, le fenêtrage est fait de manière
périodique et donc rien n’empêche un vecteur d’être à che-
val sur plusieurs activités en même temps. Ceci est encore
plus probable avec la classe rejet qui est composée de tran-
sitions courtes entre activités.

4 Discussion
Le tableau 2 nous montre les résultats dans différentes
conditions (de recouvrement et de fenêtrage), et ce pour
les SVM puis les MLN (apprentissage version naı̈ve, PLI1
et PLI2). Les données sont acquises dans un environne-
ment représentant un appartement réel avec un minimum
de contraintes sur le scénario.
Les résultats les plus bas par classe (présentés dans les ta-
bleaux 3 et 4) se retrouvent surtout dans les classes à faible
nombre d’éléments (habillage, ranger, hygiène), mais aussi
dans la dernière classe, appelée rejet et qui contient tout ce
qui n’est pas annoté. Pour les premières classes citées, il est
assez difficile d’obtenir des bases de données équilibrées,
de par la nature des activités mesurées. Cependant, aug-
menter encore la taille de notre base de données permet-
tra d’avoir une meilleure description de chacune de ces
classes. Les activités décrites par ces classes sont relati-
vement courtes. Ces classes sont donc aussi sensibles à
des petits décalages dans l’annotation. Pour la classe rejet,
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Rejet Sans Avec

Fenêtrage 60 secs 120 secs 60 secs 120 secs
Recouvrement 0 25% 50% 0 25% 50% 0 25% 50% 0 25% 50%

Repas 75,4 74,3 72,9 75,9 75,3 73,6 73,3 74,3 75 74,1 71,8 75,3
Ranger 50,3 51,9 52,1 56,8 55,6 55 42,2 46,9 49,5 49,2 50 49,6
Hygiène 44 40,7 35,5 40,9 40,9 40,9 32 25,9 25,8 40,9 40,9 40,9
Détente 79,9 80,6 82 81,6 80,1 82,1 76,3 78 81,4 80 79,4 80,8

Habillage 4,8 4,8 4,8 4,8 2,4 9,5 2,4 0 4,8 4,8 4,8 2,4
Dormir 68,1 81,8 83,3 63,8 60,8 63,2 68,1 78,4 82,5 55,3 62,7 61,4
Rejet – – – – – – 9,3 7,9 7,3 17,1 9,8 7,3

TABLE 3 – Rappel de la classification des activités avec les SVM (validation croisée à 5 partitions)

Rejet Sans Avec

Fenêtrage 60 secs 120 secs 60 secs 120 secs
Recouvrement 0 25% 50% 0 25% 50% 0 25% 50% 0 25% 50%

Repas 71,3 78,1 78,4 84,2 77,0 75,8 70,8 77,1 75,0 73,6 75,9 77,5
Ranger 53,7 57,5 57,4 63,1 67,7 53,5 42,2 36,9 53,7 44,1 52,4 48,8
Hygiène 52,0 44,4 51,6 66,7 54,5 45,5 40,0 14,8 32,3 50,0 50,0 45,5
Détente 80,9 83,6 85,6 85,3 58,1 84,0 74,2 83,2 84,3 77,6 80,1 79,5

Habillage 19,0 19,0 21,4 62,0 19,0 28,6 11,9 2,4 14,3 33,3 16,7 28,6
Dormir 68,1 76,1 77,2 71,9 82,4 61,4 50,0 43,2 71,9 46,8 56,9 50,9
Rejet – – – – – – 21,9 18,5 13,2 12,2 13,4 7,3

TABLE 4 – Rappel de la classification des activités avec les MLN Naı̈ve (validation croisée à 5 partitions)

celle-ci est difficile à modéliser. En effet, elle doit conte-
nir tout ce qui n’est pas annoté, et donc principalement des
transitions entre les activités. Cependant, selon l’annota-
tion (il est également complexe de savoir à quel moment
une activité démarre réellement), ces transitions peuvent
contenir quelques actions qui sont associées à l’une ou
l’autre des classes. Cette classe rejet a donc de très mau-
vais résultats quelque soit le fenêtrage ou le recouvrement,
du fait de son ambiguı̈té.
En ce qui concerne le fenêtrage et le recouvrement, un
recouvrement plus important améliore les résultats. Ceci
s’explique par le fait que l’on va de mieux en mieux décrire
chacun des instants de l’activité (et également augmen-
ter le nombre de fenêtres), et ainsi améliorer les modèles
réalisés. En revanche un fenêtrage plus important diminue
les résultats, pour les mêmes raisons (en décrivant les acti-
vités avec une granularité moins fine, on obtient des recou-
vrements plus importants entre les classes).
Le découpage temporel des données doit aussi être repensé.
En effet, il n’existe aucune détection d’activité dans notre
approche. Ainsi, les fenêtres ne sont pas placées au début
et à la fin d’une activité mais de manière périodique. Il se-
rait sûrement très pertinent d’essayer d’estimer les chan-
gement d’activités pour éviter de trop grande confusions.
Par ailleurs, une activité serait aussi plus facilement classi-
fiable si un contexte était pris en compte tel que la fenêtre
précédente et/ou suivante.
Les résultats entre les MLN et les SVM sont relativement
bas et semblables (autour des 65% sans classe rejet et
55% avec classe rejet), cependant une légère amélioration

est à noter dans le cas des MLN naı̈fs. Cette deuxième
méthode permet en plus de mieux comprendre la manière
dont la séparation est faite entre les classes. Pour les MLN
avec apprentissage basé sur la PLI, le nombre d’exemples
de certaines classes et le déséquilibre entre classes peut
également être responsable de ces mauvais résultats. Ces
résultats sont en partie inférieurs à d’autres résultats de la
littérature, cependant ce fait peut s’expliquer par les cap-
teurs utilisés, qui sont plus facilement installables (car tous
sur bus KNX) mais aussi beaucoup moins informatifs que
certains capteurs portés (contraignants). Par ailleurs, ces
résultats sont même inférieurs à de précédents résultats que
nous avions eu dans des conditions différentes mais com-
parables [6]. Cependant, les données acquises dans le cadre
de cette étude montrent un plus fort réalisme des conditions
d’enregistrement (ambiguı̈té, activités interrompues, acti-
vité impliquant plusieurs pièces, etc.) que celui de la plu-
part des autres travaux de la littérature. De plus amples re-
cherches sur cette base de données permettra très certaine-
ment d’obtenir des modèles plus robustes et plus réalistes.
Les résultats obtenus avec MLN+PLI1 et MLN+PLI2 sont
assez décevants, mais ces méthodes permettent d’obtenir
un ensemble de règles vérifiables telles que celle obtenues
ci-dessous :
PourcentagePresenceCuisine(90− 100%) ∧
TempsDansLocalisationPresente(8− 19min) ∧
V ariationTemperatureChambre(0− 0.05C◦)→
Activite(PreparerRepas)

PourcentagePresenceChambre(90− 100%) ∧
V ariationCO2Chambre(3− 9ppm)→ Activite(Dormir)

PourcentagePresenceBureau(90− 100%)→ Activite(Detente)

Ces règles pourraient être réutilisée pour l’apprentissage
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dans d’autre habitats de façon a constituer une base de
règles a priori génériques voir même être transférée di-
rectement dans un classificateur. Le développement de
méthodes MLN+PLI semble être un axe prometteur pour
acquérir des classificateurs réutilisables dans d’autres en-
vironnements que ceux dans lesquels ils ont été appris.
Ce thème de recherche est très important étant donnée le
coût d’acquisition des corpus nécessaires et le frein que
constituent les méthodes probabilistes au développement
des bâtiments intelligents du fait de la grande taille des cor-
pus qu’elles réclament.

5 Conclusion
Dans ces travaux, nous avons présenté deux méthodes
de classification d’activité appliquées sur des données ac-
quises en conditions réalistes dans un appartement équipé
de capteurs. Les résultats obtenus, bien que modestes,
sont encourageants en ce qui concerne les méthodes à
base de MLN qui donnent des résultats comparable à la
méthode SVM, et fournissent des résultats plus facilement
interprétables. De meilleurs résultats pourraient être obte-
nus en incluant l’information audio. Dans de précédents
travaux, la localisation et la parole étaient des données
très importantes pour la classification, notamment en ce
qui concerne les activités de communications et d’inter-
action avec des objets. Enfin, l’augmentation continuelle
de nos bases de données nous permettra, avec de meilleurs
modèles, et de vérifier à quel point la variabilité entre les
personnes et entre les différentes façons de réaliser une
tâche est bien modélisée dans les algorithmes.
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