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RESUMEL'AODE est consideré comme I'un des algorithmes represiémias plus intéressants
parmi les classifieurs bayésienes, si I'on considére notesgnt son taux d’'erreur peu élevé
mais aussi son efficacité. Jusqu’a présent, pour pouvoistroite un classifieur de type AODE,
tous les attributs (ou variables) dans un ensemble de dentdéeaient étre nominaux ou bien
devaient étre des variables préalablement discrétiséass@ette étude nous proposons deux
approches différentes afin de pouvoir traiter directemest dttributs numériques. L'un d’eux
utilise des réseaux conditionnels gaussiens pour modéliseensemble de données unique-
ment avec attributs numériques; I'autre (version hybridiscrétise le noeud super-parent dans
chaque modele, et utilise une distribution gaussienneauigie pour estimer les probabilités
des attributs numériques, mais des distributions multiates pour les attributs a valeurs dis-
crétes. Ces deux classifieurs obtiennent des résultatctmdpetitifs par rapport a I’'AODE.

ABSTRACTAODE (Aggregating One-Dependence Estimators) can be seema of the most
interesting representatives of the Bayesian classifi@nssiclering not only the low error rate it
provides but also its efficiency. Until now, all the attribatin a dataset have had to be nominal
to build an AODE classifier or they have had to be previousciditized. In this paper, we
propose two different approaches in order to deal directithwmumeric attributes. One of them
uses conditional Gaussian networks to model a dataset&ixely with numeric attributes; and
the other one (hybrid version) keeps the superparent on eextel discrete and uses univariate
Gaussians to estimate the probabilities for the numerigtattes and multinomial distributions
for the categorical ones. Both of them obtain competitigaiits compared to AODE.

MOTS-CLES Réseaux bayésienes, réseaux conditionnels gaussiessificition, AODE.
KEYWORDSBayesian networks, conditional Gaussian networks, diassion, AODE.
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1. Introduction

La classification supervisée est une tache trés courantseudement dans les ap-
plications dedata miningmais aussi dans nombreux aspects de la vie quotidienne,
par exemple la détection de spams dans le courrier élégtrenles recommanda-
tions pour un produit spécifique basées sur les achats euntgrietc. Les classifieurs
basés sur les réseaux Bayésiérn@&B) (Langleyet al, 1992) offrent des avantages
significatifs sur d’autres approches pour effectuer lesgfdle classification. Ils sont
capables de traiter naturellement l'incertitude, et nanlesaent estimer I'étiquette
qui est assignée a chaque objet mais aussi la distributipnatebilité concernant les
différentes étiquettes de la variable classe.

Le classifieur de Bayes naif (NB du anglais) (Dwdal., 1973) correspond a la
structure la plus simple qui soit, en posant I'hypotheselgs@attributs{4; ... A, }
sont indépendantes conditionnés & la cl&$sAu cours de ces derniéres années, I'at-
tention des chercheurs s’est focalisée sur le developpetaeariantes de NB pour al-
Iéger I'hypothése d’'indépendance entre les attributse,jaur, 'AODE s’est rélevée
comme l'option la plus attirante a cause de sa capacité damedh précision de NB
avec une legére augmentation de la complexité temporadl®(d) jusqu’aO(n?)),
oun désigne le nombre d’attributs. Une étude extensive qui eoenfes différentes
techniques Bayes semi-naives (Zhet@l, 2005) a prouvé que I'’AODE est signi-
ficativement meilleur en termes de réduction de I'erreungluan le compare avec le
reste de technigues semi-naives.

Jusqu’a présent, la seule fagcon d’entrainer un classifi@bRa fonctionner avec
un ensemble de données (ED) contenant des attributs nureérgété de les discré-
tiser avant de construire le modéle, ce qui peut représantbiandicap car ce pro-
cessus, par définition entraine une perte intrinséqueatiimdition. Pourtant, quand on
considere les variables numériques, le probleme se pode fagon de modéliser la
distribution de probabilité pour une variable conditioepgas seulement par la classe
(qui est discrete), mais aussi par une autre attribut numériLes réseaux gaussiens
(RG) (Geigeret al, 1994) ont été proposés comme étant une bonne alternative a |
discrétisation directe des variables continues. Un RGiedladre & un RB, mais cela
suppose que tous les attributs sont échantillonnés a gantie distribution de densité
gaussienne, au lieu d'une distribution multinomiale. Mélgette forte supposition, les
distribution gausiennes fournissent habituellement ggsaximations raisonnables
pour beaucoup de distributions réelles.

Dans notre étude, deux approches ont été développées piter ttes variables
continues en AODE : GAODE et HAODE (Floret al,, 2009b), les deux héritent
de la méme structure que '’AODE. Dans la premiére, nous autiis® des réseaux
conditionnelles gausienes (RCG) pour modéliser la redatiec 'attribut numérique
conditionnée a la classe discrete et un autre attribut nigoedy par conséquent, ce
classifieur se limite @ des EDs numériques. Dans la seconast, c'est une version

1. Nous I'appeleronslassifieurs bayésieng®ur simplifier.
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Figure 1. Structure du classifieur AODE.

discréte d'un attribut super parent qui est considéré daague modeéle; donc la
relation précédente peut étre estimée par une distribg@arssienne univariée. La
seconde approche applique des distributions multinosj@@r les variables enfants
discretes, étant capable de traiter directement tous pes tye données.

Le présent document est organisé comme suit : les sectiohsl@se3 donnent
une présentation d’AODE et RCGs respectivement, lesqeptésentent la base prin-
cipale des nouveaux classifieurs qui ont été développésetizor 4 fournit une
explication détaillée des algorithmes congus. Dans lase&, nous allons décrire
I'organisation des expériences et les résultats. Et finafepia section 6 résume les
conclusions principales de notre travail et présente lespeetives liées a cette étude.

2. AODEs : Averaged One-Dependence Estimators

Le classifieur AODE (Webbt al., 2005) est consideré comme une amélioration du
classifieur NB et aussi une bonne alternative a d’autreatieas telles que celles de
LBR (Zhenget al, 2000) et SP-TAN (Keoghkt al, 1999), car si ces derniers offrent
des taux de précision similaires, I’AODE est incontestat@et en téte en efficacité au
niveau du temps de classification comparé au premier et gustdiantrainement par
rapport au second.

L’AODE fait la moyenne des classifieurs SPODE avec chaque attribut différent
désigné sous le nom de super-parent (équation 1).

Un SPODE est un estimateur de dépendance-tyf@DEs) (Sahami, 1996) ou
chaque attribut dépend de la classe et d’'un autre attribotram, le super-parent.

n n
argmaeeq Z p(c, aj) H p(ailc, a;) [1]
j=1,N(a;)>m i=1,i#£j

ou C répresente la class@c I'ensemble de ses étiquette4, I'attribut super-
parentetas, as, - - , ay} I'instance a classifier. La conditiaN (a;) > m est utilisée
comme un seuil pour éviter prédire a partir d’attributs datéchantillons insuffisants.
S'il n’y a pas de valeur qui excéde ce seuil, les résultats &guivalents a NB.

En période d’entrainement, ’AODE a une complexité temp@r@(tn?), ol ¢
est le nombre d'échantillons d’entrainement; tandis queokaplexité spatiale est
O(k(nv)?), v représentant la moyenne du nombre de valeurs par attribltlet
nombre de classes. La complexité temporelle résultanterapgs de classification est
O(k(nv)?), alors que la complexité spatiale €3tk (nv)?).
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3. Réseaux Conditionnels Gaussiens (RCGs)

Les nceuds dans un RB peuvent étre modélisés par une fonetidrstibution
gaussienne, que I'on appelle aussi distribution Normaletés les distributions gausi-
ennes peuvent étre definies par deux paramétres : la moyenaeelé variance{?)
respectivement. De méme, chaque nceud continu peut avolistndution gaussi-
enne pour chaque configuration de ses parents discrets. I8eud continu a pour
parents un ou plus d'un nceuds continus, la moyenne peutidéé@rement dépen-
dante des états de ses parents continus. C'est I'idée fardata qui est sous-jacent
dans les RCGs (Lauritzeat al, 2001). On doit noter que les nceuds discrets ne peu-
vent pas avoir de parents continus.

Une proprieté remarquable des RCGs est celle d’offrir usatose ou I'exactitude
dans l'inférence est garantie. Un autre avantage des RG&sfagtu'ils ont seulement
besoin de)(n?) paramétres pour modéliser un graphe complet.

En général, chaque nceud va enregistrer une fonction deéétsile (modéle de
régression linéaire), ou la distribution pour une variaddatinueX avec des parents
discretsY” et aussi continu®Z = {71, ..., Z,} (étants le nombre de parents continus)
est une distribution gaussienne unidimensionnelle couves états de ses parents
(DeGroot, 1970) :

FXIY =y, Z=20)=N(z: ux(y)+z bxz, () (2= 11z, (1)), %12 (v))

(2]
e 1x(y) estla moyenne d& avec la configuratiol’” = y de ses parents discrets.
e 1z, (y) estla moyenne dg&; avec la configuratiol’ = y de ses parents discrets.

* 0%z (y) est la variance conditionnée sur ses parents contindet aussi
selon la configuratiol™ = y de ses parents discrets.

e bx z,(y) est un terme de régression qui individuellement mesurertzfd'une
liaison entreX et chaque parent continu (ce sérsi il n’y a pas un arc entre eux).

Les parameétres locaux sont donnés gar = (ux(y),bx(y),afqz(y)), ou
bx(y) = (bxz,(y),....bxz.(y)" estunvecteur colonne.

Ainsi, si I'on focalise sur le cas bivarié, ou la variabtfe est uniquement condi-
tionnée par une variable contindeplus le variable discréte mentionnée, la variance
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conditionnelle et le terme de régression peuvent étreeiaaht obtenus, comme le
montrent les équations 3 ef4

o%12(Y) = 0% (y) — b 2 (y)o% (y) [3]
bxz(y) = "jzz((y?;) )

4. Nouvelles propositions pour traiter les attributs contnus avec AODE

4.1. Le classifieur Gaussian AODE (GAODE)

L'idée sous-jacente de ce classifieur consiste a utiliseC&@our traiter les at-
tributs continus dans I'’'AODE. En fait, puisque la variablesse est discréte, si tous
les attributs sont limités a étre continus, nous pouvond@repla regle de Bayes pour
combiner RBs et RGs afin d’encoder les distributions de poititiaconjointes entre
les variables, en se basant sur les independances conéitemdéfinies par 'AODE.

Dans ce cas particulier d’AODE, la fonction de densité pdwaique attribut prédic-
tif doit étre estimée pour un nceud doté d’'un seul parentelisciest a dire, la classe
C et d’un autre parent continu, qui est I'attribut super-padans chaque modeld,.
L'adaptation de la fonction de densité conditionnelle g&rmne (CG) dans I'équation
2 pour ce cas est :

F(Ai = ai|C = ¢, Aj = aj) = Nai : pi(c) +bij(c)(a; — p;(0)), 07 ;(c) [5]

La structure bayésienne pour GAODE resterait la méme qu@bB et I'on ob-
tient son hypothese MAP lorsque nous remplagons les disiitis de probabilité
multinomiales de I'équation 1 avec la fonction de distributCG correspondante
définie par I'équation 5. Alors que la relation entre chadttiebait prédictif condi-
tionnel a la classe et le super-parent correspondant estlis@ghar une distribution
CG, larelation entre chaque super-parent et la classe ektlis® par une distribution
gaussienne univariée (DGU). Alors, en supposant que ttegegriables prédictives
sont continues, GAODE va sélectionner I'étiquette de lasdaqui maximise la som-
mation dans I'équation 6 :

argmaz. (Z Naj : pie),o5(e)p(e) - [T Nlas s pie) +bij(c)(a; — #]‘(C))vof\j(c))>
=1

i=1Ai#£]

6]

2. Les estimation dans les équations 3 et 4 ont été obtenuamwaillant avec la valeur de
ang(y) etbx z(y) quand l'inverse de la matrice de précisidir (') et la matrice de covari-
ance E) a partir du RG sont appairées :

oy (y)  oxz(y)

w-l = ( oz (y) bxz(y)o7 (y) ) _ ( Je) oxzly ) _5

bxz(W)oz(y) X1z + bz (¥)oZ(y)
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Comme nous pouvons le déduire a partir de notre définitionlassifieur qui
utilise CGNSs, il n'est pas possible de définir la fonction debabilité correspon-
dante pour une variable discréte conditionnée a un attnibotérique. Tout comme
pour I'AODE, tous les attributs jouent un role de super-padans un modele, au-
cun des attributs enfants ne peuvent étre discrets et paeqaant, GAODE n’est
défini que pour traiter les bases de données qui sont formékswement d'attributs
numériques.

Dans ce cas, la complexité spatiale pentraineret classifierva devenir indépen-
dante du nombre des valeur par attributeet c’estO(kn?). Dailleurs, puisque le
nombre des parametres nécessaires est indépendegntaitimation des probabilités
est plus fiable par rapport a la version multinomiale di augf@elles sont modélisées
a partir d’'un plus grand nombre d’échantillons, surtoutrglia taille des tableaux de
probabilité conditionnés (CPTs en anglais) est trés grande

La complexité temporelle ne subit aucune variation car Eapetres des distri-
butions gaussiennes et CGs peuvent étre computés de fagemintielle.

4.2. Le classifieur Hybrid AODE (HAODE)

Comme nous I'avons vu, le clasifieur GAODE défini ne peutérajue des bases
de données contenant uniqguement des attributs continusdAiiclure la possibilité
d'utiliser toutes sortes de bases de données, nous avoiae discconsidérer chaque
super-parent comme discret dans son modéle correspoedgntincipe, par le biais
de nimporte quelle méthode de discretisation. Cependsod, le super-parent sera
discrétisé, pour le reste des attributs, on considéreravidaur numérique. De cette
facon, ce n’est pas nécessaire d’avoir recours aux RCGajpaitous les parents dans
le réseau sont discrets, mais en méme temps nous conseavoagelure partie de la
précision originelle des données numériques.

On peut voir cette procédure comme une maniére encore phjpestde résoudre
le probleme du traitement des super-parents continus pagiue modéle de I'AODE,
puisque nous n’avons pas besoin d’employer RCGs, maismeuntades DUGs.

D’ou, I'équation 1 qui est développée de la fagon suivante :

argma:cc< i p(aj7 C) ﬁ ~/\[(a‘Z : tu‘i(c7 a‘j)7 01'2 (C7 a’j)) [7]

j=1,N(a;)>m i=1Ai#£]

Cela veut dire que la relation entre le super-parent et Eselast modélisée avec
une distribution de probabilité multinomiale, alors que deitres relations, ou chaque
attribut est conditionné a la classe et au super-parentnsodélisés par des distribu-
tions gaussiennes normales, pourvu qu'ils soient continus

Comme on I'a déja noté, ce nouveau classifieur offre une agansupplémen-
taire : la capacité de traiter avec tous les types de donkesdsybrides (mélanges de
variables discretes et continues) aussi. Dans les casydats ou I'attribut enfant est
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discret, on utilisera comme AODE une distribution multinale. Cette caractéristique
représente un atout important en ce qui concerne |'utitivates RGCs proposés par
GAODE, ainsi gu’une simplification évidente dans le calaes gparametres.

Les modéles construis sont encdrglépendant, et c'est la raison pour laquelle
les CPTs qui gardent les distributions de probabilité dJoescela est nécessaire pour
I'HAODE, restent tridimensionelles, comme pour 'AODE. i¥ce cas, la complexité
spatiale va augmenter avec le nombre variables discréteslaldase de données, le
limite supérieure étant le méme que pour '’AODE(&(nv)?)).

5. Méthodologie expérimentale et résultats
5.1. Ensemble de données contenant exclusivement des attributeériques

Afin d’évaluer la performance des deux classifieurs dévesppous avons ef-
fectué des expériences sur un total de 26 EDs numériquess@mient tous les EDs
présents sur la page d’accueil de I'Université de Waikaggant pour origine le réper-
toire UCI (Asuncionet al, 2007), qui ciblent les problémes de classification et ne
contiennent que des attributs numeériques selon Weka (v¥ttal., 2005). Le tableau
1 affiche ces EDs et leurs principales caractéristiques.

Tableau 1.Principales caractéristiques des EDs : nombre de varialpeslictives
(n), nombre de classe&) et nombre de cas).

Id Datasets

n k 1 [1d Datasets n k 1
1 balance-scale 4 3  625|14 mfeat-fourier 76 10 2000
2 breast-w 9 2 699|15 mfeat-karh 64 10 2000
3 diabetes 8 2 768|16 mfeat-morph 6 10 2000
4 ecoli 7 8 336|17 mfeat-zernike 47 10 2000
5 glass 9 7 21418 optdigits 64 9 5620
6 hayes-roth 4 4 160|19 page-blocks 10 5 5473
7 heart-statlog 13 2  270|20 pendigits 16 9 10992
8 ionosphere 34 2 351|21 segment 19 7 2310
9 iris 4 3 150|22 sonar 60 2 208
10 kdd-JapanV 14 9 996123 spambase 57 2 4601
11 letter 16 26 2000024 vehicle 18 4 946
12 liver-disorders 6 2  345|25 waveform-500040 3 5000
13 mfeat-factors 216 10 2000|26 wine 13 3 178

Le tableau 2 montre les résultats de précision obtenus ksaatiune validation
croisée (CVpx2 afin d'évaluer les différents classifieurs. Chaque valeprésente la
moyenne arithmétique da® exécutions. La balle & coté de certaines sorties signifie
que le classifieur correspondant a cet ensemble partialdietonnées, soit obtient
le degré de précision le plus élevé ou bien n'est pas sigtifiezaent pire que le
classifieur qui I'obtient. Les résultats ont été comparésitdisant le F testx2 cv
défini par (Alpaydin, 1999), qui comporte un taux d’erreurtgige | plus bas et une
puissance plus élevée que le t-t&s? cv. Le niveau de signification a été fix®a%

(o = 0.05).

En plus du GAODE et de 'HAODE3 autres classifieurs ont été inclus dans
la comparaison. De gauche a droite : classifieur NB a digtabs gaussiennes

3.http://wuw.cs.waikato.ac.nz/ml/weka/
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Tableau 2.Résultats de la précision obtenus pour le NB a distributigagssiennes
(NB-G), NB, AODE®{» = 1), GAODE et HAODE»{» = 1) sur les EDs numérigques.
Id NB-G NB AODE GAODE HAODE

1 88, 864 77,632 76,992 89,088 87,68

2 96,0801 97,1102 96,6237 95,9662 95,0787
3 074,974 74,6875 74,5573 74,7917 75,9115
4 083,9881 80,7738 81,0119 84,5238 84,3452
5 49,7196 60 G0, 7477 52,8037 60,6542
6 065,375 57,5 e57,5 065,625 68,5

7 83,4815 81,2593 80,8148 83,7778 83,037
8 082,963 88,8389 90,7123 92,0228 91,7379
9 95,0667 93,4667 93,3333 97,4667 95,6

10 85,7444 84,5758 90,3885 91,8442 93,9966
11 64, 06 73,296 86,292 71,235 86,138
12 54,2609 58,6087 58,6087 57,3333 54,2029
13 92,29 92, 36 096, 08 95,94 096, 31
14 75,7 75,87 79,25 79,39 ©80, 69
15 93,16 90, 48 093,83 96,15 095,92
16 69,32 68,03 68,9 70,79 69, 95
17 72,99 70,21 74,63 77,42 078, 1

18 91,1317 91,7544 96,3167 93,637 96,9181
19 87,7142 93,1336 96,6307 90,9446 91,8144
20 85,7041 87,3362 97,1161 94,2085 97,5182
21 80,6753 90,4416 94,1732 86,6667 95,1602
22 67,5 ©75,6731 75,5769 71,4423 75,9615
23 79,5131 89,8544 92,7277 79,8566 77,3658
24 43,1678 58,6052 67,4704 68,5106 72,9787
25 80 79,968 84,508 e4,46 084,22

26 97,4157 96,9663 96,9663 98,427 97,4157

Av 78,4842 80,3262 83,1445 82,4739 84,1233

pour traiter les attributs continus (NB-G); et classifietdB et AODE avec les
EDs précédemment discretisés (NB et AODE) en utilisant Ithode de Fayyad et
Irani (MDL) (Fayyadet al,, 1993). La discrétisation des attributs super-parents pou
HAODE, a également été effectuée a I'aide de cette méthode

Le tableau 3 montre, dans la moitié supérieure de chaqudesdk comparaison
entre chaque paire d’'algorithmes, ou chaque eniréd a la ligne: et la colonne
j signifie que l'algorithme a la ligneé gagne ernw EDs, égalise en (c’est a dire,
qgu’il n'y a pas de différence statistique selon le F tes? cv) et il perd enl EDs,
par rapport a I'algorithme dans la colonpeLa moitié inférieure de chaque cellule
contient les résultats des tests de Wilcoxon, avee 0,05, qui comparent chaque
paire d'algorithmes avec lex6 EDs : chaque fois que le résultat du test représente
une amélioration significative en faveur d’un classifieur'sutre, le nom du gagnant
est affiché, sinol0 est affichée.

En termes de moyenne arithmétique obtenue, on pourraiepgne NB avec dis-
crétisation fonctionne mieux que NB-G, mais le nombre d'EDSNB-G n’est pas
significativement plus mauvais que la meilleure méthodeien bn fait représente
la meilleure méthode, est dd, contre10 pour NB. En fait, le test de Wilcoxon
ne fait apparaitre aucune différence significative enteedmix méthodes pour ces

4. D’autres expériences ont été réalisées avec les métheddisatétisation différentes, et les
résultats obtenus suivent la méme tendance (Flktrak 2009a).
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Tableau 3. Comparaison de la précision entre les paires d’algorithmes

}ﬂ?‘SI—H NB-G ‘ NB ‘ AODE ‘GAODE‘
Wilcoxon

T

oo |

rone | T T

oo | e e

EDs. On pourrait espérer que le méme raisonnement s'ajgpdid@n comparaison en-
tre AODE et GAODE. Toutefois, cela n’est pas tout a fait viai k& différence entre
les moyennes des algorithmes est plus faible et le nombiBgldt les résultats ne
sont pas sensiblement plus mauvais que pour les autreffielassest exactement le
méme. Dans ce cas, le test de Wilcoxon n’a pas non plus réusshérer une dif-
férence significative.

Si on analyse ces résultats, nous pouvons confirmer que GA@DAODE a
la fois, sont significativement meilleurs que NB dans toses versions. En ce qui
concerne HAODE, non seulement il obtient la plus grande mogele précision, mais
aussi le plus grand nombre d’EDs dont les précisions ne smsignificativement
différentes des meilleures fournies par n'importe leques dutres classifieurs. De
plus, selon le test de Wilcoxon, il est significativementliaar qu’AODE et GAODE
en ce qui concerne ce groupe d'EDs, malgré le nombre cordidéd’ égalisations.

De plus, un test de Friedman a été effectué sub ldassifieurs, révélant une dif-
férence statistique. Les tests Nemenyi postérieurs (De2@a6; Garciat al,, 2009)
ont uniguement rejeté I'’hypothése que les 2 algorithmesnemas significativement
différents en faveur de GAODE et HAODE par rapport a NB-G et BIBrs qu’AODE
n'a pas pu étre révélée significativement mieux que n’ingquel d'entre eux.

5.2. Emsembles de données hybrides

Jusqu’'a présent, nous avons vu la grande capacité de I'HAQIIE servir d’al-
ternative & 'AODE dans les EDs numériques. Par opposit@A@DE, HAODE est
capable de traiter tous les types d’EDs, nous avons aussitedf des expériences sur
16 EDs hybrides inclus dans un groupe standar8cEDs du répertoire UCI, dont les
principales caractéristiques sont résumées dans le tedbldaus les EDs numeériques
dans ce groupe ont été inclus dans la précédente série deaxpes et pour les EDs
discretes les classifieurs sont égaux. C'est la raison powelle dans ce bloc, nous
nous concentrons uniquement sur les hybrides.

Le tableau 5 montre les résultats de la précision pour NBnfatbn gaussienne
ou multinomiaux selon le type des attributs), AODE et HAODE@uUn5x2cv pour
I'évaluation et I'application de la méthode de discrétmatiéja mentionnée. La raison
pour laquelle I'ordre des EDs a été modifié sera donnée cediss
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Tableau 4.Caractéristiques des EDs hybrides : nombre d’attribui$, (hfombre de
classes k), nombre de casi), nombre d'attributs discrets et continug D et #C) et
% des valeurs manquante® (/).

Id. Dataset n k I #D #C %M
1 anneal.ORIG 38 6 898 29 9 63,32
2 anneal 38 6 898 29 9 0
3 autos 25 7 205 10 15 11,06
4 colic.ORIG 27 2 368 20 7 18,7
5 colic 27 2 368 15 722,77
6 credit-a 15 2 690 9 6 5
7 credit-g 20 2 1000 13 7 0
8 heart-c 13 2 303 7 6 0,17
9 heart-h 13 2 294 7 6 19
10  hepatitis 19 2 155 13 6 5,39
11 hypothyroid 29 4 3772 22 7 5,4
12 labor 16 2 57 8 8 0
13 lymph 18 4 148 15 3 0
14  sick 29 2 3772 22 7 5,4
15  vowel 13 11 990 10 3 0
16 zoo 17 7 101 16 1 0

Tableau 5.Résultats de la précision obtenue avec le NB, AODE et HAODIE ts
EDs hybrides.

Id NB AODE HAODE %M

16 90,495 91,6832 94,2574 0
13 81,0811 80,8108 82,5676 0
15 50,6667 61,0505 78,4444 0
7 e74,16 074,44 075,32 0
12 88,4211 87,7193 88,0702 0
2 95,1448 96,7483 92,784 0
0
5
5
5
5
1

8 83,3003 83,3003 83,7624 17

6 36,020 86,2600 78,3696

10 82,3226 83,0968 84,3871 .39

11 97,7253 98,0011 95,6416 4

14 97,0891 97,2057 94,5652 4

3 58,7317 64,1951 57,561 11,06
69,6196 69,7826 60,8696 18,7

79,3478 81,087 78,8043 22,77
93,1403 93, 9866 88,7751 63,32

Av 81,047 83,3321 82, 3801

4
9 83,8776 83,9456 83,4014 19
5
1

Si chaquew-t-I notation signifie que HAODE gagne en EDs, égalise en et
perd enl, si I'on compare avec AODE 95% niveau de confiance, le classifieur hy-
bride améliore de maniére significative sur AODE darED, perd dan$ autres et
égalise dans0 (1-10-5). Méme si ce ne sont pas les résultats escomptés, si 'on con-
sidere seulement ces EDs hybrides, on ne peut pas prouvkexjgte un avantage
significatif du AODE sur HAODE, car Wilcoxon ne garantit pasdifférence statis-
tique.

Recherchant une raison plausible pour expliquer ce faitpesidérant les bons
résultats obtenus par HAODE vs AODE dans des EDs numérigaigledu 2), nous
avons analysé le pourcentage de variables numériquespgaortaux variables dis-
crétes dans les EDs hybrides, mais aucun modele significagté trouvé. Puis, nous
nous sommes dirigés vers I'étude de I'impact des valeurgjoeamntes et, dans ce cas,
on peut obtenir une tendance pertinerigeprésence de valeurs manquantes pénalise
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I'HAODE par rapport a 'AODE Ainsi, dans le tableau 5, les EDs hybrides ont été
classés selon leur pourcentage de valeurs manquantess8usdge la ligne dans le
tableau 5, nous avons ceux qui n'ont presque pas de valeurguaates. En fait, le
test de Wilcoxon réveéle des différences statisques lomsgeonsidére uniquement les
EDs avec des valeurs manquantes. Sur la base de la tend@acergp de I'HAODE
a pénaliser les EDs avec des valeurs manquantes, nous aébrest@ tous les EDs
avec un filtre non-supervisé pour remplacer les valeurs oemgs avec les modes
et moyennes des données existantes dans la colonne cowmlasp®. Les mémes ex-
périences ont été faites avec des résulta-de-2. Pour le premier groupe d’EDs
numeériques, les résultats sont les mémes, parce que settlerbecast-w &, 23% de
valeurs manquantes. Ces résultats nous aménent a la dondjus 'HAODE peut
étre plus sensible aux valeurs manquantes que les autssifielars inclus dans la
comparaison. Il semble que I'emploi répété de différentisnedeurs (moyenne de
modéles) a partir de peu de données sur les RGs est plusipréfle que lorsqu’ils
sont faits a partir de multinomiaux.

6. Conclusions et perspectives

Dans cet article, nous avons proposé deux variantes poladsifieur AODE afin
de traiter les attributs continus sans effectuer un praseds discrétisation direct sur
les EDs. Le premier classifieur, GAODE, applique les RCGs pmdéliser les rela-
tions entre chaque attribut prédictif avec ses parents$,obtient des résultats com-
pétitifs par rapport a 'AODE. Le GAODE implique une rédustide la complexité
de I'espace et les paramétres peuvent étre informagipéisri en un seul passage sur
les données, en conservant ainsi la complexité temporelld@DE. Cette approche
peut également fournir un calcul plus fiable et robuste dass8tjues nécessaires
puisque les paramétres sont exclusivement conditionreésladse.

En outre, nous avons présenté un classifieur “hybride”, HEQ@ui mantient dis-
cret l'attribut super-parent dans chaque modéle. Cetteoapp offre 'avantage év-
ident de traiter avec toutes sorte d’esembles de donnéasniNgns, méme s'il est
en général compétitif par rapport & I'AODE, il a montré unéfprence nette pour les
EDs de données dotés d’attributs continus et sans valeurguaates, ou il est signi-
ficativement meilleure que I'’'AODE. Le traitement adéquateég valeurs manquantes
en HAODE dépasse la portée de ce document, donc nous aliywdler dans de
prochains travaux.

Méme siles RGs offrent souvent une approximation raisolerdibmonde réel, ils
assument que les variables sont échantillonnées a padistriéutions gaussiennes. A
I'avenir, nous envisageons d’'explorer des distributiols générales, en particulier
I'application des Mélanges d’Exponentielles Tronquésrp®QDE, qui impliquent
une estimation plus précise, et sont capables de modéleésemnux bayésienes,
gaussiens et hybrides.
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