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Troisième Atelier

Qualité des Données et des Connaissances

23 Janvier 2007, Namur, Belgique

Préface

Après le succès des précédents ateliers Qualité des Données et des Con-

naissances, conjointement avec la Conférence EGC, Extraction et Gestion des

Connaissances - à Paris en 2005 et à Lille en 2006 - la troisième édition de

cet atelier, QDC 07, est organisée cette année à Namur, en conjonction avec

EGC 07.

Comme le montrent les différentes communication retenues, cet atelier

se concentre sur les différentes étapes du processus de fouille des données :

les méthodes d’analyse et de nettoyage des données, les approches algorith-

miques utilisées pour extraire les connaissances à partir de ces données, le

choix des mesures qui permettent d’en évaluer la qualité ainsi que la validation

et l’exploitation des connaissances extraites.

La qualité des données sur lesquelles va porter le processus de fouille des

données est un facteur décisif pour la performance de la fouille et qualité des

connaissances extraites. Le travail de Delphine Clément et Brigitte Laboisse

qui présentent un référentiel d’indicateurs de mesure de la qualité des données

relatives à la gestion de la relation client s’inscrit dans ce thème.

Deux communications proposent des procédures algorithmiques originales.

Pour faire face à l’explosion combinatoire des motifs fréquents, notamment

en text-mining, Martine Cadot et Alain Lelu associent des tests statistiques

réalisés par simulation sur les 2-motifs et une procédure itérative de construc-

tion de sur-motifs non redondants. Dans le domaine de la classsification asso-

ciative, Abdelhamid Zemirline, Laurent Lecornu et Basel Solaiman proposent



une nouvelle méthode d’extraction de règles d’association de classe multi-

labels.

Deux communications portent sur la mesure de la qualité des connais-

sances extraites. Régis Gras, Jérôme David, Fabrice Guillet et Henri Briand

étudient la stabilité de différentes mesures de qualité, principalement l’intensité

d’implication, en fonction des variations des différents effectifs qui intervi-

ennent dans le calcul de ces mesures. Stéphane Lallich, Philippe Lenca et

Benoı̂t Vaillant proposent une méthode de décentrage s’appliquant aussi bien

à l’entropie de Shannon qu’à toute entropie généralisée, qui conduit à des en-

tropies prenant leur valeur maximale pour une distribution de référence fixée

par l’utilisateur.

Le décalage est souvent assez grand entre les expérimentations sur des jeux

d’essais et la mise en œuvre de travaux académiques sur des données réelles

en collaboration avec un expert métier. Le travail de Benoit Vaillant, Stéphanie

Menou, Sorin Moga, Philippe Lenca et Stéphane Lallich qui porte sur l’analyse

de données relatives à l’activité d’un serveur vocal devant guider les utilisateurs

vers un service d’assistance spécifique relève de cette confrontation. Comme

le montrent Jean-Hugues Chauchat et Annie Morin, la validation statistique

des connaissances extraites exige que soit connu le mode de constitution de la

base de données utilisée et l’interprétation des connaissances extraites est un

art difficile.

Nous remercions chaleureusement les auteurs et les membres du comité de

programme de l’atelier pour leur contribution au succès de l’atelier QDC 2007.

Stéphane Lallich, Philippe Lenca et Fabrice Guillet

Organisateurs de QDC 2007
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B1 B2 B3 B4 B5 B6 B7 Total

A1 1 1
A2 1 1
A3 2 2
A4 1 1 Fréquences
A5 1 1
A6 1 1
A7 1 1
A8 1 1
A9 1 1
Total 2 1 3 1 1 1 1

B1 B2 B3 B4 B5 B6 B7 Total
A1 100,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 100,00%
A2 0,00% 100,00% 0,00% 0,00% 0,00% 0,00% 0,00% 100,00%
A3 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 0,00% 100,00%
A4 100,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 100,00% % horizontaux
A5 0,00% 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 100,00%
A6 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 0,00% 100,00%
A7 0,00% 0,00% 0,00% 0,00% 100,00% 0,00% 0,00% 100,00%
A8 0,00% 0,00% 0,00% 0,00% 0,00% 100,00% 0,00% 100,00%
A9 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 100,00% 100,00%

B1 B2 B3 B4 B5 B6 B7
A1 50,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00%
A2 0,00% 100,00% 0,00% 0,00% 0,00% 0,00% 0,00%
A3 0,00% 0,00% 66,67% 0,00% 0,00% 0,00% 0,00%
A4 50,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% % verticaux
A5 0,00% 0,00% 0,00% 100,00% 0,00% 0,00% 0,00%
A6 0,00% 0,00% 33,33% 0,00% 0,00% 0,00% 0,00%
A7 0,00% 0,00% 0,00% 0,00% 100,00% 0,00% 0,00%
A8 0,00% 0,00% 0,00% 0,00% 0,00% 100,00% 0,00%
A9 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 100,00%
Total 100,00% 100,00% 100,00% 100,00% 100,00% 100,00% 100,00% �
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Résumé. Nous présentons ici une chaîne de traitements permettant de n’extraire

d’un tableau de données booléennes que les seuls 2-motifs valides statistique-

ment et de ne construire sur cette base que les seuls sur-motifs apportant un

complément d’information. L’ensemble de ces motifs forme ainsi une représen-

tation complète et non redondante des liaisons présentes au sein des données.

Pour juger de la qualité de la liaison, positive ou négative, entre deux variables

prises dans un ensemble de variables donné, pour un ensemble d’objets donné

(paragraphes, patients, etc.), nous utilisons deux méthodes indépendantes s’ap-

puyant sur une méthodologie statistique : d’un côté nous évaluons l’importance

de la part de "variation" au sein des données imputable à la liaison (algorithme et

indicateurs MIDOVA), de l’autre côté la significativité de cette liaison par rap-

port à des données de même type obtenues "par hasard" (méthode TourneBool

de randomisation par échanges en cascade). Ces notions sont définies de façon

théorique et utilisées sur un exemple réel formé de 193 textes caractérisés par

888 mots.

1 Introduction : problématique, principes de notre approche

En extraction de connaissances, la mise au jour des éléments les plus caractéristiques de ces

données sous la forme de motifs (conjonctions de valeurs de plusieurs variables booléennes),

permet classiquement de trouver les "pépites de connaissance" présentes - cf. le problème,

maintes fois décrit, d’observation du panier de la ménagère, utile aux gestionnaires de grandes

surfaces. Elle permet aussi de constituer de nouvelles variables pertinentes pour alimenter des

traitements ultérieurs plus synthétiques : ainsi des méthodes linéaires de classification supervi-

sées ou non, ou de projections cartographiques diverses, peuvent être enrichies par la prise en

compte des non-linéarités qui résident dans ces conjonctions.

Dans les deux cas on cherche à minimiser le nombre de ces motifs, pour des raisons évi-

dentes de réduction du temps humain d’interprétation, ou du temps machine des traitements

suivants éventuels. La qualité des motifs extraits devient alors un enjeu essentiel : sont-ils ou
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non le fruit du seul hasard ? Sont-ils ou non redondants ? Un motif de niveau k exprime-t-il

davantage que ses sous-motifs de niveau k − 1 ?

Notre objectif vise un maximum de qualité dans l’extraction, à partir d’un tableau de P

variables booléennes, des motifs de tous niveaux, depuis les 1-motifs que sont les variables

elles-mêmes, jusqu’aux motifs de niveau supérieur. Nous proposons une démarche de qualité à

deux volets : 1) validation par un test de randomisation, 2) suppression des redondances entre

niveaux de motifs ; nous évitons ainsi les problèmes d’explosion combinatoire qui se posent

habituellement et sont résolus de façon statistiquement insatisfaisante par des seuils ad-hoc.

Cette démarche conjugue l’efficacité dans la réduction du volume de résultats (dans l’exemple

que nous présentons, passage de quelque 400 000 à 4000 2-motifs statistiquement valides, puis

2276 3-motifs et 41 4-motifs) à l’efficacité de calcul (temps de calcul dévolu principalement à

la validation des 2-motifs, et temps négligeable pour les motifs de niveau supérieur).

En apprentissage supervisé ou non, le problème de la sélection de motifs parmi les 2P

possibles a fait l’objet de nombreux travaux depuis Agrawal et al. (1996). Ce problème est

particulièrement crucial pour l’analyse non supervisée de corpus textuels, où le nombre de

variables extraites - ce sont ici des mots - dépasse facilement la dizaine de milliers. Pire, l’ex-

traction des mots composés, unités sémantiques véritables pouvant se compter par centaines de

milliers, fait l’objet d’approches syntaxiques et/ou statistiques comportant de nombreux choix

empiriques, et nécessitant une phase de validation manuelle quand un haut degré de qualité est

exigé (Lelu A. (1997)).

Un ensemble de variables décrivant un ensemble d’observations n’a de sens en fouille de

données qu’en tant que système, c’est à dire ensemble d’éléments liés par des relations de

covariation de ses constituants. Un ensemble d’éléments isolés n’est pas un système, et les

éléments non covariants d’un système, qui varieraient de façon propre et indépendante des

autres éléments, ne feraient pas partie de ce système.

Certaines de ses covariations peuvent être dues au seul hasard : des descripteurs booléens

fréquents ont beaucoup plus de chances d’être observés ensemble que des descripteurs rares,

et inversement. Notre ensemble de traitements incorpore donc un test de randomisation par

simulation de matrices de données de même structure que la matrice observée, ayant les mêmes

sommes marginales que cette matrice.

D’autres covariations au sein de motifs de niveau K gardent - ou non - un potentiel de co-

variation pour des motifs de niveau K + 1 : c’est le principe de notre algorithme Midova, qui

construit itérativement une suite limitée - dans notre exemple au niveau 4 - de motifs non re-

dondants de longueur croissante. Par exemple un motif non redondant de niveau 3 peut traduire

une covariation différente de celle de ses sous-motifs de niveau 2, ce que les modèles statis-

tiques classiques désignent sous le terme d’interaction (Winer B.J. (1991); Jakulin (2003)).

2 Valider statistiquement les liaisons entre variables expri-

mées par les 2-motifs

Alors que la notion de liaison entre deux variables ne pose pas de problème particulier, elle

est plus délicate à définir entre plus de deux variables, comme le note François Bavaud dans

Bavaud (1998). En effet la situation de non-liaison, ou indépendance, référence par rapport
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à laquelle on mesure un écart (sur la significativité duquel on statue), peut prendre plusieurs

définitions, dont les plus classiques sont :

– L’indépendance totale est définie par un effectif "fictif", obtenu à partir du produit des

probabilités des marges ; ainsi dans le cas de 3 variables avec un effectif total N et des

sommes marginales ni.., n.j., n..k : n̂ijk = Npijk, où pijk = pipjpk ; pi = ni../N ,

pj = n.j./N , etc. Cette indépendance est inconditionnelle en ce sens qu’elle intègre

l’indépendance de toutes les combinaisons de niveau inférieur. L’écart à cette hypothèse

a été exploré par Brin et al. (1997) dans notre présent cadre d’extraction de motifs et

de règles d’association : ces auteurs présentent avec prudence leur approche, qui utilise

la distance à l’hypothèse d’indépendance (le classique test du Khi-deux), en indiquant

clairement ses limites : For association rules, these [validity] conditions [of the Khi2

test] will frequently be broken [...] The solution of the problem is to use an exact calcu-

lation for the probability, rather than the Khi2 approximation. The establishment of such

a formula is still, unfortunately, a research problem [...].

– L’indépendance des variables d’un motif de niveau k peut n’être que conditionnelle, c’est

à dire se produire en sus de dépendances (ou non) au sein des sous-motifs de niveau

inférieur. Dans le présent travail, nous nous proposons de repérer les seules situations

d’écart fort et incontestable à ce type d’indépendance, laissant ouverte la caractérisation

fine de la situation d’indépendance.

Jusqu’ici, à notre connaissance, les seules autres tentatives de validation statistique de mo-

tifs ont été celles initiées par Régis Gras (Gras (1979)) ; celles-ci nécessitent que les données

suivent des lois de répartition spécifiques, comme la loi normale ou celle de Poisson. Elles

partagent également avec la tentative précédente d’utilisation du Khi2 l’inconvénient de ne pas

tenir compte du contexte global : comme elles ne prennent en considération que les quelques

colonnes du tableau Individus×Variables concernées par le motif ou la relation d’implication,

elles supposent une même loi de répartition quelles que soient les colonnes, et leur appliquent

la même logique de seuil ; elles ne tiennent pas compte du fait qu’une valeur un dans une ligne

comportant beaucoup de uns n’a pas la même signification que dans une ligne en comportant

peu ; plus généralement, elles ignorent le problème statistique réputé difficile des comparaisons

multiples (Jensen et Cohen (2000)). Dans cet ordre d’idées, J. Press (Press (2004)) développe

une quinzaine de raisons pour lesquelles les tests statistiques habituels sont dans la plupart des

cas inopérants en fouille de données : notamment beaucoup de variables de types et de dis-

tributions divers, et un nombre d’observations dépassant de beaucoup la trentaine qu’il suffit

pour considérer "grands" les échantillons des statistiques habituelles.

L’utilisation des tests de randomisation décrits par Manly (Manly (1997)) a contribé à notre

réponse rigoureuse à ces objections. Ces tests ont pour origine le test exact de Fisher, réper-

toriant l’ensemble des combinaisons d’effectifs des cases du tableau des données compatibles

avec la taille de la population, quand celle-ci ne dépasse pas la dizaine d’individus. L’aug-

mentation de puissance des ordinateurs et le développement des techniques informatiques de

simulation du hasard a permis aux statisticiens de développer ces tests ne nécessitant pas de

connaître la loi de distribution des données, afin qu’on puisse les appliquer à des données de

toutes tailles. Nous avons examiné dans Cadot et Napoli (2003) l’application de ce principe à

la recherche de 2-motifs dans des données booléennes, au travers de quelques expériences, et

conclu sur la nécessité de tirer des permutations respectant les sommes marginales du tableau

de données initial. Notre algorithme rigoureux de permutations par échanges rectangulaires

– 17 – QDC 2007



Simuler et épurer pour extraire des motifs pertinents

pour validation des 2-motifs a été présenté à CSDA 2005 (Cadot (2005)) ; sa justification

théorique se trouve dans Cadot (2006), basée sur la notion, originale à notre connaissance,

d’échanges en cascade : nous montrons qu’avec un nombre fini d’échanges en cascade, on

peut passer de toute matrice booléenne de marges données à toute autre de mêmes marges. Et

ces échanges en cascades peuvent être obtenus par composition d’échanges rectangulaires.

Nous présentons ici en section 4 une application de cet algorithme, renommé plus briève-

ment "Tournebool", à des données réelles ; celui-ci se limitant à l’extraction de 2-motifs va-

lides, il intervient en préalable à l’extraction de motifs d’ordre supérieur, que nous examinons

ci-après.

3 Algorithme et indicateurs MIDOVA

La stratégie la plus courante pour limiter l’explosion combinatoire des motifs consiste à

choisir un seuil de support, et à n’extraire que ceux dont le support dépasse ce seuil (Agrawal

et al. (1996); Bastide (2000)). Pour les interpréter en terme de liaisons entre variables, on

extrait de ces motifs des règles d’association, qu’on range selon leurs valeurs à divers indices

de qualité (Lenca et al. (2003); Guillet (2004)), afin de se limiter à celles de meilleure qualité

selon la sémantique couverte par ces indices.

Le choix préalable d’un seuil de support a des inconvénients gênants pour notre but.

1. Le seuil fixe de support ne permet pas de distinguer les cas d’associations fortes entre

variables de faibles supports et d’associations fortuites entre variables de forts supports,

ces dernières étant dues au seul effet des lois marginales de la matrice des données.

2. Il fait disparaître les oppositions entre variables, quels que soient leurs supports respec-

tifs (le support du motif les liant étant faible, voire nul dans le cas de variables exclusives

l’une de l’autre). Il fait également disparaître les associations positives entre variables

rares, sa valeur étant fixée indépendamment du support des variables constituant les mo-

tifs. A cela s’ajoutent des inconvénients dus à l’extraction proprement dite, qui produit

des motifs pour lesquels aucun souvenir des détails de leur composition n’est conservé,

compromettant ainsi toute interprétation fine postérieure, et des inconvénients dus à la

redondance en cas de variables avec des valeurs très proches (si A, B, C et D sont recou-

vrantes, les motifs AB, AC, AD, BD seront extraits ainsi que ABC, ABD, ACD, BCD et

ABCD). Nous désirons une extraction de motifs sans ces inconvénients, mais fournissant

un nombre raisonnable de motifs.

Pour mesurer 1) le gain d’information d’un motif M par rapport à ses sous-motifs et 2)

son potentiel de création de sur-motifs, nous nous appuyons sur les variations possibles de son

support. On impose à ces variations de se faire en laissant les supports des sous-motifs de M
inchangés. Pour calculer ces deux indices à partir du support s du motif M et de sa longueur

L (le nombre de propriétés le constituant), nous calculons au préalable les bornes et le centre

c de l’intervalle de variation du support s. Puis :

– L’indice MIDOVA-g. Pour la valeur du gain qu’il traduit, les considérations détaillées

dans Cadot (2006) nous amènent à choisir la fonction g = 2L−1(s− c). On peut trouver

dans l’exemple qui suit une illustration de ces considérations.

– L’indice MIDOVA-r. Une autre caractéristique essentielle dans notre optique est le "reste"

de variabilité possible pour les sur-motifs, défini comme 2L−1 fois la différence entre le
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support s et la borne (inférieure sg ou supérieure sd) la plus proche de s. Sa valeur

commande la poursuite de l’algorithme ou son arrêt : r = 2L−1min(|s− sg|, |s− sd|)

3.1 Exemple de recherche de l’intervalle de variation

Prenons le cas de 60 sujets pour lesquels nous connaissons les valeurs de 3 propriétés A, B

et C. Les supports respectifs de A, B, C, AB, AC, BC, ABC sont 35, 28, 40, 20, 27, 22 et 15.

Les valeurs des 60 sujets pour les 3 propriétés sont représentées dans la figure 1 par un tableau

d’incidence et par un diagramme de Venn. Comme il y a 3 propriétés, le tableau contient 23 = 8

FIG. 1 – Répartition de 60 sujets selon 3 propriétés.

lignes, et le diagramme de Venn 8 zones. La zone où les trois propriétés sont simultanément

vérifiées est grisée, ainsi que les autres zones dont le nombre de propriétés est impair, donc ici

vérifiant une seule propriété. Les quatre zones restantes (blanches) sont celles où un nombre

pair de propriétés (0 ou 2) sont vérifiées. Pour chercher l’intervalle de variation du support

de ABC, à support constant de ses sous-motifs, on essaie d’abord d’augmenter ce support. En

suivant la flèche 1, on déplace un sujet (par exemple s16) en lui ajoutant la propriété C qu’il

n’avait pas. Il passe ainsi d’une zone non grisée à une zone grisée. Lors de ce déplacement, le

support de AB ne change pas. Par contre ceux de AC et de BC augmentent d’une unité chacun.

On compense cette augmentation en suivant les flèches 2 et 3, qui déplacent par exemple les

sujets s21 et s33 en leur retirant la propriété C. Ce déplacement a pour conséquence une

diminution du support de C d’une unité, qu’on compense en déplaçant par exemple le sujet

s50 selon la flèche 4. Ainsi, si on désire augmenter le support de ABC, qui est dans une zone

grisée, sans modifier les supports de ses sous-motifs, il faut augmenter d’autant les effectifs

des 3 autres zones grisées et diminuer d’autant chaque effectif d’une zone non grisée. Comme

le plus petit effectif des zones non grisées est 5, le support de ABC ne peut pas augmenter de

plus de 5. Et pour faire diminuer le support de ABC, on procède de façon inverse, ce qui fait

qu’il ne peut pas diminuer de plus de 1, minimum des effectifs des zones grisées. Le support

de M varie ainsi entre 14 et 20, sa valeur centrale étant 17. Il ne reste plus qu’à calculer g

en remplaçant le support s par 15, la longueur L par 3, et le centre c par 17, ce qui donne

g = 2L−1(s− c) = 4(15− 17), soit -8, ce qui veut dire qu’il faut déplacer 8 sujets pour faire

passer le support de ABC de 17 à 15 sans changer les supports de ses sous-motifs. En résumé :
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– Borne inférieure : sg = s - min(zones d’arité impaire)

– Borne supérieure : sd = s + min(zones d’arité paire)

– Centre : c = (sg + sd)/2

3.2 L’algorithme MIDOVA

– 0) Initialisation : on choisit une valeur e correspondant à un écart négligeable du support,

dont l’unité est l’objet, donc en nombre d’objets. Cette valeur peut être 0, 1, 2 ou plus.

– 1) Au niveau 1 (motifs réduits à une variable), chaque motif a un support compris entre 0

et N . On calcule son écart au centre "neutre" N/2 de l’intervalle, et la part de variabilité

qu’il laisse aux supports des sur-motifs ; cette part est le support s lui-même si s >
N/2, ou N − s dans le cas contraire. Les motifs pour lesquels cette part est négligeable

(inférieure ou égale à e), quand ils ont un support s proche de zéro (s <= e), ou proche

de N (s >= N − e), ont épuisé leur part de variabilité. On les élimine des motifs à

fusionner pour le niveau suivant.

– 2) Niveau k (tant qu’il reste des motifs) : On combine les seuls motifs du niveau pré-

cédent qui sont combinables en un motif Mk de niveau k, et on en déduit le support s
de Mk et l’intervalle de variation de celui-ci (sg ; sd). On calcule l’écart de s au centre

de l’intervalle, et la part de variabilité qu’il laisse aux sur-motifs de Mk (c’est le reste

MIDOVA-r : l’écart entre sa valeur et la borne la plus proche sg ou sd). Si cette part

est négligeable, il a épuisé sa part de variabilité, on l’élimine des motifs à combiner à

l’étape suivante.

Lorsque l’algorithme a convergé (ce qui se produit d’autant plus rapidement que e est

grand), on interprète les motifs obtenus en terme de gain : positif si interaction positive, négatif

dans le cas contraire d’exclusion entre la présence des variables.

4 Application

Les données sont constituées à partir des résumés des 193 premiers livres de la collec-

tion Gallimard-jeunesse, qui forment une encyclopédie touchant des sujets très variés, ré-

sumés caractérisés par la présence de 888 mots au terme d’une extraction de termes semi-

automatique. Ces présences/absences peuvent être représentées par une matrice booléenne

Docs×Mots contenant 6559 uns. Le nombre de mots par document varie entre 3 et 63, la

répartition des documents selon leur nombre de mots suivant une distribution approximati-

vement binomiale, avec beaucoup de documents ayant entre 30 et 40 mots (cf. figure 1). Le

nombre de documents par mot varie entre 1 et 62, la répartition des mots selon leur fréquence

se faisant selon une distribution inégalitaire, plus de 90% des mots figurant dans moins de 15

textes chacun.

4.1 Le test de significativité des 2-motifs

Nous nous sommes d’abord intéressés aux associations de deux mots. Sur la base de 888

mots, il y en a 888*887/2 soit 393 828. La seule information pertinente que nous avons retenue

sur ces associations de deux mots est le nombre de documents dans lesquels ils apparaissent

simultanément. Nous avons décidé de ne garder que les associations de deux mots (2-motifs)
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figurant dans plus de textes qu’attendu par hasard, et celles dans moins de textes qu’attendu

par hasard, en prenant un risque alpha inférieur ou égal à 5% (risque de se tromper en estimant

qu’une association n’est pas due au hasard) dans cette décision. Ainsi c’est un test bilatéral

que nous faisons, permettant d’établir un intervalle de confiance à 95% des valeurs du support

en cas d’absence de liaison, les 2,5% à gauche de cet intervalle représentant les support trop

petits pour être dus au hasard et les 2,5% à droite ceux trop grands pour être dus au hasard.

Pour le réaliser nous générons au hasard et de façon indépendante 200 matrices booléennes

ayant mêmes sommes marginales que la matrice de données. Et pour chaque association de

deux mots, nous cherchons dans chaque matrice simulée combien de fois elle apparaît dans

des documents. Nous disposons ainsi du support réel du motif de longueur 2 et de la liste de

ses supports dans les matrices simulées.

Il y a peu de 2-motifs moins fréquents qu’attendus, mais bien davantage de plus fréquents

qu’attendu. Par exemple le 2-motif famille, rêve a un support de 0 dans les données d’origine,

ce qui signifie que ces 2 mots ne sont jamais dans un même texte, alors que dans 95% des

matrices simulées, il apparaît avec un support compris entre 1 et 7. Ce qui indique une oppo-

sition significative entre ces deux mots dans notre corpus. De même, le 2-motif peintre, ville

a un support de 2 dans les données d’origine, ce qui est peu par rapport au support de chacun

(respectivement de 26 et 44) comme l’indiquent les données simulées qui font apparaître un in-

tervalle à 95% de confiance de (3, 10) : dans cette collection encyclopédique, ces deux thèmes

fréquents et distincts ont peu de recouvrement. Par contre le 2-motif François 1er, Charles

Quint est peu fréquent (support de 3), mais plus fréquent qu’attendu (intervalle de confiance

de (0,1)), ce qui s’explique par la rareté de chacun de ces deux mots (supports respectifs de 5

et 4).

Après la phase de test statistique d’échanges en cascade, il reste 4 000 motifs de longueur

2 significatifs avec un risque α=5%, de support s avec 0<=s<=46.

4.2 Construction des motifs d’ordre supérieur valides avec l’algorithme

Midova

Parmi les 4000 motifs de longueur 2, 3686 ont une valeur de r (reste selon Midova) su-

périeure à 1. Ils se combinent en 2276 motifs de longueur 3, dont 587 de r supérieur à 1, ces

derniers créant 41 motifs de longueur 4, dont 2 de r supérieur à 1, trop peu nombreux pour

produire des motifs de longueur supérieure. Ces motifs peuvent s’interpréter selon leur valeur

de gain g. Voici quelques exemples d’interprétation.

Le 4-motif archéologie, fouille, légende, site a un indice r de 0, ce qui indique qu’il ne peut

plus contribuer à un 5-motif. Son indice g est de 4, ce qui indique une liaison positive entre

ces 4 mots plus informative que la liaison entre ces mots pris 3 à 3 et 2 à 2. Parmi ceux-ci, le

2-motif fouille, légende a un indice g de -2 qui indique une faible liaison négative. De même

le 3-motif pouvoir, puissance, Jérusalem a un indice r de 0 et un indice g de 8 , et le 2-motif

cinéma, film a un indice r de 4 et un indice g de 9. Les plus fortes valeurs de g apparaissent

pour les associations entre mots composés et leurs composants, par exemple XXe siècle et XXe,

ou chef et chef d’oeuvre, guerre mondiale et seconde guerre mondiale. L’opposition maximale

a lieu entre Etats-Unis et Moyen-Age avec g=-24.
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5 Conclusion : efficacité de la chaîne de traitement proposée

L’action combinée du test statistique et de Midova a réduit l’explosion de la pyramide des

motifs en largeur (2-motifs) par un facteur 144 et en hauteur par un facteur d’au moins 2,

comme on peut le voir dans la figure 2. La courbe pointillée en haut à gauche est le résultat

de l’extraction de toutes les associations de 2 mots, que ceux-ci figurent ou non dans un même

texte (s0r0). Elle indique clairement le caractère exponentiel de cette démarche naïve. Les 3

courbes pointillées rouges montrent le résultat de l’approche A Priori (le seuil de support est

de 2), combinée ou non avec un filtrage par le test d’échange en cascade (haz05 pour le risque

de 5%, haz01 pour 1%, haz1 sans le test ). Les 3 courbes bleues représentent les résultats

de l’approche Midova (r>=2) combinée ou non avec le test. Les 3 courbes noires combinent

l’approche A Priori et Midova, mais ne permettent pas d’obtenir les oppositions. Il en ressort

clairement que notre approche permet d’obtenir les oppositions partielles ou totales que ne

ressortent pas des autres méthodes, ainsi qu’une condensation non redondante des liaisons

entre variables. Notre approche fournit une quantité de motifs bien inférieure et de moindre

complexité, valides statistiquement, et d’interprétation plus riche, le tout pour un temps de

calcul de la construction des k-motifs (k>2) négligeable par rapport à celui de la validation

des 2-motifs. Nous comptons approfondir et optimiser ces aspects d’efficacité de calcul afin de

passer à l’échelle de corpus plus importants que l’exemple déjà conséquent traité ici.

FIG. 2 – Comparaison des efficacités respectives de l’utilisation combinée de Midova et du

test d’échanges en cascade avec la méthode classique de type A Priori, avec seuil de support,

où on trouve en abscisse les longueurs des motifs et en ordonnée leur nombre. Chaque longueur

est présente deux fois, la première pour les motifs extraits, la seconde pour ceux dont le reste

r est non nul, l’étape de hasard étant indiquée par la valeur "haz". Pour chaque courbe, on a

indiqué le seuil de support, de Midova-r, et le risque α (ainsi s0r2haz05 indique un seuil de

support de 0, de reste de 2, et le risque α de 5%)

Et ces principes ne sont pas limités aux données binaires. Nous avons ainsi commencé à

définir un gain pour les règles d’association floue qui prolonge celui que nous venons de définir

pour les RA classiques (Cuxac et al. (2005)).
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Summary

Our goal is twofold: 1) we want to mine the only statistically valid 2-itemsets out of a

boolean datatable, 2) on this basis, we want to build the only higher-order non-redundant item-

sets compared to their sub-itemsets. For the first task we have designed a randomization test

(Tournebool) respectful of the structure of the data variables and independant from the specific

distributions of the data. In our test set (193 texts and 888 terms), this leads to a reduction from

400,000 2-itemsets to 4000 significant ones, at the 95% confidence interval. For the second

task, we have devised a hierarchical stepwise procedure (MIDOVA) for evaluating the residual

amount of variation devoted to higher-order itemsets, yielding new possible positive or nega-

tive high-order relations. On our example, this leads to 2300 3-itemsets, 41 4-itemsets, and no

higher-order ones, in a computationally efficient way.
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Résumé. Les études concernant les méthodes d’extraction de règle de classifi-
cation proposent de classer une instance, le plus souvent en se basant sur une
seule règle, sans prendre en considération les règles du même type ayant un la-
bel de classe différent (par ex. : X → a, X → b). Dans certains domaines,
comme par exemple le domaine médical, il est important de connaître toutes les
conséquences induites par une règle donnée. Dans cette étude, nous proposons
une nouvelle méthode d’extractions de règle de classification multi-labels. Elle
se caractérise par sa rapidité, ceci est dû à la procédure utilisée pour l’extrac-
tion des motifs fréquents par le biais des ensembles flous. Elle se caractérise
également par l’extraction des règles en fonction de leur label, les règles sont
extraites à partir des ensembles de données appartenant à une même classe et
non à partir de l’ensemble global des données. Cette approche permet d’extraire
des règles spécifiques à chaque classe et d’extraire de nouvelles catégories de
règle d’exception. La méthode développée présente une grande précision et ses
performances sont comparables à celles d’autres méthodes de classification de
références.

1 Introduction

Dans le domaine médical, les systèmes d’aide au diagnostic ont pour objectif de donner
un ou plusieurs diagnostics au praticien, ceci induit l’utilisation de règle multi-label, c-à-d
des règles à plusieurs conséquences. Il existe peu d’études sur les méthodes qui génèrent des
règles multi-label (Thabtah et al. (2004, 2006)). Par contre, il y en a un grand nombre d’études
qui portent sur des méthodes de génération de règle de classification avec un seul label (Li
et al. (2001); Liu et al. (1998)). Dans cette étude, nous proposons une méthode d’extraction
de règles de classification multi-labels, qui s’appuie sur une nouvelle approche d’extraction.
Cette approche consiste à extraire les règles à partir d’un ensemble d’instances appartenant à
une même classe. Une instance est un ensemble d’attribut de type alpha-numérique, un de ces
attributs indique l’appartenance de l’instance à une classe. Cette approche permet d’obtenir
des règles spécifiques pour chaque classe que contient la base d’apprentissage. Contrairement
aux méthodes classiques qui génèrent des règles globales, extraites à partir de l’ensemble de la
base d’apprentissage. De plus, notre approche permet d’extraire des règles dites d’exception.



Règles multi-labels

Par exemple dans le domaine médical, ce type de règle permet aux systèmes d’aide au diag-
nostic d’identifier des pathologies qui sont difficiles à diagnostiquer par le praticien en raison
de leur faible fréquence d’apparition et de permettre également de distinguer une pathologie
qui présente un symptôme similaire à une pathologie courante. Dans cette étude, nous com-
mençons par définir les règles de classification. Par la suite, nous présentons notre algorithme
et sa description. Avant de conclure, notre méthode est comparée à d’autres algorithmes de
classification.

2 Règles d’association de classes

La méthode des règles d’association de classes (Li et al. (2001); Liu et al. (1998)) com-
prend l’extraction des règles et la classification à l’aide de ces règles. Cette méthode définit un
classifieur du type C4.5 de Quinlan (1993). Ce type de méthodes dérive des méthodes d’extrac-
tion de règle d’association de Agrawal et Srikant (1994). Le problème de règle d’association
de classes se définit de façon suivante : soit D l’ensemble de données qui est composé de N
cas décrits par un ensemble d’items. Soit I l’ensemble des items qui décrivent les cas de l’en-
semble D. Chaque élément de D est associé à un élément de l’ensemble C des classes. Les
règles d’association de classe sont implémentées de la façon suivante X → c où X ⊆ I et
c ∈ C. X est un itemset (c-à-d ensemble d’items). La règle X → c est extraite de l’ensemble
D avec une confiance (Conf ). Conf est le rapport entre le nombre de cas de D contenant
X et appartenant à c et le nombre de cas de D contenant X . La règle X → c a un support
(Supp) dans D. Supp est le rapport entre le nombre de cas de D contenant X et appartenant
à c et le nombre de l’ensemble des cas de D. L’objectif de cette approche est de générer des
règles d’association de classes qui ont un support et une confiance supérieurs à un certain seuil
(minSupp, minConf ) et de mettre en place un classificateur efficace à partir de ces règles.

Dans un problème multi-labels, on retrouve la même définition que dans le problème de
règles d’association de classe. Cependant, pour une instance d ∈ D, il peut être assigné un
ensemble de classes c1, c2, · · · , ck pour ci ∈ C. Ceci est représenté de la façon suivante :
(d, (c1, c2, · · · , ck)) où (c1, c2, · · · , ck) est une liste ordonnée de classes pour l’instance d.
L’ordonnancement de la liste se fait à l’aide de la base de connaissance déduite du classifica-
teur.

3 Algorithme MCCAR

Dans cette partie, nous présentons un nouvel algorithme d’extraction de règles d’associa-
tion de classes que nous avons appelé l’algorithme MCCAR (Multi-label Classification based
on Class Association Rule). Les particularités de notre algorithme sont les suivantes :

– Extraction de règles à partir d’un sous-ensemble d’instances appartenant à une même
classe et non pas sur l’ensemble des instances,

– classification des instances en se basant sur plusieurs règles,
– extraction de règles d’exception par deux procédures (la procédure "multi-seuil" et la

procédure "générer-supprimer") §3.2,
– génération de règles multi-labels.
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La majorité des méthodes d’extraction de règles d’association de classes se décomposent
en trois phases. La première phase consiste à générer les règles, la seconde à les évaluer et
la dernière phase à utiliser les règles générées sur les instances de la base de test. Dans notre
approche, nous avons quatre phases. La première phase regroupe les instances dans des sous-
ensembles en fonction de leur classe et définit le support minimum pour chaque sous-ensemble.
Cela permet par la suite de découvrir les items fréquents et de générer des règles dites com-
munes et d’exception. Dans notre approche, les règles sont extraites à partir des ensembles
de données appartenant à une même classe et non à partir de l’ensemble global des données.
Ceci nous amène à redéfinir le calcul du support, Supp : le rapport entre le nombre de cas
de D contenant X et appartenant à c et le nombre de l’ensemble des cas de D contenant c.
La procédure permettant de générer les seuils est expliquée dans le §3.1. La génération des
règles d’exception est abordée dans le §3.2. La seconde phase consiste à supprimer les ins-
tances de l’ensemble de la base d’apprentissage, qui sont couvertes par les règles générées
précédemment et à générer les règles d’exception à l’aide de la procédure "générer-supprimer"
(generate-and-remove). La procédure "générer-supprimer" est décrite dans le §3.2. Dans la
troisième phase, les règles générées dans les phases précédentes sont évaluées afin de permettre
leur exploitation par la procédure de classification. La procédure de cette phase est décrite dans
§3.3. Dans la dernière phase, toutes les règles générées précédemment sont regroupées afin de
produire des règles multi-labels (décrite dans §3.4). Par la suite, une procédure de classifica-
tion des instances de la base de test est réalisée afin d’estimer les performances de l’algorithme.
Pour réaliser cette procédure, un classificateur est mis en place. Ce classificateur manipule les
règles afin de prédire la classe de l’instance à prédire (§3.5).

3.1 Sélection des itemsets fréquents et génération de règles

Plusieurs approches de sélection des itemsets fréquents et de génération de règles ont été
proposées par Agrawal et Srikant (1994); Liu et al. (1998); Li et al. (2001); Yin et Han (2003);
Thabtah et al. (2004); Zaki et al. (1997); Han et al. (2000); Quinlan et Cameron-Jones (1993).

Dans ces travaux, nous proposons une nouvelle approche afin de découvrir les itemsets
fréquents et de générer des règles. Cette approche génère des règles dites locales, c-à-d que
ces règles sont générées à partir d’un sous-ensemble d’instances qui appartiennent à une même
classe. Cela permet d’avoir des règles spécifiques pour chaque classe, contrairement aux autres
méthodes qui génèrent leurs règles à partir de l’ensemble des instances. Dans notre méthode,
nous nous inspirons de la méthode d’intersection proposée par Zaki et al. (1997) afin de par-
courir une seule fois l’ensemble des instances pour calculer les supports des règles générées.

Notre approche divise la base d’apprentissage T en plusieurs sous-ensembles qui regroupent
les instances appartenant à une seule et même classe. Chacun d’entre eux est parcouru une seule
fois (grâce à la méthode d’intersection) afin de calculer la fréquence d’apparition des items.
Pour chaque classe, il est défini une fonction d’appartenance en fonction des fréquences des
items.

Ces fonctions d’appartenance classent les items en deux sous-ensembles : les items qui ap-
partiennent au sous-ensemble rare et les autres au sous-ensemble fréquent. Nous faisons appel
à la théorie des ensembles flous de Zadeh (1975) afin de définir les fonctions d’appartenance
aux sous-ensembles rare et fréquent. La plupart des méthodes de règles d’association ont leur
support seuil qui est fixé au préalable, ceci peut présenter certains désavantages tels que :

– Aucun item n’a son support qui dépasse le support minimum.
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– Certains items ne sont pas pris en compte malgré que leur support sont voisins au support
minimal.

Les termes "rares" et "fréquents" définissent une variable linguistique, celle-ci est caracté-
risée par le quintuplet (x, T (x), U,G,M) (Zadeh (1975)) où :

– x est le nom de la variable linguistique, ici c’est la fréquence ;
– T (x) est l’ensemble des termes associés à la valeur linguistique, ici cet ensemble est : {

Rare, Fréquent} ;
– U est l’espace de définition, notre domaine de définition U = [fmin, fmax] ( fmin

correspond à la fréquence minimale d’apparition d’un item qui est normalisée par la
fréquence maximale (maxfreq) d’apparition d’un item pour la même classe, fmax cor-
respond à la fréquence maximale (maxfreq) normalisée, elle équivaut à 1) ;

– G est une règle syntaxique pour la génération des noms de valeur de x ;
– M est une règle sémantique pour associer à chaque valeur sa signification.
Les termes de T (x) sont caractérisés par des ensembles flous définis par les fonctions

d’appartenance suivantes :
– F est l’ensemble des centroïdes des ensembles flous obtenus par l’algorithme de fuzzy c-

means (FCM) Bezdek (1981), tel que F se présente de la façon suivante {frare, ffréquent}.
– µi,rare correspond à la fonction d’appartenance au terme linguistique rare pour la classe

i et prend comme argument la fréquence normalisée f d’un item donné.

µi,rare(f) =







1 si f ≤ frare

1− (f − frare)/(ffréquent−frare
) si frare < f ≤ ffréquent

0 sinon.

– µi,fréquent correspond à la fonction d’appartenance au terme linguistique fréquent pour
la classe i et prend comme argument la fréquence normalisée f d’un item donné.

µi,fréquent(f) =







0 si f ≤ frare

1− (f − ffréquent)/(ffréquent−frare
) si frare < f ≤ ffréquent

1 sinon.

Pour notre méthode, les items sont considérés comme fréquent si le degré d’appartenance
à l’ensemble fréquent est supérieur au degré d’appartenance au sous-ensemble rare. Deux
seuils subjectifs sont déduits : premier support sup1 et le second support sup2. La valeur de
sup1 correspond à l’abscisse de l’intersection des fonctions µrare et µfréquent pour une classe
donnée, multipliée par maxfreq. La valeur de sup1 correspond à la valeur du centroïde frare

multiplié par maxfreq. Grâce à cette méthode, des seuils supports subjectifs spécifiques à une
classe donnée ont été définis. Tous les items qui ont leur degré d’appartenance à la valeur
linguistique fréquent égal à 1 sont considérés comme des items fréquents. Les items qui ont
leur degré d’appartenance à la valeur linguistique fréquent inférieur à 1 mais supérieur au
degré d’appartenance à la valeur linguistique rare sont considérés comme items d’exception.
La combinaison des items fréquents et d’exception va générer des règles dites communes ou
d’exception selon les supports de ces règles, ceci sera précisé par la suite.

3.2 Extraction des règles dites d’exception

Tout d’abord, les règles d’exception sont définies comme étant des règles qui contredisent
la croyance commune. Elles sont souvent inconnues ou négligées. Cependant, ce type de règles
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permet de couvrir des cas rares. Une règle commune présente un phénomène commun avec un
support et une confiance élevés. La règle d’exception contredit certaines règles dites communes
et a un faible support. Cependant, elle possède une valeur de confiance aussi élevée que pour
les règles dites communes.

Il existe deux types de méthodes qui permettent la découverte des règles d’exception à par-
tir d’ensemble de règles d’association (Hussain et al. (2000); Liu et al. (1999b,a)) : la méthode
à multi-supports et la méthode générer-supprimer. La méthode à multi-supports consiste à in-
troduire deux supports minimaux. Les règles ayant leurs items entre ces deux seuils sont les
règles d’exception. La méthode générer-supprimer consiste à générer un ensemble de règles R
à partir d’une base d’apprentissage T à l’aide d’un algorithme d’induction, puis à supprimer
les objets T ′ qui sont couverts par les règles R de T . Un nouvel ensemble de règles R′ est
généré à partir de T − T ′ à l’aide du même algorithme d’induction. Ce processus est répété
jusqu’à qu’il n’y ait plus d’élément dans la base d’apprentissage.

Les règles de classification s’écrivent de la façon suivante : X → c ; ceci implique une
légère différence dans la définition des règles d’exception, d’où nous proposons une nouvelle
définition de règles d’exception. Rappelons rapidement que l’objectif des règles de classifi-
cation est de définir un classificateur afin de prédire l’appartenance à une classe de certains
nouveaux objets. Les règles d’exception (pour les règles de classification) sont des règles qui
indiquent l’appartenance d’un item à une classe en contradiction avec une règle qui a un poids
plus fort. Elle couvre des instances qui sont inhabituelles ou ambiguës. Dans notre étude, nous
définissons trois structures de règles d’exception :

Unique règle d’exception : l’itemset X de ce type de règle n’est présent que dans cette
règle. La confiance pour cette règle est égale à 1. Les items qui composent X ne sont
pas fréquents et la règle est générée par la méthode générer-supprimer.

X → c - règle d’exception
(support faible, confiance = 1)

X → ¬c - ∅

Pseudo règle d’exception : l’itemset X de ce type de règle est composé d’items non fré-
quents pour la classe c et cet itemset X apparait dans d’autres règles appartenant à des
classes différentes de c.

X → c - règle d’exception
(support faible, confiance faible/élevée)

X → ¬c - règle commune
(support élevé, confiance élevée)

Semi règle d’exception : l’itemset X de ce type de règle est composé en partie d’items
qui ne sont pas fréquents pour la classe c. L’itemset X peut composer d’autres règles
d’exception pour des classes différentes de c.

X → c - règle d’exception
(support faible, confiance élevé)

X → ¬c - règle d’exception
(support faible, confiance faible)

Cette définition des règles d’exception permet à l’utilisateur d’évaluer les règles de faible
poids d’une façon plus pragmatique et de les intégrer dans le processus de décision de la
même façon que les règles dites communes. Dans notre méthode, nous combinons la méthode
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générer-supprimer et la méthode à double seuils pour générer les règles d’exception. La mé-
thode de double seuils est adaptée à notre approche car elle peut utiliser de manière aisée les
fonctions d’appartenance définies dans la phase une. Cette adaptation consiste à définir des
seuils de supports locaux, c-à-d chaque classe aura ses propres double supports. Dans notre
algorithme, la méthode à double supports minimaux est appliquée dans la phase une et quant
à la méthode générer-supprimer, elle est appelée dans la phase deux. Cette combinaison des
deux méthodes permet d’extraire des règles d’exception de façon pertinente.

3.3 Evaluation des règles

Dans cette partie, nous allons parler d’évaluation des règles générées à partir d’un sous-
ensemble d’instances spécifiques à une classe donnée. Cette évaluation permet par la suite
de classer les règles par degré d’importance. Notre démarche consiste à évaluer les règles en
fonction de leur importance dans la classe à laquelle elles appartiennent. Ceci est effectué par
l’attribution de degrés d’appartenance des règles à la classe à laquelle elles appartiennent. La
définition des fonctions d’appartenance s’inspire de la méthode de l’histogramme de fréquence
normalisée proposée par Chauvin (1995). À partir des supports des règles d’une classe donnée,
nous définissons un histogramme de fréquence normalisé par rapport à la fréquence la plus
élevée. La raison qui nous motive à définir des fonctions d’appartenance pour évaluer les règles
entre elles au lieu de prendre en considération la confiance de règle est la suivante : notre
algorithme propose une classification à base de multi-règles, qui nécessite la combinaison de
plusieurs règles afin de classer un objet. Or, la combinaison des degrés d’appartenance est plus
significative que la combinaison des confiances de règles appartenant à une même classe.

3.4 Ordonnancement des règles multi-labels

Une règle multi-labels est le regroupement de règles ayant leur itemset similaire apparte-
nant à des classes différentes d’où l’appellation règle multi-labels. Les différentes classes qui
composent ce type de règles sont ordonnancées. A ≺ B signifie que la classe A précède la
classe B. La règle multi-labels X →< A,B > sous entend que A ≺ B. Cela signifie que le
degré d’appartenance de l’itemset X à la classe A est plus important que celui à la classe B. Si
l’itemset X a le même degré d’appartenance pour la classe A et B, c’est le nombre d’instances
couvert par les règles X → A et X → B qui va déterminer l’ordonnancement entre ces deux
classes.

3.5 Classification

La classification pour les méthodes de règles d’association de classes consiste à utiliser
les règles générées afin de déterminer la classe d’une nouvelle instance. L’approche la plus
utilisée est celle qui classe les règles selon leur confiance (Liu et al. (1998); Thabtah et al.
(2004)). Cette approche attribue à l’instance la classe de la règle ayant la plus forte confiance.
Si aucune règle n’est trouvée une classe par défaut est attribuée. Le classement des règles doit
respecter certains critères, exemple de critères : soient ra et rb deux règles, ra précède rb :

1. si ra a une confiance supérieure à rb, sinon
2. si ra et rb ont une même confiance mais ra a un support supérieur, sinon
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3. si ra et rb ont leur confiance et leur support identiques mais ra doit être générée en
premier.

La classification des règles se présente de la façon suivante : < r1, r2, · · · , rn, c > où ri

précède ri+1 et c est la classe par défaut.
Dans Yin et Han (2003) une approche est proposée qui utilise l’ensemble des meilleures

règles qui couvrent l’instance à classer. Ils se sont basés sur :
– La récupération des règles qui couvrent l’instance à classer.
– La sélection des meilleurs règles.
– Le regroupement des règles selon leur classe et la mesure de leur combinaison.
– La sélection de la classe qui présente la meilleur mesure.
En effet, il y a été développé plusieurs méthodes de combinaison de règles appartenant à

une même classe. Une d’elle consiste à calculer la moyenne des confiances des règles. Une
autre consiste à utiliser la règle ayant la plus forte mesure comme représentative. Par exemple
dans Li et al. (2001) la règle ayant la plus forte mesure est celle qui présente la valeur la plus
élevée au test χ2.

Pour notre méthode, nous définissons la mesure utilisée en calculant la moyenne géomé-
trique des degrés d’appartenance des meilleures règles à une classe donnée. L’utilisation de
plusieurs règles permet d’augmenter la précision de prédiction. Cependant, s’appuyer sur une
seule règle pour prédire une instance, c’est négliger toutes les autres règles qui couvrent cette
même instance. De plus cela ne prend pas en considération des informations qui peuvent don-
ner un poids de certitude ou d’incertitude dans la prédiction. Dans notre cas, nous prenons
les meilleures règles de chaque groupe pour la prédiction d’une instance, cela nous évite de
prendre les règles qui couvrent l’instance mais dont la confiance est faible et qui ne peuvent
que diminuer fortement la mesure.

4 Evaluation de l’algorithme MCCAR

Dans cette partie, nous allons évaluer les performances de notre système, mais avant de
commencer la présentation de l’expérience, nous précisons que son objectif n’est pas de mon-
trer que notre approche est plus performante que d’autres mais de monter que cette approche
a sa place parmi les méthodes de classification. Cependant, la vocation de notre approche
ne se limite pas seulement à définir un classificateur mais à apporter de nouvelles connais-
sances (règles multi-labels, règles d’exception) qui permettent à un système d’aide au diagnos-
tic d’être plus fiable, plus informatif et transparent pour l’utilisateur.

Nous mettons en place une étude comparative de notre méthode avec d’autres méthodes de
classification de référence telles que RIPPER Cohen (1995), PART Frank et Witten (1998) et
CBA Liu et al. (1998). Comme pour Cohen (1995); Frank et Witten (1998); Liu et al. (1998);
Thabtah et al. (2004), 26 bases de UCI Machine Learning Repository Merz et Murphy (1996)
sont utilisées comme base de références afin d’évaluer les différentes méthodes. La méthode
de la validation croisée à 10 parties est utilisée sur ces 26 bases de cas. L’expérience consiste à
prendre chaque base de cas et à la diviser en deux parties : une partie qui sera considérée comme
base d’apprentissage et une autre comme base de test. Ces bases sont appliquées aux méthodes
de classification citées ci-dessus et à notre méthode, et par la suite, nous comparons les taux
de bonne estimation dans la classification des cas de la base de test des différentes méthodes.
Nous avons fait appel au logiciel Weka (2006) afin d’exécuter les algorithmes RIPPER et
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Dataset RIPPER PART CBA MCCAR

anneal 98.1 98.32 93.43 96.5
austra 86.81 85.79 84.78 83.15
autos 73.17 75.6 64.25 86.3
breast 95.42 96.28 96.86 97.14
cleve 82.17 81.18 75.86 79.64
crx 86.08 85.5 85.07 83.5
diabetes 76.82 77.21 74.42 74.60
german 72.4 73.4 70.97 71.2
glass 72.42 73.81 65.76 64.21
heart 84.07 82.22 81.8 81.11
hepati 79.35 81.93 84.97 85.06
horse 84.78 84.51 82.86 80.95
hypo 99.08 99.24 97.43 95.25
iono 90.88 91.73 95.73 91.15
iris 94 95.33 93.25 96
labor 84.12 84.21 94.99 94.66
led7 69.7 73.56 67.01 72.93
lymph 77.7 80.4 83.4 71.78
pima 66.14 65.1 76.65 77.59
sick 93.77 93.74 96.07 94.87
sonar 80.76 75.96 76.88 76.91
tic-tac 97.8 94.25 99.6 82.24
vehicle 68.32 70.56 60.22 65.1
waveform 76 76,66 73.03 73,93
wine 95.5 94.38 96.66 96.63
zoo 86.13 92.07 92.34 91.36

TAB. 1 – Précision de la classification de différentes méthodes

PART. L’algorithme CBA a été exécuté à l’aide d’une application qui a été fournie par CBA
(1998). Pour cette expérience, nous fixons la valeur de la confiance minimale (minConf) à 0,3
et la valeur du support minimale (minSup) à 0,03 pour CBA, RIPPER et PART.

Notre système présente des résultats de taux de fiabilité très intéressants. Les résultats ob-
tenus dans le tableau 1 montrent que notre méthode présente le même niveau de précision que
les méthodes de classification de référence. Les cas où notre méthode présente des résultats
inférieurs aux méthodes de références, l’écart est en moyenne pas plus de 2 points, sauf pour
les bases d’apprentissage lymph et tic-tac. Pour la base d’apprentissage tic-tac, la mauvaise
estimation que notre méthode nous renvoie est due au fait que les valeurs des attributs ont une
répartition équiprobable dans l’ensemble des cas des différentes classes. Ce qui implique que
notre méthode génère les même règles pour les différentes classes et ceci induit des ambiguïtés
dans la classification de certaines instances. Pour la base d’apprentissage lymph, l’écart impor-
tant de mauvaise estimation s’explique en partie par la petite taille de la base d’apprentissage.
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Certaines classes ne peuvent pas déduire les items qui leur sont réellement fréquents. Il y a
une autre cause à cet écart important, elle est du même type que celle décrite pour la base
d’apprentissage tic-tac.

5 Conclusion

Dans cette étude, nous avons proposé une nouvelle méthode d’extraction de règles multi-
labels. Cette approche a vocation à être intégrée dans un système d’aide au diagnostic. Elle se
compose de plusieurs caractéristiques qui ne sont pas présentes dans les méthodes d’extraction
de règles de classification traditionnelles telles que : (1) couverture de l’ensemble des ins-
tances, (2) un seul parcours de la base d’apprentissage, (3) extraction de règles d’exception et
(4) utilisation des degrés d’appartenance pour l’évaluation des règles. Ces caractéristiques as-
sociées au fait que les performances obtenues sont comparables aux autres méthodes de règles
de classification de références, montrent la puissance de l’approche proposée.
Dans la méthode présentée, nous faisons appel aux fonctions d’appartenance afin d’évaluer
les règles de classification. Par ce biais, nous pouvons facilement intégrer un opérateur de fu-
sion qui peut par la suite être introduit dans des systèmes d’aide au diagnostic. Ces opérateurs
de fusion auront la tâche d’intégrer dans un seul système des règles provenant de différentes
sources afin de générer un classificateur ayant des performances très élevées.
L’algorithme MCCAR présente une nouvelle approche d’extraction de règles multi-labels et en
particulier l’extraction de règles d’exception. Pour les règles d’exception, il serait intéressant
par la suite de mettre une procédure de filtrage, afin de mettre à l’écart certaines règles qui sont
considérées comme du bruit pour un domaine donné et mettre en avant celles qui peuvent avoir
un grand intérêt dans la prise de décision pour ce même domaine.
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Summary

In this paper, we propose a new algorithm of multi-labels classification MCCAR (Multi-
labels Classification based on Class Association Rule). Our approach is based on producing
association rules and knowledge base informing about the accuracy of rules for the classifica-
tion. Our algorithm finds reliable exceptions with a simple and efficient approach. A rule has
a multi-label class. To rank class labels for a rule, we use the degree of membership of rule to
a class. This new approach enables us to evaluate the importance of rules among themselves.
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Résumé. L’analyse statistique implicative permet d’extraire d’un ensemble de
données des règles de type a → b au sens où b est généralement réalisé dès lors
que a l’est. Une mesure de qualité l’intensité d’implication, est associée à cette
quasi-implication. Il est important d’étudier la stabilité de la règle lorsque les pa-
ramètres dont elle dépend varient sensiblement au voisinage de leur observation.
Plusieurs méthodes le permettent. Nous étudions ici la stabilité de la mesure de
qualité en utilisant la différentielle de l’indice fondamental qui la fonde.

1 Introduction

Le problème de la sensibilité aux faibles perturbations des paramètres en jeu, donc de la
stabilité des indices de mesure de qualité des règles d’association se pose dès lors que les
données sont susceptibles d’être bruitées. Trois méhodes nous semblent appropriées dans le
but d’examiner la sensibilité des indices qui permettent de mesurer les qualités des règles
d’association, en particulier celles de la forme a→ b où a et b sont des variables observées sur
un ensemble de sujets :

1. la simulation consistant à partir de fichiers plus ou moins artificiels à travers lesquels
sont modifiées les paramètres intervenant dans la définition des indices (Gras, 2005) ;

2. la méhode du bootstrap consistant à effectuer des changements de certaines valeurs des
paramètres tout en conservant constantes certaines d’entre elles dont l’effectif de la po-
pulation de sujets ;

3. une méthode mathématique consistant à étudier par l’analyse les variations des para-
mètres par l’examen de leurs dérivées partielles et donc du gradient de l’indice global
(Gras, 2005), (Lenca et al., 2006), (Vaillant et al., 2006).

C’est cette dernière méthode que nous retenons ici. Nous porterons notre attention de façon
privilégiée sur l’indice à la base de l’Analyse Statistique Implicative (A.S.I.) et comparerons
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les résultats obtenus à ceux dérivant d’autres indices retenus pour des mesures de qualité de
règles.

2 Rappel sur l’Analyse Statistique Implicative

Précisons. Un ensemble fini V de v variables est donné : a, b, c, ... Dans la situation pa-
radigmatique classique, il s’agit des performances (réussite-échec) à des items d’un question-
naire. A un ensemble fini E de n sujets x, on associe, par abus d’écriture, les fonctions du
type : x → a(x) où a(x) = 1 (ou a(x) = vrai) si x satisfait ou possède le caractère a et
0 (ou a(x) = faux) sinon. En intelligence artificielle, on dira que x est un exemple ou une
instance pour a si a(x) = 1 et un contre-exemple dans le cas contraire (Gras, 1979) et (Gras
et al., 1996).

La règle a → b est logiquement vraie si pour tout x de l’échantillon, b(x) n’est nul que
dans le cas où a(x) l’est aussi ; autrement dit si l’ensemble A des x pour lesquels a(x) = 1
est contenu dans l’ensemble B des x pour lesquels b(x) = 1. Cependant, cette inclusion
stricte n’est qu’exceptionnellement observée dans les expériences réelles. Dans le cas d’un
questionnaire de connaissances, on pourrait en effet observer quelques rares élèves réussissant
un item a et ne réussissant pas l’item b, sans que ne soit contestée la tendance à réussir b quand
on a réussi a. Relativement aux cardinaux de E (soit n), mais aussi de A (soit na) et B (soit
nb), c’est donc le "poids" des contre-exemples (soit nab) qu’il faudra prendre en compte pour
accepter statistiquement de conserver ou non la quasi-implication ou la quasi-règle a → b.
Ainsi, c’est à partir de la dialectique exemples-contre-exemples que la règle apparaît comme
le dépassement de la contradiction.

Pour formaliser cette quasi-règle, nous considérons, comme le fait I.C. Lerman (Lerman,
1981) pour la similarité, deux parties quelconques X et Y de E, choisies aléatoirement et indé-
pendamment (absence de lien a priori entre ces deux parties) et de mêmes cardinaux respectifs
que A et B. Soit Y et B les complémentaires respectifs de Y et de B dans E de même cardinal
nb = n− nb.

Nous dirons alors :
Définition 1 : a → b est admissible au niveau de confiance 1 − α si et seulement si

Pr[card(X ∩ Y ) ≤ card(A ∩B)]

Il est établi (Lerman et al., 1981) que, pour un certain processus de tirage, la variable
aléatoire card(X ∩ Y ) suit la loi de Poisson de paramètre

na.n
b

n . Mais d’autres processus
légitimes de tirage conduisent à une loi binomiale, voire une loi hypergéométrique. Dans le
cas où nb 6= 0, nous réduisons et centrons cette variable de Poisson en la variable :

Q(a, b) =
card(X∩Y )−

na.n
b

n
√

na.n
b

n

Dans la réalisation expérimentale, la valeur observée de Q(a, b) est q(a, b). Elle estime
un écart entre la contingence (card(A ∩ B)) et la valeur qu’elle aurait prise s’il y avait eu
indépendance entre a et b.

Définition 2 : q(a, b) =
n

a∧b
−

na.n
b

n
√

na.n
b

n

est appelé indice d’implication, nombre retenu comme

indicateur de la non-implication de a sur b. Dans les cas légitimant convenablement l’approxi-
mation (par exemple,

na.n
b

n > 4 ), la variable suit approximativement la loi normale centrée
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réduite. L’intensité d’implication, qualité de l’admissibilité de a→ b, pour na ≤ nb et nb 6= n,
est alors définie à partir de l’indice q(a, b) par :

Définition 3 : Dans le cas où nb 6= n, l’intensité d’implication qui mesure la qualité induc-

tive de a sur b est : ϕ(a, b) = 1 − Pr
[

Q(a, b)− q(a, b)
]

= 1√
2π

∫∞
q(a,b)

e−
t2

2 dt Ainsi dépend
de 4 variables quasi-indépendantes, mais sous contraintes :

– n, la taille de l’échantillon
– na (resp. nb )les exemples de a (resp. de b)
– na∧b les contre-exemples de l’implication
– na∧b ≤ na ≤ nb ≤ n les contraintes.
La formule définissant la qualité de la règle implicative, soit ϕ(a, b), montre que cette

qualité croît lorsque q(a, b) décroît. Nous préciserons cette dépendance plus loin.

3 Indice en Analyse Statistique Implicative

3.1 Examen des variations des cardinaux

Etudier la stabilité de q, revient à examiner ses petites variations au voisinage des 4 va-
leurs entières observées (n, na, nb et na∧b ). Pour ce faire, il est possible d’effectuer diffé-
rentes simulations en croisant ces 4 variables entières dont q dépend (Fleury, 1996) ou (Gras
et al., 2004). Mais, considérons ces variables comme nombres réels et q fonction continû-
ment différentiable par rapport à ces variables contraintes à respecter les inégalités : na, nb et
na∧b ≤ inf [na, nb] et sup[na, nb] ≤ n . Il suffit alors d’examiner la différentielle de q par
rapport à ces variables et d’en conserver la restriction aux valeurs entières des paramètres de
la relation a→ b.

Différentielle de q

dq =
∂q

∂n
dn +

∂q

∂na
dna +

∂q

∂nb
dnb +

∂q

∂na∧b

dna∧b

Si l’on veut étudier comment varie q en fonction de nb, il suffit de remplacer nb par n−nb

et donc changer le signe de la dérivée de nb dans la dérivée partielle. En fait, l’intérêt de cette
différentielle réside dans l’estimation de l’accroissement (positif ou négatif) de q soit ∆q par
rapport aux variations respectives ∆n, ∆na, ∆nb ou ∆nb et ∆na∧b.

Cas où seuls varient nb et na∧b (dérivées partielles de n et na nulles)

∂q

∂nb
=

1

2
na∧b

(na

n

)−1/2

(n− nb)
−3/2 +

1

2

(na

n

)1/2

(n− nb)
−1/2 > 0

∂q

∂na∧b

=
1

√

n
a∧b

n

> 0
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Ainsi, si les accroissements ∆nb et∆na∧b sont positifs, l’accroissement de q(a, b) est
également positif. Ceci s’interprète ainsi : si le nombre d’exemples de b et celui des contre-
exemples de l’implication augmentent l’intensité d’implication diminue pour n et na constants.
Autrement dit, cette intensité est maximum aux valeurs observées (nb et na∧b) et minimum aux
valeurs nb + ∆nb et na∧b + ∆na∧b.

Remarque 1 : On pourrait de la même façon étudier les variations de l’intensité lors de
variations des autres variables. Par exemple, la dérivée partielle de q par rapport à na est :

∂q

∂na
=

na∧b

2
√

n
b

n

.
1

n
3/2
a

−
√

nb

n.na
< 0

Ainsi, sur [0, nb], q(a, b) est toujours décroissante par rapport à na et est donc minimum
pour na = nb.

3.2 Examen des variations des fréquences

On examine maintenant les variations de q en fonction des fréquences relatives des va-
riables précédentes où le référentiel a pour cardinal n.

Ainsi, on notera fi = ni

n chacune des fréquences des variables respectives n, na, nb (que
nous privilégions par rapport à nb pour des raisons de calculs) et na∧b s’écrit alors :

q(a, b) =
√

n.
fa∧b − fa.fb

√

fa.fb

=
√

n.
fab

√

fa.fb

−
√

n.
√

fa.fb

On étudie alors la stabilité à partir des dérivées partielles de q par rapport aux 4 variables
fréquentielles :

dq =
∂q

∂n
dn +

∂q

∂fa∧b

dfa∧b +
∂q

∂fa
dfa +

∂q

∂fb

dfb =
−−→
grad.









dn

dfa∧b
dfa

dfb









Or
∂q

∂n
=

1

2
.
fa∧b − fafb

√

nfafb

;

∂q

∂fa∧b

=
√

n.
1

√

fafb

;

∂q

∂fa
= −

√
n

2
.
fa∧b
√

fb

.
1

f
3/2
a

−
√

n

2
.

√

fb

fa
;

∂q

∂fb

= −
√

n

2
.
fa∧b√

fa

.
1

f
3/2

b

−
√

n

2
.

√

fa

fb

Remarque 2 : En calculant ∂q
∂fb

au lieu de ∂q
∂f

b

, on constate que cette dérivée partielle est

positive comme dans le 2. En effet : ∂q
∂fb

=
√

n
2 .

f
a∧b√
fa

. 1

f
3/2

b

+
√

n
2 .

√

fa

f
b
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Remarque 3 : La "vitesse" d’accroissement de q (en valeur absolue) quand s’accroît le
nombre de contre-exemples a∧ b , est donc, n et na restant constants, inversement proportion-
nelle à celle de la racine carrée de nb. Autrement dit : si nb devient 4 fois plus petite (donc
nb 4 fois plus grand), cette vitesse est accélérée et multipliée par 2 (l’intensité d’implication
devient bien meilleure).

3.3 Comparaison d’une transition d’un noeud d’un graphe implicatif à

un suivant

Ce problème se présente dans l’examen de la recherche de l’alignement de deux ontologies
(David et al., 2006b,a). Dans le cas qui nous intéresse où n et na sont constants, nb décroît
d’un noeud S1 du graphe à un noeud S2, donc na∧b va croître. On veut alors comparer les
deux états contingents S1 et S2 représentés par ces noeuds successifs, il suffit de calculer les
dérivées partielles des variables non constantes (ici fa∧b et fb ) au point S1.

∆q(S1, S2) =
∂q

∂fa∧b

(S1)∆fa∧b +
∂q

∂fb

(S1)∆fb

les dérivées partielles étant calculées au point S1, où ∆fa∧b = fa∧b2
− fa∧b1

< 0;∆fb =

fb2
− fb1

> 0 et q(a, b2) =
√

n.
⌊f

ab2
−faf

b2
⌋

√

faf
b2

, q(a, b1) =
√

n.
⌊f

ab1
−faf

b1
⌋

√

faf
b1

Comme q(S1) et q(S2) sont négatifs dans le cas où na est inférieur à nbi
, il suffit alors de

comparer la variation observée q(S2)− q(S1) -que l’on souhaite négative (meilleure intensité
en S2 qu’en S1)- à la variation attendue par le gradient calculé. C’est le signe de la différence
∆q(S1, S2)−(q(S2)−q(S1)) qui nous indiquera si l’intensité d’implication s’est améliorée ou
non au cours de la transition S1 → S2. Si cette différence est positive, l’amélioration attendue

est plus intéressante pour l’intensité qu’elle aurait été si l’évolution d’un noeud S1 au suivant

S2 avait suivi le gradient de q en S1.

3.4 Examen des variations de l’intensité d’implication

On détermine, en conséquence, les variations de ϕ(a, b) lors de la transition T du noeud
S1 vers le noeud S2. Pour cela, on calcule l’intensité ϕ(T ), approximation gaussienne de la
loi centrée réduite de la v.a. Q(a, b) des contre-exemples, afférente à la variation attendue du
gradient de q, à savoir q(T ) = q(a, b1) + ∆q(S1, S2) :

ϕ(T ) =
1√
2π

∫ ∞

q(T )

e
−t2

2 dt

Pour estimer le gain due à la transition, il suffit alors de comparer cette intensité à celle qui
a été observée

ϕ(a, b2) =
1√
2π

∫ ∞

q(a,b2)

e
−t2

2 dt

Le gain sera positif ou négatif suivant que l’intensité observée sera supérieure ou égale à
l’intensité attendue du gradient. Il sera exprimé en pourcentage de ϕ(T ) par le rapport :

ϕ(a, b2)− ϕ(T )

ϕ(T )
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On dira, par exemple, que le gain lié à la transition vers S2 est de 3% de l’intensité attendue de
l’observation en S1 et du gradient de q en ce noeud.

Cette méthode est généralisable quelles que soient les variables en jeu, c’est-à-dire dans
les cas où d’autres variables peuvent être modifiées. Il suffit d’avoir recours à la différentielle
de q selon ces 4 variables actives (n, na, nb, na∧b).

Remarque 4 : Considérons l’intensité d’implication ϕ comme fonction de q(a, b) :

ϕ(q) =
1√
2π

∫ ∞

q

e
−t2

2 dt

On peut alors examiner comment ϕ(q) varie lorsque q varie au voisinage d’une valeur don-
née (a, b), sachant comment q varie lui-même en fonction des 4 paramètres qui le déterminent.
Par dérivation de la borne d’intégration, on obtient :

dϕ

dq
= − 1√

2π
e
−q2

2 < 0

Ce qui confirme bien que l’intensité croît lorsque q décroît, mais la vitesse de croissance est
précisée par la formule, ce qui permet d’étudier avec plus de précision les variations de ϕ(q).

4 Examen d’autres indices

Contrairement à l’indice de base q et l’intensité d’implication qui mesure la qualité à tra-
vers une probabilité (cf. définition 3), les autres indices les plus courants se veulent eux-mêmes
directement des mesures de qualité . Nous examinerons leurs sensibilités respectives aux va-
riations des paramètres retenus dans la définition de ces indices. Nous conservons les notations
adoptées au paragraphe 2 et choisissons des indices qui sont rappelés dans (Lenca et al., 2004).

4.1 L’indice Lift

Il s’exprime par : l = n.na∧b

na.nb
. Cette expression peut encore s’écrire pour mettre en évidence

le nombre de contre-exemples : l =
n.(na−n

a∧b
)

na.nb
.

Pour étudier la sensibilité de l aux variations des paramètres, nous formons :

∂l

∂na∧b

= − n

na.nb

Ainsi, la variation de l’indice Lift est indépendante de celle du nombre de contre-exemples.
C’est une constante qui ne dépend que des variations des occurrences de a et de b. l décroît
donc lorsque le nombre de contre-exemples croît, ce qui sémantiquement, est acceptable mais
la vitesse de décroissance ne dépend pas de la vitesse de croissance de na∧b.

4.2 L’indice MC (Multiplicateur de cote)

Il s’exprime ainsi : m =
na−n

a∧b

nb.n
a∧b

.nb (Lallich et Teytaud, 2004). Remarquons qu’en étant

indépendant de n, il n’a pas de sens statistique aussi intéressant.
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Sa dérivé partielle par rapport au nombre de contre-exemples est :

∂m

∂na∧b

= −
na.nb

nb
.

(

1

na∧b

)2

L’indice m décroît donc lorsque na∧b croît et la vitesse de décroissance est même plus
rapide qu’avec le Lift et qu’avec l’indice q de base dans l’intensité d’implication. Il ne résiste
pas à l’instabilité du nombre de contre-exemples.

4.3 La confiance

Cet indice c est le plus connu et, historiquement, après celui de J. Lovinger, le plus utilisé
grâce à la caisse de résonance dont dispose une publication anglo-saxonne (Agrawal et al.,
1993). Il est à l’origine de plusieurs autres indices communément employés qui n’en sont que
des variantes satisfaisant telle ou telle exigence sémantique. De plus, il est simple et s’interprète
aisément et immédiatement.

c =
na∧b

na
= 1−

na∧b

na

La première forme s’interprète ainsi comme une fréquence conditionnelle des exemples de
b quand a est connu. La sensibilité de cet indice aux variations des occurrences des contre-
exemples se lit avec la dérivée partielle :

∂c

∂na∧b

= − 1

na

Par conséquent, la confiance croît quand na∧b décroît ce qui est sémantiquement accep-
table, mais la vitesse de variation est constante, indépendante de la vitesse de décroissance de
ce nombre, des variations de n et de nb. Le gradient de c ne s’exprime que par rapport à na∧b
et à na. Ceci peut apparaître comme une restriction du rôle des paramètres dans l’expression
de la sensibilité de l’indice.

5 Conclusion

Au moyen d’une approche utilisant plutôt l’analyse mathématique (calcul différentiel) que
celles traditionnellement utilisées en data mining, nous avons étudié l’effet du bruit dans les
données, de perturbations dans les cardinaux des paramètres, sur la mesure de qualité des règles
d’association. Nous avons ainsi obtenu des moyens directs d’approximation de la mesure. La
comparaison avec d’autres types de mesure a montré l’intérêt de la prise en compte en A.S.I.
de paramètres négligés bien souvent dans d’autres types de mesure de qualité.
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Summary

The implicative statistical analysis allows the extraction of "type a → b" rules from a set
of data in the sense that b is usually achieved as soon as a is achieved. A measurement of
this rule’s quality is associated with this near implication. It is the implication intensity. It is
important to study the stability of the rule when the parameters it depends on vary noticeably
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when close to their observations. Several methods allow that. We study here the quality’s
measurement stability by differential analysis.
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Résumé. En apprentissage supervisé, de nombreuses mesures sont fondées sur

la notion d’entropie. Une caractéristique majeure des entropies est qu’elles sont

maximales lorsque la distribution des modalités de la variable de classe est uni-

forme, ce qui peut être un inconvénient lorsque cette distribution est très éloignée

de l’uniformité. Pour traiter ce cas, nous proposons une entropie décentrée qui

prend sa valeur maximale pour une distribution donnée. Cette distribution peut

être la distribution a priori des classes ou une distribution tenant compte des

coûts de mauvaise classification ou plus généralement une distribution fixée par

l’utilisateur.

1 Motivations

En apprentissage supervisé à partir de variables catégorielles, par exemple en induction par

arbres, de nombreux algorithmes d’apprentissage utilisent des mesures d’association prédictive

fondées sur l’entropie de Shannon (1948). Considérons une variable de classe Y à q modalités

et un prédicteur catégoriel X à p modalités. La fréquence relative conjointe du couple (xi, yj)
est notée pij , i = 1, 2 . . . k ; j = 1, 2, ...q. En outre, on désigne par h(Y ) l’entropie de Shannon

a priori de Y , h(Y ) = −
∑q

j=1 p.j log2 p.j , et par h(Y/X) l’espérance de l’entropie de Y
conditionnellement à X,h(Y/X) = E(h(Y/X = xi)). Parmi les mesures usuelles fondées

sur l’entropie de Shannon, étudiées notamment par Wehenkel (1996), on citera en particulier :
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– le gain d’entropie (Quinlan (1975)), qui vaut h(Y )− h(Y/X) ;

– le coefficient u de Theil (1970), qui est le gain relatif d’entropie de Shannon, à savoir le

gain normalisé par l’entropie a priori de Y, valant
h(Y )−h(Y/X)

h(Y ) ;

– le gain-ratio de Quinlan (1993) qui rapporte le gain d’entropie dû à X à l’entropie de

X plutôt qu’à l’entropie a priori de Y , afin de pénaliser les prédicteurs ayant le plus de

modalités, ce qui correspond à
h(Y )−h(Y/X)

h(X) ;

– le coefficient de Kvalseth (1987), qui normalise le gain d’entropie par la moyenne des

entropies de X et de Y , valant
2(h(Y )−h(Y/X))

h(X)+h(Y ) .

La particularité de ces coefficients est que l’entropie de Shannon d’une distribution est

maximale lorsque la distribution est uniforme. Même si c’est le gain d’entropie par rapport

à l’entropie a priori de Y qui figure au numérateur de chacun des coefficients précités, les

entropies de Y et de Y/X = xi qui interviennent dans ce gain sont évaluées sur une échelle

dont le "zéro" est la distribution uniforme des classes.

Il serait plus logique d’apprécier directement le gain d’entropie à l’aide d’une échelle dont

le "zéro" serait la distribution a priori des classes. Cette caractéristique des coefficients fon-

dés sur l’entropie est particulièrement contestable lorsque les classes à apprendre sont de fré-

quences très inégales ou lorsque les coûts de classification sont très inégaux.

Nous proposons dans ce papier une version décentrée de l’entropie qui permet d’apprécier

directement à quel point le prédicteur candidat permet d’améliorer la distribution de la variable

de classe. Après avoir présenté les travaux de référence par rapport au but poursuivi (section 2),

nous exposons de façon détaillée le principe de décentrage de l’entropie de Shannon dans le cas

d’une variable booléenne (section 3). Nous généralisons ensuite la méthode proposée au cas

d’une variable ayant un nombre quelconque de modalités (section 4) et nous montrons com-

ment étendre la démarche au cas d’une entropie généralisée (section 5) pour ensuite conclure

(section 6).

2 Etat de l’art

Le principe de construction de cette entropie décentrée a été esquissé dans (Lallich et al.,

2005) pour le cas où la variable de classe est booléenne. Dans ce précédent travail, nous pro-

posons une version paramétrée de différentes mesures statistiques de l’intérêt des règles d’as-

sociation du type A → B, en particulier de l’intensité implication entropique (Gras et al.,

2001). Pour construire une mesure statistique, Lerman et al. (1981) proposent de procéder

comme suit : on commence par choisir une grandeur d’intérêt, par exemple le nombre de

contre-exemples de la règle, ainsi qu’un modèle aléatoire et une hypothèse nulle H0 qui spé-

cifie la valeur de référence θ pour apprécier la confiance de la règle. On détermine ensuite la

loi de la grandeur d’intérêt sous H0. On construit alors une mesure statistique en centrant et

réduisant la grandeur d’intérêt sous H0 ou une mesure probabiliste en calculant le complément

à 1 de la p-valeur associée à la mesure statistique. Dans la mesure où l’intensité d’implication

entropique est la moyenne géométrique de l’intensité d’implication et d’un indice d’inclusion

reposant sur les entropies des variables booélennes B/A et A/B, le paramétrage de l’inten-

sité d’implication entropique exige le paramétrage de l’indice d’inclusion et par là même le

décentrage de l’entropie qui doit prendre sa valeur maximale pour pb/a = θ et non plus pour

pb/a = 0.5, tel que fait dans l’indice d’inclusion.
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Dans une optique différente, directement reliée à la recherche d’une mesure d’association

prédictive, tout particulièrement dans le cas des arbres de décision, Zighed, Ritschard et Mar-

cellin ont proposé une entropie asymétrique et consistante. Cette mesure est asymétrique au

sens où l’on peut choisir la distribution pour laquelle elle est maximale ; par consistante il faut

entendre qu’elle prend en compte la taille de l’échantillon.

Dans un premier papier (Marcellin et al. (2006)), ces auteurs traitent d’abord le cas d’une

variable de classe booléenne, de fréquences p pour Y = 1 et 1− p pour Y = 0. Ils rappellent

d’abord les propriétés classiques de l’entropie de Shannon de Y , notée h(p) = −p log2(p) −
(1 − p) log2(1 − p). Celle-ci est une fonction réelle non négative de p, qui, entre autres pro-

priétés, vérifie notamment :

1. Invariance par permutation des modalités

h(p) ne change pas lorsque l’on permute les modalités de Y .

2. Maximalité

La valeur de h(p) est maximale lorsque la distribution de Y est uniforme, c’est-à-dire de

fréquences égales à 1/2 pour chacune des deux modalités de Y .

3. Minimalité

La valeur de h(p) est minimale lorsque la distribution est certaine, concentrée sur l’une

des modalités de Y , toutes les autres modalités étant de fréquence nulle.

4. Concavité stricte

L’entropie h(p) est une fonction strictement concave.

Marcellin et al. (2006) conservent la propriété 4 (concavité stricte) mais modifient la pro-

priété 2 de telle sorte que l’entropie soit maximale pour une distribution laissée au choix de

l’utilisateur (maximale pour p = θ, où θ est choisi par l’utilisateur), ce qui impose de renoncer

à la propriété 1 (invariance par permutation des modalités). Ils proposent :

hθ(p) =
p(1− p)

(1− 2θ)p + θ2

On observera que pour θ = 0.5, cette entropie asymétrique se confond avec l’entropie

quadratique de Gini. Dans un second papier, les mêmes auteurs étendent leur approche au

cas d’une variable de classe à q modalités (Zighed et al. (2007)). En outre, dans la mesure

où l’on ne peut qu’estimer la distribution réelle (pj)j=1,2...,q par la distribution empirique

(fj)j=1,2...,q , ils souhaitent que pour une même distribution de fréquences empiriques, la va-

leur de l’entropie soit d’autant plus faible que n est grand (propriété 5, nouvelle propriété dite

de consistance). Ils sont ainsi amenés à modifier la propriété 3 (Minimalité) en une propriété 3′

(Minimalité asymptotique) : l’entropie d’une variable certaine est simplement astreinte à tendre

vers 0 lorsque n →∞. Pour satisfaire ces nouvelles propriétés 3′ et 5, ils suggèrent d’estimer

les fréquences théoriques pj par leur estimateur de Laplace, p̂j =
nfj+1
n+q . Ils proposent ainsi

une entropie asymétrique consistante définie par :

hθ(p) =
∑q

j=1

p̂j(1− p̂j)

(1− 2θj)p̂j + θ2
j

Une des particularités du principe de décentrage que nous proposons dans ce papier, par

rapport à celui proposé par Zighed et al. (2007) est qu’au lieu de donner une seule entropie

décentrée, il s’adapte à n’importe quel type d’entropie, que ce soit une entropie de Shannon ou

plus généralement une entropie d’ordre bêta de Daroczy (Daroczy (1970)).
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3 Entropie décentrée pour les variables booléennes

3.1 Principe de construction

On considère une variable de classe Y qui comporte q = 2 modalités. La distribution de

fréquences de Y pour les valeurs 0 et 1 est notée (1− p, p). Nous voulons définir une entropie

décentrée associée à (1− p, p), notée ηθ(p), qui soit maximale lorsque p = θ, où θ est fixé par

l’utilisateur, et non pas lorsque p = 0.5 (cas d’une distribution uniforme). Pour définir cette

entropie décentrée, suivant la démarche décrite dans Lallich et al. (2005), nous proposons de

transformer la distribution (1− p, p) en (1− π, π), où :

π =
p

2θ
si 0 ≤ p ≤ θ, π =

p + 1− 2θ

2(1− θ)
si θ ≤ p ≤ 1

En toute rigueur, les fréquences transformées devraient être notées 1− πθ et πθ. Elles sont

notées 1−π et π dans un souci de simplification. Ce sont bien des fréquences, soit 0 ≤ π ≤ 1.

L’entropie décentrée ηθ(p) est alors définie comme l’entropie de (1− π, π) :

ηθ(p) = −π log2 π − (1− π) log2(1− π)

Par rapport à la distribution (1− p, p), il est clair que ηθ(p) n’est pas une entropie au sens

strict du terme. Ses propriétés doivent être analysées en tenant compte du fait que ηθ(p) est

l’entropie de la distribution transformée (1 − π, π), soit ηθ(p) = h(π). Le comportement de

cette entropie est illustré par la figure 1 pour θ = 0.2.
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FIG. 1 – Entropies décentrée, asymétrique et de Shannon
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3.2 Propriétés

L’entropie décentrée conserve différentes propriétés de l’entropie, parmi celles étudiées no-

tamment par Zighed et Rakotomalala (1998) dans un contexte de Data mining. Ces propriétés

sont faciles à démontrer dans la mesure où ηθ(p) est définie comme une entropie en fonction

de π et en possède les caractéristiques.

Au préalable, pour démontrer certaines des propriétés de ηθ(p) en fonction de p, il faut

calculer ses dérivées première et seconde par rapport à p sachant que ηθ(p) = h(π) est une

fonction concave de π (entropie) où π est une fonction linéaire croissante par morceaux de p.

Pour faciliter ces calculs, on considère la fonction η(x) = h(f(x)), où h est concave et f est

linéaire croissante, f(x) = ax+ b, a > 0, soit f ′(x) = a et f ′′(x) = 0. Alors les dérivées pre-

mière et seconde de η(x), par rapport à x, s’écrivent respectivement η′(x) = h′(f(x))f ′(x) =
ah′(f(x)) et η′′(x) = a2h′′(f(x)).

1. Invariance par permutation des catégories

Cette propriété des entropies est volontairement abandonnée, puisque l’on décentre l’entropie.

2. Maximalité

ηθ(p) est maximale, de valeur 1, pour π = 0.5, soit p = 0.5 × 2θ = θ. Sa dérivée

première par rapport à θ s’écrit :

– η′θ(p) = 1
2θ h′(π) = 1

2θ (log2(1− π)− log2 π), pour 0 ≤ p ≤ θ,

– η′θ(p) = 1
2(1−θ)h

′(π) = 1
2(1−θ) (log2(1− π)− log2 π), pour θ ≤ p ≤ 1

La dérivée est nulle pour π = 0.5, soit p = θ. L’entropie décentrée ηθ(Y ) est donc une

fonction dérivable en tout point qui prend la valeur maximale 1 pour p = θ

3. Minimalité

ηθ(p) est minimale pour π = 0 et π = 1, donc pour p = 0 et p = 1.

4. Concavité

D’après le calcul préalable :

– η′′θ (p) = 1
4θ2 h′′(π) = −1

4θ2Ln2
1

π(1−π) , pour 0 ≤ p ≤ θ,

– η′′θ (p) = 1
4(1−θ)2 h′′(π) = −1

4(1−θ)2Ln2
1

π(1−π) , pour θ ≤ p ≤ 1

Par suite, ηθ(p) est une fonction concave de p. On remarquera qu’au point p = θ, la

dérivée seconde à gauche est distincte de la dérivée seconde à droite.

3.3 Autres propriétés

1. Prise en compte de la taille de l’échantillon (consistance) et minimalité asympto-

tique.

Pour satisfaire cette propriété introduite par Zighed et Rakotomalala (1998) pour les arbres

de décision, deux possibilités s’offrent à nous, que nous n’avons pas encore exploitées. En

premier lieu, on peut suivre la démarche utilisée par Zighed et al. (2007) pour construire une

entropie asymétrique consistante, qui consiste à estimer les fréquences théoriques à l’aide de

l’estimateur de Laplace. Par ailleurs, on peut avoir recours à la méthode delta (Goodman et

Kruskal (1972)) pour estimer la variance asymptotique de l’entropie et raisonner sur la borne

basse de l’intervalle de confiance.

2. Condition de transfert (Pigou-Dalton).
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p h(p) ηθ(p)
0 0 0

0.1 0.469 0.811

0.2 0.722 1

0.3 0,881 0.989

0.4 0.971 0.954

0.5 1 0.896

0.6 0.971 0.811

TAB. 1 – Quelques valeurs remarquables de h(p) et ηθ(p).

On sait que l’entropie de Shannon vérifie la condition de transfert (dite de Pigou-Dalton) au

sens où elle augmente lorsqu’une modalité plus fréquente transfère une partie de sa masse de

fréquence sur l’autre modalité sans que l’ordre soit modifié. Pour l’entropie décentrée, comme

l’illustre la figure 1, cette condition de transfert reste vraie pourvu que la position de chacune

des deux modalités par rapport à θ ne soit pas modifiée. Le tableau 1 illustre ce phénomène

(dans le cas θ = 0.2). Si l’on transfère une fréquence de 0.1, sur la modalité de plus faible

fréquence, l’entropie h(p) augmente tant que l’ordre des 2 modalités reste inchangé (chaque

modalité doit rester du même côté de 0.5 à l’issue du transfert). Dans le cas de ηθ(p), il faut

que le transfert conserve la position de chaque modalité par rapport à θ.

3. Propriétés perdues

Certaines propriétés des entropies semblent perdues, ou sans objet, ainsi l’insensibilité aux

modalités de fréquence nulle, l’uniformité partagée, le comportement en cas de scission-fusion

de modalités et la pseudo-additivité. Il faut donc souligner que les entropies décentrées ne sont

pas des entropies au sens stricte du terme.

4 Entropie décentrée pour une variable à q modalités

Pour étendre la définition de l’entropie décentrée au cas d’une variable Y ayant q modalités,

q > 2, on utilise une stratégie similaire à celle utilisée dans le cas booléen. On note p =
(p1, p2, ...pq) le vecteur des fréquences de Y et θ = (θ1, θ2, ...θq), le vecteur des fréquences

de la distribution de référence, par exemple la distribution a priori de Y en apprentissage

supervisé.

4.1 Recherche de la forme décentrée

L’entropie de p s’écrit h(p) = −
∑q

j=1 pj log2 pj , alors que l’on recherche l’entropie dé-

centrée sous la forme η(p) = −
∑q

j=1 πj log2 πj , où pour être analogues à des fréquences

relatives, les πj doivent vérifier :

– 0 ≤ πj ≤ 1
–

∑q
j=1 πj = 1

C’est ainsi que :

– πj passe de 0 à 1/q, lorsque pj passe de 0 à θj

– πj passe de 1/q à 1, lorsque pj passe de θj à 1
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Cherchons les πj sous la forme πj =
pj−bj

aj
.

Dans le cas 0 ≤ pj ≤ θj on a :

– pj = 0, πj = 0, soit 0 = −
bj

aj
et bj = 0

– pj = θj , πj = 1/q, soit 1/q =
θj−bj

aj
et aj = qθj

Il vient :

πj =
pj

qθj
, si 0 ≤ pj ≤ θj

Dans le cas θj ≤ pj ≤ 1 :

– pj = θj , πj = 1/q, soit 1/q =
θj−bj

aj
et aj = q(θj − bj)

– pj = 1, πj = 1, soit 1 =
1−bj

aj
et aj = 1− bj

Par suite, 1− bj = q(θj − bj), d’où bj =
qθj−1
q−1 et aj =

q(1−θj)
q−1

On obtient alors :

πj =
pj − bj

aj
=

q(pj − θj) + 1− pj

q(1− θj)

A titre de vérification :

– si q = 2, on retrouve bien les formules qui précèdent (section 3),

– par construction, πj prend les valeurs 0, 1/q et 1, lorsque pj prend les valeurs 0, θj et 1,

– on a bien 0 ≤ πj ≤ 1, j = 1, 2, . . . , q,

– seul problème, la condition de normalisation, qui n’est automatiquement vérifiée que

pour q = 2.

Pour régler ce problème, il suffit de normaliser les πj . On obtient ainsi les π∗j définis par

π∗j =
πj∑
q

j=1
πj

. Les propriétés précitées sont conservées, puisque le facteur de normalisation

vaut 1 pour pj = θj , car alors les πj sont égaux à 1/q. L’entropie décentrée pour une variable

à q modalités est alors définie par ηθ(p) = h(π∗).

4.2 Représentation graphique

Pour illustrer le comportement de l’entropie décentrée, il est possible de représenter les

valeurs de ηθ(p) dans le cas de q = 3 catégories. Les fréquences étant liées par la condi-

tion de normalisation, on peut représenter l’entropie décentrée par une surface située dans un

hyperplan de R4.

5 Décentrage des entropies généralisées

L’entropie de Shannon n’est pas la seule fonction de diversité ou d’incertitude utilisable

pour construire des coefficients d’association prédictive. Déjà, Goodman et Kruskal (1954)

avaient proposé une présentation unifiée des trois coefficients usuels que sont le λ de Guttman,

le u de Theil et le τ de Goodman et Kruskal, sous l’appellation de coefficient PRE (Proportio-

nal Reduction in Error). De façon plus générale (cf. Lallich (2002) où l’on retrouvera le détail

des coefficients cités ici), nous avons construit les coefficients du type Proportional Reduction

in Diversity (PRD), qui sont l’analogue du gain normalisé lorsque l’entropie de Shannon est
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remplacée par une fonction d’incertitude quelconque. Pour qu’une telle construction soit justi-

fiée, comme le note C. d’Aubigny (d’Aubigny, 1980), il suffit que la fonction d’incertitude soit

concave, afin que la réduction moyenne de diversité de Y due au conditionnement suivant X
soit positive, grâce à l’inégalité de Jensen. Si la fonction I choisie est l’entropie quadratique de

Gini, I(Y ) = 2(1−
∑q

j=1 p2
j ) (indice de diversité de Gini-Simpson) le gain relatif correspond

au coefficient τ de Goodman et Kruskal, alors que si la fonction choisie est I(Y ) = q − 1
(indice de diversité du nombre d’espèces, en écologie) le gain relatif correspond au coefficient

λ de Guttman, Goodman et Kruskal.

Plus généralement encore, nous avons remarqué que les fonctions d’incertitude utilisables

étaient soit des entropies généralisées d’ordre β de Daroczy (1970), soit des diversités de rangs

d’ordre ρ introduites par Patil et Taillie (1982). Nous avons ainsi proposé (Lallich (2002)) une

écriture unique pour la quasi-totalité des coefficients usuels sous la forme d’une réduction

normalisée d’entropie généralisée ou de diversité de rangs :

λα(Y/X) =
I(Y )− I(Y/X)

αI(Y ) + (1− α)I(X)

Dans cette formule, I renvoie aussi bien aux entropies d’ordre β qu’à leur équivalent en

termes de diversité de rangs d’ordre ρ, alors que α est à la disposition de l’utilisateur pour

arbitrer entre les deux normalisations usuelles. Cette expression permet de retrouver les coef-

ficients usuels (α = 1) fondés sur une entropie généralisée (β = 0 : nombre de catégories ;

β = 1 : Theil ; β = 2 : Gini) ou de rangs (ρ = 0 : Guttman ; ρ = 1 : Utton) ainsi que des

analogues du gain-ratio (α = 0) et du coefficient de Kvalseth (α = 0.5) et d’en générer de

nouveaux. La stratégie de décentrage que nous avons proposée s’applique sans difficultés au

cas où la fonction d’incertitude choisie est une entropie généralisée ou une entropie de rangs.

Par exemple, la formule générale des entropies généralisées d’ordre β s’écrit Hβ(p) =

2β−1

2β−1
−1

(
1−

∑q
j=1 pβ

j

)
. Pour décentrer cette entropie, il faut d’abord transformer les fré-

quences pj en πj , puis normaliser les πj , pour obtenir les pseudos-fréquences π∗j , suivant

la procédure décrite dans la section qui précède. On obtient l’évaluation de la distribution p par

l’entropie décentrée d’ordre β en formant :

ηβ(p) = Hβ(π∗) =
2β−1

2β−1 − 1

(
1−

∑q

j=1
π∗β

j

)

La version décentrée des entropies de rangs est construite suivant le même procédé. Par

exemple, dans le cas ρ = 0, qui correspond à la logique du coefficient de Guttman, on a

Hρ=0(p) = 2 (1−max {pj , j = 1, 2, ..., q}), d’où :

ηρ=0(p) = Hρ=0(π
∗) = 2

(
1−max

{
π∗j , j = 1, 2, ..., q

})

Pour illustrer le comportement des entropies généralisées décentrées, nous avons représenté

ηβ , pour β = 0, 0.5, 1, 2, 5, ainsi que ηρ=0 (figure 2) et l’entropie asymétrique de Zighed

et al. (Zighed et al. (2007)) dans le cas où la distribution a priori de la variable de classe

est (0.8, 0.2), ce qui correspond à θ = 0.2. Les différences de comportement apparaissent

clairement sur cette figure qui montre bien l’intérêt et la spécificité de l’entropie asymétrique

que nous proposons. C’est en fait un "kit de décentrage" que l’on peut appliquer à n’importe

quelle mesure d’association prédictive reposant sur un gain d’incertitude. Le choix de la valeur

de β ou ρ dépend de la réactivité que l’on attend de la mesure.
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FIG. 2 – Décentrage des entropies généralisées

6 Conclusion et travaux futurs

Les mesures d’association prédictive usuelles peuvent être exprimées sous forme d’un gain

normalisé associé à une fonction d’incertitude, entropie généralisée ou diversité de rangs. Au

terme de cette première étape, nous proposons une méthode de décentrage qui permet d’asso-

cier une entropie décentrée à n’importe quelle entropie généralisée d’ordre β, ou entropie de

rangs d’ordre ρ.

La phase suivante de ce travail est bien sûr la mise en œuvre des entropies décentrées

sur des données réelles, notamment lorsque celles-ci présentent une variable de classe très

déséquilibrée, pour examiner dans quelle mesure elles permettent d’améliorer les performances

des algorithmes de classification supervisée.
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Theil, H. (1970). On the estimation of relationships involving qualitative variables. American

Journal of Sociology (76), 103–154.

Wehenkel, L. (1996). On uncertainty measures used for decision tree induction. In Proceedings

of Info. Proc. and Manag. Of Uncertainty, pp. 413–418.

Zighed, D., S. Marcellin, et G. Ritschard (2007). Mesure d’entropie asymétrique et consistante.

Actes 7e Conférence EGC, Extraction et Gestion des Connaissances, Namur to appear.

Zighed, D. A. et R. Rakotomalala (1998). Graphes d’induction et apprentissage machine.

Hermès Paris.

Summary

In supervised learning, many measures are based on the concept of entropy. A major

characteristic of the entropies is that they take their maximal value when the distribution of the

modalities of the class variable is uniform. To deal with the case where the a priori frequencies

of the class variable modalities are very unbalanced, we propose a decentered entropy which

takes its maximum value for a distribution fixed by the user. This distribution can be the a

priori distribution of the class variable modalities or a distribution taking into account the

costs of misclassification.
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Résumé. L’extraction de connaissances à partir de données a pour objet la dé-
couverte de connaissances à partir de grandes quantités de données, par des
méthodes d’apprentissage automatiques ou semi-automatiques, et l’utilisation
industrielle ou opérationnelle de ces connaissances.

Nous explorons ici une application concrète de la fouille de données, sur un
système de serveur vocal. Nous nous intéressons en particulier à l’étape cruciale
de validation de motifs extraits via l’utilisation de mesures de qualité.

1 Introduction

Parmi les nombreuses définitions de l’extraction de connaissances à partir de données (ECD

par la suite), on retrouve fréquemment celle proposée par Fayyad et al. (1996) : le processus

complexe permettant l’identification, au sein des données, de motifs valides, nouveaux, po-

tentiellement intéressants et les plus compréhensibles possible. Cette définition insiste sur la
notion de qualité et d’intérêt, vis-à-vis d’une utilisation finale. La notion d’intérêt varie ainsi
en fonction du contexte applicatif et de l’utilisateur expert des données.

La validation de ces connaissances est une étape cruciale du processus d’ECD (Hilderman
et Hamilton, 2001). Elle devient particulièrement incontournable en extraction de règles d’as-
sociation face au volume de règles automatiquement produit. Partant du constat que la sélection
des bonnes connaissances passe aussi par l’utilisation des bonnes mesures (Tan et al., 2002;
Lenca et al., 2003; Carvalho et al., 2005), nous présentons dans Vaillant (2006) une étude sys-
tématique des mesures d’intérêt des règles d’association selon différents axes d’analyse. Parmi
ces axes, nous proposons une aide multicritères à la décision afin de sélectionner les bonnes
mesures (Lenca et al., 2007). Nous présentons ici une application de cette approche pour des
données issues de l’interaction d’utilisateurs avec un service d’assistance téléphonique.
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Nous exposons dans un premier temps, en section deux, le processus d’ECD que nous
avons suivi. Dans la troisième section on présente les données étudiées ainsi que les premiers
résultats bruts. La quatrième section présente brièvement les critères de décision retenus ainsi
que des éléments liés à leur importance au regard de préférences exprimées par l’utilisateur.
Dans la section cinq nous analysons les résultats préliminaires de l’approche aide multicritère
à la décision en vue d’orienter le choix de mesure(s) de qualité(s). Enfin, nous concluons et
proposons des perspectives à nos travaux.

2 Présentation du processus de fouille de données

Un processus d’ECD se décompose en plusieurs étapes. Classiquement on retrouve les
étapes suivantes : ciblage des données à fouiller, nettoyage, transformation et recodage, fouille,
évaluation des résultats, intégration des résultats.

Chaque étape, spécifique au problème traité, est validée par un utilisateur (tantôt un expert
métier – ER, tantôt un expert de l’ECD –EA). Nous distinguons clairement plusieurs interve-
nants dans le processus. L’étude de cas que nous présentons permet de mettre aussi en évidence
les différents points de vue, les différentes expertises et par voie de conséquence les difficultés
inhérentes à ce type de collaboration.

Dans cette étude, nous avons suivi toutes les étapes, exceptée bien évidemment celle d’in-
tégration des résultats puisque nous n’en sommes qu’aux résultats préliminaires. Nous déve-
loppons particulièrement les étapes de fouille et d’évaluation des résultats.

L’étape de fouille est au cœur du processus. C’est lors de son déroulement que l’on génère
les motifs à interpréter. A l’issue de cette étape, les résultats produits par les algorithmes de
fouille de données ne sont pas toujours exploitables. Il est alors nécessaire de les soumettre
à une évaluation. La quantité d’information pouvant être générée étant prohibitive pour une
évaluation manuelle, il est courant d’automatiser un filtrage ou un ordonnancement de ces
motifs, afin d’assister l’utilisateur expert des données dans la tâche de prise de décision ou
d’interprétation des résultats. Ceci peut se faire au moyen de mesures de qualité, fonctions
mathématiques modélisant une catégorie de connaissances désirée, et mettant celle-ci en avant
parmi l’ensemble des motifs extraits.

Nous utiliserons en pratique l’implémentation proposée par Borgelt et Kruse (2002) de
l’algorithme APRIORI d’Agrawal et Srikant (1994) afin d’extraire des règles d’association.
Nous présentons succinctement le principe de cette fouille en section 2.1.

2.1 L’extraction de règles d’association

En extraction de règles d’association, on suppose que les données à explorer sont binaires,
i.e. qu’on peut décrire chaque objet (ou transaction) au moyen d’un ensemble fini d’attributs
booléens I = {i1, . . . , im}, également appelés items. Pour un ensemble X d’items (on parle
généralement d’itemsets) de I, on dira qu’une transaction t contient X si et seulement si X ⊆ t
et on appelle support d’un itemset X le rapport entre le nombre de transactions contenant X et
le nombre total de transactions.

Une règle d’association est un couple (A,B), où A et B sont des itemsets non vides disjoints,
i.e. A 6= ∅, B 6= ∅, et A ∩ B = ∅. On note classiquement un tel couple sous la forme A→ B.
L’itemset A est appelé prémisse et B conclusion. On définit le support d’une règle d’association
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comme étant le support de l’itemset A∪B (i.e. la proportion de transactions contenant à la fois A
et B). On définit de plus la confiance d’une règle A→ B, notée CONF(A→ B), comme étant le
rapport entre le support de l’itemset A∪B et celui de A : CONF(A→ B) = SUP(A∪B)/SUP(A).

Etant donnés des seuils minimaux de support et de confiance σs et σc fixés au préalable,
l’objectif des algorithmes de la famille APRIORI est d’extraire toutes les règles A→ B vérifiant
SUP(A→ B) ≥ σs et CONF(A→ B) ≥ σc. Nous nous limiterons par la suite aux règles ne
faisant intervenir qu’un seul item en conclusion, sans que cela ne nuise à notre application
pratique (voir section 3). Il découle de cette exploration exhaustive une explosion combinatoire,
le nombre de règles extrait devenant trop important pour permettre une évaluation individuelle
de la pertinence de chaque règle par l’expert des données.

Plusieurs voies permettent de répondre à ce problème. Nous nous sommes intéressés à
l’une d’elle : l’évaluation de la qualité des règles par des mesures objectives.

2.2 Mesures de qualité de règles d’association

Etant donné une règle A→ B, il est courant de l’analyser en se rapportant à une matrice
de contingence croisant deux variables binaires A et B. On obtient une description de la règle
A→ B sous l’une des formes listées dans le tableau 1, où nx correspond au nombre de transac-
tions contenant X (ou fréquence absolue) et px à la fréquence observée de X (ou fréquence
relative).

Par convention, on note multiplicativement l’union de deux itemsets afin d’alléger l’écri-
ture (ainsi, le nombre de transactions contenant X∪Y est nxy). Ces notations sont équivalentes,
on passe de l’une à l’autre simplement via la relation px = nx/n.

A\B 0 1 total
0 nāb̄ nāb nā

1 nab̄ nab na

total nb̄ nb n

A\B 0 1 total
0 pāb̄ pāb pā

1 pab̄ pab pa

total pb̄ pb 1

TAB. 1 – Notations usuelles associées à une règle A→ B

Afin de quantifier l’intérêt d’une règle, il est fréquent d’avoir recours à des mesures ob-
jectives. De telles mesures sont des fonctions définies sur la table de contingence présentée
dans le tableau 1. Elles sont dites objectives (Freitas, 1999; Hilderman et Hamilton, 2000) par
opposition aux mesures subjectives (Silberschatz et Tuzhilin, 1995; Liu et al., 2000; Brisson,
2004) qui, en plus d’être basées sur des comptages fréquentiels sur les données, prennent aussi
en compte des connaissances spécifiques au domaine fouillé.

On peut recenser un très grand nombre de mesures de qualité dans la littérature (voir par
exemple Yao et Zhong (1999); Guillet (2004) pour une liste de plus de quarante mesures de
qualité). Nous nous sommes restreints dans ce travail à vingt mesures objectives, et strictement
décroissantes en fonction de nab̄. Selon nous, ces conditions sont des critères d’éligibilité pour
des mesures de qualité de règles d’association (Lenca et al., 2003).

On montre dans Vaillant et al. (2004) que ces mesures mettent en avant différentes règles.
Afin de guider le choix d’une mesure adaptée au contexte et aux souhaits de l’expert, nous
avons étudié les vingt mesures selon neuf propriétés pertinentes dans le cadre de la fouille de
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règles et faisant sens pour un expert métier (voir tableau 2, et Vaillant (2006) pour la séman-
tique détaillée et l’évaluation de ces propriétés sur les vingt mesures). Certaines propriétés sont
considérées comme étant normatives (i.e. les préférences sur les modalités sont indépendantes
du contexte applicatif), d’autres comme subjectives et dépendantes de préférences utilisateurs.
Afin de mettre en œuvre un processus d’aide à la décision, il sera alors nécessaire que l’expert
métier précise un ordre de préférence sur les modalités des propriétés subjectives.

Critère Sémantique Nombre de modalités Responsabilité
g1 non symétrie selon A et B 2 EA
g2 décroissance avec nb 2 EA
g3 situation à la règle logique 2 EA
g4 situation à l’indépendance 2 EA
g5 situation à l’indétermination 2 EA
g6 tolérance aux premiers contre-exemples 3 ER
g7 prise en compte de n 2 ER
g8 facilité à fixer un seuil 2 EA et ER
g9 intelligibilité 3 ER

TAB. 2 – Propriétés de mesures de qualité

3 Contexte applicatif

Nous appliquons un processus d’ECD à des données fournies par la société DIXID, concer-
nant un service d’assistance. Plus précisément, un utilisateur ayant un problème avec une ap-
plication professionnelle sur son ordinateur peut appeler le serveur vocal concerné. Le serveur
vocal lui demande alors quel est son problème afin de l’orienter vers un service spécifique
d’assistance, dont les opérateurs sont formés pour répondre au mieux aux problèmes posés
(au total, 9 services d’assistance différents existent, avec plusieurs opérateurs pour chaque ser-
vice). Dans l’idéal, l’utilisateur expose son problème en prononçant le nom de l’application
concernée (mais bien sûr cette situation est “idéale”) et il est orienté vers le “bon” opérateur.
Un appel dure en moyenne près de 40 secondes (avec une amplitude de 1 à 141 secondes).
Nos objectifs sont multiples. Nous souhaitons analyser le système mis en œuvre et en juger
les performances. De plus, la société DIXID travaillant dans le domaine de l’ergonomie, nous
souhaitons voir s’il est possible d’améliorer celle du système vocal. C’est en vue d’atteindre ce
dernier objectif que nous nous sommes intéressés en première approche aux règles concluant
sur le résultat des appels (voir tableaux 3 et 7).

Les données à notre disposition portent sur 2006 appels dans leur globalité, et les carac-
térisent selon 8 attributs discrets listés dans le tableau 3. Il n’y a pas de données manquantes.
D’autres données, quantitatives, décrivant de façon précise les différentes interactions entre
l’utilisateur et le service vocal n’ont pas été prises en compte pour le moment. Pour autant,
malgré les difficultés liées à leur exploitation, l’expert des données pense que ces dernières
sont riches d’information.

On peut d’ores et déjà remarquer que certaines variables sont obligatoirement liées (par
exemple, un appel avec résultat “raccrochage après flash” aura évidemment une modalité “oui”
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Variable modalités (fréquence) sémantique

NB_FEEDBACK_OK
0 (680), 1 (1184), 2 (123), 3 (17), 4
(2)

Nombre de prompts du serveur mon-
trant une compréhension correcte de
la demande de l’utilisateur

NB_FEEDBACK_NOK
0 (1675), 1 (251), 2 (57), 3 (15), 4 (4),
5 (3), 6 (1)

Nombre de prompts du serveur mon-
trant une compréhension incorrecte
de la demande de l’utilisateur

EXPOSITION_PB

aucune_precision (14),
avec_un_nom (1760),
ne_dit_rien (204),
probleme_hors_sujet (3),
sans_nom (25)

Manière d’exposer le problème.

REPETITION oui (283), non (1723)
L’utilisateur répète mot à mot, au
moins une fois, une demande.

REFORMULATION oui (181), non (1825)
L’utilisateur explique un même pro-
blème en utilisant des termes diffé-
rents, au moins une fois.

NON_REPONSE 0 (1792), 1 (158), 2 (54), 4 (2)
Nombre de non-réponse de l’utilisa-
teur à une question explicite posée par
le serveur.

DIFFUSION_FLASH oui (41), non (1965)

Lorsque l’utilisateur expose son pro-
blème, un message “flash” concernant
une certaine application est automati-
quement diffusé.

RESULTAT_APPEL

bon_operateur (1369),
erreur_d_operateur (244),
operateur_par_defaut (160),
raccrochage_apres_description (102),
raccrochage_immediat (28),
raccrochage_sans_description (42),
raccrochage_sans_rien_dire (39),
raccrochage_apres_flash (22)

Résultat de l’appel.

TAB. 3 – Attributs décrivant les données DIXID

pour l’attribut DIFFUSION_FLASH...). De plus, certaines modalités de plusieurs attributs sont
très peu fréquentes. Afin d’ignorer le moins d’information possible, nous avons ainsi fixé le
seuil de support le plus bas possible, soit 1% avec l’implémentation d’APRIORI que nous utili-
sons. Nous fixons le seuil de confiance à 50%, afin de générer des règles ayant plus d’exemples
que de contre-exemples. Enfin, nous avons précisé que les règles pouvaient faire intervenir
entre 2 et 8 attributs, l’implémentation utilisée se limitant par défaut à une taille maximale de
5. Cette extension volontaire des règles à la plus grande taille possible est un choix en première
approche, visant à vérifier qu’il n’existe pas de règle de grande taille porteuse d’information.
La redondance entre règles apportée par ce choix, ainsi que la difficulté d’interprétation des
règles longues incitera à revenir au paramètre par défaut d’APRIORI dans les études futures.

Avec ces paramètres, APRIORI génère 8921 règles, sur la base des 2006 objets. Si l’on
se restreint aux règles faisant intervenir l’attribut RESULTAT_APPEL, qui est celui qui nous
intéresse si l’on souhaite analyser l’ergonomie du serveur vocal, il reste 6061 règles à évaluer.

– 59 – QDC 2007



Qualité des règles d’association

En étant encore plus strict et en ne considérant que les règles faisant intervenir cet attribut en
conclusion, on retient 626 règles, ce qui est toujours trop volumineux pour une étude manuelle
exhaustive. Les 626 règles retenues par la suite peuvent ainsi être vues comme un résultat d’un
apprentissage supervisé sur les différentes modalités de l’attribut RESULTAT_APPEL.

Comme mentionné précédemment, certaines des règles générées sont sans grand intérêt,
comme DIFFUSION_FLASH=’oui’ -> RESULTAT_APPEL=’raccrochage_apres_flash’

(support : 1.1%, confiance : 53.7%).

4 Choix de mesure de qualité

Afin de guider l’analyse de l’ensemble de règles généré, nous procédons à un filtrage par
des mesures de qualité. En se basant sur la prise en compte des préférences de l’utilisateur
expert des données, nous sélectionnons trois mesures parmi les vingt étudiées, et retenons les
20 règles les mieux classées par chacune d’entre elles.

La modélisation des préférences du décideur comporte deux aspects. Dans un premier
temps, il est nécessaire de préciser l’ordre dans lequel les modalités des propriétés subjec-
tives sont à considérer, afin de transformer ces propriétés en critères de choix. Puis, chaque
critère est affecté d’un poids relatif à son importance, telle que exprimée par les différents in-
tervenants. Un troisième aspect pourrait être considéré dans la méthode d’aide multicritère à
la décision que nous utilisons, mais il ne fait pas sens dans notre cas : le choix d’une fonction
de préférence (à valeurs dans [0, 1]), permettant de rendre commensurable les différents cri-
tères. N’ayant que des critères à deux ou trois modalités, nous avons retenu le modèle usuel de
préférence.

Après explicitation des propriétés, l’expert des données a ordonné les modalités des pro-
priétés contextuelles comme suit, exprimant ainsi ses préférences sur chaque critère pris indi-
viduellement :

g6 N’étant pas dans une situation où les contre-exemples sont critiques, on préférera une dé-
croissance linéaire de la mesure en fonction des contre-exemples autour de 0+, puis une
décroissance faible, et enfin une décroissance forte.

g7 La prise en compte d’une modélisation statistique étant souhaitée, les mesures construites
par cette approche seront préférées aux mesures descriptives.

g8 On peut souhaiter opérer une validation statistique des règles retenues par la mesure. Une
mesure se prêtant à un tel calcul sera donc préférée à une autre ne s’y prêtant pas.

g9 L’interprétation de la valeur prise par la mesure ayant de l’importance afin de communiquer
les résultats, plus la mesure est simple à comprendre plus elle est préférée.

Pour déterminer les poids de chaque critère, nous avons exploré deux scénarios. Le premier
(SC1) consiste à ne reposer que sur l’avis de l’expert des données pour le fixer. Cette approche
n’a pas abouti à des résultats satisfaisants à notre avis, mais permet de confirmer une assertion
courante. Elle illustre aussi les difficultés liées à l’expression de besoins de l’utilisateur, par-
ticulièrement lorsque ce dernier n’est pas expert de ECD. Le second (SC2) consiste à prendre
en compte l’avis de l’expert des données sur les propriétés subjectives, et à fixer les poids des
propriétés normatives selon l’avis de l’expert de la fouille de données. Les jeux de poids ainsi
déterminés sont listés dans le tableau 4. L’importance de chaque critère est évaluée sur une
échelle entière entre 0 (sans importance) et 10 (forte importance).
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g1 g2 g3 g4 g5 g6 g7 g8 g9

SC1 8 6 2 0 7 4 2 7 3
SC2 9 7 6 6 5 4 2 7 3

TAB. 4 – Jeux de poids utilisés pour sélectionner les mesures de qualité

5 Résultats

A partir de ces préférences exprimées, nous avons utilisé la méthode d’aide multicritère
PROMETHEE (Brans et al., 1984). Cette méthode de surclassement permet de constituer un
flot agrégé sur les mesures afin de prendre en compte les préférences utilisateur. A partir de
ce flot de surclassement, on peut alors disposer d’un ordre sur les mesures, de celles répon-
dant au mieux aux souhaits exprimés à celles y répondant le moins. Le tableau 5 présente les
trois meilleures mesures pour chaque jeu de poids, ainsi que les deux suivantes. La méthode
PROMETHEE permet également de procéder à une étude de stabilité du jeu de poids. Le ta-
bleau 6 donne l’intervalle dans lequel on peut faire varier le poids associé à chaque critère pris
individuellement, sans que cela ait un impact sur les trois premières mesures du rangement.

rang 1 rang 2 rang 3 rang 4 rang 5 . . .
SC1 : CONF (0.24) LOE (0.17) CONFCEN (0.16) MOCO (0.14) TEC (0.10)
SC2 : LOE (0.24) FB (0.17) INTIMP (0.16) CONFCEN (0.15) CONV (0.13)

TAB. 5 – Rangements et flots de préférence agrégés des premières mesures

g1 g2 g3 g4 g5

SC1 : [0,+∞] [5.2, 8.8] [1.8, 4.2] [0, 2.8] [4.2, 7.8]
SC2 : [0,+∞] [4.45,+∞] [5.45,+∞] [3.45,+∞] [0, 7]

g6 g7 g8 g9

SC1 : [1.5385,+∞] [0, 5.45] [3.55,+∞] [1.6667, 3.3333]
SC2 : [1.3846, 4.5556] [1.45, 2.25] [5,+∞] [2.8148, 3.4074]

TAB. 6 – Stabilité des jeux de poids

Le fait que la confiance soit classée première pour SC1 peut paraître surprenant, ou déce-
vant. En effet, cette mesure ne prenant en compte que deux grandeurs et étant un filtre utilisé
par APRIORI, on peut s’attendre à ne pas obtenir de résultats satisfaisants. Toutefois, ce résul-
tat confirme une assertion courante : la confiance est très souvent utilisée en pratique pour sa
simplicité et son intelligibilité. LOE est très bien classée dans les deux scénarios, elle réalise
un bon compromis, comme déjà remarqué dans Lenca et al. (2007).

Lors de la sélection des 20 meilleures règles, CONF = nab

na

et LOE = 1 − nn
ab̄

nan
b̄

en sélec-
tionnent effectivement 20, les autres mesures en retenant plus, à cause d’ex-aequo : 32 règles
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sont retenues par CONFCEN = nnab−nanb

nna

et FB = nabn
b̄

nbn
ab̄

(ce sont de plus les mêmes, les dif-
férences d’évaluation des règles par ces mesures n’apparaissent qu’en suite), et 98 règles sont

retenues par INTIMP = P
[

N(0, 1) ≥ nanb−nnab√
npap

b̄

]

. Dans le cas de cette dernière, on observe la

non-discriminance de la mesure. Il est à noter que de très nombreuses règles retenues sont des
spécialisations d’autres règles. Ceci est dû au fait que nous ayons “forcé” l’algorithme à explo-
rer totalement l’espace de recherche. En se limitant à 5 items par règle, un nombre important
de telles règles ne seraient pas apparues.

Les seules modalités de conclusion retenues par nos mesures sont bon_operateur et
operateur_par_defaut, ce qui ne nous permet donc de n’évaluer que les points positifs
du système. En étudiant les règles non-supervisées, CONF, LOE et FB évaluent 2523 règles
au maximum. Ce sont les règles n’ayant pas de contre-exemples. En revanche INTIMP ne
sélectionne “que” 434 règles, qui ne sont pas nécessairement logiques ce qui cette fois illustre
l’avantage d’avoir recours à un modèle statistique.

6 Conclusions et perspectives

Nous avons illustré dans cet article la mise en pratique d’une méthode d’aide multicritère
à la décision afin de guider le choix d’une mesure de qualité en vue de quantifier la qualité
de règles d’association, selon des préférences exprimées par des utilisateurs experts. Les ré-
sultats produits attestent de la difficulté de cette tâche, tant dans le choix des paramètres de
l’algorithme de fouille de données que dans la retranscription du système de préférence expert.

Les règles sélectionnées par les mesures ont été soumises à l’expert des données afin d’affi-
ner les paramètres choisis dans cette première approche. Il est apparu que certaines des mesures
retenues n’étaient pas assez discriminantes, alors que d’autres retenaient le même ensemble de
règles. Ces aspects expérimentaux pourraient être inclus au processus de sélection de mesure.
En outre, des informations plus précises relatives aux différents appels sont à notre disposi-
tion. L’exploitation de ces données pourrait permettre de mieux analyser les appels. On se
heurte toutefois à des problèmes de temporalité ou de causalité liés à la nature même de cette
information.
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Summary

Knowledge discovery in databases aims at extracting information from large datasets through
the use of automated tools, in order to re-use this information in industrial or decision oriented
applications. In this paper, we explore a datamining process applied to the use of a vocal an-
swering machine. We particularly focus on the crucial knowledge validation step, relying in
our approach on the use of interestingness measures.
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id prémisse conclusion CONF na nb nab nab̄

451
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and EXPOSITION_PB=’avec_un_nom’
and DIFFUSION_FLASH=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98611 72 1369 71 1

264 NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and DIFFUSION_FLASH=’non’
RESULTAT_APPEL=’bon_operateur’ 0.98611 72 1369 71 1

261 NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and EXPOSITION_PB=’avec_un_nom’
RESULTAT_APPEL=’bon_operateur’ 0.98611 72 1369 71 1

106 NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’
RESULTAT_APPEL=’bon_operateur’ 0.98611 72 1369 71 1

577
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and EXPOSITION_PB=’avec_un_nom’
and NON_REPONSE=0 and DIFFUSION_FLASH=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98551 69 1369 68 1

453
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and NON_REPONSE=0 and DIFFU-
SION_FLASH=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98551 69 1369 68 1

449
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and EXPOSITION_PB=’avec_un_nom’
and NON_REPONSE=0 RESULTAT_APPEL=’bon_operateur’ 0.98551 69 1369 68 1

262 NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and NON_REPONSE=0
RESULTAT_APPEL=’bon_operateur’ 0.98551 69 1369 68 1

578
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and EXPOSITION_PB=’avec_un_nom’
and REFORMULATION=’non’ and DIFFUSION_FLASH=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98333 60 1369 59 1

454
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and REFORMULATION=’non’ and
DIFFUSION_FLASH=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98333 60 1369 59 1

450
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and EXPOSITION_PB=’avec_un_nom’
and REFORMULATION=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98333 60 1369 59 1

263 NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and REFORMULATION=’non’
RESULTAT_APPEL=’bon_operateur’ 0.98333 60 1369 59 1

620
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and EXPOSITION_PB=’avec_un_nom’
and NON_REPONSE=0 and REFORMULATION=’non’ and DIFFUSION_FLASH=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98276 58 1369 57 1

579
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and NON_REPONSE=0 and REFOR-
MULATION=’non’ and DIFFUSION_FLASH=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98276 58 1369 57 1

576
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and EXPOSITION_PB=’avec_un_nom’
and NON_REPONSE=0 and REFORMULATION=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98276 58 1369 57 1

452
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and REPETITION=’non’ and NON_REPONSE=0 and REFOR-
MULATION=’non’ RESULTAT_APPEL=’bon_operateur’ 0.98276 58 1369 57 1

267
NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and EXPOSITION_PB=’avec_un_nom’ and DIFFU-
SION_FLASH=’non’ RESULTAT_APPEL=’bon_operateur’ 0.97030 101 1369 98 3

110 NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and DIFFUSION_FLASH=’non’
RESULTAT_APPEL=’bon_operateur’ 0.97030 101 1369 98 3

107 NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0 and EXPOSITION_PB=’avec_un_nom’
RESULTAT_APPEL=’bon_operateur’ 0.97030 101 1369 98 3

28 NB_FEEDBACK_OK=2 and NB_FEEDBACK_NOK=0
RESULTAT_APPEL=’bon_operateur’ 0.97030 101 1369 98 3
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Résumé. L’interprétation des résultats de la fouille des données (data mining)

est souvent erronée car on néglige le processus de constitution du corpus des

données utilisées. A l’aide de la théorie des sondages, on donne ici des solutions

dans les cas où premièrement il faut redresser les résultats car les proportions

des classes à apprendre sont différentes dans la base d’apprentissage et dans

l’univers de référence, et deuxièmement il faut corriger l’estimation de la qualité

des résultats car les individus (cas) de la base ont été collectés en grappes ou par

sondages à deux degrés. Par ailleurs, la fouille des données met en évidence des

corrélations et non des causes. Les modèles produits sont prévisionnels et non

causaux car on travaille souvent sur des données de seconde main, non issues

d’un plan d’expérience.

1 Introduction

Pour éviter les critiques usuelles concernant la fouille des données (data mining), la pêche

dans les données (data fishing), sans méthode et sans but (Jensen, 2006), on présente quelques

erreurs courantes d’interprétation des résultats de la fouille des données. Cette analyse s’appuie

sur le corps de réflexion de la statistique : - la théorie des sondages pour le redressement

des échantillons stratifiés et l’estimation de la variance avec des échantillons en grappes ou à

plusieurs degrés, - l’épistémologie des modèles pour souligner la différence de nature entre les

données de seconde main et celles issues d’un plan d’expériences contrôlé.

2 Prise en compte du processus de constitution du corpus

On rencontre souvent des erreurs d’extrapolation dues à la non prise en compte du proces-

sus de constitution du corpus des données fouillées.

2.1 Taux de sondage inégaux dans les classes

On utilise souvent un corpus d’apprentissage correspondant à un échantillon stratifié se-

lon les classes à apprendre. C’est à dire que la population de référence (l’univers) est divisée
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en sous-populations correspondant chacune à une classe ; dans chaque classe, on a extrait un

échantillon aléatoire, par tirages équiprobables et indépendants.

Souvent les classes ont, dans la population, des effectifs très déséquilibrés tandis que dans

la base d’apprentissage, leurs effectifs sont quasi équilibrés : le taux de sondage est inégal

d’une classe à l’autre et les résultats doivent être redressés, comme cela est connu en théorie de

l’échantillonnage. Exemple : la base contient autant de malades que de non malades (50% et

50%), alors qu’il y a x% (par exemple 4%) de malades dans l’univers ; dans tous les calculs de

fréquence rapportés à l’univers, on doit appliquer le théorème de Bayes, ou ce qui revient au

même, on doit donner un poids relatif de (ω = x% / 50%, soit 4%/50%=0,08) à chaque malade

de l’échantillon, et (100%-x%)/50% soit 96%/50%=1,92) à chaque non-malade de l’échan-

tillon. Ce redressement est rarement fait ; c’est le cas en particulier des résultats produits par

SAS Entreprise Miner. D’une façon générale, ce module de SAS ne demande pas la répartition

des classes dans l’univers de référence.

Pour ceux qui ne sont pas familiers avec la théorie de l’échantillonnage, le théorème de

Bayes permet de calculer ces redressements comme le montre la figure 1. Soit un univers

découpé en J classes, chacune de fréquence πj., j = 1, ..., J , et un échantillon stratifié com-

prenant nj. individus par classe,
∑

j nj. = n. Si en fin d’apprentissage, la feuille l d’un arbre

contient njl individus de la classe j, on peut estimer la fréquence dans l’univers d’une classe k
Pl(k) = πk/l ; en effet, la probabilité a priori d’une classe j est sa fréquence πj. dans l’univers

et la probabilité conditionnelle de la feuille l dans la classe j est estimée par Pj(l) = njl/nj..

Le théorème de Bayes s’écrit :

Pl(k) = [πk. × nkl/nk.] /





∑

j

πj. × njl/nj.



 = [ωk × nkl] /





∑

j

ωj. × njl





où ωj = πj./ (nj ./n) est le poids de chaque individu de l’échantillon de la classe j (les n se

simplifient).

Dans l’exemple proposé ici, la classe d’intérêt représente 11% du sous-ensemble de l’uni-

vers caractérisé par la feuille, ce qui est plus que les 4% de l’univers entier, mais moins que les

75% observé dans le sous-ensemble de l’échantillon caractérisé par la feuille.

2.2 Données arrivées en grappes, ou par sondage à deux degrés

Souvent le processus de constitution du corpus disponible fait que les individus (les cas)

sont arrivés « en grappes », ou par sondage « à deux degrés », (exemples : - tous les patients,

ou un échantillon de patients, d’un échantillon d’hôpitaux ; - toutes les carottes d’un échan-

tillon de forages ; - un échantillon de phrases prononcées par un échantillon de locuteurs) : les

procédures de validation par ré-échantillonnage doivent tenir compte de ce procédé particulier

de « sondage » par lequel le corpus a été constitué ; par exemple en « validation croisée », les

sous-corpus placés successivement en « échantillon test » doivent être constitués de grappes

entières : on doit faire l’apprentissage sur les malades d’un sous-ensemble d’hôpitaux et tester

sur les malades des autres hôpitaux.

Nous devons insister ici sur le fait que ces grappes (clusters) sont liées au processus de

constitution du corpus (le statisticien dirait à la méthode d’échantillonnage dans l’univers de

référence), et non à un traitement de classification non supervisée (clustering) sur le corpus
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FIG. 1 – Redressement des résultats par le théorème de Bayes

déjà constitué. Ce processus de constitution de la base est une "méta-donnée" qu’on ne peut

pas déduire des données elles-mêmes.

Les travaux de Chauchat et Rakotomalala (Chauchat et al., 2002) et (Rakotomalala et al.,

2006) détaillent l’adaptation nécessaire des procédures de validation croisée ; les résultats de

l’apprentissage sur des données simulées montrent que, à taille de corpus donnée :

– le vrai taux d’erreur (en généralisation) augmente avec la dispersion relative des grappes,

et décroît avec la taille des grappes ;

– la validation croisée standard, ignorant l’effet de grappes, sous-estime fortement ce taux ;

le biais relatif augmente avec la taille des grappes ;

– le biais d’estimation du taux d’erreur croît avec l’effet de grappes : ce dernier est maxi-

mum quand tous les individus d’une grappe sont identiques ;

– la validation croisée tenant compte de l’effet de grappe sur-estime légèrement le vrai

taux d’erreur ; ceci était attendu car la validation croisée n’utilise, à chaque étape, qu’une

fraction de l’échantillon disponible pour construire le modèle de prédiction.

Pellegrino et al. (2002) présentent une application sur des données réelles utilisées pour

la reconnaissance automatique de la langue parlée. L’objectif de l’apprentissage est de recon-

naître l’une des 5 langues parlées à partir du signal physique d’une phrase prononcée par un

locuteur inconnu. Le corpus rassemble les enregistrements de 150 phrases dans chaque langue,

soit 5×150 = 750 cas. Pour plusieurs méthodes d’apprentissage, la validation croisée standard

donne des estimations du taux d’erreur autour de 15%. Mais ces estimations sont biaisées car

les 750 phrases (cas) n’ont pas été choisies indépendamment. Le corpus utilisé a été consti-

tué avec un échantillon de 50 locuteurs, 10 dans chaque langue, chacun disant entre 10 et 20

phrases (15 en moyenne). Ici l’ensemble des phrases dites par un locuteur constitue donc une

grappe et on dispose de 50 grappes choisies au hasard indépendamment dans l’univers des
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locuteurs et non de 750 phrases choisies indépendamment dans l’univers de ce que l’on pour-

rait entendre. La validation croisée tenant compte des grappes donne un taux d’erreur estimé

autour de 20% au lieu de 15%.

Estimation "standard" Estimation respectant

Algorithme biaisée les grappes

Analyse discriminante linéaire 15% 20%

Perceptron multicouche 16% 21%

Maximisation de la vrai-

semblance pour un mélange 20%

de gaussiennes dans R
5

Le statisticien dirait qu’il y a un fort "effet de grappe" car le rythme de la parole diffère

certes d’une langue à l’autre et d’une phrase (cas) à l’autre, mais aussi d’un locuteur (grappe)

à l’autre. Comme l’objectif est d’apprendre à reconaître la langue parlée par une nouvelle

personne, différente de celles du corpus disponible, l’estimation réalisée sans tenir compte des

grappes est "biaisée" ; le résultat de 15% de taux d’erreur en généralisation est trop optimiste.

Pour construire un estimateur non-biaisé du taux d’erreur, il faut connaître a priori la par-

tition des 750 "cas" (les phrases) selon les locuteurs. Soulignons que cette information ne peut

être déduite des données elles-mêmes.

3 Dans l’interprétation, on confond souvent corrélation et

causalité

3.1 L’éventuelle causalité ne peut être établie que par un raisonnement

extérieur aux données elles-mêmes

Il faut sans cesse rappeler que les résultats de la fouille des données ne mettent en évidence

que des corrélations (Rossman, 1994). L’éventuelle causalité ne peut être établie que par un

raisonnement extérieur aux données elles-mêmes. Voici un exemple d’une telle erreur : à l’issue

d’un stage de fin de Master dans une grande banque de dépôt, un étudiant présente un score

permettant de repérer les clients susceptibles de passer à la concurrence. En résumé, le score

est de la forme :

(nombre de réclamations du client – nombre de cartes de crédit et de polices d’assurance

souscrites récemment).

Ce score est raisonnable a posteriori et le directeur de la banque est très satisfait du travail. Il

en conclut devant nous qu’une campagne marketing poussant les clients à souscrire des polices

d’assurance va les fidéliser. Il confond donc corrélation et causalité, modèle prévisionnel et

modèle causal. La fouille des données établit un modèle prévisionnel qui permet de conclure

que (toutes choses égales par ailleurs) les clients qui ont fait des réclamations et qui n’ont rien

souscrit récemment quittent plus fréquemment la banque, et ces corrélations sont symétriques :

les clients qui quittent la banque ont plus souvent fait des réclamations et ont moins souvent

souscrit de nouveaux contrats. Mais ces résultats ne permettent pas de conclure que l’un ou

l’autre de ces comportements soit la cause du départ ; ceci signifierait qu’on pourrait réduire
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les départs en empêchant les clients de réclamer ou bien en leur faisant souscrire de nouveaux

contrats.

A notre avis (raisonnement extérieur aux données), la vraie cause de la fidélité est la sa-

tisfaction du client, qui concourt à la fois à faire acheter de nouveaux services, et à réduire

ses réclamations ; et cette satisfaction peut baisser fortement si on appelle chez lui un client

mécontent pour essayer de lui vendre un nouveau produit ; mieux vaudrait sans doute répondre

correctement à ses réclamations !

Un débat du même type agite actuellement les médecins gériatres : la fouille des dossiers

médicaux montre que les personnes âgées sous-alimentées sont plus souvent malades. Cette

corrélation est établie mais elle ne dit pas ce qu’il faut faire : - est-ce la sous-alimentation qui

provoque la maladie (et alors il faut obliger les personnes âgées à manger) ? - est-ce la maladie

qui coupe l’appétit (et alors il faut soigner les malades pour qu’ils retrouvent l’appétit) ?

3.2 Seuls les résultats d’expériences « randomisées » peuvent fournir une

preuve statistique, ou un début de preuve

On sait en statistique que seuls les résultats d’expériences « randomisées » peuvent

fournir une preuve, ou un début de preuve, d’une causalité posée en hypothèse a priori. Lors

d’une telle expérience, les individus sont tirés au hasard dans l’univers, puis affectés au hasard

aux différentes modalités de la variable d’intérêt. Cette méthode a été créée par sir Ronald

Fisher dans les années 1920-1930 (Fisher, 1935) pour tester l’efficacité des types d’engrais,

de semences et de modes de culture, ainsi que leurs interactions, sur la quantité récoltée ; les

combinaisons étaient réparties au hasard sur chaque champ utilisé. Notons que Fisher a mis

conçu les plans d’expérience après avoir tenté sans succès d’exploiter (on dirait aujourd’hui

de fouiller) les données de 90 ans de relevés météo et culturaux de la station agronomique

de Rothamsted en Angleterre. Ces plans d’expérience ont été étendus en gestion de la qualité

industrielle dans la "méthode Taguchi" (Pillet, 1997). En recherche pharmaceutique, les plans

d’expérience randomisés et en double aveugle constituent la seule méthode acceptée par les

autorités européennes et américaines pour prouver l’efficacité d’un médicament et permettre

la délivrance de l’AMM (Autorisation de Mise sur le Marché)

Or on souligne souvent dans la définition du « data mining » que ces méthodes travaillent

sur des données de seconde main, c’est à dire recueillies dans un autre but que la fouille elle-

même. On est donc loin de l’expérience randomisée et des tests d’hypothèses causales qu’elle

permettrait. Autrement dit, la fouille des données est utile pour repérer des corrélations et

construire des modèles prévisionnels du type : les patients (les clients) qui ont telles caractéris-

tiques ont plus de chance d’avoir telle maladie (comportement). Mais la fouille par elle-même

ne peut pas établir des relations causales du type : en agissant sur telle caractéristique on amé-

liorera la santé des patients ou ou modifiera le comportement du client.

4 Conclusion

En conclusion, avant de fouiller les données, il faut chercher à savoir comment la base

de données disponible a été constituée à partir de l’univers de référence. Pour cela il faut

pouvoir interroger celui qui a constitué la base. Notons que cela est souvent impossible pour

les bases "benchmark", telles celles de UCI. De plus, la fouille des données apporte une aide
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à la décision, mais ne construit pas la décision elle-même ; celle-ci doit tenir compte de méta-

données concernant le corpus analysé et de la « connaissance - métier » du décideur. Ces

réflexions sont issues de l’observation d’interprétations souvent abusives des résultats de la

fouille de données, tant dans le monde académique que dans celui des entreprises.
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Summary

The interpretation of datamining results are often wrong because the way the database has

been built is not taken into account. We use sampling theory to provide some solutions to this

problem: first, when the proportions of classes to learn are not the same in the learning database

and in the universe, we need to weight the results. Besides, when data have been collected in

clusters or through a two-stage survey, we must correct the estimation of the quality of results.

Then, datamining points out correlation and not causality.
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