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{christophe.saint-jean,carl.frelicot}@univ-lr.fr

Résumé

En classification et plus généralement en apprentissage, on distingue clas-
siquement deux approches: le cas supervisé et le cas non supervisé. On peut
combiner celles-ci dans un apprentissage semi-supervisé. Dans ce cadre,
on enrichit un ensemble de données non étiquetées par un certain nombre
d’exemples étiquetés. Ces derniers, en proportion généralement faible, servent
à guider les algorithmes de classification via leur paramétrage et leurs condi-
tions d’initialisation.
Dans cet article, nous rappelons quelques techniques actuelles de semi-super-
vision et références du domaine. Nous proposons une extension de l’algo-
rithme de classification par partition que nous avons proposé dans (Saint-
Jeanet al., 2000) pour prendre en compte la semi-supervision. Nous propo-
sons également une heuristique pour le choix du paramètre du M-estimateur
de Huber tenant compte de la supervision partielle. Enfin, nous présentons
les résultats de notre approche sur des jeux de données artificiels et standards
du domaine.

Mots-clés: Classification, Semi-supervision, Robustesse, Rejet, EM

1 INTRODUCTION

En classification non supervisée, on cherche à mettre en évidence des rela-
tions entre des objets en les regroupant en entités homogènes suivant une cer-
taine mesure de similarité. Cette fonction est réalisable via la recherche d’ex-
tremum d’une fonctionnelle adéquate (Ex: Fuzzy C-Means (Bezdek, 1987) ou
Expectation-Maximization (Dempsteret al., 1977)). Cependant, la complexité de
l’espace à observer impose généralement l’utilisation de méthodes sous-optimales,
sujettes aux extrema locaux. Dans ce cadre, le choix des paramètres et surtout des
conditions initiales s’avère crucial pour le succès de la méthode. Nous allons illus-
trer ce problème par deux exemples pour montrer l’intérêt de la semi-supervision
en classification.

?Ce travail est financé par le Conseil Général de la Charente-Maritime
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FIG. 1 – Sensibilité aux outliers (2
classes demandées)

−8 −6 −4 −2 0 2 4 6 8

−8

−6

−4

−2

0

2

4

6

+
+

+

+

+

++

+

+
+

++

+

+
+

+

++ +

+

+

+
+

+

+

+

+

+

+

+

+

+

+

+

+

+

+ +

+

+

+
+

+

+

+
+

+

+
+

+ ++

+++

+

+

+
+

+

+

+

++

+

+

+

+

++

+

+

+

+

+

+

+

+

+

+ +
+

++

+
+

+

+
+

+

++
+

+

+
++

+

++

+

+

++ ++

+

+
+

+++
+

+

+

+

+

+

+
+

+

+

+

+

+ +

+

+

+

+

+

+

+

+

+
+

+

+

+

+
+

+

+
+

+

++

+

+
+ +

+

+

+

+
++

+
+

+

+

+
+

+ +

+

+ +

+

++

+

+

+

+ +
+

+

+++

++

+

+ +

+

+

+

+

+

+

++

+

+

+

+

+

FIG. 2 – Correction par la supervi-
sion

Considérons le cas de deux classes séparées (Fig.1) et quelques points isolés (out-
liers) qui peuvent être aberrants. La classification obtenue est le résultat de l’algo-
rithme EM. L’estimation des paramètres des classes est pertubée par lesoutlierset
l’algorithme privilégie des classes bien séparées plutôt des classes proches (même
denses). Si l’on ajoute quelques points supervisés (• dans Fig.2), on contraint suf-
fisament le processus d’optimisation pour éviter un extremum local très éloigné
de l’optimum global pour autant que les points supervisés soient pertinents.
La semi-supervision trouve également son intérêt dans des problèmes de type OU-
Exclusif. Le jeu de données de la figure3 comporte quatre classes où deux d’entre
elles ont la même moyenne théorique. Une mauvaise initialisation peut être corri-
gée en supervisant quelques points adéquats (cf. Fig4).

Bien évidemment, superviser même partiellement permet d’améliorer la pré-
cision de l’estimateur. Il en résulte une meilleure capacité en généralisation du
modèle. De même, il a été montré (Hsieh, 1998) que la semi-supervision permet
de limiter le phénomène de Hughes dû à la dimensionalité des données (Hughes,
1968).

Cet article est organisé comme suit. Nous évoquons tout d’abord le contexte de
l’étude. Ensuite, nous rappelons l’algorithme de classification robuste avec rejet
que nous avons proposé dans (Saint-Jeanet al., 2000). Puis, nous proposons une
extension de notre approche à la semi-supervision et en présentons les résultats
sur quelques jeux de données. Finalement, nous concluons sur les améliorations
possibles et perspectives de notre travail.
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FIG. 3 – Une mauvaise initialitisa-
tion sur un jeu de données de type
XOR (4 classes demandées)
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FIG. 4 – Correction par la supervi-
sion

2 CONTEXTE DE L’ÉTUDE

Dans ce papier, nous nous plaçons dans le contexte de la classification et du
modèle de mélange sur les données pour la reconnaissance des formes. En classi-
fication, on dispose généralement d’un grand ensemble de données non étiquetées
alors que les données étiquetées sont plus rares. Il existe de nombreuses façons
de faire coopérer ces deux types de données suivant le cadre dans lequel on se
place. Selon Labzour et al. (Labzouret al., 1998), W. Pedrycz (Pedrycz, 1985)
a introduit la notion de supervision partielle en modifiant l’algorithme des Fuzzy
C-Means(FCM) (Bezdek, 1987). Ces travaux ont été repris une dizaine d’années
plus tard par A. Bensaid et al. (Bensaidet al., 1996) (Amar et al., 1997) qui ont
étendu le paradigme à la classification hiérarchique.
Comme nous l’avons dit plus haut, la semi-supervision peut s’effectuer en contrai-
gnant les estimateurs utilisés dans les algorithmes de classification. Dans le cas
des FCM, on remplacera la minimisation de

Q =
C∑
j=1

N∑
i=1

upijd
2
ij (1)

par la minimisation de

J = Q+
C∑
j=1

N∑
i=1

(uij − fijbi)pd2
ij (2)

où lesuij et lesdij représentent respectivement le degré d’appartenance et la dis-
tance de la donnéexi à la classeCj . Le facteur de flou p varie dans]1, +∞].
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La matricef correspond aux degrés d’appartenance des points supervisés dési-
gnés par le vecteur booléenb (bi=1 si le i-ème point est supervisé, 0 sinon). Bien
évidemment, on dérive de nouvelles équations de mises à jour desuik et des pa-
ramètres des classes (Pedrycz & Waletzky, 1997).

Dans le cadre probabiliste et pour un algorithme du type EM, la semi-supervision
s’effectue naturellement en fixant les probabilités a posteriori des points supervi-
sés de la manière suivante :

P (Cj |xi) =
{

1 si xi appartient à la classeCj
0 sinon

(3)

Cette approche s’apparente aux travaux de Tadjudin S. et Landgrebe D. (Tadjudin
& Landgrebe, 1998) et ceux décrits dans (Nigamet al., 2000). Nous nous plaçons
également dans ce contexte (cf. section4).
Récemment, plusieurs techniques de classification ont été étendues à la semi-
supervision. Parmi elles, citons les machines à vecteurs de support (Bennett &
Demiriz, 1998) (Fung & Mangasarian, 1999), les algorithmes génétiques (De-
miriz et al., 1999) et les algorithmes avec des prototypes-points (Labzouret al.,
1998). Avant de présenter notre approche de la semi-supervision, nous allons rap-
peler notre méthode de classification robuste avec rejet.

3 MÉTHODE DE CLASSIFICATION ROBUSTE AVEC

REJET

Dans un article précédent (Saint-Jeanet al., 2000), nous avons proposé une mé-
thode de classification robuste avec rejet. Celle-ci est une variante de l’algorithme
Expectation-Maximization (EM) (Dempsteret al., 1977) dont nous rappelons ici
le principe.

3.1 Rappels sur l’algorithme EM

L’algorithme EM est utilisé en classification pour estimer les paramètresΘj

des classes formant le mélangef(x; Θ) =
∑C
j=1 πjf(x; Θj) à partir des données

observéesχ = {x1,x2, . . . ,xN}. Pour cela, on chercher à maximiser la vrai-
semblanceL(Θ) = P (χ|Θ). Sous l’hypothèse d’indépendance desxi, la log-
vraisemblancelogL(Θ) s’écrit :

logL(Θ) =
N∑
i=1

log
C∑
j=1

πjf(xi; Θj) (4)

Cette maximisation étant difficile à effectuer, on introduit une variable aléa-
toire supplémentaireZ (appelée également donnée incomplète) correspondant à
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la classe d’appartenance de chacun des éléments à classifier. On écrit pour l’élé-
mentxi :

zij =
{

1 si xi appartient à la classeCj
0 sinon

Généralement, leszi = (zi1, . . . ,ziC) sont pris comme des réalisations indépen-
dantes suivant une distribution multinomialeMultk(1,π) oùπ = (π1, . . . ,πC)T .

Sous ces conditions, la log-vraisemblance complète s’écrit :

logLc(Θ) =
N∑
i=1

C∑
j=1

zij log(πjf(xi; Θj)) (5)

L’algorithme EM maximiselogLc en alternant deux phases :

E-Step (Expectation Step):
On calcule l’espérance conditionnelle delogLc :

Q(Θ|Θ(t)) = E[LogLc(Θ)|χ,Θ(t)] (6)

CommeLogLc est une fonction linéaire deszij , ce calcul se limite à remplacer
leszij par leur espérance conditionnelle :

E[zij |χ,Θ(t)] =
πjf(xi; Θ(k)

j )∑C
l=1 πlf(xi; Θ(k)

l )
(7)

Les zij sont les probabilités a posteriori d’appartenance de l’élémentxi à la
classeCj .

M-Step (Maximization Step):
Dans cette phase, on recherche la valeur deΘ qui maximise (6). Cette étape dé-
pend complètement du modèle des classes choisi que nous allons détailler par la
suite.
L’utilisation de l’algorithme EM nécessite la connaissance du nombre de classes
du modèle. Ce paramètre peut être estimé par des critères de validation tel que
l’"Integrated Completed Likelihood" (ICL) (Biernackiet al., 2000).

3.2 La modélisation des classes

Dans le cas de classes gaussiennes, lesΘj représentent la probabilité a priori
πj , la moyenneµj , matrice de covarianceΣj de la classeCj . Nous avons enrichi
ce modèle en considérant une classe comme un mélange de deux gaussiennes (cf.
Fig. 5):

ˆP (x|Cj) = (1− γj)N (x; µ̂rj ,Σ̂
r
j)︸ ︷︷ ︸

(A)

+ γjN (x; µ̂j ,αjΣ̂j)︸ ︷︷ ︸
(B)

(8)
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Le terme (A) est utilisé pour modéliser le noyau de la classe alors que le terme
(B) permet de prendre en compte le bruit autour de la classe. Nous verrons par la
suite que (B) est utilisé pour effectuer un rejet en distance.
Lesγj etαj permettent de contrôler respectivement la proportion entre les deux
composantes et l’étalement de la seconde composante en modulant sa variance.
Ainsi, γj est choisi entre 0 et 0.5 pour favoriser (A) etαj est supérieur à 1.
Le calcul desµ̂rj et Σ̂rj (estimateurs deµj etΣj) dans (A) est effectué de manière
robuste en utilisant un M-estimateur. Dans (Saint-Jeanet al., 2000) nous avons
testé plusieurs estimateurs. Ici, nous avons retenu le M-estimateur de Huber (Hu-
ber, 1981). Celui-ci est paramétré par une constanteh permettant d’ajuster la taille
du filtrage (cf. Fig.7). Nous verrons plus tard que l’approche semi-supervisée per-
met d’en fixer automatiquement la valeur. L’algorithme1 décrit cette procédure
en même temps que le calcul dêµj et deΣ̂j .

Algorithme 1: Estimation robuste et itérative de la moyenne et de la matrice de
covariance

Données: χ = {x1, . . . ,xN},zji l’estimation courante deP (Cj |xi), h

µ̂rj = µ̂j =
∑N

i=1
zji xi∑N

k=1
zji

Σ̂rj = Σ̂j =
∑N

i=1
zji (xk−µ̂rj )(xi−µ̂rj )T∑N

i=1
zji

répéter
pour i = 1 à N faire

ei = dM(xi,Cj)
wi = ψhuber(ei,h)

ei

µ̂rj =
∑N

i=1
wi zji xi∑N

i=1
wi zji

Σ̂rj =
∑N

i=1
wi zji (xi−µ̂rj )(xi−µ̂rj )T∑N

i=1
wi zji

jusqu’à Critère d’arrêt;

Le critère d’arrêt de cette procédure permet de borner le nombre d’itérations
dans l’estimation. En effet, à chaque itération, le nombre de points possédant un
poids significatif diminue et ce que l’on gagne en robustesse est perdu en préci-
sion. Le test de convergence peut être une combinaison de plusieurs types :

1. t < tmax où t désigne le nombre d’itérations effectuées,

2. convergence des paramètres estimés,

3. taux maximal d’éliminationα < αmax oùα est le pourcentage des données
ayant un poids quasi-nul.

Nous avons utilisé une combinaison de (1) et (3) avecαmax = 50% et tmax = 4.
Pour (B), on estimerâµj etΣ̂j à l’aide des formules usuelles de calcul de moyenne
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FIG. 5 –Chaque classe est modélisée par un mélange de deux gaussiennes

et de matrice de covariance. Au passage, on remarquera que l’on perd la propriété
initiale de l’algorithme sur la croissance monotone deLogL du fait de l’utilisation
de l’estimation robuste récursive. La phase de maximisation n’est plus strictement
réalisée mais approximée. Ceci nous oblige à changer le critère d’arrêt de l’algo-
rithme traditionnellement basé sur la stabilitéLogL. Dans notre cas, on s’arrêtera
lorsqu’aucune amélioration deLogL n’a été constatée après un nombre minimal
d’itérations (fixé à 10 itérations ici).

3.3 La règle d’affectation et le rejet

Le rejet est effectué lors de l’affectation finale des points aux classes. On crée
une (C+1)-ème classe, appelée classe de rejet, dans laquelle on regroupe tous les
seconds termes (B). Le mélange peut alors s’écrire sous la forme :

f̂(x) ≡ f(x; Θ̂) =
C+1∑
j=1

πjf(x; Θ̂j) avec (9)

f(x; Θ̂j) = (1− γj) N (x; µ̂rj ,Σ̂
r
j) ∀j = 1,C (10)

f(x; Θ̂C+1) =
C∑
j=1

γj N (x; µ̂j ,αjΣ̂j) (11)

L’affectation s’effectue ensuite suivant le critère du Maximum A Posteriori (MAP)
parmi ces C+1 classes. La figure6 montre deux exemples de cet algorithme.
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Il est nécessaire de faire un compromis entre le taux de succèsPc, le taux d’erreur
Pe et le taux de rejetPr. En effet, on cherche à remplacer l’erreur par le rejet sans
trop faire diminuer le taux de succès. Pour désigner le bon modèleΓ, on choisira
celui qui maximise le critère:

C(Γ) = Cc ∗ Pc(Γ)− Ce ∗ Pe(Γ)− Cr ∗ Pr(Γ) (12)

oùCc,Ce,Cr représentent des coûts associés au succès, à l’erreur et au rejet.

4 EXTENSION À LA SEMI -SUPERVISION

Dans cette section, nous proposons une extension à la semi-supervision de la
méthode de classification que nous venons de décrire. On utilise pour cela l’équa-
tion (3) qui fixe la probabilité a posteriori des points supervisés. Dans la suite,
nous adopterons les notations suivantes:

xi• i-ème point non supervisé de l’ensemble d’apprentissage
xij i-ème point supervisé appartenant à la classeCj
πj Probabilité a priori de la j-ième classe
zij Estimation de la probabilité a posterioriP (Cj |xi•)
N Nombre total de points non supervisés
Nj Nombre de points supervisés de la j-ième classe
dM Distance de Mahalanobis

d2
M(xi,Cj) = (xi − µj)TΣ−1

j (xi − µj) (13)

4.1 Mise à jour des paramètres des classes

Sous l’hypothèse d’un choix représentatif des points supervisés vis-à-vis de la
population des classes, la mise à jour de la probabilité a priori de la classeCj
s’effectue suivant:

πj =
∑N
i=1 zij +Nj
N +Nj

(14)

Le calcul des autres paramètres est décrit dans l’algorithme2.

4.2 Paramétrage de l’estimateur

La supervision de quelques points permet d’automatiser le choix du seuil de
Huberhj . Plusieurs heuristiques sont possibles. Il est raisonnable de considérer
comme pertinents les points plus proches du prototype de la classe que les points
supervisés (que l’on ne remet pas en cause). Ce choix peut s’exprimer comme
suit:

hj = max
i∈[1,Nj ]

(dM(xij ,Cj),hmin) (15)
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FIG. 6 –Deux exemples de classification avec rejet - Les points rejetés sont les×
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Algorithme 2: Mise à jour de la moyenne et matrice de covariance dans le cas
semi-supervisé

Données: χ = {x1, . . . ,xN},zji l’estimation courante deP (Cj |xi), hmin le
seuil minimal de l’estimateur

µ̂j =
∑N

i=1
zijxi•+

∑Nj

i=1
xij∑N

i=1
zij+Nj

Σ̂j =
∑N

i=1
zij(xi•−µj)(xi•−µj)T+

∑Nj

i=1
(xij−µj)(xij−µj)T∑N

i=1
zij+Nj

répéter
hj = maxi∈[1,Nj ](dM(xij ,Cj),hmin)
pour i = 1 à N faire

ei• = dM(xi•,Cj)
wi• = ψhuber(ei•,hj)

ei•

pour i = 1 à Nj faire
eij = dM(xij ,Cj)
wij = ψhuber(eij ,hj)

eij

µ̂rj =
∑N

i=1
wi• zij xi•+

∑Nj

i=1
wij xij∑N

i=1
wi• zij+

∑Nj

i=1
wij

Σ̂rj =
∑N

i=1
wi• zij (xi•−µ̂rj )(xi•−µ̂rj )T+

∑Nj

i=1
wij (xij−µ̂rj )(xij−µ̂rj )T∑N

i=1
wi• zij+

∑Nj

i=1
wij

jusqu’à Critère d’arrêt;
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Il est indispensable de fixer un minimumhmin à h sans lequel l’estimation ne
porterait que sur un trop petit nombre de points. La figure8 représente les divers
paliers de la fonction de seuil issus de cette heuristique, du plus foncé (poids le
plus fort) au plus clair (poids le plus faible).

5 EXPÉRIMENTATIONS

Nous avons testé notre algorithme sur des données artificielles (cf Fig.6) et
d’autres jeux standards couramment utilisés en reconnaissance des formes (base
UCI (Murphy & Aha, 1992)). La sélection des points supervisés a été effectuée
par tirage aléatoire sans tenir compte des proportions des classes. Si le tirage n’est
pas favorable, l’amélioration légitimement attendue peut être moindre. D’autre
part, le nombre de paramètres de l’algorithme est trop important pour explorer
complètement des intervalles sur ceux-ci sur tous les jeux de données. Ainsi, nous
avons choisi de faire un tirage aléatoire sur lesγj , αj et taux de supervision pour
diverses initialisations.
De plus, il n’existe pas, à notre connaissance, d’autres algorithmes de classifi-
cation semi-supervisé avec rejet (même si certaines techniques sont adaptables).
Nos résultats sont donc difficilement comparables directement avec l’existant.

5.1 Données artificielles

Nous avons repris les jeux de données utilisés précédemment en faisant varier
les paramètres du modèle (identique pour chaque classe). Sur le jeu de données
Easy(classes séparées), nous avons amélioré le taux d’erreur (0.28%) pour un
taux de rejet de 10% (9% de supervision) contre 2% d’erreur sans supervision.
Sur les donnéesDif (classes mélangées), nous avons également diminué le taux
d’erreur (8.44%) par rapport au meilleur taux obtenu précedemment sans super-
vision (11.33%) dans (Saint-Jeanet al., 2000).

5.2 Données réelles

Les figures9, 11, 13, 15montrent respectivement les meilleurs résultats obtenus
au sens du critèreC(Γ) parmi les diverses configurations paramétriques aléatoires
(γj ∈ [0.05,0.5], αj ∈ [1,20] et le numéro d’initialisation de 1 à 50) pour diffé-
rents taux de supervision avec des paramètres de coût fixés comme suit: Cc=1,
Ce=2, Cr =2. L’abscisse répresente le taux de supervision (de 0 à 100%), l’axe de
gauche, le taux de succès, l’axe de droite le taux d’erreur. Dans les figures10, 12,
14, 16, le taux d’erreur est remplacé par le taux de rejet. L’aspect chaotique des
courbes s’explique par le choix aléatoire des paramètres. Enfin, la table1 reprend
quelques valeurs nous paraissant pertinentes. Les cas 0% et 100% de supervision
correspondent aux cas limites de non supervision et de supervision totale.
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d’erreur en fonction du taux de su-
pervision
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FIG. 17 –Abaque du taux d’erreur avec le taux de rejet avec divers niveaux de
supervision pour le jeu de données Pima

Afin de pouvoir comparer avec des résultats publiés par ailleurs (Labzouret al.,
1998) (semi-supervision sans rejet), nous avons procédé à une resubstitution se-
lon le critère MAP décrit plus haut. D’une manière générale, les résultats obtenus
sont comparables avec ceux des méthodes supervisées1.

Comme on pouvait s’y attendre, la supervision de quelques points permet de
réduire le taux d’erreur (à coûts fixés) sur tous les jeux de données. En général, un
taux de supervision faible permet de réduire de manière significative le taux d’er-
reur (sauf pourPima) ou d’améliorer de manière significative le taux de succès.

Pour les donnéesPima, connues pour être très mélangées, seule une pénalisa-
tion forte du coût d’erreur (Ce )) 2) permet de diminuer le taux d’erreur (16.66%)
pour un taux de rejet important (15.74%), ceci au détriment du taux de succès
(67.58%). Plus généralement, on constate que minimiser le taux d’erreur produit
des classes plus concentrées sur les zones de fortes densités. Le choix des para-
mètres de coût dépend donc fortement de l’application visée.
L’abaque de la figure17 montre, pour divers niveaux de supervision, la relation
entre le taux de rejet et le taux d’erreur. Comme on pouvait s’y attendre, le rejet
compense l’erreur potentielle de classification qui diminue lorsque la supervision
augmente.

1. http://www.phys.uni.torun.pl/kmk/projects/datasets.html
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Jeu de données Taux de supervision Taux de succès Taux d’erreur Taux de Rejet

Breast Cancer Wisconsin
N=683,C=2,Dim=9

0.% 91.95% 5.12% 2.93%

1.02% 93.41% 2.49% 4.1%

100.% 95.9% 4.1% 0.%

Iris (Anderson)
N=150,C=3,Dim=4

0.% 96.67% 2.66% 0.67%

5.33% 98.66% 1.33% 0.%

100.% 98.66% 1.33% 0.%

Pima Indians Diabetes
N=768,C=2,Dim=8

0.% 66.93% 29.04% 4.04%

6.77% 70.18% 29.82% 0.%

100.% 76.56% 23.44% 0.%

Wine
N=178,C=3,Dim=13

0.% 89.32% 5.62% 5.06%

1.78% 96.07% 1.12% 2.81%

100.% 100.% 0.% 0.%

TAB . 1 –Résultats extraits sur quelques jeux standards

Sur le jeu de donnéesIris, Labzour et al. (Labzouret al., 1998) ont obtenu
un taux d’erreur de 3.33% pour un taux de supervision de 10% tenant compte
des proportions des classes. Sans cette hypothèse, notre algorithme divise ce taux
d’erreur par 2 (1.33%) pour deux fois moins de supervision (5.87%). On remarque
aussi que la supervision totale n’améliore pas les résultats.

Par ailleurs, nous avons pu constater que le système traite correctement lesout-
liers. En effet, ils sont modélisés par la seconde composante des classes (Eq.8-
terme(A)) et par conséquent rejetés dans la phase d’affectation. Enfin, l’estima-
tion robuste joue parfaitement son rôle qui tente de contrer l’attraction naturelle
des centres vers les zones de fort mélange.

6 CONCLUSIONS ET PERSPECTIVES

Dans cet article, l’intêret de la semi-supervision a été rappelé à travers quelques
exemples. Nous avons proposé un algorithme de classification semi-supervisée
qui se distingue des approches classiques par l’introduction du rejet (classe suplé-
mentaire modélisant lesoutliers) et l’utilisation de M-estimateurs robustes. Une
méthode originale de choix du paramètre de l’estimateur de Huber tenant compte
de la supervision partielle a été proposée. Les premières expérimentations effec-
tuées sur divers jeux de données donnent des résultats prometteurs. Malheureu-
sement, la comparaison directe de notre méthode avec d’autres est difficile. Bien
évidemment, le choix des points à superviser influe largement sur la qualité de
l’apprentissage comme il a été remarqué dans (Cohnet al., 1996). Nos recherches
actuelles visent à intégrer dans l’algorithme une véritable stratégie de sélection
pour tenir compte au mieux des connaissances d’un éventuel expert. L’objectif à
terme est d’intégrer notre algorithme dans une application réelle.
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